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A la memoria de mi abuela Lucy.





Glosario

AD: Average Distance. Distancia Promedio de borde a borde.

AHA: American Heart Association. Asociación Norteamericana del Corazón.

CT: Computed Tomography. Tomograf́ıa computada.

EF: Ejection Fraction. Fracción de eyección.

fMRI: Functional Magnetic Resonance Imaging. Imágenes de resonancia magnética

funcional.

GT: Ground truth. Verdad de referencia.

H: Distancia de Hausdorff.

ICM: Iterated Conditional Modes. Modas iteradas condicionadas.

INRIA: Institut national de recherche en sciences et technologies du numérique. Ins-

tituto Nacional de Investigación en Ciencias y Tecnoloǵıas Digitales.

KNN: K-Nearest Neighbors. K-vecinos más cercanos.

MR: Magnetic Resonance. Resonancia Magnética.

MRF: Markov Random Field. Campo aleatorio de Markov.

MRI: Magnetic Resonance Imaging. Imágenes por resonancia magnética.

PET: Positron Emission Tomography. Tomograf́ıa por emisión de positrones.

RAM: Random Access Memory. Memoria de acceso aleatorio.

ROI: Region of Interest. Región de interés.

SPECT: Single Photon Emission Computed Tomography. Tomograf́ıa computada de

emisión de fotón único.

SSFP: Steady-state free precession. Precesión libre de estado estacionario.

SVM: Support Vector Machine. Máquina de soporte vectorial.

UPF: Universitat Pompeu Fabra. Universidad Pompeu Fabra.

US: Ultrasound. Ultrasonido.
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(izquierda) para la arquitectura de red neuronal U-Net. Nótese el resulta-
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3.14. Ejemplo de segmentación errónea debido a perturbaciones en la distribu-

ción de intensidades. En la fila superior primera segmentación bayesiana;

en la fila central, imagen original y en la fila inferior la distribución de

intensidades correspondiente a cada imagen con los ajustes de un mo-

delo de mezcla Gamma para cada tejido. a) Segmentaciones correctas

para un slice medial en fases de fin de śıstole y fin de diástole. b) Sujeto
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cuales se calcula el esfuerzo miocárdico. Adaptado de [11] . . . . . . . . 83

4.2. Modelo AHA de 17 segmentos. a) Representación polar del modelo. b)

Diagramas correspondientes al modelo AHA en vistas del eje largo y corto. 86

4.3. Ejemplo de resultados para seguimiento de porciones de tejido para dos

tiempos consecutivos para los sujetos v4 (izquierda) y v8 (derecha). La

magnitud y dirección de desplazamiento es representada por la magnitud

y dirección de las flechas respectivamente. Las flechas están diferenciadas

con colores de acuerdo a la región del modelo AHA a la cual pertenecen. 86

4.4. Distribución de errores de seguimiento para los 12 puntos de referencia
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en las fases de fin de śıstole y última fase del ciclo card́ıaco para el método

propuesto y para los métodos propuestos por los equipos de trabajo de

INRIA y UPF y discriminado por región ventricular. . . . . . . . . . . 88

4.6. Distribución de errores de seguimiento a lo largo del ciclo card́ıaco para el
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4.10. Esfuerzo miocárdico medido en sus tres componentes para los segmentos

septales (fila superior) y laterales (fila inferior) comparando el método

propuesto con el de INRIA y UPF para el sujeto v4. . . . . . . . . . . . 92
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Resumen

Las imágenes médicas son una herramienta de suma utilidad diagnóstica en medici-

na, proporcionando información anatómica o funcional de forma mı́nimamente invasiva.

Posteriormente al proceso de adquisición, las imágenes digitales pueden ser procesadas

de diversas maneras para destacar o extraer información subyacente de utilidad para

el diagnóstico. Una de las técnicas de procesamiento más relevantes es la segmenta-

ción, que consiste en particionar a la imagen en regiones relevantes, en particular para

delinear automáticamente estructuras como órganos o tejidos. Los métodos de segmen-

tación existentes son diversos en cuanto a su forma de representar las caracteŕısticas

relevantes de imagen para segmentar, el grado de interacción manual y la cantidad de

datos necesarios para obtener un método de desempeño satisfactorio. En particular,

los métodos basados en modelos probabiĺısticos tienen las virtudes de requerir pocos

datos, tener pocos hiperparámetros ajustables, costo computacional moderado y que

potencialmente pueden ser completamente automatizables.

En esta tesis se desarrolló un modelo de segmentación basado en inferencia baye-

siana que incorpora información a priori de estructuras a segmentar mediante priors

de forma. El enfoque está basado en trabajos previos de segmentación bayesiana de

tejidos y la adapatación de la idea de prior de forma de level-sets al contexto de infe-

rencia bayesiana. En particular se estudió la aplicación de este método al problema de

segmentación card́ıaca de miocardio del ventŕıculo izquierdo en imágenes card́ıacas de

resonancia magnética nuclear de cine, en donde el prior de forma incorpora la infor-

mación a priori de la geometŕıa del tejido del miocardio en las imágenes. El método

fue validado en la base de datos del Cardiac Motion Analysis Challenge 2011 contras-

tando los resultados obtenidos contra anotaciones manuales realizadas por expertos.

El desempeño alcanzado por el método propuesto es compatible con otros métodos de

segmentación aplicados al problema de segmentación card́ıaca, con valores obtenidos

de coeficiente de Dice de 0,8 ± 0,1, 0,94 ± 0,04 y 0,90 ± 0,09 para segmentación de

miocardio, endocardio y epicardio respectivamente, con la ventaja principal que no

es necesaria una gran cantidad de datos para su funcionamiento y requiere mı́nima

interacción.

Finalmente se estudió la aplicación del método de segmentación al cálculo del es-

fuerzo miocárdico, dentro del marco del desarrollo de una extensión para el software

xix
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de procesamiento y visualización de imágenes médicas 3DSlicer. Se comprobó en que

el método de segmentación propuesto como pre-procesamiento al cálculo de esfuerzo

alcanza resultados cualitativos compatibles a otros métodos establecidos y además se

contribuyó al desarrollo y validación de la extensión CardIAc del software 3DSlicer

para cálculo y visualización de esfuerzo miocárdico.

Palabras clave: SEGMENTACIÓN, INFERENCIA BAYESIANA, IMÁGENESMÉDI-

CAS, PRIOR DE FORMA, CARDÍACO



Abstract

Medical imaging is a paramount useful diagnostic tool in medicine, providing anatomic

or functional information in a minimally invasive way. After aquisition, digital images

can be processed in different ways to highlight or extract useful further information

for diagnosis. Segmentation is one of the most relevant of such processing techniques,

involving partitioning an image into meaningful regions, for instance: for automatic

organs or tissue delineation. Existing segmentation methods are diverse in regard of

image features representation, degree of user interaction and amount of data needed to

attain satisfactory performance. In particular, probabilistic based methods have nice

virtues such as: little data demanding, few hyperparameters to fit, mild computational

burden and can potentially be run in fully automated fashion.

The focus of this thesis was the development of a segmentation model based on

bayesian inference that incorporates a priori information about the structures to be

segmented by means of a shape prior. The approach is based on previous works on

bayesian segmentation applied to tissues segmentation and also adapting the idea of

shape prior in level-sets segmentation into the bayesian framework. Specifically, the

proposed method of bayesian segmentation with shape priors was studied in the con-

text of cardiac cine MRI myocardial segmentation, in which a shape prior is used to

incorporate a priori information about myocardial tissue geometry on images. The pro-

posed method was validated on the Cardiac Motion Analysis Challenge 2011 database

by measuring matching between segmentations obtained by the method and manual

annotation by experts. The performance attained by the method is compatible with

other state-of-the art methods for cardiac segmentation measured in terms of Dice co-

efficient metric: 0.8 ± 0.1, 0.94 ± 0.04 and 0.90 ± 0.09 for myocardium, endocardium

and epicardium segmentation respectively. Hence, bayesian segmentation with shape

priors enables satisfactory segmentation performance with few data usage and minimal

interaction.

Finally, the proposed segmentation method was applied to myocardial strain quan-

tification in the context of the development of an extension for the medical image

processing and visualization software 3DSlicer. It was shown that by applying the

proposed method as a pre-processing step for myocardial strain quantification, results

attained are compatible with stablished methods. Moreover, the segmentation method

xxi
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proposed contributed to the development and validation of the extension CardIAc for

computation and visualization of cardiac strain for the 3DSlicer software.

Keywords: SEGMENTATION, BAYESIAN INFERENCE, MEDICAL IMAGING,

SHAPE PRIOR, CARDIAC



Caṕıtulo 1

Introducción a modalidades y

procesamiento de imágenes médicas

1.1. Imágenes médicas y sus modalidades

Uno de los primeros hitos en la historia de la tecnoloǵıa de imágenes aplicada a

las ciencias médicas fue la experimentación con rayos catódicos hecha por Wilhelm

Röntgen en 1895. La radiación generada, que llamó Rayos X, nombre que perdura

hasta la actualidad, resultó capaz de atravesar varios materiales y su intensidad pod́ıa

ser registrada en un placas fotográficas. Entre los hallazgos mostrados a partir de los

experimentos de Röntgen se destaca la primera imagen de Rayos X efectuada sobre

una persona, en este caso sobre la mano de Anna Bertha Ludwig, esposa de Röntgen

(Figura 1.1).

Con estos hallazgos se mostraba el potencial sin precedentes de esta nueva tecnoloǵıa

para la inspección del cuerpo humano. Apenas meses después de su descubrimiento, los

Rayos X seŕıan explorados como una técnica de la medicina en Alemania, Inglaterra,

Francia y los Estados Unidos [1].

Durante el transcurso de la Segunda Guerra Mundial, el desarrollo del sonar como

tecnoloǵıa bélica allanó el camino para utilizar el ultrasonido como señal utilizada para

identificar estructuras dentro del cuerpo humano. El neurólogo austŕıaco Karl Dussik

fue pionero en aplicar esta técnica al cuerpo humano, logrando obtener las primeras

imágenes transcraneales en 1942. Si bien las imágenes obtenidas no teńıan todav́ıa la

calidad suficiente para ser valiosas en el ámbito de la medicina, este primer trabajo

sentó las bases de la ultrasonograf́ıa. La técnica seŕıa perfeccionada en las dos décadas

siguientes hasta que en la década de 1960 los primeros equipos de ultrasonido de uso

médico fueron desarrollados [2].

Con los avances vertiginosos de la tecnoloǵıa nuclear en la posguerra, en el año

1952 Hal Anger desarrolló la Cámara Gamma, un dispositivo que permite el registro

1
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Figura 1.1: Primera imagen de rayos X.

del centelleo producido por fotones Gamma incidentes en cristales de ioduro de sodio.

La primera aplicación que se dió a la Cámara Gamma fue el estudio de tumores in vivo

mediante imágenes generadas después de inyectar a un paciente un radioisótopo emisor

Gamma. Este es uno de los primeros antecedentes del uso de la medicina nuclear para

la obtención de imágenes diagnósticas [3].

De la mano de las técnicas experimentales para estudiar propiedades nucleares surge

también la resonancia magnética como modalidad de imágenes médicas. En la década

de 1970 Raymond Damadian descubre que el tejido tumoral puede distinguirse in-

vivo del sano mediante espectroscoṕıa de resonancia magnética nuclear y por la misma

época Paul Lauterbur utiliza la técnica de resonancia magnética nuclear para generar

imagenes 2D y 3D. Algunos años más tarde, en 1980 se fabrica en la Universidad de

Aberdeen en Escocia el primer escáner de resonancia magnética para cuerpo completo

con utilidad cĺınica [4].

Todas estas técnicas fundamentales de imágenes médicas se han perfeccionado y

han evolucionado con el tiempo en técnicas más sofisticadas que son de uso corriente

al d́ıa de hoy:

En 1975 Godfrey Hounsfield combina el principio de formación de imágenes por

atenuación y transmisión de Rayos X con el concepto de transformada de Ra-

don inversa de 1917 y desarrolla el primer escáner de tomograf́ıa computada (CT

de sus siglas en inglés) de cuerpo entero. Este desarrollo permite reconstruir el

volúmen interno del cuerpo escaneado en tres dimensiones y permitir el diagnósti-
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co observando directamente los órganos internos sin ningún tipo de procedimiento

invasivo [5]. Además, las imágenes de Rayos X realizadas con la incorporación

de un medio de contraste por parte del paciente permiten realizar Angiograf́ıas

y estudiar los vasos sangúıneos o cavidades del cuerpo. Además existen equipos

para adquirir imágenes planares de Rayos X en tiempo real, técnica que se conoce

como Fluoroscoṕıa.

La técnica de ultrasonido (US) ha aprovechado e incorporado la fenomenoloǵıa del

efecto Doppler para obtener información del flujo sangúıneo y permitir el estudio

del sistema circulatorio con la ecosonograf́ıa Doppler [6]. Además, actualmente

es posible reconstruir con ultrasonido volúmenes en tres dimensiones que es una

modalidad muy utilizada en obstetricia y cardioloǵıa [7].

Además de la modalidad planar de imágenes con Cámara Gamma planar, la me-

dicina nuclear ha posibilitado las técnicas de imágenes de SPECT (siglas en inglés

de tomograf́ıa computada por emisión de fotón único) y PET (siglas en inglés de

tomograf́ıa por emisión de positrones). Estas son dos técnicas de imágenes donde

se reconstruye un volumen en tres dimensiones que representa las concentraciones

de actividad radioactiva alojadas en el cuerpo del radionúclido incorporado por

el paciente [8]. Estas técnicas proporcionan información metabólica en lugar de

anatómica y es un recurso muy valioso para diagnóstico oncológico, entre otras

patoloǵıas.

Desde su introducción en la década de 1980, las imágenes por resonancia magnéti-

ca nuclear (MRI por sus siglas en inglés) ha sido una de las técnicas de imágenes

médicas con mayor versatilidad y desarrollo. La posibilidad de configurar dis-

tintas secuencias de excitación y adquisición de señal permite obtener imágenes

que enfatizan tejidos particulares [9]. Sumado a esto la técnica también permite

realizar espectroscoṕıa, Angiograf́ıas por medio de la incorporación de agentes de

contraste, imágenes de cine (con movimiento, aunque no en tiempo real), tracto-

graf́ıas por medio de imágenes pesadas por difusión y la posibilidad de realizar

resonancia magnética funcional (fMRI), una técnica con destacada aplicación en

el ámbito de la neurociencia para estudiar funciones cognitivas [10].

Cada una de las técnicas de imágenes mencionadas tienen puntos fuertes e inconve-

nientes en diferentes aspectos, lo cual hace que su práctica esté mejor justificada para

casos cĺınicos particulares.

En adición a la información que provee cada una de estas modalidades por separado,

vale la pena mencionar que se puede complementar la información de dos modalidades

con caracteŕısticas distintas en una sola imagen, este proceso se conoce como fusión de

imágenes y es una práctica muy útil en caso de que se tengan imágenes de la misma
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[a] [b]

[c] [d] [e]

[f]

Figura 1.2: Ejemplos de algunas modalidades de imágenes médicas: a) Radiograf́ıa de Rayos
X planar de tórax. b) Fotograma de ultrasonograf́ıa card́ıaca de corazón en el eje corto. c) Pro-
yecciones sagital, coronal y transversal de un estudio de Tomograf́ıa Computada. d) Estudio de
Cámara Gamma de cuerpo completo. e) Dos visualizaciones de un estudio PET de cuerpo com-
pleto. f) Proyecciones coronal, transversal y sagital de una imagen pesada en T1 de Resonancia
Magnética Nuclear de cabeza.



1.2 Problemáticas del procesamiento de imágenes médicas 5

región anatómica pero de modalidades distintas. Por ejemplo, es una práctica habitual

(siempre que se cuente con las imágenes correspondientes) combinar estudios de mo-

dalidades metabólicas o funcionales con modalidades anatómicas. De esta manera, se

puede asociar la actividad metabólica o funcional registrada con la localización en órga-

nos espećıficos del cuerpo donde efectivamente suceden, información que es de enorme

importancia para desarrollar un diagnóstico.

El proceso de fusión de imágenes es esencialmente la aplicación de transformaciones

geométricas de una de las imágenes para maximizar una medida de similaridad entre la

imagen transformada y la imagen original. En el contexto de procesamiento de imágenes

este proceso se denomina registración [11].

Esta breve reseña histórica e introducción a las modalidades más importantes de

imágenes médicas sirve para dimensionar la importancia de esta tecnoloǵıa al servicio

de la medicina. Su máxima virtud es la de poder relevar de forma precisa el estado de

órganos y sistemas de un paciente de forma prácticamente no invasiva en un tiempo

relativamente corto. Desde su introducción en siglo XX, las imágenes médicas son una

tecnoloǵıa de valiosa importancia para uso diagnóstico general y son en muchos casos

una herramienta estándar para el seguimiento de patoloǵıas en pacientes.

1.2. Problemáticas del procesamiento de imágenes

médicas

De las técnicas mencionadas en la sección anterior, a excepción de instalaciones

de imágenes de Rayos X 2D con placa radiográfica, la imagen generada a partir de la

adquisición con una técnica determinada es una imagen digital. Una imagen digital está

representada como un arreglo espacial de valores numéricos. La disposición espacial es

una grilla cuadriculada con ancho y alto definidos. Cada cuadŕıcula de la grilla es la

unidad más atómica de información de la imagen que es un ṕıxel. En el caso de imágenes

3D, en lugar de ṕıxels, la menor unidad de información se denomina vóxel y correponde

al muestreo de una señal en un pequeño volúmen del espacio definido por la resolución

espacial en cada eje ortogonal. Además de la facilidad para hacer disponibles, archivar

y complementar con datos adicionales que ofrecen las imágenes digitales, otra de sus

ventajas es la posibilidad de evaluar y transformar la imagen matemáticamente y de

forma sistemática, lo que comprende la disciplina del procesamiento digital de imágenes

en donde se enmarca esta tesis.

Analizar y transformar una imagen de manera digital provee en el contexto de

imágenes médicas una herramienta adicional para diagnosticar. Por mencionar algunos

ejemplos: dado que las imágenes tienen correspondencia espacial, se pueden medir

longitudes y volúmenes en una imagen de una estructura u órgano del cuerpo y obtener



6 Introducción a modalidades y procesamiento de imágenes médicas

información cuantitativa; para tener mejor visualización de alguna zona de interés se

puede fácilmente cambiar el contraste, brillo o destacar bordes de estructuras. Estos

dos ejemplos elementales ilustran cómo el procesamiento de imágenes digitales puede

aportar importante información cuantitativa y ayudar al análisis de la imagen. Sin

embargo, existe un conjunto de problemas recurrentes y de mayor complejidad que

aparecen en el contexto de procesamiento digital de imágenes y con aplicación espećıfica

en el contexto de la medicina. La siguiente es una lista de algunos de los más relevantes:

reducción o eliminación de ruido (denoising): es transformar una imagen

de manera de mejorar su relación de señal útil a ruido para realzar caracteŕısticas

de la imagen y mejorar la definición de detalles. Todas las modalidades de imáge-

nes médicas tienen algún grado de ruido y en algunas modalidades es una parte

muy importante del pre-procesamiento de imágenes. Caracterizar y modelar la

distribución de ruido en la señal a adquirir puede proveer un primer paso en pos

de realzar la señal útil respecto del ruido durante la adquisición, mientras que

la aplicación de filtros puede ayudar a mitigar el ruido luego de la adquisición,

generalmente a costa de perder resolución espacial [13]. De aqúı en adelante sólo

se hará mención a técnicas de denoising aplicadas luego de adquirida la imagen.

Se hace esta distinción para separarla de cualquier agregado a un sistema de

adquisición que pueda mejorar su relación señal a ruido.

Figura 1.3: Ejemplo de denoising en un corte de un estudio de PET. A la izquierda la adqui-
sición original y a la derecha el resultado de la apliación de una técnica de denoising. Adaptado
de [14]

interpolación: aumentar la resolución o proveer información extra espacial y/o

temporal en una imagen con muestreo limitado. Los métodos de interpolación son

de larga data ya que se basan en diversas técnicas de interpolación de funciones.

En particular es útil para completar información cuando el muestreo espacial o

temporal es limitado. Esto ocurre en imágenes médicas 3D cuando una de las
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dimensiones es muestreada menos que las restantes y la imagen 3D queda escen-

cialmente formada por rebanadas (slices) 2D. En técnicas como PET o Cámara

Gamma de limitada resolución espacial, la interpolación es utilizada para sua-

vizar volumétricamente las distribuciones de radiotrazador que son adquiridas

[8]. En modalidades como CT o MRI donde la imagen volumétrica es recons-

truida a partir de proyecciones, es necesario realizar interpolación de funciones

discretas [15]. Otro problema notable relacionado con la interpolación es la super-

resolución en donde se busca recuperar una resolución similar a la de una imagen

con una resolución óptima a partir de versiones sub-muestreadas. Actualmente

el procesamiento con redes neuronales artificiales permite alcanzar los resultados

del estado del arte en super-resolución [17].

Figura 1.4: Ejemplo de interpolación para una sección de un estudio de MRI de tórax. Nótese
a la izquierda la resolución original de los cortes y a la derecha el resultado de interpolación.
Adaptado de [16]

registración: consiste en transformar una imagen fuente para alinearla con una

imagen objetivo basado en algún criterio de correspondencia entre las dos imáge-

nes. La registración es una práctica recurrente y de mucha utilidad en imágenes

médicas. Su principal aplicación es en la fusión de imágenes, ya sea de diver-

sa modalidad o de la misma modalidad para un mismo paciente en momentos

distintos. La técnica más fundamental de registración consiste en realizar trasla-

ciones, rotaciones y escalamientos uniformes. Sin embargo, dada la motilidad de

determinados órganos y cambios en el cuerpo en general con el paso del tiempo

y con diferentes momentos de adquisición de imágenes, es más adecuado con-

siderar transformaciones y deformaciones locales y heterogéneas en una imagen

para lograr una óptima registración [11], lo que se conoce como transformacio-

nes no-ŕıgidas o libres. La desventaja de las transformaciones libres es que son

computacionalmente costosas y que no es evidente qué conjunto de ṕıxels o vóxels

se deben corresponder entre śı para las dos imágenes a registrar.

detección: determinar la presencia o ausencia de alguna estructura espećıfica
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Figura 1.5: Ejemplo de registración aplicado a la fusión de dos modalidades de imágenes:
SPECT y MRI. Adaptado de [12]

en la imagen. En el contexto de imágenes médicas, la resolución de esta pro-

blemática puede tener un gran impacto en la determinación de un diagnóstico,

particularmente en la detección de lesiones como pueden ser neoplasias o nódulos.

Los problemas de detección van más allá del procesamiento o transformación de

una imagen ya que involucra una toma de decisión sobre los datos que la imagen

representa. Para ello la transformación de la imagen debe dar una representación

que le permita a un modelo de toma de decisiones establecer si la estructura a

buscar se encuentra efectivamente presente o no, aśı como también su localización

en caso de que esté presente. Hasta antes del año 2012 las técnicas de detección

usuales se basaban en detectar coincidencias en la imagen con caracteŕısticas pre-

determinadas para el tipo de esctructura buscada. Este era un proceso laborioso

ya que la construcción de caracteŕısticas adecuada depende de las estructuras a

buscar y el conocimiento de dominio es determinante. Además la búsqueda de

caracteŕısticas en la imagen debe ser robusta ante variaciones de tamaño, posi-

ción o intensidad y el proceso de búsqueda exhaustiva deb́ıa ser capaz de afrontar

esas situaciones. El estado del arte en detección de objetos cambió totalmente

luego del año 2012 con la proliferación de técnicas de aprendizaje automático ba-

sadas en aprendizaje profundo y en redes convolucionales. En lugar de construir

caracteŕısticas ad-hoc, el proceso de entrenamiento de las redes convolucionales

permite aprender una representación de la imagen eficiente para resolver la tarea

de detección a partir de datos anotados, esto es, con imágenes con las cuales se

cuenta con ground truth (GT): la resolución correcta y verificada del problema

de detección para cada imagen [18].

segmentación: separar una imagen en regiones con caracteŕısticas similares.

Realizar una tarea de segmentación es de suma importancia en el contexto de

imágenes médicas ya que permite delinear contornos de estructuras y da la posi-

bilidad de cuantificar tamaños y volúmenes, además de contar con la localización
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detallada de estructuras. La posibilidad de aislar estructuras segmentadas (e.g.

órganos o regiones de órganos) permite a posteriori evaluar su morfoloǵıa y a

partir de ella realizar diagnóstico. Adicionalmente al problema de detección que

puede ser un aspecto del problema de segmentación, el objetivo de la segmenta-

ción además de localizar es dar con contornos bien definidos de las estructuras

buscadas. Por lo tanto, resolver un problema de segmentación es, en parte, re-

solver un problema de detección de bordes. En una imagen los bordes están

determinados por curvas en 2D o superficies 3D con cierta continuidad que di-

viden regiones donde hay un contraste bien definido. De hecho en base a este

principio se puede implementar una técnica de segmentación por ṕıxeles basada

solamente en umbrales. Sin embargo, existen situaciones en las que un problema

de segmentación no puede ser satisfactoriamente resuelto únicamente en térmi-

nos de los bordes detectables de una imagen. Este es el caso cuando hay bajo

contraste en algun sector de la imagen. En este caso, si el resto de los bordes de

la estructura son distinguibles, es posible usar esta información y conocimiento

contextual o a priori de la estructura para terminar de delinearla correctamente

[19].

En esta tesis la problemática de imágenes a encarar será la segmentación, y en

particular en situaciones como las descriptas en el párrafo anterior, donde los bordes

podŕıan no estar bien definidos por sectores y es necesario agregar información extra

para resolver la segmentación correctamente.

1.3. Técnicas de procesamiento en imágenes médi-

cas

En esta sección se dará una breve y general descripción de algunas de las técnicas

de procesamiento para las problemáticas presentadas en la sección anterior. Si bien la

descripción de técnicas de segmentación es la especialmente interesante para la temática

de la tesis y la que más se desarrollará, las técnicas restantes de procesamiento proveen

un marco para introducir conceptos relevantes y recurrentes para el procesamiento de

imagenes en general. Se debe notar que las técnicas mencionadas no corresponden a

una enumeración exhaustiva sino a las técnicas más utilizadas y establecidas en el

procesamiento de imágenes médicas.

1.3.1. Técnicas de denoising

Las técnicas más elementales de reducción de ruido o denoising se basan en la

aplicación de filtros espaciales o de frecuencia. Ejemplos de este tipo de filtros son
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[a] [b]

[c]

Figura 1.6: Ejemplos de segmentación de imágenes médicas. a) Segmentación de órganos
(h́ıgado, páncreas, bazo y riñones) en corte de tomograf́ıa computada. Adaptado de [20] b) Seg-
mentación de lesión (tumor) en corte de imagen de resonancia magnética pesada en T1. Adaptado
de [21]. c) Segmentación de tejidos (materia gris, materia blanca y ĺıquido cefaloraqúıdeo) en cor-
te de imagen de resonancia magnética pesada en T1. Adaptado de [22]
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los filtros gaussianos, de media o de mediana. Éstos actúan como filtros pasa bajos

removiendo valores extremos de ṕıxels y reemplazándolos por valores similares a su

entorno de ṕıxels locales. De hecho la aplicación de filtros en el espacio de frecuencia

de una imagen es aproximadamente equivalente a la aplicación de un filtro espacial

según el teorema de convolución [23]. Sin embargo este tipo de filtros causan que

detalles pequeños o de poco contraste desaparezcan al igual que el ruido. Las técnicas

de denoising se puede hacer más sofisticadas introduciendo conocimiento a priori de

la distribución de ruido de la imagen. Un ejemplo de este tipo de filtros son los filtros

adaptativos que aplican diferentes pesos a cada ṕıxel de acuerdo a su valor en relación

con la distribución de ruido esperada en la imagen [13]. Esto cobra relevancia en la

aplicación de este tipo de filtros a cada modalidad de imagen ya que cada modalidad

tiene una distribución de ruido caracteŕıstica.

1.3.2. Técnicas de interpolación

Los dos métodos más usuales de interpolación en imágenes digitales son la inter-

polación bilineal y la interpolación bicúbica. Ambas interpolaciones realizan sus apro-

ximaciones a lo largo de los dos ejes de la imagen. En la interpolación bilineal cuatro

puntos discretos so utilizados para interpolar. A lo largo de cada eje la interpolación es

lineal pero para los puntos iterpolados en su interior la interpolación es cuadrática. De

manera similar, la interpolación bicúbica realiza interpolaciones cúbicas a lo largo de

cada eje, resultando la interpolación en sus puntos interiores como un polinomio de sex-

to grado. Si bien con la interpolación bilineal se obtienen resultados aceptables, siempre

es preferente la interpolación bicúbica al menos que la velocidad de procesamiento sea

limitante.

Las técnicas de interpolación son una solución posible al problema de super-resolución

de imágenes, esto es, obtener imágenes de alta resolución a partir de imágenes de baja

resolución. Desde el año 2014 las redes neuronales convolucionales se comenzaron a

utilizar para tareas de super-resolución de imágenes [24]. El problema de ajustar ópti-

mamente los parámetros de la red convolucional para resolver el problema de super-

resolución es abordado mediante técnicas de aprendizaje automático supervisado me-

diante el uso de datos de aprendizaje que consisten en pares de imágenes de alta y

baja resolución. El modelo ajustado resultante es capaz de reproducir correctamente

los detalles de alta resolución a partir de una imagen de más baja resolución [17]. Este

tipo de técnicas ya han sido utilizadas en el ámbito de imágenes médicas para mejorar

la resolución volumétrica a lo largo del eje que es sub-muestreado en MRI [25].
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1.3.3. Técnicas de registración

Se mencionarán a continuación algunos métodos de transformación más usuales

utilizados para registración. En śı mismas, las técnicas de registración pueden ser cla-

sificadas en términos de varios criterios. En [26] se mencionan nueve criterios básicos:

la dimensionalidad de los datos a registrar, las referencias utilizadas para la registra-

ción, los tipos de transformaciones matemáticas aplicados, la extensión global o local

de la transformación, el grado de interacción o automatización del método, los pro-

cedimientos de optimización utilizados, las modalidades registrar, si la registración es

intersujeto, intra sujeto o por atlas y por último las estructuras anatómicas espećıfi-

cas a registrar. En esta breve sección se desarrollarán brevemente sólo los tipos de

transformaciones mátemáticas aplicados más frecuentemente en la práctica.

Transformaciones ŕıgidas: son aquellas que consisten solamente en la composición

de rotaciones y traslaciones. En términos computacionales es la transformación

con menos parámetros ajustables

Transformaciones afines: preservan el paralelismo de ĺıneas pero no sus longitudes

o ángulos con segmentos no paralelos.

Transformaciones no-ŕıgidas: todas aquellas transformaciones no lineales con un

gran número de grados de libertad que permite una variedad de deformaciones.

En general, en las transformaciones no-ŕıgidas el resultado es un campo de defor-

maciones para todo el dominio de la imagen fuente que es aplicado para coincidir

con la imagen objetivo. Además de la gran carga computacional por la canti-

dad de parámetros libres, los resultados de transformaciones no-ŕıgidas deben

mantener la continuidad, suavidad y coherencia de la imagen resultante.

1.3.4. Técnicas de detección

Las técnicas de detección de objetos y estructuras en imágenes evolucionaron verti-

ginosamente en los primeros años del siglo XXI. Los primeros algoritmos de detección

de objetos eran basados en contrastar caracteŕısticas particulares ad-hoc a diferentes

escalas con toda la imagen. Sectores de la imagen son comparados con los patrones

caracteŕısticos con algún criterio de similaridad y la detección se hace efectiva cuando

alguna región de la imagen supera un umbral de similaridad [32]. La evolución de esta

técnica implica modelar caracteŕısticas generales y más elementales de una imagen y

seleccionar a partir de aprendizaje estad́ıstico basado en datos aquellos que representan

más eficientemente las caracteŕısticas del objeto a buscar y de la misma imagen. Una

de las primeras aplicaciones de esta técnica fue la detección de rostros en imágenes di-

gitales [31]. De aqúı en adelante, el paradigma para la detección de objetos en imágenes
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Figura 1.7: Transformaciones aplicadas en registración. Adaptado de [29]

es transformar partes de la imagen a un espacio de representación en donde la región

correpondiente a los objetos a buscar esté bien definida. Un avance de esta idea fue

la introducción de histogramas de gradientes orientados [33], una representación que

es invariante ante transformaciones locales geométricas y fotométricas, lo cual resulta

atractivo como representación de objetos en diferentes imágenes y contextos. Además,

al estar basado en gradientes de intensidad,incorpora el hecho de que el descriptor

fundamental de un objeto es la distribución de sus bordes.

A partir del año 2014 las modelos de redes neuronales convolucionales establecie-

ron el estado del arte en los problemas de detección de imágenes digitales. Este tipo
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de modelos explota la correlación espacial entre ṕıxels para generar representaciones

eficientes de una imagen y con gran contenido semántico. Los primeros modelos de

detección basados en redes convolucionales fueron desarrollados para resolver proble-

mas de detección de objetos en el contexto de imágenes naturales. Generalmente son

modelos con una gran cantidad de parámetros y que necesitan una gran cantidad de

datos para ser ajustados a un nivel donde la performance de detección sea aceptable

[34, 35].

1.3.5. Técnicas de segmentación

La segmentación es el proceso de particionar una imagen en regiones de acuerdo a

un criterio particular. Un criterio de segmentación habitual está dado por las regiones

definidas por bordes que surgen de una diferencia de contraste o diferencia de texturas

en una imagen. La noción de segmentación, además de definir regiones de la imagen

también implica la ubicación espacial de las regiones en el marco de referencia de

la imagen y puede indicar la existencia de un conjunto de ṕıxels que satisfacen el

criterio utilizado para segmentar. Por ello, algunos problemas de detección de objetos

en imágenes, pueden ser referidos como problemas de segmentación.

En lo que sigue se dará una clasificación general de técnicas de segmentación y una

breve descripción de cada una.

Métodos paramétricos

Los métodos paramétricos de segmentación se basan en el concepto de homogenei-

dad de áreas, concretamente, una zona de la imagen que es homogénea con respecto

a alguna propiedad que permite caracterizarla. En el caso más sencillo de una imagen

de escala de grises1 el parámetro puede ser la intensidad de cada ṕıxel (como en el

caso de las modalidades de Rayos-X, CT o resonancia magnética). El criterio de ho-

mogeneidad corresponderá en este caso a que el valor del parámetro correspondiente a

cada ṕıxel esté dentro de un cierto umbral de tolerancia para el área considerada. Por

ello estos métodos también se suelen conocer como segmentación por umbralización o

thresholding. Pero esta noción de homogeneidad se puede extender a vectores multidi-

mensionales, donde el criterio de homogeneidad es que la cantidad vectorial debe estar

dentro de un volumen deterinado del espacio de caracteŕısticas [36].

La segmentación por umbralización es uno de los tipos de segmentación más ele-

mentales y es un método razonable en el caso que una estructura de interés pueda estar

bien definida por umbrales. En caso contrario, la segmentación puede resultar en bordes

imprecisos y segmentación de áreas de la imagen que se presentan como espacialmente

erráticos. Este puede ser el caso por ejemplo en modalidades de alto nivel de textura

1En general, se puede hablar también de una imagen de un sólo canal.
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o ruido como puede ser imágenes de ultrasonido o de Cámara Gamma. El problema

fundamental de este tipo de segmentación es cómo ajustar los umbrales del espacio de

caracteŕısticas de manera de segmentar correctamente las estructuras de interés. En

general, esta determinación puede ser interactiva o algoŕıtmica. Para la determinación

interactiva, un usuario debe hacerse cargo de la elección de parámetros generalmente

monitoreando el resultado parcial de la segmentación hasta alcanzar los ĺımites de-

seados. Este proceso deja de ser simple rápidamente si se intentan establecer varios

umbrales o aumenta el espacio de parámetros. Los métodos algoŕıtmicos elementales

por otro lado, intentan explotar patrones en el espacio de parámetros que determinen

fronteras de decisión (o umbrales en el caso de una sola dimensión) que definan las re-

giones de pertenencia a cada clase con las cuales se desee segmentar la imagen original.

Un método conocido y elemental para segmentación binaria (clasificación de cada ṕıxel

o vóxel de una imagen en dos clases posibles) es el método de Otsu [39]. El criterio de

selección de umbrales en el método de Otsu binario consiste en seleccionar el valor de

intensidad que maximiza la varianza inter clase para la distribución de intensidades de

ṕıxels de la imagen. Es un método adecuado cuando la distribución de intensidades de

ṕıxels de la imagen tiene modas bien definidas.

Figura 1.8: Aplicación del método de segmentación de Otsu a una imagen de Rayos X planar
de tórax para segmentación de los pulmones. A la izquierda la imagen original, en el centro se
muestran sólo los ṕıxels correspondientes a los valores mayores a la umbralización, a la derecha
los ṕıxels correspondientes a los valores menores a la umbralización. En la imagen central se
remarcan los ṕıxels correspondientes a los pulmones segmentados incorrectamente. Adaptado de
[40]

Métodos basados en regiones

Los métodos de segmentación basados en regiones utilizan, al igual que los métodos

paramétricos, una noción de homogeneidad aunque aplicada de forma local e incorpo-

rando expĺıcitamente la conexidad de entre ṕıxels que forman una región. En general

en los métodos basados en regiones, se pueden clasificar tres tipos básicos de opera-

ciones: crecimiento de regiones (region growing), unión de regiones (region merging) y

separación de regiones (region splitting). En el crecimiento de regiones, un número de
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ṕıxeles iniciales (llamados también semilla) son elegidos en la imagen para construir

las regiones a segmentar. Esta elección puede ser interactiva o algoŕıtmica.

La dinámica del crecimiento de regiones consiste en ir agregando ṕıxels vecinos a

cada región parcial si se cumple un cierto criterio de homogeneidad. Un criterio elemen-

tal puede ser por ejemplo que la intensidad de los ṕıxels candidatos estén cercanos a

algún valor estad́ıstico de la región ya conformada. El proceso de segmentación basado

solamente en crecimiento de regiones finaliza cuando ya no se pueden agregar ṕıxels a

ninguna de las regiones. El resultado final de segmentación es sensible a la elección de

regiones iniciales como aśı también al órden en el cual se crece cada región. Un algo-

ritmo elemental de segmentación que implementa esta idea es el algoritmo de floodfill

[41].

Por otro lado, la unión de regiones es un método para continuar el crecimiento de

regiones una vez concluido el proceso de crecimiento. Para regiones vecinas, esto es,

que comparten bordes, nuevamente se puede evaluar algún criterio de homogeneidad

basado en los ṕıxels que la forman o en los ṕıxels cercanos al borde. Si el criterio si

cumple, las dos regiones pasan a formar una única región segmentada. Nuevamente,

el resultado de la segmentación como aśı también la posibilidad de unión de regiones

depende del órden elegido para evaluar la homogeneidad.

Por último la separación de regiones es, en algún sentido, el procedimiento inverso

a la unión. Consiste en sucesivamente proponer separar la imagen en regiones regulares

siempre que se verifique esta vez algún criterio de inhomogeneidad. Este proceso es

repetido con las sucesivas regiones más pequeñas hasta que no sea posible separar más

regiones. Una implementación de un método de segmentación con separación de re-

giones es quadtree [37]. En resumen, los métodos de segmentación basados en regiones

pueden aplicar cualquiera de los tres tipos de procesamientos de regiones menciona-

dos. Incluso una combinación de ellos, siendo habitual utilizar una combinación de

separación y unión (split and merge) [42].

Finalmente, perteneciente a los métodos de segmentación basados en regiones, cabe

mencionar el método watershed o de divisorias de aguas. Es un método muy utilizado

en procesamiento de imágenes [43] basado en regiones pero en donde el concepto de

homogeneidad no es central. En su lugar, las regiones son tomadas inicialmente según

los mı́nimos de intensidad de la imagen. Watershed hace una analoǵıa entre la intensi-

dad de ṕıxels y un mapa topográfico de altitudes, de manera que cada mı́nimo define

una “cuenca” en el sentido hidrográfico que es llenada con un nivel de ĺıquido. La

segmentación se logra finalmente encontrando los bordes que sirven como “divisorias

de aguas” en la analoǵıa hidrográfica. La hipótesis fundamental es que las “cuencas”

corresponden a regiones de la imagen significativas a efectos de la segmentación. Una

parte fundamental para adaptar watershed al dominio de imágenes a segmentar es pre-

procesar adecuadamente la imagen original para determinar las cuencas iniciales ya
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[a]

[b]

Figura 1.9: Dos ejemplos de algoritmos de segmentación por regiones. a) Floodfill con la
selección de una semilla en azul y a la derecha en azul la región segmentada b) Proceso de
segmentación mediante watershed : 1) un borde es definido por el contorno de una región; 2) se
aplica la transformada de la distancia en relación al borde; 3) se determinan las ĺıneas divisorias
en términos de la transformada de la distancia; 4) las regiones son segmentadas. Adaptado de
[38]

que de esto depende escencialmente el resultado final de la segmentación.

Métodos basados en bordes

Otro enfoque de segmentación se basa en poner foco en la representación de los

bordes de la imagen segmentada. Cuando los bordes son determinados adecuadamente

forman curvas cerradas que determinan las regiones segmentadas. Un ejemplo de estos

métodos es la transformada de Hough [44] en donde se considera que el borde tiene

una parametrización conocida, por ejemplo rectas de a trazos, borde circular, eĺıptico

u otra curva cerrada más compleja. La transformada de Hough es un método para

encontrar el mejor emplazamiento de una curva dada en el área de una imagen. El

procedimiento general consiste en encontrar la posición dentro de la imagen en la cual

se debe establecer un punto de referencia de la curva parametrizada para maximizar la

coincidencia entre ṕıxels determinados de la imagen y puntos de la curva parametrizada.

Adicionalmente, el método puede extenderse para encontrar parámetros de la curva

como su orientación o su tamaño. Para ello se consideran ṕıxels particulares para una

versión binarizada de la imagen original, posiblemente ṕıxels candidatos a ser bordes

de estructuras obtenidos mediante la aplicación de algún filtro de realce o detección

de bordes como el filtro de Canny [45]. Cada ṕıxel sirve como punto de anclaje de

la curva paramétrica en diferentes puntos de ésta y/o condiciones de orientación y

tamaño. La locación de los puntos de referencia de cada curva ensayada son acumulados

sucesivamente de manera de generar un mapa de frecuencias. A partir de este mapa de

frecuencias se puede seleccionar el ṕıxel con mayor cantidad de conteos o realizar algún

análisis de agrupamiento (clustering) para establecer la mejor ubicación y condiciones
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de orientación y tamaño para la curva paramétrica. Es un método adecuado cuando se

desea segmentar una estructura con una forma predeterminada bien establecida, que

es una situación probable en el contexto de imágenes médicas.

Otro método de segmentación con énfasis en la representación de bordes es el algo-

ritmo de graph cut [46]. Este algoritmo se basa en considerar los ṕıxels de una imagen

como nodos de un grafo donde cada nodo está conectado a sus vecinos dado un criterio

de vecindario entre nodos (ṕıxels) cercanos. Las conexiones entre nodos estan ponde-

radas por funciones de costo que dependen de los valores intŕınsecos de cada ṕıxel y

de ṕıxels vecinos. La intención de la función de costo es modelar cuantitativamente la

homogeneidad o cercańıa a un borde para un ṕıxel dado su entorno. De esta manera,

las conexiones entre nodos más intensas serán aquellas donde la homogeneidad sea

grande y menos intensa cuando los ṕıxels estén en las cercańıas de un borde. Definido

el grafo derivado de la imagen se agregan dos nodos adicionales: un nodo de “objeto”

y otro de “fondo” (foreground y background) que son conectados con gran intensidad

a ṕıxels espećıficos de la imagen que se consideran como parte del objeto a segmentar

o como parte del resto de la imagen. Aquellos ṕıxels asociados al objeto tendrán cone-

xiones fuertes con el nodo de objeto y el resto de los ṕıxels tendrá conexiones débiles.

Rećıprocamente, los ṕıxels asociados al fondo tendrán conexiones fuertes con los ṕıxels

asociados al fondo y débiles con los del resto de la imagen. Este proceso de elección de

ṕıxels es interactivo a priori y sesga el resultado hacia la elección de estos ṕıxels. En

el método de graph-cut, para obtener la segmentación se realiza una búsqueda en el

grafo resultante del corte de conexiones con costo mı́nimo (con conexiones más débiles)

de manera de obtener dos grafos disconexos que contengan respectivamente el nodo

de objeto y el nodo de fondo. Este corte induce la segmentación de cada ṕıxel. Por

ello el método de graph-cut intenta modelar los bordes según los pesos de conexión

entre ṕıxels. Graph-cut es un método rápido y eficiente en el caso de que se permita

el agregado de información en forma interactiva para el proceso de procesamiento de

imágenes [46].

Métodos basados en comparación de patrones

En el contexto particular de segmentación de imágenes médicas hay métodos de

segmentación particularmente útiles que se basan en comparación y ajuste a patro-

nes. Dado que los órganos y estructuras del cuerpo humano son los mismos para la

gran mayoŕıa de los individuos, es razonable considerar un método de segmentación de

estructuras que explote este hecho utilizando un patrón pre-establecido y general del

cuerpo humano o de algún órgano o estructura particular. En el contexto de imáge-

nes médicas estos patrones se denominan atlas. El proceso de segmentación consiste

realizar una registración del atlas a la imagen objetivo para adaptar el atlas a las carac-
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[c]

Figura 1.10: Ejemplos de segmentación basada en bordes. a) Esquema del proceso de graph-
cut, adaptado de [47] b) Ejemplo de segmentación de graph-cut en una imagen de microscoṕıa,
mostrando la inicialización manual a la izquierda y la segmentación resultante a la derecha. c)
Ejemplo de elección de parámetros mediante transformada de Hough circular para segmentación
del disco óptico. Adaptado de [36].
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teŕısticas morfológicas precisas de la imagen. La segmentación por atlas sólo es posible

cuando se tienen disponible atlas confiables para las estructuras a segmentar. Incluso

se recomienda el uso de multi-atlas siempre que sea posible para capturar la gran va-

riedad de variaciones anatómicas y obtener mejores resultados [50]. En ocasiones, la

falta de disponibilidad de un atlas puede requerir construirlo, lo cual es un proceso

costoso. La segmentación basada en atlas es recomendada cuando no hay una relación

bien definida entre regiones de interés e intensidades de ṕıxels, ya sea por la ausencia

de bordes bien definidos, ruido excesivo o cuando estructuras vecinas tienen textura

similar [48].

Figura 1.11: Aplicación de segmentación por atlas para estudio de resonancia magnética
cerebral. Luego de efectuada la registración con un atlas completo de cerebro (izquierda), regiones
espećıficas de la corteza cerebral son segmentadas en la imagen (derecha). Adaptado de [49]

Métodos basados en optimización de contornos

El principio fundamental de los métodos basados en optimización de contornos es

definir curvas que puedan ser deformadas para adaptarse a los contornos de la imagen.

Se busca que la definición de curva deformable sea robusta al ruido y a pequeñas

variaciones espaciales de los bordes. Para ello, los contornos deben tener en cuenta

las propiedades de la imagen como aśı también propiedades como la flexibilidad que

influyen en la regularización de la curva. Es por ello que en el contexto de imágenes

médicas estos métodos suelen ser una buena opción para segmentar estructuras en

modalidades con baja relación de señal a ruido como ultrasonograf́ıa o gammagraf́ıa.

Otra caracteŕıstica importante de estos métodos es que deben ser inicializados con

conocimiento a priori. A continuación se describen brevemente los tres tipos generales

de modelos basados en optimización de contornos: active contours, level-sets y active

shapes. Si bien se describirán los métodos en su formulación bidimensional, todos ellos

pueden ser extendidos a tres dimensiones [36].

En primer lugar, los contornos activos (o también llamados snakes) son métodos

donde se describe el contorno de una estructura de forma paramétrica [53]. El contorno

puede ser una curva cerrada o abierta definida por un conjunto de ṕıxels en la imagen. El
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método se basa en asociar enerǵıa a las configuraciones de la curva, análogo a asociar la

curva a una cuerda que puede ser estirada, comprimida y doblada. Además se considera

que sobre la curva actúan fuerzas externas relacionadas con las intensidades de ṕıxels

de la imagen, de forma que la fuerza externa aplicada tiende a ser pequeña en bordes

o zonas de alto gradiente de intensidad. Adicionalmente se agregan fuerzas aplicadas

extra en direcciones determinadas (por ejemplo para expandir la curva hacia el exterior)

y fuerzas de viscosidad. La algoŕıtmica del método consiste en hacer evolucionar la

configuración de la curva en el tiempo hasta que se alcanza un equilibrio de fuerzas.

Esta evolución involucra la resolución numérica de ecuaciones diferenciales parciales

mediante el método de diferencias finitas [54].

Figura 1.12: Evolución de un contorno inicial con el algoritmo de snakes para segmentación
de la cavidad card́ıaca en estudio de resonancia magnética. Adaptado de [55]

Uno de los principales inconvenientes de este método es la elección de los paráme-

tros involucrados en las ecuaciones dinámicas. Estos parámetros describen la rigidez,

estiramiento e inercia de la curva y deben ser ajustados cuidadosamente para cada

conjunto de imágenes a procesar.

En segundo lugar, otro método de segmentación por optimización de contornos es

el de level-sets. Este método hace uso del concepto de curvas de nivel de una función

escalar multivaluada como representación de los contornos de las estructuras a segmen-

tar [51]. Dada una función escalar Φ(x, y, t), con x e y representando las coordenadas

en el marco de referencia de la imagen y t una variable extra, un contorno definido

a partir de esta función serán los puntos (x, y) tal que Φ(x, y, t) = a, siendo a una

constante dada. Nótese que la inclusión de t funciona como parámetro libre de forma

que la evolución del contorno en función de t se aproxime al contorno de segmentación

deseado. Para ello el problema queda planteado en términos de la derivada temporal

(asociando t como el tiempo) de Φ(x, y, t):

∂Φ(X(s, t), t)

∂t
+ (Φ(X(s, t), t))T

∂X(s, t)

∂t
= 0 (1.1)

dondeX(s, t) representan los puntos (x, y) del contorno en forma paramétrica. En level-

sets la elección habitual para Φ(x, y, 0) es la función distancia a una curva inicialX(s, t)

y provista esta inicialización se debe modelar la evolución de esta curva, comúnmente
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en términos de los gradientes de intesidad de la imagen y resolver la ecuación diferencial

1.1 hasta alcanzar la convergencia. Una gran ventaja de level-sets es que naturalmente

permite la segmentación de estructuras disconexas en comparación con los contornos

activos en donde cambiar la topoloǵıa de la solución puede ser complicado y requiere

una formulación ad-hoc. No obstante, al igual que los contornos activos, parámetros de

la dinámica del modelo deben ser elegidos adecuadamente para que el desempeño de

sea satisfactorio en el conjunto de imágenes a procesar.

[a]

[b]

Figura 1.13: a) Esquema conceptual de level-sets. Nótese la adaptabilidad al cambio de to-
poloǵıa de los contornos. b) Aplicación de segmentación por level-sets para vascularización en
fondo de ojo (izquierda) y para resonancia magnética cerebral. Adaptado de [52]

Por último el método de active shapes se distingue de los anteriores por el hecho de

que permite incorporar conocimiento a priori de las estructuras a segmentar de forma

estad́ıstica [56], lo cual es útil en el contexto de imágenes médicas ya que los órga-

nos y estructuras anatómicas poseen cierta regularidad geométrica y vaŕıan de forma

moderada entre individuos [60]. En particular, es un método popular para detección y

posicionamiento de rostros en imágenes [57]. El método se basa en definir un número de

puntos de referencia caracteŕısticos de la estructura que se desea segmentar en un con-

junto extenso de imágenes que se denominan imágenes de entrenamiento. T́ıpicamente

estos puntos de referencia son anotados manualmente por un experto en el contexto de

imágenes médicas. Este conjunto de puntos será utilizado para definir estad́ısticamente

un patrón para la estructura a segmentar y a menudo se identifican con los puntos
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que definen el contorno de la estructura. La idea distintiva de active shapes es acotar

el espacio de soluciones a combinaciones de los modos de variación, lo que cual hace

expĺıcita la introducción de un modelo a priori de la estructura a segmentar.

Métodos basados en clustering

Los métodos basados en clustering consisten esencialmente en clasificar ṕıxels in-

dividuales en un número predeterminado de clases que son asignadas por patrones de

agrupamiento de datos en algún espacio de caracteŕısticas. El criterio de agrupamiento

generalmente es alguna medida de distancia en el espacio de caracteŕısticas. Una im-

plementación elemental de estos métodos es mediante el algoritmo de K-means [58] en

donde cada ṕıxel puede ser asignado solamente a una clase en términos de la cercańıa a

los centroides de cada clase que son calculados de forma iterativa hasta converger. Los

centroides son desplazados en términos del centro de masa calculado por los puntos

representates de la clase hasta ese momento en el espacio de caracteŕısticas. K-means

generalmente tiende a asignar el centroide de cada clase a las modas en el espacio de

caracteŕısticas siempre que el número de clases coincida con la cantidad de modas en la

distribución del espacio de caracteŕısticas. Sin embargo esta información generalmente

no está disponible a priori de modo que es un hiperparámetro2 del modelo a encontrar

en términos de la performance e interpretabilidad del modelo de segmentación. Más

aún, este método es sensible al paso de inicialización (ubicación inicial de los centroides

de cada clase) y puede impactar notoriamente en la segmentación final [61]. Una ge-

neralización de K-means que generaliza el clustering incorporando la covarianza de los

datos son los modelos de mezclas. En estos modelos se modela la distribución de los da-

tos como mezclas de distribuciones de probabilidad más simples que en para el caso de

segmentación se asocian con las clases a clasificar. Un ejemplo fundamental pero muy

útil es el modelo de mezclas Gaussianas que es adecuado para modelar distribuciones

multimodales [3].

Existen variaciones de los métodos de clustering que permiten asignar un ṕıxel a

varias categoŕıas como proporción a la probabilidad de pertenencia a cada una, lo cual

es un enfoque atractivo para describir interfases de bordes de diferentes estructuras que

no pueden resolverse completamente debido a la escala de resolución, este fenómeno se

conoce como efecto de volumen parcial [63]. Una técnica que implementa esta idea es

Fuzzy C-means [62].

2Se define hiperparámetro como todo aquel parámetro que controla el ajuste de un modelo y no es
estimado directamente de los datos sino seleccionado de un proceso de selección de modelos.
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Figura 1.14: Esquema de clustering con modelo de mezclas gaussianas para una dimesión de
intensidad y tres clases.

Métodos basados en redes neuronales

Las redes neuronales artificiales son tanto un modelo de cómputo como también

una familia de funciones. Reciben su nombre por su concepción como modelo simplifi-

cado del funcionamiento de neuronas biológicas en términos de est́ımulos y respuestas

[64]. En particular, por su naturaleza no lineal, se ha demostrado que combinando ade-

cuadamente elementos de esta familia de funciones se puede aproximar eficientemente

cualquier función continua multivariada en un dominio acotado [65]. Eso lo hace una

elección atractiva para modelar modelos de probabilidad generativos o discriminativos

de una gran cantidad de variables o como extractores de caracteŕısticas a partir de un

gran número de caracteŕısticas iniciales.

Los métodos de segmentación basados en redes neuronales intentan ajustar un

modelo probabiĺıstico para la pertenencia a una clase dada ṕıxel a ṕıxel, donde la clase

corresponde a las estructuras a segmentar. Estos modelos son ajustados con imágenes de

ejemplo por lo cual es un método fuertemente basado en datos. El proceso de ajuste en el

contexto de redes neuronales se denomina entrenamiento y consiste en la minimización

de una función de costo en función de los parámetros de la red neuronal utilizando

técnicas de optimización basadas en descenso por gradiente. La función de costo es en

general una función relacionada con el desempeño para la tarea de segmentación y su

valor es estimado a partir de los datos de entrenamiento. En particular para el análisis

de imágenes, las redes neuronales convolucionales es en general la arquitectura más

utilizada para generar buenas representaciones de imágenes [66].

Una ventaja frente a modelos de segmentación mencionados anteriormente es que

las redes neuronales convolucionales pueden integrar información de un contexto amplio

de la imagen para resolver la segmentación y no precisan a priori información y reglas

ad-hoc como pueden ser los bordes de la imagen o reglas paramétricas. De hecho estas

caracteŕısticas son extráıdas de la imagen una vez que la red neuronal fue ajustada
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adecuadamente [67].

En el año 2012 el modelo AlexNet basado en redes neuronales convolucionales se

posiciona como el nuevo estado del arte para clasificación de imágenes [67] y muestra

el potencial de este tipo de arquitecturas para el procesamiento de imágenes con redes

neuronales. Poco después esta arquitectura es utilizada para segmentación de imágenes

biomédicas en dos y tres dimensiones[69–71]. En 2015 se presenta U-Net una nueva

arquitectura espećıfica para segmentación de imágenes 2D basada en redes neuronales

convolucionales [72] que mejora la calidad de los bordes de segmentaciones por medio

del sobremuestreo y el agregado de información de etapas iniciales del procesamiento

(donde la localización y resolución espacial es más precisa) en etapas posteriores, una

idea que era explorada en ese momento pero no hab́ıa sido explotada completamente

[68]. Notablemente, el primer trabajo de U-Net fue desarrollado en el contexto de

imágenes biomédicas. Posteriormente U-Net fue extendido a segmentación de imágenes

volumétricas procesando los ṕıxels de cortes 2D sucesivos [73, 74].

Debido a que los modelos de segmentación de redes convolucionales tienen del orden

de cientos de miles o millones de parámetros ajustables, deben ser entrenados con

una gran cantidad de datos espećıficos para el dominio particular del problema de

segmentación. Por ello instituciones e investigadores han hecho esfuerzos en crear bases

de datos de imágenes espećıficos en modalidades de imágenes y de sectores anatómicos

para proveer conjuntos de datos de entrenamiento y de prueba para modelos de redes

convolucionales [75]. Estas bases de datos a menudo cuentan también con la respuesta

correcta de segmentación para todas o algunas de las imágenes, este conjunto de datos

se denomina ground truth o gold standard. En el contexto de imágenes médicas el

conjunto de datos de ground truth es generado usualmente por la delineación manual en

imágenes de las estructuras de interés para la segmentación por parte de especialistas.

Este es un proceso lento y costoso pero que dota de mucho valor a la base de datos y

permite el entrenamiento supervisado de la red neuronal.

Los modelos de segmentación de imágenes basados en redes neuronales son a la

fecha los métodos que logran el mejor desempeño en tareas complejas de segmentación

[19], en particular en dominios como el de imágenes ópticas naturales, sin embargo

como se mencionó anteriormente la gran desventaja de este tipo de métodos está en

la gran cantidad de datos de dominios particulares que son necesarios para entrenar

una arquitectura a un nivel de desempeño satisfactorio, en particular en el contexto de

imágenes médicas la adquisición de imágenes y su disponibilización para la investigación

puede ser un proceso costoso y lento como aśı también la delineación manual de los

respectivos ground truth por parte de especialistas.
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Figura 1.15: Resultado de segmentación (derecha) de imagen de microscoṕıa celular (izquierda)
para la arquitectura de red neuronal U-Net. Nótese el resultado de segmentación a pesar del bajo
contraste y dificultad de determinar bordes en la imagen original. Adaptado de [72]

Métodos basados en modelos probabiĺısticos

Los métodos probabiĺısticos de segmentación serán el eje central de esta tesis. Los

procesos de adquisición de la señal que conforma a una imagen poseen una componente

estocástica en el sentido de que la magnitud a medir es ruidosa por ser el resultado me-

soscópico de muchas interacciones entre la señal a adquirir y los tejidos (transmitancia

de rayos X en el caso de CT, reflexión de ondas acústicas en el caso de ultrasonido,

relajación de la magnetización en el caso de resonancia magnética), sumado también

a la inhomogeneidad espacial de la señal de adquisición y el procesamiento de la señal

en el instrumental de adquisición. Por ello, la idea central del enfoque probabiĺıstico es

considerar a cada ṕıxel de una imagen como una variable aleatoria que depende de las

propiedades de los tejidos a adquirir pero que también posee una varianza intŕınseca

producto de los procesos aleatorios de adquisición, estableciendo de esta manera un

modelo de ruido para cada clase o tejido. Con esta hipótesis, el problema de segmenta-

ción consiste en inferir los parámetros de clasificación subyacente de tejidos para cada

vóxel dada la imagen y los parámetros de los modelos de ruido. Los parámetros de

clasificación serán variables aleatorias discretas cuyo valor es un mapeo entre un tejido

determinado y un ı́ndice. Sin embargo, esta modelización por śı sola no permite seg-

mentar estructuras espećıficas dado que todas las caracteŕısticas modeladas son locales.

No obstante, en virtud el teorema de Bayes es posible incorporar información a priori

a un modelo de probabilidad y de esta manera modelar estructuras espećıficas. El pro-

ceso de inferencia bayesiana consiste en estimar los parámetros del modelo dada una

imagen, donde la mejor segmentación posible será aquella que maximice la probabili-

dad a posteriori de toda la imagen. Sin embargo, dado el tamaño del espacio muestral

para todos los ṕıxels de una imagen, inclusive una imagen relativamente pequeña, el

cómputo exacto del máximo a posteriori es intratable. Es por ello que en los modelos

probabiĺısticos se debe contar con alguna aproximación para la solución [1].
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Una forma elemental de este tipo de modelos pero que no incluye información a

priori de estructuras es considerar interacciones de la clasificación a primeros ṕıxels

vecinos. Si bien los detalles de estos modelos se decribirán en el siguiente caṕıtulo, se

puede establecer una analoǵıa con el modelo de Ising [77] o en su forma más general

con el modelo de Potts [5]. En el modelo de Ising para estados binarios se intenta mo-

delar un sistema ferromagnético conformado por espines que pueden tomar dos estados

posibles. Los espines se encuentran extendidos en el espacio en red regular y sometidos

a una temperatura y campo magnético externo. La enerǵıa de este sistema está com-

puesta escencialmente por las interacciones entre espines vecinos y la interacción con el

campo magnético externo. Bajo estas condiciones la probabilidad de una configuración

de espines está dada por la distribución de Boltzmann [79], de manera que las confi-

guraciones más probables son las de menor enerǵıa. En el caso más general del modelo

de Potts el esṕın de cada sitio puede tomar más de dos estados posibles. En el caso

de segmentación de imágenes la analoǵıa entre el modelo de Ising o Potts y un modelo

probabiĺıstico de segmentación es considerar cada sitio de la red como cada ṕıxel, los

estados como las diferentes clases de segmentación, el campo magnético como análogo

la intensidad de ṕıxels3 y las interacciones como una medida de correlación entre los

valores de ṕıxels vecinos. Por último la temperatura corresponde a un parámetro del

modelo que controla la relación entre la pertenencia a una clase por el valor de ṕıxel y

por la correlación con ṕıxels vecinos. En el caso de segmentación de imágenes, modelar

las distribuciones de probabilidad de pertenencia a un ṕıxel dado su valor de intensidad

y el de un entorno es equivalente a modelar la enerǵıa de interacción con los vecinos

y con el campo magnético. En la formulación bayesiana es equivalente a modelar la

verosimilitud y la probabilidad a priori.

1.4. Introducción a la problemática de segmenta-

ción de imágenes cardiovasculares

1.4.1. Formulación del problema y motivación

Las enfermedades cardiovasculares corresponden a casi la mitad de las enfermeda-

des crónicas a nivel mundial y la principal causa de muerte, con aproximadamente 17, 3

millones de muertes por año, un número que se proyecta que crecerá 23, 6 millones de

muertes por año para 2030 [80]. Las imágenes cardiovasculares son una herramienta

valiosa para el diagnóstico de pacientes ya que de forma mı́nimamente invasiva se pue-

de obtener información precisa y cuantitativa para elaborar diagnósticos y establecer

medidas terapéuticas efectivas [81]. Modalidades de imágenes como el ultrasonido, reso-

3En este caso el campo magnético seŕıa heterogéneo en diferentes puntos de la red
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nancia magnética nuclear y modalidades que hacen uso de radionúclidos como SPECT

o PET son utilizados para la evaluación de la función card́ıaca [82]. En particular,

la resonancia magnética nuclear es recomendada para evaluar una gran diversidad de

patoloǵıas cardiovasculares como por ejemplo, la evaluación y tamaño de las cavidades

del corazón, arterias y venas pulmonares, determinación del tejido comprometido luego

de eventos de infarto, patoloǵıas del tejido card́ıaco (cardiomiopat́ıas), isquemias (flujo

de sangre deficiente en el tejido card́ıaco) entre otros [83]. Una de las ventajas de la

técnica de resonancia magnética nuclear en estudios card́ıacos es su versatilidad por la

gran diversidad de protocolos de adquisición que ofrece: imágenes anatómicas de cine

o gatilladas, que permiten evaluar el ciclo card́ıaco en su totalidad y volúmenes de las

cavidades y músculos card́ıacos, técnicas espectroscópicas para medir la presencia de

componentes sub-celulares que mantienen la integridad del tejido card́ıaco, imágenes

pesadas por decaimiento T2 para evaluar eventos de infartos agudos [84] hasta estudios

de tagging que permiten evaluar la deformación y el esfuerzo del músculo card́ıaco [85].

Entre los indicadores más importantes para la función card́ıaca que se pueden ob-

tener mediante imágenes se encuentran la fracción de eyección del ventŕıculo izquierdo

y la masa muscular del ventŕıculo izquierdo [86]. Estos indicadores son obtenidos direc-

tamente mediante la volumetŕıa de la cavidad del ventŕıculo izquierdo y del músculo

del miocardio que define a la cavidad. La fracción de eyección (notado como EF de

sus siglas en inglés) se define como el porcentaje de la diferencia de volúmenes entre

diástole y śıstole respecto del volúmen de diástole:

EF = 100× Vdiástole − Vśıstole

Vdiástole

(1.2)

Realizar esta volumetŕıa se corresponde con un problema de segmentación de imáge-

nes en tres dimensiones. Incluso la resolución de este problema para todo el ciclo

card́ıaco permite la estimación de otros indicadores dinámicos de la función card́ıaca

como el esfuerzo miocárdico [87]. Por ello se eligió concebir en marco de aplicación de

esta tesis al problema de segmentación del músculo card́ıaco en imágenes de resonancia

magnética.

1.4.2. Descripción de la anatomı́a del corazón

El corazón es el órgano del cuerpo humano que bombea la sangre desde venas y

a través de arterias hacia los tejidos del cuerpo para distribuir ox́ıgeno y nutrientes y

remover desechos del metabolismo. Está ubicado en el mediastino que es compartimento

central de la cavidad torácica entre los pulmones izquierdo y derecho. En estado de

reposo, el corazón de un individuo adulto es capaz de bombear unos 5,25 litros de

sangre por minuto.

El corazón mide aproximadamente 12cm en su eje más largo, 9cm en su extremo
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más ancho y 6cm de profundidad con un peso t́ıpico entre los 250 a 300 gramos.

Comúnmente se denomina eje corto a las direcciones perpendiculares al eje más largo

del corazón. Como todos los órganos del cuerpo humano, la estructura del corazón está

ı́ntimamente ligada a la función que desempeña. El corazón contiene cuatro cavidades,

dos superiores que conforman la denominada zona basal del corazón llamadas auŕıculas

(izquierda y derecha relativos al plano anatómico) y dos inferiores llamadas ventŕıculos

que forman la región medial y apical del corazón. Las auŕıculas reciben sangre del

sistema cardiovascular desde venas y los ventŕıculos la eyectan del corazón mediante

las arterias. Los pares auŕıcula y ventŕıculo de cada lado están conectados entre śı y

separados a nivel de los ventŕıculos mediante el septum interventricular. Esta separación

establece dos circuitos vasculares que atraviesan el corazón: los circuitos de sangre

oxigenada y desoxigenada. La sangre desoxigenada es colectada en las venas cavas

inferior y superior y colectada en la auŕıcula derecha, luego desde el ventŕıculo derecho

es bombeada hacia los pulmones desde las arterias pulmonares. Una vez oxigenada en

los pulmones, la sangre es colectada desde las venas pulmonares en la auŕıcula izquierda,

donde es bombeada posteriormente por la contracción del ventŕıculo izquierdo hacia el

resto del cuerpo a traves de la arteria aorta. La conexión entre la auŕıcula y ventŕıculo

derechos está mediada por la válvula tricúspide y entre la auŕıcula y ventŕıculo izquierdo

por la válvula mitral. Estas válvulas permiten el paso de sangre a los ventŕıculos en

la fase de relajación ventricular e impiden el reflujo de la sangre a las auŕıculas en la

contracción ventŕıcular, forzando la circulación de la sangre en un sentido único. De

la misma manera las dos válvulas semilunares aórtica y pulmonar evitan el reflujo de

sangre desde la aorta y la arteria pulmonar respectivamente [88].

Las paredes del corazón están compuestas por tres capas: el epicardio que es la

capa externa, el miocardio la capa media y el endocardio la capa interna. El epicar-

dio es una capa delgada y transparente compuesta de tejido fibroelástico y adiposo,

contiene las principales arterias y venas coronarias que son las v́ıas de irrigación del

corazón. Además dota a la superfice exterior del corazón de una textura resbaladiza

para minimizar el roce con estructuras circundantes. La capa del medio, el miocardio

hace al 95% de la pared del corazón y es responsable de la acción de bombeo del co-

razón. Se compone de fibras de músculo card́ıaco estriado empaquetadas en vainas de

tejido. Estas fibras se organizan en haces que envuelven diagonalmente al corazón y

son responsables de las fuertes contracciones que permiten el bombeo del corazón. Por

último, la capa más interna, el endocardio, es una delgada capa de tejido conectivo que

minimiza la fricción del flujo de sangre con las cavidades del corazón. En particular,

el ventŕıculo izquierdo es la cavidad con paredes más gruesas del corazón ya que es

la cavidad responsable del bombeo a todo el cuerpo y en su extremo caudal forma el

ápice del corazón [88].

Como fue mencionado anteriormente, el miocardio se concentra principalmente al-
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Figura 1.16: Descripción anatómica del corazón, sus cavidades y vasos sangúıneos principales
(corte en plano coronal). Adaptado de [88]

rededor de las cavidades ventriculares que son las que se contraen para realizar la acción

de bombeo. El patrón ŕıtmico de bombeo es coordinado y accionado por potenciales

de acción eléctricos pulsados que se propagan a través de un conjunto especializado de

fibras musculares card́ıacas que forman el sistema de conducción card́ıaco. El est́ımulo

del potencial de acción excita las fibras musculares del miocardio de manera que se con-

traen y esta acción de forma colectiva produce la contracción general de los ventŕıculos

[88].

La pared interior de ambos ventŕıculos presentan una serie de protuberancias y

crestas formadas por haces elevados de fibras musculares card́ıacas llamadas trabécu-

las. Parte de las trabéculas contienen parte de la extensión del sistema de conducción

del corazón al miocardio. En particular, en ambos ventŕıculos existen un conjunto de

protuberancias en las trabéculas que se conectan mediante cordones tendinosos a las

respectivas válvulas que conectan con las auŕıculas (mitral y tricúspide), estas protu-

berancias reciben el nombre de músculos papilares y son los responsables de mantener

cerradas las válvulas mitral y tricúspide al contraerse los ventŕıculos. El ventŕıculo

izquierdo posee dos músculos papilares y el derecho, tres. La acción de los músculos

papilares es la contracción que tensa los cordones tendinosos y mantiene cerradas las

válvulas en el momento que aumenta la presión en los ventŕıculos por efecto de la

contracción ventricular [88].
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[a]

[b]

Figura 1.17: a) Visión esquemática en corte transversal de las cavidades del corazón, endo-
cardio, miocardio y epicardio. b) Disección en corte transversal. Adaptado de [88]

El corazón late a un ritmo de aproximadamente 60 a 100 latidos por minuto, pu-

diendo llegar a 150 en casos de actividad f́ısica y entre 40 o 50 en estad́ıos de sueño.

En cualquiera de los casos el ciclo card́ıaco tiene dos etapas bien definidas: la śıstole y

diástole. La etapa de śıstole comprende todo el proceso de contracción tanto auricular

como ventricular y la diástole comprende todo el transcurso de la relajación de las

cavidades y su llenado para comenzar un nuevo ciclo de bombeo. La etapa de śıstole

puede dividirse en una primera etapa de śıstole auricular que dura aproximadamente

0, 1 segundos y una etapa de śıstole ventricular que dura 0, 3 segundos. Posteriormente

el peŕıodo de diástole dura aproximadamente 0, 4 segundos [88].
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Figura 1.18: Visualización t́ıpica de un corte medial en el eje corto para un estudio de reso-
nancia magnética card́ıaca de cine en las fases de fin de d́ıastole y fin de śıstole). Adaptado de
[89]

1.4.3. Elección del método de segmentación

La creciente disponibilidad e interés de investigación en herramientas de análisis

automático de imágenes, soporte a toma de decisiones y diagnóstico en el contexto

de imágenes card́ıacas es creciente desde 2015 y en particular es mayoritaria para la

temática de segmentación [90]. Si bien los métodos de segmentación basados en redes

neuronales y aprendizaje profundo dominan el estado del arte en muchas aplicaciones

de segmentación de imágenes y en particular de segmentación card́ıaca, aún existen

desaf́ıos para el despliegue de estos métodos en la práctica cĺınica generalizada [91],

en gran parte debido a limitaciones en la disponibilidad de buenas bases de datos, a

problemas de generalización de predicciones para imágenes de escáneres distintos de

los utilizados para el conjunto de imágenes de entrenamiento [92] y a la dificultad de

interpretabilidad y falta de transparencia de los modelos de segmentación basados en

redes neuronales [93, 94]. Este último es uno de los puntos más criticados a los modelos

basados en redes neuronales profundas para aplicaciones cŕıticas [95]. Es por ello que

para el desarrollo de esta tesis se considera interesante la exploración de metodos de

segmentación basados en modelos probabiĺısticos que se considera que pueden satisfa-

cer o proveer una buena aproximación a requerimientos deseables para un sistema de

segmentación de imágenes médicas, en particular de imágenes card́ıacas, a saber:

espećıfico para estructuras: incorporar la información de estructuras espećıficas,

como puede ser la geometŕıa del corazón, mediante la idea de información a priori

que puede ser incorporada en un modelo probabiĺıstico.

limitada dependencia en grandes volúmenes de datos: si bien existen bases de

datos de imágenes card́ıacas [91], la cantidad de instancias que contienen es li-
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mitada comparada con los volúmenes de datos utilizados para redes neuronales,

debido al costo y la dificultad de ejecutar un protocolo sistemático de colección

de estudios para investigación. Por ello es interesante considerar métodos que

puedan ser exitosos en condiciones de datos limitados. En modelos probabiĺısti-

cos se intenta modelar aspectos fundamentales y sencillos de la distribución de

probabilidad de una imagen y de esa manera evitar el uso de modelos complejos

que requieren una gran cantidad de datos para ser ajustados correctamente.

pocos hiperparámetros ajustables: algunos de los modelos más simples pero efi-

cientes de segmentación (como snakes [53]) son exitosos una vez que los hiper-

parámetros del modelo han sido cuidadosamente ajustados [96] para un contexto

de imágenes particular. En el contexto de imágenes médicas la inhomogeneidad de

condiciones para diferentes estudios a causa de diferente equipamiento utilizado

u condiciones externas suele ser habitual. Por ello es deseable explorar métodos

cuyo ajuste de hiperparámetros sea minoritario y robusto en un gran espectro

de variabilidad para una misma modalidad de imágenes. Por construcción, un

modelo probabiĺıstico simple puede depender de pocos hiperparámetros.

robustez a condiciones iniciales: como se mencionó 1.3.5, muchos métodos de

segmentación dependen de una inicialización que puede ser en mayor o menor

medida automatizada. La sensibilidad de un método a condiciones iniciales es un

aspecto importante de un sistema de segmentación y se busca que sea lo más

robusto posible a variaciones moderadas de las inicializaciones. La idea motiva-

dora es que si un modelo probabiĺıstico se enfoca en capturar la distribución de

probabilidad para un conjunto de imágenes, diferentes inicializaciones capturen

la misma estad́ıstica subyacente.

mı́nima interacción: en pos de la automatización completa del proceso de segmen-

tación, una caracteŕıstica deseable es alcanzar la mı́nima interacción por parte de

un usuario. Además de la ventaja de la automatización en śı misma, la mı́nima

automatización conjugada con una buena robustez del método de segmentación

contribuye a un método objetivo que evita la variabilidad inter e intra sujeto,

un aspecto recurrente en la segmentación de imágenes por parte de especialis-

tas. La mı́nima interacción no es una caracteŕıstica exclusiva de los modelos de

segmentación probabiĺısticos pero śı buscada al momento de concebir el sistema.

costo computacional moderado: motivado por la aplicación al ámbito cĺınico don-

de un amplio espectro de prestaciones de sistemas de computación pueden ser

encontrados, es deseable desarrollar métodos de segmentación con moderadas de-

mandas de cómputo. Si bien la potencia de hardware estándar crece con los años,
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siempre es atractivo contar con un método de procesamiento de bajo cómputo y

rápido de ejecutar. Los modelos probabiĺısticos son económicos en este sentido.

Motivada la elección de modelos probabiĺısticos como método de segmentación, en

el siguiente caṕıtulo se introducirá su marco de desarrollo que tiene como principio

fundamental la inferencia bayesiana y la inclusión de la idea de prior de forma para

permitir al método de inferencia bayesiana ser espećıfico para determinadas estructuras.

En el tercer caṕıtulo se mostrarán y discutirán los resultados para el desempeño del

método de segmentación con priors de forma propuesto para una base de datos de

estudios card́ıacos de resonancia magnética. En el cuarto caṕıtulo se presentará una

aplicación de la segmentación al problema de la estimación de esfuerzo miocárdico y el

caṕıtulo quinto compendia las conclusiones principales de la tesis.
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Caṕıtulo 2

Segmentación de imágenes

mediante inferencia Bayesiana

2.1. Modelo probabiĺıstico de segmentación

Desde el punto de vista matemático, una imagen es una matriz o conjunto de

matrices X de valores discretos o continuos asociados a la intensidad de alguna señal

de adquisición. Cada posición en una matriz se corresponde a la posición espacial de un

ṕıxel o vóxel en la imagen. Cada matriz colecta información de un canal de información

particular. En el ejemplo de imágenes a color, cada matriz corresponde a un canal de

color individual que se compone con el resto de los canales para visualizar la imagen

a color. En el caso de una imagen de un único canal (como es el caso en imágenes

de resonancia magnética) la imagen se describe como una única matriz de valores que

suele ser visualizada en escala de grises.

Los modelos de segmentación considerados en esta tesis consisten en métodos ca-

paces de clasificar cada ṕıxel de una imagen en un conjunto definido de categoŕıas. En

particular, al tratarse de modelos probabiĺısticos, la idea idea fundamental es conside-

rar el valor de cada ṕıxel de la imagen como una variable aleatoria, cuya distribución

está controlada por la segmentación subyacente [1]. El enfoque probabiĺıstico intenta

modelar la probabilidad condicionada P (c|X,θ) siendo c el conjunto de clases asig-

nadas a cada ṕıxel i, donde cada ci toma valores de un conjunto discreto de L clases

y θ un vector de hiperparámetros del modelo. Nótese que con este enfoque, el modelo

de segmentación sólo depende de la imagen a segmentar sin la necesidad de incorporar

información extra de un conjunto extenso de imágenes de ejemplo. Esto va en concor-

dancia con el uso moderado de datos que se mencionó en 1.4.3. El teorema de Bayes

[2] permite relacionar la probabilidad condicionada de los parámetros dada la imagen

con la probabilidad de la imagen dados los parámetros:

43
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P (c|X,θ) =
P (X|c,θ)P (c|θ)

P (X|θ)
(2.1)

donde P (X|c,θ) es denominado verosimilitud o likelihood del modelo de probabilidad,

P (c|θ) es la probabilidad a priori de los parámetros y el factor de normalización

P (X|θ) es la evidencia del modelo que cuantifica la probabilidad de los datos para todos

el los conjuntos de parámetros del modelo. La probabilidad condicionada P (c|X,θ) es

denominada probabilidad a posteriori en el enfoque bayesiano.

La maximización de 2.1 en el conjunto c en principio podŕıa resolverse exhausti-

vamente provisto un modelo de probabilidad y evaluando todas las combinaciones de

clases para una imagen, sin embargo esta propuesta es prohibitiva a efectos prácticos

ya que la cantidad de evaluaciones necesarias del modelo de probabilidad para explo-

rar todo el espacio de soluciones es del orden de LN siendo N la cantidad de ṕıxels

de la imagen que incluso para imágenes de tamaño moderado y clasificación binaria

es un cómputo imposible de evaluar, por ello es necesario aproximar la solución. El

primer paso es considerar que la distribución posterior de la clasificación completa de

la imagen puede ser factorizada como la distribución posterior de cada ṕıxel individual

P (c|X,θ) ≈
N∏
i

P (ci|xi,θ)

=
N∏
i

P (xi|ci,θ)P (ci|θ)
P (xi|θ)

(2.2)

por lo tanto, desde la perspectiva del teorema de Bayes, se debe modelar el likelihood

de los datos individuales, la distribución a priori de las clases y parámetros del modelo.

Nótese que a efectos de maximizar la probabilidad posterior, el cálculo de la evidencia

es irrelevante ya que para toda la imagen es un factor constante que no depende de los

parámetros, de manera que sólo el likelihood y la probabilidad a priori son suficientes

para especificar el modelo:

P (c|X,θ) ∝
N∏
i

P (xi|ci,θ)P (ci|θ) (2.3)

Si se considera que cada clase a segmentar tiene una respuesta en intensidad carac-

teŕıstica en la imagen, el likelihood de los datos individuales dada una de las clases de

clasificación puede modelarse con una distribución unimodal y en general esta es una

hipótesis razonable para las imágenes card́ıacas de resonancia magnética en modalidad

SSFP y clases correspondientes a tejido muscular, aire y sangre como se muestra en

la Figura 2.1. Por lo tanto, la distribución del likelihood para el valor de intensidad

de un ṕıxel dada un clase será una distribución normal con media µci y varianza σci

que dependen de la clase ci que se asocian con la media del valor caracteŕıstico de
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intensidad y con su dispersión respectivamente (Ecuación (2.4)). Por ello este tipo de

modelos para el likelihood también es denominado como modelo de ruido. Tanto µci

como σci serán hiperparámetros de un modelo con distribución Gaussiana:

P (xi|ci, µci , σci) = N (xi|µci , σci) (2.4)

No obstante, el modelo probabiĺıstico puede refinarse para incorporar las correlacio-

nes entre ṕıxels vecinos, una caracteŕıstica atractiva para incorporar al modelo dada la

continuidad local que existe en el dominio de imágenes naturales y de estructuras. En el

marco bayesiano esto se puede implementar mediante el agregado de una probabilidad

a priori que dependa de la clasificación de los vecinos [4]:

P (ci|β, cN(i)) = exp(−βV (ci, {cN(i)})) (2.5)

donde V (ci, {cN(i)}) es una función que penaliza una clasificación determinada del

ṕıxel i en función de la clasificación de los vecinos {cN(i)} y β es un hiperparámetro del

modelo que pondera la importancia del prior en la clasificación1. La implementación

de V (ci, {cN(i)}) será:

V (ci, {cN(i)}) =
∑

j∈N(i)

1− δci,cj (2.6)

siendo δci,cj la delta de Kronecker entre la clase del ṕıxel i y de uno de sus vecinos j.

Nótese que de (2.6), la clases más fuertemente penalizadas serán aquellas que coincidan

en menor cantidad con las clasificaciones de los ṕıxels vecinos. Con esta incorporación

el modelo de segmentación se transforma en un campo aleatorio de Markov (Markov

random field ó MRF por sus siglas en inglés) similar al modelo de Potts2 [5], con

el hiperparámetro β tomando el rol de la inversa de la temperatura y la función de

ponderación de vecinos tomando el rol de la enerǵıa de interacción entre espines. El

entorno de interacción de vecinos en dos o tres dimensiones es una elección del modelo y

puede considerarse como hiperparámetro. Dos elecciones habituales en dos dimensiones

son considerar un entorno de cuatro u ocho ṕıxels como se muestra en la Figura 2.2.

Reemplazando (2.4) y (2.5) en la expresión (2.3) y definiendo:

P(ci|xi, {cN(i)},µ,σ, β)
.
= N (xi|µci , σci) exp(−βV (ci, {cN(i)})) (2.7)

resulta en

1β también es llamado parámetro de regularización
2Generalización del modelo de Ising para 3 o más estados de espines.
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Figura 2.1: Distribución t́ıpica de intensidades para un corte de resonancia magnética card́ıaca
en el eje corto. Nótese cómo se distinguen las tres modas correspondientes en orden ascendente
a aire, músculo y sangre.

Figura 2.2: Dos ejemplos de entornos de ṕıxels vecinos para el ṕıxel p en dos dimensiones:
cuatro y ocho vecinos.

P (c|X,µ,σ, β) ∝∼
N∏
i

N (xi|µci , σci) exp(−βV (ci, {cN(i)}))

=
N∏
i

P(ci|xi, {cN(i)},µ,σ, β)

(2.8)

Al igual que para el problema de maximización original, optimizar (2.8) de forma

conjunta para todos los ṕıxels y vecindarios es una tarea imposible de lograr de forma

exhaustiva debido a la dependencia con los vecinos en el prior de clasificación. Por lo

tanto se recurre nuevamente a una aproximación para abordar la optimización. Para

ello la clasificación de cada ṕıxel será aquella que maximice (2.8) para cada ṕıxel

individual pero manteniendo la clasificación de los ṕıxels vecinos {cN(i)} fija ({c̃N(i)}).
El procedimiento se repite para todos los ṕıxels de la imagen considerando el nuevo

entorno de vecinos obtenido del paso anterior. Esta aproximación se denomina modas

condicionales iteradas (iterated conditional modes ó ICM, por sus siglas en inglés) y

fue propuesta en el trabajo de Besag (1986) [4] aunque en el contexto del modelo de

Potts puede asociarse con una aproximación de campo medio [6].

Los hiperparámetros del modelo de ruido µ y σ se pueden obtener a partir de
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maximizar la evidencia aproximada Ea respecto de µk y σk, siendo k cada clase:

Ea =
N∏
i

L∑
ci

P(ci|xi, {c̃N(i)},µ,σ, β) (2.9)

en el trabajo de Isoardi et al. (2011) [23] se detalla el cálculo de la maximización de la

evidencia aproximada que involucra encontrar los puntos extremos de (2.9) resultando

en el siguiente conjunto de ecuaciones auto-consistentes que estiman los hiperparáme-

tros del modelo de ruido durante el proceso de inferencia:

µk =
N∑
i

xiP (ci = k|{c̃N(i)},X,µ,σ, β)

σk =
N∑
i

(xi − µk)
2P (ci = k|{c̃N(i)},X,µ,σ, β)

(2.10)

Definido el modelo y sus aproximaciones, el proceso de inferencia es iterativo y se

basa en maximizar (2.8) con la aproximación ICM para todos los ṕıxels de la imagen

y luego actualizar los hiperparámetros con las ecuaciones de auto-consistencia (2.10).

El proceso de segmentación se inicializa asignando la clase más probable a cada ṕıxel

de acuerdo a un modelo de mezclas de distribuciones Gamma. El modelo de mezclas es

ajustado de acuerdo al histograma de intensidades de la imagen. Del proceso de ajuste

de mezclas surge también la inicialización de los hiperparámetros del modelo de ruido.

Nótese que si bien el modelo de ruido definido en la ecuación (2.8) es de distribución

normal, los hiperparámetros son inicializados con la media y varianza de una distribu-

ción Gamma, esta elección se justifica en que la inicialización de hiperparámetros es

más robusta con esta elección para las imágenes estudiadas. En el caso de imágenes

sintéticas utilizadas en [23] para validar el método, es suficiente con inicializar me-

diante un modelo de mezclas de distribuciones normales, aunque debe seleccionarse un

rango adecuado de datos para que las distriuciones se ajusten satisfactoriamente. Una

aplicación para inicializar interactivamente el proceso de segmentación se encuentra

detallada en [25].

Todo el proceso de inferencia converge iterativamente a un máximo de la evidencia

aproximada de la imagen como se comprobó en [23] y el proceso de inferencia puede

terminarse una vez que la mejora de la evidencia sea marginal. Además en el trabajo

de Isoardi et al. se propone bajo el mismo criterio de maximizar la evidencia estimar

el hiperparámetro β de regularización. El pseudocódigo del algoritmo de segmentación

se muestra a continuación:
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Algorithm 1 Algoritmo de segmentación

Require: ε > 0, β > 0
µ,σ, c←Modelo Mezclas Gammas(X, L = 3)
E ← Ea

while (Ea − E) > ε do
E ← Ea

for each i = 1, ..., N do
ci ← máxci P(ci|xi, {c̃N(i)},µ,σ, β)

end for
for each k = {1, ..., L} do
µk ←

∑N
i xiP (ci = k|{c̃N(i)},X,µ,σ, β)

σk ←
∑N

i (xi − µk)
2P (ci = k|{c̃N(i)},X,µ,σ, β)

end for
Ea ←

∏N
i

∑L
ci
P(ci|xi, {c̃N(i)},µ,σ, β)

end while

2.2. Trabajos previos

En la década de 1990 varios trabajos mostraron la aplicación del modelo de segmen-

tación presentado en 2.1 a imágenes médicas, en particular a imágenes de cerebro de

resonancia magnética nuclear pesadas en T1 y T2. Las imágenes son segmentadas en las

clases asociadas a los tejidos de materia blanca, materia gris, ĺıquido cefalorraqúıdeo,

otras estructuras como el cráneo o grasa subcutánea y señal de aire o fondo.

Choi et al. (1991) [7] modela cada ṕıxel como combinaciones de cada tejido (mi-

xels) y la probabilidad a priori de cada mixel dado sus vecinos está modelada por un

Markov random field. Este planteo incorpora por diseño una representación del efecto

de volumen parcial. La composición de cada mixel individual es aproximada por una

variación de iterated conditional modes y estimada mediante el criterio de máximo a

posteriori. El método fue testeado cuantitativamente en imágenes sintetizadas y en un

fantoma y cualitativamente en una imagen real en secuencias pesadas por T1, T2 y

densidad protónica. En el trabajo de Wells et al. (1996) [8] el factor de interacción

con vecinos es la contribución de la densidad de cada ṕıxel vecino según el modelo

de ruido. El algoritmo de expectación-maximización es utilizado para la optimización

del modelo. La validación fue realizada con imágenes sintéticas cuantitativamente y

en imágenes reales de pacientes con esclerosis múltiple de forma cualitativa. De los

resultados obtenidos se evidencia que este método de segmentación está al nivel de la

anotación manual de expertos. Posteriormente, en el trabajo de Held et al. [9], se utiliza

simulated annealing como método de optimización, un método derivado de la mecánica

estad́ıstica inspirado en la analoǵıa del proceso termodinámico de recocido de metales.

Los resultados fueron validados nuevamente con imágenes sintéticas cuantitativamente

y sólo cualitativamente en imágenes reales por no contar con el respectivo ground truth
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para las clases a segmentar.

Años más tarde en los trabajos de Zhang et al. y Marroquin et al. se incluye

la modelización en el marco bayesiano de las inhomogeneidades espaciales de campo

magnético de los resonadores [10, 11]. Shattuck et al. en 2001 incluye un modelo de

segmentación basado en Markov random fields en un flujo completo de procesamiento

de imágenes de resonancia magnética nuclear de cerebro pesadas en T1 [12]. De alĺı en

adelante, los siguientes trabajos en modelos de segmentación probabiĺısticos aplicados

a cerebro se focalizan en mejorar la robustez y velocidad de estimación de parámetros

[13, 14].

Respecto de la aplicación de modelos probabiĺısticos para imágenes card́ıacas de

resonancia magnética, el primer antecedente es del 2003 en el trabajo de Gering et al.

[15] en donde se propone un método estructurado en cinco pasos para la segmenta-

ción completa del volumen card́ıaco en un ciclo card́ıaco en imágenes de resonancia

magnética de cine SSFP3 [16]. Un número de cortes o slices del volúmen card́ıaco en

el eje corto son analizados en función del tiempo para medir la varianza de cada ṕıxel

y definir la región de interés a segmentar que corresponde al corazón en movimiento.

Luego cada slice es segmentado con un modelo probabiĺıstico basado en Markov ran-

dom field en tres clases: miocardio, sangre y señal de fondo. Luego, la segmentación

se completa tomando como referencia los ventŕıculos que son bien distinguidos por la

región definida por la sangre y refinando la segmentación de las paredes del corazón

mediante el ajuste de un atlas al slice correspondiente. El método fue sólo validado

cualitativamente y no mostraba robustez ante las trabéculas por lo que el último paso

de procesamiento propuesto era una corrección manual. Tres años más tarde, dos tra-

bajos utilizan una clasificación difusa o suave por ṕıxel por mezclas gaussianas como

paso intermedio a la segmentación del ventŕıculo izquierdo mediante otra técnica. En

Jolly et al. esta clasificación funciona como un realce para el tejido del miocardio sobre

el cual se aplica un modelo de contornos activos para determinar el epicardio y endo-

cardio del ventŕıculo izquierdo [17]. En Pednekar et al. se hace una binarización a partir

de la clasificación suave para buscar sobre los ṕıxels resultantes y con programación

dinámica los contornos del epicardio y endocardio [18]. La validación en [17] es medida

en términos de la desviación en ṕıxels de cada contorno en śıstole y diástole respecto de

una delineación de los contornos por parte de expertos en estudios de 29 pacientes. Por

su parte, en [18] validan su método midiendo el error del volúmen de śıstole, diástole

y la fracción de eyección en imágenes de 8 pacientes delineadas por expertos.

En los años siguientes, el formalismo bayesiano en el contexto de segmentación

card́ıaca en imágenes de resonancia magnética es utilizado en la optimización de con-

tornos activos [19, 20] o atlas para guiar la clasificación [21] e incluso para la estimación

3El nombre técnico del tipo de secuencia para estas imágenes es steady-state free precession
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directa de volúmenes ventriculares sin precisar de segmentación [22].

En esta tesis se adaptará el marco básico de segmentación presentado en la sec-

ción 2.1 para incorporar información a priori que permita segmentar el músculo del

miocardio que conforma al ventŕıculo izquierdo.

2.3. Aplicaciones

El modelo que servirá como punto de partida para el desarrollo posterior de esta

tesis será el correspondiente a Isoardi et al. (2011) [23]. En este trabajo dos modelos son

presentados, uno de clasificación discreta y otro de clasificación continua que incorpora

el modelado del efecto de volumen parcial para dos tipos de tejidos. La estimación de

los parámetros del modelo, que corresponde en el trabajo a los tejidos distinguibles en

imágenes de resonancia magnética de cerebro pesadas en T1, es realizada por medio

una aproximación de campo medio y los hiperparámetros óptimos son estimados en

el planteo bayesiano del problema con un criterio de máxima evidencia. El criterio de

máxima evidencia también es utilizado para cuantificar la bondad de ambos modelos.

La validación fue realizada con imágenes sintetizadas por la plataforma BrainWeb [28]

y compatible con los trabajos anteriores de Zhang y Wells [8, 10].

Figura 2.3: Ejemplo de segmentación con inferencia bayesiana con el método de Isoardi et al.
[23]. A la izquierda un corte de una imagen sintética de resonancia magnética pesada en T1 y a
la derecha su segmentación correspondiente en tres clases.

Previamente a considerar la aplicación del modelo de segmentación a segmentación

card́ıaca se exploró la aplicación del modelo discreto sin cambios sustanciales a la

segmentación de la red cerebrovascular en imágenes de angiograf́ıa rotacional 3D [29].

Esta modalidad de imágenes consiste en la adquisición de una tomograf́ıa de Rayos X

con administración previa al paciente de un medio de contraste intravenoso. De esta

manera se obtiene una reconstrucción en tres dimensiones donde la red vascular del

cerebro resulta resaltada en contraste. La aplicación del método de segmentación a
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este problema está motivada por la utilidad de contar con metodoloǵıa automática y

precisa para detectar y visualizar aneurismas y evaluar el riesgo de ruptura mediante

simulaciones de hemodinamia dada la morfoloǵıa y ubicación de la aneurisma en la

red vascular del cerebro [30–32]. Se consideraron tres clases de tejidos para clasificar

la imagen: sangre, tejido cerebral y aire. La función de interacción con los vecinos

en este caso fue planteada con entornos tridimensionales de vóxels vecinos gracias a

que la resolución espacial de la imagen volumétrica es isotrópica. La validación fue

realizada con la base de datos AneuriskWeb [33] que se compone de 23 angiograf́ıas de

23 pacientes con una o más aneurismas. El ground truth de esta base de datos consiste en

una segmentación construida mediante un procedimiento semiautomático y validado

por un experto. Los resultados obtenidos mostraron que la segmentación bayesiana

no sólo pod́ıa reproducir el volúmen de vascularización provisto por el ground truth

sino que era capaz de identificar vascularizaciones menores no provistas de manera

automática y sin intervención manual. En términos cuantitativos pudo comprobarse

una muy buena correspondencia medida en términos del coeficiente de Dice entre la

segmentación bayesiana y el ground truth provisto en una ROI centrada en el aneurisma

(Figura 2.4) [24].

2.4. Priors de forma

El modelo discreto bayesiano presentado en Isoardi et al. [23] será el punto inicial

de esta tesis, donde para el problema de segmentación card́ıaca la clasificación de cada

ṕıxel podrá ser en tres clases: músculo card́ıaco, sangre y aire. Este modelo por śı

sólo es incapaz de segmentar estructuras espećıficas ya que el modelo de probabilidad

contempla intensidades y clasificaciones de ṕıxels vecinos sin tener una noción de una

estructura extendida. La idea fundamental será entonces utilizar el prior del formalismo

bayesiano para incorporar información de estructuras mediante un prior de forma.

Los priors de forma ya han sido utilizado previamente en otros contextos como

segmentación mediante level-sets [26, 27] y concretamente se definen como una función

indicadora ϕR que es función del dominio espacial de la imagen y que es utilizada para

reforzar la clasificación en una clase determinada en una región R de la imagen indicada

por ϕR:

ϕR(i) =

1, si i ∈ R

0, si i /∈ R
(2.11)

Usualmente la región R de la función indicadora que define el prior de forma es

obtenida mediante un conjunto de regiones definidas en imágenes anotadas. La idea

particular de prior de forma que se desarrollará en la tesis está inspirada del trabajo de
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Figura 2.4: a) Ejemplo de imagen de angiograf́ıa rotacional 3D en tres cortes ortogonales (axial,
coronal y sagital) con el ground truth superpuesto conteniendo una aneurisma. b) Aneurisma y
vascularización segmentadas con el método bayesiano, las vascularizaciones no presentes en el
ground truth se muestran en color beige. c) Aneurisma y vascularización segmentadas con el
método bayesiano cerca de la región de la aneurisma, se notan pequeñas vascularizaciones no
presentes en el ground truth de la base de datos de AneuriskWeb. Adaptado de [24].

Cremers et al. [34]. Un antecedente de incorporar esta idea en el contexto de segmenta-
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ción mediante inferencia bayesiana apareció en el trabajo de Chang et al. [35] en donde

el prior de forma se formula de manera similar a como se desarrollará a continuación.

Un prior de forma en el formalismo bayesiano funciona como un factor que penaliza

en una región determinada una clase particular. Para el problema de segmentación

card́ıaca, la región del prior de forma es una geometŕıa aproximada del tejido del

miocardio que delimita al ventŕıculo izquierdo. El factor de prior de forma para el

método bayesiano provista la función indicadora ϕR será:

Pprior(i) = exp(−αϕR(i)(1− δci,c∗) + (1− ϕR(i))δci,c∗)

donde α es un hiperparámetro extra del modelo que controla la influencia del prior

de forma en la segmentación y c∗ es una clase fija (por ejemplo c∗ = k) asignada a la

estructura objetivo a segmentar. En el caso del miocardio, esta clase corresponderá al

músculo. Nótese que cualquier ṕıxel fuera del prior que sea clasificado como el tejido

objetivo, será penalizado en una cantidad α. Rećıprocamente, el prior de forma tiende

a favorecer la clasificación del tejido objetivo dentro de la región definida por la función

indicadora. Sin embargo, esta formulación es muy sesgada hacia la región particular R

de la función indicadora y en cambio la intención del prior de forma es que ayude a

definir la segmentación pero no la defina completamente. Por ello es que a la formulación

anterior se le agrega una dependencia con la distancia a la región R:

Pprior(i) = exp(−αϕR(i)(1− δci,c∗) +DR(i)(1− ϕR(i))δci,c∗)

donde DR(i) es una función que decae con la distancia desde i al punto más cercano de

la región R y es máxima y constante dentro de R. El agregado de DR(i) permite una

modulación suave de la penalización cerca de los bordes del prior de forma permitiendo

que ṕıxels cercanos al prior tengan una probabilidad alta de ser clasificados como

miocardio y que la segmentación final sea una versión perturbada del prior de forma.

Asimismo, ṕıxels localizados lejos del corazón serán fuertemente penalizados para la

clasificación en miocardio. La inclusión del prior de forma a la formulación bayesiana

será como un factor extra agregado a la aproximación de la probabilidad posterior

(2.8):

P (c|X,µ,σ, β) ∝∼
N∏
i

N (xi|µci , σci) exp(−βV (ci, {cN(i)}))Pprior(i|α,R)

=
N∏
i

P(ci|xi, {cN(i)},µ,σ, β)Pprior(i|α,R)

(2.14)

Y la evidencia aproximada incluyendo el prior de forma Eprior
a será:

tamara.carcamo
Texto escrito a máquina
(Biblioteca Leo Falicov CAB-IB)
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Texto escrito a máquina
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Eprior
a =

N∏
i

L∑
ci

P(ci|xi, {cN(i)},µ,σ, β)Pprior(i|α,R) (2.15)

Nótese como la inclusión de un prior de forma en el marco bayesiano es simple y el

problema se traslada a encontrar una función indicadora aproximada. Para el problema

de segmentación del ventŕıculo izquierdo, el prior de forma no sólo habilita a la segmen-

tación bayesiana a segmentar estructuras espećıficas sino que también puede corregir

errores de segmentación como la inclusión de trabéculas o músculos papilares como

parte del miocardio. Este tipo de errores es recurrente en métodos de segmentación

basados en la intensidad de ṕıxels ya que la señal de miocardio, trabéculas y músculos

papilares en imágenes de resonancia magnética en modalidad SSFP es similar [36, 37].

La especificación del algoritmo completo de segmentación con prior de forma se da

a continuación. La estimación de la región R de la función indicadora se detalla en el

siguiente caṕıtulo y precisa de un ṕıxel proporcionado pcentro.

Algorithm 2 Algoritmo de segmentación con prior de forma

Require: ε > 0, β > 0, pcentro
µ,σ, c← Segmentación Bayesiana(X, L = 3)
R← Estimación Región(c, pcentro)
E ← Eprior

a

while (Eprior
a − E) > ε do

E ← Eprior
a

for each i = 1, ..., N do
ci ← máxci P(ci|xi, {c̃N(i)},µ,σ, β)Pprior(i|α,R)

end for
for each k = {1, ..., L} do
µk ←

∑N
i xiP (ci = k|{c̃N(i)},X,µ,σ, β, α,R)

σk ←
∑N

i (xi − µk)
2P (ci = k|{c̃N(i)},X,µ,σ, β, α,R)

end for
Eprior

a ←
∏N

i

∑L
ci
P(ci|xi, {c̃N(i)},µ,σ, β)

end while
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Caṕıtulo 3

Aplicación del método para

segmentación de imágenes card́ıacas

3.1. Datos utilizados y evaluación

El enfoque bayesiano propuesto fue evaluado en un conjunto de datos público dispo-

nible mediante el Cardiac Atlas Project. La base de datos es la cMAC que fue utilizada

en la competencia de análisis de movimiento Cardiac Motion Analysis Challenge 2011

de resonancia magnética card́ıaca en modalidad SSFP [1, 2]. Este protocolo de ad-

quisición permite la adquisición de estudios de resonancia magnética card́ıaca de cine

en donde es posible visualizar el ciclo card́ıaco [3]. Parte del protocolo de adquisición

consiste en adquirir la señal del resonador en ciclos de controlados de apnea, en donde

se busca minimizar los artefactos de movimiento debido a la respiración.

Los estudios de la base de datos cMAC son estudios adquiridos con un resonador de

3 Tesla Philips Achieva System. La base de datos cuenta con 15 estudios de resonancia

magnética de cine de 15 sujetos centrados en el corazón y en proyecciones en el eje corto

card́ıaco. La base de datos consiste en 11 sujetos de sexo masculino, 2 de sexo femenino

y 2 con información de género no disponible. Todas las adquisiciones fueron obtenidas

durante aproximadamente 15 segundos conteniendo la respiración con una resolución

temporal de 30 fases en un ciclo card́ıaco y una resolución espacial de aproximadamen-

te 1,25 × 1,25 × 8 mm correspondiente a 256 × 256 × 14 ṕıxels. También se dispone

de segmentaciones manuales del tejido de miocardio correspondiente al ventŕıculo iz-

quierdo en todo su volúmen para el punto del ciclo card́ıaco correspondiente al fin de

la diástole [16]. Estas segmentaciones manuales serán el ground truth para el conjunto

de datos. Tres métricas serán utilizadas para evaluar cuantitativamente el desempeño

de la segmentación. La primera métrica a evaluar será el coeficiente de Dice definido

como:

Dice(GT, I) =
2 |GT ∩ I|
|GT |+ |I|

(3.1)
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donde GT representa el conjunto de ṕıxels que definen una máscara binaria para la

estructura a segmentar e I representa la correspondiente máscara binaria inferida por el

método de segmentación. La operación | · | representa el conteo de ṕıxels. El coeficiente

de Dice puede tomar valores entre 0 y 1, siendo 1 coincidencia perfecta en todos los

ṕıxels de la segmentación con todos los del ground truth y 0 ninguna coincidencia para

el caso de segmentación binaria. En segundo lugar se evaluará como métrica la distancia

de Hausdorff definida entre dos máscaras binarias GT y I como:

H(GT, I) = max

(
máx
p∈GT

(mı́n
q∈I

d(p, q)),máx
q∈I

(mı́n
p∈GT

d(p, q))

)
(3.2)

siendo d(·) la distancia Eucĺıdea. La distancia de Hausdorff mide la máxima desviación

entre pares de puntos de dos conjuntos que se ponen en correspondencia por distancia

mı́nima. Para el caso de segmentación, es una medida de la exactitud de los bordes y

de cuál es la máxima desviación entre bordes. Por último se mide la distancia promedio

borde a borde que mide la distancia de un contorno a otro promediada sobre todos los

puntos que forman el contorno (ver Figura 3.1). Esta cantidad se notará como AD por

su acrónimo en inglés de Average Distance:

AD(GT, I) =

∑
p∈∂GT d(p, ∂I) +

∑
q∈∂I d(q, ∂GT )

|∂GT |+ |∂I|
(3.3)

donde ∂ denota los ṕıxels del borde para la máscara binaria. La distancia promedio

borde a borde al igual que la distancia de Hausdorff es una medida de la exactitud de

los bordes. Dado que se conoce la resolución espacial de las imágenes, la distancia de

Hausdorff y la distancia promedio borde a borde se reportan en unidades de miĺımetros.

3.2. Flujo de procesamiento

El algoritmo de segmentación desarrollado realiza una segmentación slice por sli-

ce en dos dimensiones con proyecciones sobre el eje corto card́ıaco. La elección del

procesamiento en dos dimensiones tiene dos motivos: por un lado es menos el costo

computacional comparado a procesar el volumen completo en tres dimensiones y por

otro, dado que en el eje perpendicular a las proyecciones la resolución es distinta, se

consideró que la segmentación se haga a partir de las dimensiones con la misma reso-

lución espacial. En términos generales el flujo de procesamiento consta de los siguentes

pasos:

1. seleccionar un slice medial del volúmen card́ıaco para iniciar la segmentación.

2. de una estimación inicial de la media y varianza para las intensidades de los

tejidos relevantes.
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[a]

[b]

[c]

Figura 3.1: Esquema de métricas utilizadas para medir desempeño de segmentación. a) Coefi-
ciente de Dice. b) Distancia de Hausdorff. c) Distancia promedio borde a borde.

3. realizar un primer paso de segmentación bayesiana con el método descripto en

2.1.

4. estimar un prior de forma para el músculo del miocardio.

5. realizar un segundo paso de segmentación bayesiana con prior de forma.

6. propagar parámetros de la segmentación obtenida a los siguientes slices del

volúmen card́ıaco para inicializar su segmentación desde el paso 2. Continuar con

el proceso hasta verificar criterios de finalización para la segmentación volumétri-

ca.

Los pasos detallados del flujo de segmentación serán descriptos en las siguientes

secciones. Todo el flujo de procesamiento fue implementado en el lenguaje de progra-

mación Python y ejecutado en una PC de escritorio con procesador Intel Core i7 3.40

GHz con 16 GB de memoria RAM.
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3.2.1. Inicialización

La segmentación volumétrica se inicia desde el slice central del volumen de datos.

Esta elección está motivada por ser una región en donde se dan las mejores condiciones

de inicialización para segmentar el ventŕıculo izquierdo. Para este slice se selecciona

manualmente el punto central del ventŕıculo izquierdo en la imagen, siendo éste el

único paso de interacción manual del método. Esta operación podŕıa ser automática

si se aprovecha la información temporal de una secuencia de cine, donde la selección

del slice central y del punto medio pueden inferirse de la región de ṕıxels con mayor

varianza temporal [5], pero esto no fue incorporado y se consideró un buen compromiso

entre interacción mı́nima y desempeño de segmentación. El punto central será utilizado

para construir el prior de forma y también define una región de interés en donde la

segmentación se llevará a cabo. La región de interés en cada slice es de 100 mm x 100

mm centrada en el punto central seleccionado. Este tamaño de región de interés fue

definido por un experto para asegurar que toda la extensión del ventŕıculo izquierdo

sea inclúıda.

Por simplicidad de representación y buenos resultados obtenidos, en todo momento

la inferencia bayesiana de tejidos para cada voxel será en tres clases correspondientes

a sangre, tejido muscular y aire. La clase de tejido muscular será la asociada con la

segmentación final del tejido del miocardio. Como se mencionó en 2.1 cada componente

de tejido debe ser inicializado para sus valores de intensidad, para ello deben estimarse

los hiperparámetros del modelo de ruido para cada clase. La inicialización de estos

hiperparámetros se hizo ajustando un modelo de mezcla de distribuciones Gamma. La

elección de esta distribución tiene por objeto mostrar mejor robustez a las condicio-

nes de ruido de las imágenes analizadas frente a la distribución Gaussiana ensayada

inicialmente. Nótese que el ajuste con distribuciones Gamma sólo es utilizado para es-

timar los valores iniciales de media y varianza para cada tejido en el modelo de ruido,

pero el modelo de ruido en śı para cada tejido es una distribución Gaussiana. Con los

parámetros iniciales, se asigna la clasificación inicial de cada ṕıxel desde donde iniciará

la inferencia bayesiana. La asignación se hace en considerando el modelo de mezcla

Gaussiano para las tres clases con los parámetros considerados.

3.2.2. Primera inferencia bayesiana

La clasificación inicial es usada como punto de partida de la segunda clasificación

que involucra la re-clasificación de cada ṕıxel utilizando el método iterativo de infe-

rencia bayesiana. Como se mostró en la sección 2.1, el proceso de clasificación tiene en

cuenta la clasificación de los vecinos de cada ṕıxel y la clase de cada ṕıxel es actualizada

de manera de incrementar el likelihood mantiendo fija la clasificación de los vecinos.

Para los pasos de inferencia bayesianas que forman parte del método de segmentación
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Figura 3.2: Ejemplo de inicialización de hiperparámetros de tejidos mediante distribuciones
Gamma en base al histograma de intensidad.

se utilizó un vecindario de los primeros ochos ṕıxels vecinos en dos dimensiones. Para

el conjunto de imágenes procesada el valor escogido del hiperparámetro β fue 0, 9. La

elección estuvo basada en el criterio de máxima evidencia conjuntamente con evaluar la

el desempeño de segmentación resultante. Si bien la cantidad de iteraciones a compu-

tar depende de la convergencia de la evidencia. En todo los casos se comprobó que

cinco iteraciones eran suficientes para alcanzar la convergencia. En el hardware donde

se ejecutaron las pruebas la duración de una inferencia fue aproximadamente de 0,2

segundos por cada slice.

3.2.3. Estimación del prior de forma y segunda inferencia

La segmentación inicial se basa puramente en los valores de intensidad de los ṕıxels,

por ello es incapaz de distinguir, por ejemplo, tejidos de diferentes ventŕıculos ya la

diferencia esencial está dada por su localización en la anatomı́a del corazón y no por in-

tensidad de señal en la imagen. La determinación de un prior de forma para especializar

la segmentación a una geometŕıa dada requiere en principio de un conjunto de regiones

de entrenamiento similar a modelos de segmentación como active shapes (ver sección

1.3.5), no obstante se propone un enfoque más simple basado en aproximar la forma

anular del miocardio vista en la proyección del eje corto a partir de la segmentación

inicial.

Para segmentar el músculo del miocardio en proyecciones sobre el eje corto, la

propuesta de prior de forma será una región anular centrada en la cavidad del ventŕıculo

izquierdo, de grosor aproximado al septum ventricular que será obtenida a partir de
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una primera segmentación bayesiana de la imagen sin prior de forma. Por lo tanto, para

determinar el prior de forma completamente se deben proponer los bordes internos y

externos de la región anular en la imagen. Para estimar el borde interno del prior se

usará como referencia la cavidad del ventŕıculo derecho representada por la clasificación

de sangre. El primer paso para generar el prior de forma consiste en identificar la

cavidad del ventŕıculo izquierdo, esto se consigue mediante la marcación del punto

central y ejecutando el algoritmo de floodfill (ver sección 1.3.5) para seleccionar todos

los ṕıxels de sangre que llenan la cavidad del ventŕıculo. A este conjunto de ṕıxels se le

aplica la operación de convex hull1 que consiste en tomar todos los ṕıxels que forman el

menor poĺıgono convexo que cubre al conjunto de ṕıxels original (Figura 3.3). La razón

de esta operación es eliminar de la selección músculos papilares y minimizar el impacto

de las trabéculas en la determinación del borde interno del prior de forma. La aplicación

de la operación de convex hull para este propósito ya se hab́ıa utilizado en el contexto

de segmentación card́ıaca en el trabajo de Lu et al. (2013) [6]. La segmentación inicial

es por lo tanto transformada eliminando músculos papilares y reduciendo trabéculas

y la cavidad de sangre resultante es una primera aproximación del endocardio (pared

interna del miocardio) y el borde interior del prior de forma.

Figura 3.3: Ejemplo de aplicación de la operación convex hull a una imagen binaria.

Para estimar el borde exterior se dilata el borde interior en un espesor comparable

al grosor de la pared del septum que divide ambos ventŕıculos. La manera con que se

estima el tamaño de la pared es contabilizando los ṕıxels clasificados como músculo

para una traza definida entre el centro de masa del ventŕıculo izquierdo estimado has-

ta al momento al interior del ventŕıculo derecho. La traza que define el ancho de la

dilatación se encuentra explorando un conunto de 20 trazas equiespaciadas en ángulo

en 360◦. La traza utilizada para hacer la estimación será aquella que contabilice la

mayor cantidad de ṕıxels clasificados como sangre en su trayecto. La justificación de

este criterio es que la traza que cumpla esta condición será la que esté mejor orientada

al centro del ventŕıculo derecho. La anatomı́a general es tal que en los ángulos que

no apuntan al ventŕıculo derecho, la clasificación suele ser en general aire o músculo.

1Cascarón convexo en Español
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Nótese que para que este procedimiento sea exitoso se debe contar con una buena seg-

mentación inicial, en particular si el septum está segmentado de forma incompleta, la

aplicación de la operación convex hull podŕıa eliminar la segmentación del septum y la

estimación del endocardio y el prior de forma seŕıan totalmente erróneas. Es por ello

que la primera segmentación del volumen card́ıaco se realiza en una slice medial en

donde las condiciones para una primera segmentación satisfactoria son más favorables.

Figura 3.4: Esquema del proceso de estimación de la región anular para el prior de forma.
La imagen es segmentada mediante el método de inferencia bayesiana descrito en la sección 2.1.
La marcación provista del centro de la cavidad (punto azul), sirve para segmentar la cavidad
de sangre mediante el algoritmo de floodfill. Luego, la transformación de convex hull es aplicada
para eliminar trabéculas y músculos papilares. El resultado es aplicado a la segmentación inicial
y a partir del centro de masa de la cavidad del ventŕıculo (punto rojo) se estima el grosor del
septum. La región a priori del miocardio es obtenida dilatando el borde de la cavidad de sangre
en el espesor estimado.

Con el prior de forma determinado se incorpora a la inferencia bayesiana siguiendo

la metodoloǵıa desarrollada en 2.4. Nótese que de la formulación del prior de forma de

(ecuación (2.13)), el prior de forma está modulado por una función de distancia a la

región R de la función indicadora. Esta función es la transformada de distancia que

mide la distancia entre un ṕıxel i de la imagen y el punto más cercano de la región R.

No obstante se eligió normalizar la transformada de distancia en una cantidad d0 que

es un un hiperparámetro adicional del modelo que controla la extensión de la relevancia

espacial del prior de forma.
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DR(i) =
d(i, R)

d0
(3.4)

El valor de d0 escogido en base al desempeño del método de segmentación fue 3mm.

En cuanto al hiperparámetro α que controla la influencia del prior su valor fue fijado

en α = 3 en base al desempeño de segmentación del método.

Figura 3.5: Ejemplo de transformada de la distancia para una región de prior de forma, en
este caso correspondiente a la sección anular en azul oscuro.

La segunda inferencia bayesiana se lleva a cabo siguiendo el proceso iterativo de-

sarrollado en 2.1, sólo que agregando el prior de forma. Al igual que en la primera

inferencia, cinco iteraciones fueron suficientes para una adecuada convergencia de la

evidencia y se matuvo el valor de β = 0,9 para el hiperparámetro de interacción con

vecinos. El tiempo aproximado de esta etapa de inferencia para un slice fue de 0,7

segundos.

3.2.4. Segmentación del volúmen card́ıaco completo

Una vez que el tejido del miocardio del slice central fue segmentado, la segmenta-

ción continúa al resto de los slices del volúmen hacia el ápice y hacia la base. Para ello

se vuelve a repetir el proceso de segmentación desde la inicialización de tejidos. El pun-

to central, que era necesario para identificar la cavidad, es tomado como el centro de

masa de la cavidad de sangre segmentada anteriormente. El proceso de segmentación

se detiene al llegar a la base y al ápice del corazón, para ello se aplican dos criterios: en

el proceso de segmentación en el sentido hacia la base de corazón, se monitorea para

cada slice el volúmen de la cavidad de sangre segmentada posterior a la aplicación de

la operación de convex hull. Si este valor aumenta significativamente para el siguiente

slice superior, eso significa que se alcanzaron las auŕıculas y el procesamiento se detiene
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y sin realizar la segmentación de miocardio. Para las imágenes consideradas el criterio

de aumento significativo del volúmen consiste en un cambio relativo al slice anterior

superior al 50%; en el proceso de segmentación en el sentido al ápice del corazón, el cri-

terio de finalización se basa en predecir si en el siguiente slice desaparece la cavidad del

ventŕıculo izquierdo. Esta predicción se realiza mediante una extrapolación cuadrática

del tamaño del ventŕıculo izquierdo a partir los últimos cuatro slices segmentados. Si la

predicción para el siguiente slice a segmentar es negativa, el procesamiento se detiene.

Figura 3.6: Ejemplo de los criterios utilizados para finalizar el proceso de segmentación. Hacia
los cortes basales (́ındices mayores), un aumento del área en más del 50% del área previa finaliza
la segmentación. Hacia la zona apical, una extrapolación cuadrática se hace teniendo en cuenta
los últimos cuatro valores registrados y se evalúa si el área es negativa. En este ejemplo, los cortes
donde finaliza la segmentación son los slices 1 y 12.

Nótese que procesar el volumen por slices individuales permite que los hiperparáme-

tros que caracterizan los niveles de intensidad y de ruido de cada tejido (i.e. µ y σ)

sean caracteŕısticos de cada slice y esto ofrece robustez ante variaciones de los niveles

de intensidad perpendicular al eje corto de las proyecciones. El tiempo estimado de seg-

mentación para un volúmen card́ıaco completo con el método completo de inferencia

bayesiana con prior de forma era de aproximadamente 10 segundos.

3.3. Resultados y discusión

El desempeño de segmentación fue obtenido para las imágenes en la fase de fin de

diástole donde la base de datos utilizada provéıa los ground truth correspondientes.

Las métricas fueron computadas para todos los slices donde el tejido de miocardio

está presente tanto en el ground truth como en la segmentación, totalizando 156 slices
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de estudios de 15 sujetos. Los resultados de desempeño de segmentación por slices se

resumen en la siguiente tabla:

Métrica Epicardio Endocardio Miocardio

Dice (std) 0.90 (0.09) 0.94 (0.04) 0.8 (0.1)

H [mm] (std) 11 (4) 3 (2) 8 (5)

AD [mm] (std) 3 (2) 0.9 (0.4) 2 (1)

La distribución de los coefientes de Dice obtenidos se muestran en la Figura 3.8,

donde se discrimina las segmentaciones de miocario, endocardio y epicardio. El volúmen

de endocardio es definido como la cavidad de sangre del ventŕıculo derecho y el volúmen

del epicardio es la unión de los volúmenes de miocardio y endocardio de la misma

manera que se hace en [8, 19] (Figura 3.7).

Figura 3.7: Esquema de definición de las áreas. En verde se muestran los conjuntos que se
definen como miocardio (izquierda), endocardio (centro) y epicardio (derecha).

Como se puede ver de la Figura 3.8, el desempeño es mejor para slices individuales

que para estudios completos. Por ejemplo, el desempeño promedio en el miocardio

disminuye de 0,8± 0, 1 a 0,72± 0,06 para slices y estudios completos respectivamente.

Incluso se nota que la distribución de resultados es más dispersa para slices. Este efecto

puede ser el resultado de segmentaciones deficientes en regiones espećıficas del corazón,

por ejemplo en slices de las zonas apicales o basales. En particular, en la Figura 3.9

se evidencia que la región más problemática es la apical y de hecho cuatro slices con

distancia de Hausdorff superior a 15 mm fueron identificadas en la zona apical. Sin

embargo las medias de la distancia de Hausdorff y la distancia promedio borde a borde

se encuentran en un rango razonble de 8 ± 5 mm y 2 ± 1 mm respectivamente. Se

debe notar que bajo la metodoloǵıa propuesta la slice del ápice podŕıa ser segmentada

incorrectamente, en el caso que no contenga a la cavidad y corresponda solamente al

músculo card́ıaco en el ápice. Esto se debe a que la región propuesta para prior de

forma siempre es anular y por diseño el método podŕıa fallar en segmentar una sección

de miocardio sin cavidad ya que se sesga la forma de la segmentación a una sección

anular.

En general el método propuesto tiene un desempeño similar a otros métodos del

estado del arte. La Tabla 3.1 muestra una comparación con otros trabajos que utilizan
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Figura 3.8: Desempeño del método de segmentación propuesto en términos del coeficiente
de Dice para la fase de fin de diástole. Los resultados están discriminados en segmentación de
miocardio, endocardio y epicardio. a) Desempeño para slices individuales. b) Desempeño para
estudios completos.

otros métodos de segmentación e involucran diferentes conjuntos de datos utilizados y

tipos de interacción por parte de un usuario. Una compilación mucho más exhaustiva

de métodos de segmentación card́ıacos puede encontrarse en Peng et al. (2016) [19].

Un conunto de ejemplos de segmentaciones de todo el volúmen card́ıaco se muestra

en la Figura 3.10 en tres proyecciones ortogonales y en dos vistas en tres dimensiones

y detalles cualitativos para la detección del miocardio, endocardio y epicardio son

mostrados en la Figura 3.11. Se observa que el método exhibe un desempeño adecuado

para segmentación de miocardio en imágenes card́ıacas de MRI. En la Figura (REF),

además, se destacan las coincidencias entre ṕıxels de la segmentación y ground truth

como aśı también falsos positivos y falsos negativos. Se nota en particular que sólo un

número reducido de ṕıxels no coinciden, especialmente los volúmenes de endocardio y

epicardio.

Adicionalmente se calcularon otros parámetros de la función card́ıaca derivados de

las segmentaciones en las fase de śıstole y diástole: los volúmenes en śıstole y diástole,

la fracción de eyección, masa de miocardio y el volúmen sistólico, este último definido

como la diferecia de volúmenes entre diástole y śıstole. Los valores promedios obtenidos

fueron de 150± 30 ml para el volúmen en fase de diástole, 60± 20 ml para el volúmen

en fase de śıstole, 80 ± 20 ml para el volúmen sistólico, 60 ± 10% para la fracción

de eyección y 180 ± 60 gr para la masa de miocardio considerando una densidad de

1,05 gr/ml. Estas estimaciones son compatibles con las obtenidas en el trabajo de

Maceira et al. (2006) para sujetos de control [20] . La comparación debe hacerse contra

los resultados de sujetos masculinos ya que como se mencionó en 3.1 la base de datos

de cMAC es mayoritaria para sujetos de género masculino.

Respecto de las limitaciones del método, en primer lugar se estudiaron aquellos
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Figura 3.9: Desempeño por slices de las regiones apical, medial y basal del método de segmen-
tación propuesto en términos de las métricas: a) coeficiente de Dice; b) distancia de Hausdorff y
c) distancia promedio borde a borde.

estudios para los cuales algunos slices fueron detectadas como outliers, según el criterio

de distancia de Hausdorff mayor a 15 mm. De la Figura 3.9 se puede ver que el método

tiende a fallar en las regiones basales y apicales, con sólo una slice medial en esta

situación. En la Figura 3.12 se muestra un ejemplo de segmentaciones problemáticas

en regiones apicales y basales aún cuando en el desempeño en el resto del volumen

es satisfactorio. Estas observaciones permiten detectar las principales limitaciones del

método de segmentación propuesto. Cabe mencionar que las regiones apicales y basales

son complicadas de segmentar incluso para los métodos más avanzados basados en redes

neuronales de aprendizaje profundo [21].

Una de las fuentes recurrentes de error se origina de una sobreestimación del grosor

del septum. Esto se debe a que en la región apical, el ventŕıculo derecho se vuelve muy

pequeño y en algunos casos pierde el contraste distintivo de la sangre lo que provoca que

la estimación del ancho del prior de forma sea sobreestimada al aplicar el procedimiento

de construcción del prior detallado en la sección 3.2.3. La consecuencia de este efecto
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Figura 3.10: Ejemplos de segmentación del método propuesto en vistas tridimensionales. El
miocardio se representa en amarillo y el endocardio en verde. a) segmentación en tres vistas
ortogonales b) reconstrucciones en tres dimensiones de la segmentación. En ambos paneles las
imágenes superiores corresponden a la fase de fin de diástole y las inferiores a fin de śıstole.

en la segmentación se muestra en la Figura 3.13.

Para slices en la región basal y para slices pertenecientes a fases del ciclo card́ıaco

distintas de la diástole se pudo identificar una segunda fuente de errores. Esta consiste

en las perturbaciones de la distribución de intensidades de ṕıxels. La aparición de modas

adicionales en la distribución de intensidades derivan en segmentaciones bayesianas

iniciales (sin prior de forma) incorrectas. En la Figura 3.14 se visualizan los efectos

de este fenómeno comparandolo con un ejemplo de segmentación satisfactoria tanto

para las fases de fin de śıstole como de fin de diástole. Se observa un caso en que

la distribución de intensidades de ṕıxels es cuantitativamente similar en ambos casos.

Incluso fue verificado que la estimación inicial de los hiperparámetros que caracterizan

la intensidad para cada clase µ y σ para la fase de fin de śıstole pueden ser fijados

en sus mismos valores para la segmentación en la fase de fin de diástole y aún aśı

obtener segmentaciones satisfactorias. Sin embargo, en otros casos el comportamiento

es diferente y entre diferentes momentos de la fase card́ıaca aparecen artefactos de

intensidad en la distribución que deforman la distribución en condiciónes de fin de

diástole. Los ṕıxels en este rango de intensidades serán clasificados como tejido distinto
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Figura 3.11: Resultados de segmentación para tres slices: zona apical en la fila superior; zona
medial en la fila media; zona basal en la fila inferior. En las tres columnas se representa: a la
izquierda segmentación del miocardio; en la columna central, segmentación del epicardio; en la
columna derecha, segmentación del endocardio. En marrón se muestran los ṕıxels coincidentes
con el ground truth, en cyan los ṕıxels falsos positivos y en amarillo los falsos negativos.

del muscular dado que se espera una moda por cada uno de los tres tejidos y esto deriva

en una segmentación inicial defectuosa que es agravada por la aplicación de la operación

de convex hull como se mencionó en la sección 3.2.3.

La última fuente de error detectada se relaciona con los ciclos de contención de

la respiración por parte de los sujetos al momento de la adquisición de los estudios

de cine. En ocasiones en donde el diafragma del sujeto esté levemente desplazado en

dos momentos consecutivos de contención de la respiración, el centro del ventŕıculo

izquierdo aparecerá desplazado como se ve en la Figura 3.15. Estos artefactos ya han

sido reportados para estudios card́ıacos de resonancia magnética de cine [22, 23]. Es-

te efecto trasladado al algoritmo de segmentación deriva en una localización errónea

del centro de la cavidad del ventŕıculo izquierdo para algunos slices que es un paso
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Figura 3.12: Ejemplos de segmentaciones erróneas en las regiones apicales y basales. Se muestra
el ground truth (endocardio en celeste y miocardio en marrón) junto con la segmentación del
método propuesto (contorno verde para endocardio y amarillo para miocardio) en tres vistas
ortogonales. En la fila superior slice en zona apical y la inferior en zona basal.

Figura 3.13: Ejemplo de segmentación inicial bayesiana con gran error en la estimación del
septum. A la izquierda, imagen original y a la derecha la primera segmentación bayesiana. Nótese
el poco contraste en la zona del septum entre el miocardio y la sangre. La segmentación resultante
será una mala estimación para el grosor del septum y por lo tanto de la extensión de la región
del prior de forma.

clave en la inicialización de la segmentación como se mencionó en 3.2.1. Estos errores

podŕıan ser evitados aplicando al volúmen adquirido y previo al inicio del proceso de

segmentación técnicas de pre-procesamiento para corrección de movimiento como por

ejemplo registración af́ın o técnicas más complejas como las que se describen en Pipe

(1999) [24] ó Kellman et al. (2009) [25].
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Figura 3.14: Ejemplo de segmentación errónea debido a perturbaciones en la distribución
de intensidades. En la fila superior primera segmentación bayesiana; en la fila central, imagen
original y en la fila inferior la distribución de intensidades correspondiente a cada imagen con los
ajustes de un modelo de mezcla Gamma para cada tejido. a) Segmentaciones correctas para un
slice medial en fases de fin de śıstole y fin de diástole. b) Sujeto en donde la segmentación inicial
es defectuosa debido a la aparición de perturbaciones en la distribución. Notar la nueva moda en
la distribución cercana al valor de intensidad 500 que previamente no aparećıa en la fase de fin
de diástole.

Figura 3.15: Ejemplo del error inducido por artefactos debido a ciclos de respiración durante
la adquisición del estudio de resonancia magnética de cine. En el panel superior: sección sagital
del volúmen cerca de la fase de fin de śıstole. El miocardio según el ground truth se muestra en
color verde. En el panel inferior: a la izquierda se muestra la ubicación del centro del ventŕıculo
estimado por el algoritmo de segmentación para el slice medial 6. Este punto es utilizado en la
inicialización para la segmentación del slice inferior (5). Nótese que debido al artefacto, el punto
de inicialización se emplaza fuera de la cavidad, provocando una inicialización incorrecta para la
segmentación del slice 5.
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ió
n

C
o
e
f.

d
e
D
ic
e

E
rr
o
r
e
n

d
is
ta

n
c
ia

[m
m
]

B
a
se

d
e
d
a
to

s
[c
a
n
ti
d
a
d

d
e

su
je
to

s]
F
ol
ke
ss
on

et
al
.
20
08

[9
]

G
eo
d
es
ic

a
ct
iv
e
re
gi
o
n
&

cl
as
ifi
ca
d
or

es
ta
d́
ıs
ti
co

K
N
N

-
S
eg
m
en
ta
ci
ó
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eć
ıfi
co

&
op

ti
m
iz
ac
ió
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iá
st
o
le
),

8
,4

(fi
n
śı
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Caṕıtulo 4

Aplicación del método de

segmentación al cálculo del esfuerzo

miocárdico

4.1. Formulación del problema y motivación

En el presente caṕıtulo se mostrará una aplicación para el método de segmentación

desarrollado al cálculo del esfuerzo miocárdico que junto con la fracción de eyección es

un parámetro que caracteriza la función card́ıaca y se mostrado que es de gran impor-

tancia para el estudio de comportamientos anormales de corazón, en particular para

tratamiento y diagnóstico de patoloǵıas como cardiopat́ıa isquémica, cardiomiopat́ıa

dilatada, cardiomiopat́ıa hipertrófica, disfunción diastólica y diferentes enfermedades

congénitas [1–3].

El esfuerzo miocárdico es una magnitud que mide la deformación local del corazón.

Estudios de ecocardiograf́ıa Doppler y resonancia magnética card́ıaca de tagging pro-

veen la información necesaria para cuantificar el esfuerzo miocárdico en imágenes sin

la necesidad de estudios complementarios [4]. Sin embargo, el software existente (co-

mo por ejemplo Segment, CVI42, 2D CPA MR y QStrain [5–8]) para cuantificación

del esfuerzo miocárdico a partir de imágenes carece de un estándar común y de cla-

ridad en las definiciones de las magnitudes a computar, sumado al hecho del costo

que usualmente limita la amplia disponibilidad de uso. Esto motiva el desarrollo de

una aplicación para cuantificación del esfuerzo miocárdico que pueda ser integrada a

software pre-existente de procesamiento de imágenes en el ámbito cĺınico y de código

abierto para ofrecer disponibilidad, transparencia y permitir contribuciones de mejora

continua por parte de investigadores e instituciones.

Si bien el cálculo de deformación es aplicable a cualquier región de la imagen, desde

el punto de vista cĺınico, la región relevante de análisis es la correspondiente al mio-
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cardio. Analizar esfuerzo considerando por ejemplo parte de la cavidad del ventŕıculo

que es donde hay mayor movimiento, podŕıa dar lugar a errores grandes en la estima-

ción del esfuerzo miocárdico. Por ello es que para esta aplicación es imprescindible un

método eficaz de segmentación del músculo del miocardio como paso previo al cálculo

de esfuerzo. En esta aplicación se utilizará el método de segmentación con prior de for-

ma desarrollado en el Caṕıtulo 3 para segmentar el tejido del miocardio en volúmenes

card́ıacos completos a lo largo de todo el ciclo card́ıaco. En el volúmen comprendi-

do por la segmentación se calculará el esfuerzo miocárdico. En la siguiente sección se

establecerá la definición de esfuerzo miocárdico y sus cantidades derivadas que serán

calculadas integrando la información de la segmentación a las imágenes de resonancia

magnética de cine.

4.2. Cálculo del esfuerzo miocárdico

El esfuerzo es una magnitud adimensional que cuantifica el desplazamiento relativo

de una porción de tejido a una nueva posición respecto de una posición de referencia.

Comúnmente se establece la convención de que el desplazamiento relativo es positivo

cuando el órgano al que pertenece el tejido se expande y negativo cuando se comprime

una dirección determinada [9]. Cuantitativamente y en una dimensión el esfuerzo se

define como:

ε =
L− L0

L0

(4.1)

donde L corresponde a la longitud del tejido luego de la deformación y L0 es la longitud

inicial. Si la deformación del objeto en el tiempo es conocida se puede definir el esfuerzo

instantáneo como:

ε(t) =
L(t)− L(t0)

L(t0)
(4.2)

donde las longitudes ahora son función del tiempo t y de un tiempo inicial t0. Esta

formulación es llamada esfuerzo Lagrangiano. Existe una forma alternativa de formular

el esfuerzo instantáneo en donde la deformación es expresada de forma relativa al

instante previo, lo que se conoce como esfuerzo Euleriano. Ambas formulaciones pueden

ser extendidas a dos y tres dimensiones, en cuyo caso la magnitud del esfuerzo estará

expresada en términos de un tensor de esfuerzo. Para pequeñas deformaciones del órden

de 5% a 10% los valores de esfuerzo Lagrangianos y Eulerianos son aproximadamente

iguales, sin embargo para deformaciones mayores como las que ocurren durante la

śıstole y diástole ambos valores son distintos, por lo cual es importante establecer

expĺıcitamente qué definición es utilizada para el estudio del movimiento del corazón.
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De todas formas, ambas definiciones se relacionan mediante una transformación no

lineal, de manera que ambas magnitudes se pueden transformar entre śı [9].

El esfuerzo es una magnitud local y por ello se describe en términos de tres ejes

locales perpendiculares en cada punto de corazón: un eje radial, un eje longitudinal y un

eje circunferencial. Esta elección es más natural y fisiológicamente signicativa que un

marco de coordenadas global. El eje radial está alineado en cada punto con la dirección

que apunta hacia el centro de la cavidad del ventŕıculo izquierdo, el eje longitudinal

está alineado con el eje largo del corazó y el circunferencial se alinea con la tangente

del peŕımetro de la cavidad del ventŕıculo izquierdo. En la Figura 4.1 se muestra un

ejemplo del sistema de coordenadas embebido en la geometŕıa del ventŕıculo izquierdo.

Figura 4.1: Representación esquemática del músculo de miocardio que define la cavidad del
ventŕıculo izquierdo que ilustra los tres ejes a lo largo de los cuales se calcula el esfuerzo miocárdi-
co. Adaptado de [11]

Para la aplicación considerada se calculará el esfuerzo Lagrangiano tomando como

posición de referencia la correspondiente a la fase del ciclo card́ıaco de fin de diástole.

Para cada fase del ciclo card́ıaco se calcula el campo de desplazamiento ϕn definido

como el desplazamiento de un punto desde el fin de diástole hasta la fase n del ciclo

card́ıaco, por ejemplo en el caso de la base de datos de cMAC : n = 0, ..., 29 siendo

n = 0 la fase de fin de diástole. Provista la segmentación en todo un ciclo card́ıaco,

los bordes del endocardio y epicardio son identificados y se monitorea su movimiento

a lo largo del ciclo card́ıaco para estimar el campo de desplazamiento. Este proceso

de monitoreo de movimiento se realiza mediante un algoritmo estándar de registración

para esta aplicación que es el algoritmo de demons [10]. Finalmente el tensor de esfuerzo

ε(x, tn) es calculado como las derivadas respecto del campo de desplazamiento inicial

ϕn
0 :

ε(x, tn) =
1

2
((∇ϕn

0 )
T∇ϕn

0 − I) (4.3)
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donde el gradiente ∇ϕn
0 es tomado sobre las coordenadas espaciales. La segmentación

también es utilizada para definir en cada punto el sistema de coordenadas local con el

cual se describe el tensor de esfuerzo. El tensor de esfuerzo puede ser proyectado en los

componentes radial, longitudinal y circunferencial mediante el versor correspondiente

p:

εp(x, tn) = pT ε(x, tn)p (4.4)

De esta manera, el esfuerzo radial representa la deformación del miocardio hacia el

centro de la cavidad ventricular, el acortamiento del músculo en el sentido de base a ápi-

ce es caracterizado por el esfuerzo longitudinal y el acortamiento de las fibras card́ıacas

es representado por el esfuerzo circunferencial. Siguiendo la convención propuesta en

Muser et al. (2018) [11], el esfuerzo longitudinal y circunferencial son representados

como un valor negativo debido al acortamiento sistólico y el esfuerzo radial se repre-

senta como un valor positivo debido al estiramiento sistólico. Dado que el esfuerzo es

un tensor, sus componentes no diagonales describen los esfuerzos de corte entre pares

de coordenadas ortogonales. Finalmente, otra definición derivada del esfuerzo es la tasa

de esfuerzo que mide el ritmo de deformación en el tiempo y se computa como:

ε̇(x, tn) =
∂ε(x, tn)

∂tn
=

1

2

((
∇ϕn

0

∂tn

)T ∇ϕn
0

∂tn
− I

)
(4.5)

4.3. Datos utilizados y evaluación

Para evaluar la metodoloǵıa propuesta se utilizarán dos conjuntos de datos. Uno

de ellos es la base de datos de cMAC descripta en 3.1, donde se hace notar que para

las evaluaciones del esfuerzo miocárdico se utilizará información extra de la base de

datos no utilizada en las pruebas de 3.3. Esta información consiste en 12 puntos de

referencia del ventŕıculo izquierdo: en cada región ventricular (basal, medial y apical)

se toman 4 puntos de referencia en las zonas anterior, posterior, septal y lateral de las

paredes del ventŕıculo. Estos puntos fueron establecidos en la fase de fin de diástole

y su movimiento monitoreado y registrado por un especialista a lo largo de todo el

ciclo card́ıaco. Además la base de datos cuenta con los resultados de la estimación

de movimiento y esfuerzo miocárdico obtenidos por los equipos de las instituciones

Universitat Pompeu Fabra (UPF) [12] e Institut national de recherche en sciences et

technologies du numérique (INRIA) [13] en el marco de la competencia de análisis de

movimiento STACOM 2011 [14] realizados con la base de datos de cMAC. La intención

no es comparar los resultados de estas instituciones con los que se obtuvieron con el

método de segmentación propuesto en términos de exactitud ya que no es sencillo

obtener un ground truth del esfuerzo miocárdico en humanos sin una intervención
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invasiva, sino más bien realizar un análisis cualitativo del patrón de evolución del

esfuerzo miocárdico respecto a los resultados de UFP e INRIA que no son considerados

ground truth sino métodos relevantes para el cálculo del esfuerzo. El otro conjunto de

datos es una colección de imágenes sintéticas derivadas de las imágenes de cMAC. Este

conjunto de datos sintéticos provee 31 estudios de resonancia magnética de cine en

proyección en el eje corto que derivan de cada uno de los estudios de la base de datos

cMAC. Consiste en un estudio para un sujeto sano y 30 estudios de casos con diversas

variantes de afecciones, entre ellas: daño de tejido regional de tamaño aleatorio, locación

dentro de la zona de la arteria descendente anterior izquierda y grados aleatorios de

daño. Cada estudio además cuenta con la localización y movimiento del miocardio para

el ventŕıculo izquierdo en forma de 30 mallas de puntos (una por cada instante de la fase

temporal) de aproximadamente 7100 puntos cada una. La descripción detallada de la

generación de datos sintéticos se puede encontrar en Duchateau et al. (2017) [15]. Dos

conjuntos de experimentos fueron llevados a cabo para analizar el esfuerzo computado.

En primer lugar, la exactitud de movimiento fue evaluada mediante la medición del

error de posición entre la deformación estimada por el método propuesto y los puntos

de referencia anotados manualmente en la base de datos cMAC. Este error fue medido

en las fases de fin de śıstole y en la última fase del ciclo card́ıaco inmediatamente antes

del fin de diástole donde se considera el inicio de la fase card́ıaca. De esta manera se

evalúa la precisión de la alineación temporal y la posible deriva por acumulación de

errores, que es un aspecto recomendado a evaluar como es mencionado en el trabajo

de Tobon-Gomez et al. (2013) [16]. En segundo lugar se evalúa el esfuerzo miocárdico

para toda la fase card́ıaca y se compara la compatibilidad con los resultados obtenidos

por los equipos de UFP e INRIA. En particular, el esfuerzo miocárdico es evaluado en

regiones definidas según el estándar del modelo AHA. El modelo AHA es un modelo

de sectorización del miocardio propuesto por la American Heart Association (AHA)

[17]. Divide al miocardio en 17 segmentos como se muestra en la Figura 4.2 de acuerdo

a las zonas de influencia de las arterias coronarias. El modelo asigna el 35% superior

del miocardio a la zona basal, otro 35% a la zona medial y el 30% remanente inferior

a la zona apical. Cada zona se representa como una circunferencia que es dividida

en 6 sectores iguales en la zona basal y medial y 4 en la apical. El último sector

corresponde al apex y se representa en el modelo AHA como el segmento central. El

modelo AHA permite discriminar el cómputo del esfuerzo por sectores para brindar un

análisis más detallado por sectores de la función card́ıaca. A partir de la segmentación

y la identificación de la posición relativa de los ventŕıculos izquierdo y derecho, se puede

discriminar cada posición de la máscara de segmentación según su segmento del modelo

AHA.

Como se mencionó en 4.1, para los experimentos de validación realizados, el campo

de desplazamiento fue calculado en las regiones segmentadas como miocardio según el
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método de segmentación bayesiana con prior de forma desarrollado en el caṕıtulo 3.

Figura 4.2: Modelo AHA de 17 segmentos. a) Representación polar del modelo. b) Diagramas
correspondientes al modelo AHA en vistas del eje largo y corto.

4.4. Resultados y discusión

4.4.1. Exactitud de movimiento

Un ejemplo de los resultados de seguimiento de porciones de tejido en dos tiempos

consecutivos para dos de los sujetos de la base de datos cMAC se muestra en la Figura

4.3.

Figura 4.3: Ejemplo de resultados para seguimiento de porciones de tejido para dos tiempos
consecutivos para los sujetos v4 (izquierda) y v8 (derecha). La magnitud y dirección de despla-
zamiento es representada por la magnitud y dirección de las flechas respectivamente. Las flechas
están diferenciadas con colores de acuerdo a la región del modelo AHA a la cual pertenecen.

Como se mencionó en 4.3 el error en exactitud corresponde a los 12 puntos de
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referencia para todos los estudios en dos fases del ciclo card́ıaco. Se muestra en la

Figura 4.4 que los errores de exactitud de movimiento para el método propuesto son

comparables a los métodos presentados por los equipos de UPF e INRIA, incluso sien-

do más simple el método de seguimiento que el implementado por el equipo de UPF

que considera toda la secuencia temporal para estimar los desplazamientos. El método

propuesto sólo estima los desplazamientos a partir de las diferencias en fases consecu-

tivas del ciclo card́ıaco. Por ejemplo, la mediana del error con el método propuesto es

de 3,66 mm mientras que la mediana del error para UPF e INRIA es de 3,17 mm y

4,68 mm respectivamente, siendo las diferencias de 0,48 mm y −1,01 mm. Nótese que

estas diferencias son menores a las que existen entre UPF e INRIA (−1,51 mm).

Figura 4.4: Distribución de errores de seguimiento para los 12 puntos de referencia en las fases
de fin de śıstole y última fase del ciclo card́ıaco para el método propuesto y para los métodos
propuestos por los equipos de trabajo de INRIA y UPF.

Se analizaron también los errores para el seguimiento del movimiento discriminando

los resultados en las regiones basal, medial y apical como se muestra en la Figura 4.5.

Se observa que los errores del método propuesto se incrementan en la zona basal, en

particular, la mediana de los errores son de 3,08 mm, 3,63 mm y 4,95 mm para las

regiones apical, medial y basal respectivamente, siendo los errores en la región basal

1,87 mm más grandes que los errores en el ápice. Una observación similar puede ser

hecha para UPF e INRIA en donde la mediana y la distribución de errores aumentan

hacia la región basal (3,32 mm UPF y 4,65 mm INRIA) con respecto a la región medial

(2,93 mm UPF y 5,08 mm INRIA) y región apical (3,11 mm UPF y 4,11 mm INRIA).

Estos incrementos son debidos principalmente al aumento en el movimiento del corazón

y en particular debido al movimiento longitudinal y la anisotroṕıa de resolución en el

eje largo para las imágenes analizadas.
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Figura 4.5: Distribución de errores de seguimiento para los 12 puntos de referencia en las fases
de fin de śıstole y última fase del ciclo card́ıaco para el método propuesto y para los métodos
propuestos por los equipos de trabajo de INRIA y UPF y discriminado por región ventricular.

Finalmente la exactitud del seguimiento de movimiento fue analizada para el con-

junto de imágenes sintéticas. Los errores de seguimiento fueron evaluados en aproxi-

madamente 7100 puntos distribuidos en el tejido del miocardio del ventŕıculo izquierdo

obteniéndose una mediana global del error de aproximadamente 3 mm. Nuevamente

se observa que los errores de seguimiento tienden a incrementar en la base. En par-

ticular la mediana de los errores en las regiones basales, mediales y apicales son de

4,21 mm, 4,13 mm y 3,27 mm respectivamente. La distribución de errores a lo largo

del ciclo card́ıaco (Fig 4.6) muestra que la máxima discrepancia ocurre en la fase de fin

de śıstole, luego el error decrece hasta una media de 2,5 mm en la última fase antes de

alcanzar el fin de diástole. Este comportamiento se debe principalmente a la estrategia

de seguimiento de tejidos que se hace entre pasos de tiempo consecutivos, propagando

el error conforme avanza el ciclo card́ıaco.
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Figura 4.6: Distribución de errores de seguimiento a lo largo del ciclo card́ıaco para el conjunto
de imágenes sintéticas. La ĺınea punteada vertical corresponde a la mediana para la fase de fin
de śıstole.

4.4.2. Evaluación del esfuerzo miocárdico en imágenes reales

En la Figura 4.7 se muestran las componentes de esfuerzo radial, longitudinal y

circunferencial del sujeto v9 de la base de datos cMAC obtenidas con el método pro-

puesto . Las componentes longitudinal y circunferencial están presentan magnitudes

extremales de −20,67% y −25,21% respectivamente en concordancia con el rango de

individuos sanos que en la componente longitudinal vaŕıa de −15,9% a −22,1% y

en la circunferencial de −20,9% a −27,8% [18]. Sin embargo, la componente radial

es subestimada con un máximo de 17,23% cuando los valores referencia para sujetos

sanos se reporta entre 35,1% y 59%. Diferentes factores particulares de cada sujeto

influencian el esfuerzo miocárdico como la edad, género y etnicidad, además factores

hemodinámicos (como el ritmo card́ıaco y la presión sangúınea) y factores morfológicos

del corazón como el tamaño del ventŕıculo izquierdo y el espesor de paredes pueden

también afectar la estimación del esfuerzo. En la Figura 4.8 se muestra la comparación

de la estimación del esfuerzo en sus tres componentes con los resultados de los equipos

de UPF e INRIA para un estudio particular, las variaciones se deben a diferencias en

la metodoloǵıa utilizada para el seguimiento del tejido.

Como se mencionó en 4.3, dada la falta de un ground truth significativo para el

esfuerzo, las comparaciones relevantes que se pueden hacer para evaluar la correctitud

de método propuesto frente a otros es analizar cualitativamente los patrones de cada

componente de las curvas de esfuerzo. La Figura 4.8 muestra que las curvas de las

componentes longitudinal y circunferencial son similares entre los tres métodos y con-

cuerdan las descriptas en la bibliograf́ıa para sujetos sanos [3] como aśı también la forma

de la curva de la componente radial para el método propuesto y para los resultados de
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Figura 4.7: Curvas de esfuerzo circunferencial, radial y longitudinal para el sujeto v9.

Figura 4.8: Curvas de esfuerzo circunferencial, radial y longitudinal para el sujeto v13 com-
parando la metodoloǵıa propuesta con las de UPF e INRIA.

INRIA. En cambio, los resultados de UPF para la componente radial son diferentes,

especialmente para el sujeto v8 como se muestra en la Figura 4.9. Adicionalmente, los

resultados de UPF e INRIA subestiman las componentes longitudinal y circunferencial
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en comparación con valores de referencia normales, en concreto los valores extremos son

mayores que −20,9% para la componente circunferencial y −15,9% para la longitudi-

nal. Notoriamente, todos los métodos, y en particular el de UPF, tienden a subestimar

la componente radial, con sus extremos por debajo del valor de 35,1% reportado para

sujetos sanos. De los resultados mostrados, el método propuesto se muestra más preciso

para estimar las componentes longitudinal y circunferencial pero el método de INRIA

estima mejor las componentes radiales.

Figura 4.9: Esfuerzo miocárdico medido en sus tres componentes comparando el método pro-
puesto con el de INRIA y UPF para dos sujetos: v6 en la fila superior y v8 en la inferior. Nótese
para el sujeto v8 la diferencia en el esfuerzo radial para el método de UPF.

Finalmente, el enfoque propuesto fue evaluado estudiando los patrones de las curvas

de esfuerzo para diferentes segmentos de modelo AHA. Las curvas de esfuerzo fueron

analizadas considerando los segmentos septales (2, 3, 8, 9 y 14 en el modelo AHA)

y laterales (5, 6, 11, 12 y 16). Los resultados se muestran en la Figura 4.10 para el

sujeto v4 y se puede concluir que las componentes del esfuerzo son cualitativamente

similares entre los tres métodos e incluso para la componente radial en estos segmentos

espećıficos, el esfuerzo radial es cualitativamente similar en los tres métodos.

De los resultados obtenidos con sujetos sanos resulta que el método propuesto es

adecuado para medir esfuerzo longitudinal y circunferencial. No obstante, para un

sujeto particular, la curva de esfuerzo longitudinal no coincide con el tipo de patrón que

suelen exhibir sujetos sanos. Este caso se muestra en la Figura 4.11. Se hipotetiza que

este error tiene dos causas: la anisotroṕıa en la longitud del eje largo de las imágenes;

y que se considera el eje de la componente longitudinal paralelo al eje largo en lugar

de definirlo como tangente al epicardio como se hace por ejemplo en D’hooge et al.

(2000) [9]. Otro punto importante a notar es que los parámetros involucrados en las
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Figura 4.10: Esfuerzo miocárdico medido en sus tres componentes para los segmentos septales
(fila superior) y laterales (fila inferior) comparando el método propuesto con el de INRIA y UPF
para el sujeto v4.

transformaciones de registración que permiten estimar el campo de desplazamientos

tienen una influencia importante en las estimaciones de esfuerzo, especialmente en la

componente radial. Evidencia de ello se puede encontrar en el trabajo de Curiale et al.

(2016) [19].

Figura 4.11: Esfuerzo miocárdico medido en sus tres componentes para el sujeto v5. La curva
de esfuerzo longitudinal para el método propuesto no coincide con el patrón que exhiben los
sujetos sanos y se diferencia cualitativamente de los métodos propuestos por INRIA y UPF.

4.4.3. Evaluación del esfuerzo miocárdico en imágenes sintéti-

cas

A continuación se presentarán los resultados obtenidos sobre el procesamiento de

imágenes sintéticas. Esta es una manera de obtener una aproximación de la estimación

de esfuerzo miocárdico real, en donde el movimiento del corazón y desplazamientos

son conocidos. Como se mencionó en 4.3 los datos sintéticos consisten en una imagen
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sintética de un sujeto sano y treinta casos patológicos de magnitud variable. En la

Figura 4.12 se muestra que en este conjunto de datos sintéticos el esfuerzo circunferen-

cial es más exacto que el radial y longitudinal, con un error medio de 4,07%, 5,76%

y 8,19% respectivamente y además, de la comparación con el ground truth a lo largo

del ciclo card́ıaco se evidencia que la propagación de errores es más acentuada para las

componentes radial y longitudinal. Además de la Figura 4.12, se nota que el método

propuesto sobreestima en términos absolutos el esfuerzo longitudinal y radial luego de

la fase de fin de śıstole.

Figura 4.12: Esfuerzo miocárdico para una imagen sintética con infarto simulado (sujeto v15)
y comparación con ground truth. La ĺınea a trazos vertical indica la fase de fin de śıstole.

En la Figura 4.13 se analizan los resultados de esfuerzo en sus tres componentes

discriminado por las regiones basal, medial y apical para un ejemplo particular. El

método propuesto sobreestima fuertemente la componente longitudinal en la región

del ápice y para la misma conponente subestima el esfuerzo en la región medial. Este

efecto es mayormente debido a la anisotroṕıa en la resolución en el eje largo respecto

de las proyecciones del eje corto que está incorporada en la śıntesis de imágenes.

Los resultados obtenidos con el conjunto de imágenes sintéticas confirman la varia-

bilidad de la estrategia de seguimiento de tejidos para medir la componente radial del

esfuerzo. Por ejemplo, en algunos casos sanos y patológicos se observó que la estrategia

de seguimiento usada falla en la estimación del esfuerzo radial como se muestra en le
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Figura 4.13: Esfuerzo miocárdico para una imagen sintética (sujeto v10) y comparación con
ground truth discriminado en las tres regiones del miocardio. La ĺınea a trazos vertical indica la
fase de fin de śıstole.

Figura 4.14, esto se evidencia de las diferencias entre los patrones de las curvas de

esfuerzo computada y las obtenidas de la simulación.

Figura 4.14: Esfuerzo miocárdico para una imagen sintética con infarto simulado (sujeto v6)
y comparación con ground truth. La ĺınea a trazos vertical indica la fase de fin de śıstole. Nótese
la discrepancia cualitativa en la componente radial.

4.5. Incorporación a las extensiones del 3DSlicer

El método propuesto de estimación de esfuerzo y visualización de resultados fue

aportado como una extensión llamada CardIAc para el software de procesamiento de

imágenes médicas 3DSlicer [20]. Este software es una plataforma de código abierto
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orientada a procesamiento de imágenes médicas y visualización disponible para los sis-

temas operativos Linux, macOS y Windows. El hecho de que sea de código abierto

sumado a su arquitectura de software basada en la modularidad de funcionalidades

permite desarrollar extensiones integrables. Por ello, motivado por la razones mencio-

nadas en 4.1, las funcionalidades de cálculo y visualización del esfuerzo miocárdico

fueron incorporadas en la extensión CardIAc. Entre las caracteŕısticas principales de

la extensión se destacan: la posibilidad de interacción mediante interfaz gráfica, una

caracteŕıstica ausente en otras plataformas de código abierto para análisis de esfuerzo

como Elastix [21] o MITT [22]; visualización de curvas de esfuerzo; discriminación de

resultados según el modelo AHA; control de visualizaciones y carga y guardado de

datos y análisis. La extensión no tiene integrado el módulo de segmentación pero śı

permite cargar datos de una segmentación preexistente1. Esta fue la manera de utilizar

las segmentaciones del método de segmentación bayesiano en la extensión. El código

de CardIAc está disponible bajo pedido contactando al autor Ariel Hernán Curiale

[23]. En las Figuras 4.15 se muestran capturas de la extensión CardIAc ejecutando sus

funcionalidades.

1Este estado corresponde a noviembre de 2022
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Figura 4.15: Capturas de pantalla de la extensión de 3DSlicer para cálculo del esfuerzo
miocárdico. a) Interfase de configuración, control y ejecución. b) Visualización de resultados:
en el panel superior tres cortes ortogonales con la segmentación superpuesta a la imagen original
y codificada en colores según el modelo AHA; en el panel inferior visualización de las curvas de
esfuerzo y tasa de esfuerzo en sus tres componentes y de las curvas de esfuerzo discriminadas en
las regiones del miocardio para la componente circunferencial calculadas con el método propues-
to.
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Caṕıtulo 5

Conclusiones

En esta tesis se propuso utilizar el enfoque de inferencia bayesiana para el problema

de segmentar el ventŕıculo izquierdo del corazón. Los métodos bayesianos tienen la ven-

taja de que no requieren una fase de entrenamiento computacionalmente intensiva ni

dependen de una base de datos espećıfica como en los métodos basados en aprendizaje

supervisado. Si bien este enfoque ya ha sido utilizado en el marco de segmentación

de imágenes médicas, en su planteo original el método es inespećıfico para segmentar

estructuras, valiéndose solamente de la información a nivel local de las intensidades

de ṕıxels. En esta tesis se introdujo dentro del enfoque bayesiano la idea de prior de

forma dependiente de la distancia. El prior de forma es una propuesta aproximada de

estructura en la imagen que se desea segmentar y que es construida a partir de una

primera segmentación bayesiana. A continuación, una segunda fase de segmentación

incorporando el prior de forma es llevada a cabo para obtener la segmentación final del

tejido del miocardio para el ventŕıculo izquierdo. Los resultados de las pruebas reali-

zadas, muestran que cualitativa y cuantitativamente el enfoque propuesto es capaz de

estimar diferentes caracteŕısticas estructurales y funcionales como por ejemplo la masa

de miocardio y la fracción de eyección que son indicadores comúnes para el diagnóstico

y tratamiento de patoloǵıas card́ıacas. En particular el método alcanza valores globales

de coeficiente de Dice de 0,8± 0,1, 0,94± 0,04 y 0,90± 0,09 para segmentación de mio-

cardio, endocardio y epicardio respectivamente. En general, la exactitud del método es

similar a otros del estado del arte con la ventaja principal de que no precisa de datos

de entrenamiento y requiere una interacción mı́nima. Comparado con otros métodos de

segmentación card́ıaca, el método propuesto se desempeña de forma similar en térmi-

nos de métricas de segmentación y de sus errores, exceptuando métodos más complejos

en cantidad de parámetros intensivos en el uso de datos como son los modelos de redes

neuronales convolucionales.

Una de las principales limitaciones del método de segmentación bayesiana con priors

consiste en la poca robustez para segmentar imágenes con bajo contraste o mucho ruido
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en donde la región del prior de forma puede ser mal estimada. Adicionalmente, por cómo

es formulada la estimación de la región del prior de forma, inherentemente el ápice está

mal representado, por lo que la segmentación será incorrecta en el caso que un slice se

ubique en ese punto.

Como mejoras del método propuesto se podŕıa considerar automatizar la segmen-

tación para todo el ciclo card́ıaco. En el método propuesto cada nueva fase del ciclo

card́ıaco debe segmentarse por separado proporcionando el punto central pcentro de

la cavidad del ventŕıculo izquierdo como inicialización (ver sección 2.4). No obstante,

podŕıa aprovecharse la continuidad y buena resolución de la fase card́ıaca para utilizar

información de la segmentación de una fase card́ıaca previa como inicialización de la

siguiente. Por ejemplo, podŕıa utilizarse el centroide de la cavidad del ventŕıculo iz-

quierdo como nuevo punto de inicialización pcentro o incluso utilizar la segmentación de

la fase anterior como región del prior de forma de la fase card́ıaca a segmentar. Otra

propuesta de continuidad de esta tesis es validar el método en otras bases de datos más

numerosas o con condiciones de adquisición distintas.

Por otro lado, el método de segmentación desarrollado fue aplicado al cálculo del es-

fuerzo miocárdico. La segmentación fue utilizada para restringir el análisis a la zona de

interés, para calcular el esfuerzo en sus tres componentes ortogonales y para visualizar

los resultados. Se mostró que con los métodos de segmentación y estimación del esfuer-

zo miocárdico propuestos los resultados alcanzados se correlacionan con otros métodos

de cálculo reportados y en general se alcanzan valores de referencia para sujetos sanos.

También se validó la metodoloǵıa con imágenes sintéticas en donde cualitativamente

se reproduce el patrón de esfuerzo miocárdico en las tres componentes ortogonales a lo

largo del ciclo card́ıaco.

Finalmente los métodos de cálculo y visualización de resultados del esfuerzo miocárdi-

co fueron disponibilizados como una extensión denominada CardIAc para el software

de procesamiento y visualización de imágenes médicas 3DSlicer. La intención es pro-

veer a potenciales usuarios de una herramienta para el cálculo y análisis de esfuerzo

miocárdico con interfaz de usuario amigable, modular y de código abierto que pueda

ser de utilidad para investigación y se encuentre a nivel de desempeño de software co-

mercial existente para esta tarea. En cuanto a esta aplicación, un siguiente paso futuro

a considerar puede ser la incorporación integral del método de segmentación propuesto

a la extensión CardIAc. Los resultados mostrados en la tesis utilizan la carga de datos

de la extensión para calcular el esfuerzo a partir de segmentaciones efectuadas por el

método de segmentación por fuera de la aplicación 3DSlicer. Sin embargo, el código

desarrollado en la tesis podŕıa incorporarse integralmente a la extensión CardIAc de

manera de que el usuario pueda ejecutar el proceso de segmentación directamente des-

de la aplicación y solamente cargando los estudios de resonancia magnética de cine e

ingresando interactivamente las condiciones de inicialización.
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Como conclusión final se destacarán las principales contribuciones de la tesis:

Consolidar el enfoque sencillo de la incorporación de un prior de forma para apli-

caciones de segmentación bayesiana para especializar el método de segmentación

a una estructura espećıfica.

Agregar la dependencia con la distancia al prior de forma, esto permite variaciones

por fuera de los bordes de la región del prior, evitando sesgar completamente la

segmentación a la forma espećıfica del prior.

Aplicar un método de segmentación basado en inferencia bayesiana con prior

de forma al problema de segmentación card́ıaca para la cavidad del ventŕıculo

izquierdo.

Obtener segmentaciones de volumétricas de miocardio en todo el ciclo card́ıaco

de estudios reales y sintéticos para validar el cálculo del esfuerzo miocárdico en

el desarrollo de la extensión CardIAc para aplicaciones en investigación cĺınica.
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CONICET, instituciones que junto con sus comunidades me brindaron la mejor educa-

ción y formación posible, posibilidades de desarrollo y crecimiento y acompañamiento
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aprendizaje junto a ella, apoyo y por ser la mamá humana de una hermosa familia
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