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Resumo
Interesses de pesquisa: A classificação eficiente dos sinais de eletroencefalograma (EEG)
é fundamental para a construção de sistemas com interface cérebro-computador. No en-
tanto, a complexidade dos sinais de EEG e sua variabilidade entre indivíduos apresentam
desafios significativos para a classificação precisa. Este estudo tem relevância social, pois
pode contribuir para o desenvolvimento de interfaces cérebro-computador assistivas, bene-
ficiando pessoas com severos danos motores, como aquelas que sofreram acidente vascular
cerebral (AVC). Essas interfaces têm o potencial de melhorar a qualidade de vida desses
indivíduos, permitindo a comunicação e o controle de dispositivos através da atividade
cerebral.

Objetivos: Este estudo teve como objetivo comparar o desempenho e o custo computaci-
onal de uma rede neural artificial utilizando diferentes técnicas de processamento de sinal
na classificação de estados de repouso e imaginação do movimento do punho esquerdo e
direito a partir de sinais de EEG. Foram exploradas três técnicas estatísticas de proces-
samento de sinais: Análise de Componentes Principais (PCA), Análise de Componentes
Independentes (ICA) e Análise Espectral Singular (SSA), em conjunto com uma Rede
Neural Convolucional (CNN).

Resultados obtidos: Os resultados obtidos revelaram que a técnica de PCA proporci-
onou uma redução no tempo de treinamento de até 63,5%, sem comprometer significati-
vamente o desempenho em termos de acurácia na classificação. A PCA demonstrou ser
uma abordagem promissora, permitindo a captura de informações relevantes nos sinais de
EEG e aprimorando a capacidade da CNN em realizar a classificação com precisão. Por
outro lado, as técnicas de ICA e SSA não apresentaram resultados promissores. A ICA
teve efeitos negativos na extração de características, resultando em uma diminuição na
acurácia da classificação realizada pela CNN. A SSA, por sua vez, mostrou um desem-
penho geralmente baixo em todas as métricas avaliadas, indicando uma dificuldade em
capturar as informações discriminativas presentes nos sinais de EEG-IM.

Palavras-chaves: Eletroencefalograma. Imaginação Motora. Processamento de Biossi-
nais. Machine Learning. Deep Learning.



Abstract
Research Interests: Efficient classification of electroencephalogram (EEG) signals is
crucial for the development of brain-computer interface systems. However, the complexity
and variability of EEG signals pose significant challenges for accurate classification. Addi-
tionally, this study has social relevance as it can contribute to the development of assistive
brain-computer interfaces, benefiting individuals with severe motor impairments, such as
those who have experienced a stroke. These interfaces have the potential to improve the
quality of life for these individuals by enabling communication and device control through
brain activity.

Objectives: This study aimed to compare the performance and computational cost of an
artificial neural network using different signal processing techniques for the classification
of resting state and left/right wrist movement imagination states from EEG signals. Three
statistical signal processing techniques, Principal Component Analysis (PCA), Indepen-
dent Component Analysis (ICA), and Singular Spectrum Analysis (SSA), were explored
in conjunction with a Convolutional Neural Network (CNN) to enhance the classification
of EEG signals.

Results Obtained: The results revealed that the PCA technique led to a reduction in
training time of up to 63.5% without significantly compromising performance in terms
of classification accuracy. PCA proved to be a promising approach, capturing relevant
information from the EEG signals and improving the CNN’s ability to classify accurately.

On the other hand, both ICA and SSA techniques did not yield promising results. ICA
had negative effects on feature extraction, resulting in decreased classification accuracy
by the CNN. SSA, on the other hand, showed consistently low performance across all
evaluated metrics, indicating challenges in capturing discriminative information from the
EEG-IM signals.

Key-words: Electroencephalogram. Motor Imagery. Biosignal Processing. Machine Learn-
ing. Deep Learning.
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1 INTRODUÇÃO

1.1 Considerações Iniciais

Interface Cérebro-Computador (brain-computer interface - BCI) é um sistema que
utiliza sinais cerebrais para controlar dispositivos externos, permitindo interação com o
ambiente sem o uso das vias convencionais do Sistema Nervoso Central SNC, que são
musculares ou hormonais. A atividade cerebral consiste em fenômenos eletrofisiológicos,
neuroquímicos e metabólicos, e pode ser quantificada por diversas técnicas de monitora-
mento. Um sistema BCI mensura os sinais cerebrais produzidos por um usuário, extrai
deles características específicas e as traduz em comandos para uma aplicação. Esses co-
mandos são convertidos em ações, como o movimento de uma prótese, cadeira de rodas,
robô ou cursor [1], ou o estímulo elétrico direto sobre músculos ou sobre o próprio cé-
rebro [2]. Dessa forma, BCI podem atuar como tecnologias assistivas e de reabilitação
em pacientes com severas deficiências motoras, como as resultantes de Esclerose Lateral
Amiotrófica (ELA), Acidente Vascular Cerebral (AVC) ou lesões medulares. As BCI as-
sistivas visam substituir funções perdidas, como comunicação e movimento, permitindo,
por exemplo, o controle sobre dispositivos robóticos. BCI de reabilitação destinam-se a
facilitar a recuperação neural em pacientes com dano severo no SNC [3]. Além disso, re-
centemente tem sido cada vez mais explorado o potencial dos sistemas BCI para outros
usos, como monitoração emocional de pacientes [4] e soldados [5], monitoração do estado
de vigília de motoristas [6], videogames [7] e controle dos estágios do sono [8].

As BCIs podem ser classificadas quanto à metodologia de aquisição de sinais em
invasivas e não invasivas. As BCIs invasivas envolvem a implantação cirúrgica de eletrodos
na superfície ou dentro do cérebro e permitem a obtenção de informações detalhadas rela-
tivas à atividade sináptica que ocorre em um dado alcance dos eletrodos. Nesse contexto,
a atividade elétrica cerebral é obtida através de sondas neurais ou de eletrocorticografia
(ECoG). Por outro lado, as BCIs não invasivas não requerem procedimentos cirúrgicos e
detectam os sinais cerebrais a partir da superfície do escalpo. Nesse caso, diversas técni-
cas são capazes de mensurar a atividade cerebral, tais como a eletroencefalografia (EEG)
e a magnetoencefalografia (MEG), que medem a atividade eletromagnética gerada pelo
fluxo de cargas no tecido neural, a ressonância magnética funcional (functional magnetic
resonance imaging - fMRI) e a espectroscopia no infravermelho próximo (near infrared
spectroscopy - NIRS), que consideram a resposta hemodinâmica cerebral, secundária à
atividade neuronal, para indicar regiões mais ou menos ativadas. As diferentes técnicas
mencionadas possuem vantagens e desvantagens em termos de resolução espacial, resolu-
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ção temporal, invasividade, portabilidade e custo. Por essa razão, a eletroencefalografia
tem sido a técnica mais utilizada em sistemas de Brain-Computer Interface (BCI), como
descrito na referência [9].

A eletroencefalografia é uma técnica de registro de ritmos cerebrais, que mede, prin-
cipalmente, os potenciais elétricos pós-sinápticos de neurônios no córtex cerebral, através
de eletrodos posicionados na superfície do crânio. Considerando que os sinais neuronais
devem passar através de várias camadas de tecido não neural - como meninges, líquor, osso
e pele - para alcançar os eletrodos, é necessária uma grande população de neurônios para
gerar um sinal registrável na EEG. Embora a técnica ofereça boa resolução temporal (da
ordem de milissegundos), é difícil determinar precisamente a origem da atividade elétrica
registrada na EEG, o que resulta em uma resolução espacial relativamente baixa.

Do ponto de vista analítico, a amplitude do sinal da EEG informa o quão sincrônica
é a atividade dos neurônios subjacentes aos eletrodos, de modo que uma alta amplitude
se correlaciona com alta sincronia, e vice-versa. A execução, a preparação ou a imagina-
ção de um movimento é tipicamente acompanhada por queda na amplitude do sinal em
dada faixa de frequência da EEG, fenômeno conhecido por dessincronização relacionada
a evento (event-related desynchronization - ERD). Seu oposto, o aumento na amplitude, é
denominado sincronização relacionada a evento (event-related synchronization - ERS), e
ocorre no estado relaxado [10]. A faixa de frequência dos ritmos cerebrais se correlaciona,
de modo geral, com determinados estados comportamentais: ritmos de baixa amplitude e
alta frequência (acima de 8 Hz) estão associados à vigília e estado de alerta ou a estágios
do sono em que se sonha (sono-REM). Ritmos de amplitude elevada e baixa frequência
(abaixo de 8 Hz) estão associados a estágios do sono sem sonhos (sono não-REM). Os
principais ritmos do EEG são classificados nas seguintes faixas (ou bandas) de frequência:
delta (𝛿; abaixo de 4 Hz), teta (𝜃; entre 4 e 7 Hz), alfa (𝛼; entre 8 e 13 Hz), beta ( 𝛽;
entre 14 e 30 Hz) e gama ( 𝛾; entre 30 e 90 Hz). Ritmos mu (𝜇) ocorrem em frequências
similares aos ritmos alfa, e a diferença entre eles é basicamente topográfica: enquanto os
ritmos alfa ocorrem amplamente no córtex occipital, ritmos mu ocorrem sobre as áreas
motoras e somatossensoriais [11]. Por essa razão, ritmos mu são também denominados
ritmos sensorimotores (sensorimotor rhythms - SMR).

Os potenciais elétricos registrados através de técnicas de eletrofisiologia podem ser
espontâneos ou evocados. Potenciais evocados (evoked potentials - EPs) são gerados por
estímulo sensorial, como luz, som ou pressão, e fundamentam algumas das estratégias mais
comuns de geração de sinais cerebrais para BCI, como o P300 que é um EP que ocorre
300 ms após um estímulo sobre o qual o usuário está dirigindo sua atenção – e o potencial
evocado visual de estado estacionário (steady-state visual evoked potential - SSVEP) – EP
por estímulo visual de alta frequência (> 4 Hz) [12]. Outra estratégia comum de geração
de sinal é a baseada em imaginação motora (IM).
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A imaginação motora, também conhecida como imaginação do movimento, con-
siste na simulação mental de uma tarefa motora sem sua execução física [13]. É sabido
que essa tarefa gera uma diminuição na amplitude de certas bandas de frequência do
eletroencefalograma (EEG), como os ritmos 𝜇 e 𝛽, conhecida como redução de atividade
elétrica (ERD). Além disso, estudos com fMRI mostraram que a imaginação motora ativa
regiões do córtex motor, pré-motor e somatossensorial de maneira semelhante ao movi-
mento físico,

As BCIs baseadas em IM possuem uma vantagem importante sobre as baseadas
em EPs, que é o fato de não requererem um dispositivo externo para gerar os sinais
cerebrais. No caso das BCI baseadas, por exemplo, em P300 ou SSVEP, é necessário um
monitor de computador, ou LEDs, para dar a dica ao cérebro de que ele deve produzir um
determinado tipo de resposta [14]. Se por um lado isso tem a vantagem de não exigir um
esforço consciente do usuário, também limita sua capacidade de tomada de decisões. Nas
BCIs baseadas em IM, o usuário pode, a princípio, imaginar o que quiser no momento
em que quiser, acionando o dispositivo da forma que desejar. Na prática, no entanto, essa
tarefa não é tão trivial, pois exige um esforço consciente do usuário, que muitas vezes deve
treinar para conseguir aperfeiçoar sua estratégia de geração de sinais [15, 16, 17]. Ademais,
as respostas cerebrais relacionadas à IM costumam possuir uma grande variabilidade intra
e inter-indivíduos, o que torna a análise dos sinais laboriosa [18]. Apesar das dificuldades,
BCI baseadas em IM têm mostrado potencial na reabilitação de pacientes com deficiências
motoras, uma vez que o estímulo de regiões cerebrais envolvidas na intenção do movimento
incita neuroplasticidade nessas áreas, bem como nas envolvidas na execução do movimento
[19].

Por outro lado, recentemente as técnicas de aprendizado de máquina (machine
learning - ML) baseadas em deep learning (DL) vêm obtendo o melhor desempenho
em problemas variados de classificação, com destaque para o reconhecimento de objetos
[20, 21, 22] e de fala [23, 24]. Segundo a referência [25], “DL permite que modelos com-
putacionais compostos de múltiplas camadas de processamento aprendam representações
de dados com múltiplos níveis de abstração”. Além disso, algoritmos de DL possuem uma
boa capacidade para generalizar abundância de dados [26] e trabalhar com dados ruidosos
[27, 28]. Estas características das técnicas DL as tornam particularmente adequadas para
a discriminação de biossinais ruidosos, como é o caso dos sinais da EEG usados em BCI.

Apesar do DL lidar bem com ruídos, e ele propriamente não é um filtro ou mesmo
atua na parte de processamento do sinal. Portanto, a utilização de técnicas para eliminar
ou minimizar o ruído pode otimizar os resultados do DL [29, 30]. Os sinais da EEG
apresentam ruídos, como da rede elétrica, piscadas de olhos, movimentos musculares e
batimento cardíaco [31], esses três últimos são conhecidos como artefatos nos sinais da
EEG. Na Figura 1 pode-se observar os sinais de outros tipos de artefatos que contaminam
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o EEG.

Figura 1 – Nessa imagem, é possível observar a presença de artefatos provenientes de
outras áreas do corpo, como os sinais da eletro-oculografia (EOG), relacionados
ao movimento dos olhos ou piscar, e os sinais da eletrocardiografia (ECG),
relacionados aos batimentos cardíacos. Adaptado de [32].

A Figura 1 ilustra como esses artefatos podem estar presentes no sinal EEG e de-
vido à natureza fraca dos sinais elétricos cerebrais, com amplitudes no nível de microvolts
(𝜇𝑉 ), os sinais EEG são altamente vulneráveis a interferências de ruído, o que aumenta a
complexidade do processamento do sinal e requer a remoção destes ruídos antes do pro-
cesso de DL. Existem várias técnicas de pré-processamento, incluindo Common Spatial
Patterns (CSP) [31, 33], Análise de Componentes Principais (PCA, de Principal Compo-
nent Analysis) [31], Common Average Referencing (CAR) [31], Surface Laplacian (SL),
filtragem adaptativa [31], Análise de Componentes Independentes (ICA, de Independent
Component Analysis) e filtros digitais [34].

Dentre as técnicas citadas acima, destacam-se as técnicas do PCA e ICA por serem
amplamente utilizadas para tratar os sinais da EEG [35], tais como:

• A ICA é uma técnica importante e destacada para o processamento de sinal.
Ela é utilizada para decompor o sinal em componentes independentes. No caso
do EEG, a ICA é usada para identificar e remover sinais de fontes externas
ao cérebro, como sinais de eletro-oculografia (EOG), eletrocardiografia (ECG),
ruído dos sensores, entre outros [35, 36].

• A PCA é um método bem estabelecido e amplamente utilizado em vários campos,
como a eletromiografia, para extração de características e redução de dimensio-
nalidade. Em outros campos da biomedicina, a PCA é usada para aumentar a
relação sinal-ruído (SNR) em sinais neuro-magnéticos [37]. Na classificação de
IM, a PCA pode minimizar o tempo de treinamento de uma rede neural sem
perda significativa de informações contidas no sinal [36].
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A Análise Espectral Singular (SSA, de Singular Spectrum Analysis) é uma técnica
que começou a ser explorada a pouco tempo para dados da EEG. A SSA decompõe uma
série temporal em componentes que podem ser interpretadas como tendência, periodici-
dade e ruído. A SSA enfatiza a separação das componentes subjacentes e pode separar
as periodicidades que ocorrem em diferentes escalas de tempo, mesmo em dados de sé-
ries temporais com muito ruído. Em [38], utilizou-se a SSA para processar e classificar
padrões de resposta cardiovasculares na ECG. A referência concluiu que a SSA é uma
técnica promissora para o processamento de dados com base em biossinais elétricos.

1.2 Objetivos e Contribuições

1.2.1 Objetivos

Este estudo tem como objetivo avaliar o desempenho e o custo computacional de
uma Rede Neural Convolucional (Convolutional Neural Network - CNN) para a classifi-
cação de estados de repouso, imaginação do movimento (IM) do punho esquerdo e IM
do punho direito, utilizando técnicas de processamento de sinais descritivas, como ICA,
PCA e SSA.

Dentro desse contexto, destacam-se os seguintes objetivos específicos:

• Comparar o desempenho de diferentes técnicas de processamento de sinais em
conjunto com uma rede neural artificial para a classificação de sinais de eletro-
encefalograma (EEG) relacionados à imaginação motora.

• Avaliar o impacto dessas técnicas no custo computacional, considerando o tempo
de treinamento e a eficiência geral do sistema.

• Investigar a viabilidade dessas técnicas para aplicações práticas, especialmente
em sistemas de interface cérebro-computador assistivas.

Esses objetivos visam aprimorar o entendimento sobre o desempenho e a eficiência
dessas técnicas, fornecendo insights para o desenvolvimento de sistemas de classificação
da EEG mais robustos e aplicáveis em diferentes cenários, incluindo BCIs assistivas.

1.2.2 Contribuições

Este estudo oferece as seguintes contribuições:
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• Avanço no conhecimento sobre o uso de técnicas de processamento de sinais em
combinação com machine learning para melhorar a classificação de sinais da
EEG relacionados à imaginação motora.

• Comparação e análise de diferentes técnicas de processamento de sinais, como
a PCA, ICA e a SSA, para identificar sua eficácia na classificação de sinais da
EEG.

• Avaliação do impacto no custo computacional das técnicas de processamento de
sinais, fornecendo informações que podem ser usadas para a seleção de aborda-
gens adequadas em termos de desempenho e eficiência.

• Contribuição para o desenvolvimento de sistemas de BCIs assistivas, que po-
dem beneficiar pessoas com deficiências motoras severas, proporcionando maior
independência e qualidade de vida.

• Como observado pela referência [35], esse estudo está situado em uma área de
fronteira do conhecimento, conferindo relevância às suas contribuições para a
comunidade acadêmica, principalmente no que tange a escolha de um método
para processamento de sinas EEG-IM.

Essas contribuições são relevantes tanto para a área de processamento de biossinais
e ML e para o campo das BCI, fornecendo diretrizes para aprimorar a classificação de
sinais da EEG relacionados à IM.

1.3 Organização do trabalho

Neste Capítulo, foram apresentados trabalhos e conceitos relacionados aos siste-
mas BCIs e a utilização de IM para BCIs assistivas. Também foram tratados temas como
a utilização de técnicas de deep learning para classificação de sinais e a necessidade de se
utilizar técnicas de processamento de sinais.

No Capítulo 2, são apresentadas as fundamentações teóricas sobre a IM, incluindo
conceitos básicos sobre o processamento de sinais através da ICA, PCA e SSA, além de
abordar a classificação de sinais da EEG por meio de machine learning.

No Capítulo 3, é descrita a metodologia utilizada no trabalho, incluindo os softwa-
res e hardwares utilizados, assim como as técnicas de processamento e deep learning que
foram empregadas.

No Capítulo 4, são analisados e discutidos os resultados obtidos com as diferentes
técnicas estudadas, e ao final desse capítulo, os resultados são comparados com a literatura
existente.
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No Capítulo 5, são apresentadas as conclusões do trabalho, incluindo contribui-
ções e sugestões para trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

Nesse capítulo, são apresentados os tópicos teóricos necessários para uma boa
compreensão do desenvolvimento deste trabalho. Inicia-se com uma abordagem sobre o
tema da IM, seguida por processamentos de sinais da EEG, com ênfase nas técnicas da
ICA, SSA e PCA. Por fim, abordar-se o tema da classificação de sinais da EEG com base
em técnicas de machine learning e a importância dessa técnica para analisar e entender
os sinais cerebrais, bem como os desafios quem precisam ser superados.

2.1 Imaginação Motora

A IM é o processo pelo qual as pessoas visualizam mentalmente a realização de
uma ação motora sem realmente executá-la. É um fenômeno neurocognitivo que ocorre
na corteza motora [39] e é importante para o planejamento, aprendizagem e execução de
ações motoras.

Ela tem sido estudada utilizando a eletroencefalografia, observa-se em diversos
estudos como em [40], [41] e [42] que a atividade cerebral durante a IM é semelhante à
atividade cerebral durante a execução real das ações. Durante a IM, é observado aumento
de atividade na corteza motora e na área pré-motora, como destacado na Figura 4. Tam-
bém é observado ativação de redes neurais similares as ativadas durante a execução da
tarefa.

Figura 2 – Na imagem, observa-se que as áreas ativadas pelo movimento se assemelham
com as áreas ativas pela imaginação do movimento. Adaptado de [39].

Além disso, a IM tem sido utilizada com sucesso para melhorar o desempenho
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motora em indivíduos com lesões cerebrais ou doenças neurodegenerativas, e também
para aprimorar habilidades motoras em atletas [43]. A IM pode ser utilizada como uma
ferramenta terapêutica para melhorar a recuperação de pacientes com lesões cerebrais e
também como um método para melhorar o desempenho motora [44].

Em sistemas BCI, a IM tem sido utilizada como uma forma de comando para
sistemas cérebro-computador [13]. O usuário simplesmente imagina realizar uma ação
motora específica, como, por exemplo, mover um braço ou uma perna, e essa atividade
cerebral é detectada e utilizada para controlar um dispositivo externo.

Um estudo feito por [45] mostrou que a IM pode ser utilizada para controlar
dispositivos externos, como, por exemplo, uma cadeira de rodas ou um cursor na tela de
um computador. Eles também mostraram que os indivíduos podem ser treinados para
controlar dispositivos externos com precisão e velocidade comparáveis às de comandos
convencionais.

Em [46] explorou a possibilidade de utilizar a IM para controlar dispositivos ex-
ternos em pacientes com lesões neurológicas que impedem a realização de ações motoras
voluntárias. Os resultados mostraram que a IM pode ser utilizada como uma forma efi-
caz de comando para sistemas cérebro-computador em pacientes com lesões neurológicas,
permitindo-lhes recuperar alguma capacidade de comunicação e controle de dispositivos
externos.

Um estudo desenvolvido por [47] utilizou a IM de pessoas que tinham síndrome
de encarceramento para controlar um curso na tela de um computador. Na revisão feita
por [48] demostraram que vários estudos caminham para a utilização de sistemas BCI-IM
para a reabilitação e recuperação de movimentos de pessoas que tiveram AVC.

Esses estudos sugerem que a IM é uma forma eficaz de controlar dispositivos exter-
nos e pode ser utilizada como uma forma de comando para sistemas cérebro-computador.
Além disso, os sistemas cérebro-computador baseados em IM são mais discretos e menos
invasivos do que os sistemas baseados em outras técnicas, como, por exemplo, a eletroes-
timulação cerebral.

Em resumo, a IM tem sido amplamente estudada como uma forma de comando
para sistemas cérebro-computador, como os estudos mencionados mostram. Ela tem mos-
trado ser uma forma eficaz de controlar dispositivos externos com precisão e velocidade
comparáveis às de comandos convencionais, e também pode ser utilizada por indivíduos
com lesões neurológicas que impedem a realização de ações motoras voluntárias.
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2.2 Processamento de Sinais da EEG

O processamento de sinais da EEG é uma área importante da neurociência, que
envolve a análise matemática e computacional dos sinais EEG para extrair informações
sobre a atividade cerebral, como análise de frequência, análise temporal e análise espacial.
A análise de frequência é uma técnica que permite avaliar a distribuição de frequências
dos sinais EEG, enquanto a análise temporal permite avaliar a dinâmica temporal dos
sinais e a análise espacial permite avaliar a distribuição espacial dos sinais.

A análise de frequências permite extrair informações sobre diferentes atividades
cerebrais. As bandas de frequência variam em amplitude de diferentes formas durante
uma atividade. Por exemplo, a componente alfa da amplitude da EEG aumenta quando
fechamos os olhos [49]. Assim, com o processamento, é possível identificar as diferentes
bandas de frequência (por exemplo, alfa, beta, gama) que são associadas a diferentes
estados mentais ou atividades cerebrais.

Além de extrair informações sobre atividades cerebrais, o processamento de sinais
EEG é necessário para remover ruídos dos sinais ou artefatos, como os causados por
movimentos dos músculos faciais, oculares e outros músculos próximos aos eletrodos [50,
51], da rede elétrica (50 ou 60 Hz) [52], dos batimentos cardíacos e ruídos ambientais,
como música, conversas, etc [53].

No que tange a respeito da extração de características, redução de ruído e de
dimensão em dados da EEG, é importante destacar os algoritmos da PCA e ICA [54, 55,
35].

A PCA é frequentemente utilizada para reduzir a dimensionalidade dos dados. É
uma técnica de análise de dados multivariadas que tem como objetivo reduzir a dimen-
sionalidade de um conjunto de dados, mantendo ao mesmo tempo, a maior quantidade
de informação possível. Ela é amplamente utilizada em diversas áreas, como estatística,
ciência de dados, engenharia e biologia. Em sistemas BCI-EEG, ela é apontada por di-
versos estudos da literatura, como em [56, 35] e [57], como a principal ferramenta para
redução de dimensão e ruído em dados da EEG.

A abordagem básica da PCA é relativamente simples e pode ser dividida em etapas
principais:

• Centralização dos dados: Os dados são ajustados pela subtração da média, o
que permite que a primeira componente principal aponte na direção da maior
variabilidade dos dados, em vez de apontar para o centro dos dados.

• Cálculo da matriz de covariância: É realizada a computação da matriz de cova-
riância ∑︀, com dimensões 𝑑 × 𝑑, utilizando os dados centralizados. Essa matriz
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fornece informações sobre a relação entre as variáveis.

• Cálculo dos componentes principais: Os componentes principais são obtidos por
meio da decomposição da matriz de covariância em autovetores e autovalores. Os
autovetores correspondem aos componentes principais, enquanto os autovalores
indicam a quantidade de variação explicada por cada componente principal. As-
sim, é formada uma matriz 𝐴 de dimensões 𝑘×𝑘, na qual as colunas representam
os 𝑘 autovetores.

A saída dos dados da PCA consiste nas componentes principais, que são sele-
cionadas com base na quantidade de variância explicada. Para uma compreensão mais
detalhada sobre os fundamentos teóricos dessa abordagem, é possível consultar os traba-
lhos de referência [58], [59] e [60]. Esses estudos oferecem informações adicionais relevantes
sobre a parte teórica do método.

A ICA é utilizada para separar sinais misturados e entender as fontes indepen-
dentes de informação presentes nos dados, como, por exemplo, para separar diferentes
atividades cerebrais presentes, remoção de artefatos e ruídos. Em [61] utilizou da ICA
para remover artefatos de ECG de sinais da EEG de pequenos animais. Já em [62], a ICA
foi utilizada para remover artefatos de EOG em dados da EEG.

Além disso, a ICA também é utilizada em outras áreas, como processamento de
sinais, análise de imagens e outras. Por exemplo, em [63] a ICA foi utilizada para se-
parar componentes independentes em fMRI. Em [64] a ICA foi utilizada para separar
componentes independentes em sinais de áudio misturados.

A ICA é uma técnica de análise de dados multivariadas semelhante à PCA, mas
ao invés de buscar vetores que maximizam a variância dos dados, a ICA busca vetores que
sejam mutuamente ortogonais e maximizam a independência entre eles. A técnica pode
ser resumida através dos seguintes passos:

• Centralização dos dados: os dados são subtraídos da média para evitar que os
componentes independentes apontem para o centro dos dados;

• Branqueamento: os dados são transformados para remover a correlação entre
as variáveis, ou seja, para torná-las estatisticamente independentes. Isso é feito
através de uma transformação linear, como a decomposição de Cholesky, a de-
composição de valores singulares (SVD) ou a PCA;

• Aplicação de uma função não-linear: os dados branqueados são aplicados em
uma função não-linear, como a função tangente hiperbólica.

• Estimativa das componentes independentes: com os dados branqueados, o algo-
ritmo de ICA estima os vetores de componentes independentes.
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• Estimativa dos coeficientes de mistura: os coeficientes de mistura são estimados
para reconstruir os sinais originais a partir dos componentes independentes.

Outros detalhes mais aprofundados sobre a técnica da ICA pode ser encontrada
nos trabalhos [58], [59] e [60].

A SSA é um método estatístico utilizado para analisar e modelar séries temporais.
Ela tem como objetivo decompor a série temporal em componentes estacionários e não-
estacionários, buscando identificar os principais padrões de variação presentes na série,
como tendências e flutuações. A SSA é uma técnica não-paramétrica, o que significa que
não requer nenhuma suposição sobre a distribuição dos dados ou sobre a natureza do
processo gerador dos dados. Na área da EEG, a SSA é frequentemente utilizada para
identificar padrões de atividade cerebral presentes nos sinais da EEG.

Em 2021, o estudo [65] utilizou um algoritmo composto pela SSA e a ICA para
classificar se um indivíduo estava alcoolizado, utilizando-se de dados da EEG. Em [66], a
SSA foi utilizada para melhorar a classificação de estágios do sono em dados de eletroen-
cefalografia.

Outros estudos têm explorado o uso da SSA em diversas aplicações.Por exemplo,
no estudo feito por [67], a SSA foi utilizada para extrair bandas de frequência que conti-
nham informações para detectar convulsões epilépticas. Em [68], a SSA foi utilizada para
remover automaticamente artefatos da EEG.

A técnica pode ser descrita através dos seguintes passos:

• Construção da matriz de Hankel: a série temporal é dividida em janelas e cada
janela é colocada como uma coluna na matriz Hankel.

• Decomposição em valores singulares (SVD): a matriz de Hankel é decomposta
em valores singulares, o que resulta em três matrizes: uma matriz de autovetores,
uma matriz de autovalores e uma matriz de autovetores transpostos.

• Escolha dos componentes: as componentes são escolhidos com base nos autova-
lores, que representam a variação explicada por cada componente. Nessa fase,
efetua-se o agrupamento das séries e identificação das componentes.

• Reconstrução dos sinais: os sinais são reconstruídos a partir das componentes
escolhidas.

A fundamentação matemática do algoritmo da SSA é abordada no Apêndice A.1.

A técnica da SSA mostra-se particularmente útil na identificação de padrões es-
tacionários e não-estacionários em séries temporais, além de ser aplicável na remoção de
ruídos. Também é utilizada para previsão de séries temporais, detecção de anomalias e
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outras aplicações. Ressaltam-se aplicações da SSA em diversas áreas, como climatologia,
oceanografia, finanças, entre outras [69].

Em geral, técnicas de processamento de sinais são utilizadas para melhorar a qua-
lidade dos sinais, para entender melhor os padrões presentes, eliminar ruídos e artefatos
ou mesmo para facilitar a classificação dos dados. Essas técnicas são frequentemente uti-
lizadas em conjunto, como uma etapa de “pré-processamento” dos dados, antes de aplicar
técnicas de classificação, como, por exemplo, nos trabalhos [65] (SSA e ICA), [61] (ICA e
PCA) e [68] (SSA e PCA).

2.3 Classificação da EEG com Machine Learning

Nos últimos anos, houve avanços significativos no campo do machine learning,
especialmente com o aumento da capacidade de processamento das GPUs. Devido ao
aumento da capacidade de processamento, técnicas de machine learning passaram a ser
mais atrativas, como redes neurais, máquinas de vetores de suporte (Support Vector Ma-
chine - SVM) e Random Forest. Dentre as técnicas de machine learning as redes neurais
convolucionais (Convolutional Neural Network - CNN) são as arquiteturas mais utilizadas
para tarefas de classificação de sinais da EEG [35].

Uma das principais vantagens do uso de técnicas de machine learning para classi-
ficação da EEG é a capacidade de lidar com grandes quantidades de dados e a capacidade
de aprender a partir de exemplos. Além disso, o machine learning pode ser usado para
lidar com a variabilidade individual, o que é importante para sistemas BCIs.

A classificação da EEG com machine learning é utilizada em sistemas BCIs, que
visam a criação de comunicação direta entre o cérebro e o computador. O BCI baseado
em IM é um exemplo de uma aplicação que tem sido intensamente estudada com o uso
de técnicas de machine learning. Neste caso, sinais EEG são coletados enquanto o usuário
imagina movimentos específicos, e esses sinais são então classificados para determinar qual
movimento está sendo imaginado.

Em [70] fizeram uma comparação com vários métodos de machine learning, tais
como CNN, long short-time memory (LTSM) e deep neural network (DNN) para reco-
nhecimento de emoções através de sinais da EEG.

A referência [71] apresentou uma rede neural chamada “EEG-Inception” que foi
desenvolvida para classificar a IM baseada em sinais da EEG. Essa rede apresentou re-
sultados robustos na classificação de IM se comparados com outros métodos de extração
de sinais de IM, conseguindo em média 88,6% de acurácia. Além disso, a rede conseguiu
lidar com a variabilidade individual dos voluntários.

Em 2022, a referência [72] apresentou um artigo sobre uma robusta CNN para clas-
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sificação de sinais da EEG, a rede mostrou conseguir lidar com a variabilidade individual
e inter-sessão, tornando-a uma opção atraente para aplicações clínicas e de pesquisa.

No entanto, a classificação da EEG utilizando técnicas de machine learning tam-
bém enfrenta desafios significativos. Um dos principais desafios é lidar com a variabilidade
inter-individual dos sinais da EEG, pois os sinais podem variar significativamente entre
indivíduos e até mesmo entre diferentes sessões de registro de um indivíduo. Adicional-
mente, a qualidade dos dados da EEG pode ser afetada por artefatos, tais como movi-
mentos oculares e musculares, o que pode afetar a precisão da classificação. Portanto, é
crucial aplicar técnicas de pré-processamento e processamento de sinais, para controle de
ruídos e a mitigar o a variabilidade inter-individuo, a fim de garantir que os dados sejam
precisos e confiáveis [73, 74, 35].

Em síntese, a classificação da EEG com técnicas de machine learning têm se tor-
nado cada vez mais popular para analisar e compreender os sinais cerebrais, e tem sido
amplamente utilizada em várias áreas de pesquisa. Embora existam desafios a serem su-
perados, as técnicas de machine learning têm mostrado ser uma ferramenta eficaz para
classificar sinais.
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3 METODOLOGIA

No presente capítulo, foram apresentadas as técnicas e metodologias empregadas
para o processamento estatístico e para a CNN utilizadas nesse estudo. A apresentação
seguiu uma estrutura lógica, demonstrando como a pesquisa foi conduzida.

O fluxograma exibido na Figura 3 ilustra as etapas metodológicas adotadas na
pesquisa. Cada fase foi discutida em detalhes nas seções subsequentes.

Figura 3 – Fluxograma dos procedimentos metodológicos aplicados no estudo.

Todas as técnicas de processamento e a CNN foram processados em um compu-
tador com um processador AMD Ryzen 7 3600x, 32 GB de RAM e uma placa de vídeo
Nvidia GTX 1060 com o sistema operacional Microsoft Windows 10 21H2.

3.1 Dados

O banco de dados de imaginação motora utilizado neste trabalho foi disponibilizado
pela Physionet [75, 76], constituindo atualmente o maior banco de dados publicamente
disponível para pesquisas em interfaces cérebro-computador baseadas em imaginação mo-
tora. Este banco de dados consiste em gravações de EEG de 109 voluntários durante a
realização de tarefas motoras e imaginação.

Para a aquisição dos sinais EEG, foram utilizados 64 eletrodos com frequência de
amostragem de 160 Hz, por meio do sistema BCI2000 [75]. O posicionamento dos eletrodos
seguiu o sistema internacional 10-10, conforme ilustrado na Figura 4.
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Figura 4 – Posicionamento dos sensores da EEG no escalpo dos voluntários no sistema
internacional 10-10, com 64 eletrodos. Imagem da referência [77].

Cada voluntário realizou 14 tarefas experimentais, sendo duas de baseline, com
duração de 1 minuto cada, para registrar o estado de relaxamento (uma com os olhos
fechados e outra com os olhos abertos).

As 12 tarefas restantes, com duração de 2 minutos cada, envolviam diferentes tipos
de movimentos imaginados e reais, conforme descrito a seguir:

• Execução real do movimento de abrir e fechar o punho esquerdo ou direito,
quando uma seta era apresentada do lado esquerdo ou direito superior da tela;

• Imaginação do movimento de abrir e fechar o punho esquerdo ou direito, quando
a seta era apresentada do lado esquerdo ou direito central da tela;

• Execução real de abrir e fechar ambos os punhos simultaneamente, caso a seta
aparecesse em ambos os lados superiores da tela, ou abrir e fechar ambos os pés,
se a seta aparecesse em ambos os lados inferiores;

• Imaginação do movimento de abrir e fechar ambos os punhos ao mesmo tempo,
quando a seta era exibida em ambos os lados central da tela.
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Cada uma das tarefas mencionadas acima foi repetida três vezes por cada volun-
tário submetido ao estudo.

A Figura 5 exemplifica a aquisição dos sinais de EEG durante a realização de uma
tarefa de IM de abrir e fechar o punho direito.

Figura 5 – Aquisição de sinais EEG durante tarefa de imaginação motora. Adaptado de
[78].

Neste estudo, foram utilizados especificamente os dados relacionados à tarefa de
imaginação do movimento de abrir e fechar o punho esquerdo ou direito.

Para cada aquisição da EEG, havia também um arquivo de anotações indicando
o momento em que cada tarefa era solicitada ao voluntário. Essas tarefas receberam
codificações específicas:

• T0 - Período de repouso/relaxamento;

• T1 - Imaginação motora do punho esquerdo;

• T2 - Imaginação motora do punho direito.

As anotações com os respectivos códigos das tarefas permitiram identificar e sepa-
rar os segmentos do sinal EEG associados a cada condição experimental. Isso possibilitou
a extração das épocas de interesse para análise.

Na Figura 7, observam-se os sinais da EEG com as marcações referentes às tarefas
executadas por um dos voluntários.



Capítulo 3. Metodologia 32

Figura 6 – Recorte de aproximadamente 30 segundos do arquivo raw de um dos voluntá-
rios, cada código e cor simboliza um período de realização de uma tarefa.

Cada tarefa teve duração de 4,1 s e ao todo foram gravados 124 s, sendo eles
distribuídos em 15 de repouso, 7 de IM do punho esquerdo e 8 de IM do punho direito.
No total, para cada ensaio foram realizadas, em média, 30 tarefas.

3.2 Pré-processamento

Nessa seção são apresentadas as principais abordagens utilizadas para o tratamento
dos dados. Sendo que a primeira etapa consiste em avaliar a qualidade dos registros da
EEG dos voluntários, verificam-se possíveis dados corrompidos ou erros no registro do
EEG. Para essa etapa, utilizou-se a biblioteca MNE da linguagem de programação Python.
Ao analisar os arquivos, verificou-se que os registros dos voluntários 043, 088, 089, 100 e
104 estavam corrompidos e, portanto, não foram utilizados para esse estudo.

Em seguida, aplicou-se um filtro passa-faixa de resposta finita ao impulso (FIR)
de segunda ordem entre as frequências de 0,5 a 40 Hz nos registros de cada voluntário.
Dentro dessa faixa de frequência, estão presentes as frequências de interesse para a ima-
ginação motora, como a 𝛿 (0,5-4 Hz), 𝜇 (8-13 Hz) e 𝛽 (13-30 Hz), essas são as faixas
mais efetivas para a imaginação motora encontradas na literatura científica [79, 35]. Na
Figura 7 observa-se a resposta dos sinais à passagem do filtro.
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Figura 7 – Gráfico dos sinais da EEG no domínio da frequência após aplicação do filtro
passa-faixa entre 0,5 - 40 Hz.

Após a filtragem, verificou-se qual intervalo temporal era adequado para realizar
os recortes. O processo de recorte foi considerado delicado devido à variação no tempo de
reação entre os voluntários, relativo ao momento em que o alvo é apresentado na tela e à
sincronização entre o alvo, as anotações da EEG e a imaginação motora de cada indivíduo.
Diante disso, analisaram-se os intervalos com o objetivo de realizar o recorte que contivesse
maior quantidade de informações relacionadas à IM. Se o recorte for realizado fora do
intervalo de IM, pode haver uma perda de desempenho da rede neural convolucional ou
mesmo comprometimento dos métodos de processamento. Para isso, calculou-se a média
do sinal para as três tarefas. Observou-se que o intervalo compreendido entre -2 s e 3 s
apresentou maior quantidade de informações relacionadas à IM quando comparado com
outros intervalos, como pode ser observado na Figura 8.

Figura 8 – No gráfico A com janela de -2 até 3 s e no gráfico B tem-se uma janela de -0,1
até 4,1 s. Observa-se que houve picos na amplitude da tensão referente ao IM
do punho direito a cerda de -1,5 s. Comparando os dois intervalos observa-se
que em A tem-se mais informação relativa a IM do em que B, principalmente
antes de a tarefa ser solicitada ao voluntário no tempo 0 s.



Capítulo 3. Metodologia 34

Outra etapa fundamental é a verificação da distribuição dos dados, com uma aten-
ção especial à avaliação da normalidade. Em geral, os sinais da EEG não seguem estri-
tamente uma distribuição normal (Gaussiana) devido à presença de atividades cerebrais
complexas e à influência de artefatos e ruídos [80, 81, 82].O histograma representado na
Figura 9 pode-se observar a distribuição dos dados.

Figura 9 – Histograma com a distribuição dos dados.

Visualmente, observa-se na Figura 9 uma distribuição próxima da normal. Entre-
tanto, inspeções visuais podem ser falhas, necessitando de testes quantitativos.

Dessa forma, para uma confirmação mais objetiva da normalidade dos dados,
utilizou-se o teste de D’Agostino-Pearson [83] por meio da função scipy.stats.normaltest
[84]. Esse teste avalia assimetria (skewness) e curtose para quantificar desvios da norma-
lidade.

As hipóteses consideradas foram:

𝐻0 : 𝑑𝑖𝑠𝑡𝑟𝑖𝑏𝑢𝑖çã𝑜 𝑛𝑜𝑟𝑚𝑎𝑙

𝐻1 : 𝑑𝑖𝑠𝑡𝑟𝑖𝑏𝑢𝑖çã𝑜 𝑛ã𝑜 𝑛𝑜𝑟𝑚𝑎𝑙

Com nível de significância 𝛼 = 0,05 e valor-p obtido de 4,98 × 10−231, rejeita-se a
hipótese nula (𝐻0), confirmando que os dados não seguem distribuição normal, conforme
inicialmente esperado para sinais EEG.
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Ressalta-se que os algoritmos da PCA, SSA e ICA são métodos amplamente utili-
zados na análise de sinais e não requerem a suposição de uma distribuição normal (Gaus-
siana) dos dados. Essas técnicas são capazes de realizar o processamento e extrair infor-
mações relevantes independentemente da distribuição específica dos dados [85, 86, 87].

A última parte do pré-processamento consiste em normalizar os dados. Isso foi
preciso devido às diferenças de escalas entre sensores e entre os sinais dos voluntários.
Existem várias razões para utilizar a normalização nos dados. Algumas das principais
são:

• Comparabilidade: a normalização permite que dados de diferentes variáveis ou
amostras sejam comparados diretamente, pois eles estão na mesma escala. Isso
é especialmente útil quando se deseja comparar dados de diferentes fontes ou
quando as variáveis têm escala diferentes.

• Algoritmos de análise: muitos algoritmos de análise, como o agrupamento, a
regressão e a análise discriminante, requerem que os dados estejam normaliza-
dos para funcionar corretamente. Isso é por esses algoritmos serem baseados na
distância euclidiana, afetada pelas escalas das variáveis.

• Remoção de outliers: a normalização pode ajudar a identificar e remover outli-
ers (valores anômalos/discrepantes) nos dados, pois esses valores tendem a se
destacar quando os dados estão normalizados.

• Melhora da precisão: a normalização pode melhorar a precisão dos resultados
das análises, pois minimiza o impacto da escala dos dados na análise.

A normalização é fundamental para facilitar a comparação e análise de dados,
permitindo que eles sejam comparados diretamente, e é uma etapa necessária para a
aplicação de algoritmos de análise estatística, remoção de valores atípicos e melhoria da
precisão dos resultados. Quanto às redes CNNs, a normalização reduz a variabilidade das
entradas, acelerando o treinamento e permitindo que o algoritmo alcance uma solução
ótima mais rapidamente. A normalização também evita problemas como a saturação
dos neurônios. Para o processo de normalização dos dados, utilizou-se a z-score [88],
representada na Equação 3.1:

𝑍𝑘 = 𝑋𝑘 − 𝜇

𝜎
(3.1)

Onde 𝑍𝑘 são os novos valores normalizados e 𝑋𝑘 são os valores antigos, 𝜇 é a média
e 𝜎 é o desvio padrão.
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Essa equação normaliza os dados subtraindo a média e dividindo pelo desvio pa-
drão. O resultado é que os dados normalizados têm média igual a 0 e desvio padrão igual
a 1.

A normalização z-score faz com que os dados tenham distribuição com média zero
e desvio padrão um. Portanto, após a normalização, espera-se que:

• A média dos dados seja próxima de zero.

• A maioria dos valores estejam entre -1 e 1 (dentro de um desvio padrão da
média).

• Aproximadamente 95% dos valores estejam entre -2 e 2 (dentro de dois desvios
padrão).

• Valores extremos sejam menos prováveis, mas possíveis.

O gráfico da Figura 10 ilustra essa distribuição normalizada resultante da trans-
formação z-score aplicada aos dados.

Figura 10 – Distribuição dos dados após a normalização z-score.

Após a realização da normalização z-score, o pré-processamento dos dados foi
finalizado com a criação de duas cópias do conjunto de dados normalizados:
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• Conjunto de controle: utilizado sem modificações adicionais para treinar as redes
neurais CNN e estabelecer uma referência de base do desempenho.

• Conjunto de processamento: submetido a técnicas de processamento estatístico,
como PCA, ICA e SSA, visando avaliar o impacto no desempenho do classificador
CNN em comparação ao conjunto de controle.

Essa abordagem de manter um conjunto controle e outro para processamento visa
quantificar os efeitos das técnicas estatísticas por meio de uma análise comparativa sis-
temática dos resultados. Assim, pode-se investigar mais robustamente a influência no
desempenho preditivo do modelo de deep learning.

3.3 Processamento Estatístico

Nesta seção, descrevem-se os métodos de processamento utilizados neste estudo.
Os métodos empregados foram a Análise de Componentes Independentes, a Análise de
Componentes Principais e a Análise Espectral Singular. Todos os algoritmos foram im-
plementados utilizando a linguagem Python com códigos de fonte abertos. Para garantir
consistência estatística, cada algoritmo foi executado 20 vezes. Nas próximas seções, serão
detalhados cada um dos métodos e como foram aplicados.

3.3.1 Análise de Componentes Independentes

A Análise de Componentes Independentes (ICA) tem como objetivo nesse estudo
eliminar os artefatos e ruídos que contaminam os dados da EEG. Os artefatos são re-
lacionados às atividades cerebrais que geram sinais registrados no eletroencefalograma,
tais como piscar de olhos, movimento muscular do pescoço, entre outros. A ICA permite
separar esses sinais em componentes individuais e eliminar os sinais provenientes desses
artefatos. Inicialmente, foram analisadas as médias dos sinais no intervalo de cada tarefa
(5 segundos) a fim de identificar possíveis artefatos, conforme ilustrado na Figura 11.

Na biblioteca MNE, existe um módulo específico para aplicar a ICA em dados da
EEG, a documentação dessa biblioteca está disponível em [89]. Para executar o módulo
da ICA, é necessário configurar alguns parâmetros que estão disponíveis na Tabela 2.
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Figura 11 – Na análise está figura, é possível observar que aproximadamente 0,6 segundos
após a solicitação da tarefa ao voluntário, ocorre uma intensa polarização nos
sensores próximos aos olhos, seguida de uma despolarização na mesma região
em 0,969 segundos. Os sensores representados pela cor verde, localizados pró-
ximos aos olhos, apresentam picos mais acentuados nessas áreas, indicando
que esses sinais são provenientes de atividade ocular (EOG). Esses artefatos
oculares podem ser identificados devido às suas características temporais dis-
tintas, o que facilita sua separação dos outros sinais cerebrais.

Tabela 2 – Parâmetros utilizados para o algoritmo de ICA do MNE. O parâmetro
n_components define a variância da PCA, pois o algoritmo de ICA do MNE
utiliza a PCA como método de branqueamento. O parâmetro method se refere
ao método que será utilizado para o ajuste, no caso, o método de Preconditi-
oned ICA for Real Data (Picard) [90] foi o mais rápido nos testes realizados.
O parâmetro max_iter representa o número máximo de iterações durante o
ajuste.

Parâmetro Configuração
n_components 0.99
method picard
max_iter 200

Com o ajuste, obtiveram-se as componentes independentes (CIs). No entanto, foi
necessário realizar uma inspeção visual para identificar e rejeitar as componentes inde-
pendentes que continham artefatos [91]. As cinco primeiras CIs são demonstradas na
Figura 12.
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Figura 12 – Topografia do escalpo das cinco primeiras CIs. As componentes ICA000 e
ICA002 demonstram atividades de polarização ou despolarização nos eletro-
dos próximos aos olhos, portanto essas componentes são artefatos de EOG
[92, 93]. No entanto, as componentes ICA001 e ICA003 contêm sinais origi-
nários no cérebro. Outras componentes estão disponíveis na seção A.1 [94].

A biblioteca MNE oferece a opção de analisar cada uma das CIs, com isso, foi pos-
sível comparar as informações dos registros com a literatura. Um exemplo é demonstrado
na Figura 13.

Figura 13 – A imagem apresentada contém uma combinação de gráficos e figuras que per-
mitem analisar a origem da componente. A análise da componente ICA000
revela que há despolarização na região dos olhos. A análise do gráfico de es-
pectro mostra uma concentração em 3 Hz. Como observado em referências,
como [95], concentrações em baixas frequências, inferiores a 5 Hz, são indicati-
vas de movimento dos olhos quando observada polarização ou despolarização
na região dos olhos. Outras figuras com artefatos e sua identificação estão
disponíveis na seção A.2.
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Após a análise realizada, excluíram-se as componentes que continham artefatos
dos registros da EEG, como ilustrado na Figura 14. Os dados limpos foram então salvos
para serem utilizados na CNN (seção 3.4).

Figura 14 – Nesse gráfico, observam-se os sinais após a aplicação da ICA. Em preto, pode-
se visualizar o sinal limpo, com amplitudes suavizadas.

3.3.2 Análise de Componentes Principais

A PCA é uma técnica de redução de dimensionalidade que pode ser usada para
selecionar variáveis com base na sua correlação com as outras variáveis do conjunto de
dados. Essa técnica pode ser usada para reduzir a dimensionalidade de um conjunto de
dados, ou seja, para selecionar apenas as variáveis que mais contribuem para a variância
do conjunto de dados. Para esse trabalho, utilizou-se a PCA de maneira a reduzir a
quantidade de componentes dos dados, utilizando-se a biblioteca Scikit-learn [96]. Para
executar o algoritmo necessitou-se configurar o parâmetro n_components, esse parâmetro
refere-se a quantidade de componentes ou qual a porcentagem da variância explicada
deverá ter na saída dos dados.

Tabela 3 – Configurações para a PCA em relação à variância.

n_components Variância Representada
0,99 99%
0,95 95%
0,90 90%
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Após a configuração dos valores, obteve-se a redução das componentes, que inici-
almente eram 64 componentes. Como pode ser observado na Tabela 4.

Tabela 4 – Tabela com as diferentes variâncias e suas CPs. Para cada variância diferente,
calculou-se o tempo de processamento médio do algoritmo para 20 execuções.

Variância CP Tempo de processamento
médio (s)

99% 47 40 ± 1
95% 18 41 ± 1
90% 7 40 ± 1

O algoritmo da PCA seleciona o número de componentes necessárias para explicar
a variação cumulativa dos dados. Considere este exemplo: têm-se três componentes, sendo
que a primeira explica 70%, a segunda explica 20% e a terceira explica os 10% restantes
da variância. Se o n_components foi configurado para 0,95 (correspondente a 95% da
variância explicada), ele seleciona somente as duas primeiras componentes, que explicam
90% da variância. Então, o algoritmo utiliza somente as componentes que atingem o limite
solicitado de 95% da variância. A terceira componente, por outro lado, é excluída. Após
o processo, os dados foram salvos e utilizados na CNN.

3.3.3 Análise Espectral Singular

Nesse trabalho, utilizou-se a SSA para suavizar as séries temporais através da
remoção do ruído. Além da remoção dos ruídos, também verificaram-se as componentes
que poderiam ter algum tipo de informação de IM dos voluntários. Para isso, utilizou-se
um algoritmo baseado em [97, 98] para a implementação da SSA. Na Figura 15 há uma
síntese do algoritmo utilizado e os passos são descritos logo abaixo.

Figura 15 – Diagrama com a síntese do algoritmo da SSA. Cada bloco teve suas 64 com-
ponentes decompostas individualmente. Para isso, necessitou-se utilizar um
laço. Após a decomposição, escolheram-se as componentes que seriam man-
tidas pela variância e efetuou-se a reconstrução do sinal.
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A primeira parte do algoritmo consiste na transformação da série temporal para
a matriz de trajetória1 [69]. Para essa parte houve necessidade de ajustar o tamanho da
janela L, que deve estar contida no intervalo 2 ≤ 𝐿 ≤ 𝑁

2 segundo Golyandina [99], o valor
dentro desse intervalo minimiza os erros de reconstrução da série ao todo.

O parâmetro L controla o tamanho da matriz de trajetória, sendo o shape da
matriz dado por (L,K), onde 𝐾 = 𝑁 − 𝐿 + 1 e N é o tamanho da série. Quanto maior o
valor de L, mais componentes serão geradas no SSA.

Na Figura 16 há um exemplo desse processo em Python:

Figura 16 – A matriz de trajetória é composta por vetores sendo formados pelos diferentes
valores de L e suas séries defasadas. As linhas e colunas são subséries da série
original.

Observa-se, que quanto maior for L, maior será a matriz de trajetória e com isso,
maior o consumo de memória RAM. Devido ao limite computacional, utilizou-se o 𝐿 = 5.

Além do parâmetro L, definiu-se o método pelo qual as componentes geradas pela
SSA foram ranqueadas, para isso utilizaram-se as variâncias de 90%, 95% e 99%.

Após a definição dos parâmetros, a matriz de trajetória foi decomposta pelo algo-
ritmo de decomposição em valores singulares (SVD, de Singular Value Decomposition), a
finalidade do SVD é reduzir a dimensão dos dados.
1 Essa matriz é uma matriz de Hankel [69].
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A próxima parte do algoritmo consiste em reconstruir as componentes, para isso
ele reverte o processo hankelização utilizando-se da diagonal averaging [100]. Com as
componentes reconstruídas é possível fazer o ranqueamento baseado na variância, como
pode ser observado na Tabela 5

Tabela 5 – Componentes em ordem da maior para a menor variância explicada em relação
à série original. Os valores são referentes a passagem da SSA por um dos
sensores de um dos blocos.

Componentes
Ordenadas Variância

0 0.863
2 0.082
4 0.031
5 0.028
3 0.004

Com os dados da tabela, pode-se comparar as componentes com a série original,
na Figura 17 observa-se uma das componentes geradas pela SSA.

Figura 17 – No gráfico apresentado, observa-se uma das componentes que correspondia a
86,3% da variância da série original (em azul).

Por fim, efetua-se a reconstrução da série, nessa etapa é feita a soma das compo-
nentes que representam a variância a qual foram usadas nesse trabalho, dessa maneira
elimina-se uma parte do ruído, como pode ser observado na comparação da Figura 18,
Figura 19 e Figura 20. O algoritmo de SSA foi aplicado de forma eficaz para remover
ruídos das séries temporais dos voluntários.
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Figura 18 – Nesse gráfico, observa-se a primeira componente em relação à série original.

Figura 19 – Nesse gráfico, têm-se as duas primeiras componentes somadas e a Compo-
nente 2 - SSA em comparação com série original.
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Figura 20 – Ao comparar a série original com a série acumulada, nota-se uma suavização
nos contornos, indicando a eliminação do ruído presente nos sinais.

3.4 Machine Learning

Neste estudo, utilizou-se uma rede neural convolucional para o machine learning.
Sua arquitetura foi baseada em uma rede neural compactada desenvolvida por Lawhern
et. al., [101]. A implementação da CNN foi realizada utilizando a biblioteca Keras [102] e
o TensorFlow [103], ambos em Python. A execução da CNN foi realizada em uma placa de
vídeo NVIDIA GTX 1060 com 6 GB de memória utilizando-se da biblioteca cuDNN [104].
É importante destacar que o uso de placas de vídeo para acelerar o treinamento de redes
neurais é hoje um pré-requisito para o uso em grandes bancos de dados. A arquitetura da
rede pode ser observada na Tabela 6.
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Tabela 6 – Arquitetura da CNN. Onde C é o número de canais (variável dependo do pro-
cessamento utilizado), T é o número de ponto na série (801), F1 é a quantidade
de filtros temporais, D é a quantidade de filtros espaciais, F2 é a quantidade
de filtros pointwise e N a quantidade de classes (3).

Blocos Camadas Filtros Tamanho Ativação
1 Input

Reshape
Conv2D F1 (1,64) Linear

BatchNorm
DepthwiseConv2D D · F1 (C, 1) Linear

BatchNorm
Activation GELU [105]

AveragePool2D (1,4)
Dropout

2 SeparableConv2D F2 (1,16) Linear
BatchNorm
Activation GELU [105]

AveragePool2D (1,8)
Dropout

Classificador Dense N · (F2 · 𝑇
32) Soft-max

Para otimizar os hiperparâmetros, utilizou-se o algoritmo de Otimização Bayesi-
ana baseado na biblioteca Hyperopt do Python [106]. Esta técnica consiste em definir
uma faixa de valores para cada hiperparâmetro e utiliza uma métrica de avaliação para
maximizar o desempenho da CNN. Neste caso, escolheu-se a acurácia como métrica. O
algoritmo Bayesiano testa diferentes combinações de valores de hiperparâmetros e retorna
a configuração que obteve o melhor resultado. A configuração final utilizada na CNN está
descrita na Tabela 7.

Tabela 7 – Parâmetros utilizados para a configuração da CNN.

Parâmetro Configuração
Otimizador Adam
Taxa de aprendizagem 10−4

Número de epochs 50
Tamanho do batch 16
Dropout 50%
Filtro (F1) 64
D 2
F2 128
Função de perda Entropia Cruzada Categórica
Função de Ativação GELU [105]

A CNN tem como entrada uma imagem, então os sinais de cada um dos blocos
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foram transformados em imagens em escala de cinza do tamanho 64×801 para o controle,
SSA e ICA (Figura 21). A PCA, devido à variação na quantidade de CPs, gerou imagens
de diferentes tamanhos: 47 × 801 para PCA 99%, 18 × 801 para PCA 95% e 7 × 801 para
PCA 90%.

Figura 21 – Imagem referente a uma tarefa contendo 5 s amostrados em 160 Hz. No total,
há 64 sensores da EEG e o tamanho da imagem é de 64 × 801.

Figura 22 – Imagem após o processamento pela PCA. A razão da cor ser mais uniforme em
comparação com a Figura 21 é devido ao fato que a PCA em suas primeiras
componentes há uma maior representação da variância do que as demais.

No total, produziram-se 8961 imagens, divididas em três classes: repouso (4326
imagens), IM do punho direito (2298 imagens) e IM do punho esquerdo (2337 imagens).
Dividiu-se o banco de dados inicialmente em 80% para treinamento e 20% para teste. Uma
subdivisão adicional foi necessária para os dados de treinamento, sendo 80% utilizados
para treinamento e 20% para validação.

A acurácia é uma métrica amplamente utilizada para avaliar o desempenho de
algoritmos de machine learning. Ela é calculada como a proporção entre o número de
previsões corretas e o número total de previsões efetuadas pelo algoritmo. Por exemplo,
se um modelo classificou corretamente 90 de 100 amostras, sua acurácia seria de 90%. Em
termos matemáticos, a acurácia pode ser representada por:

𝐴𝑐𝑐 = 𝑉 𝑃 + 𝑉 𝑁

𝑁
(3.2)

Onde VP e VN representam o número de verdadeiros positivos e verdadeiros ne-
gativos, respectivamente, e N representa o número total de previsões.

Entretanto, devido ao desbalanceamento nos dados, é recomendável utilizar outra
métrica, como o F1-Score [107]. Ele combina precisão e sensibilidade em uma única pon-
tuação, permitindo avaliar a qualidade do modelo. O cálculo do F1-Score é obtido através
da média harmônica entre precisão e sensibilidade, onde o melhor resultado é 1 e o pior
é 0. Em termos matemáticos, pode ser representado por:



Capítulo 3. Metodologia 48

𝐹1 = 2𝑉 𝑃

2𝑉 𝑃 + 𝐹𝑃 + 𝐹𝑁
(3.3)

Onde FP e FN representam o número de falsos positivos e falsos negativos.

Outra métrica utilizada para avaliar o desempenho dos modelos foi o Coeficiente
Kappa (Kappa) [108]. Esta métrica é conservadora e compara a proporção de acertos
observada (P𝑜) com a proporção de acertos esperada pelo acaso (P𝑒) entre dois conjuntos
de dados [109]. A Equação 3.4 ilustra como é calculado o Kappa:

𝑘 = 𝑃𝑜 − 𝑃𝑒

1 − 𝑃𝑒

(3.4)

A métrica Kappa tem valor unitário quando a classificação foi completamente
correta e valor zero quando a classificação foi meramente aleatória, sendo o desempenho
avaliador de acordo com a Tabela 8.

Tabela 8 – Classificação do coeficiente Kappa

Coeficiente Kappa Desempenho
𝑘 ≤ 0, 2 Ruim
0, 2 < 𝑘 ≤ 0, 4 Regular
0, 4 < 𝑘 ≤ 0, 8 Bom
0, 8 < 𝑘 ≤ 1 Excelente

Para cada método de processamento, realizou-se o treinamento da CNN por 20
vezes, aumentando assim a precisão estatística dos resultados e permitindo a comparação
das médias. Dado o amplo uso na literatura, utilizou-se a Análise de Variância (ANOVA)
[110] para avaliar as diferenças entre as médias. Por exemplo, se uma teoria sugere que
três tipos diferentes de treinamento terão efeitos diferentes na melhoria da memória, uma
ANOVA pode ser utilizada para comparar as médias de melhoria da memória entre os
três grupos de treinamento, e as referências teóricas podem ser usadas para interpretar
os resultados e verificar se eles suportam ou refutam a teoria.
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4 Resultados e Discussão

Neste capítulo, os resultados obtidos com os métodos de processamento estatís-
tico de sinais descritos anteriormente são apresentados. Uma abordagem quantitativa foi
adotada, utilizando parâmetros como precisão, coeficiente Kappa, f1-score, tempo de pro-
cessamento e de treinamento para análise. Esses parâmetros foram selecionados com base
em sua relevância para as interfaces cérebro-computador, representando a reprodutibili-
dade, tempo de resposta adequado e confiabilidade do sistema. A análise desses resultados
permitirá uma avaliação abrangente do desempenho dos métodos de processamento esta-
tístico e sua viabilidade para aplicações práticas.

Ao final deste capítulo, os resultados obtidos foram comparados com outros resul-
tados da literatura, permitindo uma contextualização e avaliação em relação a estudos
anteriores.

4.1 Análise do Tempo de Processamento e Treinamento

Com base nos dados da Tabela 9, são apresentados os tempos de execução dos
algoritmos de processamento estatístico e o tempo de treinamento da CNN. Esses dados
são essenciais para avaliar o custo computacional dos métodos utilizados e entender o
impacto do processamento estatístico no desempenho geral do sistema.

Tabela 9 – Tempo de utilizado pelos algoritmos de processamento e o tempo decorrido
pelo treinamento.Em negrito os melhores tempos de processamento e treina-
mento.

Algoritmo Configuração da
Variância

Tempo de Processamento
(min)

Tempo de Treino
(min)

Média DP Média DP
Controle - - - 15,30 2,26

ICA - 19,76 2,52 16,14 2,39

PCA
99% 0,67 0,01 12,60 2,01
95% 0,68 0,01 7,94 1,09
90% 0,67 0,01 4,92 0,58

SSA
99% 128,04 16,64 18,52 2,21
95% 48,36 5,43 18,02 2,11
90% 35,21 4,35 18,01 2,15

Com base na Tabela 9, iniciou-se a análise em relação à aplicação da ICA, verificou-
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se que o tempo médio de processamento foi de 19,76 minutos, com um desvio-padrão de
2,52 minutos. Quanto ao tempo médio de treinamento da CNN, foi de 16,14 minutos, com
um desvio-padrão de 2,39 minutos. Ressalta-se que o tempo de processamento mencionado
diz respeito exclusivamente ao algoritmo da ICA, não incluindo a análise necessária para
identificar artefatos, como os oculares. Em relação ao tempo de treinamento da CNN, não
foi observada uma redução significativa em relação ao controle; pelo contrário, houve um
acréscimo médio de 0,44 minutos.

No caso da PCA, realizaram-se análises considerando diferentes configurações de
variância: 99%, 95% e 90%. Os tempos médios de processamento foram consistentes en-
tre as configurações, apresentando variações mínimas em torno de 0,01 minutos, com
desvios-padrão baixos de aproximadamente 0,01 minutos. Observou-se que o tempo mé-
dio de processamento do algoritmo da PCA apresentou pouca variação entre as diferentes
configurações de variância, o que sugere que a escolha da configuração adequada deve
levar em consideração principalmente o tempo de treinamento da CNN.

Ao analisar os tempos médios de treinamento, foi constatado que eles diminuí-
ram à medida que a quantidade de variância retida diminuiu. Para a configuração de
99% de variância, o tempo médio de treinamento foi de 12,60 minutos, com um desvio-
padrão de 2,01 minutos. Nas configurações de 95% e 90% de variância, os tempos médios
de treinamento foram de 7,94 minutos (desvio-padrão de 1,09 minutos) e 4,92 minutos
(desvio-padrão de 0,58 minutos), respectivamente. Essa redução no tempo de treinamento
era esperada, uma vez que a quantidade de componentes principais utilizados diminui à
medida que a quantidade de variância retida é reduzida (47 CPs para 99%, 18 CPs para
95% e 7 CPs para 90%).

É interessante destacar que o tempo de treinamento da configuração PCA 90% foi
cerca de três vezes mais rápido do que o controle. Essa redução do tempo de treinamento
é relevante, especialmente em aplicações em tempo real, pois leva a um menor tempo de
resposta. Assim, a seleção adequada da quantidade de variância retida na PCA pode pro-
porcionar uma redução significativa no tempo de treinamento, tornando o processo mais
eficiente e adequado para aplicações em tempo real, onde a resposta rápida é fundamental.

No caso da SSA, também foram realizadas análises para diferentes configurações de
variância: 99%, 95% e 90%. Os tempos de processamento foram consideravelmente mais
longos em comparação com os outros métodos de processamento. Para a configuração
de 99% de variância, o tempo médio de processamento foi de 128,04 minutos, com um
desvio-padrão de 16,64 minutos. Para a configuração de 95% de variância, o tempo médio
de processamento foi de 48,36 minutos, com um desvio-padrão de 5,43 minutos.

Em relação ao longo tempo de processamento, destaca-se que o algoritmo da SSA
expande cada uma das componentes em outras CPs e escolhe as componentes com base na
variância. Entretanto, se o banco de dados contém um número grande de componentes,
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como no caso deste estudo em que são aproximadamente 8500 amostras e cada uma
contendo 64 componentes, isso resulta em uma matriz de trajetória de dimensões elevadas.
Essa grande dimensão da matriz de trajetória contribui para um alto custo computacional,
tornando inviável o uso da SSA em tempo real ou mesmo em sistemas embarcados que
possuem recursos computacionais limitados.

A partir desses resultados, pode-se observar que o grupo de controle apresentou o
tempo de treinamento mais elevado, pois a CNN foi treinada apenas com os dados norma-
lizados, sem a aplicação de qualquer algoritmo de processamento adicional. A ICA teve um
tempo de processamento razoável, mas ainda mais longo do que o grupo de controle. Por
outro lado, a PCA demonstrou tempos de processamento muito baixos para todas as con-
figurações de variância analisadas. Por fim, a SSA apresentou tempos de processamento
bastante elevados em comparação com os demais métodos de processamento.

Para uma melhor visão dos resultados da Tabela 9, elaborou-se o gráfico da Fi-
gura 23.

Figura 23 – Gráfico representando o tempo médio total gasto ao somar as técnicas de
processamento e a CNN.

A eficiência de tempo dos algoritmos de processamento é de extrema relevância
em aplicações que requerem respostas em tempo real, como interfaces cérebro-computador
para controle de dispositivos. Em tais casos, é essencial que o tempo de processamento
seja minimizado para garantir uma interação fluida e em tempo real com o usuário. Nesse
contexto, observa-se na Figura 23 que a PCA se destaca como uma opção promissora, pois
apresentou tempos de processamento significativamente menores em comparação com a
ICA e a SSA.

No contexto de sistemas embarcados que dependem de baterias, a eficiência ener-
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gética é uma preocupação crucial. Métodos de processamento que demandam tempos
mais longos podem resultar em um consumo excessivo de energia, reduzindo a vida útil
da bateria. Nesse sentido, a PCA se destaca novamente, uma vez que sua eficiência de
tempo reduzida também contribui para uma maior eficiência energética.

É importante salientar que os tempos de processamento e treinamento podem
variar de acordo com a configuração do sistema utilizado e a quantidade de dados a serem
processados. Portanto, é fundamental considerar esses fatores ao selecionar o método de
processamento estatístico mais adequado para uma aplicação específica.

No entanto, é crucial ressaltar que a escolha do método de processamento estatís-
tico não deve se basear exclusivamente no tempo de execução e treinamento, mas também
nos resultados de desempenho, como precisão e erro absoluto médio. Portanto, é necessá-
rio encontrar um equilíbrio entre eficiência de tempo e desempenho adequado para cada
aplicação específica.

4.2 Desempenho dos Métodos de Processamento Estatístico

A partir dos experimentos realizados com a CNN, foram obtidos resultados sig-
nificativos, os quais estão sumarizados na Tabela 10. Essa tabela apresenta as métricas
de desempenho alcançadas pela CNN em relação às classes de IM. Esses resultados são
relevantes para avaliar a eficácia do modelo proposto e compará-lo com outros métodos
existentes no contexto deste estudo.

Tabela 10 – Resultados da classificação utilizando diferentes métodos de processamento
estatístico de sinais em combinação com uma CNN.

Algoritmo Configuração da
Variância Acurácia Kappa F1 - Score

Média DP Média DP Média DP
Controle - 0,777 0,008 0,647 0,012 0,761 0,001

ICA - 0,714 0,011 0,545 0,018 0,013 0,013

PCA
99% 0,783 0,007 0,654 0,009 0,765 0,007
95% 0,782 0,007 0,654 0,010 0,765 0,008
90% 0,762 0,008 0,624 0,012 0,746 0,009

SSA
99% 0,747 0,008 0,599 0,012 0,730 0,008
95% 0,702 0,007 0,526 0,009 0,680 0,006
90% 0,688 0,008 0,504 0,008 0,665 0,007

Analisando os resultados da Tabela 10, em relação a PCA, pode-se observar os
resultados de desempenho da classificação utilizando diferentes configurações de variância
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para a PCA.

A acurácia média para a PCA variou entre 0,762 e 0,783 para as três configura-
ções de variância. Esses valores indicam que o desempenho da PCA foi consistente em
relação à acurácia, não apresentando grandes variações nos diferentes níveis de variância
considerados.

No que diz respeito ao Coeficiente Kappa, que é uma métrica que considera o de-
sempenho além da concordância aleatória, os valores médios variaram entre 0,624 e 0,654.
Considerando a Tabela 8, todos os valores se encontram na faixa de “bom” desempenho,
indicando uma concordância significativa além do esperado por acaso.

O F1-score é especialmente útil quando as classes estão desbalanceadas, que foi
caso desse trabalho. Então analisando a PCA, que variou entre 0,746 e 0,765. Esses valores
indicam um desempenho satisfatório da PCA em relação à classificação das classes de IM.

Ao comparar os resultados da PCA com o controle, pode-se observar que a PCA
obteve um desempenho ligeiramente superior tanto em termos de acurácia, coeficiente
Kappa e F1-score. Isso sugere que a PCA foi capaz de capturar informações relevantes
dos sinais de IM e melhorar o desempenho da classificação em comparação com o uso
apenas da CNN.

Em relação à ICA, observou-se uma diminuição significativa no desempenho da
classificação de sinais de IM. A acurácia média obtida pela ICA foi de 0,714, com um
desvio padrão de 0,011, demonstrando um desempenho inferior em comparação com o
controle e a PCA. Esses resultados sugerem que a extração de características realizada
pela ICA pode ter introduzido ruído ou reduzido a quantidade de informações relevantes
para a classificação das imagens de IM.

Ao analisar o coeficiente Kappa, constatou-se que os valores médios obtidos pela
ICA foi de 0,545. Esse valor corresponde a uma classificação de desempenho “regular”
de acordo com a tabela de classificação do coeficiente Kappa. Tal redução na concordân-
cia além do esperado por acaso indica que a extração de características da ICA afetou
negativamente a capacidade da CNN em realizar a classificação correta das classes de IM.

Em relação ao F1-score, o valor médio obtido pela ICA foi de 0,013, indicando um
desempenho muito baixo em termos de equilíbrio entre precisão e recall. Esses resultados
sugerem que a extração de características realizada pela ICA não foi eficaz na captura
das informações discriminativas presentes nos sinais de IM.

Comparando os resultados da ICA com o controle e a PCA, evidencia-se que a
extração de características realizada pela ICA teve um impacto negativo no desempenho
da CNN. Os resultados de desempenho, medidos pelo coeficiente Kappa e F1-score, in-
dicam uma redução na capacidade da CNN em classificar corretamente os sinais de IM
após a aplicação da ICA. Esses achados corroboram com observações anteriores, como no
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estudo de Sleight et al. [111], que também observaram uma queda de 8,2% na acurácia na
classificação de sinais da EEG-IM utilizando o método SVM (Support Vector Machine)
após a aplicação da ICA.

Destaca-se que o fator humano na escolha das componentes a serem removidas
pode ter influenciado nos resultados obtidos. Apesar de todos os cuidados tomados no
processo de seleção das componentes independentes, é possível que algumas componen-
tes relacionadas à atividade cerebral de IM tenham sido inadvertidamente escolhidas,
potencialmente afetando a inferência da CNN.

Em relação a SSA, seu desempenho foi inferior aos métodos anteriores. A acurácia
média variou entre 0,688 e 0,747, com um desvio padrão de 0,008. Comparado aos resul-
tados do controle, PCA e ICA, o SSA apresentou um desempenho geralmente mais baixo.
Isso sugere que o SSA pode não ter sido capaz de extrair as informações relevantes dos
sinais de IM de forma eficaz.

Ao analisar o coeficiente Kappa, observa-se valores médios entre 0,504 e 0,599.
Esses valores estão na faixa de “regular” desempenho de acordo com a Tabela 8. Isso indica
que o SSA teve um desempenho abaixo do esperado em termos de concordância além do
acaso, novamente evidenciando a dificuldade em extrair informações discriminativas dos
sinais utilizando essa técnica.

O F1-score médio variou entre 0,665 e 0,730, indicando um desempenho abaixo
do esperado em termos de equilíbrio entre precisão e recall. Esses resultados sugerem que
o SSA não foi capaz de capturar adequadamente as informações necessárias para uma
classificação precisa das classes de IM.

Um possível motivo para o baixo desempenho do SSA pode ser a inadequação da
técnica em lidar com as características específicas dos sinais de IM. O SSA é baseado
na decomposição do sinal em componentes de baixa frequência, média frequência e alta
frequência, e a classificação pode ser prejudicada se as informações discriminativas estive-
rem presentes em componentes de frequência que não são adequadamente representados
pela SSA.

4.2.1 Teste ANOVA

Ao realizar o teste de hipótese ANOVA de um fator para comparar estatisticamente
as médias da acurácia entre o controle e os dois melhores modelos da PCA, formularam-se
as seguintes hipóteses:

𝐻0 : 𝜇𝑐𝑜𝑛𝑡𝑟𝑜𝑙𝑒 = 𝜇𝑃 𝐶𝐴 99% = 𝜇𝑃 𝐶𝐴 95%

𝐻1 : 𝜇𝑐𝑜𝑛𝑡𝑟𝑜𝑙𝑒 ̸= 𝜇𝑃 𝐶𝐴 99% ̸= 𝜇𝑃 𝐶𝐴 95%
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Considerando um nível de significância de 0,05, o valor-P obtido foi igual a 0,03.
Dado que o valor-P é menor que o nível de significância, há evidências estatísticas sufici-
entes para rejeitar 𝐻0. Isso indica que há diferença estatisticamente significativa entre as
médias de acurácia do controle e dos modelos da PCA com diferentes níveis de variância.
No anexo A encontram-se outros valores obtidos pelo teste ANOVA.

Essa análise estatística confirma a eficiência da PCA em preservar as informações
relevantes no sinal de IM após o redimensionamento. Os resultados obtidos pela PCA
com diferentes níveis de variância apresentaram diferenças estatisticamente significativas
em relação ao controle. Esses resultados sugerem que a redução da dimensionalidade dos
sinais não comprometeu a capacidade de classificação da CNN, e que houve um ganho
médio de 0,005 em relação ao controle (PCA 99%).

Essa observação é consistente com a teoria subjacente à PCA, que busca maximizar
a variância dos dados em direção as principais componentes. Ao preservar a maior parte da
variância dos sinais, a PCA garante a retenção das informações discriminativas relevantes
para a classificação. Portanto, mesmo com uma redução na dimensionalidade, os modelos
da PCA conseguiram manter um desempenho semelhante ao do controle, destacando sua
eficiência no processamento de sinais para classificação de IM.

Esses resultados são promissores para aplicações práticas, pois a redução da di-
mensionalidade dos sinais por meio da PCA pode levar a uma menor carga computacional
e a uma maior eficiência em termos de tempo de processamento e treinamento da CNN.
Além disso, a capacidade da PCA de preservar informações relevantes nos sinais pode con-
tribuir para a generalização e robustez dos modelos em cenários de aplicação do mundo
real.

Portanto, com base na análise estatística e nas fundamentações teóricas da PCA, é
possível afirmar que essa técnica de processamento de sinais apresenta resultados promis-
sores e pode ser uma escolha adequada para a classificação de sinais de IM em aplicações
práticas. No entanto, pesquisas futuras podem explorar a otimização dos parâmetros da
PCA e avaliar seu desempenho em conjuntos de dados mais extensos e diversificados para
uma validação mais abrangente de sua eficácia.

4.2.2 Comparação com a Literatura

Nesta seção, apresenta-se uma tabela contendo um compilado de resultados em
relação à métrica acurácia. Para isso, selecionaram-se os trabalhos que empregam alguma
técnica de machine learning e que a quantidade de voluntários utilizados no trabalho fosse
no mínimo de nove voluntários. Dessa forma, elaborou-se a Tabela 11, a qual foi utilizada
como ferramenta de comparação entre os resultados alcançados neste estudo e aqueles
encontrados na literatura. Através dessa comparação, foi possível avaliar o desempenho
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do modelo proposto em relação aos métodos e abordagens previamente relatados.

Tabela 11 – Resultados encontrados na literatura. Células com “ - ” indicam que a infor-
mação não está disponível no trabalho.

Referências Amostras Frequência
Utilizada

Processamento
de sinal

Deep Learning
Utilizado Acurácia

[112] 14 volun. 0-125 Hz - CNN 88,9%
[113] 9 volun. 8-35 Hz - DBN 83,0%
[114] 9 volun. 5-30 Hz SVD DBN 80,4%
[115] 9 volun. 8-35 Hz - RNN-LSTM 79,6%

109 volun. 0,5-40 Hz PCA - 99% CNN 78,3%
109 volun. 0,5-40 Hz PCA - 95% CNN 78,2%

[116] 12 volun. 0,5-100 Hz - DBN 78,0%
109 volun. 0,5-40 Hz Controle CNN 77,7%

[117] 9 volun. 8-30 Hz - RNN-GRU 77,0%
109 volun. 0,5-40 Hz PCA - 90% CNN 76,2%

[118] 9 volun. 6-30 Hz - CNN 75,1%
[119] 9 volun. 8-30 Hz CSP MLPNN 75,0%

109 volun. 0,5-40 Hz SSA - 99% CNN 74,7%
[120] 9 volun. 4-40 Hz - CNN 74,0%

109 volun. 0,5-40 Hz ICA CNN 71,4%
[121] 9 volun. 8-35 Hz - DBN 71,0%
[122] 109 volun. 0,5-30 Hz - RNN-LSTM 70,6%
[123] 9 volun. 4-40 Hz - CNN 70,6%

109 volun. 0,5-40 Hz SSA - 95% CNN 70,2%
[124] 109 volun. - - CNN 69,8%

109 volun. 0,5-40 Hz SSA - 90% CNN 68,8%
[125] 12 volun. - - RNN-LSTM 68,0%
[126] 9 volun. 8-30 Hz - MLPNN 67,8%
[112] 9 volun. 0-38 Hz CSP CNN 67,7%
[118] 9 volun. 8-30 Hz - CNN 61,0%

Ao considerar os estudos que empregaram o mesmo conjunto de dados composto
por 109 voluntários, os resultados obtidos neste trabalho apresentaram um desempenho
satisfatório, conforme evidenciado pela análise da Tabela 11. Em comparação com a refe-
rência [124], observou-se uma melhora de 8,5% na taxa de acurácia, enquanto em relação à
referência [122], a melhora foi de 7,7%. No entanto, é pertinente ressaltar que a referência
[124] não forneceu informações detalhadas sobre os métodos de processamento do sinal ou
as faixas de frequência utilizadas, o que limita a compreensão completa e a comparação
direta dos resultados obtidos neste estudo com os resultados relatados nessa referência.

Ao examinar os resultados alcançados pela referência [112], que obteve o melhor
desempenho geral na classificação, observa-se que foram utilizados dois conjuntos de dados
distintos. O primeiro conjunto de dados é de acesso público, baseado na BCI Competition
2a [92], enquanto o segundo conjunto foi elaborado pelos autores do artigo e disponibi-
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lizado posteriormente à sua publicação. Cabe destacar que, na mesma referência, foram
obtidos dois resultados diferentes para a mesma arquitetura de rede neural convolucional,
indicando que a qualidade da aquisição dos dados influência diretamente os resultados
alcançados pela rede neural convolucional.

É relevante enfatizar que alguns estudos da literatura não apresentaram detalhes
sobre os métodos de processamento de sinal ou as faixas de frequência utilizadas, dificul-
tando a comparação direta com os resultados obtidos neste estudo.

Outro aspecto de relevância a ser considerado é o uso predominante do banco
de dados da BCI Competition 2a, disponível na referência [92], que possui um número
limitado de voluntários. Essa limitação pode afetar a capacidade de generalização do
classificador, uma vez que conjuntos de dados maiores e mais diversificados tendem a
proporcionar resultados mais confiáveis. Portanto, sugere-se que pesquisas futuras sejam
direcionadas para a coleta de conjuntos de dados mais extensos e abrangentes, a fim de
aprimorar a confiabilidade e a aplicabilidade dos modelos de classificação.

Em síntese, os resultados obtidos neste estudo fornecem evidências que corroboram
a eficácia da abordagem proposta, que combina um conjunto de dados abrangente com a
técnica da PCA com 99% de variância explicada, na tarefa de classificação de sinais por
meio de deep learning. No entanto, é crucial considerar as limitações e desafios encontrados
ao longo do estudo, como a falta de detalhamento nos estudos da literatura e a restrição
do tamanho dos conjuntos de dados disponíveis. Essas considerações fornecem uma base
sólida para orientar pesquisas futuras e aprimorar ainda mais os resultados alcançados
nessa área de estudo.
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5 CONCLUSÕES

A classificação de sinais da EEG-IM com eficiência é um desafio significativo devido
à baixa relação sinal-ruído e à variabilidade entre os indivíduos. Este estudo abordou a
aplicação de diferentes técnicas de processamento de sinais, como PCA, ICA e SSA, em
conjunto com uma CNN, visando melhorar a classificação dos sinais de IM.

A aplicação da PCA permitiu a redução na quantidade de componentes dos sinais
de IM, resultando em imagens menores e uma CNN mais rápida. Isso contribuiu para um
menor custo computacional e um tempo de treinamento reduzido. Os resultados obtidos
indicaram que a PCA em combinação com a CNN apresentou um desempenho superior
em relação ao controle, proporcionando uma melhoria estatisticamente significativa sem
aumentar o custo computacional. A PCA reduziu o tempo de treinamento em até 63,5%,
o que é uma vantagem considerável para aplicações que exigem velocidade no processa-
mento, como em sistemas classificação da EEG em tempo real ou em BCIs assistivas com
base IM.

Por outro lado, a ICA e o SSA apresentaram resultados inferiores. A ICA teve
um desempenho comprometido devido à remoção de artefatos, o que resultou na perda
de informações de IM devido à baixa relação sinal-ruído. A SSA mostrou desempenho
baixo em todas as métricas avaliadas, além de demandar um alto custo computacional. A
remoção de ruído na SSA pode ter levado à perda de informações relevantes, prejudicando
o desempenho da CNN.

5.1 Resumo das Contribuições

Este estudo representa fornece contribuições para o campo de processamento de
sinais EEG e sistemas BCI baseados em imaginação motora que empregam técnicas de
machine leaning como classificador:

• Destacou-se o potencial da PCA para sistemas BCI-IM que buscam classificação
em tempo real. A PCA se mostrou capaz de reduzir significativamente o tempo
de processamento da rede neural sem afetar negativamente a acurácia da classi-
ficação. Além disso, a técnica foi eficaz na extração de características relevantes
e filtragem de ruídos dos sinais EEG, melhorando o desempenho da classificação
pela rede neural em comparação ao controle.

• Evidenciou-se que o uso da ICA para remoção de artefatos em EEG ainda apre-
senta limitações para sua aplicação. Isso ocorre porque a ICA requer a classi-
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ficação manual das componentes independentes antes da eliminação dos artefa-
tos, demandando intervenção humana. Essa intervenção pode impactar negati-
vamente o desempenho do machine learning, tornando essa abordagem menos
viável para sistemas que exigem resposta rápida e automatizada.

• Demonstrou-se que a SSA requer alto custo computacional para processar os
sinais EEG, tornando inviável seu uso em conjunto com técnicas de machine
learning para classificação de sinais EEG de imaginação motora. Essa limitação
torna a SSA menos adequada para aplicações que exigem baixo consumo de
recursos computacionais e alta eficiência no processamento.

• Forneceram-se insights sobre a seleção adequada de técnicas de processamento
de sinais EEG ao almejar classificação com machine learning, ressaltando as
trocas entre velocidade de processamento e desempenho. Essas informações são
valiosas para orientar a escolha das técnicas mais apropriadas de acordo com as
necessidades específicas de cada aplicação.

Essas contribuições refletem o impacto deste estudo no campo de pesquisa e sua
relevância para o desenvolvimento de sistemas de classificação de IM mais eficientes e
aplicáveis em cenários práticos. As descobertas apresentadas neste trabalho contribuem
com o progresso e a aplicabilidade das técnicas de processamento de sinais e machine lear-
ning em aplicações biomédicas e de saúde, podendo impactar positivamente a qualidade
de vida de muitas pessoas.

5.2 Sugestão para Trabalhos Futuros

Com base nos resultados obtidos e nas análises realizadas, há oportunidades para
trabalhos futuros nessa área de pesquisa. Alguns possíveis direcionamentos são:

1. Explorar outras técnicas de processamento de sinais: Além da PCA, a ICA e o SSA
foram avaliados neste estudo. No entanto, existem outras técnicas de processamento
de sinais que podem ser investigadas, como a transformada wavelet, o filtro de
Kalman, entre outros. Essas técnicas podem ser aplicadas em conjunto com a CNN
para avaliar seu impacto no desempenho da classificação de sinais de IM.

2. Investigar abordagens híbridas: Uma abordagem promissora é combinar diferentes
técnicas de processamento de sinais em um modelo híbrido. Por exemplo, é possível
explorar a combinação da PCA e ICA para capturar informações complementares
dos sinais. Essa abordagem pode levar a melhorias no desempenho da classificação,
aproveitando as vantagens de cada técnica.
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3. Em relação a ICA, desenvolver algoritmos eficientes para classificação de artefatos
automaticamente, o que eliminaria a intervenção humana.

4. Ampliar o conjunto de dados: O presente estudo utilizou um conjunto de dados de
109 voluntários. No entanto, é recomendado expandir o conjunto de dados para ava-
liar a generalização e robustez dos modelos desenvolvidos. O aumento do tamanho
do conjunto de dados pode fornecer resultados mais confiáveis e representativos,
permitindo conclusões mais robustas.

5. Investigar a otimização dos parâmetros: A otimização dos parâmetros dos modelos
é uma etapa importante para melhorar o desempenho da classificação. Seria in-
teressante explorar técnicas de otimização, como a busca em grade ou algoritmos
genéticos, para encontrar os melhores parâmetros para os modelos de processamento
de sinais e CNN.

Essas são apenas algumas sugestões de possíveis trabalhos futuros. A área de
processamento de sinais e machine learning oferece uma ampla gama de oportunidades
de pesquisa e desenvolvimento.
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APÊNDICE A – Formulação

A.1 Formulação da SSA

O algoritmo da SSA é composto por dois estágios complementares: decomposição
e reconstrução. Esses estágios são descritos detalhadamente nas seções a seguir.

A.1.1 Decomposição

Neste estágio, a série inicial é decomposta em uma soma de subséries, cada uma
representando um componente que a constitui.

Então, considere uma série temporal de valores reais, onde 𝑁 > 2:

𝐹 = (𝑓0, ..., 𝑓𝑖−1), 0 ≤ 𝑖 ≤ 𝑁 (A.1)

Sendo 𝐹 uma série temporal e 𝑁 o tamanho temporal da série. Então, defini-se
um vetor com L-laggs:

𝑋𝑗 = (𝑓𝑗−1, ..., 𝑓𝑗+𝐿−2)𝑇 , 1 ≤ 𝑗 ≤ 𝐾 (A.2)

Onde 𝐿 é o tamanho da janela, que deve está contida no intervalo 2 ≤ 𝐿 ≤ 𝑁
2

segundo a referência [99]. O valor de K é tal que se inclua todos os valores da série, então
𝐾 = 𝑁 − 𝐿 + 1. Expandindo a Equação A.2 em seus primeiros termos:

𝑋1 = (𝑓0, 𝑓1, 𝑓3, ..., 𝑓𝐾−1)𝑇

𝑋2 = (𝑓1, 𝑓2, 𝑓3, ..., 𝑓𝐾)𝑇

𝑋3 = (𝑓2, 𝑓3, 𝑓4, ..., 𝑓𝐾+1)𝑇

...
𝑋𝑁−𝐿 = (𝑓𝑁−𝐿, 𝑓𝐿, 𝑓𝐿+1, ..., 𝑓𝑁−1)𝑇

Rescrevendo em forma vetorial:
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X =

⎛⎜⎜⎜⎜⎜⎜⎝
𝑓0 𝑓1 · · · 𝑓𝐾−1

𝑓1 𝑓2 · · · 𝑓𝐾

... ... . . . ...
𝑓𝐿−1 𝑓𝐿 · · · 𝑓𝑁−1

⎞⎟⎟⎟⎟⎟⎟⎠ (A.3)

A Equação A.3 é a matriz trajetória da série F e também uma Matriz de Hankel
[69]. Observa-se que há defasagem em suas colunas determina pelo tamanho do L.

Próximo passo consiste na decomposição em valores singulares (SVD, de Singular
Value Decomposition), a matriz da Equação A.3 será reescrita como uma soma de matrizes
elementares. Para isso, seja S = XX𝑇 . Denote por 𝜆1, . . . , 𝜆𝐿 os autovalores de 𝑆 tomados
em ordem decrescente de magnitude (𝜆1 ≥ . . . ≥ 𝜆𝐿 ≥ 0) e por 𝑈1, . . . , 𝑈𝐿 o sistema
ortonormal dos autovetores da matriz S correspondentes a esses autovalores. Seja 𝑑 =
max{𝑖 : 𝜆𝑖 > 0}, onde d é o posto de S, que é o número de autovalores diferentes de zero
da matriz S.

Se 𝑉𝑖 = X𝑇 𝑈𝑖/
√

𝜆𝑖 (𝑖 = 1, . . . , 𝑑), então a SVD da matriz de trajetória X pode ser
escrita como:

𝑋 = 𝑋1 + . . . + 𝑋𝑑 (A.4)

Onde 𝑋𝑖 =
√

𝜆𝑖𝑈𝑖𝑉
𝑇

𝑖 . As matrizes 𝑋𝑖 possuem ranque 1, portanto são matrizes
elementares. O conjunto (

√
𝜆𝑖, 𝑈𝑖, 𝑉𝑖) é conhecida como a i-ésimo autotriplo de autovalores

da Equação A.4.

Os autovetores esquerdos 𝑈𝑖 e os componentes principais 𝑉𝑖 também possuem uma
estrutura temporal, o que os torna séries temporais [127].

A.1.2 Reconstrução

Neste estágio, são criados componentes que representam grupos de matrizes mais
semelhantes, que serão utilizados para reconstruir a série temporal original após a remoção
do ruído. Essa etapa tem como objetivo identificar padrões ou estruturas significativas nos
dados, agrupando matrizes que compartilham características semelhantes.

Após a decomposição da série em componentes, é possível selecionar os compo-
nentes mais relevantes, com base na variância explicada ou em critérios específicos. Em
seguida, esses componentes selecionados são utilizados para reconstruir a série original,
eliminando o ruído ou as informações irrelevantes.

A reconstrução da série é importante, pois permite obter uma representação mais
clara dos padrões e tendências presentes nos dados originais, ao mesmo tempo em que
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reduz o impacto do ruído ou de outras variações indesejadas. A qualidade da reconstru-
ção depende da capacidade do algoritmo em identificar e agrupar as matrizes relevantes
durante o estágio de decomposição.

Após obter os conjuntos de autotriplos, é realizado o particionamento do conjunto
de índices i, ..., d em m componentes principais. Nessa etapa, selecionamos os primeiros
m autotriplos associados aos componentes interpretáveis da série e excluímos os remanes-
centes (d-m) que estão relacionados ao ruído.

Formalmente, definimos o conjunto 𝐼 = 1, ..., 𝑚 para representar os índices dos
autotriplos selecionados como componentes principais, e o conjunto 𝐼𝑐 = 𝑚 + 1, ..., 𝑑 para
representar os índices dos autotriplos remanescentes associados ao ruído.

O objetivo dessa seleção adequada do conjunto I é reescrever a matriz de trajetória
como:

X =
∑︁
𝑖∈𝐼

𝜆𝑖𝑈𝑖𝑉
𝑇

𝑖 + 𝜖 (A.5)

Em que 𝜖 denota o ruído e os termos restantes representam o sinal. Nesse con-
texto, o procedimento de escolha dos m componentes principais é chamado de grupo de
autotriplos.

Neste estágio, cada matriz 𝑋𝑖 é transformada em uma série temporal e considerada
como um componente aditivo da série inicial 𝑋𝑡 [100]. Embora teoricamente todos os
componentes da série sejam separáveis, na prática, nem todas as matrizes resultantes da
SVD são matrizes de Hankel.

Portanto, é necessário realizar uma transformação da matriz arbitrária em uma
matriz de Hankel e, subsequentemente, em uma matriz de trajetórias e, finalmente, em
uma série temporal. O procedimento de hankealização de uma matriz arbitrária 𝑋𝐿×𝐾 é
realizado da seguinte maneira: seja 𝐴𝑠 = {(𝑙, 𝑘) : 𝑙 + 𝑘 = 𝑠, 1 ≤ 𝑙 ≤ 𝐿, 1 ≤ 𝑘 ≤ 𝐾} e
𝑖 + 𝑗 = 𝑠, o elemento �̃�𝑖𝑗 da matriz hankealizada �̃� é calculado como:

�̃�𝑖𝑗 = 1
|𝐴𝑠|

∑︁
(𝑙,𝑘)∈𝐴𝑠

𝑥𝑙𝑘, (A.6)

onde |𝐴𝑠| é o número de elementos no conjunto 𝐴𝑠.

Por fim, cada matriz 𝑋𝑖 é transformada em uma nova série de tamanho 𝑁 . Apli-
cando o procedimento de hanquealização a todos os componentes da matriz 𝑋, obtemos
a expressão:

�̃� = �̃�1 + . . . + �̃�𝑚 (A.7)
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A hanquealização é considerada um procedimento ótimo, uma vez que a matriz
hanquealizada �̃� é considerada uma boa aproximação de 𝑋, e, portanto, uma boa apro-
ximação da série temporal original.
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ANEXO A – Componentes da ICA

A.1 Componentes

Nesta seção apresentadas-se as componentes obtidas por meio da técnica de ICA.
As Figuras 24, 25 e 26 mostram as componentes em ordem.

Figura 24 – Componentes em ordem - parte 1.
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Figura 25 – Componentes em ordem - parte 2.
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Figura 26 – Componentes em ordem - parte 3.

A.2 Exemplos de Artefatos

Esta seção apresenta-se a análise das componentes obtidas por meio da técnica da
ICA. As Figuras 27, 28, 29 e 30 ilustram diferentes componentes identificadas durante
o processamento dos sinais de EEG, para classificação utilizou-se a referência [95] como
base.
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Figura 27 – Análise da componente ICA001 revela uma polarização nos sensores da região
do Lobo Parietal, indicando atividade cerebral.

Figura 28 – Polarização observada no olho esquerdo na componente, indicando movi-
mento muscular, como o fechamento do olho direito.
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Figura 29 – Polarização específica em um dos sensores na componente ICA003, indicando
ruído no sensor.

Figura 30 – Componente classificada como "outros", considerada um sinal cerebral sem
uma origem específica no cérebro.
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