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Abstrak 

Timbulan sampah di Kota Pekanbaru belum dapat dikelola secara maksimal. Berdasarkan data tahun 2020, sampah 
yang sampai ke Tempat Pembuangan Akhir (TPA) tidak mencapai 50%. Untuk mengatasi masalah tersebut, 
penelitian ini bertujuan membuat model estimasi yang dapat memperkirakan jumlah timbulan sampah yang 
dihasilkan setiap tahunnya. Sehingga dapat membantu pihak berwenang untuk menerapkan berbagai kebijakan 
untuk pengendalian timbulan sampah. Model estimasi dibuat menggunakan algoritma backpropagation. Atribut-
atribut yang digunakan adalah atribut-atribut yang terkait dengan populasi penduduk dan timbulan sampah. 
Berdasarkan hasil percobaan yang dilakukan menggunakan RapidMiner, model arsitektur jaringan terbaik adalah 
model 6-6-1 yaitu enam node pada input layer, enam node pada hidden layer, dan satu node pada output layer. Enam 
node pada input layer mengacu pada jumlah atribut yang digunakan. Fungsi aktivasi yang digunakan adalah sigmoid 
biner. Nilai RMSE yang dihasilkan dari model terbaik adalah sangat rendah, yaitu 0,0181. Sehingga dapat 
disimpulkan bahwa model ini dapat digunakan untuk mengestimasi timbulan samapah yang di Kota Pekanbaru. 
Kata Kunci: Timbulan Sampah, Estimasi, Backpropagation, Pekanbaru 

 
Abstract 

Waste generation in Pekanbaru City cannot be managed optimally. Based on 2020 data, less than 50% of the waste that 
reaches the Final Disposal Site (TPA) reaches. To overcome this problem, this study aims to create an estimation model 
that can estimate the amount of waste generated each year. So that it can help the authorities to implement various 
policies to control waste generation. The estimation model is created using the backpropagation algorithm. The 
attributes used are those related to population and waste generation. Based on the results of experiments conducted 
using RapidMiner, the best network architecture model is the 6-6-1 model, namely six nodes in the input layer, six nodes 
in the hidden layer, and one node in the output layer. The six nodes in the input layer refer to the number of attributes 
used. The activation function used is binary sigmoid. The RMSE value generated from the best model is very low, namely 
0.0181. So it can be concluded that this model can be used to estimate the generation of solid waste in Pekanbaru City. 
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I. PENDAHULUAN 

Timbulan sampah adalah banyaknya sampah yang dihasilkan dari sumber sampah di wilayah tertentu 
dalam satuan volume dan berat per satuan waktu (Husen dkk., 2021). Seperti yang dinyatakan oleh 
Damanhuri (dalam Adityaputra, 2018), rata-rata timbulan sampah biasanya akan berbeda pada setiap 
daerah (Adityaputra, 2018). Beberapa faktor yang dapat mempengaruhi jumlah timbulan sampah, 
diantaranya adalah jumlah penduduk, pendapatan, ukuran rumah tangga, jenis tempat tinggal, kelompok 
usia, pekerjaan, konsumsi listrik, dan Produk Domestik Bruto (PDB) (Sun & Chungpaibulpatana, 2017). 
Selain itu, tingkat sampah kota tahunan per kapita juga sangat berkorelasi dengan kondisi ekonomi masing-
masing wilayah (Kulisz & Kujawska, 2020). Jumlah penduduk telah ditetapkan sebagai faktor utama yang 
berkontribusi terhadap timbulnya sampah. Selain itu, persentase warga yang bekerja dan mengaggur juga 
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berpengaruh terhadap pembentukan timbulan sampah. Ketika tingkat pendapatan masyarakat tinggi, 
sampah kering (anorganik) yang dihasilkan lebih banyak dibandingkan dengan sampah basah (organik) 
(Ayeleru dkk., 2021). Akan tetapi, jika masyarakat mengaggur, timbulan sampah yang dihasilkan akan 
berkurang drastis dikarenakan daya beli yang sedikit lebih rendah (Elshaboury dkk., 2021). Selain itu, 
beberapa penelitian menunjukkan bahwa ada hubungan yang menghubungkan jumlah rumah tangga dan 
jumlah produksi sampah (Ayeleru dkk., 2021). 

Bagi penduduk perkotaan, timbulan sampah dapat menimbulkan berbagai masalah secara langsung 
maupun tidak langsung, terutama di sekitar lokasi penumpukan sampah. Dampak langsung dari pengelolaan 
sampah yang tidak baik diantaranya adalah penyakit menular, penyakit kulit, gangguan pernafasan, dan 
sebagainya. Sedangkan dampak tidak langsung diantaranya adalah banjir yang terjadi karena tersumbatnya 
aliran air (Audina dkk., 2018). Menurut Mukono (dalam Istiqomah, 2018), pengelolaan sampah yang tidak 
baik dapat berdampak pada tiga hal, yaitu: (1) aspek kesehatan (seperti penyakit tikus, cacing, dan jamur); 
(2) aspek lingkungan (seperti terganggunya estetika dan kenyamanan lingkungan); dan (3) aspek 
masyarakat (seperti pengelolaan sampah yang tidak baik dapat menjadi indikasi status sosial ekonomi 
masyarakat dan kondisi lingkungan yang tidak menarik sehingga membuat wisatawan enggan untuk 
berkunjung) (Istiqomah, 2018). 

Kota Pekanbaru adalah ibu kota dan kota terbesar di Provinsi Riau dengan jumlah penduduk sekitar 
1,1 juta jiwa pada tahun 2022 (Badan Pusat Statistik Kota Pekanbaru, 2022). Saat ini Kota Pekanbaru 
memiliki permasalahan sampah yang belum terselesaikan dengan optimal. Pada tahun 2020, produksi 
sampah kota di Kota Pekanbaru mencapai 1.052,16 ton perhari, atau setara dengan 384.039 ton pertahun, 
namun sampah yang sampai ke Tempat Pembuangan Akhir (TPA) selama lima tahun terakhir rata-rata 
belum mencapai setengahnya (46,72%) (Afriyanni dkk., 2022). Situasi ini semakin diperkuat oleh temuan 
Riset Kesehatan Dasar Provinsi Riau Tahun 2018, yang menunjukkan bahwa hanya 25% sampah yang 
diangkut, sedangkan mayoritas (64%) dibakar, dibuang ke kali/selokan (4%) dan bahkan dibuang 
sembarangan (Afriyanni dkk., 2022). Kemudian pada tahun 2021 jumlah sampah yang dihasilkan di Kota 
Pekanbaru diperkirakan mencapai angka 400.462 ton pertahun (Kominfo, 2021). Sampah tersebut berasal 
dari sampah rumah tangga, institusi pendidikan, perkantoran, kawasan industri, dan pusat perbelanjaan. 
Pertambahan penduduk yang begitu pesat akan menyebabkan jumlah sampah yang semakin banyak dan 
akan sangat mempengaruhi kualitas kesehatan lingkungan perkotaan dan permukiman (Priandila dkk., 
2022).  

Untuk memastikan pengelolaan sampah yang baik dan akurat, tentunya diperlukan estimasi jumlah 
timbulan sampah setiap tahunnya. Hasil dari estimasi ini dapat digunakan oleh berbagai pihak berwenang 
untuk mengambil berbagai kebijakan dalam mengatasi permasalahan sampah di masa mendatang, 
contohnya penyediaan Tempat Pembuangan Sementara (TPS), petugas, kendaraan pengangkut, anggaran 
biaya hingga persiapan TPA baru.  

Salah satu teknik pemodelan estimasi yang bisa digunakan adalah machine learning. Penelitian ini 
menggunakan salah satu algoritma dari teknik machine learning yaitu backpropagation untuk membuat 
model yang dapat mengestimasi jumlah timbulan sampah. Backpropagation adalah jenis supervised 
learning yang menggunakan pola penyesuaian bobot untuk mencapai nilai kesalahan minimum antara 
keluaran hasil estimasi dan keluaran yang nyata (Pranata dkk., 2018). Backpropagation melatih jaringan 
untuk mencapai keseimbangan antara kemampuan jaringan dalam mengenali pola yang digunakan selama 
training (Pranata dkk., 2021). Algoritma backpropagation merupakan algoritma iteratif yang mudah dan 
sederhana dan bekerja dengan baik bahkan dengan data yang kompleks (Rohayani & Umam, 2022). 

Penelitian ini menggunakan algoritma backpropagation karena hasil dari penelitian sebelumnya yang 
dilakukan oleh Oguz-Ekim (2021) yang juga membahas prediksi timbulan sampah menunjukkan bahwa 
backpropagation memiliki performa yang lebih baik dibandingkan dengan Support Vector Regression (SVR). 
Namun penelitian tersebut tidak menggunakan atribut jumlah penduduk, penduduk usia 15-59 tahun, 
jumlah rumah tangga, jumlah bekerja, jumlah pengangguran, dan jumlah wisatawan (Oguz-Ekim, Pinar, 
2021). Sedangkan menurut Sun dan Chungpaibulpatana (2017), atribut jumlah penduduk, penduduk usia 
15-59 tahun, jumlah rumah tangga, dan jumlah wisatawan sangat mempengaruhi timbulan sampah (Sun & 
Chungpaibulpatana, 2017). Kemudian menurut Ayeleru, dkk. (2021) persentase warga yang bekerja dan 
menganggur berkontribusi terhadap timbulan sampah. Namun penelitian tersebut tidak menggunakan 
atribut penduduk usia 15-59 tahun dan jumlah wisatawan. Kemudian hasilnya menunjukkan bahwa metode 
backpropagation lebih baik daripada metode Support Vector Machine (SVM) (Ayeleru dkk., 2021). Begitu 
juga dengan Purnamaswari, dkk. (2022) dalam penelitiannya menemukan bahwa metode backpropagation 
memiliki performa yang lebih baik dibandingkan dengan metode SVM. Namun penelitiannya tersebut tidak 
menggunakan atribut mengenai populasi penduduk (Purnamaswari dkk., 2022). Kemudian pada penelitian 
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Hoque (2020) menyatakan bahwa dalam mengestimasi area TPA menggunakan metode neural network 
memperoleh hasil yang optimal, dimana hasil estimasi dari model tersebut tidak jauh berbeda dari data 
aktual (Hoque & Rahman, 2020). 

Paper ini dibagi menjadi 4 bagian. Bab pertama merupakan pendahuluan yang membahas tentang 
latar belakang masalah dan penelitian terkait. Bab kedua adalah metodologi penelitian, yang menjelaskan 
tentang tahapan penelitian dan metode yang digunakan dalam penelitian ini. Bab ketiga adalah hasil dan 
pembahasan dari percobaan yang telah dilakukan. Bab terakhir merupakan kesimpulan dari penelitian ini. 

II. METODE PENELITIAN  

Penelitian ini dilakukan dengan melalui beberapa tahapan penelitian. Adapun tahapan-tahapan 
penelitian dapat terlihat pada Gambar 1. 

Mulai

Pengumpulan Data

Pembuatan Model Estimasi 

Menggunakan Algoritma 

Backpropagation

Pengukuran Performa 

Model Estimasi

Praproses Data

Selesai

Pembagian Data
 

Gambar 1. Metodologi Penelitian 

A. Pengumpulan Data 

Dalam penelitian ini, data yang digunakan adalah data sekunder. Data diperoleh dari dua sumber. 
Sumber data pertama berasal Dinas Lingkungan Hidup (DLH) dan Kebersihan Kota Pekanbaru untuk data 
timbulan sampah di Kota Pekanbaru. Sumber data kedua berasal dari Badan Pusat Statistik (BPS) untuk data 
populasi penduduk. 

Atribut yang digunakan untuk proses estimasi merujuk pada penelitian Sun & Chungpaibulpatana 
(2017) dan Ayeleru dkk., (2021). Untuk lebih jelasnya dapat dilihat pada Tabel 1. 

Tabel 1. Atribut yang Digunakan 

Atribut Deskripsi Satuan Sumber 

Jumlah timbulan 
sampah 

Sampah kota yang dikumpulkan biasanya terdiri dari 
bahan rumah tangga dan komersial, tidak termasuk 

sampah berbahaya dan industri. 
Ton/tahun DLH 

Jumlah penduduk Jumlah orang yang terdaftar tinggal di Kota Pekanbaru. Kapita BPS 

Jumlah penduduk 
berusia 15-59 tahun 

Jumlah orang yang terdaftar di Kota Pekanbaru berusia 
15 hingga 59 tahun. 

Kapita BPS 

Jumlah rumah 
tangga 

Jumlah total rumah tangga yang terdaftar di Kota 
Pekanbaru. 

- BPS 

Bekerja Jumlah orang yang memiliki pekerjaan dan penghasilan Kapita BPS 

Pengangguran Jumlah orang yang tidak memiliki pekerjaan. Kapita BPS 

Jumlah Wisatawan Jumlah turis mancanegara di Kota Pekanbaru. Kapita BPS 
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B. Praproses Data 

Adapun langkah-langkah dari praproses data, yaitu data cleaning, data integration, dan normalisasi 
data. Proses data cleaning yang dilakukan adalah mengisi data yang hilang (missing value) dengan nilai rata-
rata. Proses data integration yang dilakukan adalah menggabungkan data yang berasal dari DLH dan BPS. 
Kemudian normalisasi data dilakukan dengan menggunakan metode minmax normalization dengan nilai 
minimal adalah 0 dan nilai maksimal adalah 1.  Adapun rumus normalisasi dapat dilihat pada Rumus ( 1 ) 
(Natasya dkk., 2021). 

Normalisasi = 
0,8 (𝑥 - min 𝑥)

max 𝑥 - min 𝑥
 + 0,1 ( 1 ) 

Keterangan: 

𝑥 = data, 

max 𝑥  = nilai maksimum, 

min 𝑥 = nilai minimum. 

 

C. Pembagian Data  

Pembagian data latih dan data uji menggunakan K-Fold Cross Validation dengan nilai K adalah 10. 
Metode ini digabung karena metode ini bisa mengevaluasi kinerja proses dari suatu metode algoritma 
dengan membagi secara acak sampel data dan mengelompokkan data tersebut sebanyak nilai K pada K-Fold 
(Arisandi dkk., 2022). Selain itu, metode ini bisa digunakan untuk menghilangkan bias pada data (Tempola 
dkk., 2018). Tools yang digunakan pada tahapan penelitian ini adalah RapidMiner 9.1.  

D. Pembuatan Model Estimasi Menggunakan Algoritma Backpropagation 

Proses algoritma backpropagation memiliki arsitektur jaringan yang sangat mempengaruhi 
keakuratan hasil prediksi, sehingga pemilihan arsitektur jaringan yang tepat adalah suatu hal yang harus 
dilakukan (Indrayati Sijabat dkk., 2020). Tahapan ini menggunakan tools RapidMiner 9.1. Arsitektur 
jaringan yang digunakan adalah 6-4-1, 6-6-1, 6-8-1, dan 6-10-1. Parameter-parameter backpropagation 
yang digunakan pada penelitian ini dapat dilihat pada Tabel 2. 

Tabel 2. Nilai Parameter-Parameter Backpropagation 

No Parameter Nilai 

1. Learning Rate (𝛼) 0,01, 0,03, 0,09, 0,10, 0,30, 0,50 

2. Jumlah node dalam Input Layer 6 

3. 
Jumlah node dalam Hidden 

Layer 
4, 6, 8, 10 

4. 
Jumlah node dalam Output 

Layer 
1 

5. Fungsi Aktivasi Sigmoid Biner 

6. Jumlah Epoch 1000 

7. Error Maksimal 0,01 

 
E. Pengukuran Performa Model Estimasi 

Pengukuran performa model estimasi menggunakan Root Means Square Error (RMSE). Nilai estimasi 
yang dihasilkan oleh model yang didapat akan didenormalisasi.  

F. Denormalisasi 

Denormalisasi adalah mengembalikan ukuran data yang sebelumnya telah dinormalisasi untuk 
mendapatkan data yang asli (Budiman, 2021). Rumus denormalisasi dapat dilihat pada Rumus ( 2 ) (Putra 
& Walmi, 2020). 
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Denormalisasi = 
(𝑥 - 0,1) (max 𝑥 - min 𝑥)

0,8
 + min x ( 2 ) 

Keterangan:  
𝑥  = hasil keluaran dari pelatihan, 
max 𝑥  = nilai maksimum, 
min 𝑥 = nilai minimum. 

III. HASIL DAN PEMBAHASAN 

A. Hasil Pengumpulan Data 

Berdasarkan hasil pengumpulan data dari tahun 2007 sampai dengan tahun 2022, terdapat dua nilai 
missing value pada data tahun 2016. Untuk lebih jelasnya dapat dilihat pada Tabel 3 dan  
Tabel 4. 

Tabel 3. Hasil Pengumpulan Data dari DLH 

Tahun Timbulan Sampah (ton/tahun) 

2007 256.197 

2008 262.541 

2009 263.716 

2010 294.917 

2011 308.113 

2012 316.857 

2013 328.182 

2014 332.267 

2015 341.022 

2016 349.710 

2017 358.422 

2018 367.052 

2019 377.564 

2020 323.032 

2021 326.721 

2022 330.977 

 
Tabel 4. Hasil Pengumpulan Data dari BPS 

Tahun 
Total 

Pendudu
k 

 Penduduk Usia 
15-59 Tahun 

Total Rumah 
Tangga 

Bekerja  Pengangguran Wisatawan 

2007 779.899 514.108 175.859 232.729 56.404 12.055 

2008 799.213 546.032 177.762 268.861 44.652 14.223 

2009 802.788 530.830 188.341 284.463 38.909 14.459 

2010 897.768 601.651 213.795 391.047 44.556 16.984 

2011 937.939 628.799 223.388 382.185 39.348 25.227 

2012 964.558 647.156 229.939 389.921 20.049 25.065 

2013 999.031 669.186 237.937 412.254 29.424 25.949 

2014 1.011.467 688.192 240.888 408.331 41.363 25.757 

2015 1.038.118 706.768 247.234 440.873 35.547 24.399 

2016 1.064.566 725.230 253.533 - - 24.904 

2017 1.091.088 743.666 259.849 467.555 45.716 29.690 
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2018 1.117.359 761.734 266.105 494.362 45.469 29.319 

2019 1.149.359 779.584 272.296 514.200 43.865 29.060 

2020 983.356 650.571 233.749 507.617 47.521 5.220 

2021 994.585 657.405 236.864 492.354 44.503 73 

2022 1.007.540 664.984 239.948 533.633 36.513 441 

 
B. Hasil Praproses Data 

Data cleaning dilakukan pada data tahun 2016 yang terdapat missing value dengan mengisi nilai rata-
rata seperti yang terlihat pada Tabel 5. Sedangkan data integration dilakukan dengan menggabungkan data 
yang bersumber dari DLH dan BPS berdasarkan tahun. Hasil data integration dapat dilihat pada  

Tabel 6. Untuk data hasil normalisasi dapat dilihat pada  

Tabel 7. Sedangkan nilai minimal dan maksimal dari setiap atribut dapat dilihat pada  

Tabel 8.  

Tabel 5. Hasil Data Cleaning 

Tahun 
Total 

Penduduk 

 Penduduk 
Usia 15-59 

Tahun 

Total 
Rumah 
Tangga 

Bekerja  Pengangguran Wisatawan 

2007 779.899 514.108 175.859 232.729 56.404 12.055 

2008 799.213 546.032 177.762 268.861 44.652 14.223 

2009 802.788 530.830 188.341 284.463 38.909 14.459 

2010 897.768 601.651 213.795 391.047 44.556 16.984 

2011 937.939 628.799 223.388 382.185 39.348 25.227 

2012 964.558 647.156 229.939 389.921 20.049 25.065 

2013 999.031 669.186 237.937 412.254 29.424 25.949 

2014 1.011.467 688.192 240.888 408.331 41.363 25.757 

2015 1.038.118 706.768 247.234 440.873 35.547 24.399 

2016 1.064.566 725.230 253.533 414.692 40.923 24.904 

2017 109.1088 743.666 259.849 467.555 45.716 29.690 

2018 1.117.359 761.734 266.105 494.362 45.469 29.319 

2019 1.149.359 779.584 272.296 514.200 43.865 29.060 

2020 983.356 650.571 233.749 507.617 47.521 5.220 

2021 994.585 657.405 236.864 492.354 44.503 73 

2022 1.007.540 664.984 239.948 533.633 36.513 441 

 
Tabel 6. Hasil Data Integration 

Tahu
n 

Total 
Pendudu

k 

 
Pendudu
k Usia 15-
59 Tahun 

Total 
Rumah 
Tangga 

Bekerja  
Penganggura

n 
Wisatawa

n 

Timbulan 
Sampah 

(ton/tahun
) 

2007 779.899 514.108 175.859 232.729 56.404 12.055 256.197 

2008 799.213 546.032 177.762 268.861 44.652 14.223 262.541 

2009 802.788 530.830 188.341 284.463 38.909 14.459 263.716 

2010 897.768 601.651 213.795 391.047 44.556 16.984 294.917 

2011 937.939 628.799 223.388 382.185 39.348 25.227 308.113 

2012 964.558 647.156 229.939 389.921 20.049 25.065 316.857 
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2013 999.031 669.186 237.937 412.254 29.424 25.949 328.182 

2014 1.011.467 688.192 240.888 408.331 41.363 25.757 332.267 

2015 1.038.118 706.768 247.234 440.873 35.547 24.399 341.022 

2016 1.064.566 725.230 253.533 414.692 40.923 24.904 349.710 

2017 1.091.088 743.666 259.849 467.555 45.716 29.690 358.422 

2018 1.117.359 761.734 266.105 494.362 45.469 29.319 367.052 

2019 1.149.359 779.584 272.296 514.200 43.865 29.060 377.564 

2020 983.356 650.571 233.749 507.617 47.521 5.220 323.032 

2021 994.585 657.405 236.864 492.354 44.503 73 326.721 

2022 1.007.540 664.984 239.948 533.633 36.513 441 330.977 

 
Tabel 7. Hasil Data Normalisasi 

Tahu
n 

Total 
Pendudu

k 

 
Pendudu
k Usia 15-
59 Tahun 

Total 
Rumah 
Tangga 

Bekerja  
Penganggura

n 
Wisatawa

n 

Timbulan 
Sampah 

(ton/tahun
) 

2007 0,1000 0,1000 0,1000 0,1000 0,9000 0,4237 0,1000 

2008 0,1418 0,1962 0,1158 0,1961 0,6414 0,4822 0,1418 

2009 0,1496 0,1504 0,2035 0,2375 0,5150 0,4886 0,1496 

2010 0,3552 0,3638 0,4147 0,5209 0,6393 0,5568 0,3552 

2011 0,4422 0,4456 0,4943 0,4974 0,5247 0,7794 0,4422 

2012 0,4998 0,5009 0,5486 0,5179 0,1000 0,7751 0,4998 

2013 0,5745 0,5673 0,6150 0,5773 0,3063 0,7989 0,5745 

2014 0,6014 0,6246 0,6395 0,5669 0,5690 0,7938 0,6014 

2015 0,6591 0,6806 0,6921 0,6534 0,4410 0,7571 0,6591 

2016 0,7164 0,7362 0,7444 0,5838 0,5593 0,7707 0,7164 

2017 0,7738 0,7918 0,7967 0,7243 0,6648 0,9000 0,7738 

2018 0,8307 0,8462 0,8486 0,7956 0,6594 0,8900 0,8307 

2019 0,9000 0,9000 0,9000 0,8483 0,6241 0,8830 0,9000 

2020 0,5405 0,5112 0,5802 0,8308 0,7045 0,2390 0,5405 

2021 0,5649 0,5318 0,6061 0,7903 0,6381 0,1000 0,5649 

2022 0,5929 0,5547 0,6317 0,9000 0,4623 0,1099 0,5929 

 
Tabel 8. Nilai Minimal dan Maksimal Setiap Atribut 

Atribut Minimal Maksimal 

Total Penduduk 779.899 1.149.359 

Penduduk Usia 15-59 Tahun 514.108 779.584 

Total Rumah Tangga 175.859 272.296 

Bekerja 232.729 533.633 

Pengangguran 20.049 56.404 

Wisatawan 73 29.690 

Timbulan Sampah (ton/tahun) 256.197 377.564 

 
C. Pembuatan Model Estimasi Menggunakan Algoritma Backpropagation 
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Berdasarkan hasil 24 kali percobaan yang dilakukan dengan mengkombinasikan beberapa learning 
rate dan arsitektur backpropagation didapat model estimasi terbaik dengan nilai learning rate 0,09 dan 
arsitektur 6-6-1, dengan nilai RMSE adalah 0,0181. Untuk lebih jelasnya dapat dilihat pada Tabel 9. 

Tabel 9. Hasil Pengujian Model Arsitektur 

No 
Learning 

Rate 
Model 

Arsitektur 
RMSE 

1. 

0,01 

6-4-1 0,2009 

2. 6-6-1 0,1999 

3. 6-8-1 0,1945 

4. 6-10-1 0,1935 

5. 

0,03 

6-4-1 0,0490 

6. 6-6-1 0,0465 

7. 6-8-1 0,0324 

8. 6-10-1 0,0308 

9. 

0,09 

6-4-1 0,0192 

10. 6-6-1 0,0181 

11. 6-8-1 0,0245 

12. 6-10-1 0,0255 

13. 

0,10 

6-4-1 0,0203 

14. 6-6-1 0,0186 

15. 6-8-1 0,0213 

16. 6-10-1 0,0198 

17. 

0,30 

6-4-1 0,0393 

18. 6-6-1 0,0461 

19. 6-8-1 0,0569 

20. 6-10-1 0,0524 

21. 

0,50 

6-4-1 0,0402 

22. 6-6-1 0,0592 

23. 6-8-1 0,1282 

24. 6-10-1 0,1479 

Gambar 2 memperlihatkan pengaruh nilai learning rate terhadap performa dari model estimasi pada 
semua arsitektur jaringan. Pada model tersebut terlihat nilai RMSE cenderung menurun pada learning rate 
0,09 sampai 0,10. Setelah itu nilai RMSE kembali naik, sehingga dapat disimpulkan bahwa pada kasus ini 
nilai learning rate yang terbaik yang dapat digunakan adalah rentang 0,09 sampai dengan 0,10. 

 

Gambar 2. Perbandingan Seluruh Model Arsitektur 

Setelah dilakukan percobaan backpropagation menggunakan model optimasi, selanjutnya adalah 
melakukan pengujian dengan model terbaik. Arsitektur dari model estimasi terbaik dapat dilihat pada 
Gambar 3. 
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Gambar 3. Hasil Arsitektur Backpropagation dari Model Estimasi Terbaik 

Sedangkan untuk bobot vektornya dapat dilihat pada Tabel 10.  

Tabel 10. Hasil Nilai Bobot dan Bias dari Model Estimasi Terbaik 

Input ke Hidden 
Hidden ke 

Output 

V 1 2 3 4 5 6 W 1 

0 -0,874 -1,106 -1,337 -0,917 -0,962 -1,067 0 -0,290 

1 -0,539 0,543 0,663 -0,460 -0,036 0,482 1 -0,679 

2 -0,484 0,437 0,488 -0,365 0,015 0,398 2 0,812 

3 -0,469 0,388 0,498 -0,416 -0,076 0,328 3 1,068 

4 -0,349 0,028 -0,005 -0,253 -0,056 0,041 4 -0,601 

5 -0,103 -0,152 0,126 -0,112 -0,339 -0,190 5 -0,051 

6 -0,397 -0,083 -0,264 -0,356 -0,210 -0,040 6 0,687 

Simulasi hasil penerapan model estimasi yang didapat menggunakan data tahun 2007 sampai dengan 
tahun 2022 dapat dilihat pada Gambar 4. Pada gambar tersebut terlihat bahwa antara nilai aktual timbulan 
sampah dengan nilai estimasi timbulan sampah sangat mirip. Sehingga dapat disimpulkan bahwa model ini 
dapat digunakan. 
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Gambar 4. Simulasi Hasil Penerapan Model Estimasi 

IV. SIMPULAN 

Berdasarkan hasil penelitian yang telah dilakukan menggunakan data dari tahun 2007 – 2022, 
berhasil menghasilkan model estimasi timbulan sampah dengan performa yang sangat baik. Hasil uji coba 
yang dilakukan dengan software RapidMiner, performa terbaik terdapat pada arsitektur 6-6-1 dengan 6 
node pada input layer yang merupakan atribut untuk melakukan estimasi, 6 node pada hidden layer, dan 1 
node pada output layer. Nilai RMSE dari model estimasi yang dihasilkan sangat rendah, yaitu 0,0181 pada 
learning rate 0,09 dengan menggunakan fungsi aktivasi sigmoid biner. Semakin kecil nilai RMSE yang 
dihasilkan, maka semakin baik pula hasil estimasi yang diperoleh. 
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