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Résumé/Summary 

Résumé  
La Business Intelligence désigne les pratiques permettant l’analyse historicisée et agrégée d’un domaine 

métier. Ces analyses sont fondamentales pour contrôler les processus et activités d’une organisation. 

Elles permettent notamment l’alignement stratégique entre les différents secteurs ou départements. 

Néanmoins, actuellement, elles reposent uniquement sur des données structurées. Alors qu’un des buts 

principaux de ces analyses est de formaliser la vérité du terrain à travers des indicateurs, les données 

nourrissant ces indicateurs ne représentent qu’une faible proportion des données disponibles dans les 

organisations (environ 20%). La littérature évoque la possibilité d’intégrer les données textuelles (non 

structurées).  Cependant, leur structure hétérogène représente un réel obstacle. Dans ce mémoire, nous 

proposons une méthode d’intégration de ces données dans un Data Warehouse permettant ainsi la 

réalisation d’analyses multidimensionnelles et transversales basées sur un ensemble plus complet 

d’informations. 

Summary  

Business Intelligence refers to practices that enable historical and aggregated analysis of a business 

domain. These analyses are key to controlling the processes and activities of an organisation. They 

enable strategic alignment between different sectors or departments. However, currently these analyses 

are based on the structured data only. While one of the main purposes of these analyses is to formalise 

the ground truth through indicators, the data feeding these indicators represent only a small proportion 

of the data available in organisations (about 20%). The literature discusses the possibility of integrating 

textual (unstructured) data, but their heterogeneous structure represents a real obstacle. In this thesis, we 

propose a method for integrating these data into a Data Warehouse, thus allowing multidimensional and 

transversal analyses based on a more complete set of information. 

Clause de non-responsabilité (Disclaimer) 

Par souci de transparence, nous nous référons à différents Notebooks et sources de code ayant permis 

d’illustrer et de mettre en œuvre notre cas d’application. Cependant, l’implémentation ne fait pas partie 

des contributions ciblées par ce mémoire et les Notebooks ne sont dès lors pas conçus pour être réutilisés 

ou maintenus. 
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Schinckus Malik 

Juin 2023 

1. Introduction   

 A cette époque où la transition numérique concerne la quasi-totalité des entreprises ou même 

des particuliers, une grande partie de l’activité humaine est enregistrée sous forme de données. En effet, 

en 2021, l’homme d’affaire américain Eric Schmidt soulignait : "Nous avons créé 5 exaoctets 

d’informations de l’aube de la civilisation jusqu’en 2003, mais cette quantité d’informations est 

maintenant créée tous les deux jours" (Lamrabet & Benkaraache, 2021). Cependant, il est important de 

comprendre que cette croissance exponentielle des données électroniques disponibles peut s’avérer 

inutile sans outils capables de gérer et traiter cette information au moment adéquat (Ranwez et al., 

2013). Lorsqu’un nombre trop important de données est généré, il n’est pas possible de tenir compte de 

ces données non intégrées dans les systèmes d’aide à la décision. 

 En effet, cette ère du numérique est maintenant gouvernée par les données. Leurs sources se 

multiplient, deviennent de plus en plus nombreuses et variées. Les entreprises, pour se maintenir sur un 

marché concurrentiel, sont implicitement dans l’obligation de se servir de ces informations pour se 

démarquer ou survivre sur le marché. Cette problématique, maintenant bien connue, concerne 

l’ensemble des organisations désireuses de poursuivre une stratégie de transition numérique. Ces 

dernières éprouvent la nécessité de centraliser leurs données pour plusieurs raisons. D’une part, d’un 

point de vue pratique, pour des questions de maintenance et de gestion quotidienne, il n’était plus 

possible de continuer à créer de nouvelles données isolées pour chacune des tâches de chacun des 

départements présents dans une entreprise (problématique du fonctionnement en silos). D’autre part, 

les gestionnaires et exécutifs ont besoin d’informations reflétant la vérité absolue de la situation de 

l’entreprise sur le moyen ou long terme. Une telle vérité ne peut être influencée par les interprétations 

de chaque département mais doit être basée sur un ensemble de concepts définis de façon centralisée et 

permettant ainsi à l’entreprise d’avoir une vision commune partagée et cohérente pour prendre les 

décisions les plus éclairées.  

 Pour répondre à cette problématique, de nombreuses technologies (systèmes de gestion de bases 

de données) telles que des progiciels de gestion intégrée (en anglais Entreprise Ressource Planning ou 

ERP) permettant une intégration des données transversales dans une organisation, ont été mises en 

place. L’utilisation de ces logiciels facilite grandement la gestion quotidienne des données d’une 

entreprise. Cependant, les analyses qu’ils permettent sont limitées à des fins opérationnelles et ne 

favorisent pas l’analyse des données agrégées et historisées sur différents aspects ou axes d’analyse 

(que nous appellerons par la suite « dimensions »). Ces analyses sont pourtant indispensables pour les 

gestionnaires ou décideurs afin d’avoir une vue globale du comportement de leurs entreprises et ainsi 

prendre des décisions en accord avec ces observations. 

 La Business Intelligence (BI) et, plus précisément, la construction d’un entrepôt de données (en 

anglais, Data Warehouse), propose alors une intégration des données qui permet de mener des analyses 

transversales. Les entrepôts de données et le traitement analytique (Online analytical processing – 

OLAP) sont primordiaux pour une organisation et supportent la prise de décisions (Bouakkaz et al., 

2016). Mais, les données numériques ou transactionnelles d’une entreprise qui peuvent ainsi être 

analysées facilement, efficacement et de façon multidimensionnelle (Antunes et al., 2022), ne 

représentent, en réalité, qu’une faible partie des données disponibles. En effet, la littérature mentionne 

que seulement 20% de l’information disponible dans les entreprises sont transactionnels (ou 

numériques) (Ravat, Teste, & Tournier, 2007). Pour ces données (structurées), de nombreuses 

techniques sont déjà connues et présentées dans la littérature. Cependant, pour les 80% des données 

restantes dont la structure n’est pas définie aussi précisément, il n’est pas possible d’appliquer ces 

techniques et de les intégrer. Ces données, appelées données non structurées, (vidéos, textes, images…) 
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sont plus difficilement traitables et en extraire de l’information est bien plus complexe (Ravat, Teste, 

& Tournier, 2007 ; Tseng & Chou, 2006). Néanmoins, ne pas prendre en compte certaines données 

pertinentes et omettre le savoir qu’elles peuvent fournir peut mener à des prises de décisions erronées 

et à des choix dépendant d’indicateurs biaisés (Franck Ravat et al., 2007). 

 Un défi demeure donc pour la BI d’aujourd’hui : l’intégration et l’utilisation de cette partie 

importante de données textuelles ou d’autres formats non structurés afin de réaliser les analyses 

transversales de l’entreprise (Bansal, 2014 ; Bansal & Kagemann, 2015).  

La littérature (Antunes et al., 2022) fait remarquer à ce sujet une évolution dans le domaine de 

la BI à travers les années. Une première génération de BI se basait sur la création de rapports 

d’informations (Reporting) créés par les technologies (informations générées par l’IT) au sein d’une 

entreprise. La seconde a davantage mis en avant la possibilité d’utiliser la BI en self-service sur 

différentes plateformes d’analyses. Ces deux générations fonctionnent sur base d’une structure de 

stockage de données similaires, à savoir le Data Warehouse (base de données multidimensionnelle bien 

connue de la littérature). Actuellement, la troisième génération, fortement influencée par les 

améliorations que connaît le domaine de l’intelligence artificielle, vise à fournir des outils plus élaborés, 

avec une meilleure capacité d’adaptation et de communication par rapport à son utilisateur cible. Cette 

génération apporte donc d’autres architectures pour intégrer et gérer les données. En effet, la volonté 

de savoir intégrer et manipuler des données non structurées pousse à revoir les architectures définies. 

 Dans ce sens, la conception d’entrepôts de données ciblant l’introduction de documents 

(données non structurées) permet, à l’inverse des systèmes de gestion traditionnels, d’inclure 

l’information sémantique perçue à travers les documents, leurs relations, et fournit un accès plus précis 

et plus efficace vers une solution de Business Intelligence orientée texte (Tseng & Chou, 2006). A 

l’heure actuelle, les entrepôts de données et les requêtes OLAP permettent à l’analyste d’effectuer des 

analyses multidimensionnelles et transversales d’une organisation. Mais la gestion des données 

textuelles est compliquée en raison de l’hétérogénéité de la structure de ces données (Martin-Bautista 

et al., 2012). De plus, le fait d’introduire une structure (hiérarchique) dans des données textuelles ne 

permet pas forcément de se concentrer sur l’extraction d’informations sémantiques dans celles-ci.  

 Cependant, même si la plus-value que pourrait apporter l’intégration de ces données est claire, 

les outils standards que l’on connaît ne sont pas capables de répondre aux besoins actuels et sont 

inadéquats pour traiter des données textuelles (Aknouche et al., 2013) de plus en plus nombreuses 

(Bouakkaz et al., 2017 ; Janaszkiewicz et Różewski, 2019 ; Kaushik et Chatterjee, 2018). La littérature 

(Bouakkaz et al., 2017) souligne le besoin de nouveaux outils et d’approches nouvelles capables de 

manipuler ces données et de les agréger aussi efficacement que les méthodes actuelles destinées aux 

données numériques et structurées. 

 C’est précisément dans le cadre de cette problématique que s’inscrivent les recherches de ce 

mémoire. La littérature exprime clairement la nécessité de prendre en compte les données non 

structurées afin de rendre les supports de prises de décisions plus objectifs et compétents. Dans cette 

optique, à travers cet écrit, nous explorerons les différentes possibilités pour répondre à cet objectif pour 

les données textuelles. De façon générale, nous nous intéresserons aux différentes techniques permettant 

d’intégrer ces données dans une solution de Business Intelligence et permettant d’extraire de 

l’information structurée et exploitable de ces textes. Plus précisément, nous allons nous concentrer sur 

de petits textes provenant d’utilisateurs externes à l’organisation. De manière plus formelle, notre 

question de recherche est la suivante : « Comment extraire de l’information sémantique des critiques, 

revues et opinions laissées par les utilisateurs finaux d’un service et introduire cette information dans 

une solution de Business Intelligence pour enrichir les analyses des décideurs d’une organisation ? ». 

 Dans ce mémoire, nous identifions donc une problématique actuelle concernant les systèmes 

d’aide à la décision et plus particulièrement les entrepôts de données. Pour répondre à cette 

problématique, nous procédons aux étapes suivantes : Nous documentons d’abord, de façon théorique, 

les méthodes permettant d’extraire de l’information structurée à partir de textes (Chapitre 2. Techniques 

d’extraction de l’information : Fondements théoriques) et abordons les travaux de la littérature 

poursuivant cet objectif (Chapitre 3. Techniques d’extraction de l’information et NLP, travaux 



 
 

3 

 

connexes). Ensuite, nous présentons l’état actuel des recherches concernant notre problématique 

générale : l’intégration des données textuelles au sein d’une architecture de Business Intelligence 

(Chapitre 4. Etat de l’art). Après cela, nous mettons en œuvre, à travers un cas d’application, les 

techniques identifiées et formalisons un processus d’intégration des données et de création de 

dimensions spécifiques aux besoins de ces données (Chapitre 5. Etude de cas). Puis, nous illustrons 

cette démarche à travers la proposition d’une solution de notre cas d’application (Chapitre 6. Analyses 

et résultats). Pour terminer, nous présentons les contributions de ce mémoire en les positionnant par 

rapport à l’état de l’art, les limitations et les travaux futurs de ce mémoire (Chapitre 7. Discussions, 

limitations et travaux futurs).  

2. Techniques d’extraction de l’information : Fondements théoriques 

 Dans ce chapitre, nous introduisons les différentes techniques d’extraction d’informations 

pertinentes d’un point de vue théorique à partir de textes afin de les utiliser dans notre recherche et de 

les appliquer ensuite à notre cas d’étude. Dans la littérature (Bouakkaz et al., 2017), les techniques 

évoquées sont nombreuses. De manière générale, il existe 4 grandes approches. Les méthodes basées 

sur :  

- Les statistiques 

- L’utilisation d’une base de connaissances externes. 

- La modélisation et représentation graphique des bases de connaissances. 

- Les connaissances linguistiques.  

Dans le cadre de ce mémoire, les informations obtenues en utilisant ces différentes techniques nous 

permettent la création de dimensions, de faits, d’attributs, de bases de connaissances ou encore sont la 

source de mesures dérivées de notre solution de Business Intelligence. 

2.1 Les méthodes statistiques  

 Cette section présente les méthodes basées sur les calculs statistiques. Nous évoquons d’abord 

comment ces méthodes nous permettent de créer un ensemble de données structurées. Nous 

développons ensuite les méthodes d’extraction d’informations basées sur la fréquence des mots. Enfin, 

nous introduisons certaines applications de l’apprentissage automatique (Machine Learning). 

2.1.1. Création d’une structure 

 La problématique du caractère non structuré des données textuelles a été soulignée plus haut 

dans ce mémoire. Cependant, le stockage sous forme de vecteurs offre des possibilités de transformer 

les textes en données structurées. Ces vecteurs sont alors constitués de valeurs numériques et sont donc 

exploitables par les nombreuses techniques bien connues et intégrant ce type de données. Pour réaliser 

cette transformation, nous évoquons deux possibilités. Premièrement, la transformation basée sur la 

fréquence d’apparition (ou occurrence) des mots dans les textes. A cette fin, nous pouvons notamment 

utiliser la fonction TFIDVectorizer(), provenant de la librairie Sklearn, qui transforme un 

ensemble de textes en une matrice. Les paramètres (ou colonnes) de la matrice sont les différents mots 

du texte et, pour chacun des textes, une ligne est complétée avec la fréquence d’apparition de ces mots. 

 Une deuxième possibilité est de réaliser la transformation en tentant de représenter le contenu 

sémantique des phrases (Sentences Embedding). En d’autres termes, il s’agit de faire correspondre les 

différentes phrases à un vecteur constitué de nombres. Ces nombres ne représentent plus les fréquences 

d’apparition de mots mais illustrent plutôt la représentation du sens sémantique du texte en un vecteur. 

Cette méthode se base sur des modèles pré-entraînés afin d’effectuer cette transformation. 

 Une alternative à la création de vecteurs permettant la création d’une structure consiste en la 

création d’un ensemble : un sac de mots (où Bag of Words (BOW) en anglais). Soit un ensemble 

comprenant les mots et leurs fréquences d’apparition. 
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2.1.2 Fréquence d’apparition des mots 

 Dans cette sous-section, seront abordées les méthodes basées sur les occurrences des mots des 

textes. Celles-ci permettent notamment la modélisation des sujets abordés ou encore l’identification de 

mots-clés. 

1. Co-occurrence clustering 

 Une possibilité pour découvrir l’ensemble des sujets discutés dans les textes est l’utilisation 

d’une technique de regroupement basé sur la co-occurrence des mots-clés des critiques. Pour cela, nous 

utilisons la méthode de LinLog/Modularity. Cette méthode rassemble les occurrences les plus souvent 

observées ensemble dans les textes en considérant ces mots comme étant plus susceptibles d’évoquer 

le même sujet. Le but de cet algorithme est de repérer des communautés nous permettant, dans notre 

cas, d’observer les sujets de discussions (Newman, 2004). 

2. Analyse en composantes principales (PCA) 

 La méthode de Principal Component Analysis (PCA) se base sur une analyse de corrélation 

entre les différentes variables afin de réduire la dimensionnalité des données. Le but est de regrouper 

les caractéristiques (ou features) fortement corrélées et de dissocier celles fortement non-corrélées. 

L’objectif final de cette technique est d’obtenir un ensemble réduit de dimensions interprétables et 

permettant de catégoriser les différents textes selon ces dimensions. 

3. Allocation de dirichlet latent (LDA) 

 L’utilisation de l’algorithme d’extraction de sujets Latent Dirichlet Allocation (LDA) permet 

le regroupement des documents en un nombre défini de sujets. Il s’agit d’un modèle probabiliste 

génératif qui s’applique aux données discrètes. Cette méthode se base sur la probabilité qu’un document 

appartienne à un sujet en fonction de l’apparition des mots dans celui-ci. En effet, la présence ou non 

des mots oriente vers l’attribution d’un sujet. Les documents ont, en fonction des mots qu’ils 

contiennent, plusieurs sujets attribués avec différents poids. L’algorithme calcule, pour chacun des mots 

et chacun des thèmes, la probabilité que ce mot appartienne à un thème défini. Pour déterminer la 

probabilité que chacun des textes appartiennent à un groupe, le modèle se base sur l’inférence 

Bayésienne et, plus précisément, la fonction du maximum de Vraisemblance (Maximum – Likelihood) 

(Blei et al., 2003). 

4. N-grams 

Une possibilité, lors de l’utilisation des méthodes présentées ci-dessus, est de considérer une 

unité comme étant un ensemble de N (N étant un nombre entier défini supérieur à 1) mots et non plus 

un mot unique. Alors qu’on se basait jusqu’à présent sur l’occurrence des mots, on utiliserait, dans ce 

cas, la fréquence d’apparition d’une suite de N mots. 

 

2.1.3 Machine Learning 

 L’apprentissage automatique peut être utilisé pour différentes tâches NLP : Classification, 

Clustering, génération de textes, extraction de mots-clés… Nous distinguons ici l’apprentissage réalisé 

directement sur les données en notre possession de l’apprentissage réalisé en amont (modèles pré-

entraînés sur une quantité plus importante de données). 

2.1.3.1 Apprentissage autonome (From scratch learning) 

 Dans notre contexte de recherche, une tâche pertinente de Machine Learning est la 

classification. Cela nous permet notamment de labéliser nos textes et ainsi de créer des sous-catégories 

utilisables de la même façon que des données structurées de type nominal. 

A cette fin, nous proposerons 3 algorithmes de classification1. 

1. Classification Naïves Bayésienne : modèle de classification basé sur le théorème de Bayes. Plus 

précisément, il s’agit d’un modèle probabiliste dont la fonction objective maximise la Log-

Likelihood. 

2. Random Forest Classifier : modèle de classification basé sur un ensemble de Decision Tree. 

L’avantage de ce modèle est qu’il sélectionne, pour chaque arbre, un sous-ensemble aléatoire 

de features de départ (utilisation de ID3). Grâce à cette méthode, entre autres, l’algorithme est 

                                                      
1 A noter que ces 3 algorithmes sont choisis parmi d’autres capables de réaliser cette tâche (SVM, DT, RL…). 
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performant sur des ensembles très larges de données. Lors de l’entraînement, les arbres 

choisissent, à chaque nœud, le paramètre (dans notre cas, le mot) qui sépare au mieux (dans les 

bonnes classes) les instances. 

3. Réseau de neurones : plus précisément le Multi-Layer-Perceptron Classifier, soit un réseau de 

neurones dense (l’ensemble des nœuds, d’une couche à l’autre sont connectés) composé de 

plusieurs couches dont la finale renvoie en sortie la classe la plus probante. Lors de 

l’entraînement, les étapes de back propagation s’effectuent de façon cyclique jusqu’à 

l’optimisation de la Cross-Entropy loss function. 

A titre informatif, d’autres modèles peuvent également être considérés comme pertinents lors 

d’une tâche de classification : la régression logistique (lors d’une classification binaire), l’utilisation 

d’un modèle Support Vector Machine (SVM). 

 En outre, dans ce même objectif de regrouper les textes (ou morceaux de textes) dans différentes 

catégories, certains algorithmes de clustering seront également présentés par la suite (K-Means, 

regroupement basé sur la similarité sémantique…). 

2.1.3.2 Modèles d’apprentissage pré-entraînés 

 Etant donné la complexité du langage naturel, il est important d’explorer l’utilisation des 

modèles pré-entraînés. A travers ce point, nous présentons différents modèles et cas d’applications. 

 

 a) Le modèle de langage Bidirectional Encoder Representations from Transformers (BERT), 

développé par Google en 2018, permet la réalisation de différentes tâches (NLP). Ce modèle transforme 

les phrases en une structure dense composée de vecteurs (Application de Sentence Embedding 

mentionnée ci- dessus). Différents modèles pré-entraînés sont alors disponibles et adaptés pour 

différentes tâches, notamment pour : 

- Effectuer un regroupement des phrases (Clustering sentences) en utilisant le modèle BERT 

nli-distilroberta-base-v2 ou paraphrase-MiniLM-L6-v2 et la fonction 

SentenceTransformer()en amont, lors de la création d’une structure (embedding). 

Les phrases sont transformées de façon adéquate pour pouvoir regrouper celles contenant le 

même sens sémantique capturé par le vecteur (similarité sémantique). 

- Les tâches d’extraction de sujets et la tâche d’extraction de sujets hiérarchiques (thèmes et sous 

thèmes) en utilisant le modèle BERT all-MiniLM-L6-v2 et la fonction BERTopic(). 

 b) Le modèle Generative Pre-trained Transformer 3 (GPT – 3) (Floridi & Chiriatti, 2020), plus 

abouti et entraîné. En effet, alors que le modèle de BERT était entraîné sur des centaines de millions de 

paramètres, celui-ci est, lui, entraîné sur plus de 175 milliards de paramètres2. En particulier, le modèle 

Davinci (text-davinci-003) promu par OpenAI comme étant le modèle le plus abouti et permettant de 

réaliser les tâches les plus complexes. Cependant, ce modèle est techniquement beaucoup moins 

documenté que les autres, probablement en raison de la concurrence du marché rencontrée, dans ce cas, 

par OpenAI. Ce modèle se présente comme un réseau de neurones extrêmement dense, composé de 

nombreuses couches et entraîné sur base d’un apprentissage par renforcement. Quatre (sous-)modèles 

sont présentés par OpenAI : Davinci (text-davinci-003), Curie (text-curie-001), Babbage (text-babbage-

001), Ada (text-ada-001). Lors de l’apprentissage, ces modèles sont utilisés pour effectuer une tâche et 

reçoivent une récompense plus ou moins importante en fonction de leurs performances lors de la 

réalisation de cette tâche. Afin de limiter les impacts parfois négatifs de l’apprentissage par 

renforcement, OpenAI utilise l'algorithme d'apprentissage par renforcement Proximal Policy 

Optimization (PPO). Cette méthode a pour particularité d’alterner l’optimisation des gradients entre 

l'échantillonnage de données en interagissant avec son environnement (en utilisant plusieurs 

« époques » d’ascension stochastique) et l'optimisation d'une fonction objective « de substitution » à 

l'aide de l'ascension stochastique du gradient. En effet, les différentes périodes permettent la mise à jour 

régulière de la politique d’optimisation (multiple epochs of mini batch updates) (Schulman et al., 2017). 

D’une manière générale, ces modèles sont entraînés pour comprendre et être capables de générer le 

                                                      
2
Source : https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/. A noter également la sortie, en période d’essai, du 

modèle GPT - 4. 

https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/
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langage naturel. En utilisant le modèle Davinci(text-davinci-003), de nombreuses tâches sont alors 

réalisables et nombreuses sont les nouvelles opportunités d’analyses. Cependant, un inconvénient 

majeur de ce modèle est que ses sorties (Output) sont à nouveau en langage naturel et donc non 

structurées. De plus, il est difficile d’évaluer de façon objective la qualité des sorties de ces algorithmes. 

 c) La similarité sémantique peut être calculée par différents moyens. Une possibilité est de se 

servir d’un score de similarité afin de regrouper (tâche de clustering) différentes entités textuelles. 

Premièrement, l’utilisation de la mesure de la similarité cosinus « Cos-Similarity » qui se base 

sur la transformation des mots en vecteurs (utilisation de Word2Vec de la bibliothèque Gensim) et 

calcule la similarité sémantique entre les différents (ensembles de) mots. Deuxièmement, en utilisant le 

modèle pré-entraîné «brown.embedding » (modèle entraîné sur le Brown corpus3) pour effectuer 

la transformation en vecteurs, nous pouvons alors obtenir des comparaisons de similitudes sémantiques 

pour les mots reconnus par le modèle (déjà entraîné). En outre, le modèle en_core_web_sm est 

également conçu pour pouvoir effectuer une comparaison de similarité sémantique entre deux mots. 

 d) Différents packages ont été conçus afin de polariser une critique d’utilisateur. Par exemple, 

le package TextBlob est un des plus populaires et permet une tâche d’analyse des sentiments et 

émotions contenus dans un texte. Alors que la classification de sentiments est parfois considérée comme 

un problème de classification binaire (0 = Négative, 1 = Positive), ces packages peuvent également 

définir un score de positivité, négativité ou même neutralité. En outre, TextBlob, Vader, Flair 

sont d’autres packages open source permettant la réalisation de cette tâche4. 

2.2 Création et utilisation de bases de connaissances 

 Dans cette section, nous abordons l’utilisation de bases de connaissances externes, enrichies 

par différentes méthodes permettant d’extraire une base de connaissances (2.2.1). D’autres méthodes 

permettant la création d’une base de connaissances sont également présentées dans ce point (2.2.2). 

2.2.1 Enrichissement de bases de connaissances externes 

 Une première piste est l’utilisation des ontologies préconçues à l’échelle du Web. Pour résumer 

le concept d’ontologie, nous pouvons dire qu’il s’agit d’une modélisation d’un domaine sous la forme 

d’un graphe composé d’entités et de relations. Le but poursuivi est la modélisation de connaissances. 

Plus tard dans ce mémoire, nous aborderons ce concept plus en profondeur. Néanmoins, à ce stade, il 

est important de comprendre la source d’informations structurées que peut représenter une telle 

représentation. 

 Premièrement, l’outil WordNet. Cette base de données lexicales fournit un ensemble de mots 

et modélise les différents liens entre ces mots sous forme de relations. Deux relations intéressantes, dans 

notre cas, sont la relation d’hyperonymie et la relation de l’hyponymie. En quelque sorte, ces relations 

nous permettraient de retrouver respectivement la « classe parent » et la « classe enfant » des instances 

que nous fournissons.  

 Ensuite, une approche semblable, l’outil DBpédia. Ce dernier utilise le modèle (pattern) 

récurrent observé (semi-structuré) dans la présentation des données de Wikipédia pour pouvoir utiliser 

ces données et ainsi construire une base de données structurées, sous le format du Web sémantique 

(W3C) contenant un nombre extrêmement grand d’entités (Gandon et al., 2016). DBpédia a la 

particularité de se manipuler avec le langage SPARQL, spécifique à la manipulation de données 

Ressource Description Framework (RDF). 

 Dans notre cas, ces deux outils permettront de démarrer d’une base de connaissances du 

domaine d’analyse afin de structurer nos données et les intégrer dans une solution de BI. D’une manière 

                                                      
3 Selon Wikipédia, le Brown corpus est un ensemble d'échantillons de textes en anglais américain, « le premier grand 

corpus structuré de genres variés ». 
4
Source : https://neptune.ai/blog/sentiment-analysis-python-textblob-vs-vader-vs-

flair#:~:text=Textblob%20sentiment%20analyzer%20returns%20two,of%20%5B0%2C1%5D. 

https://neptune.ai/blog/sentiment-analysis-python-textblob-vs-vader-vs-flair#:~:text=Textblob%20sentiment%20analyzer%20returns%20two,of%20%5B0%2C1%5D
https://neptune.ai/blog/sentiment-analysis-python-textblob-vs-vader-vs-flair#:~:text=Textblob%20sentiment%20analyzer%20returns%20two,of%20%5B0%2C1%5D
https://neptune.ai/blog/sentiment-analysis-python-textblob-vs-vader-vs-flair#:~:text=Textblob%20sentiment%20analyzer%20returns%20two,of%20%5B0%2C1%5D
https://neptune.ai/blog/sentiment-analysis-python-textblob-vs-vader-vs-flair#:~:text=Textblob%20sentiment%20analyzer%20returns%20two,of%20%5B0%2C1%5D
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générale, outre WordNet et DBpédia, il existe de nombreuses ontologies créées sur différents 

domaines d’analyses. 

2.2.2 Création d’une base de connaissances 

 Plutôt que de se baser sur une structure de connaissances existante, il est également possible de 

créer sa propre modélisation des connaissances. Pour cela, différentes techniques sont abordées dans la 

littérature.  

a) La Name-Entity Recognition (NER) permet d’identifier les entités et de les classifier. En plus 

de l’extraction d’entités, l’extraction de relations est également possible. De manière plus 

générale, des packages, basés sur différentes méthodes, permettent l’extraction de triplets. Ces 

triplets sont composés d’un sujet (soit une entité), d’un prédicat ou verbe ou action (soit une 

relation) et d’un objet. Ces données peuvent ainsi constituer une base de connaissances et être 

illustrées, par exemple, sous la forme d’un graphe. L’image ci-dessous (Figure 1) illustre un 

triplet représenté graphiquement. 

 

Figure 1 : Illustration graphique d’un triplet extrait d’une critique d’utilisateur. 

 b) Un autre outil permettant la réalisation de son propre RDF est le modèle fourni par la 

bibliothèque SPACY en_core_web_sm déjà entraîné sur différents textes tels que blogs ou 

commentaires d’utilisateurs sur le web. En utilisant ce modèle, le package enhanced-subject-

verb-object-extraction permet l’extraction des triplets. En outre, ce modèle 

(en_core_web_sm) permet la réalisation de différentes tâches NLP telles que la lemmatisation, 

Name-Entity Recognition (NER), la similarité sémantique… Par la suite, une fois l’extraction de triplets 

réalisée, nous pouvons catégoriser ou regrouper les différents types d’entités et les différents types de 

relations pour faciliter l’exploration de cette base de connaissances. Pour cela, les deux méthodologies 

discutées plus haut qui permettent le calcul de similarité sémantique sont à envisager (Cos-

Similarity et le modèle Brown.embedding). 

 c) Une autre alternative aux packages ou modèles disponibles est d’explorer les outils réalisant 

la conversion directe des textes en graphe de connaissances (Text-To-Onto). Par exemple, 

DataBorg propose une API effectuant directement cette tâche. L’utilisation de ce genre de services 

(GraphGPT, API Databorg ou autres) est facile à mettre en place et directement modulable à plus 

grande échelle. Néanmoins, la documentation disponible à propos de ce type d'outils est rare. 

2.3 Connaissances linguistiques pour extraire de l’information 

 Dans cette sous-section, nous discutons des techniques basées sur les connaissances 

grammaticales et syntaxiques de la langue. 

2.3.1 Part-of-Speech Tagging 

 Une dernière alternative pour tenter d’extraire de l’information de données textuelles consiste 

à se baser sur nos connaissances grammaticales de la langue. En effet, en associant chaque mot à sa 

fonction dans une phrase, on peut extraire également le sujet, la relation et l’objet ciblé dans les 

différentes phrases des critiques. Pour cela, différents packages sont implémentés et disponibles en 

Open source pour extraire ces triplets. Dans cette section, nous observons la plus-value apportée par 

cette technique. Une possibilité est le Part-of-Speech Tagging (POS-tag) consistant à labelliser chacun 

des mots, en fonction de sa nature grammaticale. Plusieurs librairies permettent la réalisation de cette 

tâche. Par exemple, Natural Language ToolKit (NLTK) permet la modélisation de cette phrase 

:  "I was under the impression this was to be a 4 star hotel.". En effet, la fonction pos_tag de cette 

librairie permet l’extraction d’une liste de mots associés de leurs tags. La représentation sous forme 

https://github.com/rock3125/enhanced-subject-verb-object-extraction
https://github.com/rock3125/enhanced-subject-verb-object-extraction
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d’arbre peut être observée sur la figure ci-dessous (Figure 2). Par exemple, le tag « IN » (du mot 

“under”) représente les prépositions ou les conjonctions de subordination. 

 

Figure 2 : Illustration de la fonction pos_tag du module NLTK 

 Il s’agit du même mécanisme utilisé par le package  enhanced-subject-verb-

object-extraction5 discuté plus haut lors de l’extraction de triplets (2.2.2). 

2.3.2 Chunking 

 Afin d’avoir une extraction de triplets plus personnalisée, convenant mieux à certaines tâches, 

nous pouvons choisir de personnaliser le pattern d’extraction. En effet, d’une manière générale, les 

extractions de triplets sont basées sur les Tags définis lors de l’étape de POS-Tagging expliquée ci-

dessus. Ce processus consistant à redéfinir un modèle de sélection, soit les Tags que nous souhaitons 

extraire, s’appelle le Chunking. En définissant un modèle d’extraction (pattern), nous pouvons choisir, 

par exemple, de n’extraire que les noms propres pour définir les entités. De même, pour les relations, 

nous pouvons, par exemple, sélectionner seulement certains types de verbes. 

3. Techniques d’extraction d’informations et NLP : travaux connexes 

 A travers cette section, nous évoquerons les différentes contributions des articles abordant la 

problématique d’extraction d’informations structurées à partir de données textuelles. Cette section 

présente ainsi les différentes tâches, possibilités et opportunités actuellement présentes dans la 

littérature et permettant de répondre à cet objectif. 

3.1 Techniques de Text Mining 

 Dans cette section, nous discuterons de différentes méthodes permettant l’extraction 

d’informations, la création de base de connaissances ou de données structurées basées sur le Text-

Mining. La littérature présente un nombre important de techniques répondant à différents objectifs. 

Voici ci-dessous différents objectifs discutés et les contributions liées. 

 a) Dans le but de permettre la création de dimensions hiérarchiques et ainsi certaines opérations 

d’agrégation, nous relevons, de manière non exhaustive :  

- L’article (Bouakkaz et al., 2017) traite de l’approche basée sur la connaissance linguistique qui 

introduit les connaissances syntaxiques et lexicales.  

- Les auteurs de l’article (Abinash Nayak et al., 2021) proposent d’autres approches basées sur 

l’utilisation de connaissances externes (par exemple, des ontologies) concernant le domaine 

d’analyse. L’extraction du sujet permet, par la suite, de créer une hiérarchie au sein du texte.  

- Suivant cette idée, l’article (Janaszkiewicz & Różewski, 2019) suggère de s’appuyer sur des 

sources d’informations externes comme DBPédia ou encore WikiData pour pouvoir créer des 

relations sémantiques entre différents termes (Janaszkiewicz & Różewski, 2019).  

- Enfin, l’article (Yang et al., 2022) présente une méthode d’imputation basée sur l’algorithme 

KNN afin de compléter les dimensions d’un entrepôt de données.  

- D’autres approches sont spécialement basées sur l’introduction de graphes, avec par exemple, 

l’utilisation des mots-clés afin de réaliser une représentation du domaine. Ou encore, l’article 

(Bouakkaz et al., 2017) présente également les approches basées sur les méthodes statistiques 

(Latent- Semantic Analysis (LSA), Term Frequency – Inverse Document Frequency (TF. IDF) 

…). 

                                                      
5 Ce package peut être retrouvé sur de nombreux profils GitHub tels que, par exemple, celui-ci : 

https://github.com/rock3125/enhanced-subject-verb-object-extraction/blob/master/subject_verb_object_extract.py 

https://github.com/rock3125/enhanced-subject-verb-object-extraction
https://github.com/rock3125/enhanced-subject-verb-object-extraction
https://github.com/rock3125/enhanced-subject-verb-object-extraction/blob/master/subject_verb_object_extract.py
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 b) Dans le but d’extraire la polarité d’un document ou d’une phrase (opinion, sentiment, 

neutralité) (Bhadane et al., 2015), pointons, de manière non exhaustive :  

- Le livre (B. Liu, 2012) recense et détaille, de manière générale, bon nombre de techniques 

d’analyse de sentiments et d’opinions.  

- L’article (Bhadae et al., 2015) quant à lui, présente plus précisément, certaines méthodes basées 

sur une approche d’analyse lexicale de la langue (Baseline Approach, Stemming, Part of Speech 

tagging, N-Grams...).  

- D’autres méthodes basées sur l’utilisation de machine learning (SVM, Naïves Bayes, K-

Means…) sont également évoquées (Bhadane et al., 2015) (Li & Wu, 2010).  

- L’article (L. Liu et al., 2013) propose l’utilisation de synonymes et antonymes afin de 

considérer respectivement une polarité similaire ou opposée.  D'autres problématiques y sont 

aussi explorées. Par exemple, l’utilisation de prépositions comme “et” qui induit une même 

polarité des deux parties de la phrase alors qu’un “mais”, par exemple, suppose une phrase plus 

mitigée (L. Liu et al., 2013). L’utilisation d’un mot négatif, nécessaire pour exprimer une 

négation ou un contraire, induit le fait d’inverser la polarité de la phrase suivant ce mot. 

- L’utilisation d’un modèle complexe basé sur une régression multinomiale inversée dans le but 

de “filtrer” les phrases polarisantes est présentée dans l’article (Taddy, 2013). 

 c) Afin d'extraire le sujet principal d'un corpus de textes, plusieurs méthodes statistiques sont 

proposées, notamment l'analyse sémantique latente, l'allocation de Dirichlet latente, la factorisation de 

matrice non négative, la projection aléatoire et l'analyse en composantes principales (Albalawi et al., 

2020), (Kobayashi et al., 2018). Dans le but de réduire les dimensions des données textuelles, 

notamment pour des besoins de visualisation, ces méthodes ont été appliquées à des tâches de clustering. 

Ainsi, cette approche permet de classifier les textes selon plusieurs critères (Kobayashi et al., 2018). 

3.2 Ontologie 

 Après avoir plusieurs fois mentionné le concept d’ontologie et l’avoir brièvement décrit, 

rentrons plus en détail dans ce sujet et découvrons les possibilités qu’offre cette approche. Dans cette 

sous-section, nous contextualiserons donc l’état de l’art concernant la création d’une ontologie et 

évoquerons les différentes contributions reprises dans la littérature. 

La littérature définit le concept : 

- L’article (Al-Aswadi et al., 2020) témoigne que : “L'ontologie est considérée comme l'une des 

principales pierres angulaires de la représentation des connaissances d'une manière plus 

significative sur le web sémantique.”.  

Dans ce sens, la littérature (Antunes et al., 2022) (Daramola et al., n.d.) définit une ontologie 

comme étant ”une spécification formelle et explicite d'une conceptualisation partagée“ ou 

encore selon (Al-Aswadi et al., 2020), “l'ontologie est un modèle de données qui représente un 

ensemble de concepts et les relations entre ces concepts dans un domaine.” 

 

Et décrit différentes applications utilisant ce concept : 
 

- L’article (Rozeva, 2013) avance que : « Contrairement aux analyses textuelles basées sur 

l’exploration syntaxique et certaines méthodes statistiques qui ne permettent pas toujours 

d’extraire l’information sémantique, ces représentations logiques d’un domaine d’analyse 

permettent la réalisation de cette tâche ». 

- L’article (Sam & Chatwin, 2012) explique et illustre le développement d’une ontologie dans le 

but d’extraire une opinion, un sentiment à travers des données textuelles. Pour cela, il se base 

sur plusieurs ontologies créées en amont, notamment une ontologie du domaine des émotions, 

ainsi que sur des outils de mesure de similarité sémantique (notamment Wordnet). 

- L’article (Ranwez et al., 2013) évoque la possibilité d’une méthode hybride qui propose à la 

fois l’utilisation d’une ontologie de base et l’insertion de connaissances externes comme les 

mots clés et la représentation du domaine. Cette proposition tire l’avantage des hiérarchies 

présentes dans la modélisation du domaine métier et permet ainsi une meilleure exploitation 

des connaissances métiers (Abinash Nayak et al., 2021).  
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- L’article (Al-Aswadi et al., 2020) propose une courte évaluation des différentes méthodes 

permettant la création d'une ontologie. A travers celui-ci, on peut lire qu’une façon de réaliser 

cette tâche est l’enrichissement des ontologies définies. Les différentes approches 

d’enrichissement se basent sur les connaissances linguistiques (Pattern-based extraction, POS 

tagging and sentence parsing, Syntactic structure analysis and dependency structure analysis) 

ou encore, sur l’utilisation de techniques de Machine Learning. 

 

 L'utilisation d'une ontologie permet d’introduire de nouvelles possibilités d'analyse en se basant 

sur les relations observées dans le domaine d'intérêt ainsi que la réutilisation de connaissances. En effet, 

modéliser un domaine sous cette forme permet une certaine modélisation de connaissances qui peut être 

enrichie et réutilisée par la suite pour composer des modèles plus larges, décrivant ainsi des contextes 

plus étendus (Wang et al., 2004). 

Cependant, la littérature avertit des lacunes et difficultés d’utilisation : 

- Bien que les ontologies apportent de nombreuses possibilités et représentent une source de 

connaissances accessibles à nos requêtes, la construction de celles-ci peut être complexe et 

coûteuse (Al-Aswadi et al., 2020). En effet, ces ontologies peuvent être construites de manière 

totalement manuelle, coopérative ou de manière semi-automatique. Un état de l’art datant de 

2007 concernant la construction totalement automatique d’ontologies reprenait déjà les 

infrastructures logicielles disponibles sur le marché pour effectuer cette tâche (Bedini & 

Nguyen, 2007). Cependant, encore actuellement, il semble que la construction entièrement 

automatique d'une ontologie par un système reste un défi important (Al-Aswadi et al., 2020; 

Browarnik & Maimon, 2015; Wong et al., 2012). Certains aspects discutant de ce défi sont 

présentés dans l’article (Al-Aswadi et al., 2020). Bien que cette approche soit largement 

abordée et qu’elle permette une nouvelle façon d’extraire de l’information avec une structure 

bien différente, la structure utilisée ne couvre que ”trop peu d’aspects d’un document” et ne 

permet donc pas toujours de répondre aux différents besoins d’analyse (Ranwez et al., 2013). 

- L’article (Antoniou & Van Harmelen, n.d.) souligne les limites d’expressivités rencontrées lors 

de la création d’un graphe RDF, soit une possibilité de matérialiser l’ontologie. 

3.3 Introduction des tâches de traitement de langage naturel (NLP) 

 Dans cette section, nous mettons en évidence quelques contributions tentant de répondre à 

certaines problématiques observées du traitement du langage naturel. Plus concrètement, ces travaux 

nous permettent de prendre connaissance des propositions déjà effectuées pour extraire de l’information 

en surmontant cette barrière de structure. Nous commençons cette section en discutant des tâches NLP 

s’appuyant sur le concept des ontologies (3.3.1). Nous abordons ensuite les possibilités qu'offrent les 

techniques NLP pour supporter différentes tâches managériales ou opérationnelles (3.3.2). Enfin, nous 

évoquons d’autres applications des techniques NLP supportant nos recherches (3.3.3). 

3.3.1 Utilisation des techniques NLP et ontologie 

 Directement en lien avec la section précédente (3.2), 

l’article (Bouakkaz et al., 2015) présente une méthodologie 

basée sur la notion de distance de similarité de Google (Google 

Similarity Distance) afin de construire cette ontologie 

(Bouakkaz et al., 2015, 2016). Cette nouvelle base de 

connaissances est créée en utilisant les mots-clés, en les 

regroupant grâce à la valeur de la distance de similarité de 

Google (Bouakkaz et al., 2016). Cette méthodologie, illustrée 

par la figure jointe (Figure 3), permet, in fine, la réalisation d’un 

cube contenant différentes hiérarchies de mots-clés.  

 L’article (Suchanek et al., 2008) présente l’outil YAGO, 

une ontologie construite à l’aide de la structure de connaissances 

de Wikipédia, ainsi que de l’outil Wordnet.  

Figure 3 : Figure tirée de 

l’article (Bouakkaz et al., 2016) 
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 Dans cette même philosophie, certains articles proposent ensuite d’enrichir leurs connaissances 

sur les textes en utilisant certains outils. L’article (Aknouche et al., 2013) propose d’utiliser Wikipédia 

afin de capturer certaines relations sémantiques entre les termes ou encore les différents concepts et 

catégories liés à ces termes. La similarité de différentes relations est alors calculée avec des outils de 

comparaison de distribution statistique tels que la Kullback-Leibler-Divergence (Aknouche et al., 

2013). 

 L’auteur (Ranwez et al., 2013) propose une façon alternative d’utiliser les ontologies. 

L’approche présentée (CoLexIR) se base sur l’extraction de documents à l’aide d’une ontologie de 

domaine qui permet de cibler et filtrer des documents pertinents pour la réalisation d’une tâche définie 

(Ranwez et al., 2013).  

3.3.2 NLP en support des tâches managériales 

 L'utilisation des techniques NLP est particulièrement évoquée dans le domaine de la médecine 

et de la santé.  

- L'article (Demner-Fushman et al., 2009) examine les différentes techniques et méthodes NLP 

(Named-Entity-Recognition ou NER, extraction de relations et d'associations entre concepts…) 

pour soutenir la prise de décisions cliniques. Ces méthodes sont réalisées à partir de notes 

cliniques rédigées par des prestataires de soins de santé. 

Les progrès de l'apprentissage profond (Deep Learning) permettent également de fournir une aide à la 

décision. L'ouvrage (Dash et al., n.d.) propose une revue des différentes techniques utilisant ces 

algorithmes d’apprentissage profond. 

 Certaines techniques peuvent également être utilisées dans le cadre du secteur bancaire.  

- Cet article (Hänig et al., 2023) explique la possibilité d'utiliser le traitement du langage naturel 

(NLP) pour évaluer l'admissibilité des prospectus de titres dans le secteur bancaire. La 

méthodologie est basée sur un problème de reconnaissance d'entités nommées et entraîne le 

modèle à l'aide de la bibliothèque HuggingFace. Cet entraînement est basé sur une version 

de BERT spécifique (FinBert) (Nagar & Joshi, 2018). 

- L'article (Nagar & Joshi, 2018) parle également de la nécessité d'adhérer à la norme de sécurité 

des données de l'industrie des cartes de paiement. À cette fin, il propose une approche qui utilise 

la technologie du web sémantique et le traitement du langage naturel pour extraire, d'un 

ensemble de documents de conformité, une base de connaissances modélisée avec une 

ontologie (graphe de connaissances).  Cette dernière utilise le langage d'ontologie du web 

(OWL) afin d'extraire, in fine, un ensemble de règles formelles et d'autonomiser le contrôle des 

opérations bancaires.  

 Le service de recrutement d'une organisation peut également se montrer innovant et profiter de 

certains outils. En effet, l'article (Alfawareh & Jusoh, 2019) propose une méthodologie basée sur le 

traitement du langage naturel afin d’analyser des CV automatiquement.  

 D’une manière plus générale et s’appliquant à divers secteurs. 

- L’article (Sintoris & Vergidis, 2017) présente l'utilisation du traitement du langage naturel pour 

modéliser les processus d'entreprise. L'objectif est d'utiliser la documentation existante dans 

une organisation et souvent non structurée, pour extraire les processus dans un langage semi-

formel (BPMN). Cet article justifie le besoin d’un tel outil par la quantité d'informations non 

structurées et sous-utilisées dans les organisations.  

- L’article (Kang et al., 2020) fait état de l’art concernant les avancées managériales que permet 

l’utilisation du NLP à un stade d’avancement toujours plus important.  

 Jusqu’à présent, les applications présentées illustrent l’utilisation de données internes à 

l’entreprise. Néanmoins, les données provenant de partenaires ou clients est également précieuse 

(données externes à l’entreprise). Nous abordons ici les différentes contributions reprenant l’intégration 

de ces données externes dans les supports de prise de décisions. 
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- L’article (Simonofski et al., 2021) propose une plateforme d’e-participation intégrant les 

opinions laissées sur différents médias pour soutenir l’élaboration des décisions politiques.  

- Suivant la même initiative, l’article (Berntzen & Johannessen, n.d.) traite d’un outil de 

recommandation et d’aide à la décision pour les praticiens dans les projets de transformation 

de villes intelligentes. 

- L'article (Biswas et al., 2022) étudie le défi que représente l'extraction d'informations 

condensées à partir d'un large éventail d'évaluations externes : les évaluations en ligne sur les 

plateformes de commerces électroniques.  

- L'article (Fersini et al., 2017) propose une solution visant à utiliser les réseaux sociaux, en 

l'occurrence Twitter, pour aider le gouvernement et les citoyens dans leur prise de décisions 

relative aux tremblements de terre. Les informations sont récoltées par des modèles 

(statistiques) d'apprentissage automatique (SVM, NV, K-NN) ainsi que le Bayesian Model 

Averaging (BMA) pour traiter l'incertitude générée par le langage naturel. 

- L’article (Ahmed & Shahzad, 2022) propose également l'utilisation des commentaires des 

utilisateurs pour promouvoir l'innovation dans les processus d'entreprise. 

3.3.3 Autres applications NLP 

- L’article (Diaz et al., 2020) examine l’introduction de la dimension spatio-temporelle afin 

d’améliorer la compréhension sémantique d’un texte analysé.  

- L’article (Shorten et al., 2021) explore la possibilité de la Data Augmentation des données 

non structurées pour, entre autres, améliorer les modèles de Deep Learning en leur permettant 

des entraînements plus complets.  

4. Etat de l’art  

 Ce mémoire est à la jonction de deux vastes domaines de recherche : d’une part, la construction 

d’une solution de Business Intelligence (BI) nécessitant une approche théorique complète. D’autre part, 

l’intégration des données textuelles dans un entrepôt de données (ou data Warehouse) visant à profiter, 

d’un point de vue analytique, de l’information que ces données peuvent contenir. Il est alors nécessaire 

d’explorer les différentes façons d’extraire automatiquement de l’information de ces données pour 

pouvoir se servir, in fine, de cette solution de BI comme support décisionnel. Concrètement, dans ce 

chapitre, nous présentons les travaux étudiant la problématique de l’introduction des données non 

structurées dans une solution de BI (4.1). Nous évoquons les transformations nécessaires pour 

manipuler les données textuelles (4.2). Enfin, nous exposons les différentes méthodes d’agrégations 

adaptées à ces données (4.3).  

4.1 Intégration de données non structurées dans une solution de BI 

 Il est maintenant reconnu que “la valeur de l'analyse des données non structurées a été prouvée 

dans la récente littérature” (Antunes et al., 2022).  Pour extraire cette précieuse information et permettre 

la gestion de ces données, la littérature (Franck Ravat et al., 2007) fait état des situations suivantes :  

- Les données textuelles sont difficiles à analyser étant donné que les systèmes utilisent des 

mesures numériques pour analyser des données qui ne le sont pas. 

- Les systèmes les plus avancés étaient limités aux fréquences de mots clés. 

- Les indicateurs non numériques ne peuvent être traités ou pris en compte.  

 Une des difficultés majeures rencontrées avec des données textuelles (ou non structurées) est 

l’intégration de ces données. En effet, une intégration fiable et pertinente, pour ces données n’ayant pas 

de modèle prédéfini d’intégration et faisant partie du monde du BigData, est un défi actuel important. 
En effet, les 3V (du BigData) sont directement concernés par ces données. Même si le volume de ces 

données n’est pas aussi important que pourraient l’être une image ou un son, les bases de données 

permettant de décrire correctement le sens sémantique d’un corpus de texte sont souvent très larges. 

Les axes de vélocité (en fonction du domaine métier) et surtout de variété sont donc des aspects à 

superviser. Plus généralement, il est essentiel de résoudre cette problématique d’intégration des données 
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tout en permettant une analyse sémantique et une extraction optimale d’informations (Bansal & 

Kagemann, 2015). 

 Tentant d’agir dans ce sens et de répondre à cette problématique d’intégration, la proposition 

de données semi-structurées a fait son apparition, notamment l’utilisation de la structure Extensible 

Markup Language (XML). Par exemple, l’article (Ravat, Teste, Tournier, et al., 2007) exprime la 

possibilité d’inclure ces données dans un balisage XML. Cette approche va permettre d’établir une 

réelle structure dans un corpus de documents et de structurer celui-ci. Cependant, les fonctions On-Line 

Analytical Processing (OLAP) sont difficilement applicables sur ces données. Cette approche fait 

également la distinction entre deux types de documents XML : les documents data-centric qui sont les 

données transactionnelles et les documents document-centric qui contiennent du texte (Ravat, Teste, 

Tournier, et al., 2007).  Pour les premiers, la littérature présente de nombreuses façons, bien connues, 

de les intégrer (Vaisman & Zimányi, 2014) alors que pour les seconds, différentes techniques sont 

explorées actuellement (Ravat, Teste, Tournier, et al., 2007). 

 Néanmoins, cette utilisation de balisage n’est, en réalité, qu’une petite avancée du problème 

d’intégration des données textuelles. En effet, si elle permet bien d’intégrer ces données, les capacités 

de cette méthode sont limitées en ce qui concerne l’extraction d’informations sémantiques dans des 

textes ou corpus (soit les principaux faits analysés). En effet, cette méthode présente quelques lacunes 

en ce qui concerne la capacité de pouvoir traiter ces documents riches en texte afin de pouvoir réaliser 

des analyses transversales sur ceux-ci (Franck Ravat et al., 2007; Ravat et al., n.d.; Ravat, Teste, & 

Tournier, 2007). La figure ci-dessous (Figure 4) illustre l’exemple d’un schéma conceptuel qu’il est 

possible d’obtenir sur base d’un corpus d’articles scientifiques en analysant la structure de ces 

documents.  

 

Figure 4 : Exemple d’un schéma conceptuel avec des mesures textuelles tirées de (Ravat, Teste, 

Tournier, et al., 2007) 

 Dans le but de définir un schéma conceptuel d’une solution de BI, l’article (Sanprasit et al., 

2021) propose une méthodologie permettant d’assister les personnes en charge de la construction d’une 

telle solution. Bien que cette méthode permette l’introduction de données semi-structurées, il existe 

encore certaines limites, déjà mentionnées, concernant l’utilisation du Natural Language Processing 

(NLP) et l’intégration de données totalement non structurées (Sanprasit et al., 2021). La littérature 

évoque donc cette opportunité d’amélioration et d’innovation en analysant l’enjeu réel que représente 

la possibilité de lever l’ambiguïté liée au traitement automatique du langage naturel (Sanprasit et al., 

2021). Une des méthodes actuellement proposées (Bansal & Kagemann, 2015) (Sanprasit et al., 2021) 

et à investiguer est la création d’ontologie, discutée plus haut dans ce mémoire, et permettant à la fois 

l’intégration de ces données mais également une structure qui aide à une bonne compréhension 

sémantique de celle-ci.  

 Une autre façon de développer une structure de modélisation de connaissances est d’utiliser des 

techniques d’exploration de textes (Text-Mining). Afin de déterminer une structure adaptée aux besoins 

des données textuelles et à leur hétérogénéité, l’article (Martin-Bautista et al., 2012) propose une 

conception des données qui permet la réalisation de requêtes tant sur des données textuelles que non 

textuelles. La dimension textuelle est alors décrite par une base de connaissances appelée « AP-

Structure » obtenue en utilisant le Text-Mining pour définir, entre autres, certaines dimensions.  
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4.2 Spécificités ETL6 

 Dans cette sous-section, nous décrirons les spécificités du processus Extract-Transformation- 

Load (ETL) liées à notre cas d’application : les données textuelles.  

 Dans la littérature, le besoin d’une démarche standard a été identifié. L’article (El-Sappagh et 

al., 2011a) propose un modèle tentant de répondre à ce besoin. Une dimension intéressante de ce modèle 

est qu’il a la faculté de transformer les sources de données non structurées en une source de données 

structurées (base de données relationnelle) (El-Sappagh et al., 2011).  En effet, l’utilisation de Wrapper 

(module de conversion des données non structurées) permet de récupérer des données à partir d'une 

ressource distante mais également de rechercher, reconnaître, extraire des données spécifiées dans un 

format structuré approprié pour permettre des manipulations plus avancées (El-Sappagh et al., 2011a). 

 En ce qui concerne les ETL dédiés à traiter et intégrer des données textuelles (ETL- Text), 

certaines spécificités sont à prendre en compte. En effet, ces ETL-Text ont des besoins bien spécifiques 

directement liés au type de données qu’ils traitent (Aknouche et al., 2013). Premièrement, dans sa phase 

d’extraction et de nettoyage des données, l’ETL-Text implémente le mécanisme de Tokenization, il 

s’agit d’un moyen de séparer les textes en plus petites entités textuelles (appelées unités ou tokens, en 

anglais) qui seront utilisées par la suite dans le cadre d’analyses. Dans le cas d’application étudié par la 

suite dans ce mémoire, nous combinons la Tokenisation par phrase (Sentence Tokenisation) et ensuite, 

pour chacune des phrases, la Tokenisation par mot. D’un point de vue analytique, il semble clair que 

les différentes phrases d’une critique, parfois plus longues, ne concernent pas toujours le même sujet. 

Dès lors, séparer les phrases permettra une récolte d’informations structurées plus précise et complète. 

Un exemple illustrant ces propos se trouve en annexe 2.1. 

 A la suite de l’étape de Tokenisation, la littérature introduit la notion de Stop Words. En effet, 

les mots peu discriminants ou dont la signification sémantique a peu d’influence seront introduits dans 

une Stop List (liste de mots contenant l’ensemble des Stops Words). Ces mots seront alors mis de côté 

afin d’augmenter la pertinence de certaines analyses (Aknouche et al., 2013.). 

 Ensuite, pour la phase de transformation et de représentation, deux étapes sont développées :  

La phase de la transformation structurelle : Nous utiliserons soit la technique de Stemming ou de 

Lemmatisation. Leur but est de rassembler, d’un point de vue analytique, les mots qui ont des 

différences mineures et un sens (une racine) sémantique commun(e). Ces deux approches vont alors 

tenter de retrouver une forme neutre des mots afin de permettre l’agrégation de ceux-ci ou simplement 

de rendre plus pertinentes les méthodes se basant sur la fréquence des mots (Lovins, 1968). Néanmoins, 

les deux formules ne procèdent pas de la même façon : 

 L’étape d’extraction du corps principal du mot (ou en anglais Stemming) va réduire le mot afin 

d’en obtenir la racine. Ce processus est un peu direct et susceptible de rencontrer quelques erreurs. En 

réalité, le problème spécifique de l’extraction de la racine du mot est même très complexe. De 

nombreuses règles ont été établies pour tenter de décrire au mieux la langue anglaise et ses différentes 

formes grammaticales. Cependant, les langues ont subi, à travers le temps, de nombreuses déformations, 

notamment dues à la prononciation des mots. Lorsqu’une règle est établie pour traiter une exception 

causée par ces changements, il est fréquent que cette règle génère d’autres problèmes. Cette relation de 

cause à effet explique pourquoi les exceptions ne peuvent être modélisées par un processus qui décrit 

parfaitement la langue (Lovins, 1968; Willett, 2006). 

 L’étape de lemmatisation va également réduire le mot à une autre forme, mais cette fois, à la 

forme neutre. Cela signifie que nous retrouverons, à partir d’un mot, le mot racine « neutre » présent 

dans la langue d’analyse. Ce processus, moins direct, nécessite une base de connaissances plus aboutie 

mais est moins sujet aux erreurs liées à la complexité de la langue. L’algorithme de Porter est connu de 

la littérature pour la réalisation de cette tâche (Porter, 1980; Willett, 2006).  

L’image ci-dessous (Figure 5) illustre la différence de fonctionnement entre ces deux méthodologies. 

                                                      
6 Dans cette section, la description du processus ETL-Text est séquentielle. En pratique, les étapes peuvent être 

réalisées dans un ordre différent en fonction des outils utilisés et cas d’applications. 
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Figure 5 : Comparaison entre les techniques de Stemming et de Lemmatization7 

La phase de transformation dite sémantique : Les racines de mots obtenues par la transformation 

structurelle appelées “Stems” (Tokens ayant effectué les étapes de Stemming ou de Lemmatisation) vont 

être utilisées pour déterminer des poids de significativité de ces mots. Chacun des termes (Stems) a un 

poids équivalent au nombre d’occurrences de ce terme dans un document (ou entité textuelle), divisé 

par le nombre de termes total de ce document. En annexe 1.4, le détail du calcul de ces poids. Le modèle 

du maximum de vraisemblance peut alors se baser sur ces poids pour établir différents calculs 

probabilistes. 

4.3 Agrégation des données 

 Il est nécessaire d’analyser les textes en utilisant différentes mesures. Ces mesures doivent 

permettre l’exécution des opérations OLAP (Slice, Dice, Drill-Down, Roll-up, Pivot) et donc pouvoir 

afficher les données à différents niveaux de granularité (Ravat, Teste, & Tournier, 2007). 

 La littérature distingue deux catégories d’approches pour agréger les données. La première 

catégorie d’approches se concentre sur la structure choisie du cube. Un autre ensemble de méthodes 

s’attache aux techniques de recherche à l’intérieur du texte (Text-Mining) (Bouakkaz et al., 2017). Ces 

dernières ne tentent plus de découvrir une structure adéquate du cube ou ne cherchent plus à extraire 

l’information concernant le document (par exemple sur sa structure, ses caractéristiques) mais plutôt 

les informations à l’intérieur des documents, au sein même des textes qui y sont écrits.  

 D’une manière plus générale, le Text-mining et le traitement de langage naturel (NLP) sont 

souvent associés. Ces deux approches ont pour but de découvrir, d’extraire de l’information depuis un 

document textuel ou autre support utilisant le langage humain (Baker & Nguyen Thien, 2020).  

4.3.1 Structure du Cube 

Dans cette sous-section, nous mentionnons des méthodes d’agrégations concentrées sur la structure du 

cube et les méthodes appliquées pour que les données correspondent à cette structure.  

- La méthode X-OLAP (XML-OLAP), discutée ci-dessus, s’appuie sur le fait que l’XML OLAP 

représente à la fois les faits et les dimensions des données (Bouakkaz et al., 2017) 

(Janaszkiewicz et Różewski, 2019). 

- La méthode DocCube permet d'examiner un corpus de documents dans son ensemble en 

utilisant l'approche de la classification (Bouakkaz et al., 2017) (Janaszkiewicz et al. 2019). 

- L’approche Topic Cube OLAP se fonde sur la création d’une hiérarchie de sujets dans le texte 

afin de créer des dimensions d’analyses et permettre les opérations telles que Drill-Down ou sa 

réciproque - Roll-up - (Bouakkaz et al., 2017; Janaszkiewicz & Różewski, 2019). 

- L’approche Document cube est basée sur l’extraction d’informations qui décrivent le document 

(méta données) (Bouakkaz et al., 2017; Janaszkiewicz & Różewski, 2019). 

- L’approche Text Cube permet à l’utilisateur une navigation sémantique à travers les dimensions 

d’analyses. Les opérations Pull-up et Push down sont alors implémentées. Cette méthode 

                                                      
7 Source : https://www.turing.com/kb/stemming-vs-lemmatization-in-python 
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implémente également, respectivement, deux mesures basées sur la fréquence d’apparition des 

termes et l’indice inversé (Bouakkaz et al., 2017). 

- L’approche Tube (Text-Cube) est proposée pour découvrir les relations entre certaines entités 

extraites des textes (Bouakkaz et al., 2017; Janaszkiewicz & Różewski, 2019). 

- L’approche R-Cube a pour objectif l’intégration de données textuelles et structurées dans un 

même Data Warehouse et permet ainsi à l’utilisateur d’obtenir de l’information depuis des 

sources hétérogènes de données (Bouakkaz et al., 2017; Janaszkiewicz & Różewski, 2019). 

- L’approche Cube Index avance, quant à elle, un modèle basé sur une description hiérarchique 

de chacun des documents (Bouakkaz et al., 2017). 

4.3.2 Méthodes d’agrégation 

 L’article (Ravat, Teste, & Tournier, 2007) propose une fonction pour la réalisation d’opérations 

d’agrégation (OLAP). Cette fonction se base sur un modèle conceptuel qui fournit :  

- Des concepts adaptés qui supportent les mesures textuelles non numériques. 

- Le nouveau concept qui contrôle le traitement d'agrégation textuelle OLAP en utilisant une 

ontologie de domaine.  

 Traditionnellement, lorsqu’on analyse des mesures numériques, ces dernières peuvent être 

additives, semi-additives ou non additives (Vaisman & Zimányi, 2014). Dans le cas des données 

textuelles, celles-ci sont non numériques et, par conséquent, non additives (Ravat, Teste, & Tournier, 

2007). La littérature fournit donc un ensemble de mesures utilisables sur les données textuelles pour 

pouvoir effectuer des analyses transversales souvent basées sur les mots-clés qui représentent la base 

d’une grande famille de mesures (Ravat, Teste, & Tournier, 2007). Par exemple, l’article (F Ravat et 

al., 2008) introduit la notion de mot-clé Keyword et propose l’extraction des mots-clés les plus 

importants (Top Keywords). Cette fonction (Top_Kw) suggère l’extraction de mots-clés sur base de leur 

fréquence (Tf. Idf) et considère les termes les plus fréquents comme plus significatifs pour décrire un 

texte (F Ravat et al., 2008). Cette mesure permettrait l’utilisation d’autres fonctions d’agrégation telles 

que ROLL-UP comme l’illustre cette figure ci-dessous (Figure 6). 

 

Figure 6: “An analysis with a Roll-up process”. Image tirée de l’article (F Ravat et al., 2008) 

 Dans le cas repris dans cet article (Ravat, Teste, & Tournier, 2007), chaque mot-clé représentera 

un nœud, soit la représentation d’un concept dans son niveau le plus fin de granularité. La relation entre 

ces nœuds, lorsqu’elle est définie, représentera « IS A » pour définir une sorte de hiérarchie entre les 

différents mots. Ensuite, deux mesures sont proposées :  

- Least Common Ancestor (LCA) : l’ancêtre commun le plus proche 

- Distance entre les nœuds : Fonction retournant la distance entre l’ancêtre le plus proche et le 

nœud le plus bas (Ravat, Teste, & Tournier, 2007). 

 Les images ci-dessous (Figure 7) illustrent l’ontologie proposée par l’article dans le domaine 

des systèmes d’informations (gauche) et un exemple d’application d’une fonction agrégative sur base 

de la mesure LCA définie par la distance entre les nœuds (droite). 
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Figure 7 : Images tirées de l’article (Ravat, Teste, & Tournier, 2007) 

 Sur base de cet exemple, en joignant les différentes techniques proposées, la liste de fonctions 

d’agrégation disponibles est la suivante :  

- COUNT, LIST : fonction d’agrégation disponible pour les mesures non additives 

- Keyword aggregation function : une fonction d’agrégation sur base des occurrences des mots- 

clés.  

- Average Keywords : en utilisant une opération similaire au ROLL-UP sur l’ontologie et en 

agrégeant les distances (Ravat, Teste, & Tournier, 2007). 

5. Etude de cas 

 Les chapitres précédents nous ont permis, d’une part, d’identifier la problématique de 

l’intégration des données textuelles dans une solution de BI puis de décrire le contexte de cette 

problématique sur base d’une large étude de la littérature, et, d’autre part, d’introduire différentes 

techniques permettant de transformer les données non structurées ou d’en extraire de l’information. 

Dans ce chapitre, nous mettons en œuvre ces apprentissages et proposons une méthodologie 

d’intégration des données textuelles à travers une application concrète : une étude de cas fictive abordant 

la gestion d’une chaîne d’hôtellerie. Dans ce contexte, les gestionnaires font face à un très grand nombre 

de données et ont, dès lors, besoin de les centraliser et de les intégrer afin de pouvoir les valoriser en 

les utilisant de façon agrégée dans les processus de contrôle de performance de l’organisation. En 

particulier, les décideurs constatent que les commentaires des clients ne sont pas intégrés dans les 

indicateurs de performance qui leurs sont présentés. Pour améliorer leur compréhension de la situation, 

la satisfaction des clients, l’image des hôtels et, in fine, leurs revenus, ils souhaitent intégrer ces critiques 

et utiliser la valeur informationnelle que contiennent ces dernières.  

 Ce cas fictif est concrétisé sur l’ensemble de données : Ganesan, K. A., and C. X. 

Zhai, “Opinion-Based Entity Ranking“, Information Retrieval8. Cet ensemble de données contient, 

entre autres, les critiques d’hôtels provenant de 10 villes différentes à travers le monde. Pour chacune 

des villes, entre 80 et 700 hôtels sont représentés et plus de 250.000 critiques sont collectées. 

 De façon générale, les données sont séparées en 2 dossiers : d’une part, un dossier comprenant 

les informations propres aux hôtels ainsi que les critiques des clients de ces hôtels (« data »).  D’autre 

part, un dossier judgements avec un ensemble de fichiers contenant certaines des évaluations 

numériques réalisées par les clients. 

Plus précisément, dans le dossier data, les informations présentées sont les suivantes : 

- Pour les informations propres aux hôtels, l’ensemble de données contient, entre autres, 10 

fichiers .csv (un par ville) reprenant chacun différentes informations à propos des 

établissements, notamment le nom, la localisation, le nombre de critiques, le prix, la 

classification, l’url de l’hôtel et différentes moyennes de notes attribuées par les utilisateurs 

(Notes de : Cleanliness, Room, Service, Location, Value, Comfort, Overall_ratingsource).  

- Concernant les critiques utilisateurs, nous retrouvons, pour chacune des 10 villes, un dossier 

contenant un fichier texte (.txt) pour chacun des hôtels. Dans ces dossiers, nous reprenons les 

                                                      
8 Source : http://kavita-ganesan.com/entity-ranking-data/#.ZGs2iHZByM_ 

https://kavita-ganesan.com/opinion-based-entity-ranking
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différentes critiques sous le format suivant : date de publication de la critique, objet de la 

critique et critique proprement dite. 

 Dans le cadre de ce mémoire, nous sommes dès lors chargés de créer une solution de Business 

Intelligence répondant aux besoins des décideurs en permettant l’exploration des données non 

structurées jointes aux données numériques déjà collectées par l’organisation. Notre solution devra donc 

réunir ces deux sources informationnelles pour supporter la prise de décisions. Dans le but de concevoir 

cette solution, nous décidons de suivre la démarche théorique suivante : nous partirons des besoins du 

métier pour effectuer l’analyse des exigences. Par la suite, nous modéliserons de façon conceptuelle le 

Data Warehouse avant de se questionner sur les choix relatifs à une possible implémentation de celui-

ci. Cette démarche est illustrée de façon séquentielle par l’image ci-dessous (Figure 8). 

L’implémentation physique ne fait pas partie du champ d’application de ce mémoire.  

 

 Figure 8 : Illustration du processus de conception de notre solution BI.  

 Concrètement, dans ce chapitre (5. Etude de cas), nous définissons les objectifs analytiques 

poursuivis par les gestionnaires de la chaîne d’hôtels de notre cas d’application et formalisons ces 

objectifs en un schéma conceptuel de notre solution BI permettant d’y répondre (section 5.1 Analyse 

des exigences). Puis, nous présentons le processus suivi pour centraliser (extraire) et préparer nos 

données (section 5.2 Pré-traitement des données). Enfin, nous définissons un processus ETL adapté aux 

besoins de ces données et à ce cas d’application. Nous présentons également les différentes méthodes 

qui, en suivant ce processus, permettent d’extraire l’information utilisée dans la solution BI et ainsi 

créer les attributs manquant à notre table de faits et aux tables de nos dimensions (section 5.3 création 

de dimensions spécifiques provenant de données non structurées). Ce chapitre se termine par le 

développement d’une mesure spécifique à ce cas d’application : les bases de connaissances. En effet, la 

section 5.4 « Création et utilisation d’une base de connaissances » expose leurs constructions et utilités. 

Les choix d’implémentations (Logical Design) seront brièvement évoqués dans le chapitre 6. Analyses 

et Résultats. 

5.1 Analyse des exigences 

 Dans cette section, nous définissons les différents objectifs analytiques visés par notre solution. 

Nous portons une attention particulière aux objectifs réalisables grâce aux analyses réalisées sur les 

critiques des clients (soit nos données textuelles). La procédure suivie afin de définir les exigences peut 

être retrouvée en annexe 5.1. Ce travail sert de base à la réalisation du schéma conceptuel proposé dans 

le point suivant. 

5.1.1 Définitions des objectifs analytiques9 

 Dans cette sous-section sont identifiés et présentés les objectifs d’analyses métier. L’objectif 

général est le suivant : intégrer des avis et opinions de clients dans les outils de gestion de performances 

actuels. 

Objectif 1 : Etude de la satisfaction générale des clients. 

- Permettre l’analyse des différentes notes d’évaluation laissées par les clients. 

- Mise en évidence de la proportion de critiques positives et négatives. 

- Permettre de comprendre et mettre en évidence les critiques fortement polarisées. 

- Permettre d’observer, à travers le temps, l’évolution de la satisfaction des clients. 

- Mise en évidence des hôtels les plus susceptibles de répondre favorablement à une campagne 

de fidélisation. 

                                                      
9 Les exigences de ce cas d’étude servent de guide pour réaliser notre solution de BI. Néanmoins, il s’agit d’un 

cas d’étude fictif. Dès lors, ces objectifs sont définis dans le but d’illustrer notre méthodologie. 
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Objectif 2 : Identification et mise en évidence des sujets et problématiques abordés dans les critiques. 

- Permettre de prendre connaissance des différents sujets discutés. 

- Permettre de visionner les critiques en fonction des sujets choisis. 

- Mise en évidence des mots-clés utilisés dans les critiques sélectionnées. 

- Permettre de visionner les critiques en fonction de mots-clés choisis. 

- Catégorisation des critiques abordant les principaux attributs d’évaluations des hôtels : Value, 

Comfort, Cleanliness, Room, Location, Service, Staff, Accomodation, Food. 

Objectif 3 : Support d’aide à la décision relatif aux critiques négatives 

- Permettre une analyse plus approfondie des critiques pour identifier les problèmes. 

- Mesurer l’impact de certains problèmes et attributs sur les indicateurs de satisfaction. 

- Mise en avant des sujets relevés et recommandations des clients. 

Objectif 4 : Support d’analyse pour les hôtels en difficulté. 

- Identification des hôtels rencontrant des difficultés pour satisfaire leurs clients. 

- Mise en avant des sujets soulevés pour les hôtels en plus grande difficulté. 

- Illustration des attributs d’évaluation d’un hôtel afin de permettre d’identifier l’origine des 

problèmes. 

Objectif 5 : Analyse d’un hôtel unique 

- Permettre d’avoir une visualisation concise des sujets discutés pour un hôtel défini. 

- Permettre de naviguer plus en profondeur parmi les critiques concernant un hôtel afin 

d’identifier des problèmes précis liés directement à cet hôtel. 

Objectif 6 : Comparaison des hôtels en termes de performances, notamment sur base des indicateurs de 

satisfaction.  

- Evaluer les différents indicateurs de performances 

5.1.2 Modélisation du schéma conceptuel 

 Dans cette sous-section, nous présentons le tableau récapitulatif des Dimensions, Hiérarchies 

et Niveaux à inclure dans notre Data Warehouse afin de pouvoir répondre à nos objectifs. Le schéma 

conceptuel associé est ensuite illustré. Le tableau ci-dessous (Tableau 1) présente :  

- Les dimensions (Time, Location, Ratings, Reviews) extraites depuis les données structurées.  

- Les dimensions (Sentiment, Attributes, Main Topics, Key words) extraites depuis les données 

textuelles. 

- Les attributs et mesures de la table de faits. 

       Tableau 1. Relation entre les dimensions et les objectifs d’analyses identifiés 

 

Dimensions/Measures 

 

Hierachies and levels 

General Analysis objectives 

1 2 3 4 5 6 

Date Time 

Day Month  Year 

Week 

      

Hotel Information Location 

Hotel  Street  Zip  City  

State  Country  Continent 
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  Ratings Ratings 

Ratings Scores  Global 

      

Sentiment Sentiment 

Type Global 

      

Attributes Attributes 

Attributes Global 

      

Key Words Key Words 

Key Word  Global 

      

Main Topics Main Topics 

Topics  Global 

      

Reviews -       

Summary -       

Sentences -       

Key Topic -       

Key words -       

/Number reviews -       

/Number of hotels        

/Number reviews increase -       

/Avg Rating -       

/Avg Sentiment Score -       

/Avg NPS Score -       

/Knowledge Base Knowledge base hierarchy10       

 

La figure ci-dessous (Figure 9) illustre le schéma conceptuel défini. 

                                                      
10 La création d’une base de connaissances sera développée dans la section 5.4 de ce mémoire. 
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Figure 9 : Modélisation du schéma conceptuel permettant de répondre à nos objectifs analytiques. 

5.2 Pré-traitement des données11 

 Le processus ETL classique est composé de 3 étapes (Extract – Transform – Load). Dans cette 

sous-section, nous préparons les données afin de permettre nos futures analyses. Premièrement, nous 

centralisons les données à notre disposition (Extract). Ensuite, nous réalisons les modifications basiques 

effectuées également sur des données structurées et les modifications (spécifiques aux données 

textuelles) nécessaires aux méthodologies d’extraction d’informations (Sous-section 5.2.3) 

(Transform). Le chargement des données dans notre Data Warehouse (Load) ne concerne pas cette 

section et sera développé plus tard dans ce mémoire (section 6.1). Cependant, le processus ETL 

classique ne permet pas de répondre aux différents besoins analytiques identifiés dans la section 

précédente. En effet, certaines informations sont contenues dans les textes mais ne peuvent, à ce stade, 

être chargées comme des attributs. Ce que nous appelons en théorie « Processus ETL » permet 

uniquement, dans le cas des données non structurées, de préparer les données pour d’autres analyses 

et/ou techniques d’extractions d’informations. Dès lors, nous considérons cette étape comme faisant 

partie de l’étape de préparation des données. Cette préparation est alors réalisée en 3 phases : 

centralisation (5.2.1), transformation de données structurées (5.2.2) et transformation de données non 

structurées (5.2.3). Ces étapes de préparation sont modélisées ci-dessous (Figure 10) (en blanc). Les 

étapes suivantes (en gris) sont détaillées par après (section 5.3, 5.4). 

Figure 10 : Méthodologie d’intégration des données textuelles dans un Data Warehouse 

 

                                                      
11 Notebook(s) concerné(s): 1. Data Pre-Processing, 2. Reviews Centralization, 3. Prepare (PEITL process) 
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5.2.1 Centralisation des données (Extract) 

 La centralisation des données consiste en l’extraction des différents faits ou attributs des 

données à partir des différentes sources et bases de données dont nous disposons. Lors de cette étape, 

un premier ensemble de données (Hotel _Information) est créé en centralisant les informations 

des différents fichiers. Celui-ci comprend l’ensemble des informations structurées relatives aux hôtels.  

 Hotel_Information contient 3105 lignes, ce qui correspond aux informations du même 

nombre d’hôtels, et contient les 19 colonnes suivantes :'doc_id','hotel_name', 'hotel_url', 
'street','city','state','country','zip','class','price','num_reviews', 

'CLEANLINESS','ROOM','SERVICE','LOCATION','VALUE','COMFORT', 

'overall_ratingsource', 'Source.Name'. 

 En analysant ces données, nous pouvons observer, entre autres, que : 

- Le nombre d’hôtels par ville se situe entre 61 (Shangaï) et 262 (Londres). 

- Le nombre de critiques par ville se situe entre 4.404 (Shangaï) et 79.792 (Londres). 

- Le nombre de critiques moyen par hôtel est de 87 (86,87). 

- La moyenne et la médiane des notes d’évaluation se situent entre 3,5 et 4. Les notes vont de 1 

à 5 mais une grande partie de la distribution se trouve entre 3 et 4,5. En annexe 3.2.3, nous 

pouvons retrouver une image illustrant la distribution de ces notes. 

- Les liens (url) proposés par cet ensemble de données mènent à des pages obsolètes. 

- Les colonnes price  et COMFORT sont vides. 

5.2.2 Transformation des données structurées (Transform) 

 Ensuite, nous effectuons la préparation classique des données avec les différentes étapes telles 

que : 

- Le traitement des valeurs manquantes : les colonnes partiellement incomplètes ont été soit 

inchangées (pour street, state, zip), soit complétées en réutilisant les autres données 

disponibles (pour num_reviews, overall_ratingsource) lorsqu’une dépendance 

entre les colonnes étaient observées. Les colonnes n’ayant aucune valeur pertinente ou vides 

ont été supprimées (hotel_url, COMFORT, class, price). 

- Le traitement des valeurs aberrantes (Outliers) : nous avons analysé la distribution des valeurs 

numériques. Pour la colonne Rating, nous avons transformé les valeurs -99 et recalculé le 

rating comme étant la note moyenne des autres notes d’évaluation (Cleanliness Rating, 

Room Rating…). Pour les autres colonnes, nous n’avons pas trouvé de valeurs anormales.  

- Autres modifications mineures et ajustements sur les colonnes (Changements de types, de 

noms, suppression des colonnes non pertinentes, arrondissement des chiffres décimaux, 

définition d’un modèle standard de présentation de la colonne street). 

Cette partie de la préparation des données peut être retrouvée, de façon plus détaillée, en annexe 3.2.4.  

5.2.3 Transformation des données textuelles (Transform) 

            Pour permettre l’extraction d’informations à partir des textes, il est nécessaire d’effectuer 

certaines transformations. D’une manière générale, nous appliquons le processus de transformation 

des textes s’inspirant de celui proposé dans l’article (Aknouche et al., n.d.) et utilisons les techniques 

présentées à la section 4.2 de ce mémoire. Ce processus crée, après chaque étape, une colonne 

stockant les données transformées. En effet, les besoins rencontrés lors du cas d’application dépendent 

des techniques utilisées. Pour cette raison technique et pour améliorer la pertinence des analyses 

(comme évoqué en section 4.2), nous commençons par séparer l’ensemble des critiques (Reviews) 

en phrases. Ensuite, pour chacune des phrases, le processus suivant (Illustré sur la Figure 11) est 

respecté :  
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Afin de nettoyer les textes : 

- Utilisation de la bibliothèque string et, plus précisément, de la fonction 

string.punctuation du langage python  afin de retirer la ponctuation dans chaque texte. 

Une version de la liste de ponctuation définie élimine également les nombres. 

- Utilisation d’un fichier .txt comprenant les Stop words de la langue anglaise pour enlever des 

textes, les mots, considérés comme non pertinents pour nos analyses. Ces mots proviennent du 

module stopwords de la librairie NLTK.corpus. 

Pour diviser les textes en unités : 

- Etape de Tokenisation. Pour nettoyer les textes ou encore extraire les mots-clés, nous réalisons 

la Tokenisation par mots. 

Pour obtenir les mots sous leur forme neutre : 

- Réalisation de l’étape de Lemmatisation afin de retrouver la racine neutre du mot et rendre plus 

pertinentes les méthodes basées sur les occurrences ou fréquences des éléments. 

 

 

 

 

 

 

 

Figure 11 : Processus de transformation du texte (ETL-Text) appliqué pour préparer les données. 

 Les images ci-dessous (Figure 12) illustrent les résultats obtenus en suivant ce processus pour 

chacune des phrases identifiées. 

 

 

 

 

 

 

 

 

Figure 12 : Illustration d’une transformation de critiques  

 A la suite des transformations effectuées sur les données textuelles, nous disposons des critiques 

(Reviews), des différentes phrases (Sentences) et des unités (Tokens) de ces phrases. 

5.3 Création des dimensions spécifiques provenant de données non structurées 

 Les sections précédentes nous ont permis d’établir les objectifs d’analyses, d’extraire et de 

préparer les données structurées et de préparer les données non structurées (Prepare). Dans cette 

section, nous formalisons le processus permettant la création des Dimensions du Data Warehouse. 

Ensuite, nous présentons l’application des méthodes pertinentes, identifiées dans le contexte théorique 

(section 2.), pour extraire de l’information sémantique (Extract information – Transform) et ainsi 

pouvoir matérialiser les dimensions (Load) provenant de données non-structurées de notre schéma 

conceptuel en suivant le processus défini.  
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5.3.1 Processus de préparation, extraction d’informations, transformation et chargement des 

données (PEITL) 

 A ce stade, différentes informations (provenant des données non structurées) de notre schéma 

conceptuel ne peuvent être extraites. Pour la réalisation de cette tâche, un processus adapté est 

nécessaire. Nous appellerons ce dernier Prepare-Extract Information-Transform–Load (PEITL). Il est 

composé de 4 étapes. La figure ci-dessous (Figure 13) illustre le processus PEITL. 

- La préparation des données textuelles (Prepare) : ce processus est détaillé dans la sous-

section précédente. La littérature appelle ce processus ETL-Text. Comme mentionné plus 

haut dans cet écrit, dans notre cas, nous considérons qu’il permet uniquement de réaliser 

l’étape de préparation des données. En effet, à la suite de cette étape, nous obtenons divers 

éléments permettant de réaliser l’étape d’extraction d’informations. A noter également que 

certaines techniques d’extraction nécessitent une structure spécifique (Vectorization, 

Embedding) dérivée de ces sorties. 

- L’étape d’extraction d’informations (Extract Information) dont les différentes méthodes sont 

présentées dans les chapitres 2 et 3 de ce mémoire. (Les différentes techniques et leurs 

applications). Dans ce chapitre, lors de la création des dimensions expliquées à travers les 

sections suivantes, nous mettons en œuvre les techniques pertinentes à notre cas d’étude afin 

de répondre aux objectifs d’analyses et construire les tables et dimensions définies. 

- L’étape de transformation consiste à traiter l’information extraite afin de créer les mesures ou 

attributs définis (Transform).  

- Lors de l’étape de chargement des données (Load), nous mettons en correspondance nos 

données et les différentes colonnes du schéma logique de notre Data Warehouse. 

 

Figure 13 : Processus (PEITL) de création de dimensions et remplissage du Data Warehouse 

 Lors de la création de la majorité des dimensions, nous suivons ce processus (PEITL). 

Néanmoins, pour certaines techniques d’extraction d’informations, par exemple lors de l’utilisation 

d’IA générative (Modèle pré-entraîné Davinci), le processus suivi est différent. En effet, dans ce cas, le 

processus le plus adapté est l’Extract Information – Transform – Load. L’étape de préparation est moins 

importante car ce modèle est capable de traiter les données non structurées. A l’inverse, l’étape de 

transformation est alors plus dense et nécessite le traitement des textes obtenus en sortie du modèle. 

 Dans la sous-section suivante, nous détaillons les méthodes de création des dimensions et de la 

table de faits. Pour rappel, nous nous concentrons sur l’extraction d’informations structurées, pour 

nourrir une solution de Business Intelligence, à partir de textes courts constitués de quelques phrases 

écrites par les clients des hôtels. Dans ce contexte, certaines méthodes seront développées plus 

amplement que d’autres, en fonction de la plus-value que ces dernières peuvent apporter en pratique.  
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5.3.2 Création de la dimension Sentiment12 

 Nous traitons premièrement l’extraction de l’attribut Type, soit la polarité (Positive ou 

négative) des critiques. Pour réaliser cette tâche de classification, parmi les nombreuses techniques 

évoquées, nous avons choisi d’opter pour une tâche de machine Learning en apprentissage supervisé 

afin de pouvoir évaluer statistiquement les performances des différents algorithmes. En effet, de 

nombreuses librairies (cf. Chapitre 2. Techniques d’extraction de l’information : Fondements 

théoriques) sont proposées pour réaliser cette tâche, mais il est difficile d’évaluer la performance de ces 

modèles pré-entraînés. Pour effectuer cet apprentissage supervisé, nous avons donc utilisé un ensemble 

de données disponibles en Open Source13 ayant comme particularité la séparation des critiques positives 

et négatives. Cet ensemble de données nous permet donc d’entraîner un modèle pour pouvoir prédire 

un sentiment positif ou négatif dans les critiques de notre cas d’étude. La démarche est décrite ci-

dessous. 

 Premièrement, nous procédons à une brève exploration des données d’entraînements. Nous 

avons pu remarquer que les critiques étaient composées de quelques mots à environ 400 mots. 

Néanmoins, la plus grande partie compte moins de 150 mots. Au vu de la faible différence entre les 

distributions, nous n’explorons pas la possibilité que le nombre de mots puisse être un facteur 

discriminant. Par ailleurs, un test One way Anova ne nous permet pas d’exclure l’hypothèse indiquant 

une égalité de la fréquence moyenne des mots dans les deux distributions. L’illustration des 

distributions de fréquences de mots peut être observée en annexe 3.3.1. Nous avons ensuite effectué les 

différentes étapes de préparation (Prepare) suivantes : 

- Tokenisation, stop words et Lemmatization. 

- Autres modifications mineures (conservation des caractères ASCII uniquement et mise en 

minuscule). 

 Etant donné que nous avons opté pour l’utilisation de machine learning, nous devons, afin de 

nourrir les modèles, transformer le texte en vecteurs reprenant la fréquence d’apparition de chacun des 

mots pour chacune des critiques. Nous souhaitons uniquement conserver les mots ayant un réel impact 

discriminant entre les sentiments (positif/négatif). Le but principal de cette étape est de contraindre nos 

algorithmes afin qu’ils se concentrent sur les mots discriminants. De plus, une matrice conservant 

l’intégralité des mots est plus demandeuse (temps de compilation notamment) et rend nos algorithmes 

moins performants. Pour ces raisons, nous avons défini une liste de stop words propre à ce cas 

d’application de la façon suivante : 

- Création de deux BOW pour les critiques positives et négatives, respectivement. 

- Les mots considérés comme non discriminants seront alors : 

▪ Les mots avec une fréquence d’apparition haute dans les deux (intersection) BOW.  

▪ Les mots avec une fréquence d’apparition basse dans les deux (intersection) BOW. 

 Par la suite, l’ensemble de données est scindé en un ensemble d’entraînements et un ensemble 

de tests. Les textes nettoyés sont transformés en un ensemble de vecteurs à l’aide de la fonction 

TfidfVectorizer()provenant de la bibliothèque sklearn. Pour choisir notre modèle, nous 

avons évalué les performances de 3 modèles d’apprentissage. Pour chacun de ces modèles de 

classifications, aucun cas d’overfitting n’a été observé étant donné l’équilibre des prédictions (TN, TP, 

FP, FN)14 et de la représentativité des classes de l’échantillon (55% positives, 45% négatives). 

- Classification naïve bayésienne : utilisation du modèle de classification multinomiale de Naive 

Bayes de la bibliothèque sklearn avec les méta-paramètres par défaut. Score de précision : 

92,6% et coût computationnel faible. 
- Random forest classifier : Utilisation du modèle de classification 

RandomForestClassifier() de la bibliothèque sklearn avec le méta-paramètre 

                                                      
12 Notebook(s) concerné(s): 4. Sentiment Analysis, 5. Sentiment Score, 6. NPS Score 
13 Source : https://www.kaggle.com/code/johniwuozor/hotel-review-datasets/input 
14 Les matrices de confusions illustrant ces résultats peuvent être retrouvées en annexes 3.3.1. 

https://www.kaggle.com/code/johniwuozor/hotel-review-datasets/input


 
 

26 

 

définissant la profondeur maximum des arbres (max_depth)  limitée à 50 et les autres par 

défaut. Score de précision : 93,1% et coût computationnel moyen (quelques minutes) (plus 

élevé étant donné la profondeur maximale des arbres de décisions). 
- Réseau de neurones (Multi Layer Perceptron ou MLP) : utilisation du modèle de classification 

MLPClassifier de la bibliothèque sklearn avec les méta-paramètres par défaut. Score 

de précision : 94,5% et coût computationnel non acceptable (supérieur à une heure en 

appliquant cet algorithme à un sous-ensemble des données d’environ 2000 lignes). A noter que 

lorsque les méta-paramètres du modèle sont modifiés en vue d’optimiser le coût computationnel 

de l’apprentissage, les performances sont moindres (inférieures à 90%).  

 Finalement, même si le temps de compilation ne pose problème que lors de l'entraînement du 

modèle (étape unique), nous avons opté, pour des raisons pratiques, pour le second modèle étant 

données ses performances déjà satisfaisantes et très légèrement inférieures. 

 Pour évaluer les performances de notre modèle entraîné, nous avons comparé celles-ci, sur le 

même ensemble de données (labellisées), avec celles d’un modèle OpenAI (le modèle pré-entraîné GPT 

3.5 appelé text-davinci-003). Le score de précision de ce dernier (Accuracy score) est de 91,1%. 

Soit une précision légèrement inférieure. Même si nous supposons une plus grande capacité 

d’adaptation de ce modèle à notre cas d’analyse, nous continuerons donc avec notre modèle entraîné 

(Random Forest Classifier) pour réaliser les prédictions sur les critiques présentes dans nos données 

(Information Extraction). 

 Afin d’être plus précis et de proposer un score numérique dans nos mesures de satisfaction du 

client, nous calculons l’attribut Sentiment Score. Pour ce faire, étant donné que nous utilisons un 

modèle pré-entraîné sur des corpus de textes en langage naturel, la préparation des données n’est pas 

nécessaire (Prepare). En effet, nous utilisons la fonction sentiment.polarity du module 

TextBlob. Cette fonction nous renvoie un score compris entre -1 et 1 en fonction de la positivité ou 

négativité présente dans la phrase (Information Extraction). Nous utiliserons ces sorties afin de définir 

un score de satisfaction, positionné sur une échelle de 1 à 100 (Transform).  

 Enfin, pour estimer à quel point un client est susceptible d’être sensible à une campagne de 

fidélisation, nous avons demandé au modèle Davinci (GPT-3.5) d’estimer un indicateur Net-

Promoteur-Score (NPS score)15 afin de pouvoir discriminer de façon plus détaillée les critiques 

positives et négatives (Information Extraction). Ce score, normalement défini comme allant de -100% 

à 100% sera remis sur une échelle de 1 à 100% (Transform). De plus, cela nous permettra d’évaluer 

une nouvelle fois les performances de notre tâche de Sentiment Analysis. Pour évaluer la pertinence du 

NPS-Score, nous effectuons un test de corrélation entre ces notes et le Sentiment score et pouvons 

observer que celle-ci est importante (63%). L’illustration de ces propos se trouve en annexe 3.3.1. En 

utilisant les prédictions réalisées par notre modèle d’apprentissage (Random Forest Classifier) sur nos 

données (Type), les prédictions de score de polarité (Sentiment Score) et les NPS-Score, nous 

pouvons créer la dimension Sentiment dans notre schéma conceptuel (Load).  

5.3.3 Création de la dimension Main Topics16 

 Un des besoins d’analyses les plus importants de ce cas d’application est de pouvoir trier les 

critiques en fonction du sujet abordé et inversement, c’est-à-dire afficher les sujets discutés en fonction 

des critiques filtrées par les autres dimensions. Nous présentons ci-dessous l’implémentation des 

nombreuses techniques pertinentes pour réaliser cette tâche. 

 Pour pouvoir manipuler nos données, nous transformons les données en une structure 

matricielle composée de valeurs numériques. Nos textes ont donc été stockés sous forme de matrice à 

l’aide de la fonction TfidVectorizer()(Prepare – Structure creation). Partant de cette matrice, 

                                                      
15 Cette analyse n’est pas vérifiée mathématiquement et ne reflète pas réellement la statistique NPS-score mais 

permet simplement d’illustrer différentes opportunités créées par ce modèle. 
16 Notebook(s) concerné(s): 7. Topic modelling, 8. Topic modelling (Bert), 9. Topic modelling (Embedding), 10. Sentences 

Topic and Key words, 11. Reviews topics, 0. Table Transformation. 
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nous pouvons alors envisager d’extraire les sujets en se basant sur les fréquences d’apparitions des mots. 

Etant donné la taille de cette matrice, nous tentons de réduire le nombre de paramètres en créant 

certaines dimensions à l’aide de la technique de Principal Component Analysis (PCA)17 pour pouvoir 

effectuer un clustering sur nos différentes instances (les critiques) (Information Extraction). Après 

plusieurs tests, nous ne pouvons néanmoins pas tirer de conclusions positives de cette technique. En 

annexe 3.3.2 les résultats de cette méthode sont documentés et illustrés. 

 Une autre technique est l’utilisation de l’algorithme d’extraction de sujets :  Latent Dirichlet 

Allocation (LDA)18. Cependant, en analysant les mots-clés extraits pour attribuer les sujets, on peut 

également se rendre compte de la difficulté de ce modèle de séparer des sujets de thèmes similaires 

(Information Extraction). Une illustration de résultats peut être observée en annexe 3.3.2. 

 Plutôt que d’utiliser la fréquence d’apparitions des mots, nous pouvons utiliser l’Embedding 

pour obtenir une représentation vectorielle. Cette transformation est réalisée à l’aide de la fonction 

Embedding.create() de la librairie OpenAI. Dans ce cas, nous effectuons une intégration des 

phrases (Sentences Embedding ) (Prepare – Structure creation). Une fois la transformation vectorielle 

effectuée, nous pouvons utiliser l’algorithme de clustering K-Means pour tenter de regrouper les phrases 

ensemble en fonction du sujet traité (Information Extraction). Cependant, même si cette méthode 

semble être une amélioration par rapport à celles reprises ci-dessus, il reste difficile d’évaluer les 

performances car nous sommes en apprentissage non supervisé. De plus, le but de notre analyse est de 

fournir une hiérarchie de sujets. Dès lors, nous fixons, de façon arbitraire, le nombre de sujets 

(Utilisation de K-means : Méthode du coude en annexe 3.3.2) et n’avons pas d’informations 

(labellisation) sur ceux-ci. En définissant le nombre de clusters à 3, nous pouvons observer en analysant 

les résultats extraits que : 

- Le premier cluster semble faire allusion à l’hôtel dans son ensemble et à sa localisation. 

- Le second semble traiter du service et de l’équipe.  

- Le troisième semble aborder les installations intérieures de l’hôtel. 

 

 

 

 

 

 

 

Figure 14 : Illustration des instances regroupées par l’algorithme K-Means (3 clusters) en utilisant la 

méthode de visualisation (réduction de dimensionnalité) T-SNE. 

 Nous pouvons voir, sur cette représentation graphique (Figure 14), que les clusters ne sont pas 

clairement séparés. D’un point de vue pratique, il est tout à fait envisageable que certaines entités 

n’appartiennent à aucun des clusters. Pour ces raisons, un autre algorithme tel que celui du DBSCAN 

pourrait être intéressant puisque, d’une part, il déterminerait le nombre de clusters de façon autonome 

(en fonction de ses méta paramètres).  D’autre part, il possède la faculté de n’attribuer aucune 

appartenance (aucun cluster) à certaines instances lorsque la distance entre une observation et d’autres 

instances appartenant à d’autres clusters n’est pas suffisante. Néanmoins, malgré des tests effectués 

pour différents méta paramètres, l’algorithme ne permet pas de séparer efficacement les instances.  

                                                      
17 Sources code : https://www.kaggle.com/code/shivampanwar/tutorial-lda-vs-pca-and-topic-modelling-using-lda/notebook, 

https://gist.github.com/andrea-dagostino/4d876dc236865b71544aee8f6f716594 
18 Source code: https://gist.github.com/FelixChop/0afaf8ba440eae8aff82f0fffee76e39 

 

https://www.kaggle.com/code/shivampanwar/tutorial-lda-vs-pca-and-topic-modelling-using-lda/notebook
https://gist.github.com/FelixChop/0afaf8ba440eae8aff82f0fffee76e39
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 Nous envisageons ensuite le modèle de langage pré-entraîné BERT. Premièrement, nous 

effectuons une intégration des phrases (Sentences Embedding) (Prepare - Structure creation). Ces 

vecteurs sont donc des données structurées pouvant être utilisées comme entrées de différents modèles 

tels que ceux repris ci-dessous. A partir de ces données, nous pouvons donc effectuer les tâches 

suivantes : 

- Regroupement des phrases (Clustering sentences) en utilisant le modèle BERT nli-

distilroberta-base-v2 (Information extraction). Cette méthode semble être 

pertinente pour un petit ensemble de phrases traitant de sujets très opposés. Dans notre cas, 

nous examinons un nombre très important de phrases. Par exemple, pour 200 critiques, nous 

analysons environ 4000 phrases. Il est dès lors difficile d’évaluer la qualité de ce modèle 

d’apprentissage non supervisé. De plus, la séparation entre les différents sujets n’est pas 

clairement définie dans notre échantillon. Au contraire, nous discutons davantage d’un sujet 

principal en évoquant différents sous-sujets, parfois similaires. L’idée initiale était de regrouper 

plusieurs fois, de façon récursive, les différentes phrases similaires afin de créer une hiérarchie. 

Cependant, cette piste ne semble pas être la plus adéquate. 

- Les tâches d’extractions de sujets et la tâche d’extraction de sujets hiérarchiques (Information 

Extraction). Cependant ces tâches ne semblent pas optimales pour la même raison : les sujets 

cités sont trop peu opposés. 

 Les résultats de ces techniques (Regroupement des phrases, BERTopic et BERTopic 

hiérarchie de sujets) peuvent être observés en annexe 3.3.2. 

 Etant donné les difficultés rencontrées par les deux modèles précédents pour distinguer les 

subtilités des sous-sujets abordés à travers les critiques des hôtels, nous explorons maintenant un 

modèle plus abouti et entraîné. Le but poursuivi est d’analyser l’apport du modèle Generative 

Pre-trained Transformer 3 (GPT – 3) afin d’extraire les sujets repris. En particulier, 

nous utiliserons le modèle Davinci(text-davinci-003) promu par OpenAI19 comme étant le 

modèle le plus abouti et permettant de réaliser les tâches les plus complexes. Nous avons, pour 

chaque critique, extrait les sujets principaux (Topics) (Information Extraction). Ces sujets nous 

permettront de filtrer les critiques dans nos analyses. Afin de pouvoir extraire de l’information de 

manière encore plus précise, nous avons également effectué cette requête pour chacune des phrases 

présentes dans les critiques. Concrètement, nous avons interrogé le modèle en définissant un pattern 

standard de réponse (à travers la requête). Ensuite, nous avons nettoyé (retiré la ponctuation, mis 

en minuscule) les réponses renvoyées par celui-ci pour obtenir des données structurées (nominales) 

(Transform). 

 Dans notre schéma conceptuel, nous pouvons faire apparaître la dimension Main 

Topics permettant de « filtrer » les critiques en fonction des sujets discutés (Load). De la même 

manière que Topics, les mots clés extraits dans les différentes phrases vont être à la fois considérés 

comme une dimension mais également une mesure puisque les N (déterminés par l’analyste) mots-clés 

les plus fréquents devront pouvoir être observés en effectuant les opérations OLAP sur d’autres 

dimensions. L’extraction des mots clés sera détaillée dans la sous-section 5.3.5. 

5.3.4 Création de la dimension Attributes20 

 En utilisant la méthode de regroupement par co-occurrence, nous pouvons, de manière non 

supervisée, identifier les différents thèmes majeurs présents dans nos textes. Pour cela, nous définissons 

un ensemble de mots-clés pour chacune des phrases des critiques (Tokens obtenus suite à la phase de 

préparation classique). On suppose ici qu’il est important de séparer chacune des phrases afin que, 

lorsque plusieurs sujets sont abordés dans une même critique, les différents mots-clés liés à ces sujets 

ne soient pas liés (Prepare). Nous utilisons donc le logiciel de VOSviewer en appliquant la tâche de 

clustering selon la mesure LinLog/Modularity développée dans la section 2. Contexte théorique. Les 

                                                      
19 Source: https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/ 
20 Notebook(s) concerné(s): 10. Sentence topic and Key words, 12. Key words preparation, 13. Reviews attributes, 0. Table 

transformation. 

https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/
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méta-paramètres sont les suivants : Resolution = 0.95, Min cluster size = 20 et les mots trop 

généraux ont été retirés (Hotel, Holiday, Beijing). 

 Cette méthodologie nous permet donc d’identifier les sous-sujets principaux dans les critiques 

(Information Extraction). La chambre (en rouge), la nourriture (Food en jaune), les services ou 

accommodations (en bleu clair), les équipes (Staff en mauve), la localisation (en bleu foncé) peuvent 

notamment être distingués à travers le graphique ci-dessous (Figure 15). 

 

Figure 15 : Illustration de la méthode de clustering par co-occurrence des mots-clés. 

En tenant compte de ces différents sujets majeurs et vu la correspondance avec les Ratings obtenus dans 

les données structurées, nous définissons notre ensemble d’attributs comme l’union commutative de 

ces sous-thèmes essentiels pour les clients et analystes. La figure ci-dessous (Figure 16) illustre ces 

propos. 

 

 

 

 

Figure 16 : Union des sujets de préoccupation pour le domaine métier et les clients. 

 Ensuite, nous avons effectué une tâche de classification booléenne pour chacun des attributs 

identifiés. Nous utilisons le modèle Davinci (GPT-3.5). Ce dernier ne nécessite pas de préparation 

(Prepare) et nous permet d’identifier si une critique aborde ou non le sujet préoccupant (l’attribut) à 

travers une requête envoyée au modèle (Information Extraction). Pour réaliser cette tâche, nous 

aurions pu réaliser une classification basée sur d’autres modèles d’apprentissages automatiques (RF, 

Regression Logistique, SVM…), mais les données que nous avons à notre disposition ne permettent 

pas d’entraîner ces modèles. Concrètement, nous avons, pour chaque critique, demandé au modèle de 

traitement de langage naturel les attributs qui étaient traités au sein de cette critique. En sortie, nous 

obtenons un ensemble d’attributs à travers une réponse textuelle (string). Nous avons donc, pour chaque 

réponse, mis celle-ci en minuscule et identifié les attributs mentionnés. Une fois ceux-ci identifiés, nous 

avons créé une matrice avec une colonne pour chaque attribut. Ces colonnes sont de type booléen et 

stockent le fait que l’attribut est ciblé (1) ou non (0) par chacune des critiques (Transform). Nous 

pouvons alors créer la table et dimension Attributes (Load). 

5.3.5 Création de la table de faits21 

 Les critiques (Reviews) sont nos faits bruts n’ayant subi aucune modification particulière. 

Nous avons donc réalisé les étapes classiques d’un ETL, à savoir : nous avons extrait les critiques de la 

base de données (ensemble de fichiers .txt) (Extract). Ces fichiers contiennent plusieurs critiques, leurs 

                                                      
21 Notebook(s) concerné(s) : 14. Summary reviews, 10. Sentence Topic and Key words 
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dates et leurs objets. Nous avons donc séparé ces critiques (Transform) afin de créer l’attribut Reviews 

et la dimension Time (Load). 

 Les phrases (Sentences) ont été obtenues lors de la préparation générale des données 

textuelles (section 5.2.3). 

 Le résumé des critiques (Summary) a été effectué en utilisant l’API OneAI basée sur le modèle 

Davinci (GPT-3.5). Aucune préparation spécifique n’est nécessaire (Prepare). Ce modèle permet, 

entre autres, la reformulation et le résumé d’un texte passé en entrée (Information Extraction). 

Concrètement, nous avons passé les critiques en entrées du modèle. Nous avons ensuite récupéré les 

résumés depuis les sorties du modèle (Transform) et ces sorties constituent l’attribut Summary de 

notre table de faits (Load).  

 Pour extraire les mots-clés des critiques, soit l’attribut22 Key words, nous avons différentes 

possibilités. Premièrement, nous pouvons utiliser le modèle en_core_web_sm de la librairie Spacy 

et extraire uniquement les noms propres, noms communs et adjectifs. Cette méthode est basée sur le 

POS-tagging. Les mots respectant les fonctions grammaticales choisies (Chunking) sont alors extraits. 

 Une autre alternative est l’utilisation des Tokens définis lors de la préparation des données 

textuelles. Néanmoins, nous considérons que la définition des Stop Words de la langue anglaise est trop 

vague. Cette liste n’est pas complète. Il en résulte la sélection de mots non pertinents pour nos analyses. 

Enfin, le modèle Generative Pre-trained Transformer 3 (GPT – 3) et plus 

particulièrement le modèle Davinci (text-davinci-003) promu par OpenAI permet la réalisation 

de cette tâche. Diverses API basées sur ce modèle, mettent en avant la possibilité d’exécuter cette tâche. 

Mais nous choisissons d’utiliser l’API OneAI pour extraire les mots clés de chacune des phrases de nos 

critiques. Ce choix est motivé par le fait que, d’une part, la fonction grammaticale ne permet pas, à elle 

seule, d’exclure ou de sélectionner les mots pertinents et, d’autre part, la liste des Tokens est trop large 

comme expliqué ci-dessus. Nous avons donc, pour chaque phrase extraite (Prepare), défini un 

ensemble de mots-clés (Information Extraction). 

 Ces mots-clés sont stockés dans des listes. Chaque phrase est associée à une liste de mots-clés. 

Etant donné que chaque phrase provient d’une critique, les mots-clés d’une critique représentent 

l’ensemble des listes de mots-clés des phrases composant la critique concernée (Transform). Ces 

ensembles de mots-clés constituent l’attribut Key words de notre schéma conceptuel (Load). 

 Les dimensions Key Words ou Main Topics ne sont pas matérialisées physiquement car 

les requêtes OLAP permettant de filtrer les critiques ou phrases de critiques en fonction d’un mot-clé 

ou d’un sujet défini sont une fonctionnalité d’une des visualisations du logiciel Power BI, utilisé pour 

réaliser les visualisations. De plus, en pratique, la création d’une telle matrice creuse est consommatrice 

de ressources computationnelles. 

Pour finir, les mesures dérivées ont été calculées de la façon suivante (Tableau 2) : 

Tableau 2. Explication du calcul des mesures de la table de faits. 

Mesure dérivée Explication de la mesure 

Number reviews Nombre d’éléments (de critiques) distincts sélectionnés par les 

filtres. 

Number of hotels Nombre d’éléments (d’hôtels) distincts sélectionnés par les 

filtres. 

Number reviews increase Différence entre le nombre de critiques reçues en un mois moins 

le nombre de critiques reçues le mois précédent. 

                                                      
22 Comme mentionné plus haut dans cet écrit, l’attribut Key Word sera considéré, au niveau conceptuel, 

comme une dimension et une mesure de la table de faits.  
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Average Ratings 

(Cleanliness, Room, Service, 

Location, Value) 

Moyenne des notes d’évaluation obtenues par les hôtels 

sélectionnées par les filtres. 

Average Rating Moyenne des moyennes des notes d’évaluation obtenues par les 

hôtels sélectionnées par les filtres 

Average Sentiment Score Moyenne des scores de polarisation (Sentiment Score) des 

critiques sélectionnées par les filtres. 

Average NPS-Score Moyenne des scores de loyauté (NPS-Score) des critiques 

sélectionnées par les filtres. 

Knowledge Base23 Création d’une base de connaissances en utilisant les critiques 

sélectionnées par les filtres. 

 

5.4 Création et utilisation d’une base de connaissances24 

 Dans cette section, nous présentons la possibilité d’introduire une base de connaissances 

comme mesure de notre solution de Business Intelligence. Dans ce cas, le processus suivi est adapté. 

En effet, nous n’allons plus extraire de l’information mais plutôt créer de l’information sous forme 

d’une base de connaissances. Les données textuelles contiennent une valeur informationnelle qu’il est 

parfois difficile de représenter par de simples attributs. La modélisation des connaissances d’un 

domaine, soit la représentation de ses concepts (ou entités) clés et les liens, relations ou interactions 

entre ces concepts, offre d’autres perspectives d'analyse. Pour explorer cette piste à travers notre cas 

d’application, nous évoquons les ontologies à l’échelle du Web et leurs outils (5.4.1), nous discutons 

de la pertinence des connaissances linguistiques (grammaticales) afin de concevoir, depuis la création 

de triplets, une base de connaissances (5.4.2). Ensuite, nous introduisons une méthodologie mettant en 

correspondance les critiques et l’ontologie du domaine d’analyse (5.4.3). Enfin, nous présentons une 

possibilité d’intégration de ces bases de connaissances dans une solution de BI (5.4.4). 

5.4.1 Utilisation de connaissances externes et représentation graphique 

 Dans ce point, nous nous intéressons aux méthodes permettant d’utiliser les bases de données 

existantes ou d’en créer de nouvelles sur notre domaine d’analyse ainsi qu’aux moyens de visualiser 

cette base de connaissances de manière à répondre à nos exigences d’analyse. 

5.4.1.1 Création d’ontologie 

 Une première technique consiste en la création d’une ontologie de notre domaine d’analyse afin 

de pouvoir explorer et ainsi améliorer, à travers cette ontologie, les connaissances de ce domaine et, 

finalement, éclairer la prise de décisions. Pour que cette technique soit pertinente, il est essentiel qu’elle 

soit, au minimum, semi-automatisée. Dans le cas inverse, la charge de travail serait similaire au fait de 

lire l’ensemble des critiques de façon détaillée.  

 Pour cette raison, diverses ontologies préconçues à l’échelle du Web sont disponibles. 

Premièrement, nous explorons l’outil WordNet25 et deux relations : les relations d’hyperonymie et de 

l’hyponymie. Ces dernières permettent de créer les instances et hiérarchies d’une ontologie. Dans cette 

démarche, deux problèmes majeurs ont été observés. Premièrement, certains mots ont plusieurs sens 

sémantiques. L’outil traite donc la possibilité des différentes significations mais il n’est dès lors pas 

possible, de façon automatisée, de déterminer le sens sémantique que l’on souhaite considérer (l’annexe 

                                                      
23 La création de cette base de connaissances est détaillée dans la section suivante. 
24 Notebook(s) concernés : 15. Web Ontology, 16. Ontology Creation (Text-to-Onto, Chunking, Alexis Park Onto), 17. 

Semantic Similarity (Words), 18. SPO (Open AI) (1,2,3), 19. Semantic clustering, 20. SVOs package (source: 

https://github.com/ksatvat/EXTRACTOR/blob/main/subject_verb_object_extract.py, 

https://github.com/rock3125/enhanced-subject-verb-object), 21. Entity-Relation Extraction (source : 

https://github.com/prateekjoshi565), 22. Triplet Clustering (BERTopic), 16. Ontology creation (Chunking), 23 Map ontology 

(1,2). 
25 Source : https://wordnet.princeton.edu/ 

https://github.com/rock3125/enhanced-subject-verb-object
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3.4.1 présente une sortie obtenue en utilisant WordNet et la relation d’hyperonymie sur le mot « staff », 

critique dans notre cas d’étude). Deuxièmement, l’ensemble des mots de nos critiques ne sont pas 

forcément repris dans les synsets (ensemble de mots synonymes) et ne sont pas modélisables par cet 

outil. Même si ces mots sont, la plupart du temps, des mots moins riches en valeur informationnelle et 

sémantique, il ressort que, lorsqu’on réalise cette étape de façon semi-automatisée, on ne peut filtrer les 

mots que l’on souhaite analyser en fonction des capacités de l’outil. 

 Une alternative consiste en l’outil DBpédia26. Cet outil permet l’exploration des données 

contenues dans Wikipédia sur base d’une structure définie et l’utilisation d’un langage adéquat 

(SPARQL). De nouveau, à travers plusieurs tests, on se rend compte des opportunités d’analyses que 

permet un tel outil. Cependant, un problème demeure car l’ensemble de nos instances ne peuvent être 

modélisées. Par exemple, en explorant la relation d'hyperonymie, on se rend compte que les mots 

« staff », « room », « Restaurant », « Service », « Location » n’appartiennent pas, selon l’outil, à une 

classe parent. Cet aspect limite la création semi-automatisée de notre base de connaissances et nos 

possibilités de créer des hiérarchies. 

 Nous pouvons également étudier la proposition des outils transformant les textes en un graphe 

de connaissances (Text-To-Onto) . Dans notre étude, nous utilisons l’API proposée par DataBorg 

pour effectuer cette tâche. Le résultat de la conversion d’un ensemble de critiques en un graphe de 

connaissances en Turtle format (type de langage permettant la modélisation de RDF) est illustré en 

annexe 3.4.2. 

       Cette exploration des techniques de création d'ontologies met en évidence une dépendance aux 

capacités des outils en question. Le langage Web sémantique (OWL) est riche mais ne permet pas de 

répondre à tous nos besoins malgré l’ampleur de ces modélisations de connaissances. Nous sommes, en 

effet, contraints d’utiliser ce qui est déjà modélisé et avec la rigueur demandée par l’outil. Pour ces 

raisons, nous allons maintenant explorer des techniques de création de RDFS, plus flexibles, notamment 

pour la création d’instances27. 

5.4.1.2 Extraction des entités et relations 

 Pour construire notre propre RDF, une première étape consiste en l’extraction de triplets. Pour 

réaliser cette tâche, nous nous appuyons sur le modèle fourni par la bibliothèque SPACY « 

en_core_web_sm ». En se servant de la transformation (embedding) de notre texte, les fonctions de 

cet outil ont été implémentées pour extraire les entités et relations dans chacune des phrases. Si cette 

méthode nous offre une plus grande liberté dans la création d’entités et de relations, elle crée également 

de nombreux triplets qui semblent non pertinents pour l’analyse (l’annexe 3.4.3, présente un échantillon 

de triplets extraits en utilisant ce modèle et ces modules python). 

 Pour pouvoir manipuler et explorer ces données, nous avons ensuite souhaité catégoriser ou 

regrouper les différents types d’entités et les différents types de relations (en quelque sorte, attribuer 

une classe aux instances et aux relations). En effet, les vastes ensembles de triplets sont, à ce stade, 

complexes à explorer pour l’analyste. Il est donc pertinent de prévoir certaines façons permettant à 

l’analyste de réaliser des analyses agrégées. A cette fin, nous avons exploré deux méthodologies : la 

similarité du cosinus basée sur la transformation vectorielle Word2Vec effectué par le modèle pré-

entrainé Brown.Embedding et provenant de la librairie Gensim, et l’utilisation du 

modèle en_core_web_sm, également conçu pour pouvoir effectuer une comparaison de similarité 

sémantique).  Le tableau ci-dessous (Tableau 3) qui présente les scores de similarité sémantique obtenus 

entre deux mots, met en évidence des différences importantes dans les scores renvoyés par les modèles. 

Sans tirer de conclusion, les similarités semblent parfois aléatoires et il est dès lors difficile de s’appuyer 

sur ces outils dans une méthodologie qui traite un nombre beaucoup plus important d’instances et qui 

se veut semi-automatisée. 

                                                      
26 Source : https://dbpedia.org/sparql 
27 Source: https://cambridgesemantics.com/blog/semantic-university/learn-owl-rdfs/rdfs-vs-

cowl/#:~:text=Another%20major%20difference%2C%20in%20contrast,real%20constraint%20mechanisms%2C%20OWL%20does.&text=

The%20interesting%20thing%20in%20this,a%20class%20and%20an%2. 

https://cambridgesemantics.com/blog/semantic-university/learn-owl-rdfs/rdfs-vs-cowl/#:~:text=Another%20major%20difference%2C%20in%20contrast,real%20constraint%20mechanisms%2C%20OWL%20does.&text=The%20interesting%20thing%20in%20this,a%20class%20and%20an%2
https://cambridgesemantics.com/blog/semantic-university/learn-owl-rdfs/rdfs-vs-cowl/#:~:text=Another%20major%20difference%2C%20in%20contrast,real%20constraint%20mechanisms%2C%20OWL%20does.&text=The%20interesting%20thing%20in%20this,a%20class%20and%20an%2
https://cambridgesemantics.com/blog/semantic-university/learn-owl-rdfs/rdfs-vs-cowl/#:~:text=Another%20major%20difference%2C%20in%20contrast,real%20constraint%20mechanisms%2C%20OWL%20does.&text=The%20interesting%20thing%20in%20this,a%20class%20and%20an%2
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Tableau 3. Evaluation qualitative des performances des deux modèles 

Library and model/ 

2 Words Semantic similarity 

 

Spacy  - 

en_core_web_sm 

Gensim – Word2Vec 

(Brown.embedding) 

Bed – Room 29 % 88% 

Breakfast – Restaurant 17% 90% 

Staff – Service 30% 76% 

Place – Location 37% 87% 

Flower – Staff 42% 75% 
 

 Finalement, nous avons opté pour la technique (déjà observée dans la sous-section 5.3.3 et 

présentée théoriquement dans la sous-section 2.1.3) se basant sur le modèle pré-entrainé de BERT afin 

de pouvoir labelliser les entités et relations (BERTopic clustering). Ce choix est motivé par les résultats 

observés et les moyens d’évaluations. En effet, les différents instruments de visualisation qu’offre cette 

bibliothèque permettent d’évaluer plus facilement les attributions de clusters (en annexe 3.4.4, les choix 

des clusterings des entités et des relations). En conclusion, nous pouvons comparer les possibilités de 

ces deux techniques : utilisation d’une ontologie existence à l’échelle du Web et création d’un 

Ressource Description Framework à partir de rien (from scratch). Le tableau ci-dessous (Tableau 4) 

synthétise les avantages et inconvénients de chacune des méthodes pour réaliser notre cas d’étude. 

Tableau 4. Comparaison des techniques de création d’une base de connaissances. 

 Utilisation d’ontologies existantes Création d’un Ressource Description 

Framework (RDF) 

Avantages 

 

 

● Base de connaissances définie. 

● Hiérarchies déjà modélisées. 

● Relations et entités pertinentes au 

sujet d’analyse. 

● Création d’instances plus flexibles. 

● Création d’une base de 

connaissances qui correspond 

mieux aux besoins. 

● Permet une compréhension plus 

approfondie. 

Désavantages 

 

 

 

● Limite d’intégration d’instances 

définies par l’ontologie. 

●  Base de connaissances générique qui 

ne correspond pas exactement à notre 

besoin spécifique d’analyse. 

● Intégration d’instances non 

pertinentes. 

● Difficultés de créer de façon semi-

automatisée les hiérarchies. 

● Aucune base de connaissances, pas 

de Prior Knowledge pour guider 

nos analyses.  

 Ensuite, nous avons effectué ces mêmes étapes en utilisant les modèles Generative Pre-

trained Transformer 3 (GPT – 3) expliqués plus haut. Nous passons au modèle de langage 

Davinci (text-davinci-003)une première requête (documentée en annexe 3.5). 

 Après avoir traité les outputs de l’API pour ces requêtes, nous obtenons un ensemble de triplets. 

De nouveau, pour pouvoir manipuler ces données, nous décidons de labéliser les différents sujets, 

prédicats et objets. D’un point de vue pratique, pour manipuler les vastes bases de données créées en 

utilisant ces techniques, il est essentiel de catégoriser les relations et entités pour permettre à l’analyste 

l’utilisation de ces bases de connaissances. En effet, les requêtes OLAP ne sont pas suffisantes pour que 

la valeur informationnelle de ces graphes soit exploitable pour l’analyste et d’autant plus lorsque les 

requêtes ciblent une information à un haut niveau de granularité. Nous passons alors au même modèle 

une seconde requête (documentée en annexe 3.5) permettant respectivement la classification des sujets, 
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prédicats et objets. En traitant les sorties obtenues par ces requêtes, on peut alors labelliser les sujets, 

prédicats et objets. La figure ci-dessous (Figure 17) illustre la table obtenue à la suite de ces différentes 

opérations réalisées sur les phrases concernées. Nous pouvons notamment observer que la labellisation 

des sujets (Humain ou Objet) permet de distinguer deux classes de nœuds.  

Phrases concernées: « You've got to be kidding me. There wasn't even water in the swiming pool. 

There was no hot water in my room one morning and hardly any water pressure throughout. It was 

such cheap, crummy place that there was no stoper in the bathroom sink and I had something fall 

down the drain not be retrieved,. Don't go to this place. » 

 

 

 

 

Figure 17 : Illustration des triplets et labels obtenus en utilisant le modèle Davinci (text-
davinci-003) 

5.4.2 Utilisation des connaissances linguistiques pour extraire de l’information 

 Un autre mécanisme utilisé pour extraire de l’information de données textuelles consiste à se 

baser sur nos connaissances grammaticales de la langue. En effet, associer chaque mot à sa fonction 

dans une phrase permet d’extraire également le sujet, la relation et l’objet ciblé dans les différentes 

phrases des critiques. Nous utilisons donc cette méthode POS-tagging de la librairie NLTK. En 

utilisant les packages pré-conçus pour extraire les triplets, la qualité de ceux-ci est limitée. De plus, 

certains ne sont pas pertinents pour nos analyses. 

 Pour pallier ces limites, nous décidons d’effectuer une extraction plus manuelle suivant un 

modèle d’extractions défini (Chunking tel que discuté sous-section 2.3.2)28. Dans cette application, nous 

nous intéressons aux critiques sur un hôtel « usa nevada las-vegas alexis park resort ». Nous définirons 

donc les tags avec le module NLTK pos tagging, puis nous sélectionnerons plus précisément les mots 

que l’on souhaite conserver respectivement comme « sujets », « prédicats » et « objets ». Comme on 

peut le voir sur la figure ci-dessous (Figure 18), en définissant le pattern nous-mêmes, les triplets ont 

sémantiquement plus de sens. Il n’y a pas de possibilités de doublons car la collecte est réalisée 

différemment mais ils sont moins structurés et contiennent donc encore quelques phrases à traiter.  

Critique concernée: « The property has very nicely landscaped grounds with several pools, a nice 

place to sip a drink and stroll. The rooms are spacious” 

 

 

 

Figure 18 : Illustration de l’extraction de triplets réalisée sans package en utilisant le module NLTK 

pos-tagging et un pattern personnalisé. 

5.4.3 Utilisation et mise en correspondance d’une ontologie existante 

 Dans cette sous-section, nous proposons une technique hybride de deux méthodes déjà 

évoquées. Nous allons utiliser différents modèles pré-entraînés afin d’effectuer une tâche de 

classification. Les différentes classes de cette tâche étant celles d’une ontologie propre au domaine du 

tourisme (accommodation ontology) définie dans la littérature29 et illustrée en annexe 3.6. Nos requêtes 

                                                      
28 Source de code : https://www.guru99.com/pos-tagging-chunking-nltk.htmlhttps://www.guru99.com/pos-tagging-

chunking-nltk.html 
29 Source Accommodation Ontology http://purl.org/acco/ns 

http://purl.org/acco/ns
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au modèle GPT-3.5 extraient des instances de cette ontologie et permet de classifier ces instances en 

utilisant les classes définies par l’ontologie de référence.  

 Par la suite, nous nous servons de l’ensemble des classes renvoyées pour reconstituer 

l’ontologie avec nos différentes instances. Etant donné que ces dernières sont créées par rapport à une 

ontologie existante et, plus précisément, aux classes lui appartenant, nous bénéficions de cette structure 

et de cette modélisation de connaissances nous assurant la pertinence de nos analyses. Concrètement, 

nous avons défini les classes de l’ontologie pertinentes à utiliser dans le cadre de notre analyse 

(directement liées avec les sujets discutés à travers les critiques).  Pour ces classes, nous avons associé 

les instances provenant du texte. Pour créer une base de connaissances, nous pouvons alors utiliser les 

relations entre les classes définies dans l’ontologie de références.30  En annexe 3.6 se trouve l’illustration 

de cette nouvelle base de connaissances. 

 A ce stade, nous avons deux types de bases de connaissances. Premièrement, celles basées sur 

des triplets et deuxièmement, celles basées sur l’extraction d’instances de classes d’une ontologie 

définie. Dans la sous-section suivante, nous évoquons l’utilisation de ces bases de données comme 

mesure dans une solution de BI. 

5.4.4 Une base de connaissances comme mesure  

 Les bases de connaissances fournissent à l’analyste un moyen alternatif d’explorer ses critiques. 

A un niveau le plus haut de granularité, la base de connaissances est vaste et son utilisation en pratique 

est alors complexe. Cependant, à travers diverses requêtes OLAP, la base de connaissances peut être 

agrégée dans le sens où celle-ci sera construite sur base d’un nombre plus restreint de critiques et donc 

plus facilement exploitable pour l’analyste. En partant de ce postulat, les besoins et les futurs travaux 

pourront aiguiller l’analyste dans son choix afin de recourir à la solution la plus adéquate. Finalement, 

cette sous-section se matérialise donc par la création de base de connaissances. Nous proposons dans 

cet écrit de l’introduire en tant que mesure de notre Data Warehouse. Dès lors, la mesure Knowledge 

Base est créée et sera une des bases de connaissances définies31. Nous pourrons observer à travers les 

résultats de notre cas d’application que la valeur ajoutée de cette mesure dépend grandement des 

requêtes effectuées.  

 Même si notre cas d’application permet d’illustrer certaines possibilités d’analyses offertes par 

cette proposition, cette dernière se prête davantage à d’autres cas d’application. Par exemple, la 

modélisation d’un domaine de recherche (création d’une base de connaissances sur base des articles 

scientifiques comme discutés dans l’article (Ravat, Teste, Tournier, et al., 2007) ou encore la possibilité 

d’utiliser les données textuelles documentant les processus pour pouvoir les formaliser et ainsi analyser 

leurs fonctionnements. Dans le Chapitre 7. Discussion, limitations et travaux futurs, nous revenons sur 

cette proposition de mesure. 

6. Analyses et résultats 

 Dans ce chapitre, nous commentons brièvement les choix relatifs à l’implémentation des 

dimensions de notre Data Warehouse (6.1). Nous proposons ensuite une solution sous la forme d’un 

ensemble de Dashboards et mettons en évidence la manière dont ces derniers permettent de satisfaire 

les exigences définies (6.2). 

6.1 Solution proposée  

 Afin de répondre aux exigences définies, nous avons déterminé le schéma logique permettant 

l’exécution des requêtes nécessaires. Nos choix d’implémentation ont été influencés par la volonté de 

pouvoir réaliser les requêtes en un temps optimal. Pour cette raison, nous acceptons, à plusieurs endroits, 

                                                      
30 Nous envisageons d’un point de vue théorique cette exploitation des relations présentes dans l’ontologie de 

référence du domaine. Cependant, afin d’illustrer ces résultats de notre cas d’application, nous choisissons de 

redéfinir nous-mêmes les relations entre classes en utilisant simplement la relation d’hyperonymie et 

d’hyponymie de façon manuelle. Cette limitation sera évoquée plus tard dans ce mémoire. 
31 A ce stade des recherches, l’utilisation de ce type de mesure reste à explorer et différentes pistes de travaux 

futurs seront proposées.  
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différentes formes de redondances (ces aspects sont discutés de façon plus approfondie en annexe 1.2). 

Les principaux choix d’implémentation sont donc : 

- Les dimensions Location et Time ont chacune été stockées dans une table. Concrètement, 

la table Hotel Information contient, entre autres, les informations de la localisation des 

hôtels et inclut également une version pré-agrégée des notes d’évaluation pour les critères 

Cleanliness, Service, Value et Location32. La table Time (portant le même nom que la 

dimension d’analyse) contient l’information du moment de publication de la critique. 

- Les attributs des dimensions Sentiment et Attributs sont stockés dans la table des faits 

sous la forme de dimensions dégénérées (degenerate dimensions).  

 Enfin, comme mentionné précédemment, les dimensions permettant d’effectuer des requêtes 

sur base des mots-clés et sujets ne sont pas matérialisées physiquement puisque certains visuels ou 

filtres de notre outil de Dashboarding offrent cette possibilité. L’image ci-dessous (Figure 19) illustre 

le schéma logique associé à ces choix d’implémentation. En se basant sur cette structure, nous pré-

effectuons certaines requêtes afin de faciliter le processus de gestion. Pour cela, nous utilisons l’outil 

Power BI qui permet la réalisation de Dashboards et visuels de gestion présentés dans la section 

suivante (6.2). 

 

 

 

 

 

 

 

 

 

 

 

Figure 19 : Schéma logique défini pour l’exécution des requêtes OLAP 

6.2 Présentation des résultats 

 Dans cette section, nous illustrons les résultats obtenus. Nous présentons ici les différents 

Dashboards permettant la réalisation des analyses souhaitées. Une attention particulière est portée sur 

les informations obtenues grâce à nos recherches (La solution complète de Business Intelligence peut 

être retrouvée en annexe 4). 

 Dans un premier temps, nous tentons de mettre en avant les hôtels de la chaîne rencontrant des 

difficultés. Pour cela, nous mettons en évidence les hôtels les moins bien notés, ceux dont le Sentiment 

Score est le plus faible, ceux dont le nombre de critiques a subi la plus grande augmentation et, enfin, 

les sujets principaux et attributs repris dans les critiques de ces hôtels. La figure ci-dessous (Figure 20) 

illustre ces possibilités d’analyses. 

 

                                                      
32 Ces mesures ne feront pas l’objet d’analyses transversales sur la dimension temporelle. Nous considérons que 

ces données entièrement structurées ne sont pas au centre de notre question de recherche, c’est pourquoi, nous 

nous permettons de les utiliser de cette manière (peu optimale en pratique). 
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Figure 20 : Mise en évidence des hôtels en difficulté 

 Le Dashboard suivant se concentre sur l’étude de la satisfaction des clients. Celui-ci met en 

avant le pourcentage de critiques positives et négatives, le NPS-Score moyen, la note moyenne obtenue 

pour les différentes caractéristiques. Nous pouvons également étudier les tendances observables dans 

les variations de satisfaction à travers le temps. Enfin, nous mettons en évidence les hôtels pour lesquels 

le NPS Score est le plus élevé en moyenne. En effet, ces derniers représentent des modèles et 

opportunités Marketing pour cibler et conserver la clientèle. 

 

 

 

 

 

 

 

 

 

 

 
 

  

  

Figure 21 : Etude de la satisfaction des clients 

Ensuite, nous permettons aux gestionnaires une analyse agrégée des critiques. Dans l’exemple ci-

dessous, nous illustrons une vue agrégée des critiques de l’hôtel « Alexis Park Ressort » dont une des 

phrases contient le mot-clé « Clean ». Nous pouvons alors voir la diminution de la note moyenne 

lorsque nous définissons ce dernier filtre. Afin d’avoir une meilleure compréhension du problème ou 

des points positifs, nous affichons les phrases abordant cet aspect et un résumé des critiques. 
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Figure 22 : Analyse multidimensionnelle des critiques clients 

 Pour approfondir les connaissances du gestionnaire concernant un hôtel ou groupe d’hôtels, 

nous permettons également de visualiser les différentes bases de connaissances créées. Cette figure 

illustre un sous-ensemble de la base de connaissances obtenue en suivant la technique présentée dans 

la sous-section 5.4.3. L’utilisation de cette méthode nous permet de concevoir une ontologie du domaine 

d’analyse33 adaptée aux critiques sélectionnées. Dans cette illustration, nous sélectionnons les critiques 

de l’hôtel « Alexis Park Resort » En utilisant le langage adapté (Cypher), nous pouvons alors 

interroger cette base de données. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 23 : Création d’une base de connaissances à partir d’une ontologie (Accommodation) existante. 

  

 

                                                      
33 A noter que, comme mentionné précédemment, pour illustrer cette technique, nous nous basons sur des 

relations redéfinies manuellement. 
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Pour finir, nous présentons un récapitulatif des différents indicateurs définis. Ce Dashboard permet 

l’analyse de ces indicateurs pour un hôtel défini. En fonction des filtres définis, nous pouvons également 

comparer ces indicateurs à d’autres hôtels ou ensemble d’hôtels d’une région définie. Dans l’image ci-

dessous (Figure 24), nous illustrons les différentes notes obtenues pour l’hôtel en difficulté identifié 

précédemment (Alexis Park Resort). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 Figure 24 : Illustration de l’évaluation de l’hôtel « Alexis Park Resort ». 

6.3 Validation des objectifs 

 Dans cette section, à travers le tableau ci-dessous (Tableau 5), nous évaluons l’atteinte des 

objectifs définis lors de l’analyse des exigences. 

Tableau 5. Evaluation des objectifs 

Main 

Objective 

Sub-Objective Status Dashboard 

 

 

Study of the 

Customers’ 

satisfaction 

Rating analysis Done Customer Satisfaction 

Reviews Polarity Done Customer Satisfaction 

Highlight Strongly Polarized Reviews Done Reviews Exploration 

Reviews Evolution Done Customer Satisfaction, 

Hotel Evaluation 

Highlight loyalty Target Done Customer Satisfaction 

 

 

Highlight 

topics and 

concerns 

Highlight discussed topics Done Reviews Exploration 

Highlight reviews of defined topics Done Reviews Exploration 

Highlight key words Done Reviews Exploration 

Highlight reviews of defined key words Done Reviews Exploration 

Assigning business attributes to reviews Done Reviews Exploration 

Deep reviews analysis Done Hotel Deep Analysis 
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Study of the 

Negative 

reviews 

Measure attributes and concerns influence In Progress34 Reviews Exploration 

Highlight discussed topics and recommendation In Progress35 Reviews Exploration 

Analysis of 

hotels 

facing 

difficulties 

Identification and highlight hotels in difficulty Done Hotels in Difficulty 

Highlight discussed topics  Done Hotels in Difficulty 

Highlight root cause attributes and features  Done Hotels in Difficulty, 

Reviews Exploration 

Hotel 

analysis 

Highlight discussed topics Done Reviews Exploration,  

Hotel Deep Analysis 

Deep analysis of the hotel’s reviews In Progress36 Hotel Deep Analysis 

Performance 

evaluation 

Defined and illustrate performance indicators and 

measures 
Done Hotel Evaluation 

7. Discussions, limitations et travaux futurs 

 Nous commençons cet écrit en mettant en évidence notre problématique de recherche : 

l’introduction des données textuelles dans les outils de support à la décision et les opportunités métiers 

liées à cette problématique (Chapitre 1. Introduction). Ensuite le chapitre suivant (Chapitre 2. 

Techniques d’extraction de l’information : Fondements théoriques) fournit une introduction des 

différentes techniques d’extractions d’informations depuis des données textuelles pertinentes dans le 

cadre de nos recherches. Puis, nous exposons les différents travaux traitant de cette même question 

(Chapitre 3. Techniques d’extraction d’informations et NLP, travaux connexes). Par ailleurs, cet écrit 

détaille l’état de l’art concernant l’intégration des données textuelles au sein d’une solution de Business 

Intelligence (Chapitre 4. Etat de l’art). Sont notamment abordées les spécificités de l’ETL, la création 

de hiérarchies, les méthodes d’agrégation des données textuelles ou encore certaines structures du cube 

adéquates pour répondre à cette problématique. A travers un cas d’étude exposé au Chapitre 5(Chapitre 

5. Etude de cas), nous présentons une approche permettant l’utilisation des critiques utilisateurs pour 

contrôler la gestion des hôtels et identifier les différents problèmes récurrents rencontrés par les 

vacanciers. Dans le cadre de la réalisation de cette tâche, de manière générale, nous proposons une 

démarche d’intégration de ces données et, plus précisément, de l’information détenue par ces dernières 

au sein d’une solution de Business Intelligence et la construction d’un Data Warehouse. A partir de 

l’analyse des résultats obtenus (Chapitre 6. Analyses et résultats), nous avons pu mettre en évidence les 

différents objectifs atteints et illustrer les apports de cette démarche. Dans la suite de ce chapitre 

(Chapitre 7. Discussions, limitations et travaux futurs) nous situons nos travaux par rapport à l’état 

actuel de l’art et rappelons les contributions principales de ce mémoire. Ensuite, nous évoquons les 

limites de ces recherches et des perspectives d’améliorations futures. 

7.1 Contributions 

 Concrètement, nous proposons une modélisation conceptuelle et logique d’une solution de 

Business Intelligence permettant d’intégrer ces données. En effet, dans cet écrit, nous présentons une 

méthodologie proposant une utilisation conjointe des données structurées et non structurées (Structure 

hybride mélangeant données non structurées et structurées) afin de concevoir notre solution de BI. Les 

données sont intégrées dans un même Data Warehouse. Une des motivations clés de ce choix était la 

nécessité d’avoir une source d’informations complète et des indicateurs non biaisés par un potentiel 

manque d’informations. En combinant les différents types de données, nous offrons aux gestionnaires 

                                                      
34 A travers la solution de BI, nous mettons en avant les sujets et attributs mais ne proposons pas encore de mesures 

d’influence de ces sujets ou attributs. 
35 Les potentielles recommandations des clients ne sont pas mises en avant. 
36 Les bases de connaissances peuvent être explorées mais l’introduction de requêtes prédéfinies sur celles-ci permettrait 

une exploration plus optimale. 
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la possibilité d’effectuer un contrôle plus objectif de l’organisation. La littérature évoque la possibilité 

d’intégrer les différents types de données dans le cube (Bouakkaz et al., 2017).  En particulier, le R-

cube intègre des faits du contexte en plus des informations du document textuel analysé. Dans notre 

étude, nous appliquons ce principe mais les faits supplémentaires utilisés sont ceux directement puisés 

dans nos textes à l’aide de techniques d’extraction d’informations. En effet, nous proposons donc une 

solution permettant d’utiliser l’information retenue dans ces données textuelles (en transformant celles-

ci en données structurées). Cette transformation nous permet de créer des mesures (attributs de la table 

de faits) et même des dimensions d’analyses. Par la suite, nous joignons aux informations structurées 

extraites les informations brutes pertinentes à l’analyse.  

 Pour cela, lors de la conception du schéma conceptuel, nous introduisons la création 

d’indicateurs et de dimensions spécifiques. Alors qu’actuellement l’utilisation des mots-clés est 

fortement évoquée afin de créer différentes dimensions et hiérarchies (Bouakkaz et al., 2016) (Franck 

Ravat et al., 2007), nous tentons, dans ce mémoire, d’introduire d’autres indicateurs et dimensions. 

Nous abordons la possibilité d’extraire de l’information structurée à partir des textes (classification, 

création d’indicateurs sous forme de scores, extraction des sujets discutés). Combinée à l’amélioration 

des techniques d’extraction d’informations, cette possibilité ouvre la porte à de nombreux indicateurs 

et dimensions. Comme le mentionnait l’article (Sanprasit et al., 2021), nombreuses sont les opportunités 

d’intégrer ces données en utilisant les techniques NLP. Ces recherches permettent donc la création de 

données structurées qui peuvent être exploitées à l’aide de techniques bien connues dans le domaine de 

la Business Intelligence. Les différentes requêtes OLAP peuvent notamment être effectuées sur ces 

nouvelles données extraites. 

 La littérature décrit habituellement le processus ETL en 3 étapes (El-Sappagh et al., 2011b; 

Vaisman & Zimányi, 2014). Néanmoins, pour pouvoir extraire ces données et ainsi satisfaire nos 

exigences, nous détaillons un processus (PEITL) d’intégration de ces données adapté aux besoins 

générés par la structure hétérogène des données textuelles et aux besoins d’analyses exigés par le 

domaine métier. La nécessité d’adapter la tâche d’ETL est effectivement une des pierres angulaires de 

ce travail. Par ailleurs, nous avons mis en avant le fait que le processus devait être adapté en fonction 

de la tâche d’extraction d’informations.  

 Ensuite, plutôt que de formaliser les hiérarchies en utilisant les mots clés ou la structure propre 

aux documents (données structurées ou semi-structurées) comme le proposaient différents articles 

(Franck Ravat et al., 2007) (Bouakkaz et al., 2017) , nous avons pu, sur base des mots-clés et de leurs 

fréquences, identifier les thématiques ou préoccupations de certaines critiques. De même, nous avons 

pu utiliser ceux-ci, à la façon d’une Degenerate dimensions afin d’analyser les critiques utilisant le mot-

clé identifié lors d’analyses précédentes.  

 Pour finir, nous discutons de la création d’une mesure spécifique permettant d’approfondir la 

connaissance des gestionnaires. Nous intégrons une base de connaissances en tant que mesure de notre 

Data Warehouse. Ces bases de connaissances sont construites sur base d’extractions de triplets ou 

d’instances et offrent de nombreuses opportunités d’analyses. Ces bases de connaissances représentent 

un moyen alternatif de satisfaire la nécessité de créer des hiérarchies dans nos dimensions d’analyses. 

Nous avons, par exemple, pu observer dans le Chapitre 6. Analyses et résultats, les possibilités 

d’analyses offertes par une modélisation hiérarchique des sujets évoqués. 

7.2 Limitations 

D’un point de vue plus théorique… 

 Nous discutons de nombreuses techniques permettant la création d’attributs et d’indicateurs. 

Néanmoins, la fiabilité de certaines n’est pas mesurable quantitativement. Un problème général est 

notamment le manque de documentation de certains modèles, pourtant, parfois les plus performants 

actuellement. Nous sommes le plus souvent dans un contexte d’apprentissage non supervisé. En effet, 

les scores que nous avons définis permettent de comparer les différentes critiques mais ne peuvent être 

utilisés de façon brute. Par exemple, l’utilisation de la polarité d’une phrase afin d’estimer un score de 

satisfaction nécessiterait d’être étudiée plus en profondeur pour déterminer la pertinence d’une telle 

proposition. Faisant partie de cette même problématique, la similarité sémantique est souvent traitée. 
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Néanmoins, comme nous avons pu l’illustrer, il est difficile de faire confiance à ces modèles pré-

entraînés ou préconçus. De plus, dans notre cas d’étude, nous avons pu remarquer les limites de certains 

modèles pour définir une hiérarchie de sujets. Par exemple, l’utilisation du modèle de BERT ne 

distinguait pas les différents sous-sujets d’une seule thématique lorsque ceux-ci sont fortement liés. La 

solution que nous proposons suppose d’avoir une connaissance en amont du domaine d’analyse. De 

plus, il est préférable que cette connaissance soit formalisée. Dans notre cas d’application, nous avons 

pu nous baser sur l’utilisation d’une ontologie préconçue dans le domaine du tourisme.  

 Plus spécifique aux techniques basées sur la fréquence des mots, nous n’avons pas exploré la 

possibilité de travailler avec les N-grams mais seulement sur les mots uniques. Dès lors, cette piste 

nécessiterait d’être étudiée et de substituer les mots clés utilisés dans ces recherches. 

 Dans la section précédente, nous considérons la possibilité d’élargir les faits analysés au-delà 

des mots-clés comme le proposaient certains articles (Bouakkaz et al., 2016; Franck Ravat et al., 2007). 

Cependant, si notre proposition se démarque sur ce point, la création de hiérarchies, essentielle pour 

différentes requêtes OLAP est rendue plus complexe pour les différents faits extraits et rajoutés. En 

effet, les hiérarchies présentes dans notre schéma logique proviennent uniquement des données 

structurées contrairement à la structure de cube proposée dans l’article (Bouakkaz et al., 2016). 

 Nous avons introduit la possibilité d’utiliser une base de connaissances comme mesure dérivée. 

Lors de la réalisation de cette tâche, nous avons expérimenté différentes façons d’utiliser les ontologies 

pour créer des bases de connaissances et ainsi, satisfaire nos exigences d’analyses. Une des raisons 

rendant difficile l’utilisation des triplets extraits de façon automatique est la pertinence de certains. En 

effet, malgré un processus d’intégration adapté et la définition d’un modèle d’extraction basé sur les 

caractéristiques lexicales des mots (Chunking), nombreuses sont les entités ou relations qui ne 

peuvent être utilisées afin d’effectuer les différentes tâches d’analyses. Face à cette difficulté, nous 

avons opté pour l’utilisation d’une ontologie du domaine afin de faire correspondre certaines instances 

de textes à des classes de celle-ci. Les deux dernières méthodes évoquées permettent la création d’une 

base de connaissances que nous pouvons explorer. Cependant, d’une part, notre intervention est 

indispensable lors de chacune de ces méthodes (semi-automatisées). En effet, il n’est pas possible de 

définir de façon automatique une ontologie permettant de répondre à nos besoins. D’autre part, la 

dernière possibilité présentée ne permet pas réellement de conserver les relations entre les différentes 

classes et instances. Le lien entre les classes est en réalité la relation d’hyperonymie entre les classes 

« parents » et « enfants ». Finalement, cette dernière permet la réalisation d’une hiérarchie de sujets. 

Pour être totalement complet dans cette démarche de mise de correspondance d’une ontologie existante, 

utiliser les relations contenues dans l’ontologie définie aurait été plus représentatif.  

Au final, nous retenons de cette proposition les opportunités offertes par l’introduction de ce type de 

mesure dans une solution de BI. Cependant, l’utilisation de cette mesure doit être davantage explorée 

et précisée sur divers cas d’application.  

 A noter également que les ontologies définies à l’échelle du Web telles que Wordnet ou 

encore DBpédia permettent la création d’une base de connaissances, mais seulement pour une partie 

précise du domaine. En effet, l’utilisation de ces outils est limitée par les entités prédéfinies au sein de 

ceux-ci. De plus, la rigidité de ceux-ci rend difficile la mise en correspondance entre nos données non-

structurées et les entités stockées. Par exemple, un mot disposant une majuscule peut être répertorié 

dans la base de connaissances de DBpédia mais ce même mot ne commençant pas par une majuscule 

n’est pas reconnu. L’exploration de cette possibilité n’est donc pas totalement aboutie. En cause, la 

rigidité de ces outils. 

D’un point de vue pratique (centré sur notre étude de cas) … 

 Une autre limite potentielle de ce travail est la non-exploitation de la structure des documents. 

En effet, un ensemble de données non structurées est souvent stocké en suivant une structure 

prédéterminée. En pratique, nous pouvons observer que les organisations utilisent la collecte de ces 

données afin d’extraire de l’information structurée. Par exemple, dans le cas de l’écriture d’une critique, 

les utilisateurs doivent la rédiger, sur un site web, dans la catégorie adéquate de critiques. Cette pratique 

permet d’obtenir, en amont, certaines informations structurées sur les données. Dans notre cas d’étude, 
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les critiques ont été récoltées de la façon suivante : hôtel concerné, date et heure, objet, critique. L’objet 

représente une source d’informations considérable, peut-être plus importante que les mots-clés. Dès 

lors, réfléchir en amont à cette structure de collecte des données et utiliser cette dernière semble 

pertinent. 

 Lors de notre étude de cas, nous appliquons notre méthode à un cas d’application, élargir les 

recherches sur différents cas d’application permettrait de valider de manière plus objective la 

méthodologie proposée. Dans le même sens, ce cas d’application est fictif et basé sur des données Open 

Source. Ces données contiennent de réelles critiques clients et permettent réellement de traiter la 

problématique principale de ce mémoire mais les exigences définies ne reflètent pas nécessairement les 

vraies exigences du domaine métier. L’utilisation de cas concrets permettrait la réalisation d’une étude 

des exigences plus abouties. 

 Pour finir, nous disposions de plus de 200.000 critiques, néanmoins, nous utilisons pour la 

plupart des tâches moins de 5.000 critiques pour des raisons de ressources computationnelles.  

7.3 Travaux futures 

 A la suite de ce travail, les différentes sources d’améliorations identifiées sont les suivantes : 

Premièrement, la préparation des données (Transform - ETL-Text) et, plus particulièrement, la 

définition des mots non pertinents à l’analyse (Stop words) est actuellement standardisée. Cependant, 

les mots non pertinents pour une tâche d’analyse de sentiments ne sont pas les mêmes que ceux non 

pertinents pour une tâche de modélisation de sujets. De manière générale, les différentes tâches et 

techniques NLP nécessitent une préparation particulière. Un point clé serait donc l’identification des 

différentes tâches NLP et la proposition d’une méthodologie d’ETL-Text appropriée (préparation des 

données et nettoyage de celles-ci en fonction de la tâche et du sujet d’analyse). Une telle amélioration 

rendra les techniques de base, telles que celles reposant sur la fréquence d’apparitions des mots, plus 

pertinentes. En effet, nous avons vu que, pour de nombreux outils basés sur les méthodes statistiques et 

plus précisément la fréquence d’apparitions des mots, certains mots peu importants prenaient une place 

clé dans la détermination des clusters. Une piste est la réalisation d’un ETL spécifique à nos besoins. 

En effet, la liste traditionnelle des Stops words ne permet pas de combler ce manque. Pour cela, 

différentes enseignes privées proposent leurs outils mais la documentation de ceux-ci est à nouveau peu 

disponible. A l’image de la Forest Tim technology37, fondée notamment par Bill Imnon, souvent 

considéré comme le père fondateur du Data Warehouse, qui propose un service d’ETL adapté aux 

besoins spécifiés.  

 Deuxièmement, les bases de connaissances de grande échelle telles que Wordnet et DBpédia 

semblent être une riche source d’informations permettant la définition des hiérarchies. Néanmoins, la 

rigidité de ces programmes et la nécessité de surveiller leurs comportements restreignent les possibilités 

de créations d’ontologies de manière automatisée. Pour cette raison, élargir ces bases de connaissances, 

rendre plus souple et autonome la mise en correspondance entre les entités stockées et nos entrées 

offriraient de nombreuses opportunités. A l’inverse, il manque d’un outil permettant le filtre des 

informations pertinentes ou non lors de la création d’une base de connaissances. Il serait nécessaire, 

lors de la création d’une base de connaissances de façon automatisée, d’avoir un filtre d’apport 

informationnel et sémantique des différentes données entrées dans la base de connaissances. 

 Les bases de connaissances sont vastes et sont actuellement stockées sous formes de graphes 

ou données semi-structurées (RDF, JSON…). Ces bases de connaissances sont riches en informations. 

Lorsque nous proposons de définir une mesure contenant une base de connaissances, nous constatons 

que, pour certains cas d’application et, en particulier, pour certains niveaux de granularité, cette vaste 

source d’informations ne peut être utilisée par les non-experts analystes. En effet, nous évoquions le 

fait que l’utilité d’une telle mesure peut être influencée par la pertinence des requêtes effectuées et du 

domaine d’application. Pour cette première raison, à l’image de la Self-Service BI, il serait pertinent de 

                                                      
37 Source : https://www.forestrimtech.com/about-2/ 

https://www.forestrimtech.com/about-2/
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prédéfinir un ensemble de requêtes sur ces graphes. Ces requêtes permettront de satisfaire de nouvelles 

exigences d’analyses à définir avec le domaine métier. 

 Concernant notre proposition de mise en correspondance d’une ontologie, une piste 

d’amélioration claire est la création d’un outil réalisant ce mapping de façon automatisée. En se basant 

sur la structure définie des ontologies et en particulier leurs relations, la base de connaissances générée 

refléterait davantage la modélisation du domaine de connaissance formalisé par l’ontologie de 

référence. 

 Ensuite, nous évoquons, au début de cet écrit, la problématique des (3) V du Big Data et 

notamment la question du Volume des données. Une limite de ce mémoire est d’ailleurs l’utilisation 

d’une faible partie des données disponibles. Dès lors, explorer d’autres façons de stocker et d’extraire 

de l’information semble également nécessaire lorsque le nombre de documents textuels est trop 

important. Une piste semble être l’utilisation des bases de données orientées graphes. En effet, cette 

pratique permet à la fois la création de base de connaissances et la manipulation de celles-ci. 

 Par ailleurs, un problème général rencontré dans le cadre de ces recherches est la difficulté 

d’évaluer la performance des tâches NLP ou de Text-Mining. De plus, les modèles pré-entraînés sont 

souvent peu documentés. Finalement, les connaissances sur le domaine métier deviennent 

indispensables afin d’évaluer la qualité d’une telle solution car les différentes techniques d’extractions 

d’informations ne peuvent être objectivement évaluées. Pour ce faire, il serait pertinent de réfléchir à 

des mécanismes d’évaluations de ces tâches.  

 Enfin, les nuances linguistiques représentent toujours un défi important pour les techniques 

d’extractions d’informations. La richesse de la langue rend complexe la création de règles formelles. 

Différents aspects sont encore à investiguer tels que l’ironie, la présence d’une simple (ou double) 

négation dans une phrase… 
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Annexes 

1. Background 

1.1 Data Warehouse architecture 

A travers la littérature (Vaisman & Zimányi, 2014 ; Prat et al., 2006), diverses méthodes sont 

proposées pour soutenir la construction d’une solution de Business Intelligence. D’une manière assez 

abstraite, l'architecture d’un Data Warehouse se concentre sur 3 grandes régions : la région source, la 

destination des données et le lien entre cette source de données et la destination. Le processus qui se 

charge de faire le lien entre la source et la destination des données est le processus d’Extract-Transform-

Load (ETL). Ce processus se fera plusieurs fois, généralement par lot (batch) de données, afin d’intégrer 

les nouvelles données collectées par l’entreprise entre deux périodes définies. Dans la littérature, le 

nombre d'étapes de ce processus varie en fonction du niveau de détail fourni par l’article. 

D’une manière générale, le processus ETL peut être séparé en 3 étapes : Extract, Transform et Load. 

Premièrement, la phase extraction : cette phase permettra d’extraire les données de diverses sources. 

Ces sources peuvent donc avoir leurs propres caractéristiques telles qu’un système de gestion de bases 

de données différent, l’utilisation d’un autre système d’exploitation... (El-Sappagh, Hendawi et El 

Bastawissy 2011). Ensuite, la phase de transformation consiste à nettoyer les données afin que celles-

ci deviennent "correctes, complètes, cohérentes et non ambiguës" (ElSappagh, Hendawi et El 

Bastawissy 2011). Pour finir, le chargement des données vise à nourrir le Data Warehouse et le cube 

défini par l’ensemble des données conformément à un schéma logique défini précédemment. 

Ce processus ETL ne possède pas encore de standard. C’est pourquoi la littérature peut varier 

quelque peu dans l’explication de celui-ci. La contribution de cet article (El-Sappagh, Hendawi et El 

Bastawissy 2011) est une proposition de standardisation d’un processus ETL. En sus du processus 

d’ETL, la construction d’une solution de business intelligence nécessite un très grand nombre d’étapes. 

En fonction des choix de conception, l’architecture d’un Data Warehouse peut être très variée. 

Premièrement, la littérature identifie différents types de Data Warehouse (Abinash Nayak et al., 

2021)(Kimball & Ross, 2011). 

- Entreprise Data Warehouse : l’entrepôt de données conçu afin de répondre aux besoins 

d’analyse d’une organisation et de fournir un réel support d’aide à la décision.  

- Operational Data Store : modèle permettant d’intégrer les données produites en temps réel à 

un niveau de granularité le plus fin.  

- Data mart : souvent qualifié de « sous–entrepôt » de données plus spécifique à un secteur, un 

domaine défini d’une organisation. Un Data mart est souvent conçu comme étape intermédiaire 

avant l’intégration globale des données dans l’entrepôt de données de l’entreprise.  

La figure ci-dessous (Figure A) illustre l’architecture d’un Data Warehouse et de la construction 

d’une solution de Business Intelligence. On y retrouve les différents éléments ci-dessus. Sur cette figure, 

« Data Staging » représente, en réalité, cette zone de transit destinée à accueillir les données chargées à 

un niveau de granularité parfois plus fin avant d’être chargées dans le Data Warehouse Tier.  
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Figure A : Illustration de l’architecture d’une solution BI tirée de (Vaisman & Zimányi, 2014). 

La base de données multidimensionnelle (MDB), pouvant être matérialisée par un serveur OLAP 

(OLAP tier), permet une vue plus globale de l’entreprise et ainsi une prise de décisions basée sur des 

connaissances plus approfondies. La MDB est un outil clé pour une organisation car elle fournit un 

accès rapide et interactif aux données, sous la forme de dashboard ou autres formes de rapports. (Franck 

Ravat et al., 2007). Cet entrepôt de données peut être défini comme : « une collection de technologies 

permettant aux décideurs de prendre des décisions meilleures, plus rapides » (El-Sappagh et al., 2011). 

Il est important de distinguer un Data Warehouse et ses objectifs d’une base de données opérationnelle 

et ses autres objectifs. En effet, « les entrepôts de données diffèrent des bases de données 

opérationnelles du fait qu’ils sont orientés vers le sujet, intégrés, time variant, non volatiles, résumés 

(agrégés), plus larges, non normalisés et qu’ils performent OLAP ». (Abinash Nayak et al., 2021; El-

Sappagh et al., 2011 ;Vaisman & Zimányi, 2014). Ces différentes caractéristiques ont été introduites 

par William H. Inmon considéré comme le père de l’entrepôt de données (Inmon, n.d.) et sont décrites 

de la manière suivante :  

- Orienté sujet étant donné qu'une solution de Business Intelligence est d’abord conçue pour 

répondre à un besoin métier et donc orientée vers ce besoin. 

- Intégré car les données sont collectées à partir de différentes sources, internes ou externes.  

- Non volatile : les données entrées ne seront plus modifiées et seront historicisées.  

- Time variant : cette propriété qualifie le Data Warehouse comme évolutif et capable d’intégrer 

des nouvelles données produites plus récemment.  

Du fait de son intégration de données et de la façon dont elles sont stockées, OLAP permet la 

réalisation de requêtes plus transversales sur l’entreprise permettant des analyses multidimensionnelles 

que ne peuvent pas permettre, avec de mêmes performances, les bases de données opérationnelles.  

Nous pouvons maintenant affirmer que les entrepôts de données constituent un des éléments clés 

dans les supports d’aide à la décision d’autant que son approche multidimensionnelle permet des 

analyses plus approfondies et basées sur une meilleure connaissance de l’organisation. Cependant, 

modéliser un entrepôt de données n’est pas une tâche aisée (Prat et al., 2006). Dans la littérature (Prat 

et al., 2006), plusieurs propositions ont été faites pour définir un ”protocole” standard de conception 

d’un entrepôt de données (Prat et al., 2006).  Par exemple, l’article (Prat et al., 2006) propose une 

méthodologie de design en 4 étapes. L’étape de la conception conceptuelle (Conceptual Design), de la 

conception logique (Logical Design), de la conception physique (Physical Design) et de la confrontation 

des données (Data confrontation) basée sur un langage de modélisation semi-formel, Unified modeling 

Language (UML). 
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D’autres références de la littérature vont opter pour une autre approche telle que celle suivie par 

Vaisman et Zimányi (Vaisman & Zimányi, 2014) qui se base sur une démarche contenant les 4 étapes 

suivantes : Requirements specification, Conceptual Design, Logical design, Physical design. L’image 

ci-dessous illustre la méthodologie en 4 étapes. 

 

Figure B: Image tirée de (Vaisman & Zimányi, 2014). 

Dans tous les cas, nous pouvons dire que la littérature souhaite définir une méthode standard de 

conception de DataWarehouse permettant de répondre aux besoins d’une organisation cible (Vaisman 

& Zimányi, 2014)(Prat et al., 2006). Pour cela, cette seconde méthodologie met l’accent sur la 

spécification des exigences en tant qu’étape à part entière. A ce propos, on distingue deux manières de 

constituer un entrepôt de données. Premièrement, l’approche Bottom-up, ensuite, l’approche top Down 

(Ravat, Teste, Tournier, et al., 2007; Vaisman & Zimányi, 2014). Vaisman et Zimányi optent pour la 

méthode Bottom-up plaçant ainsi l’utilisateur au centre de leur processus de conception. 

La modélisation des exigences se matérialise par un schéma conceptuel (Vaisman & Zimányi, 

2014). Etant donné que les modèles multidimensionnels actuels sont limités pour l’analyse de données 

textuelles, la littérature propose, à travers différents travaux, d’autres modèles conceptuels adaptés au 

besoin d’un corpus de textes (Aknouche et al., 2013). Par exemple, l’article (Aknouche et al., 2013) 

propose un modèle multidimensionnel basé sur les dimensions suivantes : les dimensions classiques 

concernant les mots retrouvés dans le document, les dimensions “métiers” qui sont observées et déduites 

des métadonnées et, pour finir, la dimension sémantique qui utilise un ensemble de concepts organisés 

sous la forme d’une hiérarchie sous différents niveaux. Les faits observés sont les racines de mots-clés 

(« Stems ») dont nous reparlerons plus loin dans ce mémoire, également appelés « termes candidats » 

extrait de l’ETL (Aknouche et al., 2013). Par la suite, l’étape de la conception logique se penche sur les 

premières questions liées à l’implémentation. Le but est de transformer un schéma conceptuel tel que 

perçu par l’utilisateur et les exigences de ce dernier en un schéma logique, dont le but sera de satisfaire 

des contraintes plus techniques liées aux données ou encore des contraintes de performances. 

1.2 Choix de conception logique 

Cette étape est également cruciale pour répondre aux exigences de réactivité et de rapidité. En effet, 

la normalisation de certaines tables permettra d’optimiser le coût relatif au stockage de ces données ou 

encore de faciliter la maintenance de ces dernières. Cependant, il faut savoir qu’un entrepôt de données 

contient des données historisées et il n’y a que peu d’intérêts de les modifier, surtout après le processus 

ETL. De plus, la normalisation des données impose la réalisation de nombreuses jointures lors de 

l’exécution des requêtes.  Rappelons que, puisqu’un entrepôt vise à fournir de l’information dépendante 

de l’ensemble de l’organisation (analyse multidimensionnelle), nombreux sont les axes d’analyses et 

donc les colonnes requises. Afin d’optimiser cette structure et le coût lié à la redondance des données 

stockées, le but va être de trouver un bon équilibre dans le design des dimensions avec certaines qui 

accepteront de la redondance pour éviter d’augmenter de manière trop importante les coûts 

computationnels et inversement, d’autres qui opteront pour de la normalisation lorsqu’il n’est pas 

pertinent, d’un point de vue métier, de faciliter la jointure de certaines dimensions. D’une manière plus 

générale, la performance est évaluée par le temps de réponse lors de l’exécution d’une requête ainsi que 

les facilités d’accès aux différentes données (possibilité de requêtes) (Sidi et al., 2016). 

Star Schema VS Snowflake Schema: 

Afin de modéliser ces choix, plusieurs schémas peuvent être utilisés. Le schéma en étoile (starflake 

schéma), symbolisant le choix de dénormaliser l’ensemble des dimensions et de tolérer cette redondance 

créée. A l’inverse, le schéma en flocon (Snowflake schema) exprime les choix de normalisation et 

d’absence de toute redondance en illustrant les différentes hiérarchies au sein des dimensions. Une 
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solution plus souvent utilisée est le schéma hybride que l’on appellera “constellation” (Constellation 

schéma) (Sidi et al., 2016)(Vaisman & Zimányi, 2014). 

Ces images représentent un schéma en étoile (à gauche) et une constellation (à droite). 

 

 

 

 

 

 

 

 

Figure C : Images provenant de (Sidi et al., 2016). 

 La réalisation de ces deux étapes (schéma conceptuel, schéma logique) est complexe. Même 

pour des données numériques, il peut être ardu pour les experts de proposer une solution adéquate. 

L’article (Sanprasit et al., 2021) propose à cette fin une méthodologie permettant d’assister les 

personnes en charge de la construction d’une telle solution. 

1.3 ETL background  

 Les phases d’extraction, de transformation et de chargement de données sont appelées l’ETL.  

● Extract : les données sont extraites de différentes sources de données. 

● Transform : les données sont propagées dans une zone de rassemblement/ transit (Staging 

area). A cet endroit, différentes modifications sur les données seront effectuées.  

● Load : les données sont chargées dans l’entrepôt de données. 

 En réalité, le nombre d'étapes de l’ETL peut varier en fonction des auteurs dans la littérature. 

Globalement, on y retrouve les tâches de nettoyage des données, de modifications des données, le choix 

du type adéquat, et finalement l’intégration de ces données dans un entrepôt de données (Data 

Warehouse) (El-Sappagh et al., 2011). 

 On peut d’ailleurs distinguer la phase d’extraction de données de deux manières. L’extraction 

initiale, c’est-à-dire la première fois qu’on obtient les données des différentes bases de données 

opérationnelle. Ensuite, l’extraction incrémentale qui permet de mettre à jour le Data Warehouse en 

actualisant l’ETL et en insérant les nouvelles données qui ont été insérées dans les bases de données 

opérationnelle (El-Sappagh et al., 2011). 

 Dans la littérature, le besoin d’une démarche standard a été identifié. Actuellement, 3 catégories 

de modèles de processus ETL sont discutées : La modélisation basée sur une retranscription (mapping) 

d’expressions et de directives, la modélisation basée sur des schémas conceptuels et la modélisation 

basée sur un environnement UML. L’article (El-Sappagh et al., 2011) propose alors son modèle qui 

représente une version hybride des 3 méthodes en prenant les avantages de chacune. Le diagramme de 

retranscription des entités (Entity mapping diagram – EMD) est alors proposé. Ce modèle (El-Sappagh 

et al., 2011a): 

- Supporte l’intégration de sources de données multiples. 

- Est robuste au changement de sources de données. 

- Supporte des transformations (flexible). 

- Peut être facilement déployé 

- Est suffisamment complet pour permettre de gérer différentes sources d’extraction, la 

transformation et les opérations de chargements 
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- Est simple à créer et à maintenir (El-Sappagh et al., 2011). 

1.4 TF - IDF 

 La formule ci-dessous calcule le poids attribué à chacun des mots de cette façon. 

 

 Où tf (ti, 0dn) est la fréquence d’apparition du terme ti dans le document 0dn et Sum tf(ti, 0dn) 

est le nombre total d’occurrences dans 0dn  (Aknouche et al., 2013). 

2.  Fondements théoriques  

2.1 Tokenisation par phrase 

 

 

 

Figure D : Illustration de la Tokenisation par phrase. 

3. Méthodologie 

3.1 Analyse des exigences : 

Identification des utilisateurs :  

 Les futurs utilisateurs de notre solution peuvent être catégorisés en trois couches :  

• Executive users (Top Management) : Les membres de la direction de la chaîne d’hôtellerie qui 

définissent les objectifs stratégiques à suivre de l’entreprise.  

• Management users (Middle Management) : Les différents responsables des hôtels. Nous considérons 

au minimum un gérant par hôtel.  

• Professional users : Le personnel professionnel qui met en œuvre les indications de la direction. 

Objectifs Non opérationnalisés : 

 Ce cas d’étude étant fictif, nous émettons ici des hypothèses sur les besoins rencontrés par les 

différents utilisateurs.  Le but de ce travail est d’aider les décideurs et utilisateurs à comprendre plus en 

profondeur les sources de plaintes des clients afin d’améliorer la qualité du service fourni et l’expérience 

client.  

Objectifs globaux de l’entreprise : 

 L’entreprise essuie plusieurs critiques sur différents services qu’elle propose dans ses différents 

hôtels. Pour cette raison, l’entreprise souhaite trouver un moyen efficace de gérer les plaintes afin 

d’avoir une meilleure compréhension des exigences non satisfaites et exprimées par ses clients afin de 

pouvoir y répondre et ainsi améliorer le service clientèle, la satisfaction et l’image de l’entreprise.  
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Objectifs à remplir par notre solution de Business intelligence : 

 Voici les différents objectifs d’analyses visés par notre proposition : 

● Comparaison entres les hôtels sur les différentes dimensions : 

o Avis 

o Notes d’évaluation 

 

● Détection des principaux sujets discutés par hôtel 

o Sujets discutés dans les avis négatifs 

o Sujets discutés dans les avis positifs 

 

● Comparaison des différentes mesures par hôtel et extraction des remarques pertinentes sur ces 

dimensions. 

o Cleanliness 

o Comfort 

o Value 

o Room 

o Location 

o Notes globales 

● Exploration Géographique des différents hôtels 

● Comparaison basée sur les différentes caractéristiques discutées par les critiques.  

o Caractéristiques provenant d’une ontologie existante (Accomodation ontology) 

o Caractéristiques provenant d’une ontologie créée 

● Intégration des recommandations utilisateurs 

● Création d’un indicateur de loyauté (NPS) estimé pour développer une campagne de 

fidélisation.  

Objectifs opérationnalisés 

Objectif 1 : Etude de la satisfaction générale des clients. 

a) Permettre l’analyse des différentes notes d’évaluation laissées par les clients. 

b) Mise en évidence de la proportion de critiques positives et négatives. 

c) Permettre de comprendre et mettre en évidence les critiques fortement polarisées. 

d) Permettre d’observer, à travers le temps, l’évolution de la satisfaction des clients. 

e) Mise en évidence des hôtels les plus susceptibles de répondre favorablement à une campagne 

de fidélisation. 

Objectif 2 : Identification et mise en évidence des sujets et problématiques discutés dans les critiques. 

a) Permettre de prendre connaissance des différents sujets discutés. 

b) Permettre de visionner les critiques en fonction des sujets choisis. 

c) Mise en évidence des mots-clés utilisés dans les critiques sélectionnées. 

d) Permettre de visionner les critiques en fonction de mots-clés critiques choisis. 

e) Catégorisation des critiques abordant les principaux attributs d’évaluations des hôtels : Value, 

Comfort, Cleanliness, Room, Location, Service, Staff, Accomodation, Food. 

Objectif 3 : Support d’aide à la décision relatif aux critiques négatives 

a) Permettre une analyse plus approfondie des critiques pour identifier les problèmes. 

b) Mesurer l’impact de certains problèmes et attributs sur les indicateurs de satisfaction. 

c) Mise en avant des sujets relevés et recommandations des clients. 

Objectif 4 : Support d’analyse pour les hôtels en difficulté. 

a) Identification des hôtels rencontrant des difficultés pour satisfaire leurs clients. 

b) Mise en avant des sujets soulevés pour les hôtels en plus grande difficulté. 
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c) Illustration des attributs d’évaluation d’un hôtel afin de permettre d’identifier l’origine des 

problèmes. 

Objectif 5 : Analyse d’un hôtel unique 

a) Permettre d’avoir une visualisation concise des sujets discutés pour un hôtel défini. 

b) Permettre de naviguer plus en profondeur parmi les critiques concernant un hôtel afin 

d’identifier des problèmes précis liés directement à cet hôtel. 

Objectif 6 : Comparaison des hôtels en termes de performances, notamment sur base des indicateurs de 

satisfaction.  

a) Evaluer les différents indicateurs de performances 

3.2 Pré-traitement des données 

3.2.1 ETL 

 

 

 

 

 

 

 

 

Figure E: Illustration de la distribution des notes moyennes d’évaluation. 

3.2.2 Valeurs manquantes ou non cohérentes 

 A travers la figure ci-dessous et l’exploration des données, nous pouvons remarquer que : 

 

-  Les colonnes street, state, zip, class, 

num_reviews, overall_ratingsource sont 

partiellement incomplètes. 

-  La colonne price est totalement incomplète. 

-  Le pays « USA » est écrit de plusieurs façons 

(« USA », « usa ») 

-  Les valeurs manquantes de street sont une 

combinaison de NaN et de « -1 ». 

-  La colonne State est pertinente seulement lorsque 

le pays est « Canada » ou « USA ». 

-  La colonne Class ne contient que les valeurs 

suivantes : « -1 », « uk » ou « nan ». Cette colonne 

n’est donc pas pertinente. 

-  Nous pouvons observer que les lignes ayant des 

valeurs manquantes pour num_reviews sont les 

mêmes que celles de overall_ratingsource . 

 La colonne COMFORT est remplie de 0.0 et n’est donc 

pas pertinente. 
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3.2.3 Valeurs extrêmes ou aberrantes  

 A travers ces données, certaines sont de type numérique. Nous avons donc également analysé 

la présence potentielle de valeurs aberrantes. 

 

Figure F : Figure reprenant un ensemble de boîtes à moustache afin d’explorer la distribution des 

colonnes de type numérique. 

3.2.4 Autres transformations 

 Afin de préparer ces données, certaines modifications mineures ont été effectuées.  

- Suppression des colonnes non pertinentes ou contenant trop peu de valeurs. 

- Changement du nom de certaines colonnes. 

- Les colonnes de type « Float » sont arrondies à deux décimales après la virgule. 

- Les valeurs négatives observées dans rating (-99) sont transformées en 0, la moyenne 

est alors recalculée en utilisant les autres indicateurs numériques. 

- Nous définissions un modèle standard pour pouvoir utiliser le nom de la rue. 

 Pour les critiques des utilisateurs en texte, nous avons extrait les critiques, leur objet, leur date. 

En effet, nous les avons transformées en colonnes pour créer un autre ensemble de données 

(« Reviews ») et nous avons ajouté, pour chacune des critiques, l’hôtel qui était concerné en inscrivant 

l’identifiant de celui-ci à travers une colonne « DocID » faisant référence à la colonne du même nom 

(et comprenant les mêmes identifiants) dans l’ensemble de données « Hotel_Information ». 

A ce stade, nous avons alors deux ensembles de données nettoyées et prêts à être utilisées pour l’analyse. 

Néanmoins, à travers ce mémoire, la problématique majeure consiste à extraire de l’information 

structurée à travers les données textuelles à notre disposition. Pour cela, certaines opérations ETL seront 

nécessaires sur les colonnes telles que celles contenant les critiques des différents utilisateurs sous forme 

de texte. 
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3.3 Extraction d’informations et exploration des techniques NLP 

3.3.1 Sentiment analysis 

 

 

 

 

 

 

 

 

Figure G : Histogrammes représentant la fréquence de critiques (axe des ordonnées) en fonction du 

nombre de mots (axe des abscisses) 

Proportion des classes de l’échantillon d'entraînement : 

 

 

 

 

 

 

 

 

 

 

 

Figure H : Proportion critiques positives et négatives de l’ensemble d'entraînement. 

Matrices de confusion 

 

Figure I : Matrice de confusion illustrant la classification effectuée en utilisant l’algorithme 

d’apprentissage de la Classification naïve bayésienne (Accuracy score : 92,6%) 
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Figure J : Matrice de confusion illustrant la classification effectuée en utilisant l’algorithme 

d’apprentissage Random Forest (max_depth = 50). (Accuracy_score : 93,1%) 

Proportion des classes de l’ensemble de données : 

 

 

 

 

 

 

 

 

Figure K : Proportion des critiques prédites positives (56,2%) et négatives (43,8%). 

 

NPS Score 

 

Figure L : Illustration de la corrélation (63%) entre les notes des Sentiment Score et NPS 
Score 

3.3.2 Topic Modelling  

1. Principal Component Analysis (PCA) 

 Cette figure ci-dessous illustre les différents mots clés extraits de nos critiques appartenant à 5 

clusters différents.  
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Figure M : Résultats obtenus en effectuant une tâche de clustering sur des données transformées 

vectorisées réduites en deux dimensions utilisant la méthode PCA. 

 Nous pouvons nous apercevoir que les mots choisis sont en réalité souvent les mêmes mais ne 

sont pas spécifiques à un sujet ou peuvent se retrouver dans différents clusters. Cela illustre bien 

l’incapacité de cette méthode à effectuer cette tâche dans notre contexte. 

3. Sentences Embedding et Clustering :  

 

Figure N : Elbow method pour évaluer le nombre optimal de cluster. 

 

Figure O :  Sous-ensemble de phrases et clusters attribués. 
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4. Latent Dirichlet Allocation  

 Voici l’illustration de la difficulté, pour ce modèle, d’extraire les différents sujets. De nouveau,  

il pourrait être proposé un filtre plus important des mots spécifiques au différents sous-sujets discutés. 

Dans la figure ci-dessous, nous demandons au modèle de séparer en 4 sujets les critiques.  Nous pouvons 

voir que les mots-clés ne semblent pas pertinents pour notre analyse. 

 

 

 

 

 

Figure P: Illustration des résultats obtenus avec le modèle LDA 

5. Bert  

 Les résultats obtenus illustrent plusieurs aspects. Premièrement, le fait que l’algorithme de 

BERT n’est pas adapté pour filtrer des sujets qui ne sont pas opposés. Nous pouvons voir sur cette 

image que les sujets 0 et 19 sont considérés comme opposés sur une représentation en deux dimensions. 

Pourtant, ces deux sujets ont un mot-clé en commun. De plus, d’un point de vue analytique, le sujet de 

la nourriture (« breakfeast », « buffet ») est regroupé avec des mots-clés non pertinents (« tour »). 

D’une manière plus générale, on constate que la distinction entre les différents sujets ne satisfait pas à 

nos exigences pour la réalisation de nos futures analyses.  

Une source d’amélioration pourrait être une sélection 

plus approfondie des mots mais, au final, pour atteindre une solution d’une qualité suffisante, la 

réalisation de cette méthode n’est pas pertinente au vu des autres outils et techniques explorés. 

Figure Q: Représentation des sujets extraits avec le modèle de BERTopic. 
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Figure R: Représentation des mots-clés par sujet extraits avec l’algorithme BERTopic. 

 

Figure S: Analyse hiérarchique des sujets extraits par la fonction visualize_hierarchy()sur le 

modèle obtenu en utilisant BERTopic 

6. OpenAI  

 Description du modèle tirée de « https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-

savoir/ » : 

« GPT-3 : Un ensemble de modèle capable de comprendre le langage naturel 

GPT-3 est un modèle de langage entraîné avec pas moins de 175 milliards de paramètres. 

GPT-3 signifie Generative Pre-trained Transformer 3. Cette technologie se décline en une série de 4 

modèles (A, B, C, D) plus ou moins rapides et performants. 

● Davinci (text-davinci-003) : c’est le modèle le plus avancé. Davinci est 

particulièrement adapté aux intentions complexes, aux relations de cause à effet et à la création 

de résumés de contenus. 

● Curie (text-curie-001) : performant et beaucoup plus rapide. Idéal pour la traduction, 

la classification complexe, l’analyse de textes et les résumés. 

● Babbage (text-babbage-001) : un modèle efficace pour les catégorisations plus simples 

et la classification sémantique. 

https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/
https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/
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● Ada (text-ada-001) : très rapide et peu coûteux, à privilégier pour les classifications les 

plus simples, l’extraction de textes et la correction d’adresses. » 

 

Figure T: Entraînement du modèle Generative Pre-Trained Transformer38 

« Le transformeur génératif pré-entraîné (ou GPT, de l’anglais generative pre-trained transformer) est 

une famille de modèles de langage généralement formée sur un grand corpus de données textuelles pour 

générer un texte de type humain. »39  

3.4 Bases de connaissances 

3.4.1 WordNet 

Nous pouvons voir à travers cette image, les différentes significations sémantiques du terme « staff » et 

les différents hyperonymes liés aux spécifications. 

 

Figure U : Exploration de la relation d’hyperonymie en utilisant l’outil WordNet 

                                                      
38 Source : https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/ 
39 Source : https://fr.wikipedia.org/wiki/GPT-3#/media/Fichier:Full_GPT_architecture.png 

 

https://fr.wikipedia.org/wiki/Mod%C3%A8le_de_langage
https://www.blogdumoderateur.com/gpt-3-gpt-4-tout-savoir/
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3.4.2 Private API - DataBorg 

 Dans ce cas, nous utilisons une cinquantaine de critiques sur le même hôtel « USA Nevada Las 

Vegas Artisan Hotel ». Nous effectuons un texte en disposant les critiques les unes à la suite des autres 

et fournissons ce texte à l’API. 

En Turtle Format : 

"""@prefix databorg: <https://schema.databorg.ai/>. 

                @prefix wkd: <http://www.wikidata.org/entity/>. 

                @prefix rdfs: <http://www.w3.org/2000/01/rdf-schema#>. 

 

                wkd:LOC rdfs:label "location". 

                databorg:hotel rdfs:label "hotel". 

                databorg:artisian a wkd:LOC; 

                    rdfs:label "Artisian". 

                databorg:hotwire a wkd:Q4830453; 

                    rdfs:label "Hotwire". 

                databorg:artisan a wkd:ORG; 

                    databorg:instanceOf databorg:hotel; 

                    rdfs:label "Artisan". 

                databorg:tripAdvisor a wkd:Q41298; 

                    rdfs:label "TripAdvisor". 

                databorg:vegas a wkd:Q1549591; 

                    rdfs:label "Vegas". 

                databorg:lasVegas a wkd:Q1549591; 

                    rdfs:label "Las Vegas". 

                databorg:theArtisan databorg:instanceOf databorg:hotel; 

                    databorg:locatedInTheAdministrativeTerritorialEntity 

databorg:lasVegas; 

                    rdfs:label "The Artisan". 

                databorg:instanceOf rdfs:label "instance of". 

                wkd:ORG rdfs:label "organization". 

                wkd:Q1549591 rdfs:label "big city". 

                databorg:locatedInTheAdministrativeTerritorialEntity rdfs:label 

"located in the administrative territorial entity". 

                wkd:Q4830453 rdfs:label "business". 

                databorg:strip a wkd:LOC; 

                    rdfs:label "Strip". 

                wkd:Q41298 rdfs:label "magazine”.”””  
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Représentation RDF: 

 

Figure : Illustration de l’ontologie obtenue 

3.4.3 Extraction d’entités et de relations – SPACY ‘en_core_web_sm’ 

 

Figure V : Extraction d’entités et de relations provenant des phrases de la critique 1166. 
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3.4.4 Clustering des entités et relations – BERTopic clustering 

 

 

 

 

 

 

 

 

 

 

Label, Key Words/ 

Entity 

 

Topic 0  Topic 1 Topic 2 Topic 3 

Source  Human Entity 

We, it, you, they… 

 

Hotel 

Hotel, room, location… 

Food 

Breakfast, food, buffet… 

Service 

Staff, houskeeping, wait… 

Target Hotel 

Hotel, city, room… 

Entity 

It, you, stay… 

Place 

Chinese, square, 

Tiananmen… 

Time 

Night, day, minutes… 

Relation Being 

Is, was, were, are… 

Having 

Has, have, had, good… 

Advice 

Recommend, suggest, 

guide… 

Empty 

Take, « ».. 

Figure W : Tâche de clustering et labellisation en utilisant BERTopic clustering. 

 

Figure X : Illustration des différents groupes identifiés pour les sources du triplet (Sujet). 

 

Figure Y : Illustration des différents groupes identifiés pour les cibles du triplet (Objet). 
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Figure Z : Illustration des différents groupes identifiés pour les relations du triplet (Prédicat). 

3.4.5 Utilisation des connaissances linguistiques 

 

 

 

 

 

 

 

 

Figure AA: Illustration des limites rencontrées par les fonctions d’extraction d’entités et relations 

Open Source. 

3.5 Requêtes au modèle Davinci 

Première requête effectuée afin d’extraire les triplets : 

- "From this review: "+ str(sent) +", extract Subject, Predicate, Object 

and follow this template: 'Subject; Predicate; Object'. Subject, 

Predicate and Object must be summarized in one word”. 

Seconde requête effectuée afin de labéliser les sujets, prédicats et objets (respectivement) des triplets. 

- "For this sentence: '" + str(sent) + "'. Classify the Subject (Class 

1= One Between 'Human', 'Item', 'Immaterial), the Predicate (Class2 = 

One Between verb of 'Action', 'State', 'Perception' or 'Opinion') and 

the Object (Class3 = One Between 'Human', 'Item' or 'Immaterial). To 

answer you must use these words and the whole answer must be the three 

classes: Class1, Class2, Class3." 

3.6 Utilisation et mise en correspondance d’une ontologie existante 
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Figure AB: Illustration d’une partie de l’ontologie de référence. L’ontologie « Accommodation ». 

L’image ci-dessous illustre un sous-ensemble de l’ontologie obtenue. 
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Figure AC: Illustration d’un sous-ensemble de l’ontologie définie par cette technique de mise en 

correspondance d’une ontologie existante (Ontology Mapping). 
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Figure AD : Illustration d’un sous-ensemble plus complet de l’ontologie définie par cette technique de mise en correspondance d’une ontologie existante 

(Ontology Mapping).
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4. Final Solution 

 

Figure AE : Hotel Location Dashboard 
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Figure AF: Hotel in Difficulty Dashboard 
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Figure AG: Customer satisfaction Dashboard 
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Figure AH: Reviews Exploration Dashboard 
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Figure AF: Hotel Deep Analysis – Using FindSVOs 
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Figure AG: Hotel Deep Analysis Dashboard – Using SPOAI 
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Figure AH: Hotel Deep Analysis Dashboard - Using ERE 
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Figure AI : Illustration de la création d’une base de connaissances à partir d’une ontologie (Accommodation) existante. 
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Figure AJ: Hotel Evaluation Dashboard 
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Figure AK: Detailed Search and User Recommandation – Using Query Box 
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