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Résumé  

Citation : Gallagher-Duval, X. (2022). Prédiction de la distribution des diamètres des 

arbres à l’aide de métriques tirées de la donnée lidar aéroporté pour les forêts boréales du 

Québec et de l’ouest de Terre-Neuve. Mémoire de maîtrise, Département de géomatique 

appliquée, Université de Sherbrooke, 71 pages. 

La forêt occupe une proportion importante du territoire Canadien et son exploitation 

nécessite une connaissance approfondie de la structure des peuplements forestiers. La 

distribution des diamètres des arbres (DDA) permet d’estimer plusieurs attributs forestiers, 

notamment le volume de bois ou le taux de croissance. Cette étude vise à prédire la DDA 

à une résolution fine (20 m²) à partir de données de LiDAR aéroporté pour les forêts 

boréales de conifères au Québec et à l’ouest de Terre-Neuve. La donnée LiDAR aéroportée 

permet de produire un modèle de hauteur de canopée. Conséquemment, le premier objectif 

vise à améliorer les estimés de DDA avec la contribution de métriques texturales dérivées 

du modèle de hauteur de canopée combinées aux métriques LiDAR standards. Le deuxième 

objectif consiste à déterminer la meilleure approche pour modéliser les DDA : soit en 

différentiant a priori la modalité des DDA selon leur modalité (uni/bimodales) ou non. La 

modélisation de la DDA passe par la prédiction des paramètres de la fonction Weibull 

ajustée aux DDA unimodales et non-différentiées. Pour les DDA bimodales, un finite 

mixture model, composé de deux fonctions Weibull, permet d’extraire les paramètres des 

deux composantes Weibull ajustées à la DDA.  

Les paramètres, échelle et forme, des fonctions Weibull décrivant les DDA unimodales et 

non différenciées ont été prédits avec des R² acceptables (0.40-0.55) comparativement aux 

paramètres moyenne, proportion et écart-type des DDA bimodales (R² moyen<0.30). 

L’utilisation de métriques de texture a permis d’améliorer la précision globale de la 

différentiation des modalités de 4%, ce qui a fait augmenter en moyenne de 0.10 le R² pour 

les paramètres des DDA unimodales et non-différentiées, et 0.17 pour les DDA différentiés 

bimodales. De plus, les DDA unimodales ont prédit en moyenne 79% des diamètres 

mesurés et 75% pour les bimodales. Les DDA non-différentiées ont prédit 76% des 

diamètres mesurés. Cependant, les DDA bimodales présentaient des R² faibles, causé par 



 

l’absence de deux modes clairement distincts ainsi eu par la difficulté de prédire les faibles 

diamètres.   

Mots clés : lidar, attributs forestiers, distribution des diamètres des arbres, modélisation.  
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Avant-Propos 

Ce mémoire est divisé en 4 parties. La première partie correspond à l’introduction générale 

qui contient les définitions du contexte, de la problématique, de l’État des connaissances 

ainsi que les objectifs et hypothèses. La deuxième partie présente le manuscrit scientifique 

publié dans Forest. L’article définit le site d’étude, les données et les méthodes employées 

dans la démarche méthodologique développée pour prédire la distribution des diamètres 

des arbres, ainsi que les résultats obtenus pour le site d’étude. La troisième partie comporte 

des analyses complémentaires utilisées pour évaluer la modalité des distributions des 

diamètres des arbres. Par ailleurs, cette section comporte également une approche 

alternative pour la prédiction de la distribution des diamètres des arbres. Finalement, une 

discussion permet de reprendre les grands points abordés dans l’article et dans les 

compléments de l’article.  

 



1 

1 Introduction 

1.1 Problématique 

Au Canada, la forêt recouvre plus de 347 millions d’hectares, ce qui représente 35% de son 

territoire (NRCan, 2018). Cette étendue contribue à 24.6 milliards de dollars de son produit 

intérieur brut, soit 1.6% de celui-ci (NRCan, 2018). De la planification à la transformation, 

209 940 employés participent à ce secteur économique, soit 1.1% de tous les employés 

canadiens. Les arbres approvisionnent les scieries, les pulperies et les bioraffineries sur 

tout le territoire du Canada. Sélectionner les bons arbres au bon moment en vue d’une 

utilisation précise nécessite une connaissance approfondie de l’état de la forêt. La gestion 

des forêts évolue avec l’amélioration et le développement constant des technologies. 

Cependant, l’exploitation de la forêt doit se réaliser de façons durables. Avec la demande 

grandissante des ressources forestières, il y une augmentation du désir de protéger cette 

ressource pour ces services écosystémiques comme la captation de carbone (Diao et al., 

2022). Par ailleurs, les marchés liés aux milieux forestiers sont soumis à une forte 

compétition à l’international (White et al., 2016). L’optimisation de toutes les étapes de la 

chaine d’approvisionnement représente maintenant un facteur clé dans l’industrie 

forestière actuelle (Kvalvik et al., 2020; Shabani et al., 2013; Shahi and Pulkki, 2015).  Les 

décisions stratégiques tant sur la planification et l’approvisionnement doivent se baser sur 

des informations précises, spatialement accessibles et à jour (Groot et al., 2015).  

Les inventaires forestiers reposent sur des mesures dans des placettes terrain. Elles 

contiennent des informations descriptives du peuplements comme la hauteur des arbres, 

leur diamètre hauteur poitrine (DHP), l’espèces, la surface terrière pour n’en nommer que 

quelques-unes. Ces informations sont par la suite utilisées à divers degrés dans la 

planification des opérations forestières. Il est possible de définir trois niveaux de 

planification (Vandendaele et al., 2021). Le niveau à long terme ou stratégique qui 

comprend les planifications opérationnelles à l’échelle du territoire et sur un horizon 

d’environ 20 ans. En complément, la planification au niveau tactique couvre un horizon de 

5 ans et comprend la planification des cibles à respecter selon les différents scénarios 

sylvicoles possible au niveau du paysage. Finalement, le niveau opérationnel s’étend sur 
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une période d’un an et contient principalement les opérations de récoltes. Il s’agit du niveau 

de planification le plus fin. Ces trois niveaux nécessitent des informations dérivées des 

inventaires forestiers à différentes échelles spatiales. Il est bénéfique d’extraire le plus 

d’information possible des inventaires terrain pour appuyer la planification forestière aux 

niveaux stratégique, tactique et opérationnel.  

La modélisation spatiale à l’aide de données issues de la télédétection permet d’utiliser les 

mesures terrains pour calibrer des modèles prédictifs des attributs forestiers et ensuite les 

appliquer pour produire des cartes sur de grands territoires (White et al., 2016). Les 

gestionnaires forestiers peuvent utiliser ces informations pour mieux comprendre le 

territoire à gérer, mais surtout pour planifier les opérations futures. Ces nouvelles 

informations peuvent complémenter celle déjà existantes, améliorer la qualité et la 

couverture spatiale et réduire l’incertitude (Ginzler, 2019; Lechner et al., 2020; Tomppo et 

al., 2008). La prédiction des attributs forestiers d’intérêts comme la surface terrière ou la 

hauteur moyennes sont déjà utilisé au niveau opérationnel à l’aide des données lidar ou 

diverses sources d’imageries (Valbuena et al., 2014). Cependant, certains attributs reposent 

uniquement sur les inventaires forestiers et ce, même de façon opérationnelle. Un tel 

attribut est la distribution des diamètres des arbres (DDA). 

La DDA constitue un attribut forestier prisé et riche en informations. Cette distribution 

correspond à un histogramme de fréquences des DHP retrouvés dans une superficie définie, 

généralement de l’ordre du peuplement ou de la placette (Leclère et al., 2022).  Au Québec, 

les placettes forestières se présentent sous une forme circulaire avec 400 m2 de surface 

(11.28 m de rayon). La DDA renseigne aussi sur les perturbations passées, les patrons de 

régénérations, le volume de bois, la dynamique et les changements de composition ainsi 

que le taux de croissance du peuplement (Penner et al., 2015). De plus, la DDA peut 

procurer un aperçu des classes de diamètres présentes dans le peuplement, une 

caractéristique corrélée avec la diversité d’espèces (Fries et al., 1997). Par ailleurs, la DDA 

est une composante essentielle pour le calcul du rendement, mais également pour le 

potentiel de stockage de carbone (Zhang et al., 2019). Certains, comme Rubin et al. (2006), 

utilisent la DDA pour évaluer la durabilité de la forêt, en se basant sur la quantité et la taille 

de la cohorte d’arbres croissant. Knoebel and Burkhart (1991) l’utilisaient comme un 
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indicateur de valeur économique du peuplement, en plus d’estimer le type et le moment 

opportun pour chacune des étapes de la gestion d’un peuplement.  Finalement, la DDA 

renseigne sur la diversité végétale et la diversité d’habitats (Strunk et al., 2017) et à la 

réhabilitation à la suite des perturbations, car elle peut être couplée à des modèles de 

croissances et des simulations climatiques. Par exemple, Guo et al. (2022) ont utilisé une 

méthode de recouvrement des paramètres de DDA (simulée par une fonction Weibull) 

couplé à des variables climatiques. Le recouvrement des paramètres consiste à estimer des 

attributs reliés à la distribution (moments ou percentiles) et puis prédire les paramètres de 

la fonction (ex. fonction Weibull). Cette approche peur être paramétrisée à l’aide d’attributs 

forestier comme l’âge ou la hauteur (Zhang et al., 2019). Actuellement, l’évaluation de la 

DDA dépend principalement d’inventaires terrains  couteux, longs et spatialement limités 

(Packalén and Maltamo, 2008). Ces limites sont très présentes dans les provinces comme 

Terre-Neuve et Labrador ou le Québec, due à leurs grandes superficies d’aménagements 

forestiers. La diversité en essences et en structures verticales des peuplements augmente la 

complexité de l’évaluation de la DDA. Les données issues de la télédétection ont le pouvoir 

d’améliorer les inventaires forestiers et spécialiser des attributs forestiers, notamment la 

DDA. 

1.2 État de l’art 

En pratique, il n’est pas réaliste de mesurer tous les arbres d’un peuplement pour obtenir 

la DDA (Maltamo et al., 2007). En revanche, il est possible de faire des suppositions 

implicites que la DDA d’une placette est représentative du peuplement forestier (Garcıa, 

1992). Prédire la DDA pour une aire d’étude, à partir de placettes terrain, représente une 

alternative efficace souvent contrainte par la taille du territoire. Généralement, la 

représentation de la DDA s’effectue avec une fonction dont les paramètres peuvent être 

estimés et prédits telles que les fonctions gamma ou log-normale (Figure 1-1). Étant une 

fonction de vraisemblance, l’axe des y d’une fonction Weibull correspond à la densité de 

probabilité, soit la probabilité qu’une variable aléatoire prenne une valeur donnée. 

Cependant, la fonction de Weibull s’avère beaucoup plus flexible et comprend un nombre 

réduit de paramètres. Bailey and Dell (1973) ont utilisé la fonction Weibull pour 
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quantifier et représenter la DDA de placettes équiennes. La fonction Weibull s’exprime 

mathématiquement à l’aide de deux paramètres shape et scale: 

  𝑓(𝑥) =
𝑐

𝑏
(

𝑥

𝑏
)

𝑐−1

𝑒𝑥𝑝 [− (
𝑥

𝑏
)

𝑐

] , 𝑥 ≥ 0 ; 𝑏, 𝑐 ≥ 0                                       (1) 

où  c représente le paramètre shape, b le scale et x, la variable aléatoire qui suit la Weibull, 

soit les fréquences de la DDA.  

 

Figure 1-1: Représentation d'une distribution des diamètres des arbres avec une fonction de gamma, log-normale et 

Weibull ajustées sur les mesures de diamètres hauteur poitrine. 

Podlaski (2016) a utilisé une fonction Weibull ajustée sur les mesures de DHP, puis les 

deux paramètres de la fonction estimés. Par la suite, les mesures terrain (ex: surface terrière 

et densité des tiges) servaient à créer des modèles de régressions paramétriques pour 

prédire les valeurs des deux paramètres de la Weibull. Cependant, cette fonction ne permet 

pas de bien représenter toutes les formes de DDA possible comme celles retrouvés pour 

les peuplements inéquiennes. Dans certaines circonstances, une distribution unimodale ne 

décrit pas adéquatement la forme générale de la DDA. C’est particulièrement le cas des 

distributions qui contiennent des discontinuités dans les diamètres, lesquelles peuvent être 

parfois observées dans les placettes de faible densité ou suite à des perturbations. Ces 
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placettes comprennent généralement quelques arbres avec des DHP élevés, mais également 

un plus grand nombre de petits arbres (Figure 1-2). Ajuster une fonction Weibull sur ce 

type de DDA aurait pour conséquence une surestimation des DHP moyens, car elle ne 

pourrait compenser leur absence.  

 

Figure 1-2 : Représentation d’une distribution des diamètres des arbres (DDA) ayant peut de valeurs de diamètres hauteur 

poitrine (DHP) au milieu de la distribution ainsi qu’une fonction Weibull à deux paramètres (shape et scale), ajustée aux 

observations.  

 

Pour affiner la représentation graphique des DDA, il est utile de déterminer si la forme 

générale d’une DDA adopte l’une des deux formes possibles: unimodale ou multimodale 

(Mulverhill et al., 2018). La classification de la modalité d’une distribution s’avère 

complexe et les méthodes existantes se basent sur différentes approches. Une approche 

simple est le coefficient de bimodalité (Ellison, 1987). Cette méthode nécessite le recours 

à trois paramètres, soit (1) la taille de l’échantillon, (2) le skewness et (3) le kurtosis. Le 

coefficient prend une valeur entre 0 et 1 et s’il est supérieur à 0.55̅, la distribution est 

considérée comme bimodale. Une autre approche de différentiation de modalité est le 

Hartigan-Hartigan Dip test (Hartigan and Hartigan, 1985). Ce test permet le calcul d’une 
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statistique, le dip, soit la distance entre la distribution observée et une distribution 

théorique, et cherche la distribution unimodale la plus près des données observées. La 

distance maximale entre les distributions cumulatives permet de comparer la distribution 

observée et la distribution unimodale théorique (Johnsson et al., 2017). La valeur du dip 

augmente plus la distribution observée s’éloigne de la distribution unimodale théorique.  

Certaines caractéristiques des peuplements forestiers peuvent renseigner sur la modalité 

de la DDA. Dans un peuplement forestier, la courbe de Lorenz correspond à la proportion 

cumulée de la surface terrière en fonction de la proportion cumulée des individus (Figure 

1-3). À noter que les arbres sont classés en ordre croissant de surface terrière lors de la 

création de la courbe.  

 

Figure 1-3: Représentation d'une courbe de Lorenz théorique pour une placette terrain (Cordonnier et al., 2012). 

La diagonale représente le cas parfait où tous les arbres ont la même valeur de surface 

terrière. Plus un peuplement est considéré hétérogène, plus la courbe de Lorenz s’éloigne 

de la diagonale (Valbuena et al., 2012). Une caractéristique de la courbe de Lorenz est 

son asymétrie, soit sa déviation de la diagonale. Elle est définie par la position relative 

du point d’inflexion par rapport à l’axe de symétrie. Un point d’inflexion situé au-dessus 

de l’axe de symétrie peut représenter la présence de gros arbres. Au contraire, un point 

d’inflexion sous l’axe de symétrie correspond à une présence plus élevée d’arbre plus 



 

7 

petits. Une autre caractéristique de la courbe est l’indice de Gini qui correspond à deux 

fois la surface entre la diagonale et la courbe.  

Par ailleurs, certaines caractéristiques de la courbe de Lorenz, comme l’asymétrie ainsi 

que l’indice de Gini, représentent des indicateurs de la structure de la forêt. Ces deux 

indicateurs ont déjà été utilisés pour caractériser les inégalités de la taille des arbres pour 

stratifier la forêt en peuplement homogène et hétérogène (Valbuena et al., 2013). Zhang 

et al. (2019) ont calculé la courbe de Lorenz pour chaque placette et ensuite ont dérivé 

l’asymétrie et l’indice de Gini. Puis, ils ont établi que la DDA était considérée bimodale 

lorsque la valeur de l’asymétrie de la courbe de Lorenz < 0.5 et que l’indice de Gini > 

0.5.       

 Une fois classifiées, les DDA unimodales sont représentées par une fonction Weibull 

tronquée et ses paramètres shape et scale sont modélisés. Une fonction Weibull ne permet 

pas de bien représenter les DDA plus complexes (McRoberts, 2012). Pour les DDA plus 

complexes comme pour les multimodales, l’utilisation de l’approche des finite mixture 

model permet d’ajuster deux fonctions Weibull, une sur chaque composante de la DDA. 

Zhang et al. (2019) appliquaient cette approche et la classification des DDA, selon leur 

modalité, pour améliorer la prédiction de la DDA. Le principal avantage d’utiliser une 

distribution paramétrique comme la Weibull correspond au faible nombre de paramètres 

(en l’occurrence deux). Certains auteurs, comme Thomas et al. (2008), suggèrent de créer 

des modèles spécifiques à l’espèces dominante. Ces derniers ont traité les placettes de 

feuillus séparément des placettes dominées par les conifères et les placettes mixtes pour 

obtenir de meilleurs résultats.  

Il existe deux approches qui permettent the prédire la DDA. La première approche vise à 

utiliser des prédicteurs, issus de différentes données de télédétection, pour prédire les 

paramètres qui composent la distribution de Weibull (Gobakken and Næsset, 2004). La 

1re approche implique une régression paramétrique indirecte pour inférer la DDA par 

recouvrement des paramètres. Premièrement, des attributs forestiers sont utilisés pour 

estimer les valeurs des paramètres de la DDA, par exemple, le paramètres shape et scale 

d’une fonction Weibull. Ainsi, les attributs forestiers tels que l’âge de la placette, le DHP 

ou la hauteur moyenne peuvent servir à estimer les paramètres de la fonction Weibull 
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(Siipilehto and Mehtätalo, 2013). Le recouvrement des paramètres nécessite autant 

d’attributs forestiers liés à la distribution qu’il y a de paramètres dans la DDA (ex. : les 

deux paramètres de la fonction Weibull shape et scale). Ces attributs peuvent être des 

moments (ex. : moyenne quadratique et moyenne), des quantiles de la distribution, ou 

encore des caractéristiques dérivées de la distribution (ex. : médiane). En général, les 

moments et les quantiles des attributs forestiers sont plus utilisés et mieux compris en 

raison de leur relation directe avec les caractéristiques de la placette (Gobakken and 

Næsset, 2004). La 2e approche par régression paramétrique permet d’établir un système 

d’équation entre des attributs de la placette et leur expression basée sur une distribution 

de Weibull (Mauro et al., 2021). Cependant, l’approche de prédiction des paramètres de 

la fonction Weibull (1ère approche) produit de meilleures performances pour les forêts 

boréales du centre de l’Ontario (Mulverhill et al., 2018).  

Différentes combinaisons de mesures terrain et de diverses sources de données issues de 

la télédétection offrent la possibilité de caractériser la DDA. Tarp-Johanssen (2002) 

utilisait un modèle tri-dimensionnel et des photographies aériennes digitalisées pour 

estimer la distribution des diamètres pour des peuplements mono-espèces (Quercus robur 

L.) au Danemark. Cependant, les images ont été acquises en période sans feuilles pour 

mieux voir les troncs, ce qui limite la réutilisation des images aériennes. Avec le 

développement de nouvelles technologies de télédétection, le Balayage Laser Aéroporté 

(BLA ou en anglais : Airborne Laser Scanning - ALS) permet de diversifier les méthodes 

de prédictions de la DDA. Gobakken and Naesset (2004) ont utilisé différentes métriques 

BLA décrivant la hauteur pour prédire avec précision (R² entre 0.20-0.90 et RMSE < 

0.15) les deux paramètres des distribution Weibull pour estimer la DDA de forêts 

boréales du sud-est de la Norvège dominées par l’épinette de Norvège (Picea abies (L.) 

Karst) et le pin sylvester (Pinus sylvestris L.). De plus, les technologies de télédétection 

multi-sources peuvent également être combinées dans le but d’améliorer l’exactitude des 

prédictions. Peuhkurien et al. (2018) utilisaient une combinaison de données BLA et 

l’image satellitaire de SPOT5 pour estimer avec exactitude (indice de Reynolds situé 

entre 17.99 et 122.94) la DDA pour la région de Perm en Russie, composée 

essentiellement d’épinettes et de pins. L’indice de Reynolds (Reynolds et al., 1988)  a été 

utilisé pour évaluer si une distribution est bien représentée par une distribution de densité 
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de probabilité lors de la comparaison entre la DDA observée et prédite. Les valeurs de 

l’indice se situent entre 0 et 200, où une valeur de 0 indique deux distributions identiques, 

et 200, deux distributions complètement différentes. Dans le cas de Peuhkurinen et al. 

(2018), les DDA étaient stratifiées par espèce dominantes, puis combinées. Lorsque 

l’ensemble des placettes étaient combinées, les valeurs de EI pour les placettes variaient 

entre 17.99 et 122.94 avec une moyenne de 66.57.  La modélisation des paramètres de la 

DDA s’effectuait avec la méthode K-Nearest Neighbours. En plus des métriques de 

hauteur, des métriques d’intensité à partir des données BLA peuvent aussi être utilisées. 

Les métriques d’intensité apportent une information sur l’énergie des impulsions laser 

rétrodiffusées. Shang et al. (2017) ont utilisé une combinaison de métriques de hauteur 

et d’intensité pour prédire la DDA de forêts de feuillus tolérants de l’Ontario. Leurs 

résultats montrent une amélioration des modèles prédictifs lorsqu’ils ont ajouté des 

métriques d’intensité aux métriques de hauteur.  

De nouvelles sources de données peuvent servir à générer différents prédicteurs pour 

améliorer les prédictions de la DDA. Le BLA apporte une information en 3D des attributs 

structuraux de la canopée à l’intérieur du nuage de points. Différentes métriques dérivées 

du nuage de points BLA contiennent des informations structurelles de la canopée balayée. 

Au courant de la dernière décennie, plusieurs recherches portaient sur l’intégration des 

données BLA dans le développement des inventaires forestiers (Thomas et al., 2008; 

White et al., 2016; Ullah et al., 2017; Noordermeer et al., 2019). Les données BLA 

occupent une place prépondérante dans le développement de nouveaux métriques pour 

améliorer les inventaires forestiers (White et al., 2016). Il a été démontré que les données 

BLA produisent des mesures et des estimations de caractéristiques d’inventaires précises 

et comparables aux mesures terrain et parfois même les surpassent (Maltamo and 

Gobakken, 2014). Les données BLA offrent la possibilité de cartographier différents 

attributs forestiers, pour de grandes superficies de l’ordre du peuplement ou du paysage. 

Des métriques calculées à partir du nuage de points décrivent trois principales structures: 

la densité de points, la hauteur moyenne ainsi que l’occlusion de la canopée (Hudak et 

al., 2008). Les métriques BLA peuvent servir à prédire et cartographier une multitude 

d’attributs forestiers comme le volume des tiges, la densité des tiges ou la surface terrière 

(Bouvier et al., 2015; Packalén and Maltamo, 2007; K. van Ewijk et al., 2019). Une 
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approche couramment utilisée pour la cartographie des attributs forestiers, l’Analyse 

Axée sur la Région (AAR ou en anglais Area-Based Approach - ABA), procure des 

estimations précises et exactes à l’échelle de la placette (White et al. 2017). L’AAR prédit 

ces attributs forestiers à l’aide de métriques calculées au niveau de la placette. Les 

méthodes AAR emploient les métriques BLA comme variables indépendantes 

(explicatives) dans des modèles paramétriques ou non-paramétriques (Næsset, 2002). 

Cette approche prédictive est adaptée à la cartographie d’attributs forestiers pour de 

grands territoires. 

La prédiction d’attributs forestiers à l’aide de l’approche AAR inclut généralement des 

métriques BLA. En plus des métriques BLA calculée directement à partir du nuage de 

points, il est possible de créer des données matricielles qui servent à calculer d’autres 

métriques. Le modèle de hauteur de canopée (MHC) est calculé à partir du nuage de point 

et représente la hauteur de la végétation normalisée au niveau du sol.  

Plus récemment, des métriques de textures, comme les matrices de co-occurences des 

niveaux de gris (traduction libre de Grey-Level Co-occurence Matrix (GLCM))(Haralick 

et al., 1973), calculées sur le MHC, sont incorporées à l’AAR pour améliorer la précision 

des modèles (Pippuri et al., 2012; Packalen et al., 2013; Niemi and Vauhkonen, 2016). 

Les GLCM sont une des principales méthodes statistiques pour examiner la texture. Ces 

matrices impliquent des statistiques de second ordre, définies comme la probabilité 

d’observer une certaine paire de valeurs de pixels dans une direction, un angle et une 

fenêtre d’observation prédéfinie (Tuceryan and Jain, 1993). Les métriques de textures 

dérivées de données optiques sont déjà utilisées pour prédire une variété d’attributs 

forestiers. Par exemple, l’ajout de la texture dérivée d’images Landsat aux ratios de 

bandes optiques a permis d’améliorer la prédiction de la biomasse aérienne avec un R² 

moyen de 0.76 comparative aux ratios des bandes Landsat-8 (R² = 0.36) (Dube et al., 

2015). Des indices de textures, dérivées d’imagerie aérienne, procuraient à Meng et al. 

(2016) une estimation de la biomasse aérienne à une résolution beaucoup plus fine qu’en 

utilisant uniquement leurs données BLA qui ont en moyenne 2 pts/m². La prédiction de 

la biomasse aérienne avait un R² de 0.88 lorsque la texture était utilisée comparativement 

à 0.79 avec seulement les données BLA. Par ailleurs, les métriques de textures peuvent 
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être dérivées de différentes sources de données (ex : BLA, données d’imagerie 

infrarouges à haute résolution aéroportée ou des satellites tel que le satellite ALOS 

AVNIR-2 avec une résolution spatiale de 10m) et elles ont l’avantage d’être 

indépendantes des caractéristiques spectrales étant donné qu’elles se basent sur la relation 

spatiale entre les pixels (Hou et al., 2011).  Les métriques de textures représentent une 

mesure de l’information spatiale continue et n’est pas nécessairement corrélée avec les 

informations spectrales (Hall-Beyer, 2017). Cela permet l’utilisation de plusieurs sources 

d’information différentes comme les images panchromatiques, multispectrales, 

aéroportées ou satellitaires. De plus, l’ajout des métriques de textures aux valeurs 

spectrales, toutes deux utilisées comme variables indépendantes (explicatives), améliore 

les résultats de modèles prédictifs la prédiction de modèles prédictifs d’attributs forestiers 

pour la forêt boréale (Persson, 2016). 

Ozdemir and Donoghue (2013) ont utilisé une combinaison de ratios de percentiles de 

hauteurs, à partir du nuage de points ainsi que des métriques de textures, calculées sur le 

MHC, pour prédire la diversité des tailles d’arbres. Similairement, van Ewijk et al. (2019) 

ont observé que l’ajout de métriques de texture dérivées du MHC ainsi que des métriques 

BLA, ont amélioré les R² des prédictions de la surface terrière. Les améliorations ont 

augmenté les R² de 0.48 en employant uniquement des métriques BLA à 0.67 en ajoutant 

les métriques de texture.  Ces métriques de texture décrivent plus précisément la structure 

horizontale de la forêt ou la variabilité de la canopée. Indirectement, la texture de la 

canopée semble informer sur le stade de développement du peuplement (Niemi and 

Vauhkonen, 2016).  

Il existe différentes mesures permettant de comparer l’ajustement des données (traduction 

libre de goodness-of-fit) de la DDA prédite versus observée.  Poudel and Cao (2013) ont 

utilisé quatre statistiques pour évaluer cet ajustement des données, soit la statistique de 

Anderson-Darling, la statistique de Kolmogorov-Smirnov, le Log-vraisemblance 

négative (Negative log-likelihood) et l’indice d’erreur de Reynolds. De plus, l’indice 

d’erreur de Reynolds a été utilisé dans différentes études sur le DDA qui utilisent des 

données lidar (Mulverhill et al., 2018; Palahi et al., 2007; Zhang et al., 2019).  
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1.3 Objectifs et hypothèses de recherche 

Les études à ce jour permettent de supposer que l’amélioration des prédictions d’attributs 

forestiers est possible par des techniques de modélisation et l’usage de combinaisons de 

variables dérivées de différentes sources de données issues de la télédétection. À ce jour, 

aucune étude n’a spécifiquement évalué si l’inclusion de métriques de texture dérivées de 

la surface de la canopée améliore l’estimation de la DDA en les comparant avec les 

modèles issus des métriques directement disponibles des données BLA. Dans cette étude, 

notre objectif principal vise à établir si l’ajout de métriques de texture permet d’améliorer 

l’exactitude de la DDA prédite en obtenant de meilleures valeurs d’ajustement des données 

(goodness-of-fit). Il s’agira donc de développer des modèles prédictifs de la DDA avec 

différents groupes de métriques, soient les métriques BLA couramment utilisés, les 

métriques de textures issues du MHC et une combinaison des deux. Cette modélisation 

devra s’effectuer à partir de différentes méthodes statistiques (paramétriques ou non).  

L’atteinte de notre objectif principal peut s’exprimer par deux hypothèses. Tout d’abord, 

notre première hypothèse énonce que les modèles qui incluent une combinaison de 

métriques BLA et de texture produiront les modèles les plus performants pour prédire les 

paramètres (shape et scale) de la DDA comparativement à l’utilisation de métriques BLA 

ou texturales seules. Notre deuxième hypothèse stipule que la différentiation des 

peuplements homogènes et hétérogènes en DDA unimodal et bimodal permettra 

d’améliorer la prédiction des DDA. Nous avons testé ces hypothèses en développant deux 

approches de modélisation. La première considère une connaissance a priori de la modalité 

des DDA (unimodale ou bimodale), et la deuxième considère toutes les DDA comme étant 

unimodales. Par la suite, nous avons développé des modèles spécifiques aux deux 

approches en utilisant les trois groupes de métriques, tout en évaluant la contribution des 

métriques de textures. Les trois groupes de métriques sont : BLA uniquement, texture et 

combinaison de BLA et texture. Finalement, nous déterminons quelle approche est la 

mieux adaptée pour estimer la DDA des forêts boréales du Québec et de l’ouest de Terre-

Neuve 
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Abstract: Stem diameter distribution (SDD) describe tree diameter frequencies within an area and 12 

are of fundamental importance in various forestry applications. This study aimed to determine the 13 

optimal approach for estimating SDD from airborne laser scanning (ALS) data for the eastern boreal 14 

forests of Canada. We used ground plot data from Quebec and Newfoundland to develop area- 15 

based models (i) to classify SDD modality and (ii) to predict SDD function parameters. We 16 

developed three sets of predictor variables derived directly and indirectly from the ALS data at plot 17 

locations: point cloud metrics (Mals); canopy height model (CHM) texture metrics (Mtex); and a 18 

combination thereof (Mcomb). We created three response datasets from the ground plots; the first two 19 

(unimodal, bimodal) were differentiated based on the modality of the SDD, while the third group 20 

(undifferentiated) assumed all plots to be unimodal. We used 70% of the plots for model 21 

development and the remaining 30% as an independent test case. SDD modality and associated 22 

function parameters were response variables for the SDD modality classification and SDD 23 

parameter prediction models which we tested for 5 modelling techniques, including Random 24 

Forest, support vector machine and generalized linear models with the elastic net penalty. Our 25 

results demonstrated little variability in the performance of SDD modality classification models 26 

(mean overall accuracy: 72%; SD: 2%). Unlike studies that fitted SDD function parameter models 27 

solely with Mals, our best models were generally fitted with Mcomb with R² improvements up to 0.25. 28 

We found the variable Correlation, originating from Mtex, to be the most important predictor within 29 

Mcomb. Trends in the performance of the predictor groups were mostly consistent across the 30 

modelling techniques within each parameter. With the best performing models, we evaluated the 31 

performance of predicting SDD using an Error Index (EI). The results of our test case indicated that 32 

differentiating modality prior to estimating SDD improved the accuracy of estimates for bimodal 33 

plots (~12% decrease in EI), which was trivially not the case for unimodal plots (< 1% increase in 34 

EI). We therefore concluded that (i) CHM texture metrics can be used to improve the estimate of 35 

SDD parameters and that (ii) differentiating for modality prior to estimating SSD is especially 36 

beneficial in stands with bimodal SDD. These results may provide for operational efficiencies in 37 

modelling and mapping SDD in boreal forest environment dominated either by black spruce or 38 

balsam fir. 39 
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2.1 Introduction 42 

Tree stem diameter distribution (SDD) is a central forest structural attribute that is used by foresters to estimate 43 

forest productivity [1]. SDD represents the frequencies of diameters at breast height (DBH, 1.3 m) within an area of 44 

predefined dimensions, i.e., typically a stand or a plot [2]. The distributions can be used to describe past disturbances, 45 

regeneration patterns, stand growth rates and wood volumes [3], and are known to be correlated with species diversity 46 

[4]. This information is an important aid for forest managers, who are planning silvicultural strategies [5], and assessing 47 

the economic value of given stands [6]. 48 

Airborne laser scanning (ALS) provides information on the 3D structure of the sampled forest and canopy. In the 49 

last decade, much effort has been devoted to modelling and mapping forest attributes from ALS data [7–10] to the point 50 

where these data are being used operationally over large continuous areas spanning many jurisdictions internationally 51 

(e.g., [11–13]). These studies demonstrated that ALS data can provide precise and reliable predictions of many forest 52 

attributes (e.g., gross merchantable volume, mean height, basal area) [12,14] using an area-based approach (ABA) [15]. 53 

It is possible to predict SDD using an ABA by adjusting a parametric function (e.g., Weibull) to a known SDD and 54 

predicting its parameters [16]. 55 

The general shape of the SDD is influenced by the stand’s structural homogeneity. Homogenous stands tend to 56 

have unimodal distributions, while heterogeneous stands with more complex structures are commonly associated with 57 

multimodal distributions [17]. It has been demonstrated that a priori knowledge of the stand’s complexity (i.e., differen- 58 

tiating between homogeneous and heterogeneous stands) can improve SDD predictions in structurally diverse forests 59 

[10], although this may be dependent upon the forest structure that is being assessed. There are numerous statistical 60 

measures that can characterize the modality of a distribution [18], such as the bimodality coefficient [19] and Hartigan’s 61 

dip test [20], together with calculating the Gini index and the asymmetry of a Lorenz curve [16]. However, some tech- 62 

niques can be sensitive to heavily skewed distributions and can misclassify unimodal distributions where a long tail in 63 

either direction is observed [21]. 64 

Both nonparametric and parametric approaches have been used to predict SDD regardless of the distribution’s 65 

modality [1,22–24]. Nonparametric methods, such as random forest and k-nearest neighbour, are better suited for het- 66 

erogeneous, forest stand structures, given that they do not rely upon a probability distribution function (e.g., log- 67 

normal, gamma, Weibull) and can represent the local variability in the SDD [16]. Yet, the application of nonparametric 68 

approaches can be limited, as they can require very large quantities of training data [25]. In contrast, parametric methods 69 

such as generalized linear model and support vector machines do not require large training datasets and can be used 70 

to predict the parameters of a probability density function that is fitted over a measured SDD [26]. The Weibull 71 

distribution has been considered as one of the better-performing distributions for modelling SDD [27]. It is used widely 72 

due to its capacity for fitting a variety of shapes and its relative simplicity of implementation with only two parameters 73 

to predict or impute [28]. The Weibull distribution is better suited to representing unimodal SDD that are associated 74 

with homogenous stands, given that it contains only one mode [5]. Multimodal SDD, which are observed in 75 

heterogeneous or uneven-aged stands, cannot be well represented by a single Weibull distribution, as this would result 76 

in biased distribution characterizations [29,30]. In such instances, complex distributions can be represented within a 77 

Finite Mixture Model (FMM) by combining two or more Weibull distributions [7]. FMMs have been demonstrated to 78 

predict irregular or bi-modal SDD more accurately from ALS data compared to unimodal Weibull modelling in boreal 79 

forests [7,17]. 80 

Acquiring SDD for large areas relies heavily upon sampled ground plot data that are distributed throughout the 81 

entire study site in an effort to capture the full range of variability in SDD [5]. The use of remote sensing data, when 82 

linked with ground-sampled data, offers the possibility of characterizing SDD efficiently over broader areas. Tarp- 83 

Johansen (2002) [31] used a 3D model and digital aerial photographs to estimate stem diameters for monospecific 84 
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English oak (Quercus robur L.) stands in Denmark. With the development of ALS, Gobakken and Næsset (2004) [32] 85 

used various ALS height metrics to estimate Weibull parameters accurately (R2 ranging between 0.6-0.9 with RMSE: 86 

0.15) to predict SDD for boreal forest in southeast Norway. Multi-source remote sensing data also can be combined to 87 

improve prediction accuracies. Peuhkurinen et al. (2018) [33] combined ALS data and SPOT5 imagery to make accurate 88 

predictions (Reynold’s Error Index for all plots ranged from 17.99 to 122.94) of SDD for coniferous boreal forests of 89 

Russia’s Perm Region with the non-parametric k-MSN (k-Most Similar Neighbour) method. In addition to height 90 

metrics, intensity metrics can be derived from ALS data, thereby providing indications of the strength of backscattered 91 

energy. Shang et al. (2017) [34] used ALS height and intensity metrics to predict SDD for a hardwood forest in Ontario, 92 

Canada (Haliburton Forest). They found that combining intensity and height metrics improved the model’s 93 

performance beyond employing either height-only or intensity-only metrics. 94 

Texture metrics that are derived from remote sensing can provide additional information regarding canopy struc- 95 

ture that is independent of spectral features regarding spatial variations [35]. Haralick’s Grey-Level Co-occurrence Ma- 96 

trix (GLCM) [36] is one common approach to calculate texture features from a given raster surface. GLCM uses sec-ond- 97 

order statistics, which are defined as the probability of observing a certain pair of pixel values within a predefined angle 98 

and observation window size [37]. Studies have demonstrated that texture metrics derived from optical data can be 99 

used successfully to predict a range of forest attributes [38]. Dube and Mutanga (2015) [39] compared aboveground 100 

biomass models that were derived from Landsat-8 spectral bands, spectral band ratios, vegetation indices, texture 101 

bands, and texture band ratios and found that models developed from multiple texture band ratios yielded the highest 102 

R2 values. Several studies have incorporated canopy height model (CHM)-derived texture metrics in predicting forest 103 

attributes. Ozdemir and Donoghue (2013) [40] used CHM-derived texture metrics to explain the tree diversity and 104 

found that the combination of ALS metrics with texture metrics explained up to 85% of the measured tree height 105 

diversity. Niemi et al. (2016) [41] demonstrated that using texture metrics improved prediction of total stem volume 106 

and basal area over models that were developed solely from ALS metrics. Similarly, van Ewijk et al. (2019) [38] found 107 

that combining ALS, CHM texture, and intensity metrics improved R2 by 0.19 for the prediction of stem density when 108 

compared to models that were developed solely with ALS metrics. 109 

The aforementioned studies provide meaningful insight into potential improvements for predicting forest 110 

attributes using a variety of modelling approaches and predictor variables that are derived from remote sensing data. 111 

To date, no studies have specifically examined whether the inclusion of canopy surface texture metrics can improve the 112 

characterization of SDD from ALS data. In this study, we compared the accuracy of SDD predictions that were modelled 113 

independently from commonly used ALS metrics, CHM-derived texture metrics and a combination of the two, using 114 

multiple statistical modelling techniques. We first hypothesized that models using texture-derived metrics would more 115 

accurately predict SDD parameters than ones using ALS metrics alone. Second, based upon past research, we 116 

hypothesized that developing differentiated modality-specific models (unimodal/bimodal) would improve SDD 117 

predictions. We tested these hypotheses by developing two modelling approaches; the first considers a priori 118 

knowledge regarding the modality of the SDD, while the second considers all SDD to be unimodal. We then evaluated 119 

the contribution of texture metrics in both approaches and determined which approach is best suited for estimating 120 

SDD in the eastern boreal forests of Quebec and western Newfoundland. 121 

 122 

2.2  Materials and Methods 123 

2.2.1  Study Area 124 

Two study areas were selected based on their similarity in forest composition: both are conifer dominated and lie within 125 

the eastern extent of the North American boreal forest [42] (Figure 2-1). The forests are comprised of balsam fir (Abies 126 
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balsamea (L.) Miller), black spruce (Picea mariana [Miller] Britton, white spruce (Picea glauca [Moench] Voss), paper or 127 

white birch (Betula papyrifera Marshall), yellow birch (Betula alleghaniensis Britton) and, to a lesser extent, tamarack or 128 

eastern larch (Larix laricina [Du Roi] K. Koch). We find balsam fir and white spruce dominated mixed stands south of 129 

the 50th parallel in our first study area (123,140 km²), located in the province of Quebec. As we move north, the presence 130 

of black spruce increases until it completely dominates the landscape above the 52nd parallel. The second study area 131 

(977 km2) is located in the most eastern extent of the Boreal Shield Ecozone in the province of Newfoundland and 132 

Labrador and is dominated by balsam fir. The climate in both sites is favourable for forest growth due abundant 133 

precipitation and warm summers. The primary silvicultural treatments practiced in these areas are pre-commercial 134 

thinning and clear-cut harvesting, which generally yields even-aged, homogeneous, forest stands. 135 

 136 
Figure 2-1: Plot Distribution across two sites within the eastern Boreal Shield, Canada 137 

2.2.2 Ground Plots 138 

Fixed-area circular plots were established with radii of 11.28 m where species, diameter at breast height (DBH), height, 139 

and status (live or dead) were recorded for all merchantable trees (trees ≥ 9 cm DBH). We retained plots having a total 140 

basal area ≥ 75% associated to balsam fir and/or balck spruce with a presence of ≤ 10% hardwoods. We then identi-fied 141 

and removed outlier plots by performing a multivariate local outlier factor analysis with the R package DMwR [43]. 142 

The analysis was based upon mean DBH and gross merchantable volume, together with the shape and scale parame- 143 

ters of a fitted Weibull function. We differentiated the SDD of each retained plot as unimodal or bimodal using the Bi- 144 

modality Coefficient (BC) [19], given that its validity has been demonstrated in boreal forest environments [17] (Figure 145 

2-2). The BC is proportional to the ratio between squared skewness and uncorrected kurtosis [18]. We associated plots 146 

having BC values ≤ 5/9 to unimodal distributions, while bimodal distributions were associated with BC values > 5/9 147 

[21]. In total, we retained 307 plots differentiated as unimodal, and 120 as bimodal, for the anaslysis of our hypotheses. 148 
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 149 

Figure 2-2: Example of Stem Diameter Distribution (SDD) from measured diameter at breast height (DBH) that was 150 

differentiated according to the Bimodality Coefficient (BC) as A) unimodal and B) bimodal, and fitted with a Weibull 151 

distribution and a Finite Mixture Model, respectively (red lines). 152 

2.2.3 ALS Data and Metrics 153 

All ALS data were acquired within 2 years of ground plot measurements between 2012 and 2016. We calculated 154 

the mean point densities from plot locations to be 5.8 points m−2 and 4.9 points m−2 for the Quebec and Newfoundland 155 

sites, respectively. We created a CHM at a 1 m × 1 m resolution from first returns that were classified as vegetation using 156 

a natural neighbour interpolation. Binning cell assignment was set to maximum value and zeros replaced negative 157 

values. We calculated ALS metrics that are commonly used to describe the height, structure and density of the canopy 158 

using the lidR package [44] in the R programming environment [45] using only returns ≥ 2 m that were classified as 159 

vegetation. We calculated GLCM edge (contrast and dissimilarity) and patch interior texture metrics from the CHM, 160 

i.e., correlation, homogeneity, mean and angular second-moment [46]. We considered three window sizes, 3 × 3, 5 × 5 161 

and 7 × 7, for the GLCM texture feature calculations and determined that the 3 x 3 window produced metrics, which 162 

explained the most variation in our response variables (i.e., SDD Weibull parameters). We averaged the GLCM feature 163 

texture metrics in all directions and limited the number of grey-levels to 32. We then averaged the 1 m × 1 m resolution 164 

texture feature values for each ground plot location to produce associated metrics of texture. To evaluate our 165 

hypotheses, we grouped the pre-dictor variables into three sets of ALS metrics, based upon: (i) point cloud metrics 166 

(Mals); (ii) CHM texture metrics (Mtex); and (iii) a combination thereof (Mcomb)  (Table 2-1). 167 
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Table 2-1: Description of metrics and associated groupings used as predictor variables: ALS metrics (Mals), texture 168 

metrics (Mtex), and combined ALS and texture metrics (Mcomb). 169 

Group Metric Units Description 

Mals MAX m Maximum height  

MEAN m Mean height [47] 

P25, P75, P90 m Height percentiles. E.g., P25 is the height of the 25th percentile. [48] 

SKEW  Skewness  

VAR  Variance [47] 

COVAR % Coefficient of variation: standard deviation / mean [49] 

VDR  Vertical Distribution Ration:  (MAX - MEAN)/MAX [50] 

VCI  Vertical Complexity Index [51] 

ENT  Entropy: normalized Shannon diversity index [52] 

RI  Rumple Index of roughness [53] 

D2, D5, D8 % Proportion of all vegetation returns found in sections divided within the range of 

heights of all returns for each plot. [54] 

COVER  Ratio of the number of vegetated returns above 2m to the total number of ground 

and vegetated returns [55] 

LPI  Light Penetration Index, Ground returns/(Ground returns + Canopy returns). [48] 

LPI1st  Light Penetration Index (first returns): Ground first returns/(Ground returns + 

Canopy returns) [56] 

FR  First return ratio:  number of first return heights below a specified height 

threshold / total number of first return heights [47] 

RR  All return ratio: all returns < 2 m/all returns [57] 

LAI  Sum of Leaf Area Density [47] 

cvLAI  Coefficient of variation of Leaf Area Density [47] 

Mtex CON  Contrast (edge texture) [46] 

COR  Correlation (interior textures) [46] 

DIS  Dissimilarity (edge textures) [46] 

HOM  Homogeneity (interior textures) [46] 

MEAN  Mean (interior textures) [46] 

Mcomb       -                    Combination of all metrics (Mals and Mtex) 

 170 

2.2.4  Overview of the Methods 171 

Figure 2-3 provides an overview of the methodological approach of the study. We used the ground plot data to 172 

develop area-based models (i) to classify SDD modality and (ii) to predict SDD function parameters. We first defined 173 

three sets of ALS metrics from the ground plot locations (Mals, Mtex, Mcomb). We then created three ground plot datasets: 174 

the first two, unimodal and bimodal, were differentiated based upon the modality of the SDD, while the third group 175 

was undifferentiated and assumed all plots were unimodal. Within each of the differentiated modality groups, we 176 

randomly selected 70% of plots for model development and used the remaining 30% for a test case. We developed 177 

models using 70% of the model development data for training and the remaining 30% for evaluating model 178 

performances. We generated three sets of models for each of the ground plot groups using the ALS metrics sets. We 179 

used the modality and associated Weibull parameters as response variables for the SDD modality classification models 180 

and the SDD parameter prediction models, respectively. We implemented our best performing models on our reserved 181 

test case data and analyzed the contribution of the CHM texture metrics to both groups of models (classification and 182 

prediction). Finally, we compared the predicted SDD that was obtained from the differentiated and undifferentiated 183 

modality models to assess whether modality differentiation improved prediction of SDD in our data. All calculations 184 

were performed in R [45]. 185 
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 186 

Figure 2-3: Overview of the methodological approach for assessing the contribution of CHM texture metrics and 187 

modality differentiation in predicting stem diameter distribution (SDD) parameters. CHM = Canopy Height Model; RF 188 

= Random Forest; Logit = generalized linear model with stepwise feature selection; SVM = Support Vector Machine; 189 

GLMNET = Generalized linear model through penalized maximum likelihood; Leap = Best subset regression with 190 

branch-and-bound algorithm; R2 = Coefficient of determination; %RMSD = relative root-mean-squared deviation 191 

expressed as a percentage of the mean; %Bias = relative Bias expressed as a percentage of the mean. 192 

 193 

2.2.5 Development of SDD Modality Classification Models 194 

We developed classification models to classify the modality of SDD using the differentiated SDD modality plot da- 195 

tasets (unimodal and bimodal). We constructed models independently using the three metrics groups (Mals, Mtex and 196 

Mcomb) as predictor variables. Herein, we evaluated four statistical techniques: random forest (RF); generalized linear 197 

model (Logit); support vector machine (SVM); and generalized linear model through penalized maximum likelihood 198 

(GLMNET), which uses the elastic net penalty that mixes the lasso and ridge penalities [58]. These contained internal 199 

feature selection mechanisms for selecting the best predictors and model with the caret package [59]. We developed the 200 

RF models with the randomForest package [60] and optimized the parameter mtry, which controls the number of 201 

predic-tors that were randomly picked at each split, by testing five values, viz., 1, 2, 3, 4, and 5. Logit models were 202 

developed with the MASS package [61] and used stepwise model selection based upon the Akaike Information Criterion 203 
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(AIC). We defined the family parameter as binomial and conducted no grid search for parameter optimization. SVM 204 

models were developed with the kernlab package [62] and used a radial basis function. We tuned two parameters for 205 

SVM, sigma, which controls the rigidity of the decision boundaries, and C, which controls the influence of 206 

misclassification. Values for sigma were 2-25, 2-20, 2-15, 2-10, 2-5, and 20, while those for C were 20, 21, 22, 23, 24, and 207 

25. Finally, GLMNET models were developed with the glmnet package [63]. GLMNET corresponds to a ratio between 208 

model regularization L1 and L2 af-fecting the penalty coefficient and allows the selection of relevant predictors [64]. 209 

The two parameters that were tuned were lambda, which controls the overall strength of the penalty, and alpha, which 210 

controls the gap between the L1 and L2 regularization. We tested alpha values ranging from 0 to 1 with 0.1 increments 211 

and the following lambda values: 0.0001, 0.1112, 0.2223, 0.3334, 0.4445, 0.5556, 0.6667, 0.7778, 0.8889, and 1. We repeated 212 

cross-validation 5 times using 70% of the model development data for training and 30% for validation. Finally, we 213 

averaged the overall accuracies within each technique and ALS metric group, and applied the best performing models 214 

to our test case dataset and as-sessed the contribution of CHM texture metrics. 215 

2.2.6 Development of SDD Prediction Models 216 

We developed three sets of models to predict SDD function parameters using i) differentiated unimodal, ii) 217 

differentiated bimodal, and iii) undifferentiated, SDD modality plot datasets. Using the differentiated unimodal plot 218 

data, we fitted a truncated Weibull function over the measured SDD and estimated the two function parameters (i.e., 219 

shape and scale) using the fitdistrplus package [65]. We implemented the same analysis for the undifferentiated plot 220 

data for which all plots were treated as having a unimodal SDD distribution. From the differentiated bimodal plot data, 221 

we fitted a FMM composed of two Weibull functions over the SDD. The 1st Weibull related to smaller stem diameters 222 

relative to the 2nd Weibull, which described the probability distribution of larger stems. The FMM can be represented 223 

by either the scale and shape, or the mean and standard deviation, of each of the two Weibull components and their 224 

associated proportions. We estimated the parameters of each function using the mixR package [66]. We assessed three 225 

modelling techniques within each model set, which included feature selection that was based on optimizing the root- 226 

mean-squared deviation (RMSD) using the caret package. Again, the three metric groups (Mals, Mtex and Mcomb) were 227 

used independently as predictor variables. The maximization option of RMSD was set to FALSE to ensure that the best 228 

combination of parameters produced the lowest RMSD. The first technique that was used was RF from the 229 

randomForest package. Again, the only optimized parameter with grid search was mtry, with values 1, 2, 3, 4, 5. The 230 

second technique was GLMNET with two parameters to optimize, i.e., alpha and lambda. The alpha that was tested 231 

ranged from 0 to 1 in 0.1 increments; lambda values were 0.0001, 0.1112, 0.2223, 0.3334, 0.4445, 0.5556, 0.6667, 0.7778, 232 

0.8889, or 1. We implemented the third and final technique, i.e., best subset regression with branch-and-bound 233 

algorithm (LEAP) [67], with the R package leaps [68]. This best subset regression used the branch-and-bound algorithm 234 

(BnB; [69]), which solves and optimizes combinatorial problems to select the best subset of predictors. Herein, we 235 

defined the number of predictors allowed in each subset to range between 2 and 6 predictors.  236 

We evaluated the best tuned models from de repeated 5 time cross-validation with the reserved test case dataset 237 

not used for model development. We compared the coefficient of determination (R2), the absolute and relative RMSD 238 

(Equation (1) and Equation (2)), the absolute and relative bias (Equation (3) and Equation (4)) for both the model 239 

development and test case datasets to assess our two hypotheses: 240 

𝑅𝑀𝑆𝐷 =  √
∑ (𝑦𝑖−�̅��̂�)2𝑛

𝑖=1

𝑛−1
 (1) 241 

 242 

𝑅𝑀𝑆𝐷% =  
𝑅𝑀𝑆𝐷

�̅�
× 100  (2) 243 
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   244 

𝐵𝑖𝑎𝑠 =  
∑ (𝑦𝑖−𝑦�̂�)𝑛

𝑖=1

𝑛
   (3) 245 

 246 

𝐵𝑖𝑎𝑠% =  
𝐵𝑖𝑎𝑠

�̅�
× 100   (4) 247 

where yi is the observed value, �̂�𝑖 is the predicted value for case i, n is the number of observations, and �̅� is the mean. 248 

 249 

In order to evaluate the composition of metrics used in the best performing models developped with Mcomb, we calculated 250 

the associated variable importance. Since methods to characterize variable importance are dependent on the modelling 251 

technique implemented, we first scaled values between 0 and 100 to finally derive an average for each parameter 252 

modelled. For random forest models, we calculated variable importance as the percent increase in mean square error 253 

(noted %IncMSE) [70]. For GLMNET models, we scaled variable coefficients as a representation of variable importance 254 

since they are proportionally indicative of the variables’ importance [64] due to the penalization that reduces the 255 

coefficients of less-important variables [63] Finally, we calculated variable importance for LEAP models as the absolute 256 

value of the t-statistic for each parameter in the final model [71]. 257 

 258 

2.2.7  Evaluation of the Predicted SDD 259 

The quality of the predicted SDD was estimated with the Reynolds Error Index (EI) [72]. To do so, we predicted 260 

the SDD’s parameters with the models demonstrating the highest R² an lowest RMSD% for the unimodal, bimodal, and 261 

undifferentiated plots from both model development and test case datasets. We then grouped the predicted tree DBH 262 

into 2 centimetre-wide bins to limit variability at larger intervals [73]. Finally, we evaluated goodness-of-fit between the 263 

predicted SDD and observed SDD of each plot with EI as follows: 264 

𝐸𝐼 = ∑ 100 |
𝑓𝑟𝑒𝑓𝑖−𝑓𝑎𝑙𝑠𝑖

𝑁𝑟𝑒𝑓
|𝑚

𝑖=1  (5) 265 

where m is the total number of bins, frefi is the reference stem count for DBH bin i, falsi is the predicted stem count in DBH 266 

bin i, and Nref is the true stem count of all DBH bins. EI values ranged between 0 and 200, where an EI of 0 indicated a 267 

perfect fit between predicted and observed SDD, which an EI of 200 indicated a completely different SDD. To assess the 268 

effects of modality differentiation, we averaged the EI from all plots that had been derived independently for both the 269 

differentiated (unimodal and bimodal) and undifferentiated modelling approaches. 270 

2.3 Results 271 

2.3.1 SDD Modality Classification Models 272 

Table 2-2 denotes the overall accuracies of the modality classification models using the three ALS metric sets as 273 

predictor variables and four modelling techniques for both model development and test case datasets. During model 274 

development, we observed Mals and Mcomb to perform best using RF and GLMNET (overall accuracy of 74%). Surprisingly 275 

the Mtex predictor set was used in both the best (using Logit) and worst (using RF) performing models in our test case. 276 

Overall, we observed little variability in the overall model accuracies regardless of the ALS predictor variable set or 277 

modelling technique used during model development or in our test case (mean: 72%; SD: 2% in both scenarios). 278 
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Table 2-2: Overall accuracies (%) of the SDD modality differentiation models using predictor variables that were 279 

derived from the three ALS metrics sets (Mals, Mtex, Mcomb) for both model development and test case datasets. 280 

 281 

ALS metric set RF SVM Logit GLMNET 

Model development     
 Mals 74 72 71 74 

 Mtex 73 72 68 68 
 Mcomb 74 71 70 74 

Test case     

 Mals 72 73 72 71 
 Mtex 66 72 74 73 

  Mcomb 71 71 72 71 

2.3.2  SDD Prediction Models 282 

We developed model sets to estimate probability distribution function parameters from the differentiated 283 

unimodal, differentiated bimodal and undifferentiated SDD modality plot datasets. We developed models within each 284 

model set using the three ALS metrics sets (Mals, Mtex, Mcomb) and three modelling techniques (RF, GLMNET, LEAP). 285 

The model performance measures (R2, RMSD%) that were derived from cross-validation are presented as 286 

supplementary material (S.1) as we observed for the most part the same trends in results with our case study illustrated 287 

in Figure 2-4. The results of our test case show that the proportion of the variance in the parameters describing the 288 

differentiated unimodal SDD were variable (R2: 0-0.62). We observed associated errors ranging between 9.9% and 289 

13.4%, and 16.4% and 23.8% for models predicting scale and shape, respectively. For both parameters, the results 290 

indicate for all but one exception (Shape ~ƒ(Mals) using RF), that models developed with Mcomb consistently 291 

outperformed models that were developed with either Mals or Mtex. Both parameters were best predicted with RF, 292 

scale was best predicted using Mcomb (R2: 0.62; RMSD%: 9.9%), while shape, using Mals (R2: 0.39; RMSD%: 16.4%). 293 

The performance of models that were developed using the differentiated bimodal SDD modality plot data were 294 

again variable (R2: 0-0.53; RMSD%: 8.2%-52.1%). The results indicated that the FMM could not be represented by the 295 

parameters scale and shape; the parameter shape of the first Weibull component could not be predicted given the re- 296 

sulting models could never explain any of the variation in the parameter around it’s mean (R2: 0), regardless of the ALS 297 

metric set or modelling approach. We therefore used the parameters mean and standard deviation to describe each 298 

component of the FMM. As expected, variation in the two proportion parameters was very poorly explained, if at all, 299 

by the predictor sets (R2: 0-0.15), with associated errors ranging from 17.5% to 36.9%. As expected, the two Weibull 300 

component proportions of the FMMs were poorly predicted with best predictions modeled with RF using Mals (R2: 301 

0.15, 0.15; RMSD%: 17.5%, 33.8% for proportions of the first and second components, respectively). The parameter mean 302 

was best predicted using Mcomb for both components (R2: 0.27, 0.53; RMSD%: 8.2%, 14.4%; using LEAP and GLMNET 303 

for mean 1 and 2, respectively). Of note, GLMNET only marginally outperformed LEAP for mean of the second FMM 304 

component (increase in R2 < 0.01, decrease in RMSD% <0.13%), both using Mcomb. Standard deviation was best 305 

predicted with LEAP using Mtex for the first Weibull component (R2: 0.34; RMSD%: 45.13%) and using Mcomb for the 306 

second (R2: 0.43; RMSD%: 37.6%) with either LEAP or GLMNET. 307 

The development of models using the undifferentiated modality SDD plot data involved applying the unimodal 308 

fit-ting analysis to all plots, regardless of modality. Herein, models performed better for the scale parameter (R2: 0.37- 309 

0.73; RMSD%: 8.4%-12.9%) than for shape (R2: 0.12-0.52; RMSD%: 17.7-23.9%). We consistently observed improvements 310 

in model performance associated with models that have been developed with Mcomb. Scale was best predicted with 311 

LEAP (R2: 0.73; RMSD%: 8.4%), while shape was best predicted with GLMNET (R2: 0.52; RMSD%: 17.7%). For these 312 
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models, we observed a mean increase in R2 of 0.08 (SD: 0.03) and a mean decrease in RMSD% of 1.3% (SD: 0.6%) with 313 

models that were developed using Mcomb over those developed using Mals. 314 

Analysis of the variable importance indicated that the Correlation metric from Mtex is holistically the most im- 315 

portant predictor within Mcomb (Figure 2-5). The most important predictors thereafter are, for the majority, from Mals. 316 

In summary, we generally observed higher R2 and lower RMSD% to be associated with models that were developed 317 

with Mcomb compared with those using Mals or Mtex, regardless of the parameter being modelled or modelling 318 

technique being used. We found the variable Correlation, originating from Mtex, to be the most important predictor 319 

within Mcomb. Relative biases remained very low regardless of the parameter being modelled, the ALS metric set that 320 

was used, or the model-ling approach that was employed (min.: -8.8; max.: 9.2; mean: 1.0; SD: 2.7 in absolute values of 321 

Bias; data not shown). We observed no trend in the performance of the modelling techniques across all parameters. 322 

 323 
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 324 

Figure 2-4:  Coefficient of determination (R2) and relative root-mean-squared deviation (RMSD%) that was derived from 325 
the application of the SDD prediction models to the test case data using the differentiated unimodal, differentiated 326 
bimodal, and undifferentiated SDD modality plot groupings; three ALS metrics sets (Mals, Mtex, Mcomb) and three 327 
modelling techniques (RF, GLMNET, LEAP) were used.  328 
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 329 
Figure 2-5:  Cumulative variable importance values for metrics used in the best SDD parameter models which used 330 

Mcomb during model development. Individual values represent the average variable importance across the three 331 

modelling techniques within each parameter and was scaled between 0 and 1. Only metrics with a cumulative value > 332 

3 are shown. Asterix denotes metrics originating from Mtex. 333 

 334 

2.3.3 Goodness-of-fit of the Predicted SDD 335 

We applied the best model within each model set independently to each plot and calculated mean Error Indices 336 

(EIs) from the predicted SDD parameters for both the model development and test case datasets (Table 2-3 ). We 337 

observed the same trends from both datasets. Surprisingly, we observed an increase in EI by applying differentiated 338 

unimodal models on unimodal plots, albeit the increase is negligible (< 1%). Differentiating modality prior to estimating 339 

SDD most improved the accuracy of estimates for bimodal plots (~12% decrease in EI). Of the 120 plots that were used 340 

test our models, 50 (41.7%) had a better EI when derived from differentiated modality model predictions (31 and 19 341 

plots within the differentiated unimodal and bimodal plots, respectively). Overall, we observed a marginally better fit 342 

(~4% decrease in EI) for SDD that were estimated from the differentiated modality model set in comparison with those 343 

estimated from the undifferentiated modality model set. The results therefore indicate improvements in SDD 344 

predictions by using differentiated modality-specific models, namely for heterogeneous (bimodal) stands. 345 
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Table 2-3: Plot-level Reynold’s Error Index means for each ground plot dataset and model set. EI values ranged between 346 

0 and 200, where an EI of 0 indicated a perfect fit between predicted and observed SDD, which an EI of 200 indicated a 347 

completely different SDD. 348 

          

   Model set 

Plot dataset n Differentiated Undifferentiated 

Model development  
  

 
Differentiated as unimodal 215 50.4 50.3 

 
Differentiated as bimodal 92 65 74 

 
Undifferentiated modality 307 54.8 57.4 

Test case  
  

 
Differentiated as unimodal 88 50.8 50.5 

 
Differentiated as bimodal 32 59.1 67 

  Undifferentiated modality 120 53 54.9 

2.4 Discussion 349 

From our first hypothesis, we expected models that were developed with CHM texture metrics to outperform SDD 350 

prediction models developed solely with ALS metrics. This expectation was based upon previous studies that related 351 

CHM texture metrics (Mtex) to properties of the growing stock, such as the spatial pattern of trees [74], and furthermore, 352 

have demonstrated that their inclusion as predictors in modelling forest attributes improved predictions over using 353 

ALS metrics alone [38,40,41]. For example, van Ewijk et al. (2019) [38] tested multiple predictor sets using height metrics 354 

with combinations of CHM texture and intensity metrics and found that the addition of texture metrics improved 355 

prediction accuracies for basal area, quadratic mean DBH and stem density. To our knowledge, no published studies 356 

have directly assessed the contribution of CHM texture metrics in estimating SDD. Hence, the innovative aspects of our 357 

study make direct comparisons with past research challenging, especially regarding the attributes that we assessed (i.e., 358 

SDD modality and parameters), together with the CHM texture metrics that were included in our analyses. 359 

Nevertheless, our study demonstrated comparable results in classifying SDD modality with Zhang et al. (2019) [16] and 360 

Mulverhill et al. (2018) [17] using Mals (range in overall accuracies: 71%-73% vs. 49%-76% and 47%-78%, respectively). 361 

Our results for estimating SDD were generally comparable with those presented in Mulverhill et al. (2018) [17] for the 362 

differentiated unimodal distributions’ modelled parameters, albeit with consistently lower error. Consistent with 363 

Thomas et al. (2008) [7] and Zhang et al. (2019) [16], the second component of the FMM that was associated with 364 

differentiated bimodal distributions was better predicted than the first. As highlighted by Thomas et al. (2008) [7], the 365 

main drawback of FMM is the increase in parameters that are needed to describe it. With the increase of modelled 366 

parameters, it becomes unlikely that each can be predicted accurately with Mals. Apart from the proportions associated 367 

to the FMM’s components, the parameters of the differentiated bimodal distributions were best predicted with Mcomb. 368 

Unlike Zhang et al. (2019) [16] and Mulverhill et al. (2018) [17], who had developed models solely from Mals, our best 369 

SDD prediction models were generally developed with Mcomb. Therefore, we could confirm our first hypothesis given 370 

that our study demonstrated that SDD prediction models developed with Mcomb usually outperformed those developed 371 

with Mals (Figure 4). 372 

Our second hypothesis stated that developing differentiated modality-specific models (i.e., unimodal/bimodal) 373 

would improve SDD predictions for heterogeneous stands in our study site. The literature demonstrates improvements 374 

in estimating SDD with approaches that differentiate stand modality over approaches that do not (e.g., [16,17]). Our 375 

results indicated a similar trend. Yet, when interpreted globally, the improvements were marginal (~4 decrease in EI). 376 

Surprisingly, within our differentiated plot datasets, we observed that SDD was marginally better predicted by the 377 
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undifferentiated modality model set that was intended for unimodal plots. Notably, and in support of our hypothesis, 378 

we observed SDD to be better predicted by the differentiated bimodal model set for bimodal plots (mean EI of 59.1 vs. 379 

67.0). Our results therefore support the idea that developing model sets based on the modality of stands can improve 380 

SDD predictions for bimodal stands. Given this, we can confirm our hypothesis that differentiating for modality prior 381 

to estimating SSD improved the accuracy of estimates for the bimodal SDD conifer stands of our study site. 382 

Accurate differentiation of the SDD modalities was assumed in our analyses and therefore potential errors in 383 

differentiation would directly impact model performances. Of the multiple available approaches to differentiate SDD 384 

modalities, we implemented BC, as it has been successfully implemented in similar studies (e.g., [17]). Yet, it should be 385 

noted that BC is directly influenced by the kurtosis and, more so, by the skewness of a given distribution [21]. A 386 

distribution with high skewness and low kurtosis can inflate BC and subsequently differentiate the distribution as 387 

bimodal. Left-skewed distributions are observed when larger diameter trees dominate, while right-skewed 388 

distributions are associated with stands that are dominated by smaller diameter trees. Both situations will yield, 389 

however, a skewness value greater than zero. The closer that observed skewness is to zero, the more homogeneous the 390 

distribution will be: the stand can be described as having an even-aged distribution [29]. Freeman and Dale (2013) [18] 391 

evaluated the effect of the skewness, the proportion, and the distance between the modes on the BC value. In their 392 

study, BC produced 21% false positives where simulated unimodal distributions had BC values greater than the 393 

bimodality threshold of 5/9 and were subsequently classified as bimodal. The BC relies upon the basic assumption that 394 

bimodality involves an increase in distribution asymmetry; therefore, an increase in skewness within a unimodal 395 

context can increase the BC and produce misclassification. Furthermore, the BC is not calibrated to proportion size; a 396 

small proportion in either component of a bimodal distribution can also produce false positives, when the former is 397 

combined with a small distance between associated means. Of the 124 (92 in model development and 32 in test case) 398 

plots that were differentiated as bimodal in our study, 81 had skewness estimates > 1 and, thus, can be considered 399 

substantially skewed. Furthermore, the proportions that were associated with the second component of the bimodal 400 

distributions of our bimodal plots were low, as were distances between observed means (mean 5.8 cm). Given these 401 

results, it is possible that the combination of these factors could have inflated the BC and, therefore, mis-differentiated 402 

plots as bimodal. We can advance this as a plausible explanation, given the observed better fit for SDD that was 403 

estimated from the differentiated modality model set was minimal (decrease in RI ~4%). These effects upon the BC 404 

suggest that relying solely on this differentiation method may not be advisable for all forest types. Zhang et al. (2019) 405 

[16] used a combination of the Gini Coefficient and the asymmetry of the Lorenz curve to differentiate SDD modality, 406 

given that both measures are related to stand heterogeneity and the skewness of the diameter distribution [7,47]. 407 

Additional research is required to determine the optimal approach for differentiating the modality of SDD for a given 408 

forest type.  409 

Nevertheless, the research presented here is important for several reasons. First, the methodology is used to differ- 410 

entiate the SDD modality and to develop the modality classification model, which can be used by foresters to improve 411 

differentiation of stand structure types and to select the most appropriate models for accurately estimating diameter 412 

distributions across large ALS coverages. Second, we demonstrated that models fitted with Mcomb yielded higher R2 413 

and lower RMSD% in comparison with those using solely Mals, thereby indicating that textural metrics contain 414 

additional information useful for the estimation of SDD.   415 

2.5 Conclusion 416 

This study compared two approaches for estimating SDD, one in which the SDD probability function parameters 417 

were predicted with modality-specific models, and the other without. We compared model performances when fitted 418 

independently to three ALS metric sets (Mals, Mtex, Mcomb) to assess the contribution of CHM texture metrics: overall 419 

SDD were generally best estimated using a combination of ALS and texture metrics (Mcomb), thereby emphasizing the 420 
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additional information contained in CHM texture metrics. As expected, we confirmed that developing modality specific 421 

models improved SDD predictions for bimodal distributions, which surprisingly, was not the case for unimodal 422 

distributions. The performance of SDD predictions for the latter, as assessed through the EI, varied negligibly between 423 

modality-specific and undifferentiated- modality models. Of note, the performance of modality-specific models will 424 

depend on the modality differentiation method implemented, which must be assessed thoroughly. These results may 425 

provide for operational efficiencies in modelling and mapping SDD in this balsam fir or spruce dominated forest 426 

environments. 427 
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2.7 Supplementary Material 

Figure S1: Average of 5 repeated cross-validation performance measures (R2, RMSD%) 

derived during model development using the various SDD modality plot groupings, ALS 

metrics sets and modelling techniques.  
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3 Analyses complémentaires 

3.1 Paramètres des DDA 

Un aspect qui n’a pas été abordé dans l’article est la distribution des valeurs des paramètres 

qui composent les DDA représentées par une seule Weibull. Le Tableau 3-1 comprend les 

valeurs minimales, moyennes et maximales des paramètres des DDA pour les trois jeux de 

données utilisés dans l’article (placettes différentiées unimodale et multimodales, et toutes 

les placettes sans différenciation). Les valeurs des paramètres shape et scale des placettes 

unimodales et sans différentiations sont relativement similaires. Il est possible d’observer 

que les valeurs sont identiques pour le paramètre scale avec ou sans différentiation de la 

modalité (placettes unimodales vs sans différentiation). Donc, les placettes bimodales ont 

obtenu des valeurs de paramètre scale comprises entre 10.770 et 27.700 lorsque leur DDA 

était représenté par une Weibull unimodale. Au contraire, la valeur minimale du paramètre 

shape est plus basse pour les données sans différentiation que pour les unimodales. Ceci 

indique qu’une placette classifiée bimodale par le BC a obtenue une valeur de shape plus 

base qu’une placette unimodale.  Le paramètre shape contrôle la pente de la fonction 

Weibull. Plus la valeur du shape est faible, plus le mode est étroit et près de 0. Ainsi, un 

paramètre faible de shape tend à produire une distribution qui présente un skweness à droite 

de la distribution. Par ailleurs, la valeur moyenne du paramètre shape sans différentiation 

est plus basse que pour les données différentiées unimodale.  

Le paramètre scale représente l’étendue de la variabilité de la distribution. En conséquent, 

une valeur de scale faible représente un intervalle de valeur possible étroit. Au contraire, 

une valeur élevée augmente l’étendue des valeurs possibles et réduit du même coup la 

hauteur du mode. Dans le cas des données sans différentiation, la moyenne est plus faible 

due à l’ajout des placettes différentiées bimodales ayant une étendue de valeurs inférieure. 

La combinaison de shape et scale ayant de faibles valeurs génère des distributions qui ont 

un mode présent à gauche de la distribution, donc un skewness positif.  
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Tableau 3-1: Valeurs minimales, moyennes et maximales pour chaque paramètre des DDA extraites pour les jeux de 

données différentiés unimodale et bimodale ainsi que les DDA sans différentiation. 

 

Jeu de données Paramètre Minimum Moyenne Maximum 

Unimodal 
shape 2.460 4.425 11.742 

scale 10.770 16.590 27.700 

Bimodale 

prop1 0.358 0.654 0.958 

prop2 0.042 0.346 0.642 

scale1 9.991 11.628 16.444 

scale2 12.390 18.200 29.000 

shape1 4.098 26.042 160.001 

shape2 2.909 8.175 160.001 

mean1 9.739 11.065 15.042 

mean2 11.990 16.870 27.150 

sd1 0.079 1.356 3.943 

sd2 0.111 3.463 8.215 

Sans Différentiation 
shape  2.387 4.365 11.742 

scale  10.770 15.940 27.700 

 

3.2 Tests complémentaires pour la différentiation de la modalité 

Comme mentionné dans le manuscrit, l’ensemble des résultats repose sur la qualité de la 

différentiation des modalités. Les articles portant sur le développement de spécifiques pour 

les DDA unimodales et bimodales utilisaient le BC (Mulverhill et al., 2018; Zhang et al., 

2019), car il s’agit d’une approche simple et rapide. Cependant, cette méthode n’était pas 

adaptée pour les peuplements dominés par le sapin baumier de l’ouest de Terre-Neuve qui 

présentent de fortes asymétries. Cependant, il existe d’autres méthodes de différentiation 

de la modalité. Nous avons testé d’autres méthodes pour déterminer si les erreurs de 

différentiation de la modalité provenaient de la méthode ou des données.  Ces trois autres 

méthodes sont : le Hartigan-Hartigan Dip test, les caractéristiques de la courbe de Lorenz 

et les gaussian mixture models (GMM). Il est important de préciser que ces méthodes ont 

été uniquement testées à l’aide des données du site de Terre-Neuve. Les données du Québec 

n’étaient pas disponibles lors du choix final de la méthodologie.  
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3.2.1 Hartigan-Hartigan Dip test 

La première technique testée était le test de Hartigan-Hartigan Dip (Hartigan and 

Hartigan, 1985). À la place d’une valeur seuil comme avec le BC, le Dip utilise les 

valeurs de p (p-values) pour déterminer si la distribution se présente sous forme 

multimodale ou non. Il est possible de tester différentes valeurs de p selon le niveau 

de confiance voulu (Cheng and Hall, 1999). Ce test calcule le Dip, soit la distance 

entre la distribution observée et une distribution théorique, et cherche la distribution 

de référence unimodale la plus près des données observées. Le Dip est calculé en 

mesurant la distance maximale entre les distributions cumulatives (Johnsson et al., 

2017). La valeur du Dip est testée à différentes valeurs de p. Dans le cas de ce projet, 

les seuils testés étaient 0.05 et 0.10. Même si ce test grandement utilisé pour vérifier 

la bimodalité d’une distribution (Freeman and Dale, 2013; Mulverhill et al., 2018; 

Zhang et al., 2019), il a été originalement développé pour explorer la divergence 

d’une distribution unimodale, qui tend vers la présence de 2 modes (SAS Institute 

Inc., 1990). Il teste l’éloignement d’une probability density function (PDF) unimodale 

observée d’une PDF unimodale de référence. Cette PDF de référence contient un seul 

point d’inflexion entre un segment convexe et concave. Cette caractéristique du Dip 

test fait en sorte qu’il est plus robuste à la présence de distribution avec des valeurs 

de skewness s’éloignant de 0. Cependant, le Dip test a classé seulement 5 placettes du 

jeu de données de Terre-Neuve comme étant bimodales.  Comme mentionné 

précédemment, certaines DDA ont présenté des discontinuités dans les mesures de 

DHP, surtout dans les valeurs localisées au milieu. Cette discontinuité a peut-être 

augmenté la sévérité du Dip test et classé toutes les placettes comme unimodales.     

3.2.2 Gaussian Mixture Models 

La troisième technique utilisait les Gaussian Mixture Models (GMM), qui 

permettaient d’estimer la distribution d’une variable aléatoire en modélisant la somme 

de plusieurs courbes gaussiennes. Si une variable aléatoire, comme les mesures de 

DHP, est mieux représentée par la somme de plusieurs courbes gaussiennes, c’est 

qu’elle comporte alors plus d’un mode. Au contraire, une DDA mieux représentée par 
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une seule courbe gaussienne est considérée comme unimodale. L’implémentation des 

GMM s’effectuait dans R à l’aide du package mclust (Scrucca et al., 2016) et le 

nombre de gaussiennes possible était limité à 1 ou 2. L’algorithme, Expectation 

Maximization (EM), teste ces deux possibilités et détermine la meilleure solution pour 

chacune des placettes (Nasrabadi, 2007). Si une somme de 2 gaussiennes représente 

mieux une DDA, alors celle-ci est considérée bimodale. 

L’approche avec les GMM fournit des résultats totalement différents des autres 

méthodes, y compris le BC. Les GMM identifiaient 38 placettes comme unimodales 

et 23 comme bimodales. Le principal désavantage de la méthode avec DMM est lié 

au fait qu’elle repose sur l’ajustement d’une ou de plusieurs gaussiennes pour simuler 

la distribution observée. Dans le cas d’une distribution ayant une forte densité 

d’observation à la même place, l’algorithme ajustera une gaussienne très étroite. Si 

toutes les observations sont captées par cette gaussienne, alors l’algorithme identifiera 

uniquement un seul mode. Cependant, l’algorithme ne peut pas capter toutes les 

valeurs avec une seule gaussienne lorsque la distribution contient à la fois une forte 

densité (un pic) et une valeur de skewness élevée. En pareil cas, il créera une deuxième 

gaussienne pour capter les éléments présents dans la queue causée par la valeur élevée 

de skewness. La Figure 3-1 comprend un exemple de classification d’une DDA 

comme bimodale, alors que le BC était unimodale.  La première gaussienne ne 

pouvant couvrir l’ensemble des mesures, l’algorithme ajuste une deuxième 

gaussienne sur les mesures restantes.  
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Figure 3-1: Exemple d'un Gaussian Mixture Model (GMM) ajusté sur une distribution des mesures de diamètre hauteur 

poitrine (DHP) d’une distribution des diamètres de arbres (DDA). L’histogramme comprend des intervalles de 2 cm et 

le GMM a ajusté deux gaussienne, ce qui signifie que la DDA est classifiée comme bimodale.  

 

Comme mentionné dans l’article, plusieurs placettes présentaient une forte 

concentration d’arbres à petit DHP, ce qui crée une plus grande densité au début de 

la distribution. L’algorithme n’est donc pas en mesure d’ajuster une gaussienne sur 

l’entièreté des mesures. Donc, la combinaison d’une forte densité de petites valeurs 

de DHP à une valeur plus élevée de skewness crée la combinaison parfaite pour que 

l’algorithme de GMM détecte plus d’un mode et classifie la DDA comme bimodale 

par erreur.  

3.2.3 Choix du test de classification de modalité 

À la lumière de ces tests, deux constats sont possibles. Le premier est qu’il s’avère 

primordial de tester plus d’une méthode de différentiation des modalités pour 

s’assurer qu’elles produisent des résultats similaires, et ce, afin de développer des 

modèles spécifiques selon la modalité. Le deuxième constat est que deux des quatre 

techniques testées, le Hartigan-Hartigan dip test et les indicateurs de la courbe de 

Lorenz, présentaient des résultats identiques. Selon ces résultats, aucune DDA était 

bimodale. Les deux autres techniques, BC et GMM, permettaient de confirmer que la 

présence de skewness dans les DDA pouvait créer des faux-positifs (Freeman and 
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Dale, 2013; Pfister et al., 2013) et ainsi sélectionner une approche de modélisation 

des DDA avec des modèles spécifiques pour les deux modalités possibles (unimodale 

et bimodale). Comparativement à la courbe de Lorenz, le BC permet une 

implémentation rapide de la classification des DDA en se basant uniquement sur les 

mesures de DHP. Au contraire, la courbe de Lorenz nécessite la densité des tiges, 

mais également la surface terrière. De plus, le BC a fourni des bons résultats pour des 

forêts boréales mixtes dominées par les feuillus (Mulverhill et al., 2018). En revanche, 

la courbe de Lorenz a servi dans une étude similaire sur une plantation d’eucalyptus 

(Zhang et al., 2019). Selon cette observation, la méthode du BC a permis une 

implémentation rapide et comparable avec des études utilisant une approche 

méthodologique similaire de prédiction de la DDA.  

3.2.4 Caractéristiques de la courbe de Lorenz 

La deuxième technique testée était celle utilisée par Zhang et al. (2019), soit calculer 

deux statistiques descriptives de la courbe de Lorenz. Dans un peuplement forestier, 

la courbe de Lorenz représente la relation des arbres dominants en comparant les 

proportions cumulatives relatives de la surface terrière et la densité des tiges pour 

chacun des arbres (Valbuena et al., 2012). Par ailleurs, certaines caractéristiques de 

la courbe de Lorenz, comme l’asymétrie ainsi que l’indice de Gini, représentent des 

indicateurs de la structure de la forêt. Ces deux indicateurs ont déjà été utilisés pour 

caractériser les inégalités de la taille des arbres pour stratifier la forêt en peuplement 

homogène et hétérogène. Suivant la méthodologie proposée par Zhang et al. (2019), 

nous avons calculé pour chacune des placettes la courbe de Lorenz, l’asymétrie et 

l’indice de Gini. Si la valeur de l’asymétrie de la courbe de Lorenz < 0.5 et que l’indice 

de Gini > 0.5, la DDA était alors considérée bimodale. Ces deux indicateurs étaient 

calculés à l’aide du package R ineq (Zeileis, 2014). 

La méthode de la courbe de Lorenz n’a pas différentié une placette comme étant 

bimodale.  Contrairement à Zhang et al. (2019), pour qui cette méthode était la 

meilleure pour différentier les modalités, nous n’avons pas obtenu de valeurs d’indice 

de Gini et d’asymétrie qui caractérisent généralement les peuplements hétérogènes et 
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bimodaux. Des valeurs d’indices de Gini < 0.5 suggèrent des peuplements 

unimodaux. Par contre, les valeurs seuils de 0.5 pour l’asymétrie et l’indice de Gini 

ont été déterminées par Valbuena et al. (2012) sur des forêts de mono-espèce de pins 

sylvestres, même si les auteurs mentionnaient que cette propriété de l’indice de Gini 

est indépendante de l’espèce.  

3.3 Modélisations spécifiques aux espèces dominantes  

Tel que supporté par différentes études (ex: Thomas et al., 2008; Zhang et al., 2019), plus 

précise avec des modèles développés spécifiquement pour l’espèce ou  par l’application de 

d’une stratification des essences dominantes. Bien que les détails de cette analyse ne 

figurent pas dans l’article, nous avons mis en place différents jeux de données pour tester 

cette hypothèse. Les espèces dominantes dans les deux sites étaient le sapin baumier et 

l’épinette noire. Pour ce faire, les placettes dominées par l’épinette noire du Québec et de 

Terre-Neuve ont été combinées, de même que pour les placettes dominées par le sapin 

baumier. Cette combinaison a créé trois jeux de données : QcNL_EPN, QcNL_SAB et 

QcNL_Comb. Le jeu de données QcNL_Comb comprend l’ensemble des placettes 

(QcNL_EPN + QcNL_SAB) et correspond aux données utilisées dans le manuscrit. 

Cependant, les données QcNL_EPN et QcNL_SAB ont également été utilisées pour 

prédire la DDA à l’aide de modèles spécifiques à l’espèce. Les mêmes étapes 

méthodologiques définies dans le manuscrit ont permis de prédire la DDA à partir de 

chacune de ces trois bases de données.  

3.3.1 Différentiation de la modalité des DDA 

Tout d’abord, les différents groupes de métriques ont servi à développer des modèles 

prédictifs pour différentier la modalité de la DDA en unimodale et bimodale. La mesure 

d’évaluation des performances est la précision globale (Tableau 3-2). À première vue, les 

performances entre les espèces spécifiques sont similaires. Les moyennes des précisions 

globales par espèces se situent à 0.70 pour QcNL_EPN, 0.70 pour QcNL_SAB et 0.71 pour 

QcNL_Comb. Au niveau des groupes de métriques QcNL_SAB présentte des meilleurs 

résultats avec les groupes Mtex ou Mcomb uniquement. Cependant, QcNL_EPN et 
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QcNL_Comb ont obtenu des performances similaires, indépendamment des groupes de 

métriques.  

Tableau 3-2: Précision globale des modèles de classification de la forme générale de la DDA (unimodale ou bimodale) 

pour les placettes du Québec et de Terre-Neuve dominées par l’épinette noire (QcNL_EPN), le sapin baumier 

(QcNL_SAB) et la combinaison des essences (QcNL_Comb). 

 GLMNET RF SVM Logit 
 Mals Mtex Mcomb Mstand Mtex Mcomb Mstand Mtex Mcomb Mstand Mtex Mcomb 

QcNL_EPN 0,71 0,68 0,67 0,68 0,66 0,71 0,68 0,69 0,66 0,71 0,77 0,74 

QcNL_SAB 0,64 0,72 0,72 0,66 0,74 0,70 0,66 0,66 0,72 0,68 0,72 0,70 

QcNL_Comb 0,71 0,73 0,71 0,72 0,66 0,71 0,73 0,72 0,71 0,72 0,74 0,72 

 

3.3.2 Prédiction des paramètres des DDA unimodales.  

Pour la prédiction des paramètres des DDA unimodales, certains modèles obtenaient des 

R² négatifs. Ce résultat signifie que la moyenne de la variable réponse performe mieux que 

les modèles. À des fins de simplicité d’affichage, les valeurs négatives sont remplacées par 

des zéro. À première vue, le paramètre shape obtient des R² plus faibles que le paramètre 

scale pour les trois groupes d’essences. La moyennes des paramètres shape et scale pour 

les trois groupes d’espèces se situaient respectivement à 0,20, 0.36 et 0.18. Les groupes 

QcNL_EPN et QcNL_Comb ont obtenu les valeurs les plus faibles de R². Cependant, 

QcNL_EPN a obtenu trois valeurs négatives de R² alors que QcNL_Comb n’en obtient 

qu’une seule. En général, les trois groupes d’essences obtiennent de meilleurs R² avec les 

métriques Mtex ou Mcomb. Dans le cas du paramètre scale, les R² étaient plus élevés 

(QcNL_EPN = 0.45, QcNL_SAB = 0.48 et QcNL_Comb = 0.48).  

En revanche, la présence des métriques de texture n’est pas marquée pour le paramètre 

shape pour QcNL_EPN. Seulement RF a permis de produire des modèles avec les 3 

groupes de métriques. Dans le cas de QcNL_SAB, les R² les plus élevés sont obtenus avec 

le groupe Mtex pour les modèles de LEAP et GLMNET. Pour QcNL_Comb, le R² le plus 

élevé est retrouvé avec le modèles RF et le groupe de métriques Mals. Pour le paramètre 

scale, Mcomb a fourni des R² légèrement plus élevés pour les placettes QcNL_EPN. 

Cependant, cette augmentation de performance est aussi observable pour les placettes 



 

43 

QcNL_SAB où la différence entre Mals et Mcomb est plus marquée, avec des augmentations 

de R² situées entre 0 et 0.16 selon le modèle. Finalement, QcNL_Comb obtient également 

des améliorations entre Mals et Mcomb de l’ordre de 0.05 à 0.10. Pour le paramètre shape, il 

n’y a pas vraiment de groupe de métrique qui produit l’ensemble des R² maximum. Au 

contraire, le paramètre scale obtient les valeurs les plus élevées avec Mtex ou Mcomb, pour 

les trois groupes d’essences et les trois techniques de modélisation. 

Tableau 3-3: Coefficient de détermination (R²) des modèles de prédiction des paramètres de formes des distributions des 

diamètres des arbres (DDA) différentiées unimodales, pour les placettes du Québec et de Terre-Neuve dominées par 

l’épinette noire (QcNL_EPN), le sapin baumier (QcNL_SAB) et la combinaison des essences (QcNL_Comb). 

   RF   LEAP   GLMNET 

    Mals Mtex Mcomb Mstand Mtex Mcomb Mstand Mtex Mcomb 

  QcNL_EPN 0,39 0,16 0,39 0,14 0,00 0,11 0,00 0,00 0,00 

Shape QcNL_SAB 0,39 0,15 0,36 0,35 0,45 0,42 0,30 0,45 0,41 

  QcNL_Comb 0,39 0,07 0,34 0,00 0,11 0,15 0,11 0,10 0,19 

  QcNL_EPN 0,64 0,28 0,65 0,57 0,09 0,57 0,59 0,08 0,60 

scale QcNL_SAB 0,72 0,43 0,72 0,40 0,30 0,56 0,41 0,31 0,50 

  QcNL_Comb 0,57 0,32 0,62 0,51 0,29 0,60 0,50 0,29 0,60 

 

  

3.3.3 Paramètres des placettes bimodales.  

Les résultats obtenus pour la prédiction des paramètres des DDA bimodales comportent 

plus de R² avec des valeurs négatives (Tableau 3-4.) Deux options de paramètres sont 

disponibles pour reconstruire une DDA bimodale composée d’un finite mixture model de 

deux fonctions de Weibull. Le premier groupe de paramètres est composé de la proportion, 

du shape et du scale de chaque Weibull. La deuxième option est composée de la proportion, 

de la moyenne et de l’écart-type de chaque composante. Cependant, les résultats obtenus 

pour le paramètre shape1 (shape de la première composante) étaient tous négatifs et shape2 

n’avait que trois modèles avec des R² < 0.04. Aucun modèle n’a été en mesure de générer 

une prédiction adéquate, indépendamment du groupe de métriques.  Au contraire, le groupe 

de paramètres formé de la proportion, de la moyenne et de l’écart-type ont obtenu des R² 

plus élevés (notés mean1, mean2, sd1, sd2). Tout d’abord, les valeurs de R² obtenues pour 

les deux paramètres de proportion des composantes des DDA bimodales (prop1 et prop2) 
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étaient les mêmes pour chaque combinaison de techniques statistiques et de groupe de 

métriques. C’est pour cette raison que prop1 et prop2 sont représentées ensemble dans le 

Tableau 3-4. Parmi les trois essences, QcNL_EPN et QcNL_Comb ont obtenu des R² 

moyen de 0 et 0.05 respectivement. Pourtant, la moyenne des R² pour QcNL_SAB est de 

0.16 et le maximum est de 0.28. Au contraire, la valeur maximale de R² pour QcNL_EPN 

est de seulement 0.09, alors que pour QcNL_Comb à 0.15.    

Pour le paramètre mean1, QcNL_EPN a obtenu un R² moyen de 0 et un maximum de 0.20. 

Au contraire, QcNL_Comb a obtenu une moyenne de R² de 0.17 et un maximum de 0.26. 

Par ailleurs, QcNL_Comb ne présentait pas de valeur négative. Au contraire, le paramètre 

mean2 a été mieux prédit pour les 3 groupes d’essences avec une moyenne de 0.13 pour 

QcNL_EPN, 0.30 pour QcNL_SAB et 0.39 pour QcNL_Comb. Or, la valeur maximale de 

R² appartient à QcNL_EPN à 0.55, suivi de QcNL_Comb à 0.53.  

Tout comme les paramètres précédents, QcNL_EPN a rapporté le plus faible R² moyen 

pour sd1, avec une valeur de 0 causé par 4 R² négatifs sur 9. Les moyennes de QcNL_SAB 

et QcNL_Comb étaient similaires à 0.20 et 0.24 respectivement.   Finalement, le paramètre 

sd2 a été le mieux prédit avec QcNL_EPN avec un R² moyen de 0.40 et un maximum de 

0.64. Au contraire, QcNL_SAB a le moins bien performé avec une moyenne de 0.04 et un 

maximum de 0.12.  

Dans le cas des groupes de métriques, les paramètres prop1 et prop2 n’ont pas semblé 

obtenir d’amélioration de performances. Pour les trois groupes d’essences, aucun groupe 

de métrique ne semblait performer plus que les autres pour les 3 trois techniques de 

modélisation. Pour Mean1, QcNL_EPN a obtenu des résultats médiocres avec les trois 

groupes de métriques. Au contraire, QcNL_SAB avait des performances plus élevées avec 

le groupe Mtex pour les trois techniques. Pour QcNL_Comb, Mtex et Mcomb ont permis 

d’atteindre les R² les plus élevés, et Mals a obtenu des R² plus faibles avec des différences 

entre 0.02 et 0.15. Dans le cas de Mean2, QcNL_EPN avait des performances similaires à 

l’aide de Mals et Mcomb. Les différences entre les R² des deux groupes de métriques sont 

inférieure à 0.05. Les deux groupes d’essence QcNL_SAB et QcNL_Comb ont tous obtenu 

de meilleurs R² en utilisant Mtex ou Mcomb, avec des différences de 0.02 à 0.25 avec les 
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valeurs obtenues avec Mals. En ce qui concerne le paramètre std.dev1, les métriques Mals et 

Mcomb ont fourni des performances similaires. Encore une fois, Mtex et Mcomb ont permis 

d’obtenir des modèles plus performants qu’en utilisant Mals pour QcNL_SAB et 

QcNL_Comb. Finalement, Mals et Mcomb ont également obtenu des performances 

semblables. Cependant, QcNL_SAB a obtenu des R² très faibles inférieurs à 0.09. Au 

contraire, les modèles de QcNL_Comb performaient mieux avec Mcomb pour les trois 

techniques, alors que l’usage des Mtex  seules a produit les modèles avec les R² les plus 

faibles. 

Tableau 3-4: Coefficient de détermination (R²) des modèles de prédiction des paramètres de formes des distributions des 

diamètres des arbres (DDA) différentiées bimodales pour les placettes du Québec et de Terre-Neuve dominées par 

l’épinette noire (QcNL_EPN), le sapin baumier (QcNL_SAB) et la combinaison des essences (QcNL_Comb). 

   RF   LEAP   GLMNET 

  Mals Mtex Mcomb Mstand Mtex Mcomb Mstand Mtex Mcomb 

  QcNL_EPN 0,09 -0 0,05 -0,01 -0,08 -0,01 -0,01 -0,05 -0,05 

Prop1-2 QcNL_SAB 0,22 0,00 0,20 0,14 0,28 0,14 0,23 0,00 0,23 

  QcNL_Comb 0,15 0,00 0,09 0,01 0,12 0,01 0,05 0,00 0,05 

  QcNL_EPN 0,00 -0,82 -0,04 -0,26 -0,62 -0,06 0,14 0,07 0,20 

Mean1 QcNL_SAB 0,00 0,06 0,01 0,09 0,20 0,03 0,03 0,16 0,06 

  QcNL_Comb 0,09 0,12 0,11 0,12 0,25 0,26 0,10 0,25 0,21 

  QcNL_EPN 0,50 0,15 0,55 0,02 -0,42 -0,47 0,47 -0,08 0,46 

Mean2 QcNL_SAB 0,19 0,20 0,21 0,09 0,50 0,34 0,29 0,45 0,41 

  QcNL_Comb 0,31 0,29 0,40 0,29 0,43 0,52 0,36 0,40 0,53 

  QcNL_EPN 0,23 -0,14 0,23 0,02 -0,42 -0,47 -0,01 -0,02 0,22 
Std. 
Dev1 QcNL_SAB 0,12 0,20 0,14 0,12 0,40 0,12 0,20 0,31 0,19 

  QcNL_Comb 0,20 0,15 0,23 0,13 0,34 0,27 0,26 0,29 0,33 

  QcNL_EPN 0,44 0,19 0,42 0,50 0,24 0,46 0,47 0,20 0,64 
Std. 
Dev2 QcNL_SAB 0,00 0,00 0,00 0,12 0,00 0,12 0,09 0,00 0,00 

  QcNL_Comb 0,35 0,11 0,36 0,24 0,09 0,43 0,41 0,08 0,43 

 

3.3.4 Prédiction des paramètres des DDA sans différentiation de modalité 

Pour les modèles sans classification de la DDA, les modèles ont relativement bien performé 

(Tableau 3-5). Seulement un seul modèle a obtenu un R² négatif lors de la prédiction du 

shape pour QcNL_EPN.  Encore une fois, QcNL_EPN présentait un R² moyen de 0.16, 
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plus faible que QcNL_SAB et QcNL_Comb avec des moyennes de 0.33 et 0.37. Par 

ailleurs, QcNL_Comb a obtenu le R² le plus élevé à 0.52, comparativement à 0.43 pour 

QcNL_SAB et 0.32 pour QcNL_EPN. Dans le cas du paramètre scale, QcNL_SAB 

présentait un R² moyen plus faible à 0.48 et QcNL_Comb avait le plus élevé à 0.59. Par 

contre, les valeurs de R² maximales étaient similaires entre QcNL_EPN et QcNL_Comb à 

0.71 et 0.73 respectivement.  

Dans le cas de l’impact des métriques de texture sur la prédiction du paramètres shape, 

Mcomb a produit les meilleures performances pour les trois groupes d’essences. Les 

améliorations entre Mals et Mcomb sont comprises entre 0.01 et 0.13. Encore une fois, les R² 

maximums sont obtenu avec Mcomb pour l’ensemble des techniques de modélisation et des 

groupes d’essences. Similairement, le paramètres scale est également mieux prédit avec 

Mcomb pour l’ensemble des groupes d’essences et des techniques de modélisation. Les 

différences de R² entre Mals et Mcomb se retrouvent entre 0.03 et 0.09. Cette amélioration est 

moins marquée que pour le shape.  

 

Tableau 3-5: Coefficient de détermination (R²) des modèles de prédiction des paramètres de formes des distributions des 

diamètres des arbres (DDA) sans différentiation de la modalité, pour les placettes du Québec et de Terre-Neuve dominées 

par l’épinette noire (QcNL_EPN), le sapin baumier (QcNL_SAB) et la combinaison des essences (QcNL_Comb).  

   RF   LEAP   GLMNET 

    Mals Mtex Mcomb Mstand Mtex Mcomb Mstand Mtex Mcomb 

  QcNL_EPN 0,29 -0,03 0,32 0,14 0,08 0,25 0,17 0,08 0,18 

Shape QcNL_SAB 0,40 0,09 0,42 0,34 0,26 0,43 0,35 0,32 0,40 

  QcNL_Comb 0,45 0,12 0,50 0,35 0,25 0,48 0,40 0,25 0,52 

  QcNL_EPN 0,64 0,25 0,68 0,62 0,32 0,71 0,65 0,32 0,68 

Scale QcNL_SAB 0,50 0,39 0,54 0,48 0,42 0,56 0,50 0,40 0,54 

  QcNL_Comb 0,64 0,37 0,69 0,65 0,42 0,73 0,67 0,42 0,73 

 

3.3.5 Comparaison des modèles spécifique  

Le développement de modèles spécifiques à l’essences n’a pas permis d’améliorer les 

performances. Certes, QcNL_SAB a présenté des R² plus élevés, mais QcNL_EPN a 
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obtenu des résultats inférieurs à la combinaison des essences. Cette différence est peut-être 

causée par la différence de structure des essences. La prédiction d’attributs liés à la 

structure est dépendant de l’espèce. Par exemple, la structure des sapins baumiers est plus 

régulière avec des formes coniques. Au contraire, la structure des épinettes noires est plus 

hétérogène, ce qui augmente la variabilité des paramètres possibles à prédire. Les forêts 

retrouvées sur le site d’étude de Terre-Neuve sont majoritairement dominées par le sapin 

baumier, mais contiennent également une présence d’épinette noire. Cette codominance est 

également observée pour les forêts du site d’étude du Québec. Il est donc avantageux 

d’utiliser les modèles développés avec QcNL_Comb, car ils performent très bien pour 

l’ensemble des paramètres à prédire.   

 

4 Discussion  

À la lumière des différentes réalisations, la recherche présentée comporte plusieurs aspects 

intéressants. Premièrement, la méthodologie utilisée pour différencier la modalité des DDA 

et pour développer des modèles de classification des DDA peuvent s’adapter aux besoins 

opérationnels des forestiers. Ces méthodes permettent de mieux identifier les différents 

types de structures de peuplement et ces modèles permettent d’estimer la DDA sur de 

larges couvertures BLA. Deuxièmement, nous avons démontré que les modèles développés 

avec les groupes de métriques Mtex ou Mcomb produisaient des R² plus élevés et des 

RMSD% plus faibles, en comparaison aux modèles employant Mals seul.  Ces résultats 

indiquent que les métriques de texture contiennent une information additionnelle utile à 

l’estimation de la DDA. La différentiation de la modalité des DDA a obtenu des valeurs de 

précision globale moyenne presque identique entre les quatre techniques statistiques 

sélectionnées (Mals = 71,8%, Mtex = 71.3%, Mcomb = 71.1%). Dans le cas de la prédiction 

des paramètres shape et scale des DDA unimodales, la moyenne des R² pour les métriques 

Mcomb était de 0.42 et de 0.35 pour Mals. Toutefois, les RMSD relatifs n’ont pas présenté 

une différence aussi marquée, soit 15% pour Mcomb et 16% pour Mals. Cette tendance est 

également retrouvée pour les modèles sans différentiation de modalité. La moyenne des R² 

pour les paramètres shape et scale se situe de 0.53 pour Mals et 0.61 pour Mcomb avec des 
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valeurs moyennes de RMSD relatif de 15% pour Mals et 13% pour Mcomb. Dans le cas des 

placettes bimodales, les performances des modèles étaient moins performantes. 

Néanmoins, la moyenne des R² de tous les paramètres (proportion, mean, standard 

deviation, shape et scale) était plus élevée avec les métriques Mcomb (R² moyen = 0.23) 

qu’avec les métriques Mals (R² moyen = 0.17). En revanche, les valeurs de RMSD relatif 

moyen étaient très similaires, soient 60% pour Mcomb et 61% pour Mals. Même si le groupe 

de métrique Mcomb comprenait toutes les métriques retrouvées dans Mals, les techniques de 

modélisations ont permis d’évaluer l’importance des métriques individuelles dans la 

prédiction des différents paramètres. Pour la majorité des modèles utilisés pour la 

reconstruction des DDA, le modèle final comprenait au moins une métrique de texture dans 

les 10 métriques les plus importantes. Sur 15 modèles finaux (différentiation de la SDD, 

paramètres de la DDA unimodale, paramètres des DDA bimodales et DDA sans 

différentiation), 11 modèles comprenaient des métriques de texture dans leurs top 10 

prédicteurs les plus importants. Ce qui indique que les métriques de texture apportent une 

information de plus dans les modèles prédictifs de la DDA. Par exemple, les modèles 

prédictifs des paramètres shape et scale des placettes unimodales ne contenaient aucune 

métrique de texture. Or, les modèles prédictifs des paramètres shape et scale des placettes 

sans différentiation des modalités ont une métrique de texture comme prédicteur le plus 

important en plus d’utiliser 3 et 4 métriques de texture dans le top 10. Les placettes sans 

différentiation de modalité comprennent une plus grande hétérogénéité dans la structure de 

la forêt, ce qui se traduit par une différence dans la canopée. Les métriques de texture issues 

du MHC permettent de capter cette différence comparativement aux métriques BLA.  

Lors de l’analyse des résultats, nous avons assumé que la différentiation de la modalité des 

DDA était adéquate. Tout comme d’autres études similaires (Mulverhill et al., 2018; Zhang 

et al., 2019), nous avons implémenté le coefficient de bimodalité (BC) comme méthode de 

différentiation des modalités. Cependant, cette méthode de différentiation des modalités 

est directement influencée par le kurtosis et encore plus par le skewness de la distribution 

(Pfister et al., 2013). Une distribution qui présente un skewness élevé et un kurtosis faible 

peut augmenter artificiellement les valeurs de BC et classifier une distribution comme 

bimodale.  Les distributions qui présentent un skewness négatif sont généralement observés 
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lorsque des arbres à fort DHP dominent le peuplement, alors que les skewness positifs se 

retrouvent dans les peuplements dominés par des arbres à faible DHP. Ces deux situations 

produisent des valeurs de skewness supérieures à 0 et produisent une asymétrie dans la 

distribution. Plus une valeur de skewness s’approche de 0, plus la DDA sera homogène et 

mieux elle caractérise les peuplements équiennes (Zhang and Liu, 2006). De plus, Freeman 

and Dale (2013) ont testé différents paramètres qui pouvaient affecter la différentiation de 

la modalité à l’aide du BC en simulant une multitude de distributions. Ils ont évalué les 

impacts du skewness, de la proportion et de la distance entre les modes sur les valeurs 

obtenues du BC. Dans leurs résultats, le BC produisait 21% de faux-positifs où des 

distribution unimodales simulées obtenaient des valeurs de BC supérieures au seuil de 

bimodalité de 5/9. Le calcul du BC repose sur la supposition que la bimodalité implique 

une augmentation de l’asymétrie de la distribution ce qui implique qu’une augmentation 

du skewness. Dans un contexte unimodal, un fort skewness peut causer une augmentation 

de la valeur du BC et produire un faux positif. En ajout, le BC n’est pas calibré selon 

différentes valeurs de proportion entre les deux modes. Une proportion faible pour un des 

deux modes, ainsi qu’une petite distance entre les deux moyennes des modes peut entrainer 

une classification erronée. Pourtant, les placettes classifiées bimodales ont également 

présenté certains éléments qui pourraient expliquer la mauvaise performance du BC. Un 

des paramètres importants d’une DDA bimodale est la proportion de chaque Weibull qui 

compose le finite mixture model. Naïvement, il est plausible de penser qu’une DDA classée 

bimodale comprenne deux modes contenant une proportion semblable d’observations.  Or, 

les placettes de Terre-Neuve présentaient des valeurs de la proportion associée à la seconde 

composante de la distribution bimodale avec des valeurs faibles (proportion < 25%). En 

moyenne, plus de 75% des DHP mesurés se retrouvaient dans la première composante. De 

plus, les distances entre les moyennes des modes étaient également faibles avec 5 cm de 

moyenne. Cette combinaison de caractéristiques a pu causer une inflation du BC et générer 

une mauvaise différentiation de la modalité des DDA, étant donné que la prédiction des 

DDA avec les modèles spécifiques aux modalités n’ont produit qu’une faible amélioration. 

Ces effets des caractéristiques de la DDA sur le BC indiquent qu’il ne faut pas se fier 

uniquement sur une méthode de différentiation des modalités et qu’une même méthode 

n’est pas nécessairement efficace sur tous les types de forêts. L’approche de différentiation 
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des modalités utilisant des caractéristiques de la courbe de Lorenz  (Zhang et al., 2019) 

incorpore des mesures directement liées à l’hétérogénéité du peuplement et du skewness 

de la DDA (Bouvier et al., 2015; Thomas et al., 2008). Cependant, il est nécessaire 

d’effectuer davantage de recherche pour déterminer la méthode de différentiation des 

modalités de la DDA selon le type de forêt à l’étude.  

En plus d’être relativement simple à calculer, les métriques de textures ont permis 

d’améliorer les modèles prédictifs d’un attribut forestier relativement complexe à prédire. 

En effet, ce projet se concentrait sur les forêts boréales dominées par les conifères. 

Cependant, les études similaires se retrouvaient dans des forêts mixtes dominées par des 

feuillus. Il serait intéressant de tester l’approche développée sur des forêts dominées par 

les feuillus pour comparer l’effet de la structure des peuplements et les performances de la 

prédiction de la DDA. Malheureusement, la DDA est une caractéristique complexe de la 

forêt et elle ne peut être représentée spatialement sous forme d’une carte avec les résultats 

de ce projet. Au contraire, des attributs forestiers comme la surface terrière ou la hauteur 

sont couramment représentés spatialement en format matriciel. Actuellement, il serait 

possible de représenter spatialement la forme générale de la DDA (unimodale ou 

bimodale), et ensuite appliquer les bons modèles prédictifs des paramètres (ex : scale et 

shape). Mais, la reconstruction de la DDA nécessite des étapes de plus et est très difficile 

à représenter, ce qui limite l’accès et le transfert de connaissances aux décideurs et 

gestionnaires du milieu. Pour pallier cette difficulté de mise en opération, une approche 

plus grossière, mais plus robuste pourrait servir à identifier des secteurs d’intérêts, puis 

d’affiner les prédictions de la DDA à l’aide de l’approche de la présente recherche. Par 

exemple, une approche alternative consisterait à grouper les mesures de DHP d’une 

placette en n intervalles, puis de prédire la fréquence de chaque intervalle à l’aide de 

métriques BLA et de texture. La définition des intervalles peut être propre aux intérêts de 

l’industrie. Donc, la DDA ne serait pas représentée par une fonction continue, mais un 

histogramme comprenant un nombre restreint de classes. Il serait donc possible de générer 

des produits cartographiques avec le nombre d’arbre prédits dans chaque intervalle 

prédéterminé et cibler les sites d’intérêts.  
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Également, cette recherche a montré les métriques de textures présentent un avantage à être 

intégrées dans les modèles prédictifs d’attributs forestiers. Ces métriques de textures 

pourraient être incluses dans des modèles prédictifs de l’essence d’arbre et peut-être ainsi 

bonifier les performances. De plus, la recherche a confirmé que le choix de technique de 

classification de la DDA est primordial. Il faut donc tester plus d’une technique pour 

trouver une tendance dans les données et confirmer la présence de DDA bimodales. Une 

technique peut fonctionner pour un site, mais pas pour un autre, dû à la structure des 

peuplements. De même, elle a permis de développer une méthodologie complète de 

prédiction de la DDA pour des forêts boréales ayant des structures hétérogènes et de 

mesurer les limites de la méthode. Pour terminer, il aurait été intéressant de tester des 

fonctions autres que la Weibull, comme une fonction log-normale ou gamma. Tant pour la 

placette unimodale que bimodale. Ces tests approfondis pourraient servir à déterminer 

quelles PDF permet de mieux représenter les peuplements avec un fort skewness. Cet 

aspect se répercute sur la prédiction du paramètres shape des fonctions Weibull. Le 

paramètre shape est plus difficile à prédire, car il est généralement plus sensible au bruit 

dans les données. Le paramètres shape correspond à la mesure de la vitesse à laquelle la 

probabilité d’un DHP i diminue lorsque le DHP augmente.  Il s’avère donc difficile de 

capter les variations subtiles dans les valeurs du paramètre shape. Plusieurs DDA 

présentaient une forte densité de mesures dans les DHP les plus faible et ensuite, la densité 

diminuait pour générer une longue queue à la DDA. Cette longue queue engendre un 

skewness élevé. Cependant, le shape contrôle d’une certaine façon la pente de la 

distribution. Or, les résultats montrent une très grande différence entre la pente de la 

Weibull lorsque la densité augmente en même temps que le DHP augmente, 

comparativement à la portion où la densité diminue. Par exemple, dans la Figure 1-1, la 

pente de la Weibull entre 9 cm 14cm de DHP semble similaire à la pente retrouvée entre 

le DHP de 14 cm à 21 cm. C’est pour cette raison que la Weibull représente mieux la DDA 

que les deux autres fonctions. En revanche, la DDQA retrouvée à la Figure 1-2, comprend 

une seule pente. Étant donné que la plus forte densité est retrouvée au plus faible DHP, la 

DDA ne comprend qu’une seule pente, soit la diminution de la densité en fonction de 

l’augmentation du DHP. Or, le paramètre shape de la Weibull ne permet pas de bien capter 

l’ensemble des faibles DHP. Pour ce genre de DDA, la médiane est plus faible que la 
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moyenne, ce qui découle de sa forte densité de mesure dans les DHP faibles et la moyenne 

gonflée par les quelques mesures plus élevées.  

Finalement, différents auteurs (Hou et al., 2016; Leclère et al., 2022; Packalén and 

Maltamo, 2007; Zhang et al., 2019) ont obtenus de meilleures prédictions de la DDA en 

développement des modèles spécifiques aux essences dominantes des peuplements. Or, les 

modèles spécifiques au épinettes noires (QcNL_EPN) ont obtenus les performances les 

plus faibles pour les paramètres shape et scale des DDA unimodales, de même que pour le 

shape des DDA sans différentiation. Également, QcNL_EPN avait les R² moyens les plus 

faibles pour la plupart des paramètres des DDA bimodales, sauf pour l’écart-type de la 

deuxième composante (std.dev2). Ces mauvaises performances sont observées à la fois 

pour les placettes unimodale ou bimodale. Il se peut que la fonction Weibull ne soit pas la 

plus adaptée pour représenter la forme générale des DDA pour les peuplements dominés 

par l’épinette noire. Étant donné que les paramètres des DDA ne permettent pas une 

représentation adéquate de la forme générale, les métriques ne permettent pas d’expliquer 

la variance des paramètres. Au contraire, le paramètres shape des placettes QcNL_SAB est 

le mieux prédit, ce qui porte à croire que la structure de la DDA est mieux représentée par 

une fonction de Weibull. Or, la combinaison des essences (QcNL_Comb) semble 

bénéficier aux performances du modèle. En moyenne, les R² obtenus par QcNL_Comb 

avaient des valeurs légèrement inférieures à celles de QcNL_SAB ou supérieures.  Pour 

presque tous les modèles, les valeurs de R² de QcNL_Comb étaient plus élevée que celles 

de QcNL_EPN.  Cette différence majeure avec les autres études pourrait provenir de la 

plus grande complexité des structures des peuplements, ainsi que du choix de la fonction 

ajustée sur la DDA.  En addition, la structure conique caractéristique des sapins baumier 

permet une meilleure pénétration du BLA, ce qui permet de capturer une plus grande 

portion de la structure verticale. À l’inverse, les peuplements d’épinettes noires ont une 

structure plus hétérogène, ce qui limite la pénétration du BLA, mais augmente la variabilité 

des paramètres à prédire. La corrélation entre les paramètres de la DDA et les métriques 

dérivées est donc plus faible.  
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5 Conclusion 

Cette étude comparait deux approches pour prédire la DDA. La première approche 

consistait à prédire les paramètres de la DDA avec des modèles spécifiques à la modalité 

de la distribution. La deuxième ne nécessitait aucune différentiation de modalité et le même 

modèle était employé pour prédire les paramètres des DDA.  Aussi, nous avons comparé 

les performances des modèles à l’aide de différents groupes de métriques qui comportaient, 

soit uniquement des métriques BLA (Mals), soit uniquement des métriques de textures 

dérivées du MHC (Mtex) ou une combinaison des différentes sources de métriques (Mcomb). 

La comparaison des performances a permis de constater que la prédiction de la DDA 

présentait de meilleures performances lorsque les modèles utilisaient des groupes 

contenant des métriques de texture (Mtex, Mcomb). Les R² obtenus ont présenté dans 

augmentations situées entre 0.03 et 0.25, selon le paramètres prédit. Par ailleurs, nous 

avons démontré que la classification des DDA selon leur modalité était améliorée lorsque 

réalisée avec Mtex, grâce à l’information additionnelle contenue dans les métriques. 

Nous avons également démontré que le développement de modèles spécifiques à la 

modalité améliorait uniquement les prédictions des DDA bimodales. Au contraire, 

l’utilisation de modèles spécifiques à la modalité repose étroitement sur la différentiation 

des modalités. Cette étape clé doit être bien réalisée, sinon les performances des modèles 

sont fortement impactées comme observé avec les paramètres des DDA bimodales (R² 

entre 0.09 et 0.64 selon l’essence dominante et le paramètre). Par ailleurs, nous avons 

également mis l’accent sur le choix de la fonction pour représenter la DDA. Dans notre 

cas, la fonction Weibull ne captait pas adéquatement les DDA dominées par les arbres à 

faible DHP. Des études plus approfondies comparant d’autres options de fonctions sera 

nécessaire pour sélection celle qui est le mieux adaptée aux types de forêt rencontrés. 

Nous avons également démontré l’importance de tester plusieurs techniques de 

classification de la modalité, étant donné les nombreuses limitations du BC pouvant 

facilement générer des faux-positifs.  De plus, la différentiation de la modalité des DDA 

devrait être évaluée pour chaque type de peuplement, étant données les grandes variabilités 
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structurelles qui découlent des perturbations et des essences présentent et sélectionner la 

fonction la plus représentative.  

Finalement, nous avons démontré l’utilité des métriques de textures dérivées du MHC. La 

simplicité des métriques de textures présente un avantage aux métriques BLA, qui 

nécessitent plus de connaissances et de puissances de calcul pour leur utilisation 

opérationnelle. Par ailleurs, nous avons également abordé le potentiel des métriques de 

texture dans la prédiction d’attributs forestiers plus complexes. Également, nous avons 

abordé l’utilité des métriques de texture dans le développement de modèles prédictifs 

d’attributs forestiers en combinant les essences dominantes. Cet avantage permet de réduire 

le nombre de modèles nécessaires pour traiter une zone désirée. L’ajout de ces métriques 

de texture ne se limite pas uniquement la prédiction de la DDA, mais également à n’importe 

quel modèle prédictif d’attributs forestiers nécessaire à la gestion optimisée des ressources 

forestières.   
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