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RÉSUMÉ

La présence des réseaux neuronaux dans notre quotidien connaît une augmentation ex-
ponentielle. Les réseaux sociaux, les moteurs de recherche et le commerce électronique ne
sont que quelques exemples de domaines les sollicitant en permanence. La taille de ces
réseaux, à l’image de leur présence, a également connu un constant essor.

Or, plus un réseau neuronal comporte de paramètres, plus il consomme d’énergie puis-
qu’il nécessite toujours plus d’accès successifs en mémoire afin de chercher et/ou d’altérer
ceux-ci. C’est ce goulot d’étranglement entre le processeur et les données qui limite dra-
matiquement l’efficience énergétique des réseaux neuronaux implémentés sur l’architecture
de von Neumann. Une approche prometteuse pour détourner ce problème est l’utilisation
d’une composante électronique permettant une version analogue des opérations de multi-
plication matrice-vecteur essentielles à l’apprentissage machine directement sur mémoire :
les mémoires résistives. Cependant, les défauts inhérents dont celles-ci sont affligées les
rendent difficiles à utiliser en tant que poids synaptique discret et précis. Il devient donc
très intéressant de considérer certaines sources de variabilité de ces mémoires émergentes
lors de l’entraînement des réseaux neuronaux afin d’exploiter leurs facultés d’apprentissage
pour les rendre ainsi aptes à classifier efficacement en les utilisant malgré leur nombreuses
non-idéalités. Ces réseaux stochastiques sont donc robustes à la variabilité matérielle des
dispositifs.

Une enquête du potentiel de réseaux neuronaux considérant ces défauts stochastiques fut
menée durant ce projet de maîtrise. De nouvelles techniques de caractérisation de la varia-
bilité des crossbars et des mémoires résistives furent élaborées. L’utilisation de ces données
pour injecter du bruit sur les poids synaptiques du réseau lors de son entraînement permet
de créer un réseau plus robuste. Il est prouvé en simulation qu’un réseau conscient des
non-idéalités est considérablement plus précis qu’un réseau entraîné naïvement pour une
même tâche de classification de demi-lunes lorsque les variabilités sont prises en compte.

Mots-clés : ReRAM, Memristors, Apprentissage machine, IA, efficience énergétique, na-
noélectronique, Réseaux neuronaux analogues
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CHAPITRE 1

INTRODUCTION

Il semblerait que nous ayons atteint
les limites de ce qui est possible
d’accomplir avec les ordinateurs.
Cependant, il faut faire attention avec
de telles déclarations, elles sonneront
sûrement idiotes d’ici cinq ans. [1]

John von Neumann, 1949 (traduit)

1.1 Contexte
La complexité sans cesse croissante des problèmes d’ingénierie se traduit par une augmen-
tation exponentielle de la quantité de données à traiter. Rapidement, l’IA basée sur des
réseaux de neurones artificiels utilisée pour analyser et interpréter celles-ci devient trop
inefficace d’un point de vue énergique et de rapidité [2]. La structure du matériel infor-
matique basé sur l’architecture classique von Neumann (séparant mémoire et processeur)
a de sévères difficultés à gérer de trop grandes quantités de données. À cause de cette
architecture, l’efficacité des opérations est limitée par les nombreux et lents transferts
entre la mémoire et le processeur (dans le cas d’un réseau neuronal, pour aller chercher
et modifier les paramètres en mémoire), créant ainsi un goulot d’étranglement entre eux.
Le problème est tel que l’utilisation du calcul nuagique est devenue une nécessité pour les
réseaux lorsqu’ils sont de taille considérable. C’est entre autres pourquoi la quantité de
calculs exécutés dans des centres de données aux États-Unis a augmenté de 550% entre
2010 et 2018 [3]. Malgré les nombreuses optimisations dans la répartition et la maximi-
sation de l’utilisation de leurs ressources, ces centres demeurent extrêmement énergivores
et partiellement ou complètement incompatibles avec plusieurs systèmes embarqués (e.g :
véhicules autonomes et drones) . Il devient donc primordial de trouver de nouvelles mé-
thodes de calcul qui permettront de développer le calcul périphérique basé sur les réseaux
de neurones à faible consommation.

Une solution proposée à ce problème est l’utilisation de mémoires résistives (autrement
connues sous le nom de memristor). Ces composantes électroniques conceptualisées en
1971 par le Dr L. Chua [4] et puis démontrées physiquement pour la première fois en 2008

1



2 CHAPITRE 1. INTRODUCTION

par HP Labs [5] ont la capacité à varier leur état de conductance lorsqu’une tension est
appliquée sur leurs terminaux. Cette capacité de pair avec leur utilisation en configuration
crossbar leur permet de représenter des matrices de poids synaptiques. Une utilisation
astucieuse de la loi des noeuds de Kirchoff et de la loi de Ohm permet alors de pratiquer de
l’inférence de manière analogue. L’architecture de crossbar de type passif tel que fabriqué à
l’Université de Sherbrooke permet une excellente intégration à grande échelle et de récents
articles [6] montrent l’efficacité du calcul matriciel sur crossbar passif pour des réseaux
neuronaux de taille considérable. Puisque les mémoires résistives sont non-volatiles, que
leur consommation énergique et temps de commutation (changement de conductance entre
les états de haute résistance (HRS) et de basse résistance (LRS)) sont potentiellement très
bas (jusqu’à 10fJ[7] et jusqu’à 85ps par commutation [8]) et qu’elles sont compatibles
avec les procédés CMOS, leurs avancées sont surveillées de près dans l’industrie [9] et des
produits les utilisant y ont vu le jour[10].

1.2 Déclaration du projet de recherche
Malheureusement, les mémoires résistives présentent encore une grande variabilité ren-
dant leur utilisation difficile dans l’immédiat. Le projet de recherche en question propose
une nouvelle approche d’entraînement de réseaux neuronaux prenant ces imperfections en
compte. Le type de réseau neuronal sous investigation s’inspire des réseaux neuronaux
bayésiens et des réseaux récurrents RNN pour mitiger les pertes de précisions associées à
l’apprentissage machine réalisée sur crossbar passif. Le succès de ce projet dépend donc
d’une caractérisation et d’une compréhension exhaustive des différentes sources de varia-
bilité qui affligent les mémoires. L’avancée de cette approche et d’autres s’apparentant à
celle-ci ouvrira à terme la voie à une panoplie d’applications nécessitant de l’IA à faible
consommation énergétique et à grande rapidité. Les mémoires émergentes sont l’une des,
sinon la principale avenue pour accomplir ceci. Ce projet chercha donc à associer les mal-
encontreuses propriétés stochastiques des dispositifs tels qu’ils existent présentement et les
techniques pré-existantes d’entraînement de réseaux neuronaux tel que l’astuce de repa-
ramétrisation afin de rendre l’inférence sur mémoires résistives plus robustes. Son succès
aide à défaire la dépendance de l’apprentissage sur crossbar à des dispositifs parfaitement
fonctionnels et facilitera une intégration réaliste de mémoires résistives en architecture
crossbar passif à moyen terme.
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1.3 Question de recherche
Ce projet de recherche vise à utiliser des outils d’apprentissage machine afin d’améliorer
les perfomances d’un réseau neuronal transféré sur crossbar de mémoires résistives. La
question de recherche de mon projet peut donc se formuler ainsi :

"Comment pouvons-nous rendre les réseaux neuronaux plus robustes à leur transfert sur
crossbar de mémoires résistives à base de TiO2” ?

1.4 Objectifs du projet de recherche
L’objectif principal du projet fut d’obtenir un type de réseau neuronal robuste se prêtant
particulièrement bien au transfert sur mémoires résistives. Le modèle fut conçu avec son
efficacité et sa simplicité en tête afin qu’il demeure réalistement utilisable. Cet objectif
fut accomplie en prouvant par simulation que le réseau stochastique présente une plus
grande précision après plus de transferts simulés qu’un réseau régulier. L’objectif principal
peut être divisé en sous-objectifs énumérés ci-dessous. Une liste de méthodologie associé
à chaque sous-objectif leur est imbriquée.

1. Déterminer et quantifier la variabilité des mémoires résistives

– par la caractérisation exhaustive de la variabilité de programmation, de l’échec et
des effets stochastiques des mémoires résistives

– par la conception d’un montage (électrique et logiciel) pour pratiquer de l’inférence
et des mesures sur crossbar

2. Intégrer la variabilité des mémoires à un réseau neuronal

– par l’agencement des techniques classiques d’apprentissage de réseaux neuronaux
telles que le dropout, la reparamétrisation des poids et la régularisation avec les
sources de variabilité des mémoires expérimentalement mesurées

– par l’adaptation logicielle de la librairie PyTorch [11] pour intégrer les imperfec-
tions des mémoires dans l’entraînement du réseau

3. Quantifier l’amélioration des performances en fonction de cette inclusion de la va-
riabilité

– en entraînant un réseau régulier et en comparant ses performances lorsque la
variabilité y est ajoutée à celles d’un réseau stochastique

Quelques avenues de recherche connexes plutôt dissociées de l’objectif principal entreprises
lors de cette maîtrise sont également présentées en annexe.
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1.5 Contributions originales
La conception d’un nouveau type de réseaux neuronal spécialisée pour son utilisation sur
notre technologie de mémoires résistives fut réalisée durant ce projet. Le réseau est plus
robuste face à la variabilité qu’un réseau régulier partageant la même structure (il est
capable de bien classifier un jeu de données considérablement plus souvent en simulation).
Le modèle prend en compte de véritables données expérimentales et réussit à converger vers
une solution malgré la variabilité des mémoires. Au niveau de la communauté scientifique,
c’est le premier réseau neuronal conscient de plusieurs sources de variabilité différentes à
utiliser l’architecture 0T1R, le schéma de polarisation V/3 et ne nécessitant qu’une seule
étape de programmation (voir section 2.3) sur des crossbars tuilés. Les méthodes d’ajout
de variabilité aux poids synaptiques sont également nouvelles.

Au niveau du groupe de recherche, les principales contributions originales du projet sont : la
conception d’un banc de mesures pour crossbar, la création d’une librairie d’entraînement
de réseaux neuronaux conscients de la variabilité et polyvalente et la mise en place d’une
base de données considérable rapportant le comportement expérimental des mémoires.

1.6 Plan du document
Ce document présente tout d’abord une revue de la littérature concernant les avancées
récentes des réseaux neuronaux classiques et stochastiques. la revue de la littérature en-
chaîne sur les mémoires résistives d’oxyde de titane ainsi qu’une explication basique de
leur fonctionnement nécessaire afin de mieux comprendre la réalisation du projet. Elle
se termine ensuite par une énumération et comparaison des projets réalisés qui ont servi
d’inspiration pour ce projet de maîtrise. Il compare les réseaux neuronaux stochastiques
existants et situe le projet de maîtrise par rapport à ceux-ci.

Cette dernière section est suivie d’un article écrit dans le cadre de cette maîtrise présentant
les principaux résultats ainsi que la méthodologie de caractérisation et de conception.
Finalement, une section perspective présente les prochaines étapes pour l’avancement de
cette technique, ses potentielles améliorations et applications. Le tout est suivi d’une
conclusion récapitulative et de quelques annexes présentant les projets connexes entrepris
en parallèle durant ce projet de maîtrise.



CHAPITRE 2

REVUE DE LA LITTÉRATURE

2.1 Réseaux neuronaux
2.1.1 Fonctionnement et principe
La pierre angulaire des réseaux neuronaux est le neurone formel : une imitation mathé-
matique et fonctionnelle d’un neurone biologique. Celui-ci prend plusieurs valeurs d’entrée
(x), les multiplie à un poids synaptique sous forme de matrice (W) (calculée lors de l’ap-
prentissage) en y ajoutant une valeur de biais (B) qui est également une matrice. Le tout
est transformé par une fonction d’activation non linéaire (φ), habituellement sigmoïde,
pour rendre une donnée de sortie d’un post-neurone (y). Les paramètres du réseau sont
ainsi les matrices W et B. L’équation 2.1 illustre cette relation mathématique pour un
neurone dont les entrées ne comportent qu’une seule dimension.

y = φ

(︄
m∑︂
j=0

Wjxj +B

)︄
(2.1)

Typiquement, les données d’entrées seront traitées en groupes (Minibatches), les para-
mètres de l’équation deviendront donc yij, xij, Wij et Bij et la sommation augmentera
d’une dimension. Le perceptron est un algorithme d’apprentissage supervisé qui permet de
déterminer mathématiquement les valeurs de paramètres adéquates aux neurones formels
et qui garantit une séparation entre deux classes de données (tant qu’elles sont linéaire-
ment séparables). Un réseau utilisant les perceptrons en configuration multicouche (MLP)
peut exprimer mathématiquement une relation entre ses entrées et ses sorties. La figure 2.1
a est un exemple de perceptron multicouche (à une seule couche cachée). Les limitations
du MLP proviennent des difficultés matérielles survenant lorsque la quantité de neurones
devient faramineuse.

L’interprétation probabiliste du réseau neuronal se dénote : P (Y | X,W,B). Pour un pro-
blème de classification, selon une donnée d’entrée x, le réseau attribue une probabilité aux
classes de Y à l’aide des poids synaptiques W (et des valeurs de biais, B). L’apprentissage
des poids synaptiques se fait généralement par MAP (Maximum a posteriori) en tentant
de maximiser la probabilité que les données d’entrées correspondent à leur étiquette (label)

5
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respective selon les poids en question :

WMAP = argmax
W

logP (D |W) + log(P (W))

= argmax
W

∑︂
i

logP (yi | xi,W) + log(P (W))
(2.2)

La descente de gradient assume que l’expression logP (D | W) est différenciable en w.
Par la rétropropagation des gradients, pour chaque poids synaptique, le résultat de cette
dérivation (le gradient) est multiplié par une constante α (le taux d’apprentissage) et en-
suite additionné à sa valeur précédente. Ceci est répété au travers de multiples itérations
(epochs) sur le jeu de données. Le logarithme de la distribution à priori des poids log(P (w))

sert de régularisation. Sans elle, la maximisation des poids ne serait pas MAP mais plu-
tôt MLE (Maximum Likelihood Approximation). La régularisation permet de décourager
l’apprentissage d’un modèle trop complexe (où il y aurait probablement du surapprentis-
sage). Définir une bonne distribution à priori sur les poids permet également de réduire
considérablement la variance d’un modèle sans trop augmenter son biais. [12]

Il y existe plusieurs types de réseaux neuronaux, tels que les réseaux neuronaux à convo-
lution, habituellement utilisés dans le traitement d’images [13, 14], les machines de Boltz-
mann restreintes utilisés pour inférer les distributions de probabilité des données entrantes
[15] et les réseaux antagonistes génératifs (GAN) qui utilisent deux réseaux dont l’entraî-
nement s’accomplit en fonction d’un coût résultant de leur capacité à "l’emporter" l’un
sur l’autre dans une compétition [16].

Figure 2.1 Reproduit de [17] © [2022] IEEE . a) Illustration d’un MLP
classique b) Illustration d’un MLP bayésien où les fonctions d’activations sont
représentées par des distributions probabilistes c) Illustration d’un MLP
bayésien où les poids synaptiques sont représentés par des distributions
probabilistes
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2.2 Mémoires résistives

2.2.1 Fonctionnement et principe
Les mémoires résistives (ReRAM) sont des composants électriques passifs à deux ter-
minaux dont la résistance varie en fonction de leur état interne, lui-même modifiable à
l’application d’une tension sur leurs électrodes. La raison derrière cette variation de ré-
sistance varie en fonction des types de mémoires résistives. Le changement d’état des
mémoires filamentaires est dû à la formation et à la destruction d’un filament conducteur
à l’intérieur de la couche active de la mémoire résistive. Ce filament est formé de lacunes
d’oxygènes conductrices pour les mémoires à changement de valence (VCM) et est formé
d’atomes d’une espèce métallique pour les mémoires conductive bridge (CBRAM). Dans
le cas des mémoires VCM, la couche active est composée d’un oxyde isolant généralement
sélectionné parmi les suivants : oxyde d’hafnium (HfOx) [18, 19], alumine (AlOx) [20],
oxyde de Nickel (NiOx) [21], oxyde de titane (TiOx) [22] et oxyde de tantale (TaOx) [23].
Les propriétés et les dimensions de cette couche ainsi que celles des électrodes l’emprison-
nant influencent les valeurs de résistances élevées et faibles de la mémoire (HRS, LRS), sa
rétention, son endurance et sa capacité à être adéquatement mis à l’échelle [24]. Elle est
souvent accompagnée d’une mince couche (Al2O3 dans [25]) servant à limiter les courants
de fuite. L’exploration de la fabrication des mémoires résistives est le sujet de recherche
de chercheurs spécialisés à travers le monde.

Figure 2.2 Reproduit de [24] © [2012] IEEE.Illustration de la
commutation d’une mémoire résistive. Au LRS, le filament conducteur est à sa
taille maximale jusqu’à ce qu’une tension négative (dans le cas de mémoires
bipolaires) ramène les ions d’oxygène pour combler les lacunes du filament. Au
HRS, le courant subsistant est beaucoup plus faible en raison de la dimension
réduite du filament conducteur.
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La figure 2.2 illustre le comportement des mémoires. Le mécanisme physique permettant
de passer de l’état HRS à l’état LRS (communément appelé le SET) s’enclenche lorsqu’un
champ électrique assez puissant détache les atomes d’oxygène de la couche active en les
attirant en direction de l’anode (top électrode), laissant derrière eux des lacunes dans
le matériau menant à la formation de filament(s) conducteur(s). C’est ce mécanisme qui
est d’abord réalisé avec une tension particulièrement élevée pour "former" la mémoire
en générant ses premières lacunes. Le mécanisme miroir RESET provoque le retour des
ions d’oxygène de l’anode aux lacunes afin de les combler. Les mémoires résistives sont
non-volatiles (elles maintiennent leur valeur de résistance même sans alimentation).

Les mémoires résistives comportent une variabilité inhérente attribuable principalement
à l’échelle nanométrique de leur filament conducteur et à leurs conditions environnantes
et leurs conditions de tests. Elles présentent notamment des non-idéalités affectant leur
utilisation dont :

– des changements de comportement en fonction de la température [26]
– des problèmes de rétention (capacité de la mémoire à préserver son état de conduc-

tance au travers le temps)
– une programmation imparfaite des mémoires
– une perte de potentiel dûe à la résistance des électrodes
– du bruit (RTN et autre)
– une non-linéarité des lectures. Les mémoires ne suivent pas parfaitement la loi de

Ohm.
– des échecs de mémoire (rendement non parfait des crossbars avec plusieurs mémoires

coincées en état HRS ou LRS)

2.2.2 Programmation des mémoires
Une méthode d’écriture des mémoires résistives permettant des résistances variées entre
le HRS et LRS est la programmation pulsée. En appliquant des trains de pulses aux ca-
ractéristiques variables (durée, amplitude de la tension, nombre de pulses et polarité), il
est possible de faire varier relativement précisément la résistance des mémoires (augmen-
tation de la résistance avec une polarité positive et diminution de celle-ci avec une polarité
négative pour les mémoires bipolaires). L’augmentation de la résistance en résultant se
nomme Long Term Potentiation (LTP) alors que sa diminution se nomme Long Term De-
pression (LTD). Un exemple de cette technique est présenté dans la figure 2.3. Des pulses
sont appliqués sur la mémoire (en incrémentant l’amplitude) jusqu’à ce qu’elle atteigne la
résistance voulue ; en cas de dépassement de la valeur, une boucle de rétroaction change
la polarité et l’amplitude des pulses jusqu’à ce que la résistance converge. En pratique,
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l’écriture des mémoires est limitée par leur quantité d’états distincts (finis) entre le HRS
et le LRS [27] et dépend de la sensibilité individuelle de celles-ci.

2.3 Matrices de poids synaptiques sur crossbar de mé-

moires résistives

Figure 2.4 Illustration d’un crossbar de mémoires résistives. La valeur de
la somme des courants selon la loi des noeuds de Kirchoff et la loi d’Ohm est
illustré. L’empilement bottom électrode (en bleue) - mémoire (représenté par
un cylindre) - top électrode (en vert) et du trajet des courants de fuite
potentiels est également illustré.

Grâce à une utilisation de mémoires résistives en configuration crossbar (tel que représenté
dans la figure 2.4), il est possible de garder en mémoire et d’opérer directement sur des
matrices de poids synaptiques. Les rangées horizontales d’un crossbar sont appelées en
anglais des word lines et les colonnes sont appelées des bit lines. En utilisant la loi d’Ohm de
pair avec la loi des noeuds de Kirchhoff (KCL) après avoir appliqué des tensions d’entrées
par les word lines, il est possible de calculé physiquement la somme pondérée représentée
dans l’équation 2.1 à la sortie des bit lines. Ceci est fait en lisant le courant global ; la
somme des tensions d’entrée du crossbar (Xi) multiplié par la conductance des mémoires
résistives (Gij, chacune modélisant un poids synaptique). La fonction d’activation est
alors appliquée sur la somme par un circuit connexe ou par un traitement logiciel. Les
architectures crossbar ont plusieurs configurations possibles : 1T1R [29] (un transistor est
utilisé sur chaque mémoire résistive ), 1S1R [30] (un matériau sélecteur est utilisé sur
chaque mémoire résistive ) et 0T1R [22]. D’autres architectures sont plausibles telles que
l’architecture 1TNR (1 transistor pour N mémoires résistives composant une rangée). Les
mémoires résistives fabriquées au 3IT pour ce projet sont de type 0T1R autrement connu
sous le nom de crossbar passif. La précision des lectures et des écritures dans un crossbar
passif est limitée par les courants de fuite. La figure 2.4 b) représente ce phénomène.
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Figure 2.3 Reproduit de [28] © IOP Publishing. Reproduced with
permission. All rights reserved. Programmation pulsée d’une mémoire résistive.
Cinq états sont atteints : 28.5kΩ (7µA), 13.3kΩ (15µA), 6.7kΩ (30µA), 3.3kΩ
(60µA) et 1.7kΩ (120µA). Chaque état de résistance est vérifié par 200 pulses
de lectures de 200mv et demeure dans un écart acceptable de 1% de la valeur
désirée.

Cette configuration vient cependant avec un défi de mise à l’échelle et une réduction de la
consommation énergétique.

L’apprentissage machine sur crossbar de mémoires résistives peut se faire de façon ex-
situ (déplacé) ou in-situ (sur place). L’approche ex-situ entraîne le réseau de manière
purement logicielle (selon les approches conventionnelles) afin de déterminer la valeur
numérique de ses paramètres et puis les associe à des valeurs de conductances équivalentes
entre le HRS et le LRS des mémoires. La précision à laquelle cette association peut être
réalisée dépend de la résolution de la gamme de conductances de la mémoire, de son
nombre d’états stables et de sa précision d’écriture. Elles sont ensuite programmées pour
atteindre les valeurs calculées. Cette approche ne fait qu’améliorer (en termes de vitesse
et de consommation énergétique) l’inférence réalisée à l’aide du réseau sans influencer la
performance de son entraînement. L’approche in-situ, quant à elle, réduit dramatiquement
la dépendance du système au processeur en réalisant l’entraînement directement sur les
mémoires résistives. Son implémentation est significativement plus complexe mais le fait
de réaliser l’entraînement sur puce assure une conscience inhérente de la variabilité des
mémoires.
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2.4 Réseaux neuronaux stochastiques sur crossbar
Référence Device Stack Simulation ou expérimentale Benchmarks Imperfections considérées* Méthode
[31] ReRAM Hybrid MLP (MNIST) B Étude de l’impact sans compensation proposée
[32] ReRAM Simulation VMM PP Ajout de résistances externes pour compenser l’erreur
[33] ReRAM Simulation VMM NL,PP Étude de l’impact sans compensation proposée
[34] ReRAM Hybrid MLP (MNIST) B,PP Moyenner la sortie de plusieurs réseaux ensemble
[35] ReRAM Hybrid MLP (MNIST) B Étude de l’impact sans compensation proposée

[36] ReRAM Simulation MLP (MNIST) E Adaptation des poids en fonction des problèmes
spécifiques à chaque puce

[37] ReRAM Hybrid MLP (MNIST) NL,E,NLP,EP Étude de l’impact sans compensation proposée

[38] ReRAM Hybrid ResNet
(ImageNet,CIFAR-10) B,R,EP Entraînement conscient de la variabilité

Calibration sur puce

[39] ReRAM Simulation MLP (MNIST)
CNN (CIFAR-10) E,EP Calibration sur puce

[40] ReRAM Simulation SLP (MNIST) PP,EP Calibration spécifique à la puce
[41] ReRAM Simulation SLP (MNIST) E,EP Calibration sur puce
[42] ReRAM Hybrid CNN (CIFAR10) B Entraînement conscient de la variabilité

[43] ReRAM Hybrid VMM
MLP(MNIST) PP,NL Conversion des poids algorithmique

[44] ReRAM Simulation MLP(MNIST) E Réentraînement et distribution des poids sur le crossbar

[45] ReRAM Simulation Lenet (MNIST)
ResNet (CIFAR) E Étude de l’impact

[46] ReRAM Hybrid MLP (MNIST) E,EP Calibration spécifique à la puce
Compensation de la température

[47] ReRAM Hybrid MLP (MNIST) PP,NL Optimisation de l’algorithme de programmation

[48] eFlash, ReRAM Hybrid ResNet (ImageNet)
Conv. DNN (CIFAR-10) T,B,R,NL,EP,E

Entraînement conscient de la variabilité

Adaptation de l’algorithme de programmation
Projet de maîtrise ReRAM Hybrid SLP (Half-Moon) B,R,EP,E Entraînement conscient de la variabilité

Tableau 2.1 Tableau adapté de [48]. Tableau de comparaison des articles
dans la littérature ayant des approches similaires à celle présentée dans le
mémoire. . * : B : bruit, R : rétention, EP : erreur de programmation, E :
échecs (mémoires coincées à un état résistif donné), NL : non-linéarité, PP :
perte de potentiel, NLP : non-linéarité de la programmation.

Plusieurs articles dans la littérature proposent des solutions pour mitiger les pertes de
précision dues à la variabilité des mémoires ou alors des interprétations de celles-ci qui
furent particulièrement pertinentes à ce projet. Ces articles sont regroupés et comparés
dans le tableau 2.1. La plupart des références énumérées dans ce tableau se concentrent sur
une ou deux seules sources de variabilité à la fois. Parmi ceux-ci, certains présentent une
étude de l’impact de la variabilité sans proposer de solution ou alors proposent des solutions
partielles, spécifiques et moins polyvalentes que l’entraînement conscient de la variabilité
présenté dans ce travail. Certaines de ces solutions sont d’ordre purement matérielle telle
que la référence [32] dans laquelle des résistances sont ajoutées en série avec certaines
électrodes des WL afin d’uniformiser la chute de tension parasitaire vue par les dispositifs.
Quelques articles seulement utilisent une forme d’entraînement conscient de la variabilité
pour converger vers une solution prenant en compte l’incertitude des mémoires. Ils seront
adressés brièvement dans les prochains paragraphes :

Accurate deep neural network inference using computational phase-change me-
mory [38] :
Afin ajouter du bruit aux poids synaptiques qui seront stockés dans la mémoire à chan-
gement de phase (PCM), les auteurs de l’article proposent d’ajouter le bruit aux poids
lors de l’entraînement et de réaliser la rétropropagation des gradients par rapport aux
poids sans y ajouter de la variabilité. La figure 2.5 tiré de l’article explique le processus
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d’entraînement conscient de la variabilité. Fig. 2.5 a présente la structure du réseau alors
que Fig. 2.5 b présente le processus d’entraînement. La sous-figure b est généralement
applicable à tous les réseaux entraînés conscients de la variabilité. Ce groupe de recherche
fut le premier à ajouter un bruit corrélé à la variabilité de leurs dispositifs aux poids à
l’aide de l’astuce de reparamétrisation. L’astuce de reparamétrisation est une technique
utile pour l’apprentissage machine comportant une composante stochastique au niveau
des poids. Elle est utilisée dans plusieurs architectures de réseaux de neurones, dont les
variational auto-encoders (VAE) ou dans les réseaux bayésiens. L’utilisation de cette tech-
nique permet de rendre la sortie d’un réseau différentiable par rapport à ces entrées. Il est
sinon impossible de réaliser la rétropropagation des poids au travers un noeud stochastique
(stochastic node).

Figure 2.5 Reproduit de [38] sous license CC BY 4.0. Schéma représentant
un exemple d’entraînement conscient de la variabilité pour le jeu de données
CIFAR-10.a la structure du réseau prenant en entrée les images de CIFAR-10.
b. (gauche) l’entraînement conscient de la variabilité dans lequel du bruit est
ajouté aux poids lors de la passe avant du réseau, c’est dans cette étape que
prend place la reparamétrisation des poids. (droite) La procédure après
entraînement pour transformer les poids synaptiques en conductances d’un
crossbar.

Le DNN est finalement entraîné en utilisant du dropout, une technique de régularisa-
tion couramment utilisée en apprentissage machine afin d’améliorer la généralisation des

https://creativecommons.org/licenses/by/4.0/
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modèles en désactivant aléatoirement un certain pourcentage des neurones d’une couche
cachée lors d’une passe avant du réseau. Les sources de variabilité qu’ils considèrent sont
l’erreur de programmation, la rétention et les échecs de mémoires. Après avoir programmé
les poids synaptiques sur 723 444 PCMs d’une puce, la précision du réseau est restée au-
dessus de 92.6% après une journée entière (en simulation). Ceci fit de ce réseau (au moment
de sa publication) le réseau le plus précis démontré sur le CIFAR-10 dataset implémenté
sur mémoires résistives analogues (au dire des auteurs).

Bayesian neural network enhancing reliability against conductance drift for
memristor neural networks [49] :
Ce réseau réalise une forme de réentraînement conscient de la variabilité sur crossbar
1T1R. Il se distingue de ses semblables du fait qu’il considère un décalage de la conduc-
tance des mémoires à travers le temps (conductance drift) et une approche bayésienne
pour «optimiser »les poids synaptiques en fonction de celui-ci. Le réseau neuronal uti-
lisé est en fait un ensemble de petits réseaux déterministes programmables sur un seul
crossbar. Un réseau neuronal classique est d’abord entraîné par une rétropropagation des
gradients pour obtenir les valeurs de poids optimales : wi. Un BNN est alors initialisé avec
une distribution à priori sur les poids p(w) correspondant à un ensemble de distributions
normales dont les valeurs de poids moyennes µi équivalent à wi (p(w) = N (wi, σ

2
i )). La

valeur de σ est l’écart-type associé à un décalage acceptable et réaliste des conductances
et doit être déterminée expérimentalement sur les mémoires. L’article stipule que cette
association des distributions à priori aux résultats d’un réseau déterministe accélère consi-
dérablement la convergence (ce qui est assez intuitif). Après l’entraînement du réseau,
les poids synaptiques de l’ensemble sont programmés à des valeurs de µ échantillonnés
depuis ses distributions et la véritable conductance atteinte variera selon le décalage de
conductance, l’imprécision d’écriture ainsi que d’autres facteurs. Cette imprécision lui as-
sure d’être approximativement échantillonnée depuis la distribution. Lors de l’inférence,
la moyenne des sorties des réseaux de l’ensemble est considérée comme étant la solution,
ce qui est fonctionnellement identique à l’équation B.4 de la section de l’annexe B.0.1.
Pour rendre compatible BbyB avec la distribution à priori tel que définie dans l’article, la
fonction de la distribution à priori de l’algorithme (voir eq. B.10 de la section B.0.1) a dû
été utilisée avec π == 0||1. La configuration 1T1R considérée les affranchit des courants de
fuite et des effets de méthode d’adressage (V/2 ou V/3) des crossbars 0T1R. l’apprentis-
sage machine adaptée aux non-idéalités des ReRAM des modèles 1T1R sont généralement
peu applicables aux dispositifs fabriqués au 3IT à cause de l’absence de l’effet des schémas
de biais.
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Mitigating Imperfections in Mixed-Signal Neuromorphic Circuits [48] et Im-
proving noise tolerance of mixed-signal neural networks [40] :
L’article Mitigating Imperfections in Mixed-Signal Neuromorphic Circuits [48] est une
continuation de l’article Improving noise tolerance of mixed-signal neural networks [40]
réalisé par le même groupe. La figure 2.6 illustre les différences entre les types d’entraîne-
ment prenant plus ou moins conscience des variabilités et énumère celles prises en compte
par le réseau hardware-aware considéré dans l’article en question. Cet article amène comme
principale nouveauté par rapport à l’article [38] l’intégration de plusieurs nouvelles sources
de variabilité dont la température, la non-linéarité des lectures et les échecs de certaines
mémoires. Les performances recensées dans l’article sont impressionnantes avec des amé-
liorations énergétiques de 2.5x à 9x par rapport à un réseau régulier durant l’inférence
et des pertes de précisions de moins de 1% en considérant des températures entre 25 et
100 degrés Celsius. La tolérance aux défauts est améliorée de 100x et le tout est démon-
tré sur un crossbar passif de 64x64 mémoires avec 25% de variations aux mécanismes de
permutation des mémoires en simulation.

Figure 2.6 Reproduit de [48]. Représentation schématique des différents
types d’entraînement et de transfert subséquent sur crossbar de mémoires
resistives. (haut) L’entraîment ex-situ est comparé à l’entraînement in-situ.
(milieu) L’entraînement de type chip-in-the-loop dans lequel certaines
caractéristiques d’une puce précise sont prises en compte ainsi que
l’entraînement Hybrid In-situ/Ex-situ qui réalise d’abord un entraînement
ex-situ en logiciel et puis transfert ensuite les poids sur chip afin de calibrer le
réseau aux variabilités matérielles. (en-bas) Les variabilités prises en compte
dans l’entraînement hardware-aware de l’article
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Le projet de maîtrise propose une alternative plus empirique à cet article pour entraîner
le réseau neuronal stochastique de manière hardware-aware. Ce groupe utilise cependant
la méthode d’adressage V/2 au lieu de V/3 et emploie des modèles de variabilité plus
complexes et moins empiriques que les nôtres. Les différences plus notables entre ces deux
articles sont énumérées dans l’article suivant cette section.
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Titre français : Entraînement conscient de la variabilité améliorant l’inférence de réseaux
neuronaux analogues sur crossbar passif de mémoires résistives de TiO2

Contribution au document : L’article récapitule le processus de caractérisation ayant
permis l’acquisition des données pour les modèles de variabilité, explique la structure et le
fonctionnement des réseaux neuronaux conscient et inconscient de la variabilité et présente
les résultats principaux du projet de maîtrise. L’ensemble des objectifs et des sous-objectifs
précédemment énumérés y sont donc abordés.
Contribution de l’auteur à l’article : L’auteur du mémoire a effectué la plupart des
mesures, a conçu le système de test (logiciel et matériel), a conçu et entraîné les réseaux
neuronaux et a analysé les données acquises. L’auteur du mémoire a également écrit l’ar-
ticle avec des commentaires et des contributions de tous les autres auteurs.
Résumé français : Les crossbars passifs de mémoires résistives, une technologie pro-
metteuse pour les multiplications vecteurs-matrices réalisées de façon analogique, sont
supérieurs à leur configuration soeur 1T1R en termes de densité d’intégration. Cependant,
les transferts de poids synaptiques en conductances équivalentes sur crossbar passif sont
présentement accompagnés de pertes de précision importantes. Ces pertes sont dues aux
imprécisions matérielles telles que les courants serpentins, les changements de conduc-
tance due au schéma de biais et aux erreurs de programmation des mémoires. Dans cet
article, nous proposons de nouvelles approches d’entraînement adaptant les techniques
d’apprentissages machines habituelles (tel que le dropout, l’astuce de reparamétrisation
et la régularisation) aux variabilités mesurées des crossbars de TiO2 afin de générer des
modèles se prêtant mieux au transfert sur crossbar de mémoires résistives. La viabilité
de cette approche est démontrée en comparant les sorties et la précision de deux réseaux
neuronaux, dont un classique et un conscient de la variabilité, à l’aide d’un jeu de données
de demi-lunes dans une simulation fondée sur des données expérimentales. En entraînant
le réseau en utilisant la méthode proposée, 79,5% des données du jeu de données de test
sont classifiées avec 95% de précision, comparés à seulement 18,5% des données pour le
réseau inconscient de la variabilité.
Note : À la suite des corrections qui seront proposées par les évaluateurs, cette version
de l’article ne sera pas la même que celle qui sera publiée dans un journal. Cette version
incorpore certains nouveaux commentaires et diffère donc de la version publier sur l’arXiv.
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3.2 Manuscrit
Hardware-aware Training Techniques for
Improving Robustness of Ex-Situ Neural
Network Transfer onto Passive TiO2 Re-
RAM Crossbars
3.2.1 Abstract
Passive resistive random access memory (ReRAM) crossbar arrays, a promising emer-
ging technology used for analog matrix-vector multiplications, are far superior to their
active (1T1R) counterparts in terms of the integration density. However, current trans-
fers of neural network weights into the conductance state of the memory devices in the
crossbar architecture are accompanied by significant losses in precision due to hardware
variabilities such as sneak path currents, biasing scheme effects and conductance tuning
imprecision. In this work, training approaches that adapt techniques such as dropout, the
reparametrization trick and regularization to TiO2 crossbar variabilities are proposed in
order to generate models that are better adapted to their hardware transfers. The viability
of this approach is demonstrated by comparing the outputs and precision of the proposed
hardware-aware network with those of a regular fully connected network over a few thou-
sand weight transfers using the half moons dataset in a simulation based on experimental
data. For the neural network trained using the proposed hardware-aware method, 79.5%
of the test set’s data points can be classified with an accuracy of 95% or higher, while only
18.5% of the test set’s data points can be classified with this accuracy by the regularly
trained neural network.

3.2.2 Introduction
As neural networks’ complex problem-solving capabilities increase, so do their energetic
and computational demands. These demands have grown so much that the use of graphics
processing units (GPUs) and data centers is proving to be essential for practical machine
learning. Meanwhile, a plethora of applications at the edge would greatly benefit from the
use of neural networks but cannot always use these deep networks due to their high energy
demands [50]. As the main limitations of neural network computations stem from the von
Neumann bottleneck between the memory and processor [51], in-memory computing with
analog, non-volatile emerging resistive memories is among the most promising avenues of
innovation that can be used to overcome this problem [52, 53, 54]. Non-volatile memories
exploit metal oxide [55, 56, 57, 58], phase-change [59] or ferroelectric materials [60], among
other things, to perform computations directly in memory, decreasing the need to fetch
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data to perform computations. In a crossbar configuration, in-memory computing relies
on the fundamental Ohm’s and Kirchoff’s laws, which enable an energy-efficient version of
the vector matrix multiplications (VMMs) at the core of neural networks. These memory
devices are versatile and have proven their potential for many different types of neural net-
works, such as long short-term memory (LSTMs) [61, 62], generative adversarial networks
(GAN) [63] and Bayesian NNs [64, 49, 65]. Neural networks on crossbars always require
either in-situ or ex-situ learning techniques. Both of which have been demonstrated on
TiO2 crossbars [66]. The former technique trains the network online on the devices by
implementing backpropagation through tuning pulses. The latter performs the training
offline and thereafter the network is transferred to the crossbars by converting the ob-
tained trained weights into conductances. The more commonly used ex-situ technique is
much simpler but hardly considers hardware variabilities during training. This renders it
less robust to all potential hardware non-idealities. The crossbar architectures presented
in the literature are often based on the 1T1R integration scheme [67, 68], where a tran-
sistor (1T) is cascaded with each memory (1R) to allow independent accesses to desired
memories without disturbing adjacent devices. This improved control provides high pro-
gramming and reading accuracies but leads to a lower integration density, higher wiring
complexity and increased fabrication costs. On the other hand, passive (0T1R) crossbars
exhibit excellent scalability and lower fabrication costs. In [69], a factor of 20 between the
sizes of individual 1T1R (4 µm) and 0T1R (200 nm) memristors was reported. An average
relative conductance import accuracy of 1% on a fully passive TiO2 crossbar with a size
of 64×64 was reported [57]. This crossbar had ∼ 99% of memristors functioning. As such,
passive TiO2 crossbars hold much promise for the future of in-memory computing with
ReRAM devices.

However, these passive crossbars present multiple inherent sources of variability [70], which
currently hinder their use at large scale. The conductance tuning imprecision that is ob-
served when a device is programmed to a certain conductive level, unsatisfactory device
yields, asymmetrical switching dynamics, the conductance drift due to relaxation effects
over time and sneak path currents are a few examples of the issues afflicting this techno-
logy.These non-idealities are thoroughly explained in [3] and are common to most mem-
ristor technologies. They directly affect the results of analog matrix-vector multiplications
(VMM). Cumulatively, they often lead to incorrect classifications. While some of these
non-idealities can be harnessed to implement efficient stochastic neural network models in
hardware [71, 56, 65, 61], they remain very detrimental for standard in-memory computing
solutions and make it difficult to scale up this technology. A potential avenue that can be
used to mitigate the sneak path current problems is the use of tiled crossbars ; the neural
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Figure 3.1 Schematic illustration of the main concept investigated in
this work. a. (Right) A scanning electron microscopy (SEM) picture of our 8×8
TiO2 crossbar architecture. The top electrodes (word lines) are visible, while the
bottom electrodes (bit lines) fabricated by a damascene process have been
represented in blue. The materials stack of the resistive memory devices is displayed
in the inset. (Left) The different sources of variability considered during training are
shown. b. Depiction of the training process of the neural network. The left side of
the sub-figure represents the reparametrization trick in relation to the weight values.
The right side is a schematic representation of the neural network investigated in the
scope of a half moon toy problem.. A dotted line indicates a conversion between
ranges (weight range to conductance range or vice versa). The weights are initially
converted to conductances with differential weights (G+ −G−). A noise parameter ϵ
is then added to both the positive and negative devices through a reparametrization
trick. A percentage of neurons, depicted in the schematic by a half-dashed X in the
hidden layer for weight W82, are, similarly to dropout, deactivated by conversion to a
failure state in the low resistance state (LRS) or high resistance state (HRS) (instead
of by being set to 0 as they would be in the usual dropout method). The gradient on
these neurons is then zeroed out during backpropagation. c. Physical implementation
on passive crossbar array. The weights are represented by two devices to be able to
represent signed values.

network weights can be separated onto sub-crossbars called tiles. Tiles are compatible with
control transistors and circuitry. These 8×8 crossbar tiles offer an intermediate solution
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that lies between the improved controllability of 1T1R crossbars and the scalability of
0T1R crossbars.

In this work, we report a novel hardware-aware ex-situ training approach that improves
the robustness of neural network models against the non-idealities of TiO2-based memory
crossbars. The main contributions of this study are the introduction of new, fully data-
driven and computationally simple characterization and variability modeling methods that
are used jointly with a reparametrization trick during training to mitigate precision losses
when weights are converted into their equivalent ReRAM conductances on a passive cross-
bar. This procedure is often referred to as hardware-aware training. The simple variability
models do not require computationally prohibitive mathematical and physical models,
and they lead to good performance without requiring multiple rounds of tuning ; these
models require only reproducible characterizations that are all easy to automate. Figure
3.1 shows the overall hardware-aware procedure. The hardware-aware network provides
accurate classification results for the half moons dataset for a much greater percentage
of the simulated transfers compared to a regular neural network. This greater accuracy
across transfers proves that the hardware-aware procedure is robust to significant biasing-
scheme-effect conductance changes (up to 60 µS), conductance tuning imprecision and
neural network weights impacted by random substitutions to account for stuck devices.
The devices studied in this work are 0T1R devices, and they can be seen in Figure 3.1 a
and in Supplementary Figure A.1.

Other works, such as [49, 72, 73], employ a similar approach. In [49], an impressive perfor-
mance was reported but the authors chose not to consider device failures and only consider
1T1R devices, therefore neglecting biasing scheme effects. Meanwhile, [72, 73] deal with
0T1R TiO2 passive crossbars and implement many different variability sources such as
temperature, biasing scheme effect and non-linearity in their hardware simulations and
training to great effect. However, the relationship between the variability and the cross-
bar position of the devices is not considered in these works. The focus is instead placed
on a conductance tuning technique that mitigates biasing scheme disturbances. Also, the
fact that our method depends solely on empirical data means that it is also applicable
to different memristive technologies with slight modifications, rendering it highly adap-
table. The biasing scheme considered in these other works is the V/2 scheme ; the V/3
scheme is considered in this work and the variability modeling approaches are therefore
different. The method proposed only requires an initial round of device characterization
for a new memristive technology. It is therefore applicable to any memristor technology
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with a similar conductance tuning procedure and the hardware overhead of this initial
characterization remains advantageous over 1T1R topologies.

In this paper, we begin by explaining the different sources of variability that are taken
into account by the hardware-aware network, along with the characterization process that
led to the creation of each of these sources. We continue with a software demonstration
that compares the performances of weights trained considering these variabilities and
weights trained naively over 10,000 simulated ex-situ weight transfers for a simple binary
classification problem. The hardware-aware network significantly outperforms the regular
neural network.

3.2.3 Results and Discussion
As previously mentioned, passive crossbars are afflicted by many different and often indi-
rectly correlated non-idealities. The device-to-device and crossbar-to-crossbar variabilities
are considerable and difficult to predict. Depending on a specific crossbar’s properties, a
transferred neural network may perform well or very poorly. The proposed approach aims
at using neural networks’ learning abilities to learn how to classify data points in spite of
the effects that non-idealities will have on analog VMMs. These non-idealities were esti-
mated through the extensive electrical characterization of TiO2-based resistive memories
fabricated in 8×8 crossbar and crosspoint configurations. The considered non-idealities
were those deemed to have the greatest effect on VMMs, namely the conductance tuning
imprecision, biasing scheme effects and high resistance state (HRS) and low resistance
state (LRS) stuck devices.

During training, the neural network weights are converted from their software range to
the predetermined mean achievable conductance range GR for every batch of data. This
conductance range GR is chosen as the narrowest measured conductance range of working
devices. The weights are then shifted according to randomized variability samples using a
reparametrization trick [74] integrated into a modified version of the PyTorch library [11].
The use of the reparametrization trick allows the Monte Carlo estimate of the expectation
(every time we sample new weights) to be differentiable with respect to the weight parame-
ters and enables backpropagation, as depicted in Figure 3.1b. The process is explained by
the flowchart shown in Figure 3.1 and the mathematical details are given in Supplementary
Note 1. All considered non-idealities are numerically added into a matrix ϕg created from
the conversion of the network’s parameters ϕ to the conductance range GR and share the
same dimensions. This matrix is converted back into the weight range after variabilities
are added. The now-converted matrix is subtracted from the original parameter matrix
ϕ to obtain the ϵ(ϕg) matrix used in the reparametrization trick. GR was determined to



24 CHAPITRE 3. ARTICLE

be from 100 µS to 400 µS by electrical characterizations made on our 8×8 crossbars [55].
The randomized variability samples depend on the conductance tuning imprecision and
the biasing scheme effects recorded in a database. Percentages of neural network weights x
and y corresponding to LRS and HRS stuck devices are also replaced by equivalent high
or low conductance values. This effectively simulates the result of an ex-situ transfer on a
crossbar, as depicted in Figure 3.1c, with randomized programming failures for every batch
of training data. It also ensures that the network considers randomized potential sources
of hardware-related errors. The trained network will converge towards the solution that
is most robust to the average of all potential crossbars, considering our TiO2 memristive
technology non-idealities.

The tests performed to gather the data in the non-ideality database used during trai-
ning for tuning imprecision, biasing scheme effects and finally HRS or LRS stuck devices
are described in the following subsections. In the case of the weight disturbances induced
by the biasing scheme effect, fitting normal distributions to the data was unfortunately
impossible. The Shapiro-Wilk tests for normality of the distributions fitted to the data
usually returned an alpha value of less than 0.05, causing the null hypothesis to be re-
jected [75]. A sample from this distribution does not approximate a recorded disturbance
instance well. The approach taken instead was to sample a recorded conductance change
from a portion of the database consisting of only raw data. This is different from sampling
from a fitted distribution, which is done for the conductance tuning imprecision. In all of
the tests, the conductance tuning procedure followed the pulse tuning technique presented
in [76] with a 1% tuning tolerance.

Device conductance tuning imprecision
As shown in Figure 3.1a, the device-level conductance tuning imprecision is considered in
the training process. The studies undertaken to characterize it were realized by dividing
the achievable resistive ranges of all 29 studied devices into eight different equidistant
levels and repeatedly performing a tuning/untuning procedure. Figure 3.2 illustrates how
the statistical database was established, along with an example. Figure 3.2a shows the ex-
perimental data behind one instance of the procedure for a target conductance of 125 µS.
The distribution of read values after the conductance reached and stabilized around the
target conductance is shown in Figure 3.2b. This tuning/untuning procedure was repeated
40 times per level and per device. In Figure 3.2c and d, the data points corresponding to
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Figure 3.2 Experimental measurements of the conductance tuning
variability of the TiO2-based resistive memories. a. The conductance is tuned
from a low conductance state to the target conductance state using SET (in blue)
and RESET (in green) pulses forty times. The last read value is then kept in memory
so that b. a normal distribution may be fitted to the programmed conductances. A
conductance value of 125 µS is targeted, starting from 100 µS in this example. A
simple Shapiro-Wilk test is performed to see if the null hypothesis must be rejected.
A mean and a standard deviation are extracted from this distribution. These two
steps were repeated eight times across the conductive range of each individual device.
A total of 29 devices were tested with this protocol. c. Depiction of the relationship
between all of the standard deviations of the fitted normal distributions presented in
panel b and the conductive level of the device. The average standard deviation
increases as the conductance decreases, as predicted. The fitted linear relationship
between the conductance and standard deviation is expressed on the plot. d.
Depiction of the relationship of the offset with respect to the mean of the normal
distributions, similar to the one shown in panel b, and their targeted (ideal)
conductance with respect to the conductive level of the device. There is no clear
correlation between the offset from the target value and the conductive level of the
device. A normal distribution is instead fitted to the offsets.

the data distribution in Figure 3.2b are depicted in red and are evaluated as follows :

(xc, yc) = (gtarget, σprogram) = (125µS, 0.57%) ,

(xd, yd) =

(︃
gtarget,

µprogram − gtarget
gtarget

∗ 100
)︃

= (125 µS,−0.424%) .

(3.1)
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Figure 3.2c shows the standard deviation of the programing precision as a function of
the conductance state of the devices tested, where the values are expressed in terms of a
percentage of the desired conductance value, while Figure 3.2d shows the offset between
the mean of the read conductance values after the tuning of the devices and their target
conductance values. Since the devices are always tuned from a low conductive level to a
high conductive level, the mean offset of the achieved conductance from the ideal target
conductance is always negative. Therefore, the transfer on a crossbar should be performed
after all devices are RESET in order to match this replicable offset, meaning that all de-
vices should start from the off state.

During training, when the network weights are transformed into software conductances
gs+ and gs− for signed weights or gs for unsigned weights, a weight is sampled from a
normal distribution centered around these values with a standard deviation that depends
on the conductive level of the transformed weight. Figure 3.2c shows the function f(g)

defining this standard deviation relationship. This allows the network to take into account
the correlation that is often observed between the conductive level and variability [56]. An
offset is then sampled from a distribution N (µoff , σoff ), which is depicted in Figure 3.2d,
and added to the sampled conductance value. Because the test is performed by reading
ten times before considering a memory to be programmed, the read variability on devices
is also taken into account. An experiment was undertaken to isolate the read variability
of the characterization equipment with respect to the variability of the measured values ;
it was found that the reading variability stemming from the instrument is one order of
magnitude lower than that of the experimental data (Supplementary Figure A.5.)

Conductance disturbances caused by biasing scheme effect
Programming devices on a passive crossbar require the use of a biasing scheme to reduce
sneak path currents. The V/3 scheme was used in this study since all devices other than
the addressed memory will see the same voltage of V/3. This standardizes and simplifies
the process of adding variability to the weights. It also makes it possible to use higher-
amplitude voltages to tune the devices without affecting neighboring devices significantly.
In order to measure the change in the conductance of a device due to the programming
of its neighbors, we tuned devices from three different crossbars, for a total of 144 devices
(64 + 64 + 16), to random values within the expected conductance ranges GR. The
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Figure 3.3 Depiction of the procedure for gathering data on device
conductance changes caused by the biasing scheme. a.The top graph depicts
the pulse train seen by a device during its own programming (in green) and during
the programming of its neighbors (in blue). The bottom graph shows the
conductance evolution of a device following the pulse trains displayed in the top
graph. The device changes the conductance significantly during its programming
cycle and changes it slightly during its neighbors’ programming cycle. b.
Color-coded depiction of a section of the crossbar studied in panel a with numerical
values for the measured conductance change seen by the device after the
programming cycle of other memories. c. Histogram of the recorded conductance
changes with the bins containing the changes illustrated in panel b highlighted in
red. The top graph contains the conductance changes when one additional device is
programmed and the bottom graph contains the conductance changes when ten
additional devices are programmed. d. Depiction of the V/3 and 2V/3 biasing
schemes for programming devices.

disturbance of a device, after the tuning cycles for devices that are tuned after itself are
complete, is recorded in the database. This disturbance is due to the V/3 biasing scheme.
A thorough example is displayed in Figure 3.3a and b. The conductance changes caused by
the biasing scheme accumulate through the crossbar programming, which can be observed
by comparing the disturbance due to the programming of the neighbors of the device that
is tuned first with that of the devices that are tuned last. As such, the database of recorded
disturbance measurements is separated into sub-databases for each number of subsequent
devices tuned after the programming of the current device. Figure 3.3c shows two such
sub-databases, one for the scenario in which one additional device is tuned and one for
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the scenario in which ten additional devices are tuned. The device that is tuned last is the
bottom-rightmost weight of our neural network matrix when it is transferred from top to
bottom and left to right. It will see no conductance change due to the biasing scheme since
it is the last-tuned device. The devices stuck in an HRS or LRS or that could not reach
their target conductances were also not added in this database. If they had been included,
the database would have been polluted by stuck or ineffective devices, which would have
biased it towards no conductance change.
As can be seen in Figure 3.3c, a tail of recorded crosstalk effects is more prevalent for
negative values. This is an indirect consequence of the asymmetrical device switching
mechanism between the SET and RESET pulses. More negative pulses are required to reset
devices than positive pulses. Thus, devices will, on average, see more successive negative
pulses than positive pulses. This phenomenon is worsened by the fact that devices are
individually affected differently by negative pulses, with more sensitive devices leading to
greater conductance changes. A conductance change of up to 60 µS was allowed in the
sub-databases ; this change is six times larger than the lowest possible conductance weight.
The cases in which the disturbance is greater than this value usually correspond to an HRS
or LRS failure.

During the training of the neural network, a random offset sampled from these sub-
databases correlated to the positions of the weights in the crossbar is added to each weight.
The use of the V/3 scheme, as shown in Figure 3.3d, makes it possible to proceed in this
way. This ensures that the first weights in the matrices will see more V/3 amplitude pulses
and will, on average, have a greater variability than the last devices that are programmed.

HRS-LRS stuck device substitution

Some devices are stuck in a low or high resistive state due to defects. Regardless of
the DC voltage or the pulse amplitudes that are applied to such devices, their conduc-
tive levels will never be tunable. As shown in Supplementary Figure A.4, LRS failures
include retention failures. Such failures are caused by temporal effects and cause the de-
vice conductance to drift over time to a typically higher conductance state. HRS failures
may occur for devices that were not forming free or devices with a very narrow achievable
conductance range lying outside the desired range. To account for these device faults, per-
centages of devices x and y corresponding to HRS and LRS stuck devices, respectively,
have both positive (gs+) and negative (gs−) software weight components that are repla-
ced by a randomly sampled failed device conductance. The percentages x and y are fixed
throughout the training, but the affected weights are randomized for every batch of input
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Figure 3.4 Distribution of faulty ReRAM. a. Recorded conductance levels
of dead crosspoints stuck in an HRS. The Shapiro-Wilk p-value is 0.006 and
therefore the hypothesis of the normality of the distribution is rejected. b. Recorded
conductance levels of dead crosspoints stuck in an LRS. A device is considered stuck
when it fails to change its conductance state after the application of 75 successive
pulses of maximum SET or RESET amplitudes (2.0 V or -2.4 V).

data. This implies that certain weights will be doubly affected by this substitution if their
positive and negative components are both assigned as failures.
The stuck devices’ conductances are sampled from two distributions based on the charac-
terization of LRS and HRS stuck devices made on five 8×8 crossbars (320 devices). The
conductance range of devices stuck in an HRS is much smaller than that of devices stuck in
an LRS ; HRS devices are defined as devices stuck below our HRS resistance of 100µS. The
distribution of failed HRS state devices can be seen in Figure 3.4a, while the distribution
of failed LRS devices can be seen in Figure 3.4b. Since fitting the normal distribution is
inappropriate for the HRS distribution, as it fails the Shapiro-Wilk normality test, HRS
stuck device faults are uniformly sampled from the range [100 µS, 10 µS]. The impact of
devices stuck below 10 µS will be more negligible than the impact of those stuck at <100
µS and >10 µS. Indeed, devices stuck in a higher conductance state will have a greater im-
pact on the summation of the currents during the analog matrix multiplication. Gradient
descent is deactivated for the weights affected by HRS or LRS stuck weights. Typically,
the fabrication yields of working devices on crossbars for state-of-the-art memristive de-
vices are above 95% [77], with some articles reporting near perfect crossbars with yields
of 99% [57] or even 100% [78]. The percentages of HRS and LRS stuck devices should be
chosen to reflect this fact. In fact, in general, the values of these parameters should be
chosen as conservatively as possible so that the network converges to a solution that is
robust to as many device failures as possible. Of course, replacing too many weights with
random values at the extremities of the conductance range and therefore at the extremities
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of the overall weight range will prevent the network from converging to a solution, ma-
king the training impossible. This makes these percentage values tunable hyperparameters.

Mathematical expression

Overall, the mathematical equation representing the sampling of each of the devices for
either positive or negative weight components is equation 3.2 :

N
(︁
µw±, σw±

2
)︁

= N
(︁
gs±, f(gs±)

2
)︁
+N
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µoff , σ

2
off

)︁
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= N
(︁
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2
off + f(gs±)

2
)︁
,

(3.2)

where gs is the direct conductance equivalent of the weight after a linear transformation
between the two ranges (see Supplementary Note 1). The weight’s range is reevaluated for
every batch during training since the maximum and minimum weight values are subject
to change as the training progresses. N (µoff , σoff ) is the sampled conductance tuning
imprecision offset and gadj(nd) is the sampled biasing scheme effect from programming
adjacent devices with respect to the number of additional devices nd programmed after
the current device. The variability associated with a device in training is dependent on
both its target conductance level for both negative and positive weight components and
the position of the devices in their respective crossbar. Every weight matrix is presumed
to be programmed on a tiled crossbar or on a sub-section of a crossbar.

The network learns to expect more variability from the first devices that are programmed
because of the biasing scheme effects and from devices at low conductance values and
will adjust the importance of each weight accordingly. The substitution of random failed
weights acts as a form of aggressive regularization, improving the network’s generalization.
As can be expected, training a neural network with stochastic jumps in weight values leads
to a longer training time compared to a regular neural network, as is the case for Bayesian
neural networks. However, this constant sampling also enables the network to be more
robust to overfitting [79]. A pseudocode representing the forward pass process is also
depicted in algorithm 1.

Comparison with regular neural network
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Algorithm 1 HANN’s forwardpass pseudocode
Input

W Weight matrix
B Bias matrix
X Input data

Output
Y Output data

ϵcti ← N (gs±, f(gs±)
2) +N

(︁
µoff , σ

2
off

)︁
ϵbse ← gadj(nd)
W ← W + ϵcti + ϵbse
if Substitution LRS ≥ 0 then

maskLRS ← randomly sampled indexes
end if
if Substitution HRS ≥ 0 then

maskHRS ← randomly sampled indexes
end if
W [maskLRS]← N (µLRS, σ

2
LRS)

W [maskHRS]← N (µHRS, σ
2
HRS)

Y ← WX +B

A simple half-moon problem was considered to compare the performance of our hardware-
aware training approach with that of a regular neural network trained without taking into
account hardware non-idealities. The two networks have the same learning rate α of 0.01,
and they use an Adam optimizer [80] with a momentum of 0.9. The batch size used was
256. A neural network with one hidden layer with eight neurons is considered, and the
sigmoid activation function is used (as depicted in Figure 3.1b). The cost function used
is the binary cross-entropy loss [81]. During training, hyperparameter values of 0.5% were
chosen for both the LRS-stuck and HRS-stuck substitutions. For the first layer, a recorded
average of 3.1% of neural network weights were affected by random substitutions of LRS
and HRS stuck devices during training. A half-moon classification problem training set of
875 data points and a test set of 200 data points were randomly generated. The neural
network (NN) is trained without any consideration of the variability and then evaluated
with the stochastic effects added to compare its performance to that of the hardware-aware
NN (HANN). This is repeated n times to determine what percentage of the test set could
be classified well over a given percentage of the n simulated transferred networks. These
results are expressed in Table A.1 in Supplementary Note 4. A comparison of the accuracies
is also displayed in Figure 3.5. Interpreting these results, we see that 79.5% of the test
set can be properly classified by at least 95% of the simulated transferred hardware-aware
networks. On the other hand, only 18.5% of the test set can be properly classified by at least
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Figure 3.5 Comparison of the minimal accuracy over 10,000 simulated
transfers achievable for the test set. None of the datapoints are successfully
classified by 100% of the simulated neural networks due to the often aggressive
substitution of weights by failing devices, large crosstalk effects and imprecise tuning.
We can see that more of the test set is classified with a higher accuracy for the HANN
(depicted in blue) compared to the NN (in green). For instance, 80% of the test set is
properly classified by 83.5% of the simulated transferred regular networks vs 95% of
the simulated transferred hardware-aware networks. This corresponds to an increase
of ∆tn = 11.5%. Reading the graph in the opposite way, we see that 95% or more of
the simulated regular networks are capable of properly classifying only 18.5% of the
test set, while 95% of the hardware-aware networks are capable of properly
classifying 79.5% of the test set. This corresponds to an increase of ∆tc = 61%.

95% of the simulated transferred regular neural networks. We observe that 87.5% of the test
set can be properly classified by at least 90% of the simulated transferred hardware-aware
networks, while 71% of the test set can be properly classified by at least 90% of the regular
networks. The hardware-aware neural network training techniques contribute significantly
to maintaining a high consistency and accuracy between simulated transferred networks.
Figure 3.6 offers a graphical interpretation of the difference in the relative variability by
showing the results of the test set classifications over 1,000 simulated transfers for each of
the two networks, along with a heatmap representation of the variability with respect to
the entire data space for the half moons dataset. Note that this is for a single instance of
a hardware-aware-trained NN and a regularly trained NN. The variability, depicted by a
deeper blue, is greater for the regular neural network and, as expected, is also greater at
the frontier between the two classes.

3.2.4 Conclusion
It was demonstrated in this paper that the use of hardware-aware training techniques can
make neural networks significantly more robust to their often difficult transfer onto passive
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Figure 3.6 Heatmap of the variability of classifications with respect to
the coordinates (x, y) used as input across the data space. a. Variability of
the hardware-aware neural network. b. Variability of the regular neural network. The
inference is repeated 1,000 times and the mean and standard deviation of the
classified results (always 0 or 1) are obtained. A mean smaller than or equal to 0.5
corresponds to the blue class and a mean greater than 0.5 corresponds to the green
class. The standard deviation is depicted in the heatmap, with a deeper blue
corresponding to more variability across classifications. Note that both subfigures
share the same color scale to make it possible to visually compare them. Most data
points for the regular neural network lie within regions of greater variability than for
the HANN. A dashed gray line that separates the two classes with a precision of 98%
is provided for reference.

crossbar arrays. This protocol integrates experimentally measured non-idealities such as
the conductance tuning imprecision, biasing scheme effects and device failures into the
neural network training.
A classification task using the half moons dataset reveals that our hardware-aware trai-
ning protocol results in a 95% accuracy across simulated transfers for 79.5% of the test
set, compared to only 18.5% for the regular neural network. The hardware-aware training
procedure could enable the use of passive crossbars despite their non-idealities for inference
tasks and proposes a parallel solution to the usual fabrication process improvements. It
may serve as a middle ground between fabrication and software solutions to accelerate
practical, real-life applications of memristive devices. Furthermore, setting up a custom
hardware-aware neural network architecture using preexisting libraries proves to be rela-
tively straightforward and inexpensive in terms of hardware.

While the devices studied here are TiO2 passive crossbars, techniques like this are ap-
plicable to different memristive technologies as long as a new database is built using the
same procedures presented in this article. A future study should focus on evaluating the
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scalability of this approach, with respect to the advantages (robustness, accuracy) and di-
sadvantages (training time, variability-induced local minima). It would also be interesting
to integrate the weight optimization strategy illustrated in reference [82] on top of the
hardware-aware training to see if results could be further improved The potential of using
this technique for more complex datasets should also be evaluated. Faster convergence
during training could most likely be achieved by integrating the variability into the gra-
dient descent procedure. This model could be improved by adding additional variability
sources and by developing versatile libraries that make hardware non-idealities compatible
with neural network requirements. The philosophy behind this work is to realistically ren-
der compatible in-memory computing for neural networks with the current non-negligible
hardware non-idealities present in passive crossbar arrays. This demonstration, based on
experimental data, is a step forward in making the use of passive crossbars for neural
network matrix-vector multiplications viable in spite of their inherent shortcomings.

Methods
Tuning algorithm and characterization details
The pulse tuning algorithm presented in [76] was used. A memory was considered pro-
grammed when ten successive reading pulses returned a value within a tolerance around
the target. The writing pulses were incremented from [0.8 V, 2 V] for SET pulses and from
[-1.1 V, -2.4 V] for RESET pulses and had a duration of 200 ns. The read pulses had a
duration of 10 µs and an amplitude of 0.2 V, while the current measurement range was
100 µA. The devices considered were forming free. Figure 3.2a depicts the conductance
evolution using the pulse conductance tuning procedure. Devices that failed before the
completion of the testing procedure were kept in the database, as this corresponds to a
realistic scenario of a device’s behavior before imminent failure, while devices that failed
before testing began were kept in the HRS-stuck or LRS-stuck databases. More informa-
tion regarding the characterization setup can be found in Supplementary Figure A.2 and
Supplementary Note 2. A graph of hysteresis curves under DC stimulation for 129 of our
devices is also available in Supplementary Figure A.3.

Fabrication of CMOS-compatible TiO2-based memristor crossbar
The samples used for measurements were prepared as described in a previous publication
[55]. First, a 600-nm-thick SiN layer was deposited on a Si substrate using low-pressure
chemical vapor deposition (LPCVD). Electron-beam lithography (EBL) was used to pat-
tern 400-nm-wide bottom electrodes, which were etched 150 nm deep using an inducti-
vely coupled plasma etching process with CF4/He/H2 chemistry. The trenches were filled
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with 600-nm-thick TiN, deposited by reactive sputtering, and polished using chemical-
mechanical polishing (CMP) to remove the excess TiN and planarize the samples. This
resulted in embedded TiN electrodes within the SiN layer. The active switching layer
was composed of 1.5 nm of Al2O3 and 15 nm of TiO2, which were deposited using ato-
mic layer deposition and reactive sputtering, respectively. EBL and plasma etching with
BCl3/Cl2/Ar chemistry were used to deposit and pattern 400-nm-wide top electrode lines
with Ti (10 nm)/TiN (30 nm)/Al (200 nm). The switching layer outside the crossbar
region was etched using the same process to suppress line-to-line leakages and open the
ends of bottom electrodes. The crossbars were then encapsulated within a 500-nm-thick
PECVD SiO2 layer, and the contacts on the open ends of the top and bottom electrodes
were etched using plasma etching with CF4/He/H2 chemistry. Ti (10 nm)/Al (400 nm)
contact pads for wiring were deposited and patterned using EBL and plasma etching with
BCl3/Cl2/Ar chemistry. Finally, the sample was subjected to a rapid thermal annealing
process at 350◦C in N2 gas for an unspecified duration.
Data availability
The hardware-aware training library, along with some of the experimental data, can be
found in a GitHub repository that has been made publicly available at [83]. The rest of the
data that support this work are available from the corresponding author upon reasonable
request.
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CHAPITRE 4

CONCLUSION

4.1 Sommaire et contributions
Ce projet de recherche avait comme objectif principal d’instaurer une nouvelle méthode
d’entraînement stochastique de réseau neuronal afin de mitiger les pertes de précisions
accompagnant l’inférence sur crossbar passif de mémoires résistives. Cet entraînement fut
réalisé à l’aide de techniques d’apprentissage classiques adaptées à la variabilité carac-
térisée des mémoires. L’objectif principale fut accompli tel que présenté dans la section
résultats de l’article au cœur de ce mémoire. L’utilisation de la technique d’entraînement
hardware-aware est manifestement plus efficace que l’entraînement classique afin d’assurer
une meilleure robustesse au niveau des classifications ; avec comme principal résultat pour
un problème de classification simple avec 79.5% des points de données bien classifiés pour
95% des transferts par rapport à seulement 18.5% des transferts pour le réseau classique.
L’objectif principal fut accompli grâce à la réalisation des sous-objectifs : la quantification
de la variabilité, son intégration subséquente à un modèle de réseau neuronal conscient de
la variabilité et la comparaison de performances entre celui-ci et un réseau inconscient de
la variabilité.

En termes des contributions originales, tel qu’il fût précédemment mentionné, c’est le
premier réseau neuronal conscient de plusieurs sources de variabilité différentes (la préci-
sion de programmation des mémoires, l’effet du schéma de polarisation et les mémoires
défaillantes) qui utilise l’architecture 0T1R, le schéma de polarisation V/3 et qui ne néces-
site qu’une seule étape de programmation. La section 2.4 compare le projet à d’autres lui
ressemblant et illustre ces contributions originales tandis que l’article du chapitre 3 relate
leur succès.

L’une des principales faiblesses des réseaux neuronaux est leur comportement parfois im-
prévisible. Cet aspect de leur fonctionnement ralentit considérablement leur intégration
dans des domaines nécessitant de la haute précision et de la robustesse considérable (tel
que le domaine aérospatial ou le domaine médical). Dédoubler cette imprévisibilité d’une
seconde variabilité matérielle rendrait leur intégration encore plus inadmissible pour ces
domaines. Ceci, de pair avec leur consommation énergétique considérable, rendra l’utilisa-
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tion de crossbar passif de mémoires résistives utilisé avec des réseaux neuronaux hardware-
aware particulièrement séduisant pour des applications de systèmes embarqués et parti-
culièrement pour ceux nécessitant une précision considérable. Ceci, premièrement pour
limiter l’imprévisibilité de ces réseaux neuronaux analogues à un seuil tolérable et connu.
Ensuite, pour limiter les pertes énergétiques de l’apprentissage machine habituel.

4.2 Perspectives

4.2.1 Reprogrammation probabiliste des mémoires
Il est fréquent [20] d’entreprendre un deuxième cycle de programmation des mémoires
afin de rectifier les changements imprévus d’état de conductance lors de leur première
programmation. Ces changements sont dus aux effets stochastiques énumérés dans l’article
précédant cette section et dans la section de l’état de l’art. La méthode habituelle pour
déterminer quelles mémoires seraient concernées par une étape de reprogrammation est
de lire l’état conductif du crossbar entier et de comparer la conductance des dispositifs
à leur conductance cible selon un seuil arbitrairement défini. Les mémoires ne répondant
pas à ce critère sont alors reprogrammées. Par exemple, si une mémoire est à plus de 1%
de différence de sa valeur numérique cible, elle est reprogrammée.

Cette approche, si utilisée directement et ainsi, serait contre-productive pour les poids
du réseau stochastique HANN. Le réseau apprend à s’attendre à plus de variabilité par
rapport à certains poids en fonction de leur état conductif et de leur position dans le cross-
bar. Le seuil précédemment mentionné devrait donc être établi en fonction de ces deux
facteurs également. La question initialement posée lors du deuxième cycle de reprogram-
mation deviendrait : Est-ce que les poids synaptiques ont été programmés à une valeur
de conductance tolérable et attendue ? En approximant les effets stochastiques ajoutés
aux poids synaptiques par une distribution normale telle que représentée par l’équation
3.2 du chapitre 3, la règle 68-95-99.7 (ou loi empirique) pourrait être utilisée afin d’éta-
blir un seuil unique à chaque poids synaptique. Les poids lus après la programmation
du crossbar devraient être bornés par µ ± (3 × σ) et donc se situer parmi 99.7% des va-
leurs attendues par la distribution de ce poids déterminée lors de l’entraînement. Cette
approche servirait à contrer les imperfections du modèle stochastique intégré au réseau
neuronal. Dans le monde réel, les mémoires ne se comporteront pas telles que simulées
et il est fort possible qu’une mémoire présente une conductance après programmation ne
correspondant à aucune conductance équivalente utilisée lors de son entraînement. En utili-
sant le deuxième cycle de programmation probabiliste, cette mémoire serait reprogrammée
puisque son comportement aurait été anormal même en fonction de la variabilité prédite.
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Une autre approche similaire serait l’utilisation d’un seuil hyperparamètre correspondant
au z-score minimal de l’échantillon par rapport à sa valeur moyenne et de son écart-type
pour décider quelles mémoires reprogrammer.

4.2.2 Intégration de la variabilité au gradient
Le réseau stochastique HANN s’apparente à un réseau bayésien du fait que ses poids sont
puisés de distributions de la famille normale. Les réseaux neuronaux bayésiens sont en-
traînés en utilisant l’inférence variationnelle, ce qui fut négligé dans le cadre de l’article en
cours de publication et étudié brièvement durant ce projet de maîtrise. L’algorithme d’en-
traînement de bayes by backprop est présenté dans la section B.0.1 et pourrait être utilisé
pour faciliter la convergence du réseau vers une solution pour des problèmes complexes ou
alors pour l’accélérer.
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ANNEXE A

Informations supplémentaires

Supplementary Note 1 : Mathematical expression of range conversions between
weights and conductances
The following equations represent the conversion of the weights to the conductance range,
the addition of the noise from the reparametrization trick and the conversion back to
the initial weight range. In these equations, ϕmin = min(ϕ) is the minimal weight value,
ϕmax = max(ϕ) is the maximal weight value and ϕabsmax = max(|ϕ|) is the maximal
absolute value of the weights. gmax = 400 and gmin = 100, as described previously in this
article. As shown in equation A.1, the weights are separated into negative and positive
components, with all weight components of the opposite sign being set to 0 and negative
weight values being converted into positive values. The weights are then converted through
min-max scaling to the conductance range, as shown in equation A.2. An epsilon parameter
that depends on the obtained positive and negative component conductance values is added
to the weights, which are then converted back into the initial range, as shown in equation
A.4. The value of the final ϵ parameter for the reparametrization trick, as shown in Figure
3.1b, is therefore represented by equation A.5 :

ϕ ↦→ ϕ+ − ϕ−,

ϕ+ = ϕ ≥ 0,

ϕ− = −ϕ ≥ 0,

(A.1)

ϕ± ↦→
ϕ± − 0

ϕabsmax − 0
× (gmax − gmin) + gmin = ϕg±, (A.2)

ϕg± = ϕg± + εg± (ϕg±) , (A.3)

ϕg+ − ϕg− = ∆ϕg,

∆ϕg ↦→
(ϕg+ − ϕg−)− (gmin − gmax)

(gmax − gmin)− (gmin − gmax)
,

× (ϕmax − ϕmin) + ϕmin = ϕ′,

(A.4)

ϵ(ϕ) = ϕ− ϕ′. (A.5)

Supplementary Note 2 : Electrical characterizations The electrical characteriza-
tions performed for the conductance tuning experiments were carried out with a Keysight
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B1500 parameter analyzer. The waveform generator/fast measurement unit (WGFMU)
module was used, along with a custom C++ script based on a Keysight library [84]. The
instruments were controlled through a GPIB-USB connection. The crossbar programming
and characterization were performed using a Keithley S4200 system attached to a custom
pulse divider PCB and connected to a Keithley 707B switch matrix. The signals were
then multiplexed onto a wire-bonded chip resting on another printed circuit board (PCB)
platform, as depicted in Supplementary Figure A.2. A custom C library was created to be
used with the KULT, KITE and KCON software suite on the Keithley.
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Supplementary Note 3 : Comparative table of the results of the neural networks

Tableau A.1 Relative accuracies of every data point in the test set for
both the hardware-aware neural network (HANN) and the regular neural
network (NN) over 10000 simulated transfers. These points correspond to the
points in Figure 3.5.

Percentage of
simulated networks
that correctly classify
the datapoints(%)

NN
#data points

HANN
#data points

100 0 0
95 ≤ x < 100 37 (18.5%) 159 (79.5%)
90 ≤ x < 95 105 (52.5%) 16 (8%)
80 ≤ x < 90 27 (13.5%) 8 (4%)
70 ≤ x < 80 12 (6%) 4 (2%)
60 ≤ x < 70 7 (3.5%) 3 (1.5%)
50 ≤ x < 60 6 (3%) 2 (1%)
x ≤ 50 6 (3%) 8 (4%)
Total 200 (100%) 200 (100%)
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Figure A.1 Picture of a crossbar after top electrode patterning.
Close-up view of the crossbar structure of our TiO2-based devices after top
electrode fabrication. The top electrode (TE) and bottom electrode (BE) are
indicated on the picture. The pattern on the bottom electrode is implemented
in order to improve the chemical mechanical polishing (CMP) employed during
the damascene process.
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Figure A.2 Electrical characterization setup for crossbar
measurements. A simple current follower circuit is used to divide the pulse
into fractions of itself (which can be V/2 or V/3 and 2V/3). The outputs of
the switch matrix are then connected to a wire-bonded chip through a series of
coaxial cables.
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Figure A.3 Representation of the DC cycling of 129 of our devices
(in crosspoint configuration). Devices were cycled using DC voltages
reaching up to -3 V for RESET and 3 V for SET. One device’s cycling is
highlighted in red for reference. Only working devices are considered.

Figure A.4 Endurance test drift leading to LRS failure. a.
Conductance evolution through time of devices that did not drift for the
duration of the test b. Conductance evolution through time of devices that
drifted during the test. Devices were programmed to different values within
their resistive ranges and their resistances were read once per day for 18 days ;
three of the devices showed drift towards the LRS. A read voltage of 0.2 V was
used. This demonstrates that retention failures are LRS-type failures.
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Figure A.5 B1500 read variability. Several through-hole resistances
were read 1e6 times between 1k Ω and 60k Ω to measure the inherent
variability of the instrument with respect to the resistive value. The y value
represents the standard deviation of the read values (as a percentage) and the
heatmap on the right represents the drift of the mean of the measured values
from the actual value of the resistor (note that the manufacturer guaranteed a
maximal offset of 0.1% of the manufactured resistances from their target
values). The variability is expressed as a percentage of the mean. The three
differently colored lines represent the measurement ranges of the instrument.
For the studied range of conductances, the variability never reaches more than
0.05% of the mean value for the 100 µA current range used.
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ANNEXE B

Littérature Bayésienne

B.0.1 Réseaux neuronaux bayésiens
Les réseaux bayésiens sont une forme de réseaux neuronaux utilisant des distributions
probabilistes en guise de paramètres. Leur principe de fonctionnement est de prélever
des poids synaptiques d’une distribution probabiliste au lieu de leur assigner des valeurs
discrètes (figure 2.1 c ). Ce principe les rend significativement plus résistants au surappren-
tissage (overfitting) que les réseaux neuronaux habituels (sans toutefois les en immuniser
[85]). Certaines formes de réseaux neuronaux bayésiens utilisent des fonctions d’activation
probabilistes au lieu de poids (tel que montré dans la figure 2.1 b ). Cette option peut
permettre la réduction du nombre de paramètres d’optimisation au coût d’être significa-
tivement plus complexe à entraîner.

Il est important de garder en tête que la précision des réseaux neuronaux bayésiens n’est
pas supérieure à celle d’un réseau neuronal régulier. Leur pertinence (ainsi que celle des
réseaux neuronaux stochastiques en général) provient de leur capacité à caractériser l’in-
certitude de leurs inférences. Leur robustesse les rend particulièrement utiles dans le do-
maine médical [86, 87, 88] et les rend capables de distinguer des images régulières d’images
contradictoires (voir figure B.1). Les domaines de l’ingénierie nécessitant l’édification d’un
processus décisionnel éthique ont intérêt à s’armer d’outils mathématiques bayésiens ca-
pables de quantifier leur incertitude (le domaine des voitures autonomes en est un bon
exemple [89]).

Figure B.1 Illustration des prédictions potentielles provenant d’un réseau
neuronal bayésien contre celle d’un réseau neuronal classique vis-à-vis une
image contradictoire. La prédiction finale est la même, mais l’incertitude
l’entourant permet de prendre une décision plus éclairée face à celle-ci.
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Inférence bayésienne
La loi de Bayes figurant dans l’équation B.1 est au coeur des réseaux neuronaux bayésiens :

P (H | D) =
P (D | H)P (H)

P (D)
=

P (D | H)P (H)∫︁
H
P (D | H ′)P (H ′) dH ′ =

P (D,H)∫︁
H
P (D,H ′) dH ′ (B.1)

Où, P (D|H) (en anglais : the likelihood) est la probabilité a posteriori de D sachant H ,
P (H) est la probabilité à priori de H, P (D) est la probabilité à priori de D (la preuve ou
encore, en anglais : the evidence) et P (H|D) est la probabilité a posteriori de H sachant
D. Si un système d’évènements H est considéré et que tous les évènements composant
ce système sont mutuellement exclusifs et lorsque réunis, exhaustifs, la preuve peut se
réécrire :

∫︁
H
P (D,H ′) dH ′. L’interprétation classique de cette loi veut que H soit une

hypothèse et que D représente les données. Pour un réseau neuronal bayésien, l’hypothèse
(H) devient les paramètres du réseau, représentés par w. Ainsi, le théorème de Bayes peut
se réécrire :

p(w | D) =
p (Dy | Dx, w) p(w)∫︁

w
p (Dy | Dx, w′) p (w′) dw′ ∝ p (Dy | Dx, w) p(w) (B.2)

Où Dy représente l’étiquette des données alors que Dx représente leur valeur numérique.
Il est difficile de déterminer une distribution à priori informée sur les poids synaptiques
d’un réseau neuronal bayésien. Pour cette raison, il faut contrer l’influence de la distri-
bution à priori mal ou non-informé sur les paramètres en augmentant considérablement
la quantité de données du jeu de donnée lors de l’entraînement (ce qui équivaut à favo-
riser le likelihood). Pour les problèmes à plusieurs dimensions, il est évident qu’à cause
de la preuve, échantillonner depuis cette distribution ainsi que la calculer directement
est trop demandant numériquement. Deux techniques sont donc habituellement utilisées
pour l’approximer : Monte-Carlo par chaîne de Markov et l’inférence variationnelle. Après
avoir trouvé p(w | D) en utilisant l’une de celles-ci, il devient possible de déterminer la
distribution de probabilité marginale des données de sortie :

p(y | x, D) =

∫︂
w

p (y | x,w′) p (w′ | D) dw′ (B.3)

Quelques échantillons de w (dénotés θ) suffisent généralement à son estimation. Lors d’un
problème de régression, la moyenne du modèle (NNθ) sur N échantillons est considérée
comme solution :

ŷ =
1

|N |
∑︂
θi∈N

NNθi(x) (B.4)

Lors d’un problème de classification, la valeur de ŷ représente la probabilité de chaque
classe et la probabilité moyenne maximale est la prédiction finale. Une comparaison des
résultats individuels découlant des N échantillons permet de comprendre l’incertitude
associée aux données de sortie.
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Méthode de Monte-Carlo par chaîne de Markov
Anciennes sans être archaïques, les méthodes de MCMC persistent à s’adapter aux exi-
gences informatiques titanesques des jeux de données modernes [90]. À la base, elles
construisent une chaîne de Markov d’échantillons aléatoires dépendant de celui les pré-
cédant directement afin d’obtenir une approximation adéquate de la distribution à pos-
teriori de l’équation B.2. La distribution depuis laquelle les échantillons sont tirés doit
être proportionnelle et toujours supérieur à la distribution a posteriori véritable. Géné-
ralement, la fonction utilisée est une multiplication de la probabilité à posteriori de D
selon W à la preuve tel que représenté au côté droit de l’équation B.2. Avant d’obtenir
des échantillons approchant bien la distribution a posteriori, il y a une période diffici-
lement déterminable appelée le burn-in d’échantillons sacrificiels n’appartenant pas à la
distribution approximative désirée. En effet, puisque les premiers échantillons sont tirés
au hasard, cela peut prendre une quantité considérable d’échantillons avant d’en obte-
nir appartenant à la distribution. Il est également tout-à-fait possible que les premiers
échantillons appartiennent déjà à la distribution recherchée. Le cas échéant, le rejet de ces
échantillons peut être dommageable à la qualité de l’approximation. Il y existe donc une
certaine ambiguïté dans la littérature par rapport à l’utilité de rejeter les échantillons de
burn-in [91, 92]. Cette technique requiert également beaucoup d’échantillons Θ à préserver
en mémoire avant d’estimer adéquatement la distribution à posteriori des poids, car le θ
de l’équation B.3 est échantillonné uniformément dans cet ensemble Θ lors de l’inférence.
La classe de méthode MCMC la plus appropriée pour les réseaux neuronaux bayésiens est
celle de Metropolis-Hastings [93] de laquelle découlent d’autres techniques plus complexes
telles que NUTS-MCMC [94] (No U-Turns Markov Chain Monte-Carlo) et Monte-Carlo
Hamiltonien. Son principe de fonctionnement est de toujours accepter un paramètre échan-
tillonné si sa probabilité à posteriori est plus grande que celle du paramètre le précédant
et de l’accepter avec une probabilité p sinon.

Les principales faiblesses de MCMC sont la dépendance de la distribution a posteriori
estimée aux premières valeurs de la chaîne de Markov (le burn-in), le phénomène d’auto-
corrélation y survenant et la quantité d’échantillons à garder en mémoire. Une technique
de réduction de l’autocorrélation est l’amincissement (thinning) ; ce qui consiste simple-
ment à n’accepter qu’un seul échantillon sur N [95]. Cela augmente malheureusement de
N fois le temps nécessaire pour déterminer la distribution a posteriori des paramètres.
Inférence variationnelle
Pour un réseau neuronal bayésien, l’inférence variationnelle optimise des paramètres (θ)
qui minimisent la distance de Kullback-Leibler [96] entre la distribution des poids selon eux
q(w | θ) et leur véritable distribution a posteriori p(w | D) (première ligne de l’équation
B.5). Au premier abord, il semblerait y avoir ici un problème de «la poule et de l’oeuf » ; la
véritable distribution p(w | D) est nécessaire à sa propre estimation. Cependant, remplacer
p(w | D) dans l’équation de KL par son équivalent bayésien (p(D|w)p(w)

p(D)
) et appliquer

quelques simples manipulations algébriques découlant du fait que p(D) est constant par
rapport à w et que l’intégrale de q(w|θ) par rapport à w est égale à 1 (puisque c’est une
distribution) la transforme en un équivalent indépendant de la véritable distribution a
posteriori (voir équation B.5). L’inverse des deux premiers termes à sa dernière ligne est
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connu sous le nom de evidence lower-bound ou encore expected lower-bound (l’ELBO). La
divergence de Kullback-Leibler sera toujours plus grande ou égale à 0 [97].

KL(q(w | θ))∥p(w | D) =

∫︂
q(w | θ) log q(w | θ)

p(w | D)
dw

=

∫︂
q(w | θ) log q(w | θ)p(D)

p(D | w)p(w)
dw

=

∫︂
q(w | θ) log q(w | θ)

p(D | w)p(w)
dw +

∫︂
q(w | θ) log p(D)dw

=

∫︂
q(w | θ) log q(w | θ)

p(w)
dw −

∫︂
q(w | θ) log p(D | w)dw + log p(D)

= KL(q(w | θ)∥p(w))− Eq[log p(D | w)] + log p(D)
(B.5)

Puisque log p(D) est indépendant de w, il est possible de l’ignorer lors de la maximisation.
Mean-field variational bayes (MFVB), une technique fréquemment utilisée pour trouver
une distribution q(w | θ) pertinente à l’approximation par inférence variationnelle, stipule
que la distribution a posteriori des poids est une composition de sous-distributions in-
dépendantes et facilement caractérisables. L’hypothèse est présentée mathématiquement
dans l’équation B.6, dans laquelle J représente le nombre de poids synaptiques du ré-
seau et qj est une distribution appartenant à la famille exponentielle (gaussienne, beta,
log-normal, etc.).

QMFV B :=

{︄
q : q(w | θ) =

J∏︂
j=1

qj (wj | θj)

}︄
(B.6)

Cette approximation permet l’optimisation de la distribution (selon le coût de Kullback-
Leibler) en la rendant dépendante de valeurs discrètes de µ, σ, etc. facilement modifiables
(lors d’une rétropropagation de gradients par example). Deux exemples de techniques
d’optimisation de la distribution approximative q(w | θ) selon MFVB sont Stochastic va-
riational inference [98] et Automatic Differentiation Variational Inference. [99].

Bayes by Backprop
La méthode de Bayes by Backprop [100] est une dérivée pratique de MFVB cherchant à
accorder les réseaux neuronaux bayésiens avec la descente de gradient (Gradient descent)
de l’apprentissage machine. Chaque poids synaptique (ou biais), possède deux paramètres :
µ et ρ. Le paramètre µ représente sa valeur moyenne tandis que ρ est relié à son écart-type
(σ) ainsi : σ = log(1+exp(ρ)). Cela assure que l’écart-type σ ne soit jamais négatif (ce qui
serait susceptible d’arriver suite à de trop nombreuses soustractions successives lors de la
rétropropagation des gradients si σ était directement un paramètre). Ainsi, l’hypothèse de
MFVB de BbyB est que les sous-distributions de la distribution a posteriori des paramètres
sont normales.
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BbyB propose d’exploiter une variable ϵ ∼ q(ϵ) en tant que source de bruit stable. Les
paramètres variationnels θ de la distribution (autrement dit, les échantillons de w) sont
ensuite échantillonnés selon ϵ à l’aide d’une transformation déterministe t(θ, ϵ) = µ +
log(1+ exp(ρ)) ◦ ϵ. En estimant que q(w|θ) répond au critère suivant : q(ϵ)dϵ = q(w|θ)dw,
il est possible de déclarer que pour une fonction f différentiable selon w :

∂

∂θ
Eq(w|θ)[f(w, θ)] = Eq(ϵ)

[︃
∂f(w, θ)

∂w

∂w

∂θ
+

∂f(w, θ)

∂θ

]︃
(B.7)

La preuve de cette proposition figure dans l’article. Elle est en fait une généralisation de
l’astuce de reparamétrage gaussien [101] (gaussian reparametrization trick). En choisissant
un coût approximatif :

F(D, θ) ≈
∑︁n

i=1 log q
(︁
w(i) | θ

)︁
− log(P

(︁
w(i))P (D | w(i)

)︁
) (B.8)

et en choisissant la fonction f de l’équation B.7 comme étant l’intérieur de la sommation
de l’équation B.8, il devient possible de calculer les gradients :

∆ρ =
∂f(w, θ)

∂w

ϵ

1 + exp(−ρ)
+

∂f(w, θ)

∂ρ

∆µ =
∂f(w, θ)

∂w
+

∂f(w, θ)

∂µ

(B.9)

Or, selon cette définition de f(w, θ), l’expression : ∂f(w,θ)
∂w

correspond exactement au gra-
dient de l’équation 2.2. Cela signifie que le gradient de BbyB n’est en fait que le gradient
calculé lors de la rétropropagation des gradients d’un réseau neuronal classique multiplié et
décalé. La distribution à priori P(w) utilisée par BbyB est un mélange de deux gaussiennes
(scale mixture model) centrées à zéro avec deux écarts-types différents :

P (w) =
∏︂
j

πN
(︁
wj | 0, σ2

1

)︁
+ (1− π)N

(︁
wj | 0, σ2

2

)︁
(B.10)

Dans l’équation B.10, wj représente le poids synaptique j du réseau et π est un paramètre
permettant au besoin de favoriser l’une des deux distributions composant la distribution à
priori (0 ≤ π ≤ 1). Cette décision donne à la distribution à priori une apparence de spike-
and-slab dont l’aspect est modifiable selon les valeurs d’écart-type choisies et la corrèle
aux poids synaptiques de manière à ce qu’elle n’ait pas à être optimisée par rapport aux
données.
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ANNEXE C

Technique Ping-Pong

C.0.1 Intérêt
Les réseaux neuronaux fondés sur l’inférence bayésienne se démarquent entre autres pour
les applications médicales et pour les systèmes de voitures autonomes, car leur processus
décisionnel prend en compte l’incertitude (voir section B.0.1) . Cette prise en compte de
l’incertain entraîne cependant une augmentation du nombre de paramètres et nécessite
une coûteuse génération de nombres aléatoires. Une approche prometteuse pour détourner
ce problème serait d’utiliser les mémoires résistives. Habituellement, les défauts inhérents
dont celles-ci sont affligées les rendent difficiles à utiliser en tant que poids synaptique
discret (d’où l’intérêt du réseau conçu dans le cadre de ce projet). Cependant, des ap-
proches intéressantes ont récemment été proposées afin d’utiliser leurs aspects aléatoires
pour pratiquer de l’inférence bayésienne. De telles approches ont le potentiel de réduire
leur consommation énergique tout en augmentant la vitesse de l’inférence bayésienne.
L’approche Ping-Pong proposée suggère de programmer des mémoires à la valeur µ de
leur poids synaptique respectif et puis d’échantillonner autour de ce µ en appliquant deux
pulses de polarité opposée modifiant l’état conductif de la mémoire selon un σ approxi-
matif caractérisé (voir figure C.1). Le succès de cette technique permettrait de s’affranchir
de la corrélation existante entre variabilité et niveau résistif des mémoires et permettrait
un échantillonnage d’une matrice de poids synaptiques complète en parallèle en n x (3
x 200ns) où n est le nombre de rangées (WL) du crossbar et où un temps de pulse et
un temps de repos entre chaque pulse de 200ns est assumé. La viabilité de l’approche en
question nécessiterait une uniformité d’échantillonnage entre les différentes mémoires et
une répétabilité des distributions obtenues adéquates. Par exemple, il devrait être possible
de déterminer les paramètres de la distribution normale de laquelle l’application de deux
pulses de 1.5V et de -1.5V viendrait échantillonner (µ1V 5 et σ1V 5). Cette distribution de-
vrait rester uniforme dans le temps et entre les mémoires résistives d’un même crossbar
afin d’être mesurable préinférence. Un exemple d’une telle distribution est présenté dans
la figureC.1 b tandis qu’un exemple d’échec de la technique à cause d’un changement de
conductance prononcé est présenté dans la figureC.1 c. Il serait alors possible de créer une
base de données répertoriant l’équivalence entre amplitude des pulses positifs et négatifs
(ou même en fonction de la durée) et leur σ résultant.

C.0.2 Résultats
Dans les faits, la variabilité au travers le temps et entre les mémoires rend l’utilisation
de la technique irréaliste dans l’immédiat. Pour pouvoir utiliser la technique ping-pong
efficacement, il faudrait que les distributions normales N(µ, σ) atteignables soient :

– Toujours modélisable par une distribution normale.
– Modulables au niveau du σ
– Reproductibles entre les niveaux de conductances représentant le µ
– Reproductibles entre les différentes mémoires résistives d’un même crossbar
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Figure C.1 a. Exemple simplifié de la technique ping-pong appliquée sur
crossbar et de l’effet potentiel de celle-ci sur les prédictions d’un réseau
traitant un jeu de données de deux classes (0 et 1). b. Exemple de la
distribution résistive des mémoires après l’application de deux pulses de
polarités opposées de 1.1V avec aucun drift après 8e5 cycles. c. Exemple de la
distribution résistive des mémoires après l’application de deux pulses de
polarités opposées de 1.1V avec un drift significatif après 8e5 cycles

Les distributions atteignables ne possèdent présentement aucune de ces propriétés tel que
démontré dans la figure C.2. La sous-figure C.2 a représente le comportement idéal des
mémoires pour permettre l’application de cette méthode. Les sous-figures C.2 b, C.2 c et
C.2 d, elles, représentent le véritable comportement des mémoires lors de l’application de
pulses opposées. Le manque d’uniformité dans les résultats obtenus a obstrué l’avancement
de cette technique et a mené à l’abandon du projet pour l’instant.

C.0.3 Perspectives
Une étude subséquente de cette technique sera envisageable lorsque les dispositifs présen-
teront une plus grande uniformité entre eux et dans leur comportement au niveau de la
programmation. Dès lors, il deviendra plus pertinent de refaire les tests illustrés. Il y aura
sans doute une plus grande uniformité des comportements.

Entre temps, un entraînement de réseau neuronal avec des écart-types précis et corrélés à
ceux atteignables présentement serait envisageable.
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Figure C.2 a) Résultat idéal de la technique. La variabilité est uniforme
en fonction de la résistance (la technique est donc applicable pour n’importe
lequel µ) et une plage de variabilité adéquate pour représenter des poids
synaptiques bayésiens tel qu’entraînés par bayes by backprop est atteignable.
b,c,d) Résultats expérimentaux illustrant le véritable comportement de la
technique. Il n’y a aucune uniformité entre les variabilités atteignables en
fonction de la résistance pour une même mémoire et entre elles. L’amplitude
des variabilités diffère similairement. La majorité des points testés divergent de
la valeur µ attendue de plus que 5% de la valeur initiale (tel qu’illustré dans la
figure C.1 c ) et représenté dans les figures par un point noir. Les points bleue
représentent un décalage de la valeur µ après 1e5 itérations. Toutes les mesures
divergent après 1.1V d’amplitude
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ANNEXE D

Modèle RNN de Memristor

D.0.1 Intérêt
Dans l’optique de simuler le comportement des mémoires afin d’élaborer des preuves de
concept robustes, il fallut choisir un modèle de mémoire résistive approprié. Plusieurs
modèles existants sont particulièrement intéressants et compatibles avec nos mémoires
résistives à base d’oxyde de titane. Le modèle data-driven[102, 103] le modèle IM2NP
[104], le modèle Stanford-PKU[105] et le récent modèle compact de dynamique de permu-
tation sous l’effet de dépendance à la température [106, 107] en sont quelques exemples.
Or, ces modèles n’arrivent souvent pas à généraliser le comportement des mémoires ou
sont simplement trop demandant numériquement pour être applicable à des simulations
d’ampleur considérable. La quantité de données amassées lors des caractérisations dans
le cadre de cette maîtrise inspira un effort de conception d’un réseau neuronal récursif de
petite taille capable de générer un comportement simulé réaliste pour une ou plusieurs
mémoires résistives vis-à-vis un train de pulses de programmation. Le modèle pourrait dès
lors apprendre les dynamiques asymétriques de commutations des mémoires dépendant
de l’état conductif de celles-ci. Cette asymétrie est notamment visible sur la sous-figure
D.1 a, le SET étant plus puissant que le RESET et la résistance tend vers son LRS après
l’application d’un nombre équivalent de pulses positifs et négatifs.

Le réseau prenant en entrée un historique des n dernières caractéristiques (amplitude de
la tension, durée, dernière état resistif, etc.) des pulses (où n est un hyperparamètre) dé-
termine le changement résistif à t+1 et replace en entrée les sorties de cette inférence pour
la simulation du prochain pulse en décalant les n-1 autres pulses. Le caractère récursif du
réseau lui permet de garder en mémoire un état caché dénoté h considérant sommairement
les pulses précédant les n derniers pulses précédemment mentionnés. Les grands avantages
de ce réseau sont donc sa capacité à apprendre la relation entre l’état de conductance,
l’historique des pulses et ses dynamiques de commutation (tel qu’il fût mentionné plus
tôt) et sa capacité à traiter tout les mémoires du crossbar en minibatch et d’ainsi accélerer
considérablement les simulations de grande échelle en s’appuyant sur les optimisations de
calculs matricielles pré-existant et compatibles GPU. Or, sa plus grande faiblesse (encore
non surmontée) est l’accumulation de son erreur provenant de la rétropropagation de son
inférence à ses entrées. Cette erreur peut mener à des problèmes de divergence importants
tel qu’il est montré dans la figure D.1 d.

D.0.2 Résultats initiaux
Les tests réalisés cherchaient à comparer les sorties du réseaux face aux données expéri-
mentales et de déterminer l’écart entre ceux-ci. La résistance de l’axe des ordonnées est
mise à l’échelle [0,1], afin d’aider le réseau à converger. Entre la sous-figure D.1 a et les
sous-figures D.1 b, D.1 c et D.1 d, le réseau est également transformé en réseau station-
naire. C’est-à-dire que la caractéristique prise en entrée par le réseau relatant l’état résistif
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de la mémoire devient le changement résistif depuis le dernier pulse au lieu de l’état résistif.
Comme on peut le voir dans la figure D.1 b, les sorties du réseau ressemblent aux données
expérimentales lorsqu’un seul état résistif initial est considéré. Dans les sous-figures D.1
a et D.1 b cependant, le réseau est entraîné à l’aide d’un jeu de données comportant le
comportement d’une mémoire à l’application de plusieurs trains de pulses différent (un
exemple de train de pulse serait de 0.2V à 1.8V en inversant la polarité à chaque 200
pulses et en incrémentant de 0.2V à chaque 400 pulses) et en débutant de plusieurs ni-
veaux résistifs différents. Le réseau diverge plus des données expérimentales mais réussit
à comprendre sommairement le comportement de la mémoire à différents états résistifs
initiaux et en fonction de différents trains de pulses.

Figure D.1 a) Exemple de simulation du comportement d’une mémoire au
travers 2500 pulses avec un jeu de données limité au comportement d’une
mémoire à un seul niveau résistif initial. b) Exemple de simulation au travers
8000 pulses avec un jeu de donnée stationnaire limité également à un seul
niveau résistif initial c,d) simulation d’un même réseau à deux niveaux
résistifs initiaux et à deux trains de pulses différents. la sous figure c présente
une assez bonne équivalence entre la simulation et les données expérimentales
alors que la figure d diverge considérablement.
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D.0.3 Perspectives
Malheureusement, afin de se concentrer sur l’apprentissage machine sur crossbar en pra-
tique (création de l’architecture de test, programmation de l’instrument de mesure, etc.),
le projet fût délaissé et devra être repris dans un futur rapproché. Les principales avenues
pour faire avancer ce projet seront d’expérimenter avec des structures (nombre de couches
et de neurones) de réseau plus importantes ainsi que d’étoffer le jeu de données pour l’en-
traînement. Le réseau devrait demeurer assez petit pour que son utilisation en tant que
simulateur demeure pertinent pour des simulations à grande échelle.
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