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Resumen 

 

El presente estado del arte analiza la 

investigación actual sobre el uso del 

procesamiento natural de lenguaje (por sus siglas 

NLP en inglés) en la creación de pruebas en 

materias a nivel universitario de física y 

matemáticas. Los resultados muestran que los 

investigadores están conscientes de la necesidad 

de automatizar la creación de pruebas en los 

sistemas de aprendizaje electrónico y ven el 

aprendizaje automático como una solución 

prometedora. Los hallazgos de este análisis del 

estado del arte brindan información sobre la 

investigación en el campo de la generación de 

pruebas en física y matemáticas. Estos 

descubrimientos complementan la información 

actual y sirven como base para investigaciones y 

progreso en el campo de la evaluación educativa. 

 

Palabras Clave- NLP, Área educativa, 

Evaluación, elaboración de preguntas. 

 

 

 

 

 

 

 

 

 

Abstract 

 

These state-of-the-art reviews current research 

on the use of natural language processing (by its 

acronym NLP in English) in the creation of tests 

in college-level subjects of physics and 

mathematics. The results show that researchers 

are aware of the need to automate test creation in 

e-learning systems and see machine learning as a 

promising solution. The findings of this state-of-

the-art analysis provide insights into research in 

the field of evidence generation in physics and 

mathematics. These findings complement current 

information and serve as the basis for research 

and progress in the field of educational 

assessment. 

 

Keywords-NLP, Educational area, Assessment, 

elaboration of questions. 
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1. Introducción 
La evaluación del aprendizaje es un aspecto 

fundamental en la educación, ya que permite 

medir el nivel de conocimientos adquiridos por 

los estudiantes y evaluar la efectividad de los 

métodos pedagógicos utilizados [1]. Por lo tanto, 

las pruebas son una herramienta de uso frecuente 

para evaluar el aprendizaje en varios campos del 

conocimiento, como las matemáticas y la física. 

Sin embargo, la elaboración y evaluación de 

pruebas puede ser un proceso costoso y laborioso 

para los docentes [2]. Particularmente cuando se 

trata de grandes grupos de estudiantes. Además, 

existe el riesgo de que las preguntas no sean lo 

suficientemente claras o precisas, eso que podría 

afectar negativamente la calidad de las pruebas. 

El NLP “se enfoca en la capacidad de las 

computadoras para entender, interpretar y generar 

lenguaje humano de manera natural” [3]. En el 

contexto del desarrollo de pruebas, el uso de NLP 

se centra en la generación automática de 

preguntas y respuestas, evaluando la complejidad 

del texto utilizado en las preguntas e identificando 

errores y ambigüedades en la respuesta del 

estudiante.  

Abordando esta temática, se empleará la 

metodología de Systematic Mapping Study 

(SMS) y la revisión de la literatura sistemática 

(SLR). El SMS [4] Permitirá un análisis 

exhaustivo y sistemático sobre las 

investigaciones existentes en el campo utilizando 

un enfoque estructurado y riguroso. Por otro lado, 

la SLR [5] Se centrará en analizar de manera 

crítica y exhaustiva los estudios previos 

pertinentes para determinar sus ventajas, 

desventajas y conclusiones principales.  

Con el uso de estas técnicas combinadas, 

podremos obtener una comprensión profunda del 

cuerpo de trabajo ya realizado en el dominio de la 

preparación de exámenes de física y matemáticas 

utilizando el procesamiento natural. 

Al combinar estos enfoques, tiene como 

objetivo crear un marco de referencia confiable 

que pueda usarse para sugerir nuevas direcciones 

de estudio y aumentar nuestra comprensión de 

esta área. Esto hará posible no solo reconocer los 

patrones actuales, sino también detectar el 

potencial para mejorar y ampliar el uso del 

procesamiento del lenguaje natural en la creación 

de pruebas de física y matemáticas. 

 

En las etapas siguientes, nos sumergiremos en 

una descripción detallada de la metodología que 

implementaremos, destacando las respectivas 

etapas de: método PICOC, los criterios de 

inclusión, las interrogantes de investigación y el 

enfoque de búsqueda. Cada una de estas etapas 

ejercen un papel vital en el proceso de 

investigación. 

 

2. Metodología 
 

Para la realización de esta investigación, se 

emplearon dos metodologías fundamentales: el 

mapeo y la revisión sistemáticos de la literatura, 

en conjunto con la metodología PICOC [6]. El 

objetivo de aplicar estos enfoques era obtener una 

comprensión completa y profunda del estado del 

campo en estudio, particularmente con respecto al 

uso del procesamiento natural en la creación de 

pruebas matemáticas y físicas. 

Ambos abordajes se realizaron de acuerdo 

con estrictas normas y procedimientos, lo que 

aseguró la objetividad y repetibilidad del proceso. 

Para asegurarse de que los artículos incluidos en 

el análisis fueran de alto calibre y relevancia, se 

realizaron búsquedas exhaustivas en bases de 

datos académicas. También se aplicaron estrictos 

criterios de selección. 

 

Conseguimos compilar una descripción 

general exhaustiva y bien investigada del cuerpo 

de literatura en el área temática al combinar el 

mapeo sistemático, las revisiones sistemáticas de 

literatura y el enfoque PICOC. Esto sirvió como 

un buen punto de partida para realizar un análisis 

crítico, llegar a conclusiones y determinar 

posibles direcciones de estudio futuras. 
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Primero, exploraremos el método PICOC, que 

nos ayuda a definir claramente los elementos 

clave de nuestra investigación, como los 

participantes, intervenciones, comparaciones, 

resultados y contexto. A continuación, 

abordaremos los criterios de elegibilidad, que nos 

permiten establecer los criterios que deben 

cumplir los estudios incluidos en nuestra revisión. 

Luego, nos enfocaremos en las preguntas de 

investigación, que guiarán nuestra indagación y 

nos ayudarán a obtener respuestas significativas. 

Por último, nos sumergiremos en la estrategia de 

búsqueda, que nos permitirá localizar y 

seleccionar las fuentes de información relevantes 

para nuestro estudio. Al comprender en detalle 

cada una de estas etapas, estaremos preparados 

para llevar a cabo una investigación rigurosa y 

completa. 

 

Etapa 1. 

En esta etapa, el método PICOC se estableció 

como estrategia de investigación para obtener 

artículos sobre el uso del NLP en la educación 

para la elaboración de pruebas, y se establecieron 

las características de búsqueda. (ver tabla 1). 

 
Tabla 1: Método Picoc. 

 
PICOC Consideraciones 

Población(P): ¿Quién? Procesamiento de 

Lenguaje Natural (NLP) 

en la educación o en las 

áreas de física y 

matemática. 

Intervención(I): ¿Qué?, 

¿Cómo? 

Técnicas de NLP usadas 

en la educación. 

Comparación (C): ¿Con 

qué comparar? 

Estudios que presenten las 

técnicas de 

implementación de NLP 

para elaborar 

evaluaciones. 

Resultados (O): ¿Qué se 

busca conseguir/mejorar? 

La elaboración de 

evaluaciones que usen 

NLP para hacerlo más 

rápido. 

Contexto (C): ¿En qué tipo 

de organización y bajo 

que circunstancias? 

En la educación en el área 

de física y 

matemática para mejorar 

la elaboración de 

evaluaciones. 

Posteriormente, los términos fueron establecidos 

y utilizados en la forma en que se organizan las 

cadenas de búsqueda (ver tabla 2). 

Las expresiones booleanas frecuentes como 

"AND" y "OR" se utilizaron para obtener esta 

cadena de búsqueda. 

 

La cadena de búsqueda que se empleó: (natural 

language processing OR NLP) AND (physics OR 

math) AND (evaluation OR test) AND 

(education) es una combinación de términos clave 

relacionados con el tema de interés. A 

continuación, se presenta una justificación para 

cada uno de los componentes de la cadena: 

 

 1.   "natural language processing OR NLP": Esta 

parte de la cadena se refiere al procesamiento de 

lenguaje natural (NLP) y busca incluir estudios 

que se centren en técnicas y enfoques de NLP 

aplicados a la elaboración de pruebas. Al incluir 

"natural language processing" o "NLP" como 

términos alternativos, se amplía la cobertura de la 

búsqueda para incluir estudios que utilicen 

diferentes terminologías. 

 

 2.   "physics OR math": Esta sección de la cadena 

se refiere a los campos de física y matemáticas. 

Al incluir "physics" o "math" como términos 

alternativos, se busca abarcar estudios que se 

centren en la elaboración de pruebas en 

cualquiera de estos dos campos. 

 

 3. "evaluation OR test": Aquí se incluyen los 

términos "evaluation" y "test", que se refieren a la 

evaluación y las pruebas en el contexto de la 

elaboración de pruebas utilizando el 

procesamiento natural. Se busca encontrar 

estudios que se centren en la evaluación y el 

análisis de pruebas generadas mediante técnicas 

de NLP. 

 

 4.  "education": Esta última parte de la cadena se 

refiere al ámbito educativo. Al incluir este 

término, se busca encontrar estudios que se 

centren en la aplicación de la elaboración de 

pruebas con NLP en el contexto educativo, lo que 
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puede incluir la educación en física y 

matemáticas. 

 

La combinación de estos términos en la cadena de 

búsqueda permite enfocar la búsqueda en estudios 

que aborden la elaboración de pruebas utilizando 

el procesamiento natural en el ámbito de la física 

y las matemáticas, con un enfoque en la 

evaluación y el contexto educativo. 

 
Tabla 2: Términos Para Utilización De Búsqueda. 

 
Términos Términos Semejantes 

Natural language 

processing 

NLP 

Physics Math 

Evaluation test 

Education  

 
Criterios de elegibilidad 

 

Estos términos sobre inclusión y exclusión en 

metodologías SMS y SLR se utilizaron para 

seleccionar los estudios más pertinentes. Estos 

criterios se detallan a continuación: 

 

Criterios de inclusión: Los tipos de grupos 

temporales que componen la población de un 

estudio se conocen como criterios de inclusión [7]. 

Se incluyeron en el análisis de artículos que 

cumplan con los siguientes criterios de selección: 

dispongan un DOI, acceso en formato digital en 

línea y presentación de evidencia empírica sobre el 

uso de NLP en educación (ver tabla 3). 

 

Criterios de exclusión: Se excluyeron aquellos 

tipos de datos que presentaban dificultades para la 

extracción de información, de acuerdo con los 

criterios de exclusión establecidos. Esto incluyó 

artículos que no estaban escritos en inglés o que 

tenían menos de 10 páginas de extensión. (ver tabla 

3). 

 

Etapa 2. 
 

Preguntas de investigación: Se ha realizado una 

investigación acerca de cómo la utilización del 

procesamiento natural puede contribuir en la 

generación de pruebas en los ámbitos de las 

matemáticas y la física. Realizando dos tipos de 

preguntas, en el ámbito de Mapeo Sistemático 

(SMS) y Revisión de Literatura (SLR), fueron 

creados para dirigir y definir esta investigación. 

Seguidamente, se exponen las interrogantes que 

han surgido durante el desarrollo de la 

investigación. 

 

• SMS1: ¿Cuáles son las técnicas utilizadas en el 

procesamiento de lenguaje natural para la 

elaboración de pruebas en el ámbito de la física y 

las matemáticas? 

• SMS2: ¿Cuál es la efectividad del análisis de 

respuestas en la evaluación de los estudiantes 

mediante el uso de técnicas de procesamiento de 

lenguaje natural en pruebas de física y 

matemáticas? 

• SLRS1: ¿Cuál es el estado actual de la 

investigación sobre la elaboración de pruebas 

utilizando el procesamiento de lenguaje natural 

en el área de física y matemática? 

 

• SLRS2: ¿Cuál es la razón por la que se busca 

automatizar la elaboración de evaluaciones 

utilizando el procesamiento de lenguaje natural 

en el área de física y matemática?  
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Tabla 3: Criterios De Elegibilidad 

 

 

 

Tipo Inclusión Exclusión 
 

 

 

 

 

Mapeo 

Sistemático 

Artículos digitales en línea, publicado en los archivos 

de repositorios ACM, IEEE, Science Direct durante 

el período de 2020 a 2023, artículos en línea. 

 

Artículos publicados antes al 2020. 

Recopilación exhaustiva de documentos en inglés. Recopilación de investigaciones y análisis en diversos 

campos del conocimiento, presentados en lenguajes 

diferentes al inglés. 

dispongan DOI. Investigaciones secundarias, como informes o libros. 

Artículos que tienen acceso completo a su 

información. 

Artículos científicos de pago o sin estructura de 

investigación. 

 

 

 

Revisión 

Sistemática  

Literatura 

 

 

 

 

Artículos con keywords relacionadas con su título y 

resumen. 

Artículos que no proporcionaban palabras clave o 

términos relacionados, así como aquellos que tenían 

menos de 10 páginas. 

Investigaciones sobre el uso del Procesamiento 

Natural de Lenguaje (NLP) en el área educativo, 

específicamente en el contexto de evaluaciones o 

pruebas. 

Investigaciones que no se enfocan en la creación de 

pruebas en física y las matemáticas utilizando el 

procesamiento natural de lenguaje. 

Artículos que apliquen pruebas elaboradas mediante 

el procesamiento natural de lenguaje en el ámbito de 

la física y las matemáticas. 

Estudios que no contemplen el uso de pruebas 

elaboradas mediante el procesamiento natural de 

lenguaje en el ámbito de la física y las matemáticas. 

 

 

 

Etapa 3. 
 

Estrategias de búsqueda: ACM, 

ScienceDirect, IEEE y Web of Science fueron 

los cuatro repositorios científicos elegidos 

previamente que se utilizaron en el desarrollo 

del método de búsqueda para este estudio. 

Estos archivos fueron escogidos debido a sus 

extensos fondos y su aplicabilidad al tema de 

estudio. 

La selección de estos repositorios se basó en la 

cantidad de artículos disponibles para revisión 

sistemática (SLR) y mapeo sistemático (SMS). 

Se consideró crucial reunir un número 

considerable de publicaciones científicas 

pertinentes para garantizar la representatividad 

y exhaustividad de la investigación. 

 

Se utilizaron varios criterios durante el proceso 

de búsqueda para perfeccionar los resultados y 

obtener la información que queríamos. Estas 

restricciones incluyeron establecer un rango de 

fechas pertinente, limitar la búsqueda a 

literatura científica revisada por pares y elegir 

idiomas particulares para incluir en la 

búsqueda. 

Mediante el uso de estos filtros, fue posible 

garantizar el calibre y la relevancia de los 

artículos recopilados y reducir la posibilidad de 

encontrar material redundante o no 

relacionado. Se adquirió una colección de 

información correcta y pertinente para un 

análisis e interpretación. 

 

• Filtro 1. Para el primer filtro se realizó una 

recopilación exhaustiva de 3.510 publicaciones 

e investigaciones que cumplían con la cadena 

de búsqueda establecida. En este paso inicial, 

se realizó una búsqueda exhaustiva que abarcó 

los años 2020 a 2023. El criterio principal fue 

que los documentos se publicaran en inglés, y 
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se dio prioridad a los presentados en 

conferencias. 

Además, se definió como criterio de inclusión 

que las publicaciones e investigaciones sean de 

libre acceso y que todo su contenido sea 

accesible. Tras la aplicación de estos criterios, 

se obtuvieron un total de 1.607 estudios que 

cumplían con todas las condiciones definidas. 

Dentro del abanico científico abordado, estos 

estudios representan una selección rigurosa y 

relevante. 

 

• Filtro 2. En este punto, Se creó una cadena 

de búsqueda precisa seleccionando 

cuidadosamente las palabras clave más 

relevantes en los títulos y resúmenes de los 

documentos. Se utilizó el software Mendeley 

para procesar y filtrar los artículos e 

investigaciones, este procedimiento condujo a 

una reducción considerable en el conjunto 

inicial de artículos, dando como resultado 141 

investigaciones en total que coincidían con los 

criterios predeterminados. 

 

• Filtro 3. El tercer filtro utilizado en el 

procedimiento de selección y análisis de 

estudios y artículos. Con base en los 

resúmenes de artículos recopilados, cada 

estudio y artículo se descargó y revisó 

individualmente en este punto. El propósito 

principal de este filtro fue identificar los temas 

más pertinentes a nuestra investigación acerca 

de la aplicación del procesamiento del 

lenguaje natural en las evaluaciones de física y 

matemáticas. 

     

Esperamos obtener una visión general de cada 

estudio y establecer su relevancia y utilidad 

para nuestra investigación leyendo y 

analizando los resúmenes. Para ello, se 

aplicaron criterios de inclusión y exclusión. 

Aquellos artículos cuyos resúmenes 

demostraron una clara asociación con nuestra 

área de interés, es decir, la elaboración de 

pruebas mediante el procesamiento natural de 

lenguaje en el ámbito de la física y las 

matemáticas, fueron seleccionados para una 

investigación adicional. Por otro lado, se 

excluyeron de nuestro análisis los artículos que 

no cumplían con los criterios de inclusión, 

como aquellos que no estaban directamente 

relacionados con el tema de estudio. 

 

Una vez completada la selección, se leyeron 

detenidamente todas las publicaciones e 

investigaciones Los enfoques metodológicos, 

los resultados producidos y las conclusiones de 

cada publicación se examinaron 

minuciosamente durante este proceso para 

extraer material pertinente a nuestra 

investigación sobre el uso del procesamiento 

del lenguaje natural en las evaluaciones de 

física y matemáticas.  

 
Figura 1: Porcentaje de artículos obtenidos. 

 
 

La figura 1 muestra los repositorios y el 

porcentaje de documentos de cada uno. Tras 

completar exhaustivamente la búsqueda, se 

lograron recopilar un total de 60 artículos 

relevantes. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

62%
25%

10% 3%

Porcentaje Articulos 
Obtenidos

IEEE

Science Direct

Web of Science

Scopus
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TABLE 4: cadena de búsqueda y filtros. 

 
Repositorio Cadena de búsqueda tipo de 

artículo 

Resultados 

de cadena 

Filtro 1 Filtro 2 Filtro 

3 

IEEE "Natural Language Processing" OR "NLP" AND 

"Physics" OR "Math" AND "Evaluation" OR "Test" 

AND "Education" 

Artículos y 

Conferencias 

1238 267 85 37 

Science 

Direct 

“Natural Language Processing OR NLP” AND 

“Physics OR Math” AND “Evaluation OR Test” 

AND “Education” 

Artículos y 

Conferencias 

2215 602 31 15 

Web of 

Science 

(Natural Language Processing OR NLP) AND 

(Physics OR Math) AND (Evaluation OR Test) 

AND (Education) 

Artículos y 

Conferencias 

49 31 12 6 

Scopus (natural language processing OR NLP) AND 

(physics OR math) AND (evaluation OR test) AND 

(education) 

Artículos 8 7 5 2 

  TOTAL 3510 1607 141 60 

 

La identificación de palabras clave 

importantes en los resúmenes se realiza a 

medida que se leen los artículos. Estas palabras 

clave se organizan luego en temas pertinentes 

para que sea más fácil elegir el contenido más 

pertinente e importante. Vale la pena 

mencionar varias palabras clave que se 

descubrieron a lo largo de esta investigación y 

que fueron cruciales para el proceso de 

recopilación de información. Estas palabras 

han sido reconocidas, con algunos ejemplos: 

 
Tabla 5: Artículos recolectados a través de la biblioteca virtual. 

N.º Palabras Frecuencia Numero de 

Artículos 

N.º Palabras Frecuencia Numero de 

Artículos 

1 model 3028 58 12 student 1085 42 

2 based 2676 55 13 proposed 1070 42 

3 learning 2310 53 14 text 1070 42 

4 question 2298 53 15 accuracy 986 38 

5 data 1933 52 16 methods 985 38 

6 answer 1767 49 17 system 961 38 

7 knowledge 1604 49 18 different 925 35 

8 word 1439 47 19 approach 910 30 

9 language 1416 45 20 training 908 28 

10 performance 1139 45 21 research 903 25 

11 information 1096 43     

 

 

El esquema de clasificación se creó a partir de 

las palabras clave mencionadas anteriormente 

y presenta tres categorías, como se visualiza en 

la Figura 2. 
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Figura 2. Esquemas de clasificación. 

 

 
 

 

Esta sección muestra los análisis de la 

información en los documentos de investigación 

clave. Se utilizó el programa ATLAS.ti para 

procesar la información, lo que permitió realizar 

una lista de palabras clave (tabla 5) relacionadas 

con los artículos elegidos. Estas palabras clave se 

dividieron en tres categorías principales: técnicas 

de procesamiento, análisis de respuestas en la 

evaluación y actualidad de las pruebas de 

procesamiento natural. 

 

Sistemas basados en el conocimiento:  

Según los estudios, “los sistemas de inteligencia 

artificial utilizan información contextual y 

conocimiento previo para realizar tareas y tomar 

decisiones” [7]. Estos sistemas emplean técnicas 

de procesamiento natural para comprender el 

dignificado de las palabras y frases utilizadas en 

conversaciones y preguntas, entendiendo así su 

contexto. El análisis contextual implica 

comprender el contexto en el que se realiza una 

tarea o se formula una pregunta, lo que puede 

mejorar la precisión y relevancia de las respuestas 

[8]. En el artículo "Efficient SPARQL Queries 

Generator for Question Answering Systems" [9] 

Propone el uso de sistemas basados en 

conocimiento con análisis contextual para 

aumentar la precisión del proceso de clasificación 

de textos cortos en redes sociales, la creación de 

consultas SPARQL a partir de preguntas de 

lenguaje natural y la respuesta a preguntas 

complejas relacionadas con una tabla específica 

[9]. 

 

Conocimiento pre-entrenado: 

Nuestra investigación ha revelado una relación 

importante entre el conocimiento pre-entrenado, 

las redes adversarias generativas y el aprendizaje 

contrastivo en el campo del aprendizaje 

automático [10]. Al combinar estos enfoques, se 

logra mejorar tanto la precisión como la eficiencia 

de los modelos de aprendizaje automático. Los 

conocimientos pre-entrenados brindan una base 

sólida para comprender los datos, mientras que 

las redes adversarias generativas generan datos 

sintéticos realistas para ampliar el conjunto de 

entrenamiento. Por su parte, el aprendizaje 

contrastivo permite aprender representaciones 

más discriminativas y robustas [11].Esta 

combinación de enfoques potencia el rendimiento 

del modelo en diversas tareas de aprendizaje 

automático[12]. 

Tipos de preguntas: 

La investigación ha demostrado que estos 

conceptos son valiosos en una amplia gama de 

aplicaciones, aunque su efectividad puede ser aún 

mayor en problemas que se puedan expresar clara 

y concisamente en lenguaje natural [13]. Estos 

enfoques pueden ayudar a comprender y 

representar mejor los problemas matemáticos, lo 

que a su vez permite una resolución más eficiente 
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y precisa mediante técnicas de aprendizaje 

automático. La combinación de estos campos 

abre la puerta a soluciones automatizadas más 

sólidas y eficaces en el ámbito matemático [11]. 

HGEN: La investigación y posterior integración 

de HGEN, Graph2Tree y Language Models en el 

ámbito de la generación de texto automatizada dio 

como resultado un análisis exhaustivo de las 

necesidades y desafíos actuales en el 

procesamiento natural. Inicialmente, se identificó 

la necesidad de modelos que pudieran capturar y 

representar de manera efectiva las relaciones 

complejas entre palabras y conceptos en un texto. 

A partir de ahí, se exploraron diferentes enfoques 

y técnicas, y se encontró que HGEN, un modelo 

basado en grafos heterogéneos era capaz de 

capturar estas relaciones de manera más 

precisa[14]. Sin embargo, se observó que HGEN 

tenía limitaciones en la generación de estructuras 

sintácticas adecuadas[14]. Para abordar este 

problema, se investigó Graph2Tree, un modelo 

que convertía las estructuras de grafos en árboles 

sintácticos, mejorando así la coherencia y fluidez 

del texto generado[15]. Finalmente, se reconoció 

la importancia de los Language Models, 

especialmente aquellos basados en transformers, 

para capturar patrones y contextos lingüísticos de 

manera más precisa. La integración de estos tres 

enfoques permitió desarrollar un modelo más 

completo y efectivo para la generación de texto 

automatizada, abriendo nuevas posibilidades en 

áreas como la redacción de informes, la 

traducción automática y la generación de 

contenido creativo. 

 

E-learning Systems: Los investigadores 

comprendieron que mejorar la generación 

automatizada de evaluaciones en los sistemas de 

e-Learning y, en busca de una solución efectiva, 

consideraron la aplicación del machine learning. 

Durante este proceso, se examinaron 

meticulosamente tanto las ventajas como los 

desafíos asociados con la integración de técnicas 

de machine learning en los sistemas de e-

Learning, y se identificaron las áreas específicas 

en las que esta sinergia podría tener una 

influencia significativa. posee un gran potencial 

para mejorar sustancialmente la generación de 

evaluaciones personalizadas y adaptativas en los 

entornos virtuales de aprendizaje[11]. Esta 

sinergia permite una mayor eficiencia y precisión 

en la creación de evaluaciones adaptadas a las 

necesidades y cualidades únicas de cada 

estudiante, optimizando así su proceso de 

aprendizaje en entornos virtuales[16]. 

A través de la exhaustiva aplicación de la SLR, se 

ha identificado una alta frecuencia en la aparición 

de varios términos clave en el campo de estudio. 

Estos términos incluyen la "Clasificación de 

textos", "Modelos de lenguaje", "Sistemas 

basados en el conocimiento" y las "Redes 

adversarias generativas (GAN)". Estos hallazgos 

se presentan y se detallan en la Tabla 6, 

proporcionando una visión clara y concisa de la 

frecuencia y relevancia de estos términos dentro 

del corpus de literatura revisado. 

 

Etapa 4. 
 

Extracción de Datos. 

Durante esta etapa de extracción de los artículos 

recopilados, se dirige la atención hacia distintas 

secciones clave, como los resúmenes, 

introducciones y conclusiones. Estas secciones 

son analizadas en función de los conceptos 

formados a partir de las palabras clave 

previamente identificadas. Una vez que tenemos 

la información necesaria, podemos sintetizar y 

comparar los datos para llevar a cabo la 

resolución a las preguntas planteadas de manera 

precisa y fundamentada. 

 

 

 1.  Técnicas de Procesamiento: El término 

"técnicas de procesamiento de lenguaje natural se 

refiere a un conjunto de métodos y algoritmos 

utilizados para analizar, comprender y manipular 

el lenguaje humano en forma de texto” [17]. Estas 

técnicas permiten a las computadoras procesar y 

entender el lenguaje del ser humano de manera 

similar a como lo hacen los humanos. 
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1.1 Análisis contextual: Estos sistemas están 

basados en el conocimiento, aquellos que realizan 

tareas de análisis y toma de decisiones utilizando 

una base de conocimientos explícita en el 

contexto del análisis contextual [11]. Estos 

sistemas se basan en la noción de que las 

máquinas pueden representar y usar el 

conocimiento explícito para efectuar tareas 

complejas más eficiente y precisa. Los sistemas 

basados en el conocimiento pueden utilizarse en 

el análisis contextual para realizar tareas de 

clasificación y categorización de datos, así como 

para reconocer patrones y relaciones en grandes 

cantidades de datos. 

 

1.2 La clasificación de textos: Es un enfoque que 

“busca comprender el significado de una palabra 

o frase en función de la situación en la que se usa. 

En lugar de simplemente analizar la palabra por 

sí sola, el análisis contextual considera las 

palabras que la rodean y cómo se utilizan para 

determinar su significado” [17]. Se tiene como 

objetivo comprender una palabra o declaración 

para determinar su significado. El análisis 

contextual considera las palabras circundantes y 

su uso para definir una palabra en lugar de 

simplemente la palabra en sí. 

 

1.3 Conocimiento pre-entrenado: La 

clasificación de textos relacionada con los 

sistemas de recomendación se refiere al proceso 

de etiquetar o clasificar los textos con el objetivo 

de organizarlos y facilitar la recomendación de 

contenido relevante a los usuarios [18]. En este 

contexto, los sistemas de recomendación utilizan 

métodos de clasificación de textos para analizar y 

comprender el contenido de los textos, identificar 

patrones y características relevantes, y luego 

utilizar esta información para recomendar 

contenido similar o relacionado a los usuarios. 

 

1.4 Modelos de lenguaje: Los modelos de 

lenguaje desempeñan un papel fundamental en el 

procesamiento natural, permitiendo abordar 

diversas tareas de manera eficiente y precisa. 

Entre estos modelos, destacan HGEN y 

Graph2Tree. HGEN se especializa en resolver 

ejercicios matemáticos al emplear una 

codificación jerárquica de gráficos heterogéneos 

en lenguaje natural [13]. Su enfoque se centra en 

enfrentar la complejidad de estos problemas y su 

representación lingüística. Por su parte, 

Graph2Tree se dedica a generar árboles 

sintácticos a partir de oraciones en lenguaje 

natural, empleando técnicas de aprendizaje 

automático para capturar la estructura y relación 

sintáctica. Ambos modelos demuestran la 

versatilidad y eficiencia del procesamiento 

natural en una amplia gama de contextos y 

aplicaciones [19]. Su contribución destaca el 

potencial de estos modelos para mejorar la 

comprensión y generación de texto en distintos 

dominios. 
Tabla 6: Técnicas de Procesamiento. 

 

N.

º 

Técnicas de 

Procesamiento 

Referencia 

1 Análisis contextual [8] 

2 Clasificación de textos [10], [17], [20]–[25] 

3 Conocimiento pre-

entrenado 

[11], [26], [27] 

4 Modelos de lenguaje [15], [21], [23], [26]–[36] 

5 Sistemas basados en el 

conocimiento 

[10], [12], [24], [25], [37]–

[45] 

6 Recomendar sistemas [26], [38], [46], [47] 

7 Redes adversarias 

generativas (GAN) 

[10], [48], [49] 

8 Aprendizaje contrastivo [12] 

9 Graph2Tree [14], [15] 

10 HGEN [14] 

 

2. Análisis de Respuesta en la Evaluación: Se 

refiere al proceso de clasificación y análisis de las 

respuestas abiertas proporcionadas por los 

participantes en una evaluación o estudio de 

investigación. Este análisis puede involucrar el 

uso de técnicas de procesamiento natural para 

convertir las respuestas en datos numéricos que se 

pueden analizar estadísticamente [20]. 

 

2.1 Tipos de preguntas: Se refiere a las 

diferentes categorías de preguntas que se pueden 

hacer en un examen o evaluación, como 

preguntas de opción múltiple, preguntas abiertas, 

preguntas de verdadero o falso [35]. 

2.3 Evaluación automática: Se indica al uso de 

la informática para evaluar las respuestas a 

preguntas en un examen o evaluación 
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automáticamente. Esto puede incluir la 

comparación con una base de datos predefinida y 

el uso de algoritmos para identificar patrones en 

las respuestas correctas e incorrectas [50]. 

 

 2.4 Análisis semántico: Se indica al proceso el 

cual el ser humano comprende y extraen 

significado de las conversaciones y preguntas 

hechas en lenguaje natural [25]. El objetivo del 

análisis semántico es obtener comprensión más 

profunda del significado de las palabras y frases 

utilizadas en las conversaciones y las preguntas, 

lo que puede ayudar a generar respuestas más 

precisas y pertinentes. 

 
Tabla 7: Análisis de respuestas en la evaluación 

 
N.º Análisis de respuestas 

en la evaluación 

Referencia 

1 Tipos 

de preguntas 

[35] 

2 Evaluación 

automática 

[17], [30], [51], 

[52] 

3 Análisis Semántico [16], [26], [30], 

[37], [50] 

4 Problemas matemáticos [15], [30], [35], 

[53] 

5 Métricas de evaluación [30], [33], [46], 

[51] 

6 Resolución automática de 

problemas matemáticos 

[15], [29]–[31], 

[51] 

 

 

3. Actualidad de pruebas NLP: 

 

3.1 Aprendizaje automático: se refiere a un 

enfoque de IA que, sin ser programadas 

explícitamente, permite a las máquinas aprender 

y mejorar automáticamente a través de la 

experiencia [22]. 

 

3.2 Planifiacacion de enseñanza y aprendizaje: 

métodos, técnicas y enfoques utilizados por los 

educadores para facilitar el proceso de enseñanza 

y promover el aprendizaje efectivo de los 

estudiantes. Estas estrategias pueden incluir 

actividades interactivas, uso de tecnología, 

colaboración entre pares, retroalimentación 

formativa, entre otros enfoques pedagógicos [54]. 

 
Tabla 8: Área educativa 

 
N.º Área educativa Referencia 

1 Aprendizaje automático [26], [33] 

2 Sistemas de e-learning  [16] 

3 Estrategias de enseñanza y 

aprendizaje 

[32], [34] 

 

4 Conocimiento estudiante [12], [40], [43] 

5 Investigación  [20], [27], [50], 

[55], [56] 

 

 

RESULTADOS Y DISCUSIÓN 
 

Los resultados revelan una relación sólida entre 

los documentos analizados en cuanto a las 

técnicas de procesamiento utilizadas, el análisis 

de respuestas en la evaluación y la actualidad de 

las pruebas basadas en NLP. Estos resultados 

brindan una base sólida para futuras 

investigaciones y el desarrollo de herramientas y 

técnicas más avanzadas en el campo de la 

elaboración de pruebas utilizando el 

procesamiento natural. 

 

• SMS1: ¿Cuáles son las técnicas utilizadas en el 

procesamiento de lenguaje natural para la 

elaboración de pruebas en el ámbito de la física 

y las matemáticas? 

 

Después de investigar sobre las técnicas 

utilizadas en el procesamiento natural para la 

elaboración de pruebas en el ámbito de la física y 

las matemáticas, podemos decir que existen 

varias técnicas comunes aplicables en este 

contexto. “Estas técnicas incluyen la tokenización 

es una forma de dividir un texto en partes más 

pequeñas como palabras o símbolos 

matemáticos” [38]. El análisis sintáctico, que 

facilita la comprensión de la conformación 

gramatical de una oración o expresión 

matemática; la extracción de características, que 

busca palabras clave o conceptos cruciales en una 

pregunta [57], y “el modelado de lenguaje, que 

utiliza modelos de aprendizaje automático o 

estadísticos para predecir la probabilidad de una 

secuencia de palabras o símbolos” [[19]. Estas 

técnicas son fundamentales para el procesamiento 

y comprensión de preguntas en el ámbito de la 

física y las matemáticas, pero es importante 
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consultar fuentes adicionales para obtener 

información más detallada y referencias 

específicas. 
Figura 3. Tecnicas Utilizadas en NLP 

 

  
 

se identificaron diferentes enfoques y técnicas 

utilizadas (figura 3). Se observó que el análisis 

sintáctico representa aproximadamente el 3% de 

los estudios analizados, lo cual destaca la 

importancia de comprender la estructura 

gramatical de los textos. La tokenización, por su 

parte, ocupa un porcentaje significativo del 22%, 

evidenciando su relevancia en la segmentación de 

palabras y la generación de unidades de texto más 

pequeñas. Con un 16% de atención, el modelado 

de lenguaje es importante en la comprensión y 

creación de texto coherente. Finalmente, el 

procesamiento de lenguaje representa el 59% de 

los estudios analizados, lo que destaca su 

importancia en la creación y mejora de pruebas 

mediante técnicas de procesamiento natural de 

lenguaje. Estos resultados demuestran la 

diversidad y la importancia de las diversas 

técnicas utilizadas en el área de estudio, 

proporcionando una base sólida para el desarrollo 

de futuras investigaciones. 

 

• SMS2: ¿Cuál es la efectividad del análisis de 

respuestas en la evaluación de los estudiantes 

mediante el uso de técnicas de procesamiento de 

lenguaje natural en pruebas de física y 

matemáticas? 

 

Tras realizar la investigación, se ha concluido que 

no se han encontrado registros acerca de la 

efectividad del análisis de respuestas en los 

campos de física y matemáticas. No obstante, se 

han identificado métodos potencialmente 

adecuados para estos ámbitos. Estas opciones 

incluyen el procesamiento natural del lenguaje. 

Es importante destacar que el uso de estas 

técnicas puede mejorar la eficiencia y la eficacia 

en las tareas relacionadas con la ingeniería de 

requisitos (RE) según [19]. Así mismo, 

[22]menciona una propuesta para evaluar 

respuestas subjetivas que se compara con el 

método actual de evaluación manual. Según los 

resultados experimentales presentados (figura 4), 

esta nueva metodología demuestra ser 

aproximadamente tres veces más eficiente en 

términos de tiempo y muestra una precisión que 

oscila entre el 75% y el 87.5%, comparado con la 

versión manual del sistema [18] 

 
Figura 4. Efectividad de Modelos 

 

 
 

• SLRS1: ¿Cuál es el estado actual de la 

investigación sobre la elaboración de pruebas 

utilizando el procesamiento de lenguaje natural 

en el área de física y matemática? 

 

Se ha realizado un análisis exhaustivo del estado 

actual de la investigación en relación con la 

elaboración de pruebas utilizando el 

procesamiento natural en el área de física y 

matemática. Realizando una revisión exhaustiva 

de la literatura y la consulta de una variedad de 

fuentes académicas. La aplicación del 

procesamiento de lenguaje natural en la 

elaboración de pruebas en las disciplinas de física 

y matemática está ganando popularidad. Se han 

realizado numerosos estudios que exploran 

diferentes enfoques y técnicas para aprovechar el 

poder del procesamiento natural en la generación 

de preguntas, evaluación automática y 

personalización de las pruebas. En cuanto a la 



17 
 

aplicación específica del procesamiento natural 

en el área de física y matemática, se han 

identificado avances significativos. Se han 

propuesto modelos y algoritmos que permiten 

analizar y comprender el lenguaje natural 

presente en los enunciados de problemas. Sin 

embargo, a pesar de los avances logrados, aún 

existen desafíos por superar. Algunos de estos 

desafíos incluyen la adaptación de los modelos de 

procesamiento de lenguaje natural a la 

complejidad y especificidad de los conceptos de 

física y matemática. 

 

 

• SLRS2: ¿Cuál es la razón por la que se busca 

automatizar la elaboración de evaluaciones 

utilizando el procesamiento de lenguaje natural 

en el área de física y matemática? 

 

Eficiencia y ahorro de tiempo: La 

automatización de la “elaboración de 

evaluaciones utilizando el procesamiento de 

lenguaje natural permite generar rápidamente un 

gran número de preguntas y ejercicios”[53]. Esto 

ahorra tiempo a los educadores y facilita la 

preparación de evaluaciones completas y 

variadas. 

Personalización y adaptabilidad: La generación 

automatizada de evaluaciones “basada en el 

procesamiento de lenguaje natural permite 

adaptar las preguntas y ejercicios según las 

necesidades individuales de los estudiantes” [27]. 

Esto facilita la creación de evaluaciones 

personalizadas que se ajusten a los niveles de 

habilidad y conocimiento de cada estudiante. 

Mejora de la retroalimentación: Al utilizar “el 

procesamiento de lenguaje natural, se pueden 

generar respuestas automáticas y 

retroalimentación inmediata para los estudiantes” 

[29]. Esto les permite recibir comentarios 

instantáneos sobre su desempeño y les ayuda a 

identificar áreas de mejora. 

Estandarización y objetividad: La 

automatización de la elaboración de evaluaciones 

utilizando “el procesamiento de lenguaje natural 

garantiza una mayor objetividad y 

estandarización en la evaluación” [22]. Al 

eliminar la influencia subjetiva de los evaluadores 

humanos, se reduce el sesgo y se obtiene una 

evaluación más imparcial y consistente. 

Escalabilidad y accesibilidad: La 

automatización permite escalar el proceso de 

elaboración de evaluaciones, lo que es 

especialmente beneficioso en entornos educativos 

con un gran número de estudiantes [36]. Además, 

el uso del procesamiento natural puede hacer que 

las evaluaciones sean más accesibles para 

estudiantes con diferentes estilos de aprendizaje o 

necesidades especiales. 

 

Estas son algunas de las razones por las que se 

busca automatizar la elaboración de evaluaciones 

utilizando el procesamiento natural en el área de 

física y matemática. Es importante destacar que 

esta investigación continúa en desarrollo y se 

exploran nuevas aplicaciones y ventajas de la 

automatización en la educación. 

 

CONCLUSIONES 

 

Existen diversas técnicas de procesamiento 

natural de lenguaje aplicadas en la elaboración de 

pruebas en física y matemáticas. Entre ellas, se 

destacan el análisis sintáctico, la tokenización, el 

modelado de lenguaje y el procesamiento de 

lenguaje en general. Estas técnicas son 

fundamentales para comprender la estructura del 

texto, segmentar palabras, generar texto 

coherente y mejorar la calidad de las pruebas. 

 

La automatización de la elaboración de 

evaluaciones mediante el uso del procesamiento 

natural es una tendencia creciente en el ámbito 

educativo. Los investigadores han reconocido la 

necesidad de mejorar los sistemas de evaluación 

en entornos de aprendizaje virtual, y el 

procesamiento de lenguaje natural se presenta 

como una solución efectiva para lograrlo. 

 

El estado del arte en el procesamiento natural en 

el ámbito de la física y las matemáticas muestra 

un campo de investigación en constante progreso 

y evolución. La mejora de la generación 

automatizada de evaluaciones y la 
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personalización del proceso de evaluación en 

entornos de aprendizaje virtuales son posibles 

gracias a las técnicas y enfoques analizados. Estas 

conclusiones brindan una base sólida para futuras 

investigaciones que buscan apoyar el avance del 

entendimiento y la mejora de los sistemas de 

evaluación educativos. 
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