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RESUMEN 

INTRODUCCIÓN: La hemorragia subaracnoidea (HSA) conlleva altas tasas de morbimortalidad. Se 

han identificado varios factores de riesgo como estimadores de mortalidad y resultados funcionales; 

sin embargo, las predicciones son imprecisas y, en ocasiones, difíciles de establecer de forma 

precoz. Los algoritmos de inteligencia artificial (IA) permiten manejar datos complejos y de gran 

dimensión. Dentro de la IA, las redes neuronales (NN), una técnica de aprendizaje automatizado 

que es capaz de generar predicciones muy precisas a partir de datos de imágenes. 

OBJETIVO: Predecir la mortalidad en una cohorte consecutiva de pacientes con HSA mediante el 

procesamiento de la tomografía computarizada inicial en un algoritmo basado en redes neuronales. 

MÉTODOS: Estudio multicéntrico de una cohorte retrospectiva consecutiva de pacientes con HSA 

entre 2011 y 2022. Se analizaron variables demográficas, clínicas y radiológicas. Las imágenes de 

tomografía computarizada iniciales se preprocesaron y se usaron como entrada para entrenar una 

NN cuya arquitectura se basa en DenseNet-121. La variable resultado fue la mortalidad en los tres 

primeros meses. Las cohortes de entrenamiento, validación y test se obtuvieron mediante una 

división aleatoria del conjunto de datos inicial. 

RESULTADOS: Se procesaron imágenes de 219 pacientes, 175 para entrenamiento y validación 

de la NN y 44 para su evaluación. El 52,5% de los pacientes eran mujeres y la mediana de edad 

fue de 57,9 años. El 18,5% fueron HSA idiopáticas. La mediana de WFNS al ingreso fue de 2 y la 

mortalidad fue del 28,5%. El modelo mostró un gran rendimiento en la predicción de muerte en 

pacientes con HSA utilizando exclusivamente las imágenes de la tomografía computarizada inicial 

(Accuracy = 74%, F1 = 72% y AUC = 82%). 

CONCLUSIÓN: Las modernas técnicas de procesamiento de imágenes basadas en inteligencia 

artificial y redes neuronales hacen posible predecir la mortalidad en pacientes con HSA con alta 

precisión utilizando imágenes de TC como única entrada. Estos modelos pueden optimizarse al 

incluir más datos y pacientes, lo que resulta en una mejor capacitación, desarrollo y rendimiento en 

tareas que están más allá de las habilidades del conocimiento clínico convencional. 
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INTRODUCCIÓN 

La hemorragia subaracnoidea (HSA)(1) es una extravasación de sangre al espacio subaracnoideo, 

espacio localizado entre las meninges aracnoides y piamadre. La causa más frecuente es el 

traumatismo craneoencefálico, sin embargo, este supone una entidad clínico-patológica 

completamente distinta a la que nos ocupa. La HSA espontánea supone entre el 2-7% de los 

accidentes cerebrovasculares y afecta a 9/100.000 personas al año en los países desarrollados. La 

HSA espontánea, no secundaria a traumatismos puede deberse a: roturas de aneurismas 

intracraneales, malformaciones arteriovenosas (MAV), sangrados tumorales, vasculitis, angiopatía 

amiloide y trastornos de la coagulación, entre otros. La causa más frecuente de HSA espontánea 

es la aneurismática (aHSA). 

En los últimos años, se ha producido un leve descenso en la incidencia de la aHSA debido a la 

detección de aneurismas antes de su rotura (2–4). Otros factores que también han favorecido esta 

bajada han sido el mayor control de la tensión arterial y el abandono del hábito tabáquico. 

La HSA es una emergencia vital, ya que la mortalidad y morbilidad que puede producir es elevada. 

El 12% de los afectados fallecen antes de recibir atención médica (5). La mortalidad en los primeros 

días es del 30%, y oscila entre el 20 y el 46% a los 30 días (6). La principal causa de mortalidad de 

esta patología es el resangrado del aneurisma, que puede ocurrir hasta en un 40% en las primeras 

24 horas en los aneurismas no tratados. En cuanto a posibles complicaciones sistémicas, destacan 

el edema pulmonar neurógeno y el miocardio neurogénico aturdido. Sin embargo, la principal causa 

de morbilidad es la isquemia cerebral diferida, que puede estar producida o no por el vasoespasmo. 

Se han detectado varios factores de riesgo de la HSA que se pueden clasificar en factores 

modificables y no modificables (7). Dentro del primer grupo, destacan la hipertensión arterial (8), el 

alcoholismo, el hábito tabáquico (8) y el consumo de sustancias simpaticomiméticas, como la cocaína. 

Los factores no modificables son sexo femenino, etnia japonesa, finesa, poliquistosis renal 

autosómica dominante y el síndrome de Ehlers-Danlos tipo IV (9–11). El hecho de ser mujer y 

fumadora multiplica el riesgo de padecer aneurismas cerebrales, y, además, de que se produzca la 

rotura de estos (12–14). Destaca, además, como factor de riesgo la existencia de una historia familiar 

previa, considerada como la existencia de dos parientes de primer grado con historia de aneurisma 

(15–17).  

En cuanto a la clínica que caracteriza a la hemorragia subaracnoidea, el síntoma más determinante 

es una cefalea muy intensa, habitualmente referida como ‘’el peor dolor de cabeza de mi vida’’. 

Previa a esa rotura, puede haber una cefalea centinela. Acompañando a la cefalea brusca(18), puede 

haber otros síntomas tales como náuseas, vómitos, rigidez de nuca y signos clínicos como la 

hemorragia ocular y déficits neurológicos focales (19). Sin embargo, la HSA no es una enfermedad 
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local, sino que tiene implicaciones a nivel sistémico; por ejemplo, edema agudo de pulmón, shock 

neurogénico, cambios hemodinámicos, cambios en el sistema autonómico por lesiones en el tronco 

cerebral, cambios en la respiración, etc. 

Respecto al diagnóstico, hay una buena correlación entre el grado clínico inicial y la evolución final. 

Se pueden utilizar diferentes escalas como las escalas de gradación clínica como la de Hunt y Hess 

y la escala de la World Federation of Neurological Surgeons (WFNS). En cuanto a las pruebas 

complementarias, las más sensibles para el diagnóstico de HSA son la tomografía computarizada 

(TC) craneal y la punción lumbar (20,21). 

El TC es considerado la prueba inicial y, además, nos permite cuantificar la extensión y localización 

del sangrado. A cualquier paciente con sospecha de hemorragia subaracnoidea, hay que realizarle 

un TC urgente tras su llegada a Urgencias. La información que nos aporta el TC inicial es de gran 

importancia, ya que nos permite valorar el volumen de sangre, la existencia y grado de hidrocefalia 

y permite sospechar las causas de sangrado. 

 

Ilustración 1. TC con hemorragia subaracnoidea. Fuente: base de datos propia. 

Si el resultado no es concluyente y la sospecha clínica es alta, se recurre a la punción lumbar (22). 

La utilidad de esta prueba varía dependiendo de si la hemorragia subaracnoidea es temprana o 

tardía. Al hacer la punción lumbar buscamos cierto grado de xantocromía, y eso solo se consigue 

una vez que la hemoglobina se ha degradado. Por lo tanto, en la HSA, la punción lumbar aumenta 

su sensibilidad con el paso del tiempo (23).  

La angiografía por tomografía computarizada (angioTC) suele ofrecer un diagnóstico preciso de la 

causa, detectando con exactitud la causa del sangrado en un elevado porcentaje de casos. Sin 

embargo, la prueba gold-estándar para la identificación de la causa de sangrado es la angiografía 

cerebral. Ésta nos permite localizar el aneurisma, estudiar su relación con la vasculatura adyacente 
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y es útil para hacer la planificación terapéutica. La angiografía consiste en la adquisición de 

imágenes dinámicas tras la inyección de contraste radiopaco mediante la cateterización selectiva 

de la arteria de interés. A pesar de ser la prueba de referencia, cuando el diagnóstico es claro puede 

omitirse a favor de un tratamiento emergente. Ocasionalmente, se usa la angiorresonancia 

magnética (angioRM) en aquellos casos en los que las pruebas previas han resultado negativas y 

en el seguimiento de los pacientes. 

             

Ilustración 2. AngioTC y reconstrucción 3D de angioTC. 

El tratamiento de la HSA es llevado a cabo por un equipo de especialistas en patología 

neurovascular, fundamentalmente neurocirujanos y neurointensivistas. Lo primero es realizar un 

diagnóstico y estimación del riesgo adecuados. Posteriormente, se debe identificar la causa del 

sangrado y evitar el resangrado, mediante la exclusión del aneurisma, bien por vía quirúrgica o 

endovascular. Además, deben optimizarse todos los parámetros clínicos, analíticos y biométricos 

para realizar una correcta prevención de la isquemia cerebral tardía. Para ello, el paciente será 

ingresado y estabilizado en la unidad de cuidados intensivos (UCI), donde se tomarán una serie de 

medidas: 

 Monitorización de las constantes: valoración periódica del estado neurológico, frecuencia 

cardiaca, frecuencia respiratoria, electrocardiograma, presión intracraneal, presión de 

perfusión cerebral, saturación de oxígeno, tensión arterial, temperatura, glucemias capilares. 

 Asegurar una buena vía de ventilación. Si el paciente tiene un bajo nivel de consciencia, se 

recurrirá a la ventilación mecánica invasiva. 

 Profilaxis de trombosis venosa periférica (TVP) y de úlceras de estrés. 

 Tratamiento analgésico, sedante, antiemético y sueroterapia. 

 Prevención de crisis comiciales. 

En la prevención del resangrado se prioriza la exclusión del aneurisma junto con otras medidas 

como el control de la tensión arterial y el uso ocasional de antifibrinolíticos (24–26). Estos pueden 

reducir en un 45% el riesgo de resangrado en las horas previas al tratamiento. Sin embargo, 
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aumentan el riesgo de isquemia; por lo que es importante evitar la hipovolemia y emplear 

bloqueantes de calcio como el nimodipino, que han demostrado mejorar el resultado clínico en estos 

pacientes (27–30).  

Como hemos mencionado anteriormente, diferenciamos dos alternativas de tratamiento en función 

de las características clínicas y quirúrgicas del aneurisma, el tratamiento quirúrgico y el 

endovascular (31,32). En cuanto al tratamiento quirúrgico, la técnica principal es el clipaje, que consiste 

en colocar un clip quirúrgico en el cuello aneurismático para aislar el aneurisma del resto de la 

circulación sanguínea. Aunque las indicaciones de una y otra alternativa terapéutica son, a menudo, 

discutidas, existe un contexto bastante extendido en que las siguientes características son 

favorables para cirugía: 

 Cuello ancho (>4mm) o una relación cuello/diámetro >2. 

 Tamaño grande y de fácil acceso por cirugía. 

 Aneurismas de la arteria cerebral media. 

 Hematomas intraparenquimatosos que requieran evacuación urgente. 

 Necesidad de técnicas de revascularización.  

Las técnicas del tratamiento endovascular están en fase de expansión, y junto a técnicas más 

clásicas como el ‘’coilling’’, que consiste en introducir una espiral de platino en el interior del 

aneurisma, han surgido otras, véase los stents, los diversores de flujo y los dispositivos 

intrasaculares (Woven Endobridge o WEB, o el CONTOUR).  

En cuanto a las complicaciones de la HSA, las principales son el resangrado, el vasoespasmo, la 

isquemia, la hidrocefalia y las convulsiones. Podemos distinguirlas por su cronología, el 

vasoespasmo se produce entre el 3º día y la tercera semana; el edema cerebral suele surgir entre 

el 3º-7º día; mientras que la hidrocefalia puede ser aguda o crónica (33–35). 

Predecir el riesgo de mortalidad en pacientes que han sufrido una HSA tiene gran importancia, ya 

que el tratamiento de ésta es complejo, costoso y requiere rehabilitación posterior. Por lo tanto, si 

se puede conocer de antemano el pronóstico de los pacientes, podrán tomarse decisiones más 

acertadas en cuanto al manejo y tratamiento. Actualmente, se hace uso de diferentes escalas para 

clasificar la HSA y conocer su pronóstico. La escala de Fisher permite realizar una clasificación de 

la HSA según el volumen y distribución de la sangre en el TAC craneal (36). En origen surgió como 

una escala predictora del vasoespasmo, aunque posteriormente se ha relacionado con la gravedad 

de la HSA y su pronóstico. Actualmente se emplea la escala modificada de Fisher, por su mejor 

distinción entre grados. 
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GRADO HSA HIV 

0 Ausente Ausente 

1 Fina Ausente 

2 Fina o ausente Presente 

3 Gruesa Ausente 

4 Gruesa Presente 

Tabla 1. Escala de Fisher modificada. Elaboración: propia. 

A un paciente que tiene HSA hay que evaluarle diariamente el estado neurológico, y para ello, las 

más ampliamente utilizadas son la escala de Hunt y Hess (H&H) y la escala de WFNS (37) (Anexo 

1). La escala de Hunt y Hess valora el nivel de conciencia, la afectación de las meninges y el déficit 

neurológico. Es una escala sencilla y con buena correlación pronóstica. Sin embargo, como 

desventajas, cabe destacar la subjetividad de algunos términos como estupor, obnubilación, etc. 

Por otro lado, la escala de WFNS es una combinación de la escala de Glasgow y el déficit motor. 

Usa términos más objetivos, mejorando su capacidad predictiva. A pesar de la existencia de 

múltiples marcadores de la severidad del cuadro y de escalas de gradación clínica con implicación 

pronóstica, es extremadamente difícil establecer pronósticos certeros con las herramientas clínicas 

convencionales.  

Actualmente, existen métodos estadísticos e informáticos modernos que permiten manejar gran 

cantidad de datos para establecer predicciones. Algunos de los métodos que han demostrado mayor 

potencial están basados en la inteligencia artificial (IA). Desde hace unos años, la IA está teniendo 

un impacto y desarrollos muy importantes en numerosos campos de la Medicina (38). La IA 

proporciona herramientas para el manejo de grandes cantidades de datos de alta complejidad; 

permite seleccionar las variables más relevantes; se ha empleado como aproximación diagnóstica 

automática; permite evaluar la respuesta a tratamientos oncológicos mediante técnicas de imagen; 

ha posibilitado dirigir la investigación de análogos moleculares y farmacológicos para enfermedades 

genéticas, etc. La combinación de inteligencia artificial e inteligencia humana es superior a la de 

una de ellas exclusivamente. Por ejemplo, la IA permite interpretar gran cantidad de imágenes 

radiológicas para definir patrones que permitan el reconocimiento automático de enfermedades. 

La IA es una rama de la informática formada por un conjunto de algoritmos que se encargan de 

analizar una serie de datos complejos, imitando la inteligencia humana. El objetivo no es sustituir el 

trabajo humano, sino incrementar su eficiencia, capacidades y contribuciones humanas. J. Russell 

y Norvig diferencian 4 tipos diferentes de inteligencia artificial: (39) 

▪ Sistema que piensan como humanos: reproducen el pensamiento humano, como las redes 

neuronales artificiales (CNN). 
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▪ Sistemas que actúan como humanos: tratan de imitar las acciones humanas, como la 

robótica. 

▪ Sistemas que piensan racionalmente: utilizan la lógica racional, como los sistemas de 

expertos. 

▪ Sistemas que actúan racionalmente: imitan el comportamiento humano de forma racional, 

como los agentes inteligentes.   

Actualmente, las técnicas de inteligencia artificial están siendo muy utilizadas en la neurocirugía, en 

campos tan diferentes como los siguientes:  

 

Ilustración 3. Usos de IA en Neurocirugía. Fuente: elaboración propia. (40) 

En el campo de la neurooncología, la inteligencia artificial se ha utilizado sobre todo para 

segmentación y volumetría, diagnóstico diferencial genético, molecular y tisular, y para predecir 

posibles complicaciones de algunos tratamientos. (41–46) 

Respecto al área de la neurocirugía funcional, destaca su importancia en la epilepsia y el 

Parkinson(47–50): selección de pacientes candidatos a cirugía(51), tractografía funcional 

(52),biomarcadores epileptógenos (53), etc.  

En cirugía de raquis, se emplea en segmentación de columna vertebral y tejido óseo (54), predicción 

del riesgo de osteoporosis (55), evaluación de radiculopatías (56), etc. 

En la patología cerebral traumática, la inteligencia artificial ha tenido las siguientes aplicaciones: 

evaluar la gravedad y el grado de consciencia (57,58), biomarcadores traumáticos (59), evaluación de 

la presión intracraneal (60), etc. 

En el ámbito de la patología neurovascular, la mayor parte de aplicaciones se han enfocado a la 

patología isquémica. En cuanto a la patología hemorrágica, la IA se ha empleado en la detección 

de aneurismas (61), factores de riesgo y evaluación del riesgo de rotura de aneurismas (62), predecir 

los resultados funcionales de la hemorragia intraparenquimatosa y evaluación del riesgo de ésta 

(63,64). 

Es importante distinguir dos tipos diferentes de inteligencia artificial: Machine Learning (ML) y Deep 

Learning (DL) (65,66). El DL consiste en un aprendizaje basado en algoritmos, es decir, el sistema 

aprende de su propia experiencia. A medida que se van introduciendo más datos, dicho sistema se 

USOS DE  IA EN 
NEUROCIRUGÍA

NEUROONCOLOGÍA

NEUROCIRUGÍA FUNCIONAL

NEUROCIRUGÍA VASCULAR

NEUROCIRUGÍA 
VERTEBRAL

LESIÓN CEREBRAL 
TRAUMÁTICA
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va perfeccionando por sí solo, sin necesidad de ayuda humana. Está basado en leyes estadísticas. 

De este modo, este subtipo de inteligencia artificial ha tenido varias utilidades, como la 

segmentación de tumores o el pronóstico de supervivencia. Un ejemplo de DL son las redes 

neuronales (NN, del inglés Neural Network), que imitan las conexiones de los sistemas biológicos 

neurales y, como estos, establecen relaciones mediante asociaciones fallidas y correctas.  

 

Ilustración 4. Estructura de una red neuronal (NN). 

Por otro lado, el Machine Learning es un sistema de aprendizaje automático basado en la 

introducción de una gran cantidad de datos estructurados. Su objetivo es la identificación de 

patrones con el fin de realizar predicciones. En el Machine Learning, el aprendizaje e identificación 

de patrones requiere de estructura y mayor participación humana que el Deep Learning. En cuanto 

al pronóstico basado en imágenes el DL ha demostrado una mayor capacidad. 

Aunque el empleo de la inteligencia artificial en el campo de la Medicina está teniendo un excelente 

desarrollo, aún faltan muchos ámbitos posibilidades de crecimiento y aplicación. Por eso, en este 

estudio nos hemos propuesto establecer el pronóstico vital de una serie de pacientes con HSA 

mediante un algoritmo basado en Deep Learning y en la imagen del TAC inicial. Consideramos que 

el TAC inicial, obtenido en las primeras horas tras la HSA, proporciona una información completa y 

precoz que puede explotarse mediante técnicas de inteligencia artificial como las redes neuronales.  

OBJETIVOS 

OBJETIVOS ESPECÍFICOS 

• Elaboración de un algoritmo pronóstico de mortalidad basado en Redes Neuronales y el 

TC inicial en pacientes con HSA, tanto aneurismática como no aneurismática. 

• Evaluar la capacidad de predicción de la mortalidad de dicho modelo en una cohorte de 

pacientes de características similares.  

OBJETIVOS SECUNDARIOS 

• Evaluar la capacidad del algoritmo de trabajar con una muestra de pacientes cuyas 

imágenes provienen de diferentes centros. 
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• Discutir la efectividad de esta herramienta pronóstico y contrastarla con la evidencia 

actual existente. 

MATERIAL Y MÉTODOS 

DISEÑO Y POBLACIÓN DE ESTUDIO 

Se trata de un estudio de casos consecutivos recogidos entre 2011 y 2022, donde los pacientes son 

reclutados de la cohorte de pacientes diagnosticados de hemorragia subaracnoidea aneurismática 

y no aneurismática/perimesencefálica. Para el diagnóstico de HSA perimesencefálica, es necesario 

que cumpla los siguientes criterios: (67) 

• Clínica característica: ausencia de pérdida de conocimiento o cefalea centinela, y buenos 

grados clínicos (Hunt y Hess o WFNS grados I o II). 

• TC precoz. 

• Distribución característica de la sangre: cisternas perimesencefálicas o prepontinas. 

• Estudio angiográfico confirmatorio. 

Los criterios de exclusión son pacientes con HSA por otra etiología y ausencia de estudio 

tomográfico en las 24 h desde su consulta. Además, se ha incluido una muestra de pacientes del 

Hospital Clinic de Barcelona con los mismos criterios de inclusión y exclusión.  

VARIABLES 

Se recogieron las siguientes variables de estudio: 

• Demográficas: sexo, edad, antecedentes de riesgo cardiovascular (fumador, hipertensión 

arterial, diabetes mellitus, dislipemia), consumo de alcohol o de drogas e historia familiar de 

HSA.  

• Escala de Glasgow, Hunt y Hess, WFNS (Anexo 1). Causa de la HSA. Número, tipo y 

localización del aneurisma causante de la HSA. 

• TC inicial. 

• Ingreso en UCI. 

• Tratamiento empleado: quirúrgico o endovascular. 

• Presencia de hidrocefalia aguda.  

• Hidrocefalia crónica y necesidad de derivación ventriculoperitoneal. 

• Crisis comiciales y epilepsia secundaria  

• Presencia de vasoespasmo, hematoma intraparenquimatoso, hematoma subdural e 

isquemia cerebral diferida.  
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• Estado neurológico funcional al alta: Escala de Rankin modificada y la escala extendida de 

resultados de Glasgow (GOSE). (Anexo 2) 

• Tiempo de ingreso.  

• Variable fundamental de resultado: Mortalidad a los 3 meses. 

ADQUISICIÓN DE IMÁGENES 

Las tomografías computarizadas de las cohortes institucional y externa se adquirieron 

respectivamente en un escáner PHILLIPS INGENUITY CT y SIEMENS SOMATOM CT. El grosor y 

el número de cortes variaron entre los estudios.  

PREPROCESAMIENTO DE IMÁGENES 

Las imágenes de las tomografías computarizadas (TC) se anonimizaron y preprocesaron para 

estandarizar el espacio 3D, la escala de grises y el número y grosor de los cortes. Se implementó 

un algoritmo avanzado de procesamiento de imágenes para volver a muestrear las tomografías 

computarizadas en un espacio 3D uniforme. Esto implicó alinear los escaneos en función de puntos 

de referencia anatómicos e interpolar los datos de la imagen para garantizar que todos los cortes 

tuvieran la misma cantidad de píxeles y dimensiones. Los valores de densidad y escala de grises 

también se normalizaron.  

ALGORITMO DEEP LEARNING 

Se realizó una segmentación del cerebro para eliminar el volumen correspondiente al cráneo y resto 

del espacio extraaxial. Esto se realizó mediante la herramienta Brain Extraction Tool (BET) del 

Functional MRI of the Brain Software Library (FSL) v6.0. 

Red neuronal 

En nuestro trabajo se empleó el repositorio de código que ofrece AUCMEDI (https://frankkramer-

lab.github.io/aucmedi/) para instruir a una red neuronal de Deep Learning en la clasificación de 

pacientes en dos resultados: supervivencia y muerte. La red neuronal está basada en la red 

convolucional densa DenseNet121. Esta arquitectura destaca por su patrón de conectividad densa, 

donde cada capa está directamente conectada a todas las subsiguientes en una forma de feed-

forward dentro de cada bloque. Esta red destaca por su eficiencia y el mínimo consumo de memoria, 

fruto de la reutilización de características y la simplificación de los procesos. 

Activación de Salida 

Para la clasificación de los pacientes se utilizó la función softmax como función de activación final. 

Esta función genera dos probabilidades que suman 1, representando la probabilidad de que la 

imagen de entrada pertenezca a la clase de vivos o fallecidos. La clase con la probabilidad más alta 
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se elige como la predicción de salida del modelo. Esto es, si para la imagen de un paciente 

obtenemos un probabilidad de vivo= 0.4 y muerto=0.6 , este paciente será clasificado como muerto.  

Aumento de Datos 

En nuestro modelo de NN, empleamos varias técnicas de aumento de imágenes para mejorar la 

diversidad y solidez de nuestro conjunto de datos de entrenamiento. Estas técnicas incluyeron el 

reflejo (reflejando las imágenes a través de su eje vertical u horizontal), rotación (modificando las 

imágenes ciertos grados alrededor del punto central), escalado (cambiando el tamaño de las 

imágenes) y transformación elástica (distorsionando la imagen localmente). La amplificación de 

imágenes permite entrenar mejor el modelo y preparlo para un mejor rendimiento antes nuevas 

imágenes. 

Callbacks o control de avance 

En nuestro modelo, empleamos varios Callbacks o funciones que obligan al modelo a detenerse 

ante determinadas condiciones: Early Stopping, Model Checkpoint y Reduce LR On Plateau. Early 

Stopping se utiliza para detener el entrenamiento cuando una métrica monitoreada ha dejado de 

mejorar, evitando el sobreajuste (overfitting) y ahorrando recursos computacionales. Model 

Checkpoint permite guardar el modelo después de cada iteración o epoch, asegurando la 

preservación del mejor modelo. Por otro lado, Reduce LR On Plateau disminuye la tasa de 

aprendizaje cuando una métrica ha dejado de mejorar, optimizando la capacidad del modelo para 

encontrar el mínimo global y mejorar su entrenamiento. Estas estrategias mitigan el sobreajuste y 

reducen el tiempo de entrenamiento innecesario. 

Transfer Learning 

Transfer learning es un enfoque de aprendizaje automático que aplica un modelo pre-entrenado, 

desarrollado típicamente en conjuntos de datos extensos, a una tarea nueva pero relacionada. Esta 

estrategia mejora la eficiencia del aprendizaje, especialmente cuando los datos para la nueva tarea 

son limitados. El modelo retiene relaciones aprendidas de la tarea anterior mientras ajusta la capa 

de clasificación que se está desarrollando para la nueva tarea. Este método ahorra recursos 

computacionales y tiempo de entrenamiento. 

ESTADÍSTICA 

Se realiza un análisis estadístico descriptivo de la muestra con las variables que queremos estudiar 

(Tabla 1): 
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Cuantitativa continua Cualitativa ordinal Cualitativa nominal 
dicotómica 
(categórica) 

Cualitativa nominal 
no dicotómica 

-Edad 
 

-Escalas (WFNS) 
 

-Sexo 
-Factores riesgo 
cardiovascular 
-Historia familiar 
-Mortalidad 

-Tipos HSA 
-Localización 
aneurismática 
-Posibles 
tratamientos 

Tabla 2. Variables a estudio. Fuente: elaboración propia. 

Para la caracterización de variables cuantitativas continuas hemos utilizado el parámetro de la 

media o la mediana según la distribución de la variable fuera normal o no. La distribución de las 

variables se analizó mediante el test de Kolmogorov-Smirnof y se empleó estadística paramétrica o 

no paramétrica según su resultado. Los datos de las escalas se aportan en forma de medianas y 

modas, mientras que la frecuencia de eventos se proporciona en forma de porcentajes. Para realizar 

este análisis, se ha utilizado el programa Microsoft Excel versión 2303 (compilación 16227.20258) 

y el paquete estadístico SPSS (IBM. Versión 24). 

El modelo predictivo fue evaluado mediante las métricas más utilizadas en la evaluación de 

algoritmos de inteligencia artificial: sensibilidad, especificidad, área bajo la curva (AUC) y F1-score. 

Los resultados se ilustran en forma de curvas ROC y matrices de confusión. 

▪ Sensibilidad: proporción de verdaderos positivos (TP) detectados por el modelo, en relación 

con el total de casos positivos (TP + FN). Su valor oscila entre 0 y 1, siendo el valor óptimo 

1. 

▪ Especificidad: proporción de verdaderos negativos (TN) detectados por el modelo, respecto 

al total de sucesos negativos (TN + FP). Su valor oscila entre 0 y 1, siendo el valor óptimo 

1. 

▪ Área bajo la curva (AUC): mide la capacidad discriminativa de un modelo de clasificación 

binaria. Cuantifica el área que hay debajo de la curva ROC. Una curva ROC representa la 

tasa de falsos positivos (1-especificidad) en el eje X frente a la tasa de verdaderos positivos 

(sensibilidad) en el eje Y. Nos permite determinar el grado de discriminación que tiene una 

prueba diagnóstica. Su valor oscila entre 0 y 1, siendo el valor óptimo 1.  

▪ F1-score: mide la capacidad de precisión y sensibilidad de un modelo de clasificación binaria. 

Su valor oscila entre 0 y 1, siendo el valor óptimo 1. 

RESULTADOS 

Según los criterios de inclusión, la muestra se compuso de 219 pacientes, de los cuales 179 

pertenecían al HURH y 40 al Hospital Clinic. De acuerdo con esto, como resultado de la división 

aleatoria, 153 (70%) pacientes se utilizaron para el entrenamiento del modelo, 22 (10%) para su 

validación y 44 (20%) para su evaluación.  



 

 

 13 

El 52,5% de los pacientes eran mujeres y la edad media fue de 57.9 años. Mientras que los hombres 

representaban el 47,5% de la muestra, con una media de edad de 57 años. En cuanto a los factores 

de riesgo cardiovascular, el 43,8% tenían hipertensión arterial y el 37%, dislipemia. Tan solo el 9% 

sufría diabetes y apenas el 1,5% relataba tener historia familiar de HSA. 

Respecto a las características de la HSA, el 18,5% eran idiopáticas, teniendo el resto una etiología 

aneurismática. El 97% de las HSA aneurismática era circulación anterior, siendo la arteria cerebral 

media y la arteria comunicante anterior la localización más frecuente de los aneurismas. En un 20% 

de las HSA aneurismáticas se identificaron múltiples aneurismas, de ellos un 29% tenían 3 o más 

aneurismas. Dentro de los pacientes con HSA aneurismática, el 50,5% fue tratado con clipaje, frente 

al 40% que fue tratado con coilling. Además, el 43% sufrió vasoespasmo y tan solo el 17,5% fue 

sintomático. Durante el ingreso, el 35% padeció hematoma intraparenquimatoso, frente al 5% que 

sufrió hematoma subdural. Un porcentaje reseñable sufrió isquemia cerebral diferida (23,5%).  

El 98,2% de los individuos fueron ingresados en la UCI, siendo la mediana de WFNS al ingreso de 

2 y 5. Por otra parte, la mortalidad los individuos objeto de estudio ha sido del 28,5%. 

VARIABLE SIGNIFICADO NÚMERO PORCENTAJE 

Mujer  115 52.5% 

Edad 57.9 años   

FACTORES DE RIESGO 

HTA  96 43.8 % 

Tabaco 

• Mujeres fumadoras 

• HTA+Tabaco 

 
90 
40 
36 

41% 
34.8% de las mujeres 
16.5 % del total 

Diabetes  20 9% 

Dislipemia  81 37% 

Historia Familiar  3 1.5% 

HSA idiopática  39 18,5% 

HSA aneurismática 
Múltiple 
Circulación anterior 

 
180 
36 
174 

82% 
20% 
97% 

Diámetro del aneurisma 7.9 mm   

TRATAMIENTO 

Quirúrgico 
Endovascular 
No 
Tiempo de tratamiento: 

• Ultra temprano(<24h) 

• Temprano (24-72h) 

• Retardado (>72h) 

 

91 
72 
17 
 
114 
33 
16 

50.5% 
40% 
9% 
 
70% 
20% 
10% 

ADMISIÓN 

Hunt & Hess 
I 
II 
III 
IV 
V 

2/1* 
 
 
 
 

 
103 
45 
10 
17 
44 

 
47% 
20.5% 
4.5% 
8% 
20% 

WFNS 2/2 y 5 93 42.5% 
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I 
II 
III 
IV 
V 

 46 
8 
26 
46 

21% 
3.5% 
12% 
21% 

Fisher Modificada 
I 
II 
III 
IV 

4/4* 
15 
25 
35 
144 

7% 
11.5% 
16% 
65.5% 

Hematoma intraparenquimatoso  63 35% 

Hematoma subdural  9 5% 

COMPLICACIONES 

Hidrocefalia precoz 
Hidrocefalia crónica 
Crisis convulsivas 
Epilepsia 
Vasoespasmo sintomático 
Isquemia cerebral diferida 

 

96 
38 
37 
12 
38 
52 

44% 
17.5% 
17% 
6.5% 
17.5% 
23.5% 

Estancia media 24 días   

RESULTADOS 

mRS a los 3 meses 
0 
1 
2 
3 
4 
5 
6 

3/6*  
46 
37 
16 
19 
15 
23 
63 

 
21% 
17% 
7.5% 
8.5% 
7% 
10.5% 
28.5% 

Mortalidad  63 28.5% 

Tabla 3. Resumen de resultados. Fuente: elaboración propia. 

*Mediana y moda. 

PREDICCIÓN DE LA MORTALIDAD DEL MODELO 

La iteración que mejores resultados proporcionó fue la última. La tabla 4 y la ilustración 5 recogen 

el resultado predictivo del modelo como promedio de ambas clases. El Anexo 3 muestra los 

resultados para cada clase de cada uno de los epochs o iteraciones más relevantes: aquella que 

ofrece una mejor área bajo la curva de la función ROC; mejor F1; mejor Loss y el último epoch. El 

mejor rendimiento del modelo se alcanzó en el último epoch. La sensibilidad y especificidad 

promedio fueron de 0,75 ambas, la accuracy promedio de 0,74, F1 promedio 0,72 y AUC promedio 

0,82. 

Verdaderos Positivos 16 

Verdaderos Negativos 16 

Falsos Positivos 5,5 

Falsos Negativos 5,5 

Sensibilidad 0,75 

Especificidad 0,75 
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Precisión 0,72 

FPR 0,25 

FNR 0,25 

FDR 0,28 

Accuracy 0,74 

F1 0,72 

Área bajo la curva 0,82 

Tabla 4. Resumen de resultados. Fuente: elaboración propia. 

 

Ilustración 5. Resultados por categorías de los principales parámetros que miden la capacidad predictiva del modelo. 

Una matriz de confusión es un instrumento muy útil que nos permite evaluar el grado de precisión 

que tiene un algoritmo utilizado en un aprendizaje supervisado. Se representan. Se puede asociar 

una tabla de contingencia. 

La matriz de confusión (Tabla 5) representa los verdaderos positivos, verdaderos negativos, falsos 

positivos y falsos negativos. Este modelo clasifica correctamente a los supervivientes (clase 0) en 

un 73,33%, mientras que a los no supervivientes los clasifica en el subgrupo correspondiente en un 

76,92% (Ilustración 6). 

  PREDICCIÓN 

  0 1 

VALOR REAL 
0 Verdaderos Negativos Falsos Positivos 

1 Falsos Negativos Verdaderos Positivos 

Tabla 5. Matriz de confusión. Fuente: elaboración propia. 
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Ilustración 6. Matriz de confusión. Fuente: elaboración propia. 

El área bajo la curva (AUC) mide el rendimiento de un modelo de clasificación binaria, siendo el 

valor óptimo 1; mientras que un valor de 0,5 significaría un rendimiento similar al azar. Un valor de 

AUC de 0,82 nos permite indicar que el rendimiento es muy bueno y es un modelo sólido. 

 

Ilustración 7. Curva ROC. Fuente: elaboración propia. La curva negra representa la clasificación aleatorizada. La curva roja corresponde a los 

supervivientes, y la azul a los fallecidos. 

DISCUSIÓN 

La hemorragia subaracnoidea espontánea (69) es una patología muy grave producida, en la mayor 

parte de los casos por la rotura de un aneurisma cerebral. El síntoma principal de dicha patología 

es una cefalea muy intensa, de carácter desproporcionado. Para la detección de la HSA, es 

necesario un TC inicial en el que poder observar la extravasación sanguínea. Desgraciadamente, 

la HSA tiene una elevada morbimortalidad, por lo que disponer de herramientas que nos permitan 

conocer el pronóstico de un paciente puede ser muy beneficioso.  
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En este trabajo diseñamos un modelo basado en redes neuronales y las imágenes del TC inicial 

con el objetivo de predecir la mortalidad en pacientes con HSA. Conseguimos unos resultados muy 

satisfactorios, ya que dicho modelo predice la mortalidad con una precisión de 72%, una sensibilidad 

y especificidad del 75% cada una, un F1 de 72% y un área bajo la curva de la función ROC del 82%. 

De esta manera, podemos clasificar correctamente a un gran número de pacientes.  

Este modelo es una aproximación pionera en este campo y muy novedosa, pues hasta la fecha este 

es el primer ejemplo de un trabajo similar. Hay otros trabajos en la literatura que utilizan las técnicas 

de inteligencia artificial con otros fines relacionados con la neurocirugía, pero, hasta el momento, 

nuestra investigación es la única que ha logrado unos resultados tan sobresalientes. 

Otros autores han intentado estimar el riesgo de muerte en pacientes con HSA. Por ejemplo, en el 

estudio Swiss SOS (70), estudiaron diferentes parámetros para estimar la mortalidad en su muestra 

de pacientes en la que la mortalidad será es menor que la nuestra, un 20% teniendo en cuenta el 

total de pacientes y un 13,9% al retirar a aquellos pacientes en los que el tratamiento activo se 

suspendió después del ingreso. Encontraron que el resangrado era el parámetro más importante 

con una OR 8,37. La presencia de resangrado tiene una relación estrecha con la morbimortalidad y 

está implicado de manera directa con el fallecimiento de los pacientes. En nuestro estudio, la 

mayoría de los pacientes que tuvieron resangrado no sobrevivieron. En la publicación de Zhou et 

al. (71), se predice el riesgo de mortalidad a los 3 meses en pacientes tratados mediante coilling. 

Desarrollan un nomograma con el fin de determinar el riesgo de mortalidad de cada paciente.  El 

reflejo pupilar patológico, la edad y la necesidad de respiración invasiva fueron predictores 

independientes de mortalidad a los 3 meses. Aunque en el campo del ictus isquémico, destacamos 

también la importancia de la publicación de Olive-Gadea et al. (72), basado en el uso de un software 

de inteligencia artificial que identifica oclusión de grandes vasos en TCs sin contraste. Se desarrolló 

el software MethinksLVO, que predice con una sensibilidad de 83% y una especificidad del 85% la 

sospecha de ictus agudo. De esta manera, se incrementa la eficiencia en el traslado de pacientes 

entre los diferentes centros con tratamiento para el ictus.  

A diferencia de los ejemplos anteriores, la importancia de este trabajo radica en la posibilidad de 

predecir el pronóstico en un paciente con hemorragia subaracnoidea, empleando, únicamente, el 

TC al ingreso. Conocer las probabilidades de supervivencia de un paciente de forma precoz puede 

facilitar la toma de decisiones tales como si será necesario hacerle algún tratamiento o si este 

resultará fútil. Así se puede, por ejemplo, adecuar el momento y el tipo de tratamiento, reservándolo 

a aquellos pacientes con potencial de supervivencia. Saber esta información de antemano es 

importante para muchas partes de la cadena sanitaria, lo es tanto para el paciente como para los 

profesionales, y también para las familias. Estos datos son relevantes a su vez para el sistema 

sanitario ya que podríamos evitar administrar tratamientos ineficaces y tendríamos un mejor control 
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sobre los recursos sanitarios y económicos. Asimismo, conocer la mortalidad abre nuevas líneas de 

investigación para el futuro. 

A pesar de la importancia de este trabajo existen limitaciones inherentes a sus métodos y otras que 

podrán solventarse en investigaciones futuras: 

▪ Se trata de una cohorte retrospectiva. No obstante, todos los modelos de IA se basan en 

una ground truth o verdad fundamental, que solo puede conocerse a través de la experiencia 

previa. 

▪ La muestra de pacientes podría considerarse mediana; sin embargo, es representativa del 

contexto epidemiológico y sanitario de nuestro país. Para mitigar los efectos de esta 

limitación, se emplearon sistemas de aumento de datos mediante técnicas de computación. 

▪ El modelo está construido a partir de los resultados de un par de centros cuyo manejo, 

aunque correcto desde el punto de vista de guías internacionales, puede no ser el mismo en 

otros centros/países y, por tanto, la capacidad predictiva del modelo podría verse afectada 

si este se aplicara en centros con un manejo diferente de los pacientes. Conscientes de esta 

limitación quisimos incluir pacientes de otro centro e imágenes adquiridas en dos máquinas 

distintas. 

▪ Una limitación intrínseca a los modelos de Deep Learning es que no son auto-explicativos, 

es decir, podemos obtener un resultado, pero no conocer los motivos que nos han llevado a 

él. Así, el código se comporta como una caja negra que contiene toda la información pero 

que no es posible abrir. Existen esfuerzos por explicar los resultados de estos modelos 

mediante diferentes métodos (XAI: Explainable Artificial Intelligence) como los mapas de 

prominencia o saliency que muestran aquellos puntos que el algoritmo considera para tomar 

una decisión.  

        

Ilustración 8. Cortes axial, sagital y coronal del TC de un paciente con HSA y abundante hemorragia intraventricular que el modelo estimó 

como fallecido en su predicción. En la línea superior se muestra el mapa de prominencia o saliency que sugiere que el modelo presta atención 

a la hemorragia intraventricular en su estimación.   
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CONCLUSIONES 

Es posible predecir con una precisión elevada la mortalidad de los pacientes que sufren una HSA a 

partir del TC inicial mediante técnicas de DL basadas en redes neuronales. Poder predecir la 

mortalidad de los pacientes afectados por HSA gracias al TC inicial nos permite dirigir de forma más 

eficiente los esfuerzos terapéuticos y ofrecer una información más sólida tanto a los pacientes como 

a sus familiares. Este trabajo es pionero en sus métodos y objetivo ya que, partiendo de una imagen 

radiológica, ofrece un algoritmo automatizado que permite superar la capacidad del conocimiento 

clínico convencional en la predicción del pronóstico vital de una patología tan mórbida y letal como 

la HSA. 
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ANEXOS 

ANEXO 1. ESCALAS 

 

Ilustración 9. Escalas más utilizadas en la HSA. Fuente: Sociedad Española de Neurocirugía (1) 
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ANEXO 2. ESCALAS 

 

Tabla 6. Escala de Rankin modificada. Fuente: Sociedad Española de Medicina de Urgencias y Emergencias. (73) 

 

Tabla 7. Escala extendida de resultados de Glasgow (GOSE). Fuente: revista chilena de Neurocirugía. (74) 
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ANEXO 3: TABLA DE RESULTADOS  

 
 

RENDIMIENTO DE REDES 
NEURONALES BASADO EN 

IMÁGENES 

RENDIMIENTO DE REDES NEURONALES 
BASADO EN IMÁGENES Y MEGADATOS 

CLASE METRIC 
MEJOR 

AUC 
MEJOR 

F1 
MEJOR 
LOSS 

ÚLTIMA 
MEJOR 

AUC 
MEJOR F1 

MEJOR 
LOSS 

ÚLTIMA 

V
IV

O
S

 

VP 27 25 19 22 29 24 23 30 

VN 2 5 11 10 3 9 8 0 

FP 11 8 2 3 10 4 5 13 

FN 3 5 11 8 1 6 7 0 

Sensibilidad 0.90 0.83 0.63 0.73 0.97 0.80 0.77 1 

Especificidad 0.15 0.38 0.85 0.77 0.23 0.69 0.62 0 

Precisión 0.71 0.76 0.90 0.88 0.74 0.86 0.82 0.70 

FPR 0.85 0.62 0.15 0.23 0.77 0.31 0.38 1 

FNR 0.10 0.17 0.37 0.27 0.03 0.20 0.23 0.00 

FDR 0.29 0.24 0.10 0.12 0.26 0.14 0.18 0.30 

Accuracy 0.67 0.70 0.70 0.74 0.74 0.77 0.72 0.70 

F1 0.79 0.79 0.75 0.80 0.84 0.83 0.79 0.82 

AUC 0.72 0.74 0.73 0.82 0.78 0.80 0.78 0.35 

F
A

L
L

E
C

ID
O

S
 

TP 2 5 11 10 3 9 8 0 

TN 27 25 19 22 29 24 23 30 

FP 3 5 11 8 1 6 7 0 

FN 11 8 2 3 10 4 5 13 

Sensibilidad 0.15 0.38 0.85 0.77 0.23 0.69 0.62 0 

Especificidad 0.90 0.83 0.63 0.73 0.97 0.80 0.77 1.00 

Precisión 0.40 0.50 0.50 0.56 0.75 0.60 0.53 - 

FPR 0.10 0.17 0.37 0.27 0.03 0.20 0.23 0 

FNR 0.85 0.62 0.15 0.23 0.77 0.31 0.38 1 

FDR 0.60 0.50 0.50 0.44 0.25 0.40 0.47 - 

Accuracy 0.67 0.70 0.70 0.74 0.74 0.77 0.72 0.70 

F1 0.22 0.43 0.63 0.65 0.35 0.64 0.57 0 

AUC 0.72 0.74 0.73 0.82 0.78 0.80 0.78 0.35 

Tabla 8. Resultados presentados por clases (vivos y fallecidos). Fuente: elaboración propia. 

 

 

 

 

 



PREDICCIÓN DE LA MORTALIDAD EN PACIENTES CON 

HEMORRAGIA SUBARACNOIDEA MEDIANTE EL USO DE UN 

ALGORITMO DE INTELIGENCIA ARTIFICIAL BASADO EN 
REDES NEURONALES Y EN EL TC INICIAL

SILVIA AGUDO CABALLERO
TUTOR: SERGIO GARCÍA GARCÍA

INTRODUCCIÓN
La hemorragia subaracnoidea (HSA) es una enfermedad que comporta una gran morbimortalidad. Los algoritmos de
inteligencia artificial (IA) permiten manejar grandes cantidades de datos complejos. Las redes neuronales (NN), una forma
de Deep Learning, son capaces de realizar tareas de clasificación a partir de imágenes de forma automática, aprendiendo
de la información que las nutre y modificando su comportamiento a medida que son entrenadas. El TC cerebral inicial de
estos pacientes podría proporcionar la información necesaria para establecer predicciones precisas de forma precoz
mediante esta técnica de IA.

OBJETIVO

Elaboración de un algoritmo basado en redes neuronales
capaz de automatizar el procesamiento de imágenes del TC
inicial y predecir la mortalidad de pacientes con HSA.

METODOLOGÍA

Cohorte retrospectiva multicéntrica de pacientes
diagnosticados de HSA entre 2011-2022.

Variables demográficas, clínicas y radiológicas. siendo la
Variable objetivo: Mortalidad a los 3 meses.

Se creó un código en lenguaje Python basado en el marco de
AUCMEDI que realizaba de forma automática los siguientes
subprocesos:

• Preprocesamiento de imágenes (Normalización de
intensidades, Armonización espacio 3D, etc.).

• Aumento de datos: Multiplicación de imágenes
• Entrenamiento de la NN: DenseNet121.
• Función de activación: Clasificación binaria. Softmax
• Optimización del entrenamiento (Callbacks)
• Evaluación de las predicciones en la cohorte de test.

RESULTADOS

• 52,5% mujeres. Edad media 57.9 años.
• 18,5% HSA idiopática.
• WFNS= 1 .
• mFisher=4
• Mortalidad a los 3 meses= 28,5%.

Figura 1. Resultados por categorías de los principales
parámetros que miden la capacidad predictiva del modelo.

CONCLUSIONES

• Es posible predecir la mortalidad de pacientes con HSA a partir del TC inicial mediante un algoritmo de NN.
• Es el primer trabajo que ha conseguido automatizar el procesamiento de imágenes del TC para establecer un

pronóstico vital en pacientes con HSA, superando, así la capacidad del conocimiento clínico convencional.

PERFORMANCE DEL MODELO
El algoritmo demostró una excelente capacidad para
predecir la mortalidad de los pacientes con HSA a partir
del TC inicial (Fig. 1 y 2).
• Sensibilidad y Especificidad=75%
• Accuracy =74%
• F1=72%
• AUC de la función ROC= 82%

Figura 2. Mapa de atención de la red Neuronal (GradCam).
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