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All models are wrong, but some are useful.
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Zusammenfassung

Der rasante Wandel hin zur Elektromobilität verlangt nach immer kürzeren und effizi-
enteren Entwicklungszyklen. Vielfach steht dabei der elektrische Energiespeicher mit sei-
nen für das Antriebsverhalten relevanten Eigenschaften, wie dem Energieinhalt oder der
Leistungsverfügbarkeit, im Fokus. Für die Automobilhersteller sind daher Batteriesimu-
lationen ś basierend auf Modellen des elektrischen Batterieverhaltens ś ein wesentliches
Werkzeug, um schnell und kostengünstig neue Antriebe zu entwickeln.
Das dynamische Übertragungsverhalten von Lithium-Ionen Zellen wird im industriellen
Kontext typischerweise über phänomenologische Modelle nachgebildet, die vorrangig auf
Zellmessungen basieren. Die inhärenten Fehler der Zellmodelle werden bei einer Simulati-
on des gesamten Batteriesystems noch durch unmodellierte Effekte wie die Kontaktierung
der Zellen oder inhomogene Temperaturverteilungen ergänzt.
Überraschenderweise werden gleichwohl die heute umfangreich erzeugten Batteriedaten
kaum genutzt, um die Qualität dieser Simulationen zu erhöhen. Vor allem die heraus-
fordernde Verarbeitung großer und heterogener Datenmengen aus dem regulären Betrieb
einer Antriebsbatterie verhindert nach wie vor eine konsequente Nutzung. Daher lautet
das Ziel dieser Arbeit, mit neuartigen datenbasierten Ansätzen die Simulationen von An-
triebsbatterien noch realitätsnäher zu gestalten. Dies lässt sich dadurch erreichen, dass
bestehende phänomenologische Modelle mit datenbasierten Modellen kombiniert werden.
Es entstehen hybride Modelle, die die Vorteile aus beiden Welten der Modellierung, wie
eine hohe Genauigkeit, Stabilität und Extrapolationsfähigkeit, vereinen. Im ersten Schritt
wird daher das phänomenologische Modell in Bezug auf vorhandene Fahrzeugmessun-
gen der Batterie bewertet und im Anschluss verschiedene Hybridstrukturen miteinander
verglichen. Die Parallel-Hybridstruktur kompensiert dabei den bestehenden Simulations-
fehler am erfolgreichsten.
Um gleichzeitig auch eine hohe Robustheit des hybriden Modells zu gewährleisten, erfolgt
eine situative Begrenzung des datenbasierten Modells. Hierfür wird die Extrapolation
des Modells über eine One-Class Support Vector Machine erkannt. Insbesondere in den
Randbereichen der Validierungsdaten lässt sich dadurch der Fehler des hybriden Batte-
riemodells um weitere 15% reduzieren.
Ein Fokus während der Ermittlung des hybriden Batteriemodells liegt auf der Erzeugung
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einer raumfüllenden Untermenge der verfügbaren Daten. Es wird aufgezeigt, dass sich
hierdurch der Trainingsaufwand und die Genauigkeit des datenbasierten Modells weiter
optimieren lassen. Zuletzt wird in dieser Arbeit auch ein Vergleich zwischen zwei dy-
namischen neuronalen Netzen als datenbasiertes Modell durchgeführt. Beide Varianten
reduzieren den bestehenden Modellfehler deutlich ś um bis zu 46%. Hinsichtlich der Zu-
verlässigkeit der Modellausgabe überzeugt jedoch vor allem das Gated-Recurrent-Unit.
Die Qualität der Batteriesimulation wird anhand von zwei Anwendungsszenarien am An-
triebsprüfstand bewertet. Dabei geht es zum einen um die Dauerlauferprobung und zum
anderen um die Reichweitenbestimmung von elektrischen Antrieben. Der direkte Vergleich
mit einer realen Antriebsbatterie erbringt den Nachweis, dass in beiden Anwendungssze-
narien die Batteriespannung und selbst das Verhalten der elektrischen Antriebsachse we-
sentlich realistischer nachgestellt werden als mit dem bestehenden phänomenologischen
Batteriemodell.
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Abstract

The ongoing transformation towards electric vehicles requires shorter and more efficient
development processes. Here, the energy storage plays a central role. Its properties, such
as energy content or power availability, are relevant for the entire drivetrain. Consequently,
battery simulations ś based on models of the electrical behavior ś enable automotive com-
panies to bring new technologies to the market more quickly and more cost-effectively.
Typically, the voltage behavior and subsequently the impedance of lithium-ion-cells are
simulated using phenomenological models purely based on measurements of single cells.
However, such models may cause large errors when being applied to simulations of the
entire battery system.
Surprisingly, battery data, which is produced extensively during a modern drivetrain de-
velopment, is rarely used to improve the quality of battery simulations. Challenges which
come with processing large, heterogeneous datasets and machine learning models still pre-
vent a widespread use.
Hence, this thesis aims to obtain robust models based on large datasets, which simu-
late traction batteries more accurately. A promising approach is to combine an existing
phenomenological model with a data-driven model. This results in a hybrid model in-
corporating the advantages of both worlds, such as accuracy, stability and extrapolation
capability.
Accordingly, the existing phenomenological model is evaluated, and different hybrid struc-
tures are compared based on battery data from vehicle tests. Thereby, the parallel hybrid
structure compensates the existing simulation error the most. To ensure high reliability
for this hybrid model, the output of the data-driven model is limited in some cases. This
is achieved by detecting and preventing extrapolation via a One-Class Support Vector
Machine. Especially at boundaries of the validation data distribution, this increases the
quality of the hybrid battery model up to 15%.
For a more efficient training of the data-driven model, a new method for deriving a space-
őlling subset of the original dataset is introduced. Among other advantages, it increases
the accuracy of the data-driven model. Finally, a comparison between two different dy-
namic neural networks as the data-driven part of the hybrid model is conducted. Both
variants reduce the existing model error substantially by up to 46%. However, with re-

ix



spect to reliability, the Gated-Recurrent-Unit is the better option.
The quality of the enhanced battery simulation is evaluated concerning two speciőc ap-
plications at test benches. Firstly, the hybrid model is applied to a durability test, and
secondly, it is used to determine the range of an electric drivetrain. In comparison to
measurements from a real traction battery at the test bench, it is shown that the voltage
and also the resulting behavior of the electric axle are replicated more realistically than
with the existing phenomenological battery model.
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1 Einleitung

Im Mittelpunkt der anhaltenden Diskussion zur Elektromobilität steht die Frage nach
einem nachhaltigen und schonenden Umgang mit unserem Planeten und seinen Ressour-
cen. Vor allem der nicht zu leugnende menschliche Einŕuss auf das Klima [1] hat vielfach
zu einem ausgeprägten Bewusstsein für die Notwendigkeit ökologischen Handelns geführt.
Der Mobilitätssektor macht ś gemessen am Anteil der Treibhausgase in Deutschland ś
einen relativen Anteil von ca. 20 % aus und bietet damit ein großes Potenzial, um über
Technologien und Nutzungsverhalten einen Wandel anzustoßen [2]. Daher verwundert es
nicht, dass viele Automobilkunden ein steigendes Interesse an elektrischen Antriebssys-
temen zeigen. Die Gründe dafür liegen auf der Hand: Lokale Emissionsfreiheit, Nutzung
erneuerbarer Energien und ein insgesamt hoher Wirkungsgrad stellen aus ökologischer
Sicht einen Vorteil gegenüber konventionellen Antrieben dar.
Die dazu komplex geführte öffentliche Debatte wird meist auf das dominante Treibhaus-
gas CO2 heruntergebrochen. Neben dem individuellen Bewusstsein über diesen Emissions-
wert nutzen vor allem Gesetzgeber den CO2-Ausstoß je Kilometer ś also die Emissionen
im Fahrzeugbetrieb ś, um Vorgaben für die Typzulassung von PKW zu deőnieren. Bei-
spielsweise gibt die EU [3] vor, dass alle Automobilhersteller seit dem Jahr 2021 in ihrem
Flottendurchschnitt der verkauften Fahrzeuge nicht mehr als 95 g

km
an CO2-Emissionen

ausstoßen dürfen. Dieses Emissionsziel wird dabei schrittweise um weitere 37,5 % bis zum
Jahr 2030 reduziert. Werden die Vorgaben nicht erreicht, müssen die Hersteller erhebliche
Strafzahlungen in Abhängigkeit von der Anzahl ihrer verkauften Fahrzeuge leisten.
Dementsprechend nehmen die Automobilhersteller immense Anstrengungen in Kauf, um
in ihrer Produktpalette Fahrzeuge mit elektrischen Antriebssystemen anzubieten. Sol-
che Null- und Niedrig-Emissions-Fahrzeuge werden in der Berechnung des Flottendurch-
schnitts zurzeit sogar überaus vorteilhaft berücksichtigt und schaffen einen zusätzlichen
Anreiz, ganze Fahrzeugklassen möglichst schnell zu elektriőzieren.
In Bezug auf PKW scheinen sich vorwiegend batterieelektrische Antriebe durchgesetzt zu
haben. Einige Studien bemängeln auf der Basis von Lebenszyklusanalysen [4], dass die
hohe Umweltlast der Produktion von Lithium-Ionen-Batterien erst spät im Lebenszyklus
zu einer verbesserten Öko-Bilanz führt. Im Vergleich mit anderen Antriebsarten führt
der sehr hohe Wirkungsgrad von der Energieerzeugung bis zum Fahrbetrieb jedoch nach

1



1 Einleitung

heutigem Stand oft zu einer Entscheidung für Antriebsbatterien mit Lithium-Ionen Tech-
nologie. Ausgehend von dieser Diskussion steht die Antriebsbatterie berechtigterweise oft
im Fokus der Fahrzeugentwicklung. Die Komponente deőniert relevante Eigenschaften wie
Reichweite, Ladezeit, Leistungsverfügbarkeit und Lebensdauer des gesamten Fahrzeugs.
Gleichzeitig impliziert die Batterie bislang ungeahnte Dimensionen in der Antriebstechnik
hinsichtlich Kosten, Sicherheit und Gewicht.
Um die damit verbundenen Herausforderungen in Bezug auf das Antriebssystem zu be-
wältigen, ist ein effizientes Entwicklungsumfeld von zentraler Bedeutung. In diesem Sinne
versprechen die Digitalisierung, die hohe Verfügbarkeit von Messdaten und neue Techno-
logien wie die Künstliche Intelligenz eine grundlegende Erneuerung der Ingenieursarbeit.
Ein wichtiger Ansatzpunkt dabei sind Simulationen, die, basierend auf mathematischen
Modellen, frühzeitig und ŕexibel Erkenntnisse zum Antriebssystem liefern. Auch späte
Phasen im Entwicklungsprozess proőtieren immer stärker von exakten digitalen Nachbil-
dungen des Antriebs, um etwa ganze Antriebskomponenten an Prüfständen zu simulieren.
Entsprechend der zentralen Rolle der Antriebsbatterie schafft die Erstellung von Batterie-
modellen zur Analyse und Simulation einen essenziellen Mehrwert. Ein dabei vielverspre-
chender, forschungsrelevanter Ansatz basiert auf der Verwendung großer Datenmengen
zur Verbesserung bestehender Simulationsmodelle und markiert damit den Kern dieser
Dissertation.

Batteriesimulationen unterstützen die Antriebsentwicklung von der Auswahl der Zellma-
terialien bis hin zu modellbasierten Softwarefunktionen. Diese Arbeit konzentriert sich
auf Modelle für die Auslegung und Absicherung des gesamten Antriebssystems. Hierfür
kommen in der Regel einfache Zellmodelle zum Einsatz, die typischerweise über eine ge-
zielte Vermessung der einzelnen Batteriezelle parametrisiert werden. Durch den Übertrag
dieser Modelle auf das komplexe Zusammenwirken der Zellen im Batteriesystem entste-
hen zwangsläuőg Fehler. Die resultierenden Simulationsfehler können dabei zu kritischen
Abweichungen bezüglich der Batteriesimulation führen. Ihr Einsatz für den bereits er-
wähnten Ersatz von realen Prototypen der Batterie an Antriebsprüfständen ist somit
verbesserungswürdig.
Motivation für die Verwendung der Batteriesimulation an Prüfständen ist vor allem die
Reduktion des Aufwands hinsichtlich der Prüfdauer, Prüfsicherheit und Kosten gegenüber
einer realen Batterie. Daher wird das Batterieverhalten mittels Modell, Echtzeitrechner
und Spannungsquelle nachgestellt. Dieser Prüfstandsaufbau kann dann genutzt werden,
um elektrische Antriebe auszulegen, zu erproben und zu optimieren. Mit der Batteriesi-
mulation können die zugehörigen Aufgaben dabei oft schneller und sicherer durchgeführt
werden.
Das benötigte Modell sollte drei Teilbereiche erfassen, darunter das auf physikalischen
Vorgängen beruhende thermische und elektrische Verhalten sowie die Softwarefunktion
des Batteriemanagementsystems (BMS). Die drei Teilmodelle sind hochgradig miteinan-
der verbunden und deőnieren zusammen den Spannungswert und die Betriebsgrenzen der
Batterie unter allen Lastbedingungen.
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1.1 Zielsetzung zur Erweiterung der Batteriesimulation

Im Zentrum steht das elektrische Verhalten, das unmittelbar die Batteriespannung simu-
liert. Es ist abhängig von aktuellen Randbedingungen, wie der simulierten Temperatur
oder dem Antriebsstrom. Die Validierung der dazu häuőg verwendeten Zellmodelle offen-
bart in Bezug auf Batteriemessungen einige Ungenauigkeiten. Um diese Schwachstellen
bestehender Modelle zu kompensieren, sind mehrere Lösungsansätze, zum Beispiel eine
Nachjustierung der Parameter, basierend auf Batteriemessdaten denkbar.
Hierfür müssen die bestehenden Modelle allerdings auch das Batterieverhalten korrekt
abbilden können. Daher drängen sich eher Ansätze auf, die das elektrische Batteriemodell
erweitern und korrigieren. Ein weiteres Argument für diese Ausrichtung ist, dass in der
Regel für die Batteriesimulation am Prüfstand bereits eine Vielzahl an Messungen aus
unterschiedlichen Quellen der jeweiligen Batterie existieren. Durch diese umfangreiche
Datengrundlage lassen sich unmittelbar Modelle aus den Daten ableiten, die in Kombi-
nation mit dem bestehenden Zellmodell eine exakte Batteriesimulation ermöglichen und
dabei die Vorteile der beiden Ansätze vereinen.

1.1 Zielsetzung zur Erweiterung der
Batteriesimulation

Ziel dieser Arbeit ist es, existierende Modelle des elektrischen Verhaltens von Batterie-
zellen zu verbessern und mittels Datenmodellen zu erweitern. Angesichts der heute so
umfangreich aufgezeichneten Messdaten ergibt sich auch unweigerlich die Frage, inwieweit
die Verwendung von neuen Methoden der künstliche Intelligenz und des maschinellen Ler-
nens in der Entwicklung von Antriebssystemen einen Mehrwert kreieren. Die Anwendung
in der Batteriesimulation am Prüfstand ist hierbei ideal, um die Potenziale der Modell-
erweiterung, basierend auf großen Datenmengen, in einer wissenschaftlichen Arbeit zu
überprüfen.
Vor allem aufgrund der Besonderheiten, die durch die Verbindung der Batteriesimulati-
on mit den realen Antriebskomponenten am Prüfstand existieren, müssen in dieser Ar-
beit auch zusätzliche Betrachtungen hinsichtlich der übergeordneten Anwendung erfolgen.
Dementsprechend lassen sich folgende Anforderungen deőnieren, die es in Bezug auf die
Batteriesimulation am Antriebsprüfstand zu überprüfen, sicherzustellen und einzu-
halten gilt:

• Echtzeit :
Die Simulation der Modelle muss in Echtzeit auf den zur Verfügung stehenden Rech-
nern ablaufen.

• Regelgüte :
Die Spannungsquelle muss die Vorgabe des Batteriemodells möglichst exakt und
ohne Verzögerungen einregeln.
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1 Einleitung

• Simulation :
Die Simulation der dynamischen Batteriespannung muss ununterbrochen über lange
Zeiträume erfolgen.

• Sicherheit :
Ein Fehlerfall in der Simulation der Batteriespannung, der zu einer Schädigung
der Antriebskomponenten am Prüfstand führen kann, muss unter allen Umständen
verhindert werden.

Diese vier Anforderungen beziehen sich primär auf die Erprobung von elektrischen An-
trieben am Prüfstand. Sie beinhalten dabei nicht die zentralen Ziele dieser Arbeit, die
die Erweiterung der bestehenden Modelle betreffen. Im ersten Schritt gilt es nämlich eine
möglichst genaue Nachbildung der Antriebsbatterie mit Modellen basierend auf großen
Datenmengen zu schaffen. Für die datenbasierte Modellierung werden hier ebenfalls
zu erfüllende Anforderungen festgehalten:

• Genauigkeit :
Die Genauigkeit der bestehenden Batteriemodelle muss auf Basis der umfangreich
verfügbaren Messdaten erhöht werden.

• Robustheit :
Eine hohe Robustheit der Datenmodelle gegenüber unbekannten Eingangsdaten und
eine damit verbundene Modellstabilität muss für die Batteriesimulation garantiert
sein.

• Gültigkeit :
Die Verbesserung mittels der datenbasierten Batteriemodelle soll sich auf die re-
levanten Anregungsbereiche, insbesondere hinsichtlich des dynamischen Übertra-
gungsverhaltens, beschränken.

• Ermittlung :
Die Ermittlung des datenbasierten Modells muss ś trotz der Verarbeitung großer
Datenmengen ś innerhalb weniger Stunden erfolgen.

Mit diesen Zielen soll die Batteriesimulation am Prüfstand in dem Maße verbessert wer-
den, dass die ausgewählten Anwendungen merklich proőtieren. Die hierfür entstehende
Ermittlungsmethode soll zudem für beliebige Antriebsbatterien, die auf der Lithium-Ionen
Technologie basieren, anwendbar sein.
Die notwendigen Abwägungen, Vergleiche und Vorschläge bezüglich dieser Ziele bilden
den Kern der vorliegenden Dissertation. Als zentrale Hypothese dient somit die Aussage,
dass bestehende Simulationsmodelle von Antriebsbatterien mittels großer Datenmengen
verbessert werden können. Diese Behauptung muss sich dabei hinsichtlich der Anwen-
dungsbeispiele in der Entwicklung von elektrischen Antrieben am Prüfstand beweisen.
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1.1 Zielsetzung zur Erweiterung der Batteriesimulation

Die Überprüfung dieser Hypothese erfolgt in der vorliegenden Arbeit in umfänglicher
Weise und spiegelt sich in der gewählten Struktur wie auch in den einzelnen Kapiteln
wider. Auch wenn diese Arbeit nicht als kumulative Dissertation ausgelegt ist, erkennt
der Leser in den sukzessiven Erkenntnissen vielfach die hinführenden Veröffentlichungen.
Daher werden in der folgenden Beschreibung zur Gliederung dieser Arbeit auch gezielt
die eigenen Veröffentlichungen und ihre Wechselwirkungen benannt.
In Kapitel 1 wird die Motivation dieser wissenschaftlichen Arbeit dargelegt. Zudem wird
das entsprechende Forschungsumfeld hinsichtlich der hybriden Modellierung und der elek-
trischen Batteriesimulation beschrieben und dadurch auch die Ausgangslage für den wis-
senschaftlichen Beitrag dieser Dissertation herausgearbeitet. Im darauffolgenden Kapitel 2
werden die theoretischen Grundlagen, mit einem Fokus auf dem elektrischen Verhalten von
Lithium-Ionen-Zellen und den verwendeten Datenmodellen, wie dem Gated-Reccurent-
Unit (GRU), dem Nonlinear-Output-Error (NOE) und der One-Class Support Vector
Machine (OCSVM), näher betrachtet.
Erste eigene Überlegungen kommen in Kapitel 3, im Kontext der Beschreibung des grund-
legenden Systemmodells der gesamten Antriebsbatterie, zum Tragen. Neben einem Ver-
ständnis über die Wechselwirkungen zwischen den Teilmodellen des Systemmodells wird
vor allem auch eine erste Bewertung der bestehenden Zellmodelle vorgenommen und ana-
log zur Veröffentlichung [5] die relevanten statischen und dynamischen Anregungsbereiche
deőniert. In Kapitel 4 wird der zentrale Vergleich zu möglichen Erweiterungen der be-
stehenden Zellmodelle durchgeführt. Dadurch wird auch vorgelagert bereits ein Nachweis
über das hohe Potenzial der Kombination von analytischen und datenbasierten Model-
len erbracht. Zum Ende des Kapitels wird die als Fehlerkompensationsmodell bezeichnete
Struktur noch um eine Begrenzungsfunktion auf Basis der OCSVM erweitert. Der Klassiő-
kator erkennt und verhindert fehlerhafte Vorhersagen des datenbasierten Modells. Hierbei
wird vielfach auf Erkenntnisse und Ergebnisse aus dem Konferenzbeitrag [6] zurückgegrif-
fen.
Die umfangreiche Methode zur Ermittlung des Fehlerkompensationsmodells ś wie sie erst-
malig in [7] veröffentlicht wurde ś wird anschließend im Kapitel 5 vorgestellt. Zum einen
steht dabei die Datenvorverarbeitung im Fokus. Es werden eine gezielte Auswahl an Fahr-
zeugmessungen vorgenommen, zwei verschiedene Filter angewendet und ein bereits ver-
öffentlichter Algorithmus zur Erzeugung einer raumfüllenden Untermenge [8] präsentiert.
Dadurch werden die Grundvoraussetzungen für ein erfolgreiches Fehlermodell geschaffen.
Zum anderen werden Verfahren zur Ermittlung von zwei unterschiedlichen Fehlermodel-
len mit einer detaillierten Betrachtung der Minimierung des Simulationsfehlers in diesem
Kapitel beschrieben. Auch die Ermittlung der OCSVM, die auf Erkenntnissen aus einer
früheren Abschlussarbeit [9] beruht, wird auf die Batteriemodellierung übertragen.
Die Ergebnisse des Fehlerkompensationsmodells und die wichtige Rolle der Regelungsgüte
des Batteriesimulators werden im Kapitel 6 dargelegt. Zum einen betrifft das die Batte-
riesimulation zur Erprobung der Langlebigkeit von elektrischen Antrieben am Prüfstand,
die bereits in den Veröffentlichungen [10, 11] festgehalten wurden. Zum anderen wird die
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1 Einleitung

Batteriesimulation mit Fehlerkompensationsmodell eingesetzt, um reproduzierbar, präzise
und in kürzerer Zeit die realen Antriebsverluste am Prüfstand nachzubilden.

1.2 Forschungsstand zur Modellierung von
Antriebsbatterien

In diesem Kapitel őndet ś ausgehend von einer Literaturrecherche ś eine thematische
Einordnung der Arbeit in ihr wissenschaftliches Umfeld statt. Das betrifft die bestehen-
den Modellierungsansätze zum elektrischen Batterieverhalten. Weiterhin geht es dabei um
Methoden zur effizienten Ermittlung von nichtlinear dynamischen Simulationsmodellen,
basierend auf großen Datenmengen.

Ansätze zur Modellierung des elektrischen Batterieverhaltens einer Lithium-Ionen-
Zelle lassen sich am besten über ihr Maß an physikalischer Interpretierbarkeit klassiőzie-
ren. Sie können somit über die klassischen Modellierungsarten White-Box, Grey-Box und
Black-Box kategorisiert werden. Dementsprechend gibt es in der Literatur auch weitrei-
chende Übersichten [12ś14], die allerdings meist keine Betrachtung der Modellkomplexität
enthalten. Da viele Modelle des elektrischen Batterieverhaltens zur Zustandsbestimmung
im Batteriemanagementsystem eingesetzt werden, wird oft auch eine Betrachtung dieser
Eigenschaft einbezogen. Hierzu liefern die Veröffentlichungen [15, 16] eine übergreifende
Bewertung von Batteriemodellen hinsichtlich ihrer Fähigkeit auf Steuergeräten berechnet
und auch parametrisiert zu werden. Da in dieser Arbeit die Parametrisierung losgelöst von
der späteren Anwendung und mit großen Datenmengen stattőndet, konzentrieren sich die
folgenden Abschnitte vorwiegend auf Grey-Box - und Black-Box -Modelle, ohne sich dabei
auf den Anwendungszweck und den Rechenaufwand des Batteriemodells zu fokussieren.

Zu Beginn seien trotzdem die Arbeiten von Doyle, Fuller und Newman [17, 18] benannt.
Recht früh nach dem industriellen Erfolg der Lithium-Ionen Technologie veröffentlich-
ten sie im Jahre 1993 einen ortsaufgelösten Ansatz zur Modellierung elektrochemischer
Verlustprozesse der Lithium-Ionen-Zelle. Aufgrund der benötigten partiellen Differenzial-
gleichungen besitzt das Modell einen hohen Rechen- und Parametrisierungsaufwand. Es
dient daher im industriellen Kontext höchstens zur Auslegung und Entwicklung der Zell-
materialien [19] und ist für die Batteriesimulation in dieser Arbeit ungeeignet. Viele der
heute etablierten Modelle, die die mikroskopischen Phänomene in der Zelle beschreiben,
gehen auf die Veröffentlichung von Doyle, Fuller und Newman zurück [20ś22]. Eine rela-
tiv bekannte Standardisierung dieses mehrdimensionalen Modells ist das Single-Particle
Modell, welches die Gleichungen auf zwei ideale Elektrodenpartikel reduziert [23, 24].
Aus diesen White-Box Ansätzen haben sich strukturell einfachere Modelle entwickelt, die
auf partielle Differenzialgleichungen verzichten und die Spannung vorhersagen, ohne dabei
ortsaufgelöst das Zellinnere zu simulieren. Im Forschungsumfeld der Batterie haben sich
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1.2 Forschungsstand zur Modellierung von Antriebsbatterien

dazu sogenannte Ersatzschaltbildmodelle etabliert. Dabei kommen nicht nur gewöhnli-
che Schaltelemente wie ohmsche Widerstände oder Kondensatoren zum Einsatz, sondern
auch őktive Schaltelemente, wie das Constant-Phase-Element (CPE) [25, 26] oder die
Warburg-Impedanz [27, 28]. Solche Elemente wurden gezielt für die Modellierung elek-
trochemischer Prozesse geschaffen. Das Ersatzschaltbild ist dabei eine echte Möglichkeit,
die Beschreibung der einzelnen Prozesse der Spannung separat und übersichtlich dar-
zustellen [29]. Diese Kategorie an physikalisch-motivierten Ersatzschaltbildmodellen gibt
es in verschiedenen Detailtiefen [30, 31]. Es gibt insbesondere große Unterschiede in der
Modellierung der nichtlinearen Abhängigkeiten hinsichtlich der Temperatur, des Ladezu-
stands und des Stroms. Dabei werden bekannte physikalische Zusammenhänge, wie das
Arrhenius-Gesetz [32] oder die Butler-Volmer-Beziehung [33] im Modell hinterlegt, um
das Spannungsverhalten über die vermessenen Arbeitspunkte hinaus zu erfassen. Letztlich
wird dadurch die Interpretierbarkeit der Modellparameter und die Extrapolationsfähig-
keit entscheidend gesteigert [19].
Die Ermittlung der Parameter des physikalisch-motivierten Zellmodells beruht meist auf
Messdaten. Es kann daher auch als Grey-Box -Modell eingestuft werden. Eine gute Über-
sicht an passenden Methoden zur Ermittlung der Parameter őndet sich in der Veröffentli-
chung von Bohlen [34]. In der Regel wird dabei auf die elektrochemische Impedanzspektro-
skopie (EIS) zurückgegriffen [35ś37]. Durch die Verwendung von Messdaten im Frequenz-
bereich kann die hohe Anzahl an Parametern gezielt hinsichtlich der unterschiedlichen
Prozesse geschätzt werden [28]. Hierfür werden Optimierungsalgorithmen eingesetzt, die
die Fehlerquadrate zwischen der simulierten und gemessenen Impedanz minimieren [5,
38, 39]. Ferner gibt es auch Verfahren, die über Leistungsdichtespektra der Ein- und Aus-
gangsdaten das Modell im Frequenzbereich parametrisieren [40].
Ein Problem der im Frequenzbereich erzeugten physikalisch-motivierten Modelle ist, dass
nicht alle Schaltelemente zurück in den Zeitbereich transformiert werden können [29].
Daher sind Näherungen notwendig, die zwangsweise auch zu Abweichungen führen [41].
Beispielsweise ersetzt Farmann [42] ein RQ-Glied durch drei RC-Glieder. Zudem besteht
in Bezug auf die Parametrisierung im Frequenzbereich ein recht hoher Aufwand in der
Vermessung und der Signalverarbeitung je Arbeitspunkt der Batteriezelle [31]. Da in die-
ser Arbeit der Fokus nicht auf der physikalischen Interpretierbarkeit, sondern auf einer
hohen Modellqualität während der Simulation im Zeitbereich liegt, wird das physikalisch-
motivierte Modell nicht verwendet.
Es sei erwähnt, dass es auch Mischformen in der Parametrisierung des physikalisch-
motivierten Modells gibt, die Zeitbereichs- und Frequenzbereichsdaten gleichermaßen nut-
zen [43]. Dabei verlieren die Modelle aber entweder an physikalischer Interpretierbarkeit
oder an Genauigkeit. Einen wesentlichen Fortschritt hinsichtlich dieses Problems liefert
die fraktionale Analysis. RQ-Glieder oder Warburg-Impedanzen werden mittels nichtganz-
zahliger Differenzialgleichungen direkt im Zeitbereich ausgedrückt [44, 45]. Eine gute
Erklärung und Übersicht sind in den Arbeiten von Reyes [46] und Stark [47] gegeben.
RQ-Glieder können etwa mithilfe der Ableitung nach Grünwald-Letnikov im Zeitbereich
parametrisiert und gelöst werden [48, 49]. In der Literatur wird die fraktionale Analysis
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in Bezug auf die Impedanz von Batteriezellen meist im Forschungsumfeld der System-
identiőkation angewendet [50ś52]. Physikalisch-motivierte Modelle, die auf der fraktio-
nalen Analysis beruhen, sind noch wenig etabliert. Vor allem die Schwierigkeit in der
Interpolation zwischen den modellierten Arbeitspunkten und der Schwerpunkt auf dem
höherfrequenten Impedanzverhalten stellen zusätzliche Hürden dar. Obwohl fraktionale
Modelle vielversprechend sind, um die Simulation des elektrischen Batterieverhaltens zu
verbessern, werden sie aus den genannten Gründen in dieser Arbeit nicht eingesetzt [53].

Weiterhin gibt es Ersatzschaltbildmodelle, die im Kontext der Batteriemodellierung als
phänomenologisch bezeichnet werden. Wehbe [54] liefert eine gute Übersicht über diese
einfachen Modelle. Das Spannungsverhalten wird dabei meist nur noch über gewöhnliche
Schaltelemente ś primär RC-Glieder ś abgebildet [55ś58]. Damit verlieren die Modellpara-
meter auch endgültig ihren physikalischen Bezug. Die Strukturen entsprechen ś vergleich-
bar mit PT1-Systemen ś nur noch generischen Übertragungsfunktionen [59, 60]. Eine
weitverbreitete Variante des phänomenologischen Modells sieht vor, dass zur Beschrei-
bung der Spannung ein ohmscher Widerstand und zwei RC-Glieder in Reihe geschaltet
werden [61ś65]. Solche wenig komplexen Ersatzschaltbildmodelle beschreiben das linea-
re Übertragungsverhalten mit ausreichender Qualität für viele industrielle Anwendungen
ś insbesondere für die Zustandsschätzung auf dem Batteriemanagementsystem [66]. Al-
lerdings fehlen dabei meist zuverlässige Ansätze, um die nichtlineare Abhängigkeit vom
Arbeitspunkt hinsichtlich der Temperatur, des Ladezustands und des Stroms im Modell
zu integrieren [67, 68]. Diese Schwäche ś neben der unzureichenden Komplexität ś wird
mit der datenbasierten Erweiterung in dieser Arbeit aufgegriffen.
Die phänomenologischen Batteriemodelle werden fast ausschließlich direkt im Zeitbereich
ermittelt. Eine gute Übersicht an Verfahren für die Parameterschätzung liefert Fonse-
ca [69]. Da die Qualität dieser Modelle signiőkant von den Messdaten und der anschlie-
ßenden Parametrisierung abhängt, haben sich Standards entwickelt. Das Hybrid Pulse
Power Characterization (HPPC) Proől [64, 70] regt eine Batteriezelle nach einem festge-
legten Schema mit kurzen Strompulsen an, um die Impedanz gleich an mehreren Arbeits-
punkten aufzunehmen. Dabei wird zunächst die Batteriezelle vollgeladen und dann zehn
Sekunden entladen. Die Relaxationsphase wird für jeweils drei Minuten aufgezeichnet.
Danach wird der nächste Arbeitspunkt mit einem um 10% geringeren Ladezustand ange-
fahren und das Vorgehen auch für mehrere Temperaturen wiederholt. Die Messdaten aus
dem HPPC können dann genutzt werden, um im jeweiligen Arbeitspunkt die Parameter
des phänomenologischen Modells zu schätzen. Hierzu kommen unterschiedliche Methoden
zum Einsatz. Beispielsweise können die Zeitkonstanten des Modells mit den zwei RC-
Gliedern über graősche Verfahren bestimmt werden [56]. Solche Verfahren sind jedoch
fehleranfällig und berücksichtigen nicht die Überlagerung der dynamischen Prozesse [5].
Üblicherweise wird daher die Methode der kleinsten Fehlerquadrate verwendet, um die
Parameter eines phänomenologischen Modells numerisch zu schätzen [66, 71]. Dabei wer-
den die Quadrate der Residuen zwischen dem Modell und den Messdaten aus dem HPPC
minimiert. In der Praxis werden auch angepasste Vermessungsproőle und gänzlich andere
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Anregungssignale wie die Pseudo Random Binary Sequence (PRBS) [37] beziehungsweise
das Chirp-Signal [72] verwendet.

Die Mehrheit der in der Literatur beschriebenen Black-Box -Modelle umfasst nicht nur
das lineare Arbeitspunktverhalten der Zellimpedanz, sondern bildet auch die nichtlinea-
ren Abhängigkeiten von der Temperatur, dem Ladezustand und dem Strom ab. Solche
rein datenbasierten Modelle von Lithium-Ionen-Zellen haben sich bereits früh im Kontext
von mobilen Kommunikationsgeräten etabliert. Es hat sich gezeigt, dass Markov-Ketten
zur Beschreibung der diskreten Zustandsübergänge von Batterien ebenso geeignet sind
wie analytische Modelle [73]. Seither kommen auch bekanntere Modellstrukturen wie die
Support Vector Machine [74] oder rekurrente neuronale Netze zum Einsatz [75], um das
elektrische Batterieverhalten ausschließlich über Messdaten vorherzusagen.
Die rekurrenten neuronalen Netze sind heute die erste Wahl in der Black-Box Model-
lierung des Impedanzverhaltens von Batteriezellen. Beispielsweise weist Zhao [76] nach,
dass das Gated-Recurrent-Unit die nichtlinearen Einŕüsse auf das Spannungsverhalten
von Lithium-Ionen-Zellen erfolgreich beschreibt. Weiterhin stellt Yang [77] eine erfolgrei-
che Vorhersage des Ladezustands einer Lithium-Ionen-Zelle mit einem Long-Short-Term-
Memory Netz vor. Dabei handelt es sich ebenfalls um eine Variante von rekurrenten
neuronalen Netzen.
Solche Ansätze versprechen, das Spannungsverhalten von Batteriezellen über die Arbeits-
punkte hinweg erfassen zu können. Dieser Anspruch hängt jedoch maßgeblich mit der
verwendeten Datengrundlage und ihrer Verarbeitung zusammen. In der Literatur wer-
den Messdaten für Black-Box -Modelle allerdings meist unter Laborbedingungen erzeugt.
Zudem konzentrieren sich fast alle datenbasierten Ansätze auf kurzfristige Vorhersagen,
beispielsweise zur Zustandsbestimmung, und betrachten dementsprechend die langfristige
Simulation kaum. Diese zwei in der Literatur identiőzierten Schwachstellen sind Haupt-
gegenstand dieser Arbeit. Im Folgenden wird daher auch noch näher auf die relevanten
Forschungsarbeiten in der Verarbeitung großer Datenmengen und der dynamischen Mo-
dellierung eingegangen.

Trotz des generellen Trends hin zur datenbasierten Modellierung fehlen Veröffent-
lichungen zur nichtlinear dynamischen Modellierung, die auf den heute umfangreich an-
fallenden Messdaten während eines zufälligen Systembetriebs beruhen [78]. Es wird meist
auf geplante Signalanregungen wie die Amplitude-Modulated Pseudo-Random Binary Se-
quence (APRBS) [79] oder Chirps [80] zurückgegriffen. Große Datenmengen werden fast
nur genutzt, um die Anzahl der Eingänge zu reduzieren [81] oder die zugrundeliegende
Systemordnung zu schätzen [82]. Dabei stellt der Umgang mit solchen Daten auch für
die Modellierung technischer System ein großes Potenzial dar [78]. Mit anderen Worten:
Ohne die effiziente Vorverarbeitung großer Datenmengen, wie sie auch in dieser Arbeit
vorliegen, ist eine erfolgreiche Modellierung nahezu ausgeschlossen.
Das notwendige Mining von Informationen aus großen Datenmengen spielt eine zentrale
Rolle in den für die Modellierung ebenso wichtigen Wissenschaftsdisziplinen des maschi-
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nellen Lernens und der Statistik. In diesem Umfeld sind vielfach Methoden entstanden,
die aus großen Datenmengen die wesentlichen Informationen extrahieren [83]. Beispiels-
weise liefert Rennen [84] einen Überblick über Verfahren zur Datenreduktion, um die auf
eine geringe Datenmenge beschränkten Gauß-Prozessmodelle erzeugen zu können. Er hebt
Algorithmen hervor, die entwickelt wurden, um eine raumfüllende Untermenge aus einer
bestehenden Datenmenge ableiten zu können [85]. Solche Ansätze gibt es beispielsweise
auch für lineare Modelle [86] oder die Bayes’sche Systemidentiőkation [87]. Ein ganzheit-
liches Verfahren zur Reduktion großer Datenmengen stellt Peter [88] vor. Dabei wird die
gewünschte Untermenge schrittweise an eine zuvor festgelegte Wahrscheinlichkeitsdichte-
funktion angenähert.
Die benannten Quellen stellen primär Verfahren für speziősche Modellstrukturen vor und
beschränken sich dabei meist auf statische Modelle. Daher wird in dieser Arbeit ein neuar-
tiger Algorithmus zur Datenreduktion vorgestellt, um unabhängig vom konkreten Modell
eine handhabbare Menge an Datenpunkten für das Training zu erhalten.
In Bezug auf die Simulationsmodelle ist es in erster Linie wichtig, dass aufgrund der
komplexwertigen Batterieimpedanz auch dynamisches Verhalten abgebildet werden kann.
Hierzu liefert Nelles [89] eine gute Übersicht an möglichen Modellen. Dabei zeichnet sich
aktuell ein Trend in der nichtlinear dynamischen Modellierung hinsichtlich neuronaler
Netze ab [90ś92]. Jedoch fehlt es oft noch an praxisorientierten Methoden, um moderne
Ansätze wie das Long-Short-Term-Memory im Rahmen technischer Systeme zum Einsatz
zu bringen. Werden dagegen klassische Methoden wie das Nonlinear Autoregressive with
eXternal inputs (NARX) Modell mit externer Rückkopplung verwendet, stellt sich oft die
Frage nach geeigneten Trainingsalgorithmen, um mit den Modellen über lange Horizonte
simulieren zu können [93ś96]. Beide Aspekte werden in dieser Arbeit zur Modellierung von
Antriebsbatterien tiefergehend untersucht und dementsprechend bisher unveröffentlichte
Lösungen präsentiert.

Eine in der Wissenschaft und in der Industrie aktuell vielfach diskutierte Frage be-
trifft die Entscheidungsoption zwischen eher analytischen Modellen wie den physikalisch-
motivierten Zellmodellen [29] und rein datenbasierten Modellen wie dem rekurrenten neu-
ronalen Netz zur Ladezustandsbestimmung [75]. Rueden [97] fasst hierzu das zukünftige
Potenzial von maschinellem Lernen für die klassische Simulation in den Ingenieurswis-
senschaften zusammen. Das Ergebnis: Maschinelles Lernen ś also datenbasierte Modelle
ś werden Simulationsmodelle nicht ersetzen, sondern lediglich ergänzen. Übersteigt bei-
spielsweise die Komplexität eines Systems die vorhandenen Modellierungsansätze, können
wichtige und bisher unbekannte Abhängigkeiten über datenbasierte Modelle ergänzend ab-
gebildet werden.
Solche Kombinationen aus den zwei Paradigmen werden in der Literatur auch als hybri-
de Modelle bezeichnet [89, 98]. Hierbei wird meist von einem bestehenden Teilmodell,
das aus der analytischen Modellbildung hervorgegangen ist, und einem Teilmodell, das
die fehlenden Phänomene mit datenbasierten Methoden erfasst, ausgegangen. Damit sind
hybride Modelle auch nicht mit Grey-Box -Modellen zu verwechseln, die sich zwischen
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diesen zwei Paradigmen der Modellierung bewegen und keine eindeutige Trennung auf-
weisen [99, 100].
Typischerweise werden drei grundlegende hybride Modellierungsarten unterschieden. Bei-
spielsweise werden parallele Hybridmodelle verwendet, um den bestehenden Ausgabefehler
eines analytischen Modells mit einem mehrschichtigen neuronalen Netz zu kompensie-
ren [101]. Ein serielles Hybridmodell beeinŕusst unmittelbar die Ein- und Ausgänge des
analytischen Modells mit datenbasierten Modellen [102]. Das Parameter Scheduling ist die
dritte Art der hybriden Modellierung, um bestehende Modelle mit Messdaten zu erwei-
tern. Zum Beispiel wird von Psichogios [103] beschrieben, wie mittels eines Feed-Forward
Neural Network die Parameter in Bezug auf ein Modell eines Fedbatch-Bioreaktors abge-
schätzt werden.
Neben dieser Anwendung werden hybride Modelle erfolgreich in weiteren Szenarien einge-
setzt. Vor allem in der Verfahrenstechnik haben sich hybride Modelle etabliert, beispiels-
weise in der Abwasserbehandlung [104], der Extraktion von α-Pinen [105] oder industri-
ellen Anlagen zum Hydrocracken [106]. In allen drei Fällen übertrifft das hybride Modell
das bestehende Modell und bestätigt das hohe Potenzial bei entsprechend umfangreicher
Datenmenge.
Ein weiteres interessantes Konzept zur Kombination analytischer und datenbasierter Mo-
delle ist die Daten-Augmentation, bei der analytische Modelle genutzt werden, um zu-
sätzliche Trainingsdaten für das datenbasierte Modell zu generieren [107]. Allerdings ist
dabei das Wissen des analytischen Modells nicht mehr explizit enthalten. In dieser Arbeit
werden nur hybride Modelle verwendet und auf das dynamische Batterieverhalten über-
tragen, die voneinander trennbare Modelle hinsichtlich der zwei Paradigmen enthalten.
Hybride Modelle werden ś im Gegensatz zu den beschriebenen Anwendungsgebieten ś
bisher noch selten in Bezug auf Lithium-Ionen-Zellen oder gar Antriebsbatterien einge-
setzt. Feng [102] verbessert mittels eines statischen neuronalen Netzes die Simulation der
Spannung eines Single-Particle Modells. In einer vergleichbaren Hybridstruktur integriert
Park [108] ein Elman-Netz und kompensiert dadurch nicht nur den statischen Fehler, son-
dern auch die Dynamik des analytischen Modells.
Beide Veröffentlichungen zur Batteriesimulation mittels hybrider Modelle sind Ausgangs-
punkt für diese Arbeit. Sie werden hier auf die zur Verfügung stehenden Messungen von
Antriebsbatterien übertragen. Weiterhin wird über einen Vergleich die optimale Hybrid-
struktur für die industrielle Anwendung ermittelt.

Da sich die angestrebte Simulation von Antriebsbatterien in einem sicherheitskritischen
Umfeld am Prüfstand abspielt, hält die hybride Modellierung noch einen weiteren Vorteil
bereit. Der Einŕuss des datenbasierten Modells auf den simulierten Spannungswert lässt
sich im Fehlerfall reduzieren.
Hierbei kann auf ein bekanntes Vorgehen im Umgang mit datenbasierten Modellen zurück-
gegriffen werden. Datenbasierte Modelle sind nicht in der Lage zu extrapolieren. Eine Be-
schreibung der Grenzen ihrer zugrundeliegenden Datenverteilung bietet daher die Chance,
eine Extrapolation des Modells zu erkennen und letztlich zu verhindern. Diese Problem-
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stellung ist insbesondere im Zusammenhang mit der modellbasierten Kalibrierung von
Motoren bereits weitreichend bekannt [109]. Renninger [110] verwendet die konvexe Hül-
le, um die Grenzen eines vermessenen Versuchsraums am Motorprüfstand zu beschreiben.
Weitere Lösungen zu Beschreibung solcher Grenzen existieren im Kontext der Erkennung
von Anomalien, beispielsweise eines Kreditkartenbetrugs. Hodge [111] beschreibt, wie die
Grenzen eines Datensatzes durch stochastische oder dichtebasierte Methoden wie zum
Beispiel K-Nearest-Neighbor mathematisch greifbar gemacht werden. Modernere Ansät-
ze [112, 113] verwenden für die gleiche Problemstellung auch Variational Autoencoders,
um die Wahrscheinlichkeitsverteilung der Daten zu erfassen und damit Extrapolationsbe-
reiche zu identiőzieren. Eine weitere populäre Methode zur Beschreibung von Versuchs-
raumgrenzen ist die Support Vector Machine (SVM) ś ein beliebtes Klassiőkationswerk-
zeug aus dem maschinellen Lernen [114, 115]. In der Literatur őndet kein Übertrag solcher
Grenzbeschreibungen auf hybride Modelle statt. Diese Arbeit nutzt in diesem Sinne eine
Erweiterung der SVM zur situativen Begrenzung des datenbasierten Modells im Verbund
mit einem analytischen Modell.
Abschließend kann festgehalten werden, dass diese Arbeit in vielfacher Hinsicht an Veröf-
fentlichungen zu phänomenologischen Batteriemodellen, der dynamischen Black-Box Mo-
dellierung und hybriden Modellen orientiert ist. Ferner zielt sie ś mit einem starken Fokus
auf der industriellen Anwendung ś darauf ab, bestehende Modelle von Antriebsbatterien,
basierend auf großen Mengen an Zeitreihendaten, wesentlich zu verbessern.
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2 Grundlagen

In diesem Kapitel wird bekanntes und grundlegendes Theoriewissen beschrieben, das dem
Leser dieser Dissertation zu einem besseren Verständnis der erarbeiteten Methoden in den
nachfolgenden Kapiteln dienen soll.

2.1 Lithium-Ionen-Batterien

Die Speicherung von elektrischer Energie für Fahrzeugantriebe erfolgt heute primär auf
Basis von Lithium-Ionen-Batterien. Dieser den Sekundärbatterien1 zugehörige wiederauf-
ladbare elektrochemische Energiespeicher wurde im Jahr 1991 erstmals von der Firma
Sony für eine Videokamera zur Marktreife gebracht [116]. Die Technologie beruht auf
chemischen Verbindungen des leichtesten Alkalimetalls Lithium und kommt aufgrund ih-
rer Vorteile in einer Vielzahl von elektronischen Geräten zum Einsatz. Lithium-Ionen-
Batterien weisen eine hohe Energie- und Leistungsdichte auf, erfahren eine nur geringfü-
gige Selbstentladung, sind langlebig und werden immer preisgünstiger. Dadurch eignen sie
sich auch für die mobile Anwendung in elektrischen Fahrzeugen. Dementsprechend haben
sie den Ausbau der Elektromobilität in der letzten Dekade überhaupt ermöglicht [117].

2.1.1 Aufbau und Funktionsweise einer Lithium-Ionen-Zelle

Die kleinste Einheit einer Lithium-Ionen-Batterie ist die Batteriezelle, die das Funkti-
onsprinzip eines galvanischen Elements erfüllt. Als solches besteht sie primär aus zwei
Elektroden, in denen die elektrochemischen Reaktionen zur Umwandlung der chemischen

1 Im deutschsprachigen Raum wird für Sekundärbatterie synonym der technisch korrektere Begriff des
Akkumulators verwendet. Da dieser Begriff aufgrund der internationalen Ausrichtung der Wissenschaft
und Industrie kaum etabliert ist, ist in dieser Dissertation konsequent von Lithium-Ionen-Batterien die
Rede.
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2 Grundlagen

Energie in elektrische Energie ablaufen. Deshalb werden die Elektroden auch als Aktiv-
materialien bezeichnet. Auf den Elektroden sind zudem metallische Kollektoren in Form
von dünnen Folien aufgetragen, die für den Elektronenŕuss von und zu den Polen sor-
gen. Zwischen den Elektroden beőndet sich ein elektrisch isolierender Separator und die
gesamte Zelle ist mit einem meist ŕüssigen Elektrolyt befüllt. Der Elektrolyt fungiert als
ionenleitfähiges Medium zwischen den Elektroden.
Die benannten Bestandteile einer Lithium-Ionen-Zelle sind in Abbildung 2.1 schematisch
dargestellt. Um die Funktionsweise im Zellinneren verständlicher beschreiben zu können,
ist die Dicke der einzelnen Lagen dabei ohne Berücksichtigung der tatsächlichen Grö-
ßenverhältnisse abgebildet. Entsprechend der etablierten Konvention sind die Elektroden
nach ihrer Rolle während der stattőndenden Reduktion-Oxidation-Reaktion eines Entla-
devorgangs benannt. Die positive Elektrode wird somit konsistent als Kathode und die
negative Elektrode als Anode bezeichnet [118].
Die Funktionsweise der Lithium-Ionen Technologie beruht hauptsächlich auf dem niedri-
gen Normalpotenzial von Lithium mit -3,04V, das eine hohe elektrische Leistungsfähig-
keit während der Elektronenabgabe an der Anode ermöglicht. Diese Besonderheit wird in
der wiederauŕadbaren Lithium-Ionen-Zelle dadurch nutzbar gemacht, dass Lithium mit
beiden Elektroden sogenannte Interkalationsverbindungen eingeht. Die bestehende Git-
terstruktur der jeweiligen Aktivmaterialien wird durch die Interkalation nicht verändert.
Werden, wie dargestellt, die beiden Elektroden über einen Verbraucher direkt mitein-
ander verbunden, dann läuft die freiwillige Reduktion-Oxidation-Reaktion ab. Das Li-
thium, das in der ś meist aus Graphit bestehenden ś Anode eingelagert ist [27], oxi-
diert an der Oberŕäche der negativen Elektrode entsprechend der Reaktionsgleichung
LixC6 −−→ xLi++x e– +C6 und in Abhängigkeit des Lithiierungsgrads x. Gleichzeitig zum
Elektronenŕuss über den Verbraucher őndet ein Ladungsausgleich im Inneren der Zelle
statt, indem die zurückbleibenden Lithium-Ionen in das ionenleitfähige Elektrolyt über-
gehen und zur Kathode diffundieren [19]. Die Lithium-Ionen bewegen sich hierbei durch
den für die Elektronen undurchlässigen Separator. Das Kathodenmaterial ist ebenfalls ein
Wirtsgitter für das ionisierte Lithium-Atom. Hierfür wird in der Automobilindustrie häuőg
Lithium-Nickel-Mangan-Kobalt-Oxid ś abgekürzt NMC ś verwendet, wobei unterschiedli-
che Mischverhältnisse der drei Übergangsmetalle im Einsatz sind [118]. Beim Entladevor-
gang nimmt die Kathode dabei sowohl Lithium-Ionen als auch Elektronen auf und wird
nach der folgenden Reaktionsgleichung reduziert Li1-xNi0,5Mn0,3Co0,2O2+xLi++x e– −−→
LiNi0,5Mn0,3Co0,2O2.
Selbst wenn eine Lithium-Ionen-Zelle weitgehend entladen ist x ↦→ 1, kann der Prozess
mittels einer externen Gleichspannungsquelle umgekehrt werden. Die Lithium-Ionen be-
wegen sich dann von der Kathode zurück zur Anode und werden dort erneut eingelagert.
Dabei wird das ursprüngliche elektrochemische Potenzial wiederhergestellt, das durch die
Kombination der beiden Aktivmaterialien entsteht [118]. Im vollgeladenen Zustand, der
meist durch die Stabilität des Elektrolyten begrenzt wird, kann eine Batteriezelle mit
NMC-Kathode eine Spannung bis 4,2V erreichen und eine Kapazität bis 130-160 mAh

g

aufweisen [119].
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Abbildung 2.1: Schematischer Aufbau einer Lithium-Ionen-Zelle samt Darstellung der
Funktionsweise während der Entladung anhand des Ionen- und Elektro-
nenŕusses in Anlehnung an Korthauer [118].

Diese Funktionsweise der Lithium-Ionen-Zelle kann über verschiedene Bauformen zur
Speicherung elektrischer Energie im Fahrzeug genutzt werden. Die Bauform der Zellen
lässt sich im ersten Schritt nach der verwendeten Hülle unterscheiden, innerhalb der sich
die an der Funktionsweise beteiligten Materialien beőnden. So werden mit dem Ziel ei-
ner hohen Energiedichte in der Automobilindustrie vielfach sogenannte Pouch-Bag-Zellen
eingesetzt. Dafür werden die in Abbildung 2.1 dargestellten Schichten mehrfach aufgewi-
ckelt oder gestapelt und schließlich mit einer Plastik-Aluminium-Folie luftdicht verschlos-
sen [14]. Daneben sind auch die aus der Verbraucherelektronik bekannten metallischen
Blechgehäuse im Einsatz, die mehr Sicherheit und Stabilität für die Automobilanwen-
dung versprechen. Zum einen handelt sich dabei um zylindrische Zellen, beispielsweise
im standardisierten 18650-Format mit einem Durchmesser von 18mm und einer Höhe
von 650mm. Diese Zellen werden, trotz ihres hohen Zusatzgewichts, aufgrund von Ska-
leneffekten in der Produktion und den damit verbundenen Kostenvorteilen auch in An-
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2 Grundlagen

triebsbatterien eingesetzt. Zum anderen werden prismatische Zellen ś in der Form den
Pouch-Bag-Zellen ähnlich ś mit metallischem Blechgehäuse und einem hohen Energiege-
halt explizit für die Automobilanwendung entwickelt. Ziel dabei ist meist eine erhöhte
mechanische Stabilität.
Das Gehäuse steht in engem Zusammenhang mit der Energie- und Leistungsdichte der
Batteriezelle und beeinŕusst insbesondere auch die Lebensdauer, ist aber nicht direkt an
der Energiebereitstellung beteiligt. Daher ist das in dieser Arbeit im Mittelpunkt stehende
elektrische Verhalten (vgl. Kapitel 1.1) weitgehend unabhängig von Form, Größe sowie
Material des Gehäuses. Ein Verständnis über die Verlustprozesse in der Zelle und ihr Ein-
ŕuss auf die Zellspannung ist für diese Arbeit wesentlicher und wird daher im folgenden
Kapitel näher betrachtet.

2.1.2 Spannungsverhalten einer Lithium-Ionen-Zelle

Die Simulation des Spannungsverhaltens von Antriebsbatterien setzt meist auch eine Be-
schreibung der elektrochemischen Prozesse voraus. Das betrifft zum einen die Ruhespan-
nung in Abhängigkeit von dem Ladezustand, die sich über die Potenzialdifferenz der
beiden Elektroden ergibt, und zum anderen die Verlustprozesse während der Reduktion-
Oxidation-Reaktion.

Bei der Ruhespannung uOC, die meist als Open-Circuit-Voltage (OCV) bezeichnet wird,
handelt es sich um die Potenzialdifferenz zwischen Anode und Kathode uOC = ϕKathode −
ϕAnode, die ś während die Zelle nicht elektrisch betrieben wird ś vorherrscht. Zudem muss
die Zelle vor einer Messung ihrer Ruhespannung Zeit zum Relaxieren haben, sodass die
langsamen Verlustprozesse die Zellspannung nicht mehr beeinŕussen [27]. Die Elektroden-
potenziale ϕKathode und ϕAnode hängen dabei neben den verwendeten Materialien von dem
bereits eingeführten Lithiierungsgrad x ab. Da der Lithiierungsgrad in einem direkten
Zusammenhang mit dem Ladezustand der Zelle ś im Englischen State of Charge (SoC)
ś steht, ist die Ruhespannung unmittelbar von dieser Größe xSoC abhängig. Der Ladezu-
stand kann über die nutzbare Kapazität QZ und die aktuell entnommene Ladungsmenge
q(t) =

∫︁

i(t) dt wie folgt deőniert werden:

xSoC(t) =
q(t)
QZ

· 100 % (2.1)

Die maximale Kapazität einer Zelle wird unter deőnierten Bedingungen ś oft bei 25◦C und
geringem Strom ś gemessen. Der Verlauf der Ruhespannung in Abhängigkeit von dem La-
dezustand uOC(xSoC(t)) ist charakteristisch für die gewählten Elektrodenmaterialien und
dabei auch stark nichtlinear [120]. Neben der prinzipiellen Verringerung der Zellspannung
während der Entladung nach der Nernst-Gleichung [121], kommt es zusätzlich zu einer stu-
fenweisen Ein- und Auslagerung der Lithium-Ionen im Graphit. Dabei ergeben sich leicht

16



2.1 Lithium-Ionen-Batterien

wechselnde Niveaus des Anodenpotentials ϕAnode in Abhängigkeit des Ladezustands [19].
Bei der Vermessung der Ruhespannungskennlinie fällt ein weiteres Phänomen auf: Die
Spannung ist während des Ladevorgangs höher als während des Entladevorgangs. Dieser
Zusammenhang ist aufgrund der Verlustprozesse innerhalb der Zelle erwartbar. Allerdings
wird selbst bei einem minimalen Strom oder bei gezielten Pausen während der Vermes-
sung deutlich, dass es eine verbleibende Abweichung zwischen der Ruhespannung in Lade-
und Entladerichtung gibt. Dieses Phänomen wird als OCV-Hysterese bezeichnet. Es be-
schreibt, dass ein Systemzustand der Batteriezelle von der Vorgeschichte ś nämlich der
Stromrichtung ś abhängt und sich nicht mit der Zeit ändert. Wodurch die unterschiedli-
chen Potenziale bei gleichem Ladezustand entstehen, wird in der Literatur immer noch
mit verschiedenen, teilweise widersprüchlichen Theorien beschrieben [122].
Ein vielversprechender und insbesondere für die Modellierung geeigneter Erklärungsan-
satz beruht auf der Betrachtung der Befüllung unterschiedlicher Bereiche der Aktivma-
terialien und ihrer Partikel [123]. Je nach zuvor stattgefundener Ladung oder Entladung
sind Lithium-Ionen an einer anderen Position im Aktivmaterial an der elektrochemischen
Reaktion beteiligt und führen aufgrund unterschiedlicher Migrationswiderstände zu un-
terschiedlichen Ruhespannungen. Für das benannte Elektrodenpaar, bestehend aus NMC
und Graphit, kann die Hysteresespannung bei bestimmten Ladezuständen bis zu 30mV

betragen [119].

Wird die Batteriezelle, wie auch im elektrischen Antrieb, betrieben, kommt es zu ei-
ner unmittelbaren Spannungsänderung. Diese Abweichung wird auch als Überspannung
bezeichnet, die wie folgt deőniert ist:

Deőnition. Die Überspannung ist die Differenz zwischen dem Reduktion-Oxidation-
Potenzial der Elektroden und dem Potenzial, das bei der Reaktion aufgrund der zu über-
windenden energetischen Prozesse tatsächlich vorherrscht.

Als Ursache für die Überspannung uZ sind mehrere elektrochemische Phänomene zu be-
nennen, die zusammen auch als komplexwertiger Innenwiderstand der Batteriezelle Z(jω)
interpretiert werden können. Dementsprechend lassen sich die zwei folgenden Formeln für
die Überspannung im Zeit- und Frequenzbereich festhalten:

uZ(t) =
∑︂

uZ,i(t) (2.2)

UZ(jω) = Z(jω)I(jω) (2.3)

Die Spannung, die am Innenwiderstand der Batteriezelle abfällt, hängt signiőkant vom
Arbeitspunkt hinsichtlich der Temperatur ϑ, dem Ladezustand xSoC, dem Alterungszu-
stand (engl.: State of Health) xSoH und dem Druck auf der Zelle ab. Abbildung 2.2 zeigt die
Spannung u(t) einer automobilen Lithium-Ionen-Zelle bei einer rechteckigen Stromanre-
gung i(t). Dabei wird der Arbeitspunkt der Zelle möglichst konstant gehalten. Die Dauer
dieser auch als Strompuls bezeichneten Anregung beträgt daher nur 5 s. Zudem wird, trotz
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Abbildung 2.2: Spannungsantwort einer Lithium-Ionen-Zelle mit einem Pouch-Bag und
einer Kapazität von QZ = 96Ah auf einen Strompuls für den Arbeits-
punkt: ϑ = -10◦C, xSoC = 30 % und i = 7,6A.

der großen Kapazität, die Zelle nur mit einem relativ kleinen Strom angeregt. Dadurch ist
die Veränderung des Ladezustands und der Ruhespannung vernachlässigbar. Der Fokus
der Abbildung liegt auf der Überspannung. Dabei ist offenkundig, dass der Spannungs-
einbruch bei der Ladungsentnahme nicht nur aus einem rein ohmschen Anteil besteht,
sondern sich mit der Zeit noch vergrößert.

Die Überspannung lässt sich auf die Bewegung der Elektronen und Ionen im Zellinneren
zurückführen. In Anlehnung an Illig [31] und Schmalstieg [124] lassen sich dabei drei do-
minante Phänomene benennen, die im folgenden und passend zu Abbildung 2.2 aufgelistet
sind:

1. Elektronen- und Ionenleitung: Der elektrische Widerstand der Ableiter und des
Aktivmaterials sowie die ionische Leitfähigkeit im Elektrolyten sind nie ideal. Die
Bauform der Zellen, die Anbindung der Elektroden an die Kollektoren und die Ak-
tivmaterialien beeinŕussen den Widerstand, den die Elektronen bis zum Verbraucher
erfahren. Auch der Elektrolyt, in dem sich die Lithium-Ionen nur mit einer Solvat-
Hülle bewegen können [31], und der Separator bestimmen den zu überwindenden
Widerstand im Zellinneren. Aufgrund der Geschwindigkeit lassen sich beide Prozesse
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zu einem ohmschen Widerstand zusammenfassen, der die unverzögerte Überspan-
nung uZ,0 hervorruft.

2. Ladungstransfer und Doppelschicht: Wird die Zelle elektrisch angeregt, dann
überschreiten Lithium-Ionen beide Grenzŕächen zwischen den Elektroden und dem
Elektrolyten. Die Auswirkung davon ist in der Abbildung 2.2 als abklingender Span-
nungsabfall sichtbar. Ursache ist zum einen die elektrochemische Doppelschicht, die
sich im Gleichgewichtszustand an beiden Grenzŕächen aufbaut und bei einer Ent-
ladung abgebaut wird [27]. Zum anderen entstehen beim Ladungstransfer (engl.:
Charge Transfer, CT) zwischen Elektrode und Elektrolyt Verluste, die mit der Auf-
nahme und Abgabe der Solvat-Hülle für den Transport der Lithium-Ionen verbun-
den sind. Die resultierende Überspannung uZ,CT stellt sich relativ schnell nach einer
Stromanregung ein. Sie entspricht daher geringen Zeitkonstanten von ca. 10ms bis
1 s [19].
Ergänzend sei hier angeführt, dass die beiden Prozesse teilweise von Überspan-
nungen durch den Elektronenŕuss im Zellinneren überlagert werden [31], die beim
Übergang zwischen der Elektrode und dem Kollektor überwunden werden müssen.
Aufgrund ihres geringeren Einŕusses gegenüber dem Ionenŕuss werden sie nicht
separat aufgeführt.

3. Festkörperdiffusion: Nach einer Anregung der Zelle entstehen durch den Ladungs-
transport Potenzialgradienten in den Elektroden und dem Elektrolyten. Diese Gra-
dienten werden durch einen Unterschied im Lithiierungsgrad ś ausgehend von den
besonders aktiven Grenzbereichen ś hervorgerufen [27]. Hierbei dominieren insbe-
sondere langsame Ausgleichsprozesse in den Feststoffen der Kathode und der Anode
die Überspannung uZ,Diff . Die Lithium-Ionen diffundieren dabei in die Bereiche der
Aktivmaterialien mit geringerer Konzentration. Wobei die Diffusion in ihrer Ge-
schwindigkeit begrenzt ist und sich somit langsam eine Potenzialdifferenz aufbaut.
Das Diffusionsverhalten in den Festkörpern folgt dabei den Fick’schen Gesetzen und
weist im Gegensatz zu den anderen Materialien relativ geringe Diffusionskonstan-
ten auf. Das entspricht, im Vergleich zu den anderen elektrochemischen Reaktionen,
sehr langsamen dynamischen Prozessen mit Zeitkonstanten von ca. 1 s bis 100 s.

Diese drei Hauptprozesse beeinŕussen während einer Stromanregung das Spannungsver-
halten von Lithium-Ionen-Zellen. Die zugehörigen Überspannungsanteile uZ,0, uZ,CT und
uZ,Diff werden unterschiedlich schnell auf- und abgebaut und überlagern sich in der mess-
baren Spannungsantwort uZ.

Die Arbeitspunkte der Zelle verändern die im Zellinneren ablaufenden Prozesse und daher
auch das elektrische Spannungsverhalten grundsätzlich. Zuerst ist die Temperaturabhän-
gigkeit zu nennen, die alle elektrochemischen Vorgänge in der Zelle betrifft. Nach dem
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Arrhenius-Gesetz ist die elektrochemische Reaktionsrate k direkt von der Zelltempera-
tur ϑ nach folgender Vorschrift abhängig:

k = e
−
EA

Rϑ (2.4)

Zusammen mit der Aktivierungsenergie EA, die bei einer Reaktion überschritten werden
muss, und der universellen Gaskonstanten R beschreibt die Vorschrift, dass elektrochemi-
sche Reaktionen in ihrer Geschwindigkeit exponentiell mit der Temperatur ansteigen [31].
Das Arrhenius-Gesetz besagt, dass bei höheren Temperaturen eine größere Anzahl an La-
dungsträgern über eine Energie größer als die Aktivierungsenergie W > EA verfügen und
somit Teil der Reaktion werden. Es liegt nahe, dass dieser Zusammenhang die Redukti-
on der Zeitkonstanten der beschriebenen Prozesse im Zellinneren erklärt. Von zentraler
Bedeutung für das elektrische Spannungsverhalten ist aber vor allem, dass die Überspan-
nungen bei höheren Temperaturen grundsätzlich geringer ausfallen [53].
Die nichtlineare Spannungsantwort in Bezug auf die Höhe des Anregungsstroms einer
Lithium-Ionen-Zelle ist als zweite zentrale Abhängigkeit zu nennen. Sie kann durch die
Butler-Volmer-Gleichung beschrieben werden. Der Zusammenhang leitet sich aus den
physikalischen Eigenschaften der Doppelschicht ab und beschreibt die Abhängigkeit zwi-
schen der Stromdichte J , die in direkter Verbindung mit dem Zellstrom steht, und der
Überspannung uZ,CT beim Ladungstransfer [121]:

J = J0 (e
αnF

Rϑ
uZ,CT − e−

(1−α)nF

Rϑ
uZ,CT) (2.5)

Die Austauschstromdichte J0, der Symmetriefaktor α, die Anzahl der ausgetauschten
Elektronen n und die faradaysche Konstante F sind dabei zusätzliche Größen, die den
Zusammenhang deőnieren. Anhand der Butler-Volmer-Gleichung wird deutlich, dass bei
geringen Stromdichten überproportional hohe Spannungen für den Ladungstransfer uZ,CT

überwunden werden müssen. Bei hohen Strömen hingegen nähert sich das Verhalten einem
linearen Zusammenhang an. Für eine Visualisierung der Gleichung (2.5), die vorwiegend
bei höherfrequenten Verlustprozessen eine Rolle spielt, sei auf Witzenhausen [125] verwie-
sen.
Als dritter wichtiger Zustandsparameter nimmt auch die Variation des Ladezustands xSoC

einen Einŕuss nicht nur auf die Ruhespannung, sondern auch auf das Überspannungs-
verhalten uZ(t). Gantenbein [19] beschreibt, wie die Veränderung des Lithiierungsgrads
insbesondere den Ladungstransferverlust beeinŕusst. Die zugehörige Überspannung uZ,CT

nimmt immer dann zu, wenn die Elektrode, die gerade delithiiert wird, kaum noch La-
dungsträger enthält. Der Überspannungswert steigt somit in beiden Randbereichen des
Ladezustands an.

Neben diesen drei ś auch für diese Arbeit ś zentralen Arbeitspunktparametern gibt es
weitere Einŕüsse auf das dynamische Spannungsverhalten von Lithium-Ionen.
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2.1 Lithium-Ionen-Batterien

Es ist bekannt, dass Batteriezellen über ihre Lebensdauer degradieren. Dabei reduziert
sich zum einen die Kapazität der Zelle QZ, wobei sich auch die Ruhespannungskurve ver-
ändern kann. Zum anderen őndet eine Innenwiderstandszunahme statt. Letzteres äußert
sich fast ausschließlich über eine Erhöhung der rein ohmschen Anteile der Überspannung
uZ,0. Für eine langfristige Vermessung, die explizit den Einŕuss der Degradation auf den
komplexwertigen Innenwiderstand Z(jω) und somit alle Prozesse der Überspannung un-
tersucht, sei auf Witzenhausen [125] verwiesen.
Ein weiterer ś meist vernachlässigter ś Einŕuss auf das Spannungsverhalten ist der me-
chanische Druck, der auf alle Lagen einer Zelle während des Betriebs wirkt. Die Wechsel-
wirkung zwischen dem Druck und der Überspannung stellt sich als stark nichtlinear dar.
Der Zusammenhang steht im Fokus mehrerer aktueller Forschungsarbeiten [126].

Generell gibt es auch heute noch viele unbeantwortete Fragen in Bezug auf das Zusam-
menwirken der verschiedenen Verlustprozesse von industriellen Lithium-Ionen-Zellen, die
eine umfangreiche Vermessung der Überspannung an den relevanten Arbeitspunkten un-
abdingbar machen [27].

2.1.3 Spannungssimulation von Antriebsbatterien

Das Ziel dieser Arbeit ist die Verbesserung bestehender Simulationsmodelle von Antriebs-
batterien. Dabei setzt sich das elektrische Batterieverhalten zur Energieversorgung des
Antriebs aus mehreren Faktoren zusammen. Die Faktoren, die ś neben der reinen Funkti-
onsweise einer einzelnen Lithium-Ionen-Zelle ś auf das Gesamtverhalten wirken, sind im
folgenden Abschnitt beschrieben.
Um die für den Fahrbetrieb notwendigen Energie- und Leistungswerte bereitstellen zu kön-
nen, werden mehrere Batteriezellen in Reihe und teilweise auch parallel geschaltet. Die
Verschaltung verändert dabei auch unmittelbar die Spannungslage, die in batterieelektri-
schen Fahrzeugen typischerweise um die 400V oder 800V beträgt [127]. Dafür müssen
etwa 100 oder 200 Zellen in einer Reihenschaltung angeordnet sein.
Werden dabei ś beispielsweise aus Sicherheitsaspekten ś Zellen mit relativ kleinen Ener-
giemengen verbaut, kommt eine erhebliche Anzahl an parallel geschalteten Zellen hinzu.
Um den Aufbau der Antriebsbatterie hierbei beherrschbarer zu machen, werden mehrere
Zellen als Zwischenstufe zu sogenannten Modulen zusammengefasst. Der modulare An-
satz bringt einige Vorteile mit sich, zum Beispiel können im Wartungsfall einzelne Module
ausgetauscht oder die Module ś bei entsprechender Standardisierung ś kosteneffizient in
unterschiedlichen Antriebsbatterien verbaut werden [128]. Die Zellen werden dabei in ein
Modulgehäuse eingebracht, wobei die Fixierung und Vorspannung im Modul oft auch den
Einŕuss des mechanischen Drucks auf das Spannungsverhalten der Batteriezellen deő-
niert.
Entsprechend dem beschriebenen Aufbau entstehen durch die leitenden Verbindungen,
wie die Schweißnähte auf den Zellableitern oder die Stromschienen zwischen den Modu-
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uOC(t) uZ(t)

u(t)

R0

R1 R2

C1 C2

Abbildung 2.3: Phänomenologisches Modell einer Lithium-Ionen-Zelle, dargestellt als Er-
satzschaltbild mit der Ruhespannung uOC(t) und den Überspannungen
uZ(t), bestehend aus einem ohmschen Widerstand und zwei RC-Gliedern.

len, weitere Einŕüsse auf das elektrische Verhalten des Batteriesystems. Zudem führt die
große Anzahl an Zellen und die Komplexität des Systems oft zu inhomogenen Zuständen,
die sich beispielsweise durch unterschiedliche Spannungswerte der einzelnen Zellen oder
überlagernde Temperaturgradienten innerhalb der Batterie äußern.
Letztere werden vor allem auch durch das Thermomanagement beeinŕusst, das fast aus-
nahmslos in einer heutigen Antriebsbatterie aus Gründen der Sicherheit, Lebensdauer
und Leistungsfähigkeit integriert ist. Hauptsächlich geht es dabei um die Kühlung der
Batterie, die über eine Flüssigkeit die Verlustwärme der Zelle abführt. Der Kühlkreislauf
wird dabei möglichst nahe an den Zellen vorbeigeführt und gibt die aufgenommene Ver-
lustenergie über einen Wärmetauscher an die Umgebung ab [128].
Abschließend ist das Batteriemanagementsystem (BMS) als wichtiger Faktor ś vorrangig
aufgrund seiner begrenzenden Funktionen ś zu nennen. Das Steuergerät überwacht per-
manent den zulässigen Betriebsbereich, basierend auf Messungen verschiedener Größen in
der Batterie. Ausgehend von diesen Sensordaten schätzt es Zustandswerte der Batterie
und veranlasst die Einhaltung der resultierenden Strom- und Spannungsgrenzen während
des Fahrbetriebs und den Ladephasen [129].

Trotz all dieser Einŕüsse wird für die Simulation einer Antriebsbatterie meist ein Mo-
dell, basierend auf Messungen der einzelnen Zellen, gebildet. Wie in Kapitel 1.2 bereits
ausgeführt, lassen sich die elektrischen Zellmodelle in die drei Kategorien physikalisch-
motiviert, phänomenologisch und datenbasiert einteilen.
In der industriellen Anwendung haben sich vor allem phänomenologische Zellmodelle
durchgesetzt, die mittels einfacher Strukturen und gezielter Messungen die Überspannung
uZ(t) simulieren können. Die bekannteste Form zur phänomenologischen Modellierung
der Impedanz im Arbeitspunkt beruht auf einer Kombination aus einem ohmschen Wi-
derstand und zwei RC-Gliedern. Dieser ś in der Literatur auch als eine Variante des
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2.1 Lithium-Ionen-Batterien

Thévenin-Modells ś bekannte Ansatz beschreibt die drei dominanten Überspannungsphä-
nomene aus Abbildung 2.2 [56].
In einem solchen phänomenologischen Modell wird die Ruhespannung uOC(t) nicht expli-
zit modelliert, sondern ihre Abhängigkeit vom Ladezustand xSoC direkt über Messungen
im Modell hinterlegt. Da der Ladezustand den Spannungswert maßgeblich beeinŕusst,
wird der Zusammenhang über sehr geringe Ströme, zum Beispiel i = QZ

10 h
, hochgenau so-

wohl in Lade- als auch Entladerichtung aufgezeichnet. Dabei wird häuőg die Spannungs-
hysterese vernachlässigt und der Mittelwert der zwei vermessenen Ruhespannungskurven
uOC = uOC,L. + uOC,Entl. für das Modell verwendet.
Abbildung 2.3 zeigt das phänomenologische Zellmodell als Ersatzschaltbild. Die Elemente
des Modells stehen dabei für die drei beschriebenen Haupteinŕüsse auf die Batteriespan-
nung (vgl. Kapitel 2.1.2). Die Elektronen- und Ionenleitung wird über R0 beschrieben. Das
erste RC-Glied modelliert die Verluste durch den Ladungstransfer und die Doppelschicht
über eine Parallelschaltung von R1 und C1. Mit dem zweiten RC-Glied wird die Diffusion
der Lithium-Ionen in den Aktivmaterialien über R2 und C2 beschrieben. Dementspre-
chend wird mit dem ersten RC-Glied die schnelle Dynamik der Überspannung ûZ,CT mit
einer Zeitkonstanten von τ1 = R1C1 ≈ [10ms, 1 s] und mit dem zweiten RC-Glied der
langsamere Prozess ûZ,Diff mit einer Zeitkonstanten von τ1 = R1C1 ≈ [1 s, 100 s] simuliert.

Neben der Darstellung als Ersatzschaltbildmodell kann die Überspannung UZ(s) des Thévenin-
Modells nach der Deőnition aus Gleichung (2.3) als Übertragungsfunktion im Frequenz-
bereich2 folgendermaßen formuliert werden:

UZ(s) =
( R0

R1R2
+ 1

R1
+ 1

R2
) + (R0C2

R1
+ R0C1

R2
+ C2 + C1)s + C1C2R0s

2

1
R1R2

+ (C2

R1
+ C2

R1
)s + C1C2s2

I(s) (2.6)

Diese Übertragungsfunktion kann in der komplexen Ebene als eine Ortskurve mit zwei
idealen Halbkreisen interpretiert werden. Ihre Herleitung ist im Anhang A.1 ausgehend
von dem Ersatzschaltbild mit einer beliebigen Anzahl an RC-Gliedern beschrieben. Zu-
dem wird das dynamische Spannungsverhalten aus (2.6) auch zurück in den Zeitbereich
transformiert. Das phänomenologische Modell wird dabei als kontinuierliche Differenzial-
gleichung abhängig von der Zeit t und zusätzlich als diskrete Differenzengleichung abhän-
gig von den Zeitschritten k aufgestellt.
Eine solche Beschreibung im Zeitbereich ermöglicht, dass die Parameter direkt aus einer
Vermessung des Spannungsverhaltens ś basierend auf Strompulsen vergleichbar zur Ab-
bildung 2.2 ś ermittelt werden [5]. Dabei werden die diskreten Zeitreihen i(k) und u(k) ge-
nutzt, um über eine numerische Minimierung der Fehlerquadrate

∑︁

(uZ(k)− ûZ(Θ, i(k)))2

die Modellparameter Θ = (R0,R1,C1,R2,C2) zu schätzen. Zur Gewinnung der Messda-

2 Entgegen der etablierten Notation der Impedanz mittels komplexer Zahlen werden ab dieser Stelle zur
vereinfachten Darstellung alle Übertragungsfunktionen im Laplace-Bildbereich ausgedrückt. Dabei wird
der Frequenzparameter der Fourier-Transformation jω in den komplexen Frequenzparameter s = σ + jω

überführt.
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ten wird die Spannungsantwort auf einen kurzen Strompuls relativ schnell abgetastet,
beispielsweise ∆t = t(k + 1) − t(k) = 1ms, und für einen langen Zeitraum, beispiels-
weise tMess = 1000 s, aufgezeichnet. Dadurch ist die Information über die schnellen und
die langsamen dynamischen Prozesse der Überspannung gleichermaßen in den Messungen
enthalten [130].
Bei einem Vergleich der Parameter des phänomenologischen Modells, die an zwei unter-
schiedlichen Arbeitspunkten ermittelt wurden, wird deutlich, dass die Temperatur, der
Ladezustand und der Strom das Übertragungsverhalten über die Parameter Θ(ϑ,xSoC, i)
entscheidend verändern. Zwar ist nicht jeder Parameter von allen drei Größen abhän-
gig, jedoch wird im Sinne der phänomenologischen Modellierung meist eine großŕächige
Vermessung im zulässigen Betriebsbereich der Batteriezelle vorgenommen [5]. Sobald die
Parameter an allen relevanten Arbeitspunkten ermittelt wurden, lassen sich Kennfelder
für das Modell generieren. Für deren Erstellung werden zum Teil auch physikalische Zu-
sammenhänge wie das Arrhenius-Gesetz aus (2.4) oder die Butler-Volmer-Gleichung aus
(2.5) verwendet [131].
Der geringe Rechenaufwand und die stark automatisierbare Erstellung erklären den Er-
folg des phänomenologischen Zellmodells für Antriebsbatterien im industriellen Kontext.
Daher dient es auch als Ausgangspunkt für die Batteriesimulation in dieser Arbeit. Gleich-
wohl zeigt sich in einer eigenen Veröffentlichung [5] wie auch in der Dissertation von Schön-
leber [27], dass zwei RC-Glieder nicht ausreichen, um die Impedanz einer Batteriezelle Z(s)
vollständig simulieren zu können. Wird die Zellimpedanz in der komplexen Ebene aufge-
tragen oder mittels der Verteilungsfunktion von Relaxationszeiten (engl.: Distribution of
Relaxation Times, DRT) analysiert [53], dann wird deutlich, dass die frequenzabhängige
Spannungsantwort im Arbeitspunkt mehr als zwei dynamische Phänomene aufweist. Es
lässt sich im Zeit- sowie im Frequenzbereich feststellen, dass mindestens vier RC-Glieder
benötigt werden, um die Phänomene ś bezüglich der beschriebenen Messungen im Ar-
beitspunkt ś ausreichend gut approximieren zu können [55].

Das Ziel, den Parametern eines Zellmodells auch physikalische Eigenschaften zuordnen
zu können, verlangt meist nach einer Analyse der Impedanz im Frequenzbereich. Hier-
für wird zur Charakterisierung der Lithium-Ionen-Zelle die sogenannte elektrochemische
Impedanzspektroskopie (EIS) durchgeführt [26], die für verschiedene Frequenzen die Am-
plitudenverstärkung |Z(s)| und den Phasenversatz arg(Z(s)) zwischen dem Strom und
der Spannung aufzeichnet. Dabei gibt es eine Vielzahl an möglichen Verfahren zur Impe-
danzspektroskopie, die sich hauptsächlich durch das Anregungssignal unterscheiden [27].
Unabhängig von dem konkreten Verfahren lassen sich über die Ortskurve der Impedanz-
werte Z(s) Erkenntnisse gewinnen. Beispielsweise fällt auf, dass der Verlauf der höherfre-
quenten Ladungstransferprozesse keinem idealen Halbkreis entspricht, sondern hinsichtlich
der imaginären Achse gestaucht ist. Das lässt sich auf die Porosität und Partikelgröße in
den Elektroden zurückführen [119]. In Ersatzschaltbildmodellen, die über das bisher vorge-
stellte Thévenin-Modell hinausgehen, werden daher sogenannte Constant-Phase-Elements
(CPE) mit einer konstanten Phasenverschiebung arg(Z(s)) = konst. verwendet. In Paral-
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lelschaltung mit einem Widerstand kommen die CPE dem gemessenen Impedanzverhalten
im Frequenzbereich deutlich näher. Das entstehende Element wird auch als RQ-Glied be-
zeichnet und kann folgendermaßen deőniert werden:

ZRQ(s) =
R

1 + RQsα
(2.7)

Dabei handelt es sich ebenso wie beim RC-Glied um einen phänomenologischen Zu-
sammenhang, der nicht physikalisch herleitbar ist [132]. Diese Gleichung entspricht mit
α ∈ (0, 1] beliebigen Halbkreisen in der komplexen Ebene [19], die in ihrer Höhe gestaucht
sind. Für α = 1 entspricht das RQ-Glied dem RC-Glied und je kleiner der Parameter α

ist, desto gestauchter ist der Halbkreis.
Mathematisch entspricht das RQ-Glied einer fraktionalen Differenzialgleichung, die im
Zeitbereich nichtganzzahlige Ableitungen enthält. Um das Verhalten auf beliebige Stroman-
regungen simulieren zu können, ist zwingend eine Transformation der Gleichung (2.7) in
den Zeitbereich notwendig. Da die Simulation mit nichtganzzahligen Ableitungen einige
Herausforderungen mit sich bringt, wird im Kontext von Ersatzschaltbildmodellen häuőg
eine Näherung der fraktionalen Glieder mittels mehrerer RC-Glieder noch im Frequenz-
bereich durchgeführt [119]. Teilweise werden auch Werkzeuge der fraktionalen Analysis,
wie die Ableitung nach Grünwald-Letnikov verwendet, um sehr exakte Näherungen zu
erzielen [50].

Im Kontext der physikalisch-motivierten Zellmodelle wird das Impedanzverhalten
fast vollständig ausgehend von Frequenzbereichsdaten modelliert. Mit diesem Ansatz ist
zusätzlich der Anspruch verbunden, dass durch physikalische Zusammenhänge die Extra-
polationsfähigkeit gegenüber den phänomenologischen Zellmodellen deutlich steigt.
Für eine detaillierte Beschreibung eines physikalisch-motivierten Zellmodells wird Kre-
wer [29] empfohlen. Das in der Quelle beschriebene Ersatzschaltbildmodell bildet die
Ladungstransferprozesse über zwei separate RQ-Glieder entsprechend Gleichung (2.7)
ab. Für die langsamen Überspannungsprozesse wie die Feststoffdiffusion haben sich in
physikalisch-motivierten Zellmodellen grundlegend andersartige Ansätze entwickelt. Es
werden sogenannte Warburg-Impedanzen verwendet, die sich unmittelbar über das erste
und zweite Fick’sche Gesetz mit der Diffusionskonstante D herleiten lassen [19]. Hier-
zu werden, unter Berücksichtigung der entstehenden Potenzialdifferenz nach der Nernst-
Gleichung (vgl. Kapitel 2.1.1), die beiden Gesetze über eine Laplace-Transformation auf
eine eindimensionale Übertragungsfunktion UZ,Diff(s) reduziert. Für diese Vereinfachun-
gen können drei unterschiedliche Randbedingungen herangezogen werden, die die Länge
L der Diffusionsschicht und die zur Verfügung stehende Ladungsmenge begrenzen [119].
Am häuőgsten wird die Finite Length Warburg (FLW) eingesetzt, die auch Krewer [29]
entsprechend folgender Gleichung im physikalisch-motivierten Zellmodell anwendet:

Z(s) =
UZ,Diff(s)

I(s)
=

Rϑ

(nF )2c0

√
Ds

tanh (

√︃

s

D
L) (2.8)
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Die Gaskonstante R, die Faraday-Konstante F , die Anzahl der beteiligten Ladungsträger
n und die Anfangskonzentration c0 werden dabei typischerweise in einen gemeinsamen
Vorfaktor der Warburg-Impedanz zusammengefasst [53]. Durch die Gleichung entstehen
Ortskurven, die stark einem RQ-Glied ähneln. Allerdings gehen die Kurvenverläufe bei hö-
heren Frequenzen in eine Gerade mit einer Steigung von 45◦ über. Oft wird in physikalisch-
motivierten Zellmodellen auch die komplexere Finite Space Warburg (FSW) eingesetzt,
wobei eine endliche Menge an Ladungsträgern angenommen wird. Dadurch beschreibt
die FSW zusätzlich das kapazitive Verhalten der Impedanz bei niedrigen Frequenzen. Sie
kann daher auch durch eine FLW und eine in Reihe geschaltete ideale Kapazität, die die
Steigung der Ruhespannungskurve beschreibt, modelliert werden [133]. Die Transforma-
tion der FLW in den Zeitbereich erfordert ähnlich dem RQ-Glied eine Approximation.
Die Ermittlung der zum Teil physikalisch interpretierbaren Parameter über Messungen im
Arbeitspunkt wird in aller Regel direkt im Frequenzbereich vorgenommen. Hierfür wer-
den analog zu phänomenologischen Modellen ebenfalls Optimierungsalgorithmen in Bezug
auf die Fehlerquadrate eingesetzt. Jedoch wird der Abstand zwischen der gemessenen Im-
pedanzkurve Z(s) und der durch das physikalisch-motivierte Zellmodell vorhergesagten
Impedanz Ẑ(Θ, s) über

∑︁

(Z(s) − Ẑ(Θ, s))2 minimiert [25].
Ein Nachteil des physikalisch-motivierten Zellmodells ist die höhere Anzahl an Parametern
Θ, die ebenfalls stark abhängig von der Temperatur, dem Ladezustand und dem Strom
sind. Entsprechend der Motivation hinter diesem Modellierungsansatz, werden die Einŕüs-
se ebenfalls über physikalische Zusammenhänge, wie das Arrhenius-Gesetz aus (2.4) oder
die Butler-Volmer-Gleichung aus (2.5), im Modell explizit integriert. Dadurch entsteht
die angestrebte hohe Extrapolationsfähigkeit. Gleichwohl verlangt das Modell nach einer
umfangreichen Expertise für die Vermessung und Parametrisierung [119]. Dieser Aufwand
ist in Bezug auf die Qualität der resultierenden Simulationsmodelle nicht immer gerecht-
fertigt, vor allem auch, weil die Approximation der Übertragungsfunktion im Zeitbereich
fehlerbehaftet ist.

Beide zur Simulation des elektrischen Batterieverhaltens vorgestellten Modelle beschrän-
ken sich auf die Phänomene der einzelnen Zelle. Insbesondere die Beschreibung des ge-
samten Batteriesystems ist geeignet, um die Flexibilität datenbasierter Modelle in der
Batteriesimulation zu untersuchen. Hierfür sind keinerlei Kenntnisse über die physikali-
schen Vorgänge der Lithium-Ionen Technologie notwendig und eine Parametrisierung kann
direkt im Zeitbereich erfolgen. Das nächste Unterkapitel stellt daher die für diese Arbeit
wichtigen Grundlagen der datenbasierten Modellierung vor.

2.2 Experimentelle Modellbildung

Mathematische Modelle sind berechenbare Abstraktionen realer Prozesse, die die Ent-
wicklung komplexer Systeme, wie Fahrzeugantriebe, beschleunigen oder sogar ermögli-
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chen. Mit Modellen lässt sich das Systemverhalten, beginnend in den frühen Phasen einer
Produktentwicklung, effizient analysieren, simulieren und optimieren.
In diesem Kapitel werden die Grundlagen für die zentralen datenbasierten Simulations-
modelle dieser Arbeit präsentiert. Dabei geht es in erster Linie um künstliche neuronale
Netze, die der Kategorie der experimentellen Modellbildung zuzuordnen sind [134]. An
dieser Stelle sei bereits angemerkt, dass die Begriffsvielfalt hinsichtlich der Erstellung und
Nutzung mathematischer Modelle oft Missverständnisse hervorruft. Da unterschiedliche
Disziplinen ś vorrangig die Computerwissenschaften, die Statistik und die Ingenieurs-
wissenschaften ś an der Weiterentwicklung von Methoden rund um die Modellbildung
beteiligt sind, haben sich unabhängige Fachjargons etabliert. In diesem Kapitel wird da-
her auch das Verständnis hinter den in dieser Arbeit verwendeten Begriffen ś primär
ausgerichtet auf die industrielle Praxis ś dargelegt.

Nach Isermann [134] werden bei der theoretischen Modellbildung Naturgesetze wie
Bilanzgleichungen, physikalisch-chemische Zustandsgleichungen oder Erhaltungssätze ver-
wendet, um ein System zu beschreiben. Er nutzt weiterhin den etablierten Begriff des
White-Box -Modells, um festzuhalten, dass die theoretische Modellbildung auch ganz oh-
ne ergänzende Messungen auskommt. Da dieser Ansatz in der Ingenieurspraxis fast keine
Anwendung őndet, führt er über die sogenannten Grey-Box -Modelle Abstufungen ein.
Hierbei werden Messdaten verwendet, die der Schätzung der Parameter des theoretischen
Modells dienen. Somit sind sowohl das physikalisch-motivierte als auch das phänomenolo-
gische Zellmodell aus Kapitel 2.1.3 ś beides Begriffe aus dem Umfeld der Batterieforschung
ś den Grey-Box -Modellen zuzuordnen. Grund dafür ist, dass beide Modelle elementares
Wissen über das Überspannungsverhalten und den Einŕuss der Arbeitspunkte in der
Modellstruktur verankern. Um dabei den Kontrast zu Ansätzen, die fast vollständig auf
solches Systemwissen verzichten, zu verdeutlichen, wird in dieser Arbeit für Grey-Box -
Modelle insbesondere die Bezeichnung der analytischen Modelle verwendet.

Bei der experimentellen Modellbildung ist das Systemverhalten und infolgedessen die
notwendige Modellstruktur weitgehend unbekannt [134]. Messdaten dienen nicht mehr nur
der Bestimmung einzelner Modellparameter, sondern auch der Bildung der Modellstruktur
selbst. Das Ergebnis der rein experimentellen Modellbildung wird als Black-Box -Modell
oder synonym dazu als datenbasiertes Modell bezeichnet.
Die experimentelle Modellbildung ist dabei in den Ingenieurswissenschaften stark verwo-
ben mit der Disziplin der Systemidentiőkation. Dieses Forschungsgebiet hat seit 1956 [135]
eine große Ansammlung an Methoden und Werkzeugen hervorgebracht, um aus Messda-
ten die Eingangs-Ausgangs-Beziehungen eines Systems abzuleiten. Der Begriff der Sys-
temidentiőkation umfasst den gesamten Prozess von der Messdatenaufbereitung über die
Wahl des Modellansatzes bis zur anschließenden Modellvalidierung [136]. Zur Bestim-
mung der Parameter solcher Modelle werden sogenannte Schätzalgorithmen verwendet.
Die Vielzahl an möglichen Verfahren im Zeitbereich lässt sich dabei grob in die drei fol-
genden Kategorien aufteilen [136, S. 317]:

27



2 Grundlagen

• Prädiktionsfehler-Verfahren

• Korrelationsanalyse

• Subspace-Identiőkation

Zu den Prädiktionsfehler-Verfahren gehören unter anderem die Methode der kleinsten
Fehlerquadrate und die Maximum-Likelihood -Methode [136]. Beide Methoden beruhen
auf einem unmittelbaren Vergleich zwischen der vorhergesagten Größe und der Messung.
Die Minimierung der kleinsten Fehlerquadrate (engl.: Least Square) wird in dieser Arbeit
zur Erweiterung der Batteriesimulation mit datenbasierten Modellen verwendet. Aus-
schlaggebender Grund dafür ist zum einen die geringe Komplexität des resultierenden nu-
merischen Optimierungsproblems und zum anderen die vorteilhaften Eigenschaften dieses
Fehlermaßes. Unter Annahme von weißem Systemrauschen werden bei einer Minimierung
der Fehlerquadrate gleichzeitig der Bias und die Varianz berücksichtigt, wodurch optima-
le Vorhersagen entstehen [137, S.204]. Nachteil ist allerdings, dass die Minimierung der
Fehlerquadrate empőndlich gegenüber Ausreißern ist.
Mittels der Korrelationsanalyse kann ebenfalls die Beziehung zwischen den Ein- und Aus-
gangsgrößen bestimmt werden. Die Korrelationskoeffizienten zwischen den vergangenen
Werten und dem aktuellen Ausgang lassen sich vor allem für dynamische, nichtparame-
trische Modelle verwenden [89].
Die Subspace-Identiőkation schätzt ausschließlich die Parameter linear dynamischer Mo-
delle in der Zustandsraumdarstellung. Dabei werden Matrixoperationen angewandt, um
beispielsweise auch übergeordnete Parameter wie die Modellordnung ohne Iterationen zu
schätzen [138].
Unabhängig vom verwendeten Schätzverfahren haben sich durch die Systemidentiőkation
einige mathematische Konventionen für die Modellierung durchgesetzt, die auch in den
zentralen Kapiteln 4 und 5 dieser Arbeit genutzt werden. Die Eingangsgrößen techni-
scher Systeme sind oftmals auch Stellgrößen von Regelsystemen und werden daher mit u
beschrieben, während für die Ausgänge y verwendet wird. Um die Parallele zu mathemati-
schen Funktionen zu vervollständigen, werden interne Modellzustände mit x beschrieben.
Als zweite wichtige Wissenschaftsdisziplin, die die experimentelle Modellbildung heute
prägt, ist das maschinelle Lernen aus den Computerwissenschaften zu nennen. Der Be-
griff selbst legt bereits nahe, dass eine gewisse Analogie zur menschlichen Intelligenz ś
zumindest auf der sprachlichen Ebene ś angestrebt wird. Die Aufgabe dabei ist es, ebenso
wie bei der Systemidentiőkation, eine vorhandene Datenmenge in das gewünschte Verhal-
tensmodell zu überführen. Eingänge u werden im maschinellen Lernen meist als Merkmale
(engl.: Features), Ausgänge y als Ziele (engl.: Targets) und die Schätzung der Modellpa-
rameter als Training bezeichnet.
Trotz der verschiedenen Begriffe sind sich die Methoden sehr ähnlich. Es kann festgehal-
ten werden, dass die Klasse des überwachten Lernens (engl.: Supervised Learning) aus
den Computerwissenschaften das gleiche Ziel wie die experimentelle Modellbildung und
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die Systemidentiőkation verfolgt. Insofern es Unterschiede gibt, sind diese vorwiegend auf
die teils sehr verschiedenen Anwendungsszenarien zurückzuführen [139].

2.2.1 Modelle statischer Prozesse

Statische Prozesse besitzen keine Speicherfähigkeit und können somit auch nicht verzö-
gert auf Eingangsgrößen reagieren. Mit anderen Worten: Die Vergangenheit hat keinen
Einŕuss auf das aktuelle Verhalten des Prozesses. Die Modellbildung statischer Prozesse
ist deshalb auch weniger komplex als die Modellierung dynamischer Prozesse.
Die Vielfalt an möglichen experimentellen Modellen für statische Prozesse kann im ersten
Schritt in lineare und nichtlineare Modelle unterteilt werden. Zur Ermittlung von linearen
Modellen ś in der Statistik auch als lineare Regressionsmodelle bezeichnet ś werden die
Parameter von mehrdimensionalen Geradengleichungen mit einfachen mathematischen
Methoden geschätzt [140].
Da solche linearen Modelle keinesfalls geeignet sind, um das nichtlineare Impedanzverhal-
ten von Antriebsbatterien zu beschreiben, liegt der Fokus in diesem Unterkapitel explizit
auf nichtlinear statischen Modellen. Neben der naheliegenden Erweiterung linearer Model-
le durch Polynomfunktionen haben sich dabei unzählige nichtlineare Modelle, wie Random
Forest, Gauß-Prozessmodelle, Radiale-Basisfunktionen, Support Vector Regression oder
Symbolic Regression, etabliert [141, 142]. Diese parametrischen und auch nichtparame-
trischen Modelle unterscheiden sich stark voneinander. Daher geht oft die Auswahl von
geeigneten Modellen für die jeweilige Anwendung der eigentlichen Modellbildung voraus.
Als ausgesprochen generischer Modellansatz erfahren heute primär künstliche neuronale
Netze (KNN) eine breite Anwendung. Innerhalb eines Jahrzehnts ś seit den Erfolgen in
der Objekterkennung, basierend auf großen Bilddatenmengen [143], ś haben sich KNN
und ihre vielfältigen Adaptionen zur bevorzugten Methode der nichtlinearen Modellbil-
dung entwickelt.

Künstliche neuronale Netze leiten sich aus einem frühen Verständnis über das mensch-
liche Gehirn ab, entziehen sich dabei aber jeder neurobiologischen Grundlage [144]. Sie
bestehen in ihrer einfachsten Form aus Neuronen, welche schichtartig miteinander ver-
bunden sind und über ihre Aktivierungen den Zusammenhang zwischen beliebigen Ein-
und Ausgängen wiedergeben können. KNN gehen auf McCulloch und Pitts [145] zurück.
Das sogenannte McCulloch-Pitts Neuron wurde im Jahr 1943 veröffentlicht. Die Para-
meter dieses KNN mussten allerdings noch händisch angepasst werden. Erst mit dem
von Rosenblatt [146] entwickelten Perzeptron war es 1957 möglich, die Parameter des
KNN zu schätzen und somit eine funktionale Beziehung aus Daten zu gewinnen [141].
Ein weiterer wichtiger Meilenstein war die Entwicklung des Back-Propagation-Verfahrens
durch Rumelhart [147] im Jahr 1986. Mittels dieses Verfahrens wurde es möglich, KNN
mit mehreren versteckten Schichten, sogenannte tiefe neuronale Netze (engl.: Deep Neural
Networks) zu trainieren, was auch zu dem eingangs erwähnten Erfolg in der Objekterken-
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nung im Jahr 2012 geführt hat [143]. Grund für den Erfolg war nicht nur die Struktur
des KNN, sondern vor allem auch die Verfügbarkeit großer Datenmengen, die gesteigerte
Rechenleistung und die verbesserten Algorithmen rund um das KNN [143].
Abbildung 2.4 zeigt die Struktur eines einfachen KNN, die für die Verarbeitung der Funk-
tion x ↦→ ŷ1 genutzt wird. In Abbildung 2.4a ist die Verkettung der Neuronen mit zwei
aufeinander folgenden versteckten Schichten dargestellt. Auch die Ausgangsschicht mit
der zu beschreibenden Größe ŷ1 besteht dabei aus einem Neuron für jeden Ausgang, wo-
bei hier nur ein einziger Ausgang abgebildet ist. Die Eingangsschicht nimmt die Größen
x auf und führt diese über die gewichteten Verbindungen zu den Neuronen der ersten
Schicht. Ein Neuron, dargestellt in Abbildung 2.4b, verarbeitet dabei alle d Eingänge x

mit den d+ 1 Gewichten w zunächst über eine lineare Summenfunktion. Zusätzlich wird
ein Bias addiert. Dieser wird hier als weiteres Gewicht w0 beschrieben, dessen gedachter
Eingang einen konstanten Wert x0 = 1 aufweist. Das skalare Ergebnis der Eingangsgewich-
tung wird mit einer nichtlinearen Aktivierungsfunktion a(·) weiterverarbeitet. Populäre
Beispiele für die Aktivierung sind die Sigmoidfunktion sig(·) oder der Tangens Hyperbo-
licus tanh(·) [89]. Indem alle n Neuronen einer Schicht zusammengefasst werden, können
die Zeilenvektoren w auch als Gewichtsmatrix W ∈ R

n×(d+1) beschrieben werden. Eine
übersichtliche Berechnungsvorschrift für die Zwischenausgabe einer beliebigen Schicht z(l)

eines KNN kann damit wie folgt ausgedrückt werden:

z(l) = a(W (l)x) (2.9)

Da diese Form eines KNN einem rein vorwärtsgewandten Informationsŕuss entspricht, ist
in dieser Arbeit auch von einem Feed-Forward Neural Network (FNN) die Rede. Bei einem
FNN handelt es sich um ein parametrisches Modell y = f(x,w), das beliebige Funktio-
nen annähern kann. Nach Hornik [148] gilt ein FNN mit einer versteckten Schicht bereits
als universeller Funktionsapproximator. Die dafür notwendige Anpassung der Parameter
erfolgt über ein numerisches Optimierungsverfahren, das die Fehlerquadrate minimiert.

Die Gewichte w sind die Parameter, die während des Trainings ermittelt werden müssen.
Es existieren dabei mehrere Algorithmen zur Minimierung der Fehlerquadrate, die sich
jedoch größtenteils den Gradientenverfahren zuordnen lassen. Dabei wird die Suche nach
einem lokalen Minimum der Kostenfunktion V =

∑︁

(y − ŷ(x,w))2 über die partielle Ab-
leitung nach den Gewichten ∇V (w) gesteuert. Folgende Vorschrift deőniert das iterative
Vorgehen bei der gradientenbasierten Minimierung der Fehlerquadrate:

wi+1 = wi − η∇V (w) (2.10)

Der Gradient ∇V (w) zeigt in Richtung des steilsten Abstiegs und wird zusammen mit
der Lernrate η zur Minimierung der Kostenfunktion genutzt. Dieses Trainingsverfahren
wird auf den bekannten Datenpunkten (x, y) solange durchgeführt, bis keine Änderungen
von i ↦→ i + 1 mehr erzielt werden oder Abbruchkriterien erfüllt sind.
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(a) Architektur eines künstlichen neuronalen
Netzes mit d Eingängen, zwei versteckten
Schichten und einem Ausgang.
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ŷ = a(w(3)z(2))

(b) Aufbau eines einzelnen Neurons der ersten
versteckten Schicht mit Gewichtungen je Ein-
gang und einer Aktivierungsfunktion.

Aktvierungs-
funktion

Skalar-
produkt

x1

x2

xn

w1

w2

wn

w0

n
∑︁

i=0

wi xi

z(1)

a(·)

Abbildung 2.4: Struktur und Funktionsweise eines künstlichen neuronalen Netzes (KNN),
bestehend aus zwei versteckten Schichten mit jeweils mehreren Neuronen
in Anlehnung an Isermann [134].

Zur Ermittlung der Gradienten wird das bereits erwähnte Back-Propagation-Verfahren
verwendet. Basierend auf der Kettenregel werden hierbei die Gradienten über die Schich-
ten des FNN zurückgeführt und bestimmt [141].

2.2.2 Modelle dynamischer Prozesse

Im Gegensatz zu statischen Prozessen weisen dynamische Prozesse eine Abhängigkeit von
der Zeit auf. Vergangene Werte beeinŕussen dabei das Verhalten zum aktuellen Zeitpunkt.
Das bringt einige Änderungen in Bezug auf die Modellbildung mit sich.

Die in dieser Arbeit anvisierte Anwendung der Batteriesimulation am Antriebsprüfstand
verlangt nach einer Vorhersage der Spannung über lange Zeiträume, ohne dabei auf Mes-
sungen des zu simulierenden Prozesses zurückgreifen zu können. Für die Anwendung kön-
nen daher keine Prädiktionsmodelle verwendet werden.
Da Messdaten für die experimentelle Modellbildung ausschließlich in diskreter Form vor-
liegen, werden in diesem Kapitel auch nur diskrete, dynamische Modelle vorgestellt.
Im ersten Schritt betrifft das, wie bei den statischen Systemen, linear dynamische Modelle.
Frühe Beschreibungen solcher Modelle gehen auf Box [149] zurück, der hauptsächlich für
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ökonomische Prognosen über sogenannte Zeitreihenanalysen den aktuellen Ausgang y(k),
basierend auf vergangenen Werten u(k − . . .) und y(k − 1 − . . .), vorhergesagt hat. Die
danach entstandene Begriffsvielfalt in Bezug auf die Modellierung von Zeitreihendaten
hat sich erst durch Ljung [136] standardisiert.

Er deőniert eine allgemeingültige Formel für linear dynamische Black-Box -Modelle über
den Schiebeoperator q. Der Operator drückt über seine Potenz aus, inwieweit ein diskretes
Signal verschoben wird ś zum Beispiel u(k)q−1 = u(k−1). Diese mathematische Notation
erlaubt es, alle denkbaren linear dynamischen Modelle über die Matrizen A,B,C,D und
F zu deőnieren [136, S.87]:

A(q)y(k) =
B(q)
F (q)

u(k) +
C(q)
D(q)

e(k) (2.11)

Eine besondere Rolle in dieser Gleichung mit dem Fehlerterm e(k) = y(k) − ŷ(k) kommt
der Matrix A zu. Sie deőniert mit ihren linearen Koeffizienten, dass Messungen der ver-
gangenen Ausgänge y(k − . . .) direkt in die Berechnung eingehen. Wird beispielsweise
C,D,F = 0 gesetzt, entsteht das bekannte Autoregressive with eXternal inputs (ARX)
Modell, das allerdings aufgrund der benötigten Messungen des Ausgangs nur prädizieren
kann. Mit C,D ̸= 0 wird zusätzlich dynamisches Verhalten des Fehlers in das Modell
integriert, sodass die Reaktion auf Störungen mit abgebildet werden kann. Die entstehen-
den Strukturen, wie das Autoregressive Moving Average with eXternal input (ARMAX)
Modell, sind dabei komplexer als das ARX-Modell [150].
Da allerdings Modelle in dieser Arbeit gefordert sind, die das dynamische Verhalten simu-
lieren, muss A = 0 sein. Das ŕexibelste Modell dabei ist das Box-Jenkins-Modell, da es
erlaubt, Zähler und Nenner des Störmodells frei zu parametrieren [136]. Mehr Freiheits-
grade verlangen allerdings auch, dass mehr Parameter geschätzt werden. Daher sind oft
einfache Strukturen wie das Output-Error (OE) Modell in Verwendung, die ebenso wie
das ARX-Modell ohne Störmodell auskommen [89]. Beim OE-Modell sind die Matrizen
A,C,D = 0, und es benötigt nur noch bereits vorhergesagte Ausgänge zur Simulation des
aktuellen Ausgangs. Wird der Fehlerterm e(k) durch seine Deőnition in (2.11) ersetzt,
ergibt sich folgende Formel:

OE-Modell: ŷ(k) =
B(q)
F (q)

u(k) (2.12)

Dabei entspricht das OE-Modell einer generischen Differenzengleichung, die aus der Dis-
kretisierung einer einfachen Differenzialgleichung entsteht. Im Anhang A.1 wird die Dif-
ferenzengleichung des phänomenologischen Zellmodells aufgestellt. Die Berechnungsvor-
schrift (A.15) zur Simulation des dynamischen Zellverhaltens entspricht dabei exakt der
Form des OE-Modells mit Verschiebeoperatoren bis zur Ordnung q−2.
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Diese Struktur zu linear dynamischen Modellen lässt sich auch leicht in eine nichtlineare
Form überführen. Beim OE-Modell nach Gleichung (2.12) werden über lineare Koeffizien-
ten die vergangenen Ein- und Ausgänge sowie der aktuelle Eingang miteinander verknüpft,
um den aktuellen Modellausgang ŷ vorherzusagen. Anstelle dieser linearen Verknüpfung
können hierfür auch nichtlineare Funktionen verwendet werden. Dabei steht eine gro-
ße Auswahl an sogenannten Regressionsfunktionen f(·) zur Verfügung, wobei einige da-
von bereits in Bezug auf die statischen Modelle in Kapitel 2.2.1 benannt sind. Losgelöst
von der Wahl der Regressionsfunktion kann die Deőnition des Nonlinear-Output-Error
(NOE) Modells erfolgen. Aufgrund eines angestrebten Vergleichs wird das Nonlinear Au-
toregressive with eXternal inputs (NARX) Modell hier ebenfalls deőniert. Beide Modelle
berücksichtigen dabei vergangene Ein- und Ausgangsgrößen bis zu den Ordnungen mE

und mA:

NARX-Modell: ŷ(k) = f(u(k), . . . ,u(k −mE),y(k), . . . ,y(k −mA)) (2.13)

NOE-Modell: ŷ(k) = f(u(k), . . . ,u(k −mE), ŷ(k), . . . , ŷ(k −mA)) (2.14)

Analog zu den Überlegungen in der linear dynamischen Modellierung unterscheiden sich
die Modelle nur durch die Verwendung von vergangenen Modellausgängen ŷ(k− . . .) oder
von Messungen der Ausgänge y(k − . . .).
Es sei angemerkt, dass auch eine beliebige Kombination aus vergangenen Größen als Ein-
gang in das NOE-Modell einŕießen kann. Die Menge an Eingangsgrößen wird auch als
Regressorvektor, zum Beispiel φ = (u(k − 2),u(k − 5), . . .), bezeichnet.
Aufgrund der Fokussierung auf große Datenmengen kommen für f(·) in dieser Arbeit pri-
mär FNN zum Einsatz, die entsprechend Gleichung (2.9) berechnet werden und nur eine
versteckte Schicht besitzen.
Mit Blick auf die allgemeingültige Formulierung linear dynamischer Modelle aus (2.11) er-
geben sich auch nichtlineare Störmodelle, wie das nichtlineare Box-Jenkins-Modell. Nach
Nelles [89] erfahren solche Modelle jedoch kaum eine praktische Anwendung. Grund dafür
ist die erhöhte Anzahl an Dimensionen und Parametern, die eine hohe Komplexität vor
allem hinsichtlich des Trainings mit sich bringen.

Zustandsraummodelle sind eine weitere Möglichkeit, linear dynamische Modelle zu be-
schreiben, wobei die einzelnen Zustände jeweils über eine Differenzialgleichung erster Ord-
nung deőniert werden. Der Unterschied zu der bisherigen Formulierung linear dynamischer
Modelle aus (2.11) besteht darin, dass die Dynamik intern über Zustände x repräsentiert
wird. Der Ausgang y wird aus den Zuständen abgeleitet, allerdings nicht selbst zurückge-
führt, wie beim OE-Modell nach Gleichung (2.12). Ein nichtlineares Zustandsraummodell
kann wie folgt formuliert werden [89, S. 833]:

x̂(k + 1) = g1(u(k), x̂(k)) (2.15)

ŷ(k) = g2(x̂(k)) (2.16)
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Für g1(·) und g2(·) können analog zum NOE beliebige nichtlineare Funktionen zum Einsatz
kommen. Allerdings haben sich im Forschungsfeld des maschinellen Lernens Strukturen
etabliert, die diese mathematische Form von nichtlinearen Zustandsraummodellen gänz-
lich neuartig erfüllen. Vor allem die Erfolge mit künstlichen neuronalen Netzen haben dazu
geführt, dass Netztopologien entstanden sind, die auch dynamische Systeme beschreiben
können [141]. Die sogenannten rekurrenten neuronalen Netze (RNN) werden vorrangig
zur Verarbeitung von sequenziellen Daten, wie in der Sprachübersetzung oder in der Vi-
deointerpretation, eingesetzt.
Eine bekannte Variante dieser RNN ist das von Cho [151] im Jahr 2014 veröffentlich-
te Gated-Recurrent-Unit (GRU). Das Modell erfährt auch vermehrt eine Anwendung im
Rahmen technischer Systeme [152]. Grund dafür ist vor allem, dass es eine Vereinfachung
zum Long-Short-Term-Memory (LSTM) darstellt und nur noch eine Art von Zuständen
aufweist.
Die mathematische Struktur des GRU ist in Abbildung 2.5 als Signalŕuss für einen Zeit-
schritt von (k − 1) ↦→ k visualisiert. Die Darstellung beschreibt dabei nur den ersten Teil
der Deőnition des Zustandsraummodells nach Gleichung (2.15). Der zweite Teil, also die
Funktion ŷ(k) = g2(x̂(k)), wird beim GRU meist als einschichtiges FNN implementiert.
Die versteckten Zustände3 h(k) beschreiben die interne Dynamik des Systems. Sie werden
entsprechend der Abbildung 2.5 aus einer Verkettung der aktuellen Eingänge x(k) und
den vorausgegangenen versteckten Zuständen h(k − 1) berechnet.
Die Gate-Mechanismen sind dabei jeweils künstliche neuronale Netze mit den Gewichts-
matrizen W und R sowie dem Bias b. Sie dienen der Berechnung der Zwischengrößen.
Das Reset-Gate führt zu r(k), das Update-Gate zu z(k) und das State-Gate zu dem neuen
Zustandskandidaten h̃(k).
Der neue Zustandsvektor h(k) wird dann nach folgender Vorschrift berechnet:

h(k) = (1 − z(k)) ⊙ h(k − 1) + z(k) ⊙ h̃(k) (2.17)

Detailliertere Formeln für die hier enthaltenen Zwischengrößen z(k) und h̃(k) sind in Ka-
pitel 4 festgehalten. Als Aktivierungsfunktionen werden dabei sowohl die Sigmoidfunktion
als auch der Tangens Hyperbolicus genutzt.
Um die Motivation hinter den drei Gate-Mechanismen zu verstehen, wird hier beschrieben,
inwieweit die resultierenden Zwischengrößen auf den neuen Zustand h(k) einwirken:

• Reset-Gate: Ziel des Reset-Gate ist es, die Berücksichtigung der bisherigen Zustän-
de zu steuern. Über die direkte Multiplikation mit den ursprünglichen Zuständen
h(k− 1)⊙ r(k) kann das Reset-Gate beeinŕussen, welche Zustände überhaupt dem
zentralen State-Gate zugeführt werden. Es ist somit in der Lage, auch Informationen
in den Zuständen zu verwerfen.

3 Nach der Gleichung (2.15) sollten die Zustände im nichtlinearen Zustandsraum eigentlich als x̂ be-
zeichnet werden. Allerdings werden in der Literatur zu rekurrenten neuronalen Netzen standardmäßig die
Zustände mit dem Formelzeichen h ausgedrückt. Daher wird ab dieser Stelle das im Kontext des GRU
geläuőgere h verwendet.
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Abbildung 2.5: Struktur und Signalŕuss eines Gated-Recurrent-Unit (GRU) zur Berech-
nung der aktuellen, versteckten Zustände h(k) in Abhängigkeit von den
vorausgegangenen Zuständen h(k−1) und den aktuellen Eingängen u(k).

• Update-Gate: Das Update-Gate bestimmt, wie stark die vergangenen Informatio-
nen angepasst werden müssen. Es wirkt über die Gleichung (2.17) direkt auf den
Zustand h(k) ein und beeinŕusst dadurch seine Erneuerung maßgeblich.

• State-Gate: Mit dem State-Gate werden die Informationen aus dem Reset-Gate
zusammen mit den Eingängen zu einem neuen Zustandskandidaten h̃(k) geformt.
Das State-Gate mündet nach einer Multiplikation mit dem Update-Gate direkt über
eine Addition in dem neuen Zustand h(k).

Diese Erklärungen machen deutlich, dass ein neuer Zustand über einen sehr komplexen
Informationsŕuss entsteht. Die damit verbundene hohe Anzahl an Parametern und die
gegenseitige Beeinŕussung der Zwischengrößen werfen Zweifel über die Eignung des GRU
im Kontext der Simulation von Antriebsbatterien auf.
Aufgrund der Erfolge hauptsächlich in der Sprachübersetzung dient das GRU dennoch als
Vergleich zu den klassischen NOE-Modellen in dieser Arbeit.

Die Parametrisierung von nichtlinear dynamischen Modellen zur Simulation bringt einige
zusätzliche Hürden mit sich. Das über die Gleichung (2.10) beschriebene Gradientenver-
fahren zur Minimierung der Fehlerquadrate kann zwar auf die dynamischen Modelle mit
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künstlichen neuronalen Netzen übertragen werden. Allerdings ist die Bestimmung der
Gradienten aufgrund der Rückführungen sehr komplex und mit einem hohen Aufwand
verbunden. Im Forschungsumfeld der rekurrenten neuronalen Netze hat sich der Back-
Propagation Through Time (BPTT) Algorithmus durchgesetzt, wobei das neuronale Netz
rückwärts in der Zeit aufgerollt wird [153]. In Bezug auf die NOE-Modelle gibt es noch
weitere Optionen zur Gradientenbestimmung. Der Real Time Recurrent Learning (RTRL)
Algorithmus erlaubt es ebenfalls, das Modell nicht nur in Prädiktionskonőguration, son-
dern auch in Simulationskonőguration zu trainieren. Die Diskussion zur optimalen Para-
meterschätzung für nichtlinear dynamische Modelle mit neuronalen Netzen wird intensiv
in Kapitel 5 geführt.

2.2.3 Validierung von experimentellen Modellen

In der experimentellen Modellbildung liegt ein Schwerpunkt auf der Validierung. Dabei
werden die Modelle hinsichtlich ihrer Genauigkeit bewertet und gegebenenfalls Anpassun-
gen vorgenommen. Weiterhin ist es insbesondere für nichtlineare Modelle, wie das KNN,
notwendig, die Qualität der Ausgabe sicherzustellen. Das kann beispielsweise dadurch
erfolgen, dass ein Vertrauensbereich deőniert oder die Ausgabe unter bestimmten Um-
ständen beschränkt wird.
Um eine hohe Modellgüte sicherzustellen, ist es essenziell, die verwendete Datenmenge
noch vor dem Training in drei Kategorien aufzuteilen [154]. Aus der Datenmenge werden
daher Trainingsdaten entnommen, die unmittelbar für die Ermittlung der Parameter
genutzt werden. Zusätzlich wird eine zweite Teilmenge, die Validierungsdaten, genutzt,
um die Parameterschätzung zu steuern und zu verbessern. Die verbleibende Menge der
originalen Daten wird als Testdaten bezeichnet. Sie dürfen überhaupt keinen Einŕuss
auf die Schätzung der Modellparameter nehmen und dienen lediglich zur Überprüfung
der Ergebnisse. Kirschbaum [155] empőehlt etwa eine Aufteilung von 50% Trainingsda-
ten, 25% Validierungsdaten und 25% Testdaten.

Die für eine Validierung notwendige Modellbewertung verlangt nach entsprechenden Me-
triken. Das Ziel dabei lautet, ein repräsentatives Maß für die Abweichung zwischen dem
Modell und der Messung zu őnden. Hierfür eignet sich vor allem der Modellfehler e(k) =
y(k)− ŷ(k). Um auszudrücken, dass diese Abweichung separat zu jedem Zeitpunkt berech-
net werden kann, lässt sich für e(k) auch der Begriff des Residuums verwenden. Diese Feh-
lerwerte können dann mit einfachen statistischen Mitteln in Metriken überführt werden.
Die wichtigste Metrik beruht dabei auf der Quadratsumme der Residuen. Nach Bildung
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der Wurzel dieses Wertes entsteht der bekannte Root Mean Square Error (RMSE), der
wie folgt berechnet wird [156]:

RMSE =

⌜

⃓

⃓

⎷

N
∑︂

k=1

(ŷ(k) − y(k))2 (2.18)

Der RMSE begründet sich vor allem auch durch seine Ähnlichkeit zur Kostenfunktion der
Parameterschätzung. Die Wurzelfunktion erlaubt es zudem, den Wert in Bezug auf den
Wertebereich von y besser interpretieren zu können. Das Bestimmtheitsmaß R2, die heute
etablierteste Fehlermetrik in der Modellbildung, verfolgt denselben Gedanken. Über eine
Normierung mit dem quadratischen Fehler des Mittelwerts der gemessenen Ausgänge
(y(k) − y(k))2 liefert das Bestimmtheitsmaß eine Prozentangabe, die intuitiv gedeutet
werden kann. Je besser das Modell ist, desto näher kommt das Bestimmtheitsmaß dem
Wert 100 %. Folgende Vorschrift deőniert die Metrik:

R2 = (1 −
∑︁

(ŷ(k) − y(k))2

∑︁

(y(k) − y(k))2
) · 100 % (2.19)

Neben diesen quadratischen Ansätzen lohnt es sich häuőg auch, den maximalen Absolut-
fehler (engl.: Maximum Error, ME) zu betrachten:

ME = max(|(ŷ(k) − y(k)|) (2.20)

Ergänzend zu diesen einfachen Fehlermetriken, wird teilweise auch eine Komplexität der
Modelle mitberücksichtigt. Solche Kriterien eignen sich insbesondere für die automati-
sierte Anpassung der Modellstruktur noch während des Trainings. Meist wird dabei das
Ziel verfolgt, mit möglichst einfachen Modellstrukturen das Verhalten ausreichend gut
abzubilden. Das Akaike Information Criterion (AIC) zählt hierbei zu den etabliertesten
Varianten und fügt die Anzahl der Modellparameter unmittelbar der Metrik hinzu. Dabei
wird auch das Risiko einer zu starken Anpassung des Modells auf die Daten reduziert.

Um dieses Risiko besser zu verstehen, stellt die Abbildung 2.6 den negativen Einŕuss
einer zu hohen Modellkomplexität auf den Fehler der Validierungsdaten dar. Während
bei einer Erhöhung der Komplexität das Modell die Trainingsdaten immer genauer be-
schreibt, steigt der Fehler der unabhängigen Validierungsdaten weiter an. Es kann daher
davon ausgegangen werden, dass das Modell das Verhalten nicht mehr generalisieren ś
also auf neue Daten übertragen ś kann. Dieser Zusammenhang wird auch als Überanpas-
sung (engl.: Overfitting) bezeichnet und steht damit im Gegensatz zur Unteranpassung
(engl.: Underfitting). Bei der Unteranpassung ist das Modell aufgrund einer zu geringen
Komplexität erst gar nicht in der Lage, das reale System abzubilden. Dazwischen liegt
ein Optimum, das auch als Bias-Varianz-Tradeoff bezeichnet wird. Der Begriff erklärt
sich dadurch, dass bei der Unteranpassung eine hohe systematische Abweichung (engl.:
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Abbildung 2.6: Zusammenhang zwischen der Modellkomplexität und dem Modellfehler
hinsichtlich der Trainings- und Validierungsdaten nach Goodfellow [141].

Bias) vorliegt und bei der Überanpassung der Validierungsfehler eine hohe Varianz auf-
weist [137].
Die Überanpassung auf die Messdaten kann zudem verstärkt werden, indem zu viele
Trainingsiterationen durchgeführt werden [157]. Eine einfache Lösungsmöglichkeit dafür
ist insbesondere ein deőniertes Abbruchkriterium, das den Validierungsfehler berücksich-
tigt [141]. Für die Modellbewertung dynamischer Systeme, wozu die meisten technischen
Systeme zählen [134], müssen zusätzliche Betrachtungen durchgeführt werden. Das betrifft
unter anderem die systemtheoretische Stabilität oder das Frequenzverhalten des Systems.
Nach Ljung [136, S. 514] ist vorrangig die Korrelation des verbleibenden Fehlers e(k) mit
den vergangenen Ein- und Ausgangswerten zur Überprüfung der Qualität eines dynami-
schen Modells hilfreich.
Hierbei kommt zum einen der sogenannte Whiteness-Test zum Einsatz, der überprüft, ob
die Korrelation der Residuen mit sich selbst ausreichend klein ist. Diese Betrachtung wird
auch als Autokorrelation bezeichnet und kann als Funktion von τ , der Verschiebung des
Fehlersignals, wie folgt deőniert werden:

Ree(τ) =
1

N ·Ree(0)

N
∑︂

k=1

e(k) · e(k − τ) (2.21)

Die normierten Zahlenwerte Ree in Abhängigkeit von τ sind dabei gute Indikatoren für
die Einŕüsse vergangener Fehler. Gäbe es einen solchen Einŕuss, dann würde das Fehler-
signal nicht mehr nur dem angestrebten, weißen Rauschen entsprechen. Zur praktischen
Überprüfung wird daher meist ein zulässiges Band für die Werte Ree(τ) < 3σ deőniert.
Für eine detailliertere Beschreibung zur Berechnung der Vertrauensbänder sei auf Ljung
[150, S.341] verwiesen.
Zum anderen werden über den Independence-Test die Residuen auch hinsichtlich ihrer
Korrelation mit vergangenen Eingangswerten bewertet. Nach der Modellierung sollte es
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keine sogenannte Kreuzkorrelationen zwischen den beiden Größen mehr geben. Die zuge-
hörige Berechnung kann wie folgt deőniert werden:

Reu(τ) =
1
N

N
∑︂

k=1

e(k) · u(k − τ) (2.22)

Um festzustellen, ob der Zusammenhang nur noch zufälliger Natur ist, kann ebenfalls ein
Band über die dreifache Standardabweichung der Korrelationswerte Reu < 3σ vorgegeben
werden.

Für nichtlineare Modelle muss über die Validierung hinaus sichergestellt sein, dass bisher
unbekannte Daten nicht zu fehlerhaften Ausgaben führen. Anregungsbereiche, die nicht in
den Trainings-, Validierungs- und Testdaten enthalten sind, dürfen somit nicht zu falschen
Vorhersagen führen. Im Fall einer solchen Extrapolation ist das für nichtlineare Modelle
nur möglich, wenn eine Beschränkung des Ausgangs vorgenommen wird.
Eine bekannte Methode zur Erkennung der Extrapolation stammt aus dem maschinellen
Lernen. Mithilfe der Support Vector Machine (SVM), einer Klassiőkationsmethode, kön-
nen die Grenzen von nichtlinearen Modellen in Bezug auf die Eingangsdaten beschrieben
werden [110, 114]. Da dieser Ansatz zur robusteren Batteriesimulation mittels der daten-
basierten Modelle in dieser Arbeit zum Einsatz kommt, őndet eine Beschreibung der SVM
im Anhang A.2 statt.

2.3 Batteriesimulation für Antriebsprüfstände

Die Zielsetzung zur Erweiterung bestehender Batteriesimulationen mit datenbasierten
Modellen (vgl. Kapitel 1.1) hat einen starken Bezug zur industriellen Antriebsentwick-
lung. Dabei dienen Prüfstände als wichtige Werkzeuge, die erhebliche Vorteile hinsichtlich
der Kosten und Zeit mit sich bringen können [156].

Bevor die Anwendung und der Aufbau am Prüfstand beschrieben werden, soll an dieser
Stelle kurz eine Einordnung der verschiedenen Nutzungsszenarien von Batteriemodellen
in der Fahrzeugentwicklung stattőnden.
Zu Beginn eines Entwicklungsprojektes werden auf Basis einfacher Batteriemodelle, die
grob den Energieinhalt und die Verluste abbilden, übergeordnete Größen wie die Reich-
weite oder Ladezeiten abgeschätzt. Die Ergebnisse werden dann verwendet, um das An-
triebssystem samt Batterie zu entwerfen und zu speziőzieren. Fast zeitgleich entstehen de-
tailliertere Modelle, die die Wechselwirkung der verwendeten Materialien im Zellinneren,
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beispielsweise auch durch Messungen prototypischer Halbzellen4, abbilden. Entsprechende
Simulationen lassen dabei weitreichende Rückschlüsse über das Verhalten zu und schaffen
eine Grundlage für frühzeitige Änderungen [27]. Beide bisher genannten Anwendungssze-
narien entsprechen der digitalen Entwicklungsphase und werden iterativ durchlaufen [7].
Ist ein Serienentwicklungsprojekt weiter fortgeschritten, dann sind auch für die Erprobung
und Entwicklung des Antriebs mit ersten Prototypen Batteriemodelle ebenso wichtig. Zum
Beispiel können Batteriesimulationen in der beginnenden Versuchsphase genutzt werden,
um die sogenannten Software-in-the-Loop (SiL) und Hardware-in-the-Loop (HiL) Umge-
bungen zu komplementieren [158]. Ähnlich diesen Umgebungen können auch erste reale
Komponenten wie die Leistungselektronik oder der Elektromotor über Batteriesimulation
betrieben werden. Neben der rein simulativen Schnittstelle benötigen diese Umgebungen
jedoch erstmalig auch eine elektrische Schnittstelle zum Hochvolt-Bordnetz, die über soge-
nannte Batteriesimulatoren geschaffen wird [11]. Diese Anwendung in der Versuchsphase
des elektrischen Antriebssystems steht im Fokus dieser Arbeit.
Zusätzlich kommen rechenoptimierte Batteriemodelle auch immer häuőger auf Steuerge-
räten im Fahrzeug zum Einsatz [159]. Sie erlauben es, die Zustände der Batterie genauer
bestimmen und vorhersagen zu können. Dadurch kann letztlich ein optimaler Batteriebe-
trieb mit fortwährender Diagnose erfolgen.
Motorenprüfstände sind seit jeher ein geeignetes Mittel, um Fahrzeugantriebe ś unab-
hängig von der Technologie ś zu erproben. Dabei kommen in jedem Fall sogenannte
Lastmaschinen zum Einsatz, die das Drehmoment des Motors oder der Antriebsachse
abstützen. Hierbei werden Regelsysteme verwendet, die die längsdynamischen Fahrwider-
stände nachbilden und somit realistische Fahrmanöver für den Antrieb auf dem Prüfstand
ermöglichen [160].
In Abbildung 2.7 ist der Prüfstandsaufbau mit einem Fokus auf der elektrischen Antriebs-
achse und ihrer Verbindung zur Batteriesimulation dargestellt. Dieser Aufbau ermöglicht
den Betrieb der realen Antriebskomponenten über eine simulierte Batterie. Hierzu bedarf
es in erster Linie eines Batteriesimulators, der als Energiequelle fungiert. Ein solches Ge-
rät ist essenziell für die Batteriesimulation am Prüfstand, da nur so das hochdynamische
Spannungsverhalten der Batterie nachgestellt werden kann.
Der Simulator kann zum einen als Konstantspannungsquelle dienen, wobei eine feste Span-
nung u(t) = konst. von der Leistungselektronik des Simulators eingeregelt wird. Grundlage
für diese Regelung ist die Spannungsmessung, die zwischen der Batteriesimulation und
dem Prüfstand stattőndet. Zum anderen gibt es einen für diese Arbeit relevanteren Mo-
dus der Batteriesimulation, der die Spannungsvorgabe des Batteriemodells u(t) ̸= konst.
verwendet. Entsprechend der vorgestellten Simulation des elektrischen Verhaltens (vgl.
Kapitel 2.1.3) wird dabei der gemessene Strom, der sich auf die elektrische Antriebsachse
und die Nebenverbraucher aufteilt, als Eingang für das Batteriemodell genutzt. Die Span-
nung der Antriebsbatterie wird auf dem Echtzeitrechner simuliert und an das Regelsystem

4 Eine Halbzelle besteht aus nur einer Elektrode der Lithium-Ionen-Zelle (vgl. Abbildung 2.1), die in
den Elektrolyten getaucht ist. Die Trennung der Zelle genau am Separator ermöglicht eine detailliertere
Charakterisierung.
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Abbildung 2.7: Prüfstandsaufbau zur Erprobung einer elektrischen Antriebsachse, die an-
stelle einer realen Batterie mittels Batteriesimulation, bestehend aus Si-
mulator und Modell, betrieben wird.

des Simulators weitergegeben. Über leistungselektronische Halbleiterschalter wird dabei
zunächst die Netzspannung gleichgerichtet, um dann anschließend die Ausgangsspannung
über einen Tiefsetzsteller einzuregeln.
Als Nebenverbraucher ist hier ein Gleichspannungswandler dargestellt, der die vorhan-
denen Steuergeräte versorgt. Es können aber auch weitere Komponenten des Hochvolt-
Bordnetzes, wie der Kältemittelverdichter, am Prüfstand verbaut werden [160].
Um eine Antriebsbatterie vollständig durch die Batteriesimulation ersetzen zu können,
ist es unabdingbar, auch die Kommunikation zwischen dem Batteriemanagementsystem
(BMS) und den Steuergeräten des Antriebs nachzustellen. Zum einen wäre ohne diese
Restbussimulation überhaupt kein Betrieb des Antriebs möglich und zum anderen wäre
nicht sichergestellt, dass die simulierte Batterie innerhalb ihrer Grenzen betrieben wird.
Hierfür wird eine Kommunikationsschnittstelle über die Prüfstandsautomatisierung5 auf-

5 In dieser Arbeit wird das Prüfstandsautomatisierungssystem Tornado der Firma Kristl, Seibt & Co
verwendet.
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gebaut. Dieses Automatisierungssystem ist über eine Ethernet-Schnittstelle mit dem Echt-
zeitrechner der Batteriesimulation verbunden. Darüber kann direkt mit dem simulierten
BMS kommuniziert werden. Zudem können auch Randbedingungen, wie der initiale La-
dezustand xSoC,0, im Batteriemodell vorgegeben werden. Die Batteriesignale ś primär die
Strom- und Spannungsgrenzen ś werden über die Prüfstandsautomatisierung an das Sys-
tem der Restbussimulation weitergeleitet. Über die Restbussimulation werden die Signale
auf das Bussystem des Antriebs gespeist. Hierbei wird der Standard Controller Area Net-
work with Flexible Data-Rate (CAN-FD)6 verwendet. Die Zustände und Betriebsgrenzen
der Antriebsbatterie werden dabei über das Motorsteuergerät an die Leistungselektronik
weitergegeben, die unmittelbar den elektrischen Motor (EM) ansteuert.

6 Beim CAN-FD-Protokoll handelt es sich um eine Erweiterung des ursprünglichen CAN-Protokolls.
CAN-FD wurde 2012 von der Robert Bosch GmbH veröffentlicht. Es wurde entwickelt, um die Daten-
übertragungsrate für den Einsatz in modernen Steuergeräten für Fahrzeuge zu erhöhen [161].
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Im Systemmodell der Antriebsbatterie sind mehrere Aspekte des Batterieverhaltens zu-
sammengefasst. Zudem sind möglichst viele der relevanten Wechselwirkungen in der Bat-
terie abgebildet. Nur dadurch lässt sich das elektrische Verhalten einer Antriebsbatterie
realistisch simulieren. Im Zusammenspiel mit dem elektrischen Antrieb am Prüfstand ent-
spricht das elektrische Batterieverhalten auch immer einem Leistungsverhalten, das sich
über p(t) = i(t) · u(t) aus den bisher verwendeten Größen ergibt.
Die elektrische Leistung, die von der Batterie im Antrieb bereitgestellt und aufgenom-
men wird, hängt dabei nicht nur vom elektrochemischen Spannungsverhalten (vgl. Ka-
pitel 2.1.2) ab. Sie wird maßgeblich auch über das thermische Batterieverhalten, die Be-
schränkung durch das Batteriemanagementsystem (BMS) und den Alterungszustand der
Batterie deőniert. Daneben gibt es weitere Aspekte des Batterieverhaltens, wie der mecha-
nische Druck auf den Zellen, der einen Einŕuss auf die Batterieleistung nehmen kann [126].
Als Mindestanforderung für eine erfolgreiche Batteriesimulation werden jedoch die Berück-
sichtigung des Temperaturverlaufs und der Betriebsfenstergrenzen angesehen [162, 163].
Ohne thermische Simulation kann die dominante Abhängigkeit des Überspannungsver-
haltens von der Temperatur nicht wiedergegeben werden. Auch das Betriebsfenster der
Batterie, das hochgradig von der Temperatur abhängig ist, könnte nicht korrekt eingehal-
ten werden. Das BMS, das über statische und dynamische Strom- und Spannungsgrenzen
ebendieses Betriebsfenster fortwährend bestimmt, muss im Kontext einer Erprobung des
gesamten Antriebs zwingend simuliert werden. Wäre dem nicht so, könnte der Antrieb
beliebige Lade- und Entladeleistungen generieren, die im realen Fahrbetrieb nicht vor-
kommen würden.

Für die Batteriesimulation werden daher das BMS, das elektrische und das thermische
Verhalten über separate Modelle simuliert. Abbildung 3.1 zeigt das Zusammenwirken der
einzelnen Bestandteile des Systemmodells einer Antriebsbatterie. Insbesondere die Simu-
lationen des physikalischen Verhaltens der Batterie über das elektrische und thermische
Teilmodell beeinŕussen sich stark gegenseitig. Der komplexwertige Innenwiderstand der
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Abbildung 3.1: Zusammenspiel der Teilmodelle des grundlegenden Systemmodells zur Be-
schreibung des Leistungsverhaltens einer Antriebsbatterie. Anwendung:
Simulation der Batterie am Antriebsprüfstand.

Batterie verursacht bei einem Stromŕuss i(t) eine Verlustleistung pV(t), die als Wärme
freigesetzt wird. Dadurch verändert sich auch die Temperatur ϑ(t) der Batterie, die wie-
derum den Widerstand der einzelnen Zellen beeinŕusst. Das thermische Batterieverhalten
wird weiterhin durch die Umgebungstemperatur ϑU(t), die Fahrgeschwindigkeit und ś in-
sofern vorhanden ś das Kühlsystem beeinŕusst [118].
Das elektrische und thermische Modell beschreiben Größen, die auch in einer echten
Batterie durch Sensoren aufgezeichnet werden. Die Temperatur ϑ(t) und der Ladezu-
stand xSoC(t) dienen dabei der Berechnung der aktuellen Strom- und Spannungsgrenzen
IMax(t), IMin(t),UMax(t) und UMin(t). Über das Teilmodell des Batteriemanagementsys-
tems wird die wesentliche Schnittstelle zu den anderen Steuergeräten des elektrischen
Antriebsstrangs simuliert (vgl. Abbildung 2.7).
Im Zentrum steht das elektrische Modell, das die an der elektrischen Antriebsachse an-
liegende Batteriespannung u(t) ausgibt. Die physikalischen Teilmodelle können mittels
des Alterungszustands xSoH, des Ladezustands xSoC,0 und der Temperatur ϑ0 initialisiert
werden.

In den folgenden Unterkapiteln werden die hier beschriebenen Einŕüsse auf das elektrische
Verhalten und ihre Modellierung näher beleuchtet. Zudem wird ein bereits vorhandenes
elektrisches Modell ś basierend auf dem phänomenologischen Zellmodell ś auf seine Qua-
lität hin analysiert und Anforderungen an die angestrebte Verbesserung formuliert.
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3.1 Einflüsse auf das elektrische Batteriemodell

Dieses Kapitel beschreibt die Ansätze, die im Rahmen dieser Arbeit gewählt wurden, um
die Einŕüsse auf das elektrische Batteriemodell optimal über das vorgestellte Systemmo-
dell (vgl. Abbildung 3.1) abbilden zu können.
Ein wichtiger Bestandteil ist die Simulation mit dem thermischen Modell. Über das
Arrhenius-Gesetz aus Gleichung (2.4) ist bekannt, dass die Verlustprozesse und somit die
Überspannungen ausnahmslos von der Temperatur beeinŕusst werden. Weiterhin gelten
für jede Temperatur in der Batterie andere Betriebsgrenzen, die das Antriebsverhalten
deutlich beeinŕussen können.
Für die Simulation dieses Verhaltens existieren in der Antriebsentwicklung meist ther-
mische Modelle basierend auf der Finite-Elemente-Methode (FEM)1. Solche dreidimen-
sionalen, geometrischen Modelle können ortsaufgelöst die Temperaturverläufe an belie-
bigen Punkten und auch während des Batteriebetriebs simulieren. Die Eingänge u des
thermischen Modells setzen sich dabei aus der Umgebungstemperatur, der Temperatur
des Kühlmittels sowie der Verlustleistung der Batteriezellen zusammen [164]. Um ein
FEM-Modell in ein eindimensionales Modell für das Systemmodell zu überführen, werden
Zustandsraummodelle (vgl. Kapitel 2.2) erzeugt. Dadurch lassen sich die aktuellen Tem-
peraturen ϑSensor an ausgewählten Punkten in der Batterie simulieren. Hierbei werden für
die thermische Simulation eben jene geometrischen Punkte verwendet, an denen auch die
Temperatursensoren in der realen Antriebsbatterie angebracht sind. Somit ist sicherge-
stellt, dass das BMS mit möglichst realistischen Informationen die aktuellen Betriebsgren-
zen bestimmt. Das Zustandsraummodell, das direkt aus dem FEM-Simulationswerkzeug
generiert wird, deőniert sich über die Matrizen A, B und C. Die Matrizen A(α(t))
und C(α(t)) sind zudem abhängig von den Wärmeübergangskoeffizienten α(t), die sich
aufgrund der veränderlichen Durchŕussmenge des Kühlmittels und der Fahrzeuggeschwin-
digkeit über die Zeit ändern. Das resultierende zeitvariante Zustandsraummodell kann wie
folgt festgehalten werden:

ẋ(t) = A(α(t))x(t) + B(α(t))u(t) (3.1)

ϑSensor(t) = Cx(t) (3.2)

Die Zustände x werden dabei über die Matrix C in die relevanten Temperaturen ϑSensor

an den Sensorpunkten überführt. Für den Eingang des elektrischen Teilmodells wird aller-
dings die inhomogene Temperaturverteilung vernachlässigt. Die simulierten Temperaturen
werden auf die mittlere Batterietemperatur ϑ = ϑSensor reduziert (vgl. Abbildung 3.1).
Bei der Generierung eines solchen Zustandsraummodells aus einer FEM-Simulations-
umgebung entstehen in der Regel sehr große Matrizen A ∈ R

n×n und B ∈ R
n×dim(u).

Die Ordnungszahl ś von typischerweise n > 200 ś entspricht dabei auch der Anzahl der

1 Die in dieser Arbeit verwendeten thermischen Modelle sind mit Simulationswerkzeugen der Firma
Ansys, Inc. erstellt worden.

45



3 Grundlegendes Systemmodell der Antriebsbatterie

linear gewöhnlichen Differenzialgleichungen, die während der Simulation numerisch gelöst
werden müssen.
Zusammen mit der Neuberechnung der Matrizen je diskretem Zeitschritt, aufgrund der
Wärmeübergangskoeffizienten, ist der Rechenaufwand der vorliegenden thermischen Si-
mulation relativ hoch. Bei einer Simulationsrate von 10Hz ist die Berechnung auf dem
zur Verfügung stehenden Echtzeitrechner nicht mehr möglich. Daher erfolgt im Rahmen
dieser Arbeit eine Vereinfachung der Matrizen A und B hinsichtlich ihrer Abhängigkeit
von den Wärmeübergangskoeffizienten α. Durch die Festlegung einer konstanten Durch-
ŕussmenge des Kühlmittels und einer konstanten Luftströmung an der Batterieoberŕäche
wird die zeitliche Änderung der Zustandsmatrizen aufgehoben.
Hierdurch wird der zweite Schritt der Vereinfachung überhaupt erst möglich. Mithilfe ei-
ner Modellordnungsreduktion kann der Rechenaufwand zusätzlich entscheidend gesenkt
werden. Über das Verfahren der Balanced Truncation werden Zustände, die nur eine ge-
ringe Auswirkung auf den Ausgang des Modells haben, entfernt [165]. Basierend auf einem
Kriterium zur maximalen Abweichung zwischen dem originalen und dem reduzierten Mo-
dell, wird ś in Bezug auf das zweite Anwendungsbeispiel dieser Arbeit (vgl. Kapitel 6.3)
ś eine Reduktion auf 19 Modellzustände x erzielt. Die Genauigkeit gegenüber dem origi-
nalen Modell mit 268 Zuständen beträgt dabei entsprechend dem Bestimmtheitsmaß aus
(2.19) noch immer 99,84 %. Dieser geringe Fehler, der auch in Bezug auf Fahrzeugmes-
sungen nachgewiesen werden kann, verspricht eine unveränderte thermische Simulation.
Allerdings ist die Qualität der verwendeten thermischen Modelle, unter anderem aufgrund
von fehlenden Validierungen, auch bereits vor der Reduktion stark fehlerbehaftet. Die Ab-
weichungen werden in Kapitel 5.1.1 aufgezeigt.
Dennoch überwiegen die Vorteile einer thermischen Simulation gegenüber einer konstanten
Temperatur ϑ = ϑ0 im Verbund des Systemmodells. Über die Modellordnungsreduktion
ist das Modell auch problemlos auf dem Echtzeitrechner ausführbar und wird daher in
allen Anwendungsbeispielen dieser Arbeit verwendet.

Das Batteriemanagementsystem (BMS) ist der zweite wichtige Bestandteil des Sys-
temmodells, der neben dem thermischen Modell das Leistungsverhalten beeinŕusst. Wie
in den Grundlagen 2.1.2 beschrieben, übernimmt das Steuergerät viele essenzielle Aufga-
ben in der Batterie. Es steuert unter anderem den Ladungsausgleich (engl.: Balancing)
zwischen den einzelnen Zellen. Die Funktionen, die im Systemmodell ś sprich im Zusam-
menspiel mit einer elektrischen Antriebsachse am Prüfstand ś simuliert werden müssen,
entsprechen jedoch nur einem Teilumfang des BMS. Hierbei geht es primär um die Überwa-
chung und Einhaltung des Betriebsfensters der Batteriezellen. Das Ziel dieser Funktionen
ist die Gewährleistung der Sicherheit der Batterie und die Erhöhung ihrer Lebensdauer.
Hierfür beschränkt das BMS ständig den Strom und die Spannung der Batterie. Die Be-
stimmung der aktuellen Grenzwerte IMax(t), IMin(t),UMax(t) und UMin(t) wird entweder
durch den Zelllieferanten oder durch Zellmessungen der OEM festgelegt [166]. Im Betrieb
ändern sich die Grenzwerte durchgängig und werden dabei in Form von Signalen an die
Steuergeräte zur Regelung des elektrischen Motors weitergegeben.
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Die Stromgrenzen teilen sich weiterhin in einen Dauerstrom und einen Spitzenstrom
auf [118]. Bis zum Grenzwert des Dauerstroms kann die Batterie fortwährend geladen
oder entladen werden. Der Wert des Dauerstroms ist abhängig vom aktuellen Ladezu-
stand xSoC(t) und der Temperatur ϑ(t). Darüber hinaus darf ein höherer Spitzenstrom
über eine deőnierte Dauer in Lade- und Entladerichtung ŕießen.

Die Stromgrenzen lassen sich weiterhin hinsichtlich ihrer Ziele unterscheiden. Zum ei-
nen verhindern die Grenzwerte ein thermisches Versagen und zum anderen vermeidet die
Begrenzung das sogenannte Lithium-Plating.
Unter Lithium-Plating wird die ungewollte Bildung von Lithium-Metall in der Batterie-
zelle verstanden. Dieses Phänomen tritt besonders bei hohen Ladeströmen, hohen Lade-
zuständen und tiefen Temperaturen auf. Unter diesen Bedingungen wird die Diffusion
und somit die Interkalation der Lithium-Ionen in der Anode gehemmt. Dabei entsteht
Lithium in metallischer Form auf der Anodenoberŕäche. Die Degradation der Zellen wird
beschleunigt, und es gilt, diesen Mechanismus mit entsprechenden Grenzen des Lade-
stroms zu vermeiden [166].
Daneben zielen die Grenzwerte des Batteriestroms darauf ab, das thermische Durchge-
hen2 der Zellen zu verhindern. Die Verlustleistung pV kann die Batterie unter Umständen
so weit erwärmen, bis ein instabiler Zustand erreicht ist, der nicht mehr durch das Kühl-
system aufgehalten werden kann. Um eine drohende thermische Kettenreaktion in der
Batterie in jedem Fall zu verhindern, werden daher frühzeitig in Abhängigkeit von der
aktuellen Temperatur ϑ die Stromgrenzen reduziert.
Zusätzlich zu den Stromgrenzen werden auch die Spannungen der einzelnen Zellen be-
grenzt. Typischerweise gilt für die Lithium-Ionen Technologie ein minimaler Spannungs-
wert von 2,5V. Erreicht eine Zelle einen niedrigeren Spannungswert, őndet eine Tiefent-
ladung statt, die zur gefährlichen Dendritenbildungen führen kann [118]. Bei maximalen
Spannungswerten über ca. 4,2V tritt eine Überladung auf, die sich zu einer Selbstentzün-
dung der Zelle entwickeln kann [118].
Die Simulation des Steuergeräts als Teil des Systemmodells der Antriebsbatterie wird über
eine Nachbildung der Funktionen3 erzielt.
Denkbar wären auch Software-in-the-Loop-Umgebungen, die die BMS-Software samt emu-
lierter Hardware in das Systemmodell einbinden. Allerdings ist eine solche Integration
bezüglich des verwendeten Echtzeitrechners aufwendig und bedarf spezieller Program-
me [167].
Unabhängig davon führt die Nachbildung der Software-Funktionen für das Systemmo-
dell der Antriebsbatterie immer auch zu Abweichungen. Beispielsweise können die für die

2 Als thermisches Durchgehen (engl.: Thermal Runaway) wird der Prozess in der Batterie beschrieben,
der durch eine selbstverstärkende Wärmeentwicklung zum Brand oder zur Explosion der Antriebsbatterie
führen kann [118].
3 Die BMS-Funktionen werden mithilfe von Simulink von der Firma The MathWorks, Inc. in das Sys-
temmodell integriert. Generell werden die Teilmodelle in dieser Arbeit mit Werkzeugen der Firma The

MathWorks, Inc. zusammengeführt und das Kompilat für den verwendeten Echtzeitrechner erzeugt.
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3 Grundlegendes Systemmodell der Antriebsbatterie

Grenzwerte wichtigen Unterschiede in den Ladezuständen der einzelnen Zellen nicht si-
muliert werden.

Der Alterungszustand xSoH = (xSoH,R,xSoH,Q)T der Batteriezellen ist ebenfalls ein zen-
traler Faktor für das elektrische Leistungsverhalten einer Antriebsbatterie. Die Degradati-
on der Batterie ist im Systemmodell nicht explizit simuliert. Jedoch kann über die Initia-
lisierung des elektrischen Modells im Systemmodell (vgl. Abbildung 3.1) ein bestimmter
Alterungszustand eingestellt werden. Zur Simulation der Degradation selbst müsste ein
Alterungsmodell, das den Alterungszustand typischerweise basierend auf dem Energie-
durchsatz und der Zeit vorhersagt, integriert werden. Da im Kontext dieser Arbeit keine
Notwendigkeit besteht, die langsame Degradation der Batteriezellen über den gesamten
Lebenszyklus abzubilden, wird auf ein solches Modell verzichtet.
Die Initialisierung ist für die Anwendungsbeispiele ausreichend und kann in Form eines
Innenwiderstandsanstiegs R0 ·xSoH,R und einer Kapazitätsabnahme QZ ·xSoH,Q im elektri-
schen Modell abgebildet werden. Beide Zustandswerte sind Prozentangaben und beziehen
sich immer auf den Beginn der Lebensdauer der Batterie.
Typische Deőnitionen für das Ende der Lebensdauer einer Batterie in der automobilen
Anwendung sind xSoH,Q = 80 % und xSoH,R = 200 %. Solche Szenarien werden auch re-
gelmäßig an Prüfständen nachgestellt, um das Antriebsverhalten mit einer degradierten
Batterie zu bewerten und zu erproben.

3.2 Anforderungsanalyse zum elektrischen
Batteriemodell

Nach der Beschreibung der Einŕüsse auf das elektrische Verhalten schließt sich nun ei-
ne Analyse des elektrischen Modells selbst an. Aufgrund seiner zentralen Rolle für diese
Arbeit sind die physikalischen Zusammenhänge des Spannungsverhaltens bereits in Ka-
pitel 2.1.2 beschrieben. Eine beispielhafte Modellierung des Verhaltens ś das sogenannte
phänomenologische Zellmodell ś wurde ebenfalls in den Grundlagen in Kapitel 2.1.3 um-
fangreich vorgestellt. Dabei handelt es sich um einen Ansatz zur Beschreibung der Zellim-
pedanz über einen ohmschen Widerstand und zwei RC-Glieder (vgl. Abbildung 2.3). Zur
Parametrisierung des Modells wird die Zellimpedanz mittels rechteckiger Strompulse an
mehreren Arbeitspunkten vermessen. Die aufgezeichneten Zeitbereichsdaten dienen dann
direkt der Minimierung der Fehlerquadrate des phänomenologischen Modells ś ähnlich
dem Vorgehen von Suguna [64]. Das resultierende Zellmodell zeichnet sich vorwiegend
durch seine einfache Struktur, die automatisierbare Parametrisierung und eine gute Ex-
trapolationsfähigkeit aus. Daher erfährt es auch in der industriellen Antriebsentwicklung
einen großŕächigen Einsatz. Im Rahmen dieser Arbeit liegt es für alle betrachteten An-
triebsbatterien bereits vor. Es bietet sich daher auch an, das phänomenologische Modell
für die Batteriesimulation am Antriebsprüfstand zu verwenden. Weiterhin stellt es einen
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optimalen Ausgangspunkt für die Untersuchung des Verbesserungspotenzials durch daten-
basierte Modellansätze dar. Hierfür wird am Ende dieses Kapitels auch eine Betrachtung
der zu modellierenden Anregungsbereiche vorgestellt.

Eine wesentliche Schwachstelle des phänomenologischen Modells ist die Vernachlässigung
der Hysterese der Ruhespannung. Daher wird in dieser Arbeit, als einzige Anpassung des
bestehenden Zellmodells, eine Modellierung der Hysterese hinzugefügt. Die Ruhespannung
von Lithium-Ionen-Zellen weist dabei ein ratenunabhängiges Hystereseverhalten auf, das
sich nur in Abhängigkeit von der Richtung des Ladezustands ändert [168]. Die einfachste
physikalische Vorstellung zur Hysteresespannung beruht darauf, dass bei Lade- und Entla-
devorgängen der Batteriezellen die Partikel in den Aktivmaterialien an unterschiedlichen
Stellen mit Lithium-Ionen befüllt werden. Es kann somit ein Schalenmodell angenom-
men werden, bei dem sich die Ionen auf unterschiedlichen Ebenen beőnden und es daher
zu zusätzlichen Spannungsgradienten innerhalb der Aktivmaterialien kommt [123]. Die-
ses Verständnis, aber auch Parallelen zu verschiedensten Beobachtungen von Hysteresen
in der Physik, Chemie, Technik, Biologie und Wirtschaft, führen zu dem verwendeten
Hysterese-Modell nach Plett [169]. Er schlägt eine Differenzialgleichung der Hysterese-
spannung z(xSoC) nach dem Ladezustand xSoC vor. Die Hysteresespannung ergibt sich
dabei aus einer Subtraktion der gemessenen mittleren Lade- und Entladeruhespannung
von der realen Ruhespannung z(xSoC) = uOC(xSoC) − uOC(xSoC). Zusammen mit dem
Parameter K beschreibt die folgende Differenzialgleichung, wie schnell sich die Hyste-
resespannung z(xSoC) bei einer Ladezustandsänderung ihrem gemessenen Maximalwert
H(xSoC) annähert:

dz(xSoC(t))
dxSoC(t)

= K · (H(xSoC) − z(xSoC(t))) (3.3)

Dieses Hysterese-Modell spielt vor allem im zweiten Anwendungsbeispiel 6.3 in Bezug auf
die Verlustenergie in der Antriebsbatterie eine Rolle. Dafür wird der Parameter K anhand
von gezielten Messungen der Hystereseschleifen ermittelt [168].

Unabhängig von dieser Erweiterung wird nun eine Analyse des phänomenologischen
Zellmodells hinsichtlich seiner Fähigkeit vorgenommen, das Impedanzverhalten auch
im Frequenzbereich beschreiben zu können. Hierfür wird eine elektrochemische Impe-
danzspektroskopie (EIS) an den Lithium-Ionen-Zellen durchgeführt, die auch in der zu
simulierenden Antriebsbatterie des zweiten Anwendungskapitel 6.3 verbaut sind. Eine
Pouch-Bag Zelle mit einer Kapazität von QZ = 96Ah wird dabei ebenfalls mit einem
Strompuls angeregt. Allerdings őndet dabei ś im Gegensatz zur Parametrisierung des
phänomenologischen Modells ś eine Aufzeichnung der Spannungsantwort mit deutlich hö-
herer Auŕösung und Messdauer statt. Diese Messdaten werden anschließend über eine
Fourier-Transformation in den Frequenzbereich übertragen [130]. Dieses Vorgehen, das
der Kategorie der EIS mit polyfrequenter Anregung zuzuordnen ist, zeichnet sich haupt-
sächlich durch eine vergleichsweise geringe Messdauer aus. Jedoch verlangt es auch nach
einem höheren Aufwand in der Signalverarbeitung [19, 53]. Weiterhin ist bei der EIS
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3 Grundlegendes Systemmodell der Antriebsbatterie

darauf zu achten, dass das Anregungssignal den Arbeitspunkt der Zelle nicht verändert.
Weder Ladezustand noch die Temperatur dürfen sich zu stark ändern, ansonsten liegt
kein linear dynamisches Verhalten mehr vor, und die Messung der Impedanz ist fehlerbe-
haftet [119].

Abbildung 3.2 visualisiert die resultierenden Impedanzwerte von zwei Arbeitspunkten in
der komplexen Ebene. Diese zur Charakterisierung und Modellierung von Lithium-Ionen-
Zellen oft verwendete Darstellung trägt den imaginären und realen Anteil der Impedanz
Z(s) für mehrere Frequenzen auf. Die dargestellte Ortskurve entspricht einem Frequenz-
umfang von 10mHz bis 100Hz. Auf eine Darstellung des höherfrequenten Verhaltens wird
verzichtet, da vor allem die Induktivität des Messaufbaus diesen Bereich dominiert [170].
Im Vergleich zwischen der EIS bei ϑ = 15◦C und xSoC = 30 % in Abbildung 3.2a und der
EIS bei ϑ = 25◦C und xSoC = 50 % in Abbildung 3.2b wird der ausschlaggebende Ein-
ŕuss der Temperatur auf das Überspannungsverhalten ersichtlich. Die gesamte Ortskurve
wird bei der niedrigeren Temperatur gestreckt. Hierdurch wird auch die Gültigkeit des
Arrhenius-Gesetzes entsprechend Gleichung (2.4) im Kontext von Lithium-Ionen-Zellen
bestätigt.
Weiterhin zeigt die Ortskurve ein stark kapazitives Verhalten bei niedrigen Frequenzen,
was auf das Durchlaufen der Ruhespannungskurve während der Vermessung zurückgeführt
werden kann. Auch die Diffusionsprozesse in den Festkörpern beeinŕussen das niederfre-
quente Verhalten und den Übergang zu dem rein kapazitiven Verlauf [171, S. 20].
In beiden Darstellungen ist zusätzlich auch die Ortskurve des phänomenologischen Zell-
modells abgebildet. Dabei handelt es sich um ein bereits parametrisiertes Modell. Um
das Zellmodell ś bestehend aus der Ruhespannung und der Überspannung u = uOC + uZ

entsprechend Gleichung (2.6) ś in der komplexen Ebene darstellen zu können, wird eine
Linearisierung im Arbeitspunkt vorgenommen und die komplexwertige Spannungsantwort
an denselben Frequenz-Stützstellen ω aufgetragen.
Insbesondere mit Blick auf das benannte niederfrequente Verhalten zeigt sich einer der
wesentlichen Unterschiede zwischen der Messung und dem Modell. Die im phänomenologi-
schen Modell hinterlegte Ruhespannung führt zwar auch zu einem kapazitiven Verhalten.
Jedoch ist deutlich zu erkennen, dass der gemessene Verlauf über das zweite RC-Glied
nicht ausreichend nachgebildet wird. Mit anderen Worten: Das phänomenologische Mo-
dell wird insbesondere im niederfrequenten Bereich der Komplexität des realen Impedanz-
verhaltens nicht gerecht. Hierbei handelt es sich auch um eine zentrale Motivation von
physikalisch-motivierten Modellen (vgl. Kapitel 2.1.3), die mittels fraktionaler Elemen-
te, wie RQ-Glieder oder Warburg-Impedanzen, direkt im Frequenzbereich parametrisiert
werden.
Der Verlauf der gemessenen Impedanz bei höheren Frequenzen entsteht hauptsächlich
durch den beschriebenen Ladungstransfer an den Doppelschichten. Dabei ist auch der
erwartete, gestauchte Halbkreis entsprechend Gleichung (2.7) eindeutig zu erkennen. Das
RC-Glied entspricht in seiner Form einer grundsätzlich akzeptablen Näherung. Allerdings
wird in keinem der beiden Arbeitspunkte der Durchmesser der Halbkreise getroffen. Eine
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(a) Vergleich zwischen Zellmessungen und dem
phänomenologischen Modell für den Ar-
beitspunkt: ϑ = 15◦C und xSoC = 30 %.
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(b) Vergleich zwischen Zellmessungen und dem
phänomenologischen Modell für den Ar-
beitspunkt: ϑ = 25◦C und xSoC = 50 %.
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Abbildung 3.2: Vergleich zwischen einer aufgenommenen elektrochemischen Impedanz-
spektroskopie (EIS) und dem linearisierten phänomenologischen Modell
an zwei relevanten Arbeitspunkten einer Batteriezelle mit einer Kapazität
von QZ = 96Ah.

mögliche Erklärung dafür ist, dass die Parametrisierung des phänomenologischen Modells
im Zeitbereich mit Messungen erfolgt, die nur mit 100 Hz aufgelöst sind. Vor allem die
Schätzung der Parameter R0,R1 und C1 des phänomenologischen Modells ist auf eine
höhere Auŕösung angewiesen. Um die Frequenzbereichsdaten besser abbilden zu können,
wäre auch eine numerische Minimierung der Fehlerquadrate zwischen der gemessenen
Ortskurve und dem phänomenologischen Modell denkbar (vgl. Kapitel 2.1.2). Es zeigt
sich jedoch, dass dieses Vorgehen mit Blick auf die Modellqualität im Zeitbereich keine
wesentlichen Vorteile bereithält [55]. Grund hierfür sind etwa Abweichungen, die durch die
Transformation in den Frequenzbereich entstehen, oder auch die begrenzte Fähigkeit des
phänomenologischen Modells, das Impedanzverhalten vollständig beschreiben zu können.
Der zusätzliche Aufwand für eine Parametrisierung im Frequenzbereich lohnt hinsichtlich
der Ziele dieser Arbeit somit nicht [5].
Es lässt sich festhalten, dass das phänomenologische Modell vor allem auch Schwächen im
niederfrequenten Verhalten aufweist. Weiterhin ist die Abhängigkeit von den Arbeitspunk-
ten suboptimal abgebildet. Diese beiden Aspekte stehen daher im Fokus der Verbesserung
des elektrischen Modells mit datenbasierten Ansätzen. Zudem verfolgt der datenbasierte
Ansatz das Ziel, die Fehler, die durch den Übertrag der Zellmodelle auf das Gesamt-
verhalten der Batterie entstehen, zu korrigieren. Die Verschaltung der Zellen in einer
Antriebsbatterie und auch die Inhomogenität nehmen bekanntermaßen einen Einŕuss auf
das Spannungsverhalten. Eine Bewertung des Fehlers der Batteriespannung erfolgt dem-
entsprechend in Kapitel 4.1.
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Um die Verbesserung des phänomenologischen Modells bestmöglich ausrichten zu kön-
nen, werden im folgenden Abschnitt eine Analyse zur Anregung der Batterien durchge-
führt und dadurch auch Anforderungen an das elektrische Modell abgeleitet. In
erste Linie betrifft das die relevanten Frequenzbereiche während der Batteriesimulation
mit dem Systemmodell. Dabei gilt es zu verstehen, mit welchen Frequenzen die zu simu-
lierende Batterie in der Wechselwirkung mit der elektrischen Antriebsachse am Prüfstand
angeregt wird.
Abbildung 3.3 zeigt dazu eine Auswertung der Signalleistung von Strom und Spannung im
Frequenzbereich anhand mehrerer Fahrzeugmessungen. Die zugrundeliegenden zehn Mess-
dateien entstammen der Erprobung mit einem batterieelektrischen Fahrzeug im normalen
Straßenverkehr. Die Antriebsbatterie in dem Fahrzeug entspricht der zu simulierenden
Batterie des ersten Anwendungsbeispiels (vgl. Kapitel 6.2). Es ist davon auszugehen, dass
die Messungen dabei ein realistisches Antriebsverhalten repräsentieren. Um das sicherstel-
len, weisen die ausgewählten zehn Messdateien eine Mindestdauer von einer Stunde auf,
enthalten keine Ladephasen und umfassen eine minimale Varianz in der Stromanregung
von σ(i(k)) > 40A.
Anhand der dargestellten Spektra ist schnell erkennbar, dass die Leistungswerte P (f)
des Batteriestroms im normalen Fahrbetrieb bei höheren Frequenzen stark abnehmen.
Es kann festgehalten werden, dass bei einem normalen Fahrverhalten ś sowohl in Bezug
auf Beschleunigungs- als auch Rekuperationsvorgänge ś mit rein elektrischen Antrieben
die Anregung sich vor allem im niederfrequenten Bereich abspielt. Basierend auf prakti-
schen Erfahrungen wird hierfür ein Grenzwert deőniert. Fällt der Leistungswert P (f) im
Vergleich zu sehr niedrigen Frequenzen P (0) auf unter 0,01%, dann ist davon auszuge-
hen, dass Frequenzanteile im Stromsignal über diesem Grenzwert kaum noch Einŕuss auf
das Gesamtverhalten nehmen. Zum besseren Verständnis werden daher auch die Signal-
leistungen mit den Einheiten [A2] und [V2] über die rechten Koordinatenachsen in der
Abbildung 3.3 ergänzt. Die resultierende Grenzfrequenz fAG kann dementsprechend über
folgende Bedingung berechnet werden:

P (fAG) ≤ 0,0001 · P (0) (3.4)

Sie wird für alle zehn Messdateien separat ermittelt und führt unter Zuhilfenahme des 95 %
Quantils zu der Abschätzung einer größtmöglichen Frequenz von fAG = 1,94Hz. Das Bat-
terieverhalten oberhalb dieser 1,94Hz hat folglich in dem betrachteten rein elektrischen
Antriebssystem kaum mehr eine Relevanz. Eine Modellierung von höherfrequenten Antei-
len bringt somit wenig bis keine Vorteile mit sich.
Dieses Ergebnis verstärkt sich noch mit Blick auf die zu simulierenden Spannungssignale.
Die Antriebsbatterie fungiert nämlich als Tiefpassőlter. Die Impedanzspektroskopie aus
Abbildung 3.2 zeigt bereits, dass hochfrequente Ströme stark gedämpft ins Spannungs-
signal übertragen werden. Beispielsweise dämpft die Batterie bei einer Temperatur von
ϑ = 25◦C und einem Ladezustand von xSoC = 50 % Schwingungsamplituden bei 30Hz um
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Abbildung 3.3: Leistungsspektra der elektrischen Signale einer Antriebsbatterie anhand
von zehn repräsentativen Fahrzeugmessungen mit einer erfahrungsbasier-
ten Deőnition zur Anregungsgrenze von 0,01 % der Signalleistung des Bat-
teriestroms.

ca. -40 dB. Aus einer Stromamplitude von 200 A resultiert nur noch eine Spannungsampli-
tude von weniger als 2V bei gleichbleibender Frequenz. Dieses Verhalten macht deutlich,
dass oberhalb der berechneten Frequenz von fAG = 1, 94Hz die Batteriezellen nicht nur
wenig angeregt werden, sondern auch selbst stark dämpfen.
Dieser Zusammenhang kann auch über eine Beurteilung des entstehenden Spannungs-
fehlers bei Anwendung von Tiefpassőltern mit unterschiedlicher Eckfrequenz abgeleitet
werden. In einer früheren Arbeit [5] wird eine solche Analyse für verschiedene Antriebs-
systeme durchgeführt. Dabei kann festgestellt werden, dass die Tiefpassőlterung des Span-
nungssignals einer Batterie im rein elektrischen Antrieb mit einer Eckfrequenz von 2 Hz
nur einen Fehler von etwa 3% verursacht. Es sei ergänzt, dass dieser Zusammenhang für
Mild-Hybrid- und Plug-in-Hybrid-Antriebe nicht gilt und wesentlich höhere Frequenzan-
teile auch noch in der Spannung ś primär durch die Wechselwirkung mit dem Verbren-
nungsmotor ś enthalten sind.
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3 Grundlegendes Systemmodell der Antriebsbatterie

Zudem soll auch erwähnt werden, dass durch die Pulsweitenmodulation der Leistungs-
elektronik des elektrischen Antriebs vergleichsweise sehr hochfrequente Schwingungen im
Stromkreis zur Antriebsbatterie auftreten können [172]. Dabei geht es insbesondere um
Frequenzen im kHz-Bereich, die die hier verwendete Messauŕösung deutlich übersteigen.
Es ist aber davon auszugehen, dass diese Schwingungen annähernd mittelwertfrei sind
und somit ebenfalls nicht das Spannungsverhalten der Antriebsbatterie beeinŕussen.
Als Anforderung kann abgeleitet werden, dass eine Modellierung des elektrischen Span-
nungsverhaltens unterhalb von ca. 5Hz ausreichend ist. Dies ermöglicht eine wesentliche
Reduzierung des Generierungs- und Rechenaufwands in Bezug auf das datenbasierte Mo-
dell. Neben dieser Frequenzanalyse lohnt es sich auch, die weiteren Betriebsbereiche einer
Antriebsbatterie zu verstehen. Hierbei kann das Betriebsfenster die Grenzen der Anregung
beschreiben. Mit max(Imax), min(Imin), max(Umax) und min(Umin) ist eine Deőnition für
die in der Modellierung zu berücksichtigenden Strom- und Spannungswerte je Batterie
gegeben. Zudem ist das Impedanzverhalten über den gesamten Ladezustandsbereich zwi-
schen 0 und 100 % zu modellieren. Für den relevanten Temperaturbereich der Batterie-
impedanz haben sich in der Antriebsentwicklung die Werte -40◦C bis 60◦C etabliert [5].

3.3 Zusammenfassung und Fazit

Die detaillierte Beschreibung des Systemmodells in diesem Kapitel dient der Vorberei-
tung auf die neuartigen Ansätze zur Erweiterung des elektrischen Batteriemodells. Daher
werden vor allem Anforderungen hinsichtlich der relevanten Anregungsbereiche des elek-
trischen Teilmodells abgeleitet.

In einem vorgelagerten Schritt sind zudem das thermische Teilmodell und das BMS be-
schrieben. Beide Aspekte sollten zwingend mitberücksichtigt werden und können im Rah-
men der Batteriesimulation am Prüfstand einen immensen Einŕuss auf das Gesamtverhal-
ten nehmen. Das thermische Modell gibt die Batterietemperatur ϑ̂ aus, die unmittelbar
als Eingang für die Spannungssimulation dient. Aus Gründen des Rechenaufwands erfährt
das thermische Modell in dieser Arbeit eine Ordnungsreduktion. Die Funktionen des BMS
hingegen werden völlig unverändert in das Systemmodell aufgenommen und beeinŕussen
dabei vor allem den Betrieb der Batterie im Zusammenspiel mit der elektrischen An-
triebsachse. Dies zeigt sich insbesondere im Kontext des ersten Anwendungsbeispiels in
Kapitel 6.2, da der zugehörige Batteriebetrieb stark im Bereich der Stromgrenzen ab-
läuft.
Mit Blick auf das elektrische Teilmodell, das im Fokus dieser Arbeit steht, werden die
relevanten Bereiche der Eingangsgrößen analysiert. Dabei stellt sich heraus, dass in batte-
rieelektrischen Fahrzeugen der Antriebsstrom, den die Batterie bereitstellt, kaum hochfre-
quente Anteile aufweist. Anhand der Leistungsspektra des Stroms von mehreren Messda-
teien (vgl. Abbildung 3.3) lässt sich ableiten, dass Frequenzen oberhalb von 1,94Hz keine
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Relevanz mehr für das Übertragungsverhalten haben, wodurch sich erhebliche Vorteile für
die datenbasierten Modellierung ergeben.
Für die Anregung der anderen Eingangsgrößen des elektrischen Batteriemodells kann das
Betriebsfenster hinsichtlich des Stroms, des Ladezustands und der Temperatur herange-
zogen werden. Batteriemodelle müssen innerhalb dieses zulässigen Betriebsbereichs, der
je Batterie unterschiedlich ausfällt, eine realistische Spannung vorhersagen.
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4 Hybride Modelle: Kombination

analytischer Batteriemodelle mit

Datenmodellen

Die zunehmende Bedeutung der Aufbereitung und Nutzung von großen Datenmengen
in der Automobilindustrie ist hinlänglich bekannt [173]. Das betrifft zum einen neue
Software-Funktionen zur Überwachung und Diagnose von Fahrzeugen. Zum anderen ver-
ändert sich dadurch auch die Fahrzeugentwicklung samt ihren Prozessen und Werkzeugen.
Das gilt vor allem auch für Simulationen. Hierfür sind Nachbildungen der Fahrzeugsysteme
als mathematische Modelle notwendig, die ohnehin traditionell auf Messdaten beruhen.
Die Berücksichtigung von Messdaten betrifft dabei alle Schritte von der Modellauswahl
über die Parametrisierung bis hin zur Validierung. Wissenschaftliche Disziplinen wie die
Systemidentiőkation halten dementsprechend explizit den Einŕuss der Daten über Begrif-
fe wie White-Box -, Grey-Box - und Black-Box -Modelle fest (vgl. Kapitel 2.2).
Damit geht ein in den Ingenieurswissenschaften breites Methodenwissen einher, das ś
mit einem Schwerpunkt auf großen Datenmengen ś weiterentwickelt werden muss. Laut
Ljung [78] sollte dabei ein Abgleich und eine Ergänzung mit Methoden aus der Statistik
und den Computerwissenschaften erfolgen. Primär gilt dies für das rasante Forschungsfeld
des maschinellen Lernens mit immer neuen und verbesserten Algorithmen, die ebenfalls
der Zielsetzung der mathematischen Modellbildung entsprechen. Eine bewusste Kombi-
nation aus klassischen, domänenspeziőschen Modellen, wie sie in der Antriebssimulation
seit Jahrzehnten zum Einsatz kommen [174], und maschinellen Lernmodellen, basierend
auf großen Datenmengen, erscheint daher besonders aussichtsreich. Dabei geht es ś wie
auch in dieser Arbeit ś meist um eine Steigerung der Genauigkeit der Modelle [97].
An dieser Stelle soll daher auch der Begriff des hybriden Modells eingeführt werden und
als zentraler Gegenstand der weiteren Ausführungen dienen:

Deőnition. Hybride Modelle bestehen aus einer Kombination von mindestens zwei
Teilmodellen unterschiedlicher Modellierungsart, beispielsweise einem domänenspeziőschen
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Modell und einem maschinellen Lernmodell. Ziel dabei ist immer die Kompensation der
Nachteile der jeweiligen Einzelmodelle.

Durch diese universelle Formulierung werden unter anderem auch die hybriden Modelle im
Kontext von kontinuierlich-diskreten Systemen eingeschlossen. Gleichzeitig wird dadurch
die in dieser Arbeit angestrebte Erweiterung analytischer Modelle mit rein datenbasier-
ten Modellen beschrieben. Die Deőnition und das damit einhergehende Verständnis lehnen
sich stark an die Arbeiten von Nelles [89] an, der die Anwendung von hybriden Modell-
strukturen vorwiegend in der industriellen Ingenieursarbeit sieht. Er beschreibt zutreffend,
dass meist früh in einem Entwicklungsprozess theoretische Modelle erstellt werden, die
sich im späteren Verlauf des Entwicklungsprozesses unterschiedlich einsetzen und durch
datenbasierte Modelle noch ergänzen lassen. Weiterhin hebt er im Gegensatz zu rein da-
tenbasierten Modellen, die zweifellos auch eine Möglichkeit für die Batteriesimulation am
Antriebsprüfstand darstellen, die Vorteile der Wiederverwendung bestehenden Wissens
hervor [89].
Mit der Nutzung klassischer Simulationsmodelle ist auch ein grundsätzliches Vertrauen
hinsichtlich industrieller Anwendungen verbunden. Hybride Modelle sind ś in Bezug auf
das beschriebene Ziel der sicherheitskritischen Batteriesimulation am Antriebsprüfstand
ś ein hervorragendes Mittel, um die in den Messdaten enthaltene Genauigkeit mit der
Stabilität und Extrapolationsgüte bestehender analytischer Modelle zu kombinieren.

An dieser Stelle sei ergänzt, dass diese Leitidee naturgemäß den meisten Modellierungs-
ansätzen technischer Systeme zugrunde liegt. Etablierte Methoden zur Erstellung von
Grey-Box -Modellen verbinden aus der Theorie stammende mathematische Zusammen-
hänge mit Messdaten, um über die Parameter das Modell der Realität anzunähern. Über
die Analogie der Graustufen lässt sich auch der Unterschied zwischen klassischen Grey-
Box -Modellen und hybriden Modellen einordnen, wie sie in dieser Arbeit verstanden wer-
den. Hybride Modelle lassen sich keiner konkreten Kategorie zuordnen, sondern bedienen
sich zwei gegensätzlicher Modellierungsansätze und verbinden diese in Form von Teilmo-
dellen [99]. Ein interessantes Beispiel für dieses noch recht neue Verständnis von hybriden
Modellen sind die bekannten Wiener-Hammerstein-Modellstrukturen [175], die nichtli-
neare Systeme beschreiben, indem lineare Teilmodelle mit nichtlinearen Funktionsblö-
cken am Eingang und Ausgang erweitert werden. Dabei steht ebenfalls die Kompensation
der Schwächen eines Teilmodells im Fokus. Im Gegensatz zu der Erweiterung bestehen-
der analytischer Modelle wird allerdings das linear dynamische Modell in der Wiener-
Hammerstein-Modellstruktur typischerweise auch als Black-Box aufgefasst.

Für das analytische Teilmodell stehen meist mehrere Optionen zur Auswahl. In dieser Ar-
beit erfolgt jedoch ausschließlich eine Erweiterung des phänomenologischen Zellmodells,
wie es in Kapitel 2.1.3 detailliert vorgestellt wurde. Seine automatisierbare Ermittlung,
die einfache Struktur und die frühe Verfügbarkeit im Entwicklungsprozess machen es ideal
für die Kombination mit Datenmodellen.
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In den folgenden Unterkapiteln wird ein Vergleich zu möglichen Hybridstrukturen und
Datenmodellen durchgeführt.

4.1 Analyse der Batteriemessdaten

Der Vergleich zu den hybriden Modellen hält bereits wesentliche Entscheidungen in Bezug
auf die Batteriesimulation bereit. Dieses Unterkapitel präsentiert und analysiert daher die
verwendeten Messdaten. Generell werden in dieser Arbeit drei Datensätze unterschiedli-
cher Antriebsbatterien erzeugt, wovon zwei auch für die Anwendungsbeispiele in Kapitel 6
verwendet werden. In beiden Fällen handelt es sich um Energiespeicher in batterieelektri-
schen Fahrzeugen basierend auf der Lithium-Ionen Technologie. Alle folgenden Betrach-
tungen sind trotzdem auch in Bezug auf Batterien in Plug-in-Hybrid Fahrzeugen gültig
und bis zu einem gewissen Maß sogar auf andere chemische Zusammensetzungen der Bat-
teriezellen übertragbar.
Während eines Entwicklungsprozesses werden aus verschiedenen Gründen Messdaten ge-
neriert und abgespeichert. Eine Einordnung und Bewertung möglicher Datenquel-
len erfolgt im Anhang A.3 hinsichtlich der Verfügbarkeit, der Qualität und der Anwend-
barkeit der Daten für die Batteriesimulation. Dabei wird deutlich, dass vor allem die
Messdaten aus Fahrzeugen geeignet sind, um eine realistische Simulation des elektrischen
Batterieverhaltens zu ermöglichen.
Diese Entscheidung für nur eine der möglichen Datenquellen führt erfahrungsgemäß zu
einer widerspruchsfreien Modellierung. Hinsichtlich der beiden Anwendungsbeispiele der
Batteriesimulation am Prüfstand (vgl. Kapitel 6) steht bereits eine Vielzahl an Erpro-
bungsfahrzeugen zur Verfügung. Sie entstehen während systematischen, teilweise aber
auch zufälligen Prüŕäufen zur Absicherung mit prototypischen Fahrzeugen. Ihr zentraler
Vorteil gegenüber den anderen Messdaten, beispielsweise vom Batterieprüfstand, sind die
enthaltenen Informationen über den echten Fahrzeugbetrieb. Das betrifft unter anderem
das thermische Verhalten der verbauten Fahrzeugbatterie und auch die abwechslungsrei-
che Anregung durch die Straßenerprobung.
Allerdings sind mittels geringfügiger Anpassungen in zukünftigen Anwendungen von hy-
briden Batteriemodellen ebenfalls Messdaten auf Zell-, Modul- und Batterieebene nutzbar.
Dadurch wird eine datenbasierte Modellierung auch in früheren Entwicklungsphasen mög-
lich.
Die Verwendung von Fahrzeugmessungen für Batteriemodelle bringt jedoch auch einige
Herausforderungen mit sich ś insbesondere hinsichtlich der Messqualität. Die relevanten
Batteriegrößen (vgl. Abbildung 3.1) können zwar über die Steuergerätekommunikation
ohne großen Aufwand während der Fahrt aufgezeichnet werden, allerdings sind in diesen
Daten natürlicherweise Abweichungen enthalten, die im Folgenden kurz umrissen werden.
In erster Linie ist für das Batteriemodell die Genauigkeit der elektrischen Sensordaten
entscheidend. Durch den Eingriff von Messwiderständen können dabei systematische Feh-
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ler entstehen. Generell ist davon auszugehen, dass die serienmäßige Sensortechnik samt
ihrer Kalibrierung, im Vergleich mit Messungen für Zellmodelle (vgl. Kapitel 2.1.3), eine
geringe Messdatenqualität aufweist.
Zudem ist aufgrund elektromagnetischer Felder im Fahrzeug damit zu rechnen, dass trotz
entsprechender technischer Maßnahmen die für die Messdaten relevanten elektronischen
Bauteile teilweise gestört werden.

Unter den genannten Einschränkungen der Batteriedaten aus dem Fahrzeug sticht vor-
wiegend die grobe Diskretisierung im Zeit- und Wertebereich heraus. Es ist anzu-
nehmen, dass die Schrittweite der für das Batterieverhalten wichtigen elektrischen Signale
von 0,1A und 0,1V zu einem nicht zu vernachlässigenden Quantisierungsrauschen führt.
An dieser Stelle werden daher über ein Beispiel die qualitativen Folgen der Diskretisierung
auf die Batteriemodellierung untersucht. Um dabei möglichst nahe an der Anwendung des
elektrischen Batteriemodells zu bleiben, wird eine Variante des physikalisch-motivierten
Zellmodells (vgl. Kapitel 2.1.3) als Grundlage für das Beispielsystem verwendet. Dabei
werden die niederfrequenten Verlustprozesse ś basierend auf der Feststoffdiffusion der
Lithium-Ionen ś normalerweise über Finite-Length-Warburg (FLW) Elemente entspre-
chend Gleichung (2.8) modelliert. Jedoch wird das niederfrequente Verhalten im Rahmen
dieser Arbeit über ein RQ-Glied angenähert, das im Arbeitspunkt von ϑ = 0◦C und
xSoC = 50 % mit einer Zeitkonstante von τ = 3,7 s, einem Verstärkungsfaktor von 0,07Ω
und einer nicht ganzzahligen Ableitung von α = 0,949 deőniert ist [28, 53]. Die Übertra-
gungsfunktion des Beispielsystems Feststoffdiffusion ergibt sich somit im Frequenzbereich
wie folgt:

Y (s)
U(s)

= G(s) =
0,07

(1 + 3,7s)0,949
(4.1)

Das System wird im Zeitbereich für die Trainings- und Testdaten mit einer Pseudo Ran-
dom Binary Sequence (PRBS) Signal angeregt. Die minimale Haltezeit zwischen einem
Wechsel der Signalwerte wird auf das Vierfache der Zeitkonstante festgelegt. Zusätzlich
wird am Ausgang ein weißes Rauschsignal v(k) addiert. Basierend auf Erfahrungen mit
den Fahrzeugmessungen wird dabei ein Signal-Rausch-Verhältnis (SNR) von 35 dB ver-
wendet.
Im Anhang A.4 werden die Ergebnisse mehrerer Output-Error (OE) Modelle unter Va-
riation der Quantisierungsschrittweite, der Datenmenge und der Abtastzeit in Bezug auf
das Beispielsystem dargelegt. Es zeigt sich, dass von der Quantisierung der elektrischen
Signale in den Fahrzeugmessungen nicht das angenommene, hohe Risiko hinsichtlich der
Modellgüte ausgeht. Weiterhin ist in den Ergebnissen ein positiver Effekt hinsichtlich
der Erhöhung der Datenmenge für grobe Quantisierungsschrittweiten erkennbar. Mehr
Datenpunkte ermöglichen offenkundig eine erfolgreichere Rekonstruktion der zugrunde
liegenden Verläufe und motivieren daher zusätzlich die Entscheidung hinsichtlich der um-
fangreich vorhandenen Fahrzeugmessungen.
Für den Vergleich der hybriden Modellstrukturen wird daher eine möglichst große Menge
an Daten aus den Erprobungsfahrzeugen herangezogen. Der erzeugte Datensatz bezieht
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sich dabei auf eine einzelne Fahrzeugbatterie, die im Zuge des zweiten Anwendungsbei-
spiels (vgl. Kapitel 6.3) am Antriebsprüfstand simuliert wird. Die im Folgenden als Da-
tensatz 1 bezeichneten separaten Messdateien der Anzahl NMD = 158 entstammen ei-
nem batterieelektrischen Fahrzeug während der Straßenerprobung und entsprechen einem
Fahrbetrieb von ca. 156 Stunden.
Für die originale Abtastung von 50Hz ergeben sich somit insgesamt N = 28,3Millionen

Datenpunkte. Nach einer Reduktion der Abtastrate auf 10Hz besteht der Datensatz 1
nur noch aus N = 8,3Millionen Datenpunkten. Ebendieses Downsampling wird aufgrund
seiner Vorteile hinsichtlich der Datenvorverarbeitung, des Trainings, der Validierung und
der Simulation des Datenmodells für den Vergleich der hybriden Modellstrukturen ausge-
wählt (vgl. Kapitel 5).
Der Datensatz 1 deckt einen Zeitraum des Erprobungsfahrzeugs von weniger als drei
Monaten ab und entspricht dabei einer Fahrleistung von 4630 km. Eine Begrenzung auf
kleine Zeiträume ist zielführend, um Änderungen durch die Zellalterung in den Messda-
ten möglichst klein zuhalten. Im Verlauf der Lebensdauer einer Batterie kann sich das
elektrische Spannungsverhalten, wie die Ruhespannung, die Impedanz oder die Hystere-
se entscheidend verändern. Die Modellierung des Alterungsverhaltens, als Ergänzung zur
elektrischen Batteriesimulation, steht in dieser Arbeit, ausgehend von ihrer Komplexität,
nicht im Fokus. Allerdings kann über eine Anpassung des ohmschen Innenwiderstands
und der Kapazität im phänomenologischen Modell die Alterung in der Batteriesimulation
rudimentär mit abgebildet werden (vgl. Kapitel 3.2).
In Tabelle 4.1 werden die Eigenschaften des Datensatzes 1 übersichtlich aufgeführt. Die
zwei anderen Datensätze dieser Arbeit sind ebenfalls in der Tabelle enthalten. Dabei ist
vor allem auch der Datensatz 2 von zentraler Bedeutung, da er für das erste Anwen-
dungsbeispiel (vgl. Kapitel 6.2) verwendet wird und einem grundsätzlich anderen Typ an
Elektrofahrzeugen zuzuordnen ist.
Da die Ausführungen in diesem Kapitel auf Daten beruhen, die für die Ermittlung des
Datenmodells umfänglich vorverarbeitet werden, seien an dieser Stelle die groben Schritte
dazu festgehalten. Die für das Impedanzverhalten wichtigen Betriebspunkte der Batterie
hinsichtlich der Temperatur und des Ladezustands werden aufgrund ihrer groben Quan-
tisierung mit ∆ϑ = 1◦C und ∆xSoC = 0,1 % im ersten Schritt mit einem Mittelwertőlter
geglättet. Anschließend werden alle Signale einer Tiefpassőlterung zum Anti-Aliasing und
zur Reduktion hochfrequenter Störungen unterzogen. Passend zur Eckfrequenz des Filters
mit 5Hz werden alle Signale auf eine einheitliche Abtastrate von 10Hz abgeändert. Zum
Schluss werden die Menge an Messdateien ś bestehend aus mehreren nicht zu trennenden
Zeitreihen ś in zwei Drittel Trainingsdaten und ein Drittel Testdaten aufgeteilt. Hinsicht-
lich des Datensatzes 1 ergeben sich somit insgesamt 108 Messdateien für das Training
und 50 Messdateien zur abschließenden Bewertung. Dieses Vorgehen zur Datenvorverar-
beitung wird im Detail in Kapitel 5 vorgestellt.
Die gesamte Datenmenge mit den relevanten Signalen für das elektrische Batteriemodell
sind als zweidimensionale Projektionen in Abbildung 4.1 dargestellt. Analog zum
phänomenologischen Modell werden auch Strom u1 = i, Temperatur u2 = ϑ und La-
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Tabelle 4.1: In dieser Arbeit verwendete Datensätze, die während der Fahrzeugerprobung
aufgezeichnet wurden und unterschiedlichen Typen an Elektrofahrzeugen ent-
stammen.

Datensatz 1 Datensatz 2 Datensatz 3

Anzahl Mess-
dateien NMD

158 52 112

Anzahl Daten-
punkte N

28,3Millionen 20,3Millionen 37,3Millionen

Fahrtzeit 156 h 115 h 234 h

Gefahrene Strecke 4630 km 2931 km 4931 km

Anwendung des
Simulationsmodells

Reichweiten-
bestimmung
(Kapitel 6.3)

Dauerlauf-
erprobung

(Kapitel 6.2)

Methoden-
analyse

(Kapitel 5)

Fahrzeugtyp Elektro-SUV Elektro-Limousine Elektro-SUV

dezustand u3 = xSoC als Eingang für das datenbasierte Modell der Spannung ŷ = u

verwendet. Der Nachteil dabei ist allerdings, dass Einŕüsse, wie die Inhomogenität in der
Batterietemperatur, der mechanische Druck auf den Zellen oder der bereits thematisierte
Alterungszustand, vernachlässigt werden. Die Modellierung sowie die Simulation dieser
nicht berücksichtigten Einŕussgrößen als Teil des Systemmodells (vgl. Abbildung 3.1)
würde die Komplexität enorm steigern. Daher werden nur die drei zentralen Eingänge
u = (u1,u2,u3)T verwendet.
Als Modellausgang ist in der Abbildung 4.1 zum einen der diskrete Spannungswert y(k)
und zum anderen der für die hybride Modellierung wichtige Fehler des analytischen Mo-
dells eAM(k) = y(k) − ŷAM(k) rechts dargestellt. Die Projektionen erlauben dabei bereits
weitreichende Erkenntnisse in Bezug auf die statischen Zusammenhänge der Batterie. Zu-
nächst lassen sich anhand der Fahrzeugmessungen typische Batteriephänomene, wie die
vom Ladezustand abhängige Ruhespannungskurve oder auch der Einŕuss der Batterie-
temperatur auf die Spannungsverläufe erkennen.
Weiterhin offenbaren die Projektionen bezüglich des analytischen Modellfehlers einen star-
ken Anstieg bei niedrigen Ladezuständen und Temperaturen.
Als letzte und vielleicht wichtigste Erkenntnis der Darstellung lässt sich die inhomoge-
ne Datenverteilung mit teilweise lückenhafter Abdeckung des Eingangsraums benennen.
Stellvertretend für das Problem sind niedrige Temperaturbereiche hervorzuheben, die in
den gewählten Fahrzeugmessungen kaum enthalten sind. Es gibt offensichtlich eine Mess-
datei, die mit einer mittleren Temperatur von -16,3 ◦C die Ausnahme bildet, allerdings
keine Rekuperationsströme und auch keine hohen Ladezustände enthält. In Anbetracht
der datenbasierten Modellierung kann diese Zeitreihe somit auch nur punktuell Informa-
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Histogramm
mit Werte-
bereich [0, 1]

Abbildung 4.1: Projektionen der Ein- und Ausgangsdaten für die Erweiterung des be-
stehenden analytischen Batteriemodells mit datenbasierten Modellen an-
hand des Datensatzes 1.

tionen über das Verhalten bei niedrigen Temperaturen beisteuern. Gleichzeitig wird an
dieser Messdatei deutlich, wie entscheidend solche Randbereiche sein können, da sich dort
die Batteriespannung y(k) oft nichtlinear verhält. Überraschenderweise schlägt der mitt-
lere Fehler des analytischen Modells eAM(k) = 3,4V bei dieser Tieftemperaturmessung in
die andere Richtung um und zeigt auf, wie wichtig die Abdeckung des kompletten Ein-
gangsraums für die Kompensation mit Datenmodellen ist.
Aufgrund des zufälligen Charakters der Fahrzeugmessungen kann im Grunde nie von einer
vollumfänglichen Datengrundlage ausgegangen werden. Der damit einhergehenden Her-
ausforderung kann allerdings durch einen weiteren wichtigen Vorteil der Kombination von
Datenmodellen mit analytischen Modellen begegnet werden. Hierzu wird am Ende des
Kapitel 4 ein neuartiger Ansatz vorgestellt, um das datenbasierte Modell auf jene Berei-
che zu begrenzen, für die es die bekannten Daten interpoliert.
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Neben dieser Visualisierung der diskreten Zeitwerte in Abbildung 4.1 ist eine Analyse
der in den Daten vorhandenen dynamischen Zusammenhänge zielführend. Für die Cha-
rakterisierung von Lithium-Ionen-Batterien kommt hierfür typischerweise das Verfahren
der elektrochemischen Impedanzspektroskopie zum Einsatz, um die frequenzabhängige
Phase und Verstärkung der Batteriespannung in Abhängigkeit vom Batteriestrom in ei-
nem linearen Arbeitspunkt zu erfassen (vgl. Abbildung 3.2). Die Fahrzeugdaten eignen
sich nur bedingt für eine solche Betrachtung im Frequenzbereich, da in jeder Messung
verschiedene nichtlineare Bereiche der Impedanz hinsichtlich des Stroms u1, der Tem-
peratur u2 und des Ladezustands u3 enthalten sind. Zudem limitiert die Abtastung der
elektrischen Batteriegrößen mit 0,02 s eine Auswertung der Frequenzantwort nach dem
Shannon-Nyquist-Theorem auf maximal 25Hz. Somit können ohnehin nicht alle Prozesse
in einer Lithium-Ionen-Batterie ś primär die höherfrequenten Verluste des Ladungstrans-
fers ś über die Fahrzeugmessungen erfasst werden.
Stattdessen wird an dieser Stelle die verbleibende Dynamik in den Spannungsresiduen des
analytischen Modells mithilfe von Korrelationsmethoden bewertet. Zum Einsatz kom-
men die Kreuz- und Autokorrelationsfunktion, die den dynamischen Zusammenhang zwi-
schen dem Batteriestrom und der Batteriespannung, genauer gesagt der verbleibenden Re-
siduen greifbar machen. Dabei werden die betrachteten Signale jeweils um τ = 0, k, 2k, . . .
diskrete Zeitpunkte verschoben und die Korrelation mit dem aktuellen Fehler ohne Ver-
schiebung bestimmt. Ziel jeder Modellierung ist, dass die verbleibenden Ausgangsresiduen
mittelwertfreiem weißem Rauschen entsprechen (vgl. Kapitel 2.2.3).
Links in der Abbildung 4.2 sind über die Autokorrelationsfunktion die verbleibenden
dynamischen Anteile in den Residuen eAM(k) des verwendeten phänomenologischen Bat-
teriemodells dargestellt. Dabei wurde auf den Fehler der Einschritt-Prädiktion mit einem
Horizont von nur einem diskreten Schritt k zurückgegriffen, um die langfristigen Fehler-
trends in der Simulation außen vorzulassen. Trotz dieser Fokussierung auf die kurzfristige
Prädiktion mittels der Differenzengleichung des Batteriemodells (vgl. Anhang A.1) ergibt
sich eine statistisch signiőkante Ähnlichkeit des aktuellen Spannungsfehlers mit seinen
vergangenen Werten. Das Konődenzintervall, basierend auf der dreifachen Standardabwei-
chung |Ree(τ)| < 3 σ, belegt diesen nicht mehr durch Zufall erklärbaren Zusammenhang
für alle abgebildeten τ und weist damit nach, dass das bestehende Modell das dynamische
Batterieverhalten nicht vollständig wiedergibt.
Ein Blick auf die Kreuzkorrelationsfunktion rechts in der Abbildung 4.2 offenbart, dass die
vergangenen Stromeingänge u1(k− τ) ebenfalls mit dem verbleibenden Fehler korrelieren.
Für mehrere τ liegt der Wert der Kreuzkorrelation deutlich außerhalb des Konődenz-
intervalls. Dadurch wird noch einmal bekräftigt, dass das analytische Modell ś wie die
Projektionen des Fehlers eAM in Abbildung 4.1 bereits suggerieren ś nicht nur einen sta-
tischen Fehler aufweist, sondern vor allem auch unzureichend den Einŕuss vergangener
Ein- und Ausgangswerte auf den Modellausgang beschreibt.
Auch auf anderem Weg lässt sich zeigen, dass das analytische Modell mit seinen zwei Spei-
cherzuständen in Form der RC-Glieder nicht ausreicht, um das reale Batterieverhalten zu
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Abbildung 4.2: Kreuz- und Autokorrelationsfunktion der Residuen der Einschritt-
Prädiktion des analytischen Spannungsmodells.

beschreiben. Die Impedanz, die neben dem Ruhespannungsverhalten ausschlaggebend für
das elektrische Batteriemodell ist, wird erst mit linear dynamischen Modellen der vierten
Ordnung im gesamten Frequenzbereich erfolgreich angenähert [5]. Unabhängig voneinan-
der lässt sich dieses Ergebnis durch modellbasierte Analysen mithilfe von Ordnungsre-
duktionsverfahren oder durch Umformung der physikalisch-motivierten Zellmodelle (vgl.
Kapitel 2.1.3) nachweisen.

Es lässt sich zusammenfassen, dass die bereits parametrisierten analytischen Modelle so-
wie das in den Messdaten enthaltene nichtlinear dynamische Batterieverhalten ein idealer
Aufsatzpunkt sind, um die Erweiterung mittels datenbasierter Modelle zu untersuchen.

4.2 Vergleich hybrider Modellstrukturen

In diesem Kapitel werden Modellstrukturen vorgestellt, die als generische Schablone für
die Kombination aus analytischen und datenbasierten Modellen dienen. Der durchge-
führte Vergleich und die Ergebnisse zu diesen Hybridstrukturen können somit auch im
Kontext weiterer Anwendungen, wie bezüglich der hybriden Modellierung von Anlagen
der Prozessindustrie [98], hilfreich sein. Ein weiterer Anspruch dabei ist die Flexibilität
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(a) Parallel-Hybridstruktur
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(b) Seriell-Parallel-Hybridstruktur
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Abbildung 4.3: Seriell-Parallel- und Parallel-Hybridstruktur zur Erweiterung bestehender
analytischer Modelle mit datenbasierten Modellen.

hinsichtlich der Verwendung des konkreten analytischen Modells. Mit Blick auf die Echt-
zeitsimulation von Batterien am Antriebsprüfstand ist, wie bereits ausgeführt, das vorge-
stellte Ersatzschaltbildmodell (vgl. Kapitel 3.2) mit den zwei RC-Gliedern für die hybride
Modellierung eine geeignete Wahl. Ebenso gut können aber auch physikalisch-motivierte
oder sogar ortsaufgelöste Zellmodelle für das hybride Batteriemodell herangezogen wer-
den, allerdings sind solche Modelle aufgrund ihres Aufwands in der Ermittlung und in der
Simulation weniger etabliert und stehen somit auch nicht immer in der Antriebsentwick-
lung zur Verfügung.
In Abbildung 4.3 sind die beiden Blockschaltbilder der zwei vielversprechendsten Hybrid-
strukturen dargestellt. Es handelt sich dabei um Abwandlungen der hybriden Modelle,
die Nelles [89] für die Erweiterung bereits generierter analytischer Modelle vorschlägt.
Im Fokus des Vergleichs stehen die parallele und serielle Verbindung der beiden Teilmo-
delle, da es sich dabei um eine unkomplizierte und nachträgliche Form der Erweiterung
mit datenbasierten Modellen handelt. Eine tiefergehende Integration des datenbasierten
Modells in das analytische Modell, um beispielsweise die arbeitspunktabhängigen Pa-
rameter des RC-Glied-Modells R1(u),C1(u), . . . zu beschreiben, ist ebenso möglich, hat
aber auch eine Veränderung der analytischen Modellstruktur zur Folge. Dieses sogenannte
Parameter-Scheduling wird dabei dem modularen Anspruch in dieser Arbeit nicht gerecht
und müsste beispielsweise bereits für ein physikalisch-motiviertes Modell angepasst wer-
den. Bei solch starken Eingriffen in das analytische Modell wird auch nicht dem Problem
Rechnung getragen, dass in der Automobilindustrie vielfach Modelle in nicht veränderba-
ren, geschlossenen Formaten ausgetauscht werden.

Letztlich beschränkt sich der Vergleich daher auf folgende Strukturen:

• Parallel: Die beiden Teilmodelle der Parallel-Hybridstruktur in Abbildung 4.3a
agieren unabhängig voneinander und nutzen dieselben Eingangssignale u. Der Aus-
gang des analytischen Modells ŷAM und der Ausgang des datenbasierten Modells
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ŷDM können dabei auf unterschiedlichste Weise zu dem gemeinsamen Ausgang des
hybriden Modells ŷHM(ŷAM(u), ŷDM(u)) zusammengeführt werden. Eine Besonder-
heit der parallelen Struktur ist, dass das analytische Modell nicht notwendigerweise
zum Zeitpunkt der Ermittlung des datenbasierten Modells vorliegen muss.

• Seriell: Die Seriell-Hybridstruktur ś im Sinne einer nachträglichen Modellerweite-
rung ś nutzt den bisherigen Ausgang des analytischen Modells ŷAM, um mithilfe des
datenbasierten Modells eine verbesserte Vorhersage ŷHM = ŷDM(ŷAM(u)) zu erzielen.
Diese rein serielle Modellstruktur kann nur bereits modellierte Dynamiken korrigie-
ren, jedoch keine zusätzlichen Phänomene, die durch die Eingänge verursacht wer-
den, ergänzen. Hierbei ähnelt die Struktur stark den Wiener-Modellen [175], welche
durch ihre nichtlinearen Funktionen am Modellausgang nur bedingt das dynamische
Übertragungsverhalten beeinŕussen können. Da in hybriden Modellen auch dieser
Aspekt, wie er über die Auto- und Kreuzkorrelationsfunktion in Abbildung 4.2 nach-
gewiesen wird, kompensiert werden soll, bedarf es Mischformen der seriellen und
parallelen Struktur.

• Seriell-Parallel: Ergänzend zu der Seriell-Hybridstruktur werden die Modellein-
gänge u in der Seriell-Parallel-Hybridstruktur ebenfalls dem datenbasierten Modell
ŷHM = ŷDM(ŷAM(u),u) zugeführt (vgl. Abbildung 4.3b). Dadurch ist das datenba-
sierte Modell auch in der Lage, die dynamischen Einŕüsse der Eingänge auf den
Modellausgang einzufangen. Eine wesentliche Charakteristik der beiden seriellen
Strukturen ś die Mischform mit inbegriffen ś besteht darin, dass der Ausgang des
datenbasierten Modells gleichzeitig auch immer dem übergeordneten Modellausgang
des hybriden Modells ŷHM ≡ ŷDM entspricht. Dadurch kommt dem datenbasierten
Modell im Vergleich zu den parallelen Hybridstrukturen tendenziell ein höherer Stel-
lenwert im Verbund zu.

• Parallel-Seriell: Auch die rein parallele Struktur lässt sich in eine Mischform über-
führen, bei der das datenbasierte Teilmodell die Vorhersage des analytischen Modells
als weiteren Eingang zur Ermittlung des hybriden Modellausgangs
ŷHM(ŷAM(u), ŷDM(u, ŷAM(u))) verwendet. Die mathematische Zusammenführung der
Teilmodelle bleibt in dieser Strukturschablone weiterhin offen und beeinŕusst damit
auch, inwieweit der zusätzliche Eingang des datenbasierten Modells die übergeord-
nete Modellqualität erhöhen kann.

Neben dem Vergleich der aufgelisteten Modellstrukturen ist es notwendig, mögliche Vari-
anten des datenbasierten Modells zu berücksichtigen. Das betrifft vorwiegend die grund-
legenden Modellarten, die in der Modellierung von technischen Systemen unterschieden
werden: Linear Statisch (LS), Nichtlinear Statisch (NLS), Linear Dynamisch (LD) und
Nichtlinear Dynamisch (NLD). Auch wenn die detaillierte Betrachtung zu den Modellen
und ihrer Ermittlung erst in Kapitel 5 näher vorgestellt wird, lohnt sich die Unterschei-
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dung bereits an dieser Stelle, um weitere Erkenntnisse zu den Vor- und Nachteilen der
Hybridstrukturen zu erlangen.

4.2.1 Parallel-Hybridstruktur

Als erste wichtige Variante der hybriden Modellierung werden die parallele Struktur und
ihre zwei grundsätzlichen Arten vorgestellt.
Der einfachste Fall der Parallel-Hybridstruktur ist die unabhängige Vorhersage des ge-
messenen Ausgangs y durch beide Teilmodelle. Hierbei können die Ausgänge ŷAM und
ŷDM zum Beispiel gleichwertig zusammengeführt oder situativ gewichtet werden. Wenn
die zwei Modelle zu einer gemittelten Vorhersage

ŷHM =
ŷAM + ŷDM

2
(4.2)

zusammengefasst werden1, lohnt sich das hinsichtlich der angestrebten Verbesserung des
analytischen Modells nur unter der Prämisse, dass die Modellgüte des datenbasierten Teil-
modells im Vergleich höher ist. Ist das datenbasierte Modell schlechter als das analytische
Modell, ist zwangsläuőg auch der übergeordnete Ausgang ŷHM schlechter.
Da Black-Box -Modelle das elektrische Batterieverhalten nicht immer besser abbilden als
analytische Modelle [177], wird für die Parallel-Hybridstruktur eine weitere Variante vor-
gestellt, bei der die Kompensation der bestehenden Schwachstellen stärker im Fokus steht.
Das datenbasierte Modell wird dabei nicht genutzt, um den Spannungswert y separat zu
simulieren, sondern stattdessen den bestehenden Fehler des analytischen Modells zu kor-
rigieren. Nelles [89] unterscheidet in diesem Zusammenhang zwischen der additiven und
multiplikativen Kompensation. Grundsätzlich lassen sich unendlich viele mathematische
Funktionen őnden, die den analytischen Modellfehler ausgleichen. Allerdings weisen die
multiplikativen Ansätze meistens eine hohe Sensitivität gegenüber dem datenbasierten
Modellausgang auf. Unter Berücksichtigung der sicherheitskritischen Anwendung der Bat-
teriemodelle konzentriert sich der Vergleich daher auf die simple additive Kombination der
beiden Teilmodelle. Die Korrektur des analytischen Modells betrifft somit ausschließlich
den bereits in Abbildung 4.1 dargestellten Fehler des analytischen Modells eAM.
Dementsprechend wird folgende Vorschrift für die Parallel-Hybridstruktur deőniert:

ŷHM = ŷAM + êAM, (4.3)

mit êAM ≡ ŷDM

1 Ein ähnlicher Ansatz wohnt dem sogenannten Ensemble Learning inne. Hierbei werden mehrere Mo-
delle aus dem maschinellen Lernen hinsichtlich eines konkreten Regressions- oder Klassiőkationsproblems
generiert und anschließend meist gemittelt kombiniert, um die Varianz der Modellvorhersage zu reduzie-
ren [176].
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Mit dieser Deőnition ist auch die in den nächsten Kapiteln verwendete Bezeichnung des
datenbasierten Teilmodells als Fehlermodell naheliegend. Die Vorteile dieser additiven
Struktur beziehen sich vorrangig auf die Modellierung und Simulation eines relativ klei-
nen Anteils des Ausgangswertes. Eine fehlerhafte Vorhersage durch das datenbasierte
Modell fällt daher weniger stark ins Gewicht als in anderen Hybridstrukturen, beispiels-
weise Gleichung (4.2). Auch eine Steuerung des situativen Zusammenwirkens der beiden
Teilmodelle, wie sie in Kapitel 4.3 noch thematisiert wird, fällt damit im Gegensatz zu
Strukturen, die auf eine datenbasierte Vorhersage des Gesamtausgangs y angewiesen sind,
leichter. Der Beitrag durch das Fehlermodell êAM kann im Erkennungsfall einer fehlerhaf-
ten Vorhersage sukzessive reduziert werden, ohne den Ausgang des hybriden Modells ŷHM

entscheidend zu verfälschen. Das analytische Modell steht damit in der additiven Par-
allelstruktur deutlich im Vordergrund und schafft im Kontext der sicherheitskritischen
Prüfstandsanwendung ein erhöhtes Vertrauen gegenüber dem Einsatz von Modellen aus
dem maschinellen Lernen. Nicht zuletzt führt diese parallele Hybridstruktur auch zu ei-
nem schlankeren Datenmodell, da anzunehmen ist, dass der verbleibende Zusammenhang
zwischen den Modelleingängen und dem Fehler weniger komplex ist als das gesamte Über-
tragungsverhalten.

Um eine möglichst hohe und umfassende Vergleichbarkeit in der Betrachtung der Hy-
bridstrukturen zu gewährleisten, werden zudem unterschiedliche Modellarten verwendet,
die sich drei der vier vorgestellten Modellklassen NLS, LD und NLD zuordnen lassen. Für
jede dieser Arten werden dann unabhängig von der Hybridstruktur dieselben universellen
Modellansätze verwendet.
In Bezug auf das in Gleichung (4.3) festgehaltene Fehlermodell wird êAM zu jedem diskre-
ten Zeitpunkt k über die drei folgenden mathematischen Berechnungsvorschriften ausge-
hend von den Eingängen u(k) = (u1(k),u2(k),u3(k))T bestimmt:

NLS: êAM(k) =vf tanh(Wfu(k) + bf ) + cf (4.4)

LD: êAM(k) =b1u(k) + . . . + bmu(k −m + 1) (4.5)

− f1êAM(k − 1) − . . .− fmêAM(k −m)

NLD: r(k) =sig(Wru(k) + Rrh(k − 1) + br) (4.6a)

z(k) =sig(Wzu(k) + Rzh(k − 1) + bz) (4.6b)

h̃(k) =tanh(Wh̃u(k) + Rh̃(r(k) ⊙ h(k − 1)) + bh̃) (4.6c)

h(k) = (1 − z(k)) ⊙ h(k − 1) + z(k) ⊙ h̃(k) (4.6d)

êAM(k) =vgh(k) + cg (4.6e)

Das erste mathematische Modell in Gleichung (4.4) ist dabei ein einfaches Feed-Forward
Neural Network (FNN), das aus nur einer versteckten Schicht mit nn Neuronen besteht
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und als Aktivierungsfunktion den Tangens Hyperbolicus verwendet (vgl. Abbildung 2.4).
Entsprechend der Notation sind die einmal ermittelten Parameter vf ∈ R

1×dim(u), Wf ∈
R

nn×dim(u), bf ∈ R
dim(u)×1 und cf ∈ R

1×1 in ihrer Größe primär abhängig von der Anzahl
der Eingänge und von dem Hyperparameter nn. Im Sinne der Vergleichbarkeit wird die
Neuronenanzahl auf den Erfahrungswert der fünffachen Anzahl der Eingänge festgelegt
nn = 5 · dim(u) = 15.
Da das FNN keine Speicherfähigkeit besitzt, Batterien bekanntermaßen aber dynami-
sches Verhalten aufweisen, wird ś auch aufgrund der Ähnlichkeit zu typischen Über-
tragungsfunktionen von Batteriemodellen (vgl. Kapitel 2.2.2) ś ein Output-Error (OE)
Modell als linear dynamische Variante des datenbasierten Modells verwendet. Das Mo-
dell in Gleichung (4.5) mit der Ordnung m und den Parametern bi und fi nutzt für die
Simulation vergangene Eingangswerte und zuvor vorhergesagte Ausgangswerte bis zur
Ordnungszahl i ≤ m. Die Modellordnung wird in Anlehnung an eine Empfehlung von
Ljung [150, S.523] für alle dynamischen Modelle, und unabhängig von der Hybridstruk-
tur, gleichermaßen bestimmt. Dabei wird eine Verdopplung der Modellordnung, ausgehend
von m = 2, vorgenommen, bis sich die Ergebnisse der Schätzung verschlechtern und Pol-
Nullstellenkürzungen erkennbar sind. In Bezug auf die gewählte Parallel-Hybridstruktur
ergibt sich mit dieser Methode eine Ordnung des OE von m = 4. Grund für die überra-
schend hohe Ordnung des Fehlermodells dürften insbesondere die nichtlinearen Abhän-
gigkeiten der Zeitkonstanten, beispielsweise von der Temperatur, sein, die die LD-Modelle
nicht abbilden können.
Als letzte Modellart wird daher auch eine nichtlinear dynamische Beschreibung des Fehlers
eingeführt. Dafür stehen in dieser Arbeit zwei unterschiedliche Varianten in Konkurrenz,
die auch beide in Bezug auf die Anwendungsbeispiele in Kapitel 6 zum Einsatz kommen.
Die eine Variante ist eine moderne Methode aus dem maschinellen Lernen. Zur Model-
lierung von Zeitreihen haben sich rekurrente neuronale Netze wie das hier verwendete
Gated-Recurrent-Unit (GRU) etabliert, die in ihrer Struktur nichtlinearen Zustandsräu-
men ähneln (vgl. Abbildung 2.5) und somit eine interne Beschreibung der Dynamik dar-
stellen. Die Gleichungen (4.6a-e) deőnieren die komplexe mathematische Struktur des
GRU mit den versteckten Zuständen h sowie den Zwischengrößen r, z und h̃, die für ver-
schiedene Aktivierungen mit der Sigmoidfunktion und dem Tangens Hyberbolicus dienen.
Insbesondere die Anzahl der versteckten Zustände nh = dim(h) ist ein ausschlaggebender
Hyperparameter für das Modell. Die Dimension der im Training ermittelten Parameter
Wr,Wz,Wh̃ ∈ R

nh×dim(u), Rr,Rz,Rh̃ ∈ R
nh×nh , br,bz,bh̃ ∈ R

nh×1, vg ∈ R
1×nh und

cg ∈ R
1×1 hängt wesentlich von den versteckten Zuständen ab. Eine Interpretation dieses

Hyperparameters als Modellordnung ist zwar naheliegend, führt aber im Gegensatz zu den
OE-Modellen mit geringer Ordnungszahl zu keinen zufriedenstellenden Ergebnissen. Da
nh ebenfalls einen Einŕuss auf die Anzahl der Neuronen in der rekurrenten Struktur und
somit auf die Approximationsfähigkeit des GRU hat, muss der Hyperparameter deutlich
höher gewählt werden. Basierend auf der gleichen Methode wie bei den LD-Modellen ś
nämlich der Verdopplung der Zustandsanzahl bis zur ausbleibenden Verbesserung ś re-
sultiert nh = 128 für die Parallel-Hybridstruktur.
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Als zweite Variante wird das generische Nonlinear-Output-Error (NOE) Modell verwen-
det, das ebenso wie das OE die Regressoren φ = (u(k), êAM(k − 1),u(k − 1), . . .)T aus
Gleichung (4.5) mit einer nichtlinearen Funktion verbindet.
Der Vollständigkeit halber sei mit Wiener-Hammerstein-Modellen an dieser Stelle eine
weitere prominente Option für die nichtlineare Modellierung von dynamischen Systemen
genannt. Die Ergebnisse, die durch die Kombination aus nichtlinear statischen und linear
dynamischen Modellen entsteht, überzeugen in Bezug auf die Simulation des Spannungs-
fehlers und auch der anderen Hybridstruktur nicht. Es ist davon auszugehen, dass das
stark arbeitspunktabhängige Impedanzverhalten der Batterien (vgl. Abbildung 3.2) durch
diesen Modellansatz nicht richtig abgebildet werden kann.

Die Parallel-Seriell-Hybridstruktur, die als Erweiterung der parallelen Struktur zusätzlich
die Vorhersage des analytischen Modells als Eingang u(k) = (u1(k),u2(k),u3(k), ŷAM)T

verwendet, wird im Vergleich nicht weiter betrachtet. Es hat sich gezeigt, dass der ana-
lytische Modellausgang ŷAM keine zusätzlichen Vorteile hinsichtlich der Modellgüte mit
sich bringt [178].

4.2.2 Seriell-Parallel- und Seriell-Hybridstruktur

Neben der Modellerweiterung mittels der parallelen Struktur erweist sich lediglich noch
die Seriell-Parallel-Hybridstruktur als gleichwertige Kombination und wird daher in die-
sem Kapitel detaillierter betrachtet. Die rein serielle Struktur mit dem Datenmodell am
Ausgang des analytischen Modells kann dagegen nur den Autoregressionsfehler reduzieren,
nicht aber fehlende Einŕüsse der Eingänge kompensieren. Die Korrelationsdarstellungen
in Abbildung 4.2 belegen jedoch, dass aktuelle und vergangene Stromwerte den Span-
nungswert beeinŕussen. Die Berücksichtigung der Eingangssignale ist daher unabdingbar.
Wie in Abbildung 4.3b erkennbar, ist die Seriell-Parallel-Hybridstruktur in ihrer Verbin-
dung der Teilmodelle stark vordeőniert, da das analytische Modell lediglich als Eingang
für das datenbasierte Modell verwendet wird und nicht anteilig den Ausgang des hybri-
den Modells ŷHM mitbestimmt. Die Variation der Modellarten NLS, LD und NLD ist im
Sinne des angestrebten Vergleichs ebenfalls möglich und wird analog zu den Modellen in
der parallelen Hybridstruktur in den Gleichungen (4.4), (4.5) und (4.6a-e) vorgenommen.
Der Hauptunterschied zur parallelen Struktur ś neben der Vorhersage des übergeordne-
ten Ausgangs durch das Datenmodell ŷDM ≡ yHM ś ist der zusätzliche vierte Eingang
u(k) = (u1(k),u2(k),u3(k), ŷAM)T des datenbasierten Modells.
Die vierte Dimension im Eingangsraum der Seriell-Parallel-Hybridstruktur führt ś ausge-
hend von den für die parallele Struktur (vgl. Kapitel 4.2.1) vorgestellten Bestimmungsme-
thoden ś zu einer Veränderung der Hyperparameter. Der Deőnition entsprechend wird die
Neuronenanzahl des FNN für das nichtlinear statische Modell auf nn = 20 festgelegt. Für
das linear dynamische Modell ergibt sich erneut eine Ordnung des OE-Modells von m = 4.
Ein weiterer Grund für diese überraschend hohe Modellordnung ist, dass gegenüber kom-
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plexeren, linear dynamischen Modellstrukturen, wie ARMAX- oder Box-Jenkins-Modelle
(vgl. Kapitel 2.2), OE-Modelle höhere Ordnungen benötigen, um mit Störungen in den
Daten während der Parametrisierung umzugehen. Das GRU als Vertreter der nichtlinear
dynamischen Modelle erfährt mit Blick auf die Parallel-Hybridstruktur eine Änderung der
versteckten Zustandsanzahl auf nh = 256.
Analog ergeben sich für die rein serielle Struktur, die im nachfolgenden Vergleich trotz
der unzureichenden Güte des hybriden Modells mit aufgeführt wird, folgende Hyperpara-
meter: nn = 5, m = 2 und nh = 16. Die geringen Werte sind nachvollziehbar, da nur eine
geringe Parameteranzahl beziehungsweise dynamische Ordnung notwendig ist, um eine
Beschreibung des eindimensionalen, analytischen Modellausgangs auf den datenbasierten
Ausgang ŷHM = ŷDM(ŷAM(u)) vorzunehmen.

4.2.3 Ergebnisse und Diskussion

Vor der Darlegung der Ergebnisse werden zu Beginn dieses Unterkapitels notwendige
Randbedingungen und verwendete Metriken beschrieben. Da bei dem Vergleich die Er-
kenntnisse hinsichtlich der hybriden Modellstruktur, gegenüber einer Bewertung der da-
tenbasierten Modelle, im Vordergrund stehen, stützt sich die Auswertung ausschließlich
auf die Simulation des übergeordneten Modellausgangs ŷHM. Das Training des datenba-
sierten Modells erfolgt anhand des in Kapitel 4.1 präsentierten Datensatzes 1 mit 108
Messdateien. Die Bewertung des Modells wird über einen umfangreichen Test mit den
übrigen 50 Messdateien durchgeführt.
Im ersten Schritt wird der komplette Datensatz für alle Modelle gleichermaßen nach fol-
gender Vorschrift normalisiert:

u =
u− u

σ(u)
(4.7)

Diese Form der Normalisierung mit Mittelwert u = 0 und Varianz σ(u) = 1 ist ein eta-
bliertes Vorgehen im Forschungsumfeld des maschinellen Lernens. Entsprechende Vorteile
greifen somit bei allen Modellarten, wodurch letztlich die Vergleichbarkeit erhöht wird.
Die in den vorausgegangenen Unterkapiteln vorgestellten, einfach gehaltenen Methoden
zur Bestimmung der Hyperparameter nn, m und nh schaffen eine gemeinsame Basis für
den Vergleich und dienen dazu, die Optimierung und Parametrisierung der Modelle nicht
zu sehr in den Mittelpunkt der Betrachtung zu rücken.
In Bezug auf die dynamischen Modellansätze LD und NLD ergeben sich zusätzliche Aspek-
te, die für den Vergleich berücksichtigt werden müssen. In erster Linie betrifft das die
Initialisierung der Zustände von OE- und GRU-Modellen. Hierfür können im Fall der
OE-Modelle die gemessenen Ausgangswerte eAM(0), eAM(1), . . . anstelle der vorhergesag-
ten Werte in der Gleichung (4.5) zu Beginn jeder Testmessung genutzt werden. Für das
GRU mit der internen Zustandsrückführung ist dies nicht möglich. Die versteckten Zu-
stände h(k) werden stattdessen zu Beginn mit null initialisiert. Da diese Festlegung des
initialen Zustands einen entscheidenden Einŕuss auf die Ergebnisse haben kann, jedoch
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keine Rolle für die erfolgreiche Batteriesimulation am Antriebsprüfstand spielt, werden
die ersten 500 s jeder Testmessung nicht für die Bewertung verwendet.

Für die Bewertung der Hybridstrukturen werden spezielle Metriken deőniert, die die Er-
gebnisse der datenbasierten Modellerweiterung unmittelbar in Beziehung zum bestehen-
den analytischen Modell setzen. Primär wird hierzu eine neuartige quadratische Fehler-
metrik genutzt, die ś ähnlich zum Bestimmtheitsmaß R2 aus Gleichung (2.19) ś durch
eine Normalisierung auf den quadratischen Fehler des analytischen Modells diese Referenz
direkt integriert:

R2
Hybrid = (1 −

∑︁

(ŷHM(k) − y(k))2

∑︁

(y(k) − ŷAM(k))2
) · 100 % (4.8)

Dadurch wird eine Möglichkeit geschaffen, die Verbesserung gegenüber dem analytischen
Modell direkt anhand der Werte zu interpretieren. Ist R2

Hybrid > 0 %, dann kann die
Aussage abgeleitet werden, dass das hybride Modell im Mittel besser ist als das analytische
Modell. Weiterhin erlaubt der prozentuale Charakter der Fehlermetrik die Verbesserung
zwischen 0 und 100 % intuitiv zu deuten. Eine analoge Normalisierung wird auch in Bezug
auf den maximalen Absolutfehler vorgenommen:

NME =
max(|ŷHM(k) − y(k)|)
max(|ŷAM(k) − y(k)|)

· 100 % (4.9)

Beide Fehlermetriken werden für jede Testmessung separat berechnet und anschließend
wird, basierend auf den Mittelwerten NME und R2

Hybrid sowie den Standardabweichungen
σ(NME) und σ(R2

Hybrid), eine Bewertung der hybriden Modelle durchgeführt.

Tabelle 4.2 stellt diese Ergebnisse gesammelt dar. Neben der zuvor detailliert beschriebe-
nen Seriell-Parallel- und Parallel-Hybridstruktur sind zudem die Ergebnisse hinsichtlich
des analytischen Modells als bestehende Referenz der Seriell-Hybridstruktur und des rein
datenbasierten Modells ś hier als Black-Box bezeichnet ś aufgeführt.
Das analytische Modell in der ersten Tabellenzeile legt erneut die Motivation hinter den
Metriken aus den Gleichungen (4.8) und (4.9) dar. Die Metriken erlauben eine intuitive
Interpretation der Verbesserung gegenüber dem analytischen Modell.
Das mittlere Bestimmtheitsmaß des analytischen Modells ist in der Tabelle nicht aufge-
führt und suggeriert mit einem Wert von R2 = 95,5 % eine augenscheinlich hohe Güte
des bereits parametrisierten analytischen Batteriemodells. Grund dafür ist die Dominanz
der hinterlegten Ruhespannungskurve, die die statische Abhängigkeit des Modellausgangs
ŷAM vom Ladezustand u3 beschreibt. Allein dadurch wird das Modell schon um ein Viel-
faches besser als der im Bestimmtheitsmaß referenzierte Mittelwert y. Steht allerdings die
exakte Simulation der lastabhängigen Überspannung oder die damit verbundene Verlust-
leistung im Fokus, wie es die Anwendungsbeispiele in Kapitel 6 verlangen, dann ist die
reine Betrachtung des Bestimmtheitsmaßes nicht aussagekräftig.
Die angestrebte Verbesserung des analytischen Modells wird bereits über das rein daten-

73



4 Hybride Modelle: Kombination analytischer Batteriemodelle mit Datenmodellen

Tabelle 4.2: Vergleich von Hybridstrukturen und Modellarten in Bezug auf 50 Testmes-
sungen des Datensatzes 1 einer Antriebsbatterie.

Quadratischer
Testfehler

Max.
Testfehler

Fehler
Training

R2
Hybrid [%] σ (R2

Hybrid) NME [%] σ (NME) R2
Hybrid [%]

AM 0 0 100 0 0

NLS 25,3 77,2 71,2 24,1 26,4

LD 29,8 56,1 59,7 22,8 30,4Parallel
NLD 42,2 56,6 57,3 20,7 58,7

NLS 0 0,1 96,8 0,24 0

LD 13,4 46,6 77,6 23 23,4Seriell
NLD 0,8 5,1 92,1 11,9 0,9

NLS 22,9 73,5 68,3 21,4 37,5

LD 35,2 51,1 58,4 24,3 36Seriell-
Parallel

NLD 36,5 77,3 96,5 24,2 45,2

NLS −280,9 427 155,2 70,5 −187,1

LD −522,8 2003,8 140,9 122,2 −198,2Black-
Box

NLD 14,8 181,1 105,1 29,6 20,3

Interpretationshilfe zu den Metriken:

R2
Hybrid > 0 %, NME ≤ 100 %: Das analytische Modell (AM) wird verbessert.

R2
Hybrid < 0 %, NME > 100 %: Das analytische Modell (AM) wird verschlechtert.

R2
Hybrid = 100 %, NME = 0 %: Das hybride Modell gibt die Daten fehlerlos wieder.

basierte Modell erreicht. Das Black-Box -Modell ŷDM(u1(k),u2(k),u3(k)) zeigt dabei
auch die Stärke des nichtlinear dynamischen Modells (NLD) gegenüber den anderen Mo-
dellarten. Das GRU mit der mathematischen Struktur aus den Gleichungen (4.6a-e) und
mit nh = 256 versteckten Zuständen bildet offensichtlich die statischen Zusammenhän-
ge und die dynamischen Prozesse gleichermaßen gut ab. Anhand der in Gleichung (4.8)
deőnierten Metrik kann abgeleitet werden, dass es den Fehler des analytischen Modells
hinsichtlich der Testmessungen im Mittel um 14,8 % reduziert. Eine solche Verbesserung
erreichen weder das FFN- noch das OE-Modell, insofern sie nicht mit dem analytischen
Modell kombiniert werden. Das FNN als Vertreter der NLS-Modelle ist nicht in der Lage,
die dynamischen Spannungsphänomene einzufangen. Im Mittel verschlechtert es das ana-
lytische Modell um 280,9 %, auch wenn über das reine Bestimmtheitsmaß R2 = 89,9 %
ersichtlich ist, dass das Modell die Spannung nicht völlig falsch vorhersagt. Das LD-Modell
mit Ordnungszahl m = 4 hat als reines Black-Box -Modell bekanntermaßen Schwierigkei-
ten, die statischen Einŕüsse auf das Spannungsniveau einzufangen [137] und ist damit
völlig ungeeignet, um die Batteriespannung wiederzugeben. Anhand der Betrachtung der

74



4.2 Vergleich hybrider Modellstrukturen

reinen Black-Box -Modelle wird deutlich, dass das analytische Modell wertvolle Informa-
tionen enthält, die für das datenbasierte Modell genutzt werden sollten.
Selbst die Variante der Seriell-Hybridstruktur mit einem am Ausgang angefügten Da-
tenmodell ist über alle Modellarten hinweg in der Lage, das analytische Modell zu verbes-
sern. Das LD-Modell gibt in der seriellen Struktur den bestehenden Autokorrelationsfehler
(vgl. Abbildung 4.2) am besten wieder. Durch seine einfache Struktur mit m = 2 kann
es den dynamischen Anteil des Ausgangsfehlers scheinbar gut einfangen. In der Seriell-
Hybridstruktur ist das datenbasierte Modell jedoch generell nicht in der Lage, bisher
unmodellierte Einŕüsse der Eingänge zu beschreiben. Somit konzentriert sich der Ver-
gleich auf die Parallel- und Seriell-Parallel-Hybridstruktur ś wie sie in Kapitel 4.2.1 und
4.2.2 präsentiert werden.

Beide Strukturen aus Abbildung 4.3 verbessern das analytische Modell deutlich. Selbst
die Erweiterung mit dem NLS-Modell reduziert den quadratischen Simulationsfehler in
beiden Fällen um mehr als 20 %. Die Seriell-Parallel-Hybridstruktur liefert durch ih-
re Ergebnisse nebenbei auch den eindeutigen Nachweis über den Informationsmehrwert
des analytischen Modellausgangs u4 = ŷAM, der beim Black-Box -Modell nicht Teil der
Eingangsgrößen ist.
Diese Erkenntnis überträgt sich auch auf das linear dynamische Modell. Das OE-Modell
zeigt in der Seriell-Parallel-Hybridstruktur sein größtes Potenzial und belegt, dass letzt-
lich wenig Unterschiede zwischen den beiden Hybridstrukturen existieren.
Unabhängig von der konkreten Hybridsstruktur kann, basierend auf denselben Informa-
tionen ś nämlich über das elektrische Batterieverhalten u1, u2, u3 und y sowie zusätzlich
über das bestehende analytische Modell eAM oder yAM ś, schlichtweg eine höhere Simula-
tionsgüte erzielt werden.
Gleichwohl ergibt sich jedoch ein entscheidender Unterschied hinsichtlich der NLD-Modelle.
Das GRU schafft es in der Parallel-Hybridstruktur das analytische Modell um 42,2 %
zu verbessern und einen Großteil der Phänomene im Fehler des analytischen Modells über
alle Testdaten hinweg zu simulieren. Es ist damit um sieben Prozentpunkte besser als das
NLD-Modell in der Seriell-Parallel-Hybridstruktur. Die Vorhersage im parallelen Hybrid-
modell ist zudem wesentlich zuverlässiger, was an der geringeren Standardabweichung des
quadratischen Fehlers σ (R2

Hybrid) und dem auf 57,3 % reduzierten Absolutfehler NME ab-
lesbar ist. Zusammenfassend liegt die Aussage nahe, dass das datenbasierte Modell mit
einer Fokussierung ausschließlich auf die Vorhersage der verbleibenden Zusammenhänge
im Fehlersignal eAM am erfolgreichsten ist.

Die Vorteile der parallelen Modellstruktur in Bezug auf die Beschreibung der dynami-
schen Zusammenhänge lassen sich ebenfalls mittels der Auto- und Kreuzkorrelationsfunk-
tion nachweisen. Das für die Ergebnisse in Tabelle 4.2 verwendete GRU kommt hinsichtlich
einer zur Abbildung 4.2 gleichwertigen Betrachtung der Korrelationswerte nicht infrage.
Grund dafür ist, dass die Umstellung auf den Fehler der Einschritt-Prädiktion ś basierend
auf vergangenen Messwerten des Ausgangs ś für die interne Zustandsrückführung nicht
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möglich ist. Daher wird die zweite Variante für das NLD-Fehlermodell herangezogen. Als
nichtlineares Pendant zum OE wird ein Modell genutzt, das im selben Maße vergangene
Ein- und Ausgänge als Regressoren φ(k) = u(k), êAM(k),u(k − 1) . . . bis zur Modellord-
nung m verwendet. Das NOE-Modell entsprechend Gleichung (2.14) lässt sich sehr einfach
in eine Prädiktionskonőguration umwandeln, indem gemessene Werte des Ausgangs eAM

im Regressorvektor verwendet werden.
Entsprechend den Grundlagen in Kapitel 2.2 können verschiedenste nichtlineare Funk-
tionen im NOE-Modell zum Einsatz kommen, allerdings wird analog zum NLS auf ein
einfaches, neuronales Netz zurückgegriffen:

êAM(k) = vf tanh(Wfφ(k) + bf ) + cf (4.10)

Hierbei werden die dynamische Ordnung aufgrund des Rechenaufwands auf m = 1 festge-
legt und, basierend auf Erfahrungen (vgl. Kapitel 5), die Vergangenheitswerte der Tempe-
ratur u2 und des Ladezustands u3 im Regressorvektor weggelassen. Die Neuronenanzahl
wird analog zum Vorgehen beim statischen Modell über die erfahrungsbasierte Formel
nn = 5 · dim(φ) = 40 festgelegt (vgl. Kapitel 4.2.1). Das trainierte NOE-Modell schnei-
det in Bezug auf den im Vergleich verwendeten Datensatz 1 mit R2

Hybrid = 32,9 % und
NME = 90 % schlechter ab als das GRU. Wie Nelles [89] beschreibt, ist ein intern dy-
namisches Modell wesentlich robuster hinsichtlich unbekannter Eingänge, die in den um-
fangreichen Testmessungen zwangsläuőg enthalten sind. Ein Grund für die schlechten
Ergebnisse des NOE-Modells ist, dass durch die Verwendung vergangener, falscher Vor-
hersagen die Fehler leicht akkumuliert werden. Um dieses Problem in der Analyse zur
Auto- und Kreuzkorrelation außen vorzulassen, wird analog zum analytischen Modell die
Einschritt-Prädiktion herangezogen.
Abbildung 4.4 visualisiert die erfolgreiche Reduktion der zuvor enthaltenen Korrelation
mit dem verbleibenden Fehlersignal eHM = y − ŷHM, basierend auf der gleichen Testmes-
sung wie in Abbildung 4.2. Zwar ist für einzelne τ der Korrelationswert außerhalb des
Konődenzintervalls von 3σ, jedoch ist eine deutliche Verbesserung im Vergleich mit dem
analytischen Modell sichtbar. Anhand der Prädiktionsfehler des NOE-Modells wird deut-
lich, dass fast alle wesentlichen dynamischen Aspekte eingefangen werden und die Werte
annähernd dem angestrebten mittelwertfreien weißen Rauschen entsprechen. Werden die
Ausgänge nicht mehr nur prädiziert, sondern entsprechend der Anwendung in dieser Ar-
beit simuliert, dann ergibt sich nach wie vor eine statistisch signiőkante Autokorrelation
der verbleibenden Fehler. Dieser Zusammenhang deckt sich auch mit dem Simulations-
ergebnis des GRU aus Tabelle 4.2. Das hybride Modell enthält mit R2

Hybrid = 42,2 %
weiterhin Fehler, die neben dem Rauschen auf nicht berücksichtigte Einŕüsse und Insta-
bilitäten während der Simulation zurückzuführen sind. Ein dominantes Beispiel hierfür
ist die sich während des Batteriebetriebs einstellende Temperaturinhomogenität, die so-
wohl die statische Ruhespannung als auch die Impedanz der Gesamtbatterie beeinŕussen
kann. Die Inhomogenität kann nicht über den eindimensionalen Temperatureingang û2

aus dem thermischen Teilmodell erfasst werden (vgl. Abbildung 3.1). Da die Simulation
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Abbildung 4.4: Kreuz- und Autokorrelationsfunktion der Residuen der Einschritt-
Prädiktion des hybriden Spannungsmodells.

solcher Einŕussgrößen nur schwer im Systemmodell abbildbar ist und die Komplexität
stark steigern würde, kann die erzielte Verbesserung durch das datenbasierte Modell als
Erfolg verbucht werden.
Unabhängig von dem offenen Verbesserungspotenzial des Systemmodells fällt die Ent-
scheidung im Kontext dieser Arbeit daher auf die additive Parallel-Hybridstruktur mit
dem nichtlinear dynamischen Modell. Ergänzend zur hohen Modellgüte hält diese Struktur
des hybriden Modells einen weiteren, fast gleichwertigen Vorteil bereit. Die Beschränkung
auf nur einen kleinen Beitrag der Spannungsantwort stellt das analytische Modell in den
Mittelpunkt der Hybridstruktur und ermöglicht dadurch eine hohe Kontrolle des daten-
basierten Modells. In diesem Sinne generiert ein solches Fehlerkompensationsmodell2 in
Bezug auf die reale Spannungssimulation am Prüfstand zusätzliche Akzeptanz und Ver-
trauen.

2 In den folgenden Kapiteln wird die hier favorisierte additive Form der Parallel-Hybridstruktur auch
als Fehlerkompensationsmodell bezeichnet.
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4.3 Begrenzung des Datenmodells

Hybride Modelle zeichnen sich auch dadurch aus, dass sie ś losgelöst von ihrer genauen
Modellstruktur und im Gegensatz zu den Ansätzen der Datenerweiterung3 ś den Ein-
ŕuss ihrer Teilmodelle situativ während der Simulation gewichten können. Für die sicher-
heitskritische Batteriesimulation am Prüfstand (vgl. Kapitel 2.3) bedeutet das konkret,
den Beitrag des datenbasierten Modells bei einer fehlerhaften Vorhersage reduzieren zu
können. Ausgehend von dieser Grundidee wird eine neuartige Verbindung zwischen dem
datenbasierten und dem analytischen Modell vorgeschlagen, die vollständig auf den Trai-
ningsdaten basiert und unabhängig vom verwendeten Datenmodell bleibt. Das Ziel hierbei
ist eine Begrenzung auf die Interpolation der bekannten Daten.
Neben dieser Fokussierung auf die verwendeten Daten sind auch Ansätze denkbar, die
eine fehlerhafte Vorhersage über Vertrauensbereiche des Modellausgangs erkennen. Bei-
spielsweise könnten hierfür Gauß-Prozessmodelle genutzt werden [179]. Im Sinne eines
generischen Fehlerkompensationsmodells wäre jedoch eine Festlegung auf konkrete Mo-
dellansätze eher nachteilig ś zumal bei ausreichend hoher Qualität der Messdaten und
nichtlinear dynamischen Modellansätzen (vgl. Kapitel 4.2) davon auszugehen ist, dass ei-
ne Dateninterpolation zu verlässlichen Vorhersagen führt.
Im Unterschied zu dem Vergleich der Modellstrukturen im vorausgegangenen Kapitel wird
an dieser Stelle auf den Datensatz 2 (vgl. Tabelle 4.1) zurückgegriffen und dementspre-
chend statt dem GRU ein NOE-Modell mit neuronalem Netz entsprechend der Glei-
chung (4.10) verwendet. Diese zum ersten Anwendungsbeispiel in Kapitel 6.2 passende
Auswahl ist für die folgenden Betrachtungen zur Begrenzung des Datenmodells dienlicher,
da ś mit den erfahrungsgemäß unzuverlässigen NOE-Modellen ś das Potenzial einer situa-
tiven Fehlerkompensation höher ist. Zusätzlich können NOE-Modelle die zurückgeführten
Ein- und Ausgänge und somit die dynamischen Zustände direkt mit in die Begrenzung
einŕießen lassen, wodurch ein ergänzender Sicherheitsaspekt besteht.
Die situative Fehlerkompensation kann über eine Funktion b am Ausgang des datenba-
sierten Teilmodells in Bezug auf Gleichung (4.3) wie folgt beschrieben werden:

GRU: ŷHM(k) = ŷAM(k) + bGRU(ŷDM,u(k)) (4.11)

NOE: ŷHM(k) = ŷAM(k) + bNOE(ŷDM,φ(k)) (4.12)

Ziel dieser Begrenzungsfunktion ist eine Konzentration auf die Interpolation der bekann-
ten, aktuellen Daten für das GRU mit b = bGRU(ŷDM,u(k)) und der bekannten Regressor-
daten für das NOE mit b = bNOE(ŷDM,φ(k)). Dabei őndet in gewissem Sinne eine Ver-
allgemeinerung des in den Ingenieurwissenschaften weithin bekannten Zusammenhangs

3 Als Datenerweiterung (engl.: Data Augmentation) werden Ansätze bezeichnet, die synthetische Daten
für ein maschinelles Lernmodell generieren. Werden für diese ergänzenden Daten analytische Modelle
herangezogen, őndet ähnlich wie bei hybriden Modellen eine Verschmelzung der beiden Paradigmen statt,
die ebenso auf eine höhere Genauigkeit und Extrapolationsfähigkeit abzielt [107].
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statt, dass der Vorhersage von datenbasierten Modellen nur dann zu vertrauen ist, wenn
für neue Datenpunkte bereits Messungen existieren.

4.3.1 Beschreibung der Datenverteilung

Um zwischen Szenarien der Interpolation und Extrapolation unterscheiden zu können,
muss in erster Linie eine Beschreibung der Daten im Eingangsraum erfolgen. Hierfür ist
die Anwendung verschiedener mathematischer Verfahren denkbar, die sich grob in dichte-
basierte Ansätze, geometrische Formen und Methoden zur Anomalieerkennung aus dem
Forschungsfeld des maschinellen Lernens einteilen lassen. Im Kontext der Begrenzung von
datenbasierten Modellen muss das gewählte Verfahren primär in der Lage sein, die Zu-
gehörigkeit eines beliebigen Datenpunktes zu den Trainingsdaten wiederzugeben. Für die
Begrenzung des NOE wird daher im ersten Schritt eine entsprechende Funktion bI(φ) ge-
sucht, die einen geringen Rechenaufwand während der Batteriesimulation aufweist, trotz
großer Datenmenge ermittelt werden kann, Flexibilität hinsichtlich der Dimension des
Regressorvektors φ(k) gewährleistet und den Abstand zu den bekannten Datenpunkten
quantiőziert.
Für solche Gültigkeitsbetrachtungen datenbasierter Modelle wird mit ebendiesen Anfor-
derungen regelmäßig die konvexe Hülle (KH) als geometrische Grenzbeschreibung der Da-
tenpunkte verwendet [110]. Sie zeichnet sich vor allem durch ihre nachvollziehbare Form
und die deterministische Bestimmung aus. Allerdings können mit den heute verfügbaren
Implementierungen der KH [180] nur Datenräume mit bis zu acht Dimensionen erfasst
werden. Auch kann diese Hüllenform die komplexe und lückenhafte Abdeckung der Ein-
gangsdaten (vgl. Abbildung 4.1) nicht optimal einfangen.
Daher wird eine Klassiőkationsmethode für das Fehlerkompensationsmodell vorgeschla-
gen, die eine wesentlich natürlichere Beschreibung der Datenverteilung ermöglicht. Die
auf der Support Vector Machine (vgl. Kapitel 2.2.3 und Anhang A.2) aufbauende One-
Class Support Vector Machine (OCSVM) ist ein modernes Werkzeug der Anomalieerken-
nung [181] und eignet sich ideal, um auch höherdimensionale Datenräume zu erfassen.
Basierend auf geschätzten Parametern ś den Lagrange-Multiplikatoren α, den Support-
Vektoren (SV) φSV und dem Bias b ś wird jeder neue Datenpunkt der Regressoren φ(k)
über folgende Berechnungsvorschrift hinsichtlich seiner Zugehörigkeit zu den ursprüngli-
chen Trainingsdaten bewertet:

bI(k,φ) =
l

∑︂

i=1

(αi K(φ(k),φSV,i)) − b (4.13)

Die meist niedrige Anzahl l an Support-Vektoren stellt einen geringen Rechenaufwand
für die Ermittlung der Zugehörigkeit bI sicher. Grund dafür ist der Kernel-Trick. Für die
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vorgestellte OCSVM wird als Kernel K(φ(k),φSV) eine Radiale-Basisfunktion verwen-
det, um die Klassiőkation indirekt in einem höherdimensionalen Raum auszuführen. Der
resultierende Funktionswert bI(k,φ) markiert mit Werten unter null den Übergang der
Hyperebene hin zu Punkten außerhalb der OCSVM. Er enthält zudem eine Indikation
über den Abstand zu den bekannten Datenpunkten.
Durch die Verwendung der Regressoren mit den vergangenen Ein- und Ausgangswerten
φ(k) = (. . . ,u1(k − 1), . . . , y(k − 1), . . .) anstelle der reinen Eingangsgrößen u(k) ergibt
sich mit Blick auf den Vertrauensbereich ein weiterer Vorteil. Da die dynamischen Mo-
dellzustände über die Ausgangsrückführung im NOE indirekt mit in den Trainingsdaten
enthalten sind, umfasst die Begrenzung somit auch zuvor bekannte dynamische Zustände,
wodurch eben gerade beim NOE eine weitere Maßnahme zur Stabilität des Datenmodells
integriert wird. Für das GRU aus den Gleichungen (4.6a-e) wäre dieser Ansatz in Be-
zug auf die versteckten Zustände h zwar auch denkbar, durch die hohe Zustandsanzahl
aber wesentlich aufwendiger. Da sich das GRU ohnehin robuster gegenüber falschen Vor-
hersagen verhält und erfahrungsgemäß das Risiko der Fehlerakkumulation während der
Simulation gering ist, wird auf eine Begrenzung der Zustände gänzlich verzichtet. Ledig-
lich die aktuellen Eingänge in der Zugehörigkeitsfunktion bI(k,u) werden entsprechend
der Gleichung (4.11) verwendet.

Für die angestrebte Begrenzung des Datenmodells ist neben den Eingängen auch der
bekannte Wertebereich des Ausgangs nützlich. Im Fall der NOE werden zwar bereits
teilweise vergangene Ausgangswerte für die Begrenzung verwendet, jedoch ist insbesonde-
re für das GRU ein zusätzlicher Sicherheitsmechanismus hinsichtlich des Spannungsaus-
gangs sinnvoll. Naheliegend wäre eine Integration des aktuellen Ausgangs ŷDM(k) in die
Begrenzungsfunktion der OCSVM. Aufgrund der dadurch erwartbaren starken Einschrän-
kung des Modells wird davon abgesehen. Stattdessen wird ein einfacher Begrenzungsfaktor
bO(ŷDM(k)) in Bezug auf die Extrema der bekannten Fehlerdaten eAM eingeführt:

bO(ŷDM(k)) =

⎧

⎪

⎪

⎪

⎨

⎪

⎪

⎪

⎩

|
ŷDM(k)

max(eAM)
| für ŷDM(k) > 0

|
ŷDM(k)

min(eAM)
| für ŷDM(k) ≤ 0

(4.14)

Liegt der Wert von bO über eins, dann werden Ausgänge vorhergesagt, die nie in den Trai-
ningsdaten enthalten waren. Gerade mit Blick auf die Simulation am Antriebsprüfstand
kann über diesen Faktor sichergestellt werden, dass der Batteriesimulator nur plausible
Spannungswerte einregelt.
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4.3.2 Praktische Implementierung der Begrenzung

Die Beschreibungen der Trainingsdatenverteilung in Bezug auf die Eingänge bI und Aus-
gänge bO müssen noch zusammengeführt und eine resultierende Funktion entsprechend
Gleichung(4.11) deőniert werden.
Im ersten Schritt wird daher die Information über den Abstand zu den Trainingsdaten,
den die OCSVM ausgibt, in einen Gewichtungsfaktor für den Vertrauensbereich überführt.
Hierfür eignet sich vor allem die Sigmoidfunktion. Ihr s-förmiger Übergang zwischen den
Werten null und eins kann den Vertrauensbereich ohne sprunghaften Wechsel wiedergeben.
Die Umwandlung des Ausgangs der OCSVM bI muss dabei zusätzlich mit den Parametern
γ und β versehen werden, um ein rasches Abfallen des resultierenden Vertrauensfaktors
außerhalb der bekannten Datenverteilung zu garantieren:

Vertrauensfaktor: sig(γbI(k) + β) =
1

1 + e−γbI+β
(4.15)

Für die nachfolgenden Abbildungen und die Ergebnisse zum Datensatz 2 wurde γ =

104max(bI) = 1465 und β = 10−1max(bI) = 0,001465 gewählt. Basierend auf Erfahrungen
ist dieses Einbeziehen der sehr niedrigen Maximalwerte des Klassiőkators hilfreich, um
eine sinnvolle Gewichtung am Übergang zu erhalten.
Abbildung 4.5 zeigt den deőnierten Vertrauensfaktor für zweidimensionale Projektionen
der Batteriemessdaten. Die Projektionen hinsichtlich der Temperatur und des Ladezu-
stands sind in Abbildung 4.5a dargestellt und die Projekte hinsichtlich des Stroms und
des vergangenen Spannungsfehlers sind in Abbildung 4.5b enthalten. In den Abbildungen
sind die Trainingsdaten in der z-Achse um den Vertrauensfaktor aus Gleichung (4.15)
ergänzt.
Jeder neue Datenpunkt in Bezug auf die Projektion der Eingänge u2(k) und u3(k), der
inmitten der Trainingsdaten liegt, entspricht dabei einem Vertrauensfaktor von eins. Je
weiter sich ein neuer Punkt von der bekannten Datenmenge entfernt, desto mehr reduziert
sich der Vertrauensfaktor, bis der Wert null erreicht ist. Die OCSVM deőniert mittels ih-
rer umschließenden Hyperebene den Übergang zwischen dem Vertrauensbereich und dem
Bereich der Extrapolation.
Da für das NOE der Regressorvektor φ(k) in der Begrenzungsfunktion verwendet wird,
őnden auch vergangene Signalwerte wie der dargestellte Spannungsfehler eAM(k− 1) eine
Berücksichtigung im Vertrauensfaktor. In gewissem Sinne werden somit auch die dyna-
mischen Zustände in der Begrenzung erfasst. Dadurch entsteht der Vorteil, dass bereits
vorhergesagte Spannungsfehler êAM(k − 1) während der Simulation mit der bekannten
Datenverteilung abgeglichen werden. Letztlich ist damit in Bezug auf das NOE ebenfalls
eine Begrenzung der Extrapolation der zurückgeführten Werte möglich. Unter Umständen
kann somit auch eine Fehlerakkumulation, wie sie beim NOE auftritt (vgl. Kapitel 5.2.1),
verhindert werden.
Um nun diesen Vertrauensfaktor zusammen mit der Begrenzung des Ausgangs bO in die

81
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(a) Begrenzung von Temperatur und Ladezu-
stand mittels der OCSVM.

(b) Begrenzung von Strom und vergangenen
Spannungswerten mittels der OCSVM.

Abbildung 4.5: Vertrauensfaktor für das Datenmodell basierend auf der OCSVM darge-
stellt über zweidimensionale Projektionen des Eingangsraums.

Gesamtstruktur des Fehlerkompensationsmodells einŕießen zu lassen, wird eine Fallun-
terscheidung für die Begrenzungsfunktion bNOE(ŷDM,φ) vorgenommen. Motivation hinter
der Logik ist es, das Datenmodell nur im notwendigen Fall zu beschränken:

bNOE(ŷDM,φ) =

⎧

⎪

⎪

⎪

⎨

⎪

⎪

⎪

⎩

ŷDM für bI > 0, bO ≤ 1

ŷDM bO für bI > 0, bO > 1

ŷDM sig(γbI + β) für bI ≤ 0, bO ≤ 1

ŷDM sig(γbI + β) bO für bI ≤ 0, bO > 1

(4.16)

Sind die Regressordatenpunkte φ(k) innerhalb der OCSVM und auch der aktuelle Aus-
gang ŷDM(k) geringer als die bekannten Extremwerte, dann wird die Vorhersage des da-
tenbasierten Modells unverändert ausgegeben. In allen anderen Fällen wird von einer
Datenextrapolation ausgegangen, bei der der datenbasierte Modellausgang kontrolliert
auf den Wert null heruntergefahren wird. Wenn das geschieht, wird die Kompensation
gänzlich ausgesetzt und das hybride Modell entspricht dem analytischen Modell.

4.3.3 Ergebnisse der Begrenzung

Die Begrenzung des Datenmodells auf Bereiche der Interpolation zielt darauf ab, die
Robustheit der Fehlerkompensationsstruktur zu erhöhen. Aufgrund der Bedeutung dieser
wichtigen Modelleigenschaft sei hier kurz das Verständnis zu dem Begriff festgehalten:
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Deőnition. Unter der Robustheit eines Modell wird die Fähigkeit verstanden, unab-
hängig von den Eingangsdaten, eine gleichbleibend hohe Güte in der Modellvorhersage zu
gewährleisten.

Zur Bewertung des zuvor vorgestellten Ansatzes, basierend auf der OCSVM, werden fünf
unabhängige Messungen aus dem Datensatz 2 entnommen, die sich im äußeren Bereich
der Datenverteilung beőnden [8]. Im Vergleich zu dem in Kapitel 4.1 intensiv betrachteten
Datensatz 1 handelt es sich beim Datensatz 2 um 115 Stunden aufgezeichnetes Batterie-
verhalten aus einem anderen Elektrofahrzeugtyp. Mithilfe der konvexen Hülle wurden aus
den insgesamt 52 einzelnen Messdateien des Datensatzes 2 fünf Messdateien, basierend
auf ihrem Anteil der Datenpunkte innerhalb der konvexen Hülle (KH), entnommen: 0%,
29,8%, 34,1 %, 50,5% und 67%.
In Tabelle 4.3 werden die gemittelten Ergebnisse hinsichtlich ebendieser fünf Testmessun-
gen in den Randbereichen dargelegt. Die Fehlermetriken beschreiben dabei die Verbesse-
rung des analytischen Modells durch das datenbasierte Modell analog zur Tabelle 4.2 und
entsprechend der Deőnition aus den Gleichungen (4.8) und (4.9).

Tabelle 4.3: Vergleich zur Wirksamkeit der Begrenzungsvarianten im Fehlerkompensati-
onsmodell anhand von fünf Testmessungen im Grenzbereich des Datensat-
zes 2.

R2
Hybrid [%] σ (R2

Hybrid) NME [%]

Analytisches Modell 0 0 100
17,3 70,8 107,4

mit OCSVM 29,2 48,1 65,3
Additive
Hybridstruktur

mit KH 17,5 65,9 96,3

Sie belegen, dass das NOE selbst in Bezug auf diese am Rand liegenden Testmessungen in
der Lage ist, mit seiner nichtlinear dynamischen Modellstruktur den verbleibenden qua-
dratischen Fehler um 17,3 % zu reduzieren. Es zeigt sich jedoch auch, dass ś anhand des
hohen NME und der großen Streuung der Fehlerwerte ś grundsätzlich eine hohe Unsicher-
heit mit dem NOE verbunden ist, die hauptsächlich in den Randbereichen vorherrscht.
Umso stärker zeigt sich an dieser Untersuchung auch der Vorteil hinsichtlich der Begren-
zung aus Gleichung (4.11). Mit der OCSVM kann der quadratische Fehler um weitere
11,9 Prozentpunkte reduziert werden. Dadurch ist eine wesentlich robustere Vorhersage
in Bezug auf die Randbereiche sichergestellt. Die Streuung σ (R2

Hybrid) wird fast halbiert
und auch der Maximalfehler NME deutlich verringert.

In Abbildung 4.6 ist dieser gewünschte Effekt der Begrenzung anhand eines Ausschnitts
der Testmessung mit den 29,8% Datenpunkten innerhalb der KH dargestellt. In der Mitte
dieses Zeitausschnittes zeigt sich ein erfolgreiches Beispiel für die angestrebte, robuste Feh-
lerkompensation des analytischen Modells. Aufgrund der erkannten Extrapolation wird
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Abbildung 4.6: Auswirkung der Begrenzung des datenbasierten Modells in Bezug auf die
Testmessung mit 29,8% der Datenpunkte innerhalb der konvexen Hülle.

auf Basis der OCSVM der Vertrauensfaktor aus Gleichung (4.15) kontinuierlich reduziert.
Dadurch wird der in diesem Abschnitt hohe Fehler des NOE begrenzt und gleichzeitig
immer noch eine Verbesserung des analytischen Modells erzielt.
Zudem werden durch diese Zeitreihendarstellung die Schwächen der konvexen Hülle als
Begrenzungsfunktion offengelegt. Der abrupte Wechsel zwischen dem Fehlerkompensati-
onsmodell und dem analytischen Modell je nach Zugehörigkeit des aktuellen Regressor-
vektors φ(k) resultiert in unstetigen Spannungsverläufen ŷHM.
Diese visuellen Erkenntnisse decken sich mit den Ergebnissen hinsichtlich der Fehlermetri-
ken aus Tabelle 4.3. Eine Begrenzung durch die konvexe Hülle verbessert das Fehlerkom-
pensationsmodell in den Grenzbereichen nicht. Dennoch zeigt sich auch mit der konvexen
Hülle ein positiver Effekt hinsichtlich der Maximalwerte und liefert damit den Nachweis
über den grundlegenden Erfolg einer situativen Begrenzung des Datenmodells im hybri-
den Modell.
Durch die natürlichere Umschließung der Datenpunkte und die Information über den Ab-
stand ist die OCSVM deutlich im Vorteil gegenüber der KH. Für einen weitreichenderen
Vergleich müsste sich die OCSVM mit dichtebasierten Verfahren, wie K-Nearest-Neighbor
Algorithmen oder Methoden der Anomalieerkennung messen lassen [10].
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Unabhängig von der Wahl der Begrenzungsmethode zeigt sich, dass das datenbasierte
Modell die Genauigkeit des hybriden Gesamtmodells deutlich erhöht. Zudem führt die
OCSVM als Grenzbeschreibung zu einem robusteren Simulationsbetrieb des hybriden
Modells und erhöht letztlich das Vertrauen in die Anwendung von neuronalen Netzen im
industriellen Kontext der Batteriesimulation am Prüfstand.

4.4 Zusammenfassung und Fazit

Der Begriff des hybriden Modells wird in dieser Arbeit als eine Kombination aus einem be-
stehenden analytischen Modell und einem rein datenbasierten Modell verstanden. Dieses
Verständnis wird auf die Erweiterung von phänomenologischen Ersatzschaltbildmodellen
mittels Modellen basierend auf großen Datenmengen übertragen. Insgesamt werden da-
zu vier Strukturvarianten von hybriden Modellen vorgestellt und miteinander verglichen.
Dabei werden zudem verschiedene Modellarten je Hybridstruktur für das datenbasierte
Modell berücksichtigt.
In Tabelle 4.4 ist eine Übersicht der Ergebnisse dieses Vergleichs dargestellt. Auf Ba-
sis der verwendeten Fahrzeugmessungen können mittels der Parallel-Hybridstruktur die
bestehenden Abweichungen des analytischen Batteriemodells am stärksten um bis zu
42,2% reduziert werden. Als datenbasiertes Modell dient hierfür das Gated-Recurrent-
Unit (GRU), ein nichtlinear dynamisches Modell aus dem maschinellen Lernen (vgl. Ka-
pitel 2.2.2). Gegenüber den anderen Strukturen zeichnet sich die rein parallele Struktur
auch dadurch aus, dass das datenbasierte Modell aufgrund der geringen Anzahl an Mo-
delleingängen weniger komplex ist.

Der wichtigste Vorteil der gewählten additiven Parallel-Hybridstruktur ist allerdings, dass
das datenbasierte Modell nur einen relativ kleinen Anteil des gesamten Ausgangs aus-
macht. Diese Ausrichtung auf den aktuellen Fehler begründet auch den in den kommenden
Kapiteln verwendeten Begriff des Fehlerkompensationsmodells. Im Gegensatz zur Seriell-
Parallel-Hybridstruktur ist durch den geringeren Einŕuss des datenbasierten Modells auch
ein zusätzlicher Sicherheitsaspekt hinsichtlich der Batteriesimulation am Prüfstand ent-
halten.
Die Kompensation durch das datenbasierte Fehlermodell wird abhängig vom Vertrauen
in seine Ausgabe dabei sogar noch reduziert. Zur Berechnung des dafür notwendigen Ver-
trauensfaktors wird in dieser Arbeit die One-Class Support Vector Machine verwendet.
Die Klassiőkationsmethode erkennt dafür basierend auf der Datenverteilung der bekann-
ten Trainingsdaten, wie stark das datenbasierte Modell extrapoliert. Wird es während
der Simulation mit Eingängen konfrontiert, die es bisher nicht kennt, dann wird der Ver-
trauensfaktor reduziert. Dadurch wird die Fehlerkompensation durch das datenbasierten
Modells ausgesetzt oder zumindest heruntergefahren. Dies resultiert in einer grundlegend
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höheren Genauigkeit des hybriden Modells. Es konnte nachgewiesen werden, dass, insbe-
sondere in Bezug auf ein Nonlinear-Output-Error (NOE), der Fehler des hybriden Modells
um weitere zwölf Prozentpunkte verringert wird.

Letztlich wird durch das hybride Modell mit seiner Begrenzungsfunktion eine realitätsnä-
here Batteriesimulation ermöglicht. Gleichzeitig wird auch die Akzeptanz, das Vertrauen
und die Sicherheit hinsichtlich Modellen aus dem maschinellen Lernen im industriellen
Kontext gesteigert.
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4.4 Zusammenfassung und Fazit

Tabelle 4.4: Ergebnisübersicht zu den Hybridstrukturen und Bewertung hinsichtlich einer
Anwendung für die Batteriesimulation. Die Reihenfolge entspricht dabei einer
Priorisierung der Strukturen, beginnend mit der ersten Zeile.

Hybridstruktur Bestes Modell Modellgüte Bewertung

P
a
r
a
ll
e
l Analytisches

Modell

Datenbasiertes
Modell

• Nichtlinear
dynamisches
Modell

• Umgesetzt als
Gated-Recurrent-
Unit

• Starke Reduktion
des bestehenden
Modellfehlers:
R2

Hybrid = 42,2 %

• Geringe Unsicherheit
der Modellausgabe

• Beste Hybridstruktur

• Datenbasiertes Modell
beschränkt auf relativ
kleinen Beitrag
des analytischen
Modellfehlers

• Begrenzung des
datenbasierten Modells
leicht integrierbar

P
a
r
a
ll
e
l-
S
e
r
ie

ll

Datenbasiell

Datenbasiertes
ModellDatenbasiertes
Modell

Analytisches
Modell

• Vergleichbare
Modellgüte
zur Parallel-
Hybridstruktur

• Höhere Modellkomplexität
und Ermittlungsaufwand
gegenüber der Parallel-
Hybridstruktur

S
e
r
ie

ll
-P

a
r
a
ll
e
l

Datenbasiertes
ModellDatenbasiertes
Modell

Analytisches
Modell

• Starke Reduktion
des bestehenden
Modellfehlers:
R2

Hybrid = 36,5 %

• Hohe Unsicherheit
der Modellausgabe

• Ähnlich hohe Modellgüte
wie die Parallel-
Hybridstruktur

• Höhere Modellkomplexität
und Ermittlungsaufwand
als bei der Parallel-
Hybridstruktur

• Erhöhtes Fehlerrisiko,
da die Ausgabe
vom Datenmodell
generiert wird

S
e
r
ie

ll

Datenbasiertes
ModellDatenbasiertes
Modell

Analytisches
Modell

• Linear
dynamisches
Modell

• Umgesetzt als
Output-Error

• Geringe Reduktion
des bestehenden
Modellfehlers:
R2

Hybrid = 13,4 %

• Geringe Unsicherheit
der Modellausgabe

• Keine Kompensation
der Fehler
zwischen den Ein-
und Ausgängen
möglich
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5 Ermittlung des

Fehlerkompensationsmodells

Durch die Erweiterung der analytischen Batteriemodelle ś mit den bereits dargelegten Va-
rianten der rekurrenten neuronalen Netze ś rückt zwangsläuőg auch die Ermittlung des
Datenmodells in den Mittelpunkt. Die dabei notwendige Bestimmung der meist hohen
Anzahl an Parametern ist der zentrale Aspekt in der Bestrebung, die Simulation an die
Realität anzunähern. Unabhängig von der konkreten datenbasierten Modellart geschieht
dieses in Computerwissenschaften als Lernverfahren bezeichnete Vorgehen in der Regel
über eine numerische Optimierung. Der Unterschied zu eher klassischen und domänenspe-
ziőschen Ansätzen der Modellierung technischer Systeme ś wozu beispielsweise auch das
Ersatzschaltbildmodell mit den zwei RC-Gliedern zählt (vgl. Abbildung 2.3) ś besteht vor
allem in der Bedeutung der Ermittlungsmethode. Die Trainingsalgorithmen sowie auch
die vorausgehende Datenvorverarbeitung spielen gegenüber der Wahl der Modellstruktur
eine übergeordnete Rolle [155]. Dies gilt auch für das datenbasierte Modell im Fehlerkom-
pensationsmodell und wird in dieser Arbeit noch dadurch verstärkt, dass die verwendeten
Batteriedaten nicht durch einen Versuchsplan entstehen, sondern während dem zufälligen
Betrieb aufgezeichnet werden.
Auch Ljung [78] betont die Wichtigkeit der Verarbeitung von großen Datenmengen für
die Modellierung technischer Systeme. Gleichwohl beruhen die meisten Veröffentlichun-
gen in der Systemidentiőkation ś einem in den Ingenieurwissenschaften beheimateten
Forschungsgebiet (vgl. Kapitel 2.2) ś jedoch immer noch auf der Durchführung geplanter
Experimente, um gezielt Messdaten für die Modellierung zu gewinnen. Der hohe Re-
chenaufwand und die inhomogene Verteilung verhindern offenkundig nach wie vor die
weitreichende Nutzung von großen Datenmengen für die Modellbildung technischer Sys-
teme. Dementsprechend birgt das Extrahieren relevanter Informationen und die effiziente
Datenvorverarbeitung ein enormes Potenzial.

Startpunkt für die Ermittlung ist die ausgewählte Hybridstruktur der additiven Fehler-
kompensation aus dem vorangegangenen Kapitel. Neben der hohen Modellgüte zeichnet
sich diese parallele Struktur mit Blick auf die sicherheitskritische Batteriesimulation am
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Abbildung 5.1: Fehlerkompensationsstruktur mit einer additiven Verbindung des analy-
tischen und datenbasierten Modells und mit einer situativen Begrenzung
des Datenmodells basierend auf den aktuellen Eingängen.

Prüfstand vorwiegend durch den kleinen, beherrschbaren Beitrag des Datenmodells zum
hybriden Modellausgang ŷHM aus. Abbildung 5.1 stellt das Modell, ausgehend von Abbil-
dung 4.3, im Detail dar und ergänzt das Blockschaltbild um die Begrenzung b(ŷDM,u) des
Fehlermodells. Der durch Messungen generierte Ausgangsfehler des analytischen Modells
eAM wird dabei in Abhängigkeit von Strom u1, Temperatur u2 und Ladezustand u3 durch
ein nichtlinear dynamisches Fehlermodell ŷDM ≡ êAM vorhergesagt. Die Kompensation
őndet jedoch nur statt, wenn über die Begrenzungsfunktion nach Gleichung (4.16) eine
Zugehörigkeit zu den bekannten Bereichen der Trainingsdaten festgestellt wird. Für das
Fehlermodell kommen zwei Varianten von neuronalen Netzen zum Einsatz, die beide in der
Lage sind, über ihre internen beziehungsweise externen Rückführungen die dynamischen
Zusammenhänge des Fehlerverlaufs wiederzugeben. Die Beschreibung der Trainingsdaten-
verteilung zur Begrenzung der Kompensation erfolgt dabei basierend auf der One-Class
Support Vector Machine (OCSVM), indem diese Klassiőkationsmethode den Abstand der
aktuellen Eingänge zu den bereits bekannten Daten abschätzt und dadurch die Kompen-
sation stufenlos reduziert (vgl. Kapitel 4.3).
Weiterhin werden in dieser ganzheitlichen Darstellung des Fehlerkompensationsmodells
die Transformation und Rücktransformation der Ein- und Ausgangssignale des Datenmo-
dells hinzugefügt, die für den korrekten Simulationsbetrieb des Modells zwingend notwen-
dig sind. Wird das datenbasierte Fehlermodell wie auch schon in Kapitel 4.2 mit einer
anderen Simulationsrate als das analytische Modell betrieben, dann muss jeweils eine
Angleichung der Signale an den Schnittstellen zwischen den Teilmodellen erfolgen. Der
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Begriff der Transformation ist dabei bewusst gewählt, da es neben der reinen Angleichung
zusätzlicher Schritte bedarf. Im Fall des Downsampling wird in der Transformation ein
digitales Tiefpassőlter zum Anti-Aliasing integriert, das zudem ś wie im folgenden Unter-
kapitel dargelegt ś eine Fokussierung auf die relevanten Frequenzbereiche mit sich bringt.

Ausgehend von der Fehlerkompensationsstruktur müssen geeignete Verfahren und Algo-
rithmen für dessen Ermittlung ausgewählt, angepasst und teilweise auch weiterentwickelt
werden. Somit liegt der Schwerpunkt im Gegensatz zum vorausgegangenen Kapitel nicht
mehr auf dem Vergleich verschiedener Modellansätze, sondern vor allem auf einer Be-
schreibung der zu durchlaufenden Schritte bis zur Kombination der Teilmodelle für die
Simulation am Prüfstand (vgl. Kapitel 2.3).
Datenbasierte Modelle verlangen dabei zwangsläuőg nach Methoden, um in Bezug auf
unterschiedliche Datensätze eine reproduzierbar hohe Modellgüte zu gewährleisten. Über-
tragen auf die industrielle Anwendung der Batteriesimulation am Prüfstand entspricht
diese Forderung einer Übertragbarkeit der Ermittlungsmethode auf unterschiedliche Bat-
terietypen. Im Folgenden werden drei generische Vorgehensweisen aus unterschiedlichen
Forschungsdisziplinen detaillierter beschrieben, die als Orientierungshilfe für die Ermitt-
lungsmethode des hybriden Batteriemodells dienen.
Zuerst ist die Systemidentiőkation zu nennen, die sich als iterative Vorgehensweise von
der Anregung des Systems über die Auswahl der relevanten Modelleingänge bis hin zur
Validierung der resultierenden Modelle versteht. Ljung [150, S. 15] beschreibt dazu ein
universelles Vorgehen, das ohne weiteres Zutun für eine gewünschte Anwendung zu geeig-
neten Modellen führt. Hierbei ist vor allem auch die gezielte, auf das ausgewählte Modell
abgestimmte Erzeugung der Messdaten Bestandteil des Vorgehens. Dadurch ergeben sich
entscheidende Vorteile gegenüber einer zufälligen Datenmenge, die unter anderem die Er-
mittlungsgeschwindigkeit und die resultierende Modellgültigkeit betreffen. Das Vorgehen
der Systemidentiőkation zeichnet sich weiterhin dadurch aus, dass explizit Vorwissen zum
System beispielsweise in der Versuchsplanung angewendet wird. Dieser Gedanke deckt
sich mit der Motivation dieser Arbeit, da durch die Integration des analytischen Modells,
die Auswahl der relevanten Eingangsgrößen und die Festlegung der dynamischen Ord-
nungszahl bereits umfängliches, domänenspeziősches Wissen zu dem Impedanzverhalten
von Lithium-Ionen-Batterien zum Einsatz kommt.
Der zweite wichtige Einŕuss für die Ermittlungsmethode des Fehlerkompensationsmo-
dells lässt sich den Computerwissenschaften und noch konkreter dem maschinellen Ler-
nen zuordnen. In der entsprechenden Fachliteratur, wie Goodfellow [141, S. 410-430], wird
ebenfalls ein stark iterativer Prozess beschrieben, der allerdings darüber hinaus vor al-
lem auf eine möglichst hohe Automatisierung ausgerichtet ist. Ähnlich den Methoden in
der Softwareentwicklung werden dabei schon zu Beginn prototypische Implementierungen
vorgenommen, die für einen nahtlosen, vollständigen Durchlauf (engl.: Pipeline) der Da-
ten bis zum validierten Modell sorgen. Ausgehend von zuvor deőnierten Zielen kann der
automatisierte Durchlauf dann sukzessive evaluiert und mit einem Fokus auf den Hyper-
parametern angepasst werden. Aufgrund der zentralen Bedeutung dieser übergeordneten
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Parameter soll die nachstehende Deőnition ein einheitliches Verständnis des Begriffs für
die folgenden Ausführungen schaffen:

Deőnition. Hyperparameter sind die Parameter in der Modellierung, die nicht durch
den eigentlichen Optimierungsalgorithmus ermittelt werden, sondern die restlichen Er-
mittlungsschritte steuern sowie die Modellstruktur bestimmen. Sind nur die Parameter ge-
meint, die die Struktur des Modells verändern, dann wird im Folgenden auch die Bezeich-
nung Modellhyperparameter verwendet. Hyperparameter nehmen Einŕuss auf sämtli-
che Algorithmen von der Datenvorverarbeitung bis zum Modelltest und können entweder
basierend auf gewonnenen Erkenntnissen manuell vorab festgelegt oder über zusätzliche
Optimierungsverfahren in Form eines Hyperparameter-Tuning ermittelt werden.

Durch diese Deőnition werden auch die beiden wichtigsten Unterschiede zur traditionellen
Systemidentiőkation deutlich. Zum einen liegt den meisten Vorgehensweisen des maschi-
nellen Lernens ein hoher Automatisierungsgrad zugrunde, der auch darauf ausgelegt ist,
Hyperparameter, wie die Downsampling-Rate, während der Modellierung in den Vorder-
grund zu stellen. Zum anderen werden dabei typischerweise keine Versuchspläne für die
gezielte Datengewinnung aufgestellt, sondern ś wie auch in dieser Dissertation ś Messun-
gen herangezogen, die ohnehin in großer Menge anfallen und gespeichert werden.
Zuletzt sei eine Vorgehensweise beschrieben, die den für diese Arbeit wichtigen indus-
triellen Aspekt repräsentiert. CRISP-ML [182] ist eine etablierte Vorgehensweise für den
effizienten Einsatz maschinellen Lernens in großŕächigen und wiederkehrenden Anwen-
dungen. Daher werden im Gegensatz zu den eher akademischen Ansätzen vor allem auch
die Qualität, die Vorbereitung der Daten sowie der Anwendungseinsatz des Modells (engl.
Deployment) mit in den Fokus gerückt. Letzteres ist auch in Bezug auf die Batteriesimula-
tion mit dem Echtzeitrechner ein Schlüsselelement für den Erfolg der Ermittlungsmethode.

Mit diesen drei nun beschriebenen Vorgehensweisen lässt sich das auf das Fehlerkompen-
sationsmodell zugeschnittene Vorgehen besser einordnen. Die entwickelte Ermittlungs-
methode kombiniert die Ansätze mit dem Ziel einer möglichst hohen Flexibilität und
Wiederverwendbarkeit im Kontext der Batteriesimulation. Eine Übersicht aller Schrit-
te der erarbeiteten Ermittlungsmethode ist in Anhang A.6 dargelegt. Dabei werden vor
allem Erfahrungswerte beschrieben, die zu dem őnalen Stand des automatisierbaren Vor-
gehens geführt haben. In den folgenden Unterkapiteln werden schwerpunktmäßig nur die
neuartigen Erkenntnisse dieser Vorgehensweise vorgestellt. Neben der wissenschaftlichen
Bewertung der erarbeiteten Methoden őndet dabei auch oft eine Betrachtung der Rechen-
zeit statt.
Die Geschwindigkeit, mit der die Optimierungsalgorithmen ablaufen oder auch Rechen-
schritte in der Simulation abgeschlossen werden, hängt stark vom verwendeten Rechner
ab. In dieser Arbeit kommen dabei die zwei Rechner aus Tabelle 5.1 zum Einsatz, die aus-
schließlich mithilfe ihrer CPU die Algorithmen ausführen. In zukünftigen Untersuchungen
gilt es, die angewendeten Verfahren auch auf cloudbasierte Ressourcen zu übertragen und
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dadurch weitere Potenziale vor allem hinsichtlich der Ermittlung des Fehlerkompensati-
onsmodells auszuschöpfen.

Tabelle 5.1: In dieser Arbeit eingesetzte Rechner und Software-Werkzeuge zur Ermittlung
und Simulation des hybriden Batteriemodells.

Trainingscomputer Echtzeitrechner

Prozessor Intel Core i7-8850H Intel Celeron G4900

Arbeitsspeicher 32GB 1GB

Verwendung Ermittlung
des Batteriemodells

Batteriesimulation

Programmiersprache
und Werkzeuge

MATLAB und Simulink,
Python, Tensorŕow

Dynamic Link Library,
C/C++, Lua

5.1 Vorverarbeitung der Batteriemessdaten

Obwohl es eine Vielzahl an veröffentlichten Untersuchungen zur Modellierung des elektri-
schen Batterieverhaltens mit datenbasierten Ansätzen gibt [70, 75, 183], őnden sich in der
Literatur keine Methoden zur Verwendung von großen Datenmengen aus dem normalen
Fahrbetrieb. Dementsprechend können die bestehenden Methoden aus der Literatur, die
sich vor allem auf die einzelne Zelle fokussieren und gezielt Daten für die Modellierung
erzeugen, die Zielsetzung dieser Dissertation nicht erfüllen.
Auch außerhalb der elektrischen Batteriemodellierung fehlt es an praktikablen Methoden
zur Verarbeitung großer Datenmengen in der dynamischen Modellierung. Aktuelle Model-
lierungsverfahren zu technischen Systemen setzen nach wie vor oft auf den Entwurf von
Anregungssignalen wie APRBS [79] oder Chirps [80], um eine ganzheitliche und effiziente
Modellierung des Systems zu ermöglichen.
Daher werden in dieser Arbeit neue Ansätze für die Vorverarbeitung der großen Daten-
mengen (vgl. Tabelle 4.1) vorgestellt. Dies betrifft primär die Auswahl und Umwandlung
der Daten zur Ermittlung des Fehlerkompensationsmodells.
Zu Beginn der Datenvorverarbeitung werden ś passend zur Entscheidung hinsichtlich der
Fahrzeugdaten als Datenquelle ś nur jene Messungen weiterverwendet, die bestimmte
Minimalanforderungen der Länge und der Anregung erfüllen (vgl. Anhang A.6). Nach
der anschließenden Fehler- und Ausreißerentfernung werden alle Signale geőltert und neu
abgetastet. Der gewählte Begriff der Transformation fasst diese beiden Schritte der Da-
tenvorverarbeitung zusammen. Die Algorithmen der Transformation müssen zusätzlich
auch während der Batteriesimulation in der Kopplung zwischen dem analytischen und
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datenbasiertem Modell angewendet werden (vgl. Abbildung 5.1). Aufgrund dieser zentra-
len Bedeutung wird die notwendige Signalverarbeitung im ersten Unterkapitel detaillier-
ter beschrieben. Danach wird das für die Parallel-Hybridstruktur wichtige Fehlersignal
eAM = y− ŷAM erzeugt. Erst im Anschluss kann das neu entwickelte Vorgehen zur Reduk-
tion von großen Datenmengen für die dynamische Modellierung zum Einsatz kommen.
Dieses wird im zweiten Unterkapitel vorgestellt.

5.1.1 Transformation der Batteriesignale

Die aufgezeichneten Fahrzeugsignale der Temperatur u2 und des Ladezustands u3 sind im
Wertebereich noch gröber aufgelöst als die elektrischen Signale (vgl. Kapitel 4.1). Gera-
de in Bezug auf die Temperatur ś die sich als Mittelwert der in der Batterie verbauten
Temperatursensoren ergibt ś kommt es aufgrund der diskreten Schrittweite von 1◦C oft
zu sprunghaften Verläufen. Somit ist es für das datenbasierte Modell schwierig, die ei-
gentlichen Zusammenhänge zwischen der Temperatur und dem Fehler u2 ↦→ eAM aus den
grob aufgelösten Werten einzufangen. Gleiches gilt, wenn auch in reduzierte Form, für den
Ladezustand u3.
Um das Risiko zu minimieren, aufgrund der Quantisierungssprünge schlagartige Span-
nungswechsel zu simulieren [177], wird ein gleitender Mittelwertőlter mit einer gaußschen
Gewichtung auf die beiden Signale angewandt. Ziel des Filters ist eine Glättung, die im
Frequenzbereich auch als Tiefpassőlterung interpretiert werden kann. Dazu lassen sich
reale Digitalőlter einsetzen, die sich auch in die Transformation während der Batteriesi-
mulation (vgl. Abbildung 5.1) integrieren lassen. Da die Werte für u2 und u3 wesentlich
feiner aufgelöst simuliert werden können, wird in der Regel auf eine reale Implementie-
rung des Mittelwertőlters für den Simulationsbetrieb verzichtet. Somit kann das Filter
auch auf einem gleitenden Fenster beruhen, das für die Berechnung des aktuellen Werts
gleichermaßen vergangene wie auch zukünftige Werte verwendet, wodurch im Gegensatz
zu einem kausalen Filter die Phasenverschiebung konstant null ist [184]. Für die Tempera-
tur u2 wird erfahrungsbasiert eine Fensterbreite von w = 140 beziehungsweise w = 140 s
festgelegt, um die langsamen Temperaturänderungen möglichst realistisch wiederzugeben.
Die Fensterbreite der Glättung des Ladezustandssignales u2 wird dagegen nur mit w = 20
beziehungsweise w = 2 s festgelegt und trägt auch der Tatsache Rechnung, dass das Signal
mit einer Schrittweite von 0,1 % bereits akzeptabel aufgelöst ist.
Abbildung 5.2 stellt die Glättung an drei beispielhaften Messdateien aus dem Datensatz 2
dar. Neben den Messwerten und ihrer Glättung sind zusätzlich simulierte Werte, wie sie
während der Batteriesimulation mit dem Systemmodell vorliegen (vgl. Abbildung 3.1),
abgebildet. Vor allem in Bezug auf die Temperaturverläufe ϑ in Abbildung 5.2a kann fest-
gehalten werden, dass das Mittelwertőlter aus den Messdaten einen plausibleren Verlauf
erzeugt. Gleichzeitig wird deutlich, dass diese Datenvorverarbeitung nur bedingt Vorteile
schafft, da die Temperatursimulation ϑ̂ mit dem thermischen Teilmodell (vgl. Kapitel 3.1)
große Abweichungen aufweist. Anhand der Abbildung 5.2c ist erkennbar, wie stark da-
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durch der Eingangsraum hinsichtlich der Arbeitspunkte verfälscht wird.
Ein Wechsel von den geglätteten Signalen hin zu den simulierten Signalen für die Er-
mittlung des Fehlerkompensationsmodells ist zwar eine legitime Option, würde jedoch
zu einem fehlerhaften und für andere Anwendungen unbrauchbaren Teilmodell des elek-
trischen Batterieverhaltens führen. Zudem hängt die Verwendung der simulierten Werte
stark von der Initialisierung ab. Im Fall der dargestellten Ladezustandsmessungen in Ab-
bildung 5.2b zeigt sich anschaulich, welche negativen Folgen ein schlechte Initialisierung
auf die Berechnung des Ladezustands im Systemmodell haben kann.
Letztlich ist die Verwendung der mittels des Gauß-Filters geglätteten Signale die sinnvolls-
te Option für den Umgang mit den grob aufgelösten Temperatur- und Ladezustandswer-
ten. Die identiőzierte Schwachstelle einer fehlerbehafteten thermischen Simulation soll-
te in zukünftigen Arbeiten in den Fokus gerückt werden. Ein möglicher Lösungsansatz
wäre dabei, die Temperaturvorhersage mit in die additive Fehlerkompensationsstruktur
yHM = yAM + yDM(u1,u2,ϑU, pV, . . .) aufzunehmen.

Nach der Glättung mit dem Mittelwertőlter erfahren alle Signale eine Tiefpassőlterung
und ein Downsampling. Ziel hierbei ist es, die Daten zu reduzieren und eine Fokussierung
auf die relevanten Frequenzbereiche des Übertragungsverhaltens vorzunehmen. Wichtig
für das weitere Vorgehen ist insbesondere die Wahl der Abtastrate nach dem Down-
sampling, da der Wert die Eigenschaften des Tiefpassőlters entsprechend dem Shannon-
Nyquist-Theorem beeinŕusst. Dabei ist eine zeitliche Auŕösung von 0,1 s ausreichend, um
die wesentlichen Fehler des analytischen Batteriemodells zu kompensieren. Das liegt pri-
mär daran, dass das Modell ohnehin nur mit niedrigen Frequenzen angeregt wird.

Die Analyse der Leistungsspektra aus Kapitel 3.2 weist nach, dass Frequenzen oberhalb
der identiőzierten 1,94Hz praktisch irrelevant sind. Mit dieser Abtastrate von fDM = 10Hz
kann nun auch das digitale Tiefpassőlter entworfen werden. Entsprechend dem Nyquist-
Shannon-Theorem muss die Abtastfrequenz doppelt so groß sein wie die größte auftreten-
de Frequenz in dem ursprünglichen Signal. Diese Regel für die Grenzfrequenz fg < fDM

2

wird dabei allerdings in der Praxis meist mit kleineren Bruchteilen der originalen Ab-
tastfrequenz, wie 1

3
oder 1

4
, versehen. Daher wird ein Infinite Impulse Response (IIR)

Tiefpassőlter verwendet, das bei der Grenzfrequenz fg = 5Hz bereits eine ausreichend
hohe Dämpfung von -40 dB sicherstellt. Das IIR-Filter wird in Form eines Butterworth-
Filters implementiert, um das Übertragungsverhalten unterhalb der Knickfrequenz nur
geringfügig zu beeinŕussen.
Da es sich bei der Filterung um einen wesentlichen Teil der Signaltransformation wäh-
rend des Simulationsbetriebs des Fehlerkompensationsmodells (vgl. Abbildung 5.1) han-
delt, muss ein reales Digitalőlter eingesetzt werden, das zwangsläuőg auch eine Phasen-
verschiebung mit sich bringt. Das verwendete IIR-Filter besitzt eine frequenzabhängige
Phasenverschiebung, die mit maximal 5◦ unterhalb der Anregungsgrenze von 1,94Hz je-
doch tolerierbar ist.
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Abbildung 5.2: Beispielmessungen aus dem Datensatz 2 zur Darstellung der Glättung
mittels des Gauß-Filters auf die Signale der Batterietemperatur u2 und
des Batterieladezustands u3. Ergänzend sind die mit dem Systemmodell
simulierten Verläufe der beiden Signale abgebildet.

Für das abschließende, nach der Filterung stattőndende Downsampling wird in Bezug
auf die mit 50Hz abgetasteten Signale jeder fünfte diskrete Wert k2 = 5 · k1 mit k2 < NM

5

entnommen.

5.1.2 Raumfüllende Untermenge der Messdaten

Ähnlich der Aufgabe der statistischen Versuchsplanung (engl.: Design of Experiment ś
DoE) in klassischen Modellierungsmethoden kann in der Ermittlung von Modellen, die
auf zufälligen Messdaten beruhen, die gezielte Vorselektion vielschichtige Vorteile mit sich
bringen. Sind ś wie in dieser Arbeit ś große Datenmengen verfügbar (vgl. Tabelle 4.1),
dann ist die Reduktion auf die wesentlichen Informationen, insbesondere hinsichtlich des
Rechenaufwands und zum Teil auch hinsichtlich der Modellgenauigkeit sinnvoll. Letzteres
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steht im Widerspruch zu der weitläuőgen Annahme, dass mehr Daten auch zu besseren
Modellen führen. Allerdings wird bei dieser These meist die Verteilung der Daten ver-
nachlässigt, die ś wie am Beispiel der Fahrzeugdaten aus Abbildung 4.1 zu erkennen ist
ś einer inhomogenen Anregung des Systems entsprechen kann. Dadurch werden Bereiche
des Eingangsraums während des Trainings unterschiedlich stark gewichtet. Dieser Zusam-
menhang verstärkt sich noch in Bezug auf dynamische Modelle, deren Eingangsgrößen
zusätzlich verzögerte Signalwerte enthalten. Handelt es sich in diesem Fall um Messdaten
eines konventionellen Betriebs des Systems, besteht das Risiko, dass eine hohe Informati-
onsdichte in der Nähe des dynamischen Gleichgewichts vorliegt. In Bezug auf die Daten
zum nichtlinearen Batterieverhalten treffen die zuvor genannten Probleme zu und es ist
davon auszugehen, dass in den Randbereichen der Eingangsgrößen eines datenbasierten
Batteriemodells die Spannung fehlerhaft vorhergesagt wird.

Dementsprechend werden Methoden aus der Versuchsplanung auf die Datenselektion für
das Fehlerkompensationsmodell übertragen. Die datenbasierte Modellierung von nicht-
linearen Systemen beginnt typischerweise mit dem Entwurf einer möglichst homogenen
Anregung [89]. Ein solch raumfüllender Versuchsplan zielt darauf ab, mit möglichst we-
nig Datenpunkten den Eingangsraum des gewünschten Modells in allen Dimensionen d

vollständig abzudecken. Dies betrifft nicht nur die Eingänge u, sondern im Fall dyna-
mischer Modelle auch die verzögerten Signalwerte im Regressorvektor φ. Möglichst ho-
mogene Versuchspläne sind dabei ś im Gegensatz zu etwa d-optimalen Versuchsplänen
ś nicht auf ein bestimmtes Modell zugeschnitten, sondern eignen sich als Basis für viele
nichtlineare Modellvarianten wie neuronale Netze, radiale-Basis-Funktionen oder Gauß-
Prozessmodelle [179]. Sie sind daher auch ein aussichtsreicher Ausgangspunkt für die
neuronalen Netze im Fehlerkompensationsmodell.
In der Modellierung statischer Systeme haben sich verschiedene Methoden etabliert, um
einen raumfüllenden Versuchsplan zu entwerfen. Zum Einsatz kommen primär die Sobol-
Sequenz und das Latin Hypercube Sampling (LHS), wobei beide Methoden darauf abzie-
len, die Punkte in einem mehrdimensionalen Raum mit homogener Verteilung zu erzeu-
gen. Das LHS hat den zusätzlichen Vorteil, auch bezüglich Projektionen auf Unterräume
des Versuchsraums weiterhin eine homogene Datenverteilung aufzuweisen, was es beson-
ders geeignet für Auswahlverfahren der Eingangsgrößen macht. Ansätze zur homogenen
Datenverteilung werden auch in der Modellierung dynamischer Systeme eingesetzt. Als
bekanntester Vertreter dynamischer Anregungssignale ist das APRBS ś eine amplituden-
modulierte Variante der Pseudo Random Binary Sequence ś zu nennen, das zur Verteilung
der Anregungshöhen ebenfalls mit dem raumfüllenden Versuchsplan gepaart werden kann.
Es ist bekannt, dass eine solche Kombination eine sehr hohe Abdeckung der Eingangsgrö-
ßen im Regressorraum ermöglicht [185].

Hinsichtlich der Zielsetzung dieser Arbeit ergibt sich allerdings ein entscheidender Un-
terschied zu dieser genannten Ausgangssituation, da die Modellierung auf einer bereits
existierenden, großen Datenmenge vollzogen wird und daher keine Planung der Mess-
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punkte stattőnden kann, sondern lediglich eine Auswahl der zur Verfügung stehenden
Daten möglich ist. Rennen [84] liefert dazu einen Überblick an Datenreduktionsmethoden
für Gauß-Prozessmodelle, die ebenso wie die Versuchsplanung auf eine möglichst hohe Ab-
deckung des Eingangsraums abzielen. Er hebt dabei Algorithmen hervor, die zur Lösung
des p-Dispersionsproblems entwickelt wurden. Beispielsweise liefert der Greedy Maxmin
Algorithmus basierend auf einem Ausschlussverfahren eine raumfüllende Untermenge ei-
ner bestehenden Datenmenge [85]. In einer jüngeren Veröffentlichung [88] őndet sich auch
ein holistischerer Ansatz, der über einen Abgleich mit einer angestrebten Wahrschein-
lichkeitsdichtefunktion Untermengen mit beliebigen Eigenschaften generieren kann. Die
genannten Verfahren sind allerdings mit Blick auf die mehreren Millionen Datenpunkte
zu rechenaufwändig.
In einer dieser Arbeit zugehörigen Veröffentlichung [7] wird daher ein Verfahren vor-
gestellt, das trotz der hohen Anzahl an Datenpunkten N und dem mehrdimensionalen
Eingangsraum eine homogene Untermenge erzeugen kann. Dabei wird ś losgelöst von
der originalen Datenmenge ś ein raumfüllender Versuchsplan mit den Punkten φDoE im
Regressorraum R

d des geplanten Modells erzeugt und anschließend die am nächsten lie-
genden gemessenen Datenpunkte ausgewählt. Das auf die Extraktion relevanter Informa-
tionen ausgerichtete Verfahren ermöglicht zudem die grobe Festlegung einer Größe der
raumfüllenden Untermenge NUM über den Faktor κ = NUM

N
, wobei das Volumen der kon-

vexen Hüllen der gemessenen Datenpunkte VKH genutzt wird, um diese Annäherung zu
ermöglichen.
Im Folgenden sind die verallgemeinerten Schritte zur Reduktion von großen Datenmengen
für die Modellierung nichtlinear dynamischer Systeme aufgeführt:

1. Normalisiere alle N gemessenen Datenpunkte, sodass φN ∈ R
d ∩ [0, 1].

2. Entwerfe einen raumfüllenden Versuchsplan mit NDoE(κ) = κ N
VKH

Punkten, der eine
möglichst homogene Verteilung der Punkte φDoE(k) ∈ R

d ∩ [0, 1] aufweist.

3. Ordne alle gemessenen Datenpunkte der Untermenge:{φN |min(∥φDoE − φN∥2)} zu,
die den Punkten des Versuchsplans am nächsten liegen.

Der Algorithmus überträgt dabei das Vorgehen der statistischen Versuchsplanung auf
eine vorhandene, große Datenmenge. Abbildung 5.3 illustriert die Auswirkung der drei
Schritte in Bezug auf eine dreidimensionale Projektion des Regressorvektors aus dem
Datensatz 1. Hierbei führt die Vorgabe von κ = 0,01, basierend auf dem abgeschätzten
Volumen der Eingangsdaten VKH, zu einer annähernd auf 1 % reduzierten Datenmenge
von 36.185 Datenpunkten. Der dargestellte Versuchsplan basiert auf der Sobol-Sequenz,
die bekanntermaßen bei hohen N eine sehr homogene Datenverteilung sicherstellt [89, S.
544]. Deutlich wird dies vor allem an der resultierenden Punkteverteilung rechts unten
in der Abbildung 5.3. Die Bereiche im Eingangsraum, die zuvor offensichtlich eine hohe
Punktedichte aufweisen, sind nach der Anwendung des Algorithmus ebenso ausgedünnt
wie die Randbereiche mit geringerer Punktedichte.

98



5.1 Vorverarbeitung der Batteriemessdaten

Für den Entwurf des raumfüllenden Versuchsplans φDoE(k) existieren neben der Sobol-
Sequenz auch weitere Optionen. In einer eigenen Veröffentlichung [7] wird passend dazu
ein Vergleich zwischen der Sobol-Sequenz und dem LHS durchgeführt, wobei jeweils ein
NOE-Modell in Prädiktionskonőguration ohne analytisches Modell trainiert wird.
Die Ergebnisse, basierend auf den ś in Kapitel 4.2 als Black-Box bezeichneten ś Modellen
mit dem Regressorvektor φ = (u1(k),u1(k − 1),u1(k − 2),u2(k − 1),u3(k − 1), y(k − 1),
y(k − 2))T , werden im Folgenden kurz vorgestellt.
Dazu werden ausgehend vom Datensatz 3 (vgl. Tabelle 4.1) mit insgesamt 7,8Millionen

Datenpunkten zwei raumfüllende Untermengen abgeleitet. Eine beruht auf der Sobol-
Sequenz, die andere auf dem LHS. Zudem wird eine dritte Untermenge über eine zufällige
Punkteauswahl erzeugt.
Eine oft zitierte und angewendete Regel für die minimale Anzahl an Datenpunkten zur
nichtlinearen Modellierung lässt sich nach Linssen [186] wie folgt formulieren: N =

(o+d)!
o! d!

.
Der Zusammenhang bezieht sich allerdings auf Polynommodelle und würde in Bezug auf
die verwendete Dimension des Regressorvektors von d = dim(φ) = 7 und einem Poly-
nommodell dritter Ordnung o = 3 nur 120 Datenpunkte verlangen. Für das ausgewählte
NOE mit einem dreischichtigen neuronalen Netzwerk mit nn = 21 Neuronen entsprechend
der Gleichung (4.10) ist eine solche Punkteanzahl bekanntermaßen zu gering, zumal sich
das Verhalten hinsichtlich einiger Eingangsgrößen als hoch nichtlinear darstellt. Auch die
Planung zusätzlicher Überhangpunkte wird dem Fehlermodell mit dem FNN nicht gerecht
und es wird stattdessen der auf Erfahrungswerten beruhende Anteil von κ = 1 % gewählt,
sodass alle drei Untermengen in dem Vergleich aus zwischen 82.000 und 85.000 Daten-
punkten bestehen.

Um den Einŕuss der zufälligen Initialisierung der FNN zu minimieren, werden für den
Vergleich zu jeder Untermenge jeweils drei NOE-Modelle mit dem Levenberg-Marquardt
Algorithmus trainiert und anhand von separaten Testdaten bewertet. Dabei werden be-
wusst zwei stark unterschiedliche Messdateien des Datensatzes 3 ausgewählt, wobei die
Messdatei Test 1 in ihrer Datenverteilung stark mit der Verteilung der Trainingsdaten
übereinstimmt und die Messung Test 2 sich deutlich von der Verteilung der Trainingsda-
ten abhebt. Zur Auswahl dieser Testdaten werden analog zu der Methode von Peter [88]
Wahrscheinlichkeitsdichtefunktionen geschätzt und der euklidische Abstand zur Bestim-
mung des Unterschieds zwischen der gesamten Datenmenge und den Messdateien genutzt.
Tabelle 5.2 stellt die Betrachtung zu den beiden Testdaten dar und ergänzt den Fehler
hinsichtlich der Trainingsdaten sowie den zeitlichen Aufwand zur Ermittlung auf dem
Trainingscomputer (vgl. Tabelle 5.1).
Die resultierenden quadratischen Simulationsfehler der NOE-Modelle hinsichtlich der Trai-
ningsdaten und des Tests 1 suggerieren, dass die raumfüllende Untermenge keine signiő-
kanten Verbesserungen gegenüber der Verwendung aller Datenpunkte bereithält. Gleich-
wohl werden die Resultate mit der zufälligen Untermenge deutlich übertroffen. Zudem
wird ein geringerer Fehler gegenüber den NOE-Modellen, die ein Training basierend auf
allen Datenpunkten erfahren haben, hinsichtlich der Messdatei Test 2 erreicht. Dadurch
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Entwurf eines raumfüllenden

Versuchsplans in R
d ∩ [0, 1]

mit einer Punkteanzahl

von NDoE(κ) = 142.234

Normalisierung aller N = 3,82

Millionen Punkte im Eingangs-

raum und Wahl des Faktors

κ = 0,01 für die Reduktion

Ermittlung der NUM = 38.185

Punkte der Untermenge, die

dem raumfüllenden Versuchs-

plan am nächsten liegen

Bereich von Test 2

Bereich von Test 1

Abbildung 5.3: Methode zur Bestimmung einer raumfüllenden Untermenge der Trainings-
daten des Datensatzes 1 basierend auf einem Versuchsplan der Sobol-
Sequenz, mit visualisierten Projektionen des Regressorraums.

wird ein Nachweis erbracht, dass während des Trainings durch die inhomogene Verteilung
der Datenpunkte bestimmte Bereiche im Eingangsraum, wie hier Test 2, unterrepräsen-
tiert sind. Der raumfüllende Versuchsplan führt zu einer gleichwertigen Berücksichtigung
aller Bereiche in der zu minimierenden Zielfunktion des Trainings und dadurch letztlich
zu einer höheren globalen Modellgüte [7].

Tabelle 5.2: Einŕuss der vorgelagerten Reduktion (κ = 1%) der Datenpunkte des Da-
tensatz 3 auf NOE-Modelle der Batteriespannung mit einem Fokus auf dem
Vergleich zwischen Sobol-Sequenz und Latin Hypercube Sampling (LHS).

RMSE [V]

Training Test 1 Test 2 tT [h]

Black-
Box

Alle Datenpunkte 0,81 1,03 6,08 1,63
Sobol 0,92 1,09 4,65 0,296
LHS 0,95 1,4 5,75 0,17

Untermenge
der Datenpunkte

Zufällig 0,97 2,27 14,76 0,034
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Weiterhin fällt anhand der Ergebnisse die Entscheidung hinsichtlich eines Versuchsplans
eindeutig auf die Sobol-Sequenz. Eine mögliche Erklärung für dieses Ergebnis ist, dass
Sobol-Sequenzen die Datenpunkte homogener über mehrdimensionale Versuchsräume ver-
teilen als LHS [187]. Die längere mittlere Trainingszeit von tT = 0,17 h mit den Daten-
punkten basierend auf der Sobol-Sequenz deutet im Vergleich zu den anderen Untermen-
gen ebenfalls darauf hin, dass mehr Informationen enthalten sind, die ś trotz gleicher
Punkteanzahl ś zu einem komplexeren Suchraum des Optimierungsproblems führen. Da-
bei muss zudem berücksichtigt werden, dass die Erzeugung der Untermenge mittels der
Sobol-Sequenz nur 0,09 h andauert, wohingegen das LHS 0,25 h benötigt. Daher wird für
alle weiteren Anwendungen ś primär die Initialisierung und das Hyperparameter-Tuning
des NOE-Modells ś die Sobol-Sequenz in dem beschriebenen Algorithmus zur Datenre-
duktion verwendet. Das LHS wäre nur in Betracht zu ziehen, falls Verfahren zur Auswahl
relevanter Eingangssignale in zukünftige Varianten der vorgestellten Ermittlungsmethode
Einzug halten.

Die bisher beschriebene Vorselektion betrachtet die Datenpunkte völlig separat vonein-
ander und vernachlässigt dadurch jegliche zeitliche Abhängigkeit, die in den Fahrzeug-
messungen über die verzögerten Werte des Regressorvektors hinaus enthalten ist. Da das
Training mit einem Fokus auf der Einschritt-Prädiktion wesentliche Nachteile hinsichtlich
der Simulationsgüte mit sich bringt, werden die Parameter des GRU und des NOE in
Simulationskonőguration über dafür geeignete Kostenfunktionen (vgl. Kapitel 5.2) ermit-
telt.

Dementsprechend erscheint auch eine Anwendung des hier vorgestellten Vorselektions-
algorithmus nicht mehr nur auf die Datenpunkte, sondern auch auf der Ebene der Messda-
teien sinnvoll. Im Anhang A.5 őndet daher über abstrahierte Zeitreihenwerte ein Übertrag
des Algorithmus auf die Messdateien des Datensatzes 2 statt. Es stellt sich heraus, dass
der gewählte Ansatz zur Reduktion der Messdateien keine Verbesserungen erzielt. Die
raumfüllende Untermenge wird in dieser Arbeit somit nur hinsichtlich der Datenpunkte,
nicht aber der Messdateien erzeugt.
Eine mögliche Begründung für diese unzureichenden Ergebnisse des Reduktionsalgorith-
mus in Bezug auf die Messdateien soll an dieser Stelle kurz diskutiert werden. Die verwen-
deten Testmessungen zur Bewertung der Effektivität des Algorithmus werden basierend
auf einer zufälligen Auswahl dem Datensatz 1 entnommen. Dabei ist anzunehmen, dass
sich die Dichteverteilung der verbleibenden Trainingsdaten und der Testdaten sehr ähnlich
sind. Das führt in der Bewertung dazu, dass, wenn ein Modell in der Lage ist, die Be-
reiche mit hoher Informationsdichte in den Trainingsdaten gut abzubilden, es auch einen
geringen Modellfehler in Bezug auf die Testdaten aufweisen wird. Grund dafür ist, dass
genau diese Bereiche ebenfalls in den Testdaten überrepräsentiert sind. Diese Feststellung
zeigt sich auch anhand des Unterschieds zwischen Test 1 und Test 2 aus Tabelle 5.2.
Die raumfüllende Untermenge der Datenpunkte führt vor allem dazu, dass die resultie-
renden Modelle in den Randbereichen genauer sind. Dadurch lassen sich auch die nicht
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5 Ermittlung des Fehlerkompensationsmodells

zufriedenstellenden Ergebnisse hinsichtlich der Reduktion der Messdateien aus Anhang
A.5 erklären.

Zusammenfassend hat dieses Kapitel noch einmal die zentrale Rolle der Vorverarbeitung
und der Auswahl der Daten für die Modellierung mit hochŕexiblen Modellen, wie den
neuronalen Netzen, bestätigt. Zudem konnten mit der Transformation und der Datenre-
duktion zwei hilfreiche Ansätze vorgestellt werden, die eine effiziente und zielgerichtete
Parametrisierung der Fehlermodelle garantieren.

5.2 Parametrisierung der dynamischen neuronalen
Netze

Für die datenbasierte Fehlerkompensation (vgl. Abbildung 5.1) der analytischen Simu-
lation der Batteriespannung kommen zwei nichtlinear dynamische Modelle zum Einsatz,
die sich beide der Klasse der neuronalen Netze zuordnen lassen. Zum einen werden ein
NOE-Modell mit einem dreischichtigen neuronalen Netz als Regressionsfunktion und zum
anderen ein GRU-Modell, das zur Berechnung seiner internen Zustände ebenfalls neu-
ronale Netze einsetzt, verwendet. Die beiden Modelle entstammen den in Kapitel 2.2
bereits beschriebenen unterschiedlichen Forschungsrichtungen. Beim NOE handelt es sich
um eine bekannte nichtlineare Modellierungsart technischer Systeme, die in der Disziplin
der Systemidentiőkation entstanden ist und im Kontext nichtlinear dynamischer Systeme
auch eine weitreichende Etablierung erfährt [137, S. 522 ff.]. In gewisser Weise sind NOE-
Modelle eine natürliche Weiterentwicklung linearer Übertagungsfunktionen entsprechend
dem OE-Modell aus Gleichung (4.5). Sie verwenden jedoch nichtlineare Funktionen zur
Vorhersage.
Das GRU wurde im Kontext des maschinellen Lernens zu Sprachverarbeitung entwi-
ckelt [151] und ist dabei vergleichbar mit der populäreren Variante des Long-Short-Term-
Memory (LSTM) Modells [188]. Im Gegensatz zum LSTM wird beim GRU kein Ausgabe-
Gate verwendet, wodurch es als eine schlankere Variante von komplexen rekurrenten neu-
ronalen Netze eingestuft werden kann (vgl. Abbildung 2.5). Sowohl das NOE als auch
das GRU sind in der Lage, nichtlinear dynamisches Verhalten zu beschreiben. Das mo-
dernere GRU-Modell kann dabei im Sinne der Systemidentiőkation als ein nichtlineares
Zustandsraummodell aufgefasst werden [91] und bringt die entsprechenden Eigenschaf-
ten dieser Modellart mit sich. Neben den bereits genannten dynamischen Modellen auf
der Basis neuronaler Netze gibt es noch weitere vergleichbare Modellvarianten, wie das
Time-Delay Neural Network, das ähnlich wie ein digitales FIR-Filter lange Sequenzen der
Eingangsdaten zur Vorhersage nutzt, ohne den Ausgang zurückzuführen [189], oder das
Elman-Netz, das eine möglichst einfache Struktur des GRU ohne die Gate-Mechanismen
darstellt [190]. Obwohl diese Netzvarianten sich ebenfalls für die Anwendungen eignen,
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wird eine Fokussierung auf neuronale Netze in der NOE- und GRU-Struktur vorgenom-
men.

Wichtig für das Verständnis zu diesen rekurrenten neuronalen Netzen ist, dass der sequen-
zielle Zusammenhang der Datenpunkte innerhalb einer Zeitreihe während der Parametri-
sierung optional berücksichtigt werden kann. Narendra [191, S.14] hat die dazu wichtigen
Überlegungen zur Beschreibung dynamischer Systeme in Bezug auf neuronale Netze erst-
mals angestellt. Er führt die grundlegende Unterscheidung zwischen der parallelen und
der seriell-parallelen Modellkonőguration hinsichtlich des zu identiőzierenden Prozesses
ein. In der parallelen Anordnung werden als Eingänge verzögerte, bereits vorhergesagte
Ausgänge ŷ(k − . . .) des Modells entsprechend Gleichung 2.14 selbst verwendet und in
der seriell-parallelen Anordnung durch Messungen y(k− . . .) entsprechend Gleichung 2.13
ersetzt. Um Missverständnisse in Hinblick auf die Bezeichnungen zu den hybriden Modell-
strukturen in Kapitel 4 zu vermeiden, seien ab hier ausschließlich die weitläuőgen Begriffe
der Simulationskonőguration für die parallele Struktur und der Prädiktionskonőguration
für die seriell-parallele Struktur verwendet.
Die Begriffe sind dabei sowohl in Bezug auf das Training als auch die spätere Modell-
anwendung gültig. Im Folgenden werden aus diesem Grund die beiden Begriffe immer
in Bezug auf die Konőguration in dem gewünschten Anwendungsbetrieb verwendet. So-
mit ist, unabhängig von der Konőguration während der Parameterschätzung, immer von
einem NOE-Modell die Rede, wenn das Modell in der Simulationskonőguration angewen-
det wird und im Umkehrschluss ist der Begriff NARX-Modell nur im Einsatz, wenn das
Modell in Prädiktionskonőguration betrieben wird. In Bezug auf die Zielsetzung dieser
Arbeit steht daher der Begriff des NOE-Modells im Vordergrund, da während der Batte-
riesimulation am Prüfstand keine verzögerten Messwerte zur Verfügung stehen und somit
das Modell ausschließlich in Simulationskonőguration betrieben wird.
Das GRU als Alternative zum NOE für das Fehlermodell kann diesen Wechsel in der Kon-
őguration theoretisch ebenso vollziehen. Allerdings ist die dafür notwendige Bestimmung
der versteckten Zustände aus den Messdateien y(k − 1) ↦→ h(k − 1) nur bedingt möglich
und zwingt das GRU in aller Regel in die Simulationskonőguration.
Neben dem Anwendungsbetrieb der Modelle kommt es vor allem auch darauf an, in wel-
cher Konőguration die Parameter ś wie beispielsweise die Gewichte ω = (vn,W n) und
Biases b = (bn, cn) des NOE-Modells nach Gleichung (4.10) ś der neuronalen Netze be-
stimmt werden.
In Abbildung 5.4 ist das Training des Fehlermodells daher mit einem Augenmerk auf der
Unterscheidung zwischen der Prädiktions- und Simulationskonőguration anhand ei-
nes Blockschaltbildes dargestellt. Es wird deutlich, dass das dynamische Modell jederzeit
durch das Umlegen des Signalŕusses in die jeweilige andere Konőguration überführt wer-
den kann. Diese Einstellmöglichkeit zur Nutzung entweder der Messdaten eAM(k2 − . . .)
oder der verzögerten Vorhersagen ŷDM(k2 − . . .) als Eingang des datenbasierten Modells
beeinŕusst dabei entscheidend den Ausgang ŷDM(k2) und infolgedessen die Optimierung,
basierend auf dem aktuellen Fehler eS(k2) oder eP(k2).
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Abbildung 5.4: Signalbasierte Darstellung zur Ermittlung des elektrischen, datenbasierten
Fehlermodells mit der Unterscheidung hinsichtlich der Prädiktions- und
Simulationskonőguration des dynamischen neuronalen Netzes.

Unabhängig von der Konőguration hält die Abbildung auch noch einmal fest, dass die bei-
den Teilmodelle in der Fehlerkompensationsstruktur mit unterschiedlicher Rate t(k2) −
t(k2 − 1) = 1

5
(t(k1)− t(k1 − 1)) gerechnet werden. Das führt zu der bereits beschriebenen

Notwendigkeit, die Messdateien entsprechend der Signaltransformation aus Kapitel 5.1.1
vorzuverarbeiten.
Da das datenbasierte Modell während der Batteriesimulation den bestehenden Fehler
simuliert, sollte auch die Simulationskonőguration, sprich die Konőguration, in der die
Spannungswerte über lange Zeithorizonte prädiziert werden, im Training eine Berücksich-
tigung erfahren. Damit weicht die Anwendung in dieser Arbeit beispielsweise von einer
modellprädiktiven Regelung ab, die tatsächlich auf eine ausgeprägte Fähigkeit angewiesen
ist, wenige Zeitschritte basierend auf aktuellen Messwerten y(k− . . .) vorherzusagen. Nel-
les [89, Tabelle 19.2] bekräftigt diesen erfahrungsbasierten Zusammenhang und beschreibt,
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dass die Verwendung des Fehlers der Einschritt-Prädiktion eP(k2) für die Optimierung ei-
nes Simulationsmodells nur als erste Näherung dienen kann. Primärer Grund dafür ist,
dass die auf die Einschritt-Prädiktion trainierten Modelle während einer Simulation leicht
Fehler akkumulieren und auch im Sinne der Systemtheorie schneller in instabile Zustände
gelangen können. Daher werden zur Ermittlung der Modellparameter Trainingsalgorith-
men verwendet, die den Fehler in Simulationskonőguration eS(k2) minimieren.
Im Folgenden werden diese Unterschiede in Bezug auf den Fehler und seine Minimierung
im Detail vorgestellt. Die Optimierung hinsichtlich der Prädiktion des dynamischen neu-
ronalen Netzes erfolgt über die separate Berücksichtigung aller N Zeitpunkte. Basierend
auf der Einschritt-Prädiktion mittels der neuronalen Netzfunktion f(·) wird die Kosten-
funktion V , die die Summe aller quadratischen Fehler bildet, folgendermaßen deőniert:

V (eP) =
1
N

N
∑︂

k2=1

e2
P(k2) =

1
N

N
∑︂

k2=1

(y − f(. . . , y(k2 − 1), . . . , y(k2 −m)))2 (5.1)

Diese auch als Methode der kleinsten Fehlerquadrate bekannte Kostenfunktion kann ana-
log zu statischen neuronalen Netzen (vgl. Kapitel 2.2.1) über Gradientenabstiegsverfahren
hinsichtlich der Modellparameter ω und b minimiert werden:

min
ω,b

1
2
V (eP) (5.2)

Die Parameter des neuronalen Netzes werden dabei in Abhängigkeit von den Messungen
iterativ über den Gradienten der Kostenfunktion −η

∂V (eP)
∂ω,b

bis zum Erreichen eines Ab-
bruchkriteriums angepasst. Dabei ist die Schrittweite η des lokalen nichtlinearen Optimie-
rungsalgorithmus, die auch als Lernrate bezeichnet wird, ein wichtiger Hyperparameter
vieler Modellierungsmethoden.
In Bezug auf das gewünschte Training in Simulationskonőguration muss die Minimie-
rung der Kostenfunktion stattdessen den Simulationsfehler eS einer Messdatei der Länge
NM berücksichtigen, wodurch vergangene Modellausgänge Teil des Optimierungsproblems
werden:

V (eS) =
1
N

NM
∑︂

k2=1

e2
S(k2) =

1
N

NM
∑︂

k2=1

(y − f(. . . , ŷ(k − 1), . . . , ŷ(k −m)))2 (5.3)

min
ω,b

1
2
V (eS) (5.4)

Von dieser Umformulierung der Kostenfunktion ist eben vor allem auch die Berechnung
der aktuellen Gradienten ∂V (eS)

∂ω,b
betroffen. Die iterative Anpassung der Parameter hängt

nämlich wiederum von den Gradienten vergangener Zeitschritte ∂ŷ(k−1−...)
∂ω,b

ab. Diese der
rekurrenten Struktur innewohnende Formulierung der Kostenfunktion verlangt daher auch
einen wesentlich höheren Rechenaufwand. Zudem kann dadurch die in Kapitel 5.1.2 vor-
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gestellte Datenreduktion hinsichtlich einer homogenen Punktemenge nicht mehr erfolgen.
Auch für das GRU-Modell gilt, dass die internen Zustände h(k) ebenfalls zu einer verkop-

pelten Berechnung der für die Optimierung wichtigen Gradienten ∂ĥ(k)
∂ω,b

führen. Dabei ist
das GRU sogar noch stärker auf den Simulationsfehler eS angewiesen, da die versteckten
Zustände in aller Regel nicht aus den Messdaten ableitbar sind.
Das Training in Simulationskonőguration verspricht vor allem ein robusteres und genaue-
res Modell hinsichtlich der Anwendung in der Batteriesimulation. Generell existieren für
die Parameteroptimierung in dieser Konőguration zwei Ansätze, die sich dadurch auszeich-
nen, dass sie losgelöst von dem konkreten Gradientenabstiegsverfahren als Bestimmungs-
methode der Gradienten zum Zeitpunkt k2 fungieren können. Der in diesem Sinne wohl
bekanntere Ansatz zum Training rekurrenter neuronaler Netze ist der Back-Propagation
Through Time (BPTT) Algorithmus, der ś gleichwertig zum Training mehrschichtiger
neuronaler Netze ś den Gradienten hinsichtlich des zeitlichen Ablaufs zurückrechnet. Als
Alternative wird in dieser Arbeit für das Training der NOE-Modelle stattdessen das Real
Time Recurrent Learning (RTRL) Verfahren nach [192] eingesetzt, das die dem BPTT in-
newohnende Aufrollung der Gradienten in die Vergangenheit vermeidet und dadurch eine
höhere Effizienz bei vollwertigen Gradienten ermöglicht. Beide Algorithmen ermitteln zur
Minimierung der Kostenfunktion aus Gleichung (5.3) den Gradienten für jeden beliebigen
Zeitpunkt in einer Messdatei k2 ≤ NM hinsichtlich der Modellparameter θ = (ω, b)T ,
indem mittels der Kettenregel die Abhängigkeit zu den vergangenen Gradienten einŕießt.
Um die weitreichende Gültigkeit des daraus resultierenden Zusammenhangs auf interne
wie externe Rückführungen zu verdeutlichen, wird ein Zustandsvektor x̂(k2) anstelle der
versteckten Zustände ĥ(k2) oder der zurückgeführten Ausgänge ŷDM verwendet:

∂x̂(k2 − i)
∂θ(k2 − i)

=
∂x̂(k2 − i)
∂θ(k2 − i)

+
∂x̂(k2 − i)

∂x̂(k2 − 1 − i)
∂x̂(k2 − 1 − i)
∂θ(k2 − 1 − i)

(5.5)

mit i = 0, . . . , k2 und k2 = 0, . . . ,NM

Diese Vorschrift gilt für jeden Gradienten zum Zeitpunkt k2 innerhalb einer Messdatei. Sie
zeigt auf, dass der konventionelle Gradient im ersten Term noch durch die Rückkopplung
mit allen Gradienten bis k2 − i = 0 ergänzt werden muss. Dieser für jedes k2 ausgehende
Blick zurück bis zum Anfang der Zeitreihe i = k2 wird durch den BPTT Algorithmus
und entsprechend der Kostenfunktion aus Gleichung (5.3) über die Summenformel für
alle Zeitpunkte separat berechnet. Das Ergebnis dieser umfangreichen Gradientenbestim-
mung kann dann zur Anpassung der Modellparameter verwendet werden, wodurch sich
allerdings ein hoher Rechen- und Speicheraufwand ergibt.
Um nicht alle Gradienten in Bezug auf die oft hohe Anzahl NM an Datenpunkten in einer
Messdatei (vgl. Tabelle 4.1) rückwirkend berechnen zu müssen, wird oft auch eine ver-
kürzte Variante des BPTT (engl.: Truncated Back-Propagation Through Time) verwendet
oder eben wie in dieser Arbeit grundsätzlich andere Algorithmen, wie das RTRL, für die
Optimierung des Simulationsfehlers eS des datenbasierten Modells eingesetzt.
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Abbildung 5.5: Verbleibender Simulationsfehler der dynamischen neuronalen Netze mit
einem Vergleich zwischen der Simulations- und Prädiktionskonőguration
während des Trainings am Beispielsystem der Feststoffdiffusion aus Glei-
chung (4.1) und einem weißen Rauschanteil von SNR = 35 dB.

Die bisher theoretischen Überlegungen zum Unterschied zwischen dem Simulations- und
Prädiktionsfehler während des Trainings sollen anhand eines Beispiels näher betrachtet
werden. Dazu wird erneut das Modell der Feststoffdiffusion aus Gleichung (4.1) herange-
zogen. Die deőnierte Übertragungsfunktion mit einer Zeitkonstante von 3,7 s wird hierfür
umfangreich mit einem PRBS angeregt und durch zwei NOE-Modelle und ein GRU-Modell
approximiert. Abbildung 5.5 zeigt den verbleibenden Simulationsfehler eS in Bezug auf
die Testdaten und ergänzt die Information über die für das Training verwendeten Kos-
tenfunktionen V (eP) aus Gleichung (5.1) und V (eS) aus Gleichung (5.3).
Offensichtlich ist der verbleibende Fehler des NOE-Modells, welches ein Training hin-
sichtlich der Einschritt-Prädiktion V (eP) erfahren hat, am größten. Dies betrifft ś im
Gegensatz zu dem anderen NOE- und dem GRU-Modell ś vor allem eine hohe Abwei-
chung auch noch lange nach einem Anregungssprung. Diese Feststellung zum Fehlerverlauf
des auf die Prädiktion optimierten NOE-Modells lässt sich primär auf den Einŕuss des
Rauschanteils zurückführen. Untersuchungen haben gezeigt, dass der RMSE(eS) für das
GRU- und NOE-Modell mit einem Training in Simulationskonőguration selbst für niedri-
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5 Ermittlung des Fehlerkompensationsmodells

ge SNR klein bleibt. Nur das NOE-Modell, das über die Kostenfunktion V (eP) ermittelt
wird, beginnt ab ca. SNR < 40 dB das Verhalten des Beispielsystems fehlerhaft vorher-
zusagen. Die Erklärung für diese hohe Sensitivität gegenüber dem weißen Rauschen liegt
in den unterschiedlichen Kostenfunktionen begründet. In erster Linie führt ein stärke-
res Rauschen dazu, dass die Änderung in der Systemantwort zwischen zwei Zeitschrit-
ten oft kleiner ist als das im Beispielsystem verankerte mittelwertfreie weiße Rauschen:
|ŷ(k2) − ŷ(k2 − 1)| ≪ |v(k2)|. Fließen durch die Prädiktionskonőguration dabei alle diese
Übergänge k2−1 ↦→ k2 nur getrennt in die Optimierung ein, dann ist es denkbar, dass ein
höherer Rauschanteil die Vorhersagegenauigkeit und die Simulationsfähigkeit des resultie-
renden Modells beeinträchtigt. Wohingegen das Training in Simulationskonőguration den
Einŕuss des gleichen additiven Rauschens relativiert, indem der zeitliche Vohersageverlauf
ŷ(k2 − . . .) in der Optimierung mitberücksichtigt wird. Auch wenn das anwendungsnahe
Beispiel ein deutliches Ergebnis liefert, soll hier ergänzt werden, dass theoretischen Über-
legungen zufolge der Rauscheinŕuss keine Rolle mehr spielen dürfte, sobald das additive
weiße Rauschen durch eine große Anzahl N an Datenpunkten tatsächlich mittelwertfrei
v = 0 ist. Dann sollte nämlich jede nichtlineare Regressionsfunktion in der Lage sein, die
relevanten Informationen aus den Fehlerquadraten zu extrahieren.
Da allerdings in Bezug auf die realen Batteriemessungen aus dem Fahrzeug ähnliche Rau-
schanteile zu erwarten sind und zusätzlich signiőkante Störungen, wie die Temperaturin-
homogenität in der Batterie, nicht auszuschließen sind, ist die Nutzung der Kostenfunktion
in Simulationskonőguration nach Gleichung (5.3) alternativlos und rechtfertigt auch den
höheren Rechenaufwand.

5.2.1 Parametrisierung des Nonlinear-Output-Error-Modells

Das Nonlinear-Output-Error (NOE) Modell schafft eine effiziente Möglichkeit beliebige
nichtlineare Funktionen einzusetzen, um ś ähnlich wie bei der Berechnung von Differen-
zengleichungen ś verzögerte Ein- und Ausgänge für die Beschreibung dynamischer Zu-
sammenhänge zu verwenden.
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Zu Beginn dieses Kapitel soll daher der bereits in Kapitel 4.2 verwendete Regressorvek-
tor:
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motiviert werden. Dabei wird die Temperatur u2 als einzige Batteriegröße nicht entspre-
chend der Modellordnung m verzögert. Es ist zwar bekannt, dass die Ruhespannungskurve
eine direkte Temperaturabhängigkeit besitzt, die auch ohne Änderung der anderen Ein-
gangsgrößen dynamische Spannungsverläufe nach sich ziehen kann [170]. Allerdings wird
der geringfügige Zusammenhang gerade mit Blick auf die hohe Ungenauigkeit der Tem-
peratursimulation (vgl. Abbildung 5.2) vernachlässigt. Analog zu der Annäherung der
Batterieimpedanz mit einer beliebigen Anzahl an RC-Gliedern (vgl. Anhang A.1) wird
über den Hyperparameter m die dynamische Ordnung des Übertragungsverhaltens vom
Strom u1 auf den Spannungsfehler eAM festgelegt. Die Kopplung der Eingangs- und Aus-
gangsordnung wird dabei als sinnhaft eingeschätzt. So führt beispielsweise die alleinige
Verzögerung des Ausgangs eAM zu erheblichen Nachteilen, da die Berücksichtigung ver-
gangener Stromwerte u1 den schnellen Auf- und Abbau der Spannungswerte, wie sie durch
die ohmschen Widerstände während des Ladungstransfers der Lithium-Ionen entstehen,
erlaubt.
Generell verlangt die Simulation der Batteriespannung im niederfrequenten Bereich un-
terhalb von fg ≤ 5Hz keine hohe Modellordnung. Da das analytische Modell erwartungs-
gemäß bereits Aspekte des niederfrequenten Verhaltens einfängt, ist davon auszugehen,
dass sich m = 1 in der Fehlerkompensationsstruktur als ausreichend darstellt.
An die Ordnungszahl m des elektrischen Übertragungsverhaltens wird auch der Lade-
zustand u3(k − m) gebunden. Eine bekannte Schwachstelle des analytischen Modells
ist die Vernachlässigung der Ruhespannungshysterese. Das vorgestellte Modell aus Glei-
chung (3.3) nach Plett [169] modelliert den Übergang zwischen der oberen und unteren
Ruhespannungskurve über eine Differenzialgleichung erster Ordnung nach dem Ladezu-
stand, was übertragen auf das NOE-Modell einer Berücksichtigung von u3(k − 1) gleich-
kommt.
Den Regressorvektor aus Gleichung (5.6) über nur einen einzigen Parameter m festzulegen,
reduziert zwar die Flexibilität der Modellermittlung, allerdings zeigt sich die Eignung des
Regressorvektors mit m = 1 auch über andere Ansätze wie den Lipschitz-Koeffizienten [96]
oder modellbasierten Auswahlverfahren [55]. Zudem wird durch m = 1 vor allem auch ei-
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5 Ermittlung des Fehlerkompensationsmodells

ne geringe Komplexität des Modells sichergestellt, und die risikobehaftete Rückkopplung
der Modellausgänge während der Simulation auf ein Minimum begrenzt.

Nachdem nun der Regressorvektor deőniert ist, können verschiedenste Funktionen ge-
nutzt werden, um den Zusammenhang φ(k2) ↦→ eAM(k2) zu beschreiben. Hierzu őndet,
vorgelagert zur Parametrisierungsmethode, ein Vergleich zu populären Regressionsfunk-
tionen statt, der das bereits genutzte NOE-Modell (vgl. Kapitel 4.2) mit dem neuronalen
Netz bestätigen soll.
Als datenbasierte Modelle kommen neben neuronalen Netzen im Kontext verschiedener
Problemstellungen in den Ingenieurswissenschaften oft auch Polynom-Modelle und neu-
erdings Gauß-Prozessmodelle zum Einsatz [187]. In Abbildung 5.6 sind die Testergebnisse
dieser drei nichtlinearen Regressionsfunktionen als Kern der NARX-Struktur und somit
in Prädiktionskonőguration dargestellt. Zusätzlich beinhaltet dieser Vergleich verschie-
dene raumfüllende Untermengen, die der Algorithmus aus Kapitel 5.1.2 der Menge an
gemessenen Datenpunkten des Datensatzes 1 mittels des Reduktionsfaktors κ entnimmt.
Dadurch liefert das Verfahren gleichzeitig auch die Trennung zwischen der selektierten
Untermenge für das Training mit NUM Punkten und den restlichen N − NUM Punkten,
die als Testdaten für die Berechnung des dargestellten RMSE der Einschritt-Prädiktion
eP herangezogen werden.
Das dreischichtige Feed-Forward Neural Network (FNN) mit nn = 30 (vgl. Erfahrungs-
wert aus Kapitel 4.2) Neuronen wird dabei in Prädiktionskonőguration und wie bisher
auch mit dem Levenberg-Marquardt Algorithmus trainiert, bis sich die Kostenfunktion
V (eP) über zehn Iterationen lang um weniger als 10−6 ändert. Ähnlich dazu erfährt das
Polynommodell mit 3. Ordnung eine Parametrisierung über die Methode der kleinsten
Fehlerquadrate, allerdings erfolgt dabei die Bestimmung der Parameter nicht mehr über
eine iterative Minimierung der Kostenfunktion, sondern kann unmittelbar analytisch ge-
löst werden [187, S. 8]. Mit den Gauß-Prozessmodellen (GPM) wird eine grundsätzlich
andere Art der Regression in den Vergleich mit aufgenommen, die sich dadurch auszeich-
net, dass das Modell ś bis auf wenige Hyperparameter ś ausschließlich auf Basis der
Kovarianzmatrix der Trainingsdaten Vorhersagen trifft. Dem zugrunde liegt eine mehrdi-
mensionale Normalverteilung, die über ein Hyperparameter-Tuning ś ausgehend von ei-
nem Kreuzvalidierungsverfahren ś auf die gegebenen Trainingsdaten angepasst wird. Ein
erheblicher Vorteil des GPM ist, dass das Modell immer auch einen Vertrauensbereich
mitliefert, was insbesondere in Bezug auf die Begrenzung im Fehlerkompensationsmodell
(vgl. Kapitel 4.3) die OCSVM obsolet machen würde.
Als Erstes lässt sich festhalten, dass erkennbar an den geringen RMSE-Werten alle drei
Regressionsmodelle gleichermaßen erfolgreich den Spannungsfehler eAM(k2) ś auf Basis des
Regressorvektors mit verzögerten Messwerten φ(. . . , eAM(k2−1)) ś annähern. Die Model-
le zeigen zudem einen weitgehend synchronen Fehlerverlauf in Bezug auf die verwendete
Datenpunkteanzahl NUM. Offenkundig können alle Modelle den Informationsmehrwert,
der ab der gewählten Reduktion von etwa κ > 1 % stagniert, ausnutzen. Mit κ = 1,8 %
wird auch die vertretbare Trainingszeit der verwendeten Implementierung des GPM von
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Abbildung 5.6: Vergleich zum Einsatz verschiedener nichtlinearer Regressionsfunktionen
innerhalb der NARX-Struktur über eine Bewertung des Prädiktionsfeh-
lers eP des vollständigen Datensatzes 1. Ergänzt um eine Analyse zum
Einŕuss der Punkteanzahl der raumfüllenden Untermenge NUM auf die
Modellfehler.

tT = 4,17 h erreicht ś wohingegen die anderen beiden Modelle bei dieser geringen Daten-
menge nur wenige Minuten zum Training benötigen. Dieser bekannte Nachteil der GPM
führt höchstwahrscheinlich auch dazu, dass die Modellgenauigkeit bei höherer Punktan-
zahl gegenüber den anderen Modellvarianten geringer ausfällt. Das Polynommodell zeigt
gerade bei dieser größeren Anzahl an Datenpunkten in der homogenen Untermenge die
Vorteile seiner stark vordeőnierten Struktur, scheint aber bei geringer Punkteanzahl da-
durch auch der Überanpassung zu unterliegen und bekanntermaßen in Bereichen der Ex-
trapolation schnell zu divergieren [187].
Zusammenfassend bestärkt der Vergleich die Wahl der neuronalen Netze als Fehlermodell
für die Simulation des Batterieverhaltens. Nach dem universellen Approximationstheo-
rem [148], ermöglichen bereits einfache, dreischichtige FNN die Beschreibung absolut be-
liebiger Funktionen. Dadurch haben sich neuronale Netze zu Recht zu einer der etablier-
testen Optionen für Regressionsmodelle entwickelt. Aufgrund des rasanten Forschungs-
umfelds erfahren neuronale Netze auch ständig neue Adaptionen, sodass ś beispielsweise
am LSTM und GRU erkennbar ś erfolgreiche Anwendungen in Bezug auf Zeitreihen er-
möglicht werden. Im Gegensatz, insbesondere zum GPM, sind daher wesentlich mehr
Algorithmen und Erkenntnisse in der Literatur enthalten [193], die den wichtigen Simu-
lationsfehler eS von nichtlinear dynamischen Modellen berücksichtigen. Zudem können
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neuronale Netze auch mit großen Datenmengen und der nicht reduzierbaren Anzahl an
Messdateien in dieser Arbeit umgehen. Die hier gezeigten Ergebnisse in Abbildung 5.6
beziehen sich lediglich auf die Prädiktionsfähigkeit und legen noch nicht die Herausfor-
derung hinsichtlich des Simulationsbetriebs der Modelle offen. Dementsprechend führen
etwa Polynommodelle durch ihre Extrapolationseigenschaften erfahrungsgemäß schneller
zu instabilen Zuständen während der Simulation.
Auch auf die Gefahr hin, die Potenziale der forschungsrelevanten Alternativen außen vor-
zulassen, werden in den folgenden Kapiteln dieser Arbeit nur das NOE- und GRU-Modell,
basierend auf neuronalen Netzen, verwendet. Die hervorragenden Ergebnisse hinsichtlich
des Prädiktionsfehlers und auch die Übertragbarkeit auf lange Simulationshorizonte durch
deőnierte Methoden wie das Real Time Recurrent Learning [191] sind hierfür ausschlag-
gebend. Im Sinne einer objektiven wissenschaftlichen Herangehensweise sei dennoch ange-
führt, dass sich aufgrund der heute stattőndenden Fokussierung auf neuronale Netze eine
einseitige Forschung und Anwendungspraxis manifestiert hat, die sich, wie am Beispiel
dieser Arbeit erkennbar, selbst verstärkt. In zukünftigen Untersuchungen zu nichtlinear
dynamischen Batteriemodellen wäre eine nähere Betrachtung von anderen Ansätzen, wie
GPM, LOLIMOT oder HILOMOT [89], empfehlenswert.

Basierend auf den gewonnenen Erkenntnissen wird das NOE-Modell zur Fehlersimulation
mit dem dreischichtigen neuronalen Netz aus Gleichung (4.10), das ab hier als NOENN
bezeichnet wird, über eine Kombination aus der Prädiktions- und Simulationskonőgurati-
on bestimmt, um die Vorteile beider Kostenfunktionen V (eP) und V (eS) für ein effizientes
Training auszunutzen. Für die übergeordneten Schritte der Parametrisierungsmethode des
NOENN seien die Parameter aus Gleichung (4.10) zur Vereinfachung zusammengefasst
θP/S = (vn,W n, bn, cn):

1. Bestimmung der raumfüllenden Untermenge φUM aller normalisierten Re-
gressorpunkte φN mit einem Reduktionsfaktor von κ = 1 %

2. Hyperparameter-Tuning der Neuronenanzahl nn:

a) Variation der Neuronenanzahl in der versteckten Schicht, basierend auf dem
Raster nn,i = i · dim(φ) mit i = 1, . . . , 15

b) Initialisierung der Parameter und schrittweises Training der NOENN in Prä-
diktionskonőguration V (eP(φUM)) mittels des Levenberg-Marquardt Algorith-
mus, bis das Abbruchkriterium ∆V (eP) < βAK,P mit βAK,P = 10−6 über zehn
aufeinander folgende Iterationen erfüllt ist

c) Durchführung einer Leave-One-Out-Kreuzvalidierung für jede der 15 Variatio-
nen der Hyperparameter nn,i, basierend auf kKV = 10 gleich großen Teilen der
Trainingsdaten φUM
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3. Auswahl der optimalen Neuronenanzahl nn,i über den geringsten mittleren
Kreuzvalidierungsfehler RMSEKV,i und Weiterverwendung der zugehörigen Para-
meter θP des während der Kreuzvalidierung ermittelten NOENN

4. Training des őnalen NOENN in Simulationskonőguration V (eS) mittels
des RTRL- und Levenberg-Marquardt Algorithmus und einer Initialisierung mit
den zuvor in Prädiktionskonőguration gewonnenen Parametern θS,0 = θp, bis das
Abbruchkriterium ∆V (eS) < βAK,S mit βAK,S = 10−4 über zehn aufeinander folgende
Iterationen erfüllt ist

5. Test anhand der vorgehaltenen Messdateien hinsichtlich der Kombination mit dem
analytischen Modell ŷHM und anhand der Metriken: quadratischer Simulationsfehler
(RMSE(ŷHM), R2

Hybrid, etc.), absoluter Simulationsfehler (ME, NMEHybrid, etc.) und
dem Trend des Simulationsfehlers (ϵS)

Im Kern des Vorgehens steht eine vorgelagerte Fokussierung auf die NOENN-Modelle,
die hinsichtlich der Untermenge und der Einschritt-Prädiktion eP mit sehr geringem Auf-
wand trainiert werden können. Sie dienen der Bestimmung der optimalen Neuronenanzahl
und liefern die Initialparameter für das auf die Simulation ausgerichtete NOENN. Dem
zugrunde liegt die Annahme, dass sich die Minima der strukturgleichen Parameter θP

und θS ś trotz der zwei unterschiedlichen Kostenfunktionen ś ähneln oder sich zumindest
unweit voneinander beőnden. Sind lokal optimale Parameter hinsichtlich der Prädiktions-
konőguration θP gefunden, dann ist erfahrungsgemäß auch oft eine erfolgreiche Simulation
möglich, die allerdings ś wie bereits ausgeführt ś zur Fehlerakkumulation und dadurch
zu instabilem Verhalten führen kann. Daher ist davon auszugehen, dass diese Parameter
auch in der Nähe eines Minimums von V (eS) liegen und eine wesentlich bessere Initialisie-
rung, als die ansonsten zufällige und nichtdeterministische Auswahl der Initialparameter
θS,0 nach Drago [194] liefern würde. Ein klarer Vorteil und auch eine Bestätigung der
Annahme liefert die erhöhte Konvergenzgeschwindigkeit. Wird im Zuge der Initialisie-
rung mittels θS,0 = θP entsprechend dem zweiten Term aus Gleichung (5.5) nun noch
zusätzlich die zurückliegenden Gradienten über ∂f(·)

∂x̂(k2−1)
∂x̂(k2−1)

∂θ
im neu aufgenommenen

Training berücksichtigt, dann wird das Abbruchkriterium in Bezug auf Datensatz 2 be-
reits nach 2,1 h erreicht, wohingegen die zufällige Parameterinitialisierung im Mittel von
drei generierten NOENN bei 3,2 h liegt.
Generell zeichnet sich das Vorgehen durch die Vorverlagerung des Rechenaufwands von der
Simulations- in die Prädiktionskonőguration aus. Trotz des Trainings von imax ·kKV = 150
neuronalen Netzen im Kontext des Hyperparameter-Tuning, ergibt sich hinsichtlich des
Datensatzes 2 nur eine Durchlaufzeit der Ermittlungsmethode von tT = 3,4 h, wovon
der vorgelagerte Teil in der Prädiktionskonőguration bis zum Parametrisierungsschritt
4 lediglich 1,3 h benötigt. Durch die Prädiktionskonőguration und die stark reduzierte
Datenmenge wird ein hocheffizientes Training ermöglicht, das allerdings keinerlei Vali-
dierung der NOENN in Simulationskonőguration berücksichtigt. Eine Übertragung des
Hyperparameter-Tuning auf das Training der NOENN in Simulationskonőguration wür-
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(a) Hyperparameter-Tuning der optimalen Neu-
ronenanzahl nn, basierend auf einem Regres-
sorvektor φ mit m = 1.
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Abbildung 5.7: Einŕuss der Neuronenanzahl nn und der Ordnungszahl m auf die Fähigkeit
der Einschritt-Prädiktion der NOENN.

de den Parametrisierungsaufwand um ein Vielfaches erhöhen. Ein Zeitaufwand in der
Größenordnung von ca. 300 h wäre dabei in Bezug auf die Anwendung der Batteriesimu-
lation nicht vertretbar.

In Abbildung 5.7a ist das Hyperparameter-Tuning hinsichtlich der Neuronenanzahl nn für
den Datensatz 1 samt der statistischen Streuung der resultierenden Modellfehler durch
die Kreuzvalidierung dargestellt. Passend zu Erfahrungswerten ergibt sich ein Minimum
des mittleren Kreuzvalidierungsfehlers RMSEKV im mittleren Bereich des Rasters mit
nn = 8 dim(φ) = 64. Das Bias-Varianz-Tradeoff (vgl. Abbildung 2.6) hinsichtlich einer
optimalen Modellkomplexität scheint auch in Bezug auf die verwendeten Datensätze zu-
zutreffen.
In der danebenliegenden Abbildung 5.7b wird diese effiziente Möglichkeit der Einŕussana-
lyse in Prädiktionskonőguration genutzt, um die Verwendung verschiedener Ordnungszah-
len m hinsichtlich dem Regressorvektor aus Gleichung (5.6) zu bewerten. Auch wenn m

nicht Teil des Hyperparameter-Tuning ist, wird durch die dargestellten Ergebnisse erneut
ein Nachweis erbracht, dass im analytischen Modellfehler eAM weiterhin dynamische In-
formationen enthalten sein müssen, da m = 0 keine zufriedenstellende Modelle generiert.
Es wird auch deutlich, dass die gewählte Modellordnung m = 1 bereits ausreichend den
verbleibenden Spannungsfehler beschreibt. Eine weitere Erhöhung m > 1 kann, wie in der
Darstellung sichtbar, zwar den Fehler noch weiter minimieren, erzeugt aber auch mehr
Risiken und Aufwand durch den höherdimensionalen Eingangsraum und die Berücksich-
tigung mehrerer Rückkopplungen in Bezug auf die Simulation der Modelle.

Im zweiten Teil der Parametrisierungsmethode der NOENN Modelle steht das Training
in Simulationskonőguration V (eS) im Vordergrund. Das zugehörige Trainingsverfahren
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őndet dabei ausgehend von der bereits ermittelten Initialisierung θS,0 und über eine Be-
rücksichtigung der Abhängigkeit der Gradienten ∂ŷ(k)

∂θ
von vergangenen Gradienten ∂ŷ(k−...)

∂θ

statt. Im Gegensatz zum BPTT Verfahren bestimmt der von Williams und Zipser [192]
entwickelte, wesentlich effizientere Real Time Recurrent Learning Algorithmus den in der
Gleichung (5.5) deőnierten Zusammenhang zwischen den Gradienten nicht über eine zu-
rückblickende Berechnung, sondern ermittelt den Gradienten während der vorwärtsge-
wandten Simulation von k2 = 0 ↦→ NM. Dieses daher auch für die online-Ermittlung
einsetzbare Verfahren zur Gradientenbestimmung benötigt dabei einen festen Speicherbe-
darf, der sich unabhängig von der Größe einer Messdatei NM ergibt [188].

Der RTRL-Algorithmus wird hier noch einmal in Anlehnung an Gleichung (5.5) wäh-
rend eines Simulationsdurchlaufs folgendermaßen festgehalten:

∂ŷ(k2 + 1)
∂θ

=
∂ŷ(k2 + 1)

∂θ
+

∂ŷ(k2 + 1)
∂ŷ(k2)

∂ŷ(k2)
∂θ

(5.7)

mit k2 = 0, . . . ,NM

Dabei passt das Verfahren in der Implementierung nach [89, S. 855] und [96] zu jedem
Zeitpunkt k2 einer Messdatei den Gradienten ∂ŷ(k2+1)

∂θ
, auf Basis des zuvor berechneten

Gradienten ∂ŷ(k2)
∂θ

, an. Diese Form der Gradientenbestimmung ist möglich, da sich die
Parameter während eines Durchlaufs nicht ändern θ(k2) = θ(k2 +1). So können die Para-
meter jeweils am Ende eines vollen Durchlaufs k2 = NM im Sinne einer Trainingsiteration
angepasst werden.
Das Training erfolgt dabei wie in Prädiktionskonőguration auch über den Levenberg-
Marquardt Algorithmus. Grund für diese Auswahl ist primär die hohe Konvergenzge-
schwindigkeit dieses Gradientenverfahrens [96]. Nachdem über den RTRL Algorithmus
der rückgekoppelte Gradient zum Ende jeder Messdatei bestimmt wird, kann die folgende
Vorschrift zur iterativen Parameteranpassung θS,i+1 = (vn,W n, bn, cn)i+1 als Matrizen-
operation ausgeführt werden:

θS,i+1 = θS,i − (∇θV (eS)(∇θV (eS))
T + µiI)

−1∇θV (eS)V (eS)
T (5.8)

Diese Formulierung begründet auch den Vorteil des Levenberg-Marquardt Algorithmus
hinsichtlich der Konvergenzgeschwindigkeit, da im Gegensatz zu klassischen Gradienten-
verfahren die Hesse-Matrix, also die zweite partielle Ableitung der Kostenfunktion nach
den Parametern, durch ∇θV (eS)∇θV (eS)T approximiert wird. Das Verfahren besitzt da-
bei keine wirklichen Hyperparameter, sondern passt µ in Abhängigkeit der aktuellen Gra-
dientenrichtung nach Marquardt [195] dynamisch an. Das Trainingsverfahren aus Glei-
chung (5.8) wird analog zur Prädiktionskonőguration abgebrochen, sobald das Kriterium
∆V (eS) < 10−4 über zehn Trainingsiterationen erfüllt ist.
Somit sind die wesentlichen Aspekte der Parametrisierung der NOENN deőniert. Tabel-
le 5.3 fasst passend dazu die Wahl und die Methode hinter den verwendeten Hyperpara-
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5 Ermittlung des Fehlerkompensationsmodells

Tabelle 5.3: Wichtige Hyperparameter für die Parametrisierung des NOENN von der Vor-
verarbeitung bis zum őnalen Modell in Bezug auf den Datensatz 2.

Hyper-
parameter

Ermittlung

Downsample-Rate 10 Hz
Abwägung zwischen Trainings-
aufwand und FrequenzumfangVorver-

arbeitung
Reduktionsfaktor κ 1%

Ausbleibende Verbesserung durch
mehr Daten in Prädiktionskonőguration

Abbruchkriterium βAK,S 10−4 Rechtzeitiger Trainingsabbruch

Variation Neuronenanzahl 15Training
Teile Kreuzvalidierung kKV 10

Sicherstellung einer umfangreichen
Variation der Neuronenanzahl

Ordnungszahl m 1 Minimum für hohe ModellgüteModell-
struktur

Neuronenanzahl nn 64
Tuning basierend auf einer Kreuzvalidierung

und entlang des Rasters nn ∈ [6, 96]

metern zusammen. Basierend auf den Werten kann dann auch ein Test der resultierenden
Fehlerkompensationsmodelle in Bezug auf die Anwendung und die Spannungssimulation
ŷHM(k1) (vgl. Abbildung 5.1) erfolgen. Im Sinne dieser wissenschaftlichen Arbeit wird
der Test weniger stark automatisiert in die Ermittlungsmethode integriert, sondern statt-
dessen für den folgenden Erkenntnisgewinn hinsichtlich der NOENN herangezogen. Ab-
gesehen von der Kreuzvalidierung in Prädiktionskonőguration wird somit keine explizite
Validierung während des vorgestellten Trainings vorgenommen und es besteht ein Rest-
risiko, dass das őnale NOENN beispielsweise einer Überanpassung (engl.: Overfitting)
unterliegt.
Aufgrund der benannten Herausforderungen zum Simulationsbetrieb mit dem NOENN
wird zusätzlich eine Metrik zur Quantiőzierung der Fehlerakkumulation über die bis zu
3,5 h langen Messdateien des Datensatzes 2 deőniert. Hierfür wird der Fehlertrend aus
einer geschätzten Geradensteigung des verbleibenden Ausgangsfehlers eS(k2) über die
Simulationszeit t(k2) abgeleitet. Als Grundlage dieser Fehlermetrik ϵS dient die lineare
Regressionsformel:

Fehlertrend: ϵS =

∑︁NM

k2=0((t(k2) − t)(eS(k2) − eS))
∑︁NM

k2=0(t(k2) − t)2
(5.9)

In Abbildung 5.8 sind die Simulationsergebnisse der zwei NOENN, die während der Para-
metrisierung nach dem eingangs beschriebenen Vorgehen entstehen, zuerst einmal visuell
dargestellt. An der ausgewählten Messdatei aus den Testdaten des Datensatzes 2 wird
das bisher eher theoretisch betrachtete Problem der Fehlerakkumulation und die resultie-
rende Instabilität des in Prädiktionskonőguration über V (eP) trainierten Modells konkret
sichtbar. Während das NOENN, das ein Training in Simulationskonőguration mithilfe des
RTRL-Algorithmus aus Gleichung (5.7) erfahren hat, ein geeignetes Fehlermodell für die
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Abbildung 5.8: Simulation der Batteriespannung anhand einer Testmessung des Datensat-
zes 2 mit zwei NOENN, die sich durch die Verwendung des Trainingsal-
gorithmus hinsichtlich der Prädiktions- und Simulationskonőguration un-
terscheiden.

verbesserte Simulation der Batteriespannung hinsichtlich der Fahrzeugmessungen liefert,
führt das auf die Einschritt-Prädiktion ausgelegte Modell in dem hervorgehobenen Aus-
schnitt der Messdatei dazu, dass es sich selbst durch die Ausgangsrückführung in einen
instabilen Zustand bringt, der offenbar nur durch die schnell saturierende Extrapolation
des neuronalen Netzes eingefangen wird.

Die Darstellung entspricht zwar einem plakativen Fall der Fehlerakkumulation, macht aber
deutlich, dass die Simulation zusätzliche Herausforderungen mit sich bringt, die durch das
Training in Bezug auf den Simulationsfehler überwunden werden können. Zum Modelltest
werden zusätzlich die benannten Metriken je Messdatei berechnet und ihre Mittelwerte
in Tabelle 5.4 festgehalten.
Die Ergebnisse stehen in Zusammenhang mit der Anwendung des Fehlerkompensations-
modells in der Dauerlauferprobung von elektrischen Antrieben (vgl. Kapitel 6.2) und
beruhen teilweise auf bereits veröffentlichten Ergebnissen [8].
Anhand der Fehlerwerte bestätigt sich die zuvor diskutierte visuelle Erkenntnis. Die Si-
mulationskonőguration mit einem Training zur Minimierung von V (eS) führt zu einer
deutlich geringeren Modellabweichung gegenüber der Prädiktionskonőguration, was ne-
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5 Ermittlung des Fehlerkompensationsmodells

ben dem quadratischen Testfehler vor allem anhand der geringen Werte des Absolutfehlers
und des Fehlertrends ϵS erkennbar ist. Über die Metrik aus Gleichung (4.8) wird nochmals
deutlich, dass der geringe quadratische Fehler von RMSE = 1,36V auch als Verbesserung
des analytischem Modells um R2

Hybrid = 37,4 % interpretiert werden kann. Damit wird
auch der Erfolg der vorgestellten Parametrisierungsmethode nachgewiesen. Das Ergebnis
des NOENN in Simulationskonőguration kommt fast an die bisherige Verbesserung des
GRU mit R2

Hybrid = 42,2 % im additiven Fehlerkompensationsmodell (vgl. Kapitel 4.2)
heran.
Die Berücksichtigung der vergangenen Gradienten während der numerischen Optimierung
reduziert offensichtlich die Wahrscheinlichkeit der Fehlerakkumulation, die über die Metrik
des Fehlertrends ϵS greifbar wird. Obwohl selbst das NOENN in Prädiktionskonőgurati-
on im Mittel das analytische Modell noch verbessert, ist eine deutliche Verschlechterung
des Modells über den Simulationsverlauf der Messdateien erkennbar. Ähnlich der Ab-
bildung 5.6 lässt sich der Wert von ϵS = 0,51 mV

s
so deuten, dass das NOENN, das über

V (eP) trainiert wird, nach einer simulierten Stunde die Spannung um 1,8V schlechter vor-
hersagt. Gletter [96] weist zusätzlich zu den abgeleiteten Erkenntnissen nach, dass durch
das verwendete RTRL Verfahren selbst dann noch zuverlässigere Modelle entstehen, wenn
dem NOENN, das in Prädiktionskonőguration V (eP) trainiert wurde, zusätzlich Neben-
bedingungen zur Einhaltung der Lyapunov-Stabilität aufgezwungen werden.

Das beschriebene Vorgehen zu Parametrisierung des NOENN zeigt anhand des Daten-
satzes 2, dass eine deutliche Verbesserung des analytischen Modells erreicht wird, und
rechtfertigt damit auch den zusätzlichen Trainingsaufwand durch die Berücksichtigung
der Simulationskonőguration. Die Ausführungszeit auf dem Echtzeitrechner (vgl. Tabel-
le 5.1) ist im Vergleich zur Berechnung des restlichen Batteriemodells (vgl. Abbildung 3.1)
verschwindend gering, und die Simulationsrate mit fDM = 10Hz kann in jedem Fall ga-
rantiert werden. Eine detaillierte Betrachtung der Ausführungszeit erfolgt daher nur in
Bezug auf das GRU.
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5.2 Parametrisierung der dynamischen neuronalen Netze

Tabelle 5.4: Bewertung der NOENN-Modelle in Bezug auf alle Testmessungen des Daten-
satzes 2 mit einem Vergleich zwischen der Prädiktions- und Simulationskon-
őguration.

Fehler-
kompensation

NOENN
über V (eS)

NOENN
über V (eP)

Analytisches
Modell

T
es

t

RMSE [V] 1,36 1,91 2,17

ME [V] 5,2 12,4 10,9

Fehlertrend ϵS [mV
s

] 0,04 0,51 0,03

T
ra

in
in

g

RMSE [V] 1,08 1,31 2,23

ME [V] 3,5 4,5 11,8

Fehlertrend ϵS [mV
s

] 0,02 0,08 0,03

Trainingszeit tT [h] 3,4 0,007

5.2.2 Parametrisierung des Gated-Recurrent-Unit-Modells

Mit dem Long-Short-Term-Memory (LSTM) hat Schmidhuber [188] den Trend generiert,
neuronale Netze auch auf die effiziente Modellierung von Informationen in Zeitreihen zu
übertragen, der beispielsweise zur erfolgreichen Anwendung im Bereich der Sprachüber-
setzung geführt hat. Seine Motivation hinter der Konzipierung von rekurrenten neurona-
len Netzen mit komplexen internen Zustandsrückführungen ergibt sich unmittelbar aus
den bereits umrissenen Schwierigkeiten in der rückwärtsgewandten Bestimmung des ak-
tuellen Gradienten, der für die Minimierung des Simulationsfehlers nach Gleichung (5.5)
gebraucht wird. Die dabei stattőndende Aufrollung, deőniert durch die Kettenregel, führt
ś ähnlich den neuronalen Netzen mit einer sehr hohen Anzahl an versteckten Schichten
ś dazu, dass der Einŕuss der Gradienten zurückliegender Zeitpunkte unter bestimmten
Bedingungen exponentiell abnehmen kann1 und somit kaum noch zur aktuellen Trainingsi-
teration beiträgt.
Dem begegnet Schmidhuber in Form des LSTM dadurch, dass die Zustände vergangener
Zeitschritte und dabei auch ihre Gradienten direkt auf die aktuellen Zustände einwirken
können. Die bekannteste Weiterentwicklung des LSTM ist das bereits in Kapitel 4 verwen-
dete Gated-Recurrent-Unit (GRU) nach Cho [151]. Basierend auf der Zustandsberechnung

1 Dieses Phänomen ist in der englischen Literatur auch als Vanishing Gradient Problem bekannt.
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5 Ermittlung des Fehlerkompensationsmodells

des GRU (vgl. Abbildung 2.5) lässt sich erkennen, dass die aktuellen Werte h(k) unmit-
telbar über eine Multiplikation auch die vergangenen Zustände h(k− 1) berücksichtigen.
Im Gegensatz zu neuronalen Netzen mit einer Vielzahl an versteckten Schichten werden
daher die Ausgaben einer Schicht nicht als Eingabe für die nächste Schicht verwendet,
sondern ś eben gerade mit dem Ziel einer ununterbrochenen Beeinŕussung der Gradi-
enten ś lediglich durch die Gate-Mechanismen angepasst. Dadurch kann das Vanishing
Gradients Problem zumindest gegenüber normalen rekurrenten neuronalen Netzen, wie
dem Elman-Netz, reduziert werden [196], wodurch eine robuste Anwendung von GRU
in der dynamischen Modellierung, mittels langer Zeitreihendaten, als erfolgversprechend
anzunehmen ist.

Die Messdateien der Fahrzeuge bestehen beispielsweise in Bezug auf den Datensatz 1
im Mittel aus NM = 35.822 Datenpunkten und können aufgrund ihrer Länge nachvoll-
ziehbarerweise Probleme bei der Berücksichtigung weit zurückliegender Gradienten in der
Minimierung des Simulationsfehlers V (eS) verursachen. Wie schon anhand des NOENN
nachgewiesen, kann jedoch die vollständige Gradientenbestimmung entscheidend zur Sta-
bilität während des Simulationsbetriebs des Fehlermodells beitragen. Demzufolge wird
das GRU ś gegenüber einfacheren rekurrenten neuronalen Netzen ś als zweite Variante
zur Fehlerkompensation in dieser Arbeit verwendet. Ein weiterer, nicht zu vernachläs-
sigender Vorteil des GRU ist seine weitläuőge Etablierung. Das GRU ist standardisiert
in vielen Programmiersprachen und Modellierungswerkzeugen verfügbar. Zusammen mit
der Tatsache, dass im Gegensatz zum Regressorvektor φ(k2) beim NOENN keine Auswahl
über die verzögerten Eingangsdaten getroffen werden muss, kann das GRU ohne großen
Implementierungsaufwand unkompliziert auf die Batteriedaten angewandt werden. Dabei
erzielt es die bereits dargelegten Erfolge im durchgeführten Vergleich zu den Hybridstruk-
turen (vgl. Kapitel 4). Es ist davon auszugehen, dass das GRU und ähnliche Modelle in
Zukunft noch häuőger in der dynamischen Modellierung technischer Systeme eingesetzt
werden [139, 152].
Zur Verdeutlichung der Parallelen zwischen nichtlinearen Zustandsräumen aus Gleichung
(2.15) und rekurrenten neuronalen Netzen werden die komplexen Strukturformeln aus
(4.6a-e) zur Anpassung der Zustände h(k2) zu jedem diskreten Zeitschritt k2 hier wie
folgt festgehalten:

h(k2) = fGRU(h(k2 − 1),u(k2),W r,W z,W h̃,Rr,Rz,Rh̃, br, bz, bh̃) (5.10)

êAM(k2) = gGRU(h(k2),vg, cg) (5.11)

Das GRU sollte demzufolge in der Lage sein, durch die universelle Approximation mittels
fGRU(·) und gGRU(·) jedes beliebige nichtlineare, zeitinvariante Verhalten wiederzugeben.
Am Beispiel aus Abbildung 5.5 wurde bereits deutlich, dass das GRU dynamisches Ver-
halten simulieren kann. Das LSTM kann in gleichem Maße als nichtlinearer Zustandsraum
dargestellt werden, allerdings besitzt es eine noch komplexere Struktur, da es mehr Pa-
rameter enthält und zwei unterschiedliche Arten von Zuständen je Zeitschritt weitergibt.
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5.2 Parametrisierung der dynamischen neuronalen Netze

So hat ein GRU mit beispielsweise nh = 128 versteckten Zuständen 50.313 Parameter,
wohingegen ein LSTM aus 67.084 Parametern besteht. Die Literatur beschreibt die Vor-
teile des LSTM im Vergleich zum GRU vor allem in Bezug auf die erfolgreichere Wei-
tergabe von wichtigen Informationen über extrem lange Zeithorizonte, jedoch dürfte das
hinsichtlich der in dieser Arbeit betrachteten dynamischen Modellierung keine allzu große
Rolle spielen, da weit zurückliegende Eingänge nur begrenzt das elektrische Batteriever-
halten beeinŕussen (vgl. Abbildung 4.2). Selbst Effekte wie die Ruhespannungshysterese
können dabei von jedem rekurrenten neuronalen Netz modelliert werden, insofern die Än-
derung des Ladezustandssignals über u3(k2 − 1) analog zum Modell nach Gleichung (3.3)
mitberücksichtigt wird. Bezüglich des Vergleichs aus Kapitel 4.2 erzielt das LSTM eine
Verbesserung des quadratischen Fehlers zum analytischen Modell um R2

Hybrid = 38,4%
und verdeutlicht dadurch, dass das komplexere LSTM weniger erfolgreich den Fehler des
analytischen Batteriemodells kompensiert.

Aufgrund des im Vergleich zum NOENN wesentlich geringeren Aufwands in der Im-
plementierung wird zum GRU keine detaillierte Parametrisierungsmethode vorgestellt.
Ausgehend von den Ergebnissen in Tabelle 4.2 wird das GRU jedoch mit einem Fokus auf
der Datenvorverarbeitung und der automatisierten Validierung erweitert. Letztlich gilt es,
dadurch eine höhere Zuverlässigkeit des Trainings zu erzielen.
Hierfür sind vorrangig folgende Schritte, die sich von der Parametrisierung des NOENN
abheben (vgl. Kapitel 5.2.1), notwendig:

1. Auftrennung der Trainingsdaten:

a) Separieren von 20 % der Messdateien als Validierungsdaten ś zusätzlich zu den
bereits extrahierten Testdaten

b) Sortieren der verbleibenden 80 % der NMD Messdateien ihrer Länge NM nach

c) Aufteilen der Messdateien in Untermengen ś sogenannte Batches ś der Größe
NB = 1

10
NMD

d) Durchführen eines Zero-Padding ś Anfügen der Werte 0 am Ende jeder Mess-
datei ś auf die Länge der jeweils längsten Messdatei in einem Batch für das
parallelisierte Training des GRU

2. Parametrisierung des GRU:

a) Trainieren des GRU mit nh = 128 versteckten Zuständen separat für die aufein-
anderfolgenden Batches mit einer zufallsbasierten Neusortierung der Batches
nach jedem Durchlauf aller Trainingsdaten

b) Bestimmen des Validierungsfehlers RMSEV nach jedem vollständigen Durch-
lauf der Trainingsdaten
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c) Abbrechen des Trainings bei Erfüllung des Kriteriums ∆RMSEV ≤ βAK mit
βAK = 10−6 über fünf vollständige Iterationen der Trainingsdaten

Ein fundamentaler Unterschied zum NOENN ist vor allem der Umgang mit den Daten
und die stückweise Zuführung der einzelnen Batches zum Trainingsalgorithmus. Dieses im
maschinellen Lernen weitverbreitete Verfahren zum effizienten Training mit großen Da-
tenmengen ist insbesondere hinsichtlich der hier verwendeten Zeitreihendaten notwendig.
Grund ist die für die Parallelisierung wichtige Angleichung der Längen der Messdatei-
en in einem Batch, da ansonsten eine Vervielfachung der Datenmenge entstehen würde.
Das Training mit einer Batch-Größe von NB = NMD würde zu einer Trainingszeit von
tT = 12,1 h führen und damit einen deutlich höheren Aufwand als mit der für die Trai-
ningsgeschwindigkeit von tT = 3,6 h günstig gewählten Batch-Größe von NB = 1

10
NMD

nach sich ziehen.
Der Trainingsalgorithmus des GRU beruht auf einer Gradientenbestimmung entsprechend
Gleichung (5.5). Hierbei wird mittels des BPTT Algorithmus die vollständige Summe al-
ler Gradienten sowie deren jeweilige rückwärtsgewandte Abhängigkeit von den Gradien-
ten früherer Zeitpunkte gebildet. Für mehr Details sei auf Graves [153] verwiesen. Eine
grundlegende Änderung dabei ist auch, dass im Gegensatz zum Levenberg-Marquardt
Algorithmus ein stochastisches Gradientenabstiegsverfahren2 zum Einsatz kommt. Dabei
spielt auch wieder die Lernrate und ihre Reduzierung ηi = γ ηi−1 eine zentrale Rolle. Aus-
gehend von der bewährten Initialisierung von η0 = 0,01 wird die Lernrate jeweils nach
einem Durchlauf aller Trainingsdaten um den Faktor γ reduziert.
Zusammen mit dem Einŕuss der Anzahl der versteckten Zustände nh ist die Auswirkung
dieses wichtigen Hyperparameters γ auf das Konvergenzverhalten des Trainings- und Va-
lidierungsfehlers während der Optimierung von V (eS) in Abbildung 5.9 dargestellt.
Anhand der dritten Abbildungsreihe zeigt sich, dass ein zu klein gewähltes γ zu einer
zu schnellen Reduktion der Lernrate führen kann und ein erhöhtes Risiko der verfrühten
Konvergenz besteht. Durch den exponentiellen Einŕuss von γ auf die Lernrate in Ab-
hängigkeit des Trainingsfortschritts őndet dann für γ = 0,85 spätestens ab der Iteration
i > 20 keine merkliche Anpassung der Parameter des GRU mehr statt.
Auch ist an den Abbildungsspalten unzweifelhaft der Einŕuss der Parameteranzahl nh

erkennbar. Zuerst einmal lässt sich über den Validierungsfehler die Aussage ableiten, dass
bei einer hohen Anzahl an versteckten Zuständen nh = 64 das GRU leicht einer Über-
anpassung der Trainingsdaten unterliegen kann. Das als gestrichelte Linie dargestellte
Abbruchkriterium, basierend auf einer maximalen Änderung von βAK = 10−6 über fünf
vollständige Trainingsdurchläufe, fängt dieses Problem allerdings recht schnell ab und ga-
rantiert eine hohe Modellgüte.
Passend zu diesen Erkenntnissen enthält Tabelle 5.5 die weitgehend erfahrungsbasierte
Auswahl der Hyperparameter für das GRU hinsichtlich des Datensatzes 1.

2 In dieser Arbeit wird für die Anpassung der Parameter des GRU der Trainingsalgorithmus ADAp-

tive Moment Estimate (ADAM) verwendet. Der Algorithmus zeichnet sich vor allem durch seine hohe
Robustheit gegenüber der Wahl der Hyperparameter aus [197].

122



5.2 Parametrisierung der dynamischen neuronalen Netze

0,4

0,6

0,8

1

R
M
S
E

[V
]

a) nh = 4 und . = 0;95

Training
Validierung
Abbruchkriterium

b) nh = 16 und . = 0;95

Training
Validierung
Abbruchkriterium

c) nh = 64 und . = 0;95

Training
Validierung
Abbruchkriterium

0,4

0,6

0,8

1

R
M
S
E

[V
]

d) nh = 4 und . = 0;9

Training
Validierung
Abbruchkriterium

e) nh = 16 und . = 0;9

Training
Validierung
Abbruchkriterium

f) nh = 64 und . = 0;9

Training
Validierung
Abbruchkriterium

20 40 60 80 100 120
Iteration

0,4

0,6

0,8

1

R
M
S
E

[V
]

g) nh = 4 und . = 0;85

Training
Validierung
Abbruchkriterium

20 40 60 80 100 120
Iteration

h) nh = 16 und . = 0;85

Training
Validierung
Abbruchkriterium

20 40 60 80 100 120
Iteration

i) nh = 64 und . = 0;85

Training
Validierung
Abbruchkriterium

Abbildung 5.9: Einŕuss der Anzahl der versteckten Zustände nh und der Lernratenreduk-
tion γ auf das Konvergenzverhalten des Fehlers des GRU hinsichtlich der
Trainings- und Validierungsmessdateien.

In Bezug auf den zentralen Vergleich dieser wissenschaftlichen Arbeit in Kapitel 4 ergibt
das hier präsentierte Vorgehen mit den deőnierten Hyperparametern nur unwesentliche
Verbesserungen. Jedoch erhöht sich die Zuverlässigkeit in der Parametrisierung des GRU
und das Risiko der Überanpassung wird, wie an Abbildung 5.9 ersichtlich, minimiert. Ma-
ximal konnte durch die Berücksichtigung der separaten Validierungsdaten eine Verbesse-
rung hinsichtlich der Testdaten des Datensatzes 1 von R2

Hybrid = 46,3 % gegenüber dem
analytischen Batteriemodell beobachtet werden. Die Parameterinitialisierung, die beim
GRU ähnlich zum NOENN auf zufälligen Werten nach Glorot [198] basiert, bringt immer
auch eine Streuung in der resultierenden Modellgüte mit sich. Da ungleich zu dem entwi-
ckelten Vorgehen für das NOENN keine deterministische Initialisierung über die schnell
und vielfach ermittelten Prädiktionsmodelle erfolgt (vgl. Kapitel 5.2.1), besteht in der hier
einfach gehaltenen Parametrisierungsmethode weiterhin die Gefahr, Modelle zu generie-
ren, die einem unzureichenden, lokalen Optimum der Zielfunktion V (eS) entsprechen und
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5 Ermittlung des Fehlerkompensationsmodells

Tabelle 5.5: Wichtige Hyperparameter in der Ermittlung des GRU von der Vorverarbei-
tung bis zum őnalen Modell in Bezug auf Datensatz 1

Hyper-
parameter

Ermittlung

Downsample-Rate 10 Hz
Abwägung zwischen Trainings-
aufwand und FrequenzumfangVorver-

arbeitung Batch-Größe NB 11 Anteil der Messdateien: 1
10
NMD

Abbruchkriterium βAK 10−6

Lernratenreduktion γ 0,95

Erfolgreiche Fehlerkonvergenz
basierend auf ErfahrungenTraining

Anteil Validierungsdaten 20 % Etablierte Aufteilung

Modell-
struktur

Versteckte Zustände nh 128
Ausbleibende Verbesserung der

Modellgüte bei weiterer Verdopplung

dadurch das Potenzial der GRU nicht vollständig ausschöpfen. Mit signiőkanten Einbußen
in der Trainingszeit könnte dieses Risiko natürlich ebenfalls minimiert werden. Allerdings
ist mit einem zeitlichen Aufwand von tT = 3,6 h für das Training bereits eine tolerierbare
Grenze erreicht. In anknüpfenden Untersuchungen zur Anwendung der GRU in Bezug auf
die Batteriesimulation sollte daher, beispielsweise über Kreuzvalidierungsverfahren, dieses
Problem mit einem Augenmerk auf dem Rechenaufwand begegnet werden.
Unabhängig von dem größeren Trainingsaufwand eines GRU sticht im Vergleich zu den
NOENN vor allem auch das stabilere Simulationsverhalten heraus. Entsprechend der ein-
geführten Fehlermetrik erreicht das GRU einen mittleren Fehlertrend während der Simu-
lation von ϵS = 0,021 mV

s
bezüglich aller Messdateien des Datensatzes 1 und unterstreicht

damit auch erneut sein hohes Potenzial im Vergleich mit dem NOENN.
In der abschließenden Betrachtung zur Ermittlung des GRU wird mit Blick auf die An-
wendung des datenbasierten Fehlermodells als Teil der Batteriesimulation am Prüfstand
der Rechenaufwand hinsichtlich des in Tabelle 5.1 dargelegten Echtzeitrechners bewertet.
Hierzu wird die mittlere Ausführungszeit tA, ś also die Zeit, die der Rechner zur Simula-
tion der Modellantwort des nächsten Zeitschritts ŷ(k2) ↦→ ŷ(k2 + 1) benötigt ś ausgehend
von der Gesamtdauer der Simulation einer der Messdateien aus dem Datensatz 1, abgelei-
tet. Die harte Echtzeitanforderung im Kontext der Batteriesimulation verlangt, dass die
Ausführungszeit tA unter allen Umständen deutlich unterhalb der Simulationsrate von
tA(k2) ≪ 100ms und tA(k1) ≪ 20ms liegt. Dadurch ist sichergestellt, dass die Modellbe-
rechnung in Echtzeit erfolgen kann und es nicht zu unerwünschten Abbrüchen während
der Batteriesimulation am Prüfstand kommt.
Tabelle 5.6 zeigt diese Ergebnisse hinsichtlich des Rechenaufwands in Abhängigkeit von
der Modellkomplexität des GRU. Die Parametermatrizen aus den Gleichungen (4.6a-e)
deőnieren, dass die Anzahl der Parameter des GRU quadratisch mit der Anzahl der ver-
stecken Zustände nh wächst, was sich auch an dem Anstieg der Ausführungszeit über die

124



5.3 Parametrisierung der One-Class Support Vector Machine

Komplexität, unabhängig vom verwendeten Rechner, erkennen lässt. Dabei liegt selbst
noch für eine versteckte Zustandsanzahl von nh = 256 die Ausführungszeit mit 0,24ms

deutlich unterhalb von 100ms. Insofern der Speicheraufwand nicht zusätzliche Proble-
me mit sich bringt, können die Matrizenoperationen des ausgewählten GRU wie auch des
deutlich schlankeren NOENN über heutige CPU im Rahmen der Echtzeitanforderung ohne
großen Aufwand berechnet werden. Letztlich macht der Vergleich mit der Ausführungs-
zeit tA des Systemmodells der Batterie (vgl. Abbildung 3.1) ś primär verursacht durch
die Teilmodelle zum thermischen Verhalten und zur Abbildung der BMS-Funktionen ś
deutlich, wie wenig Rechenaufwand das Fehlermodell benötigt.

Tabelle 5.6: Mittlere Ausführungszeit tA verschieden komplexer GRU-Modelle mit einem
Vergleich zum gesamten Systemmodell der Batterie auf dem Trainings- und
Echtzeitrechner.

tA [ms]
Trainings-
computer

Echtzeit-
computer

nh = 64 0,017 0,043
nh = 128 0,031 0,076

GRU
(Fehlermodell)

nh = 256 0,09 0,24

Systemmodell der Batterie 1,1 4,3

5.3 Parametrisierung der One-Class Support Vector
Machine

Für die Begrenzungsfunktion b(ŷDM,u) zur situativen Einschränkung der Fehlerkompen-
sation im hybriden Batteriemodell wird die One-Class Support Vector Machine (OCSVM)
eingesetzt. Der in Gleichung (4.11) vorgestellte Klassiőkator liefert eine Beschreibung der
Zugehörigkeit zu den Trainingsdaten und kann dadurch die Datenextrapolation des Feh-
lermodells verhindern.

Die OCSVM nach Schölkopf [181] ist eine Adaption der Support Vector Machine (SVM)
zur Klassiőzierung einer einzigen Klasse ś bestehend aus den Trainingsdaten des Fehler-
modells.
Im Folgenden soll das zugrundeliegende Vorgehen erläutert werden, das zur Bestimmung
der Lagrange-Multiplikatoren α und dem Bias b der OCSVM verwendet wird.
Die OCSVM beruht dabei auf dem dualen Optimierungsproblem der SVM und maxi-
miert den Trennbereich zwischen der Klasse und dem Ursprung im hochdimensionalen
Transformationsraum. Schölkopf [181] berücksichtigt dafür zusätzliche Gleichungsneben-
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5 Ermittlung des Fehlerkompensationsmodells

bedingungen, um Langrange-Multiplikatoren zu őnden, die die Datenpunkte der einen
Klasse mit der Hyperebene optimal umhüllen:

min
α

1
2

l
∑︂

i=1

l
∑︂

j=1

αiαj K(φi,φj) (5.12)

s.t.
l

∑︂

i=1

αi = 0 (5.13)

0 ≤ αi ≤
1
νN

(5.14)

Zentraler Aspekt dieses Minimierungsproblems ist die Kernel-Funktion K(), die dafür
sorgt, dass die gewünschte nichtlineare Form der Hyperebene entstehen kann. In dieser
Arbeit kommt der Inverse Multiquadric (IMQ) Kernel K(x, y) = (1 + C ||x− y||2)−0,5

zum Einsatz, der zwar weniger etabliert ist als der gaußsche Kernel, aber in eigenen Un-
tersuchungen mindestens vergleichbare, wenn nicht sogar bessere Ergebnisse liefert [9]. Zur
Ermittlung der Langrange-Multiplikatoren wird neben dem Kernelparameter C ein wei-
terer Hyperparameter in Form der Ungleichungsnebenbedingung (5.14) eingeführt. Über
den Regulierungsparameter ν ∈ (0, 1] in Kombination mit der Anzahl der Trainingsda-
tenpunkte N wird kontrolliert, inwieweit das Modell auf Ausreißer reagiert. Da diese
Eigenschaft der OCSVM auch über die nachträgliche Verschiebung des Bias b erfolgen
kann, steht der Hyperparameter ν zur Verfügung, um die Form der OCSVM weiter zu
optimieren. Der Bias b als wichtiger Modellparameter der OCSVM wird dabei schritt-
weise erhöht, bis alle Datenpunkte innerhalb der Hyperebene liegen. Folgendes Vorgehen
fasst die gesamte Parametrisierungsmethode ś für die OCSVM in Verbindung mit dem
Regressorvektor φ(k2) des NOENN ś zusammen:

1. Verwendung der normalisierten Untermenge der Trainingsdaten basierend auf der
Vorgabe von κ = 1 %

2. Tuning der Hyperparameter ν und C:

a) Festlegung des zweidimensionalen Rasters ν ∈ [0,20,6] und C = [15] mit jeweils
15 Stützstellen

b) Ermittlung der konvexen Hülle

c) Training der 152 = 225 OCSVM unter Variation der beiden Hyperparameter
mit einer anschließenden Bewertung der jeweiligen Klassiőkatoren über einen
Vergleich mit der konvexen Hülle

d) Auswahl der besten OCSVM, basierend auf einer Metrik der Konfusionsmatrix
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5.3 Parametrisierung der One-Class Support Vector Machine

3. Training der OCSVM:

a) Iterative Lösung des Optimierungsproblems aus Gleichung (5.12) mittels ei-
nes Innere-Punkte-Verfahrens bis zum Erreichen des Toleranzwertes βQP der
Kostenfunktion

b) Erhöhung des Bias ausgehend von b = 0 bis alle Datenpunkte φ(k2) von der
OCSVM umschlossen werden

Dem Hyperparameter-Tuning kommt eine entscheidende Rolle in der Parametrisierungs-
methode zu. Das Training von insgesamt 225 Modellen spiegelt den immensen Umfang
der Suche nach den beiden optimalen Hyperparametern wider und ist vor allem auch
möglich, weil die Ermittlung der Parameter α und b einer einzelnen OCSVM im Mittel
lediglich tT = 27 s andauert. In Summe ergibt sich bezüglich des Datensatzes 2, der für
das Training des NOENN in der Batteriesimulation für die Dauerlauferprobung (vgl. Ka-
pitel 6.2) verwendet wird, ein zeitlicher Gesamtaufwand von tT = 1,6 h zur Bestimmung
des Begrenzungsmodells.

Die Vielzahl an OCSVM wird dabei, beruhend auf einem Vergleich mit der konvexen
Hülle (KH), für die Auswahl des abschließenden Modells verwendet. Dem Vorgehen liegt
die Annahme zugrunde, dass die KH bereits eine valide Grenzbeschreibung liefert (vgl.
Tabelle 4.3), allerdings durch ihre konvexe Form teilweise Bereiche fälschlicherweise zu
der zu beschreibenden Klasse der Trainingsdaten hinzufügt. Zur Bewertung der Modelle
werden daher, basierend auf der Konfusionsmatrix [199], gezielt die False Negatives (FN),
in Bezug auf zufällige Validierungsdaten gegenüber der konvexen Hülle, minimiert. Um
dabei das Risiko von Löchern innerhalb der Datenpunktemenge zu reduzieren, hat es sich
bewährt, auch die False Positives (FP ) im Vergleich mit der konvexen Hülle in folgender
Metrik für die Auswahl der Hyperparameter zu integrieren:

SKH,i =
1

2
∑︁

FNi +
∑︁

FPi

, i = 1, . . . , 225 (5.15)

Die Wahl des maximalen Wertes von SKH,i garantiert dabei eine an die konvexe Hülle
angelehnte Form, die zusätzlich auch die konkaven Grenzbereiche der Datenverteilung en-
ger umschließt. Tabelle 5.7 zeigt analog zur Parametrisierung des NOENN und GRU die
Auswahl der konkreten Werte für die Hyperparameter der OCSVM.
In Bezug auf das Anwendungsbeispiel in Kapitel 6.2 spielt die Begrenzungsfunktion aller-
dings keine übergeordnete Rolle, da in dem konkreten Fall keine wesentliche Extrapolation
der bekannten Daten während der Simulationsanwendung stattőndet. Diese Erkenntnis
geht auch damit einher, dass die Begrenzung in Bezug auf die zufälligen Testmessun-
gen des Datensatzes 1 keine grundlegenden Verbesserungen des quadratischen Fehlers
RMSE = 1,23V, des Fehlertrends ϵS = 0,04 mV

s
und des Maximalfehlers ME = 4,8V im

Vergleich zu Tabelle 5.4 mit sich bringt. Die leichte Reduktion des Maximalfehlers lässt
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5 Ermittlung des Fehlerkompensationsmodells

Tabelle 5.7: Wichtige Hyperparameter für die Parametrisierung der OCSVM in Bezug auf
Datensatz 2 für den Verbund mit dem NOENN.

Hyper-
parameter

Ermittlung

Größe des Tuning-Rasters 15 Ausreichend umfangreiches Raster

Optimierungstoleranz βQP 10−4 Unwesentliche Verbesserung von SKH

bei weiterer ReduktionTraining

Regulierungsparameter ν 0,027
Tuning basierend auf
der 2D-Rastersuche

Kernelfunktion K(φi,φj) IMQ Kernel
Oft höhere Modellgüte
als gaußscher KernelModell-

struktur
Kernelparameter C 1,6

Tuning basierend auf
der 2D-Rastersuche

darauf schließen, dass die OCSVM selbst für die zufällige Auswahl der Testdaten eine ro-
bustere Simulation des Fehlerkompensationsmodells ermöglicht. Dadurch wird auch noch
einmal die Hauptmotivation hinter der Begrenzung hervorgehoben. Die OCSVM dient
als ein zusätzlicher Sicherheitsmechanismus in der hybriden Modellstruktur, um in Be-
zug auf die datenbasierte Spannungssimulation am Prüfstand potenzielles Fehlverhalten
auszuschließen und letztlich auch Vertrauen gegenüber Datenmodellen in dieser sicher-
heitskritischen Anwendung zu schaffen.

5.4 Zusammenfassung und Fazit

Das hier endende Kapitel stellt die Methoden zur Ermittlung der Parameter und Hy-
perparameter der drei verwendeten Modelle vor, die darauf ausgerichtet sind, eine hohe
Reproduzierbarkeit und Übertragbarkeit auch hinsichtlich anderer Batterievarianten zu
erzielen. Ein wichtiger Schwerpunkt liegt dabei auf der Vorverarbeitung der Fahrzeugmes-
sungen, wobei insbesondere die große Menge und die inhomogene Verteilung der Daten
im Fokus stehen. Im ersten Schritt erfolgt daher ein Downsampling auf 10Hz. Diese
Reduktion der Datenpunkte ist möglich, da die Antriebsbatterie im Fahrzeug kaum hoch-
frequente Anregungen erfährt. Es schließt sich die vorgestellte Methode zur Vorselektion
einer raumfüllenden Untermenge der Trainingsdaten an. Der Erfolg dieser Datenreduktion
wird bezüglich des NOENN-Modells, das in Prädiktionskonőguration und somit mittels
der Kostenfunktion V (eP) parametrisiert wurde, nachgewiesen. Er kann allerdings bisher
nicht auf die Kostenfunktion V (eS) für das NOENN und GRU übertragen werden. Die
Methode őndet daher lediglich eine Anwendung im Hyperparamter-Tuning und in der
Initialisierung des őnalen NOENN. Sie erhöht dabei entscheidend die Zuverlässigkeit und
Geschwindigkeit der gesamten Parametrisierungsmethode.
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Anhand des durchgeführten Vergleichs aus Abbildung 5.6 zwischen dem GPM, Polynom-
modell und FNN bestätigt sich die bekannte Annahme, dass für den Erfolg von nichtlinear
dynamischen Modellen nicht unbedingt die gewählte Modellart entscheidend ist.
Mit Blick auf die Größe der Datenmenge werden zwei Varianten von neuronalen Netzen
verwendet, um das nichtlinear dynamische Batterieverhalten zu modellieren. Mit dem
NOENN wird eine auf den Regressorvektor φ zugeschnittene Variante der nichtlinearen
Modellierung aus dem Kontext der Systemidentiőkation verwendet. Um dieses Modell mit
dem dreischichtigen neuronalen Netz in der Batteriesimulation erfolgreich anwenden zu
können, sind grundsätzlich weitreichendere Überlegungen und Anpassungen erforderlich
ś beispielsweise hinsichtlich des wenig etablierten RTRL Algorithmus oder der Wahl der
Modellordnung m.
Bei der zweiten Variante des datenbasierten Fehlermodells mit einem GRU handelt es
sich um eine modernere Option zur Modellierung von dynamischen Zusammenhängen in
Zeitreihen, die dem Forschungsfeld des maschinellen Lernens zuzuordnen ist. Dementspre-
chend existieren bereits auch vielfach standardisierte Implementierungen des Modells.
Über die Interpretation des GRU als nichtlineares Zustandsraummodell aus Gleichung
(5.10) wird deutlich, dass die interne Zustandsrückführung eine weitere Vereinfachung in
der Handhabung des Modells darstellt. Das GRU erfordert gegenüber dem NOENN keine
getrennte Festlegung der Modellordnung m und der Neuronenanzahl nn und ist somit
hinsichtlich der Ermittlung und Festlegung der Hyperparameter weniger aufwendig.
Letzteres ist zudem ein zentraler Grund für den Erfolg ś messbar an dem geringeren qua-
dratischen Fehler ś des GRU in Bezug auf die Testmessungen. In Abbildung 5.7b wird
deutlich, dass m = 2 eine geeignetere Modellordnung für die Fehlersimulation mit dem
NOENN ist, die aber aufgrund von den bekannten Risiken in der Stabilität der Modelle
und des größeren Eingangsraums keine Verwendung in dieser Arbeit őndet. Neben die-
ser Analyse zum Einŕuss der Modellordnung liefert das Impedanzverhalten der Batterie
eine Erklärung für die nicht ausreichende Modellordnung von m = 1. Die niederfrequen-
ten Diffusionsprozesse in den Elektroden der Batteriezellen werden in den physikalisch-
motivierten Ersatzschaltbildmodellen typischerweise auch nicht über einfache RC-Glieder
modelliert, sondern bedienen sich der fraktionellen Analysis (vgl. Kapitel 2.1.3), die über
höhere Modellordnungen im Zeitbereich angenähert werden müssen [5]. Somit hat das
NOENN gegenüber dem GRU Schwierigkeiten, das verbleibende dynamische Verhalten
im Fehlersignal des analytischen Modells vollständig abzubilden. Das GRU hat weiterhin
den Vorteil, dass es trotz seiner deutlich höheren Komplexität eine zuverlässigere Simulati-
on ermöglicht, die über die geringere Streuung der Fehlerwerte und den vernachlässigbaren
Fehlertrend ϵS nachgewiesen wird. Eine mögliche Begründung für diesen Zusammenhang
liefert Nelles [89, S. 982] in seinem Vergleich zwischen internen und externen Dynamik-
modellen. Er beschreibt, dass Strukturen wie das LSTM oder GRU mit interner Dynamik
grundsätzlich kaum Gefahr laufen, instabiles Verhalten abzubilden.
Der einzige Nachteil, den das GRU mit sich bringt, ist, dass der Rechenaufwand, trotz der
sukzessiven Datenzuführung über die Batches, höher ist als beim NOENN. Die längere
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5 Ermittlung des Fehlerkompensationsmodells

Trainingszeit ist in Bezug auf eine Ermittlung des Fehlerkompensationsmodells allerdings
tolerierbar. Somit verstärkt sich auch noch einmal die Einschätzung, dass komplexe innere
Zustandsraummodelle wie das LSTM oder GRU zukünftig eine weitreichendere Anwen-
dung hinsichtlich der Modellierung dynamischer Systeme in den Ingenieurwissenschaften
erfahren sollten.

Zusammenfassend kann festgehalten werden, dass das NOENN zwar die naheliegende-
re Auswahl für das dynamische Batteriemodell darstellt, aber aufgrund des greifbaren
Risikos der Fehlerakkumulation während der Simulation schlechter abschneidet als das
GRU.
An dieser Feststellung ändert auch die Einführung der OCSVM als Begrenzungsfunktion
in der Fehlerkompensationsstruktur (vgl. Abbildung 5.1) wenig. Zwar nimmt die OCSVM
über eine stärkere Kopplung positiven Einŕuss auf das NOENN, sie verändert aber nicht
grundsätzlich die Ergebnisse, sondern erhöht lediglich die Sicherheit in Bezug auf die
Batteriesimulation am Prüfstand.
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erweiterten Batteriesimulation am

Antriebsprüfstand

Die vorausgegangenen Kapitel motivieren, vergleichen und konzipieren Methoden zur Er-
weiterung von Batteriemodellen mit datenbasierten Ansätzen. Entsprechend der Zielset-
zung dieser Arbeit werden die gewonnenen Erkenntnisse und Modelle nun in diesem ab-
schließenden Kapitel hinsichtlich zwei unterschiedlicher Anwendungsbeispiele in der An-
triebsentwicklung bewertet.

Das Fehlerkompensationsmodell (vgl. Abbildung 5.1) wird dabei als verbesserte Vari-
ante für das Teilmodell des elektrischen Batterieverhaltens im Systemmodell (vgl. Abbil-
dung 3.1) eingesetzt. Dabei hält es einen Mehrwert hinsichtlich verschiedener Entwick-
lungsphasen und unterschiedlicher Ingenieuraufgaben bereit. Das betrifft Anwendungen
von der frühen Simulation zur Auslegung der Batteriezellen, über den Entwurf von Be-
triebsstrategien in Software-in-the-Loop-Umgebungen bis zur Batteriesimulation in der
Erprobung elektrischer Antriebe am Prüfstand. Da die beschriebenen Verfahren in Ka-
pitel 5 auf Fahrzeugdaten aufsetzen, ist die Anwendung der generierten Fehlerkompen-
sationsmodelle hauptsächlich auf spätere Phasen eines Entwicklungsprojekts ausgerichtet.

Wie schon in Kapitel 2.3 beschrieben, sind in diesen Phasen Prüfstände ein geeignetes
Mittel, um die technische Reife von Antriebssystemen schnell und kosteneffizient zu er-
höhen. Die bekannten Vorteile von Antriebsprüfständen liegen dabei vor allem in der
Reproduzierbarkeit von Versuchen und dem hohen Automatisierungsgrad [156].
Im Kontext von Prüfständen elektrischer Antriebe őndet passend dazu eine fortwährende
Diskussion über die Notwendigkeit von realen Batterien innerhalb des Prüfraums statt.
Der Einsatz von Antriebsbatterien an Prüfständen bringt nämlich erhebliche Mehrauf-
wände hinsichtlich der Prüfdauer, der Sicherheit und der Entwicklungskosten mit sich.
Beispielsweise müssen im Gegensatz zur Batteriesimulation gewünschte Arbeitspunkte
hinsichtlich der Temperatur ϑ0 und dem Ladezustand xSoC,0 in zeitaufwendigen Pro-
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zeduren jeweils neu angesteuert werden. Daher stellt die Versorgung mittels regelbarer
Spannungsquellen, die das Batterieverhalten möglichst realitätsnah nachbilden, eine ech-
te Alternative dar. Das dafür vorgesehene System wird auch als Simulator bezeichnet
und kann im Zusammenspiel mit unterschiedlichen Batteriemodellen am Prüfstand reale
Batterien ersetzen. Der schematische Prüfstandsaufbau ist bereits in Abbildung 2.7 mit
einem Fokus auf den Schnittstellen zwischen der echtzeitfähigen Batteriesimulation und
der realen Antriebsachse dargestellt. Die Verwendung der Batteriesimulation hilft dabei
die Flexibilität und die Geschwindigkeit von Antriebsprüfständen zu bewahren.
Im Fall einer optimalen Spannungssimulation durch das Batteriemodell hängt die Qualität
der Nachbildung der Batterie daher vor allem auch von der Regeldynamik des Batteriesi-
mulators ab. Die verwendete Spannungsquelle wird somit im ersten Unterkapitel 6.1 noch
vorgelagert zu den Anwendungsbeispielen bewertet.

Insofern die Batteriesimulation einen adäquaten Ersatz für eine Batterie am Prüfstand
darstellt, ist eine Anwendung der datenbasierten Erweiterung der Batteriemodelle in Be-
zug auf verschiedenste Entwicklungsaufgaben denkbar. Da während der Bearbeitung die-
ser wissenschaftlichen Arbeit die Transformation hin zur Elektromobilität in der Automo-
bilindustrie deutlich an Fahrt aufgenommen hat, stehen eine Vielzahl an Fragestellungen
rund um die Antriebstechnologie zur Verfügung. Zu den heute immer noch dominierenden
Themen zählen insbesondere die Zuverlässigkeit und Reichweite von elektrischen Antrie-
ben. Diese zwei Themenschwerpunkte werden daher exemplarisch für die Anwendung des
Fehlerkompensationsmodells am Antriebsprüfstand herangezogen.
Zum einen wird in Kapitel 6.2 ein Anwendungsszenario in der Dauerlauferprobung von
elektrischen Antriebsachsen vorgestellt. Dabei werden standardisierte Lastproőle wieder-
holt abgefahren und das Antriebsverhalten über die Lebensdauer analysiert. Eine feh-
lerhafte Batteriesimulation birgt dabei das Risiko, dass die Belastung hinsichtlich cha-
rakteristischer Größen, wie Bauteiltemperaturen oder Drehmomente, nicht dem realen
Verhalten im Fahrzeug entspricht.
Zum anderen zielt die zweite Anwendung in Kapitel 6.3 darauf ab, möglichst exakt die
Reichweite des elektrischen Antriebs am Prüfstand zu ermitteln. Die Batterie spielt durch
ihre eigene Verlustleistung sowie durch die Beeinŕussung der gesamten Wirkkette eine
entscheidende Rolle für den Energiebedarf des Fahrzeugantriebs. Eine möglichst realis-
tische Batteriesimulation ist damit ausschlaggebend für eine erfolgreiche Ermittlung der
Reichweite am Prüfstand.
Das Fehlerkompensationsmodell wird dabei hinsichtlich der zwei Anwendungsszenarien
bewertet. Hierfür werden Messungen mit realer Batterie und Messungen mit Batteriesi-
mulation generiert und miteinander verglichen.
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6.1 Bewertung des Batteriesimulators

Für eine erfolgreiche Batteriesimulation am Prüfstand kommt es nicht nur auf ein mög-
lichst genaues Batteriemodell an. Auch die Güte der Spannungsregelung ist entscheidend.
Sie muss unempőndlich gegenüber Störgrößen, wie dem Antriebsstrom, sein und auch
schnell auf dynamische Änderung der Spannungsvorgabe durch das Modell reagieren kön-
nen. Letztlich kann daher eine Bewertung der Batteriesimulation für den Ersatz realer
Batterien nur durch die Kombination von Batteriemodell und Simulator durchgeführt wer-
den. Mit anderen Worten: Eine realistische Nachbildung des Spannungsverhaltens einer
Batterie ist nur möglich, wenn der Simulator die ihm vorgegebene Ausgabe des Batterie-
modells nicht verfälscht. Daher werden in diesem Unterkapitel der verwendete Simulator
hinsichtlich des Zusammenspiels mit dem Batteriemodell beleuchtet und auch Anforde-
rungen an das System abgeleitet.
Abbildung 6.1 zeigt, basierend auf dem in Abbildung 2.7 bereits dargestellten Aufbau
eines elektrischen Antriebsprüfstands, die Batteriesimulation mit einem Schwerpunkt auf
dem Regelsystem. Der Simulator nimmt dabei die zentrale Rolle ein, um den Sollwert der
Spannung uSoll(t)1, der durch das Batteriemodell auf Grundlage des aktuell gemessenen
Antriebsstroms iIst(t) vorgegeben wird, an der elektrischen Antriebsachse2 einzuregeln.
Das System lädt dabei über die Netzspannung einen gleichgerichteten Zwischenkreis vor
und regelt mittels eines Tiefsetzstellers ś bestehend aus Insulated Gate Bipolar Transis-
tors (IGBT) ś die Spannung am Ausgang des Batteriesimulators uIst(t) ein.
Die dabei stattőndende Regelung ist Untersuchungsgegenstand in diesem Unterkapitel.
Zum einen wird betrachtet, inwieweit der Simulator schnellen Änderungen in der Soll-
wertvorgabe uSoll(t) ⇒ uIst(t) folgen kann. Zum anderen wird die Störung durch den
Antriebsstrom auf die Regelung iIst(t) ⇒ uIst(t) analysiert. Der Antriebsstrom repräsen-
tiert dabei die variable Antriebsleistung, die von der simulierten Batterie bereitgestellt
und aufgenommen werden muss. Gleichzeitig stört der Antriebsstrom das System des
Simulators, zum Beispiel, indem der Kondensator im Zwischenkreis entladen wird, und
verändert damit auch die Eigenschaften der Regelung.

1 In diesem Kapitel wird die reale Spannung am Prüfstand mit dem Formelzeichen u versehen und ist
nicht mit der bisher verwendeten Konvention zu den Modelleingängen u zu verwechseln.
2 Die Leistungselektronik im elektrischen Antrieb fungiert während dem Antreiben als Wechselrichter
und während der Rekuperation als Gleichrichter. Um einen einheitlichen Begriff zu verwenden, wird in
diesem Kapitel vor allem der in der Industrie geläuőge Begriff Antriebsumrichter genutzt [200].
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iIst(t)

uSoll(t) uIst(t)

ϑ0xSoC,0

Batteriesimulator:
Regler und Strecke

Elektrische
Antriebsachse

Regelsystem der Batteriesimulation

Echtzeitrechner mit
Batteriemodell

Abbildung 6.1: Regelsystem des Batteriesimulators in Verbindung mit der elektrischen
Antriebsachse am Prüfstand.

Um den Einŕuss dieser beiden Phänomene zu analysieren, werden die folgenden zwei
Funktionen im Frequenzbereich herangezogen:

Führungsübertragungsfunktion: FW(s) =
UIst(s)
USoll(s)

(6.1)

Störübertragungsfunktion: FZ(s) =
UIst(s)
IIst(s)

(6.2)

Im Idealfall lässt sich dabei über das Optimum |FW(s)| = 1 und arg(FW(s)) = 0◦ feststel-
len, dass die Führungsübertragungsfunktion die Sollwertvorgabe unmittelbar und ohne
Veränderung auch für hohe Frequenzen umsetzt. In Bezug auf die Störübertragungsfunk-
tion entspricht das Optimum FW(s) = 0 einer maximalen Dämpfung des Störsignals. Um
das System des Batteriesimulators hinsichtlich dieser Funktionen zu untersuchen, wird der
zu überprüfende Simulator nicht wie in Abbildung 6.1 an eine elektrische Antriebsachse
angeschlossen, sondern mit einer zweiten regelbaren Spannungsquelle verbunden.
Das Führungsverhalten wird untersucht, indem der Sollwert der Spannung mithilfe eines
Chirp-Signals verändert wird. Dies erfolgt bei verschiedenen Arbeitspunkten. Betrachtet
werden dabei verschiedene Amplituden, die ś angelehnt an den Batteriebetrieb ś bis ma-
ximal ÛSoll = 40V bei einer mittleren Spannungslage von USoll = 375V erhöht werden.
Zudem wird der Einŕuss eines konstanten Antriebsstroms mit ISoll = konst. = 400A un-
tersucht.
Für die Bewertung des Störverhaltens spielt die zweite Spannungsquelle eine wesentlichere
Rolle, da der Strom analog dem Führungsverhalten in Form eines Chirp-Signals mit einer
Amplitude von Î Ist = 200A und einem Mittelwert von I Ist = 200A alterniert wird. Die
Spannungsregelung des zu untersuchenden Batteriesimulators wird dabei auf einen festen
Wert USoll = konst. = 375V eingestellt und die Störübertragungsfunktion entsprechend
Gleichung (6.2) ausgewertet.
Die frequenzabhängigen Ergebnisse für alle vermessenen Arbeitspunkte des Simulators
sind in Abbildung 6.2 ś ähnlich einem Bode-Diagramm ś dargestellt.
In Bezug auf die Amplitudenverstärkung im Führungsverhalten in Abbildung 6.2a wird
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c) Phase des Führungsverhaltens

FBuhrungsverhalten FW: ÛSoll = 10V, IIst = 0A

FBuhrungsverhalten FW: ÛSoll = 20V, IIst = 0A

FBuhrungsverhalten FW: ÛSoll = 20V, IIst = 400A

FBuhrungsverhalten FW: ÛSoll = 40V, IIst = 0A

Abbildung 6.2: Frequenzgang der Führungs- und Störübertragung des Regelsystems des
Batteriesimulators in Bezug auf verschiedene Arbeitspunkte.

deutlich, dass die Ist-Spannung dem Sollwert nahezu optimal innerhalb eines Bands von
-0,45 dB bis 0,45 dB ś was einer maximalen Abweichung von 5 % in der Amplitude ent-
spricht ś folgt. Dieser Zusammenhang gilt allerdings nur bis etwa 70Hz. Darüber hinaus
kann das Regelsystem den Sollwert nur noch begrenzt einstellen. Gleichwohl ist aufgrund
der Kenntnis über die typischen Anregungsfrequenzen im Stromsignal aus Kapitel 3.2 das
Regelverhalten oberhalb 70Hz irrelevant für die Batteriesimulation. Für die Batteriesi-
mulatoren lässt sich somit die praktikable Anforderung deőnieren, dass die Verstärkung
im Führungsverhalten bis 50Hz das Band von -0,45 dB bis 0,45 dB nicht verlassen darf.
Über die Messung mit dem konstanten Antriebsstrom von 400A zeigt sich bereits der
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dominante Einŕuss, den diese Störgröße auf das Regelsystem hat. Im Führungsverhalten
wirkt sich der Antriebsstrom scheinbar sogar positiv in Form eines Abknickpunkts erst
bei höheren Frequenzen aus. Allerdings verfälscht der Strom die Ist-Spannung auch ver-
gleichsweise stark bei niedrigen Frequenzen.
Anhand der Störübertragungsfunktion FZ aus Abbildung 6.2b wird der Einŕuss des Stroms
auf den Simulator noch offensichtlicher. Die Anregung durch den verwendeten Wechsel-
strom mit einer Amplitude von 200A um einen Mittelwert von 200A wirkt sich deőnitiv
auch in der gemessenen Spannung aus. Die Störung nimmt dabei über die Frequenz des
Wechselstroms kontinuierlich zu und erreicht bei ca. 100Hz ein Maximum, das einer un-
gewollten Spannungsschwingung mit einer Amplitude von ÛSoll = 14V entspricht. Diese
schwache Dämpfung des Störverhaltens wird zwar für geringe Frequenzen deutlich bes-
ser, stagniert jedoch bei etwa -38 dB. In Bezug auf eine erfolgreiche Batteriesimulation
wäre für die dominanten niedrigen Anregungsfrequenzen mindestens die in der Praxis oft
verwendete Grenze von 1 % in der Amplitudenverstärkung zu empfehlen. Diese Grenze
würde sicherstellen, dass bei Antriebsströmen mit einer Amplitude von 200A die Störung
im Spannungsverhalten nur zu einer Amplitude von 2V führen würde. Dass die Simulato-
ren dieser konkreten Anforderung zur Dämpfung von mindestens -40 dB im Störverhalten
aktuell nicht einmal bis 20Hz gerecht werden, fällt insbesondere auch in Bezug auf das
Anwendungsbeispiel in der Dauerlauferprobung ins Gewicht (vgl. Kapitel 6.2).
Um diesen nicht zu vernachlässigenden Einŕuss auf die Batteriesimulation zu minimieren,
sollten die Simulatoren dahingehend in Zukunft weiterentwickelt werden. Beispielsweise,
indem die Filterkapazität am Ausgang des Simulators hinsichtlich der hier deőnierten An-
forderungen optimiert wird.
Die letzte Betrachtung zum Regelsystem erfolgt hinsichtlich der Phasenverschiebung im
Führungsverhalten (vgl. Abbildung 6.2c). Der annähernd gleiche Verlauf für die verschie-
denen Arbeitspunkte des Simulators lässt sich mittels einer konstanten Totzeit von ca. 4ms

erklären. Dieser Zeitversatz ergibt sich nicht etwa über die Berechnungszeit des Modells,
sondern vor allem über die Kommunikationskette von der Messung der elektrischen Istwer-
te bis zum Spannungsregler. Die 4ms führen zu einer tolerierbaren Phasenverschiebung,
die ś insbesondere niedrige Frequenzbereiche ś die Batteriesimulation nur geringfügig
beeinŕusst. Der Wert der Totzeit spielt zudem auch in der Einbindung des Echtzeitrech-
ners eine Rolle. Wird das Modell beispielsweise auf einem Echtzeitrechner ausgeführt, der
direkt in der Prüfstandsautomatisierung (vgl. Abbildung 2.7) eingebunden ist, dann ist
aufgrund von limitierten Übertragungsraten in den Bussystemen des Prüfstands erfah-
rungsgemäß mit einer deutlich höheren Totzeit zu rechnen.

Eine Bewertung solcher Effekte sollte dabei vor allem im Zusammenspiel mit dem Bat-
teriemodell durchgeführt werden. Um das zu erreichen, werden aus den Messungen der
Führungsübertragungsfunktion dynamische Modelle zweiter Ordnung für die verschiede-
nen Arbeitspunkte erzeugt und mit Messungen der Batterieimpedanz Z(s), die den zu
simulierenden Einzelzellen in der Anwendung zur Ermittlung des Energiebedarfs (vgl.
Kapitel 6.3) bei ϑ = 15◦C und xSoC = 30 % entsprechen, kombiniert. Die Messungen des
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(c) Phasenverschiebung der Batterieimpedanz basierend auf Zellmesungen bei # = 15/ C und xSoC = 30%

Phasenversatz ohne Totzeit
Phasenversatz mit einer Totzeit von 4ms
Phasenversatz mit einer Totzeit von 40ms
0,01% Grenze der relevanten Anregung

Abbildung 6.3: Analyse zum Einŕuss des Führungsverhaltens der Regelung des Batteriesi-
mulators auf die resultierende Batteriesimulation anhand von Messungen
im Arbeitspunkt der Zellimpedanz.

Impedanzverhaltens Z(s) werden dafür im Zeitbereich fein aufgelöst aufgenommen und in
den Frequenzbereich transformiert [120]. Passend zur Abbildung 6.1 des Regelsystems er-
gibt sich die frequenzabhängige Spannungsantwort der Batteriesimulation im einfachsten
Fall und ohne Störung über die Funktion Z(s)FW(s). Die Ergebnisse zu dieser Betrach-
tung der Einŕüsse des Simulators auf das Übertragungsverhalten von Antriebsbatterien
sind in Abbildung 6.3 dargestellt.
Zum Einstieg in diese Einŕussanalyse ist in Abbildung 6.3a auch erneut die Signalleis-
tung des Batteriestroms enthalten, die dem Anwendungsbeispiel einer hochdynamischen
Dauerlauferprobung (vgl. Kapitel 6.2) zugehörig ist. Es wird deutlich, dass in den Mes-
sungen keine hochfrequenten Anregungen vorkommen. Das Drehmoment der elektrischen
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Antriebsachse übersetzt sich in seinem Verlauf grob in den Antriebsstrom und schafft es
dabei, selbst bei einer sprunghaften Fahrzeugbeschleunigung, nicht in die höherfrequenten
Bereiche der Batterieimpedanz vorzustoßen. In der Darstellung ist die bereits verwendete
Anregungsgrenze von 0,01 % (vgl. Kapitel 3.2) der Signalleistung des Stroms ausgewählt,
wobei Frequenzen oberhalb von 2,6Hz als irrelevant für das Verhalten in der Dauerlauf-
erprobung eingestuft werden können. Dieser Zusammenhang wird noch deutlicher unter
der Berücksichtigung, dass die Batterie selbst eine Dämpfung höherer Frequenzanteile im
Strom vornimmt und somit eine Simulation der Batteriespannung über dem Grenzwert
keine Vorteile bereithält.
An der Amplitudenverstärkung der Batterieimpedanz in Abbildung 6.3b ist ersichtlich,
wie wenig der Simulator das grundsätzliche Impedanzverhalten der Batterie beeinträch-
tigt. Entsprechend dem Regelverhalten ab 70Hz (vgl. Abbildung 6.2) lässt sich am rech-
ten Rand des Frequenzgangs eine stärkere Dämpfung durch den Simulator erkennen, die
aber von den relevanten Anregungsbereichen weit entfernt ist. Zusätzlich wird noch ein-
mal deutlich, dass die konstante Störgröße von 400A das Impedanzverhalten unabhängig
von der Frequenz bereits leicht dämpft. Die Notwendigkeit einer höheren Robustheit der
Batteriesimulatoren gegenüber der Störgröße wird anhand dieser Einŕussanalyse erneut
hervorgehoben.
In Bezug auf die Phasenverschiebung, die der Simulator auf die Soll-Spannung aufprägt,
lässt sich in Abbildung 6.3c unschwer erkennen, dass die geschätzte Totzeit von 4ms

die Phase der Batterieimpedanz im relevanten Frequenzbereich um weniger als 3◦ beein-
ŕusst. Hierfür wurde kein Modell der Führungsübertragungsfunktion verwendet, sondern
lediglich eine Totzeit auf die Phasenverschiebung der Messdaten des Batterieverhaltens
gerechnet. Dadurch kann auch der Einŕuss eines größeren zeitlichen Verzugs in der Kom-
munikation mit dem Echtzeitrechner bewertet werden. Es zeigt sich, dass bereits bei einer
Totzeit von 40ms der charakteristische Phasenverlauf der Batterieimpedanz im relevan-
ten Anregungsbereich deutlich verzerrt wird. Der Wert entspricht in etwa der Totzeit, die
mit einer Ausführung des Batteriemodells auf dem Restbussimulationsrechner einhergeht
(vgl. Abbildung 2.7). Diese Alternative in der Konőguration zur Echtzeitsimulation wird
daher nicht in dieser Arbeit verwendet.

Zusammenfassend kann festgehalten werden, dass die Regelung des Simulators ś zur Span-
nungsversorgung der elektrischen Antriebsachse ś mit wenigen Einschränkungen für die
Simulation mit dem Batteriemodell einsetzbar ist. Im relevanten Anregungsbereich des
elektrischen Antriebs verursacht der Batteriesimulator kaum Abweichungen. Die größte
Einschränkung ist das Störverhalten durch den Antriebsstrom selbst. Es zeigt sich, dass
bereits durch die statische Störung iIst(t) = konst. eine Beeinŕussung der Spannungsrege-
lung stattőndet, die sich in Bezug auf eine dynamische Störung noch verstärkt. Primärer
Grund dafür ist vermutlich die weniger stabile Reaktion des Tiefsetzstellers auf den sich
entladenden Zwischenkreis. Dementsprechend sollte in zukünftigen Untersuchungen das
Störverhalten des Batteriesimulators besser verstanden und die deőnierten Anforderungen
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mit einem Fokus auf einer maximalen Verstärkung von -40 dB im Störübertragungsver-
halten umgesetzt werden.

6.2 Dauerlauferprobung von elektrischen Antrieben

Aktuell ist es für die Automobilindustrie von zentraler Bedeutung, die neuen elektrischen
Antriebssysteme hinsichtlich diverser Belastungssituationen abzusichern und dadurch eine
hohe Zuverlässigkeit im Kundenbetrieb zu gewährleisten. Der noch geringe Erfahrungs-
schatz erfordert dabei eine über die Standards hinausgehende Bewertung der mechani-
schen, elektrischen und thermischen Belastungen, die zur Schädigung von elektrischen
Antrieben führen können.
Dafür werden sogenannte Dauerlaufversuche an Antriebsprüfständen durchgeführt, die
den relevanten Lebenszyklus des Antriebssystems ś in einen für ein Entwicklungsprojekt
angemessenen Zeitraum ś raffen. Ziel dieser vollständig automatisierbaren Versuche ist
es, das Verhalten der späteren Fahrzeugkunden trotz der Raffung so exakt wie möglich
am Prüfstand nachzubilden, um Ausfallmechanismen und Degradationsprozesse besser zu
verstehen. Oft kommen dabei Szenarien zum Einsatz, die gezielt einer starken Abnutzung
des Antriebs entsprechen und die mit hochdynamischen Fahrproőlen das Antriebssystem
an seinen Grenzen betreiben. Eine Herausforderung liegt darin, dass sich der Antrieb beim
selben Lastproől am Prüfstand und im Fahrzeug möglichst gleich verhält.

In Bezug auf die Verwendung der Batteriesimulatoren kommen dabei die benannten Vor-
teile auch in der Dauerlauferprobung zum Tragen. So ergibt sich beispielsweise mit den
Simulatoren eine signiőkante Zeitersparnis, die entscheidend für den Entwicklungsfort-
schritt sein kann. Gleichzeitig verschärft der Einsatz der Batteriesimulation am Prüfstand
die Herausforderungen, die mit dem Ziel der realitätsnahen Erprobung einhergehen. Dieses
Spannungsfeld steht im Fokus des ersten Anwendungsbeispiels zur bereits vorgestellten
datenbasierten Erweiterung von Batteriemodellen (vgl. Kapitel 4 und 5).

Dafür wird ein hochdynamisches Dauerlaufproől sowohl mit der realen Antriebsbatte-
rie als auch mit verschiedenen Varianten der Batteriesimulation vollständig durchfahren
und bewertet. Da hierbei der Fokus auf dem Unterschied zwischen der bestehenden Batte-
riesimulation und den potenziellen Verbesserungen durch das Fehlerkompensationsmodell
liegt, wird auf einen Abgleich mit den Batteriemessungen aus der Fahrzeugerprobung ver-
zichtet.
Das Dauerlaufproől entspricht einer Gesamtlänge von ca. 250 km und dauert mit den
Ladezeiten der realen Antriebsbatterie ca. 7 h. Es besteht dabei aus acht kurzen Einzel-
strecken mit einer durchschnittlichen Fahrzeit von 18Minuten, die mehrfach miteinander
kombiniert werden. Für die Bewertung der Batteriesimulation wird das Dauerlaufproől
jeweils komplett durchlaufen, um die Belastungssituation möglichst umfangreich aufzu-
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zeichnen. Das betrifft die reale Antriebsbatterie und insgesamt drei Varianten der Batte-
riesimulation. Bezüglich der Batteriesimulation wird dabei zum einen die Verwendung des
Batteriesimulators als Konstantspannungsquelle in die Bewertung mit aufgenommen und
zum anderen die beiden wesentlichen Optionen zur Spannungssimulation mittels des ana-
lytischen und des hybriden Batteriemodells in den Vordergrund der Bewertung gestellt.
Dabei werden im ersten Schritt die Messdaten mit der realen Batterie am Prüfstand ge-
neriert, um dann ś nach dem Umbau der Spannungsversorgung ś das Dauerlaufproől mit
dem Batteriesimulator abzufahren. Die Initialisierung der Modelle geschieht dabei zu Be-
ginn jedes Streckenproőls auf Basis der gemessenen Startwerte beim Durchlauf mit realer
Antriebsbatterie. Grund dafür ist, dass die Ladevorgänge und Pausenzeiten der realen
Batterie zu variierenden Werten der Batterietemperatur ϑ und des Ladezustands xSoC

zum Streckenbeginn führt.
Eine wichtige Rolle kommt dabei der Überprüfung der Erweiterung des Batteriemodells
entsprechend Kapitel 5.2.1 zu. Für die Dauerlauferprobung wurde das bestehende ana-
lytische Batteriemodell, basierend auf dem Ersatzschaltbild mit zwei RC-Gliedern (vgl.
Abbildung 2.3), mit einem NOENN-Modell sowie der Begrenzungsfunktion mittels der
OCSVM erweitert. Als Grundlage für das Modell wurden Batteriedaten aus einem Fahr-
zeug ausgewählt, die der Antriebsbatterie am Prüfstand im Sinne des Alterungszustands
xSoH und des Musterstands fast identisch sind. Der so entstandene Datensatz 2 (vgl. Ta-
belle 4.1) bildet die Grundlage für die Erweiterung des elektrischen Teilmodells in diesem
Anwendungsbeispiel.
Um eine Bewertung der datenbasierten Erweiterung vorzunehmen, wird nicht mehr nur,
wie in den vorausgegangenen Kapiteln, die reine Simulationsgüte der Batteriespannung ś
zum Beispiel anhand des quadratischen Fehlers ś betrachtet, sondern insbesondere auch
die Ziele der Dauerlauferprobung ins Auge gefasst. Im Sinne eines realitätsnahen Zusam-
menspiels zwischen dem elektrischen Antrieb und der Batteriesimulation wird daher ein
Fokus auf die Belastung des Antriebs während des Dauerlaufs im Vergleich zur Refe-
renzmessung mit der realen Antriebsbatterie gelegt. Hierfür werden exemplarische Belas-
tungsgrößen hinsichtlich des mechanischen, elektrischen und thermischen Verhaltens des
Antriebs auf Abweichungen zum Betrieb mit der realen Antriebsbatterie untersucht.

Das betrifft in erste Linie das klassische Ziel der Dauerlauferprobung hinsichtlich der
Auslegung beziehungsweise Absicherung zur mechanischen Belastung durch die Drehzahl
und das Drehmoment des Motors. Im einfachsten Fall lässt sich dazu das Belastungskol-
lektiv, sprich die Verweildauer in bestimmten Drehzahl-Drehmoment-Klassen, auswerten.
Abbildung 6.4 zeigt das Belastungskollektiv für das gesamte Dauerlaufproől sowie für die
verschiedenen Varianten der Batteriesimulation. Anhand der Abbildung wird nun noch-
mals deutlich, dass ein Großteil der Strecken des Dauerlaufproőls darauf ausgelegt ist, die
Grenzen der elektrischen Antriebsachse sowohl in Bezug auf den motorischen als auch ge-
neratorischen Betrieb auszureizen. Auch wenn grundsätzlich eine hohe Übereinstimmung
der Kollektive festzustellen ist, wird vor allem an den Leistungsgrenzen ersichtlich, dass
Unterschiede zwischen dem Betrieb mit der realen Antriebsbatterie und den Varianten des
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Die Begrenzung
der Rekuperation

konnte nicht
nachgestellt werden.

Abbildung 6.4: Mechanisches Belastungskollektiv für die verschiedenen Durchläufe des
hochdynamischen Dauerlaufproőls mit der realen Antriebsbatterie und
den drei Varianten der Batteriesimulation.

Batteriesimulators vorherrschen. Unter der Annahme, dass sich bei der Wiederholung der
Dauerlaufproőle sonst keine Randbedingungen geändert haben, ist diese Abweichung im
generatorischen Betrieb als kritisch hinsichtlich einer erfolgreichen Verwendung der Bat-
teriesimulation zu bewerten. Um die reale Antriebsbatterie in der Dauerlauferprobung
am Prüfstand ersetzen zu können, ist es insbesondere auch notwendig, das Antriebsver-
halten an den Leistungsgrenzen zu reproduzieren. Die Ursache hinter den Abweichun-
gen lässt sich mithilfe der Konstantspannungsquelle aus Abbildung 6.4b erklären. Sie
setzt im Gegensatz zu den beiden Varianten mit Batteriemodellen keine Funktionen des
Batteriemanagementsystems (BMS) um und schafft es dabei überraschenderweise, die
Grenzbereiche der mechanischen Antriebsleistung teilweise besser nachzubilden. An den
Leistungsgrenzen des Antriebs dominiert anstelle des elektrischen Spannungsverhaltens
insbesondere die Vorgabe der Steuergeräte des Antriebs. Hierbei beschränken komplexe
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Software-Funktionen ś abhängig beispielsweise von Bauteiltemperaturen, der energeti-
schen Vorbelastung oder dem Betriebsfenster der Batterie ś das Leistungsverhalten. Sie
verlangen nach einer präzisen Kommunikation zwischen dem BMS und den restlichen
Steuergeräten über die Bussysteme des Antriebs. Kleine Änderungen in den Signalen, die
durch die unvollständige oder fehlerhafte Simulation des BMS verursacht werden, führen
zu den Abweichungen aus Abbildung 6.4 in der mechanischen Belastung an den Leistungs-
grenzen der elektrischen Antriebsachse. Folglich sollte in zukünftigen Untersuchungen zum
Einsatz der Batteriesimulation in der Dauerlauferprobung auch ein Augenmerk auf die
Simulation des BMS und dessen Anbindung mittels der Restbussimulation gerichtet sein.
Abseits der Grenzbereiche wird im mechanischen Belastungskollektiv eine große Überein-
stimmung zwischen den Varianten erreicht. Der Zusammenhang lässt sich auch in Bezug
auf die nicht dargestellten zeitlichen Verläufe der Drehzahl und des Drehmoments nach-
weisen und liegt darin begründet, dass die Drehmomentenregelung des Antriebs ś insofern
sie nicht an die Strom- oder Spannungsgrenzen stößt ś unabhängig von den Unterschie-
den in den elektrischen Batteriegrößen in der Lage ist, die mechanische Antriebsleistung
abzurufen.
Um die Unterschiede in den Modellvarianten besser herausarbeiten zu können, wird daher
auch das Belastungskollektiv der elektrischen Größen zwischen der Antriebsbatterie und
der Leistungselektronik betrachtet. Abbildung 6.5 zeigt die Abweichungen in der Verweil-
dauer anhand eines repräsentativen Streckenproőls. Im Gegensatz zum zuvor abgebilde-
ten mechanischen Belastungskollektiv wird die Abweichungen zur Referenzmessungen mit
der realen Antriebsbatterie dargestellt (vgl. Abbildung 6.5a). Der Simulator als Konstant-
spannungsquelle, mit einer Spannung von uSoll = 375V, ist keineswegs in der Lage, das
elektrische Belastungskollektiv nachzustellen. Auch an den beiden Varianten aus Abbil-
dung 6.5c und 6.5d, die mit einem Modell betrieben werden, lässt sich eine verbleibende
Abweichung feststellen. Allerdings schafft es das Fehlerkompensationsmodell, die Abwei-
chung hinsichtlich des Stroms wie auch der Spannung erheblich zu reduzieren. Das hybride
Modell kann durch seine hochgenaue Spannungssimulation die elektrische Belastung mit
einer realen Antriebsbatterie besser nachstellen.
Dementsprechend lohnt sich eine detailliertere Analyse der elektrischen Signale nun auch
anhand einzelner Strecken des Dauerlaufproőls im Zeitverlauf.

Abbildung 6.6 offenbart auch noch einmal die bereits abgeleitete Erkenntnis, dass ś
trotz der dynamischen Fahrproőle ś realistische Fahrmanöver keine hohen Frequenzen
im Gleichstrom zwischen der Batterie und dem Antriebsumrichter verursachen. Weiter-
hin können die Resultate aus Kapitel 5 augenscheinlich auch auf die Batteriesimulation am
Prüfstand übertragen werden. Die Batteriespannung, die über das Fehlerkompensations-
modell mithilfe der NOE-Struktur und eines dreischichtigen neuronalen Netzes simuliert
wird uSoll = ŷHM, schafft es ungeachtet der Beeinŕussung durch die Regelung des Simula-
tors, die Batteriesimulation mit dem analytischen Modell zu verbessern und dadurch das
Verhalten der realen Antriebsbatterie am besten nachzustellen.
Am Verlauf mit der Konstantspannungsquelle zeigen sich auch erneut die Schwachstel-
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Abbildung 6.5: Abweichungen im elektrischen Belastungskollektiv für ein repräsentatives
Streckenproől aus dem hochdynamischen Dauerlaufproől mit der realen
Antriebsbatterie und den drei Varianten der Batteriesimulation.

len des Simulators (vgl. Kapitel 6.1). Die Auswirkungen der Störübertragungsfunktion
durch den Strom sind an den ungewollten Spannungsschwankungen bei einem konstanten
Sollwert von uSoll = 375V ersichtlich und dürften dabei auch das Spannungsverhalten der
modellbasierten Varianten verfälschen. Aus den Verläufen lässt sich zudem erkennen, dass
die Störung noch mit der Höhe des Stroms zunimmt.
Diese grundlegenden Wechselwirkungen zwischen dem Strom und der Spannung őnden
dabei nicht nur auf der Seite des Simulators statt, sondern auch in Bezug auf die elektri-
sche Antriebsachse. Um einem Lastproől aus der Dauerlauferprobung folgen zu können,
regelt die Leistungselektronik des Antriebs den Strom so ein, dass ś unabhängig von der
aktuellen Spannungslage des Simulators ś die benötigte mechanische Leistung erzeugt
wird. Dies hat zur Folge, dass die elektrische Leistung p(t) = uIst(t) · iIst(t) über alle Va-
rianten zu einem Zeitpunkt im Proől näherungsweise gleich ist.

143



6 Praktische Anwendungen der erweiterten Batteriesimulation am Antriebsprüfstand

360

370

380

390

400

S
p
a
n
n
u
n
g

(D
C

)
u

Is
t(
t)

[A
]

Reale Antriebsbatterie
Simulator: Konstantspannung

Simulator: Analytisches Modell
Simulator: Hybrides Modell

0 100

-600

-400

-200

0

200

S
tr

o
m

(D
C

)
i(

t)
[A

]

126 128 130 132 134 136 138 140 142 144 146

t [s]
200

// //

// //

Abbildung 6.6: Signale der elektrischen Belastung während eines Streckenproőls in der
Dauerlauferprobung.

Abbildung 6.7 weist diesen logischen Schluss hinsichtlich der Leistung nach. Die zwei
kurzen Ausschnitte aus einem Streckenproől zeigen zudem auf, dass sich die elektrischen
Signalwerte in ihrer Höhe verschieben. Anhand des Verlaufs der Konstantspannungsquelle
lässt sich recht einfach erkennen, dass, wenn die Konstantspannung unterhalb der gemes-
senen Spannung mit realer Antriebsbatterie liegt, betragsmäßig ein höherer Strom iIst
benötigt wird. Dieser Zusammenhang gilt ebenfalls für die beiden Varianten mit Batterie-
modell. Er macht damit deutlich, dass die Batteriesimulation weitreichenden Einŕuss auf
die Belastungssituation der elektrischen Antriebsachse während der Dauerlauferprobung
nimmt.
Anhand des Temperatursignals in Abbildung 6.8 wird die Auswirkung der Spannungs-
lage auf das weitere Verhalten der elektrischen Antriebsachse noch offensichtlicher. Bei
dem dargestellten Temperaturverlauf der Halbleiter-Schaltelemente des Antriebsumrich-
ters handelt es sich um eine zentrale Belastungsgröße, die die Lebensdauer entscheidend
beeinŕussen kann [201].
Es zeigt sich an dem Streckenproől, dass vor allem im Betrieb mit dem Simulator als Kon-
stantspannungsquelle ein kleinerer maximaler Temperaturhub von max(ϑ) − min(ϑ) =

53◦C gegenüber der realen Antriebsbatterie mit einem maximalen Hub von max(ϑ)−
min(ϑ) = 58◦C vorherrscht. Grund dafür dürfte die geringere Verlustleistung des An-
triebsumrichters bei niedrigeren Schaltspannungen sein. Der Unterschied im Temperatur-
hub scheint zwar im ersten Moment unwesentlich, repräsentiert aber über den gesamten
Lebenszyklus der Halbleiter eine deutliche Veränderung in der Belastungssituation. Da-

144



6.2 Dauerlauferprobung von elektrischen Antrieben

-90

-85

-80

-75

-70

-65

-60

E
le

k
tr

is
ch

e
L
e
is

tu
n
g

p
(t

)
[k

W
]

a) Pro-lausschnitt: Rekuperation

100

120

140

160

b) Pro-lausschnitt: Beschleunigung

380

400

420

440

S
p
a
n
n
u
n
g

(D
C

)
u
(t

)
[V

]

370

380

390

400

410

420

430

136,5 137 137,5 138 138,5 139 139,5 140 140,5

t [s]

140

160

180

200

220

240

S
tr

o
m

(D
C

)
i(

t)
[A

]

186 186,5 187 187,5 188 188,5 189 189,5 190

t [s]

-450

-400

-350

-300

-250

Reale Antriebsbatterie
Simulator: Konstantspannung

Simulator: PhBanomenologisches Modell
Simulator: Hybrides Modell

Abbildung 6.7: Zwei Ausschnitte der elektrischen Batteriesignale während eines Strecken-
proőls in der Dauerlauferprobung.

durch entsteht eine Abweichung zum Betrieb des Antriebsumrichters mit der Batterie, die
dem Ziel einer möglichst realitätsnahen Dauerlauferprobung am Prüfstand entgegenwirkt.
Zusätzlich zu den Abweichungen in der Halbleiter-Temperatur wurde die Temperatur des
Stators des elektrischen Motors analysiert. Allerdings kam es zwischen den vier gemes-
senen Varianten zu unterschiedlichen Initialtemperaturen des Stators. Somit sind Rück-
schlüsse auf den Einŕuss der Batteriesimulation auf die Erwärmung des elektrischen Mo-
tors ausgeschlossen. Der Unterschied in der Initialtemperatur des Stators liefert dabei
jedoch eine zusätzliche Erklärungsmöglichkeit für die identiőzierten Abweichungen im
Verhalten des Antriebs an den mechanischen Leistungsgrenzen (vgl. Abbildung 6.4). In
zukünftigen Untersuchungen zur Batteriesimulation sollte sich daher im Sinne einer hö-
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Abbildung 6.8: Thermische Belastung während eines Streckenproőls in der Dauerlaufer-
probung.

heren Vergleichbarkeit die elektrische Antriebsachse zu Beginn jedes Streckenproőls auch
immer im gleichen Zustand beőnden.

Basierend auf den dargelegten Ergebnissen in Tabelle 6.1 wird erneut der Zusammen-
hang hervorgehoben, dass die Regelung der elektrischen Antriebsachse das mechanische
Verhalten auch ohne ein exaktes Batteriemodell gut nachbilden kann. Hierfür werden
die Drehmomentenverläufe des elektrischen Motors ausgewertet. Die Abweichung zum
Betrieb mit der realen Antriebsbatterie wird dabei über die Fehlermetrik RMSE aus Glei-
chung (2.18) quantiőziert. Die Konstantspannungsquelle ist hinsichtlich des mechanischen
Fehlers aufgrund der ausbleibenden Leistungsbegrenzung sogar die leicht bessere Option,
um die reale Antriebsbatterie zu ersetzen. Dies kann auf die bereits diskutierten Probleme
in der Kommunikation zwischen den Steuergeräten zurückgeführt werden.
Demgegenüber steht allerdings die elektrische und thermische Belastungssituation, die
aufzeigt, dass eine hochgenaue Batteriesimulation in Bezug auf die Dauerlauferprobung
wesentliche Vorteile mit sich bringt.

Die Ergebnisse in der Tabelle 6.1 basieren dabei auf dem in Tabelle 5.4 bewerteten
Fehlerkompensationsmodell und sind zum Teil bereits veröffentlicht [10]. In der Veröf-
fentlichung wurde zusätzlich der Einŕuss der Begrenzungsfunktion mittels der OCSVM
nach Gleichung (4.16) diskutiert. Aufgrund von marginalen Verbesserungen wird dieser
Aspekt hier nun weggelassen. Das Dauerlaufproől beőndet sich ś vor allem basierend auf
den geringen Schwankungen in der Batterietemperatur ś vollständig im Bereich der Da-
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teninterpolation des Datensatzes 2. Somit greift die Begrenzung kaum ein und fungiert
lediglich als Sicherheitsmechanismus.
Neu in der Tabelle 6.1 ist die Bewertung des Trends des Simulationsfehlers nach der
Gleichung (5.9). Anhand des Wertes von ϵS = 0,06 mV

s
wird deutlich, dass das Fehlerkom-

pensationsmodell nicht nur den Maximalfehler ME und den quadratischen Fehler RMSE

des analytischen Modells über die verschiedenen Streckenproőle im Mittel weiter redu-
zieren kann, sondern auch über das gezielte Training in Simulationskonőguration (vgl.
Kapitel 5.2.1) eine hohe Stabilität erzielt.
Dieses Ergebnis hinsichtlich der Spannungssimulation ist größtenteils deckungsgleich mit
den bisherigen Beobachtungen aus Kapitel 4 und 5. Zudem führt die exakte Spannungssi-
mulation auch zu einer Reduktion der Abweichungen in den wichtigen Belastungsgrößen
der Dauerlauferprobung. Das betrifft die unmittelbare Kopplung der simulierten Span-
nung mit der Belastungsgröße des Batteriestroms. Die Messung des Betriebs mit dem
Fehlerkompensationsmodell zeigt im Vergleich zur realen Antriebsbatterie nur noch ei-
nen Fehler von RMSE = 7,54A und schneidet damit am besten ab. Da die elektrischen
Größen auch direkt mit der Verlustleistung und somit den thermischen Beanspruchungen
in der elektrischen Antriebsachse in Verbindung stehen, wird auch der zeitliche Verlauf
der mittleren Temperatur der im Antriebsumrichter verbauten IGBT mit dem Fehler-
kompensationsmodell am realistischsten nachgestellt. Eine mögliche Erklärung für die
überraschend deutliche Reduzierung der Abweichung im Temperaturverlauf um ca. 20 %
durch die Simulation mit dem hybriden Modell legt die Annahme nahe, dass die Span-
nungslage der Antriebsbatterie die Schaltverluste maßgeblich beeinŕusst [201].
Es kann festgehalten werden, dass ś ausgehend von den Abweichungen in den Belastungs-
größen ś die Batteriesimulation mit der Erweiterung durch das datenbasierte Fehlermodell
eine wesentlich realistischere Dauerlauferprobung am Prüfstand gegenüber den konven-
tionellen Ansätzen ermöglicht. Dem Fehlerkompensationsmodell gelingt es dabei entspre-
chend dem Dauerlaufziel, das Verhalten des Antriebsstrangs, wie es im Zusammenspiel
mit der realen Antriebsbatterie stattőnden würde, am besten nachzubilden. So können
im Sinne einer ganzheitlichen Erprobung der Antriebsachse elektrische und thermische
Schädigungsmechanismen, wie die Delamination der Halbleiter von der Bodenplatte, die
Ablösungen der Bonddrähte der Halbleiter oder die Auŕösung der Wicklungsisolation des
Elektromotors [201], hervorgerufen werden, die sonst nur mit der realen Antriebsbatterie
auftreten würden.
Das Anwendungsbeispiel hat zusätzlich offengelegt, dass neben dem elektrischen Verhalten
vor allem auch die Restbussimulation des BMS für die Dauerlauferprobung entscheidend
ist. Hierauf sollten sich zukünftige Untersuchungen konzentrieren. Beispielsweise sollte
die Streuung in den Einzelzellspannungen und ihr Einŕuss auf die BMS-Funktionen mit
simuliert werden [167].
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Tabelle 6.1: Abweichungen zwischen den Varianten der Batteriesimulation und der rea-
len Antriebsbatterie am Prüfstand über alle Strecken des hochdynamischen
Dauerlaufproőls.

Konstant-
spannung
uSoll = 375V

Analytisches
Modell

uSoll = ŷAM

Hybrides
Modell

uSoll = ŷHM

RMSE [V] 28,31 3,53 2,44

ME [V] 56,90 16,98 16,54Spannungs-
simulation

Fehlertrend ϵS [mV
s

] 0,01 0,06 0,06

Mechanischer Fehler RMSE:
Drehmoment [Nm]

18,32 19,12 18,76

Elektrischer Fehler RMSE:
Batteriestrom [A]

15,43 7,8 7,54
Belastungs-
größen

Thermischer Fehler RMSE:
Halbleiter-Temperatur [◦C]

4,98 4,54 3,63

6.3 Ermittlung des Energiebedarfs von elektrischen
Antrieben

Die Reichweite von Elektrofahrzeugen ist nach wie vor eine der zentralen Herausforderun-
gen der Elektromobilität [202]. Viele der Automobilhersteller streben dabei Reichweiten
an, die vergleichbar sind mit konventionellen Antriebstechnologien. Sie nehmen dabei gro-
ße Aufwände in Kauf, um die Attraktivität von Elektrofahrzeugen zu steigern.
Dabei gibt es mehrere Stellhebel, die, angefangen von der Energiedichte der Batteriezellen
über die Gewichtsoptimierung des Batteriegehäuses bis hin zu energieoptimalen Betriebs-
strategien des Antriebsstrangs, die Reichweite bei gleichem Bauraum erhöhen können.
Um dieses Ziel ś insbesondere mit Blick auf die Effizienzpotenziale im Zusammenspiel
zwischen der elektrischen Antriebsachse und der Antriebsbatterie ś zu erreichen, können
erneut Antriebsprüfstände als Hilfsmittel eingesetzt werden. Sie erlauben insbesondere
eine schnelle und realitätsnahe Auslegung und Kalibrierung der Steuergeräte-Software,
die die Verluste des komplexen Zusammenspiels im gesamten Antrieb wesentlich beein-
ŕussen. Denkbar sind hierbei etwa Szenarien hinsichtlich vorausschauender Geschwindig-
keitstrajektorien im hochautomatisierten Fahren, die Formung von Drehmomenten oder
ein gezieltes Thermomanagement der Antriebskomponenten. Dabei kann auch immer da-
hingehend optimiert werden, dass die Verlustenergie im Antrieb minimiert und somit die
Reichweite maximiert wird. Um die Auswirkungen von vorgenommenen Änderungen an
den Software-Funktionen in kurzer Zeit und reproduzierbar feststellen zu können, muss
die Ermittlung des Energiebedarfs in den verschiedenen Arbeitspunkten der Batterie weit-
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Energie-
gehalt 
Zellen

Energie zur Überwindung der Fahrwiderstände 𝑬F

Energiebedarf und Verlustprozesse

der Antriebsbatterie: 𝑬B − 𝑬B,V Verluste, beeinflusst durch die 

Antriebsbatterie: 𝑬A,V

Mechanische Verluste der elektrischen Antriebsachse

Elektrische Verluste im Elektromotor

Leitungssatz- und Schaltverluste

Verluste in der Batterie 

Energie-
bedarf 

Batterie𝑬B

Abbildung 6.9: Der Energieŕuss in einem elektrischen Antriebssystem zur Überwindung
der Fahrwiderstände mit einer Aufstellung der einzelnen Verlustprozesse.

gehend automatisiert am Prüfstand ablaufen. Eine Möglichkeit, um vor allem auch dem
hohen Zeitdruck gerecht zu werden, ist daher die Verwendung der Batteriesimulation (vgl.
Abbildung 2.7), die eine ŕexible und unmittelbare Anpassung der Batterietemperatur ϑ0

und des Ladezustands xSoC,0 am Prüfstand erlaubt.
Dieses Anwendungsbeispiel der Batteriesimulation ist im Gegensatz zur Dauerlauferpro-
bung noch stärker von einem hochgenauen Batteriemodell abhängig, da sich die für den
Energiebedarf wichtigen Verlustprozesse nicht nur in den real verbauten Komponenten am
Prüfstand, sondern zusätzlich in der Simulation abspielen. Das Modell liefert daher auch
Kennzahlen, die für eine Optimierung des Energiebedarfs am Prüfstand mitberücksichtigt
werden müssen. Abbildung 6.9 zeigt den gesamten Energieŕuss von der verfügbaren En-
ergiemenge über die Verluste in der Batterie, im Antriebsumrichter und im Elektromotor
bis zur nutzbaren Leistung auf der Antriebsachse.
Der Batteriesimulation kommt dabei in erster Linie die Aufgabe zu, die Verlustleistung

der Batterie selbst zu simulieren. An den Innenwiderständen der einzelnen Zellen fällt
jeweils eine Überspannung ab (vgl. Abbildung 2.2), die der momentanen Verlustleistung
entspricht und in Form von Wärme abgegeben wird. Im Kern jeder elektrischen Batte-
riesimulation steht neben der Ruhespannung eben genau diese Beschreibung der nicht
linearen Impedanz, die den Spannungsabfall verursacht. Es ist davon auszugehen, dass
eine genaue Spannungssimulation auch die Batterieverluste im Zusammenspiel mit der
elektrischen Antriebsachse realistischer nachbilden kann. Über die eingeregelte Spannung
der Batteriesimulation uIst und die Vermessung der Ruhespannungskurve uOC(xSoC) ist
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es möglich, die Verlustenergie direkt aus einem Prüfstandslauf zu bestimmen:

EB,V(k) =
∑︂

|uOC(xSoC(k)) − uIst(k)| · iIst(k) ·∆t (6.3)

Neben dieser naheliegenden Verlustleistung beeinŕusst auch die Hysterese der Ruhespan-
nung die Effizienz der Batterie. Die Hystereseüberspannung aus Gleichung (3.3), die in
Abhängigkeit der Richtung des Ladezustands auf- und abgebaut wird, muss ebenfalls als
Verlustleistung betrachtet werden [119]. Sie lässt sich analog zu Gleichung (6.3) bestim-
men.

Die Batteriesimulation beeinŕusst nach Abbildung 6.9 nicht nur die eigenen Verlustpro-
zesse EB,V, sondern auch die der elektrischen Antriebsachse. Im Betrieb mit der Batte-
riesimulation können die Abweichung in der Spannung und dem Strom (vgl. Kapitel 6.2)
auch zu Abweichungen in den Verlusten der anderen Antriebskomponenten führen. Um
diesen Einŕuss der Batteriesimulation auswerten zu können, werden alle Verlustenergien
der elektrischen Antriebsachse EA,V zusammengefasst. Damit lässt sich folgende Energie-
bilanz aufstellen:

EA,V(k) = EB − EB,V(k) − EF(k) (6.4)

Diese Verlustenergie kann für jeden Prüŕauf berechnet werden. Dafür muss zum einen
der Energiebedarf in der Batterie EB über die Batterieleistung und die Verluste EB,V

entsprechend Gleichung 6.3 bestimmt werden. Zum anderen ist der Verlauf der Energie
EF(k), die zum Überwinden der Fahrwiderstände benötigt oder auch während der Re-
kuperation zurückgewonnen wird, entscheidend für die Analyse der Antriebsverluste. Die
Energie EF(k) wird dabei über das Drehmoment und die Drehzahl der Antriebswelle für
einen Prüfstandslauf ermittelt. Dadurch kann nun auch die ś für die Minimierung der
Verlustenergie ś zweite wichtige Kennzahl EA,V(k) ermittelt werden.
Dementsprechend muss zwingend nachgewiesen werden, dass die beiden Verlustenergien
EB,V und EA,V mit der Batteriesimulation reproduziert werden können.
Hierzu werden analog zum vorausgegangenen Kapitel 6.2 die Abweichungen zwischen den
Varianten der Batteriesimulation mit einer realen Antriebsbatterie ermittelt. Passend zu
diesem Anwendungsbeispiel hinsichtlich des Energiebedarfs wird der Unterschied anhand
des WLTC-Geschwindigkeitsproőls3 untersucht. Das Fahrproől wird dabei nur in einem
einzigen Arbeitspunkt der Batterie mit ϑ0 = 18 ◦C und xSoC,0 = 30,9 % durchlaufen, um
die Unterschiede hinsichtlich der Verluste in einem relevanten Szenario zu beleuchten. Ei-
ne Betrachtung der gesamten Reichweite von xSoC = 100 . . . 0 % wäre ebenfalls möglich,
jedoch kommt es dabei zusätzlich darauf an, dass die Begrenzung der Energieentnahme

3 Worldwide Harmonized Light Vehicles Test Cycle (WLTC) ist ein Prüfzyklus zur Ermittlung der
Schadstoff- und CO2-Emissionen sowie des Kraftstoff- beziehungsweise Energieverbrauchs, der seit 2017
in der EU für die Typzulassung von PKW verwendet wird.
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im realen Fahrbetrieb an der unteren Grenzen des Ladezustands durch das BMS mög-
lichst realistisch nachgebildet sein muss. Um diese Funktionen nicht in den Vordergrund
zu stellen, wird über den verwendeten Arbeitspunkt und die wenig dynamische Anregung
des WLTC das elektrische Teilmodell bewusst in den Fokus gerückt.
Als Fehlermodell kommt in diesem Anwendungsbeispiel das GRU mit nh = 128 versteck-
ten Zuständen und basierend auf dem Datensatz 1 entsprechend den Ergebnissen aus
Kapitel 5.2.2 zum Einsatz.
In Abbildung 6.10 sind die Ergebnisse der vier Durchläufe des WLTC-Geschwindigkeits-
proőls dargestellt. Anhand der elektrischen Strom- und Spannungssignale lässt sich erneut
feststellen, dass der Erfolg der Erweiterung des analytischen Modells mit dem datenbasier-
ten Modell auch auf die Batteriesimulation am Prüfstand übertragen werden kann. Das
GRU schafft es, den Spannungsfehler, den das analytische Modell gegenüber dem realen
Batterieverhalten aufweist, deutlich zu kompensieren. Der Verlauf bestätigt auch noch
einmal die Analyse mit Blick auf die Projektionen aus Abbildung 4.1. Das analytische
Modell hat vor allem Schwierigkeiten, die Spannung bei solch niedrigen Ladezuständen
mit xSoC,0 = 30,9 % exakt zu simulieren.
Die Spannungslage und die resultierenden Abweichungen im Strom (vgl. Kapitel 6.2)
nehmen dabei erkennbar einen Einŕuss auf die Verluste der Batterie EB,V. Nach Glei-
chung (6.3) hängt die Verlustenergie unmittelbar von der Spannungslage ab, und es ist
insofern kaum überraschend, dass das hybride Modell mit der hochgenauen Spannungssi-
mulation uSoll = ŷHM die Abweichungen in den Verluste EB,V fast vollständig eliminiert.
Der häuőg diskutierte und noch weitgehend unbekannte Verlustmechanismus, der durch
die Ruhespannungshysterese entsteht, lässt sich in Bezug auf das Fahrproől am Prüfstand
rechnerisch nach Gleichung (3.3) mit 2,9Wh ebenfalls bestimmen. Die Zellen der simulier-
ten Antriebsbatterie bestehen aus Materialien, die eine relativ kleine Spannungshysterese
aufweisen und daher die Verlustleistung der Batterie auch nur unwesentlich beeinŕus-
sen [168].
Auch in Bezug auf die Verluste, die direkt in der elektrischen Antriebsachse EA,V entste-
hen, zeigt sich eine Reduktion in der Abweichung zur Messung mit realer Antriebsbatterie
durch das hybride Modell. Aus Kapitel 6.2 ist bereits bekannt, dass die Wärmeentwick-
lung, insbesondere im Antriebsumrichter, stark mit der Batteriesimulation zusammen-
hängt. Die eingeregelte Spannung des Simulators hat demnach zweifellos einen Einŕuss
auf die Verlustprozesse der elektrischen Antriebsachse. Basierend auf der bereits formu-
lierten Annahme, dass vor allem in Bezug auf die Halbleiterschaltelemente eine höhere
Spannungslage zu größeren Verlusten führt, lassen sich auch die um -1,35 kWh höheren
Verluste im Betrieb mit der Konstantspannungsquelle erklären. Die Konstantspannung
ist in diesem Versuch auf uSoll = konst. = 355V festgelegt und liegt ebenso wie das
analytische Modell uSoll = ŷAM im Mittel über der Ist-Spannung im Betrieb mit dem
hybriden Modell uSoll = ŷHM. Dieser Zusammenhang kann die Unterschiede zwischen den
Varianten der Batteriesimulation hinsichtlich der Verluste der elektrischen Antriebsachse
erklären und bestätigt erneut den Vorteil der Erweiterung der Batteriesimulation.
Anhand der Metriken in Tabelle 6.2 wird die Verbesserung quantiőziert. Der Erfolg der
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Abbildung 6.10: Messungen der verschiedenen Varianten der Batteriesimulation anhand
des WLTC zur Bestimmung des Verlustenergien des gesamten Antriebs-
strangs für folgende Initialwerte der Batterie: Temperatur ϑ0 = 18◦C
und Ladezustand xSoC,0 = 30,9 %.
Die Verlustenergien werden mit negativen Zahlenwerten ausgedrückt, da-
her entspricht eine negative Abweichung ∆(−EV) < 0 auch einem höhe-
ren Verlust gegenüber der Referenzmessung.

Erweiterung mit dem GRU zeigt sich vor allem in Bezug auf die Fehlermetriken der
Spannungssimulation. Insbesondere der geringe Fehlertrend ϵS und die Reduzierung des
Maximalfehlers ME um mehr als 60 % unterstreichen die Vorteile der hybriden Struktur
für die Batteriesimulation. Diese Verbesserung im Vergleich mit dem analytischen Modell
führt auch zu einer realistischeren Simulation der Verluste in der Batterie EB,V.
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6.3 Ermittlung des Energiebedarfs von elektrischen Antrieben

Tabelle 6.2: Abweichungen zwischen den Varianten der Batteriesimulation und der
realen Antriebsbatterie am Prüfstand in Bezug auf das WLTC-
Geschwindigkeitsproől zur Ermittlung des Energiebedarfs.

Konstant-
spannung
uSoll = 355V

Analytisches
Modell

uSoll = ŷAM

Hybrides
Modell

uSoll = ŷHM

RMSE [V] 2,34 1,85 0,56

ME [V] 9,49 4,56 2,8Spannungs-
simulation

Fehlertrend ϵS [mV
s

] - 0,11 0,09

Abweichungen in EB,V [%] - 9,7 4,1Verlust-
energie Abweichungen in EA,V [%] 20,4 14,1 11,3

Sogar in Bezug auf die Verlustenergie des Antriebs EA,V wird die Abweichung zur Messung
mit der realen Antriebsbatterie durch das hybride Modell auf RMSE = 11,3 % reduziert.
Die Fehlerkompensationsstruktur mit dem datenbasierten Modell führt dementsprechend
zu einer realistischeren Batteriesimulation, die zweifellos auch eine genauere Bestimmung
des Energiebedarfs der elektrischen Antriebsachse mit sich bringt.
Allerdings wirft die verbleibende Abweichung von über 10% in der Verlustenergie des An-
triebs EA,V mit der verbesserten Batteriesimulation auch Fragen auf. Ein Grund hierfür
sind höchstwahrscheinlich ungewollte Abweichungen in den Randbedingungen der einzel-
nen Prüfstandsläufe. Zum Beispiel kann eine veränderte Initialtemperatur der Antriebs-
komponenten zwischen den Prüŕäufen Unterschiede in den Verlustprozessen nach sich zie-
hen. Weiterhin kann auch systematisches Fehlverhalten in der Wechselwirkung zwischen
der Prüfstandsregelung, der Antriebsregelung und der Spannungsregelung des Batterie-
simulators zu zusätzlichen Verlusten führen. Dies würde auch die grundlegend höheren
Verluste mit der Batteriesimulation (vgl. Abbildung 6.10) im Vergleich zur Messung mit
der realen Antriebsbatterie erklären. Es ist dementsprechend denkbar, dass ś trotz des in
Kapitel 6.1 analysierten Frequenzverhaltens des Simulators ś höherfrequente Strom- und
Spannungsschwingungen die zusätzlichen Verluste verursachen.

Die Abweichung zwischen der Messung mit der realen Batterie und der Batteriesimulation
kann in dieser Arbeit erfolgreich verkleinert, aber nicht vollständig eliminiert werden. Mit
Blick auf eine ŕächendeckende Anwendung der Batteriesimulation an Antriebsprüfständen
zur energieoptimalen Auslegung des Antriebs müssen daher weitere Untersuchungen an-
gestrebt werden. Ein Fokus dabei sollte vor allem auch auf dem hochfrequenten Verhalten
der Batteriesimulatoren liegen.

153



6 Praktische Anwendungen der erweiterten Batteriesimulation am Antriebsprüfstand

6.4 Zusammenfassung der Ergebnisse und Fazit

Kapitel 6 überträgt die erfolgreiche Erweiterung von klassischen Batteriemodellen mit
datenbasierten Ansätzen auf eine industrielle Anwendung in der Entwicklung von elektri-
schen Antrieben. Hierbei werden Antriebsbatterien nicht mehr nur am Computer simu-
liert, sondern im Zusammenspiel mit realen Antriebskomponenten über Batteriesimula-
toren auch in ihrem realen Spannungsverhalten und in Echtzeit nachgestellt.
Dieses Ziel verlangt im ersten Schritt nach einer Analyse der Spannungsregelung des
Simulators. Es zeigt sich, dass das entsprechende Führungsverhalten in den relevanten
Anregungsbereichen der Batteriesimulation die Erwartungen sogar übertrifft. In der Un-
tersuchung zum Störverhalten hinsichtlich des Stroms werden jedoch auch Schwächen des
Simulators offengelegt, die es in Folgearbeiten zu adressieren gilt.
Diese Sensitivität gegenüber Störungen ist eine der Hürden, um die in Kapitel 5 bereits
nachgewiesenen Erfolge der hybriden Batteriemodelle auf den Antriebsprüfstand zu über-
tragen. In Bezug auf beide Anwendungsszenarien zeigt sich dennoch, dass dieser Übertrag
der Erweiterung mit dem datenbasierten Modell zweifellos zu einem realitätsnäheren Be-
trieb des elektrischen Antriebs führt.
Die Anwendung des Fehlerkompensationsmodells mit dem Nonlinear-Output-Error őn-
det im Kontext einer Dauerlauferprobung des elektrischen Antriebs statt. Im Vergleich
mit dem analytischen Modell werden dabei die wichtigen Belastungsgrößen des Antriebs
exakter nachgebildet. Dies betrifft vorrangig die Belastung durch die elektrischen und
thermischen Größen, die während dem Dauerlaufproől entstehen. So kann hinsichtlich
einer Messung mit realer Antriebsbatterie die Abweichung im Stromsignal und im Tem-
peratursignal der Halbleiter am Prüfstand erheblich reduziert werden.
Im zweiten Anwendungsbeispiel wird das Fehlerkompensationsmodell mit dem Gated-
-Recurrent-Unit eingesetzt, um den Energiebedarf und somit die Reichweite des elektri-
schen Antriebs am Prüfstand genauer bestimmen zu können. Es zeigt sich, dass durch das
hybride Batteriemodell die Abweichung in den Verlusten des Antriebs im Vergleich mit
dem analytischen Modell deutlich kleiner wird.
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7 Schlussbemerkung und Ausblick

In dieser Arbeit wird erfolgreich ein bestehendes Batteriemodell mit datenbasierten Mo-
dellen aus der Systemidentiőkation und dem maschinellen Lernen erweitert. Entscheidend
für diesen Erfolg sind zweifellos die in diesem Kontext verwendeten großen Datenmengen
zum Batterieverhalten im Fahrzeug. Sie bieten eine optimale Möglichkeit die Schwächen
der bestehenden Modelle auszugleichen, die in der Regel unter Laborbedingungen ba-
sierend auf Zellmessungen erstellt werden und das Batterieverhalten im Fahrzeug nur
bedingt abbilden können.
Grundvoraussetzung für exaktere Batteriemodelle ist die Auswahl und Erarbeitung von
passenden Algorithmen und Modellstrukturen. In dieser Arbeit werden hierzu neuarti-
ge Ansätze vorgestellt, die die Informationen in den großen Datenmengen extrahieren,
effizient in Modelle überführen und eine hohe Robustheit während der Batteriesimulati-
on sicherstellen. Hervorzuheben ist dabei zuerst einmal der entwickelte Algorithmus zur
vorteilhaften Reduktion der Daten auf eine raumfüllende Untermenge. Zudem wird mit
dem Gated-Recurrent-Unit eine Methode aus dem maschinellen Lernen zielführend auf
die dynamische Modellierung des elektrischen Impedanzverhaltens von Antriebsbatterien
angewandt. Als letzte wichtige Neuerung ist der Einsatz der One-Class Support Vector
Machine zu nennen, die über eine Erkennung der Extrapolation des datenbasierten Mo-
dells die notwendige Sicherheit für die Batteriesimulation gewährleistet.
Der Nachweis über die erfolgreiche Kombination der analytischen mit den datenbasier-
ten Batteriemodellen wird in dieser Arbeit nicht nur anhand einer verbesserten Com-
putersimulation erbracht, sondern bestätigt sich auch mit Blick auf die echtzeitfähige
Batteriesimulation an Antriebsprüfständen. Durch den hybriden Modellansatz werden
zwei unterschiedliche Antriebsbatterien aus rein elektrischen Fahrzeugen wesentlich rea-
litätsnäher am Prüfstand nachgestellt. Die Batteriesimulation kommt zusätzlich in zwei
Anwendungsbeispielen zum Einsatz, um zum einen die Bestimmung des elektrischen Ener-
giebedarfs und zum anderen die Schädigungsparameter in einem Dauerlaufversuch ähnlich
einer realen Antriebsbatterie darzustellen. Letztlich kann durch die erarbeiteten Ansätze
die Effizienz und Qualität im Entwicklungsprozess von elektrischen Antrieben erheblich
gesteigert werden.
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7 Schlussbemerkung und Ausblick

Um die identiőzierten verbleibenden Abweichungen der Batteriesimulation weiter zu re-
duzieren, wäre eine Untersuchung und Verbesserung der Regelungsgüte der verwendeten
Simulatoren unmittelbar zielführend.
Als übergeordneter Ausblick dieser Dissertation sind jedoch vorrangig weitere Anwendun-
gen des hybriden Batteriemodells zu benennen. Das enorme Potenzial der Kombination
aus klassischen Batteriemodellen und datenbasierten Ansätzen kann insbesondere auch
im Kontext von modellbasierten Algorithmen auf Steuergeräten im Fahrzeug angewendet
werden. Diagnosefunktionen der Batterie würden insbesondere von einem fortwährenden
Training des hybriden Modells proőtieren. Zudem können in Zukunft hybride oder auch
rein datenbasierte Modelle helfen, vernetzte Fahrzeugbatterien hinsichtlich ihrer Leistung
und Zuverlässigkeit über cloudbasierte Auswertungen zu optimieren.
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Abkürzungen:
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ARMAX AutoRegressive Moving Average with eXternal inputs
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BPTT Back-Propagation Through Time
CPE Constant-Phase-Element
CPU Central Processing Unit
DoE Design of Experiment
DC Direct Current
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EM Elektromotor
FIR Finite Impulse Response
FN False Negative
FP False Positive
FLW Finite Length Warburg
FNN Feed-Forward Neural Network
FSW Finite Space Warburg
GRU Gated-Recurrent-Unit
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HM Hybrides Modell
HPPC Hybrid Pulse Power Characterization
IIR Inőnite Impulse Response
IGBT Insulated Gate Bipolar Transistor
IMQ Inverse Multiquadric
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7 Abkürzungen und Formelzeichen

KNN Künstliches Neuronales Netzwerk
LD Linear Dynamisch
LHS Latin Hypercube Sampling
LS Linear Statisch
LSTM Long-Short-Term-Memory
ML Maschinelles Lernen
NARX Nonlinear AutoRegressive with eXternal inputs
NLD Nichtlinear Dynamisch
NLS Nichtlinear Statisch
NOE Nonlinear-Output-Error
NOENN Nonlinear-Output-Error mit neuronalem Netz
NME Normalized Maximum Error
ME Maximum Error
OCSVM One-Class Support Vector Machine
OCV Open Circuit Voltage
OE Output-Error
OP Optimierungsproblem
PKW Personenkraftwagen
PT1 Übertragungsglied erster Ordnung
PRBS Pseudo-Random Binary Sequence
SIL Software-in-the-Loop
SNR Signal-to-Noise-Ratio
SV Support Vectors
SVM Support Vector Machine
RMSE Root Mean Square Error
RTRL Real Time Recurrent Learning
UM Untermenge

Formelzeichen:

α Lagrange-Multiplikatoren des dualen Optimierungsproblems
βAK Abbruchkriterium im Trainingsalgorithmus
γ Lernratenreduktion GRU
γ, β Parameter zu Berechnung des Vertrauensfaktors
ϵ Trend des Simulationsfehlers
η Lernrate
Θ Zusammenfassung aller Modellparameter
ϑ Temperatur
κ Reduktionsfaktor
ν Regulierungsparameter OCSVM
τ Zeitkonstante
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ϕ Regressorvektor NOE, Elektrisches Potenzial
ω Fensterbreite, Kreisfrequenz

b Bias von OCSVM, GRU und NOENN
bE Eingangsraumbegrenzung
bA Ausgangsraumbegrenzung
C Kernelparameter
d Dimension eines Vektors
D Diffusionskonstante
e Modellfehler
eS Simulationsfehler eines Modells
eP Prädiktionsfehler eines Modells
E Energiemenge
EV Verlustenergie
f Frequenz
FW Führungsübertragungsfunktion
FZ Störübertragungsfunktion
h Versteckte Zustände im GRU
i Strom im Zeitbereich
I Strom im Frequenzbereich
J Stromdichte
k Laufvariable für diskrete Zeitschritte, Elektrochemische Reaktionsrate
K(x, y) Kernelfunktion
m Ordnung eines dynamischen Modells
nn Anzahl der Neuronen im FNN
nh Anzahl der versteckten Zustände im GRU
NMD Anzahl an Messdateien in einem Datensatz
NM Anzahl an Messpunkten in einer Messdatei
p Leistung
q Verschiebeoperator
QZ Zellkapazität
Ree Autokorrelationsfunktion
Reu Kreuzkorrelationsfunktion
R Ohmscher Widerstand, Gaskonstante
r, z, h̃ Zwischengrößen im GRU
R2 Bestimmtheitsmaß
tA Ausführungszeit
tT Trainingszeit
u Modelleingang, Spannung im Zeitbereich
U Spannung im Frequenzbereich
vn,Wn, bn, cn Parameter NOENN
vh,Wh,Rh, bh, ch Parameter GRU
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7 Abkürzungen und Formelzeichen

w Gewichte eines neuronalen Netzwerks
xSoC Ladezustand einer Batteriezelle
x Modellzustände
y Modellausgang (Messung)
ŷ Modellausgang (Vorhersage)
∇ Nabla-Operator
Z(s) Batterieimpedanz
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A Anhang

Im Anhang dieser Arbeit werden dem Lesenden zusätzliche Inhalte und Hintergrundwis-
sen vermittelt. Dabei handelt es sich zum einen um mathematische Grundlagen und zum
anderen auch um Erkenntnisse und Zwischenergebnisse, die den Leseŕuss in den Haupt-
kapiteln behindern würden.
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A.1 Herleitung des Spannungsmodells mit
RC-Gliedern

In diesem Kapitel werden die mathematischen Zusammenhänge des auf den RC-Gliedern
beruhenden Spannungsmodells hergeleitet und ausgeführt. Für die generische Form des
Ersatzschaltbildmodells mit mehreren RC-Gliedern wird in der Literatur regelmäßig auch
der Begriff Thévenin-Modell verwendet [56].
Die Beschreibung der Zellspannung beruht dabei auf einer gegebenen Ruhespannung
uOC(t), einem rein ohmschen Innenwiderstand R0 und n Gliedern jeweils bestehend aus
einer Parallelschaltung aus einem ohmschen Widerstand R und einer Kapazität C. An-
gelehnt an die Herleitung von Scheiffele [55] und analog zu der Abbildung 2.3 wird im
Folgenden die mathematische Beschreibung dieses Modells vorgenommen.
Im ersten Schritt gilt es dabei die Ruhespannung uOC(t) vom dynamischen Spannungs-
verhalten uZ(t), welches durch die Zellimpedanz Z(s) bestimmt ist, zu trennen:

u(t) = uOC(t) + uZ(t) (A.1)

uZ(t) = uR,0(t) + uRC,1(t) + · · · + uRC,n(t) (A.2)

Hierbei zeigt sich auch die Motivation hinter den meisten Ersatzschaltbildmodellen. Die
verschiedenen Überspannungsphänomene können über separate Glieder getrennt erfasst
werden. Zum einen ergibt sich über das ohmsche Gesetz der Zusammenhang zwischen
dem Zellstrom i und der unmittelbaren Spannungsreaktion uR,0:

i(t) =
uR,0(t)
R0

(A.3)

Zum anderen kann das Spannungsverhalten eines RC-Glieds, während dem Lade- und
Entladevorgang, über eine Betrachtung der beiden Strompfade wie folgt beschrieben wer-
den:

i(t) =
uRC

R
+ C · duRC

dt
(A.4)

Um nun die separaten Glieder mit der zeitlichen Ableitung der Spannung duRC

dt
zusam-

menzuführen, lohnt die Transformation in den Laplace-Bereich. Unter Beachtung der Vor-
schriften

uZ(t) t ❞ UZ(s) (A.5)

duZ(t)
dt

t ❞ sUZ(s) (A.6)
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können die dynamischen Bestandteile des Thévenin-Modells transformiert werden.
Letztlich ergibt sich daraus für die n RC-Glieder und entsprechend Gleichung (A.2) fol-
gende lineare Übertragungsfunktion:

Uz(s)
I(s)

= R0 +
1

1
R1

+ C1s
+ · · · + 1

1
Rn

+ Cns
(A.7)

Die Überführung dieser Übertragungsfunktion in die Polynomform (vgl. Kapitel 2.1) ist
stark abhängig von der Anzahl n der RC-Glieder. Daher werden zur Vereinfachung die
Modellparameter substituiert mit Γ(R0,R1, . . . ,Rn,C1, . . . ,Cn) und Φ(R0,R1, . . . ,Rn,C1,
. . . ,Cn):

UZ(s)
I(s)

=
Γ1 + Γ2s + · · · + Γns

n

Φ1 + Φ2s + · · · + Φnsn
(A.8)

Diese Form der Übertragungsfunktion verdeutlicht, dass die Anzahl der RC-Glieder auch
die Anzahl der Pole und Nullstellen deőniert. Sie bietet dabei auch weitere Analysemög-
lichkeiten zu dem linear dynamischen Übertragungsverhalten, beispielsweise hinsichtlich
von Pol-Nullstellen-Kürzungen.
Die Parameter Γ und Φ sind Funktionen der eigentlichen Modellparameter, bestehend aus
den Widerständen und Kapazitäten. Bei der Umformung ergibt sich für die Modellordnung
n = 2 des Thévenin-Modells die im Grundlagenkapitel 2.1.3 dargelegte Übertragungsfunk-
tion (2.6). Um diese konkrete Beschreibung des Spannungsverhaltens im Frequenzbereich
nun auch im Zeitbereich für die Simulation nutzen zu können, muss eine Rücktransfor-
mation basierend auf den folgenden Vorschriften durchgeführt werden:

UZ(s) ❞ t uZ (A.9)

sUZ(s) ❞ t
duZ

dt
(A.10)

s2UZ(s) ❞ t
d2uZ

d2t
(A.11)

Somit ergibt sich die generische Differenzialgleichung für das Thévenin-Ersatzschaltbild-
modell:

Φ1uZ(t) + Φ2
duZ

dt
+ · · · + Φn

dnuZ

dnt
= Γ1i(t) + Γ2

di

dt
+ · · · + Γn

dni

dnt
(A.12)

Die Transformation von Gleichung (A.8) zurück in den Zeitbereich für n = 2 liefert ganz
konkret:

1
R1R2

uZ + (
C2

R1

+
C1

R2

)
duZ

dt
+ C1C2

d2uZ

d2t
=

(
R0

R1R2

+
1
R1

+
1
R2

)i + (
R0C2

R1

+
R0C1

R2

+ C2 + C1)
di

dt
+ C1C2R0

d2i

d2t
(A.13)
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Diese kontinuierliche Differenzialgleichung kann zur Parametrisierung oder Simulation nun
auch in eine diskrete Form, die allgemein als Differenzengleichung bezeichnet wird, umge-
wandelt werden. Hierbei kann im einfachsten Fall das Euler-Vorwärts-Verfahren genutzt
werden, um über die Vorschrift

duZ

dt
=

uZ(k + 1) − uZ(k)
∆t

(A.14)

und über die diskrete Schrittweite ∆t = t(k+ 1)− t(k) eine Zeitdiskretisierung vorzuneh-
men. Für das in dieser Arbeit verwendete Thévenin-Modell mit zwei RC-Gliedern lässt
sich die Differenzengleichung mit substituierten Parametern Θ = (R0,R1,R2,C1,C2,∆t)
wie folgt festhalten:

uZ(k + 2) = Θ1i(k + 2) + Θ2i(k + 1) + Θ3i(k) −Θ4uZ(k + 1) −Θ5uZ(k) (A.15)

Damit ist auch ein Zusammenhang zwischen vergangenen Strom- und Spannungswerten
deőniert, der unter anderem auch einen Vergleich mit den datenbasierten Modellansätzen
erlaubt.
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A.2 Grundlagen zur Support Vector Machine

In diesem Kapitel werden Grundlagen zur Support Vector Machine (SVM) vorgestellt,
wobei die Beschreibungen vielfach einer früheren wissenschaftlichen Abschlussarbeit [5]
entnommen sind.
Eine der Hauptaufgaben des maschinellen Lernens ist die Klassiőkation, also die Zuord-
nung von Instanzen zu einer oder mehrerer Klassen. Einer der bekanntesten Klassiőka-
tionsmethoden ist die SVM. Die SVM wurde vom russischen Forscher Vapnic [203] im
Jahr 1995 veröffentlicht. Ihre Namensgebung lässt sich darauf zurückführen, dass für den
Klassiőkator nicht alle Trainingsdaten herangezogen werden, sondern sogenannte Support
Vectors (SV) ś einzelne Datenpunkte im Feature-Raum ś über die Klassiőkation entschei-
den. Die Besonderheit der Methode liegt in einer Trennung mit möglichst großem Abstand
der beiden Klassen im sogenannten Feature-Raum.
Abbildung A.1 zeigt eine solche lineare Trenngerade im zweidimensionalen Raum des
Eingangsvektors x. Sie wird über die folgende Ebenengleichung festgehalten:

ωTx− b = 0 (A.16)

Diese Normalenform einer Ebene hat den Vorteil, eine Trennung der Features in allen
n-dimensionalen Räumen x ∈ R

n,n ∈ N beschreiben zu können. Der Normalenvektor ω

hat dabei auch die Länge n des Feature-Raums, in der sich diese sogenannte Hyperebene
(engl.: Hyperplane) beőndet. Der Bias b lässt sich als Verschiebung dieser Ebene zum
Ursprung verstehen und ist ein Skalar.
Die (n-1)-dimensionale Hyperebene liefert eine Entscheidungsfunktion über die Klassen-
zugehörigkeit aller Datenpunkte x. Folgende Gleichung berechnet weiterhin den Abstand
eines beliebigen Punktes im R

n zur Ebene und hält über die Signumfunktion die Klassen-
zugehörigkeit y fest:

y = sgn(ωTx− b) (A.17)

Durch diese Deőnition kommt auch die bereits abgebildete Konvention der diskreten Ziel-
größe (engl.: Label) y ∈ {−1, 1} zustande. Wie bereits angeführt, zielt eine SVM immer
darauf ab, zwei Klassen so zu trennen, dass die Breite der linearen Spanne (engl.: mar-
gin) zwischen den jeweiligen Datenpunkten der beiden Klassen maximal wird. Eine ma-
thematische Beschreibung der gepunkteten Außenlinien dieser Spanne erfolgt über eine
entsprechende Normierung des Normalenvektors. Es wird festgelegt, dass jeweils ein Ein-
heitsvektor zwischen der Trennebene und den zwei Grenzebenen liegt. Die Hypergrenzen
sind somit durch den Abstand

|ωTx− b| = 1 (A.18)

in beiden Richtungen festgesetzt.
Der sehr anschauliche Gedanke einer Maximierung des Margin lässt sich dabei auch leicht
in Form eines mathematischen Optimierungsproblems (OP) festhalten. Ziel dieser Berech-
nung ist dann die Identiőkation und somit das Training der Entscheidungsfunktion nach
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Abbildung A.1: Lineare Hyperebene einer Support Vector Machine mit zwei unterschied-
lichen Klassen im R

2 aus [5].

Gleichung (A.17). Über die Normierung kann der Abstand zwischen den beiden Klassen
als 2

∥ω∥
ausgedrückt werden. Eine Maximierung dieser Breite ist gleichbedeutend mit der

Minimierung von ∥ω∥
2

beziehungsweise auch ∥ω∥2

2
. Zusammen mit der Gleichung (A.18)

lässt sich die Standardform dieses numerischen Optimierungsproblems folgendermaßen
aufstellen:

min
ω

1
2
ωTω (A.19)

s.t. yi(ω
Txi − b) ≥ 1, i = 1, ..., l (A.20)

Die zu berechnenden Optimierungsvariablen sind also die Parametereinträge des Norma-
lenvektors ω. Dieses Lernverfahren nutzt dabei die Datenpaare (xi, yi) der Anzahl l ∈ N,
um einen optimalen Klassiőkator nach Gleichung (A.17) zu őnden. Die Informationspaare
enthalten Features und Labels und werden als Trainingsdaten bezeichnet.
Für die effiziente Lösung des OP und auch eine Erweiterung auf eine nichtlineare Klassi-
őkation wird die duale Form des quadratischen Optimierungsproblems bestimmt und zur
Lösung genutzt.
Die Umformulierung des OP erfolgt mithilfe der Lagrange-Multiplikatoren [204]. Sie er-
möglichen eine Berücksichtigung der Gleichungsnebenbedingungen (A.20) in der Zielfunk-
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tion. Als neue Kostenfunktion dient dann die sogenannte Lagrange-Funktion und wird für
die SVM folgendermaßen aufgestellt:

L(ω,α, b) =
1
2
ωTω −

l
∑︂

i=0

αi(yi(ω
Txi + b) − 1) (A.21)

Die Lagrange-Multiplikatoren α können als Linearkombination der Gradienten der Ziel-
funktion nach Gleichung (A.19) und Gleichungsnebenbedingungen (A.20) verstanden wer-
den. Sie sind in der dualen Form neben ω und b auch eine zu minimierende Variable. Wer-
den die partiellen Ableitungen dieser Funktion ∂L

∂ω
und ∂L

∂b
zu null gesetzt, dann können

die Parameter der Hyperebene ω und b in der Lagrange-Funktion ersetzt werden [142].
Entsprechend der Lagrange-Dualität ergibt sich folgendes duales OP:

min
α

l
∑︂

i=1

αi −
1
2

l
∑︂

i=1

l
∑︂

j=1

αiyiαjyj xi · xj (A.22)

s.t.
l

∑︂

i=1

αiyi = 0 (A.23)

αi ≥ 0 (A.24)

Eine große Rolle kommt dabei insbesondere dem Skalarprodukt der einzelnen Beobach-
tungen xi · xj zu. Die Berechnung dieses Ausdrucks ist Ausgangspunkt für nichtlineare
Trennebenen und letztlich auch für die erfolgreiche Anwendung der One-Class Support
Vector Machine in dieser Arbeit (vgl. Kapitel 4.3).
Die erste wichtige Erweiterung der Klassiőkationsmethode erfolgt hinsichtlich einer be-
wusst falschen Klassiőkation einzelner Datenpunkte. Diese als Soft-Margin bezeichnete
Variante der SVM ist notwendig, da reale Klassiőkationsprobleme oft nicht linear trenn-
bar sind und daher auch keine Lösung des vorgestellten OP existiert.
Realisiert wird dieser Ansatz über die Einführung von sogenannten Schlupfvariablen ξ

(engl.: slack variables). Sie werden in die Zielfunktion und Gleichungsnebenbedingungen
der ursprünglichen Form des OP nach den Gleichungen (A.19) und (A.20) integriert. Zu-
dem wird mit ihnen der Parameter C eingeführt, um das Übertreten der Hyperebene
steuerbar zu gestalten. Folgende Gleichungen beschreiben die Soft-Margin SVM:

min
ω,ξ

1
2
ωTω + C

l
∑︂

i=1

ξi (A.25)

s.t. yi(ω
Txi + b)) ≥ 1 − ξi, i = 1, ..., t (A.26)

ξi ≥ 0 (A.27)

Diese gewollt falsche Klassenzuordnung wird insbesondere über die Gleichungsnebenbe-
dingung und somit über eine Verschiebung einzelner Trainingsdaten zur Grenzebene um
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ξi nach Gleichung (A.18) ermöglicht. Gleichzeitig wird die Summe der Schlupfvariablen
über die Zielfunktion und entsprechend dem Parameter C minimiert.
Eine erneute Herleitung des dualen Optimierungsproblems wird an dieser Stelle nicht
durchgeführt.
Durch die partielle Ableitung der Lagrange-Funktion nach ξ ergibt sich in der dualen
Form des OP nach den Gleichungen (A.22) - (A.24) lediglich eine Veränderung der Un-
gleichungsnebenbedingungen:

0 ≤ αi ≤ C (A.28)

Die Lagrange-Multiplikatoren α des dualen Problems sind dadurch zusätzlich über den
neuen Parameter C nach oben hin begrenzt [142].

Der Kernel-Trick ist im maschinellen Lernen ein weitverbreitetes Verfahren, um nicht-
lineares Verhalten abzubilden. Er beruht auf einer Transformation (engl.: Mapping) der
Feature-Vektoren x in einen neuen Feature-Raum ϕ(x) : Ra → R

b. Dieses Mapping ver-
folgt das Ziel, die transformierten Datenpunkte ϕ(x) im neuen Zahlenraum linear trennen
zu können. Dafür ist oft eine Übertragung in einen hoch-dimensionalen Raum notwen-
dig [205]. Eine solche Transformation ist allerdings sehr rechenintensiv und somit nicht
zielführend.

Die Kostenfunktion des dualen OP der Support Vector Machine nach Gleichung (A.22)
enthält die Feature-Vektoren ausschließlich in Form ihres Produkts xi · xj. In diesem Zu-
sammenhang wird ein Kernel als das Skalarprodukt von zwei transformierten Vektoren
verstanden:

K(x, y) = ϕ(x)Tϕ(y) (A.29)

Der Kernel-Trick besteht nun darin, dass nicht das tatsächliche Mapping ϕ(x) berechnet,
sondern eine Kernel-Funktion K(x, y) anstelle des Skalarprodukts eingeführt wird. Dies
bedeutet auch, dass die Transformation ϕ(x) nie explizit durchgeführt wird. Ihre Berech-
nung entfällt somit und die Rechenoperation benötigt wesentlich weniger Aufwand.
Bei der Findung einer geeigneten Kernel-Funktion für ein hochdimensionales Mapping
ϕ(x) spielt die Nähe der Features zueinander eine entscheidende Rolle [142]. Daher werden
vor allem sogenannte Radiale Basisfunktionen (engl.: Radial Basis Function) eingesetzt,
die den euklidischen Abstand ∥x − y∥ der beiden Vektoren berechnet. Ihre bekannteste
Variante ist der gaußsche RBF-Kernel [203]:

K(x, y) = exp(−∥x− y∥
2σ2

2

) (A.30)

Strukturell gleicht diese Kernelfunktion stark der gaußschen Normalverteilung. Sie be-
sitzt dabei einen veränderbaren Parameter σ, welcher an die Standardabweichung ange-
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lehnt ist. Über diese Funktion wird somit theoretisch das Skalarprodukt eines unendlich-
dimensionalen Mapping ϕ(x) : Ra → R

∞ angenähert [142].
Eine Anwendung dieses Kernel-Tricks őndet in vielen maschinellen Lernverfahren statt,
wie Gauß-Prozessmodelle, Principal Components Analysis oder eben der SVM. Im Fall der
Support Vector Machine wird das Skalarprodukt in der Zielfunktion des dualen Problems
nach Gleichung (A.22) mit einer Kernel-Matrix ersetzt:

min
α

l
∑︂

i=1

αi −
1
2

l
∑︂

i=1

l
∑︂

j=1

αiyiαjyj K(xi,xj) (A.31)

In diesem Kontext wird nun von einer Kernel-Matrix K(xi,xj) gesprochen, da der Kernel
nun nicht mehr bezüglich zwei unabhängigen Datenpunkten, sondern mehrerer Feature-
Vektoren zueinander berechnet wird. Es entsteht eine l × l Matrix, die bei entsprechend
gültigem Kernel positiv semideőnit ist [142].
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A.3 Beschreibung und Bewertung möglicher
Datenquellen

Um Messdaten eines beliebigen Projekts und Musterstands einer Batterie zu erhalten,
stehen potenziell mehrere Datenquellen zur Verfügung, die in erster Linie dadurch un-
terscheidbar sind, inwieweit sie gezielt für die Modellierung oder aus anderen Gründen
erzeugt wurden. Entsprechend der deőnierten Zielsetzung dieser Arbeit kommen für die
Erweiterung des analytischen Modells ausschließlich Messdaten zum Einsatz, die stan-
dardmäßig in der Fahrzeugentwicklung anfallen.
Im Kontext der Batteriesimulation am Antriebsprüfstand spielt zudem die Verfügbarkeit
der Daten eine immense Rolle. In Abhängigkeit vom zeitlichen Fortschritt im jeweiligen
Entwicklungsprojekt stehen normalerweise Messdaten auf den technischen Ebenen Zelle,
Modul, Batterie, Fahrzeug und Feld bereit. Neben dem Kriterium der Verfügbarkeit der
Messdaten sind bei der Auswahl der Datenquelle weitere Faktoren wie die Messqualität,
die Nähe zum realen Batteriebetrieb im Fahrzeug und der Umfang der Anregung zu be-
rücksichtigen. In der Tabelle A.1 sind die möglichen Datenquellen zeilenweise aufgelistet.
Dabei wird eine Übersicht bezüglich der typischen Verwendung, der zwei zentralen Be-
wertungskriterien und der übergeordneten Eignung für die Erweiterung der analytischen
Batteriesimulation in der rechten Spalte dargestellt.

Es lässt sich zusammenfassen, dass aufgrund der wertvollen Informationen über das Ge-
samtsystem vor allem die Messdaten aus den Versuchen auf Batterie- und Fahrzeugebene
zu bevorzugen sind. Trotz der geringeren Messqualität können diese Zeitreihendaten den
Fehler, der durch den Übertrag des analytischen Zellmodells auf ein Simulationsmodell
des Batteriesystems entsteht, am besten ausgleichen.
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Tabelle A.1: Potenzielle Datenquellen der verschiedenen Batterieebenen: Übersicht und
Bewertung hinsichtlich der Erweiterung der analytischen Simulationsmodelle
des elektrischen Batterieverhaltens.

Verwendung
der Datenquelle

Verfügbarkeit im
Entwicklungsprojekt

Messqualität
der Signale

Anwendbarkeit
für Batteriemodelle

Z
e
ll
e

• Materialauslegung

• Absicherung der
Leistung, Sicherheit
und Lebensdauer

• Parameterermittlung
für Simulationsmodelle

• Oft vor dem Serien-
entwicklungsstart

• Abhängig von der
Bereitstellung durch
den Zelllieferanten

• Hohe Auŕösung
hinsichtlich des
Zeit- und Werte-
bereichs möglich

• Rauscharme
Messungen
leicht realisierbar

• Abhängig von der
Messtechnik
der Prüfkammer

• Etablierte Anwendung beim
analytischen Zellmodell
(vgl. Kapitel 2.1.2)

• Fehlerrisko beim Übertrag
auf das Batteriemodell

M
o
d
u
l

• Auslegung
von Modulkonzepten

• Modulabsicherung der
Leistung, Sicherheit
und Lebensdauer

• Früh in der Serien-
entwicklung

• Abhängig von der
Bereitstellung durch
den Modullieferanten

• Modulmessungen in nur
wenigen Projekten vorhanden

• Anregung beschränkt
auf Absicherungsszenarien

• Fehlerrisko beim Übertrag
auf das Batteriemodell

B
a
tt

e
ri

e

• Systemabsicherung der
Leistung, Sicherheit
und Lebensdauer

• Auslegung und
Kalibrierung der
Software-Funktionen

• Integrationstests
hinsichtlich Antrieb
und Fahrzeug

• Batterieprototypen
werden in allen
Serienentwicklungs-
phasen getestet

• Noch vor der Batterie-
simulation am
Prüfstand

• Aufzeichnung der
Signale über die
Bussysteme
mit bis zu 50 Hz

• Abhängig von
der Sensorik
in der Serienbatterie

• Reduzierte Messqualität durch
Fahrzeugkommunikation

• Batterieanregung beschränkt
auf Absicherungsszenario

• Erstmals Messungen
des Gesamtsystems

F
a
h
rz

e
u
g

• Erprobungsfahrzeuge
werden in späteren
Serienentwicklungsphasen
aufgebaut

• Meist parallel zur Batterie-
Simulation am Prüfstand

• Messqualität der Fahrzeug-
kommunikation begrenzt

• Messung des Gesamtsystems

• Reales Verhalten
und umfangreiche Anregung
der Fahrzeugbatterie

F
e
ld

• Analyse der
Kundennutzung

• Beobachtung und
Vorhersage der Ausfälle

• Erst nach dem
Produktionsstart

• Nach der Batteriesimulation
am Antriebsprüfstand

• Keine Zeitreihen
über die Diagnose
verfügbar

• Zu spät für
die Batteriesimulation

• Anwendung ausgeschlossen
aufgrund fehlender Zeitreihen
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A.4 Einflussanalyse des Quantisierungsrauschens auf
die Modellgüte

Um den Einŕuss der Diskretisierung auf die Batteriemodellierung zu analysieren, werden
die Schrittweite im Wertebereich, die Abtastzeit der elektrischen Signale und zusätzlich
die Datenmenge in Bezug auf das Beispielsystem Feststoffdiffusion aus Gleichung (4.1)
variiert. Für alle Variationen werden Output-Error -Modelle erster Ordnung mittels des
Prädiktionsfehler-Verfahrens geschätzt und anhand einer separaten Testmessung mit dem
RMSE nach der Vorschrift (2.18) bewertet. Der Einŕuss des Quantisierungsrauschens auf
die Modellqualität in Wechselwirkung mit der Abtastzeit wird in Abbildung A.2a und in
Wechselwirkung mit der Datenmenge in Abbildung A.2b dargestellt. Die Ergebnisse sind
dabei leicht geglättet, um den qualitativen Trend ablesen zu können.
Der Einŕuss der Quantisierung und der Abtastrate in der linken Darstellung lässt erken-
nen, dass eine Quantisierungsschrittweite der elektrischen Signale von über 0,1V und 0,1A
ś somit in der Größenordnung der Messdaten aus dem Fahrzeug ś zu einem deutlichen An-
stieg des Modellfehlers führt. Bei den gröbsten dargestellten Wertdiskretisierungen wird
zudem der positive Effekt geringer Modellfehler bei feiner Abtastung aufgehoben. Grund
dafür ist die entstehende Verzerrung der Signale hin zu höheren Frequenzen bei einer
Überabtastung der groben Quantisierung. Eine ähnliche Erkenntnis leitet Ljung [150, S.
452] in einer theoretischen Betrachtung der Parametervarianz her. Er hält fest, dass für
die Modellierung dynamischer Systeme eine optimale Abtastzeit existiert. Im Gegensatz
zu seiner Analyse entspricht dieses Optimum aus Abbildung A.2a allerdings nicht der
Größenordnung der Zeitkonstante des Systems. Auch wenn das generelle Abwägen zwi-
schen zu geringer und zu hoher Informationsdichte durch die Abtastrate in diesem Beispiel
reproduziert wird, ist das optimale Abtastintervall mit etwa T = 10−2τ = 0,037 s wesent-
lich geringer. Der vermutete Grund für den Unterschied ist, dass die Parametervarianz
nur bedingt Rückschlüsse auf den Modellfehler zulässt und eher eine Unsicherheit bei der
Schätzung repräsentiert. Da der von Ljung beschriebene Effekt in diesem Beispiel auch
nur bei einer sehr groben Quantisierung nachgewiesen werden kann, sollte der theoretische
Nachteil einer Überabtastung keine allzu große Rolle in den Betrachtungen zum hybriden
Modell spielen. Gleichwohl führt eine sehr feine Abtastung auch zu einer Erhöhung der
Datenmenge, die vorrangig in der Ermittlung einen Mehraufwand mit sich bringt (vgl.
Kapitel 5).
Darstellung A.2b ergänzt die Auswirkungen des Quantisierungsrauschens im Zusammen-
spiel mit der in der Parameterschätzung verwendeten Datenmenge. Die Abtastzeit ist
dabei auf das in den Fahrzeugmessungen maximal verfügbare Abtastintervall von 0,02 s
festgelegt. Der Einŕuss der Datenmenge auf die Modellgüte wird in der Regel vielschichtig
diskutiert, beispielsweise hinsichtlich des Rechenaufwands während der Modellierung, ei-
ner widerspruchsfreien Datengrundlage und der Datenverteilung. Aufgrund des einfachen
Beispiels kann vor allem der Nutzen hinsichtlich grob quantisierter Signale abgeleitet wer-
den. Es zeigt sich eine deutliche Verbesserung der Modellqualität durch die Erhöhung der
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(a) Einŕuss der Quantisierung und Abtastung bei
einer festen Datenmenge von 600 Zeitpunkten.
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(b) Einŕuss der Quantisierung und Datenmenge
bei einer festen Abtastzeit von 0,02 Sekunden.
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Abbildung A.2: Einŕuss des Quantisierungsrauschens auf den Modellfehler des dynami-
schen Beispielsystems Feststoffdiffusion.

Datenpunktemenge bei großen Quantisierungsschrittweiten. Dieser Effekt lässt sich als
eine erfolgreichere Rekonstruktion der für die Modellierung wichtigen elektrischen Größen
deuten, die mit einer umfangreicheren Datenmenge einhergeht. Es ist davon auszugehen,
dass dieser förderliche Zusammenhang in Bezug auf die Batteriemodellierung mit Fahr-
zeugmessungen ebenfalls seine Wirkung entfaltet.
Ergänzend sei noch festgehalten, dass sich diese Erkenntnisse ebenso in Bezug auf eine
Vereinfachung des Beispielsystems nach Gleichung (4.1) hinsichtlich eines ganzzahligen
Exponenten α = 0,949 → 1 und somit eines PT1-Systems erzeugen lassen.
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A.5 Übertrag des Algorithmus zur Datenreduktion auf
ganze Messdateien

In Kapitel 5.1.2 wird ein Algorithmus zur Datenreduktion vorgestellt, der erfolgreich eine
homogene Untermenge der einzelnen Datenpunkte erzeugt. In den folgenden Abschnitten
wird dieser Algorithmus auf eine Vorselektion hinsichtlich der Ebene der Fahrzeugmessun-
gen übertragen. Dafür müssen die Messdateien erst einmal charakterisiert werden. Hierzu
lassen sich die Mittelwerte der Eingangssignale u sowie ihre Standardabweichung σ(u)
heranziehen, um den Informationsgehalt der Messdateien mindestens hinsichtlich der Be-
triebspunkte und der dynamischen Anregung für die Vorselektion greifbar zu machen. Der
sich ergebende Vektor [u,σ(u)]T mit d = 6 Dimensionen kann dabei ebenfalls dem Algo-
rithmus aus Kapitel 5.1.2 zugeführt werden. Abbildung A.3a zeigt dazu alle NMD = 31
Messdateien für das Training basierend auf dem Datensatz 2 anhand einer Projektion
auf die Mittelwerte u2 und u3. Nach der Anwendung des Datenreduktionsalgorithmus mit
dem Faktor κ = 0,5 ergeben sich die NUM = 16 Datensätze, die eine homogene Verteilung
der Trainingsdaten darstellen.
Die Messdateien werden dabei bewusst nur auf ca. 50% reduziert. Es ist davon auszu-
gehen, dass die übergeordnete Vorselektion basierend auf den abstrahierten Werten der
Messdateien keine vollständige Abdeckung des Eingangsraums in gleichem Maße wie die
raumfüllenden Datenpunkte (vgl. Abbildung 5.3) erzielt. Mit anderen Worten: Wenn eine
Messdatei aufgrund ihrer Mittelwerte und Standardabweichung aussortiert wird, ist nicht
sichergestellt, dass nicht auch wertvolle Anregungsbereiche zusammen mit dieser gesamten
Zeitreihe entfernt werden. Ein weiterer Nachteil bei diesem Übertrag auf die Messdateien
ist, dass durch die kleine Anzahl NMD an Messdateien die Datenverteilung keine aus-
geprägte Homogenität erreicht. Das liegt zum einen daran, dass die Sobol-Sequenz den
Eingangsraum für kleine NMD suboptimal abdeckt [89, S. 544] und zum anderen sind die
wenigen Messdateien ohnehin nur sehr lückenhaft verteilt.
Diese visuellen Erkenntnisse werden basierend auf einer vergleichbaren Auswertung zu den
Datenpunkten aus Tabelle 5.2 untermauert. Tabelle A.2 enthält die gemittelten Simula-
tionsergebnisse ausgehend von jeweils drei NOE-Modellen, die aus nn = 30 Neuronen
bestehen, zufällig initialisiert wurden und den Real-Time Recurrent Learning (RTRL)
Algorithmus während dem Training berücksichtigen. Es lässt sich in Bezug auf die für
diese Bewertung wichtigen Testdaten festhalten, dass die raumfüllende Untermenge wie
erwartet zu geringeren Modellfehlern führt, als die zufällige Untermenge mit der gleichen
Anzahl an Messdateien. Jedoch ergibt sich im Mittel über die Trainings- und Testdaten
eindeutig ein Nachteil gegenüber der Verwendung aller Messdateien. Auch der Effekt hin-
sichtlich der Trainingszeit tT ist im Gegensatz zur Anwendung der Datenreduktion auf
die einzelnen Datenpunkte weniger stark ausgeprägt, da durch Reduktion mit κ = 0,5 der
originalen Trainingsdaten berücksichtigt werden.
Dieser grundlegende Zusammenhang hinsichtlich einer Reduktion der Messdateien kann
auch hinsichtlich der GRU-Modelle und anderer Reduktionsfaktoren κ reproduziert wer-
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(a) Mittelwerte und Standardabweichungen aller
vorhandenen Messdateien im Datensatz 2 : 31 für
das Training und 14 zum Testen.
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(b) Mittelwerte und Standardabweichungen der re-
duzierten Messdateien im Datensatz 2 : 16 für
das Training und 14 zum Testen.
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Abbildung A.3: Raumfüllende Vorselektion der Messdateien mit dem Faktor κ = 0,5 dar-
gestellt über eine Projektion des Eingangsraums.

den. Daher ist davon auszugehen, dass eine Verwendung des Algorithmus nicht wesentlich
zur Modellgüte beiträgt. Offensichtlich stecken in den ausgeschlossenen Zeitreihen wert-
volle Informationen, die nicht über die Abstraktion mittels der Mittelwerte und Stan-
dardabweichungen extrahiert werden. Die Weiterentwicklung des verwendeten Vektors
[u,σ(u)]T zur besseren Abstraktion der Zeitreihen wäre eine Möglichkeit für zukünftige
Untersuchungen, um die benannten Erkenntnisse zu überprüfen und zu hinterfragen.

Tabelle A.2: Einŕuss der vorgelagerten Reduktion (κ = 0,5) der Messdateien des Daten-
satzes 2 auf drei NOE-Modelle des Batteriespannungsfehlers basierend auf
der Sobol-Sequenz.

RMSE [V]
Training Test tT [h]

Additives
Fehlermodell

Alle Messdateien 1,23 1,42 3,21
Raumfüllend 1,32 1,52 1,43Untermenge

der Messdateien Zufällig 1,84 1,73 0,52
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A.6 Übersicht zur Ermittlungsmethode des
Fehlerkompensationsmodells

Im Folgenden werden die übergeordneten Schritte der Ermittlungsmethode des Fehler-
kompensationsmodell vorgestellt. Sie entsprechen dabei dem aktuellsten Stand des wäh-
rend dieser Arbeit iterativ gereiften Vorgehens. Die gewonnenen Erfahrungen sind dabei
fast vollständig in einem automatisierten Ablauf umgesetzt. Das Vorgehen kann dem-
entsprechend ohne großen Aufwand auf unterschiedliche Batteriedaten und analytische
Batteriemodelle angewandt werden:

1. Datenauswahl: Entsprechend Kapitel 4.1 stehen mehrere Datenquellen auf den
technischen Ebenen Zelle, Modul, Batterie und Fahrzeug zur Verfügung. Obwohl
Daten aus all diesen Quellen in die Ermittlung einŕießen könnten, wird bewusst
ein Fokus auf die Fahrzeugmessungen gesetzt. Dabei wird zudem darauf geachtet,
dass nur Messungen ausgewählt werden, die von einem einzelnen Fahrzeug stam-
men und über einen begrenzten Zeitraum entstanden sind. Basierend auf Erfah-
rungswerten werden Daten ausgeschlossen, die mehr als drei Monate auseinander
liegen. Grund dafür sind die Degradationsprozesse in der Batterie. Die Daten liegen
als separate Messdateien vor, die jeweils einer konkreten Fahrt mit dem Fahrzeug
entsprechen. Die Fahrzeugsignale werden dabei automatisch im MDF4-Format1 ab-
gespeichert. Ausgehend von diesen Messdateien müssen die vier relevanten Signale
u = (u1,u2,u3)T und y extrahiert werden. Dabei őndet gleichzeitig eine Selektion
statt, die nur die Messdateien mit einer Mindestanregung relativ zum Maximalstrom
von σ(u1(k)) > 0,1·IMax und einer Mindestlänge von t(NMD) > 0,5 h in den weiteren
Schritten berücksichtigt.

2. Datenbereinigung: Im zweiten Schritt őndet eine Bereinigung von Ausreißern
beziehungsweise fehlenden Werten statt. Zur Erkennung kommen dabei einfache
Kriterien zum Einsatz, die auf dem zulässigen Wertebereich der Signale beruhen.
Wird ein unplausibler Wert für einen konkreten Zeitschritt k erkannt, dann kann
dieser durch die Interpolation der umliegenden Werte ersetzt werden. Ist die Anzahl
der aneinanderliegenden Ausreißer zu groß und überschreitet mehr als drei diskrete
Zeitschritte, dann ist dieses Vorgehen erfahrungsgemäß nicht mehr sinnvoll und die
Messdatei wird unter Entfernung der Ausreißer an der Stelle zweigeteilt. Erfüllt der
erste Teil der Messdatei weiterhin die Anforderungen aus Schritt 1, dann kann die-
ser weiterhin verwendet werden. Eine Nutzung der weiteren Teile der ursprünglichen
Messdatei ist nicht möglich, da sich die Batterie dabei in der Regel nicht mehr im
relaxierten Zustand beőndet. Das würde für die weiteren Teile nach einer aufwen-
digen Initialisierung der dynamischen Zustände während der Parametrisierung des

1 Die ASAM (Association for Standardization of Automation and Measuring Systems) hat das binäre
Dateiformat MDF4 entworfen, um in der Automobilindustrie die serielle Kommunikation der Bussysteme
im Fahrzeug effizient aufzeichnen zu können.
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Fehlermodells verlangen.
Im Anschluss an die Bereinigung erfahren alle Signale in einer Messdatei eine linea-
re Interpolation auf einen äquidistanten Zeitvektor mit einer Abtastfrequenz von
50Hz, sodass die Werte für Strom u1 und Spannung y, die bei einer mittleren Mess-
frequenz von 50Hz vorliegen, einem Resampling unterzogen werden können, ohne
dabei die Signale im Frequenzbereich zu verändern.

3. Glättung und Tiefpassőlterung (1. Transformation): In diesem ersten wich-
tigen Schritt der Datenvorverarbeitung erfahren alle Signale noch vor der Fehler-
bestimmung des analytischen Modells eAM eine Tiefpassőlterung. Das Filter hat
das primäre Ziel, Aliasing in den elektrischen Batteriesignalen während der später
stattőndenden Reduktion der Abtastrate zu verhindern. Da die Signaltransformati-
on auch während des Simulationsbetriebs des datenbasierten Fehlermodells erfolgen
muss, wird ein digitales IIR-Filter für alle Signale entworfen, das mit der Eckfre-
quenz fg entsprechend dem Shannon-Nyquist-Theorem auf die Downsampling-Rate
abgestimmt ist.
Bevor die Temperatur- u2 und Ladezustandssignale u3 mit ihrer groben Wertdis-
kretisierung geőltert werden, erfolgt eine zusätzliche Filterung mit dem Ziel der
Rekonstruktion der Verläufe. Hierzu kommt ein ideales, gleitendes Mittelwertőlter
zum Einsatz, um die beiden Signale vorab zu bearbeiten, ohne dabei eine Phasen-
verschiebung zu verursachen.

4. Fehler des analytischen Modells: Nach der ersten Vorverarbeitung wird der Feh-
ler des analytischen Modells eAM entsprechend der Gleichung (4.3) erzeugt. Dabei
wird die Abweichung zwischen der simulierten Spannung des analytischen Modells
ŷAM, die mit einer Simulationsrate von fAM = 50Hz erzeugt wird, und der ge-
messenen Spannung y berechnet. Alle Signale haben zu diesem Zeitpunkt in der
Ermittlungsmethode bereits die Tiefpassőlterung erfahren und beziehen sich auf
den gleichen Zeitvektor mit 50Hz.

5. Veränderung der Abtastrate (2. Transformation): Im Anschluss erfolgt der
zentrale Schritt des Downsampling auf die diskrete Schrittweite des datenbasier-
ten Modells. Es wird ein zweiter Zeitvektor eingeführt, dessen Abtastung einem
ganzzahligen Bruchteil der Frequenz fAM des analytischen Modells entspricht. Diese
Umwandlung der Abtastrate beeinŕusst die gesamte Ermittlungsmethode vor allem
deshalb, weil dadurch die Menge der Datenpunkte und die Eckfrequenz fg des Tief-
passőlters festgelegt wird. Nach mehreren Vergleichen und Erkenntnissen zu den
Anregungsfrequenzen während des Fahrbetriebs wird die Downsampling-Rate auf
fDM = 10Hz festgelegt. Somit wird nur noch jeder fünfte diskrete Zeitwert weiter-
verwendet.
Das Downsampling ist dabei auch der zweite wichtige Schritt, der nicht nur in der Er-
mittlung des Fehlerkompensationsmodells eine Rolle spielt, sondern auch während
der Simulation zur Transformation und Rücktransformation der Signale zwischen
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den beiden Teilmodellen ś erkennbar am Blockschaltbild in Abbildung 5.1 ś einge-
setzt wird. Der Übergang ist dabei für das Downsampling als Halte-Glied und für
das Upsampling als eine diskrete Verzögerung der Zeitschritte implementiert.

6. Reduktion und Auftrennung der Daten: Das bisher beschriebene Vorgehen
kann eine unterschiedliche Menge an Daten hervorbringen. Abhängig von der Da-
tenquelle, der Dauer des Batteriebetriebs im ausgewählten Zeitraum und vor allem
der Downsampling-Rate können sich große Unterschiede in der Anzahl an Messda-
ten ergeben. In Abbildung 4.1 ist die gesamte Datenpunktemenge des Datensatzes 1
dargelegt, die selbst nach dem Downsampling auf fDM = 1

5
fAM = 10Hz noch über

5,6Millionen diskrete Datenpunkte enthält. Um den damit einhergehenden Heraus-
forderungen zu begegnen, werden Ansätze aus der klassischen Versuchsplanung in
die Ermittlungsmethode integriert. Im Fokus steht dabei ein Algorithmus, der aus
den gegebenen Datenpunkten eine raumfüllende Untermenge erzeugt.
Zusätzlich wird eine Auftrennung des Datensatzes vorgenommen, die der etablierten
Aufteilung in Trainings-, Validierungs- und Testdaten dient (vgl. Kapitel 2.2.3). Da
die Ergebnisse der Fehlermodelle auch für den wissenschaftlichen Erkenntnisgewinn
dienen, wird sogar ein Drittel der gesamten Daten für Testdaten aufgewendet. Diese
Aufteilung basiert auf einer zufälligen Auswahl, wodurch die Dichteverteilung der
Daten nicht grundsätzlich verändert wird.
Werden in den folgenden Schritten zusätzliche Daten benötigt, um beispielsweise die
Parametrisierung automatisch zu stoppen, dann werden individuell Validierungsda-
ten aus den verbleibenden zwei Dritteln des Datensatzes entnommen. Nach dieser
Auftrennung erfolgt die Normalisierung basierend auf der Standardabweichung und
dem Mittelwert der Trainingsdaten nach der bereits verwendeten Gleichung (4.7).

7. Ermittlung der Modellhyperparameter: Eine Trennung der eigentlichen Pa-
rametrisierung und dem hier vorgestellten Hyperparameter-Tuning ist in einem
schrittweisen Vorgehen nicht darstellbar. Im Rahmen der automatisierten Opti-
mierung der Hyperparameter werden bereits mehrere Modelle generiert, die dann
entsprechend ihrer Ergebnisse zur Wahl der Hyperparameter herangezogen werden.
In diesem Sinne stellt das Hyperparameter-Tuning einen überlagernden Schritt dar.
Dies betrifft vorwiegend die Modellhyperparameter, die die Struktur der zwei Fehler-
modelle und des Begrenzungsmodells wesentlich beeinŕussen. Die zentralen Modell-
hyperparameter sind die Neuronenanzahl nn des NOE-Modells, die Anzahl der ver-
steckten Zustände nh des GRU-Modells sowie der Kernelparameter C der OCSVM.
Die automatisierten Bestimmungsverfahren dieser Hyperparameter werden aus Effi-
zienzgründen in Bezug auf den reduzierten Datenmengen nach Schritt 6 ausgeführt.
Zusätzlich sollten zukünftig zu diesem Tuning der Modellhyperparameter auch noch
Parameter, beispielsweise aus der Vorverarbeitung, für eine noch anpassungsfähigere
Ermittlungsmethode einbezogen werden.
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8. Parametrisierung der dynamischen Datenmodelle: Entsprechend der Ergeb-
nisse aus Kapitel 4 eignen sich für das Fehlerkompensationsmodell vor allem nicht-
linear dynamische Modelle. Um das Vorgehen ŕexibel zu gestalten, werden zwei un-
terschiedliche neuronale Netzvarianten empfohlen und in dieser Arbeit verwendet.
Hauptgrund für die gewählte Regression mit neuronalen Netzen ist die Verfügbar-
keit von etablierten und ausgereiften Methoden zur Parametrisierung.
In Bezug auf das NOE-Modell, das ein neuronales Netz durch externe Rückführun-
gen ś entsprechend der Gleichung (4.10) ś in ein dynamisches Modell überführt,
muss zuerst ein Regressorvektor φ(k) vorgegeben werden. Mehrere Vergleiche und
auch Vorwissen zum Impedanzverhalten von Lithium-Ionen-Batterien legen die sehr
einfache Struktur φ(k) = (u1(k),u1(k−1),u2(k),u3(k),u3(k−1), ŷ(k−1))T mit der
diskreten Ordnungszahl von m = 1 nahe, die zudem zu einem vertretbaren Rechen-
aufwand führt. Die Gewichte und Biases des NOE-Modells werden dann mithilfe
des Levenberg-Marquardt Algorithmus iterativ ermittelt, wobei der Real Time Re-
current Learning (RTRL) Algorithmus dafür sorgt, dass während des Trainings ein
Aufrollen des Netzwerks über alle Zeitschritte jeder Messdatei erfolgt und das Mo-
dell somit in Simulationskonőguration trainiert wird.
Das Gated-Recurrent-Unit (GRU) ś als zweite Variante des nichtlinear dynamischen
Modells ś besteht nach den Gleichungen (4.6a-e) aus internen Zustandsrückführun-
gen und wird ähnlich zum RTRL über den Back-Propagation Through Time (BPTT)
Algorithmus in Bezug auf den zeitlichen Zusammenhang in den Messdateien trai-
niert. Das rekurrente neuronale Netz wird dabei in ein Netz mit mehreren Schichten,
die die diskreten Zeitschritte repräsentieren, überführt und die Gewichte und Bia-
ses über ein stochastisches Gradientenabstiegsverfahren ermittelt. In Bezug auf das
GRU werden die Trainingsdaten des jeweiligen Datensatzes zusätzlich noch auf soge-
nannte Batches aufgeteilt, die dem Optimierungsalgorithmus schrittweise zugeführt
werden, um den Speicher- und Rechenaufwand weiter zu reduzieren.
Beide Modellarten werden bis zur Erreichung ihres Abbruchkriteriums ś basierend
auf Kenngrößen des Optimierungsalgorithmus ś trainiert.

9. Parametrisierung des Begrenzungsmodells: Die One-Class Support Vector Ma-
chine (OCSVM) kann unabhängig von der Parametrisierung der Datenmodelle er-
zeugt werden. Zur Ermittlung der für den Klassiőkator wichtigen Langrage-Multi-
plikatoren α wird eine Geradengleichung in ein quadratisches Optimierungsproblem
zur Umhüllung der Trainingsdatenpunkte überführt. Die Kostenfunktion wird da-
bei durch eine numerische Optimierung mittels des Innere-Punkte-Verfahrens mini-
miert.

10. Test des Simulationsmodells: Der letzte Schritt dient der Bewertung des gewon-
nenen Fehlermodells im Zusammenspiel mit dem analytischen Modell, anhand des
übergeordneten Ausgangs yHM. Er ist damit auch der Ausgangspunkt für weitere
Anpassungen und Rückkopplungen bezüglich der vorausgegangenen Schritte. Die
Durchführung eines Modelltests ist zudem die Schnittstelle zu der Anwendung der
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Batteriesimulation am Prüfstand (vgl. Kapitel 6) mit dem kompilierten Batterie-
modell auf dem Echtzeitrechner.
Als Bewertungskriterien, basierend auf den Testdaten, kommen ähnlich zum Kapi-
tel 4 das quadratische Fehlermaß RMSE aus Gleichung (2.18) und der Maximalfehler
ME aus Gleichung (2.20) zum Einsatz. Zusätzlich wird die Fähigkeit der Modelle
überprüft, eine Erhöhung des Simulationsfehlers während des Betriebs zu verhin-
dern.
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