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Kurzfassung

Social Media Plattformen wie Facebook, Twitter und YouTube sind nicht nur bei End-
benutzern, sondern auch bei Unternehmen seit Jahren sehr beliebt. Unternehmen nutzen
diese Plattformen insbesondere für Marketingzwecke, womit herkömmliche Marketingin-
strumente zunehmend in den Hintergrund rücken. Neben Unternehmen verwenden auch
politische Parteien, Universitäten, Forschungseinrichtungen und viele weitere Organisa-
tionen die Möglichkeiten von Social Media für ihre Belange.

Das große Interesse von Endbenutzern und Institutionen an Social Media macht es
interessant für viele Anwendungen in Wirtschaft und Wissenschaft. Um Marktbeobach-
tung und Forschung zu Social Media zu betreiben, werden Daten benötigt, die meist
über dedizierte Werkzeuge erhoben und ausgewertet werden, wobei die Einschränkun-
gen vorhandener technischer Schnittstellen der Social Media Plattformen zu beachten
sind. Für ausgewählte Forschungsfragen sind Aspekte wie Umfang und Aktualität der
Daten von besonderer Bedeutung. Ein Abfragen von Aktualisierungen aus den Soci-
al Media Plattformen kann mit heute verfügbaren Mitteln nur über Polling-Verfahren
durchgeführt werden. Zum Berechnen der Aktualisierungsintervalle nutzt man häufig
statistische Modelle.

Das Ziel der vorliegenden Arbeit ist es, geeignete Zeitpunkte zum Abruf vorgegebener
Feeds auf Social Media Plattformen zu bestimmen, um neue Beiträge zeitnah abzuru-
fen und zu verarbeiten. Die Berechnung geeigneter Aktualisierungszeitpunkte dient der
Optimierung des Ressourceneinsatzes und einer Reduktion der Verzögerung der Verar-
beitung. Viele Anwendungen können davon profitieren. Die vorliegende Arbeit leistet
mehrere Beiträge im Hinblick auf die Zielsetzung. Zunächst wurden Arbeiten zu Soci-
al Media und angrenzenden Datenquellen im Umfeld des World Wide Web, welche die
Bestimmung von Änderungsraten oder die Vorhersage von Aktualisierungen verfolgen,
auf die eigene Problemstellung übertragen. Ferner wurde die Eignung der Algorithmen
zur Vorhersage der Aktualisierungszeitpunkte aus bestehenden Ansätzen mithilfe quan-
titativer Messungen bestimmt. Die Ansätze wurden dazu auf reale Daten aus Facebook,
Twitter und YouTube angewendet und mithilfe geeigneter Metriken evaluiert. Die ge-
wonnenen Erkenntnisse zeigen, dass die Qualität der Vorhersagen wesentlich von der
Wahl des Algorithmus abhängt. Hierbei konnte eine Forschungslücke im Hinblick auf die
Auswahl geeigneter Algorithmen identifiziert werden, da diese nach bisherigen Erkennt-
nissen üblicherweise nur manuell oder nach statischen Regeln erfolgt.

Ein eigener Ansatz zur Vorhersage bildet den Kern der Arbeit und bezieht die indivi-
duellen Aktualisierungsmuster bestehender Social Media Feeds ein, um für neue Feeds die
geeigneten Algorithmen zur Vorhersage, mit passender Parametrisierung, auszuwählen.
Entsprechend den Ergebnissen der Evaluation wird gegenüber dem Stand der Technik
eine höhere Qualität der Vorhersagen bei gleichzeitiger Reduktion des Aufwands für die
Auswahl erreicht.
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1. Einleitung

1.1. Motivation
Social Media Plattformen wie Facebook, Twitter und YouTube sind sehr beliebt. Nach
Zahlen aus 2022 nutzten über 86 % der Deutschen eine Form von Social Media [Staa],
in der Altersklasse von 14 bis 29 Jahre sogar bis zu 73 % [Stab]. Aber auch international
wird Social Media intensiv genutzt. In 2022 hatte Facebook über 2,93 Mrd. Nutzer:innen
weltweit, die im zweiten Quartal 2022 jeden Monat aktiv waren, über 1,97 Mrd. davon
sogar jeden Tag [DiB22].

Die enorme Attraktivität und Verbreitung von Social Media macht es zum Untersu-
chungsgegenstand der Forschung. Aus der immensen Menge an Beiträgen und Interaktio-
nen, die in Social Media Plattformen gespeichert werden, kann Wissen generiert werden.
Nia et al. [Nia+13] betrachten etwa die Beiträge, mit denen ein Benutzer interagiert,
um Personen mit ähnlichen Interessen als Freunde vorzuschlagen. Bretschneider und
Peters [BP17] nutzen Beiträge fremdenfeindlicher Seiten auf Facebook, um diese zu an-
notieren und damit einen Klassifikator zur Erkennung fremdenfeindlicher Hassrede zu er-
stellen. Ein anderes Ziel verfolgt das Forschungsprojekt AMPEL - Knowledge-Discovery-
Methoden und automatische Modell-Generierung für Multichannel-Marketing [Kel+18;
Kel+19], das sich mit der Prognose und Bewertung des Erfolgs von Beiträgen in Social
Media beschäftigt.

Für die Forschung werden möglichst umfangreiche Daten benötigt, in Form von Bei-
träge sowie den zugehörigen Interaktionen, wie z. B. Kommentare und geteilte Beiträge.
Die Daten werden dazu von ausgewählten Feeds in Social Media Plattformen abgerufen.
In vielen Fragestellungen kommt es auf die Aktualität sowie den Umfang der gesammel-
ten Daten an. Dabei reicht der einmalige Abruf der Daten nicht aus. Die überwachten
Feeds müssen vielmehr regelmäßig aktualisiert werden, um neue Beiträge, die seit dem
letzten Abruf auf dem Feed veröffentlicht wurden, zu identifizieren.

Der Abruf von Informationen aus Social Media Plattformen unterliegt jedoch einer
Reihe von Restriktionen. Einerseits ist der Umfang der auf den Plattformen verfügbaren
Daten sehr groß. Andererseits ist die Kapazität der zur Verfügung stehenden Ressourcen,
wie z. B. CPU-Zeit, Arbeitsspeicher und Übertragungsrate des Netzwerks, beschränkt.
Hinzu kommen Einschränkungen beim Zugang zu den Daten der Social Media Platt-
formen über die APIs (Application Programming Interfaces), die üblicherweise einer
Ratenbegrenzung unterliegen, welche innerhalb eines vorgegebenen Zeitintervalls nur
eine begrenzte Anzahl an Abfragen erlaubt. Änderungen müssen zudem über Polling-
Verfahren abgefragt werden, da aktive Benachrichtigungen, z. B. über Webhooks [Fac17;
Twi22], nicht oder nur eingeschränkt verfügbar sind.

Aufgrund der Restriktionen kann nur ein Teil der zu beobachtenden Feeds in re-
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1. Einleitung

gelmäßigen Abständen aktualisiert werden, um neue Beiträge zu erkennen. Das macht
Entscheidungen notwendig, in welchen Abständen die einzelnen Feeds aktualisiert wer-
den. Wird zu selten aktualisiert, werden Änderungen nur verzögert erkannt, während zu
häufige Aktualisierungen eine nicht optimale Nutzung der Ressourcen zur Folge haben.
In bestehenden Ansätzen [Erl14; Erl+15] werden Aktualisierungen nach statistischen
Modellen priorisiert, die das Alter der Inhalte, die Dauer seit der letzten Aktualisierung
und die bisherige Menge der Interaktionen betrachten.

1.2. Zielsetzung

Die Beschreibung der Problematik im vorausgehenden Abschnitt hat aufgezeigt, dass der
Abruf von Daten aus Social Media eine wichtige Voraussetzung für zahlreiche Anwen-
dungen ist, die damit verbundenen Herausforderungen, infolge der Restriktionen beim
Zugang zu den Daten, durch bisherige Ansätze aber nur bedingt gelöst werden.

Ziel der geplanten Forschungsarbeit ist es daher, geeignete Zeitpunkte zum Abruf vor-
gegebener Feeds auf Social Media Plattformen zu bestimmen, um neue Beiträge zeitnah
abrufen und verarbeiten zu können. Die Bestimmung passender Abrufzeitpunkte dient
einer Optimierung des Ressourceneinsatzes und einer Reduktion der Verzögerung bei
der Verarbeitung. Die Fragestellung der vorliegenden Dissertation ist im Rahmen des
Forschungsprojektes AMPEL entstanden. Der Bedarf an Social Media Daten im Projekt
lieferte auch den Rahmen für die im Jahr 2017 eingereichte Masterarbeit mit dem Titel
»Entwurf und Evaluation eines Frameworks zur Sammlung von Daten aus sozialen On-
linenetzwerken, am Beispiel von Facebook« [Kel17], deren Erkenntnisse in Teilen auch
in diese Arbeit eingeflossen sind.

Im Hinblick auf das Ziel der Arbeit soll zunächst ein Überblick über den Stand der
Technik gegeben werden. Der Fokus liegt dabei auf Arbeiten zu Social Media und an-
grenzenden Datenquellen im Umfeld des World Wide Web, welche die Bestimmung von
Änderungsraten oder die Vorhersage von Aktualisierungen verfolgen.

Die Eignung der dabei bestimmten Ansätze, im Hinblick auf die eigene Fragestellung,
soll mit Hilfe quantitativer Messungen bestimmt werden. Die Ansätze zur Vorhersage
der Aktualisierungszeitpunkte sollen dazu auf reale Daten aus Facebook, Twitter und
YouTube angewendet und mithilfe geeigneter Metriken evaluiert werden.

Das dabei gewonnene Wissen soll genutzt werden, um einen eigenen Ansatz zu ent-
wickeln. Dieser bildet den Kern der vorliegenden Arbeit und bezieht das individuelle
Aktualisierungsmuster eines Feeds sowie den Kontext der Beiträge in die Vorhersage
der Aktualisierungen ein, wodurch die Qualität der Vorhersagen verbessert werden soll.
Um die Eignung des eigenen Ansatzes zu bestimmen, wird dieser mithilfe quantitativer
Messungen gegenüber bestehenden Ansätzen aus dem Stand der Technik evaluiert.

Mit den Erkenntnissen, die bei diesem Vorgehen gewonnen werden, sollen folgende
Fragen beantwortet werden:

1. Welche Algorithmen eignen sich für die Vorhersage der Veröffentlichungszeitpunkte
neuer Beiträge in Social Media Plattformen?
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2. Wie kann die Qualität von Vorhersagen gemessen werden und welche Metriken
eignen sich hierfür?

3. Wie kann ein prototypisches System zur Vorhersage implementiert und anhand
realer Daten evaluiert werden?

4. Wie kann das Aktualisierungsmuster der Beiträge eines Feeds genutzt werden, um
die Veröffentlichungszeitpunkte neuer Beiträge vorherzusagen?

1.3. Aufbau der Arbeit

Im Anschluss an dieses einführende Kapitel wird in Kapitel 2 der für diese Arbeit re-
levante Stand der Wissenschaft vorgestellt. Dabei werden zunächst die Grundlagen im
Bereich Social Media eingeführt und die drei in dieser Arbeit betrachteten Plattfor-
men Facebook, Twitter und YouTube eingeordnet. Anschließend werden die technischen
Schnittstellen der Social Media Plattformen beschrieben, wobei der Fokus auf der Ra-
tenbegrenzung liegt, welche die Nutzung der Schnittstellen der betrachteten Plattformen
limitiert. Es folgt ein Überblick über bekannte Ansätze zur Vorhersage von Änderun-
gen in den Domänen Web Crawling, Web Caching und Web Feeds. Die Übertragbarkeit
auf Social Media wird beleuchtet und bereits bestehenden Ansätzen für Social Media
gegenübergestellt. Im Weiteren werden Ansätze für die Bildung und den Vergleich von
Aktualisierungsmustern aus verschiedenen Domänen vorstellt. Das Kapitel schließt mit
der Vorstellung von Metriken für die Evaluation von Algorithmen zur Vorhersage von
Aktualisierungen.

In Kapitel 3 wird die Datengrundlage für die Evaluation von Vorhersagealgorithmen
geschaffen. Dabei werden zunächst die Anforderungen an einen Datensatz formuliert, der
aus realen Daten bestehen und möglichst repräsentativ für die Grundgesamtheit aller
Feeds in den betrachteten Plattformen sein soll. Da keiner der bekannten Datensätze aus
Social Media die genannten Kriterien erfüllt, wird ein eigener Datensatz erstellt. Dazu
wird eine Auswahl von Suchbegriffen genutzt, die für alle drei Plattformen identisch ist,
um eine Stichprobe von Feeds zu erheben. Für die Stichprobe der Feeds wird eine Historie
von Beiträgen gesammelt. Abschließend wird der Datensatz statistisch aufbereitet.

Im Kapitel 4 werden die Algorithmen zur Vorhersage sowie die erläuterten Metriken
aus anderen Domänen auf die Domäne Social Media übertragen. Dazu wird zunächst
eine eigene Softwarelösung zur Simulation von Abfragen aus Social Media vorgestellt,
welche die bekannten Algorithmen und Metriken implementiert. Mithilfe der Softwa-
relösung und des eigenen Datensatzes werden detaillierte Messungen durchgeführt und
verglichen. Im ersten Schritt findet dazu die Optimierung der Parameter der implemen-
tierten Algorithmen statt. Um einen einzelnen besten Vorhersagealgorithmus für jede
Plattform zu bestimmen, wird jeder Vorhersagealgorithmus auf alle Feeds einer Social
Media Plattform angewendet. Anhand der Ergebnisse werden Stärken und Schwächen
der betrachteten Algorithmen in Bezug auf die untersuchten Social Media Plattformen
analysiert.
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Mit Kapitel 5 werden die Ergebnisse des vorangegangenen Kapitels durch Kombination
verschiedener Algorithmen optimiert. Anstelle eines Algorithmus für alle Feeds wird
dazu ein individueller bester Algorithmus für jeden einzelnen Feed ausgewählt. Um das
Vorgehen zu automatisieren, wird ein Klassifikator trainiert, der für jeden Feed einen
Algorithmus anhand seines individuellen Musters bestimmt. Die durch den Klassifikator
ermittelte Kombination aus Algorithmen für einzelne Feeds wird mit dem manuellen
Vorgehen zur Auswahl eines Algorithmus nach Kapitel 4 verglichen und durch Messungen
evaluiert.

Das Kapitel 6 fasst die Ergebnisse und wissenschaftlichen Beiträge der vorliegenden
Arbeit zusammen. Abschließend erfolgt ein Ausblick auf mögliche Anwendungen und
Erweiterungen.
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2.1. Einführung in Social Media
Das World Wide Web (WWW) unterliegt seit seiner Entstehung einem kontinuierli-
chen Wandel. Anfang der 2000er Jahre kam mit Web 2.0 ein Begriff auf, der nach
O’Reilly [ORe05] eine Vielzahl an Veränderungen beschreibt, dabei aber nicht eindeutig
definiert ist. Er umfasst unter anderem die Abkehr von statischen hin zu dynamischen
Inhalten, bei denen die Integration und Teilhabe des Benutzers immer mehr im Vorder-
grund steht. Zur Konkretisierung des Begriffs Web 2.0 definierte O’Reilly diesen in 2006
wie folgt [ORe06]:

Web 2.0 is the business revolution in the computer industry caused by the
move to the internet as platform, and an attempt to understand the rules
for success on that new platform. Chief among those rules is this: Build
applications that harness network effects to get better the more people use
them. (This is what I’ve elsewhere called “harnessing collective intelligence.”)

Nach dieser Definition stellt das Web 2.0 die Entwicklung des Internets zu einer Platt-
form dar, die das Ziel verfolgt, Anwendungen mit einem möglichst großen Benutzerkreis
zu schaffen. Im Zeitverlauf wurde der Begriff Web 2.0 zunehmend durch den Begriff
Social Media verdrängt [Hen10], wobei die Begrifflichkeiten dennoch nicht gleichbedeu-
tend sind, da das Web 2.0 die Technologien liefert, die im Hintergrund ablaufen, um
Social Media erst zu ermöglichen [AJ15]. Social Media selbst beschreibt nach Kaplan
und Haenlein [KH10] eine Gruppe von Internet-basierten Anwendungen, die auf Web
2.0 basieren und die Erzeugung und den Austausch von Benutzer-generierten Inhalten
erlauben. Benutzer-generierte Inhalte (engl. User-Generated Content, UGC) stellen da-
bei nach Luca [Luc15] sämtliche Inhalte dar, die eine Plattform aus ihren Endnutzern
gewinnt, angefangen bei Videos auf YouTube, bis hin zu Posts auf Wikipedia. Ferner
enthalten alle Social Media Plattformen Benutzer-generierte Inhalte, wobei Benutzer-
generierte Inhalte nicht nur auf traditionellen Social Media Plattformen zu finden sind,
sondern sich auch auf andere Online-Plattformen erstrecken [Luc15].

Das Feld von Social Media ist insoweit sehr divers, weshalb verschiedene Arbeiten
eine Einordnung vornehmen. Aichner und Jacob [AJ15] kategorisieren Social Media in
dreizehn verschiedene Arten und sortieren bekannte Social-Media-Plattformen danach
ein:

• Blogs (z. B. The Huffington Post, Boing Boing)
• Business networks (z. B. LinkedIn, XING)
• Collaborative projects (z. B. Wikipedia, Mozilla)
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• Enterprise social networks (z. B. Yammer, Socialcast)
• Forums (z. B. Gaia Online, IGN Boards)
• Microblogs (z. B. Twitter, Tumblr)
• Photo Sharing (z. B. Flickr, Photobucket)
• Products/services review (z. B. Amazon, Elance)
• Social bookmarking (z. B. Delicious, Pinterest)
• Social gaming (z. B. World of Warcraft, Mafia Wars)
• Social networks (z. B. Facebook, Google+)
• Video sharing (z. B. YouTube, Vimeo)
• Virtual worlds (z. B. Second Life, Twinity)

Während Aichner und Jacob [AJ15] die Art der Benutzer-generierten Inhalte für ihre
Einordnung zugrunde legen, beziehen sich Kietzmann et al. [Kie+11] auf deren Funktion.
Die Autoren beschreiben sieben Eigenschaften von Social Media (Identität, Konversati-
on, Teilen, Präsenz, Beziehungen, Reputation und Gruppen) und stellen diese in Form
der Wabe (engl. Honey Comb) aus Abbildung 2.1 dar. Hierbei beschreibt die linke Wabe
die Auswirkung der Funktionalitäten auf die Benutzererfahrung (engl. user experience),
während die rechte die sich daraus ergebenden Implikationen für Firmen ausführt. Die
sieben Funktionalitäten treten in gängigen Social Media Plattformen in unterschiedli-
cher Ausprägung auf, wie die Autoren anhand von LinkedIn, Foursquare, YouTube und
Facebook ausführen.

Abbildung 2.1.: Funktionalitäten von Social Media [Kie+11, S. 243]

Im weiteren Verlauf der vorliegenden Arbeit werden die Plattformen Facebook, Twit-
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ter und YouTube genauer betrachtet, die nach Aichner und Jacob [AJ15] den drei Ka-
tegorien Microblogs (Twitter), Social networks (Facebook) und Video sharing (YouTu-
be) angehören und sehr bekannte Vertreter ihrer Kategorien darstellen. Darüber hinaus
unterscheiden sich die Plattformen auch deutlich hinsichtlich ihrer Eigenschaften nach
Kietzmann et al. [Kie+11] sowie der Art ihrer Benutzer-generierten Inhalte [SFY12]
voneinander.

Facebook wurde in 2004 gegründet und ist mit 2,93 Mrd. monatlich aktiven Nut-
zer:innen weltweit, im zweiten Quartal 2022, die größte Plattform [DiB22]. Twitter be-
steht seit dem Jahr 2006 und hat 436 Mio. monatlich aktive Nutzer:innen im ersten
Quartal 2022 weltweit [Sta22]. Die Plattform wird häufig von der Presse verwendet und
ist auch bei Politikern sehr beliebt. Aber auch die Forschungsgemeinschaft zeigt großes
Interesse an dieser Plattform. Obgleich Facebook fast sechsmal mehr Benutzer als Twit-
ter hat, werden beide Plattformen im Zeitraum zwischen 2006 und 2020 ähnlich oft im
Titel von Veröffentlichungen erwähnt [AFI21]. YouTube existiert seit 2005 und ist die
größte Video Sharing Plattform. Gleichzeitig stellt sie, mit monatlich 2,56 Mrd. akti-
ven Nutzer:innen im ersten Quartal 2022 weltweit, die zweitgrößte Plattform nach der
Anzahl der Nutzer über alle Kategorien dar [Sta22].

Wie bereits eingangs erwähnt, stellt das Web 2.0 mit Technologien wie interaktiven
Webanwendungen, Ajax (Asynchronous JavaScript and XML), RSS (Really Simple Syn-
dication or Rich Site Summary) und Webservices die technischen Grundlagen für Social
Media [LT08]. Darauf aufbauende Dienste für Social Media werden als Social Network Si-
tes bezeichnet. Alternativ werden auch die Begriffe Social Networking Sites bzw. Online
Social Networks gebraucht, wobei mit diesen Begriffen üblicherweise das gleiche verbun-
den wird [BE07, S. 211; EB13]. Social Network Sites sind dabei nicht mit der Kategorie
der Social Networks nach Aichner und Jacob [AJ15] gleichzusetzen, da die Definition
die Dienste aller Kategorien einschließt. Social Network Sites werden durch Boyd und
Ellison [BE07] definiert als Webservices, die es Benutzer:innen erlauben, (1) öffentliche
oder halb-öffentliche Profile innerhalb eines geschlossenen Systems zu erstellen, (2) eine
Liste von Benutzer:innen anzugeben, mit denen er/sie in Verbindung steht, sowie (3) die
eigene Liste von Verbindungen und die Liste von Verbindungen anderer Benutzer:innen
des Systems zu betrachteten und nachzuverfolgen.

Wie in den vorausgehenden Ausführungen dargelegt wurde, unterscheiden sich die in
dieser Arbeit betrachteten Social Media Plattformen Facebook, Twitter und YouTube
hinsichtlich ihrer Benutzer-generierten Inhalte wie auch ihrer Ausrichtung. Um die Platt-
formen dennoch einheitlich betrachten zu können, werden Konzepte, die auf allen drei
Plattformen vertreten sind, auf ein einheitliches Schema abgebildet, das in Tabelle 2.1
auf Seite 17 dargestellt ist. Die in Facebook gebräuchlichen Begriffe der Konzepte dienen
dabei als Ziel der Abbildung.

Jedes Profil besitzt einen Feed mit Beiträgen, die von diesem Profil erstellt wurden.
Die Benutzer des Netzwerks können mit den Beiträgen interagieren [HSM19], indem sie
eine Reaktion (engl. Reaction) abgeben, einen Kommentar (engl. Comment) erstellen
oder einen geteilten Beitrag (engl. Share) schreiben. Kommentare anderer Benutzer kön-
nen durch eigene Kommentare beantwortet oder mit ausgewählten Reaktionen markiert
werden. Abbildung 2.2 auf Seite 17 stellt dar, wie die vorgestellten Konzepte zueinander
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in Verbindung stehen. Die folgende Auflistung gibt einen Überblick über die Konzepte
und erläutert diese:

Profil (engl. Profile) Das Profil, das persönliche Informationen enthält. Auf Facebook
sind verschiedene Typen von Profilen vorhanden, zu denen Benutzer (engl. User),
Seite (engl. Page), Anwendung (engl. App) und Gruppe (engl. Group) gehören.
Bei Twitter werden Profile als User und auf YouTube als Kanal (engl. Channel)
bezeichnet.

Feed Feed zu einem Profil, der die Beiträge enthält, die bisher durch das Profil veröf-
fentlicht wurden. Bei YouTube gibt es keinen ausgewiesenen Feed. Sämtliche neuen
Videos werden aber einer Playlist Uploads hinzugefügt, über die jeder Kanal (engl.
Channel) verfügt. Alternativ können zum Auffinden neuer Beiträge eines Kanals
auch dessen Aktivitäten (engl. Activities) genutzt werden, wobei diese zusätzlich
auch Kommentare, geteilte Beiträge und Reaktionen enthalten.

Beitrag (engl. Post) Der Beitrag stellt einen Eintrag auf dem Feed zu einem Profil dar.
Hierzu zählen Beiträge auf Facebook, Tweets auf Twitter und Videos auf YouTube.

Kommentar (engl. Comment) Beiträge können mit einem Kommentar versehen wer-
den. Aber auch zu Kommentaren können wiederum Kommentare erstellt werden.
Bei Twitter werden Kommentare über Tweets realisiert, die als Reply bezeichnet
und mit einer Referenz auf den kommentierten Beitrag erstellt werden.

Geteilte Beiträge (engl. Shares) Beiträge können geteilt werden. Dabei wird ein neuer
Beitrag erzeugt, der auf den geteilten Beitrag verweist und zum Teil noch einen
eigenen Text enthalten kann.

Reaktionen (engl. Reactions) Beiträge und Kommentare können Reaktionen erhalten.
Alle drei Plattformen bieten dazu ein Gefällt mir (engl. Like). Darüber hinaus
stehen spezifische Reaktionen zur Verfügung. YouTube bietet Gefällt mir nicht
(Mag ich nicht) und Facebook Wütend (engl. Angry), Liebe (engl. Love), Haha,
Wow, Traurig (engl. Sad) und Dankbar (engl. Thankful).

2.2. Schnittstellen von Social Media Plattformen
Facebook, Twitter und YouTube sind für ihre Benutzer über die Webseite zugänglich,
über die sämtliche Funktionen der Plattform genutzt werden können. Für ausgewähl-
te Funktionen wird darüber hinaus eine App angeboten. Damit die Plattformen neben
der direkten Nutzung auch in andere Anwendungen integriert werden können, erhalten
Entwickler von Drittanwendungen einen Zugang zu den Plattformen, über den Daten er-
stellt, geändert und gelöscht oder auch nur abgerufen werden können. Dieser Zugang wird
bei den drei genannten Plattformen über APIs realisiert, deren technische Grundlagen
zunächst in Abschnitt 2.2.1 eingeführt werden. Anschließend werden in den Abschnit-
ten 2.2.2 bis 2.2.4 die individuellen Eigenschaften der Schnittstellen beschrieben. Dabei
liegt der Fokus auf der Frage, wie die Konzepte aus Tabelle 2.1 abgerufen werden können.
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Konzept Facebook Twitter YouTube
Profil Profil User Channel
Beitrag Post Tweet Video
Feed Feed User Timeline Playlist Uploads

/ Activities
Reaktionen Like, Love, Haha,

Wow, Sad, Angry
Favorite Mag ich / Mag

ich nicht
Kommentar Kommentar Tweet (Reply) Kommentar
Geteilter Beitrag Geteilter Beitrag Retweet -

Tabelle 2.1.: Gegenüberstellung der Konzepte

erstellterstellt

Profil Feed

Beitrag

Reaktion

Kommentar

geteilter 
Beitrag

enthält

enthält

zu

zu

zu zu

Gefällt mir zu

zu

erstellt

erstellt

zu

erstellt
erstellt

Abbildung 2.2.: Konzepte in Social Media Plattformen

2.2.1. Grundlagen zu HTTP und REST

Das Web 2.0 hat die technischen Grundlagen für Webservices gelegt. Häufig verwenden
Schnittstellen im Web das durch Fielding [Fie00] eingeführte Paradigma REST (Repre-
sentational State Transfer), das auf HTTP (Hypertext Transfer Protocol) basiert. REST
umfasst eine Client-Server Architektur, die zustandslos ist, HTTP Caching unterstützt
und eine einheitliche Schnittstelle bereitstellt. Die einheitliche Schnittstelle umfasst da-
bei die Identifikation von Ressourcen, Manipulation von Ressourcen, selbstbeschreibende
Nachrichten und HATEOAS (Hypermedia As The Engine Of Application State) [FNR22,
S. 78ff]. HATEOAS beschreibt dabei, dass mit einer Ressource auch die URLs (Uniform
Resource Locators) zu weiterführenden Schnittstellenaufrufen bereitgestellt werden. In
der Praxis setzen Schnittstellen häufig nur einen Teil des REST Paradigmas um, wo-
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bei die Abstufungen am Richardson Maturity Model [Fow10] gemessen werden können.
Manche Schnittstellen haben danach lediglich mit REST gemein, dass sie ebenfalls auf
HTTP zur Übertragung setzen.

2.2.2. Facebook

Die Facebook Graph API wurde am 21. April 2010 in Version 1.0 veröffentlicht [Tay10;
Faca] und ist eine auf HTTP basierende Schnittstelle. Sie stellt einen direkten Ersatz für
die im Dezember 2011 angekündigte REST-Schnittstelle [Fac11] als auch die im Februar
2007 [Ste07] eingeführte Schnittstelle FQL (Facebook Query Language) dar. Die Graph
API steht in verschiedenen Versionen zur Verfügung, deren Funktionsumfang sich über
die Zeit geändert hat. Die folgenden Ausführungen beziehen sich auf die Version 3.3, die
in Kapitel 3 ab Seite 53 zur Erhebung von Daten aus Facebook verwendet wird.

Die Graph API erlaubt es, Informationen wie z. B. Beiträge, Kommentare oder Re-
aktionen abzufragen oder hinzuzufügen. Ihr Name ist vom Konzept des Social Graph
abgeleitet. Beim Social Graph handelt es sich in diesem Kontext um eine Form der
Darstellung von Facebook mithilfe folgender Konzepte [Facd]:

Knoten (Nodes) Dinge, die auf Facebook angezeigt werden, wie Nutzer, Fotos, Seiten
und Kommentare

Kanten (Edges) Verbindung unter den Dingen auf Facebook, wie z. B. die Zuordnung
von Fotos zu einer Seite.

Felder (Fields) Informationen zu den Dingen, wie z. B. der Geburtstag eines Benutzers
oder der Name einer Seite.

Die API besteht aus einer Reihe von Endpunkten, über welche die Knoten und Kanten
des Social Graph angesprochen werden können. Ausgehend von einem Knoten, können
Kanten referenziert werden, die daran angrenzen. Dazu wird der Name der Kanten ver-
wendet. Die Aufrufe über Version X.Y der API, für den Zugriff auf Knoten und Kanten,
haben folgende Struktur [Facd]:

GET graph.facebook.com/vX.Y/{node-id}
GET graph.facebook.com/vX.Y/{node-id}/{edge-name}
Wie bei auf HTTP basierenden APIs üblich, werden unterschiedliche Methoden des

Protokolls HTTP verwendet. Lesende Anfragen werden als HTTP-GET gesendet, ver-
ändernde als HTTP-POST und löschende als HTTP-DELETE. Beim Zugriff auf einen
Knoten oder eine Kante wird, ohne weitere Angaben, nur ein Teil der vorhandenen Fel-
der zurückgeliefert. Um die Auswahl an Feldern zu beeinflussen, kann ein Parameter
fields übergeben werden, der eine Aufzählung der zurückzuliefernden Felder enthält.
[Face]

Mit verschachtelten Abfragen kann der Zugriff auf Felder unterschiedlicher Ebenen zu
einem Aufruf zusammengefasst werden. Es können beispielweise die ersten m Beiträge
einer Seite mit den jeweils n ersten Kommentaren abgerufen werden. Die hierarchische
Struktur der Daten bleibt dabei in der Antwort erhalten. [Face]
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Der dafür notwendige Aufruf hat das folgende Format:
GET graph.facebook.com/{node-id}?fields=<first-level>{<second-level>}
Dabei bildet <first-level> eine (durch Komma getrennte) Auswahl an Feldern oder

Knoten auf der ersten Ebene. Mit <second-level> wird diese durch eine weitere (durch
Komma getrennte) Auswahl an Feldern oder Knoten auf der zweiten Ebene ergänzt.
Diesem Schema folgend, können beliebig viele Ebenen verschachtelt werden. Über den
Parameter .limit(n) lässt sich beschränken, wie viele Objekte eines Felds oder einer
Kante abgerufen werden.

Der Endpunkt GET /<page-id> dient dem Abruf des Profils, dessen ID (Identifikati-
onsnummer) über den Parameter page_id übergeben wird. Anschließend können über
GET /<page-id>/feed die letzten Beiträge eines Profils abgerufen werden, wobei ein
Abruf bis zu 100 Posts zurückliefert. Listing 2.1 auf der nächsten Seite stellt die Rückga-
be eines Beitrags dar. Zu jedem Beitrag konnten darüber hinaus bis zum 7. September
2021 [Met] über GET /<post-id>/comments die Kommentare abgerufen werden. Die
Antwort-Kommentare zu einem Kommentar waren ebenfalls bis zum genannten Datum
über GET /<comment-id>/comments abrufbar. Die geteilten Beiträge zu einem Beitrag
konnten längere Zeit über GET /<post-id>/sharedposts abgerufen werden, sind zum
Zeitpunkt der vorliegenden Arbeit jedoch ebenfalls nicht mehr verfügbar. Der Endpunkt
GET /pages/search erlaubt es, nach Profilen des Typs Seite zu suchen, die einem Such-
ausdruck entsprechen, der über den Parameter q angegeben wird. Tabelle 2.2 gibt einen
Überblick über die beschriebenen Endpunkte.

Bei der Anfrage an einen Endpunkt werden die Ergebnisse in der Regel paginiert. Un-
ter Pagination versteht man die seitenweise Aufteilung der Ergebnisse, wobei jede Seite
maximal n Ergebnisse enthält. Zur Steuerung der Pagination wird der Parameter limit
mit dem Aufruf übergeben. Der Parameter limit gibt dabei die Anzahl n von Ergeb-
nissen an, die maximal zurückgeliefert werden sollen. Die Antwort des Aufrufs enthält
ein Array data, das die zurückgelieferten Ergebnisse enthält, sowie ein Objekt paging,
in dem die folgenden Attribute zur Steuerung der Pagination enthalten sind [Face]:

next Das Attribut next enthält eine URL für den Aufruf der nächsten Seite der Ergeb-
nisse.

previous Das Attribut previous enthält, analog zu next, eine URL für den Aufruf der
vorigen Seite der Ergebnisse.

In der konkreten Umsetzung wird zwischen drei Arten der Pagination unterschieden,
zu denen die zeitbasierte, cursorbasierte und offsetbasierte Paginierung gehören, wovon
lediglich die erste betrachtet werden soll. Bei der zeitbasierten Paginierung [Face] wird
ein UNIX-Zeitstempel verwendet, der die Ergebnisse chronologisch absteigend nach der
Zeit paginiert. Die Paginierung wird über die Parameter until und since gesteuert,
die einen UNIX-Zeitstempel enthalten, der auf das erste bzw. letzte Element einer Seite
verweist und mit den URLs in next (since) und previous (until) übergeben werden.

Sämtliche Anfragen müssen über einen Zugriffsschlüssel (engl. Token) autorisiert wer-
den, der mit einer App verbunden ist. Anfragen mit den Berechtigungen der App können
dabei mit einem App-Zugriffsschlüssel versehen werden, während Anfragen im Namen
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eines Benutzers einen Nutzer-Zugriffsschlüssel erfordern. Für die Erstellung eines Nutzer-
Zugriffsschlüssels muss sich der Benutzer mit der App verbinden, wobei er die erforderli-
chen Berechtigungen erteilt. Infolge des Missbrauchs der Schnittstelle durch Cambridge
Analytica wurden feingranulare Berechtigungen für den Zugriff auf verschiedene Da-
ten eingeführt, wobei die Benutzung der Daten in einer Prüfung der App nachgewiesen
werden muss, um die Berechtigungen zu erhalten.

1 {
2 "id": "161192517697 _10158683043922698 ",
3 " created_time ": "2020 -08 -26 T17 :55:00+0000" ,
4 " updated_time ": "2020 -08 -27 T09 :05:54+0000" ,
5 "from ": {
6 "id": "161192517697" ,
7 "name ": "BMW Deutschland "
8 },
9 " status_type ": " added_photos ",

10 "type ": "photo",
11 " full_picture ": "..." ,
12 " message ": " Neugierig ? Schaut euch um ..." ,
13 " permalink_url ": "https :// www. facebook .com /161192517697/ posts

↪→ /10158683043922698/" ,
14 " comments ": {
15 "data ": [],
16 " summary ": {
17 " can_comment ": true ,
18 "order ": " reverse_chronological ",
19 " total_count ": 6
20 }
21 },
22 " reactions_like ": {
23 "data ": [],
24 " summary ": {
25 " total_count ": 214,
26 " viewer_reaction ": "NONE"
27 }
28 },
29 " reactions_love ": {
30 "data ": [],
31 " summary ": {
32 " total_count ": 17,
33 " viewer_reaction ": "NONE"
34 }
35 } ,...
36 " shares ": {
37 "count ": 3
38 }
39 }

Listing 2.1: Rückgabe eines Facebook Beitrags
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Endpunkt Parameter
GET /<page-id> page_id, fields
GET /<page-id>/feed page_id, fields, limit, since,

until
GET /pages/search q, limit, fields

Tabelle 2.2.: Facebook API Endpunkte

2.2.3. Twitter

Twitter stellt verschiedene APIs bereit, die sich in REST APIs sowie in Streaming APIs
unterteilen lassen. Die REST API ist in der Stufe Standard frei verfügbar, daneben wer-
den mit Premium und Enterprise noch zwei kostenpflichtige Stufen angeboten, die wei-
tere Funktionen bereitstellen. Über die REST API können ausgewählte Objekte gezielt
abgerufen werden, wie es für die vorliegende Arbeit erforderlich ist. Die Streaming API
erlaubt dagegen nur den Abruf von Tweets nach bestimmten Filterkriterien, der nicht
zur eigenen Fragestellung beiträgt, weshalb die Schnittstelle nicht genauer betrachtet
wird.

Die REST API steht in verschiedenen Versionen zur Verfügung, deren Funktionsum-
fang sich über die Zeit geändert hat. Die folgenden Ausführungen beziehen sich auf die
Version Standard v1.1, die in Kapitel 3 zur Erhebung von Daten aus Twitter verwendet
wird.

Die API umfasst Endpunkte für den Abruf mit HTTP-GET als auch für die Än-
derung mit HTTP-POST. Alle Endpunkte liefern Daten kodiert als JSON (JavaScript
Object Notation) zurück, die auf Schlüssel-Wert-Paaren basieren und die Objekte als
Wert enthalten. Die Objekte umfassen unter anderem Tweets und Users, wobei zusätz-
lich bestimmte Kern-Attribute immer enthalten sind [Twig]. Listing 2.2 stellt ein solches
Beispiel dar. Jeder Tweet umfasst einen Autor, eine Nachricht, eine eindeutige ID und
den Zeitstempel des Erstellungszeitpunktes. Außerdem können Geodaten enthalten sein.
Jeder User enthält einen Namen, eine ID, die Anzahl seiner Follower1 sowie optionale
Daten aus seiner Biographie. Mit jedem Tweet werden außerdem Entity-Objekte zurück-
geliefert. Dabei handelt es sich um Arrays von üblichen Inhalten eines Tweets, wie z. B.
Hashtags, Mentions, Media und Links.

Der Endpunkt GET users/lookup dient dem Abruf von User Objekten und liefert
je Aufruf bis zu 100 User zurück, die über den Parameter user_id oder screen_name
übergeben werden. Anschließend können über GET users/lookup die letzten Tweets ei-
nes Benutzers abgerufen werden, wobei ein Abruf bis zu 200 Tweets zurückliefert und
der Zugriff auf maximal 3200 Tweets beschränkt ist, die auch Retweets dieses Users
einschließen [Twid]. Die Tweets werden in chronologisch absteigender Reihenfolge zu-
rückgeliefert und sind darüber hinaus paginiert, wobei die Parameter max_id und count
zur Navigation dienen. Für die Navigation wird dabei die ID des ältesten zurückgeliefer-

1Follower sind Benutzer:innen, die einer Benutzer:in folgen, wodurch sie deren Beiträge angezeigt be-
kommen [Twib]
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ten Tweets um eins dekrementiert und an max_id übergeben. Zu jedem Tweet können
darüber hinaus über GET statuses/retweets/:id die Retweets zu dem Tweet eines
Users durch andere User abgerufen werden. Dabei ist der Abruf auf die neuesten 100
Retweets beschränkt [Twic].

Auf Twitter können keine Kommentare erstellt werden, wie man es von anderen Platt-
formen kennt. Stattdessen ist es möglich, einen Tweet als Antwort (engl. Reply) zu schrei-
ben, der auf den ursprünglichen Tweet verweist. Die Antworten werden auf Twitter un-
terhalb des Tweets in hierarchischer Form dargestellt und sind daher mit Kommentaren
auf anderen Plattformen vergleichbar. Für den Abruf der Antworten zu einem Tweet
ist kein eigener Endpunkt der Schnittstelle vorgesehen. Dennoch können die Antworten
über die allgemeine Suche nach Tweets über den Endpunkt GET search/tweets aufge-
funden werden, indem ein entsprechender Suchausdruck an den Parameter q übergeben
wird [Nwa16; Sum17]. Dabei ist zu beachten, dass die Ergebnisse der Suche grundsätzlich
auf die Daten der letzten sieben Tage beschränkt sind [Twih]. Die Anzahl der Antworten
(Replies) und Quotes zu einem Tweet sind nur über die APIs Premium und Enterprise
abrufbar.

Die Likes (ehemals Favorites), die zum Tweet eines Benutzers abgegeben wurde, wer-
den nicht über die API bereitgestellt.

Über den Endpunkt GET users/search können Benutzer gesucht werden, die einem
Suchausdruck entsprechen, der über den Parameter q angegeben wird. Tabelle 2.3 gibt
einen Überblick über die beschriebenen Endpunkte.

Für die Nutzung der Endpunkte ist eine Authentifizierung notwendig, die über einen
Zugriffsschlüssel (engl. access token) abläuft. Ein Zugriffsschlüssel kann für eine An-
wendung oder einen mit der Anwendung verbundenen Benutzer erstellt werden. Der
Zugriffsschlüssel eines Benutzers erlaubt es, Änderungen im Namen dieses Benutzers
auszuführen. Zur Erstellung der Schlüssel kommt OAuth (Open Authorization) in den
Versionen 1.0a oder 2.0 zum Einsatz.

Endpunkt Parameter
GET search/tweets q, count, until, since_id, max_id
GET statuses/retweets/:id id, count
GET statuses/user_timeline user_id, screen_name, since_id,

count, max_id
GET users/lookup user_id, screen_name
GET users/search q, count, page

Tabelle 2.3.: Twitter API Endpunkte

2.2.4. YouTube

YouTube stellt mit der YouTube Data API eine auf HTTP basierte Schnittstelle bereit.
Diese verfügt über die Operationen für das Abrufen (list (GET)), Erstellen (insert
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1 {
2 " created_at ": "Thu Apr 06 15:24:15 +0000 2017" ,
3 " id_str ": "850006245121695744" ,
4 "text ": "1\/ Today we\ u2019re sharing our vision for the future of the

↪→ Twitter API platform !\ nhttps :\/\/t.co\/ XweGngmxlP ",
5 "user ": {
6 "id": 2244994945 ,
7 "name ": " Twitter Dev",
8 " screen_name ": " TwitterDev ",
9 " location ": " Internet ",

10 "url ": "https :\/\/ dev. twitter .com \/",
11 " description ": "Your official source for Twitter Platform news ,

↪→ updates & events . Need technical help? Visit https :\/\/
↪→ twittercommunity .com \/\ u2328\ufe0f # TapIntoTwitter "

12 },
13 "place ": {
14 },
15 " entities ": {
16 " hashtags ": [
17 ],
18 "urls ": [
19 {
20 "url ": "https :\/\/t.co\/ XweGngmxlP ",
21 " unwound ": {
22 "url ": "https :\/\/ cards. twitter .com \/ cards \/18 ce53wgo4h \/3 xo1c",
23 "title ": " Building the Future of the Twitter API Platform "
24 }
25 }
26 ],
27 " user_mentions ": [
28 ]
29 }
30 }

Listing 2.2: Rückgabe eines Tweets

(POST)), Verändern (update (PUT)) und Löschen (delete (DELETE)) von Ressour-
cen auf YouTube. Allerdings ist nicht jede dieser Operationen für alle Ressourcen ver-
fügbar [Goo19c]. Die folgenden Ausführungen beziehen sich auf die Version v3 der API.

Alle Endpunkte liefern Daten kodiert als JSON-Dokumente zurück, die auf Schlüssel-
Wert-Paaren basieren und die Objekte als Wert enthalten. Listing 2.3 stellt die Rückgabe
eines Videos dar.

Die verschiedenen Endpunkte der API können in Verbindung mit der Methode list
genutzt werden, um Informationen abzurufen. Mit jeder Antwort werden dabei eine oder
mehrere YouTube Ressourcen zurückgegeben. Über den Parameter part kann dabei an-
gegeben werden, welche Attribute der Ressource enthalten sind [Goo19a]. Der Endpunkt
GET /channels erlaubt es, einen Kanal (engl. Channel) abzurufen, der über forUser-
name oder id referenziert wird.

Die Aktivitäten des Benutzers zu einem Kanal, zu denen unter anderem auch das Ver-
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öffentlichen eines Videos zählt, können über den Endpunkt GET /activities abgerufen
werden. Alternativ können die veröffentlichten Videos eines Kanals über die Playlist
Uploads eingesehen werden, die für jeden Kanal vorhanden ist und deren ID mit dem
Kanal zurückgeliefert wird. Die Einträge der Playlist sind anhand der ID über den End-
punkt GET /playlistItems abrufbar, wobei jeder Eintrag ein Video referenziert, zu dem
weiterführende Informationen anhand der Video ID über den Endpunkt GET /videos
bezogen werden können.

Die Kommentare zu einem Video sind hierarchisch als Kommentarstrang (engl. com-
ment thread) organisiert, der den Kommentar der ersten Ebene sowie eventuell vor-
handene Antwort-Kommentare auf diesen Kommentar enthält. Die Kommentarstränge
zu einem Video können über den Endpunkt GET /commentThreads durch Angabe der
Video ID abgerufen werden. Dabei ist jedoch nicht gewährleistet, dass zu jedem Kom-
mentar sämtliche Antwort-Kommentare zurückgegeben werden. Um sämtliche Antwort-
Kommentare zu einem Kommentar zu erhalten, können diese über den Endpunkt GET
/comments abgerufen werden.

Der Endpunkt GET /search erlaubt es, nach Videos, Kanälen oder Playlists zu suchen,
die einem Suchausdruck entsprechen, der über den Parameter q angegeben wird.

Mehrere der Endpunkte können sehr viele Ergebnisse zurückliefern, weshalb die Ant-
wort paginiert ist. Die Steuerung der Paginierung läuft über die Parameter maxResults
sowie publishedAfter und publishedBefore, zwei Zeitpunkte die nach ISO 8601 im
Format (YYYY-MM-DDThh:mm:ss.sZ) anzugeben sind. Mit den ersten Ergebnissen
wird ein Token für den Aufruf der nächsten Seite zurückgeliefert, der über den Parame-
ter pageToken anzugeben ist. Tabelle 2.4 gibt einen Überblick über die beschriebenen
Endpunkte.

Für die Nutzung der Endpunkte ist eine Authentifizierung notwendig, die über einen
Zugriffsschlüssel (engl. access token) abläuft. Ein Zugriffsschlüssel kann für eine An-
wendung oder einen mit der Anwendung verbundenen Benutzer erstellt werden. Der
Zugriffsschlüssel eines Benutzers erlaubt es, Änderungen im Namen dieses Benutzers aus-
zuführen. Zur Erstellung der Schlüssel kommt OAuth in den Versionen 2.0 zum Einsatz.
Ein Zugriff im Namen der Anwendung wird dagegen mit einem API Key durchgeführt.

Endpunkt Parameter
GET /channels forUsername, id, maxResults
GET /activities channelId, maxResults
GET /playlists channelId, id, maxResults
GET /playlistItems id, playlistId, maxResults
GET /search q, type, maxResults
GET /videos id, maxResults
GET /commentThreads channelId, id, videoId,

maxResults
GET /comments id, parentId, maxResults

Tabelle 2.4.: YouTube API Endpunkte
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1 {
2 "kind ": " youtube # videoListResponse ",
3 "etag ": "\" UCBpFjp2h75_b92t44sqraUcyu0 / sDAlsG9NGKfr6v5AlPZKSEZdtqA \"",
4 " videos ": [
5 {
6 "id": "7 lCDEYXw3mM ",
7 "kind ": " youtube #video",
8 "etag ": "\" UCBpFjp2h75_b92t44sqraUcyu0 / iYynQR8AtacsFUwWmrVaw4Smb_Q

↪→ \"",
9 " snippet ": {

10 " publishedAt ": "2012 -06 -20 T22 :45:24.000 Z",
11 " channelId ": " UC_x5XG1OV2P6uZZ5FSM9Ttw ",
12 "title ": " Google I/O 101: Q&A On Using Google APIs",
13 " description ": " Antonio Fuentes speaks to us and takes questions on

↪→ working with Google APIs and OAuth 2.0." ,
14 " thumbnails ": {
15 " default ": {
16 "url ": "https ://i.ytimg.com/vi/7 lCDEYXw3mM / default .jpg"
17 },
18 " medium ": {
19 "url ": "https ://i.ytimg.com/vi/7 lCDEYXw3mM / mqdefault .jpg"
20 },
21 "high ": {
22 "url ": "https ://i.ytimg.com/vi/7 lCDEYXw3mM / hqdefault .jpg"
23 }
24 },
25 " categoryId ": "28"
26 },
27 " statistics ": {
28 " viewCount ": "3057" ,
29 " likeCount ": "25" ,
30 " dislikeCount ": "0",
31 " favoriteCount ": "17" ,
32 " commentCount ": "12"
33 }
34 }
35 ]
36 }

Listing 2.3: Rückgabe eines Videos. In Anlehnung an: [Goo20]

2.2.5. Ratenbegrenzung

Um die Anzahl der Zugriffe und die damit verbundene Last auf den Systemen zu begren-
zen, verwenden Social Media Plattformen eine Ratenbegrenzung. Die Ratenbegrenzung
beschreibt die Anzahl der Aufrufe, die innerhalb eines bestimmten Zeitraumes ausge-
führt werden dürfen. Wird die Anzahl der Aufrufe überschritten, schlagen nachfolgende
Aufrufe fehl, bis das Kontingent der Ratenbegrenzung zurückgesetzt wurde oder eine
Wartezeit abgelaufen ist. Die Ratenbegrenzung ist bei allen drei Plattformen vorhan-
den, die Details der Umsetzung unterscheiden sich aber sehr stark.
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Facebook

Bei Facebook können von einer App pro Benutzer und pro Stunde insgesamt 240 Aufrufe
ausgeführt werden [Facc]. Die Anzahl der Benutzer entspricht dabei der durchschnittli-
chen Anzahl der Benutzer, die in den letzten 28 Tagen aktiv waren, zuzüglich der Anzahl
neu angemeldeter Nutzer des aktuellen Tages. Bei Apps, die eine niedrige Nutzung an
den Wochentagen, aber gleichzeitig eine hohe am Wochenende aufweisen, wird von dieser
Berechnung abgewichen, indem stattdessen die Anzahl der wöchentlich oder monatlich
aktiven Benutzer verwendet wird. In welchen Fällen dies zutrifft, führt Facebook jedoch
nicht genauer aus. Die Ratenbegrenzung gilt dabei auf der Ebene der App. Ein einzel-
ner Benutzer kann daher auch durchaus mehr als 240 Aufrufe ausführen, so lange die
gesamte Zahl der Aufrufe (der App) das Maximum der App nicht überschreitet.

Im Hintergrund werden dabei drei Werte geführt, die mit jeder Anfrage im HTTP-
Header im Feld X-App-Usage der Antwort zurückgeliefert werden, wobei jeder der Werte
dem derzeit genutzten Prozentsatz des Limits innerhalb des gleitenden einstündigen
Fensters entspricht:

call_count Stellt den Anteil der verwendeten Aufrufe dar.

total_cputime Entspricht dem Anteil der CPU-Zeit, die zur Bearbeitung der Anfragen
verwendet wurde.

total_time Beschreibt den Anteil der Dauer, die zur Bearbeitung der Anfragen ver-
wendet wurde.

Ferner gibt es auch auf der Ebene der Benutzer eine Beschränkung, bei der die Anzahl
der Aufrufe in einem gleitenden Fenster von einer Stunde gezählt werden [Facc]. Diese
Anzahl gilt dabei übergreifend über alle Apps, die der Benutzer verwendet. Eine genaue
Anzahl der Aufrufe nennt Facebook auch hier nicht, wobei dies mit dem Datenschutz
begründet wird. Eine weitere Form der Beschränkung bilden Höchstgrenzen für einzelne
Endpunkte. Danach kann eine App nur 500 Aufrufe pro Benutzer und Tag für die Suche
nach Seiten an den Endpunkt GET /pages/search machen [Facf].

Erlandsson et al. [Erl+15] beschreiben einen Ansatz, um die Ratenbegrenzung zu
umgehen. Sie verwenden mehrere Apps, die gleichzeitig für den Abruf von Daten zum
Einsatz kommen. Durch dieses Vorgehen erhöht sich die Anzahl der Aufrufe linear mit
der Anzahl der Apps. Aufgrund von Änderungen durch Facebook ist dieser Ansatz zwi-
schenzeitlich jedoch nicht mehr anwendbar. Die Änderungen betreffen die ID, mit deren
Hilfe ein Benutzer eindeutig durch eine App identifiziert werden kann. Seit der am 30.
April 2014 eingeführten Graph API 2.0 [Faca] handelt es sich bei der ID um eine an-
wendungsabhängige ID (app-specific ID), die von der jeweiligen App abhängt und daher
nicht übergreifend über verschiedene Apps verwendet werden kann. Ein Benutzer ui hat
für die Apps a1 und a2 zwei verschiedene IDs, n1i und n2i, wodurch die Zuordnung des
Benutzers über die Apps nicht mehr gegeben ist.
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Twitter

Bei der Twitter Standard API wird die Ratenbegrenzung in einem Fenster von 15 Minu-
ten berechnet [Twii], das mit dem ersten Aufruf zu laufen beginnt. Dabei werden eigene
Ratenbegrenzungen auf der Ebene eines Benutzers sowie einer App geführt. Welchem der
Limits eine Anfrage zugerechnet wird, hängt entsprechend davon ab, ob sie mit einem
Access Token eines Benutzers oder einer App ausgeführt wird.

Die Ratenbegrenzung sieht außerdem für jeden einzelnen Endpunkt der REST-Schnitt-
stelle ein eigenes Limit vor. Zwei häufige Limits sind dabei 15 Aufrufe und 180 Aufrufe
innerhalb des 15 Minuten Fensters. Für einzelne Endpunkte existieren aber auch davon
abweichende Limits. Die Tabelle 2.5 stellt die Limits der verschiedenen Endpunkte in
einer Übersicht dar.

Informationen zur Ratenbegrenzung eines Endpunktes werden bei jeder Anfrage an
diesen im HTTP-Header der Antwort zurückgeliefert [Twii]. Der Header enthält drei
Felder:

x-rate-limit-limit Die maximal zulässigen Aufrufe des Endpunktes

x-rate-limit-remeaning Die noch verbleibenden Aufrufe des Endpunktes

x-rate-limit-reset Die verbleibende Dauer bis zur Rücksetzung des Fensters in UTC
(Coordinated Universal Time) Epoch Sekunden

Wird die Ratenbegrenzung eines Endpunktes überschritten, wird der HTTP Status-
code 429 Too Many Requests sowie eine Fehlermeldung im Body der Anfrage zurückge-
liefert. Zusätzlich gibt es den Endpunkt GET application/rate_limit_status, über
den die bereits genutzten Aufrufe für sämtliche Endpunkte abgefragt werden können.

15 Min.
Endpunkt Ergebnisse Benutzer App 24 Std.
GET application/rate_limit_status 180 180
GET search/tweets 100 180 450
GET statuses/retweets/:id 100 75 300
GET statuses/user_timeline 200 900 1500 100,000
GET users/lookup 100 900 300
GET users/search 20 900 0

Tabelle 2.5.: Ratenbegrenzungen ausgewählter Endpunkte

YouTube

Bei YouTube findet die Ratenbegrenzung auf der Ebene eines Projektes statt, das mit ei-
ner App bei Twitter und YouTube vergleichbar ist. Dem Projekt steht ein Kontingent mit
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der Bezeichnung Quota zur Verfügung, das für Aufrufe verwendet werden kann [Goo19c].
Jeder Aufruf verursacht Kosten, die von seinem Umfang abhängen, wobei die Mindest-
kosten einen Punkt betragen. Die Kosten werden vom Quota abgezogen, das dem Projekt
zur Verfügung steht, welches in der Vorgabe 10.000 Punkte pro Tag entspricht und um
Mitternacht pazifischer Zeit (PT) zurückgesetzt wird.

Die Kosten, die für einen lesenden Aufruf einer Ressource entstehen, ergeben sich aus
den Parts, die damit angefordert werden. Ein Part stellt eine Gruppe von inhaltlich
zusammengehörigen Eigenschaften dar, die nach Bedarf abgerufen werden können. Die
Höhe der Kosten, die für einen Part anfallen, hängt vom jeweiligen Part ab.

Die Tabelle 2.6 beschreibt die Kosten, die für einen Aufruf der verschiedenen End-
punkte entstehen. Die Kosten ergeben sich jeweils aus den Grundkosten von in der
Regel einem Punkt sowie weiteren Kosten für die enthaltenen Parts, die üblicherweise
zwischen einem und drei Punkten liegen. In der letzten Spalte sind die Summen der dar-
aus resultierenden Gesamtkosten für einen Aufruf angegeben. Bei der Interpretation der
Ergebnisse ist zu beachten, dass Endpunkte wie z. B. comments und commentThreads
bis zu 100 Ergebnisse je Aufruf zurückliefern.

2.2.6. Webhooks

Facebook

Bei Facebook können Benachrichtigungen über Änderungen an bestimmten Daten über
Webhooks abonniert werden [Fac17]. Damit ist es nicht mehr notwendig, die aktuellen
Werte bestimmter Objekte periodisch abzurufen, um über Änderungen informiert zu
sein. Stattdessen wird mit dem Eintreten einer Änderung eine HTTP-POST-Anfrage
an eine hinterlegte Rückruf-URL gesendet. Die Anfrage enthält die Felder, deren Wer-
te sich geändert haben. Die Werte selbst sind jedoch nicht enthalten. Die Einrichtung
von Abonnements ist für vier Arten von Objekten möglich, zu denen Seiten-, Benutzer-,
Zahlungs- und Berechtigungsobjekte gehören. Facebook empfiehlt Webhooks zu verwen-
den, um die Ratenbegrenzung besser einhalten zu können, da auf diesem Weg unnötige
Anfragen minimiert werden [Facg].

Der Einsatz von Webhooks ist jedoch durch Berechtigungen beschränkt. Je nach Art
des Objekts werden unterschiedliche Berechtigungen benötigt. Der Zugriff auf ein Ob-
jekt vom Typ Benutzer ist auf Benutzer beschränkt, die mit der zu benachrichtigenden
App verbunden sind. Gleichsam ist der Zugriff auf ein Objekt des Typs Seite nur dann
möglich, wenn die Seite mit der App verbunden ist [Fac17; Facb]. Aufgrund der Ein-
schränkungen, die sich durch die Berechtigungen ergeben, erfüllen Webhooks nicht die
Anforderungen der vorliegenden Arbeit, Kenntnis über neue Beiträge zu erhalten.

Twitter

Auf Twitter können Benachrichtigungen über neue Aktivitäten eines Benutzers durch
die auf Webhooks basierende Account Activity API empfangen werden. Analog zu den
Webhooks bei Facebook werden Benachrichtigungen als HTTP-POST Anfrage an eine
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Kosten in Punkten
Endpunkt Ergebnisse Grund Part Gesamt
GET /videoCategories 1 snippet: 2 3
GET /guideCategories 1 snippet: 2 3
GET /i18nLanguages 1 snippet: 1 2
GET /channels 50 1 brandSettings: 2 15

contentDetails: 2
contentOwnerDetails: 2
snippet: 2
statistics: 2
status: 2
topicDetails: 2

GET /activities 50 1 snippet: 2 5
contentDetails: 2

GET /playlists 50 1 snippet: 2 5
contentDetails: 2
status: 2

GET /playlistItems 50 1 snippet: 2 7
contentDetails: 2
status: 2

GET /search 50 100 snippet: 0 100
GET /videos 50 1 contentDetails: 2 13

recordingDetails: 2
snippet: 2
statistics: 2
status: 2
topicDetails: 2

GET /commentThreads 100 1 snippet: 2 5
replies: 2

GET /comments 100 1 snippet: 1 2

Tabelle 2.6.: Kosten ausgewählter YouTube Endpunkte

hinterlegte Rückruf-URL gesendet. Die Account Activity API besitzt jedoch die Ein-
schränkung, dass der Nutzer, dessen Aktivitäten empfangen werden sollen, die dafür
erforderlichen Berechtigungen an eine App erteilen muss, die mit dem Empfänger des
Webhooks verbunden ist. Ferner ist die Account Activity API nicht in der Variante
Standard der Twitter API verfügbar und kann nur in den kostenpflichtigen Varianten
Premium [Twif] sowie Enterprise [Twia] genutzt werden. Wie im Falle von Facebook
erfüllen auch die Webhooks von Twitter aufgrund der Einschränkungen nicht die Anfor-
derungen der vorliegenden Arbeit, Kenntnis über neue Beiträge zu erhalten.
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YouTube

Die YouTube Data API stellt Push-Benachrichtigungen über WebSub (ehemals PubSub-
Hubbub) [PG18] bereit [Goo19b]. Dabei handelt es sich um ein Publish/Subscribe Pro-
tokoll für die Kommunikation von Server zu Server für die Überwachung von aus dem
Web erreichbaren Ressourcen (Topics). Benachrichtigungen werden aktiv an angemeldete
Empfänger über HTTP Webhooks gesendet, was nach Angabe von Google viel effizienter
als auf Polling basierende Lösungen ist [Goo19b]. Änderungen können danach nahezu
in Echtzeit erkannt werden, ohne dabei das optimale Polling-Intervall bestimmen und
Ressourcen abrufen zu müssen, die sich nicht geändert haben.

Für den Empfang von Benachrichtigungen muss vom Empfänger (engl. Subscriber)
zunächst eine Callback-URL bereitgestellt werden, die eingehende Atom Feed Benach-
richtigungen als HTTP-POST Anfrage entgegennehmen kann. Anschließend wird die
URL auf dem Google Hub2 für den Empfang von Pushbenachrichtigungen zu einem Ka-
nal angemeldet. Nun erhält der angemeldete Empfänger eine Benachrichtigung auf die
Callback-URL, sobald ein abonnierter Kanal (1) ein Video hochlädt oder (2) den Titel
bzw. (3) die Beschreibung eines Videos ändert. Die Benachrichtigung enthält einen Atom
Feed im XML (Extensible Markup Language)-Format, der eine Referenz auf den Kanal
sowie die Daten des geänderten Videos umfasst.

2.2.7. Einschränkungen

Facebook

Bei Abruf von Daten über die Graph API werden möglicherweise nicht alle Beiträge
und Interaktionen abgerufen, die über die Webseite von Facebook verfügbar sind. Eine
mögliche Ursache stellen die Datenschutzeinstellungen der Benutzer dar, die durch einen
Privatsphäre-Filter umgesetzt werden [Face]. Durch diesen können Daten, die über die
Webseite einsehbar sind, nicht in den über die Graph API abgerufenen Daten enthalten
sein. Eine weitere Ursache für Abweichungen ergibt sich aus dem durch die Graph API
unterstützten Konsistenzmodell der letztendlichen Konsistenz (engl. eventual consisten-
cy). Aufgrund fehlender Sperren, zu Gunsten der Verfügbarkeit, sind neue Beiträge und
Interaktionen daher zum Teil erst mehrere Minuten oder Stunden nach ihrer Erstellung
abrufbar. Insbesondere, wenn die zeitbasierte Paginierung verwendet wird, ist dies zu
berücksichtigen. Um fehlende Daten zu vermeiden, sollten sich überschneidende Zeiträu-
me (z. B. die letzten acht Stunden) abgerufen werden, damit Daten, die mit Verzögerung
veröffentlicht werden, dennoch enthalten sind.

Twitter

Auf Twitter werden die Tweets eines Benutzers in der Standardeinstellung als öffentliche
Tweets erstellt, wodurch diese für jeden sichtbar sind, unabhängig davon, ob die Person
über einen Account auf Twitter verfügt oder nicht. Ein Benutzer hat jedoch die Mög-
lichkeit, eine Option zu aktivieren, wodurch er geschützte Tweets erstellt, die nur für

2URL zur Anmeldung auf dem Google Hub: https://pubsubhubbub.appspot.com/subscribe
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seine Follower sichtbar sind. Beim Abruf des Feeds eines geschützten Benutzers (engl.
protected) über die API können die Tweets nur dann eingesehen werden, wenn der Be-
nutzer, der den Aufruf der API mit seinem Zugriffsschlüssel autorisiert hat, ein Follower
des geschützten Benutzers ist. Die Schnittstelle ist insoweit analog zur Anzeige auf der
Webseite.

2.2.8. Zusammenfassung
Facebook, Twitter und YouTube stellen sehr umfangreiche APIs breit, die in Verbindung
mit einer App zum Abruf von Daten verwendet werden können. In der praktischen Nut-
zung ergeben sich jedoch eine Reihe von Problemen. Durch die Ratenbegrenzung ist nur
eine beschränkte Anzahl an Aufrufen möglich. In der Folge kann ein System, das die APIs
von Facebook und Twitter zum Abruf der Feeds ausgewählter Profile verwendet, um neue
Beiträge zeitnah zu erkennen, nur begrenzt skalieren. Lediglich für YouTube stehen mit
Webhooks, die in Abschnitt 2.2.6 vorgestellt wurden, die technischen Voraussetzungen
für aktive Benachrichtigungen zur Verfügung, wobei gleichzeitig auch eine allgemeine
Verfügbarkeit gewährleistet ist. Die aktive Benachrichtigung über neue Beiträge konnte
ferner mithilfe einer eigenen Implementierung nachgewiesen werden, weshalb YouTube
im weiteren Verlauf der Arbeit nicht weiter betrachtet wird.

Die fehlende Verfügbarkeit geeigneter Webhooks bei Facebook und Twitter zeigt die
Notwendigkeit für einen geeigneten Ansatz zur Vorhersage neuer Beiträge. Gleichzeitig
bieten die APIs beider Plattformen die Endpunkte zum Abruf des Feeds der Beiträge.
Diese sind notwendig, um einen Datensatz zu erstellen, der für jedes Profil, für das
neue Beiträge vorhergesagt werden sollen, eine begrenzte aber umfassende Historie an
Beiträgen enthält.

Im Hinblick auf die Konzepte aus Abschnitt 2.1 konnte außerdem eine unterschiedliche
Verfügbarkeit festgestellt werden, die in Tabelle 2.7 zusammengefasst ist. Die Verfügbar-
keit wird durch Farben dargestellt, die von der guten Verfügbarkeit in Grün bis hin zur
gänzlich fehlenden Verfügbarkeit in Rot reicht.

Konzept Facebook Twitter YouTube
Profil Profil User Channel
Beitrag Post Tweet Video
Feed Feed User Timeline Playlist Uploads

/ Activities
Reaktionen Like, Love, Haha,

Wow, Sad, Angry
Favorite Mag ich / Mag

ich nicht
Kommentar Kommentar Tweet (Reply) Kommentar
Geteilter Beitrag Geteilter Beitrag Retweet -

Tabelle 2.7.: Verfügbarkeit der Konzepte
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Danach können die Reaktionen zu einem Beitrag auf allen drei Plattformen nicht
abgerufen werden, da ein entsprechender Endpunkt nicht zur Verfügung steht. Darüber
hinaus stehen bei Facebook auch keine Endpunkte für Kommentare und geteilte Beiträge
zur Verfügung, während diese bei Twitter nur eingeschränkt verfügbar sind. Beim Abruf
der Retweets sind die zurückgelieferten Daten auf die letzten 100 Retweets beschränkt.
Für den Abruf der Replies ist kein eigener Endpunkt verfügbar und diese können nur
über die Suche aufgefunden werden, wobei die Ergebnisse auf die letzten sieben Tage
beschränkt sind und eine strikte Ratenbegrenzung die gleichzeitige Überwachung der
Antworten zu vielen Tweets unmöglich macht.

2.3. Extraktion von Inhalten aus dem World Wide Web

2.3.1. Überblick

Die Anforderung, Daten von Webseiten für verschiedenste Anwendungen nutzbar zu
machen, besteht in den unterschiedlichsten Bereichen. In den folgenden Abschnitten soll
ein Querschnitt über verschiedene Bereiche betrachtet werden, die mit der Extraktion
von Inhalten aus dem World Wide Web in Verbindung stehen, zu denen unter ande-
rem das Web Crawling, Web Caching sowie die Verarbeitung von Web Feeds gehören.
In Abschnitt 2.3.2 werden zunächst die Änderungsraten und Aktualisierungsmuster be-
trachtet. Darauf aufbauend beschreibt Abschnitt 2.3.3 verschiedene Ansätze für die Vor-
hersage von Aktualisierungen. Für das Verständnis der einzelnen Abschnitte sind einige
Grundlagen erforderlich, die nachfolgend kurz erläutert werden.

Web Crawling
Mit Web Crawling-Techniken werden die Inhalte von Webseiten abgerufen, wobei die
bekannteste Anwendung des Web Crawlings die Erstellung eines Index ist, der die Ba-
sis für eine Suchmaschine bildet. Dabei werden Seiten abgerufen und in regelmäßigen
Abständen aktualisiert. Weil das WWW (World Wide Web) aus einer Vielzahl von Web-
seiten besteht, können Änderungen auf einzelnen Webseiten jederzeit auftreten, weshalb
adäquate Vorhersagen dieser Änderungen notwendig sind. Der Zeitstempel der letzten
Änderung einer Webseite wird vom Webserver im HTTP-Header der Antwort auf ei-
ne vorangegangene HTTP-Anfrage mit dem Feld Last-Modified mitgeteilt. Wird eine
Webseite nach zwei aufeinanderfolgenden Änderungen abgerufen, ist es dem Client dem-
zufolge nicht möglich, die verpasste Änderung zu erkennen. In den folgenden Abschnitten
werden ausgewählte Aspekte des Web Crawlings betrachtet, die eine Relevanz für die ei-
gene Arbeit aufweisen. Der darüber hinaus an Aufbau und Funktionsweise eines Crawlers
interessierte Leser wird auf [OP08; PSM04] verwiesen.

Web Caching
Ein Web Cache wird meist verwendet, um Webinhalte für mehrere Clients bereitzustel-
len. Dabei verwaltet der Cache lokale Kopien häufig angefragter Objekte, um Anfragen
der Clients bedienen zu können und damit Verzögerungen bei der Auslieferung zu ver-
meiden sowie Übertragungskapazität im Netzwerk einzusparen [BGR06]. Dabei wird
eine lokale Kopie eines Objekts als stale bezeichnet, sobald das Objekt auf dem Server
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aktualisiert wurde. Um die Aktualität der Objekte zu gewährleisten, die als Freshness be-
zeichnet wird, verwalten Caches üblicherweise für jedes Objekt eine Time-to-Live (TTL).
Die TTL wird entweder durch den Server vorgegeben oder ist vom Cache zu ermitteln,
der dafür die letzten Änderungen des Objektes verwendet [BGR06]. Der Zeitstempel für
den Ablauf der Antwort wird vom Webserver bei HTTP/1.0 im HTTP-Header mit dem
Feld Expires mitgegeben [Moz22]. Seit HTTP/1.1 kann sich der Ablauf auch durch die
bereits abgelaufene Lebensdauer im Feld Age sowie die maximale Lebensdauer in der
Angabe max-age aus dem Feld Cache-Control ergeben, wobei sich die verbleibende Le-
bensdauer aus max-age - Age errechnet [Moz22]. Ist dagegen keine Angabe enthalten, aus
der sich die Lebensdauer des Objekts ergibt, muss diese heuristisch anhand der letzten
Änderung in Last-Modified bestimmt werden, worauf in Abschnitt 2.3.3 eingegangen
wird. Auch hier ist zu einer Webseite keine Historie der Änderungen vorhanden, weshalb
diese bei Bedarf, wie beim Web Crawling, durch wiederholte Abfragen erstellt werden
muss, wobei Änderungen verpasst werden können. Eine geeignete TTL verhindert so-
genannte Freshness misses, also unnötige Validierung der Quelle durch den Cache, die
dann eintreten, wenn sich das Objekt seit der letzten Abfrage der Quelle nicht geändert
hat [BGR04].

Web Feeds

Web Feeds ist eine der Technologien aus dem Bereich des Web 2.0, die es Blogs und
anderen Webseiten erlaubt, ihre Zielgruppe über Änderungen zu informieren, die auf
dem Feed veröffentlicht werden. Die ursprünglichen Feed Standards bieten dabei kei-
ne Publish-Subscribe-Mechanismen. Und auch später eingeführte Publish-Subscribe-
Mechanismen, wie WebSub, sind nach der Arbeit von Reichert [Rei12, S. 105] nur wenig
verbreitet, wonach gerade einmal 7% von 100 000 Feeds diesen Mechanismus unterstüt-
zen. In der Folge ist es notwendig, die einzelnen Feeds mittels Polling regelmäßig abzu-
fragen, um zeitnah über Änderungen informiert zu werden. Viele RSS Clients verwenden
feste Update Intervalle, die standardmäßig auf eine Stunde eingestellt sind und häufig
nicht geändert werden [LRS05], wodurch ineffizientes Polling die vorherrschende Stra-
tegie ist [Urb12, S. 38]. In Abschnitt 2.3.3 auf Seite 37 werden alternative Strategien
für die Vorhersage geeigneter Abrufzeitpunkte vorgestellt. Ein wichtiger Unterschied zu
Webseiten ist dabei, dass Web Feeds eine begrenzte Historie aufweisen, die sich aus
den Zeitstempeln der letzten veröffentlichten Einträge ergibt, wobei die Anzahl der ent-
haltenen Einträge als Fenstergröße bezeichnet wird [Rei12, S. 16]. In der Regel ist die
Fenstergröße nicht unendlich, weshalb nur eine begrenzte Historie vorhanden ist. Wer-
den zwischen zwei Abfragen mehr Einträge erstellt, als die Fenstergröße umfasst, können
außerdem Einträge verpasst werden. Dies stellt einen wichtigen Punkt in der Abgren-
zung zu den für die vorliegende Arbeit relevanten Social Media Feeds dar, die, abhängig
von der Plattform, nicht beschränkte oder sehr hohe Fenstergrößen aufweisen. In den
folgenden Abschnitten werden nur ausgewählte Aspekte von Web Feeds betrachtet, die
für die eigene Arbeit relevant sind. Der darüber hinaus an der Vorhersage von Web Feeds
interessierte Leser wird auf [Rei12] verwiesen.
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2.3.2. Änderungsraten und Aktualisierungsmuster von Inhalten
Das Aktualisierungsverhalten von Webseiten wird von Bright et al. [BGR04] betrach-
tet, die dazu Daten des FIFA World Cup 1998 [AJ00] analysieren. Abbildung 2.3 auf
der nächsten Seite stellt die Aktualisierungen von Webseiten dar, die im überwachten
Zeitraum von fünfzehn Tagen mindestens zehn Mal aktualisiert wurden [BGR04]. Die
X-Achse stellt die Zeit des Tages innerhalb des fünfzehntägigen Fensters dar, während
die unterschiedlichen Webseiten auf der Y-Achse abgetragen sind. Jede Markierung re-
präsentiert eine Aktualisierung der Webseite y zum Zeitpunkt x. Die Webseiten in Ab-
bildung 2.3a auf der nächsten Seite zeigen dabei ein zyklisches Verhalten, das sich täglich
wiederholt, wobei viele Aktualisierungen zu Beginn eines Tages erfolgen. Dieses Verhal-
ten führen die Autoren auf jene Webseiten zurück, die täglich zu aktualisierende Inhalte
wie die Wertungen oder den Wetterbericht enthalten. In Abbildung 2.3b auf der nächs-
ten Seite treten die Änderungen dagegen als sogenannter Burst auf, wonach die meisten
Änderungen gehäuft am gleichen Tag stattfinden und nur einzelne davor oder danach
erfolgen. Dieses Verhalten ordnen die Autoren den Seiten zu, mit denen die Ergebnisse
einer einzelnen Partie mitgeteilt werden, die mehrmals im Laufe des Tages aktualisiert
werden. Ein weiteres Beispiel stellen Neuigkeiten dar, die am Tag der Veröffentlichung
mehrmals aktualisiert werden, danach aber keine Änderungen mehr erhalten.

Ähnliche Ergebnisse zeigten sich auch bei der E-Mail-Kommunikation, in Bezug auf
die eingehenden E-Mails in zwei Postfächer, die in Abbildung 2.4 dargestellt sind, wobei
ein Punkt eine E-Mail repräsentiert, die zum Zeitpunkt x während Woche y eingeht.
Hierbei weisen beide Postfächer ein zyklisches Verhalten auf, wobei vereinzelte Phasen
mit Bursts existieren, wie im Postfach INBOX ab Woche 50, das in Abbildung 2.4b
dargestellt ist.

Den Ergebnissen kann entnommen werden, dass das Aktualisierungsmuster einer Web-
seite von ihrem Inhalt beeinflusst wird. Diese Beobachtung ist auch für die eigene Arbeit
interessant, nachdem die Beiträge eines Social Media Feeds unterschiedliche Inhalte ent-
halten können.

Reichert et al. [Rei+11] ordnen Web Feeds anhand statistischer Merkmale in sechs
Muster ein, die später durch Reichert [Rei12, S. 101] um die Muster Single Entry und
Empty auf acht Muster erweitert werden, die in Abbildung 2.5 dargestellt sind. Die
Punkte auf den Zeitachsen der Muster beschreiben dabei einzelne Einträge. Die Zuord-
nung der Feeds zu den Mustern erfolgt regelbasiert, wobei die Autoren diese Regeln leider
nicht genauer ausführen, sondern lediglich auf die darin verwendeten statistischen Grö-
ßen eingehen. Hierzu gehören die Intervalle zwischen aufeinanderfolgenden Beiträgen,
über die der Median, das arithmetische Mittel sowie die Standardabweichung berech-
net werden. Ferner wird die mittlere Anzahl der Einträge pro Tag und die abgelaufene
Zeit zwischen der letzten Abfrage und dem neuesten Eintrag einbezogen. Die Autoren
empfehlen, den Algorithmus für die Vorhersage der Aktualisierungen eines Feeds manu-
ell in Abhängigkeit von seinem Aktualisierungsmuster zu wählen [Rei12]. Diese Idee ist
grundsätzlich auf den Bereich der Social Media Feeds übertragbar.
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(a) Zyklische Änderungen (b) Änderungen mit Bursts

Abbildung 2.3.: Änderungsverhalten von Webseiten [BGR04]

(a) DBWORLD (b) INBOX

Abbildung 2.4.: Änderungsverhalten von E-Mails [BGR04]

Spontan Feeds, die unregelmäßig und ohne erkennbare Konsistenz neue Einträge veröf-
fentlichen. Der Median der Dauer zwischen zwei Einträgen beträgt dabei mindes-
tens einen Tag.

Sliced Diese Feeds zeichnen sich durch abwechselnde Phasen mit hoher Aktivität und
Phasen der Inaktivität aus. Während den aktiven Phasen treten neue Einträge in
hoher Frequenz auf.

Constant Diese Feeds veröffentlichen neue Einträge unabhängig von der Tageszeit und
der Zeitzone in nahezu konstanten Abständen.

Zombie Ein Feed, der noch immer verfügbar ist, dessen letzte Aktivität aber bereits
lange zurückliegt. Reichert et al. [Rei+11] definiert lange zurückliegend dabei als
das Zehnfache des durchschnittlichen Aktualisierungsintervalls des Feeds.

Chunked Diese Feeds veröffentlichen mehrere neue Inhalte zur gleichen Zeit. Daher tre-
ten mehrere Einträge gebündelt auf und haben den gleichen Zeitstempel.
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On-the-fly Diese Feeds generieren ihre Inhalte zum Zeitpunkt des Abrufs. Daher ent-
halten alle Einträge den Zeitpunkt des Abrufs als Zeitstempel.

Empty Ein Feed, der keinen Eintrag aufweist.

Single Entry Ein Feed, der stets nur einen Eintrag enthält, weshalb kein Aktualisie-
rungsmuster bestimmt werden kann.

Abbildung 2.5.: Aktualisierungsmuster von Web Feeds [Rei12]

Neben Arbeiten, die Web Feeds nach vorgegebenen Mustern einordnen, existieren auch
weitere Ansätze, die Feeds entsprechend ihrer Ähnlichkeit einordnen. Sia et al. [SCC07]
betrachten die Ähnlichkeit der Aktualisierungsmuster von Web Feeds und stellen dabei
fest, dass einige Feeds ähnliche Aktualisierungsmuster aufweisen. Basierend auf dieser
Feststellung ordnen sie die Feeds nach Ähnlichkeit ihrer Muster in Cluster ein, um an-
hand der Zuordnung eines Feeds zum Cluster das optimale Aktualisierungsmuster für
den Abruf zu bestimmen, das sich aus den Zentroiden ergibt. Jeder Feed wird dabei
durch einen Vektor bzw. ein Histogramm mit 24 Dimensionen repräsentiert, womit die
relative Häufigkeit von Beiträgen in der entsprechenden Stunde angegeben ist. Die Auto-
ren verwenden k-Means, um die Cluster zu erstellen und bestimmen k = 12 als optimale
Clusteranzahl, da die Ähnlichkeit der Cluster darüber hinaus stark zunimmt. Abbil-
dung 2.6 stellt die sechs häufigsten der zwölf Aktualisierungsmuster dar. Als Vorteil des
Ansatzes führen Sia et al. [Sia+07] an, dass gerade für solche Feeds, die bisher wenig
Einträge aufweisen, ein sehr viel einheitlicheres Aktualisierungsmuster bestimmt werden
kann, das zur Berechnung geeigneter Zeitpunkte für Abfragen verwendet wird. Die Auto-
ren beschreiben mit der Bestimmung ähnlicher Aktualisierungsmuster eine interessante
Idee, die auch auf Social Media Feeds übertragen werden kann.
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Abbildung 2.6.: Sechs Aktualisierungsmuster [SCC07]

2.3.3. Vorhersage von Änderungen

Die viel zitierte Arbeit von Cho und Garcia-Molina [CG00] beschreibt die Synchroni-
sation von Daten mit externen Datenquellen, bei der eine lokale Kopie der externen
Daten erstellt wird, die bei Änderungen in der Quelle aktualisiert wird. Um Änderungen
zu erkennen, muss die Quelle periodisch abgefragt werden, was vor allem für das Web
Crawling von Bedeutung ist. Die Autoren zeigten, dass die Änderungen von Webseiten
durch eine Poisson-Verteilung beschrieben werden kann. Bei der Poisson-Verteilung tre-
ten Ereignisse zufällig und unabhängig, aber in festen Raten auf. Durch die Kenntnis
der Änderungsrate λ, die gleichzeitig den Mittelwert als auch die Varianz der Verteilung
darstellt, kann nach Gleichung (2.1) die Wahrscheinlichkeit P bestimmt werden, dass k
Änderungen auftreten [Rei+11, S. 39].

P (X = k) = λk

k! e−λ (2.1)

Die Vorhersage der Änderungen an Webseiten soll anhand eines Beispiels verdeutlicht
werden [Rei+11, S. 39]. Die Änderungsrate λ entspricht der durchschnittlichen Ände-
rungsrate einer Webseite, die sich aus der Historie ihrer Änderungen ergibt. Treten drei
Änderungen am Tag auf (λ = 3/Tag), entspricht die Wahrscheinlichkeit, dass an ei-
nem Tag genau zwei Änderungen auftreten P (X = k = 2) = 0, 22. Die Abbildung 2.7
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stellt die Wahrscheinlichkeit für das Eintreten von genau k Ereignissen in Abhängigkeit
verschiedener Werte für λ dar.

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
Anzahl k der eingetretenen Ereignisse

0.0

0.2

0.4

0.6

0.8

W
ah

rs
ch

ein
lic

hk
eit

P
(X

=
k
)

0.1
0.5
1.0
3.0
5.0
10.0

Abbildung 2.7.: Poisson-Verteilungen abhängig von λ. In Anlehnung an: [Rei12, S. 39]

Um die Aktualität eines Index bewerten und optimieren zu können, stellen Cho und
Garcia-Molina [CG00] die zwei Metriken Frische F (engl. freshness) und Alter A (engl.
age) vor, die in [CG03a] vertieft werden. Ein Index S = e1, . . . en enthält N Elemente,
die im Optimalfall alle aktuell gehalten werden. In der Praxis sind jedoch zu einem
gegebenen Zeitpunkt in der Regel nur M(< N) der Elemente auf dem aktuellen Stand.

Die Frische F eines einzelnen Elements ei zum Zeitpunkt t kann binär mit Glei-
chung (2.2) bewertet werden. Die Frische des gesamten Index S zum Zeitpunkt t ergibt
sich aus dem Durchschnitt der Frische seiner Elemente ei nach Gleichung (2.3).

F (ei; t) =
{

1 wenn ei zum Zeitpunkt t aktuell ist.
0 sonst.

(2.2)

F (S; t) = 1
N

N∑
i=1

F (ei; t) (2.3)

Für den Vergleich zweier Elemente e1 und e2 wird neben der Frische F auch das
Alter A berücksichtigt. Dabei gilt jenes Element zum Zeitpunkt t als aktueller, bei dem
der Zeitpunkt der letzten Änderung (engl. modification) durch die Quelle tm(ei) kürzer
zurückliegt. Die berechneten Alter der einzelnen Elemente A(ei; t) aus Gleichung (2.5)
werden auch hier als durchschnittliches Alter A(S; t) für den Index S mit Gleichung (2.4)
zusammengefasst.

A(ei; t) =
{

0 wenn ei zum Zeitpunkt t aktuell ist.
t − tm(ei) sonst.

(2.4)

A(S; t) = 1
N

N∑
i=1

A(ei; t) (2.5)
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Der Verlauf von Frische und Alter für ein Element ei im Zeitverlauf ist in Abbildung 2.8
dargestellt, wobei die Zeit auf der X-Achse und die Werte für F (ei; t) und A(ei; t) auf
der Y-Achse abgetragen sind. Die Änderungen des Elements in der Quelle sind durch
gepunktete Linien und die Abrufe durch gestrichelte Linien repräsentiert. Die Metriken
Frische und Alter stellen einen interessanten Beitrag im Hinblick auf die Ziele der eigenen
Arbeit dar, weshalb diese in Kapitel 4 aufgegriffen und auf ihre Anwendbarkeit für die
eigene Fragestellung untersucht werden sollen.

Abbildung 2.8.: Frische und Alter eines Elements im Zeitverlauf [CG00]

Die Arbeit von Yang et al. [Yan+10] ist im Bereich des Deep Web Crawlings an-
zusiedeln, bei dem Daten aus einer Datenbank abgerufen werden sollen, die nicht auf
einer Webseite verfügbar, sondern hinter einer Suche verborgen sind. Ziel des Deep Web
Crawlings ist es dabei üblicherweise, die Anzahl der Anfragen (engl. queries) an die Su-
che zu minimieren, die notwendig sind, um die gewünschten Elemente aufzufinden und
in einer lokalen Datenkopie zu speichern. Die Autoren formulieren eine Metrik Frische
(engl. Freshness), mit der die Aktualität eines Elements ei in einer lokalen Kopie L
gegenüber den Daten in der entfernten Datenbank verglichen wird. Dafür werden mit
Gleichung (2.6) auf der nächsten Seite zum Zeitpunkt des Abrufs t die Verzögerungen
t−ti der Änderungen ti ∈ U aufsummiert, die seit dem letzten Abruf von ei auf dem Ser-
ver aufgetreten sind. Analog wird die Frische einer lokalen Kopie L mit Gleichung (2.7)
als mittlere Frische ihrer Elemente ei berechnet, wobei jedes Element mit einem Ge-
wicht w(ei) einfließt, das seiner Wichtigkeit entspricht. Obwohl die Metrik den gleichen
Namen wie eine Metrik von Cho und Garcia-Molina [CG00] aus Gleichung (2.2) trägt,
unterscheiden sich die beiden grundsätzlich. Für die vorliegende Arbeit ist die Metrik
durchaus interessant, nachdem es ein Ziel der Arbeit ist, die Verzögerungen beim Abruf
neuer Beiträge zu minimieren.

39



2. Stand der Technik

F (e; t) =
{

0 wenn e zum Zeitpunkt t aktuell ist.∑
ti∈U t − ti sonst.

(2.6)

F (L; t) = 1
|L|

∑
e∈L

w(e) · F (e; t) (2.7)

Abbildung 2.9.: Frische eines Elements im Zeitverlauf [Yan+10]

Wird im Kontext des Web Caching keine explizite Ablaufzeit (engl. Time-to-Live,
TTL) vom Webserver für eine Ressource vorgegeben, ist diese heuristisch zu bestimmen.
Ein bekannter Algorithmus für die Berechnung der TTL ist Adaptive TTL [GS96; CL98;
Lee+02] aus Gleichung (2.8). Er berechnet die TTL als Differenz zwischen dem Zeit-
punkt der letzten Abfrage Now und dem Zeitpunkt der letzten Änderung Last Modified,
multipliziert mit einer Konstante M . M ist heuristisch zu bestimmen [Lee+02], wobei
die Werte 0,1 [FNR22] und 0,5 [Lee+02] oft genutzt werden. Abbildung 2.10 auf der
nächsten Seite stellt die Berechnung grafisch dar. Bei einem Objekt, dessen letzte Än-
derung sehr lange zurückliegt, würde diese Berechnung zu einer hohen TTL führen. Das
kann vermieden werden, indem ein Schwellwert β für die TTL eingeführt wird, der nicht
überschritten werden darf, woraus sich Gleichung (2.9) ergibt [Rei+11, S. 49].

TTL = (Now − Last Modified) · M (2.8)

TTL = min(β, ((Now − Last Modified) · M)) (2.9)

Lee et al. [Lee+02] ermitteln in ihrer Arbeit die durchschnittliche Frequenz von Ände-
rungen eines Objektes, indem sie die Zeitpunkte der letzten k Änderungen des Objektes
betrachten, was zuvor bereits als Strategie LRU-K [OOW93] im Bereich der Datenban-
ken zur Anwendung kam. Dabei ermittelten die Autoren den Wert von k = 2 für ihren
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Abbildung 2.10.: Adaptive TTL [Lee+02]

Anwendungsfall als am geeignetsten, da ein Wert k ≥ 2 zwar stabilere Ergebnisse liefert,
aber weniger gut auf Änderungen reagiert [OOW93].

(a) Homogener Poisson-Prozess (b) Inhomogener Poisson-Prozess

Abbildung 2.11.: Änderungsraten mit unterschiedlichem Betrachtungszeitraum [SCC07]

In Zusammenhang mit dem Web Crawling konnte durch verschiedene Arbeiten gezeigt
werden, dass die Änderungen an Webseiten gut durch einen homogenen Poisson-Prozess
beschrieben werden können [CG00; CG03b], bei dem die Änderungsrate λ im Zeitver-
lauf konstant bleibt. Das gilt insbesondere dann, wenn der betrachtete Zeitraum mehr
als einen Monat beträgt [SCC07], wie die Abbildung 2.11a anhand der Änderungsraten
eines Datensatzes mit 10 000 RSS Feeds zeigt. Dabei stellt die X-Achse die Zeit in Wo-
chen und die Y-Achse die Anzahl der Elemente dar, die in einer Woche von allen Feeds
erstellt werden. Die Anzahl der Elemente ist danach relativ konstant und schwankt nur
geringfügig um die Anzahl von ca. 180 000 Elementen, wodurch die Annahmen durch
den homogenen Poisson-Prozess erfüllt werden. Ist der betrachtete Zeitraum dagegen
deutlich kürzer als ein Monat, ist die Anwendbarkeit des homogenen Poisson-Prozesses
voraussichtlich nicht mehr gegeben [BC00; Gru+05]. Das wird in Abbildung 2.11b deut-
lich, die einen einwöchigen Ausschnitt der gleichen Daten mit einer Auflösung von zwei
Stunden darstellt. Hierbei treten über den Tag verteilt deutlich unterschiedliche Än-
derungsraten auf, die aber eine gewisse Periodizität besitzen, nach der deutlich mehr
Änderungen am Tag als in der Nacht sowie mehr an Wochentagen als an Wochenen-
den erfolgen. Die Autoren schlagen daher vor, einen inhomogenen Poisson-Prozess zu
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verwenden, wenn sich die Änderungsrate λ im Zeitverlauf verändert [SCC07].
Bright et al. [BGR04] kommen in ihrer Arbeit ebenfalls zu dem Ergebnis, dass sich

Objekte mit zyklischen und vorhersehbaren Änderungen gut durch einen inhomogenen
Poisson-Prozess beschreiben lassen. Gleichzeitig identifizieren sie mehrere Szenarien, in
denen sogenannte Bursts auftreten, also Phasen gehäufter Aktivität, die bereits in den
Abbildungen 2.3 bis 2.4 beschrieben wurden. Für diese Fälle schlagen die Autoren den
verbreiteten Algorithmus Adaptive TTL aus Abbildung 2.10 vor. Damit die Änderungen
eines Objekts, in Abhängigkeit von seinem Aktualisierungsmuster, mit dem passenden
Algorithmus vorhergesagt werden können, verwenden die Autoren eine Kombination
aus drei Algorithmen. Dazu gehören IndHist und AggHist sowie IndHist/TTL, der eine
Kombination von IndHist mit Adaptive TTL darstellt.

IndHist (individual-history based policy) ist ein Algorithmus, der auf einem inhomoge-
nen Poisson-Prozess basiert. Unter Verwendung der individuellen Historie H⃗ind = (T⃗ , λ⃗)
summiert er λ(t), beginnend mit dem Zeitpunkt der letzten Änderung ti, bis die erwar-
tete Anzahl von Aktualisierungen den Schwellenwert θ, z. B. 0,5, überschreitet, um den
Zeitpunkt des nächsten Abrufs τj+1 zu berechnen. Dieser Prozess kann anhand eines
Beispiels von Änderungen eines einzelnen Objekts über einen Zeitraum von acht Tagen
veranschaulicht werden [BGR04], mit einer Änderung in der Zeitspanne [11:00, 12:00) als
λ11 = 1

8 , einer Änderung in der Zeitspanne [12:00, 13:00) als λ12 = 1
8 , und drei Änderun-

gen in [13:00, 14:00) als λ13 = 3
8 . Wenn das Objekt um τj = 11:30 angefordert wurde und

um τj+1 = 14:00 erneut angefordert wird, beträgt die erwartete Anzahl der Änderungen
[τj , 12:00) · λ11 + [12:00, 13:00) · λ12 + [13:00, τj+1) · λ13 = 1

2 · 1
8 + 1

8 + 3
8 = 0, 5625.

IndHist schneidet im Allgemeinen gut ab, außer bei Objekten mit Perioden hoher Ak-
tivität, sogenannten Bursts. Die Variante IndHist/TTL mildert dies ab und kombiniert
IndHist mit Adaptive TTL, um dynamisch zwischen beiden zu wählen. Nach jeder An-
frage τj wird das Verhältnis tatsächliche Anzahl der Änderungen / erwartete Anzahl von
Änderungen für einen Zeitrahmen W vor τj berechnet, wobei erwartete Änderungen in
[t0, τj − W ] und tatsächliche Änderungen in (τj − W, τj) liegen. Wenn das Verhältnis
den vordefinierten Schwellenwert Tburst = 2 überschreitet, wird ein Burst erkannt und
Adaptive TTL für die nächste Anfrage verwendet.

Es existieren Fälle, in denen die individuelle Historie der Änderungen eines Objektes
zu kurz oder nicht aussagekräftig genug ist, um ein Modell mit IndHist zu berechnen.
Dafür schlagen die Autoren AggHist (aggregate history based policy) vor, das ebenfalls auf
einem inhomogenen Poisson-Prozess basiert, aber im Gegensatz zu IndHist auf den Än-
derungen sämtlicher Objekte eines Datensatzes berechnet wird. Unter Verwendung der
aggregierten Historie H⃗ag = (T⃗ , λ⃗) summiert es λ(t) auf. Um die Anzahl der Änderungen
zu bestimmen, die auf ein individuelles Objekt o entfallen, wird λ(t) mit fo skaliert, dem
Anteil aller Änderungen, die auf das Objekt o entfallen. Unter der hypothetischen Bedin-
gung, die oben genannte individuelle Historie sei eine aggregierte Historie H⃗ind = H⃗ag
und fo = 0, 1, würde sich mit AggHist eine erwartete Anzahl der Änderungen von
[τj , 12:00)·λ11 ·fo+[12:00, 13:00)·λ12 ·fo+[13:00, τj+1)·λ13 ·fo = (1

2 · 1
8 + 1

8 + 3
8)·fo = 0, 0563

ergeben. Für die Entscheidung, wann AggHist gewählt wird, berechnen die Autoren die
Anzahl der unterschiedlichen Stunden, zu denen bisher Änderungen stattgefunden ha-
ben (NumHours) sowie die Gesamtzahl der Änderungen (NumUpdates). Beträgt das
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Verhältnis NumHours/NumUpdates = 1, wurde das Objekt bisher ausschließlich in un-
terschiedlichen Stunden geändert, während bei NumHours/NumUpdates < 1 mehrere
Änderungen in gleichen Stunden stattgefunden haben. Die Autoren legen einen Parame-
ter T ≤ 1 fest, womit bei NumHours/NumUpdates > T der AggHist Algorithmus und
andernfalls der IndHist Algorithmus gewählt wird.

Die Metrik Verzögerung (engl. Delay) von Sia et al. [SCC07] beschreibt die Ver-
zögerung zwischen Erstellung und Abruf eines neuen Objektes aus einer Datenquelle
O. Dabei erstellt die Datenquelle einzelne Einträge mit entsprechenden Zeitstempeln
ti ∈ {t1, . . . , tk}, die zu den Zeitpunkten τj ∈ {τ1, . . . , τk} abgerufen werden. Das De-
lay, mit dem ein Eintrag abgerufen wird, ergibt sich dabei aus Gleichung (2.10), mit
der Bedingung ti : ti ≤ τj . Das Delay für die gesamte Datenquelle O kann analog mit
Gleichung (2.11) berechnet werden. Existieren mehrere Datenquellen, kann darüber mit
Gleichung (2.12) ein Delay berechnet werden, wobei jede Datenquelle Oi mit einem Ge-
wicht wi einfließt, das ihrer Wichtigkeit entspricht.

D(ti) = τj − ti mit ti ∈ [τj−1, τj ] (2.10)

D(O) =
k∑

i=1
D(ti) (2.11)

D(A) =
n∑

i=1
wiD(Oi) (2.12)

Die Arbeit von Urbansky et al. [Urb+11] beschäftigt sich mit der Vorhersage neuer
Einträge in Web Feeds und verfolgt dabei eine Strategie, die als min delay Policy bezeich-
net wird. Die Strategie zielt darauf ab, einen neuen Eintrag mit so wenigen Abfragen
wie möglich zu erkennen und gleichzeitig die Verzögerung zwischen Erstellung und Ab-
ruf dieses Eintrags zu minimieren. Zu diesem Zweck beschreiben die Autoren eine Reihe
von Algorithmen aus dem Stand der Technik, welche aus dem Zeitpunkt des letzten
Abrufs p0 und einem zu bestimmenden Intervall u0 den Zeitpunkt des nächsten Abrufs
p1 = p0 +u0 berechnen. Zu den Algorithmen gehören solche mit fixem Intervall, das ent-
weder statisch mit einer Stunde oder einem Tag (Fix1h, Fix1d) belegt oder initial aus
dem Intervall zwischen den Einträgen eines Feeds (Fix Learned) nach Gleichung (2.13)
auf der nächsten Seite berechnet wird, wobei ein Fenster w von Einträgen u0, . . . , un mit
korrespondierenden Zeitstempeln i0, . . . , in zur Verfügung steht. Unter der Kategorie
Post Rate fassen die Autoren solche Algorithmen zusammen, die auf einem inhomoge-
nen Poisson-Prozess basieren. Außerdem stellen sie einen eigenen Algorithmus vor, der
einen gleitenden Durchschnitt mit virtuellem Eintrag berechnet. Wird bei einem Abruf
eines Feeds ein neuer Eintrag erkannt, so erfolgt die Berechnung wie bei Fix Learned
nach Gleichung (2.13). Wird dagegen kein neuer Eintrag erkannt, soll das Intervall bis
zur nächsten Aktualisierung erhöht werden. Das wird nach Gleichung (2.14) durch einen
virtuellen Eintrag erreicht, der dem Zeitpunkt des letzten Abrufs p entspricht und zu
einer Erhöhung des mittleren Intervalls führt. Der Unterschied wird anhand des Beispiels
aus Abbildung 2.12 deutlich. Während die Berechnung beim Abruf p1 aus den tatsäch-
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lichen Einträgen erfolgt, wird mit den Abrufen p2, p3, p5, p6, p8 ein virtueller Eintrag
hinzugefügt, der in grau dargestellt ist und den ersten Eintrag des Fensters verdrängt.

u = 1
w − 1 ·

w−1∑
n=1

(in+1 − in) (2.13)

un = un−1 − i1 − i0
w − 1 + p − iw−1

w − 1 (2.14)

Abbildung 2.12.: Aktualisierungsintervall des gleitenden Durchschnitts [Urb+11]

Reichert [Rei12] gibt in seiner sehr umfassenden Arbeit zur Vorhersage der Aktuali-
sierungen von Web Feeds einen guten Überblick über Algorithmen zur Berechnung der
Aktualisierungszeitpunkte und evaluiert diese anhand eines umfassenden Datensatzes.
Für die Evaluation kommen mehrere Metriken zum Einsatz. Dazu gehören die bereits
bekannte Verzögerung (engl. Delay, D) [SCC07], als auch neue Metriken, mit Abfragen
pro Element (APE) und Güte (G). APE beschreibt dabei die Anzahl der Abfragen, die
notwendig sind, um ein neues Element abzurufen. Die Güte dient dazu, die Metriken
Verzögerung und Abfragen pro Einheit in einer gemeinsamen Metrik zu vereinen, um
Vergleiche zwischen den Ergebnissen verschiedener Algorithmen zu vereinfachen. Die
Berechnung der Metriken für einen einzelnen Feed F wird in Gleichung (2.15) für die
Verzögerung sowie in Gleichung (2.16) für die Abfragen pro Element vorgestellt.

D(F ) = 1
|gefunden|

|gefunden|∑
i=1

D(Ei); |gefunden| > 0 (2.15)

APE(F ) = |Abfragen| − 1
|gefunden|

; |gefunden| > 0 (2.16)

2.3.4. Zusammenfassung

Dem Stand der Technik zur Extraktion von Inhalten aus dem World-Wide-Web können
mehrere interessante Erkenntnisse für die eigene Arbeit entnommen werden. Im Kontext
der Änderungsraten und Aktualisierungsmuster konnten in verschiedenen Quellen kla-
re Aktualisierungsmuster identifiziert werden, die unter anderem eine Einordnung von
Web Feeds in vorgegebene Aktualisierungsmuster [Rei+11] als auch die Bestimmung
ähnlicher Aktualisierungsmuster durch Clustering [SCC07] erlauben. Dies ist umso in-
teressanter, da verschiedene Autoren empfehlen, abhängig vom jeweiligen Aktualisie-
rungsmuster einer Datenquelle einen dazu passenden Algorithmus für die Vorhersage
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von Aktualisierungen auszuwählen [BGR06; SCC07; Sia+07; Urb+11; Rei12], wobei die
Auswahl entweder manuell oder nach statischen Regeln getroffen wird. Gleichzeitig exis-
tiert eine Reihe interessanter Algorithmen für die Vorhersage von Aktualisierungen, die
von statischen Abfrageintervallen, wie sie in Readern für Web Feeds gebräuchlich sind,
über einfache Heuristiken wie Adaptive TTL, bis hin zu komplexeren Algorithmen rei-
chen, die auf einem inhomogenen Poisson-Prozess basieren. Im Hinblick auf die Eva-
luation der bestimmten Aktualisierungszeitpunkte wurde die Metrik Verzögerung (engl.
Delay) [SCC07] vorgestellt, mit der die Verzögerung zwischen Erstellung und Abruf einer
Änderung berechnet wird, was ebenfalls für die eigene Fragestellung interessant ist.

2.4. Extraktion von Daten aus Social Media
Für die Forschung zu Social Media werden Daten aus Social Media Plattformen benö-
tigt, die in vielen Fällen mithilfe der APIs bezogen werden, die in Abschnitt 2.2 vorge-
stellt wurden. Da aktive Benachrichtigungen über Änderungen bei Facebook und Twitter
durch Webhooks nicht oder nur eingeschränkt verfügbar sind, müssen neu veröffentlich-
te Beiträge durch erneute Abrufe der Feeds bezogen werden, wofür im Hinblick auf die
Ratenbegrenzung nur eine begrenzte Anzahl an Abrufen zur Verfügung steht. Dieser
Umstand macht eine Entscheidung notwendig, wann welche der Feeds aktualisiert wer-
den. Um dazu eine fundierte Entscheidung treffen zu können, sind Kenntnisse über die
Änderungen auf Social Media Plattformen notwendig, die in Abschnitt 2.4.1 vorgestellt
werden. Ferner ist eine geeignete Vorgehensweisen für die Bestimmung des nächsten
Abrufs erforderlich, wozu bestehende Ansätze in Abschnitt 2.4.2 betrachtet werden.

2.4.1. Änderungsraten und Aktualisierungsmuster von Social Media
Die Änderungsraten neuer Beiträge in Social Media werden in einer ganzen Reihe von
Arbeiten untersucht. González et al. [Gon+14] betrachten die Änderungsraten auf Twit-
ter, mit denen neue Beiträge erstellt werden. Dazu riefen sie am Montag, den 16. Januar
2012 neue Beiträge sämtlicher Twitter User zu jeder vollen und halben Stunde über
die Twitter API ab. Hierbei kommen sie zu dem Ergebnis, dass neue Tweets von den
200 Mio. Usern ihrer Aufzeichnung mit einer durchschnittlichen Rate von 3,5 Tweets je
Millisekunde (Tweets/ms) veröffentlicht werden, die Änderungsrate aber über den Tag
hinweg variiert. So liegt die niedrigste Rate bei 2,5 Tweets/ms um 10.00 Uhr (GMT+1)
und die höchste bei 5 Tweets/ms um 15.00 Uhr (GMT+1). In einer Analyse zeigen die
Autoren auf, dass die Raten, mit denen die Tweets zu den unterschiedlichen Uhrzeiten
veröffentlicht werden, durch einen inhomogen Poisson-Prozess modelliert werden können.

Perera et al. [Per+10] untersuchen ebenfalls das Verhalten sämtlicher Benutzer auf
Twitter. Dazu betrachten sie die Tweets und Retweets, die im Zeitraum von sechs Tagen,
zwischen dem 14. und 20. April 2010, an den Benutzer von Präsident Barack Obama
gesendet wurden. Hierbei berechnen sie die Abstände zwischen zwei Beiträgen (engl.
inter-arrival times) und die Anzahl der Retweets. Sie stellen dabei fest, dass die Än-
derungsrate, mit der neue Beiträge auftreten, als Poisson-Prozess beschrieben werden
kann.
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Lukasik et al. [Luk+15] betrachten die Tweets der Benutzer zu den Ausschreitungen
im Jahr 2014 in Ferguson. Dabei kommen sie zu dem Schluss, dass die Änderungsraten
von Tweets nicht durch einen homogenen Poisson-Prozess mit einem konstanten λ be-
schrieben werden können, weshalb sie einen inhomogenen Poisson-Prozess vorschlagen.

Neben Arbeiten zum kollektiven Verhalten von Benutzern einer Plattform existieren
auch verschiedene Studien, in denen das Verhalten von Einzelpersonen betrachtet wird.
Watson [Wat15] beschäftigt sich mit dem Verhalten einzelner User auf Twitter. Dazu
analysiert er die Erstellungszeitpunkte neuer Beiträge auf Twitter und stellt diese als
Time Maps dar. Hierzu berechnet der Autor die Aktualisierungsintervalle zwischen Bei-
trägen und überträgt diese in ein Koordinatensystem. Abbildung 2.13a stellt ein Beispiel
einer Time Map dar. Ein zum Zeitpunkt ti veröffentlichter Beitrag wird dabei durch die
Dauer vor dem Beitrag ti −ti−1 sowie die Dauer nach dem Beitrag ti+1 −ti durch die Ko-
ordinaten (ti − ti−1, ti+1 − ti) dargestellt. Ein immer gleichbleibendes Intervall resultiert
dabei in einer Menge von sich überlagernden Punkten, wobei die Distanz zum Koordina-
tenursprung die Länge des Aktualisierungsintervalls darstellt. In der Regel weichen die
Aktualisierungsintervalle jedoch im Zeitverlauf ab, woraus interessante Informationen
gewonnen werden können. So zeigen die Autoren anhand des Accounts des Präsidenten
Barack Obama (@BarackObama), dass sich damit, wie in Abbildung 2.13b dargestellt,
die ersten und letzten Tweets eines Tages als auch normale Tweets und Tweets zu Großer-
eignissen unterscheiden lassen. Als zweites Beispiel wird das charakteristische Verhalten
eines Bots (@oliviataters) visualisiert. Aufbauend auf diesen Erkenntnissen simulieren
Radziwill und Benton [RB16] die Änderungsraten von Beiträgen verschiedener Grup-
pen auf Twitter (Menschen, Bots) und stellen die Ergebnisse als Time Maps dar. Zur
Evaluation verwenden die Autoren reale Twitter Daten von Benutzern und Bots, um auf-
zuzeigen, dass diese anhand ihrer Time Maps bestimmten Gruppen zugeordnet werden
können. Link et al. [Lin+17] verwenden Time Maps für die Analyse der Änderungsra-
ten, mit denen einzelne Benutzer neue Beiträge erstellen, um Änderungen zu erkennen.
Dabei bilden sie das Verhalten der Benutzer auf drei Aktivitätsmodi - engaged (twittert
alle paar Minuten), casual (twittert alle paar Stunden) und sleeping (pausiert mehrere
Stunden bis zum nächsten Tweet) - ab und berechnen die Wahrscheinlichkeiten für einen
Übergang von einem in einen der anderen Modi.

Eine ganze Reihe weiterer Arbeiten beschäftigt sich mit den Zeitpunkten, zu denen So-
cial Media Beiträge veröffentlicht werden [GWH07; Guo+09; Gao+12; Lee12; Lim+15].
Die Zeitpunkte weisen dabei starke tägliche und wöchentliche Muster auf, die sich je-
doch zwischen Plattformen unterscheiden. Golder et al. [GWH07] betrachten die Ak-
tualisierungsmuster der Beiträge und Anstupser (engl. pokes)3 von 4,2 Mio. College
Studierenden auf Facebook. Dabei stellen sie an Wochentagen und Wochenenden zwei
unterschiedliche Muster fest, die in Abbildung 2.14 auf der nächsten Seite dargestellt
sind. Danach besteht zwischen Freitag Mittag und Sonntag Mittag ein Wochenendmus-
ter mit vermindertem Nachrichtenaufkommen, während die übrigen Wochentage nahezu
identisch hohe Nachrichtenaufkommen aufweisen.

3Facebook erlaubt es, Freunde oder Freunde von Freunden anzustupsen. Dabei erhält die angestupste
Person eine Benachrichtigung [Twik]
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(a) Funktionsweise

(b) Tweets von @BarackObama

Abbildung 2.13.: Time Maps [Wat15]

Abbildung 2.14.: Aktualisierungsmuster auf Facebook [GWH07, S. 53]

Ebenfalls mit Facebook beschäftigen sich Pletikosa Cvijikj und Michahelles [PM11].
Die Autoren analysieren eine Stichprobe von Beiträgen über vier Tage, vom 22.07.-
25.07.2011, und beobachten dabei eine ähnliche Häufigkeitsverteilung über die Uhrzeiten
an allen Tagen, wobei das geringsten Aufkommen an Beiträgen um 2:00 Uhr GMT und
das höchste zwischen 17:00 Uhr GMT und 21:00 Uhr GMT liegt.

Ähnliche Beobachtungen machen Guo et al. [Guo+09]. Die Autoren untersuchen das
Verhalten von Benutzern bei der Erstellung von Beiträgen auf drei Social Media Platt-
formen, zu denen ein asiatisches Blog Netzwerk, ein U.S. Social Bookmark Sharing Netz-
werk und ein U.S. Question Answering Netzwerk gehören. Dabei beobachten sie starke
tägliche und wöchentliche Muster, die in Abbildung 2.15 auf der nächsten Seite abgebil-
det sind. Für alle drei Plattformen liegt die Spitzenzeit der Erstellung neuer Beiträge bei
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23:00 Uhr in Ortszeit. Dagegen weicht die Uhrzeit mit der geringsten Aktivität zwischen
den Plattformen ab, die bei 6:00 Uhr für das Blog Netzwerk (für Artikel und Fotos)
und bei 12:00 bis 13:00 Uhr für die Bookmark und Question Answering Networks liegt.
Die Autoren stellen ferner fest, dass die Verteilung der Beiträge der 80-20 Regel folgt,
wonach 20 % der Benutzer ca. 80 % der Beiträge erstellen.

Abbildung 2.15.: Aktualisierungsmuster von drei Plattformen [Guo+09]

Auch Gao et al. [Gao+12] beschäftigen sich mit Aktualisierungsmustern. Sie verglei-
chen das Benutzerverhalten der chinesischen Plattform Sina Weibo und Twitter, wobei
sie die Rate der Beiträge bestimmen, die an Wochentagen (Montag bis Freitag) und Wo-
chenenden (Samstag und Sonntag) von den Benutzern dieser Netzwerke erstellt werden.
Dabei berechnen die Autoren das Verhältnis zwischen Beiträgen an Wochentagen und
Beiträgen an Wochenenden. Danach veröffentlichen Benutzer von Sina Weibo an Tagen
des Wochenendes um 19 % mehr Beiträge als an Wochentagen, während Benutzer von
Twitter an Tagen des Wochenendes um 11 % weniger Beiträge veröffentlichen als unter
der Woche.

Lee [Lee12] vergleichen die Aktualisierungsmuster von RSS-Feeds und Twitter. Sie
analysieren RSS-Feeds und betrachten dabei die Verteilung der Veröffentlichungszeit-
punkte von Blogbeiträgen nach Wochentag und Uhrzeit. Die Ergebnisse vergleichen sie
mit Daten zu den Veröffentlichungszeitpunkten von Beiträgen auf Twitter. Dabei zeigt
sich eine ähnliche Verteilung, wobei die Häufigkeitsverteilung der Blogbeiträge einige
Spitzen aufweist. Demnach veröffentlichen viele Blogger ihre Beiträge zwischen 10:00
Uhr und 14:00 Uhr während Tweets zumeist zwischen 11:00 Uhr und 15:00 Uhr erstellt
werden. Dies begründen die Autoren damit, dass ein vergleichsweise kurzer Tweet ein-
fach und ortsunabhängig auf einem mobilen Endgerät erstellt werden kann, während
ein Blogbeitrag sehr viel mehr Zeit in Anspruch nimmt und häufig an einem Computer
verfasst wird.

Lim et al. [Lim+15] analysieren das Verhalten von Benutzern, die gleichzeitig auf
sechs Social Media Plattformen aktiv sind, zu denen Flickr, Google+, Instagram, Tum-
blr, Twitter und YouTube gehören. Bei den Veröffentlichungszeitpunkten von Beiträgen
stellen sie dabei eine nahezu identische relative Häufigkeitsverteilung an Wochenenden
und Wochentagen fest, wie die Abbildungen 2.16a und 2.16b zeigen. Ähnliches zeigt sich
bei der relativen Häufigkeitsverteilung der Beiträge zwischen Wochentagen und Wochen-
enden, mit Ausnahme von Google+ und Instagram. Wie in Abbildung 2.16c dargestellt,
sind die Nutzer von Instagram am Wochenende extrem aktiv, während die Benutzer von
Google+ zur Mitte der Woche besonders aktiv sind.
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(a) Wochenenden (b) Wochentage

(c) Tag der Woche

Abbildung 2.16.: Aktualisierungsmuster von sechs Plattformen [Lim+15]

Ying et al. [Yin+18a; Yin+18b] beschäftigen sich mit den Aktualisierungsmustern der
chinesischen Plattform Tencent QQ. Dabei betrachten sie zunächst ein aggregiertes Ak-
tualisierungsmuster für sämtliche Benutzer, das Spitzen in den Morgenstunden sowie am
Abend aufweist. Die Spitze am Morgen kann dabei Benutzern zugeordnet werden, die
viele Beiträge veröffentlichen, während die Spitze am Abend bei den übrigen Benutzern
ausgeprägter ist. Die Autoren führen diesen Unterschied auf die unterschiedliche Nut-
zung zurück, wobei sie Nutzungsszenarien wie die Arbeit (z. B. mit Kunden) und die
reine soziale Interaktionen (z. B. mit Freunden und Familie) anführen. Darüber hinaus
betrachten die Autoren auch die Aktualisierungsmuster einzelner Benutzer und wenden
Clustering an, um diese in Muster einzuordnen. Dazu wurden die Zeitstempel der Beiträ-
ge auf ein Fenster von 24 Stunden transformiert. Für das Clustering selbst wurde LDA
zur Bildung der Topics verwendet, wobei die Dokumente aus Tokens in Form der trans-
formierten Zeitstempel der Beiträge bestehen. Das Ergebnis in Form von fünf Clustern
(k = 5) ist in Abbildung 2.17 auf der nächsten Seite dargestellt.

2.4.2. Erkennung und Vorhersage von Änderungen in Social Media

Die Vorhersage neuer Beiträge von Benutzern auf Social Media Plattformen wurde be-
reits in einer Reihe früherer Arbeiten betrachtet.

Guo et al. [Guo+13] beschreiben mit CUVIM (Crawl based User Visiting Model) einen
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Abbildung 2.17.: Clustering von Mustern [Yin+18a]

Ansatz zur Datensammlung aus Social Media Plattformen, am Beispiel von Weibo. Das
System nutzt Vorhersagen über das Verhalten der Benutzer, um die Abrufe zu optimieren
und damit die Frische der gesammelten Informationen zu erhöhen. Die Benutzer wurden
anhand ihres Verhaltens klassifiziert, um zukünftige Beiträge mit Hilfe von Modellen
vorherzusagen. Die zu überwachenden Benutzer wurden dazu in vier verschiedene Ty-
pen aufgeteilt, die inactive Accounts, frequently changing Accounts, reasonable constant
Accounts und authority Accounts umfassen. Für inactive Accounts und frequently chan-
ging Accounts, die keine häufigen Änderungen aufweisen, werden die Änderungen über
einen Poisson-Prozess beschrieben, der die Änderungsrate vorhersagt. Für die reasonable
constant Accounts und authority Accounts, die deutlich häufiger neue Beiträge veröffent-
lichen, konnte beobachtet werden, dass sich die Veröffentlichungszeitpunkte nach den
Tagesabläufen der Benutzer richten, weshalb die meisten Beiträge am Tage und nur we-
nige in der Nacht veröffentlicht werden. Um die Veröffentlichung von Beiträgen dieser
beiden Typen von Benutzern vorherzusagen, wurde ein Hash Modell erstellt. In einer
darauf aufbauenden Arbeit [Guo+16] beschreiben die Autoren, wie die Sammlung der
Daten durch Parallelisierung oder Verteilung skaliert werden kann.

Yakushev et al. [YBS13] beschreiben einen Focused Crawler für das Social Media Por-
tal Livejournal, mit dem Beiträge gesammelt werden, die Drogenkonsum thematisieren.
Für den Abruf der Beiträge beschreiben sie dabei eine Strategie, um neue Beiträge bei ei-
ner begrenzten Anzahl von Abrufen mit möglichst geringer Verzögerung zu erkennen. Mit
einem homogenen Poisson-Prozess bestimmen sie die Anzahl der Abrufe, die für einen
einzelnen Blog auszuführen sind. Über einen zweiten inhomogenen Poisson-Prozess wird
für jeden Blog zugleich die Anzahl der Beiträge berechnet, die für jede Stunde des Tages
zu erwarten ist.

Eine Reihe weiterer Arbeiten beschäftigt sich mit der Vorhersage von Beiträgen auf
Twitter [Mat+13; Guo+14; Luk+15]. Mathiesen et al. [Mat+13] sowie Mollgaard und
Mathiesen [MM15] betrachten die Nennung verschiedener Markennamen in Tweets und
beschreiben das Auftreten der Markennennungen mit Hilfe eines inhomogenen Poisson-
Prozesses. Guo et al. [Guo+14] betrachten das Verhalten der Benutzer bei der Veröf-
fentlichung von Tweets, als auch die Reetweets einzelner Tweets. Sie zeigen, dass die
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Abbildung 2.18.: Einordnung von Social Media Profilen in vier Muster [Guo+13]

Verteilung, nach der neue Beiträge auf Twitter erstellt werden, einer Kombination aus
zwei Gauß-Verteilungen (oder Normalverteilungen) entspricht, die sich durch ein Gaussi-
an Mixture Model (GMM) beschreiben lässt. Lukasik et al. [Luk+15] prognostizieren die
Änderungsraten, mit denen Tweets auftreten, durch einen Log-Gaussian Cox Prozess,
einer Form eines inhomogenen Poisson-Prozesses.

Erlandsson et al. [Erl+13; Erl14; Erl+15] beschäftigen sich mit der Sammlung von Bei-
trägen und Interaktionen von Facebook. Dazu überwachen sie eine Auswahl von Seiten,
deren Beiträge und zugehörige Interaktionen über die Facebook Graph API abgerufen
und aktualisiert werden. Die Wartezeit bis zum nächsten Abruf des Feeds der Beiträge
einer Seite wird dabei nach Gleichung (2.17) als Mittelwert des Aktualisierungsintervalls
der bisherigen Beiträge dieser Seite berechnet.

[last post time] − [first post time]
[number of posts] (2.17)

2.5. Zusammenfassung zum Stand der Technik
Die Ausführungen zum Stand der Techniken haben gezeigt, wie wichtig Technologien
sind, die auf Push basieren. Das haben auch die Social Media Plattformen erkannt,
nachdem die drei betrachteten Plattformen Facebook, Twitter und YouTube alle Be-
nachrichtigungen über Aktualisierungen mittels Push-Mechanismen bereitstellen. Diese
Mechanismen sind auf Facebook und Twitter jedoch nur eingeschränkt verfügbar, wes-
halb Feeds, deren Aktualisierungen von Interesse sind, weiterhin durch Polling auf den
entsprechenden Endpunkten der APIs der Plattformen abgefragt werden müssen. Dazu
können dem Stand der Technik interessante Kenntnisse zu Aktualisierungsmustern wie
auch geeigneten Algorithmen für die Vorhersage entnommen werden.
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Das Ziel der vorliegenden Forschungsarbeit ist es, geeignete Zeitpunkte zum Abruf von
Feeds auf Social Media Plattformen zu bestimmen, um neue Beiträge zeitnah abrufen
und verarbeiten zu können. In Kapitel 2 wurden bestehende Ansätze für die Vorher-
sage aus dem Stand der Technik vorgestellt. Die Eignung der Ansätze zur Vorhersage
der Aktualisierungszeitpunkte soll, im Hinblick auf die eigene Fragestellung, mithilfe
quantitativer Messungen bestimmt werden. Die Ansätze sollen dazu auf reale Daten aus
Facebook, Twitter und YouTube angewendet und mithilfe geeigneter Metriken evalu-
iert werden. Zu diesem Zweck wird ein umfangreicher Datensatz mit Daten aus den
betrachteten Social Media Plattformen benötigt.

Im folgenden Abschnitt 3.1 wird zunächst ein Überblick über die Anforderungen ge-
geben, die an einen Datensatz gestellt werden. Anschließend werden in Abschnitt 3.2
bereits verfügbare Datensätze aus Social Media vorgestellt und anhand der beschriebe-
nen Anforderungen an einen Datensatz gemessen. Wie die Ausführungen zeigen werden,
erfüllt keiner der bisher verfügbaren Datensätze die gestellten Anforderungen, weshalb
es notwendig war, einen eigenen Datensatz zu erstellen. Die einzelnen Schritte, die dafür
notwendig waren, werden in den Abschnitten 3.3 bis 3.5 detailliert erläutert.

3.1. Anforderungen an einen Datensatz

Für den Entwurf von Algorithmen zur Vorhersage der Aktualisierungen auf Social Media
Feeds werden Daten aus Social Media benötigt. An diese Daten werden dabei besondere
Anforderungen gestellt, die den Umfang als auch den Inhalt betreffen. Zudem soll ge-
währleistet sein, dass die Daten eine Stichprobe darstellen, die möglichst repräsentativ
für die jeweilige Social Media Plattform ist, von der sie erhoben wird. Durch dieses Vor-
gehen soll erreicht werden, dass ein System zur Vorhersage von Aktualisierungen, das
mithilfe dieser Daten entwickelt wird, generisch für sämtliche Profile auf den betrachte-
ten Plattformen anwendbar ist. Die Anforderungen an den Datensatz umfassen folgende
Kriterien, die an [Rei12, S. 75f] angelehnt sind.

Real Die Daten des Datensatzes müssen real, also aus den betrachteten Plattformen
abgerufen und nicht künstlich erzeugt sein.

Inhaltlich passend Ein geeigneter Datensatz muss für alle drei betrachteten Plattfor-
men eine Anzahl an Profilen mitsamt der Feeds der Beiträge, einschließlich der
Zeitstempel der Erstellung, enthalten.
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Repräsentativ Die Stichprobe der Daten soll hinsichtlich der Auswahl der Profile mög-
lichst repräsentativ für die Grundgesamtheit der jeweiligen Plattform sein. Ferner
sollten die Kriterien, nach denen die Daten aus den Plattformen erhoben wur-
den, identisch sein. Die Profile sollten zudem aktuelle Beiträge enthalten, deren
Veröffentlichung nicht zu lange zurückliegt, um Aussagen über die aktuelle Situa-
tion treffen zu können. Darüber hinaus sollte eine ausreichend lange Historie an
Beiträgen enthalten sein, um Änderungen erkennen zu können, die im zeitlichen
Veröffentlichungsverhalten einzelner Feeds auftreten. Im Gegensatz zu Web Feeds
und Webseiten stellt die Beschaffung der Historie eine geringere Hürde dar, da
die betrachteten Plattformen entweder eine vollständige oder eine begrenzte, aber
doch umfassende Historie an Beiträgen zur Verfügung stellen. Das Alter der Profile
und ihrer Beiträge soll dabei eine größere Bandbreite abdecken. Neben älteren Pro-
filen mit langer Historie sollen auch neuere Profile mit kürzerer Historie betrachtet
werden.

Vollständig Der Datensatz soll vollständig sein, also keine oder nur wenige, aber bekann-
te Lücken in der Historie der Beiträge enthalten. Hier besteht die in Abschnitt 2.2.7
beschriebene Einschränkung, dass zum Teil nicht alle Daten, die über die Webseite
einer Plattform verfügbar sind, auch über die jeweilige API bereitgestellt werden.
Das Fehlen derartiger Daten gilt nach der Definition in dieser Arbeit nicht als
unvollständig. An die Interaktionen werden keine Anforderungen hinsichtlich der
Vollständigkeit gestellt, nachdem diese aufgrund der Einschränkungen der APIs
nicht zu gewährleisten sind.

Verfügbar Sofern ein bestehender Datensatz genutzt wird, muss dieser öffentlich verfüg-
bar sein und in einem Format vorliegen, das die Nutzung erlaubt.

3.2. Überblick über bestehende Datensätze

Anhand der Anforderungen aus Abschnitt 3.1 wurde im September 2019 eine Recher-
che nach bestehenden Datensätzen aus Social Media Plattformen durchgeführt, die im
Rahmen anderer Arbeiten erstellt und verwendet wurden. Dazu wurden die verwand-
ten Arbeiten aus Abschnitt 2.4 als auch Portale zur Veröffentlichung von Datensätzen
nach geeigneten Daten durchsucht. Zu den Portalen, die für die Suche genutzt wurden,
gehören unter anderem UCI [UC ], SNAP [LK14] und MPI-SWS [MPI]. Die Suche wur-
de auf Datensätze beschränkt, die Daten aus den betrachteten Plattformen Facebook,
Twitter und YouTube enthalten. Die Tabelle 3.1 liefert einen Überblick über die 20 Da-
tensätze, die im Rahmen der Suche gefunden wurden, deren Inhalt und den Grad der
Erfüllung der festgelegten Anforderungen. Für jeden Datensatz wurden die Kriterien re-
al, verfügbar, inhaltlich passend, repräsentativ und vollständig nacheinander betrachtet.
Bei Nichterfüllung einer Anforderung wurde auf die Überprüfung aller weiteren Anforde-
rungen verzichtet. Das Ergebnis ist, dass keiner der Datensätze sämtliche gestellten An-
forderungen erfüllt. Zwei der Datensätze sind nicht verfügbar, die übrigen 18 Datensätze
dagegen nicht inhaltlich passend. Die inhaltliche Abweichung wird dadurch begründet,
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dass die Arbeiten hinter den Datensätzen andere Ziele verfolgen. Nachdem keiner der
bestehenden Datensätze die festgelegten Anforderungen erfüllt, sollte ein eigener Da-
tensatz erstellt werden. Dafür waren zwei aufeinander aufbauende Schritte erforderlich,
bestehend aus der (1) Auswahl von Profilen sowie der (2) Sammlung der Daten zu diesen
Profilen.
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Mislove et al. [Mis+07] Flickr,
LiveJournal,
Orkut,
YouTube

• • ◦ - -

Mislove [Mis09] YouTube • • ◦ - -
Viswanath et al. [Vis+09] Facebook • • ◦ - -
Cha et al. [Cha+10] Twitter • • ◦ - -
De Choudhury et al. [De +10] Twitter • • ◦ - -
Kwak et al. [Kwa+10] Twitter • • ◦ - -
Yang und Leskovec [YL11] Twitter • ◦ - - -
Ghosh et al. [Gho+12] Twitter • •a ◦ - -
McAuley und Leskovec [ML12] Faceboot,

Twitter,
Google+

• • ◦ - -

Yang et al. [YAP12] YouTube • • ◦ - -
Domenico et al. [Dom+13] Twitter • • ◦ - -
Deneke et al. [Den+14] YouTube • • ◦ - -
Alberto et al. [ALA15] YouTube • ◦ - - -
Cresci et al. [Cre+15] Twitter • • ◦ - -
Singh et al. [SKK15] Facebook • • ◦ - -
Erlandsson et al. [Erl+16] Facebook • • ◦ - -
Moro et al. [MRV16] Facebook • • ◦ - -
Cresci et al. [Cre+17] Twitter • • ◦ - -
Rozemberczki et al. [Roz+18] Facebook • • ◦ - -
Dehouche [Deh19] Facebook • • ◦ - -
a Auf Anfrage verfügbar, • Erfüllt, ◦ Nicht erfüllt, - nicht mehr überprüft

Tabelle 3.1.: Bestehende Datensätze

3.3. Auswahl der Profile für die Datensammlung

Für die Erstellung eines Datensatzes aus Social Media Feeds müssen zunächst einzelne
Profile ausgewählt werden, deren Daten gesammelt werden sollen. Der Prozess dieser
Auswahl wird in den folgenden Abschnitten detailliert beschrieben.
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3.3.1. Bestimmung geeigneter Suchbegriffe

Für die Auswahl von Profilen sind verschiedene Vorgehensweisen denkbar. Eine nahelie-
gende Vorgehensweise ist die manuelle Auswahl. Diese bringt jedoch mehrere gravierende
Nachteile mit sich. Zunächst einmal wird die Auswahl der Profile stark durch die Präfe-
renzen und Kenntnisse der Person beeinflusst, welche die Auswahl durchführt. Die Folge
ist eine Auswahl von Profilen, die voraussichtlich eine statistische Verzerrung hin zu be-
stimmten Bereichen aufweist. Damit wäre die Auswahl nicht mehr repräsentativ für die
Grundgesamtheit aller Profile auf den Social Media Plattformen. Die manuelle Auswahl
kommt daher nicht in Betracht.

Eine weitere Möglichkeit stellt die Auswahl der Profile nach ID dar. Die Plattformen
Facebook, Twitter und YouTube verfügen zu einem Zeitpunkt t über eine Menge von
Profilen P = {p0, . . . , pn}, wobei jedes einzelne Profil pi über eine eindeutige ID id(pi)
identifiziert wird. Unter der Bedingung, dass id(pi) < id(pi+1) gilt, liegen die IDs sämtli-
cher Profile, die zum Zeitpunkt t vorhandenen sind, im Intervall [id(p0), id(pn)]. Danach
könnte unter der Kenntnis von id(p0) und id(pn) eine Stichprobe aus sämtlichen Profilen
erhoben werden. In einer früheren Arbeit zu YouTube wurde eine Stichprobe der Vi-
deo IDs erhoben, um die Anzahl der Videos abzuschätzen [Zho+11]. Bei Facebook und
Twitter wurde das Verfahren zur Erstellung der IDs jedoch seit Beginn ihres Bestehens
geändert [Twi10; Sei13], weshalb die genannten Bedingungen nicht mehr gelten und das
beschriebene Vorgehen nicht mehr möglich ist.

Eine weitere Alternative stellt die Auswahl von Stichwörtern dar, die anschließend
genutzt werden, um Profile über eine Suche aufzufinden. Ein solches Vorgehen wurde
bereits erfolgreich für Twitter [Bär18] als auch für Web Feeds [Rei12] durchgeführt. Die
Zufälligkeit der Stichprobe hängt dabei wesentlich von der Auswahl der verwendeten
Stichwörter ab. Dennoch ist die Auswahl nach Stichwörtern gut zu realisieren, weshalb
diese in der vorliegenden Arbeit verwendet wird.

3.3.2. Auswahl von Stichwörtern als Stichprobe

Wie bereits im vorangegangenen Abschnitt erwähnt, wird eine Stichprobe, die nach
Stichwörtern ausgewählt wird, maßgeblich durch die Qualität der Stichwörter beeinflusst.
Für die Gewinnung von Stichwörtern zu möglichst vielen verschiedenen Themen wurde
die Webseite Curlie [Cur20a] verwendet. Curlie stellt ein Webverzeichnis bereit, auf dem
Webseiten von freiwilligen Redakteuren in thematische Kategorien eingeordnet werden
können. Die Kategorien folgen einer hierarchischen Baumstruktur, die von der Wurzel
weg zu den Blättern hin immer spezifischer wird. Der Dienst wurde ursprünglich als
Open Directory Project (ODP) gegründet, später in DMOZ umbenannt und wird seit
2017 unter dem Namen Curlie fortgeführt [Cur22]. Der Vorgänger DMOZ wurde zuvor
bereits durch Reichert [Rei12] zur Gewinnung von Stichwörtern für die Auswahl einer
Stichprobe von Web Feeds verwendet, weshalb sich das eigene Vorgehen daran orientiert.

Während durch DMOZ noch eine Liste aller Kategorien bereitgestellt wurde, ist diese
bei Curlie zwar weiter auf der Seite verlinkt, aber nicht mehr verfügbar [Cur20b]. Daher
war es notwendig, die Kategorien von der Seite zu erheben. Dazu wurde ein Webscraper
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implementiert, der die Webseiten mit den Kategorien in englischer Sprache, beginnend
an der Wurzel, aufrief und sämtliche Links zu Unterkategorien verfolgte, wobei die Kate-
gorien jeder Seite gespeichert wurden. Damit konnten im Zeitraum zwischen dem 23.03.
und 19.05.2020 insgesamt 784 011 Kategorien gesammelt werden.

Die gewonnene Hierarchie von Kategorien wurde anschließend verflacht. Dabei wur-
den die Verzweigungen in einzelne Kategorien aufgelöst (z. B. {/en/Arts/Animation/,
/en/Arts/Animation/Anime/} → {en, Arts, Animation, en, Arts, Animation, Anime})
und anschließend um Duplikate bereinigt (z. B. {en, Arts, Animation, Anime}). Ferner
wurden auch Kategorien entfernt, die zu kurz für eine Suche waren, weil sie weniger
als drei Zeichen enthielten. Abschließend wurden auch Kategorien ausgeschlossen, die
lediglich einmal vorkamen, um zu spezifische Kategorien auszuschließen. Als Ergebnis
liegen 61 341 Kategorien vor, die von Ortsnamen und Sehenswürdigkeiten über Alltags-
gegenstände bis hin zu Filmen und Schauspielern reichen.

3.3.3. Suche nach Profilen
Die gewonnenen Kategorien wurden anschließend als Suchbegriffe verwendet, um auf
Facebook, Twitter und YouTube nach Profilen zu suchen. Dafür wurden die entspre-
chenden Endpunkte der APIs der Plattformen verwendet. Hierbei ergab sich jedoch die
Besonderheit, dass die Endpunkte der Suche jeweils eine unterschiedliche Anzahl an Er-
gebnissen zurückliefern. Sollen je Suchbegriff ähnlich viele Ergebnisse gefunden werden,
ist dafür eine unterschiedliche Anzahl an Aufrufen notwendig, die sich aus der Division
der gewünschten Anzahl der Ergebnisse pro Begriff durch die Anzahl der Ergebnisse pro
Aufruf errechnet. Zusammen mit den abweichenden Ratenbegrenzungen ergibt sich ein
deutlich unterschiedlicher Zeitbedarf. Die Tabelle 3.2 stellt dazu die maximale Anzahl
der Ergebnisse pro Aufruf sowie die maximale Anzahl der Aufrufe pro Tag infolge der Ra-
tenbegrenzung gegenüber. Aufgrund der unterschiedlichen Begrenzungen für die Aufrufe
pro Tag wurde entschieden, bei Facebook und YouTube jeweils eine Seite je Suchbegriff
abzurufen, während bei Twitter bis zu zehn Seiten abgerufen wurden. Rechnerisch ergab
sich daraus ein Zeitbedarf von ca. 21 Tagen bei Facebook, sieben Tagen bei Twitter und
ca. 613 Tagen bei YouTube.

Facebook Twitter YouTube
Ergebnisse pro Aufruf (maximal) 1000 20 50
Aufrufe pro Tag (maximal) 3000 86 400 100
Suchbegriffe 61 341 61 341 61 341
Aufrufe pro Begriff 1 10 1
Ergebnisse pro Begriff (maximal) 1000 200 50
Aufrufe Gesamt 61 341 613 410 61 341
Dauer in Tagen 20,45 7,10 613,41

Tabelle 3.2.: Rechnerischer Zeitbedarf für die Suche

Wie die Ergebnisse zeigen, fällt der Zeitbedarf für die Suche nach Profilen auf Face-

57



3. Extraktion eines Datensatzes aus Social Media

book und Twitter vergleichsweise gering aus, während der Zeitbedarf auf YouTube ein
Vielfaches beträgt. Das Warten auf das Ende der Suche für YouTube, um dann mit
der Sammlung der Daten für alle drei Plattformen zu beginnen, hätte eine erhebliche
Verzögerung für Facebook und Twitter bedeutet. Aufgrund dessen sollte die Sammlung
der Daten der Profile von Facebook und Twitter noch während der laufenden Suche für
YouTube begonnen werden. Ein Vorgehen, um dieses Ziel zu erreichen, wäre gewesen, die
Kategorien in alphabetischer Reihenfolge für die Suche auf jeder Plattform zu verwenden.
Dies hätte jedoch der Anforderung an die repräsentative Auswahl entgegengestanden.
Daher wurden die Kategorien aus Abschnitt 3.3.3 mit einer Zufallszahl im Intervall [0, 1]
versehen, die der Sortierung diente, wodurch die Kategorien für alle drei Plattformen
in eine deterministische Reihenfolge gebracht wurden. Dieses Vorgehen erlaubte es, die
Suche nach den Profilen als auch die spätere Sammlung der Daten zu den Profilen für
alle drei Plattformen zeitlich unabhängig voneinander durchzuführen.

Die Suche nach Profilen wurde am 13.08.2020 für alle drei Plattformen begonnen und
nach 66 Tagen bei Facebook sowie zehn Tagen bei Twitter abgeschlossen. Bei YouTube
wurde die Suche vorzeitig nach 182 Tagen beendet, nachdem zwischenzeitlich Erkennt-
nisse über Push-Benachrichtigungen gewonnen wurden (siehe Abschnitt 2.2.6), die zum
Ausschluss von YouTube geführt haben. Die Abweichung des tatsächlichen gegenüber
dem rechnerischen Zeitbedarf aus Tabelle 3.2 war durch Wartezeiten begründet, die in-
tegriert wurden, um ein Überschreiten der Ratenbegrenzung zu verhindern. Bei Facebook
kam hinzu, dass die Aufrufe der Suche eine vergleichsweise hohe Last erzeugten, die, wie
in Abschnitt 2.2.2 beschrieben, neben der Anzahl der Aufrufe in die Ratenbegrenzung
einbezogen wurde. Ferner wurde die Datensammlung von Facebook und Twitter, die in
Abschnitt 3.4.4 beschrieben wird, noch vor Abschluss der Suche der Profile im September
2020 begonnen. Infolge dieser Faktoren lag die tatsächlich mögliche Anzahl der Aufrufe
unter der theoretisch möglichen Anzahl der Aufrufe, die für die Berechnung verwendet
wurde. Die Ergebnisse der Suche sind in Tabelle 3.3 zusammengefasst. Bei Facebook
und Twitter konnte mit allen 61 341 Begriffen gesucht werden, wobei mit ca. 5,3 Mio.
Profilen für Facebook und ca. 6,0 Mio. Profilen für Twitter eine vergleichsweise ähnliche
Anzahl gefunden wurde. Die Ergebnisse der Suche wurden geparst und in einer relatio-
nalen Datenbank abgelegt. Zusätzlich wurden die unveränderten Ergebnisse der Aufrufe
einschließlich der HTTP-Header der Anfrage und Antwort gespeichert, um die Anfragen
zu einem späteren Zeitpunkt rekonstruieren zu können.

Facebook Twitter YouTube
Suchbegriffe 61 341 61 341 10 385
Gefundene Profile 5 282 478 6 027 472 476 954

Verschiedene Profile 4 395 039 5 306 228 461 352
83,20 % 88,03 % 96,73 %

Tabelle 3.3.: Ergebnis der Suche nach Profilen
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3.4. Sammlung der Daten
Der zweite Schritt der Datensammlung bestand darin, die Daten der Profile zu sam-
meln, die im ersten Schritt mithilfe der Suche nach Begriffen gefunden worden waren.
Für diese Sammlung der Daten selbst waren ebenfalls mehrere Schritte notwendig, die
in den folgenden Abschnitten beschrieben werden. Die Sammlung der Daten wurde be-
schränkt auf Facebook und Twitter durchgeführt, nachdem für YouTube zwischenzeitlich
Erkenntnisse über Push-Benachrichtigungen gewonnen wurden (siehe Abschnitt 2.2.6),
die zum Ausschluss der Plattform geführt hatten.

3.4.1. Auswahl der zu sammelnden Daten
Zunächst wurden die Daten ausgewählt, die für die im Rahmen der Suche gefundenen
Profile auf Facebook und Twitter gesammelt werden sollten. Neben dem Profil soll-
ten eine begrenzte Historie an Beiträgen vom zugehörigen Feed sowie Interaktionen der
Benutzer zu den Beiträgen gesammelt werden, die zu diesem Zeitpunkt über die API ver-
fügbar waren. Dazu gehören die Kommentare auf Facebook sowie die geteilten Beiträge
(Retweets) auf Twitter. Dabei wurde die Idee verfolgt, dass die Interaktionen zusätzliches
Wissen enthalten, das neben dem Aktualisierungsmuster der Beiträge zur Verbesserung
der Vorhersagen genutzt werden kann.

Bei der Menge der zu sammelnden Beiträge und Interaktionen musste eine Abwägung
zwischen dem Umfang, der sich aus der Anzahl der Aufrufe ergibt, sowie der dafür
benötigten Laufzeit infolge der Ratenbegrenzung getroffen werden. Aufgrund der ersten
Erkenntnis aus Abschnitt 3.3.3, wonach die rechnerische Laufzeit von der tatsächlichen
abweichen kann, wurde entschieden, den Umfang nach Augenmaß auszuwählen. Dabei
wurde festgelegt, auf Facebook und Twitter jeweils die letzten drei Seiten des Feeds der
Beiträge abzurufen. Die Entscheidungen sind in der folgenden Auflistung dargestellt.

• Abruf von Facebook:
– Profil der Seite
– Letzte 150 Beiträge (drei Seiten à 50 Beiträge) des Feeds
– Kommentare zu jedem Beitrag (1. & 2. Ebene)

• Abruf von Twitter:
– Profil des Users
– Letzte 600 Beiträge (drei Abrufe à 200 Beiträge) des Feeds
– Geteilte Beiträge (Retweets) des Users

Ferner musste eine Entscheidung getroffen werden, welche Attribute mit den Entitä-
ten der Profile, Beiträge und Interaktionen abgerufen werden sollten. Wie bereits in den
Abschnitten 2.2.2 bis 2.2.4 erläutert, bietet jeder Endpunkt in der Regel einen Standard-
umfang an Attributen, der immer mitgeliefert wird. Darüber hinaus können zum Teil
weitere Attribute mit abgefragt werden. Um eine möglichst hohe Qualität der Daten
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zu erreichen und das Fehlen wichtiger Informationen zu verhindern, wurden sämtliche
als sinnvoll erscheinenden Attribute ausgewählt. Die getroffene Auswahl kann den zwei
relationalen Modellen entnommen werden, die für die Ablage der Daten erstellt wurden.
Diese sind im Anhang in Abbildung A.3 auf Seite 160 für Facebook und Abbildung A.4
auf Seite 161 für Twitter dargestellt. Die Entscheidung, sehr umfangreiche Daten zu
sammeln, hat jedoch nicht nur Vorteile, zumal sich dadurch eine höhere Komplexität
der Anfragen ergibt, die bei Facebook und Twitter zu höheren Antwortzeiten führen.
Bei Facebook führt die erhöhte Komplexität darüber hinaus auch zu höheren Kosten für
einen Abruf, was die Laufzeit erhöht.

3.4.2. Aufrufe an die Schnittstellen
Für die Sammlung der Daten, die im vorangegangenen Abschnitt ausgewählt wurden,
müssen bei Facebook und Twitter mehrere Aufrufe an verschiedene Endpunkte gemacht
werden, deren Zusammenhang in Abbildung 3.1a für Facebook, in Abbildung 3.1b für
Twitter sowie in Abbildung 3.1c für YouTube gegenübergestellt wird. Hierbei sind deut-
liche Parallelen erkennbar.

Bei Facebook wird das Profil einer Seite mit dem Aufruf aus Listing 3.1 abgerufen. An-
schließend kann der Feed der Beiträge über den Aufruf aus Listing 3.2 abgerufen werden,
wobei die Beiträge chronologisch absteigend über until und count paginiert werden.
Der erste Abruf wird ohne Parameter until durchgeführt. Bei den folgenden Abrufen
wird until mit dem Zeitstempel des jüngsten Beitrags belegt. Damit wird erreicht, dass
die Beiträge mit Überschneidung von einem Beitrag lückenlos abgefragt werden. Mit
jedem Beitrag werden ferner die letzten bis zu 100 Kommentare abgerufen. Liegt die
Summe der Kommentare darüber, können weitere Kommentare des Beitrags über Lis-
ting 3.3 abgerufen werden, wobei auch hier 100 Kommentare zurückgeliefert werden und
eine Pagination weiterer Abrufe nach Datum möglich ist. Bei beiden Aufrufen werden
mit jedem Kommentar bis zu 100 Kommentare zum Kommentar (2. Ebene) abgerufen.
Sind mehr Kommentare zu einem Kommentar vorhanden, können diese analog mit dem
Aufruf in Listing 3.4 abgerufen werden.

1 https :// graph. facebook .com/v3.2/<page -id >?
2 fields =id ,about , best_page {id}, can_checkin ,can_post ,
3 category , category_list ,checkins , company_overview ,
4 country_page_likes ,cover , description , description_html ,
5 display_subtext ,emails ,fan_count ,founded , general_info ,
6 global_brand_page_name , global_brand_root_id ,hours ,
7 impressum , is_always_open ,is_chain , is_community_page ,
8 is_eligible_for_branded_content ,is_owned ,
9 is_permanently_closed , is_published , is_unclaimed ,

10 link ,location ,mission ,name , overall_star_rating ,
11 page_about_story ,phone ,place_type , privacy_info_url ,
12 products , rating_count , single_line_address ,start_info ,
13 talking_about_count ,username , verification_status ,
14 website , were_here_count

Listing 3.1: Abruf einer Facebook Seite
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Seite 
(Profil)

Feed 
(Seite 1)

Beitrag Beitrag

Kommentare 
zu Kommentar 

(Seite 1)

Kommentare 
(Seite 1)

Kommentare 
zu Kommentar 

(Seite n)

Kommentare 
(Seite n)

Feed 
(Seite n)

...

...

...

(a) Facebook

User
(Profil)

User Timeline
(Seite 1)

Tweet Tweet

Retweets
(Seite 1)

Replies
 (Seite 1)

Retweets
(Seite n)

Replies
 (Seite n)

User Timeline
(Seite n)

......

...

(b) Twitter

Seite 
(Profil)

Playlist Uploads
(Seite 1)

Video Video

Kommentare 
(Seite 1)

Kommentare 
(Seite n)

Kommentare zu 
Kommentar 

(Seite 1)

Kommentare zu 
Kommentar 

(Seite n)

Playlist Uploads
(Seite n)

...

...

...

...

(c) YouTube

Abbildung 3.1.: Zusammenhang der Abfragen

Die Abrufe für Twitter folgen einem ähnlichen Zusammenhang wie bei Facebook. Auch
hier wird zunächst das Profil über den Aufruf in Listing 3.5 abgerufen. Anschließend kann
der Feed der Beiträge über den Aufruf in Listing 3.6 abgerufen werden, wobei auch dieser
chronologisch absteigend sortiert ist und über eine Paginierung verfügt. Im Gegensatz
zu Facebook wird diese jedoch über den Parameter max_id gesteuert, an den eine ID
zu übergeben ist. Verwendet wird die ID des jüngsten Tweets des vorangegangenen
Abrufs, die um eins reduziert wird. Aufgrund der Eindeutigkeit der ID ist, anders als
bei der zeitbasierten Paginierung von Facebook, kein sich überschneidendes Fenster der
Beiträge notwendig, um das Kriterium der Vollständigkeit zu gewährleisten. Mit dem
Feed der Beiträge wird zu jedem Beitrag die Anzahl der geteilten Beiträge (Retweets)
zurückgeliefert. Sind geteilte Beiträge vorhanden, werden diese abschließend über den
Aufruf aus Listing 3.7 abgerufen.

3.4.3. Implementierung des Crawlers
Für die Durchführung der Datensammlung wurde ein Crawler implementiert, der die
Abrufe aus dem vorangegangenen Abschnitt ausführt und die zurückgelieferten Ergeb-
nisse persistiert. Die Architektur des Crawlers, die im Rahmen früherer Arbeiten bereits
erprobt wurde [Cha+07; Erl+15] und auf der Implementierung aus [Kel17] basiert, be-
steht aus vier Komponenten. Dazu gehören der Master, ein oder mehrere Agenten, der
Priorisierer sowie eine Datenbank.

Agent Der Agent führt Aufträge zur Datensammlung aus, indem er Anfragen an die
Endpunkte von Social Media Plattformen stellt und die abgerufenen Daten in der
Datenbank speichert. Zur Skalierung können mehrere Agenten in einer verteilten
Umgebung eingesetzt werden.
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3. Extraktion eines Datensatzes aus Social Media

1 https :// graph. facebook .com/v3.2/<page -id >/ feed?limit =50&
2 fields =id , application , attachments , backdated_time ,caption ,
3 child_attachments , created_time , description ,from ,
4 full_picture , instagram_eligibility ,
5 is_eligible_for_promotion , is_instagram_eligible ,link ,
6 message , message_tags ,name ,object_id ,parent_id ,
7 permalink_url ,place ,privacy , promotable_id ,properties ,
8 shares ,source , status_type ,story ,story_tags ,type ,
9 updated_time , video_buying_eligibility ,with_tags ,

10 reactions .limit (0). summary (true),
11 reactions .type(LIKE).limit (0). summary (true)
12 .as( reactions_like ),
13 reactions .type(LOVE).limit (0). summary (true)
14 .as( reactions_love ),
15 reactions .type(WOW).limit (0). summary (true)
16 .as( reactions_wow ),
17 reactions .type(HAHA).limit (0). summary (true)
18 .as( reactions_haha ),
19 reactions .type(SAD).limit (0). summary (true)
20 .as( reactions_sad ),
21 reactions .type(ANGRY).limit (0). summary (true)
22 .as( reactions_angry ),
23 reactions .type( THANKFUL ).limit (0). summary (true)
24 .as( reactions_thankful ),
25 comments .order( reverse_chronological ).limit (100)
26 . summary (true){id , comment_count , created_time ,
27 from ,like_count ,message , message_tags }
28 &until=<until -timestamp >

Listing 3.2: Abruf eines Facebook Feeds

1 https :// graph. facebook .com/v3.2/<post -id >/ comments ?
2 limit =100& order= reverse_chronological &
3 fields =id , comment_count , created_time ,from ,like_count ,
4 message , message_tags ,
5 comments .order( reverse_chronological ).limit (100)
6 . summary (true){id , comment_count , created_time ,
7 from ,like_count ,message , message_tags }
8 &until=<until -timestamp >

Listing 3.3: Abruf der Facebook Kommentare der ersten Ebene

1 https :// graph. facebook .com/v3.2/< comment -id >/ comments ?
2 limit =100& order= reverse_chronological &
3 fields =id , comment_count , created_time ,from ,like_count ,
4 message , message_tags , parent
5 &until=<until -timestamp >

Listing 3.4: Abruf der Facebook Kommentare der zweiten Ebene
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3.4. Sammlung der Daten

Master Der Master verwaltet die Aufträge und liefert diese aus der Warteschlange an
die Agenten aus. Dabei übergibt er auch die Zugriffsschlüssel, die für den Abruf
benötigt werden.

Datenbank Die Datenbank dient der Speicherung der gesammelten Daten sowie der
Verwaltung der Aufträge.

Priorisierer Der Priorisierer entnimmt Aufträge aus der Liste und stellt diese nach Prio-
rität geordnet in die Warteschlange ein. Die Priorisierung erfolgt zyklisch in Inter-
vallen von 20 Minuten, um neue Aufträge aus der Liste in die Warteschlange zu
übernehmen. Darüber hinaus wird diese auch dann durchgeführt, wenn nur noch
wenige Aufträge in der Warteschlange liegen. Ferner stellt der Priorisierer eine
gleichmäßige Nutzung der Zugriffsschlüssel verschiedener Benutzer sicher, um die
Ratenbegrenzungen einzuhalten.

Das Zusammenwirken der einzelnen Komponenten lässt sich anhand der Bearbeitung
eines Auftrags veranschaulichen, die in Abbildung 3.2 dargestellt ist. (1) Zu Beginn fragt
der Agent einen neuen Auftrag vom Master ab. (2) Der Master entnimmt den Auftrag
mit der höchsten Priorität aus der Datenbank, setzt dessen Status auf in Bearbeitung
und (3) liefert ihn an den Agenten zur Bearbeitung zurück. (4) Der Agent führt den
Auftrag aus, indem er den Aufruf an den Endpunkt der Social Media Plattform durch-
führt und (5) legt die zurückgelieferten Daten in der Datenbank ab. (6) Im Rahmen der
Ausführung identifizierte neue Aufträge werden in der Auftragsliste abgelegt. (7) Ab-
schließend wird der Auftrag aktualisiert. Bei Aufträgen mit paginierten Abrufen werden
zusätzliche Informationen wie eine ID oder ein Zeitstempel in der Liste der Aufträge
hinterlegt, die als Parameter für den nächsten Abruf dienen.

Die Aufgabe des Priorisierers ist es, die Aufträge nach Prioritäten geordnet in die War-
teschlange einzustellen. Die Priorisierung erfolgt in zyklischen Intervallen von 20 Minuten
oder wenn nur noch wenige Aufträge in der Warteschlange liegen. In beiden Fällen läuft
dies in drei Schritten ab, die in Abbildung 3.2 dargestellt sind. (A) Der Priorisierer wird
durch den Master oder einen Zeitgeber aufgerufen, woraufhin er (B) die Aufträge aus der
Liste entnimmt und (C) jedem Auftrag eine Priorität zur Sortierung zuweist, die seiner
Wichtigkeit entspricht, um die Aufträge abschließend in die Warteschlange einzufügen.

3.4.4. Durchführung und Ergebnisse
Die Sammlung der Daten der Profile, der Feeds der Beiträge sowie der Interaktionen
wurde bei Facebook und Twitter im September 2020 begonnen und bis Juli 2021 durch-
geführt. Die Datensammlung bildet dabei den letzten Schritt des Vorgehens zur Erstel-

1 https :// api. twitter .com /1.1/ users/ lookup .json?
2 user_id =<user -id >& tweet_mode = extended &
3 include_entities =true

Listing 3.5: Abruf eines Twitter Users
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Abbildung 3.2.: Architektur des Crawlers

lung des Datensatzes, das in den vorangehenden Abschnitten dieses Kapitels vorgestellt
wurde. Die Tabelle 3.4 fasst die einzelnen Schritte des Vorgehens sowie die dabei ge-
wonnenen Ergebnisse zusammen. Wie die Daten in der Spalte Zeitraum zeigen, hat der
gesamte Prozess, von der Bestimmung der Sammlung der Suchbegriffe bis hin zum Ab-
schluss der Datensammlung für Twitter, über anderthalb Jahre in Anspruch genommen.
Der Großteil der Laufzeit entfiel dabei auf die Sammlung der Daten, was durch die
Restriktionen infolge der Ratenbegrenzung begründet ist.

3.5. Statistische Analyse der Daten

Die Tabelle 3.5 gibt einen Überblick über die Daten, die im Rahmen der Datensammlung
abgerufen wurden. Bei Facebook wurden ca. 56 Tsd. Profile mit ca. 4 Mio. Beiträgen
und ca. 35 Mio. Kommentaren auf der 1. Ebene, sowie Kommentaren zu Kommentaren
auf der 2. Ebene, gesammelt. Die Daten zu Twitter umfassen ca. 43 Tsd. Profile mit
ca. 12 Mio. Beiträgen und ca. 670 Tsd. geteilten Beiträgen. Obwohl von Facebook ca.
30 % mehr Profile gesammelt wurden, beträgt die Anzahl der Beiträge auf Twitter circa
dreimal so viel. Dies ist auf das Vorgehen bei Abruf der Beiträge infolge der Raten-

1 https :// api. twitter .com /1.1/ statuses / user_timeline .json?
2 tweet_mode = extended & user_id =<user -id >& count =200&
3 include_rts =1& exclude_replies =false& max_id =<max -id >

Listing 3.6: Abruf einer Twitter User Timeline
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3.5. Statistische Analyse der Daten

Schritt Plattform Zeitraum Ergebnis
1. Sammlung Suchbegriffe 23.03. - 19.05.2020 784 011 Kategorien
2. Auswahl Suchbegriffe 61 341 Kategorien

3. Profilsuche
Facebook 13.08. - 23.08.2020 5 282 478 Profile
Twitter 13.08. - 18.10.2020 6 027 472 Profile
YouTube 13.08. - 11.02.2021 476 954 Profile

4. Datensammlung
Facebook 15.09. - 14.07.2021 56 005 Profile

4 076 106 Beiträge

Twitter 23.09. - 08.12.2021 43 632 Profile
12 607 259 Beiträge

Tabelle 3.4.: Ablauf und Ergebnisse

begrenzung zurückzuführen, das in Abschnitt 3.4.1 beschrieben wurde. Danach wurden
zu jedem Profil bei Facebook bis zu 150 Beiträge (drei Abrufe à 50 Beiträge) und bei
Twitter bis zu 600 Beiträge (drei Abrufe à 200 Beiträge) abgerufen. Tatsächlich wurden
von vielen Profilen deutlich weniger Beiträge veröffentlicht, die mit der Datensammlung
abgerufen werden konnten, wie eine Auswertung der gesammelten Beiträge pro Profil in
Abbildung 3.3 zeigt. So wurden für ca. 30 % der Profile von beiden Plattformen lediglich
50 Beiträge oder weniger abgerufen, während gleichzeitig jeweils ca. 40 % der Profile
über die maximal abgerufene Anzahl von bis zu 150 Beiträgen bei Facebook oder bis
zu 600 Beiträgen bei Twitter verfügt. Für Profile, die dieser letzten Gruppe angehören,
kann keine Aussage über die tatsächliche Anzahl der veröffentlichten Beiträge getroffen
werden, nachdem diese auch über der maximal abgerufenen Anzahl an Beiträgen lie-
gen könnte. Bei Twitter liegt die Vermutung nahe, dass die Verteilung der Anzahl der
veröffentlichten Beiträge dem Trend in Abbildung 3.3b folgt und weiter stetig abnimmt.

Facebook Twitter
Profile 56 005 43 632
Beiträge 4 076 106 12 607 259
Kommentare (1. & 2. Ebene) 35 449 414 -
Geteilte Beiträge - 671 797

Tabelle 3.5.: Ergebnis der Datensammlung

1 https :// api. twitter .com /1.1/ statuses / retweets /<tweet -id >. json?
2 tweet_mode = extended &count =100& include_rts =1&
3 exclude_replies =false

Listing 3.7: Abruf der Twitter Retweets zum Tweet
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Abbildung 3.3.: Beiträge pro Profil

3.5.1. Veröffentlichungszeitpunkte der Beiträge
Die Abbildung 3.4 gibt einen Überblick über die Veröffentlichungszeitpunkte der Beiträ-
ge von jeweils 50 zufällig ausgewählten Profilen auf Facebook und Twitter. Die x-Achse
stellt den Veröffentlichungszeitpunkt dar, während die unterschiedlichen Profile auf der
y-Achse abgetragen sind. Jede Markierung repräsentiert die Veröffentlichung eines Bei-
trags auf dem Feed des Profils y zum Zeitpunkt x. Die Abstände zwischen den Markie-
rungen auf der x-Achse beschreiben dabei die Intervalle zwischen den Beiträgen. Wie
die Darstellungen zeigen, sind auf beiden Plattformen demnach Profile mit kürzeren als
auch längeren Intervallen zwischen den Beiträgen vertreten. Aber auch bei der zeitlichen
Verteilung der Beiträge der Feeds gibt es Unterschiede. Eine Ausprägung bilden Feeds
mit wenigen Beiträgen, die über einen kurzen Zeitraum hinweg verteilt sind. Dem gegen-
über stehen Feeds mit vielen Beiträgen, die über den gesamten dargestellten Zeitraum
von über zehn Jahren verteilt sind.

Die Abbildung 3.5 ordnet die gesammelten Beiträge für beide Plattformen nach dem
Jahr der Veröffentlichung ein. Danach stammt die Mehrzahl der Beiträge von beiden
Plattformen aus dem Jahr 2020, während die Vorjahre mit erheblich weniger Beiträgen
vertreten sind. Obwohl die Datensammlung für beide Plattformen in das Jahr 2021
hineinreichte, wurden dafür ebenfalls nur wenige Beiträge gesammelt.

3.5.2. Aktualisierungsmuster
Mit dem Stand der Technik in Abschnitt 2.4.1 wurden mehrere Aktualisierungsmus-
ter aus verschiedenen Arbeiten vorgestellt. Diese konnten in Social Media Plattformen
starke tägliche als auch wöchentliche Muster feststellen, wie sie mit dem Aktualisierungs-
muster in Abbildung 2.15 dargestellt sind. Für einen Vergleich der Daten des eigenen
Datensatzes mit dem Stand der Technik wurde ein Aktualisierungsmuster im gleichen
Stil erstellt (siehe Abbildung 3.6). Die Abbildungen 3.6a und 3.6c beschreiben dabei die
relative Häufigkeitsverteilung über die Stunden der Woche, von Montag um 0:00 Uhr bis
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(a) Facebook (b) Twitter

Abbildung 3.4.: Veröffentlichungszeitpunkte
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Abbildung 3.5.: Beiträge pro Jahr

Sonntag um 23:00 Uhr. Die Abbildungen 3.6b und 3.6d stellen dagegen die relative Häu-
figkeitsverteilung über die Stunden des Tages dar, wobei der Wochentag außer Betracht
bleibt. In der Darstellung über die Stunden des Tages sinkt die Anzahl der Beiträge von
0:00 Uhr bis zum Tiefpunkt um ca. 6:00 Uhr ab, um dann wieder bis zum Höhepunkt
gegen 17:00 Uhr anzusteigen, wo ein erneuter Wendepunkt liegt. Dieser Trend ist in
gleicher Form auch in der Darstellung nach Stunden der Woche für alle Tage erkennbar,
wobei zwischen Montag und Freitag mehr Beiträge veröffentlicht werden als am Samstag
und Sonntag. Diese Erkenntnisse decken sich mit den Aktualisierungsmustern zu anderen
Plattformen aus verwandten Arbeiten.
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Abbildung 3.6.: Aktualisierungsmuster

3.5.3. Textlänge der Beiträge

Mit der Vorhersage der Aktualisierungen in Kapitel 4 soll neben den Veröffentlichungs-
zeitpunkten auch der Kontext der Beiträge betrachtet werden, der sich zum großen Teil
aus den Texten der Beiträge ergibt. Um den Umfang der verfügbaren Texte im Datensatz
einschätzen zu können, wird in Abbildung 3.7 die Verteilung der Länge der Beitragstexte
dargestellt. Hierbei sind deutliche Unterschiede zwischen Facebook und Twitter erkenn-
bar. Wie die Abbildung 3.7a zeigt, haben bei Facebook über 30 % der Beiträge eine
Textlänge von unter 50 Zeichen. Die untersten 18 % enthalten dabei überhaupt keinen
Text. Mit zunehmender Textlänge nimmt die Anzahl der Beiträge kontinuierlich ab. Bei
Twitter steigt die Anzahl der Beiträge von Null weg an, wobei die größte Gruppe, mit
über 40 %, über eine Textlänge zwischen 100 und 150 Zeichen verfügt. Über diese Grup-
pe hinaus nimmt die Anzahl der Beiträge rapide ab. Dies kann mit der Ausrichtung von
Twitter als Kurznachrichtendienst erklärt werden.
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Abbildung 3.7.: Textlänge

3.6. Zusammenfassung
In diesem Kapitel wurde die Erstellung eines umfassenden eigenen Datensatzes aus Fa-
cebook und Twitter beschrieben, der auf einer Menge von Profilen basiert, die durch
die Suche nach umfangreichen Stichwörtern bestimmt wurden. Der Datensatz enthält
zu jedem Profil eine begrenzte, aber umfassende Historie der Beiträge, die durch Inter-
aktionen ergänzt wird, zu denen Kommentare auf Facebook und geteilte Beiträge auf
Twitter zählen.

Zu Beginn des Kapitels wurden in Abschnitt 3.1 mehrere Anforderungen an einen
Datensatz formuliert, die zu erfüllen sind, damit er im weiteren Verlauf der Arbeit als
Grundlage für die Vorhersage von Aktualisierungen dienen kann. Im Folgenden soll be-
trachtet werden, in welchem Umfang die einzelnen Anforderungen erreicht wurden.

Real Die Anforderung ist erfüllt, nachdem durch eine Stichwortsuche in Abschnitt 3.3.3
reale Profile auf den betrachteten Plattformen bestimmt wurden, für die anschlie-
ßend in Abschnitt 3.4 eine Auswahl an Daten gesammelt wurde.

Inhaltlich passend Der Datensatz kann als inhaltlich passend angesehen werden, nach-
dem er für die betrachteten Plattformen eine Anzahl an Profilen mitsamt der Feeds
der Beiträge, einschließlich der Zeitstempel der Erstellung, enthält.

Repräsentativ Der Datensatz kann aufgrund einer Reihe von Aspekten als repräsentativ
betrachtet werden. Zunächst wurde eine Stichprobe von Profilen erhoben, die für
alle betrachteten Plattformen den gleichen Regeln folgt. Zu jedem Profil wurde
eine umfassende, aber begrenzte Historie an Beiträgen erhoben. Ferner konnte mit
der Statistik in Abschnitt 3.5 belegt werden, dass die Daten eine große Bandbreite
von Profilen mit unterschiedlich ausgeprägten Beitragshistorien umfassen, die von
einer kurzen Historie mit wenigen Beiträgen bis hin zu einer langen Historie mit
vielen Beiträgen reicht, die über einen langen Zeitraum veröffentlicht wurden.
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3. Extraktion eines Datensatzes aus Social Media

Vollständig Der Datensatz kann als vollständig betrachtet werden, nachdem keine An-
haltspunkte für eine Unvollständigkeit der abgerufenen Daten, gegenüber den Da-
ten auf den Social Media Plattformen, vorhanden sind.

Verfügbar Nachdem der Datensatz im Rahmen der vorliegenden Arbeit erstellt wurde,
ist das Kriterium der Verfügbarkeit ebenfalls erfüllt.

Wie die Ausführungen gezeigt haben, werden sämtliche aufgestellten Anforderungen
durch den Datensatz, der in den folgenden Kapiteln für die Vorhersage der Aktuali-
sierungen sowie die Auswahl geeigneter Algorithmen für die Vorhersage zum Einsatz
kommen soll, erfüllt.
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4. Vorhersage der Aktualisierungen in
Social Media

In diesem Kapitel wird die Vorhersage der Veröffentlichung von Beiträgen auf Feeds
betrachtet, die zu Profilen auf den Plattformen Facebook und Twitter gehören. Die
Inhalte des Kapitels stammen zu Teilen aus dem bereits veröffentlichten Artikel »When
she posts next? A comparison of refresh strategies for Online Social Networks« [Kel+21].
In Abschnitt 4.1 wird das Problem der Vorhersage formal beschrieben. Anschließend
werden in Abschnitt 4.2 passende Algorithmen für die Vorhersage vorgestellt, die auf
dem Stand der Technik aus Kapitel 2 basieren. Für die Bewertung der Vorhersagen
werden in Abschnitt 4.3 geeignete Metriken eingeführt. In Abschnitt 4.4 werden die
Algorithmen abschließend im Rahmen einer Evaluation mithilfe der Metriken bewertet.

4.1. Problembeschreibung
Das Problem, die Veröffentlichung von Beiträgen für Feeds auf Facebook und Twitter
vorherzusagen, kann formal wie folgt beschrieben werden:

Sei fk ∈ {f0, . . . , fq} der Feed eines Profils auf Facebook oder Twitter, der nk Beiträge
pk,i enthält. Der Einfachheit halber bezeichnen wir im Folgenden pk,i ∈ {pk,0, . . . , pk,nk−1}
als pi und nk als n für einen beliebigen Feed fk, sofern nicht anders angegeben. Jeder
Beitrag pi ∈ {p0, . . . , pn−1} verfügt über einen Zeitstempel ti ∈ {t0, . . . , tn−1}, der den
Veröffentlichungszeitpunkt von pi angibt, wie in Abbildung 4.1 dargestellt. Die Dauer
zwischen den Veröffentlichungszeitpunkten von zwei aufeinander folgenden Beiträge ti

und ti+1, für die ti < ti+1 gilt, kann definiert werden als tatsächliches Aktualisierungs-
intervall ureal nach Gleichung (4.1).

ureal = ti+1 − ti (4.1)

Jeder Feed fk wird mk Mal mit den Anfragen τk,j ∈ {τk,0, . . . , τk,mk−1} abgefragt.
Der Einfachheit halber bezeichnen wir im Folgenden τk,j als τj und mk als m sowie
mk − 1 als l für einen beliebigen Feed fk, sofern nicht anders angegeben. Die Anfragen
τj ∈ {τ0, . . . , τl} bezeichnen die Zeitpunkte, zu denen der Feed abgefragt wird, und die
Zeitspanne zwischen den aufeinanderfolgenden Abfragen τj , τj+1 wird als vorhergesagtes
Aktualisierungsintervall u in Gleichung (4.2) beschrieben.

u = τj+1 − τj (4.2)

Wenn der Feed bei τj angefordert wird, werden Beiträge, die zu Zeiten ti < τj veröf-
fentlicht wurden, mit einer Verzögerung (engl. delay) d abgerufen, die sich aus Glei-
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chung (4.3) ergibt, wobei bis zu n Beiträge zurückgeliefert werden. Darüber hinaus
besteht ein Fenster w, das die Menge der zurückgelieferten Beiträge auf das Intervall
(tn−w, tn]; n ≥ w begrenzt. Bei den betrachteten Plattformen handelt es sich um ein
gleitendes Fenster, das der Anzahl der Beiträge entspricht, die mit einem Aufruf an den
Endpunkt für den Feed zurückgeliefert werden. Das sind 50 Beiträge für Facebook und
200 Beiträge für Twitter. Jede Abfrage τj verfügt über ein zugehöriges Fenster wj , das
in Abbildung 4.2 dargestellt ist. Das erste Fenster w0 der Abfrage τ0 umfasst lediglich
t0, als Zeitstempel von p0, während das Fenster w1 dagegen t0, t1, t2 enthält. Das Fens-
ter w2 überschneidet sich inhaltlich mit dem vorhergehenden Fenster w1 und umfasst
die gleichen Beiträge, also w1 = w2. Sämtliche darauf folgenden Fenster wachsen weiter
an, bis mit Fenster wx die Länge durch die Obergrenze von 50 Beiträgen beschränkt
wird. Dadurch ist der Zeitstempel t0, zum ersten Beitrag des Feeds, nicht mehr Teil des
Fensters.

d = τj − ti (4.3)

Ziel der vorliegenden Arbeit ist es, ein optimales Intervall u mit d → 0 zu berech-
nen. Dabei ergeben sich mehrere Herausforderungen. Zum einen können die Interval-
le zwischen den Zeitpunkten von drei aufeinanderfolgenden Beiträgen desselben Feeds
ti, ti+1, ti+2 variieren, wobei ti+1 − ti ̸= ti+2 − ti+1 gilt. Zum anderen können verschiede-
ne Feeds völlig unterschiedliche Aktualisierungsintervalle aufweisen. Aus diesem Grund
soll das Intervall u für jeden Feed separat ermittelt und in regelmäßigen Abständen neu
errechnet werden. Im folgenden Abschnitt werden mehrere Algorithmen für die Berech-
nung vorgestellt.

Zeitt0 t1 t2 t3

𝜏0 𝜏1 𝜏2

t4 t5

𝜏3d0 u0

Abbildung 4.1.: Beiträge eines einzelnen Feeds

Zeitt0 t1 t2 t3

𝜏0 𝜏1 𝜏2

t4 t5

𝜏3d0 u0

w0

w3

w1 ,w2

𝜏x...

t50

wx

...

Abbildung 4.2.: Fenster von Beiträgen eines Feeds auf Facebook
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4.2. Algorithmen zur Vorhersage der Aktualisierungen

Mit dem Stand der Technik in Kapitel 2 wurden mehrere Algorithmen für die Vorher-
sage von Aktualisierungen aus verschiedenen Domänen vorgestellt. Eine Auswahl dieser
Algorithmen soll in diesem Abschnitt auf die eigene Fragestellung übertragen werden.
Die Algorithmen lassen sich nach Reichert [Rei12, S. 111ff] in drei Gruppen einteilen,
zu denen Algorithmen mit statischen Intervallen, adaptive Algorithmen sowie auf einem
Poisson-Prozess basierende Algorithmen gehören, die in den folgenden Abschnitten ein-
zeln vorgestellt werden.

Alle vorgestellten Algorithmen zielen darauf ab, das Intervall bis zur nächsten Ak-
tualisierung u, aus Gleichung (4.2) zu ermitteln. Zur Berechnung des Zeitpunktes der
nächsten Aktualisierung τj+1 wird das Intervall u nach Gleichung (4.4) auf den Zeitpunkt
des letzten Abrufs τj addiert.

τj+1 = τj + u (4.4)

4.2.1. Algorithmen mit statischem Intervall

Eine erste Gruppe von Algorithmen stellen solche mit statischem Intervall dar, das ein-
mal festgelegt und später nicht mehr verändert wird.

Static 1h, Static 1d, Static 7d (Statisches Intervall)
Ein sehr einfacher Algorithmus, der zuvor von Urbansky et al. [Urb+11] für die Vorhersa-
ge von Web Feeds verwendet wurde (siehe Abschnitt 2.3.3), basiert auf einem statischen
Intervall. Das Verfahren wird mit drei Intervallen u ∈ {1 Stunde, 24 Stunden, 7 Tage}
angewendet, die im Folgenden als Static 1h, Static 24h und Static 7d bezeichnet werden
und dient als Baseline für den Vergleich mit komplexeren Algorithmen. Das Intervall von
einer Stunden wird häufig von Feed-Readern verwendet, um Web Feeds auf neue Einträ-
ge hin zu aktualisieren [Rei12, S. 63]. Dagegen stellt das Intervall von 24 Stunden eine
Frequenz dar, mit der häufig Beiträge auf Social Media Feeds veröffentlicht werden. Das
dritte Intervall von 7 Tagen wurde von Cho und Garcia-Molina [CG03b] in der Domäne
des Web Crawlings verwendet.

Static Average (Statischer Durchschnitt)
Beim zweiten statischen Algorithmus wird das Aktualisierungsintervall entsprechend der
Gleichung (4.5) als durchschnittliches Intervall zwischen den bisher veröffentlichten Bei-
trägen eines Feeds berechnet. Die Berechnung erfolgt nach der ersten Abfrage des Feeds,
anhand einer begrenzten Historie, und wird später nicht mehr geändert. Im Folgenden
wird der Algorithmus als Static Average bezeichnet.

u = 1
n − 1 ·

n−1∑
i=0

(ti+1 − ti) = tn−1 − t0
n − 1 ; n > 1 (4.5)
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4.2.2. Adaptive Algorithmen

Die Gruppe der adaptiven Algorithmen hat die Eigenschaft, dass die Algorithmen das
Intervall zur Laufzeit, mit der ersten Abfrage eines Feeds, aus einer begrenzten Histo-
rie der Beiträge berechnen und anschließend mit jeder weiteren Abfrage aktualisieren.
Dadurch fließen Änderungen im Aktualisierungsverhalten dieses Feeds adaptiv in die
Berechnung ein.

Gleitender Mittelwert
Der gleitende Mittelwert (engl. moving average) wird wie der statische Durchschnitt
aus Gleichung (4.5) berechnet, mit dem Unterschied, dass die berücksichtigten Beiträge
durch ein gleitendes Fenster der Länge w beschränkt sind, was zu Gleichung (4.6) führt.
Das Intervall wird bei jeder Anfrage, bei der neue Beiträge gefunden werden, neu berech-
net, wobei durch die begrenzte Historie auch Änderungen des Aktualisierungsintervalls
berücksichtigt werden.

u = 1
w − 1 ·

n−1∑
i=n−w

(ti+1 − ti); n > 1; w > 1 (4.6)

LRU-K
Ein weiterer Algorithmus, der dem gleitenden Mittelwert ähnlich ist, ist der in Ab-
schnitt 2.3.3 bereits vorgestellte LRU-K (Least Recently Used). Dieser bestimmt die
durchschnittliche Frequenz von Änderungen eines Feeds, indem er nach Gleichung (4.7)
die Zeitpunkte der letzten k Beiträge betrachtet, die auf dem Feed veröffentlicht wurden.
Der Algorithmus LRU-K hat seinen Ursprung im Bereich der Datenbanken und wurde
später für das Web-Caching übernommen [Yue+00; Lee+02], wobei k = 2 empirisch als
guter Wert ermittelt wurde [Lee+02]. In weiteren Arbeiten [Erl+15; Erl+17] wurde ein
ähnlicher Ansatz für die Abfrage von Beiträgen von Facebook vorgeschlagen. Mit der
Evaluation in Abschnitt 4.4.3 wird für den Parameter k ein geeigneter Wert bestimmt.

u = tn−1 − tn−k

k − 1 ; k > 1 (4.7)

MAVSync
Das Konzept des einfachen gleitenden Mittelwerts hat einen großen Nachteil, wenn sich
die Verzögerung zwischen den Beiträgen massiv erhöht. In diesem Fall werden bei auf-
einanderfolgenden Anfragen immer die gleichen Beiträge abgerufen und das Intervall
bleibt gleich, obwohl es eigentlich ansteigen sollte. Dies wird durch die bereits in Ab-
schnitt 2.3.2 vorgestellte Erweiterung MAVSync (engl. moving-average with synchro-
nization) [Rei12] gelöst. Wird bei einem Abruf mindestens ein neuer Beitrag erkannt,
wird die Gleichung (4.6) verwendet. Andernfalls wird der älteste Beitrag des Fensters
durch einen virtuellen Eintrag ersetzt, der nach Gleichung (4.8) berechnet wird, um das
Intervall zu vergrößern.

u = un−1 − t1 − t0
w − 1 + τl − tn

w − 1 ; w > 1 (4.8)
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Eine zweite Erweiterung von MAVSync stellt die Synchronisation dar. Dahinter ver-
birgt sich die Idee, den bereits verstrichenen Anteil von u zu subtrahieren, der tn − τl

entspricht. Die Synchronisierung wird mit der Gleichung (4.9) berechnet und auf das
Ergebnis der Gleichung (4.6) oder Gleichung (4.8) angewendet.

usync = u + (tn − τl) (4.9)

Adaptive TTL
Der ebenfalls in Abschnitt 2.3.3 vorgestellte Adaptive TTL [GS96; CL98; Lee+02] stammt
aus dem Bereich des Web-Caching, wo er verwendet wird, um die Time-to-Live (TTL),
also die Zeit bis zur nächsten Aktualisierung eines Objektes, zu berechnen. Übertragen
auf die eigene Fragestellung, erlaubt er die Berechnung von u nach Gleichung (4.10),
als Differenz zwischen der letzten Abfrage τl und dem Zeitstempel des letzten Beitrags
tn, multipliziert mit einer Konstante M . M wird heuristisch bestimmt, wobei häufig die
Werte 0,1 und 0,5 [Lee+02] verwendet werden. Mit der Evaluation in Abschnitt 4.4.3
wird für den Parameter M ein geeigneter Wert bestimmt.

u = (τl − tn) · M (4.10)

4.2.3. Poisson Algorithmen

Die dritte zu betrachtende Gruppe bilden Algorithmen, die auf einem Poisson-Prozess
basieren, wobei zwischen homogenen und inhomogenen Poisson-Prozessen zu unterschei-
den ist, deren Eigenschaften bereits in Abschnitt 2.3.3 vorgestellt wurden, aber hier
nochmals kurz rekapituliert werden sollen.

Änderungen von Webseiten können durch einen homogenen Poisson-Prozess mit einer
Rate λ modelliert werden. Dabei treten Ereignisse, die einem homogenen Poisson-Prozess
folgen, im Zeitverlauf zufällig und unabhängig, aber mit einer festen Rate (oder Wahr-
scheinlichkeit) λ auf. Das bedeutet, dass Änderungen für eine Quelle mit λ(t) = λ für
jedes t [SCC07] eintreten. Es wurde ebenfalls belegt, dass homogene Poisson-Prozesse
geeignet sind, um Änderungen von Websites zu modellieren, wenn der betrachtete Zeit-
raum länger als ein Monat ist [CG00; CG03b]. Bei Zeiträumen, die viel kürzer als ein
Monat sind, hat sich jedoch gezeigt, dass homogene Poisson-Modelle für Websites oder
Webfeeds nicht mehr anwendbar sind [SCC07].

Sia et al. [SCC07] haben für Webfeeds ein gewisses Maß an Regelmäßigkeit für die
Veröffentlichungsraten festgestellt, mit einer wesentlich höheren Anzahl von Veröffentli-
chungen während des Tages als in der Nacht und auch höheren Raten an Wochentagen
als am Wochenende. Daher schlagen sie einen inhomogenen Poisson-Prozess für Web-
feeds vor, bei dem sich λ(t) im Laufe der Zeit ändert. Wie in Abschnitt 2.4.2 gezeigt,
wurden inhomogene Poisson-Prozesse auch in Zusammenhang mit Social Media Feeds
bereits erfolgreich in verwandten Arbeiten eingesetzt.

Die Poisson-Modelle werden wie die adaptiven Algorithmen mit der ersten Abfrage
eines Feeds, aus einer begrenzten Historie der Beiträge berechnet und anschließend mit
jeder weiteren Abfrage aktualisiert, wodurch Änderungen im Aktualisierungsverhalten
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dieses Feeds in das Modell einfließen. Im Gegensatz zu adaptiven Algorithmen werden
dabei auch die wiederkehrenden täglichen und wöchentlichen Aktualisierungsmuster er-
lernt (siehe Abschnitt 2.4.1).

IndHist
Als Vertreter der inhomogenen Poisson-Prozesse wird der Algorithmus IndHist (indivi-
dual-history based policy) [BGR06] betrachtet, der in Abschnitt 2.3.3 vorgestellt wurde.
Übertragen auf die eigene Fragestellung, wird mit IndHist eine individuelle Historie
H⃗ind = (T⃗ , λ⃗) für jeden Feed erstellt. Unter Verwendung der individuellen Historie sum-
miert er λ(t), beginnend mit dem Zeitpunkt der Veröffentlichung des neuesten Beitrags
ti, bis die erwartete Anzahl neuer Beiträge den Schwellenwert θ, z. B. 0,5, überschrei-
tet, um den Zeitpunkt des nächsten Abrufs τj+1 zu berechnen. Mit der Evaluation in
Abschnitt 4.4.3 wird für den Parameter θ ein geeigneter Wert bestimmt.

IndHist/TTL
IndHist schneidet im Allgemeinen gut ab, außer bei Objekten mit Perioden hoher Akti-
vität, den so genannten Bursts. Die Variante IndHist/TTL [BGR06] schwächt dies ab,
indem sie IndHist mit Adaptive TTL kombiniert, um dynamisch zwischen beiden zu
wechseln. Nach jeder Anfrage τj wird das Verhältnis tatsächliche Anzahl neuer Beiträge
/ erwartete Anzahl neuer Beiträge für einen Zeitrahmen W 1 vor τj berechnet, wobei
erwartete neue Beiträge in [t0, τj − W ] und tatsächliche neue Beiträge in (τj − W, τj)
liegen. Wenn das Verhältnis den vordefinierten Schwellenwert Tburst = 2 überschreitet,
wird ein Burst erkannt und Adaptive TTL für die nächste Anfrage verwendet. Mit der
Evaluation in Abschnitt 4.4.3 werden für die Parameter W und Tburst geeignete Werte
bestimmt.

4.2.4. Begrenzung der Intervalle

Die Berechnung des Aktualisierungsintervalls kann für einzelne Feeds zu Problemen füh-
ren, wenn das tatsächliche Intervall ureal zwischen den Beiträgen sehr lang oder extrem
kurz ist. Sehr kurze Intervalle ureal führen zu einem sehr kurzen Aktualisierungsintervall
u, das zu viele Abfragen benötigt, was im Hinblick auf die Ratenbegrenzung zu vermei-
den ist. Zu lange tatsächliche Intervalle ureal können andererseits dazu führen, dass neue
Beiträge mit einer hohen Verzögerung abgerufen werden. Reichert et al. [Rei+11], die
sich mit der gleichen Problematik in Zusammenhang mit Webfeeds auseinandergesetzt
haben, schlagen vor, die errechneten Aktualisierungsintervalle durch zwei Schranken zu
begrenzen, die in Gleichung (4.11) dargestellt sind. Eine untere Schranke α und eine
obere Schranke β. Zur Vermeidung der genannten Probleme, werden die beiden Schran-
ken auf alle zuvor beschriebenen Algorithmen angewendet, wodurch unew an die Stelle
von u tritt.

1Der Zeitrahmen W ist nicht zu verwechseln mit dem Fenster w aus Abschnitt 4.1.
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unew = min(β, max(α, u))
α = 10 Minuten
β = 7 Tage

(4.11)

4.3. Metriken
In Abschnitt 4.2 wurde eine Menge von Algorithmen Ω für die Berechnung des Aktua-
lisierungsintervalls vorgestellt. Damit jeder einzelne der Algorithmen ω ∈ Ω, bei der
Evaluation in Abschnitt 4.4, auf die Erfüllung der gestellten Anforderungen überprüft
werden kann, werden in den folgenden Abschnitten geeignete Metriken vorgestellt.

4.3.1. Verwendete Metriken

Eine erste offensichtliche Metrik ist das Delay D, das der Verzögerung zwischen dem
Zeitpunkt der Veröffentlichung ti und dem Zeitpunkt des ersten Abrufs eines Beitrags
τj entspricht und bereits in mehreren Arbeiten in verschiedenen Domänen verwendet
wurde [BGR06; SCC07; Yan+10; Rei12]. Die Definition der Metrik wurde den in Ab-
schnitt 2.3.3 vorgestellten Gleichungen (2.10) und (2.12) von Sia et al. [SCC07] ent-
nommen und auf die eigene Fragestellung angepasst. Für den Vergleich verschiedener
Algorithmen wird D sowohl für jeden einzelnen Beitrag pi, mit Gleichung (4.12), als
auch in aggregierter Form, für alle Beiträge eines Feeds fk, mit Gleichung (4.13) berech-
net. Im Gegensatz zu Sia et al. [SCC07] wird für die Aggregation des Delays für einen
Feed fk dabei der Median an Stelle des Mittelwerts verwendet, um die Extremwerte nicht
in die Berechnung einzubeziehen. Ziel eines Algorithmus ist es, das Delay zu minimieren,
wobei D = 0 dem optimalen Wert entspricht.

D(pi) = τj − ti mit ti ∈ [τj−1, τj ] (4.12)

D̃(fk) = median(D(p0), . . . , D(pn)) (4.13)

Das Delay nimmt mit steigender Zahl der Abfragen tendenziell ab. Folglich kann durch
die einfache Erhöhung der Anzahl der Abfragen eine Reduzierung des Delays erreicht
werden. Das steht allerdings in Widerspruch zur Ratenbegrenzung, die bei Facebook und
Twitter vorhanden ist und die Anzahl der zur Verfügung stehenden Abfragen beschränkt.
Deshalb wird eine zweite Metrik namens Abfragen pro Element (engl. Requests per ele-
ment) RPE eingeführt, welche die Anzahl der Abfragen betrachtet. Die Idee der Metrik
wurde der in Abschnitt 2.3.3 vorgestellten Gleichung (2.16) von Reichert [Rei12, S. 126]
entnommen und auf die eigene Fragestellung angepasst. Anders als D, wird RPE nicht
für einen Beitrag pi, sondern für eine Abfrage τj berechnet. Die RPE entspricht der An-
zahl der Abfragen, die ausgeführt wurden, bis mindestens ein neuer Beitrag festgestellt
wird [BGR06; Rei12]. Die RPE(τj) ist deshalb nicht definiert, wenn nicht mindestens
ein neuer Beitrag pi gefunden wird. Andernfalls ist RPE(τj) definiert als die Anzahl
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der Abfragen |τy|, die seit der letzten Abfrage τx gestellt wurden, bei der ein neuer Bei-
trag gefunden wurde, geteilt durch die Anzahl der neuen Beiträge |pi|, mit Zeiten ti in
τx ≤ ti < τj . RPE wird für eine einzelne Anfrage mit Gleichung (4.14) oder für einen
Feed mit Gleichung (4.15) berechnet. Im Beispiel aus Abbildung 4.1 ist RPE(τ0) = 1,
RPE(τ1) = 1

2 , RPE(τ2) = nicht definiert und RPE(τ3) = 2
3 . Unter der Voraussetzung,

dass neue Beiträge mit möglichst geringer Verzögerung (D = 0) abgerufen werden sollen,
ist RPE = 1 für einen einzelnen Beitrag optimal, während es 1

n für n Beiträge ist, die
gleichzeitig veröffentlicht wurden. Analog zur Berechnung von D, wird für die Aggrega-
tion des RPE für einen Feed fk, im Gegensatz zu Reichert [Rei12], der Median an Stelle
des Mittelwerts verwendet, um die Extremwerte nicht in die Berechnung einzubeziehen.

RPE(τj) =

nicht definiert für |τx ≤ ti < τj | = 0
|τx<τy≤τj |
|τx≤ti<τj | für |τx ≤ ti < τj | > 0

(4.14)

R̃PE(fk) = median(RPE(τ0), . . . , RPE(τl)) (4.15)

4.3.2. Berechnung der Metriken mit zwei Modi

Die bisher vorgestellten Metriken können, abhängig von der Metrik, für einen einzel-
nen Feed fk, einen Beitrag pi oder eine Abfrage τj berechnet werden. Damit mehrere
Algorithmen ω1, ω2 ∈ Ω anhand der Metriken D und RPE verglichen werden können,
müssen diese jedoch für sämtliche Feeds fk ∈ {f0, . . . , fq} berechnet und in geeigne-
ter Weise aggregiert werden. Beide Metriken werden dazu für die zwei Modi Feeds und
Elements berechnet, die Reichert [Rei12, S. 127ff] entnommen und auf die eigene Frage-
stellung angepasst wurden. Der Modus Feeds gewichtet jeden Feed gleich, unabhängig
von der Anzahl seiner Beiträge, während Elements den Effekt hat, dass Feeds mit vielen
Beiträgen stärker einfließen. D̃F für Modus Feeds berechnet zunächst einen Median der
Verzögerung der Beiträge pro Feed nach Gleichung (4.13), um dann mit Gleichung (4.16)
darüber einen zweiten Median bestimmen zu können. D̃E für Modus Elements wird als
Median der Verzögerung über alle Beiträge pk,i aller Feeds fk ∈ {f0, . . . , fq} mit Glei-
chung (4.17) berechnet.

D̃F = median(D̃(f0), . . . , D̃(fq)) (4.16)

D̃E = median

 D(p0,0), . . . , D(p0,n0),
. . .

D(pq,0), . . . , D(pq,nq )

 (4.17)

R̃PEF und R̃PEE werden analog berechnet, wobei nicht definierte Werte entfallen.
R̃PEF für Modus Feeds berechnet zunächst einen Median der RPE zu den Abfragen
pro Feed nach Gleichung (4.15), um dann mit Gleichung (4.18) einen zweiten Median
darüber zu berechnen. R̃PEE für Modus Elements wird hingegen als Median der RPE
über alle Abfragen τk,j aller Feeds fk ∈ {f0, . . . , fq} mit Gleichung (4.19) berechnet. Der
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Vollständigkeit halber sei erwähnt, dass auch hier für die Aggregationen D̃ und R̃PE, im
Unterschied zu Reichert [Rei12], der Median an Stelle des Mittelwerts verwendet wird.

R̃PEF = median(R̃PE(f0), . . . , R̃PE(fq)) (4.18)

R̃PEE = median

 RPE(τ0,0), . . . , RPE(τ0,m0),
. . .

RPE(τq,0), . . . , RPE(τq,mq )

 (4.19)

Um die Metriken auf verschiedene Algorithmen anzuwenden und die so berechneten
Werte miteinander vergleichen zu können, werden die Metriken als D̂F , D̂E , R̂PEF ,
R̂PEE normiert. Dazu wird der Algorithmus x ∈ Ω mit dem besten Wert für die jeweilige
Metrik als Referenzwert mit 1 belegt. Mit Gleichung (4.20) und D̃F bzw. D̃E als D̃
werden alle Werte in Bezug zum besten Wert gebracht, der dem Minimum entspricht.
Damit werden die Werte auf das Intervall (0; 1] transformiert.

D̂(ω) = arg minx∈Ω(D̃(x))
D̃(ω)

; ω ∈ Ω; D̃(ω) > 0 (4.20)

Die normierten Werte für R̂PEF und R̂PEE werden analog nach Gleichung (4.21)
berechnet, wobei R̃PEF bzw. R̃PEE als R̃PE gilt.

R̂PE(ω) = arg minx∈Ω(R̃PE(x))
R̃PE(ω)

; ω ∈ Ω; R̃PE(ω) > 0 (4.21)

4.3.3. Qualität als kombinierte Metrik

Um eine Rangordnung der Algorithmen anhand der beiden Metriken zu bestimmen,
müssen sämtliche betrachteten Algorithmen zweimal für D̂F und R̂PEF oder D̂E und
R̂PEE verglichen werden. Zur Vereinfachung werden beide Metriken in eine kombinierte
Metrik Qualität Q umgewandelt, die von Reichert [Rei12, S. 127ff] stammt und für die
eigene Fragestellung angepasst wurde. Q wird als geometrisches Mittel aus D̂ und R̂PE
berechnet, wie die Gleichung (4.22) zeigt. Aus Gründen der Vergleichbarkeit wird auch
Q normalisiert, wobei der Algorithmus x ∈ Ω mit dem besten Wert für die Metrik,
als Referenzwert mit 1 belegt wird. Mit Gleichung (4.23) werden alle Werte in Bezug
zum besten Wert gebracht, der dem Maximum entspricht. Sowohl bei Gleichung (4.22)
als auch bei Gleichung (4.23) stehen Q, D̂, und R̂PE für die Metriken im Modus Feeds
(QF , D̂F , und R̂PEF ) beziehungsweise im Modus Elements (QE , D̂E , und R̂PEE). Auch
hier werden die Werte damit auf das Intervall (0; 1] transformiert.

Q =
√

D̂ · R̂PE (4.22)
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Q̂(ω) = Q(ω)
arg maxx∈Ω(Q(x)) ; ω ∈ Ω; arg max

x∈Ω
(Q(x)) > 0 (4.23)

4.4. Evaluation und Validation

In den folgenden Abschnitten werden die Algorithmen für die Vorhersage aus dem Ab-
schnitt 4.2 mithilfe der Daten des in Kapitel 3 erstellten Datensatzes evaluiert. Die
Qualität der Vorhersagen wird dabei durch die Metriken aus Abschnitt 4.3 bewertet.

4.4.1. Softwarelösung zur Simulation

Für die Simulation kommt eine eigene Software zum Einsatz, in der die Algorithmen für
die Vorhersage implementiert wurden. Die Funktionsweise der Simulationssoftware ist
in Abbildung 4.3 dargestellt. Die Grundlage für die Simulation bildet der in Kapitel 3
erstellte Datensatz, aus dem die Daten der Feeds geladen und an die Simulation über-
geben werden. Für jeden Feed werden dabei Vorhersagen mit sämtlichen betrachteten
Algorithmen durchgeführt. Jeder Algorithmus führt dabei zyklisch vier aufeinanderfol-
gende Schritte aus: (1) Zu Beginn simuliert der Algorithmus einen Abruf der Beiträge
zum Zeitpunkt τj . (2) Dabei wird ein Fenster von Beiträgen zurückgeliefert, aus dem
die neuen Beiträge bestimmt werden. Abhängig vom Algorithmus, fließen die neuen Bei-
träge gegebenenfalls in das Modell ein. Das ist z. B. bei MAVSync und InsHist bzw.
IndHist/TTL der Fall. (3) In diesem Schritt wird das Intervall u bestimmt, das der Dau-
er bis zum nächsten Abruf entspricht, wobei die Berechnung vom jeweiligen Algorithmus
abhängt. (4) Basierend auf dem Zeitpunkt des letzten Abrufs τj und dem Intervall u wird
der Zeitpunkt des nächsten Abrufs τj+1 mit τj+1 = τj + u errechnet. Der Zeitpunkt τj+1
wird gespeichert und bildet die Basis für die spätere Berechnung der Metriken. (5) Die
Simulationsumgebung prüft, ob weitere Beiträge vorliegen, die nach dem Zeitpunkt des
letzten Abrufs τj veröffentlicht wurden. Ist das der Fall, wird mit dem Abruf zum Zeit-
punkt τj+1 erneut Schritt (1) ausgeführt. Sind keine weiteren Beiträge vorhanden, endet
die Simulation für den Algorithmus. Nachdem für sämtliche Feeds alle zu betrachtenden
Algorithmen ausgeführt wurden, um Vorhersagen zu erstellen, werden die Metriken D̂,
R̂PE und die zusammengefasste Metrik Q̂ berechnet. Dafür dienen die Vorhersagen als
Grundlage. Mithilfe der Metriken können die Algorithmen verglichen werden, um den
Besten zu bestimmen.

4.4.2. Methodik

Mit dem Framework aus Abschnitt 4.4.1 und dem Datensatz aus Kapitel 3 wird die
Simulation durchgeführt. Die vollständige Historie jedes einzelnen Feeds stellt den Si-
mulationszeitraum dar. Der Simulationszeitraum ist unterteilt in eine Trainings- und
eine Testphase. Die ersten 30 Beiträge eines Feeds bilden die Trainingsphase und werden
nur für solche Algorithmen verwendet, die ein Training benötigen, weshalb diese Beiträ-
ge bei allen weiteren Algorithmen ignoriert werden. Die übrigen Beiträge werden für die
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DatensatzCrawler

Facebook

Twitter

1. Abruf zum 
Zeitpunkt 𝜏x

2. Neue Beiträge 
bestimmen

Simulation

Berechnung der 
Metriken

3. Intervall u 
berechnen

4. Zeitpunkt des 
nächsten Abrufs 𝜏j+1 

bestimmen. 𝜏x= 𝜏j+1

Für jeden Algorithmus

Für jeden Feed

Vorhersagen

Evaluation der 
Algorithmen

Weitere Beiträge vorhanden?

Zeitpunkt für den 
Abruf 𝜏x = 𝜏j 

festlegen

Ja

Nein

Abbildung 4.3.: Softwarelösung zur Evaluation. In Anlehnung an: [Rei12, S. 120]

Testphase verwendet, wobei mindestens 20 Beiträge für die Testphase verbleiben müssen.
Damit die Länge des Simulationszeitraums unter den Feeds vergleichbar ist, werden aus-
schließlich Beiträge aus dem Jahr 2020 berücksichtigt. Alle Feeds müssen demnach über
mindestens 50 Beiträge in diesem Zeitraum verfügen, damit diese berücksichtigt werden
können. Das trifft auf 13 876 Profile von Facebook und 14 020 Profile von Twitter zu, von
denen für die bessere Vergleichbarkeit jeweils 13 000 Profile ausgewählt werden. Davon
bilden 5200 Feeds die Daten für die Messungen, während die verbleibenden 7800 Feeds
der späteren Optimierung der Ergebnisse in Kapitel 5 als Daten dienen.

Der Zusammenhang zwischen Simulationszeitraum sowie Trainings- und Testzeitraum
sei nochmals anhand eines einzelnen Feeds verdeutlicht, der in Abbildung 4.4 dargestellt
ist. Für das Verständnis sei erwähnt, dass die Darstellung aus Gründen der Übersicht
eine verkürzte Darstellung der Beiträge enthält. Die Simulation beginnt mit dem ersten
Beitrag des Feeds, der gleichzeitig auch den Anfang des Trainingszeitraums darstellt.
Der Trainingszeitraum endet mit dem letzten darin enthaltenen Beitrag. Der Testzeit-
raum schließt unmittelbar an den Trainingszeitraum an und beginnt in der Sekunde
nach dem letzten Beitrag des Trainingszeitraumes mit der ersten Abfrage. Alle weiteren
Abfragen werden durch den Algorithmus berechnet. Mit jeder Abfrage wird ein Fenster
an Beiträgen zurückgeliefert. Die Fenstergröße hängt dabei von der Anzahl der Beiträge
ab, die mit einem Aufruf an den jeweiligen Endpunkt der API von Facebook oder Twit-
ter zurückgeliefert werden. Die Anzahl beträgt maximal 50 Beiträge bei Facebook und
maximal 200 Beiträge auf Twitter. Das Fenster stellt demnach ein gleitendes Fenster
der genannten Länge dar, das sich um die Anzahl der neuen Beiträge verschiebt, die
zwischen zwei Abfragen veröffentlicht wurden. Wurden keine neuen Beiträge zwischen
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den Abfragen veröffentlicht, sind die Fenster identisch. Die Simulation eines Feeds endet,
wenn der letzte Beitrag des Feeds gefunden wurde.

Der Zeitraum der Simulation ist vom jeweiligen Feed abhängig. Wie die Statistik zur
zeitlichen Verteilung der Beiträge des Datensatzes zeigt (siehe Abbildung 3.4a), wurden
die Beiträge verschiedener Feeds in unterschiedlichen Jahren und mit abweichender Fre-
quenz veröffentlicht. Die zeitliche Länge des Simulationszeitraumes eines Feeds hängt
demnach von der Anzahl der Beiträge und den Intervallen zwischen diesen Beiträgen
ab. Ferner müssen sich die Zeiträume der verschiedenen Feeds nicht überlappen. Dieser
Umstand erscheint zunächst als Einschränkung. Tatsächlich bildet die Simulation damit
jedoch die Realität gut ab, nachdem die Daten der Feeds real sind und dadurch die
Verteilung repräsentieren, die auch im praktischen Einsatz zu erwarten wäre.

Im Rahmen der Simulation können keine Beiträge verpasst werden. Auch unter realen
Bedingungen ist das Verpassen von Beiträgen sehr unwahrscheinlich. Werden zwischen
zwei Abfragen τj und τj+1 mehr Beiträge veröffentlicht, als in ein Fenster passen, also
mit einer Anfrage an den Endpunkt der API zurückgeliefert werden, können mithilfe
der Paginierung einfach weitere Seiten abgefragt werden, bis die Historie der Beiträge
lückenlos ist. Das kann daran erkannt werden, dass bereits abgerufene Beiträge erneut
abgerufen werden. Die einzige Möglichkeit, dass dennoch Beiträge verpasst werden, stellt
die Beschränkung der Historie der Beiträge dar, die durch die API von Facebook oder
Twitter zurückgeliefert werden. Bei Facebook besteht keine Beschränkung der Historie
und folglich keine Möglichkeit, einzelne Beiträge zu verpassen, nachdem sämtliche Bei-
träge zurückgeliefert werden. Durch Twitter wird dagegen nur eine begrenzte Historie
der letzten 3200 Beiträge bereitgestellt, weshalb zwischen den Anfragen τj und τj+1
mehr als 3200 Beiträge auf einem Feed veröffentlicht werden müssten, damit Beiträge
verpasst werden. Da es sich dabei um sehr seltene Einzelfälle handelt, soll dieser Fall
nicht genauer betrachtet werden.

Simulationszeitraum

TestzeitraumTrainingszeitraum

Zeitt0 t1 t2 t3

𝜏0 𝜏1 𝜏2

t4 t5

𝜏3

w0

w3

w1

w2

Abbildung 4.4.: Simulations-, Trainings- und Testzeitraum
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4.4.3. Optimierung der Parameter

Mehrere der zu betrachtenden Algorithmen verfügen über Parameter, die es erlauben,
das Verhalten des Algorithmus zu beeinflussen. Um die Anzahl der Kombinationen aus
Algorithmen und Werten für die Parameter einzugrenzen, wird für solche Algorith-
men, die über Parameter verfügen, zunächst eine Auswahl der besten Parameter-Werte-
Kombination bestimmt. Das Vorgehen basiert auf dem von Reichert [Rei12, S. 135ff].
Für jeden Algorithmus wird danach eine Reihe von Messungen, mit unterschiedlichen
Werten für die Parameter, durchgeführt, wobei der Datensatz aus Kapitel 3 verwendet
wird. Das Ziel des Vorgehens ist, die Parameter-Wert-Kombination zu bestimmen, die
zu den besten Ergebnissen führt, was anhand der Metriken D, RPE und Q bewertet
wird. Im Rahmen der Auswahl werden folgende Kombinationen aus Algorithmen und
Parametern betrachtet:

• Adaptive TTL mit M ∈ {0.1, 0.2, . . . , 2.0, 3.0, . . . , 9.0}

• LRU mit k ∈ {2, 3, . . . , 9}

• IndHist mit θ ∈ {0.1, 0.2, . . . , 2.0}

Adaptive TTL
Der Algorithmus Adaptive TTL besitzt einen Parameter M , der nach Gleichung (4.10)
dazu verwendet wird, um das Intervall bis zur nächsten Aktualisierung zu berechnen. In
Abhängigkeit der Höhe der Konstante M nimmt dabei auch das Intervall bis zur nächsten
Aktualisierung zu. M ist heuristisch für den Anwendungsfall zu bestimmen, wobei häufig
die Werte 0,1 und 0,5 [Lee+02] verwendet werden. Für die eigene Arbeit wird eine Reihe
von insgesamt 27 Werten für M ∈ {0.1, 0.2, . . . , 2.0, 3.0, . . . , 9.0} verwendet, von denen
jeder im Rahmen einer eigenen Messung für beide Plattformen erprobt wird.

Für das bessere Verständnis der Ergebnisse soll zunächst ein Überblick über die Form
der Darstellung gegeben werden. Die Abbildungen 4.5a und 4.5b stellen die Ergebnisse,
basierend auf verschiedenen Werten von M für den Modus Feeds, anhand der normierten
Metriken D̂F , R̂PEF und Q̂F für Facebook und Twitter dar. Die Tabelle 4.1 enthält
darüber hinaus auch die nicht normierten Ergebnisse für die Metriken, mit D̃F , R̃PEF

und Q̃F , für beide Plattformen.
Analog dazu sind die Ergebnisse für den Modus Elements in Abbildungen 4.5c und 4.5d

für die normierten Metriken D̂E , R̂PEE und Q̂E dargestellt. Ergänzend dazu enthält
die Tabelle 4.2 die Ergebnisse für die nicht normierten Metriken D̃E , R̃PEE und Q̃E .

Die Verzögerung D, mit der neue Beiträge abgerufen werden, nimmt mit einem stei-
genden Wert für M ebenfalls zu. Das entspricht intuitiv den Annahmen, zumal das
Intervall der Abfrage mit M steigt. Demzufolge erreicht der niedrigste Wert M = 0.1
die besten Ergebnisse, für das Delay in beiden Modi (D̂F , D̂E) für Facebook und Twit-
ter. Die Abfragen pro Element RPE verhalten sich genau entgegengesetzt und nehmen
mit steigendem M ab. Dementsprechend erreicht der höchste Wert M = 9.0 die besten
Ergebnisse für beide Modi (R̂PEF , R̂PEE) auf Facebook und Twitter.
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Die höchste Qualität Q wird bei Facebook mit M = 1.3 im Modus Feeds und M = 1.2
im Modus Elements erreicht. Bei Twitter ist es dagegen ein deutlich geringerer Wert mit
M = 0.1 in beiden Modi (Q̂F , Q̂E). Die Ursache für die beste Qualität mit M = 0.1
ist dabei der geringe Wert für das Delay (D̃F , D̃E), das im Median gerade einmal circa
fünfunddreißig bzw. zwölf Minuten beträgt und damit deutlich geringer ausfällt, als
die Verzögerungen für höhere Werte von M , was die Qualität dementsprechend stark
beeinflusst.

Als Ergebnis der Messungen für Adaptive TTL konnten zwei unterschiedliche beste
Werte für M in den Modi Feeds und Elements bestimmt werden. Daher werden die
Werte M ∈ {0.1, 1.2} für den Vergleich mit den übrigen Algorithmen ausgewählt.
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Abbildung 4.5.: Adaptive TTL

LRU-K
Beim Algorithmus LRU-K wird das Intervall bis zur nächsten Aktualisierung nach Glei-
chung (4.7) aus den Veröffentlichungszeitpunkten der letzten k Beiträge bestimmt. Tre-
ten starke Änderungen im Veröffentlichungsverhalten eines Feeds auf, fließen diese bei
einem niedrigen Wert k stärker in die Berechnung des Intervalls ein. Ein hoher Wert k
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Facebook Twitter
D̃F D̂F R̃PEF R̂PEF Q̂F D̃F D̂F R̃PEF R̂PEF Q̂F

M = 0.1 1h19m17s 1,000 28,500 0,013 0,769 34m27s 1,000 18,500 0,012 1,000
M = 0.2 2h48m31s 0,471 12,000 0,031 0,813 1h22m1s 0,420 9,000 0,025 0,929
M = 0.3 4h21m12s 0,304 7,500 0,049 0,826 2h16m30s 0,252 6,000 0,037 0,882
M = 0.4 6h0m38s 0,220 5,000 0,073 0,861 3h15m11s 0,177 4,000 0,056 0,904
M = 0.5 7h40m53s 0,172 4,000 0,092 0,852 4h16m44s 0,134 3,000 0,075 0,910
M = 0.6 9h25m24s 0,140 3,000 0,122 0,888 5h18m53s 0,108 2,500 0,090 0,894
M = 0.7 11h17m19s 0,117 2,666 0,138 0,860 6h24m12s 0,090 2,000 0,113 0,911
M = 0.8 13h2m32s 0,101 2,000 0,183 0,924 7h41m38s 0,075 2,000 0,113 0,831
M = 0.9 14h40m36s 0,090 2,000 0,183 0,871 8h48m58s 0,065 1,500 0,150 0,896
M = 1.0 16h48m22s 0,079 2,000 0,183 0,814 9h56m37s 0,058 1,100 0,205 0,986
M = 1.1 18h28m28s 0,072 1,500 0,245 0,897 11h12m28s 0,051 1,000 0,225 0,974
M = 1.2 20h37m19s 0,064 1,166 0,315 0,963 12h20m2s 0,047 1,000 0,225 0,928
M = 1.3 22h16m41s 0,059 1,000 0,367 1,000 13h32m26s 0,042 1,000 0,225 0,886
M = 1.4 1d0h15m6s 0,054 1,000 0,367 0,958 14h26m45s 0,040 1,000 0,225 0,858
M = 1.5 1d1h32m15s 0,052 1,000 0,367 0,934 15h52m55s 0,036 1,000 0,225 0,818
M = 1.6 1d3h40m39s 0,048 1,000 0,367 0,897 16h55m40s 0,034 1,000 0,225 0,792
M = 1.7 1d5h27m41s 0,045 1,000 0,367 0,870 18h17m8s 0,031 1,000 0,225 0,762
M = 1.8 1d7h13m36s 0,042 1,000 0,367 0,845 19h32m42s 0,029 1,000 0,225 0,737
M = 1.9 1d8h29m29s 0,041 1,000 0,367 0,828 20h41m54s 0,028 0,834 0,270 0,785
M = 2.0 1d10h49m52s 0,038 1,000 0,367 0,800 21h53m37s 0,026 0,708 0,318 0,828
M = 3.0 2d1h9m6s 0,027 0,667 0,550 0,824 1d9h13m33s 0,017 0,500 0,450 0,800
M = 4.0 2d9h59m55s 0,023 0,500 0,734 0,876 1d18h38m24s 0,013 0,333 0,676 0,865
M = 5.0 2d15h50m49s 0,021 0,500 0,734 0,835 2d1h0m58s 0,012 0,333 0,676 0,807
M = 6.0 2d17h41m11s 0,020 0,500 0,734 0,824 2d6h26m12s 0,011 0,262 0,859 0,863
M = 7.0 2d20h53m34s 0,019 0,464 0,791 0,835 2d9h57m53s 0,010 0,250 0,900 0,856
M = 8.0 2d23h44m39s 0,018 0,416 0,882 0,864 2d13h0m39s 0,009 0,250 0,900 0,835
M = 9.0 3d1h52m34s 0,018 0,367 1,000 0,906 2d17h11m33s 0,009 0,225 1,000 0,851

Tabelle 4.1.: Adaptive TTL im Modus Feed

führt dagegen zu einer stärkeren Glättung. Für die eigene Arbeit sollen insgesamt acht
Werte k ∈ {2, 3, . . . , 9} im Rahmen der Messungen evaluiert werden.

Bei den Abfragen pro Element RPE wird für beide Plattformen für sämtliche Wer-
te von k in beiden Modi der optimale Wert von einer Abfrage pro Beitrag im Medi-
an (R̃PEF , R̃PEE) erreicht. Demzufolge erreicht der Wert für k, der zum besten De-
lay führt, gleichzeitig auch die beste Qualität. Das wird bei Facebook in beiden Modi
(Q̂F , Q̂E) mit k = 3 erreicht. Bei Twitter ist es ein ähnlich hoher Wert mit k = 5 im
Modus Feeds, während der Wert mit k = 9 im Modus Elements dagegen deutlich höher
ist. Hierbei sei jedoch erwähnt, dass die Werte für das Delay D̃E aus Tabelle 4.4 sich
nur geringfügig für die verschiedenen Werte von k unterscheiden.

Als Ergebnis der Messungen für LRU-K konnten zwei unterschiedliche beste Werte für
k in den Modi Feeds und Elements bestimmt werden. Daher werden die Werte k ∈ {3, 9}
für den Vergleich mit den übrigen Algorithmen ausgewählt.

IndHist
Beim Algorithmus IndHist wird für jeden Feed ein individuelles Poisson-Modell aus den
Beiträgen des Testzeitraumes erstellt, das die Berechnung der zu erwartenden neuen
Beiträge erlaubt. Das Verhalten des Algorithmus kann dabei über den Parameter θ
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Facebook Twitter
D̃E D̂E R̃PEE R̂PEE Q̂E D̃E D̂E R̃PEE R̂PEE Q̂E

M = 0.1 59m47s 1,000 27,000 0,019 0,765 12m17s 1,000 13,000 0,019 1,000
M = 0.2 2h8m48s 0,464 12,000 0,042 0,782 32m21s 0,380 7,333 0,034 0,821
M = 0.3 3h19m51s 0,299 7,000 0,071 0,822 57m21s 0,214 5,000 0,050 0,747
M = 0.4 4h38m8s 0,215 5,000 0,100 0,825 1h26m4s 0,143 3,667 0,068 0,712
M = 0.5 5h55m32s 0,168 4,000 0,125 0,815 1h56m39s 0,105 3,000 0,083 0,676
M = 0.6 7h16m30s 0,137 3,000 0,167 0,850 2h30m52s 0,081 2,000 0,125 0,728
M = 0.7 8h40m1s 0,115 2,500 0,200 0,853 3h6m36s 0,066 2,000 0,125 0,654
M = 0.8 10h2m13s 0,099 2,000 0,250 0,886 3h42m57s 0,055 1,667 0,150 0,656
M = 0.9 11h20m19s 0,088 2,000 0,250 0,834 4h19m46s 0,047 1,333 0,188 0,679
M = 1.0 12h57m35s 0,077 2,000 0,250 0,780 5h1m29s 0,041 1,000 0,250 0,728
M = 1.1 14h14m28s 0,070 1,500 0,333 0,859 5h35m39s 0,037 1,000 0,250 0,690
M = 1.2 15h45m42s 0,063 1,000 0,500 1,000 6h17m3s 0,033 1,000 0,250 0,651
M = 1.3 17h1m20s 0,059 1,000 0,500 0,962 6h56m58s 0,029 1,000 0,250 0,619
M = 1.4 18h19m46s 0,054 1,000 0,500 0,927 7h38m27s 0,027 1,000 0,250 0,590
M = 1.5 19h50m4s 0,050 1,000 0,500 0,891 8h15m25s 0,025 1,000 0,250 0,568
M = 1.6 21h7m29s 0,047 1,000 0,500 0,864 8h56m17s 0,023 1,000 0,250 0,546
M = 1.7 22h27m15s 0,044 1,000 0,500 0,838 9h41m46s 0,021 1,000 0,250 0,524
M = 1.8 23h49m34s 0,042 1,000 0,500 0,813 10h19m41s 0,020 1,000 0,250 0,508
M = 1.9 1d1h8m26s 0,040 1,000 0,500 0,792 11h2m30s 0,019 0,667 0,375 0,601
M = 2.0 1d2h30m37s 0,038 1,000 0,500 0,771 11h43m55s 0,017 0,667 0,375 0,583
M = 3.0 1d15h42m9s 0,025 0,667 0,750 0,771 19h0m0s 0,011 0,500 0,500 0,530
M = 4.0 2d1h59m37s 0,020 0,500 1,000 0,794 1d1h46m50s 0,008 0,333 0,751 0,557
M = 5.0 2d8h50m17s 0,018 0,500 1,000 0,745 1d7h58m21s 0,006 0,333 0,751 0,500
M = 6.0 2d11h50m12s 0,017 0,500 1,000 0,726 1d13h21m25s 0,005 0,250 1,000 0,534
M = 7.0 2d15h23m39s 0,016 0,500 1,000 0,705 1d17h50m33s 0,005 0,250 1,000 0,505
M = 8.0 2d19h26m5s 0,015 0,500 1,000 0,684 1d21h54m52s 0,004 0,250 1,000 0,482
M = 9.0 2d22h17m30s 0,014 0,500 1,000 0,670 2d1h23m1s 0,004 0,250 1,000 0,465

Tabelle 4.2.: Adaptive TTL im Modus Elements

Facebook Twitter
D̃F D̂F R̃PEF R̂PEF Q̂F D̃F D̂F R̃PEF R̂PEF Q̂F

k = 2.0 17h33m18s 0,852 1,000 1,000 0,923 8h51m22s 0,699 1,000 1,000 0,836
k = 3.0 14h57m34s 1,000 1,000 1,000 1,000 6h49m12s 0,908 1,000 1,000 0,953
k = 4.0 15h17m51s 0,978 1,000 1,000 0,989 6h23m32s 0,969 1,000 1,000 0,984
k = 5.0 15h49m56s 0,945 1,000 1,000 0,972 6h11m29s 1,000 1,000 1,000 1,000
k = 6.0 15h48m3s 0,947 1,000 1,000 0,973 6h15m24s 0,990 1,000 1,000 0,995
k = 7.0 16h6m57s 0,928 1,000 1,000 0,963 6h21m58s 0,973 1,000 1,000 0,986
k = 8.0 16h10m48s 0,925 1,000 1,000 0,962 6h30m10s 0,952 1,000 1,000 0,976
k = 9.0 16h11m54s 0,924 1,000 1,000 0,961 6h35m50s 0,939 1,000 1,000 0,969

Tabelle 4.3.: LRU-K im Modus Feed

beeinflusst werden. Überschreitet die Anzahl der zu erwartenden neuen Beiträge den
Schwellwert θ, ist der Zeitpunkt der nächsten Abfrage τj+1 erreicht.

Die Verzögerung D, mit der neue Beiträge abgerufen werden, nimmt mit einem stei-
genden Wert für θ ebenfalls zu. Das entspricht intuitiv den Annahmen, zumal die Anzahl
der zu erwartenden neuen Beiträge, bei denen ein erneuter Abruf durchgeführt wird, den
Wert θ überschreiten muss. Demzufolge erreicht der niedrigste Wert θ = 0.1 die besten

86



4.4. Evaluation und Validation

2 3 4 5 6 7 8 9
Parameter k

0.86

0.88

0.90

0.92

0.94

0.96

0.98

1.00

W
er

t

D̂F R̂PEF Q̂F

(a) Facebook - Modus Feed

2 3 4 5 6 7 8 9
Parameter k

0.70

0.75

0.80

0.85

0.90

0.95

1.00

W
er

t

D̂F R̂PEF Q̂F

(b) Twitter - Modus Feed

2 3 4 5 6 7 8 9
Parameter k

0.800

0.825

0.850

0.875

0.900

0.925

0.950

0.975

1.000

W
er

t

D̂E R̂PEE Q̂E

(c) Facebook - Modus Elements

2 3 4 5 6 7 8 9
Parameter k

0.65

0.70

0.75

0.80

0.85

0.90

0.95

1.00
W

er
t

D̂E R̂PEE Q̂E

(d) Twitter - Modus Elements

Abbildung 4.6.: LRU-K

Facebook Twitter
D̃E D̂E R̃PEE R̂PEE Q̂E D̃E D̂E R̃PEE R̂PEE Q̂E

k = 2.0 13h21m44s 0,804 1,000 1,000 0,896 3h43m46s 0,656 1,000 1,000 0,810
k = 3.0 10h44m20s 1,000 1,000 1,000 1,000 2h53m36s 0,845 1,000 1,000 0,919
k = 4.0 10h57m46s 0,980 1,000 1,000 0,990 2h38m48s 0,924 1,000 1,000 0,961
k = 5.0 11h11m18s 0,960 1,000 1,000 0,980 2h33m52s 0,953 1,000 1,000 0,976
k = 6.0 11h21m12s 0,946 1,000 1,000 0,973 2h30m19s 0,976 1,000 1,000 0,988
k = 7.0 11h22m48s 0,944 1,000 1,000 0,971 2h28m0s 0,991 1,000 1,000 0,996
k = 8.0 11h28m51s 0,935 1,000 1,000 0,967 2h27m49s 0,992 1,000 1,000 0,996
k = 9.0 11h36m44s 0,925 1,000 1,000 0,962 2h26m40s 1,000 1,000 1,000 1,000

Tabelle 4.4.: LRU-K im Modus Elements

Ergebnisse für das Delay in beiden Modi (D̂F , D̂E) für Facebook und Twitter. Die Abfra-
gen pro Element RPE verhalten sich genau entgegengesetzt und nehmen mit steigendem
θ ab. Dementsprechend erreicht der höchste Wert θ = 2.0 die besten Ergebnisse für beide
Modi (R̂PEF , R̂PEE) auf Facebook und Twitter.
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4. Vorhersage der Aktualisierungen in Social Media

Die höchste Qualität Q wird bei Facebook und Twitter in beiden Modi (Q̂F , Q̂E) mit
θ = 0.1 erreicht. Die Ursache für die beste Qualität mit θ = 0.1 ist dabei der geringe Wert
für das Delay D̃E , das im Median deutlich geringer ausfällt, als die Verzögerungen für
höhere Werte von θ, was die Qualität dementsprechend stark beeinflusst. Der geringen
Verzögerung stehen vergleichsweise hohe Kosten, gemessen an den Abfragen pro Element
RPE, gegenüber. Diese betragen im Median für beide Modi (R̂PEF , R̂PEE) sieben
Abfragen bei Facebook und fünf Abfragen bei Twitter. Wägt man die Werte für die
Verzögerung D und die Abfragen pro Element RPE gegeneinander ab, stellt θ = 0.6
einen guten Kompromiss im Hinblick auf die damit erreichte Qualität Q dar.

Als Ergebnis der Messungen für IndHist konnte mit θ = 0.6 ein einheitlicher Wert
für θ in den Modi Feeds und Elements bestimmt werden. Daher werden die Werte θ ∈
{0.6, 2.0} für den Vergleich mit den übrigen Algorithmen ausgewählt.
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Abbildung 4.7.: IndHist
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Facebook Twitter
D̃F D̂F R̃PEF R̂PEF Q̂F D̃F D̂F R̃PEF R̂PEF Q̂F

θ = 0.1 59m13s 1,000 7,500 0,067 1,000 35m51s 1,000 5,500 0,091 1,000
θ = 0.2 2h6m56s 0,466 4,000 0,125 0,935 1h13m57s 0,485 3,000 0,167 0,943
θ = 0.3 3h28m44s 0,284 3,000 0,167 0,842 1h54m47s 0,312 2,000 0,250 0,927
θ = 0.4 5h22m6s 0,184 2,000 0,250 0,830 2h39m31s 0,225 2,000 0,250 0,786
θ = 0.5 7h36m14s 0,130 2,000 0,250 0,698 3h32m42s 0,169 1,500 0,333 0,786
θ = 0.6 11h11m3s 0,088 1,500 0,333 0,664 4h24m11s 0,136 1,000 0,500 0,864
θ = 0.7 14h49m37s 0,067 1,000 0,500 0,707 5h22m1s 0,111 1,000 0,500 0,783
θ = 0.8 17h56m4s 0,055 1,000 0,500 0,642 6h41m47s 0,089 1,000 0,500 0,701
θ = 0.9 19h46m37s 0,050 1,000 0,500 0,612 8h3m2s 0,074 1,000 0,500 0,639
θ = 1.0 21h24m58s 0,046 1,000 0,500 0,588 9h52m26s 0,061 1,000 0,500 0,577
θ = 1.1 22h37m9s 0,044 1,000 0,500 0,572 11h35m54s 0,052 1,000 0,500 0,532
θ = 1.2 23h36m40s 0,042 1,000 0,500 0,560 13h6m51s 0,046 1,000 0,500 0,501
θ = 1.3 1d0h11m46s 0,041 1,000 0,500 0,553 15h1m10s 0,040 1,000 0,500 0,468
θ = 1.4 1d1h15m29s 0,039 1,000 0,500 0,541 16h18m20s 0,037 1,000 0,500 0,449
θ = 1.5 1d2h28m19s 0,037 1,000 0,500 0,529 17h48m26s 0,034 1,000 0,500 0,430
θ = 1.6 1d4h1m32s 0,035 1,000 0,500 0,514 18h59m31s 0,031 0,675 0,741 0,506
θ = 1.7 1d5h57m55s 0,033 1,000 0,500 0,497 20h1m30s 0,030 0,667 0,750 0,496
θ = 1.8 1d8h15m47s 0,031 0,708 0,706 0,569 21h2m52s 0,028 0,500 1,000 0,559
θ = 1.9 1d11h51m18s 0,028 0,584 0,856 0,595 21h40m26s 0,028 0,500 1,000 0,551
θ = 2.0 1d15h18m12s 0,025 0,500 1,000 0,614 22h31m15s 0,027 0,500 1,000 0,540

Tabelle 4.5.: IndHist im Modus Feed

Facebook Twitter
D̃E D̂E R̃PEE R̂PEE Q̂E D̃E D̂E R̃PEE R̂PEE Q̂E

θ = 0.1 42m40s 1,000 7,000 0,071 1,000 15m35s 1,000 5,000 0,100 1,000
θ = 0.2 1h27m31s 0,488 4,000 0,125 0,924 31m17s 0,498 3,000 0,167 0,911
θ = 0.3 2h18m52s 0,307 3,000 0,167 0,847 47m15s 0,330 2,000 0,250 0,908
θ = 0.4 3h19m14s 0,214 2,000 0,250 0,866 1h3m24s 0,246 2,000 0,250 0,784
θ = 0.5 4h28m29s 0,159 2,000 0,250 0,746 1h19m58s 0,195 1,500 0,333 0,806
θ = 0.6 5h58m45s 0,119 1,500 0,333 0,745 1h36m41s 0,161 1,000 0,500 0,898
θ = 0.7 7h46m25s 0,091 1,000 0,500 0,800 1h54m50s 0,136 1,000 0,500 0,824
θ = 0.8 9h59m35s 0,071 1,000 0,500 0,706 2h12m20s 0,118 1,000 0,500 0,767
θ = 0.9 12h17m19s 0,058 1,000 0,500 0,637 2h31m36s 0,103 1,000 0,500 0,717
θ = 1.0 14h26m14s 0,049 1,000 0,500 0,587 2h51m10s 0,091 1,000 0,500 0,675
θ = 1.1 16h18m34s 0,044 1,000 0,500 0,553 3h12m26s 0,081 1,000 0,500 0,636
θ = 1.2 17h49m50s 0,040 1,000 0,500 0,528 3h33m31s 0,073 1,000 0,500 0,604
θ = 1.3 19h6m23s 0,037 1,000 0,500 0,510 3h56m18s 0,066 1,000 0,500 0,574
θ = 1.4 20h11m47s 0,035 1,000 0,500 0,496 4h19m23s 0,060 1,000 0,500 0,548
θ = 1.5 21h14m33s 0,033 1,000 0,500 0,484 4h45m52s 0,055 1,000 0,500 0,522
θ = 1.6 22h5m29s 0,032 1,000 0,500 0,475 5h10m34s 0,050 0,750 0,667 0,578
θ = 1.7 22h49m26s 0,031 1,000 0,500 0,467 5h38m52s 0,046 0,667 0,750 0,587
θ = 1.8 23h26m1s 0,030 0,667 0,750 0,564 6h7m26s 0,042 0,500 1,000 0,651
θ = 1.9 23h56m45s 0,030 0,500 1,000 0,645 6h35m45s 0,039 0,500 1,000 0,628
θ = 2.0 1d0h24m21s 0,029 0,500 1,000 0,639 7h6m51s 0,037 0,500 1,000 0,604

Tabelle 4.6.: IndHist im Modus Elements

89



4. Vorhersage der Aktualisierungen in Social Media

4.4.4. Messungen und Auswertung der Ergebnisse
In diesem Abschnitt werden die Algorithmen aus Abschnitt 4.2 im Rahmen einer Mes-
sung gegenübergestellt und anhand der Metriken D, RPE und Q verglichen. Für Al-
gorithmen, die über Parameter verfügen, werden die Parameter-Wert-Kombinationen
verwendet, die im vorhergehenden Abschnitt als beste Kombinationen bestimmt wur-
den. Der Vergleich umfasst folgende Algorithmen und Parameter-Wert-Kombinationen:

• Adaptive TTL mit M ∈ {0.1, 1.2}

• LRU mit k ∈ {3, 9}

• IndHist mit θ = 0.6

• IndHist/TTL mit θ = 0.6, Tburst = 2, M ∈ {0.3, 2.5}, W = 1 Stunde

• MAVSync

Verzögerung (Delay)
Die Abbildungen 4.8a und 4.8b zeigen die Verteilung des Delay für den Modus Ele-
ments D̂E . Daneben stellen die Tabellen 4.7 und 4.8 die Werte für die Modi Feeds und
Elements (D̂F , D̂E) einander gegenüber, wobei die Verteilung der Werte über die drei
Quartile (Q1, Q2 und Q3) angegeben wird. Die Verzögerungen der statischen Algorith-
men sind gleichmäßig über das Intervall verteilt und weisen einen Median in Höhe des
halben Intervalls auf. In Bezug auf Facebook erreichen die Algorithmen MAVSync, Static
average und LRU sehr ähnliche Delay-Werte. Für Twitter-Beiträge fällt die Verzögerung
beim Ansatz Static 24h höher aus. Mit IndHist konnten sehr niedrige Verzögerungen
erzielt werden, der Median liegt weit unter den Median-Werten der Algorithmen LRU,
MAVSync, Static 24h und Static average. In Kombination mit TTL können die Verzöge-
rungen weiter reduziert werden, insbesondere bei Twitter. Bei Adaptive TTL hängt die
Leistung vom Wert der Konstante M ab, wobei das Ergebnis stark von kleinen Werten
profitiert.

Abfragen pro Element (Requests per element)
Die Abbildungen 4.9a und 4.9b zeigen die Verteilung der Abfragen pro Element für
den Modus Elements R̂PEE . Daneben stellen die Tabellen 4.7 und 4.8 die Werte für die
Modi Feeds und Elements (R̂PEF , R̂PEE) einander gegenüber, wobei die Verteilung der
Werte über die drei Quartile (Q1, Q2 und Q3) angegeben wird. Adaptive TTL M = 0.1
benötigt bei weitem die meisten Abfragen, während Static 7d die wenigsten benötigt, was
jedoch mit einer sehr hohen Verzögerung einhergeht. MAVSync, Static average, Static
24h und die Varianten von LRU weisen einen Median von 1,0 Abfragen pro Element
auf, was dem optimalen Wert entspricht. Mit IndHist steigt die Zahl der Abfragen leicht
an. Bei der Kombination mit TTL (IndHist/TTL) neigt der Algorithmus zu deutlich
mehr Abfragen, wenn die Konstante M zu klein gewählt wird. Mit Adaptive TTL und
größeren Werten der Konstante M können ebenfalls sehr niedrige Abfragen pro Element
erreicht werden. Bei kleineren Werten von M steigt die Zahl der Abfragen jedoch stark
an. Der Ansatz Adaptive TTL scheint auch für kleinere Aktualisierungsintervalle, wie
sie bei Twitter vorkommen, besser geeignet zu sein.
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Gesamtvergleich
Die Abbildungen 4.10a und 4.10b sowie die Tabellen 4.9 und 4.10 stellen die normali-
sierte Qualität Q̂ nach der Gleichung (4.23) dar. Die niedrigsten Werte bei Facebook
weisen Adaptive TTL M = 0.1 im Modus Feeds und Static 7d im Modus Elements auf.
Im Fall von Twitter hängen die niedrigsten Werte ebenfalls vom Modus ab, wobei diese
für Feeds von Static Average und Elements von Static 7d erreicht werden. Während bei
Twitter der IndHist θ = 0.6 die höchste Qualität für beide Modi erreicht, schneidet bei
Facebook der Static 24h im Modus Feeds und ebenfalls der IndHist θ = 0.6 im Modus
Elements am besten ab. Static 1h ist für den Modus Feeds auf beiden Plattformen sehr
gut geeignet und könnte in bestimmten Szenarien eine gute Alternative zu den komple-
xeren Algorithmen darstellen. Mit einem statischen Intervall von 24 Stunden werden für
Facebook, wie bereits erwähnt, sehr gute Ergebnisse erzielt, während die Qualität bei
Twitter deutlich abnimmt. Statischer Mittelwert, MAVSync und LRU führen bei Face-
book zu sehr ähnlichen Werten. Bei Twitter wird der statische Mittelwert dagegen von
den adaptiven Algorithmen Adaptive TTL M = 0.1, LRU und MAVSync übertroffen.

Feeds Elements
Algorithmus Metrik Q1 Q2 Q3 Q1 Q2 Q3

AdaptiveTTL_0.1 D̂ 43m36s 1h19m17s 2h10m53s 14m27s 59m47s 2h33m22s
R̂PE 23.0 28.5 31.5 15.0 27.0 36.0

AdaptiveTTL_1.2 D̂ 12h2m37s 20h37m19s 1d9h31m2s 5h18m47s 15h45m42s 1d14h30m0s
R̂PE 1.0 1.166 1.667 1.0 1.0 2.0

IndHist_0.6 D̂ 3h22m57s 11h11m3s 22h42m47s 1h28m50s 5h58m45s 19h27m33s
R̂PE 1.0 1.5 2.0 1.0 1.5 3.0

IndHist_0.6/TTL_0.3 D̂ 3h14m8s 10h58m40s 22h46m4s 1h24m53s 5h53m1s 19h25m33s
R̂PE 1.0 2.0 2.0 1.0 2.0 3.5

IndHist_0.6/TTL_2.5 D̂ 3h11m22s 10h43m59s 22h44m19s 1h23m21s 5h45m55s 19h20m28s
R̂PE 1.0 2.0 2.0 1.0 2.0 3.0

LRU-3 D̂ 7h54m13s 14h57m34s 1d1h51m50s 3h28m53s 10h44m20s 1d4h5m54s
R̂PE 1.0 1.0 1.0 1.0 1.0 2.0

LRU-9 D̂ 8h25m49s 16h11m54s 1d4h19m31s 4h7m25s 11h36m44s 1d2h25m34s
R̂PE 1.0 1.0 1.0 0.667 1.0 2.0

MavSync D̂ 8h34m29s 16h54m51s 1d7h29m57s 4h14m55s 11h17m34s 23h58m37s
R̂PE 1.0 1.0 1.5 1.0 1.0 2.0

StaticAverage D̂ 8h32m42s 18h21m13s 1d13h4m34s 4h13m20s 11h35m39s 1d2h14m53s
R̂PE 1.0 1.0 1.0 0.667 1.0 2.0

Static24h D̂ 6h34m54s 11h50m22s 17h30m28s 3h38m47s 11h47m45s 20h22m39s
R̂PE 1.0 1.0 2.0 1.0 1.0 3.0

Static1h D̂ 26m58s 30m5s 33m7s 14m11s 29m57s 45m39s
R̂PE 17.0 25.0 48.0 7.0 23.0 50.0

Static7d D̂ 3d1h25m43s 3d16h9m36s 4d2h13m39s 1d20h59m32s 3d17h40m44s 5d9h11m19s
R̂PE 0.155 0.333 0.5 0.2 0.333 1.0

Tabelle 4.7.: Metriken für Facebook

4.5. Zusammenfassung
In diesem Kapitel wurde das Kernproblem der vorliegenden Arbeit betrachtet, das die
Vorhersage von Beiträgen auf Social Media Feeds darstellt. Dazu wurden zunächst ver-
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4. Vorhersage der Aktualisierungen in Social Media

Feeds Elements
Algorithmus Metrik Q1 Q2 Q3 Q1 Q2 Q3

AdaptiveTTL_0.1 D̂ 10m14s 34m27s 1h20m15s 5m25s 12m17s 57m0s
R̂PE 10.0 18.5 26.0 4.0 13.0 27.0

AdaptiveTTL_1.2 D̂ 5h46m13s 12h20m2s 23h23m51s 1h42m0s 6h17m3s 16h52m24s
R̂PE 1.0 1.0 1.0 0.5 1.0 2.0

IndHist_0.6 D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

IndHist_0.6/TTL_0.3 D̂ 1h13m7s 4h8m37s 16h31m12s 19m53s 1h26m19s 5h12m32s
R̂PE 1.0 2.0 2.0 1.0 2.0 4.0

IndHist_0.6/TTL_2.5 D̂ 1h11m21s 4h4m20s 16h38m23s 26m2s 1h24m17s 4h59m52s
R̂PE 1.0 1.333 2.0 1.0 1.5 3.0

LRU-3 D̂ 2h29m31s 6h49m12s 15h14m32s 27m25s 2h53m36s 9h5m33s
R̂PE 1.0 1.0 1.0 0.5 1.0 4.0

LRU-9 D̂ 2h14m39s 6h35m50s 16h12m43s 38m48s 2h26m40s 7h27m55s
R̂PE 1.0 1.0 1.0 0.5 1.0 2.0

MavSync D̂ 3h23m58s 9h33m21s 22h12m26s 1h5m17s 3h21m29s 8h48m12s
R̂PE 1.0 1.0 1.2 0.6 1.0 2.0

StaticAverage D̂ 3h59m17s 14h11m56s 1d11h57m32s 1h7m16s 4h16m41s 14h52m49s
R̂PE 0.5 1.0 1.0 0.5 1.0 2.0

Static24h D̂ 7h39m31s 12h32m15s 16h40m52s 4h24m33s 12h18m29s 19h50m56s
R̂PE 0.333 1.0 1.166 0.333 1.0 1.0

Static1h D̂ 28m9s 30m3s 31m59s 14m31s 29m56s 45m13s
R̂PE 3.333 12.0 24.0 1.0 6.0 21.0

Static7d D̂ 3d2h28m9s 3d15h21m40s 4d0h52m50s 1d20h47m55s 3d17h5m23s 5d9h57m4s
R̂PE 0.05 0.143 0.333 0.071 0.167 0.333

Tabelle 4.8.: Metriken für Twitter

Hinweis: Static 7d wurde aufgrund der Bandbreite der Werte in den Abbildungen 4.8a und 4.8b
ausgelassen. Gleiches gilt für Static 1h in Abbildungen 4.9a und 4.9b. Siehe Tabellen 4.7 und 4.8
für Einzelheiten.
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Abbildung 4.8.: Delay im Modus Elements
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Abbildung 4.9.: RPE im Modus Elements
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Abbildung 4.10.: Qualität (engl. Quality)

Facebook Twitter
D̃F D̂F R̃PEF R̂PEF Q̂F D̃F D̂F R̃PEF R̂PEF Q̂F

AdaptiveTTL_0.1 1h19m17s 0,379 28,500 0,012 0,561 34m27s 0,872 18,500 0,008 0,644
AdaptiveTTL_1.2 20h37m19s 0,024 1,166 0,286 0,702 12h20m2s 0,041 1,000 0,143 0,597
IndHist_0.6 11h11m3s 0,045 1,500 0,222 0,840 4h24m11s 0,114 1,000 0,143 1,000
IndHist_0.6/TTL_0.3 10h58m40s 0,046 2,000 0,167 0,734 4h8m37s 0,121 2,000 0,071 0,729
IndHist_0.6/TTL_2.5 10h43m59s 0,047 2,000 0,167 0,743 4h4m20s 0,123 1,333 0,107 0,901
LRU-3 14h57m34s 0,034 1,000 0,333 0,890 6h49m12s 0,073 1,000 0,143 0,804
LRU-9 16h11m54s 0,031 1,000 0,333 0,855 6h35m50s 0,076 1,000 0,143 0,817
MavSync 16h54m51s 0,030 1,000 0,333 0,837 9h33m21s 0,052 1,000 0,143 0,679
StaticAverage 18h21m13s 0,027 1,000 0,333 0,803 14h11m56s 0,035 1,000 0,143 0,557
Static24h 11h50m22s 0,042 1,000 0,333 1,000 12h32m15s 0,040 1,000 0,143 0,593
Static1h 30m5s 1,000 25,000 0,013 0,972 30m3s 1,000 12,000 0,012 0,856
Static7d 3d16h9m36s 0,006 0,333 1,000 0,635 3d15h21m40s 0,006 0,143 1,000 0,594

Tabelle 4.9.: Gesamtvergleich im Modus Feeds
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4. Vorhersage der Aktualisierungen in Social Media

Facebook Twitter
D̃E D̂E R̃PEE R̂PEE Q̂E D̃E D̂E R̃PEE R̂PEE Q̂E

AdaptiveTTL_0.1 59m47s 0,501 27,000 0,012 0,577 12m17s 1,000 13,000 0,013 0,778
AdaptiveTTL_1.2 15h45m42s 0,032 1,000 0,333 0,754 6h17m3s 0,033 1,000 0,167 0,506
IndHist_0.6 5h58m45s 0,083 1,500 0,222 1,000 1h36m41s 0,127 1,000 0,167 1,000
IndHist_0.6/TTL_0.3 5h53m1s 0,085 2,000 0,167 0,873 1h26m19s 0,142 2,000 0,084 0,748
IndHist_0.6/TTL_2.5 5h45m55s 0,087 2,000 0,167 0,882 1h24m17s 0,146 1,500 0,111 0,875
LRU-3 10h44m20s 0,046 1,000 0,333 0,914 2h53m36s 0,071 1,000 0,167 0,746
LRU-9 11h36m44s 0,043 1,000 0,333 0,879 2h26m40s 0,084 1,000 0,167 0,812
MavSync 11h17m34s 0,044 1,000 0,333 0,891 3h21m29s 0,061 1,000 0,167 0,693
StaticAverage 11h35m39s 0,043 1,000 0,333 0,880 4h16m41s 0,048 1,000 0,167 0,614
Static24h 11h47m45s 0,042 1,000 0,333 0,872 12h18m29s 0,017 1,000 0,167 0,362
Static1h 29m57s 1,000 23,000 0,014 0,884 29m56s 0,411 6,000 0,028 0,734
Static7d 3d17h40m44s 0,006 0,333 1,000 0,548 3d17h5m23s 0,002 0,167 1,000 0,329

Tabelle 4.10.: Gesamtvergleich im Modus Elements

schiedene Algorithmen für die Vorhersage vorgestellt, die sich in die Gruppen der Algo-
rithmen mit statischem Intervall, adaptive Algorithmen und Poisson Algorithmen einord-
nen lassen. Ferner wurden mehrere Metriken eingeführt, mit denen die Leistung der Algo-
rithmen bewertet werden können, zu denen Verzögerung D, Abfragen pro Element RPE
und Qualität Q gehören. Anhand des Datensatzes aus Kapitel 3 wurden für die zu be-
trachtenden Algorithmen mit Parametern zunächst die Parameter-Wert-Kombinationen
mit den besten Ergebnissen bestimmt. Abschließend wurden sämtliche Algorithmen in
einem Gesamtvergleich gegenübergestellt und anhand der Metriken verglichen. Dabei
konnten Gemeinsamkeiten und Unterschiede zwischen den Ergebnissen für die beiden
Plattformen festgestellt werden. Bei den Vorhersagen in diesem Kapitel wurde jeweils
ein einzelner Algorithmus für die Vorhersage neuer Beiträge auf sämtlichen Feeds einer
Plattform verwendet. In Kapitel 5 soll die Qualität der Vorhersage durch die Auswahl
eines besten Algorithmus für jeden einzelnen Feed verbessert werden.
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5. Auswahl von Algorithmen zur Vorhersage

In diesem Kapitel werden mehrere Optimierungen vorgestellt, mit denen die Vorhersage
der Veröffentlichung von Beiträgen auf Feeds der Plattformen Facebook und Twitter
verbessert werden. Die Ergebnisse aus Kapitel 4 haben aufgezeigt, wie gut ein jeder der
betrachteten Algorithmen geeignet ist, wenn dieser zur Vorhersage für sämtliche Feeds
einer Plattform verwendet wird. Dabei bleibt jedoch unberücksichtigt, ob der Algorith-
mus, der am besten abschneidet, wenn er auf sämtliche Feeds angewendet wird, auch für
jeden einzelnen Feed der beste ist. Nachfolgend werden mehrere Ansätze zur Optimie-
rung der Vorhersage vorgestellt, die darauf basieren, die Auswahl eines Algorithmus für
jeden einzelnen Feed zu treffen.

In Abschnitt 5.1 wird das Problem, einen Algorithmus für jeden einzelnen Feed zu be-
stimmen, zunächst formal definiert. Anschließend werden in den Abschnitten 5.2 bis 5.4
verschiedene Strategien für die Auswahl von Algorithmen für einzelne Feeds vorgestellt
und gegeneinander verglichen. Abschließend werden in Abschnitt 5.5 die Vor- und Nach-
teile der Strategien aufgezeigt und mit einer Evaluation belegt.

5.1. Optimierung der Vorhersage

Wie die Ergebnisse der Evaluation in Abschnitt 4.4 gezeigt haben, wurden für die beiden
betrachteten Plattformen unterschiedliche Algorithmen als beste Algorithmen bestimmt.
Dies legt den Verdacht nahe, dass der beste Algorithmus, bei der Analyse eines einzelnen
Feeds, von den individuellen Eigenschaften dieses Feeds abhängt. Ist das der Fall, können
die Ergebnisse verbessert werden, wenn der individuelle Algorithmus für einen Feed
passend ausgewählt wird. Diese Idee soll in diesem Kapitel genauer untersucht werden.

5.1.1. Auswahl eines Algorithmus je Feed

Das Problem, einen Algorithmus für jeden einzelnen Feed aus einer Menge von Feeds zu
bestimmen, stellt eine Erweiterung der Vorhersage der Aktualisierungen aus Kapitel 4
dar (siehe Abschnitt 4.1). Es kann formal wie folgt beschrieben werden:

Sei fk der Feed eines Profils aus einer Menge von Feeds F = {f0, . . . , fq} auf Facebook
oder Twitter. Für jeden Feed fk ist ein individueller Algorithmus ak aus der Menge der
zu betrachtenden Algorithmen Ω = {ω1, ω2, . . .} auszuwählen, der verwendet wird, um
die mk Zeitpunkte der Abfragen τk,j ∈ {τk,0, . . . , τk,mk−1} zu bestimmen, zu denen der
Feed fk abgerufen wird. Die individuellen Algorithmen zweier Feeds fk, fk+1 können
dabei identisch sein (ak = ak+1) oder abweichen (ak ̸= ak+1). Sämtliche individuellen
Algorithmen ak für fk ∈ F bilden die Menge A = {a0, . . . , aq}.
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5. Auswahl von Algorithmen zur Vorhersage

Um den individuellen Algorithmus ak für einen Feed fk rechnerisch zu bestimmen,
werden alle Algorithmen ω aus der Menge der zu betrachtenden Algorithmen Ω =
{ω1, ω2, . . .} für die Vorhersage der Abrufzeitpunkte des Feeds fk erprobt. Anschlie-
ßend wird der Algorithmus ω ∈ Ω, der zu den besten Vorhersagen für den Feed fk führt,
als individueller Algorithmus ak für fk ausgewählt. Die entscheidende Metrik für die
Auswahl ist die Qualität der Vorhersage.

5.1.2. Erweiterung der Metriken

Die Qualität der Vorhersagen kann für die Modi Feeds und Elements (QF oder QE)
nach Gleichung (4.22) bzw. als normierte Qualität (Q̂F oder Q̂E) nach Gleichung (4.23)
bestimmt werden. Aus Gründen der Vereinfachung wird Q im Folgenden stellvertretend
für QF und QE sowie Q̂ für Q̂F und Q̂E verwendet, sofern nicht anders angegeben.
Die Berechnung ist als Einzelqualität für einen einzelnen Feed fk, genauso wie als Ge-
samtqualität für eine Menge von Feeds F möglich. Für die Berechnung der Einzel- und
Gesamtqualität werden auch die Metriken Delay D und Abfragen pro Element RPE
bzw. D̂ und R̂PE (siehe Abschnitt 4.3) analog zur Qualität als Einzel- und Gesamtme-
trik berechnet.

Einzelqualität Die Einzelqualität wird für jeden einzelnen Feed fk aus einer Menge von
Feeds F , unter Anwendung eines Algorithmus ω bestimmt. Für jeden Feed fk ∈ F
werden zunächst die Zeitpunkte der Abfragen mit einem Algorithmus ω errechnet.
Anschließend wird aus den Ergebnissen je Feed fk ∈ F eine Qualität Q errechnet.
Das Ergebnis ist eine Qualität für jeden Feed fk ∈ F . Wird die Berechnung mit
mehreren Algorithmen ω1, ω2 wiederholt, stellt der Algorithmus x mit der höchsten
Qualität Q den besten Algorithmus ak für den Feed fk dar.

Für die Berechnung der Einzelqualität wird die Qualität aus Gleichung (4.22) um die
zwei Parameter ω und fk erweitert, woraus sich Gleichung (5.1) ergibt. Die Gleichung
verwendet die Metriken D̂ und R̂PE, die analog zu D̂(ω, fk) und R̂PE(ω, fk) erwei-
tert werden. Die Einzelqualität kann im Modus Feeds QF als auch im Modus Elements
QE errechnet werden. Nachdem die Berechnungen auf den Vorhersagen eines einzelnen
Feeds fk beruhen, führen beide Modi bei der Einzelqualität, mit QF = QE , zum gleichen
Ergebnis. Analog zur normierten Qualität nach Gleichung (4.23) kann auch die Einzel-
qualität in eine normierte Einzelqualität überführt werden, die nach Gleichung (5.2)
berechnet wird.

Q(ω, fk) =
√

D̂(ω, fk) · R̂PE(ω, fk) (5.1)

Q̂(ω, fk) = Q(ω, fk)
arg maxx∈Ω(Q(x, fk)) ; ω ∈ Ω; arg max

x∈Ω
(Q(x, fk)) > 0 (5.2)

Gesamtqualität Die Gesamtqualität für eine Menge von Feeds F = {f0, . . . , fq} wird un-
ter Anwendung einer Menge von Algorithmen Ω′ bestimmt. Dafür wird jedem Feed
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5.1. Optimierung der Vorhersage

fk ein Algorithmus ωk aus der Menge der zur Verfügung stehenden Algorithmen
Ω zugeordnet, woraus sich die Menge der Algorithmen Ω′ = {ω0, . . . , ωq} ergibt.
Zunächst werden für jeden Feed fk ∈ F die Zeitpunkte der Abfragen mit dem
dafür ausgewählten Algorithmus ωk ∈ Ω′ errechnet. Anschließend wird aus den
Ergebnissen über alle Feeds fk ∈ F eine Qualität Q errechnet. Das Ergebnis ist
eine Qualität Q über alle Feeds in F . Wird die Berechnung mit mehreren Mengen
von Algorithmen Ω′ ∈ {Ω′

0, Ω′
1, . . .} wiederholt, stellt die Menge der Algorithmen

X mit der höchsten Qualität Q die beste Menge der Algorithmen A für die Menge
der Feeds F dar.

Die Berechnung der Gesamtqualität ergibt sich aus der Qualität in Gleichung (4.22),
durch Hinzufügen der zwei Parameter Ω′ und F , woraus die Gleichung (5.3) entsteht.
Auch in dieser Gleichung werden die Metriken D̂ und R̂PE verwendet, die auf die gleiche
Weise zu D̂(Ω′, F ) und R̂PE(Ω′, F ) erweitert werden. Tatsächlich ist die ursprüngliche
Qualität nach Gleichung (4.22) mit der Gesamtqualität aus Gleichung (5.3) identisch,
nachdem die beiden Parameter in der ursprünglichen Gleichung zwar nicht explizit defi-
niert sind, aber dennoch implizit verwendet werden. Auch hier kann, analog zur normier-
ten Qualität nach Gleichung (4.23), die Gesamtqualität in eine normierte Gesamtqualität
überführt werden, die nach Gleichung (5.4) berechnet wird und ebenfalls inhaltlich mit
ihrem Vorbild identisch ist.

Q(Ω′, F ) =
√

D̂(Ω′, F ) · R̂PE(Ω′, F ) (5.3)

Q̂(Ω′, F ) = Q(Ω′, F )
arg maxX∈Ω(Q(X, F )) ; Ω′ ∈ Ω; arg max

X∈Ω
(Q(X, F )) > 0 (5.4)

5.1.3. Beispielszenario
Sei F eine Menge von Feeds, die aus zwei Feeds f0, f1 besteht. Für die Vorhersage steht
eine Menge von Algorithmen Ω = {A1, A2} zur Verfügung, aus denen für jeden Feed ein
geeigneter Algorithmus ausgewählt werden soll.

Für die Auswahl sind zwei Vorgehensweisen denkbar. Bei der ersten Variante wird ein
einzelner Algorithmus für sämtliche Feeds aus der Menge von Feeds verwendet. Dagegen
wird bei der zweiten Variante eine Kombination von Algorithmen verwendet, bei der ein
bester Algorithmus für jeden einzelnen Feed ausgewählt wird. Das Vorgehen für beide
Varianten soll nachfolgend kurz anhand des Beispiels beschrieben werden:

Variante 1: Diese Variante zielt auf die Ermittlung des besten Algorithmus für sämtli-
che Feeds aus einer Menge von Feeds ab, die in Kapitel 4 betrachtet wurde. Für die Feeds
f0, f1 werden Vorhersagen mit A1 und A2 erstellt. Anschließend wird je Algorithmus und
Modus eine Gesamtqualität nach Gleichung (5.3) über die Vorhersagen sämtlicher Feeds
berechnet. Das Ergebnis für den Modus Feeds sind zwei Gesamtqualitäten, für {A1, A1}
sowie für {A2, A2}, mit QF ({A1, A1}, F ) = 0.760 und QF ({A2, A2}, F ) = 0.890. Die Ge-
samtqualitäten können auf den besten Wert normiert werden, wobei die Ergebnisse in Ta-
belle 5.1 dargestellt sind. Der Algorithmus A2 ist demnach der beste Algorithmus im Mo-
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dus Feeds. Ferner ist die Menge der bestimmten Algorithmen A = {A2, A2}. Im Modus
Elements ergibt sich dagegen, mit der besten Gesamtqualität QE({A1, A1}, F ) = 0.680,
das entgegengesetzte Ergebnis, nach dem A1 der beste Algorithmus ist. Bei dieser Be-
trachtung ist die Menge der bestimmten Algorithmen A = {A1, A1}.

Variante Typ Modus Feeds Algorithmen Q Q̂

1

Gesamtqualität Feeds f0, f1 A1, A1 0.760 0.854
Gesamtqualität Feeds f0, f1 A2, A2 0.890 1.000
Gesamtqualität Elements f0, f1 A1, A1 0.680 1.000
Gesamtqualität Elements f0, f1 A2, A2 0.540 0.794

Tabelle 5.1.: Gesamtqualitäten zu Variante 1

Variante 2: Diese Variante zielt auf die Ermittlung des besten Algorithmus für je-
den einzelnen Feed aus einer Menge von Feeds ab. Für die Feeds f0, f1 werden auch
hier zunächst Vorhersagen mit A1 und A2 erstellt. Anschließend wird für jede Kombi-
nation aus Algorithmus und Feed eine Einzelqualität nach Gleichung (5.1) bestimmt.
Nachdem die Einzelqualität auf den Vorhersagen eines einzelnen Feeds beruht, führen
die Modi Feeds und Elements, wie bereits erwähnt, mit QF = QE , zum gleichen Wert.
Das Ergebnis, hier im Modus Feeds, sind vier Einzelqualitäten QF (A1, f0) = 0.750,
QF (A2, f0) = 0.800, QF (A1, f1) = 0.650 und QF (A2, f1) = 0.500, die in Tabelle 5.2 dar-
gestellt sind. Daraus wird für jeden Feed der Algorithmus mit der höchsten Einzelqualität
ausgewählt. Das sind QF (A2, f0) = 0.800 und QF (A1, f1) = 0.650. In einem weiteren
Schritt wird für die Kombinationen aus Feed und Algorithmus (A2, f0) und (A1, f1) für
die Modi Feeds und Elements jeweils eine Gesamtqualität nach Gleichung (5.3) über
die Ergebnisse sämtlicher Feeds berechnet. Die Gesamtqualität im Modus Feeds beträgt
QF ({A2, A1}, F ) = 0.950 und ist in Tabelle 5.3 dargestellt. Ferner ist die Menge der
bestimmten Algorithmen A = {A2, A1}. Die Gesamtqualität im Modus Elements weicht
davon ab und beträgt QE({A2, A1}, F ) = 0.840. Die Menge der bestimmten Algorith-
men ergibt sich jedoch auch hier aus den Einzelqualitäten und ist mit A = {A2, A1}
identisch.

Variante Typ Modus Feeds Algorithmen Q Q̂

2

Einzelqualität Feeds, Elements f0 A1 0.750 0.938
Einzelqualität Feeds, Elements f0 A2 0.800 1.000
Einzelqualität Feeds, Elements f1 A1 0.650 1.000
Einzelqualität Feeds, Elements f1 A2 0.500 0.769

Tabelle 5.2.: Einzelqualitäten zu Variante 2

Abschließend werden die Ergebnisse der Varianten 1 und 2 innerhalb ihres Modus ver-
glichen. Dazu werden die Gesamtqualitäten beider Varianten auf die beste Gesamtquali-
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Variante Typ Modus Feeds Algorithmen Q Q̂

2 Gesamtqualität Feeds f0, f1 A2, A1 0.950 1.000
Gesamtqualität Elements f0, f1 A2, A1 0.840 1.000

Tabelle 5.3.: Gesamtqualitäten zu Variante 2

tät normiert. Im Modus Feeds gehen QF ({A1, A1}, F ) = 0.760 und QF ({A2, A2}, F ) =
0.890 aus Variante 1 sowie QF ({A2, A1}, F ) = 0.950 aus Variante 2 in die Berechnung
ein. Das Ergebnis sind drei normierte Gesamtqualitäten, die in Tabelle 5.4 dargestellt
sind. Zu Variante 1 sind es zwei, mit Q̂F ({A1, A1}) = 0.800 und Q̂F ({A2, A2}) = 0.937.
Für Variante 2 ist es dagegen nur eine, mit Q̂F ({A2, A1}) = 1.000. Durch diesen
Vergleich wird deutlich, dass die beste normierte Gesamtqualität für Variante 1, mit
Q̂F ({A2, A2}) = 0.937, die sich aus der Verwendung des Algorithmus A2 für sämtli-
che Feeds aus F ergibt, durch die beste normierte Gesamtqualität aus Variante 2, mit
Q̂F ({A2, A1}) = 1.000, geschlagen wird, die eine Kombination der Algorithmen A2 und
A1 für die Feeds aus F verwendet.

Die Ergebnisse zeigen auf, dass für die Menge der Feeds F eine bessere Gesamtqua-
lität der Vorhersage erreicht werden kann, wenn für jeden einzelnen Feed der beste
Algorithmus gewählt wird. Für die vorliegende Menge von Feeds F führt die in Variante
1 ausgewählte Menge von Algorithmen A = {A2, A2} also zu schlechteren Ergebnis-
sen als die in Variante 2 ausgewählte Menge von Algorithmen A = {A2, A1}. Dies ist
der Fall, weil der in Variante 1 bestimmte Algorithmus A2 zwar der beste einzelne Al-
gorithmus bei der Anwendung auf die Feeds f0, f1 ist, aber durch den in Variante 2
bestimmten Algorithmus A2 noch bessere Ergebnisse für den einzelnen Feed f1 erreicht
werden können.

Variante Typ Modus Feeds Algorithmen Q Q̂

1 Gesamtqualität Feeds f0, f1 A1, A1 0.760 0.800
1 Gesamtqualität Feeds f0, f1 A2, A2 0.890 0.937
2 Gesamtqualität Feeds f0, f1 A2, A1 0.950 1.000
1 Gesamtqualität Elements f0, f1 A1, A1 0.680 0.810
1 Gesamtqualität Elements f0, f1 A2, A2 0.540 0.643
2 Gesamtqualität Elements f0, f1 A2, A1 0.840 1.000

Tabelle 5.4.: Vergleich der Gesamtqualitäten für beide Varianten

5.1.4. Zusammenfassung
Das Vorgehen aus Kapitel 4, einen einzelnen Algorithmus für sämtliche Feeds zu ver-
wenden, bildet einen guten Ausgangspunkt. Dabei bleibt jedoch unberücksichtigt, ob ein
Algorithmus, der bei der Anwendung auf alle Feeds fk aus einer Menge von Feeds F am
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besten abschneidet, auch der beste ist, wenn er auf jeden einzelnen Feed fk angewendet
wird und die Ergebnisse, bezogen auf den einzelnen Feed, betrachtet werden.

Die Auswahl eines Algorithmus je Feed verfolgt die Idee, für jeden einzelnen Feed fk

aus einer Menge von Feeds F einen individuellen Algorithmus auszuwählen. Als Ergebnis
entsteht für die Menge von Feeds F = {f0, . . . , fq} eine Menge individueller Algorithmen
A = {a0, . . . , aq}, wobei der Algorithmus ak für die Vorhersage des Feeds fk verwendet
wird. Durch dieses Vorgehen sollen die Ergebnisse der Vorhersagen für die Menge F
verbessert werden. Dabei bestehen zwei mögliche Optimierungspunkte:

1. Die Ergebnisse, die der Algorithmus ak für den Feed fk gemessen an der Einzel-
qualität erreicht.

2. Die Ergebnisse, die eine Menge der Algorithmen A für die Menge der Feeds F
gemessen an der Gesamtqualität erreicht.

Beide Punkte können durch die geeignete Auswahl des Algorithmus ak sowie der Menge
von Algorithmen A beeinflusst werden. Im Folgenden werden drei Strategien vorgestellt,
mit denen ein Algorithmus oder eine Kombination verschiedener Algorithmen ausgewählt
wird. Dabei soll betrachtet werden, inwieweit die genannten Optimierungspunkte durch
die drei Strategien adressiert werden.

5.2. Strategie Baseline: Ein Algorithmus für alle Feeds
Die ersten Strategie wird als Strategie Baseline bezeichnet. Sie entspricht dem Vorge-
hen aus Kapitel 4 und wurde im Beispielszenario aus Abschnitt 5.1.3 bereits mit der
Variante 1 veranschaulicht. Diese Strategie stellt das einfachste Vorgehen dar, mit dem
eine Menge von Algorithmen zur Vorhersage für eine Menge von Feeds ausgewählt wer-
den kann. Damit bildet die Strategie Baseline eine gute Basis für den Vergleich mit
komplexeren Strategien. Für das bessere Verständnis soll der Ablauf der Strategie noch-
mals aufgegriffen, zusammengefasst und formal im Kontext dieses Kapitels eingeordnet
werden.

In Kapitel 4 (siehe Abschnitte 4.4.3 und 4.4.4) wurden eine Menge von Algorithmen
Ω verwendet, mit denen die Vorhersagen für eine Menge von Feeds F bestimmt wurden.
Dabei wurde jeder Algorithmus ω ∈ Ω nacheinander auf sämtliche Feeds fk ∈ F ange-
wendet, um die Vorhersagen τk,j für diesen Feed zu berechnen. Anschließend wurden je
Algorithmus ω ∈ Ω die Ergebnisse der Vorhersagen über alle Feeds fk berechnet. Aus
den Ergebnissen wurden für die beiden Modi Feeds und Elements für jeden der Algo-
rithmen ω ∈ Ω eine Qualität (QF (ω) und QE(ω)) berechnet. Der Algorithmus x ∈ Ω mit
der höchsten normierten Qualität (Q̂F (ω) und Q̂E(ω)) nach Gleichung (4.23) entsprach
dabei dem besten Algorithmus für eine Menge von Feeds F . Demnach gilt in diesem
Fall, dass der beste Algorithmus x als Algorithmus ak für sämtliche Feeds fk aus der
Menge von Feeds verwendet wird, was zu x = ak∀ak ∈ A = {a0, . . . , aq} führt. Für die
genauere Unterscheidung ist zu berücksichtigen, ob der beste Algorithmus im Modus
Feeds oder Elements bestimmt wurde. Dafür wird im folgenden zwischen der Strategie
Baseline Feeds und der Strategie Baseline Elements unterschieden. Abschließend ist zu
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5.3. Strategie Optimum: Bester Algorithmus für einen Feed

beachten, dass mit dem Vorgehen der Strategie Baseline lediglich die Gesamtqualität der
Vorhersagen für die Menge der Feeds optimiert wird. Wie gut die Vorhersagen dabei für
jeden einzelnen Feed fk ∈ F ausfallen, wird dabei nicht betrachtet.

5.3. Strategie Optimum: Bester Algorithmus für einen Feed

Mit der Strategie Optimum wird eine weitere Strategie eingeführt. Die Strategie verfolgt
die Absicht, die Ergebnisse der Vorhersage für eine Menge von Feeds zu optimieren und
wurde im Beispielszenario aus Abschnitt 5.1.3 bereits mit der Variante 2 veranschaulicht.

Für das Erreichen der optimalen Ergebnisse muss für jeden Feed fk ∈ F der am besten
geeignete Vorhersagealgorithmus ausgewählt werden, der sich durch die höchste Einzel-
qualität auszeichnet. Der beste Algorithmus für einen einzelnen Feed fk kann empirisch
bestimmt werden, indem das Vorgehen aus Kapitel 4 abgewandelt wird. Auch hier wird
die identische Menge von Algorithmen Ω verwendet, mit der die Vorhersagen für F be-
stimmt werden. Dabei wird jeder Algorithmus ω ∈ Ω nacheinander auf sämtliche Feeds
fk ∈ F angewendet, um die Vorhersagen τk,j zu berechnen. Insoweit ist das Vorgehen mit
dem aus Kapitel 4 identisch. Der Unterschied besteht in der Aggregation der Ergebnisse
der Vorhersagen, die in diesem Fall für jede Kombination aus einem Algorithmus ω ∈ Ω
und einem Feed fk berechnet werden. Auch hier wird aus den Ergebnissen für die beiden
Modi Feeds und Elements für jeden der Algorithmen ω ∈ Ω und jeden Feed fk eine
Qualität Q̂F (ω, fk) und Q̂E(ω, fk) berechnet. Im Unterschied zu Variante 1 wird dabei
jedoch die neu eingeführte Einzelqualität aus Gleichung (5.1) verwendet. Der Algorith-
mus x ∈ Ω für einen Feed fk, mit der höchsten normierten Einzelqualität (Q̂F (ω, fk)
bzw. Q̂E(ω, fk)) nach Gleichung (5.2), entspricht dabei dem besten Algorithmus für den
Feed fk. Demnach gilt in diesem Fall, dass für jeden einzelnen Feed fk ∈ F der beste Al-
gorithmus x bestimmt wird, der als Algorithmus ak für fk verwendet wird. Das Ergebnis
ist eine Menge von Algorithmen ak ∈ A = {a0, . . . , aq}, wobei für zwei Feeds fk, fk+1 die
zugehörigen Algorithmen ak, ak+1 entweder identisch sind (ak = ak+1) oder voneinander
abweichen (ak ̸= ak+1).

Die Betrachtung aus dem vorangegangenen Beispielszenario soll in diesem Abschnitt
auf ein echtes Szenario übertragen werden. Um den besten Algorithmus für einzelne Feeds
zu ermitteln, wird die Auswahl der Algorithmen aus Kapitel 4 auf die gleiche Menge von
Feeds von Facebook und Twitter angewendet. Aus den Ergebnissen wird, wie in Variante
2 des Beispielszenarios, für jede Kombination aus Feed und Algorithmus eine Einzelqua-
lität berechnet. Die Abbildung 5.1 stellt die Einzelqualitäten der Algorithmen für einen
einzelnen Feed von Twitter beispielhaft dar. Aus den Ergebnissen wird für jeden Feed
der beste Algorithmus bestimmt, der dem mit der höchsten Einzelqualität entspricht.
Ferner wird gezählt, wie oft jeder Algorithmus über sämtliche Feeds hinweg als bester
vorkommt. Die Tabelle 5.5 zeigt die Ergebnisse. Demnach erreichen zwei Algorithmen
in verschiedenen Varianten am häufigsten das beste Ergebnis, nämlich IndHist und die
statischen Algorithmen. Diese umfassen IndHist θ = 0.6, IndHist/TTL θ = 0.6, M = 0.3
und IndHist/TTL θ = 0.6, M = 2.5 sowie Static1h und Static24h. An dieser Stelle sei
nochmals erwähnt, dass die Einzelqualität aus Gleichung (5.1) für die Modi Feeds und
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5. Auswahl von Algorithmen zur Vorhersage

Elements zu den gleichen Ergebnissen kommt, weshalb keine Unterscheidung zwischen
beiden Modi notwendig ist. Die Interpretation der Ergebnisse zeigt, dass es in diesem
Experiment keinen einzelnen Algorithmus gibt, der bei Anwendung auf jeden einzelnen
Feed aus einer Menge von Feeds zu den besten Ergebnissen führt.
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Abbildung 5.1.: Qualität der Algorithmen für einen einzelnen Feed

Facebook Twitter
# % # %

Algorithmus
AdaptiveTTL_0.1 62 1,19 % 453 8,71 %
AdaptiveTTL_1.2 19 0,37 % 26 0,50 %
IndHist_0.6 986 18,96 % 1024 19,69 %
IndHist_0.6/TTL_0.3 236 4,54 % 231 4,44 %
IndHist_0.6/TTL_2.5 477 9,17 % 648 12,46 %
LRU-3 426 8,19 % 378 7,27 %
LRU-9 200 3,85 % 281 5,40 %
MavSync 142 2,73 % 68 1,31 %
Static1h 1067 20,52 % 1203 23,13 %
Static24h 1369 26,33 % 748 14,38 %
Static7d 60 1,15 % 29 0,56 %
StaticAverage 156 3,00 % 111 2,13 %
Summe 5200 100,00 % 5200 100,00 %

Tabelle 5.5.: Bester Algorithmus für einzelne Feeds

Vergleich der Strategien Optimum und Baseline
Diese Beobachtung führt zu der Annahme, dass auch die normalisierte Gesamtqualität
Q̂ für die Menge von Feeds F verbessert werden kann, wenn anstelle eines einzelnen
Algorithmus für alle Feeds eine Kombination von Algorithmen verwendet wird, bei der
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5.3. Strategie Optimum: Bester Algorithmus für einen Feed

jedem Feed fk ∈ F der zuvor bestimmte Algorithmus ak zugeordnet wird, der für diesen
einzelnen Feed die beste Leistung erbringt. Das Ergebnis ist eine Menge von optima-
len Algorithmen A = {a0, . . . , aq}, die als Strategie Optimum bezeichnet wird und das
Ziel verfolgt eine höhere Gesamtqualität zu erreichen, als einzelne Algorithmen, die auf
sämtliche Feeds einer Menge aus Feeds angewendet werden. Um die Auswirkungen des
Optimums zu zeigen, wird es der Kombination einzelner Algorithmen aus Kapitel 4 ge-
genübergestellt, deren Ergebnisse in Abbildungen 4.10a und 4.10b sowie Tabellen 4.9
und 4.10 dargestellt wurden. Die besten Algorithmen aus Kapitel 4, für die Modi Feeds
und Elements, gehen dabei unter ihrem Namen sowie zusätzlich als Strategie Baseline
Feed und Strategie Baseline Elements in den Vergleich ein. Die Ergebnisse sind in den
Abbildungen 5.2a und 5.2b sowie den Tabellen 5.6 und 5.7 dargestellt. Wie der Ver-
gleich zeigt, wird die Leistung, gemessen an der Qualität Q, für beide Modi, durch das
Optimum tatsächlich verbessert.
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Abbildung 5.2.: Qualität der Strategien Baseline und Optimum

Facebook Twitter
D̃F D̂F R̃PEF R̂PEF QF Q̂F D̃F D̂F R̃PEF R̂PEF QF Q̂F

AdaptiveTTL_0.1 1h19m17s 0,379 28,500 0,012 0,067 0,386 34m27s 0,872 18,500 0,008 0,082 0,396
AdaptiveTTL_1.2 20h37m19s 0,024 1,166 0,286 0,083 0,483 12h20m2s 0,041 1,000 0,143 0,076 0,368
IndHist_0.6 11h11m3s 0,045 1,500 0,222 0,100 0,579 4h24m11s 0,114 1,000 0,143 0,128 0,616
IndHist_0.6/TTL_0.3 10h58m40s 0,046 2,000 0,167 0,087 0,506 4h8m37s 0,121 2,000 0,071 0,093 0,449
IndHist_0.6/TTL_2.5 10h43m59s 0,047 2,000 0,167 0,088 0,512 4h4m20s 0,123 1,333 0,107 0,115 0,555
LRU-3 14h57m34s 0,034 1,000 0,333 0,106 0,613 6h49m12s 0,073 1,000 0,143 0,102 0,495
LRU-9 16h11m54s 0,031 1,000 0,333 0,102 0,589 6h35m50s 0,076 1,000 0,143 0,104 0,503
MavSync 16h54m51s 0,030 1,000 0,333 0,099 0,576 9h33m21s 0,052 1,000 0,143 0,087 0,418
StaticAverage 18h21m13s 0,027 1,000 0,333 0,095 0,553 14h11m56s 0,035 1,000 0,143 0,071 0,343
Static24h 11h50m22s 0,042 1,000 0,333 0,119 0,689 12h32m15s 0,040 1,000 0,143 0,076 0,365
Static1h 30m5s 1,000 25,000 0,013 0,115 0,669 30m3s 1,000 12,000 0,012 0,109 0,527
Static7d 3d16h9m36s 0,006 0,333 1,000 0,075 0,437 3d15h21m40s 0,006 0,143 1,000 0,076 0,366
StrategyBaselineElements 11h11m3s 0,045 1,500 0,222 0,100 0,579 4h24m11s 0,114 1,000 0,143 0,128 0,616
StrategyBaselineFeed 11h50m22s 0,042 1,000 0,333 0,119 0,689 4h24m11s 0,114 1,000 0,143 0,128 0,616
StrategyOptimum 3h44m41s 0,134 1,500 0,222 0,172 1,000 1h6m47s 0,450 1,500 0,095 0,207 1,000

Tabelle 5.6.: Strategien Baseline und Optimum im Modus Feeds
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5. Auswahl von Algorithmen zur Vorhersage

Facebook Twitter
D̃E D̂E R̃PEE R̂PEE QE Q̂E D̃E D̂E R̃PEE R̂PEE QE Q̂E

AdaptiveTTL_0.1 59m47s 0,501 27,000 0,012 0,079 0,433 12m17s 1,000 13,000 0,013 0,113 0,720
AdaptiveTTL_1.2 15h45m42s 0,032 1,000 0,333 0,103 0,565 6h17m3s 0,033 1,000 0,167 0,074 0,469
IndHist_0.6 5h58m45s 0,083 1,500 0,222 0,136 0,749 1h36m41s 0,127 1,000 0,167 0,146 0,926
IndHist_0.6/TTL_0.3 5h53m1s 0,085 2,000 0,167 0,119 0,654 1h26m19s 0,142 2,000 0,084 0,109 0,693
IndHist_0.6/TTL_2.5 5h45m55s 0,087 2,000 0,167 0,120 0,661 1h24m17s 0,146 1,500 0,111 0,127 0,810
LRU-3 10h44m20s 0,046 1,000 0,333 0,124 0,685 2h53m36s 0,071 1,000 0,167 0,109 0,691
LRU-9 11h36m44s 0,043 1,000 0,333 0,120 0,658 2h26m40s 0,084 1,000 0,167 0,118 0,752
MavSync 11h17m34s 0,044 1,000 0,333 0,121 0,668 3h21m29s 0,061 1,000 0,167 0,101 0,642
StaticAverage 11h35m39s 0,043 1,000 0,333 0,120 0,659 4h16m41s 0,048 1,000 0,167 0,089 0,568
Static24h 11h47m45s 0,042 1,000 0,333 0,119 0,653 12h18m29s 0,017 1,000 0,167 0,053 0,335
Static1h 29m57s 1,000 23,000 0,014 0,120 0,662 29m56s 0,411 6,000 0,028 0,107 0,680
Static7d 3d17h40m44s 0,006 0,333 1,000 0,075 0,411 3d17h5m23s 0,002 0,167 1,000 0,048 0,305
StrategyBaselineElements 5h58m45s 0,083 1,500 0,222 0,136 0,749 1h36m41s 0,127 1,000 0,167 0,146 0,926
StrategyBaselineFeed 11h47m45s 0,042 1,000 0,333 0,119 0,653 1h36m41s 0,127 1,000 0,167 0,146 0,926
StrategyOptimum 2h31m2s 0,198 2,000 0,167 0,182 1,000 41m28s 0,296 2,000 0,084 0,157 1,000

Tabelle 5.7.: Strategien Baseline und Optimum im Modus Elements

Feeds Elements
Algorithmus/Strategie Metrik Q1 Q2 Q3 Q1 Q2 Q3

AdaptiveTTL_0.1 D̂ 43m36s 1h19m17s 2h10m53s 14m27s 59m47s 2h33m22s
R̂PE 23.0 28.5 31.5 15.0 27.0 36.0

AdaptiveTTL_1.2 D̂ 12h2m37s 20h37m19s 1d9h31m2s 5h18m47s 15h45m42s 1d14h30m0s
R̂PE 1.0 1.166 1.667 1.0 1.0 2.0

IndHist_0.6 D̂ 3h22m57s 11h11m3s 22h42m47s 1h28m50s 5h58m45s 19h27m33s
R̂PE 1.0 1.5 2.0 1.0 1.5 3.0

IndHist_0.6/TTL_0.3 D̂ 3h14m8s 10h58m40s 22h46m4s 1h24m53s 5h53m1s 19h25m33s
R̂PE 1.0 2.0 2.0 1.0 2.0 3.5

IndHist_0.6/TTL_2.5 D̂ 3h11m22s 10h43m59s 22h44m19s 1h23m21s 5h45m55s 19h20m28s
R̂PE 1.0 2.0 2.0 1.0 2.0 3.0

LRU-3 D̂ 7h54m13s 14h57m34s 1d1h51m50s 3h28m53s 10h44m20s 1d4h5m54s
R̂PE 1.0 1.0 1.0 1.0 1.0 2.0

LRU-9 D̂ 8h25m49s 16h11m54s 1d4h19m31s 4h7m25s 11h36m44s 1d2h25m34s
R̂PE 1.0 1.0 1.0 0.667 1.0 2.0

MavSync D̂ 8h34m29s 16h54m51s 1d7h29m57s 4h14m55s 11h17m34s 23h58m37s
R̂PE 1.0 1.0 1.5 1.0 1.0 2.0

StaticAverage D̂ 8h32m42s 18h21m13s 1d13h4m34s 4h13m20s 11h35m39s 1d2h14m53s
R̂PE 1.0 1.0 1.0 0.667 1.0 2.0

Static24h D̂ 6h34m54s 11h50m22s 17h30m28s 3h38m47s 11h47m45s 20h22m39s
R̂PE 1.0 1.0 2.0 1.0 1.0 3.0

Static1h D̂ 26m58s 30m5s 33m7s 14m11s 29m57s 45m39s
R̂PE 17.0 25.0 48.0 7.0 23.0 50.0

Static7d D̂ 3d1h25m43s 3d16h9m36s 4d2h13m39s 1d20h59m32s 3d17h40m44s 5d9h11m19s
R̂PE 0.155 0.333 0.5 0.2 0.333 1.0

StrategyBaselineFeed D̂ 6h34m54s 11h50m22s 17h30m28s 3h38m47s 11h47m45s 20h22m39s
R̂PE 1.0 1.0 2.0 1.0 1.0 3.0

StrategyBaselineElements D̂ 3h22m57s 11h11m3s 22h42m47s 1h28m50s 5h58m45s 19h27m33s
R̂PE 1.0 1.5 2.0 1.0 1.5 3.0

StrategyOptimum D̂ 34m33s 3h44m41s 7h28m45s 35m38s 2h31m2s 10h27m49s
R̂PE 1.0 1.5 3.0 1.0 2.0 6.0

Tabelle 5.8.: Metriken der Strategien Baseline und Optimum für Facebook

5.4. Strategie Klassifikation: Algorithmenauswahl durch
Klassifikation

Die Strategie Optimum erlaubt es zuverlässig, den besten Algorithmus ak für jeden Feed
fk rechnerisch zu bestimmen, hat dabei jedoch auch Nachteile. Bei m zu betrachtenden
Algorithmen und n Feeds ergibt dies m×n Permutationen von Messungen, was zu hohen
Kosten in Bezug auf Laufzeit und Ressourcen führt. Aus diesem Grund wird eine weitere
Strategie Klassifikation vorgestellt, die den Algorithmus, der für jeden einzelnen Feed
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Feeds Elements
Algorithmus/Strategie Metrik Q1 Q2 Q3 Q1 Q2 Q3

AdaptiveTTL_0.1 D̂ 10m14s 34m27s 1h20m15s 5m25s 12m17s 57m0s
R̂PE 10.0 18.5 26.0 4.0 13.0 27.0

AdaptiveTTL_1.2 D̂ 5h46m13s 12h20m2s 23h23m51s 1h42m0s 6h17m3s 16h52m24s
R̂PE 1.0 1.0 1.0 0.5 1.0 2.0

IndHist_0.6 D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

IndHist_0.6/TTL_0.3 D̂ 1h13m7s 4h8m37s 16h31m12s 19m53s 1h26m19s 5h12m32s
R̂PE 1.0 2.0 2.0 1.0 2.0 4.0

IndHist_0.6/TTL_2.5 D̂ 1h11m21s 4h4m20s 16h38m23s 26m2s 1h24m17s 4h59m52s
R̂PE 1.0 1.333 2.0 1.0 1.5 3.0

LRU-3 D̂ 2h29m31s 6h49m12s 15h14m32s 27m25s 2h53m36s 9h5m33s
R̂PE 1.0 1.0 1.0 0.5 1.0 4.0

LRU-9 D̂ 2h14m39s 6h35m50s 16h12m43s 38m48s 2h26m40s 7h27m55s
R̂PE 1.0 1.0 1.0 0.5 1.0 2.0

MavSync D̂ 3h23m58s 9h33m21s 22h12m26s 1h5m17s 3h21m29s 8h48m12s
R̂PE 1.0 1.0 1.2 0.6 1.0 2.0

StaticAverage D̂ 3h59m17s 14h11m56s 1d11h57m32s 1h7m16s 4h16m41s 14h52m49s
R̂PE 0.5 1.0 1.0 0.5 1.0 2.0

Static24h D̂ 7h39m31s 12h32m15s 16h40m52s 4h24m33s 12h18m29s 19h50m56s
R̂PE 0.333 1.0 1.166 0.333 1.0 1.0

Static1h D̂ 28m9s 30m3s 31m59s 14m31s 29m56s 45m13s
R̂PE 3.333 12.0 24.0 1.0 6.0 21.0

Static7d D̂ 3d2h28m9s 3d15h21m40s 4d0h52m50s 1d20h47m55s 3d17h5m23s 5d9h57m4s
R̂PE 0.05 0.143 0.333 0.071 0.167 0.333

StrategyBaselineFeed D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

StrategyBaselineElements D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

StrategyOptimum D̂ 27m1s 1h6m47s 4h54m0s 9m56s 41m28s 2h25m53s
R̂PE 1.0 1.5 3.925 1.0 2.0 5.5

Tabelle 5.9.: Metriken der Strategien Baseline und Optimum für Twitter

Hinweis: Static 7d wurde aufgrund der Bandbreite der Werte in den Abbildungen 5.3a und 5.3b
ausgelassen. Gleiches gilt für Static 1h in Abbildungen 5.4a und 5.4b. Siehe Tabellen 5.8 und 5.9
für Einzelheiten.
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Abbildung 5.3.: Delay der Strategien Baseline und Optimum im Modus Elements
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Abbildung 5.4.: RPE der Strategien Baseline und Optimum im Modus Elements

verwendet wird, auf kosteneffizientere Weise ermittelt. Wie es der Name der Strategie
vorwegnimmt, kommt dabei Klassifikation zum Einsatz. Die Strategie soll für jeden Feed,
anhand seiner Eigenschaften, einen individuellen Algorithmus ak aus einer Menge von
Algorithmen bestimmen. Dabei sollte es sich, wenn möglich, um den besten Algorithmus
oder zumindest einen der besten Algorithmen für den einzelnen Feed handeln, wobei die
Leistung anhand der Einzelqualität gemessen wird.

Die Strategie Klassifikation verfolgt zwei Hauptziele:

1. Eine Reduzierung des Aufwands bei der Auswahl von Algorithmen, gegenüber der
Strategie Optimum, wodurch der beste oder ein ähnlich guter Algorithmus mit
geringeren Kosten ermittelt werden kann.

2. Eine Verbesserung der Vorhersagen, gegenüber der Strategie Baseline, bei der ein
einzelner Algorithmus auf alle Feeds angewendet wird.

5.4.1. Methodik

Für die Klassifikation wird ein Modell zur Vorhersage erstellt. Die einzelnen dafür not-
wendigen Schritte sind in Abbildung 5.5 dargestellt, wobei das Vorgehen in die Erstellung
des Modells und die Anwendung des Modells aufgeteilt ist. Ferner ist die Nummerierung
der einzelnen Schritte zur besseren Unterscheidung für die Erstellung des Modells mit
a und für die Anwendung des Modells mit b gekennzeichnet. Für beide Vorgänge wer-
den Feeds von Facebook oder Twitter benötigt. Dabei wird der vorhandene Datensatz
in einen Basisdatensatz sowie den Datensatz neue Feeds aufgeteilt. Der Basisdatensatz
dient der Erstellung des Modells und wird mit einem Teil der Feeds aus dem Datensatz
erstellt. Der Datensatz neue Feeds enthält dagegen die übrigen Feeds. Ferner können
ihm sämtliche neuen Feeds hinzugefügt werden, die zu einem späteren Zeitpunkt hinzu-
kommen.
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Bestimmung des Algorithmus 
durch Klassifikation

Basis-
datensatz

1a. Bestimmen des 
besten Algorithmus

Modell-Erstellung

2a. Berechnung der 
Features

Trainingset

Testset

3a. Trainieren des 
Klassifikators

4a. Evaluieren des 
Klassifikators

Algorithmen (Labels)
Features und 

Algorithmen (Labels)

Klassifikator

Neue Feeds
1b. Berechnung der 

Features
2b. Klassifikation des 

Algorithmus

Modell-Anwendung

Berechnung der 
Metriken

Vorhersagen

Evaluation der 
Ergebnisse

Datensatz

Crawler

Features Algorithmen (Labels)
Berechnung der 

Vorhersagen

Abbildung 5.5.: Bestimmung des Algorithmus für einen Feed durch Klassifikation

Für die Erstellung des Modells wird der Basisdatensatz herangezogen, der aus einer
Menge von Feeds mit ihren Beiträgen besteht. Im ersten Schritt (1a) werden Vorhersa-
gen mit sämtlichen Algorithmen zu jedem Feed des Basisdatensatzes berechnet, wobei
wie in Abbildung 4.3 vorgegangen wird. Dazu werden zunächst die ältesten 30 Beiträge
eines jeden Feeds verwendet (siehe Abbildung 4.4), um solche Algorithmen zu trainieren,
die ein Training benötigen, z. B. IndHist. Mit den verbleibenden Beiträgen werden an-
schließend die Vorhersagen mit sämtlichen Algorithmen berechnet. Aus den Vorhersagen
wird der beste Algorithmus für jeden Feed, wie in Abschnitt 5.3, rechnerisch anhand der
Einzelqualitäten bestimmt. Die besten Algorithmen werden als Label abgelegt.

In einem zweiten Schritt (2a) werden Features aus den Feeds des Basisdatensatzes
gewonnen. Dazu gehören zeitliche und inhaltliche Attribute aus den Beiträgen des Feeds,
die in den Abschnitten 5.4.2 und 5.4.3 beschrieben werden. Als Ergebnis entstehen für
jeden Feed mehrere Features. Die Features werden zusammen mit den im ersten Schritt
(1a) bestimmen Algorithmen abgelegt.

Für die weitere Verarbeitung werden die Features und Algorithmen (Labels) aus dem
zweiten Schritt (2a) zu 60 % in ein Trainingset und zu 40 % in ein Testset aufgeteilt.
Anschließend wird im dritten Schritt (3a) das Training des Klassifikators durchgeführt.
Der Klassifikator soll zu jedem Feed den besten Algorithmus vorhersagen, der zuvor im
ersten Schritt (1a) bestimmt wurde. Für das Training wird dabei die Kombination aus
Features und Labels aus dem Trainingset verwendet.

Zur Evaluation wird im vierten Schritt (4a) ein Algorithmus für die Feeds aus dem
40 % umfassenden Testset, mithilfe des Klassifikators vorhergesagt. Abschließend wird
für jeden Feed der vorhergesagte Algorithmus mit dem tatsächlich besten Algorithmus
verglichen. Als Ergebnis steht ein trainierter Klassifikator zur Verfügung.

Bei der Anwendung des Modells wird der Datensatz mit den neuen Feeds herangezogen,
für die ein Algorithmus mithilfe der Klassifikation bestimmt werden soll. Dadurch kann
der Schritt der Berechnung des besten Algorithmus für diese Feeds entfallen. Stattdessen
wird im ersten Schritt (1b) die Berechnung der Features durchgeführt.

Im zweiten Schritt (2b) wird der Klassifikator, der zuvor mit der Erstellung des Mo-
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5. Auswahl von Algorithmen zur Vorhersage

dells trainiert wurde, für die Klassifikation der Algorithmen verwendet. Dafür werden
die Features aus Schritt (1b) an den Klassifikator übergeben. Als Ergebnis wird jedem
neuen Feed ein Algorithmus zugeordnet, der für die Vorhersagen verwendet werden kann.
Anschließend werden die Vorhersagen mithilfe der Metriken bewertet.

Der Ansatz aus Abbildung 5.5 kann wie zuvor beschrieben in der Praxis verwendet
werden. Für die Umsetzung in der vorliegenden Arbeit dient der Datensatz aus Kapitel 3
als Datengrundlage. Die Daten umfassen jeweils 13 000 Feeds aus Facebook und Twitter,
die zu 60 % in einen Basisdatensatz und zu 40 % in einen Datensatz mit neuen Feeds
aufgeteilt werden. Anders als unter Praxisbedingungen, wird der Basisdatensatz nicht in
Trainingset und Testset aufgeteilt. Als Testset bei der Erstellung des Klassifikators, wird
stattdessen der Datensatz neue Feeds verwendet, der aber zusätzlich auch seiner eigentli-
chen Aufgabe nachkommt und neue Feeds bereitstellt. Diese Abwandlung erlaubt es, die
zur Verfügung stehenden Feeds besser zu nutzen, hat aber keine negativen Auswirkun-
gen auf die Qualität des Klassifikators. Damit die Ergebnisse der einzelnen Abschnitte
dieses Kapitels vergleichbar bleiben, wurde der Datensatz mit den neuen Feeds bereits
für die Vorhersagen der Strategien Baseline und Optimum in Abschnitt 5.3 verwendet.

5.4.2. Aktualisierungsmuster

In Kapitel 2 wurden mehrere Arbeiten vorgestellt, die Aktualisierungsmuster verschiede-
ner Quellen betrachten. Eine Auswahl dieser Ideen soll im Folgenden aufgegriffen und auf
die eigene Arbeit übertragen werden, um das individuelle Aktualisierungsmuster eines
Feeds für die Auswahl eines passenden Algorithmus zu nutzen. Basierend auf den Er-
kenntnissen der verwandten Arbeiten, werden eigene Aktualisierungsmuster zu den Feeds
erstellt, die unterschiedliche Aspekte abbilden und in Tabelle 5.10 dargestellt sind.

Das eine Muster wird nachfolgend als Veröffentlichungszeitpunkte bezeichnet und wur-
de bereits mit der Statistik zum eigenen Datensatz in Abbildung 3.6 vorgestellt. Dort
wurde es in aggregierter Form, für sämtliche Feeds des Datensatzes, erstellt, während es
nachfolgend für einzelne Feeds verwendet wird. Die Abbildungen 3.6a und 3.6c beschrei-
ben dabei die relative Häufigkeitsverteilung über die Stunden der Woche, von Montag
um 0:00 Uhr bis Sonntag um 23:00 Uhr. Die Abbildungen 3.6b und 3.6d stellen dagegen
die relative Häufigkeitsverteilung über die Stunden des Tages dar, wobei der Wochen-
tag außer Betracht bleibt. Neu hinzu kommt eine weitere Variante, welche die relative
Häufigkeitsverteilung über die Minuten der Stunde darstellt. Zur Erstellung des wöchent-
lichen Musters wird für jeden Feed die relative Häufigkeit der Beiträge pro Stunde, für
jeden Tag der Woche berechnet, was zu 168 Werten führt, die im Intervall [0, 0; 1, 0]
liegen, wobei die Summe der Werte eins ergibt. Analog dazu ergeben sich 24 Werte für
das stündliche Muster und 60 Werte für das minütliche Muster.

Ein weiteres Muster wird als Aktualisierungsintervalle bezeichnet. Es beschreibt die
statistische Verteilung der tatsächlichen Aktualisierungsintervalle ureal, die nach Glei-
chung (4.1) errechnet werden und der Dauer zwischen den Veröffentlichungszeitpunkten
von zwei aufeinander folgenden Beiträgen ti und ti+1 entsprechen. Das Muster besteht
dabei aus mehreren Kennzahlen der deskriptiven Statistik, welche die Verteilung der
tatsächlichen Aktualisierungsintervalle angeben. Dazu werden mehrere Lage- und Streu-
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Muster Attribute Beschreibung
Veröffentlichungs-
zeitpunkte Woche • 168 Werte (24 h × 7 d) Relative Häufigkeit der

Beiträge pro Stunde der
Woche, Stunde des
Tages oder Minute

Veröffentlichungs-
zeitpunkte Tag • 24 Werte (24 h)

Veröffentlichungs-
zeitpunkte Minute • 60 Werte (60 min.)

Aktualisierungs-
intervall

• Arithmetisches Mittel

Lagewerte für die
Aktualisierungs-
intervalle

• Standardabweichung
• Varianz
• Anzahl Intervalle
• Spannweite
• Kurtosis (Wölbung)
• Schiefe
• Perzentile (0 bis 100)
• Histogramm der kumulierten
relativen Häufigkeit

Änderungshistorie

• Beiträge pro Woche (der letzten
52 Wochen)

Änderungen der Aktua-
lisierungsintervalle im
Zeitverlauf

• Beiträge pro Tag (der letzten
30 Tage)
• Standardabweichung der
tatsächlichen
Aktualisierungsintervalle der
Beiträge einer Woche (der letzten
52 Wochen)

Tabelle 5.10.: Aktualisierungsmuster

ungsmaße über die Intervalle berechnet, zu denen arithmetisches Mittel, Standardab-
weichung, Varianz, Anzahl der Intervalle, Spannweite, Kurtosis (Wölbung) und Schiefe
gehören. Außerdem werden die Perzentile berechnet, die von 0 bis 100 reichen und damit
auch das Minimum sowie das Maximum und den Median beinhalten. Ferner wird ein Hi-
stogramm erstellt, das die relative Verteilung der tatsächlichen Aktualisierungsintervalle
im Zeitraum zwischen null und vierzehn Tagen angibt, wobei der Zeitraum in einstündi-
ge Abschnitte unterteilt ist. Intervalle, die oberhalb des Zeitraums liegen, fließen dabei
in den letzten Abschnitt ein. Dabei gilt die Besonderheit, dass über die Abschnitte ei-
ne kumulierte Summe gebildet wird, wodurch jeder Abschnitt den relativen Anteil der
Beiträge in dieser Stunde, als auch die Summe sämtlicher vorangegangenen Abschnitte
beinhaltet. In der Folge enthält der letzte Abschnitt in jedem Fall die Summe eins.

Mit dem Muster Änderungshistorie werden Angaben zur Frequenz der veröffentlich-
ten Beiträge sowie deren Änderungen für unterschiedliche Zeiträume beschrieben. Dazu
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gehören die Beiträge pro Woche (für die letzten 52 Wochen) und die Beiträge pro Tag
(für die letzten 30 Tage). Außerdem gibt es die Standardabweichung der tatsächlichen
Aktualisierungsintervalle der Beiträge einer Woche (für die letzten 52 Wochen) an.

Die genannten Muster enthalten stellenweise verschiedene Darstellungen der gleichen
Daten, dienen dabei jedoch unterschiedlichen Zwecken. Das Muster Veröffentlichungs-
zeitpunkte erlaubt die anschauliche Darstellung in Form eines Balkendiagramms. Dem
Diagramm kann die zeitliche Verteilung der Beiträge, über den betrachteten Zeitraum,
von einer Woche, einem Tag oder einer Stunde, entnommen werden. Das erlaubt es, be-
stimmte Regelmäßigkeiten zu erkennen, z. B. dass viele Beiträge unter Tags und wenige
in den Nachtzeiten erstellt werden. Außerdem können mehrere Muster einfach verglichen
werden, um Gemeinsamkeiten und Unterschiede zu identifizieren und so die Ähnlichkeit
der Muster zu bewerten.

Das Muster Aktualisierungsintervalle dient dagegen dazu, das Aktualisierungsverhal-
ten in eine Form zu überführen, in der die Muster verschiedener Feeds durch Clustering
oder Klassifikation verarbeitet werden können. Dabei wird die Idee verfolgt, Korrelatio-
nen zwischen statistischen Größen, wie dem Minimum, Maximum, Median und den Per-
zentilen und der Eignung bestimmter Algorithmen herzustellen. Für einen Feed, dessen
Aktualisierungsintervall im Median 30 Minuten und im Maximum 1,5 Stunden beträgt,
ist zum Beispiel der Algorithmus Static 1h voraussichtlich besser geeignet, als der Algo-
rithmus Static 7d. Diese Information lässt sich aus dem Muster unmittelbar ableiten.

Mit dem Muster Änderungshistorie können Änderungen im Aktualisierungsverhalten
festgestellt werden. Steigt die Anzahl der veröffentlichten Beiträge an oder sinkt diese ab,
kann das im Zeitverlauf festgestellt werden. Abhängig vom Zeithorizont der Änderung,
geht diese unmittelbar aus den Beiträgen pro Tag oder Beiträgen pro Woche hervor,
wenn die Werte für mehrere aufeinanderfolgende Perioden verglichen werden.

5.4.3. Kontext des Feeds und der Beiträge

Neben dem Aktualisierungsmuster eines Feeds sollen auch seine weiteren Eigenschaften
sowie die Inhalte der Beiträge betrachtet werden, um den Einfluss auf den besten Al-
gorithmus zu bestimmen. Mit dem in Tabelle 5.11 dargestellten Muster Inhalte sollen,
wie der Name impliziert, die Inhalte der Beiträge abgebildet werden. Dafür werden die
Beitragstexte eines Feeds konkateniert.

Muster Attribute Beschreibung
Inhalte • Konkatenierte Beitragstexte Inhalte der Beiträge

Tabelle 5.11.: Inhaltliches Muster

5.4.4. Klassifikator

Entsprechend der Methodik aus Abschnitt 5.4.1 wird für jeden Feed des Testdatensatzes
ein individueller Algorithmus bestimmt. Die Auswahl des Algorithmus erfolgt mithil-
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fe von Klassifikatoren, die mit den zuvor ausgewählten Features trainiert werden. Das
Klassifikationsproblem ist als Multiclass Klassifikation einzuordnen, nachdem ein Algo-
rithmus aus mehreren Alternativen auszuwählen ist.

Für das Training und die Nutzung des Klassifikators werden Features benötigt, die
aus einer begrenzten Historie der Beiträge des Feeds berechnet werden. Die Features
stammen aus den vier Mustern Veröffentlichungszeitpunkte, Aktualisierungsintervall und
Änderungshistorie sowie Inhalte. Mithilfe der Features wurden für die Plattformen Fa-
cebook und Twitter mehrere Klassifikatoren bestimmt, die auf Random Forest und XG-
Boost [CG16] basieren. Der Algorithmus XGBoost (eXtreme Gradient Boosting) stellt
eine Form des Gradient Tree Boostings dar und erreichte zuvor bereits gute und nachvoll-
ziehbare Ergebnisse in ähnlichen Problemstellungen, weshalb er auch für die vorliegende
Arbeit verwendet wird. Zur Bildung der Klassifikatoren wurden zunächst nur die Featu-
res aus den Aktualisierungsmustern verwendet. Für einen Vergleich wurde anschließend
eine Kombination der Aktualisierungsmuster und des Inhalts verwendet, der dazu in ein
Word-Embedding mit Bag-of-words und TF-IDF (Term Frequency Inverse Document
Frequency) überführt wurde. Für die Implementierung der Klassifikatoren in Python
wurde Scikit-Learn [Ped+11] verwendet.

5.5. Evaluation und Validation
In den folgenden Abschnitten wird die Strategie Klassifikation mithilfe des Datensat-
zes aus Kapitel 3 evaluiert. Dabei werden ausgewählte Punkte der Methodik aus Ab-
schnitt 5.4.1 betrachtet. In Abschnitt 5.5.1 wird zunächst die Klassifikation zur Auswahl
der Algorithmen durchgeführt und evaluiert. Darauf aufbauend werden die Ergebnisse
betrachtet, die sich aus der Auswahl der Algorithmen ergeben. Dazu werden in Ab-
schnitt 5.5.2 zunächst die Strategien Baseline und Optimum nochmals aufgegriffen und
mit der Strategie Klassifikation verglichen. Anschließend werden mehrere Messungen
durchgeführt. Die Qualität der Vorhersagen der verschiedenen Strategien wird dabei
durch die Gesamtqualität mithilfe der Metriken aus Abschnitt 5.1 bewertet.

5.5.1. Evaluation der Klassifikation

In diesem Abschnitt soll die Leistung des Klassifikators evaluiert werden. Dabei wer-
den die Ergebnisse im Hinblick auf zwei Aspekte betrachtet. Der erste Aspekt betrifft
die Frage, ob das klassifizierte Label dem tatsächlichen Label entspricht. Der zweite
Aspekt betrachtet dagegen die Annäherung an den besten Algorithmus aus fachlicher
Sicht. Während die Auswahl des zweitbesten Algorithmus einem Fehler im Sinne des
ersten Aspektes entspricht, stellt sie nach dem zweiten Aspekt, also der fachlichen Sicht,
möglicherweise trotzdem eine sinnvolle Annäherung dar.

Formale Evaluation

Die Klassifikation ist als Multiclass-Klassifikation ausgelegt, bei der jedem Feed ein Al-
gorithmus von mehreren möglichen Algorithmen zugeordnet wird, die im Training als
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Label bereitgestellt werden. Die Ergebnisse der Klassifikation sind in absoluten Zah-
len als Confusion-Matrix für Random Forest in Abbildungen 5.6a und 5.6b sowie für
XGBoost in Abbildungen 5.8a und 5.8b dargestellt. Wie die Abbildungen zeigen, sind
Häufungen der tatsächlichen Labels (engl. True label) und der vorhergesagten Labels
(engl. Predicted label) zu bestimmten Klassen vorhanden. Diese Häufung der Labels ist
auf eine ungleiche Verteilung der verschiedenen Klassen in den Daten zurückzuführen,
wie die relative Darstellung der gleichen Daten in den Abbildungen 5.7a und 5.7b sowie
Abbildungen 5.9a und 5.9b zeigt. Jede Zeile gibt das tatsächliche Label an, während die
Spalten die Verteilung auf die vorhergesagten Labels repräsentieren. Dabei summiert
sich die relative Verteilung des tatsächlichen Labels über die Zeile hinweg zu 1 auf.

Für die Analyse der Ergebnisse werden Standardmetriken für die Klassifikation be-
rechnet, zu denen Accuracy, Precision, Recall und F1 gehören. Die Ergebnisse sind für
beide Plattformen in Tabellen 5.12 und 5.13 dargestellt. Dabei gibt der Support die
Anzahl der Feeds aus den Daten an, denen dieser Algorithmus als tatsächliches Label
zugeordnet ist. Mehrere Metriken sind als Mittelwert in unterschiedlicher Form ange-
geben. Der Macro average berechnet die Metrik zunächst einzeln für jede Klasse und
bildet anschließend einen ungewichteten Mittelwert darüber. Beim Micro average wird
dagegen die Summe der True Positives (TP), False Negatives (FN) und False Positives
(FP) über alle Klassen berechnet, um daraus den Mittelwert zu errechnen. Mit dem
Weighted average wird die Metrik zunächst ebenfalls für die einzelne Klasse berechnet,
um diese dann mit der tatsächlichen Anzahl der Elemente für die Klasse (engl. support)
zu gewichten, bevor der Mittelwert berechnet wird. Die Metriken Precision, Recall und
F1 sind in den Gleichungen (5.5) bis (5.7) dargestellt, wobei diese sich aus den Werten
für TP, FN und FP errechnen, die aus der Confusion-Matrix abzulesen sind.

precision = TP
TP + FP (5.5)

recall = TP
TP + FN (5.6)

F1 = 2TP
2TP + FP + FN (5.7)

Als alternative Darstellung für die Werte der Confusion-Matrix, wird die ROC Kurve
(engl. Receiver Operating Characteristics) betrachtet. Diese ist für Random Forest in den
Abbildungen 5.10a und 5.10b sowie für XGBoost in den Abbildungen 5.10c und 5.10d
abgebildet und stellt die True Positive Rate (TPR) auf der Y-Achse gegen die False
Positive Rate (FPR) auf der X-Achse dar. Eine Kurve, die durch die obere linke Ecke
verläuft, stellt dabei das Optimum dar, bei dem ausschließlich richtig positive Vorhersa-
gen (engl. True positives) und keine falsch positiven Vorhersagen (engl. False positives)
für eine Klasse auftreten. Die Fläche unter der Kurve wird als AUC (engl. Area under
the Curve) bezeichnet und ist zu maximieren. Ein Klassifikator, der rein auf dem Zufall
beruht, hat eine Kurve, die auf der Diagonalen von der linken unteren in die rechte obere
Ecke verläuft und einen AUC-Wert von 0,5 aufweist. Die AUC-Werte für Micro Average
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und Macro Average fallen für beide Plattformen hoch aus. Für die einzelnen Klassen
unterscheiden sich die AUC-Werte jedoch stark.

Fachliche Evaluation

Die Ergebnisse der Klassifikation sollen neben der formalen auch von der fachlichen Sei-
te her betrachtet werden. Dabei geht es speziell um die Fälle, in denen nicht der beste
Algorithmus bei der Klassifikation bestimmt wird. Zunächst soll betrachtet werden, wie
häufig sich der beste Algorithmus unter den Kandidaten befindet, die mit der höchsten
Wahrscheinlichkeit vorhergesagt werden. Dafür wird die Vorhersagewahrscheinlichkeit
(engl. prediction probability) verwendet, welche die Wahrscheinlichkeit angibt, mit der
ein Feed einer bestimmten Klasse, also einem bestimmten Algorithmus, zuzuordnen ist.
Bei der Vorhersage des Labels für einen neuen Feed wird eine Wahrscheinlichkeit für jede
Klasse berechnet, die in den Trainingsdaten des Klassifikators enthalten ist. Zur anschlie-
ßenden Festlegung des Labels wird die Klasse mit der höchsten Vorhersagewahrschein-
lichkeit durch den Klassifikator ausgewählt. Handelt es sich dabei nicht um den besten
Algorithmus, ist die Vorhersage binär betrachtet falsch. Dennoch können die übrigen
Wahrscheinlichkeiten zusätzliche Informationen darüber liefern, mit wieviel geringerer
Wahrscheinlichkeit der tatsächliche Algorithmus vorhergesagt wurde. Zur Bestimmung
der Annäherung an die Auswahl des besten Algorithmus wird die Metrik Top-k Accuracy
verwendet. Die Metrik berechnet die Anzahl der Fälle, in denen das richtige Label un-
ter den k höchsten Vorhersagewahrscheinlichkeiten liegt. Bei m zur Auswahl stehenden
Algorithmen wird die Metrik nacheinander für k ∈ {1, . . . , m − 1} berechnet, um einen
Überblick zu bekommen, wie stark die Vorhersagen abweichen. Die Ergebnisse sind in
Abbildung 5.11 und Tabelle B.1 im Anhang dargestellt und fallen auf beiden Plattfor-
men ähnlich aus. Der beste Algorithmus wird nur in einer Minderheit der Fälle von ca.
40 % vorhergesagt. Unter den ersten drei liegt der beste Algorithmus aber in ca. 75 %.

Der beste Algorithmus zeichnet sich durch die besten Ergebnisse, gemessen an der
normierten Einzelqualität von 1.0, aus, die bei einer richtigen Vorhersage erreicht wird.
Wird dagegen ein anderer Algorithmus vorhergesagt, ist das folglich mit einer anderen
Einzelqualität verbunden, die gewöhnlich geringer ausfällt. Nachdem zur Bestimmung
des besten Algorithmus sämtliche Algorithmen auf alle Feeds angewendet wurden, ste-
hen die normalisierten Qualitätswerte für sämtliche Kombinationen zur Verfügung. Diese
Werte werden genutzt, um einen Überblick zu erhalten, wie gut die normalisierten Qua-
litäten der ausgewählten Algorithmen im Vergleich zum besten Algorithmus ausfallen.
Dazu wird für jeden Feed die normalisierte Qualität des vorhergesagten Algorithmus
übernommen. Die Verteilung der Werte ist in Abbildung 5.12 sowie den Tabellen B.3
und B.4 im Anhang dargestellt. Danach erreicht 25 % Perzentil der Feeds eine norma-
lisierte Qualität von ca. 0,73 bei Facebook und ca. 0,83 bei Twitter, während das 50 %
Perzentil einen Wert von ca. 0,90 bei Facebook und ca. 0,95 bei Twitter erbringt. Das
75 % Perzentil der Feeds erreicht eine normalisierte Qualität von 1,0. In der Gesamt-
betrachtung schneidet die Qualität für die Kombination der ausgewählten Algorithmen
damit deutlich besser ab, als die jedes einzelnen Algorithmus. Dabei fällt besonders die
sehr viel geringere Streuung der Qualität auf, die mit der Abbildung 5.12 deutlich wird.
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Abbildung 5.6.: Confusion-Matrix für die Klassifikation mit Random Forest (Anzahl)
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Abbildung 5.7.: Confusion-Matrix für die Klassifikation mit Random Forest (normali-
siert)
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Abbildung 5.8.: Confusion-Matrix für die Klassifikation mit XGBoost (Anzahl)
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Abbildung 5.9.: Confusion-Matrix für die Klassifikation mit XGBoost (normalisiert)
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Precision Recall F1-Score Support
RF XGB RF XGB RF XGB

AdaptiveTTL_0.1 0.25 0.23 0.26 0.24 0.26 0.24 62
AdaptiveTTL_1.2 0.25 0.00 0.05 0.00 0.09 0.00 19
IndHist_0.6 0.40 0.42 0.60 0.51 0.48 0.46 986
IndHist_0.6/TTL_0.3 0.17 0.07 0.00 0.02 0.01 0.03 236
IndHist_0.6/TTL_2.5 0.26 0.23 0.02 0.11 0.04 0.15 477
LRU-3 0.25 0.16 0.04 0.08 0.08 0.11 426
LRU-9 0.00 0.09 0.00 0.02 0.00 0.03 200
MavSync 0.33 0.20 0.01 0.02 0.03 0.04 142
Static1h 0.39 0.37 0.27 0.39 0.32 0.38 1067
Static24h 0.38 0.39 0.76 0.63 0.50 0.48 1369
Static7d 0.20 0.22 0.05 0.07 0.08 0.10 60
StaticAverage 0.00 0.09 0.00 0.01 0.00 0.01 156
Accuracy 0.38 0.37 5200
Macro avg. 0.24 0.21 0.17 0.17 0.16 0.17 5200
Weighted avg. 0.32 0.31 0.38 0.37 0.30 0.32 5200

Tabelle 5.12.: Ergebnisse der Klassifikation für Facebook

Precision Recall F1-Score Support
RF XGB RF XGB RF XGB

AdaptiveTTL_0.1 0.43 0.46 0.66 0.61 0.52 0.53 453
AdaptiveTTL_1.2 0.00 0.00 0.00 0.00 0.00 0.00 26
IndHist_0.6 0.41 0.42 0.61 0.52 0.49 0.47 1024
IndHist_0.6/TTL_0.3 0.40 0.36 0.10 0.13 0.15 0.19 231
IndHist_0.6/TTL_2.5 0.28 0.25 0.10 0.18 0.14 0.21 648
LRU-3 0.18 0.16 0.04 0.07 0.07 0.10 378
LRU-9 0.40 0.18 0.01 0.05 0.03 0.08 281
MavSync 0.44 0.70 0.16 0.10 0.24 0.18 68
Static1h 0.39 0.41 0.53 0.54 0.45 0.47 1203
Static24h 0.39 0.36 0.49 0.45 0.44 0.40 748
Static7d 1.00 0.00 0.03 0.00 0.07 0.00 29
StaticAverage 0.00 0.06 0.00 0.01 0.00 0.02 111
Accuracy 0.39 0.38 5200
Macro avg. 0.36 0.28 0.23 0.22 0.22 0.22 5200
Weighted avg. 0.36 0.35 0.39 0.38 0.34 0.35 5200

Tabelle 5.13.: Ergebnisse der Klassifikation für Twitter
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Abbildung 5.10.: ROC-Kurven für die Vorhersagen

Für das bessere Verständnis der Gründe, warum in bestimmten Fällen ein anderer
als der beste Algorithmus vorhergesagt wird, sollen mögliche Ursachen betrachtet wer-
den. Eine mögliche Ursache stellt die Korrelation verschiedener Algorithmen für einen
Feed dar. Sind zwei Algorithmen hoch korreliert, führen beide zu einem hohen Ergeb-
nis. Zur Betrachtung werden die Korrelationen nach Pearson unter den normalisierten
Qualitäten für die verschiedenen Algorithmen berechnet, die aus der Anwendung aller
Algorithmen auf sämtliche Feeds des Datensatzes neue Feeds stammen. Die Ergebnis-
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Abbildung 5.11.: Top-k Accuracy der Vorhersagen
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Abbildung 5.12.: Qualität der vorhergesagten Algorithmen

se sind in Abbildungen B.1a und B.1b im Anhang dargestellt, wobei die Korrelationen
ähnliche Tendenzen auf beiden Plattformen aufweisen. Danach korrelieren IndHist und
seine Varianten IndHist/TTL ebenso wie die Varianten von LRU hoch. Ebenfalls hohe
Werte treten zwischen Adaptive TTL M = 1.2 und den Varianten von LRU auf. Die
statischen Algorithmen Static 1h und insbesondere Static 24h sind dagegen nur gering
mit den meisten Algorithmen korreliert.

5.5.2. Messungen und Auswertung der Ergebnisse

Mit den Klassifikatoren aus Abschnitt 5.5.1 kann für jeden einzelnen Feed aus einer
Menge von Feeds ein passender Algorithmus bestimmt werden. Wie in der Evaluation
der Klassifikation dargelegt, erreichen die Algorithmen, die mit dem Random Forest
Klassifikator (RF) für beide Plattformen ausgewählt wurden, dabei die höhere Qualität,
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weshalb dieser Klassifikator im Folgenden verwendet wird. Das Ergebnis ist eine Men-
ge von Algorithmen der Strategie Klassifikation. Zur Bewertung der Ergebnisse wird
die Strategie Klassifikation mit den Strategien Baseline Feed, Baseline Elements und
Optimum verglichen. Dabei werden auch die einzelnen Algorithmen aus Kapitel 4 für
den Vergleich herangezogen. Damit eine Gegenüberstellung der Ergebnisse möglich ist,
werden die Strategie und Algorithmen auf die gleiche Menge von Feeds aus Facebook
und Twitter angewendet, die bereits in Abschnitt 5.3 verwendet wurde. Die Vorher-
sagen werden anhand der Metriken D, RPE und Q verglichen. Für Algorithmen, die
über Parameter verfügen, werden die Parameter-Wert-Kombinationen verwendet, die in
Kapitel 4 als beste Kombinationen bestimmt wurden. Der Vergleich umfasst folgende
Algorithmen und Parameter-Wert-Kombinationen:

• Adaptive TTL mit M ∈ {0.1, 1.2}

• LRU mit k ∈ {3, 9}

• IndHist mit θ = 0.6

• IndHist/TTL mit θ = 0.6, Tburst = 2, M ∈ {0.3, 2.5}, W = 1 Stunde

• MAVSync

Zusammen mit den einzelnen Algorithmen werden auch die verschiedenen Strategien
zur Algorithmenauswahl, die in diesem Kapitel vorgestellt wurden, einbezogen und mit-
einander verglichen. Für das bessere Verständnis wird die Funktionsweise der einzelnen
Strategie nachfolgend nochmals zusammengefasst:

1. Strategie Baseline Feed: Für jeden Feed aus einer Menge von Feeds wird der Al-
gorithmus verwendet, der für die Menge der Feeds die beste Gesamtqualität im
Modus Feeds erreicht (siehe Abschnitt 5.3).

2. Strategie Baseline Elements: Für jeden Feed aus einer Menge von Feeds wird der
Algorithmus verwendet, der für die Menge der Feeds die beste Gesamtqualität im
Modus Elements erreicht (siehe Abschnitt 5.3).

3. Strategie Optimum: Für jeden Feed aus einer Menge von Feeds wird der Algo-
rithmus verwendet, der für diesen Feed die beste Einzelqualität erzielt (siehe Ab-
schnitt 5.3).

4. Strategie Klassifikation: Für jeden Feed aus einer Menge von Feeds wird der Al-
gorithmus verwendet, der anhand des individuellen Musters des Feeds und seiner
Beiträge durch Klassifikation bestimmt wird (siehe Abschnitt 5.5.1).

Die Strategien Baseline Feed und Baseline Elements entsprechen der Anwendung ei-
nes Algorithmus auf alle Feeds, der im entsprechenden Modus Feeds oder Elements beim
Vergleich in Kapitel 4 am besten abgeschnitten hat. Das sind Static 24h für den Modus
Feeds und IndHist θ = 0.6 im Modus Elements bei Facebook. Bei Twitter führt dagegen

121



5. Auswahl von Algorithmen zur Vorhersage

IndHist θ = 0.6 in den Modi Feeds und Elements zu den besten Werten. Die Ergeb-
nisse der Strategie sind daher mit den Ergebnissen für den entsprechenden Algorithmus
identisch, die im Folgenden beschrieben werden.

Verzögerung (Delay)
Die Abbildungen 5.13a und 5.13b zeigen die Verteilung des Delay für den Modus Ele-
ments D̂E . Daneben stellen die Tabellen 5.14 und 5.15 die Werte für die Modi Feeds und
Elements (D̂F , D̂E) einander gegenüber, wobei die Verteilung der Werte über die drei
Quartile (Q1, Q2 und Q3) angegeben wird. Für die Algorithmen, die auf sämtliche Feeds
angewendet werden, ergeben sich die gleichen Ergebnisse wie in Abschnitt 4.4.4. Die Ver-
zögerungen der statischen Algorithmen sind gleichmäßig über das Intervall verteilt und
weisen einen Median in Höhe des halben Intervalls auf. In Bezug auf Facebook errei-
chen die Algorithmen MAVSync, Static average und LRU sehr ähnliche Delay-Werte.
Für Twitter-Beiträge fällt die Verzögerung beim Ansatz Static 24h höher aus. Mit Ind-
Hist konnten sehr niedrige Verzögerungen erzielt werden, so liegt der Median weit unter
den Median-Werten der Algorithmen LRU, MAVSync, Static 24h und Static average. In
Kombination mit TTL können die Verzögerungen weiter reduziert werden, insbesondere
bei Twitter. Bei Adaptive TTL hängt die Leistung vom Wert der Konstante M ab, wobei
das Ergebnis stark von kleinen Werten profitiert.

Bei den Strategien zeigt sich ebenfalls ein unterschiedliches Bild. Die Strategie Opti-
mum weist für Facebook und Twitter das geringste Delay unter den Strategien auf, das
auch im Vergleich mit den Algorithmen und gemessen am Median (siehe Q2) nur hinter
Static 1h und Adaptive TTL M = 0.1 zurücksteht. Die Strategie Klassifikation erzielt
in beiden Modi sehr gute Median-Werte. Sie erreicht jeweils den vierten Platz hinter der
Strategie Optimum, Adaptive TTL M = 0.1 und Static 1h, kann dabei aber erheblich
besser als die beiden Strategien Baseline Feeds und Baseline Elements abschneiden. Die
einzige Ausnahme bildet der Modus Feeds für Twitter, wo die Strategie Klassifikation
den dritten Platz belegt.

Abfragen pro Element (Requests per element)
Die Abbildungen 5.14a und 5.14b zeigen die Verteilung der Abfragen pro Element für
den Modus Elements (R̂PEE). Zudem stellen die Tabellen 5.14 und 5.15 die Werte für
die Modi Feeds und Elements (R̂PEF , R̂PEE) einander gegenüber, wobei die Verteilung
der Werte über die drei Quartile (Q1, Q2 und Q3) angegeben wird. Für die Algorithmen,
die auf sämtliche Feeds angewendet werden, ergeben sich auch hier die gleichen Ergeb-
nisse wie in Abschnitt 4.4.4. Adaptive TTL M = 0.1 benötigt bei weitem die meisten
Abfragen, während Static 7d die wenigsten benötigt, was jedoch mit einer sehr hohen
Verzögerung einhergeht. MAVSync, Static average, Static 24h und die Varianten von
LRU weisen einen Median von 1,0 Abfragen pro Element auf, was dem optimalen Wert
entspricht. Mit IndHist steigt die Zahl der Abfragen leicht an. Bei der Kombination mit
TTL (IndHist/TTL) neigt der Algorithmus zu deutlich mehr Abfragen, wenn die Kon-
stante M zu klein gewählt wird. Mit Adaptive TTL und größeren Werten der Konstante
M können ebenfalls sehr niedrige Abfragen pro Element erreicht werden. Bei kleine-
ren Werten von M steigt die Zahl der Abfragen jedoch stark an. Der Ansatz Adaptive
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TTL scheint auch für kleinere Aktualisierungsintervalle, wie sie bei Twitter vorkommen,
besser geeignet zu sein. Die Strategie Optimum weist für Facebook und Twitter, gemes-
sen am Median (siehe Q2), sehr geringe Werte auf, die mit der Strategie Klassifikation
identisch sind. Geringfügig besser sind nur die Strategien Baseline Feeds und Baseline
Elements sowie mehrere Algorithmen, welche mit dem Optimum von 1,0 den besten
Wert erreichen.

Gesamtvergleich
Die Abbildungen 5.15a und 5.15b sowie die Tabellen 5.16 und 5.17 stellen die normali-
sierte Gesamtqualität Q̂ nach Gleichung (5.4) dar. Für die Algorithmen, die auf sämtliche
Feeds angewendet werden, ergeben sich nur zum Teil die identischen Ergebnisse wie in
Abschnitt 4.4.4. Dieser Effekt ist auf die Normierung zurückzuführen, bei der alle Werte
zum besten Wert ins Verhältnis gesetzt werden. Durch einen neuen besten Wert für die
Qualität QF und QE auf beiden Plattformen werden die normierten Werte Q̂F und Q̂E

zu diesem ins Verhältnis gesetzt. Dagegen bleiben die normierten Werte D̂F , D̂E , R̂PEF

und R̂PEE identisch, da es in diesem Fall kein neues Maximum gibt. Die nicht normier-
ten Werte D̃F , D̃E , R̃PEF und R̃PEE bleiben dagegen in jedem Fall gleich, nachdem
diese direkt aus den Ergebnissen der Vorhersagen bestimmt werden. QF und QE wür-
den sich bei einem neuen Maximum von D̂F , D̂E , bzw. R̂PEF oder R̂PEE ändern, was
hier aber nicht der Fall ist. Die niedrigsten Werte bei Facebook weisen Adaptive TTL
M = 0.1 im Modus Feeds und Static 7d im Modus Elements auf. Im Fall von Twitter
hängen die niedrigsten Werte ebenfalls vom Modus ab, wobei diese für Feeds von Static
Average und Elements von Static 7d erreicht werden. Während bei Twitter der IndHist
θ = 0.6 die höchste Qualität für beide Modi erreicht, schneidet bei Facebook der Static
24h im Modus Feeds und ebenfalls der IndHist θ = 0.6 im Modus Elements am besten
ab. Static 1h ist für den Modus Feeds auf beiden Plattformen sehr gut geeignet und
könnte in bestimmten Szenarien eine gute Alternative zu den komplexeren Algorithmen
darstellen. Mit einem statischen Intervall von 24 Stunden werden für Facebook, wie be-
reits erwähnt, sehr gute Ergebnisse erzielt, während die Qualität bei Twitter deutlich
abnimmt. Statischer Mittelwert, MAVSync und LRU führen bei Facebook zu sehr ähn-
lichen Werten. Bei Twitter wird der statische Mittelwert dagegen von den adaptiven
Algorithmen Adaptive TTL M = 0.1, LRU und MAVSync übertroffen. Bei den Stra-
tegien zeigt sich ebenfalls ein unterschiedliches Bild. Die Strategie Optimum weist für
Facebook in beiden Modi sowie für Twitter im Modus Elements die beste Qualität unter
den Strategien auf, die auch im Vergleich mit sämtlichen Algorithmen besser abschnei-
det. Die Strategie Klassifikation erreicht bei Facebook in beiden Modi sehr hohe Werte,
die jeweils den zweiten Platz hinter der Strategie Optimum belegen, dabei aber erheb-
lich besser als die beiden Strategien Baseline Feeds und Baseline Elements abschneiden.
Bei Twitter erreicht die Strategie Klassifikation im Modus Elements ebenfalls den zwei-
ten Platz, geringfügig hinter der Strategie Optimum, während sie diese im Modus Feeds
sogar überholen kann. Das ist durch die abweichende Berechnung der Metriken zu be-
gründen, bei denen die Modi Feeds und Elements unterschiedlich gewichtet werden. Die
Strategie Optimum erreicht grundsätzlich die größere Anzahl besserer Werte, die jedoch
im Median auf weniger Feeds konzentriert sind, weshalb die Strategie Klassifikation im
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5. Auswahl von Algorithmen zur Vorhersage

Modus Feeds besser abschneidet. Das wird aus dem Vergleich der Metrik D zu den Stra-
tegien Optimum und Klassifikation deutlich, die in Tabelle 5.15 abgebildet sind, wobei
insbesondere die Werte für den Median (siehe Q2) in den Modi Feeds und Elements
ausschlaggebend sind.

Hinweis: Static 7d wurde aufgrund der Bandbreite der Werte in den Abbildungen 5.13a und 5.13b
ausgelassen. Gleiches gilt für Static 1h in Abbildungen 5.14a und 5.14b. Siehe Tabellen 5.14
und 5.15 für Einzelheiten.
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Abbildung 5.13.: Delay der Strategien Klassifikation und Optimum im Modus Elements
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Abbildung 5.14.: RPE der Strategien Klassifikation und Optimum im Modus Elements

5.5.3. Vergleich der Laufzeiten
Durch die Auswahl der Algorithmen für jeden einzelnen Feed soll neben einer Verbes-
serung der Qualität der Vorhersagen auch eine Reduktion der Laufzeit erreicht werden.
Im folgenden Vergleich wird für die drei Strategien betrachtet, welche Schritte diese
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Abbildung 5.15.: Qualität der Strategien Klassifikation und Optimum

ausführen und welche Laufzeit damit verbunden ist. Dabei wird der Aufwand zunächst
formal für m zu betrachtende Algorithmen und n Feeds sowie einen Basisdatensatz, für
die Strategie Klassifikation, mit o Feeds dargestellt.

• Strategie Baseline Feeds und Baseline Elements: Der Zeitbedarf ergibt sich aus der
Laufzeit für die Anwendung aller Algorithmen auf sämtliche Feeds zur Vorhersage
sowie für das anschließende Berechnen der Metriken und Gesamtqualitäten für
jeden einzelnen Algorithmus. Es sind m × n Vorhersagen durchzuführen.

• Strategie Optimum: Der Zeitbedarf umfasst auch in diesem Fall die Laufzeit für die
Anwendung aller Algorithmen auf sämtliche Feeds zur Vorhersage sowie für das
anschließende Berechnen der Metriken. Danach werden, im Unterschied zur Base-
line, die Einzelqualitäten für sämtliche Kombinationen aus Feed und Algorithmus
berechnet. Über die Kombination der besten Algorithmen wird abschließend eine
Gesamtqualität gebildet. Die Anzahl der Vorhersagen ist zu den Strategien Base-
line Feeds und Baseline Elements identisch und beträgt ebenfalls m × n.

• Strategie Klassifikation: Hier umfasst der Zeitbedarf die Laufzeit für das Erstellen
des individuellen Musters zu jedem Feed und die Klassifikation zur Bestimmung
des Algorithmus. Außerdem beinhaltet er die Anwendung der Algorithmen zur
Vorhersage sowie das anschließende Berechnen der Metriken. Über die Kombina-
tion der durch die Klassifikation bestimmten Algorithmen wird abschließend eine
Gesamtqualität gebildet. Die Anzahl der Vorhersagen ist gegenüber den übrigen
Strategien deutlich reduziert und beträgt lediglich 1 × n. Voraussetzung für die
Anwendung der Strategie Klassifikation ist ein Basisdatensatz, der dem Training
des Klassifikators dient und in größeren Abständen mithilfe der Strategie Optimum
zu erstellen ist, wobei m × o Vorhersagen anfallen. Ferner kommt der Aufwand für
das Training des Klassifikators hinzu.
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5. Auswahl von Algorithmen zur Vorhersage

Zusammenfassung: Für die Strategien Baseline Feeds, Baseline Elements und Opti-
mum ist jeweils die gleiche Anzahl von m × n Vorhersagen notwendig. Bei der Strategie
Klassifikation reduziert sich der Aufwand für die Vorhersagen dagegen erheblich, um
(m − 1) × n, auf lediglich 1 × n Vorhersagen.

Laufzeiten
In diesem Abschnitt soll der vorangegangene theoretische Vergleich mit praktischen Lauf-
zeiten belegt werden. Dazu wurden Messungen mit m = 12 Algorithmen, n = 13000
Feeds und o = 13000 Feeds durchgeführt. Die Abbildungen 5.16a und 5.16b stellen die
Laufzeit für die verschiedenen Strategien dar. Die Laufzeit der Strategien wurde da-
bei, für das bessere Verständnis, in mehrere über die Strategien hinweg wiederkehrende
Schritte zerlegt, deren Einzellaufzeiten eigenständig gemessen wurden. Damit ist ersicht-
lich, welcher Aufwand für die Laufzeit der verschiedenen Schritte entsteht und welche
Einsparung an Laufzeit durch das Entfallen bestimmter Schritte in einzelnen Strategien
zu erreichen ist. Um die Richtigkeit der Laufzeitberechnung sicherzustellen, wurde jede
Messung fünfmal wiederholt. Die vollständigen Ergebnisse sind im Anhang für die einzel-
nen Schritte (siehe Tabellen B.5 und B.6) sowie für die verschiedenen Strategien (siehe
Tabellen B.7 und B.8) dargestellt. Für die Messungen wurde ein System mit Ubuntu
16.04 sowie AMD EPYC 7402 Prozessor mit 24 Kernen (48 logische Prozessoren) und
500 GB Arbeitsspeicher verwendet. Aufgrund der unterschiedlichen Skalierbarkeit der
einzelnen Schritte, wurden die verwendeten Ressourcen in allen Schritten zur besseren
Vergleichbarkeit auf einen Thread beschränkt.
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Abbildung 5.16.: Laufzeiten der Strategien

Für die Strategien Baseline Feeds und Baseline Elements entsteht der identische Auf-
wand, mit ca. 25 Minuten bei Facebook und ca. 97 Minuten bei Twitter, der sich aus
der Vorhersage mit allen Algorithmen für sämtliche Feeds sowie der Berechnung einer
Gesamtqualität für jeden Algorithmus über sämtliche Feeds zusammensetzt. Bei der
Strategie Optimum kommt gegenüber den Strategien Baseline Feeds und Baseline Ele-
ments noch die Berechnung einer Einzelqualität für jede Kombination aus Algorithmus
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5.6. Abgrenzung zu verwandten Arbeiten

und Feed hinzu, wobei für die Berechnung sämtlicher Einzelqualitäten eine zusätzliche
Laufzeit von ca. 3 Minuten auf Facebook und ca. 4,5 Minuten auf Twitter anfällt. Folglich
kann durch einen geringen Mehraufwand eine erhebliche Steigerung der Leistung erreicht
werden. Bei der Strategie Klassifikation wird der Algorithmus zur Vorhersage für jeden
einzelnen Feed zunächst binnen weniger Sekunden durch den Klassifikator bestimmt.
Anschließend wird mit der Auswahl an Algorithmen eine Vorhersage durchgeführt, wo-
für sich die Laufzeit gegenüber der aufwendigen Vorhersage mit allen Algorithmen für
sämtliche Feeds auf ca. 4 Minuten auf Facebook sowie ca. 13 Minuten auf Twitter, er-
heblich verkürzt. Voraussetzung für die Nutzung der Strategie Klassifikation ist dabei
ein Basisdatensatz, der die Trainingsdaten für den Klassifikator bildet und für dessen
Feeds die besten Algorithmen bestimmt wurden. Dafür fällt der gleiche Aufwand wie bei
der Strategie Optimum an. Darüber hinaus kommt die Berechnung der Features und das
Training des Klassifikators hinzu. Während die Berechnung der Features, mit ca. 4 Mi-
nuten auf Facebook und ca. 6 Minuten auf Twitter, vergleichsweise kurz ausfällt, nimmt
das Training des Klassifikators deutlich mehr Zeit in Anspruch, wofür ca. 45 Minuten
auf Facebook und ca. 60 Minuten auf Twitter anfallen.

Abschließend ist anzumerken, dass die Berechnung des Basisdatensatzes nur in ver-
gleichsweise großen Abständen durchzuführen ist, wodurch sich der Zusatzaufwand in
vielen Fällen schnell amortisiert. Wird der Basisdatensatz z. B. nur jährlich erstellt, aber
monatlich eine Auswahl von Algorithmen nach den Bedingungen für diese Messungen
durchgeführt, entsteht ein wesentlicher Laufzeitvorteil. Bei der Strategie Klassifikation
fällt in diesem Fall elfmal der Aufwand für die Strategie Klassifikation selbst sowie ein-
mal der Aufwand für die Erstellung des Basisdatensatzes an, während bei der Strategie
Optimum zwölfmal der Aufwand für die Strategie Optimum entsteht. Daraus ergeben
sich in Summe für Facebook ca. 166 Minuten (8 · 11 + 78) für die Strategie Klassifikation
und ca. 330 Minuten (27, 5 · 12) für die Strategie Optimum.

5.6. Abgrenzung zu verwandten Arbeiten

In der Übersicht aus Tabelle 5.18 wird die eigene Arbeit anhand der wichtigsten Kriterien
mit einigen verwandten Arbeiten verglichen, wobei Gemeinsamkeiten und Unterschiede
betrachtet werden.

Die Arbeit von Bright et al. [BGR06] hat ihren Forschungsschwerpunkt bei den Vor-
hersagealgorithmen, die für die Vorhersage von Änderungen auf Webseiten in Zusam-
menhang mit Web Caching, für E-Mails sowie Web Feeds verwendet werden. Die Autoren
stellen mit IndHist einen inhomogenen Poisson-Prozess vor und vergleichen diesen mit
Adaptive TTL. Anschließend kombinieren sie IndHist in einer Variante mit Adaptive
TTL, die sie als IndHist/TTL bezeichnen. IndHist/TTL kommt in Phasen hoher Ak-
tivität, den sogenannten Bursts, zum Einsatz. Eine Algorithmenauswahl findet statt,
indem zwischen IndHist und AggHist gewechselt wird. AggHist verhält sich wie IndHist,
wird im Gegensatz aber auf einer Menge von ähnlichen Aktualisierungsmustern trainiert.
Auf das Vorgehen zur Bestimmung ähnlicher Aktualisierungsmuster wird nicht weiter
eingegangen, weshalb es nicht nachvollzogen und genauer betrachtet werden kann. Der
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5. Auswahl von Algorithmen zur Vorhersage

Kontext der Dokumente, also das Thema der Texte und weitere Attribute, werden in
die Ähnlichkeit nicht einbezogen. Die Evaluation erfolgt quantitativ anhand von Daten-
sätzen aus den genannten Domänen und mithilfe der Metriken Delay und Abfragen pro
Element.

Sia et al. [Sia+07] legen ihren Schwerpunkt auf das Resource Scheduling. Den Un-
tersuchungsgegenstand bilden dabei ebenfalls Web Feeds, deren Aktualisierungen mit
Poisson-Prozessen vorhergesagt werden, wobei keine Auswahl verschiedener Algorith-
men stattfindet. Es werden jedoch ähnliche Aktualisierungsmuster durch Clustering be-
stimmt, mit der Absicht, durch aggregierte Muster die Vorhersage zu verbessern. Die
Evaluation erfolgt ebenfalls quantitativ.

Reichert [Rei12] legt seinen Fokus auf den Vergleich von Algorithmen zur Vorhersage
der Änderungen von Web Feeds, wobei er mit statischen, adaptiven und auf Poisson-
Prozessen basierenden Algorithmen ein breites Spektrum betrachtet. Die Algorithmen-
auswahl erfolgt manuell und auch die Ähnlichkeit von Aktualisierungsmustern, ebenso
wie der Kontext der Beiträge, werden nicht betrachtet. Auch hier basiert die Evaluation
auf quantitativen Messungen, wobei die Metriken Delay, Abfrage pro Element und Güte
verwendet wurden.

Guo et al. [Guo+16] haben ihren Schwerpunkt ebenfalls bei Algorithmen zur Vorher-
sage von Aktualisierungen, die sich jedoch auf den Social Media Bereich beziehen. Dabei
verwenden sie verschiedene Poisson-Prozesse, die in Abhängigkeit von vier vorgegebenen
Aktualisierungsmustern gewählt werden. Dazu betrachten sie ähnliche Aktualisierungs-
muster, beziehen den Kontext der Beiträge jedoch nicht ein. Auch in dieser Arbeit basiert
die Evaluation auf quantitativen Messungen.

Die eigene Arbeit legt den Fokus auf die Auswahl von Vorhersagealgorithmen im Be-
reich Social Media, wobei eine breite Auswahl von statischen, adaptiven und auf Poisson-
Prozessen basierenden Algorithmen mit verschiedener Parametrierung erprobt wird. Ein
wichtiges Abgrenzungsmerkmal ist, dass der individuelle Algorithmus dabei automati-
siert anhand des Aktualisierungsmusters und des Kontexts bzw. Inhalts des Feeds und
seiner Beiträge ermittelt wird. Die Bestimmung des individuellen Algorithmus für einen
Feed erfolgt dabei durch Klassifikation. Die Evaluation erfolgt, wie bei den verwand-
ten Arbeiten, durch quantitative Messungen, wobei die Metriken Delay, Abfragen pro
Element und Qualität verwendet werden.

5.7. Zusammenfassung

In diesem Kapitel wurden mehrere Ansätze betrachtet, mit denen die Vorhersage von
Beiträgen auf Social Media Feeds optimiert werden soll. Dafür wurde die bestehende
Problembeschreibung zur Vorhersage aus Kapitel 4 erweitert. Danach werden die Vor-
hersagen nicht nur für eine Menge von Feeds, sondern auch für einzelne Feeds betrachtet.
Dafür wurde die bestehende Metrik der Qualität erweitert, die nun als Gesamtqualität
für eine Menge von Feeds oder als Einzelqualität für einzelne Feeds berechnet werden
kann. Diese Unterscheidung erlaubt es, mit der vorgestellten Strategie Optimum, den
besten Algorithmus für einen einzelnen Feed zu bestimmen. Das stellt eine erhebliche
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5.7. Zusammenfassung

Verbesserung gegenüber dem Vorgehen aus Kapitel 4 dar. Dort wurde jeweils nur ein
bester Algorithmus für die Menge der Feeds in den Modi bestimmt, der nicht mit dem
besten Algorithmus für jeden einzelnen Feed übereinstimmen muss.

Im Ergebnis führt die Bestimmung des besten Algorithmus auch zu den besten Vor-
hersagen, gemessen an der Einzelqualität. Diese Vorgehensweise ist aber mit ebenso
hohen Kosten wie beim Ansatz aus Kapitel 4 verbunden, nachdem alle Algorithmen auf
sämtliche Feeds angewendet werden müssen, um die besten Paare zu bestimmen. Bei
m Algorithmen und n Feeds ergibt das m × n Permutationen von Messungen, was zu
hohen Kosten in Bezug auf Laufzeit und Ressourcen führt. Aus diesem Grund wurde
eine weitere Strategie Klassifikation entwickelt, die den Algorithmus, der für jeden ein-
zelnen Feed verwendet werden kann, auf kosteneffizientere Weise ermittelt. Die Strategie
Klassifikation ermittelt den Algorithmus für jeden Feed, wie der Name impliziert, durch
Klassifikation. Dafür wird ein individuelles Muster verwendet, das aus einem Profil zu ei-
nem Feed und einer begrenzten Historie seiner Beiträge erstellt wird. Damit das möglich
ist, werden für bestehende Feeds, zu denen bereits der beste Algorithmus rechnerisch
bestimmt wurde, die gleichen individuellen Muster berechnet und als Basisdatensatz
bereitgestellt. Der Basisdatensatz erlaubt das Training eines Klassifikators, mit dem
der individuelle Algorithmus zu neuen Feeds rein anhand ihrer individuellen Muster be-
stimmt werden kann. Der Klassifikator erzielt aus fachlicher Sicht gute Ergebnisse. Wird
der individuelle Algorithmus eines Feeds damit bestimmt, beschränkt sich der Aufwand
auf die Vorhersage mit diesem einen Algorithmus, was eine erhebliche Reduktion der
Laufzeit darstellt.

Durch die separate Bestimmung der Algorithmen für einzelne Feeds, wird nicht nur
die Vorhersage für diese Feeds verbessert. Auch für Mengen von Feeds können, wenn
jedem Feed fk ein passender Algorithmus ak zugeordnet wird, bessere Ergebnisse als in
Kapitel 4 erreicht werden. Die Kombinationen aus Algorithmen, die mit den zwei Op-
timierungen ermittelt werden, werden dabei als zwei Strategien betrachtet und anhand
der Gesamtqualität verglichen. Die Strategie Optimum enthält den rechnerisch besten
Algorithmus für jeden Feed und schneidet erwartungsgemäß am besten ab. Die Strate-
gie Klassifikation enthält dagegen für jeden Feed den durch Klassifikation bestimmten
Algorithmus und erreicht dabei mindestens ebenso gute Werte, wie die über die Strate-
gien Baseline Feed und Baseline Elements ermittelten Algorithmen. Zum Teil erzielt die
Strategie Klassifikation sogar ähnlich gute Werte wie die Strategie Optimum oder kann
diese in einzelnen Fällen übertreffen.
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5. Auswahl von Algorithmen zur Vorhersage

Feeds Elements
Algorithmus/Strategie Metrik Q1 Q2 Q3 Q1 Q2 Q3

AdaptiveTTL_0.1 D̂ 43m36s 1h19m17s 2h10m53s 14m27s 59m47s 2h33m22s
R̂PE 23.0 28.5 31.5 15.0 27.0 36.0

AdaptiveTTL_1.2 D̂ 12h2m37s 20h37m19s 1d9h31m2s 5h18m47s 15h45m42s 1d14h30m0s
R̂PE 1.0 1.166 1.667 1.0 1.0 2.0

IndHist_0.6 D̂ 3h22m57s 11h11m3s 22h42m47s 1h28m50s 5h58m45s 19h27m33s
R̂PE 1.0 1.5 2.0 1.0 1.5 3.0

IndHist_0.6/TTL_0.3 D̂ 3h14m8s 10h58m40s 22h46m4s 1h24m53s 5h53m1s 19h25m33s
R̂PE 1.0 2.0 2.0 1.0 2.0 3.5

IndHist_0.6/TTL_2.5 D̂ 3h11m22s 10h43m59s 22h44m19s 1h23m21s 5h45m55s 19h20m28s
R̂PE 1.0 2.0 2.0 1.0 2.0 3.0

LRU-3 D̂ 7h54m13s 14h57m34s 1d1h51m50s 3h28m53s 10h44m20s 1d4h5m54s
R̂PE 1.0 1.0 1.0 1.0 1.0 2.0

LRU-9 D̂ 8h25m49s 16h11m54s 1d4h19m31s 4h7m25s 11h36m44s 1d2h25m34s
R̂PE 1.0 1.0 1.0 0.667 1.0 2.0

MavSync D̂ 8h34m29s 16h54m51s 1d7h29m57s 4h14m55s 11h17m34s 23h58m37s
R̂PE 1.0 1.0 1.5 1.0 1.0 2.0

StaticAverage D̂ 8h32m42s 18h21m13s 1d13h4m34s 4h13m20s 11h35m39s 1d2h14m53s
R̂PE 1.0 1.0 1.0 0.667 1.0 2.0

Static24h D̂ 6h34m54s 11h50m22s 17h30m28s 3h38m47s 11h47m45s 20h22m39s
R̂PE 1.0 1.0 2.0 1.0 1.0 3.0

Static1h D̂ 26m58s 30m5s 33m7s 14m11s 29m57s 45m39s
R̂PE 17.0 25.0 48.0 7.0 23.0 50.0

Static7d D̂ 3d1h25m43s 3d16h9m36s 4d2h13m39s 1d20h59m32s 3d17h40m44s 5d9h11m19s
R̂PE 0.155 0.333 0.5 0.2 0.333 1.0

StrategyBaselineFeed D̂ 6h34m54s 11h50m22s 17h30m28s 3h38m47s 11h47m45s 20h22m39s
R̂PE 1.0 1.0 2.0 1.0 1.0 3.0

StrategyBaselineElements D̂ 3h22m57s 11h11m3s 22h42m47s 1h28m50s 5h58m45s 19h27m33s
R̂PE 1.0 1.5 2.0 1.0 1.5 3.0

StrategyClassification (RF) D̂ 1h9m0s 6h8m7s 19h17m22s 43m55s 3h34m35s 16h40m40s
R̂PE 1.0 1.75 2.5 1.0 2.0 5.0

StrategyOptimum D̂ 34m33s 3h44m41s 7h28m45s 35m38s 2h31m2s 10h27m49s
R̂PE 1.0 1.5 3.0 1.0 2.0 6.0

Tabelle 5.14.: Metriken der Strategien Klassifikation und Optimum für Facebook
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5.7. Zusammenfassung

Feeds Elements
Algorithmus/Strategie Metrik Q1 Q2 Q3 Q1 Q2 Q3

AdaptiveTTL_0.1 D̂ 10m14s 34m27s 1h20m15s 5m25s 12m17s 57m0s
R̂PE 10.0 18.5 26.0 4.0 13.0 27.0

AdaptiveTTL_1.2 D̂ 5h46m13s 12h20m2s 23h23m51s 1h42m0s 6h17m3s 16h52m24s
R̂PE 1.0 1.0 1.0 0.5 1.0 2.0

IndHist_0.6 D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

IndHist_0.6/TTL_0.3 D̂ 1h13m7s 4h8m37s 16h31m12s 19m53s 1h26m19s 5h12m32s
R̂PE 1.0 2.0 2.0 1.0 2.0 4.0

IndHist_0.6/TTL_2.5 D̂ 1h11m21s 4h4m20s 16h38m23s 26m2s 1h24m17s 4h59m52s
R̂PE 1.0 1.333 2.0 1.0 1.5 3.0

LRU-3 D̂ 2h29m31s 6h49m12s 15h14m32s 27m25s 2h53m36s 9h5m33s
R̂PE 1.0 1.0 1.0 0.5 1.0 4.0

LRU-9 D̂ 2h14m39s 6h35m50s 16h12m43s 38m48s 2h26m40s 7h27m55s
R̂PE 1.0 1.0 1.0 0.5 1.0 2.0

MavSync D̂ 3h23m58s 9h33m21s 22h12m26s 1h5m17s 3h21m29s 8h48m12s
R̂PE 1.0 1.0 1.2 0.6 1.0 2.0

StaticAverage D̂ 3h59m17s 14h11m56s 1d11h57m32s 1h7m16s 4h16m41s 14h52m49s
R̂PE 0.5 1.0 1.0 0.5 1.0 2.0

Static24h D̂ 7h39m31s 12h32m15s 16h40m52s 4h24m33s 12h18m29s 19h50m56s
R̂PE 0.333 1.0 1.166 0.333 1.0 1.0

Static1h D̂ 28m9s 30m3s 31m59s 14m31s 29m56s 45m13s
R̂PE 3.333 12.0 24.0 1.0 6.0 21.0

Static7d D̂ 3d2h28m9s 3d15h21m40s 4d0h52m50s 1d20h47m55s 3d17h5m23s 5d9h57m4s
R̂PE 0.05 0.143 0.333 0.071 0.167 0.333

StrategyBaselineFeed D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

StrategyBaselineElements D̂ 1h23m36s 4h24m11s 16h45m38s 29m47s 1h36m41s 5h32m11s
R̂PE 1.0 1.0 1.75 1.0 1.0 3.0

StrategyClassification (RF) D̂ 28m0s 40m18s 3h37m54s 9m31s 44m21s 2h32m56s
R̂PE 1.0 2.0 10.0 1.0 2.0 6.0

StrategyOptimum D̂ 27m1s 1h6m47s 4h54m0s 9m56s 41m28s 2h25m53s
R̂PE 1.0 1.5 3.925 1.0 2.0 5.5

Tabelle 5.15.: Metriken der Strategien Klassifikation und Optimum für Twitter

Facebook Twitter
D̃F D̂F R̃PEF R̂PEF QF Q̂F D̃F D̂F R̃PEF R̂PEF QF Q̂F

AdaptiveTTL_0.1 1h19m17s 0,379 28,500 0,012 0,067 0,386 34m27s 0,872 18,500 0,008 0,082 0,356
AdaptiveTTL_1.2 20h37m19s 0,024 1,166 0,286 0,083 0,483 12h20m2s 0,041 1,000 0,143 0,076 0,330
IndHist_0.6 11h11m3s 0,045 1,500 0,222 0,100 0,579 4h24m11s 0,114 1,000 0,143 0,128 0,552
IndHist_0.6/TTL_0.3 10h58m40s 0,046 2,000 0,167 0,087 0,506 4h8m37s 0,121 2,000 0,071 0,093 0,403
IndHist_0.6/TTL_2.5 10h43m59s 0,047 2,000 0,167 0,088 0,512 4h4m20s 0,123 1,333 0,107 0,115 0,498
LRU-3 14h57m34s 0,034 1,000 0,333 0,106 0,613 6h49m12s 0,073 1,000 0,143 0,102 0,444
LRU-9 16h11m54s 0,031 1,000 0,333 0,102 0,589 6h35m50s 0,076 1,000 0,143 0,104 0,451
MavSync 16h54m51s 0,030 1,000 0,333 0,099 0,576 9h33m21s 0,052 1,000 0,143 0,087 0,375
StaticAverage 18h21m13s 0,027 1,000 0,333 0,095 0,553 14h11m56s 0,035 1,000 0,143 0,071 0,308
Static24h 11h50m22s 0,042 1,000 0,333 0,119 0,689 12h32m15s 0,040 1,000 0,143 0,076 0,327
Static1h 30m5s 1,000 25,000 0,013 0,115 0,669 30m3s 1,000 12,000 0,012 0,109 0,473
Static7d 3d16h9m36s 0,006 0,333 1,000 0,075 0,437 3d15h21m40s 0,006 0,143 1,000 0,076 0,328
StrategyBaselineElements 11h11m3s 0,045 1,500 0,222 0,100 0,579 4h24m11s 0,114 1,000 0,143 0,128 0,552
StrategyBaselineFeed 11h50m22s 0,042 1,000 0,333 0,119 0,689 4h24m11s 0,114 1,000 0,143 0,128 0,552
StrategyClassification (RF) 6h8m7s 0,082 1,750 0,190 0,125 0,723 40m18s 0,746 2,000 0,071 0,231 1,000
StrategyOptimum 3h44m41s 0,134 1,500 0,222 0,172 1,000 1h6m47s 0,450 1,500 0,095 0,207 0,897

Tabelle 5.16.: Strategien Klassifikation und Optimum im Modus Feed
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Facebook Twitter
D̃E D̂E R̃PEE R̂PEE QE Q̂E D̃E D̂E R̃PEE R̂PEE QE Q̂E

AdaptiveTTL_0.1 59m47s 0,501 27,000 0,012 0,079 0,433 12m17s 1,000 13,000 0,013 0,113 0,720
AdaptiveTTL_1.2 15h45m42s 0,032 1,000 0,333 0,103 0,565 6h17m3s 0,033 1,000 0,167 0,074 0,469
IndHist_0.6 5h58m45s 0,083 1,500 0,222 0,136 0,749 1h36m41s 0,127 1,000 0,167 0,146 0,926
IndHist_0.6/TTL_0.3 5h53m1s 0,085 2,000 0,167 0,119 0,654 1h26m19s 0,142 2,000 0,084 0,109 0,693
IndHist_0.6/TTL_2.5 5h45m55s 0,087 2,000 0,167 0,120 0,661 1h24m17s 0,146 1,500 0,111 0,127 0,810
LRU-3 10h44m20s 0,046 1,000 0,333 0,124 0,685 2h53m36s 0,071 1,000 0,167 0,109 0,691
LRU-9 11h36m44s 0,043 1,000 0,333 0,120 0,658 2h26m40s 0,084 1,000 0,167 0,118 0,752
MavSync 11h17m34s 0,044 1,000 0,333 0,121 0,668 3h21m29s 0,061 1,000 0,167 0,101 0,642
StaticAverage 11h35m39s 0,043 1,000 0,333 0,120 0,659 4h16m41s 0,048 1,000 0,167 0,089 0,568
Static24h 11h47m45s 0,042 1,000 0,333 0,119 0,653 12h18m29s 0,017 1,000 0,167 0,053 0,335
Static1h 29m57s 1,000 23,000 0,014 0,120 0,662 29m56s 0,411 6,000 0,028 0,107 0,680
Static7d 3d17h40m44s 0,006 0,333 1,000 0,075 0,411 3d17h5m23s 0,002 0,167 1,000 0,048 0,305
StrategyBaselineElements 5h58m45s 0,083 1,500 0,222 0,136 0,749 1h36m41s 0,127 1,000 0,167 0,146 0,926
StrategyBaselineFeed 11h47m45s 0,042 1,000 0,333 0,119 0,653 1h36m41s 0,127 1,000 0,167 0,146 0,926
StrategyClassification (RF) 3h34m35s 0,140 2,000 0,167 0,152 0,839 44m21s 0,277 2,000 0,084 0,152 0,967
StrategyOptimum 2h31m2s 0,198 2,000 0,167 0,182 1,000 41m28s 0,296 2,000 0,084 0,157 1,000

Tabelle 5.17.: Strategien Klassifikation und Optimum im Modus Elements

[BGR06] [Sia+07] [Rei12] [Guo+16] Eigene Arbeit
Forschungs-
schwerpunkt

Vorhersage-
algorithmen

Resource
scheduling

Vergleich von
Vorhersageal-
gorithmen

Vorhersage-
algorithmen

Auswahl Vorher-
sagealgorithmen

Studienobjekt Web Caching,
Web Feeds,
E-Mails

Web Feeds Web Feeds Social
Media

Social Media

Vorhersage-
algorithmen

Adaptive,
Poisson-
Prozesse

Poisson-
Prozesse

Statische,
Adaptive,
Poisson-
Prozesse

Poisson-
Prozess

Statische,
Adaptive,
Poisson-Prozesse

Algorithmen-
auswahl

Automatisiert n/a Manuell Automati-
siert, mit
vier Aktua-
lisierungs-
mustern

Automatisiert,
Aktualisie-
rungsmuster
und Kontext
der Feeds und
Beiträge

Bestimmung
ähnlicher
Aktualisie-
rungsmuster

Ja, nicht
genauer
beschrieben

Ja, durch
Clustering

n/a Ja Ja, durch
Klassifikation

Betrachtung
Kontext der
Dokumente

Nein Nein Nein Nein Ja

Art der
Evaluierung

Quantitativ,
Metriken:
Delay und
RPE

Quantita-
tiv,
Metrik:
Delay

Quantitativ.
Metriken:
Delay, RPE
und Güte

Quantiativ.
Metrik:
Gesammelte
Nachrichten

Quantitativ.
Metriken: Delay,
RPE und Qualität

Tabelle 5.18.: Abgrenzung zu verwandten Arbeiten
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6. Zusammenfassung

6.1. Ergebnisse der Arbeit
Die vorliegende Arbeit beschäftigte sich mit der Aufgabe, geeignete Zeitpunkte für die
Aktualisierung von Feeds auf Social Media Plattformen zu bestimmen, um neue Bei-
träge zeitnah abrufen und verarbeiten zu können. Die Berechnung geeigneter Aktuali-
sierungszeitpunkte dient der Optimierung des Ressourceneinsatzes und einer Reduktion
der Verzögerung der Verarbeitung. Viele Anwendungen können davon profitieren. Dabei
leistete die vorliegende Arbeit mehrere Beiträge im Hinblick auf die Zielsetzung.

In Kapitel 2 wurde der für diese Arbeit relevante Stand der Wissenschaft vorgestellt.
Dabei wurden zunächst die Grundlagen im Bereich Social Media eingeführt und die drei
in dieser Arbeit betrachteten Plattformen Facebook, Twitter und YouTube eingeord-
net. Anschließend wurden die APIs der Social Media Plattformen beschrieben, wobei
der Fokus auf der Ratenbegrenzung lag, welche die Nutzung der APIs der betrachteten
Plattformen limitiert. In Folge der Ratenbegrenzung kann ein System, das die APIs von
Facebook und Twitter zum Abruf der Feeds ausgewählter Profile verwendet, um neue
Beiträge zeitnah zu erkennen, nur begrenzt skalieren. Lediglich für YouTube stehen mit
Webhooks die technischen Voraussetzungen für aktive Benachrichtigungen zur Verfü-
gung, wobei gleichzeitig auch eine allgemeine Verfügbarkeit gewährleistet ist. Die aktive
Benachrichtigung über neue Beiträge konnte ferner mithilfe einer eigenen Implemen-
tierung nachgewiesen werden, weshalb YouTube im weiteren Verlauf der Arbeit nicht
weiter für die Vorhersagen betrachtet wurde. Die fehlende allgemeine Verfügbarkeit von
Webhooks bei Facebook und Twitter zeigt die Notwendigkeit für einen geeigneten Ansatz
zur Vorhersage neuer Beiträge. Für die Bestimmung möglicher Anknüpfungspunkte folg-
te dazu ein Überblick über bereits bekannte Ansätze zur Vorhersage von Änderungen in
den Domänen Web Crawling, Web Caching, Web Feeds und Social Media. Dem Stand
der Technik zur Extraktion von Inhalten aus dem World-Wide-Web konnten mehrere
interessante Erkenntnisse für die eigene Arbeit entnommen werden. Im Kontext der Än-
derungsraten und Aktualisierungsmuster konnten in verschiedenen Quellen klare Aktua-
lisierungsmuster identifiziert werden, die unter anderem eine Einordnung von Web Feeds
in vorgegebene Aktualisierungsmuster [Rei+11] als auch die Bestimmung ähnlicher Ak-
tualisierungsmuster durch Clustering [SCC07] erlauben. Dies ist umso interessanter, da
verschiedene Autoren empfehlen, abhängig vom jeweiligen Aktualisierungsmuster einer
Datenquelle einen dazu passenden Algorithmus für die Vorhersage von Aktualisierungen
auszuwählen [BGR06; SCC07; Sia+07; Urb+11; Rei12], wobei die Auswahl entweder
manuell oder nach statischen Regeln getroffen wird. Gleichzeitig existiert eine Reihe
interessanter Algorithmen für die Vorhersage von Aktualisierungen, die von statischen
Abfrageintervallen, wie sie in Readern für Web Feeds gebräuchlich sind, über einfache
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6. Zusammenfassung

Heuristiken wie Adaptive TTL, bis hin zu komplexeren Algorithmen reichen, die auf
einem inhomogenen Poisson-Prozess basieren. Die Ausführungen zum Stand der Tech-
nik haben gezeigt, wie wichtig Technologien sind, die auf Push-Mechanismen basieren.
Das haben auch die Social Media Plattformen erkannt, nachdem die drei betrachteten
Plattformen Facebook, Twitter und YouTube alle Benachrichtigungen über Aktualisie-
rungen mittels Push-Mechanismen bereitstellen. Diese Mechanismen sind auf Facebook
und Twitter jedoch nur eingeschränkt verfügbar, weshalb Feeds, deren Aktualisierun-
gen von Interesse sind, weiterhin durch Polling auf den entsprechenden Endpunkten der
APIs der Plattformen abgefragt werden müssen. Dazu konnten dem Stand der Technik
interessante Kenntnisse zu Aktualisierungsmustern wie auch geeignete Algorithmen für
die Vorhersage entnommen werden.

Mit Kapitel 3 wurde die Erstellung eines umfassenden eigenen Datensatzes aus Fa-
cebook und Twitter beschrieben, der auf einer Menge von Profilen basiert, die durch
die Suche nach umfangreichen Stichwörtern bestimmt wurden. Der Datensatz enthält zu
jedem Profil den zugehörigen Feed mit einer begrenzten, aber umfassenden Historie der
Beiträge, die durch Interaktionen ergänzt wird, zu denen Kommentare auf Facebook und
geteilte Beiträge auf Twitter zählen. Damit wurde eine umfangreiche Datengrundlage für
die Evaluation von Vorhersagealgorithmen geschaffen.

Das Kernproblem der vorliegenden Arbeit, das die Vorhersage von Beiträgen auf Social
Media Feeds darstellt, wurde in Kapitel 4 betrachtet. Dazu wurden zunächst verschiede-
ne Algorithmen für die Vorhersage vorgestellt, die sich in die Gruppen der Algorithmen
mit statischem Intervall, adaptive Algorithmen und Poisson Algorithmen einordnen las-
sen. Im Hinblick auf die Evaluation wurden mehrere Metriken eingeführt, mit denen
die Leistung der Algorithmen und der vorhergesagten Aktualisierungszeitpunkte bewer-
tet werden können. Dazu gehören die Verzögerung D [BGR06; SCC07; Yan+10; Rei12]
und die Abfragen pro Element RPE [BGR06; Rei12] aus dem Stand der Technik, als
auch die Metrik Qualität Q. Q vereint die vorgenannten Metriken D und RPE in einer
kombinierten Metrik und vereinfacht damit den Vergleich mehrerer Algorithmen. An-
hand des eigenen Datensatzes wurden für die parametrierbaren Algorithmen zunächst
die Parameter-Wert-Kombinationen mit den besten Ergebnissen bestimmt. Abschließend
wurden sämtliche Algorithmen in einem Gesamtvergleich gegenübergestellt und anhand
der Metriken verglichen. Dabei konnten Gemeinsamkeiten und Unterschiede zwischen
den Ergebnissen für die beiden Plattformen festgestellt werden. Bei der Auswertung
wurde anhand der Qualität jeweils ein einzelner bester Algorithmus für die Vorhersage
neuer Beiträge auf sämtlichen Feeds der beiden Plattformen bestimmt.

In Kapitel 5 wurden die Ergebnisse des vorangegangenen Kapitels durch Kombination
verschiedener Algorithmen optimiert. Anstelle eines Algorithmus für alle Feeds, wird eine
Kombination verschiedener Algorithmen für einzelne Feeds verwendet. Die gewonnenen
Erkenntnisse zeigen, dass die Qualität der Vorhersagen wesentlich von der Wahl des Al-
gorithmus abhängt. Hierbei konnte eine Forschungslücke im Hinblick auf die Auswahl
geeigneter Algorithmen identifiziert werden, da diese nach bisherigen Erkenntnissen üb-
licherweise nur manuell oder nach statischen Regeln erfolgte. Für eine Automatisierung
des Auswahlprozesses wurden mehrere Strategien vorgestellt, mit denen ein individueller
Algorithmus für jeden einzelnen Feed bestimmt wird. Mit der in dieser Arbeit eingeführ-
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6.2. Ausblick

ten Strategie Optimum kann nun über den bisherigen Stand der Technik hinaus der beste
Algorithmus für jeden Feed errechnet werden. Das führt zu den besten Vorhersagen, geht
aber mit ebenso hohen Kosten im Hinblick auf die Laufzeit einher, wie es im Stand der
Technik der Fall ist. Deshalb wurde mit der Strategie Klassifikation, in einem weiter-
entwickelten Ansatz, eine effizientere Alternative vorgestellt, für die ein Klassifikator
trainiert wurde, der zu jedem Feed anhand seines individuellen Musters einen Algo-
rithmus bestimmt. Die Strategie Klassifikation erreicht aus fachlicher Sicht, gemessen
an der Qualität der Vorhersagen, die durch die ausgewählten Algorithmen erzielt wird,
sehr gute Ergebnisse. Um die Vorteile der Algorithmenauswahl aufzuzeigen, wurde das
bisherige Vorgehen aus Kapitel 4 als Strategie Baseline übernommen und den Strategi-
en Optimum und Klassifikation gegenübergestellt. Dazu wurde von jeder Strategie eine
Auswahl an Algorithmen für die einzelnen Feeds beider Plattformen bestimmt. Hierbei
wurde die Kombination der Algorithmen für einzelne Feeds durch die Strategie Optimum
berechnet und durch die Strategie Klassifikation über einen Klassifikator bestimmt, wäh-
rend die Strategie Baseline jeweils einen einzelnen Algorithmus für sämtliche Feeds einer
Plattform verwendete. Die von den Strategien getroffene Algorithmenauswahl wurde
anschließend durch Messungen evaluiert. Dabei erreichten beide Strategien zur Optimie-
rung eine Verbesserung gegenüber der Baseline. Während die Strategie Optimum eine
Verbesserung der Vorhersagen erreicht, zeichnet sich die Strategie Klassifikation durch
eine erhebliche Reduktion des Aufwands für die Algorithmenauswahl gegenüber bisheri-
gen Ansätzen aus dem Stand der Technik aus. Die Klassifikation basiert dabei auf dem
Aktualisierungsmuster eines Feeds und konnte durch die Hinzunahme des Kontexts des
Feeds und seiner Beiträge nicht mehr weiter verbessert werden.

6.2. Ausblick

Wie die vorangegangenen Ausführungen gezeigt haben, wurden in der vorliegenden Ar-
beit mehrere interessante Erkenntnisse hinsichtlich der Vorhersage geeigneter Zeitpunkte
für die Aktualisierung von Feeds auf Social Media Plattformen erzielt, die auch prak-
tisch anwendbar sind. Das macht die Ankündigung von Twitter aus dem Februar 2023
deutlich, zukünftig nur noch eine kostenpflichtige, aber ebenfalls durch die Ratenbe-
grenzung beschränkte, API anzubieten [Twij; Twie]. Aufgrund der Relevanz des Themas
erscheint es sinnvoll, einige Aspekte der Forschungsarbeit in zukünftigen Arbeiten wei-
ter zu vertiefen. Davon können der Bereich Social Media gleichermaßen wie angrenzende
Domänen profitieren, in denen ebenfalls vergleichbare Fragestellungen auftreten. Mögli-
che Anknüpfungspunkte für die Fortführung der Forschungsarbeit werden nachfolgend
diskutiert.

Ein möglicher Ansatzpunkt für eine weitere Forschungsarbeit stellt die Anwendung
der Vorhersagen auf weitere Social Media Plattformen dar, bei denen der Zugang zu
den Daten ebenfalls durch eine Ratenbegrenzung beschränkt wird. Mögliche Kandidaten
dafür wären LinkedIn und Xing, die den Business Netzwerken [AJ15] zuzuordnen sind.

Mit der Algorithmenauswahl durch Klassifikation, die auf einem Aktualsierungsmuster
aus einer begrenzten Historie der Beiträge besteht, wurden gute Ergebnisse erzielt. Dabei
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6. Zusammenfassung

konnten die Ergebnisse durch Hinzunahme des Kontexts des Feeds und seiner Beiträge in
der vorliegenden Arbeit nicht mehr weiter verbessert werden. Eine weitere Möglichkeit
zur Verbesserung der Klassifikation könnten plattformspezifische Attribute eines Feeds
darstellen, auf deren Berücksichtigung in der eigenen Arbeit verzichtet wurde, um die
generische Anwendbarkeit des Ansatzes zu gewährleisten.

Als abschließender Ausblick auf zukünftige Arbeiten ist die Implementierung der Soft-
warelösung zur Simulation von Abfragen aus Social Media Plattformen zu nennen. Diese
bildet zusammen mit der Klassifikation eine Grundlage für die Weiterentwicklung zu ei-
nem Dienst für den Einsatz in der Praxis. Ein solcher Dienst könnte die Effizienz und die
Kosten für viele Anwendungen in Forschung und Wirtschaft, die auf Daten von Social
Media Plattformen beruhen, erheblich optimieren.
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B. Auswahl von Algorithmen zur
Vorhersage

Facebook Twitter
RF XGB RF XGB

k=1 0,3785 0,3652 0,3931 0,3823
k=2 0,6054 0,5723 0,6262 0,6121
k=3 0,7254 0,6937 0,7663 0,7404
k=4 0,8056 0,7848 0,8531 0,8271
k=5 0,8688 0,8531 0,9031 0,8856
k=6 0,9150 0,8981 0,9410 0,9233
k=7 0,9465 0,9373 0,9637 0,9531
k=8 0,9704 0,9644 0,9788 0,9727
k=9 0,9887 0,9802 0,9887 0,9865
k=10 0,9954 0,9894 0,9931 0,9942
k=11 0,9981 0,9971 0,9985 0,9975

Tabelle B.1.: Top-k Accuracy der Vorhersagen
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B. Auswahl von Algorithmen zur Vorhersage

Facebook Twitter
Bester Individueller Bester Individueller

# % # % # % # %
Algorithmus
AdaptiveTTL_0.1 62 1,19 % 63 1,21 % 453 8,71 % 699 13,44 %
AdaptiveTTL_1.2 19 0,37 % 4 0,08 % 26 0,50 % 5 0,10 %
IndHist_0.6 986 18,96 % 1468 28,23 % 1024 19,69 % 1530 29,42 %
IndHist_0.6/TTL_0.3 236 4,54 % 6 0,12 % 231 4,44 % 55 1,06 %
IndHist_0.6/TTL_2.5 477 9,17 % 35 0,67 % 648 12,46 % 223 4,29 %
LRU-3 426 8,19 % 76 1,46 % 378 7,27 % 95 1,83 %
LRU-9 200 3,85 % 1 0,02 % 281 5,40 % 10 0,19 %
MavSync 142 2,73 % 6 0,12 % 68 1,31 % 25 0,48 %
Static1h 1067 20,52 % 755 14,52 % 1203 23,13 % 1630 31,35 %
Static24h 1369 26,33 % 2770 53,27 % 748 14,38 % 927 17,83 %
Static7d 60 1,15 % 15 0,29 % 29 0,56 % 1 0,02 %
StaticAverage 156 3,00 % 1 0,02 % 111 2,13 %
Summe 5200 100,00 % 5200 100,00 % 5200 100,00 % 5200 100,00 %

Tabelle B.2.: Bester und individueller Algorithmus für einzelne Feeds
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B)

Anzahl 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200
Mittelwert 0,5111 0,5602 0,7925 0,7331 0,7637 0,7182 0,7028 0,6455 0,7952 0,7576 0,5748 0,6584 0,8479 0,8426
Std. 0,1653 0,1644 0,1947 0,1807 0,1875 0,2007 0,1866 0,1864 0,1920 0,2182 0,1814 0,1898 0,1842 0,1875
Min. 0,0026 0,0023 0,0123 0,0071 0,0076 0,0065 0,0080 0,0042 0,0195 0,0120 0,0044 0,0056 0,0162 0,0162
25% 0,4131 0,4610 0,6850 0,6406 0,6627 0,5948 0,5945 0,5357 0,6817 0,6115 0,4631 0,5420 0,7369 0,7318
50% 0,5124 0,5712 0,8288 0,7509 0,7860 0,7437 0,7283 0,6537 0,8322 0,7707 0,5827 0,6684 0,9142 0,9054
75% 0,6010 0,6682 0,9615 0,8580 0,9104 0,8698 0,8341 0,7722 0,9667 1,0000 0,6951 0,7905 1,0000 1,0000
Max. 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000

Tabelle B.3.: Qualität der Algorithmen für Facebook
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Anzahl 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200 5200
Mittelwert 0,6594 0,5408 0,8017 0,7282 0,7785 0,7159 0,7454 0,6329 0,8327 0,6901 0,5638 0,6443 0,8899 0,8840
Std. 0,2144 0,1652 0,2023 0,1897 0,2002 0,2027 0,1824 0,1716 0,1740 0,2175 0,1739 0,1795 0,1579 0,1620
Min. 0,0028 0,0046 0,0021 0,0021 0,0021 0,0032 0,0034 0,0015 0,0177 0,0103 0,0052 0,0034 0,0059 0,0059
25% 0,5176 0,4423 0,6912 0,6484 0,6770 0,6006 0,6568 0,5439 0,7404 0,5394 0,4697 0,5455 0,8321 0,8211
50% 0,6452 0,5469 0,8567 0,7564 0,8220 0,7427 0,7759 0,6497 0,8767 0,6905 0,5867 0,6506 0,9571 0,9524
75% 0,8238 0,6470 0,9751 0,8549 0,9366 0,8664 0,8711 0,7410 0,9879 0,8620 0,6773 0,7600 1,0000 1,0000
Max. 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000

Tabelle B.4.: Qualität der Algorithmen für Twitter

Anzahl Mittelwert Std. Min. 25% 50% 75% Max.
Vorhersage (Alle) 5 23m48s 9s 23m41s 23m43s 23m46s 23m47s 24m4s
Vorhersage (Auswahl) 5 3m59s 2s 3m56s 3m57s 3m59s 4m0s 4m2s
Berechnung Gesamtqualitäten 5 39s 0s 39s 39s 39s 39s 39s
Berechnung Einzelqualitäten 5 3m8s 0s 3m8s 3m8s 3m8s 3m8s 3m9s
Berechnung Features 5 4m2s 2s 3m59s 4m2s 4m2s 4m4s 4m4s
Training Klassifikators (RF) 5 46m8s 22s 45m53s 45m55s 45m56s 46m8s 46m46s
Vorhersage Klassifikator (RF) 5 1s 0s 1s 1s 1s 1s 1s

Tabelle B.5.: Laufzeit der Schritte für Facebook

Anzahl Mittelwert Std. Min. 25% 50% 75% Max.
Vorhersage (Alle) 5 1h35m30s 1s 1h35m29s 1h35m29s 1h35m30s 1h35m31s 1h35m33s
Vorhersage (Auswahl) 5 13m23s 7s 13m17s 13m18s 13m20s 13m22s 13m36s
Berechnung Gesamtqualitäten 5 1m59s 0s 1m58s 1m58s 1m58s 1m59s 1m59s
Berechnung Einzelqualitäten 5 4m30s 1s 4m29s 4m29s 4m30s 4m30s 4m31s
Berechnung Features 5 5m58s 4s 5m51s 5m56s 5m59s 6m0s 6m3s
Training Klassifikators (RF) 5 58m35s 33s 57m41s 58m28s 58m45s 58m48s 59m10s
Vorhersage Klassifikator (RF) 5 1s 0s 1s 1s 1s 1s 1s

Tabelle B.6.: Laufzeit der Schritte für Twitter

Strategy
BaselineFeeds BaselineElements Optimum Classification (RF) Classification Basedataset (RF)

Vorhersage (Alle) 23m48s 23m48s 23m48s 23m48s
Vorhersage (Auswahl) 3m59s
Berechnung Gesamtqualitäten 39s 39s 39s 39s
Berechnung Einzelqualitäten 3m8s 3m8s
Berechnung Features 4m2s 4m2s
Training Klassifikators (RF) 46m8s
Vorhersage Klassifikator (RF) 1s
Summe 24m28s 24m28s 27m36s 8m3s 1h17m47s

Tabelle B.7.: Laufzeit der Strategien für Facebook
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B. Auswahl von Algorithmen zur Vorhersage
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Abbildung B.1.: Korrelation der Qualität der Algorithmen für einzelne Feeds

166



Strategy
BaselineFeeds BaselineElements Optimum Classification (RF) Classification Basedataset (RF)

Vorhersage (Alle) 1h35m30s 1h35m30s 1h35m30s 1h35m30s
Vorhersage (Auswahl) 13m23s
Berechnung Gesamtqualitäten 1m59s 1m59s 1m59s 1m59s
Berechnung Einzelqualitäten 4m30s 4m30s
Berechnung Features 5m58s 5m58s
Training Klassifikators (RF) 58m35s
Vorhersage Klassifikator (RF) 1s
Summe 1h37m29s 1h37m29s 1h42m0s 19m22s 2h46m33s

Tabelle B.8.: Laufzeit der Strategien für Twitter
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Abbildung B.2.: Laufzeiten der einzelnen Schritte
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