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TAMAÑO Y POR DEFECTOS UTILIZANDO TÉCNICAS DE
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MSc. José Luis Vázquez (FP-UNA),

Dr. Horacio Legal (FP-UNA),



iii

Datos internacionales de Catalogación en la Publicación (CIP)
DE BIBLIOTECA CENTRAL DE LA UNA

Miranda,Juan Carlos
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Dedicado a Sandra, que me acompañó en cada uno de mis proyectos y también
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RESUMEN

En este trabajo, se propone una metodoloǵıa automática y reproducible uti-
lizando técnicas de visión por computadora para clasificación de naranjas por
tamaño y por defectos. Los pasos propuestos para clasificación por tamaño fueron:
adquisición de imágenes, calibración, procesamiento y segmentación de imágenes,
extracción de caracteŕısticas y clasificación. Se aplicaron 2 técnicas de proce-
samiento y segmentación de imágenes para separar la fruta. Para clasificación
se evaluaron 2 modos: clasificación según umbral, clasificación con aplicación de
aprendizaje automático. El método de segmentación 2, basado en umbrales en el
espacio CIELAB, demostró ser el mejor y se vió menos afectado por los cambios
de iluminación en una comparativa visual. La mejor combinación de procesos
ensamblados para clasificación fue la que incluyó: el método de segmentación 2,
medición del eje menor a partir de 4 imágenes y clasificación con el algoritmo
SVM.

Los pasos propuestos para detección de defectos fueron: marcación y creación
de banco de imágenes, generación de datos para aprendizaje, evaluación de fru-
tas con el algoritmo KNN. La segmentación de defectos consistió en la imple-
mentación de 3 variantes combinadas con operaciones de morfoloǵıa binaria y
suavizado. Las regiones fueron sometidas a un proceso de verificación automática
contra lo marcado por un experto. La variante 2 basada en el filtro Prewitt de-
mostró una exactitud de 96%. Para clasificación de defectos se utilizaron carac-
teŕısticas geométricas y de color en conjunto con el algoritmo KNN.

Palabras claves: Visión por computadora, Procesamiento de imágenes,
Segmentación, Extracción de caracteŕısticas, Clasificación, Aprendizaje
automático.
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SUMMARY

In this work, an automatic and reproducible methodology is proposed using
computer vision techniques for sorting oranges by size and defects. The proposed
steps for size classification were: image acquisition, calibration, image processing
and segmentation, feature extraction and classification. Two image processing
and segmentation techniques were applied to separate the fruit. For classification,
2 modes were evaluated: classification according to threshold, classification with
automatic learning application. Segmentation method 2, based on thresholds
in the CIELAB space, proved to be the best and was less affected by lighting
changes in a visual comparison. The best combination of processes assembled for
classification was the one that included: segmentation method 2, measurement
of the minor axis from 4 images and classification with the SVM algorithm.

The proposed steps for defect detection were: marking and creation of an
image bank, generation of data for learning, fruit evaluation with the KNN al-
gorithm. The defect segmentation consisted of the implementation of 3 variants
combined with binary morphology and smoothing operations. The regions were
subjected to an automatic verification process against the marks of an expert.
Variant 2 based on the Prewitt filter showed an accuracy of 96 percent. For de-
fect classification, geometric and color characteristics were used in conjunction
with the KNN algorithm.

Keywords: Computer vision, Image processing, Segmentation, Clas-
sification, Machine learning.
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Regiones de interés con fondo removido (i) a (l) . . . . . . . . . . 70

4.3 Método (PS Mét. 2), esfera de calibración amarrilla, regiones de
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2.1 Caracteŕısticas extráıdas de la Figura 2.4 . . . . . . . . . . . . . . 23
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ritmos de clasificación . . . . . . . . . . . . . . . . . . . . . . . . 73

4.6 Resultados en la aplicación de variaciones en la segmentación de
defectos candidatos . . . . . . . . . . . . . . . . . . . . . . . . . . 74

1 Autores, referencias, aplicación y resultados . . . . . . . . . . . . 85
2 Autores, referencias, aplicación y resultados . . . . . . . . . . . . 86
3 Resumen sobre procesamiento y segmentación . . . . . . . . . . . 87
4 Resumen sobre procesamiento y segmentación . . . . . . . . . . . 88
5 Resumen extracción y clasificación . . . . . . . . . . . . . . . . . 89
6 Resumen extracción y clasificación . . . . . . . . . . . . . . . . . 90
7 Resumen extracción y clasificación . . . . . . . . . . . . . . . . . 91



xiv

8 Resumen sobre procesamiento y segmentación . . . . . . . . . . . 92
9 Resumen sobre procesamiento y segmentación . . . . . . . . . . . 93
10 Resumen sobre procesamiento y segmentación . . . . . . . . . . . 94
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c Variable utilizada en máscara Prewitt/Sobel. . . . . . . . . . . . . . . . . . 20
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d px Diámetro calculado en pixeles . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42
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Caṕıtulo 1

INTRODUCCIÓN

La clasificación de naranjas es un proceso repetitivo, realizado en forma manual
y sujeto a valores subjetivos.

Las técnicas de visión por computadora ayudan a automatizar varios procesos
de inspección visual en alimentos, han demostrado efectividad en campos como
la agricultura y la industria en diferentes estados de la cadena de producción.

1.1 Planteamiento del problema

La clasificación de naranjas depende en gran medida de la capacidad y criterio
de un profesional entrenado. El cansancio influye en el profesional clasificador
y el criterio de clasificación se ve afectado a lo largo del tiempo. Por lo tanto,
para un mismo ejemplar se puede tener diferentes clasificaciones por diferentes
expertos; o incluso un mismo ejemplar puede ser clasificado en forma distinta por
un mismo experto.

1.2 Objetivo General

Desarrollar una metodoloǵıa automática y reproducible que utilice técnicas de
visión por computadora para clasificación de naranjas, según su tamaño y defec-
tos.

1.3 Objetivos espećıficos

• Proponer una metodoloǵıa automática y reproducible para clasificar naran-
jas según tamaño y según defectos a partir de imágenes.
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• Comparar métodos de procesamiento y segmentación de imágenes.

• Calcular descriptores de caracteŕısticas a partir de imágenes y compararlos
con medidas tomadas por un experto.

• Clasificar naranjas según tamaño y según defectos utilizando diferentes al-
goritmos.

• Evaluar el ensamblado de módulos de manera a determinar la combinación
que mejores resultados arroja para clasificación según tamaño y según de-
fectos.

1.4 Justificación y/o Motivación

• La clasificación de naranjas manual constituye una tarea tediosa, repetitiva
y sujeta a valores subjetivos.

• El uso de técnicas automatizadas para determinar el tamaño de porciones
de alimentos es un área en constante crecimiento y de aplicación práctica.

• La estimación de porciones de alimentos se realiza mediante técnicas que
involucran consultas a pacientes, siendo estas técnicas sujetas a respuestas
subjetivas.

• Las técnicas de visión por computadora pueden aplicarse para inspección
automatizada y control de calidad en diversos tipos de alimentos.

• Malas clasificaciones de las frutas hacen que ejemplares de frutas sean clasi-
ficados incorrectamente ocasionando pérdidas.

• La aplicación de sistemas de visión por computadora como soporte a la
agricultura es un campo activo y en desarrollo a nivel mundial. Existe un
gran interés en investigaciones que brinden soluciones tanto en tareas de
agricultura como en procesos industriales.

• Gran parte de las soluciones de clasificación a nivel mundial son de código
propietario.

• En el páıs, no se conocen investigaciones sobre clasificación automatizada
de naranjas y su aplicación en el sector agŕıcola.

• No existe una herramienta universalmente aceptada que unifique criterio de
clasificación.
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1.5 Antecedentes

En las últimas décadas, las técnicas de visión por computadora han sido intro-
ducidas al área de la nutrición y se han constituido en una herramienta que per-
mitiŕıa la evaluación dietética automática, mediante la estimación de porciones y
calidad de los alimentos presentes en la dieta cotidiana de la población. Adicional-
mente, estas técnicas han sido utilizadas en la industria alimentaria de manera
a reducir los tiempos y la subjetividad en las evaluaciones de las caracteŕısticas
organolépticas de los alimentos.

Trabajos fueron publicados haciendo énfasis en el área de nutrición y en en-
tornos industriales para inspección de alimentos. El trabajo de [CJS+15] fue
orientado a la asistencia en la ingesta dietética. En entornos industriales, las
técnicas de visión por computadora han sido utilizadas para inpección y clasi-
ficación de alimentos bajo la modalidad de técnicas no destructivas. En esta
categoŕıa pueden citarse trabajos sobre clasificación e inspección de diferentes
frutas: bananas [MA04, SPSK15], manzanas [LD04], naranjas [Mer10], mangos
[APLV12, NIR+16], dátiles [AO11].

Otros desaf́ıos que abren posibilidades de investigación son: estimación de
volumen en frutas [K.00], detección de tallos y cálices en frutas [UG07, Mer10],
segmentación automática de contornos de frutas [MP05], segmentación automática
de defectos [BAM07], clasificación de enfermedades presentes en frutas [DJ14],
diseño de clasificadores mecánicos [AO11].

Un desaf́ıo importante es crear un clasificador de múltiples frutas y múltiples
criterios. Las técnicas de inspección en frutas pueden ser clasificadas como de-
structivas y no destructivas. Dentro de las técnicas no destructivas se encuentra
la verificación visual.

La clasificación automatizada, involucra procesos visuales y mecánicos. La
solución propuesta con técnicas de visión por computadora constituye un subsis-
tema dentro de un sistema aún mayor.

En trabajos analizados, las clasificaciones de frutas se han realizado teniendo
presentes aspectos tales como: colores, texturas, defectos, tamaños. Algunos
trabajos se orientaron a la verificación del estado de madurez [MA04, SPSK15],
a la clasificación/detección según el tamaño y defectos [LD04, BAM07], y otros
en enfermedades [DJ14].

Las técnicas aplicadas, según las etapas presentes en los trabajos consultados
son varias, aśı también las funciones implementadas y los nombres de las mismas.

En procesamiento de imágenes, han sido ampliamente utilizadas: remoción
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de fondo, aplicación de operaciones de morfoloǵıa matemática, equalización de
histogramas y mejora de contraste. En varios trabajos se ha preferido la con-
versión de intensidades RGB a espacios de colores CIELAB, HSL, HSV; debido
a la facilidad de establecer cercańıas de colores, según como lo percibimos los
humanos [DJ14, RL05, Mer10].

En la etapa de segmentación de una región de interés, han utilizado técnicas
tales como: umbralización, detección de bordes y segmentación con aprendizaje
automático [Jha16, MA04, DJ14].

En los trabajos [LD04, UG07], se ha optado por la extracción de caracteŕısticas
relacionadas al color, textura y caracteŕısticas geométricas.

En análisis de datos y clasificación, varias técnicas fueron utilizadas: resumen
de resultados en tablas, aplicación de algoritmos de clasificación de aprendizaje
automático y otras técnicas estad́ısticas.

1.6 Contribuciones

Las contribuciones de este trabajo se enmarcan dentro del área de técnicas de
visión por computadora aplicadas a clasificación de frutas utilizando imágenes
digitales.

Se busca exponer un conjunto de pasos que en su conjunto ayudaŕıan a clasi-
ficar una fruta, tanto por su tamaño como por sus posibles defectos.

Se evalúan aspectos relacionados a la segmentación de la fruta y los defectos,
la extracción de caracteŕısticas y el uso de algoritmos de clasificación.

La preparación de un sistema de visión por computadora para aplicación en
ambientes de producción requiere de caracteŕısticas que en este trabajo no son
abarcadas en su totalidad.

Se espera también que este trabajo contribuya con una base de datos de
imágenes para posteriores estudios.

1.7 Estructura de la tesis

El caṕıtulo 2 introduce al lector en conceptos teóricos para la comprensión de las
técnicas aplicadas. El caṕıtulo 3, detalla aspectos relacionados a la metodoloǵıa
propuesta. En el caṕıtulo 4, se presentan los resultados experimentales, por
último, el caṕıtulo 5 ofrece una conclusión y una visión sobre trabajos futuros.



Caṕıtulo 2

MARCO TEÓRICO

En este caṕıtulo, se introducen conceptos teóricos relacionados al trabajo,
fundamentos que hacen a la comprensión de las bases de las técnicas utilizadas.

2.1 Visión por computadora

El área de visión por computadora busca describir el mundo que vemos en
imágenes y reconstruir sus propiedades, tales como: forma, iluminación y dis-
tribuciones de color, [Sze11].

El autor Domingo Mery, en un material de enseñanza [Mer04], citó varias
definiciones de visión por computadora que fueron cambiando con el tiempo y
que dependen del autor que las enuncia, a continuación se exponen algunas de
ellas:

• “ la ciencia que desarrolla las bases teóricas y algoritmicas para obtener
información sobre el mundo real a partir de una o varias imágenes”.

• “Es la disciplina que desarrolla sistemas capaces de interpretar el contenido
de escenas naturales”.

Para José Vélez [SSD+03], los sistemas desarrollados en visión por computa-
dora, buscan actuar en base a representaciones de una realidad, las cuales pro-
porcionan información sobre brillo, colores, formas.

El reconocimiento de colores, formas y detección de propiedades, representan
tareas incréıblemente fáciles de llevar a cabo para humanos y animales; pero la
implementación y emulación en sistemas automatizados genera grandes desaf́ıos
para investigadores del área.

Tradicionalmente, la investigación en visión por computadora fue aplicada al
sector industrial en los campos de: interacción de máquinas y su entorno, control
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de calidad en productos fabricados. En la actualidad, representa un área de
investigación en constante desarrollo, trasladándose incluso a dispositivos móviles
y vestibles [CJS+15].

2.2 Partes de un sistema de visión por computa-
dora

En este apartado, se presentan las partes presentes en un sistema de visión por
computadora, en adelante SVC.

Según el estado del arte, en lo que se refiere a SVC se puede determinar un
marco general de procesos consecutivos que siguen la gran mayoŕıa de los autores:

1. Adquisición de imágenes. Consiste en la captura de las imágenes digitales.

2. Procesamiento digital de imágenes. Etapa donde se aplican diversas técnicas
para mejorar la imagen adquirida.

3. Segmentación. Se aislan regiones de interés que serán analizadas.

4. Extracción de caracteŕısticas. Aislamiento de caracteŕısticas que permiten
identificar un objeto o una región de interés.

5. Reconocimiento o clasificación. Etapa en la que se busca distinguir objetos
que fueron segmentados y aśı diferenciarlos.

A modo general José Velez [SSD+03] ha definido las partes de un SVC según
las citadas anteriormente. En el área de procesamiento de imágenes y reconocimiento,
González [GW06] ha propuesto etapas similares. Trabajos sobre clasificación de
frutas con esquemas similares han sido propuestos en [LD04, BAC+09], también
pueden encontrarse detalles relacionados a la implementación desde un punto de
vista industrial en [Hor17].

2.3 Adquisición de imágenes

La primera etapa o proceso en un SVC consiste en adquirir las imágenes y con-
vertirlas a un formato digital. Este proceso de adquisición busca traducir señales
electromágnéticas reflejadas en una escena y convertirlas a imágenes digitales
con valores discretos, tal que las mismas puedan ser procesadas por medio de
una computadora. En este proceso intervienen aspectos tales como: iluminación
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y técnicas de iluminación, ambiente de la escena, tipo de cámara y lentes, con-
ceptos de óptica, cables transmisores y detalles espećıficos de hardware. Algunos
conceptos básicos son explicados en este trabajo, principalmente los que afectan
al mismo, pero otros como: conceptos de óptica, tipos de cámaras y lentes; serán
dejados de lado, para mayor información se sugiere referirse a [Ale16], [Hor17],
[EL12], [ZZ15].

2.3.1 Iluminación, técnicas de iluminación y ambientes

La iluminación y la técnica de iluminación que se elija es deteminante en la
calidad de las imágenes. Al momento de diseñar un SVC, se debe escoger entre
un ambiente iluminado en forma controlada o un ambiente iluminado en forma
no controlada.

En ambientes con iluminación controlada, el diseñador tiene el control del
ambiente y la cantidad de luz recibida. En el caso de ambientes iluminados en
forma no controlada, el diseñador debe adecuarse a la luz recibida pudiendo hacer
poco o nada al respecto.

Se puede decir que una imagen deseada para un sistema de visión por com-
putadora, es la que presenta ṕıxeles de los objetos de interés con caracteŕısticas
similares y ṕıxeles que no forman parte de los objetos de interés con caracteŕısticas
bien diferenciadas, tal que los mismos puedan ser aislados mediante procesos para
su análisis. Se busca evitar aspectos como: sombras, variaciones de colores y lu-
minosidad excesiva; los cuales representan problemas e insertan errores en pasos
de análisis de imágenes.

En SVC orientados a la industria, se prefiere el tipo de iluminación contro-
lada, la cual favorece las condiciones para tomar mejores muestras. Se suelen
diseñar ambientes cerrados para que las condiciones de luz, contraste, brillo sean
las adecuadas; y suciedad, sombras, ruidos que pudieran afectar a la imagen
sean minimizados. La selección del método de iluminación, hardware y ambiente
inciden directamente en el resultado de la imagen obtenida.

El hardware utilizado para iluminación es variado, el mismo abarca: lámparas
incandescentes, leds, fluorescentes, láser y fibra óptica.

Las lámparas fluorescentes cuentan con la ventaja de ser accesibles en cualquier
comercio y su precio es mucho más económico que otros tipos de hardware para
iluminación. En este trabajo se ha optado por las mismas, no obstante, este tipo
de iluminación cuenta con una desventaja que es su vida útil (10.000 horas) y la
disminución de longitud de onda a lo largo del tiempo por desgaste.

Para atenuar la luz que incide sobre los objetos a fotografiar, se pueden utilizar
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ambientes semi esféricos como difusores de luz y cristales difusores. El ángulo de
incidencia de la luz sobre el objeto a fotografiar es otro factor a llevar en cuenta
en el diseño.

Una tabla comparativa de diferentes fuentes de luz y técnicas de iluminación
puede ser consultada en [Ale16]. Revisiones y compilaciones con énfasis en control
e inspección de alimentos son abordadas en [CAM+11], [SnSLQ13], [ZZ15].

2.3.2 Cámaras

Comentados los aspectos necesarios en la iluminación, otro punto importante es
la elección del hardware para obtener las fotograf́ıas. Según la necesidad, existen
casos donde para fotografiar un objeto, se debe contar con vistas desde distintos
ángulos. Es aqúı donde las imágenes pueden ser obtenidas con una sola cámara o
con un arreglo de varias cámaras. Dependiendo del tipo de objeto a fotografiar,
será decisión del implementador seleccionar el método adecuado.

Aspectos relacionados a la velocidad de fotograf́ıas y velocidad de transmisión
de datos entre dispositivos deben ser tomados en cuenta para el diseño de un
sistema de visión por computadora, pero salen fuera del alcance de este trabajo.

Opciones de múltiples cámaras, requieren hardware especializado, las cuales
deben ser sicronizadas con otros componentes (cintas transportadoras, mecanis-
mos, entre otros).

Para objetos esféricos, las técnicas de varias cámaras resulta bastante útil al
momento de adquirir imágenes desde diferentes ángulos. Pero acarrean inconve-
nientes de sincronización y requieren hardware especializado.

Una segunda técnica, aplicada en el sector, consistió en girar la fruta y fo-
tografiar la piel, de forma a generar un plano y luego analizarlo [LD04], [BAM03].
También en esta técnica se presenta el problema de la sincronización.

Una tercera alternativa hace uso de una cámara individual [K.00] y [Mer10].
Con la ayuda de varios espejos, los autores propusieron una solución para fo-
tografiar una fruta desde diferentes ángulos, presentando la ventaja que no re-
quiere una sincronización y que al mismo tiempo se pueden obtener varias regiones
de una fruta, siendo la adecuada para este trabajo.

2.4 Procesamiento digital de imágenes

Luego de la etapa de adquisición, las imágenes deben ser tratadas; es aqúı donde
arranca una segunda etapa, el procesamiento digital de imágenes.
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El procesamiento digital de imágenes suele ser el primer paso en SVC, donde se
tratan las imágenes adquiridas a una forma adecuada para un análisis posterior.
Se reciben entradas producidas por el proceso de adquisición y se obtienen como
resultado salidas de imágenes mejoradas.

Para algunos, el procesamiento de imágenes se encuentra fuera del campo
de investigación de visión por computadora, no obstante, muchas técnicas son
aplicadas junto con un diseño cuidadoso para alcanzar objetivos aceptables en la
implementación de sistemas.

El procesamiento digital de imágenes comprende transformaciones tanto en
pixeles individuales como en grupos de pixeles, el manejo de espacios de colores,
uso de histogramas, aplicación de operaciones morfológicas y uso de filtros para
suavizado de imágenes. Se hace uso de operaciones para mejora de las imágenes
tales como: corrección, balance de color, reducción de ruido y rotación.

2.4.1 Imagen digital

Conviene definir primeramente lo que representa una imagen digital. Una imagen
es una función bidimensional de intensidad de luz f(x, y), donde x e y represen-
tan las coordenadas espaciales y el valor de f en un punto cualquiera (x, y) es
proporcional al brillo (o nivel de gris) de la imagen en ese punto. Cuando esta
función arroja resultados finitos y discretos, se menciona que es una imagen digital
[GW06].

Las imágenes digitales a color pueden ser vistas como matrices de M filas y N
columnas, donde los valores del brillo son almacenados en las coordenadas (x, y)
según canales de información de colores.

En procesamiento digital de imágenes, el pixel es la unidad más pequeña de
información; esta representa una cantidad de intensidad de luz en una coordenada
espećıfica dentro de una imagen.

Cuando se habla de transformaciones en pixeles, las mismas pueden ser divi-
didas en: transformaciones que afectan a un pixel individual y transformaciones
que afectan a un grupo de pixeles.

Fuentes que pueden ser consultadas al respecto para dar luz sobre el tema son:
procesamiento de imágenes [GW06], visión por computadora [Ale16] y [Sze11].

2.4.2 Espacios de colores

Una imagen digital a color está compuesta por intensidades de brillo ubicadas en
forma matricial, donde en su conjunto estas intensidades forman colores.
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El color es una caracteŕıstica que nos permite identificar el mundo en el que
vivimos, su visualización es producida en el cerebro a partir de las ondas electro-
magnéticas reflejadas en los objetos y captadas por nuestros ojos [Ale16].

En procesamiento digital de imágenes, el color es representado por medio de
valores y fórmulas matemáticas que describen el espectro de colores del mundo
que percibimos. Estas representaciones facilitan la especificación de los colores
en forma de un estándar o de una manera aceptada. A las representaciones de
los colores se las denomina espacios de colores o modelos de colores.

Un espacio de color es la especificación de un sistema de coordenadas y un
subespacio dentro del sistema, donde cada color puede ser representado por un
punto simple. Actualmente existen varios espacios de colores o modelos diseñados
para fines espećıficos. En este trabajo se hizo uso de los espacios de colores: RGB,
CIELAB (L*a*b*), HSV.

Como una breve introducción, conviene definir varios términos relacionados
con aspectos teóricos de los colores.

• Luminosidad, es la medida que indica la enerǵıa que el observador percibe
desde la fuente de luz, es medida en lumens (lm). La luz infrarroja es un
claro ejemplo, desde la fuente se emite una gran cantidad de resplandor
pero el observador percibe poca luminosidad.

• Brillo, es una caracteŕıstica subjetiva según la persona que lo recibe, no
cuenta con una medida para describirlo.

• Contraste, diferencia entre valores de intensidades de pixeles presentes en
una imagen.

• Matiz está asociado con la longitud de onda dominante en la mezcla de
ondas de luz. Cuando se habla de un objeto de un color espećıfico (por
ejemplo rojo) se está mencionando el matiz.

• Saturación es la pureza relativa de la luz blanca mezclada con un matiz.
Colores como el rosado y el lavanda son colores menos saturados. El rosado
está formado por rojo y blanco, lavanda es creado a partir del violeta y
blanco.

• Cromaticidad. Matiz y saturación, se denominan cromaticidad. Un color
puede ser caracterizado por su brillo y por su cromaticidad.

• Gamut, es la gama de colores que un dispositivo puede reproducir.
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• Resplandor, es el monto total de enerǵıa que fluye desde la fuente y es
medida en watts (W).

En los apartados siguientes se presentan tres espacios de colores utilizados en
este trabajo.

Espacio de color RGB

En 1930 la Comisión Internacional de la Iluminación (CIE, del francés Commis-
sion Internationale d’Eclairage), estandarizó la representación RGB realizando
experimentos con colores primarios y diferentes longitudes de ondas [Sze11].

En el espacio RGB (del inglés Red, Blue, Green), cada color se define como
una triada de rojo, verde y azul. Se utiliza un sistema de coordenadas cartesianas
en tres ejes, siendo el cero el punto de inicio, a este sistema de ejes se lo conoce
como cubo RGB.

Algo importante a destacar en el modelo RGB, es el rango de los ejes, entre
[0..1]. También se utiliza una escala de [0..255], teniendo un byte por color sea
este, rojo, verde o azul. Cuando se representan los tres ejes del sistema RGB, se
forma un cubo, en una esquina se tiene al color negro, representado por (0, 0, 0),
en otro extremo del cubo se tiene a la tripleta (1, 1, 1).

Se puede decir que, RGB es ideal para generación de color (capturar colores
con una cámara, representar en un monitor), pero su uso para describir un color
es limitado. Desde el punto de vista del ojo humano, no es perceptualmente lineal,
por lo que si se vaŕıan valores de un color en una dirección dentro del cubo RGB,
el color puede llegar a cambiar totalmente. Otros espacios de colores cumplen
mejor la tarea mencionada.

Figura 2.1: Espacio de colores RGB
.
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Espacio de color CIELAB

La respuesta del sistema visual humano a los cambios puede ser representada me-
diante una aproximación logaŕıtmica. Nuestro sistema visual percibe las diferencias
de luminancia en saltos de valores de aproximadamente 1%, [Sze11]. Es por eso
que, CIE definió un mapeo no lineal de colores, en el cual las diferencias en lumi-
nancia y crominancia son perceptualmente uniformes en este espacio, el cual se
denomina CIELAB o L*a*b*.

En el espacio de colores CIELAB, los componentes principales para la ubi-
cación de un color son: L* para luminancia, a* para eje del positivo rojo a negativo
verde, b* para eje positivo amarillo al negativo azul.

Los rangos que pueden tomar los componentes son: L ∗ [0..100], siendo 0 la
ausencia de luminancia (en color negro) y 100 la presencia de luminancia (en
color blanco). Los ejes a∗ : [−60..60] y b∗ : [−60..60].

Figura 2.2: Espacio de colores CIELAB/ L*a*b*
.

Los colores pueden ser representados a distancias proporcionales a las diferen-
cias entre ellos. Es decir si se toma un color verde, es posible determinar cercańıas
de colores mediantes métricas de distancias, algo bastante útil en el ámbito de
colorimetŕıa. Mayor información sobre espacios de colores pueden ser consultadas
en las obras [Ale16], [BB16].

Espacio de color HSV

El espacio de colores HSV (del inglés Hue, Saturation, Value - Matiz, Saturación,
Valor), es otro espacio de color que representa una proyección del cubo de color
RGB.
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RGB es un espacio de colores que se destaca por acercarse a la representación
del hardware de visión artificial, este sistema, no es práctico para la especificación
y reconocimiento de colores.

El ser humano reconoce mayormente los colores por atributos perceptuales de
luminancia o intensidad, saturación y matiz. HSV se adapta mejor a la forma
sobre como el ojo humano percibe los colores, permitiendo que a partir de un
color se puedan obtener varias intensidades de un mismo matiz.

Los componentes de este espacio de colores, son: matiz (hue), saturación
(saturation), valor (value). El matiz corresponde a un ángulo cuyos valores vaŕıan
en el rango de H : [0..360] grados. La saturación o pureza del color oscila entre
S : [0..100], siendo un valor de distancia radial; mientras que el valor indica el
brillo y adopta el rango de V : [0..100].

Figura 2.3: Espacio de colores HSV
.

2.4.3 Histograma

Con los conceptos de espacios de colores explicados anteriormente, en este apartado,
se presenta una herramienta estad́ıstica que es aplicada en procesamiento digital
de imágenes.

El histograma, permite establecer relaciones entre los valores de los ṕıxeles.
Cálculos útiles que se obtienen desde el histograma de una imagen son: valores de
intensidades mı́nimos y máximos, visualización de la distribución de intensidades
de color en una imagen, promedio de intensidades.

En una imagen, el histograma H , puede definirse como una función que indica
la frecuencia de aparición de un valor de intensidad k, donde k = 1, ..., L − 1,
siendo L−1 el rango máximo en la escala de grises y ak la frecuencia de ocurrencia.
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H(k) = ak (2.1)

2.4.4 Morfoloǵıa matemática

El procesamiento morfológico es una técnica que permite la extracción de estruc-
turas geométricas haciendo uso de un conjunto conocido denominado elemento
estructurante [OZ02]. Puede ser aplicada a imágenes binarias, imágenes en escalas
de grises y de color. Los fundamentos que utiliza la morfoloǵıa matemática se
basan en la teoŕıa de conjuntos, siendo un metodo poderoso para resolver una var-
iedad problemas. Para mayores detalles sugieren los textos de referencia [GW06],
[Ale16], [OZ02].

La aplicación y utilidad es variada, puede emplearse tanto en preprocesamiento,
supresión de ruidos o realce de objetos y análisis de imágenes. En este trabajo
se hace alusión a operaciones de morfoloǵıa matemática orientadas a imágenes
binarias, que son el tipo de imágenes a las cuales se han aplicado estas funciones.

Elemento estructurante

Una imagen cuenta con un conjunto de elementos X y existe un conjunto B,
de tamaño más pequeño que combinado con una operación es capaz de producir
alteraciones en una imagen. Al conjunto de elementos B, se lo denomina ele-
mento estructurante (EE o SE Structuring Element). La forma y el tamaño
del EE pueden variar, generándose aśı la posibilidad de múltiples combinaciones
con resultados diferentes. Los elementos estructurates comúnmente utilizados
son: ćırculo, cuadrado, diamante, ĺınea.

Definiciones básicas

Gonzalez y colaboradores [GW06], define los conceptos de reflexión, traslación,
complemento y diferencia primeramente, para luego explicar las operaciones de
morfoloǵıa matemática.

Sean los conjuntos A y B de Z2 con los elementos a = (a1, a2) y b = (b1, b2)
Reflexión del conjunto B representada por B̂ y es definida por:

B̂ = {w|w = −b, ∀ b ∈ B} (2.2)

Traslación del conjunto B por el punto x = (x1, x2), se representa como (B)x
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y se define por:

(B)x = {c|c = b+ x, ∀ b ∈ B} (2.3)

Complemento del conjunto A es:

Ac = {x|x /∈ A} (2.4)

Diferencia de dos conjuntos A y B, cuya representación es A− B y definida
como:

A−B = {x|x ∈ A, x /∈ B} = A ∩Bc (2.5)

Operaciones de morfologia matemática: dilatación, erosión, apertura,
cierre

Dilatación y erosión representan la base de las operaciones de morfoloǵıa matemática
y su combinación definen otras operaciones como: apertura y cierre [GW06].

Sean A y B conjuntos de Z2, ∅ representando a un conjunto vaćıo.
Dilatación de A por B se representa como A⊕B y se define como:

A⊕B = {x|(B̂)x ∩ A 6= ∅} (2.6)

Erosión de A por elemento estructurante B, se representa por A 	 B y se
define como:

A	B = {x|(B)x ⊆ A} (2.7)

Se puede agregar que la dilatación expande una imagen y la erosión contrae
una imagen.

La apertura y el cierre representan otras dos operaciones importantes en
matemática morfológica, las cuales se construyen a partir de la erosión y la dilat-
ación. Apertura es utilizada para suavizar contornos y eliminar protuberancias.
El cierre suaviza imperfecciones, fusiona partes estrechas, elimina pequeños hue-
cos y rellena agujeros.

Apertura de un conjunto A por un elemento B se representa como A ◦ B es
una erosión seguida por una dilatación y es definida como:

A ◦B = (A	B)⊕B (2.8)
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Cierre de un conjunto A por un elemento B se representa como A •B es una
dilatación seguida por una erosión y es definida como:

A •B = (A⊕B)	B (2.9)

2.4.5 Filtros para suavizado de la imagen, filtro de la me-
dia

Antes de proceder a la segmentación de regiones de interés y en su caso a la
detección de bordes, algunos algoritmos requieren del suavizado de la imagen. El
filtro de la media cumple la función de suavizar las los valores de intensidades,
eliminar ruidos y objetos que no son de interés. Es clasificado en la categoŕıa de
“filtrado en el dominio del espacio ó filtros espaciales” y hace uso de una máscara
de convolución o también conocida como “kernel”, o ventana [Ale16].

Cada pixel en la imagen de salida es resultado de la media aritmética de las
intensidades de sus vecinos. Si se aplica una ventana o kernel de 3x3 en donde
los valores sean 0 o 1 (1 para incluir el valor en el cálculo, 0 para excluirlo). Una
vez multiplicados los valores vecinos del pixel, son divididos por el número de
coeficientes distintos de cero que fueron utilizados. En 2.10 se puede ver una
máscara o kernel para el cálculo de la media.

Fµ =


1 1 1
1 1 1
1 1 1

 /9 (2.10)

2.5 Segmentación

Con imágenes adquiridas durante el proceso de adquisición y tratadas en forma
digital, la siguiente etapa en un SVC es la segmentación de las regiones de interés
o también conocidas como ROI(del inglés Region of Interest).

En visión por computadora y en procesamiento digital de imágenes, seg-
mentación es la tarea de encontrar grupos de pixeles que comparten carac-
teŕısticas similares, siendo este uno de los problemas más antiguos y con bastantes
estudios al respecto [Sze11].

En una imagen se puede obtener información a partir de los valores de las in-
tensidades de brillo y las coordenadas donde estos se encuentran [Ale16]. El pro-
ceso de segmentación divide la imagen digital en regiones homogéneas según una
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o más caracteŕısticas con el fin de facilitar su posterior análisis y reconocimiento
[SSD+03]. Factores como pixeles no deseados, sean estos: part́ıculas, fondo,
ruido; son separados dejando los grupos de pixeles que forman el objeto o región
de interés a analizar.

En clasificación de frutas, es importante obtener la región de interés (en
este caso la fruta), para poder extraer caracteŕısticas. Tareas como el conteo
de part́ıculas, análisis de texturas, clasificación de objetos por colores y forma;
seŕıan imposibles sin este paso.

Existen diferentes enfoques para realizar el proceso de segmentación; en la
práctica la segmentación no cuenta con reglas estrictas y depende del problema
a solucionar. Pueden darse casos donde se tenga que elegir un conjunto de pasos
a medida [SSD+03].

En lo que se refiere a técnicas de segmentación, Velez [SSD+03], las presenta
en su libro divididas en tres grupos: técnicas basadas en umbralización, técnicas
basadas en detección de bordes, técnicas basadas en propiedades locales o re-
giones; quedando estas últimas fuera del alcance de este documento.

Los bordes de objetos pueden ser definidos como una ĺınea que separa al objeto
del fondo, donde se producen discontinuidades en valores de ṕıxeles adyacentes.
Las discontinuidades se dan por cambios en el brillo, cambios en el matiz o ambos.

En este trabajo, se han utilizado técnicas de segmentación por umbrales
mı́nimos/máximos en matices y técnicas de segmentación de bordes por gra-
dientes; para producir imágenes binarias. Las imágenes binarias segmentadas
sirvieron a su vez como máscaras o mapas de localización para la extracción de
regiones en imágenes de colores. Otros métodos de segmentación pueden ser
consultados en [Ale16], [Sze11], [GW06].

2.5.1 Umbralización

La umbralizacion es la técnica que permite convertir una imagen en color o de
niveles de grises a una imagen binaria con un coste computacional bajo en com-
paración con otras. Su funcionamiento se basa en la selección de un valor ĺımite
(umbral) para separar las intensidades de brillo teniendo en cuenta el histograma
de la imagen.

La selección del valor del umbral puede ser vista bajo dos categoŕıas: la um-
bralización fija y la umbralización adaptativa o variable.
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Umbralización fija

Umbralización fija, es la aplicación de una función a una imagen I, tal que T es
el valor fijado arbitrariamente en el histograma de intensidades de la imagen, y
B la imagen binaria resultante, definida a partir de los valores de intensidades
presentes en la imagen original I según la función 2.11.

B(x, y) =


1 si I(x, y) > T

0 si I(x, y) < T

(2.11)

En el histograma, las regiones que comparten caracteŕısticas similares, suelen
estar agrupadas en lóbulos, las transiciones a zonas diferentes pueden notarse
como valles.

Otra variante dentro de la umbralización fija es la umbralización de banda,
que permite segmentar imágenes en la que los objetos contienen niveles de gris
dentro de un rango de valores R y el fondo contiene ṕıxeles con otros valores, la
misma es definida por la función 2.12.

B(x, y) =


1 si I(x, y) ∈ R

0 si en otro caso
(2.12)

Las variantes de umbralización fija: multiumbralización, semiumbralización;
salen fuera del alcance de este trabajo, sin embargo pueden ser consultadas en
Velez [SSD+03].

Umbralización adaptativa o variable

Existen casos donde el uso de uno o varios umbrales fijos no resuelve la separación
del objeto a analizar. Para tales casos se utiliza la técnica de umbralización
adaptativa o variable.

El método Otsu [Ots79], fue propuesto como un método para conseguir un
umbral en forma automática en una imagen. Basa su funcionamiento en un
proceso estad́ıstico sobre el histograma de escala de grises, buscando un umbral
que minimice las sumas de las varianzas de los picos en el histograma. Gonzalez
y colaboradores [GW06], trata temas relacionados a la segmentación de objetos
utilizando un umbral global y aplicando el método mencionado.
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2.5.2 Detección de bordes

Las detección de bordes es una herramienta para la segmentación de imágenes.
La misma puede ser aplicada a objetos que no tengan un color uniforme, o donde
el color de un objeto pueda cambiar.

El uso de gradientes y sus magnitudes permiten obtener un realce de bordes,
operación útil para la segmentación de objetos en una imagen. Su aplicación es
realizada por medio de filtros espaciales.

Antes de aplicar el uso de gradientes, se recomienda la preparación de la
imagen haciendo uso de un filtro de suavizado para aplanar cambios bruscos en
las intensidades. Debido a la sensibilidad que presentan los gradientes, pueden
aparecer bordes discontinuos ó bordes anchos; problemas que son solucionados
con el suavizado.

Se define brevemente gradiente y magnitud de gradiente, para luego, tratar
las aplicaciones de filtros Sobel, Prewitt y Canny; los cuales utilizan la técnica
de gradientes para la detección de bordes [Ale16].

Gradiente y magnitud de gradiente

La técnica de gradientes, utiliza la magnitud del gradiente de las intensidades de
brillo en una imagen. Los valores del módulo permiten agrupar pixeles. Dicha
magnitud puede ser calculada a partir de derivadas discretas en direcciones x e
y.

El gradiente de una imagen en una coordenada (x, y) se denomina ∇I(x, y) y
es un vector columna de dos dimensiones definido en 2.13. Los componentes del
gradiente son definidos en 2.14 y 2.15, la magnitud en 2.16.

∇I(x, y) ≡
 Gx

Gy

 (2.13)

Gx = ∂I(x, y)
∂x

(2.14)

Gy = ∂I(x, y)
∂y

(2.15)
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|∇IG(x, y)| =
√

(Gx)2 + (Gy)2 (2.16)

Filtros Sobel, Prewitt, Canny

Los operadores Sobel y Prewitt calculan aproximaciones de la primera derivada en
los ejes x e y y su función es la de realzar bordes en imágenes. Se aplican máscaras
similares que difieren en algunos valores entre ambos para Prewitt c = 1, Sobel
c = 2. Cabe destacar que el operador Sobel es un poco más sensible a bordes
diagonales que el operador Prewitt. Máscaras para el cálculo de gradientes Sobel
y Prewitt se muestran a continuación 2.17 y 2.18.

Mx =


−1 0 1
−c 0 c

−1 0 1

 (2.17)

My =


−1 −c −1
0 0 0
1 c 1

 (2.18)

El filtro Canny, utiliza el gradiente de una imagen para realzar los bordes
de los objetos. Este filtro, utiliza dos umbrales. Bordes con valores menores al
umbral mı́nimo son descartados. Valores marcados dentro del rango de ambos
umbrales, son marcados como bordes débiles. Para valores mayores a los umbrales
se los marca como bordes fuertes.

2.5.3 Aplicaciones de métodos de segmentación en inspección
de alimentos

Técnicas de segmentación son aplicadas en el área de inspección de alimentos,
Zou en su trabajo [ZZ15] cita tres métodos básicos utilizados en el ramo, los
cuales son: umbralización, segmentación basada en bordes, segmentación basada
en regiones. También indica que las imágenes adquiridas deben tener un contraste
alto para simplificar la tarea de localización de objeto.

En base a lo anterior, a una imagen a color del tipo RGB, con un objeto de
color rojo y fondo negro; seŕıa posible aplicar una umbralización espećıfica sobre
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el canal de intensidades en rojo. Incluso una extensión podŕıa ser usar valores
mı́nimos y máximos para seleccionar varias intensidades en el canal rojo.

Otras técnicas, consisten en segmentar con umbrales fijos valores de intensi-
dades en espacios HSV y CIELAB.

Existen también, una alternativa que hace uso del agrupamiento de pixeles
utilizando el algoritmo K-Means y valores de intensidades del espacio en color
CIELAB [DJ14].

2.6 Extracción de caracteŕısticas

Con un objeto segmentado y separado dentro de una imagen, es posible proceder
a la extracción de caracteŕısticas. En aplicaciones de visión por computadora,
el proceso de extracción de caracteŕısticas es importante para lograr con éxito la
clasificación de los objetos en las imágenes [NA08, GW06].

Desde el punto de vista del objeto a analizar, generalmente se elige una repre-
sentación externa cuando el objetivo principal se centra en las caracteŕısticas de
forma y una representación interna cuando el interés se centra en las propiedades
de reflectividad como color y textura.

En este trabajo, se han utilizado descriptores de caracteŕısticas basados en:
regiones y en caracteŕısticas de color; con el fin de preparar los datos para una
posterior clasificación.

Los descriptores de regiones describen el área de la figura y sus propiedades
geométricas, son considerados dentro de esta clasificación: área, peŕımetro, ex-
centricidad, eje mayor, eje menor.

Área de pixeles. La extracción de esta caracteŕıstica se fundamenta en el
conteo de los pixeles de una región. Sea S un conjunto de pares de coordenadas
(x, y) de una región de pixeles y A(S)el área contabilizada para el conjunto. La
estimación del área es definida según la ecuación (2.19). Donde B(x, y) es la
imagen binaria, ∆A = 1 si el pixel se encuentra dentro de la figura y (x, y) ∈ S;
en caso contrario ∆A = 0.

A(S) =
∑
x

∑
y

B(x, y)∆A (2.19)

Peŕımetro, puede ser definido como la suma de los segmentos de la curva de
contorno definida por un conjunto pares de coordenadas del borde S. Donde i es
el ı́ndice de posición en el conjunto S y (xi, yi) el par de coordenadas del pixel
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actual y (xi−1, yi−1) el de su vecino contiguo.

P (S) =
∑
i

√
(xi − xi−1)2 + (yi − yi−1)2 (2.20)

Eje mayor de un contorno es el segmento de recta que une los dos puntos más
separados entre śı.

Eje menor es el eje perpendicular al eje mayor y de tal longitud que se podŕıa
formar un rectángulo que contenga exactamente al contorno.

Excentricidad. Es el parámetro que indica la desviación de forma de una figura
geométrica con respecto a un ćırculo. En imágenes binarias, a y b representan
cantidades de pixeles, donde a corresponde al eje mayor y b al eje menor de una
figura geométrica. Valores cercanos a 1, demuestran que la figura tiende a ser
una elipse.

ε =
√

1− b2

a2 (2.21)

El rectángulo descrito es denominado rectángulo básico y lo constituyen las
coordenadas que forman un cuadro conteniendo al objeto a analizar.

En la Figura 2.4, se presentan tres imágenes geométricas: ćırculo, cuadrado
y elipse. En la tabla 2.1 se pueden evidenciar los valores de las caracteŕısticas
geométricas de dichas imágenes.

(a) Ćırculo (b) Cuadrado (c) Elipse

Figura 2.4: Extracción de caracteŕısticas geométricas
.
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Tabla 2.1: Caracteŕısticas extráıdas de la Figura 2.4

Ćırculo Cuadrado Elipse
Area 7860 9996 3945
Peŕımetro 311,44 385.14 240
Excentricidad 0 0 0,8654
Eje Mayor 100.0442 115.4252 100,1327
Eje Menor 100.0442 115.4252 50.1785

Las caracteŕısticas relacionadas al color son aquellas que permiten identificar
objetos por su color dentro de una imagen. Pueden considerarse algunas de ellas
como: color promedio en canales de espacios de colores, desviación estándar en
canales de espacios de colores.

Color promedio en espacios de colores, se toma como la media de las inten-
sidades presentes en una región. El cálculo consiste en sumar y promediar las
intensidades de la región a analizar.

La desviación estándar de intensidades por canal permite conocer la variación
de intensidades existen en la región a analizar.

La utilización caracteŕısticas de color tiene aplicación en la detección y clasi-
ficación de defectos y maduración de frutas. Un ejemplo visual de defectos seg-
mentados puede notarse en la Figura 2.5, los valores promedios correspondientes
a los defectos en el espacio CIELAB/ L*a*b* se encuentran en la Tabla 2.2.
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(a) Naranja 006 (b) Defectos. 1 y 2

(c) Naranja 022 (d) Defecto. 3

Figura 2.5: Defectos en naranjas segmentados por un experto y sus caracteŕısticas
de color

.

Tabla 2.2: Caracteŕısticas extráıdas de la Figura 2.5

Defecto 1 Defecto 2 Defecto 3

L 52.7429 46.9928 94.1587
a* 1.9940 -8.9710 -3.8642
b* 38.8692 20.3473 7.8352
σ(R) 4.5507 8.3266 4.2839
σ(G) 2.5376 3.1994 0.5491
σ(B) 8.0339 9.6593 1.0060

2.7 Reconocimiento y Clasificación

La última etapa de un SVC está constituida por el proceso de reconocimiento
y clasificación. Aqúı ingresan datos en forma de caracteŕısticas y se producen
salidas en forma de etiquetas. Dichas etiquetas permiten ordenar y/o reconocer
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los objetos presentes en las imágenes digitales.
En este apartado, se explican conceptos básicos relacionados a aprendizaje

automático, haciéndose una breve reseña, para luego explicar sobre aspectos rela-
cionados a la clasificación y los algoritmos utilizados.

2.7.1 Aprendizaje automático

Aprendizaje automático, puede ser definido como el conjunto de métodos com-
putacionales que hacen uso de la experiencia para mejorar el desempeño o para
hacer predicciones adecuadas. Donde experiencia se refiere al uso de infor-
mación pasada, generalmente recolectada en forma electrónica y disponible para
el análisis [MRT12].

En aprendizaje automático, se diseñan algoritmos de aprendizaje y el éxito de
estos radica en los datos utilizados. Es por eso, que es un área de investigación
relacionada estrechamente con el análisis de datos y las estad́ısticas [MRT12].

Los problemas que se tratan en aprendizaje automático caen en dos categoŕıas
que son de interés para este trabajo: aprendizaje supervisado y aprendizaje no
supervisado; existen otras categoŕıas que no son abarcadas aqúı [MRT12, Mur12].

En aprendizaje supervisado, el algoritmo recibe como entrada un conjunto
de entrenamiento con ejemplos etiquetados y realiza predicciones para todos los
puntos desconocidos. Se dice supervisado, porque el sistema aprende entradas
con ejemplos orientados por un experto y emite predicciones como salida. Bajo
es tipo de aprendizaje, la meta es aprender una regla general que consiga igualar
entradas y salidas.

En aprendizaje no supervisado, el algoritmo recibe como entradas datos no
etiquetados y se hacen predicciones para todos los datos no evaluados. Entran en
esta categoŕıa algoritmos relacionados al agrupamiento de datos. Aqúı se busca
descubrir los patrones de datos escondidos.

A continuación se hace énfasis en conceptos relacionados al área.

• Ejemplos son las instancias de datos utilizadas para aprendizaje o evalu-
ación.

• Caracteŕısticas, es el conjunto de atributos representados como vectores
y asociados a un ejemplo definido. Los atributos describen un objeto de
estudio.

• Etiquetas, son los valores o categoŕıas asignadas a los ejemplos. Puede
entenderse como categoŕıas.
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• Conjunto de entrenamiento, son ejemplos utilizados para entrenar un algo-
ritmo de aprendizaje.

• Muestra de validación (observaciones de validación), son ejemplos usados
para afinar parámetros de un algoritmo de aprendizaje que trabaja con los
datos etiquetados.

• Muestras de prueba (observaciones de prueba), son los ejemplos utilizados
por el algoritmo de aprendizaje para predecir etiquetas.

2.7.2 Definición del problema de clasificación

Clasificación es un problema abordado en el área de aprendizaje automático,
donde el objetivo es estimar una respuesta cualitativa a partir de observaciones
de prueba y un conjunto de entrenamiento.

Las respuestas cualitativas pueden tomar uno o K valores, donde estos valores
son conocidos como clases o categoŕıas. Ejemplos de categoŕıas pueden ser el
tamaño de una fruta (pequeña, mediana, grande), o un criterio (defectuosa, no
defectuosa).

La estimación de una etiqueta ŷ a partir de observaciones de prueba x′, se
lleva a cabo por medio de una función f̂ (algoritmo de aprendizaje). El algoritmo
de aprendizaje recibe como entrada un conjunto de entrenamiento TS.

ŷ = f̂(x′, TS) (2.22)

El conjunto de entrenamiento TS, se define como un conjunto de pares de ob-
servaciones de entrenamiento xi y etiquetas yi; donde TS = {(x1, y1), (x2, y2), ..., (xn, yn)}
contiene n elementos e i : [1...n] es el ı́ndice correspondiente al iésimo elemento.

Las observaciones de prueba x′ y las observaciones de entrenamiento xi, son
representadas por vectores fila de tamaño p variables. Tanto x′ como xi asumen
las mismas dimensiones.

Las etiquetas yi asumen C cantidad de valores definidos.

2.7.3 Tipos de clasificación

En base a la cantidad de clases, los tipos de clasificación pueden separarse como
clasificación binaria, clasificación multiclase [AS08] y [Mur12].
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Clasificación binaria es uno de los problemas más estudiados en aprendizaje
automático. La forma más simple se reduce a la consulta de un patrón dado x′

en el dominio χ, se estima el valor de la variable binaria al azar ŷ ∈ {0, 1}.
Clasificación multiclase, representa la extensión de la clasificación binaria,

cuando el número de clases C > 2. La diferencia es que ŷ ∈ {1, ..., C} puede
asumir un rango de valores diferentes.

2.7.4 Clasificador k vecinos cercanos

El algoritmo clasificador de k vecinos cercanos, conocido también como KNN(del
inglés k-Nearest Neighbord), en su forma más básica, asigna la etiqueta del ele-
mento del conjunto de entrenamiento más cercano al vector de entrada x′ p dimen-
sional. Como parámetros recibe un conjunto de entrenamiento TS de tamaño n,
el número de vecinos para evaluación k y el tipo de métrica para distancia d(x, x′).
La métrica más utilizada con KNN es la distancia euclideana entre vectores.

Se miden las distancias d(x, x′) entre el vector de observación y cada uno
de los elementos del conjunto de entrenamiento. Se computan las k distancias
mı́nimas a la observación. La etiqueta de clasificación de x′ es determinada por
las etiquetas de la mayoŕıa de sus vecinos [AS08].

2.7.5 Clasificador SVM

El clasificador máquina de soporte vectorial, debe su nombre a las siglas en inglés
SVM (del inglés Support Vector Machine). Hace uso de un conjunto de entre-
namiento TN de tamaño n y un vector de observaciones x′.

Su funcionamiento se basa en la búsqueda de hiperplanos y sus ĺımites para
determinar las etiquetas de las clases [AS08]. Es un algoritmo conocido por ser
un clasificador binario, existe una extensión para clasificar multiclases.

2.8 Resumen

En este caṕıtulo se trataron aspectos relacionados a visión por computadora,
abarcando temas tales como: adquisición de imágenes, procesamiento digital de
imágenes, extracción de caracteŕısticas y clasificación.

Se hizo mención sobre aspectos de iluminación, aplicación de filtros para
suavizado y detección de bordes. Se comentaron datos sobre los espacios de
colores utilizados en el trabajo. Se finalizó el caṕıtulo con temas relacionados a
aprendizaje automático y clasificación.



Caṕıtulo 3

PROPUESTA

En este caṕıtulo, se explican los detalles de las metodoloǵıas abordadas para
clasificar frutas según tamaño y los pasos implementados para la detección de
defectos.

Primeramente se presentan procesos comunes que forman la base del tra-
bajo en si, como son la recolección de muestras 3.1, el proceso de adquisición de
imágenes 3.2 y los pasos para calibración del sistema 3.3.

Se analizan implementaciones para la clasificación por tamaño 3.4, utilizando
variantes en los procesos de segmentación de imágenes y alternando diferentes
descriptores de caracteŕısticas y clasificadores.

Por último, en el apartado 3.5, se presentan los pasos de la metodoloǵıa im-
plementada para detección de defectos y se proporcionan detalles sobre el entre-
namiento del clasificador.

3.1 Recolección y tratamiento de las muestras

Fueron adquiridas en un distribuidor local 207 naranjas, limpias, secas sin humedad
condensada y en estado de madurez aceptable para el consumo. Durante el tiempo
que duró la adquisición de imágenes, las frutas fueron conservadas a una temper-
atura de 21 ◦C.

Antes de proceder a la adquisición de imágenes, se realizó la tarea de etique-
tado, pesado y medición de las naranjas, utilizando una balanza de la marca ADE
modelo M114600 y un calibre Vernier genérico adquirido en una ferreteŕıa local.

Las naranjas no presentan una forma esférica perfecta, por esta razón, la
adquisición de las medidas f́ısicas fueron realizadas en base a dos valores: eje
mayor y eje menor. El eje mayor, corresponde al mayor valor medido colocando
un extremo del calibre Vernier en el cáliz y el otro extremo en el polo opuesto de
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la naranja. El eje menor, se evaluó colocando el calibre en forma perpendicular a
la medición del eje mayor, midiendo aśı el máximo valor sobre el eje ecuatorial,
según Figura 3.1. El eje menor fue tomado como punto de referencia para el
diámetro f́ısico de la fruta.

Figura 3.1: Adquisición de medidas f́ısicas de naranjas

La tarea de etiquetado generó valores de medidas f́ısicas, los cuales sirvieron
como base para una comparación con las medidas calculadas mediante la apli-
cación de la metodoloǵıa.

Con ayuda de profesionales nutricionistas, se clasificaron las muestras obtenidas
según su tamaño.

El etiquetado de las muestras según “diámetro”, se realizó ordenando el listado
de medidas f́ısicas en base a los valores del eje menor. El grupo de 207 naranjas
fue dividido en 3 grupos iguales y etiquetado como sigue: “pequeñas” hasta
64, 00 mm., “medianas” entre 64.00 mm. y 68, 60 mm., “grandes” con eje menor
> 68.70 mm..

La distribución de las muestras f́ısicas etiquetadas puede observarse en el
gráfico de la Figura 3.2. Los valores del conjunto de datos para el eje mayor α y
eje menor β fueron: µα = 69.14mm. ±4.40, µβ = 66.19mm. ±4.29.
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Figura 3.2: Distribución de las medidas f́ısicas de las muestras según valores del
eje mayor y eje menor

3.2 Adquisición de imágenes

Para el proceso de adquisición de imágenes se eligió la modalidad de ambiente
cerrado y controlado con el fin de evitar diferencias de iluminación e interferencias
de part́ıculas externas en las imágenes. El método elegido se basó en los trabajos
de [MA04], [MP05], [SPSK15]. Debido a la forma esférica de las naranjas, el
esquema fue modificado con la incorporación de un conjunto de 3 espejos. Esta
modificación basada en [K.00] y [Mer10], permite visualizar 4 ángulos diferentes
de una muestra con una sola cámara.

El ambiente se compone de una caja metálica desarmable Figura 3.3 a), cuyas
paredes interiores fueron pintadas en color negro para reducir la reflexión de luz
y cubiertas con goma eva en color negro. El color negro absorve los rayos de luz
y evita luminosidad excesiva, favoreciendo un gran contraste entre las muestras
y el fondo.

La iluminación se hizo con 4 lámparas de fluorecentes (largo 60 cm) y tem-
peratura de color de 6500 K (compatible Philips, Natural Daylight, 18 W). Las
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lámparas fueron ubicadas a una distancia de 40 cm. sobre el suelo del ambiente,
con una inclinación de iluminación de 45 grados al centro del ambiente, según
Figura 3.3 b).

El hardware de adquisición se basó en una notebook Acer Aspire E1-510-4646
de 4gb de RAM, Linux Fedora 25.

Las imágenes fueron adquiridas con una webcam HD Webcam Logitech c525,
a una resolución de 1280 x 960 pixeles en formato JPEG y con el software de
captura Cheese 3.22.1, el procesamiento se ejecutó con Image Tool Matlab 15.

Durante la adquisición de imágenes, las muestras fueron ubicadas en una
esquina del ambiente, con el cáliz hacia arriba sobre una base de goma a 5 cm.
de distancia del conjunto de espejos. Se situó la cámara apuntando hacia la
esquina, a una distancia de 40 cm. de la muestra y a 25 cm. de altura del piso
del ambiente.

Durante el proceso de adquisición, se hizo uso de esferas de calibración en
colores verde y amarillo, con el fin de contar con un patrón de comparación para
la posteridad. Se tomaron imágenes de las esferas cada 12 fotograf́ıas de naranjas.

Para lograr una iluminación adecuada, se activaron 2 lámparas en la esquina
opuesta a la muestra, según el esquema de la Figura 3.3 b). Se suavizó la inten-
sidad de luz agregando hojas de papel blanco a modo de difusores.

Los espejos de tamaño 20 x 30 cm., fueron ubicados según el esquema de la
Figura 3.3 c) a 45 grados entre śı. Se agregaron cintas de goma en los bordes de
los espejos, para reducir el ruido generado a causa de la iluminación.

Como paso previo a la adquisición, se hizo una limpieza del ambiente para
evitar la introducción de part́ıculas externas que pudieran generar ruidos.

(a) Vista externa (b) Iluminación, vista
superior

(c) Iluminación, vista
lateral

(d) Ubicación de los es-
pejos y cámara

Figura 3.3: Diseño del ambiente para adquisición de imágenes
.
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3.3 Calibración

El proceso de calibración representa un paso estrechamente relacionado con la
adquisición de imágenes de muestras y es de carácter obligatorio, dado que de
otra forma los resultados calculados se veŕıan seriamente afectados. Los procesos
de: procesamiento y segmentación de imágenes, extracción de caracteŕısticas y
clasificación dependen directamente de este paso.

Se ejecutaron tareas de: alineación de cámara, configuración de coordenadas
para recortes de regiones, cálculo del coeficiente de conversión pixeles-miĺımetros.

La alineación de cámara y la configuración de las coordenadas de recortes se
ejecutaron mediante un proceso manual.

Para lograr la separacion de las regiones de interés, se establecieron ĺımites
de los espejos en la imagen principal, configurados mediante un proceso de cali-
bración fuera de ĺınea. Estos ĺımites fueron denominados rectángulos de coorde-
nadas y se almacenaron en un archivo de configuración.

Los rectángulos de coordenadas enmarcan las vistas de la fruta y aislan re-
giones en la imagen principal, las cuales serán analizadas por procesos posteriores.

El paso recorte de regiones, se llevó a cabo dividiendo la imagen de la muestra
en 4 regiones de interés. Las imágenes recortadas se enumeraron según el esquema
de la Figura 3.4 como sigue: región 1 centro inferior (R1), región 2 izquierda (R2),
región 3 centro superior (R3), región 4 derecha (R4).

Figura 3.4: Esquema de adquisición y su numeración, presentación de las 4 re-
giones de interés

Exiten parámetros que guardan una estrecha relación con el proceso de cal-
ibración y son aquellos relacionados a la conversión de pixeles y medidas reales
de las naranjas. La relación existente entre resultados obtenidos por el software
y unidades de medida en miĺımetros se ve afectada directamente si los valores
introducidos en esta etapa son erróneos.

Al momento de la implementación del cálculo de la relación pixeles-miĺımetros
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del proceso de calibración, se llevaron adelante dos variantes. La primera variante,
se basó en calcular valores tomando únicamente el recorte 1 (R1), debido a que
este era el más representativo. La segunda, utilizó 4 regiones de interés para el
cálculo de los coeficientes de conversión, almacenando un coeficiente de relación
para cada región (R1...R4) .

Mediante el uso de esferas con medidas conocidas (esferas de calibración) en
colores amarillo y verde se pudo establecer una relación entre los pixeles de la
imagen y sus unidades de medidas en miĺımetros [K.00].

Los colores verde y amarillo fueron elegidos debido a su correspondencia con
los colores de las frutas. Las marcas de color negro presentes en las esferas de
calibración simulan defectos.

El desarrollo del cálculo de la relación pixeles-miĺımetros es explicado a partir
de una circunferencia. En una circunferencia, el radio r puede ser relacionado
con el diámetro d según la ecuación (3.1).

r = d

2 (3.1)

De lo que suplantando (3.1) en (3.2) se obtiene la ecuación (3.3) para el área.
Haciendo uso del valor conocido de la esfera de calibración d = 61 mm. es posible
calcular un área de calibración area mm en miĺımetros cuadrados.

a mm = π × r2 (3.2)

a mm = π × (d
2

4 ) (3.3)

Utilizando como entradas, imágenes previamente segmentadas, y haciendo uso
de técnicas de conteo de pixeles, fue posible obtener un valor referencial de área
en pixeles a px .

Al relacionar el area de la circunferencia a mm y el valor obtenido por con-
teo a px, se pueden realizar equivalencias pixeles-miĺımetros cuadrados (3.4) y
pixel-miĺımetro (3.5). El valor calculado de equivalencia e pxmm se almacenó en
un archivo de configuración para ser utilizado por los procesos siguientes en la
conversión de pixeles a unidades de medida.
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e pxmmA = a mm

a px
(3.4)

e pxmm =
√
e pxmmA (3.5)

Este cálculo se estableció tanto para la variante que utilizó 1 región de interés,
como para la variante de 4 regiones de interés.

3.4 Metodoloǵıa propuesta para clasificación por
tamaño

La metodoloǵıa propuesta para clasificar naranjas por tamaño se representa en
la Figura 3.5 y una breve explicación de cada uno de los procesos involurados se
expone a continuación:

• Adquisición de imágenes: se tomaron fotograf́ıas en un ambiente contro-
lado, de forma a eliminar posibles ruidos que afecten a los datos. Según el
apartado 3.2.

• Calibración del sistema: se establecieron parámetros para el ajuste del sis-
tema en la conversión de unidades. Ver apartado 3.3.

• Procesamiento y segmentación de imágenes: se eliminaron part́ıculas de
tamaños pequeños, se aplicó remoción de fondo y operaciones morfológicas
para aislar las regiones de interés del fondo.

• Extracción de caracteŕısticas: se obtuvieron valores de la fruta: diámetro y
presencia de defectos en la cáscara.

• Clasificación: con un conjunto de caracteŕısticas tomadas a partir de imágenes,
se etiquetaron valores con ayuda de un experto y luego fueron separados los
conjuntos en: conjunto de entrenamiento y conjunto de pruebas; para que
un algoritmo pueda clasificar el resultado según diámetro en miĺımetros.
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Figura 3.5: Metodoloǵıa propuesta y sus procesos para clasificación por tamaño.

3.4.1 Procesamiento y segmentación de imágenes

Se describen 2 métodos de procesamiento y segmentación de imágenes (PS), para
el tratamiento de las regiones de interés de una fruta. Dichos métodos fueron
concebidos teniendo en cuenta que la mejora en el procesamiento y segmentación
de imágenes aporta beneficios al conjunto de procesos general.

Los métodos toman como entrada una imagen principal I Figura 3.6, tienen
como objetivo crear 4 máscaras binarias y 4 imágenes a color de las regiones de
interés, las cuales sirven como entrada en la extracción de caracteŕısticas.

Por cuestiones de notación, es conveniente aclarar las convenciones que se uti-
lizan en este documento en cuanto a las imágenes según las regiones previamente
explicadas en el aprtado de adquiición 3.2.

• Imágenes pertenecientes a una región en particular, llevan un sub́ındice
indicando el número de región. Por ejemplo, una imagen correspondiente a
la región R1, es definida con un sub́ındice 1.
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• La referencia a imágenes de todas las regiones obtenidas por un proceso en
particular, son denominadas con un sub́ındice 1..4.

Figura 3.6: Imagen principal, I

El primer método (PS Mét. 1), se basó en la aplicación de una función de
realce de color y operaciones morfológicas a recortes obtenidos desde la imagen
principal, según las vistas de la fruta en los espejos.

En el segundo método (PS Mét. 2), se trabajó una técnica de umbralización
de canales en espacio L*a*b* para separar el fondo del ambiente de adquisición
de las frutas. Se aplicaron operaciones de morfoloǵıa matemática a la imagen
principal para obtener imágenes de las regiones de interés.

Procesamiento y segmentación de imágenes método 1, (PS Mét. 1)

Este proceso genera imagenes con separación de fondo a partir de imágenes I
adquiridas en el espacio de colores RGB, produce como salidas imágenes de silue-
tas Is1..4 y de regiones de interés If1..4 con fondo removido.

Las imágenes fueron tratadas aplicándose un conjunto de pasos tales como:
pre-procesamiento, mejoramiento de la imagen, remoción de fondo.

Por cada imagen adquirida I, se aplicó una función de recorte para producir 4
imágenes Ir1..4, con distintos ángulos de la muestra como se ve en la Figura 3.7.

(a) Ir1 (b) Ir2 (c) Ir3 (d) Ir4

Figura 3.7: Imágenes recortadas Ir1..4
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El mejoramiento de la imagen consistió en aplicar funciones según el orden:
realce de color, separación de canales RGB y utilización del canal con mayor
aporte (rojo), binarización y umbralización con Otsu, complemento de imagen,
erosión con elemento estructurante disco de 5 pixeles, complemento de imagen,
remoción de objetos pequeños (500 pixeles).

La aplicación de las funciones a cada una de las imágenes Ir1..4, produjo 4
siluetas binarias Is1..4 de la muestra según los ángulos reflejados en el arreglo
de espejos, donde los valores 1 (blanco) en los pixeles corresponden a la fruta y
los valores 0 (negro) en los pixeles corresponden al fondo. El resultado puede
observarse en la Figura 3.8.

(a) Is1 (b) Is2 (c) Is3 (d) Is4

Figura 3.8: Máscaras binarias recortadas Is1..4

.

El paso de remoción de fondo separa la región de interés y arroja como resul-
tado imágenes If1..4 con fondo en color negro Figura 3.9. A cada imagen Ir1..4, se
aplicó la separación por canales de intensidades en el espacio RGB y se multiplicó
por la imagen binaria correspondiente a cada región. Por ejemplo, para Ir1, se
obtuvieron las matrices de intensidades Ir1R, Ir1G, Ir1B de los canales rojo, verde
y azul respectivamente. Las imágenes fueron multiplicadas por la máscara Is1

obtenida previamente. El producto entre imágenes que genera una imagen con
fondo removido puede verse en (3.6), (3.7), (3.8); un resultado parcial se visualiza
en la Figura 3.10, para el procesamiento de la región R1 en el espacio RGB.

If1R = Ir1R × Is1 (3.6)

If1G = Ir1G × Is1 (3.7)

If1B = Ir1B × Is1 (3.8)
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(a) If1 (b) If2 (c) If3 (d) If4

Figura 3.9: Imágenes con fondo removido If1..4

.

(a) Ir1 (b) Is1 (c) If1

Figura 3.10: Distintas etapas antes de obtener el fondo removido de la región R1,
centro inferior de la imagen principal

Procesamiento y segmentación de imágenes método 2, (PS Mét. 2)

El segundo método toma como entrada imágenes I, obtenidas durante el proceso
de adquisición. Genera imágenes intermedias IF para separar el fondo del am-
biente, las binariza convirtiendolas en imágenes de siluetas IFB e IM y como
resultado final obtiene una imagen con fondo removido denominada IROI.

Un proceso de detección de frutas genera la salida de 4 máscaras binarias
IM1..4 y 4 imágenes de regiones de interés IROI1..4 con fondo removido que son
utilizadas en procesos de extracción de caracteŕısticas. .

Este método hace uso de umbrales con valores mı́nimos y máximos para cada
canal en el espacio de colores CIELAB o L*a*b*. Se aplican operaciones de
morfoloǵıa binaria para obtener las imágenes finales.

Antes de correr la función, se seleccionaron los umbrales de canales medi-
ante inspección visual del histograma, de manera tal a separar los pixeles cor-
respondientes al fondo mediante un proceso fuera de ĺınea. Los valores selec-
cionados fueron: LMin = 0.0, LMax = 96.653 aMin = −23.548, aMax = 16.303,
bMin = −28.235, bMax = −1.169.

Se eligió separar los pixeles del fondo, debido a que este permanece con poca
variación y presenta un color casi constante en todas las imágenes adquiridas.
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Por cada imagen principal I en espacio de color RGB, se convirtió los valores
al espacio L*a*b* y se aplicó el algoritmo de umbrales para obtener los pixeles
distintos a la fruta IF , Figura 3.11 (a). Fue generada una máscara lógica en los
tres canales con valores 1 (blanco) para los pixeles separados IFB, Figura 3.11
(b). Se calculó la inversa binaria y se obtuvo una segunda máscara, denominada
IM con valores 1 (blanco) y 0 (negro) para las regiones de interés, Figura 3.11
(c). Fueron aplicadas erosión con elemento estructurante disco de 4 pixeles y
rellenado de agujeros para obtener siluetas de las diferentes vistas de la fruta. Se
eliminaron imperfecciones con áreas de pixeles menores a 5000.

La imagen I en espacio RGB fue multiplicada por canales con IM para separar
las regiones de interés, según las ecuaciones (3.9), (3.10), (3.11) y aśı producir la
imagen final que se ve en la Figura 3.11 (d).

IROIR = IMR × IM (3.9)

IROIG = IMG × IM (3.10)

IROIB = IMB × IM (3.11)

(a) IF (b) IFB

(c) IM (d) IROI

Figura 3.11: Distintas etapas antes de obtener el fondo removido IROI

La identificación de las regiones de interés es importante para el análisis de
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la fruta, dichas regiones se relacionan directamente con sus reflejos en los espejos
del ambiente. Por tal motivo, se implementó un identificador de posición de
objetos basado en las siluetas binarias, el cual asigna un valor numérico según las
coordenadas en donde se detecte una silueta de fruta.

La función de identificación de posición de objetos, basa su funcionamiento
en la comparación de las coordenadas de la silueta detectada y su pertenencia a
rectángulos previamente establecidos en el proceso de calibración 3.3. Al detectar
un objeto es posible devolver el número de rectángulo al que pertenece (1..4),
correspondiendose con el esquema de adquisición y su numeración. En la Figura
3.12 se muestra las siluetas detectadas (en verde) y su ubicación dentro de los
rectángulos (en rojo).

Figura 3.12: Detección. Recuadros rojos, fueron configurados durante el proceso
de calibración. Recuadros verdes, fueron detectados por la función de identifi-
cación de posición de objetos

Por cada objeto de la imagen IM Figura 3.11 (c), se calculó las coordenadas
de bordes con un rectángulo tangente a la región de interés a analizar. Se procedió
a realizar recortes de los objetos en las imágenes IM y IROI Figura 3.11 (d),
asignando la identificación del objeto según su ubicación.

Como resultado se generaron 4 imágenes IM1..4 correspondientes a siluetas,
Figura 3.13 y 4 imágenes IROI1..4 de las regiones de interés en color, según la
Figura 3.14.

Al recortar imágenes según el tamaño de la fruta, lo que se gana es eliminar
pixeles sin uso, que podŕıan llegar a ocupar tiempo de cómputo en posteriores
procesos.
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(a) IM1 (b) IM2 (c) IM3 (d) IM4

Figura 3.13: Máscaras binarias recortadas
.

(a) IROI1 (b) IROI2 (c) IROI3 (d) IROI4

Figura 3.14: Regiones de interés en recortes
.

3.4.2 Extracción de caracteŕısticas y clasificación por tamaño

En el proceso de extracción, se obtienen valores caracteŕısticos vinculados a
tamaño. Se utilizaron imágenes con fondo removido y siluetas binarias como
entradas para estimar valores caracteŕısticos de las frutas.

El proceso de clasificación otorga como resultado una etiqueta, luego de la
evaluación de una fruta, según caracteŕısticas de tamaño y en base a datos eti-
quetados por un experto.

Extracción de caracteŕısticas para estimación de tamaño

Para la extracción de caracteŕısticas de tamaño, se optó por utilizar imágenes de
siluetas de las frutas, generadas por los métodos de procesamiento y segmentación.
A partir de las imágenes se calcularon distintos vectores de caracteŕısticas, los
cuales forman la entrada para los procesos de clasificación.

Diferentes alternativas fueron implementadas aplicando los mismos cálculos
para la extracción de descriptores por imagen, siendo la diferencia en los métodos
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la agrupación y cantidad de dichos descriptores.
Los descriptores de caracteŕısticas fueron obtenidos desde una única ima-

gen representativa como también desde 4 regiones de interés. Según la imple-
mentación, las entradas desde las cuales se obtuvieron datos han sido: la imagen
más representativa Is1, imágenes Is1..4.

Se extrajeron 3 tipos de descriptores de caracteŕısticas mediante técnicas de
geometŕıa de pixeles: diámetro calculado, eje mayor y eje menor. Dependiendo
de la cantidad de imágenes a analizar, se obtuvieron igual cantidad de coeficientes
de relación para la conversión de pixeles a miĺımetros.

El descriptor diámetro calculado en miĺımetros d mm, se estimó a partir del
área en pixeles según (3.12), luego se convirtió a miĺımetros en (3.13). Siendo
area px obtenida por conteo de pixeles y el coeficiente de relación e pxmm cal-
culado en (3.5).

En la extracción del eje mayor y eje menor se utilizaron los valores calculados
en pixeles por la función regionprops, los cuales fueron almacenados en eα px y
eβ px, respectivamente. Las equivalencias en miĺımetros fueron eα mm y eβ mm.
La conversión a miĺımetros se estimó según (3.14) y (3.15).

d px =
√

(area px× 4)
π

(3.12)

d mm = d px× e pxmm; (3.13)

eα mm = eα px× e pxmm (3.14)

eβ mm = eβ px× e pxmm (3.15)

Las variaciones de la implementación se distinguen por: el método de seg-
mentación elegido, la cantidad de imágenes para extracción de datos y por los
descriptores elegidos. En la Tabla 3.1 puede verse un resumen de los descriptores
en miĺımetros, los postfijos 1 y 2 corresponden a los métodos de procesamiento y
segmentación, mientras que los sub́ındices indican la región de interés de donde
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fueron tomados. En la Tabla 3.2, se detallan los coeficientes de conversión a
unidades de miĺımetros utilizados.

Tabla 3.1: Variantes de los descriptores de caracteŕısticas utilizados para esti-
mación del tamaño

N Seg. Img. Vector

1 PS Met. 1 1 {d11}
2 PS Met. 1 1 {eβ11}
3 PS Met. 1 1 {eα11, eβ11}
4 PS Met. 1 4 {eβ11..4}
5 PS Met. 2 1 {d21}
6 PS Met. 2 1 {eβ21}
7 PS Met. 2 1 {eα21, eβ21}
8 PS Met. 2 4 {eβ21..4

Seg.= Método de procesamiento y segmentación, Img.=cantidad de regiones de interés
analizadas.

Tabla 3.2: Coeficientes de conversión a miĺımetros según 4 regiones de interés de
una imagen principal

N Seg. R1 R2 R3 R4

1 PS Met. 1 0.346851 — — —
2 PS Met. 1 0.346851 — — —
3 PS Met. 1 0.346851 — — —
4 PS Met. 1 0.346851 0.464860 0.492819 0.493353
5 PS Met. 2 0.362573 — — —
6 PS Met. 2 0.362573 — — —
7 PS Met. 2 0.362573 — — —
8 PS Met. 2 0.362573 0.487243 0.497809 0.501890

Seg.= Método de procesamiento y segmentación, R1=región de interés 1 centro inferior,
R2=región de interés 2 izquierda, R3=región de interés 3 centro superior, R4=región de interés
4 derecha

Clasificación según el tamaño

Para la clasificación según tamaño, se implementaron clasificadores basados en
umbrales con un vector de 1 descriptor y clasificadores basados en aprendizaje
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automático con 2 o más descriptores. La salida de este proceso es una etiqueta
que clasifica a la fruta en: “pequeñas”, “medianas”, “grandes”.

Los tipos de descriptores utilizados fueron los calculados en la etapa de ex-
tracción de caracteŕısticas del apartado ExtraccionCaracteristicasTamano.

Como base de comparación para las variantes de clasificación, se utilizó el con-
junto etiquetado por el profesional nutricionista, en el cual se fijaron los rangos y
etiquetas como sigue: “pequeñas” hasta 64, 00 mm., “medianas” entre 64.00 mm.
y 68, 60 mm., “grandes” con eje menor mayor a 68.70 mm.

La clasificación con umbrales, se realizó con los vectores expresados en la
Tabla. 3.1 para las variantes 1, 2, 5, 6.

En el modelo de aprendizaje automático, se usaron vectores de 2 a 4 descrip-
tores, correspondiendo a este tipo de clasificación los valores de las variantes 3,
4, 7, 8 presentes en la Tabla 3.1.

Los algoritmos para clasificación aplicados fueron: KNN con variación en la
vecindad de k = 1, 2, 5 vecinos y distancia euclideana, SVM.

3.5 Metodoloǵıa para detección de defectos

La detección de defectos y del cáliz en frutas constituye un subsistema dentro
de un sistema de clasificación de frutas, debido a las funciones que deben ser
implementadas.

La ausencia y/o presencia de defectos en una fruta determina la calidad de la
misma, la detección del cáliz permite que el mismo no sea contabilizado como un
defecto. Por los motivos expuestos, una de las labores principales para clasificar es
contabilizar regiones de defectos y cálices, etiquetarlas, para luego contabilizarlas
y dar una clasificación final a la fruta.

Para el humano, suele ser una tarea fácil de realizar, pero la implementación
de dicha tarea en un sistema de visión por computadora presenta desaf́ıos de
implementación. Aspectos tales como: detección de regiones sanas, detección de
regiones enfermas, error de asignación de etiquetas a clases distintas; son algunas
de las situaciones que se presentan.

Una segmentación inicial de regiones candidatas con errores alimentaŕıa datos
erróneos al clasificador.

La implementación del clasificador de defectos, se desarrolló bajo la modalidad
de aprendizaje supervisado, donde un experto marcó en forma manual cada una
de las imágenes de frutas indicando los defectos y los cálices. También se asumió
que el sistema fue calibrado siguiendo los pasos explicados en el apartado 3.3
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A partir de las marcaciones realizadas, se generó una base de datos de defectos
y cálices que formaron parte del conjunto de entrenamiento de un clasificador.

El entrenamiento del clasificador fue implementado como un proceso fuera de
ĺınea, cuya salida es un archivo de texto separado por comas con caracteŕısticas
de las regiones marcadas. En cambio, el la evaluación de cada fruta fue imple-
mentada como un proceso en ĺınea.

A continuación se presenta un esquema de la metodoloǵıa implementada para
lograr la detección de defectos:

• Adquisición de imágenes. El proceso ha sido explicado en el apartado 3.2.

• Marcación manual de defectos por un experto.

• Creador de bancos de imágenes.

• Generación de datos para aprendizaje.

• Evaluación de frutas.

Figura 3.15: Esquema propuesto para detección de defectos
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3.5.1 Marcación manual de regiones por el experto

El objetivo de este paso, es generar imágenes con zonas marcadas, tal que sirvan
como datos de entrenamiento para un clasificador de zonas defectuosas, teniendo
en cuenta el criterio del experto. A partir de las imágenes adquiridas previamente,
bajos las condiciones explicadas en el apartado 3.2.

El experto procedió a pintar en forma manual con un editor gráfico sobre las
diferentes regiones de las frutas, aplicando el color azul para distinguir zonas de
la fruta con defectos y color magenta para ubicar el cáliz en la fruta.

Esta tarea presenta dificultad por tratarse de un proceso manual, cansador
y expuesto a factores subjetivos por parte de la persona encargada de realizar
la tarea. Se presenta una alta dependencia del experto y su habilidad en el
reconocimiento de los defectos.

Se destaca que es un proceso fuera de ĺınea que forma parte de los requisitos
previos para entrenar el sistema.

A su vez, se mantuvieron las imágenes originales, tal que a cada imagen
original, le correspondió una imagen marcada como contraparte según se puede
ver en la Figura 3.16. Se almacenaron las imágenes marcadas en un directorio
por separado.

(a) Imagen sin marca 011.jpg (b) Imagen marcada por experto 011.jpg

Figura 3.16: Imágenes de frutas marcadas
.

Los valores en el espacio RGB utilizados en el editor gráfico de imágenes para
marcación fueron:

• R = 0, G = 0, B = 255 para defectos.

• R = 255, G = 0, B = 255 para cáliz.
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3.5.2 Creador de bancos de imágenes

Representa un proceso automático de selección que brinda soporte en la creación
de conjuntos de imágenes, las cuales posteriormente, son utilizadas en procesos
de clasificación.

Las entradas las componen conjuntos de datos creados en los apartados 3.2 y
3.5.1, donde ambos están representados en forma de directorios de archivos.

A partir de las imágenes I presentes en el conjunto de imágenes originales,
se genera un listado con los nombres de archivos, el cual es dividido en base a
un valor ingresado por el usuario. El valor introducido por el usuario facilita la
creación automática y al azar de los conjuntos.

El conjunto de imágenes de pruebas, está formado por imágenes originales.
Mientras que el conjunto de imágenes de entrenamiento, es formado por imágenes
marcadas por el experto.

La creación de los conjuntos en forma automática reduce el trabajo del usuario
al momento de seleccionar al azar imágenes para entrenamiento y para pruebas.

3.5.3 Generación de datos para aprendizaje

La generación de datos para el aprendizaje constituye en śı un proceso que fue
ejecutado fuera de ĺınea. Como requisitos se asume que el sistema se encuentra
calibrado mediante los pasos citados en el apartado 3.3. El resultado final es un
archivo con un conjunto de caracteŕısticas de las zonas marcadas por el experto,
tal que este pueda ser utilizado durante la fase de entrenamiento del clasificador
de defectos.

En la Figura 3.17, se propone un esquema con los pasos aplicados para la
generación de datos desde imágenes marcadas por el experto.
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Figura 3.17: Esquema propuesto para la generación de datos para aprendizaje

Procesamiento y segmentación de regiones marcadas por el experto

A partir de una imagen con regiones de interés de la fruta y marcada previamente
por el experto bajo las condiciones mencionadas en el apartado 3.5.1, se aplicó un
proceso de segmentación con la técnica de umbral mı́nimo y umbral máximo en
el espacio RGB. El proceso cumple la tarea de separar las áreas marcadas como
cáliz y defectos. Los rangos de segmentación utilizados para obtener los defectos
fueron: RMin = 0, RMax = 15, GMin = 0, GMax = 11, BMin = 231, BMax = 255.
Los rangos de segmentación utilizados para obtener el cáliz fueron: RMin = 216,
RMax = 255, GMin = 0, GMax = 132, BMin = 201, BMax = 255. Por cada imagen
marcada, se generó una imagen máscara binaria para cáliz y otra para defectos,
también a modo de verificación se produjeron imágenes en colores con las zonas
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marcadas.
Se aplicó un proceso de remoción de fondo tanto a la imagen original como a la

imagen marcada siguiendo los pasos explicados en el apartado 3.4.1. El resultado
son las imágenes IMD para defectos, IMC para cáliz

(a) Máscara binaria del cáliz IMC (b) Regiones marcadas por el experto para
el cáliz

Figura 3.18: Segmentación de cáliz
.

(a) Máscara binaria para defectos IMD (b) Regiones marcadas por el experto para
defectos

Figura 3.19: Segmentación de defectos
.

Las figuras Figura 3.18 y Figura 3.19 obtenidas en pasos anteriores, fueron
sometidas a los procesos de detección de objetos y recorte de imagen explicados
en el apartado 3.4.1, tal que puedan ser separadas según las regiones de interés
R1...R4, como pueden observarse las Figura 3.20 y Figura 3.21 para cáliz. Los
resultados de defectos pueden observarse en la Figura 3.23 y Figura 3.20.
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(a) Cáliz (b) Cáliz (c) Cáliz (d) Cáliz

Figura 3.20: Cáliz en máscara binaria
.

(a) Cáliz (b) Cáliz (c) Cáliz (d) Cáliz

Figura 3.21: Cáliz en color
.

(a) Cáliz (b) Cáliz (c) Cáliz (d) Cáliz

Figura 3.22: Defectos máscara binaria
.
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(a) Cáliz (b) Cáliz (c) Cáliz (d) Cáliz

Figura 3.23: Defectos en color
.

Extracción de caracteŕısticas en regiones marcadas por el experto

A partir de las imágenes binarias de defectos y cáliz obtenidas para cada región
R1...R4, generadas en el apartado 3.5.3, se obtuvieron caracteŕısticas que se al-
macenaron en un archivo de contenidos para entrenamiento del algoritmo clasifi-
cador. Se hizo uso de las imagenes binarias, para localizar las marcas realizadas
por el experto. Por cada imagen perteneciente a R1...R4, se registró el número
de región de interés, la cantidad de objetos detectados. Por cada objeto dectado
en una región, se obtuvieron caracteŕısticas relativas al color y geometŕıa de los
defectos.

Las caracteŕısticas de color registradas para cada fueron: color promedio por
canal, desviación estandar por canal; tanto para los espacios RGB, LAB, HSV.

Las caracteŕısticas geométricas elegidas para los objetos candidato fueron:
suma de área, peŕımetro, excentricidad, eje mayor, eje menor, coordenadas del
rectángulo tangente a la región de pixeles (coordenada x superior, cordenada y
superior, ancho y alto).

Por último y de manera automática, se asignó una etiqueta en base al color
marcado por el experto siendo: cáliz o defecto.

3.5.4 Evaluación de frutas

La evaluación de defectos en frutas, arroja como salida un listado de áreas detec-
tadas y clasificadas como defectos y/o cáliz. Se hace notar que los requisitos para
el correcto funcionamiento de este proceso son la calibración del sistema según el
procedimiento citado en el apartado 3.3 y la generación de datos de aprendizaje
especificados en el apartado 3.5.3.

Las entradas, las constituyen imágenes almacenadas en un conjunto de prueba,
las cuales son sometidas a procesos de segmentación de frutas, remoción de fondo,
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detección y recortes de regiones. Para luego trabajar en forma espećıfica con los
defectos candidatos segmentados, la extracción de caracteŕısticas de los mismos
y por último una clasificación de defectos encontrados en cada región R1...R4.
Aqúı es donde se requieren datos generados para el aprendizaje y marcados por
un experto.

La salida final, representa un listado enumerado de defectos por fruta, donde
por cada región se listan las caracteŕısticas de los defectos, su ubicación con
coordenadas y la etiqueta de clasificación.

En la Figura 3.24, se propone un esquema con los pasos aplicados para la
evaluación de las frutas.

Figura 3.24: Esquema propuesto para la evaluación de frutas
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Procesamiento y segmentación de regiones candidatas

En forma general, este paso consitió en una separación de la fruta y el fondo;
para luego realizar una separación de los defectos de la fruta.

En lo que respecta a la separación de la fruta, se siguieron los pasos explicados
en el apartado 3.4.1 empleando el método (PS Met. 2) quedando como resultado
una imagen IROI1..4.

La detección de los defectos, se realizó a partir imágenes con fondo removido
IROI1..4, utilizándose 2 métodos de segmentación creados espećıficamente para
separar los defectos de las frutas.

Los métodos de segmentación de defectos creados, consistieron en la aplicación
de la técnica de filtros de gradientes de intensidades y variaciones en el uso de un
conjunto de operaciones de morfoloǵıa matemática.

Las variaciones en las operaciones de morfoloǵıa matemática y sus resulta-
dos, fueron verificados en forma visual contra marcaciones realizadas por un ex-
perto. El objetivo final de las variaciones, consistió en encontrar el método de
segmentación cuyos resultados fueran similares a las marcaciones realizadas por
un experto.

Una primera variación de la segmentación de defectos, denominada (SD Met.
1) se hizo mediante la aplicación del filtro Canny, selección de elemento estruc-
turante diamante de 1 pixel, rellenado de agujeros, erosión con elemento estruc-
turante diamante de 1 pixel.

Una segunda variante, la segmentación de defectos, denominada (SD Met.
2), incorporó la aplicación de: filtro de la media con ventana de 3x3 pixeles,
aplicación filtro Prewitt para obtener las magnitudes y posterior binarización
Otzu con umbral=0.1, apertura con elemento estructurante disco de 1 pixel.

La tercera variante de segmentación de defectos, denominada (SD Met. 3),
utilizó: aplicación de gradientes del filtro Prewitt. Apertura con elemento estruc-
turante disco de 1 pixel.

El filtro de gradiente Prewitt en la variación de segmentación (SD Met. 2),
permitió determinar las diferencias de intensidades y aśı establecer los bordes de
los defectos candidatos. Las imagenes resultantes se denominaron IDEF1..4.

Como resultado de los pasos anteriores se obtuvieron imágenes intermedias
con el contorno binario de la fruta IC1..4. Se sometió las imágenes IDEF1..4

a una operación XOR con IC1..4 (contorno y defectos), se aplicó la operación
cerradura con elemento estructurante disco de 1 pixel y se rellenaron agujeros.
La imagen final con las áreas defectuosas sin bordes de la silueta de la fruta
fue ICB1..4. Con la misma se obtuvieron los colores de los defectos candidatos
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ICC1..4. Los resultados se visualizan en Figura 3.25 y Figura 3.26.

(a) Fondo removido
IROI1..4

(b) Filtros Prewitt
IDEF1..4

(c) Contorno IC1..4

Figura 3.25: Segmentación de defectos

(a) Máscara binaria
de regiones candidatas
ICB1..4

(b) Regiones candi-
datas en color ICC1..4

Figura 3.26: Regiones candidatas segmentadas

Extracción de caracteŕısticas de regiones candidatas

En este proceso, por cada región de la fruta R1...R4, se procedió a extraer las
caracteŕısticas geométricas y de color de las regiones candidatas. Sirvieron como
entrada las imágenes de los defectos y cáliz en blanco y negro ICB1..4 y en colores
ICC1..4.

Las caracteŕısticas de color registradas para cada imagen fueron: color prome-
dio por canal, desviación estandar por canal; tanto para los espacios RGB, LAB,
HSV.

Las caracteŕısticas geométricas elegidas para clasificar las regiones candidatas
fueron: suma de área, peŕımetro, excentricidad, eje mayor, eje menor y coor-
denadas del rectángulo tangente a la región de pixeles (coordenada x superior,
cordenada y superior, ancho y alto).



55

Clasificación de regiones defectuosas

En la clasificación se implementó una función de detección basada en aprendizaje
automático. El tipo de algoritmo clasificador utilizado fue KNN con el parámetro
de vecindad de k = 5 vecinos y distancia euclidiana.

Tanto en el entrenamiento como en la evaluación de los defectos, las caracteŕısticas
utilizadas comprendieron: caracteŕısticas geométricas y las caracteŕısticas del
color en el espacio HSV.

3.6 Métricas

Se describen varias métricas que han sido utilizadas para evaluar la metodoloǵıa
automática para clasificación por tamaño y para detección de defectos, según se
especifica en los apartados 3.6.1 y 3.6.3, respectivamente.

En lo que se refiere a clasificación por tamaño, se evaluaron los clasificadores,
los descriptores de caracteŕısticas y los métodos de segmentación empleados.

Los clasificadores por tamaño han sido sometidos a las métricas de clasifi-
cación: precisión, exactitud, sensibilidad, especificidad; información al respecto
se detalla en 3.6.1.

Los descriptores de caracteŕısticas para estimación del tamaño se contrastaron
con las medidas tomadas por el experto. Los pasos llevados a cabo se explican
en el apartado 3.6.2.

Se ejecutaron pruebas con variaciones en los parámetros de entrada y en los
descriptores de caracteŕısticas. Por cada variación se ejecutó el proceso de clasi-
ficación 100 veces, donde los conjuntos de entrenamiento y pruebas fueron selec-
cionados al azar.

En cuanto a la metodoloǵıa de detección de defectos, se evaluaron variantes
en la segmentación de defectos candidatos, donde los mismos fueron comparados
contra marcaciones realizadas por un experto. El proceso se explica en el apartado
3.6.3.

3.6.1 Métricas de clasificación por tamaño

La clasificación por tamaño es un ejemplo de clasificación en múltiples clases,
la matriz de confusión de la Tabla 3.3, en su diagonal principal representa la
cantidad de objetos clasificados correctamente. En las columnas se ubican valores
de predicción según el software. En las filas se sitúan valores clasificados por el
experto.
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La intersección de columnas y filas fuera de la diagonal principal representan
valores que no han sido clasificados correctamente.

Como métrica para la clasificación por tamaño se adoptaron las siguientes:

• Precisión (Pr), mide la calidad de la respuesta del clasificador en la identifi-
cación de muestras verdaderas de una clase o identificación de los positivos.

• Exactidud (Ex), permite medir la capacidad para detectar correctamente
las clases especificadas.

• Sensibilidad (Se), mide la habilidad para determinar los casos pertenecientes
a una clase (positivos).

• Especificidad (Es), es la habilidad para determinar las muestras que no
hacen parte de la clase a evaluar (negativos).

Tabla 3.3: Matriz de confusión para tamaño

Experto fil./ Software col. Clase A Clase B Clase C

Clase A TPA EAB EAC

Clase B EBA TPB EBC

Clase C ECA ECB TPC

Sea clase la clase a evaluar por el software contra la opinión del experto, y
{A,B,C} la diferentes clases. Las reglas aplicadas para la clasificación fueron:

• TPclase (true positives) o verdaderos positivos, representan los valores en la
diagonal principal de la matriz de confusión. Son los elementos clasificados
correctamente tanto por el software como por el experto.

• FPclase (false positives) o falsos positivos, representan valores que han sido
incluidos incorrectamente dentro de la clase por el software. Se obtiene a
partir de la suma de los valores en la columna de la clase excluyendo TPclase.
Ecuación (3.16).

• FNclase (false negatives) o falsos negativos, son los valores que han sido ex-
cluidos incorrectamente de la clase por el software. Es calculado sumando
los valores de la misma fila de la clase elegida y excluyendo a TPclase.
Ecuación (3.17)
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• TNclase (true negative) o verdaderos negativos, representa a los objetos clasi-
ficados correctamente fuera de la clase. Se calcula a partir de la suma de
todas las columnas y filas y se excluyen los valores pertenecientes a la fila
y columna de la clase. Como ejemplo, para la clase TNA, se excluyen
TPA, EAB, EAC , EBA, ECA, según la ecuación ( 3.18).

FPA = EBA + ECA (3.16)

FNA = EAB + EAC (3.17)

TNA = TPB + EBC + ECB + TPC (3.18)

Como ejemplo, los cálculos de: precisión, exactitud, sensibilidad, especifici-
dad; para la clase A pueden ser calculados mediante las ecuaciones (3.19), (3.20),
(3.21), (3.22).

PrA = TPA
TPA + EBA + ECA

(3.19)

Extotal = TPA + TPB + TPC
TPA + TPB + TPC + EAB + EAC + EBA + EBC + ECA + ECB

(3.20)

SeA = TPA
TPA + EAB + EAC

(3.21)

EsA = TNA

FPA
(3.22)

El desempeño final de los clasificadores según tamaño, basados en aprendizaje
automático, fue medido en base al promedio por métrica luego de la ejecución del
total de pruebas, según ecuaciones (3.23), (3.24), (3.25), (3.26); donde A,B,C
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representan a las clases.
En los clasificadores basados en umbrales, el proceso se corrió con todo el

conjunto de muestras etiquetadas y se aplicaron las ecuaciones mencionadas para
precisión, exactitud, sensibilidad, especificidad; todas por clase.

Prclasificador = PrA + PrB + PrC
3 (3.23)

Exclasificador = Total positivos+ Total negativos

Total Clasificados
(3.24)

Seclasificador = PrA + PrB + PrC
3 (3.25)

Esclasificador = EsA + EsB + EsC
3 (3.26)

3.6.2 Métricas de evaluación para descriptores de tamaño

Las medidas calculadas por el software fueron contrastadas con las medidas
tomadas por el experto. Sea tM el total de muestras del conjunto, i el iésimo
elemento y los descriptores d mm, eβ mm y eα mm. Los valores eEβ y eEα

corresponden a las medidas tomadas por el experto expresadas en miĺımetros.
Se calculó la sumatoria de las diferencias, entre el valor generado por software y
las mediciones del experto, según: diámetro ∆d mm (3.27), eje mayor ∆eα mm

(3.28) y eje menor ∆eβ mm (3.29). Se promediaron las diferencias y se verificó
la desviación estándard.

∆d mm =
tM∑
i=1

(d mm− eEβ) (3.27)

∆eα mm =
tM∑
i=1

(eα mm− eEα) (3.28)
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∆eβ mm =
tM∑
i=1

(eβ mm− eEβ) (3.29)

Fueron promediadas las diferencias de los valores obtenidos por software y por
el experto, según: diámetro µD (3.30), eje mayor µα (3.31), eje menor µβ (3.32).

µD =
∑tM
i=1 ((d mm+ eEβ)/2)

tM
(3.30)

µEα =
∑tM
i=1 ((eα mm+ eEα)/2)

tM
(3.31)

µEβ =
∑tM
i=1 ((eβ mm+ eEβ)/2)

tM
(3.32)

3.6.3 Métricas de evaluación para segmentación de defec-
tos

Al momento de detectar defectos en frutas, la segmentación de defectos can-
didatos representa un paso fundamental. Lo ideal, es que el software implemen-
tado detecte de manera idéntica las regiones de defectos candidatos, al igual que
lo hace un experto. En la realidad, esto es un aspecto dif́ıcil de conseguir, dado
que involuntariamente siempre existe la posibilidad de introducir errores en las
diferentes fases.

La segmentación de defectos, genera entradas para procesos siguientes y deter-
mina en gran parte los resultados de procesos posteriores. Ajustes de parámetros
en el método de segmentación pueden llegar a permitir una mejora en la detección
de defectos o producir el efecto contrario.

Con el fin de determinar los parámetros que más se ajustan a la realidad, se
implementaron rutinas automáticas para evaluación de las regiones de defectos
candidatas generadas por el software, a las cuales se las comparó con regiones
marcadas previamente por el experto. Los pasos se basaron en el trabajo prop-
uesto por [Car03] para segmentación de imágenes de soldaduras.

Por cada imagen adquirida, se estableció una correspondencia, formando un
conjunto de imágenes marcadas por el experto y un conjunto de imágenes que
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seŕıa sometido a prueba para evaluar el resultado de la segmentación, según puede
verse en la Figura 3.27.

Figura 3.27: Esquema de segmentación de defectos

Cada imagen principal fue dividida en regiones de interés R1...R4, las cuales
se analizaron mediante un proceso automático. En cada región R1...R4, la seg-
mentación producida por software ISoft fue comparada con las marcas del ex-
perto IExp pixel a pixel. Se aplicaron operaciones entre bits a los pixeles de las
imágenes binarias. Los valores almacenados en los pixeles fueron: 0(cero) para
representar el color negro y 1(uno) para representar el color blanco.

En la comparación, se determinaron 4 tipos de pixeles según las coincidencias
en las imágenes: TP(verdaderos positivos), TN(verdaderos negativos), FP(falsos
positivos), FN(falsos negativos).

Fueron considerados TP(verdaderos positivos), aquellos pixeles cuyas posi-
ciones almacenan los valores 1(uno) tanto en la imagen obtenida por software
como en la imagen marcada por el experto. La operación aplicada se hizo según
(3.33) generando ImagenTP .

TN(verdaderos negativos), los pixeles cuyas posiciones almacenan los valores
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0(cero) tanto en la imagen obtenida por software como en la imagen marcada por
el experto. La imagen final fue obtenida mediante (3.34) y (3.35), denominada
ImagenTN .

FP(falsos positivos), aquellos pixeles cuyas posiciones almacenan los valores
1(uno) en la imagen obtenida por software y 0(cero) en la imagen marcada por
el experto. El resultado final se consiguió con las operaciones (3.36) y (3.37), se
generó la imagen ImagenFP .

Por último, se marcaron como FN(falsos negativos), los pixeles cuyas posi-
ciones almacenan los valores 0(cero) en la imagen obtenida por software y 1(uno)
en la imagen marcada por el experto. Se llegó a la imagen final calculando (3.38),
la imagen final fue ImagenFN .

ImagenTP = IExp ∧ ISoft (3.33)

ImagenTPFPFN = IExp ∨ ISoft (3.34)

ImagenTN = ¬ImagenTPFPFN (3.35)

ImagenFPFN = IExp
⊕

ISoft (3.36)

ImagenFP = ISoft ∧ ImagenFPFN (3.37)

ImagenFN = IExp ∧ ImagenFPFN (3.38)

En la Figura 3.28, se ilustran las convenciones utilizadas en la comparación; y
en la Figura 3.29 pueden observarse imágenes binarias producto de las compara-
ciones.

Las imágenes binarias de la Figura 3.29 sirvieron como entrada para un pro-
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ceso de conteo de pixeles con valores 1(uno) en regiones conectadas. Con lo con-
tabilizado se obtuvieron las métricas: Pr(precisión) (3.39), Ex(exactitud) (3.40),
Se(sensibilidad) (3.41), Es(especificidad) (3.42).

Figura 3.28: Comparación entre regiones marcadas por el experto y segmentación
obtenida por software.
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(a) Regiones candidatas detec-
tadas en R1.

(b) Defectos marcados manual-
mente en R1.

Figura 3.29: Regiones marcadas manualmente y regiones candidatas detectadas

(a) TP ImagenT P (b) TN ImagenT N

(c) FP ImagenF P (d) FN ImagenF N

Figura 3.30: Resultado en imágenes de pixeles TP, TN, FP, FN
.
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Pr = TP

(TP + FP ) (3.39)

Ex = TP + TN

(TP + FP + TN + FN) (3.40)

Se = TP

(TP + FN) (3.41)

Es = TN

(TN + FP ) (3.42)

Habiendo contabilizado las métricas por cada región R1...R4, se procedió a
evaluar un promedio de las mismas para obtener un resultado general por imagen.
Pueden notarse las ecuaciones de promedio de cada una de las regiones (3.43),
(3.44), (3.45), (3.46). A su vez el resultado general del método de segmentación
es el promedio por métrica de todas las imágenes del conjunto analizado.

µPr = PrR1 + PrR2 + PrR3 + PrR4

4 (3.43)

µEx = ExR1 + ExR2 + ExR3 + ExR4

4 (3.44)

µSe = SeR1 + SeR2 + SeR3 + SeR4

4 (3.45)

µEs = EsR1 + EsR2 + EsR3 + EsR4

4 (3.46)
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3.7 Resumen

Este caṕıtulo trató aspectos fundamentales de la propuesta y las técnicas imple-
mentadas para lograr una clasificación de naranjas por tamaño y la detección de
defectos en las frutas.

Varios detalles fueron comentados acerca de la recolección y tratamiento de
muestras, adquisición de imágenes, calibración del sistema; como procesos nece-
sarios para la aplicación de los métodos.

Se abarcaron temas que incluyeron: el procesamiento y segmentación de
imágenes, la extracción de caracteŕısticas tanto para clasificación de tamaño como
para detección de defectos.

En lo que a defectos se refiere, se presentaron los procesos de marcación
manual de defectos, creación de un banco de imágenes, generación de datos para
aprendizaje y por último la evaluación de las frutas.

El caṕıtulo termina con la explicación de las métricas y los procedimientos
implementados en software para medir resultados.

En el siguiente caṕıtulo se analizan los resultados experimentales obtenidos
con la aplicación de las técnicas mencionadas.



Caṕıtulo 4

RESULTADOS

Se ejecutaron pruebas para medir el desempeño de los descriptores selecciona-
dos, de los métodos de segmentación y de las combinaciones para clasificación.
La pruebas se llevaron a cabo utilizando los dos métodos de procesamiento de
imágenes y segmentación descritos anteriormente.

Se evaluaron métodos de segmentación para defectos candidatos y se com-
pararon con marcaciones realizadas por un experto.

4.1 Prueba experimental 1: Comparación de de-
scriptores para tamaño

Esta prueba buscó determinar el mejor conjunto de descriptores de caracteŕısticas
para la evaluación del tamaño de las frutas con respecto a las mediciones tomadas
por el experto.

4.1.1 Diseño de la prueba

Con el banco de imágenes completo, se compararon las mediciones de los descrip-
tores calculadas por el software contra las medidas realizadas por el experto. Las
métricas utilizadas pueden consultarse en el apartado 3.6.1. Se aplicó el algoritmo
a las regiones de interés principales de cada una de las frutas. Se intercambiaron
los métodos de procesamiento y segmentación para conocer las variaciones que
suman al sistema en general.

4.1.2 Resultados

Para los métodos (PS Mét. 1) y (PS Mét. 2), los resultados se presentan en la
Tabla 4.1.
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Tabla 4.1: Comparación de valores obtenidos utilizando dos métodos de proce-
samiento de imágenes y segmentación

Seg. Descriptor en mm. µ ∆ σ ∆ µ soft-exp σ soft-exp

PS Mét. 1 Diámetro. 2,76 2,60 67,57 3,99
PS Mét. 1 Eje mayor. 2,42 3,14 70,35 3,98
PS Mét. 1 Eje menor. 0,41 2,70 66,39 4,12
PS Mét. 2 Diámetro. 4,35 2,55 68,36 3,86
PS Mét. 2 Eje mayor. 3,91 2,88 71,09 3,92
PS Mét. 2 Eje menor. 1,99 2,56 67,18 3,99

Seg.= método de segmentación aplicado. µ ∆= promedio de diferencias con el experto.
Método de procesamiento y segmentación, σ ∆= Desviación estandar de las diferencias contra
el experto. µ soft-exp= promedio de medidas de software + medidas de experto. σ soft-exp=
desviación estandar de medidas de software + medidas de experto

El uso del eje menor calculado por software demostró valores más bajos en
promedio de errores y desviación estándard. La comparación entre software y
experto arrojó un valor más bajo que los demás métodos, no aśı la desviación
estándar de las medidas promedios.

4.2 Prueba experimental 2: Comparación de
métodos de procesamiento y segmentación

Esta prueba buscó determinar el mejor método de segmentación para ser aplicado
al sistema, con el fin de separar las regiones de interés de la fruta.

4.2.1 Diseño

El experimento se llevó a cabo haciendo uso de 17 imágenes de esferas de calibración
con diámetro conocido de 61 mm., obtenidas durante el proceso de adquisición
de imágenes.

Se obtuvieron medidas en miĺımetros de los descriptores: diámetro calculado,
eje mayor, eje menor; en las 4 regiones de interés.

Por cada descriptor, se calculó la media y la desviación estándar.
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4.2.2 Resultados

Los resultados obtenidos pueden verse en la Tabla 4.2 para diámetro calculado,
Tabla 4.3 para eje mayor, Tabla 4.4 para eje menor.

Tabla 4.2: Resultados para el descriptor diámetro calculado por región de interés
según los métodos de procesamiento y segmentación

Métrica Seg. R1 R2 R3 R4

µ PS Mét. 1 60,9762 59,7184 61,3545 59,01
µ PS Mét. 2 63,0925 62,0627 62,0281 63,0358
σ PS Mét. 1 0,6242 1,097 10,1105 3,382
σ PS Mét. 2 1,291 1,1192 1,2711 1,4537

Seg.= método de segmentación aplicado. R1..R4= regiones de interés obtenidas desde la
imagen principal

Tabla 4.3: Resultados para el descriptor eje mayor por región de interés según
los métodos de procesamiento y segmentación

Métrica Seg. R1 R2 R3 R4

µ PS Mét. 1 62,9551 64,3472 69,6662 67,8623
µ PS Mét. 2 64,1898 65,357 62,6928 65,8566
σ PS Mét. 1 0,7762 1,0692 19,6247 1,8067
σ PS Mét. 2 1,3419 1,2501 1,5667 1,6676

Seg.= método de segmentación aplicado. R1..R4= regiones de interés obtenidas desde la
imagen principal

Tabla 4.4: Resultados para el descriptor eje menor por región de interés según
los métodos de procesamiento y segmentación

Métrica Seg. R1 R2 R3 R4

µ Mét. 1 59,1247 55,8674 56,8662 52,9372
µ Mét. 2 62,0712 58,99 61,4689 60,4226
σ Mét. 1 1,2023 1,9765 9,006 5,5713
σ Mét. 2 1,2985 1,0436 1,1488 1,3537

Seg.= método de segmentación aplicado. R1..R4= regiones de interés obtenidas desde la
imagen principal
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Para el método (PS Mét. 1), se observó una mayor desviación en valores
correspondientes a la región de interés 3. Pero observando imágenes se encon-
traron que las regiones de interés 2...4 se vieron afectadas por la iluminación y el
color del objeto como puede verse en la Figura 4.1 y la Figura 4.2 .

El método (PS Mét. 2) arrojó menores desviaciones en las 4 regiones de
interés, en todos los descriptores medidos, lo que lo hace mejor. Otro factor de
mejora es que este método es menos afectado por la luz y el cambio de color del
objeto, resultados pueden verse en la Figura 4.3 y la Figura 4.4 .

(a) (b) (c) (d) (e)

(f) (g) (h) (i) (j)

(k) (l)

Figura 4.1: Método (PS Mét. 1) aplicado a esfera de calibración amarrilla. Re-
giones de interés obtenidas (a) a (d). Máscaras obtenidas (e) a (h). Regiones de
interés con fondo removido (i) a (l)

.
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(a) (b) (c) (d) (e)

(f) (g) (h) (i) (j)

(k) (l)

Figura 4.2: Método (PS Mét. 1) aplicado a esfera de calibración verde. Regiones
de interés obtenidas (a) a (d). Máscaras obtenidas (e) a (h). Regiones de interés
con fondo removido (i) a (l)

.

(a) (b) (c) (d) (e)

(f) (g) (h)

Figura 4.3: Método (PS Mét. 2), esfera de calibración amarrilla, regiones de
interés (a) a (d), máscaras obtenidas (e) a (h).

.
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(a) (b) (c) (d) (e)

(f) (g) (h)

Figura 4.4: Método (PS Mét. 2), esfera de calibración verde, regiones de interés
(a) a (d), máscaras obtenidas (e) a (h).

.

4.3 Prueba experimental 3: Ensamblado de
módulos para clasificación por tamaño

La prueba consistió en determinar un conjunto de combinaciones de procesos para
conseguir mejoras en la clasificación por tamaño. En esta prueba se utilizaron
158 naranjas marcadas como “defectuosas” y 49 marcadas como no “defectuosas”.

4.3.1 Diseño de la prueba

Se probaron combinaciones de métodos de segmentación, extracción de carac-
teŕısticas, cantidad de descriptores de caracteŕısticas y algoritmos de clasificación
con distintos parámetros.

Se propuso un esquema de pruebas para métodos basados en umbrales y basa-
dos en aprendizaje automático.

En el modelo basado en umbrales, las pruebas se ejecutaron sobre el conjunto
completo de naranjas.

Para el modelo basado en aprendizaje automático, se dividió al azar el con-
junto de muestras en: entrenamiento y prueba; utilizándose pares de proporciones
(entrenamiento-pruebas): 50-50. Se aplicaron los algoritmos KNN con valores
k = 1...5 y el algoritmo SVM en 100 iteraciones de pruebas por cada uno de los
pares mencionados.
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La evaluación consistió en estimar las métricas: precisión, exactitud, sensi-
bilidad, especificidad. Luego se calculó la norma euclideana del vector, siendo el
vector de resultados que maximiza los valores el mejor.

En los métodos basados en aprendizaje automático, donde se utilizó 2 a 4
descriptores obtuvieron mejores resultados.

4.3.2 Resultados

El algoritmo que presentó un mejor desempeño fue SVN, seguido de KNN con 5
vecinos. El método de procesamiento y segmentación 2 colaboró en la mejoŕıa de
los resultados.

Los resultados de los clasificadores por tamaño pueden verse en la Tabla 4.5,
organizada según el valor de la distancia euclideana al vector ideal.
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Tabla 4.5: Resultados obtenidos con distintas combinaciones de métodos de
procesamiento y segmentación, extracción de caracteŕısticas, algoritmos de clasi-
ficación

Pro Ext Car Alg Pr Ex Se Es Di

Mét.2 4 {eβ21..4} SVM 0,709 0,708 0,706 0,857 1,496
Mét.2 1 {eα21, eβ21} SVM 0,706 0,701 0,702 0,853 1,487
Mét.2 4 {eβ21..4} KNN5 0,693 0,688 0,688 0,847 1,465
Mét.1 1 {eβ11} Umbr 0,675 0,671 0,671 0,836 1,434
Mét.1 1 {eα11, eβ11} SVM 0,669 0,666 0,664 0,835 1,425
Mét.2 4 {eβ21..4} KNN2 0,675 0,651 0,650 0,829 1,410
Mét.2 1 {eα11, eβ11} KNN5 0,644 0,642 0,639 0,824 1,384
Mét.1 4 {eβ21..4} SVM 0,635 0,641 0,633 0,821 1,375
Mét.2 4 {eβ21..4} KNN1 0,637 0,624 0,627 0,816 1,344
Mét.2 1 {eβ21} Umbr 0,649 0,608 0,609 0,804 1,346
Mét.1 1 {eα11, eβ11} KNN5 0,622 0,619 0,614 0,812 1,344
Mét.1 4 {eβ11..4} KNN5 0,614 0,61 0,607 0,807 1,330
Mét.2 1 {eα21, eβ21} KNN1 0,597 0,591 0,591 0,798 1,302
Mét.2 1 {eα21, eβ21} KNN2 0,603 0,587 0,582 0,795 1,296
Mét.1 1 {eα11, eβ11} KNN1 0,572 0,572 0,567 0,788 1,264
Mét.1 1 {eα11, eβ11} KNN2 0,594 0,564 0,557 0,782 1,262
Mét.1 1 {d11} Umbr 0,605 0,545 0,546 0,773 1,249
Mét.1 4 {eβ11..4} KNN2 0,558 0,540 0,533 0,771 1,218
Mét.1 4 {eβ11..4} KNN1 0,535 0,532 0,529 0,769 1,201
Mét.2 1 {d21} Umbr 0,57 0,425 0,425 0,713 1,093

Pro= método de segmentación aplicado. Ext= cantidad de regiones de interés utilizadas
para la extracción de caracteŕısticas. Car= vectores con descriptores de caracteŕısticas. Alg=
algoritmos utilizados. Pr= precisión. Ex= exactitud. Se= sensibilidad. Es= especificidad. Di=
distancia euclideana. Umbr= Umbral. KNN1,KNN2, KNN5= Vecinos cercanos con parámetro
1,2,5. SVM= máauina de soporte vectorial.

Una mejora en la segmentación también se refleja en resultados superiores, lo
que permite obtener regiones de interés adecuadas y a su vez se eliminan part́ıculas
extrañas. El cambio del método de segmentación influyó en los resultados de los
bordes de las frutas.
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4.4 Prueba experimental 4: Comparación de
métodos de segmentación para detección de
defectos candidatos

El objetivo de la prueba consistió en determinar métodos de segmentación de re-
giones defectuosas, tales que la detección de defectos y cáliz sean lo más parecidas
a las marcaciones del experto.

4.4.1 Diseño

Se probaron tres variantes en los métodos de segmentación para la detección de
defectos candidatos, explicadas en el apartado 3.5.4.

Las pruebas llevadas a cabo consistieron en la aplicación de rutinas automáticas
desarrolladas para comparar imágenes adquiridas y contrastarlas con las marcas
efectuadas por un experto.

Los pasos correspondientes a la adquisición de imágenes originales fueron ex-
plicados en el apartado 3.2, se utilizaron los pasos para la calibración del sistema
explicados en 3.3 y las métricas detalladas en el apartado 3.6.3.

4.4.2 Resultados

El método de segmentación de defectos (SD Met. 2), demostró mejores resultados
en la evaluación pixel por pixel, siendo el ideal para la implementación en el
sistema de detección de defectos. En la tabla 4.6, se presentan los resultados
obtenidos en comparación a los demás métodos.

Tabla 4.6: Resultados en la aplicación de variaciones en la segmentación de de-
fectos candidatos

Seg. Img. Pr Ex Se Es Di

Canny (SD Met.1), 4 0,3320 0,9570 0,1659 0,9892 1,4256
Prewitt (SD Met.2) 4 0,5100 0,9624 0,2047 0,9939 1,4887
Prewitt (SD Met.3), 4 0,0839 0,9197 0,1362 0,9512 1,3328

Seg.= método de segmentación aplicado. Img.= cantidad de regiones de interés utilizadas
en el análisis. Pr= precisión. Ex= exactitud. Se= sensibilidad. Es= especificidad. Di=
distancia euclideana.
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4.5 Resumen

En este caṕıtulo se han presentado las pruebas experimentales con sus diseños
y resultados. Se presentaron resultados del desempeño de descriptores para
medición de tamaño, métodos de segmentación y combinaciones para clasificación.

En la comparación de descriptores de tamaño, se probaron diámetro calculado,
eje menor y eje mayor; siendo el descriptor con mejores caracteŕısticas el eje
menor.

En la comparación de métodos de segmentación para la fruta, los mejores
resultados fueron obtenidos con el método (PS Mét. 2) basado en umbralización
con el espacio de color CIELAB.

En la prueba experimental para módulos de clasificación pr tamaño, se pudo
observar que los mejores resultados fueron los obtenidos con el método de seg-
mentación (PS. Mét. 2), 4 descriptores de eje menor y el algoritmo SVM. Un
segundo resultado fue obtenido con el método de segmentación (PS. Mét. 2), 1
descriptor de eje menor y el algoritmo SVM; lo que da la pauta que con la región
principal es posible estimar el diámetro.

Se pudo notar que una mejorar en la segmentación colabora ampliamente en
la mejora de los resultados.

En la pruea experimental para segmentación y detección de defectos can-
didatos, los mejores resultados fueron los correspondientes al método (SD Met.
2) basado en detección de bordes Prewitt.



Caṕıtulo 5

CONCLUSIONES Y TRABAJOS
FUTUROS

En este caṕıtulo, se presentan aspectos relacionados al cumplimiento de los
objetivos planteados, conclusiones y experiencias aprendidas sobre clasificación
por tamaño y defectos; por último se finaliza con un listado de trabajos a futuro
que podŕıan llevarse a cabo como continuación.

5.1 Cumplimiento de objetivos planteados

Se presentó una metodoloǵıa automática y reproducible para clasificar naranjas
según tamaño.

Para tamaño, se han comparado alternativas con el fin de conseguir mejoras
en la segmentación de las frutas y determinar las medidas de las mismas.

Se evaluaron diferentes descriptores relacionados a las medidas de tamaño y se
probaron diferentes algoritmos obteniendo mejoras en el proceso de clasificación.

Para clasificación según defectos, se propuso una metodoloǵıa para detectar
defectos presentes en naranjas.

Se establecieron pruebas para determinar las regiones de defectos candidatos
y clasificarlas como defectos y cáliz.

En este trabajo se implementó un detector de defectos basado en carac-
teŕısticas geométricas y caracteŕısticas de color. En trabajos futuros será con-
veniente ampliar investigaciones para determinar el mejor grupo de descriptores
para clasificación de defectos.

Por otro lado, la clasificación de una fruta requiere primeramente cumplir
adecuadamente y con un grado de fiabilidad en los pasos de detección de defec-
tos. El hecho de desarrollar un buen detector de defectos constituye un factor
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fundamental para llevar adelante la clasificación de la fruta en śı.
La evaluación de las caracteŕısticas tomadas en los defectos, podŕıa ser estu-

diada sometiendo combinaciones de los descriptores de caracteŕısticas a distintos
algoritmos de clasificación y evaluando su rendimiento.

En cuanto a clasificación general de la fruta por defectos, será necesario am-
pliar con otros estudios, una vez terminado y evaluado el detector de defectos.

5.2 Conclusión y experiencias aprendidas sobre
medición de tamaño

La detección del tamaño y su clasificación, presenta mejores resultados haciendo
uso del descriptor eje menor y un proceso de clasificación basado en umbrales.

En la clasificación según tamaño, el algoritmo con mejores resultados de clasi-
ficación ha sido SVM, con el descriptor eje menor obtenido en 2 y 4 regiones
de interés. Le sigue al anterior, el algoritmo KNN, haciendo uso del descriptor
eje menor obtenido en 4 regiones de interés. El algoritmo de umbrales demostró
buenos resultados haciendo uso del descriptor eje menor en una sola región de
interés.

Los métodos de segmentación influyen en todo el proceso, obtener una buena
segmentación mejora el desempeño general de la clasificación.

De la experiencia, se puede decir que en la metodoloǵıa implementada, gran
parte de la efectividad reside en una correcta calibración inicial.

La base de datos de imágenes y mediciones f́ısicas generadas en este trabajo
permitirá que otros estudios en el área puedan ser llevados como labores de con-
tinuación.

5.3 Conclusión y experiencias aprendidas sobre
clasificación de defectos

La adquisición de muestras, representó un desaf́ıo, dado que para obtener un
gran conjunto de muestras se requiere del apoyo de productores y proveedores
que garanticen la cantidad necesaria de frutas.

Las caracteŕısticas de las frutas es otro factor, las mismas pueden variar tanto
en color como en variedad, por tal motivo, proximas investigaciones deberán
establecer pruebas de los métodos con un mayor número y variedad de frutas.
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En este trabajo se optó por una primera segmentación de la fruta bajo la
técnica de umbralización. Las diferencias de intensidad de luz podŕıan llegar a
producir cambios, por lo que será necesario seguir investigando otros métodos
más robustos ante condiciones lumı́nicas.

En la segmentación de defectos candidatos, las técnicas de gradientes Pre-
witt demostraron efectividad bajo las condiciones de adquisición, no obstante,
otros métodos podŕıan ser anexados para lograr mejores resultados en regiones
candidatas.

El entrenamiento y la marcación de las frutas en forma manual requiere de
mucho esfuerzo y atención. La manera en que se marque a cada muestra influye
en las caracteŕısticas que luego son extráıdas. En esta etapa, la dependencia del
experto humano es total, por lo que proponer métodos alternativos a la marcación
manual demuestras, podŕıa ser uno de los temas a ahondar.

Otro punto a resaltar, es que en el método de segmentación de marcas real-
izadas por el experto, se observó pérdida de colores en las imágenes. Mejoras,
podŕıan conseguirse mediante la utilización de formatos de almacenamientos de
imágenes sin pérdida de color.

El tiempo de procesamiento es un factor crucial. La clasificación automática
de frutas, representa un sistema dentro de un gran ecosistema industrial, en
el cual coexisten máquinas de distintos tipos. El tiempo de ejecución es un
factor determinante para cualquier sistema de visión por computadora industrial.
Próximos trabajos podŕıan estar orientados a lograr maximizar el rendimiento en
estos ambientes.

5.4 Dificultades encontradas y posibles trabajos
a futuro

La investigación y desarrollo de este trabajo ha dejado en claro aspectos que
podŕıan mejorarse con trabajos a futuro. Las dificultades encontradas han servido
como motivación para elaborar un listado con temas de continuación para am-
pliación y mejora.

Primero, son enumerados puntos que han planteado alguna dificultad o que
podŕıan mejorarse, a este listado le siguen posibles trabajos a futuro.

1. La creación del ambiente y la etapa de adquisición de imágenes consti-
tuyeron las primeras dificultades encontradas, dado que se invirtió mucho
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tiempo en la búsqueda de condiciones de luz estable y la segmentación ini-
cial de la región de interés.

2. Los métodos de segmentación aplicados en este trabajo fueron diseñados
para ambientes cerrados, no son aplicables a condiciones de campo.

3. La búsqueda de parámetros para la segmentación de la fruta fue realizada
manualmente, lo que requirió una gran cantidad de pruebas para el ajuste.

4. Durante la etapa de adquisición, las frutas fueron afectadas por el brillo de
la luz, factor que hizo que se necesiten pasos adicionales para la correcta
segmentación de contornos.

5. La detección defectos candidatos constituyó un desaf́ıo, debido a que se
presentó dificultad para encontrar secuencias de instrucciones adecuadas
que se asemejen a lo marcado por el experto.

6. La marcación manual de cada imagen, constituyó un proceso largo y que
requirió bastante tiempo. Si las marcaciones no se relizan en forma cor-
recta, las caracteŕısticas extráıdas podŕıan verse afectadas y por ende el
entrenamiento del clasificador.

7. La utilización del formato de archivo JPG acarreó inconvenientes al mo-
mento de realizar mediciones de valores promedios y procesar las imágenes.

8. El proceso de calibración del sistema se relizó en forma manual y requirió
varias pruebas para lograr un buen ajuste.

9. Las frutas presentan diversos de colores según el lote de procedencia y
variedad.

10. Los defectos fueron detectados, pero existe una gran cantidad de enfer-
medades y defectos que se presentan en frutas en un ambiente de pro-
ducción.

11. Se han utilizado algunos descriptores basados en color y geometŕıa en este
trabajo. Pero podŕıan existir mejores descriptores.

12. Se han probado solamente algunos de los algoritmos de clasificación. La
mejora del proceso de clasificación constituye un problema a solucionar.

13. Al momento de realizar este trabajo, se asumió que las imágenes siempre
conteńıan naranjas. Este trabajo no contempló reconocimiento por razones
de tiempo.
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14. Este trabajo, no contó con interfaces gráficas para el manejo por parte del
usuario. El mismo se centró en aspectos relacionados a los procesos.

15. El CEXODEX STAN 245 de clasificación de naranjas [FAO11], contempla
una gran cantidad de factores para la clasificación de la fruta. Un desaf́ıo
seŕıa ampliar el clasificador a un mayor número de criterios.

A continuación, se enumeran diferentes opciones que podŕıan ser tomadas
como trabajos a futuro a partir de este documento.

1. Investigación sobre métodos que permitan una mejora en las condiciones de
adquisición de las imágenes.

2. Búsqueda e implementación de métodos de segmentación automática apli-
cados a frutas. Evaluación de los mismos.

3. Investigación de métodos de segmentación aplicados a frutas, bajo distintas
condiciones de luminosidad.

4. Búsqueda de métodos alternativos para segmentación automática de defec-
tos.

5. Búsqueda de métodos automatizados para el aprendizaje de defectos en
frutas.

6. Implementación de técnicas basadas en geometŕıa proyectiva para la cali-
bración automática de sistemas de inspección de frutas.

7. Ampliacion de la base de datos de imágenes para estudio.

8. Investigación sobre detección y clasificación automatizada de enfermedades
en frutas.

9. Evaluación de descriptores de caracteŕısticas para clasificación de defectos.

10. Evaluación de algoritmos de clasificación que permitan mejorar el tiempo y
la clasificación.

11. Evaluación e implementación de reconocimiento de frutas como fase previa
a la clasificación.

Resultados parciales de este trabajo han sido publicados [MGCAR+17], se
agradece al CONACYT (Consejo Nacional de Ciencia y Tecnoloǵıa) y a la Facul-
tad Politécnica de la Universidad Nacional de Asunción por los fondos invertidos
en este trabajo.
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en color. Aplicación a la reconstrucción geodésica. PhD thesis, 2002.

[RL05] Murali Regunathan and Won Suk Lee. Citrus fruit identification and size
determination using machine vision and ultrasonic sensors. In 2005
ASAE Annual Meeting, page 1. American Society of Agricultural and
Biological Engineers, 2005.
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ANEXO A: Trabajos analizados

Se listan varias referencias a trabajos como parte de la revisión del estado del
arte. Se listan a continuación nombres de autores y las referencias a trabajos
realizados por los mismos, indicando los problemas que analizaron, la aplicación
y los resultados obtenidos por los mismos.

Tabla 1: Autores, referencias, aplicación y resultados

Autores Ref Problema Aplicación Resultados

V. Leemans,
M.-F Destain

[LD04]
Clasificación
de manzanas
según defectos

Manzanas
Clasificados
correctamente: 73%.
Tasa de error 27%;

Unay,
Grosseling

[UG07]

Detección
de tallos
y cáliz en
manzanas.

Manzanas
Clasificados
correctamente: 73%.
Tasa de error 27%;

Shiv Ram Dubey,
Anand Singh Jalal

[DJ14]
Clasificación
de enfermedades
en frutas

Manzanas Accuracy: 93%.

F. Mendoza,
J.M. Aguilera

[MA04]
Clasificación
de bananas
según madurez

Bananas
Identificar madurez.
Accuracy:98%.

D. Surya Prabha,
J. Satheesh Kumar

[SPSK15]
Clasificación
de bananas
según madurez

Bananas

Clasificacion
por color: 99.1%.
Clasificación
por area: 85%.
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Tabla 2: Autores, referencias, aplicación y resultados

Autores Ref Problema Aplicación Resultados

Murali Regunathan,
Won Suk Lee [RL05]

Detección
de frutas
y tamaño
en frutas
al aire libre.

Naranjas

Error medio
cuadrado para
estimación
de tamaño: 0.4cm.
Error medio
cuadrado para
estimación de
conteos de
frutas: 2.6.

Blasco,
Aleixos,
Moltó

[BAM07]

Segmentación
de defectos
en la piel de
naranjas.

Naranjas Segmentados
correctamente: 94%.

Juan Pablo Mercol [Mer10] Clasificación
de naranjas. Naranjas

LMT:
Acurracy: 88.22%,
AUC: 0.89.
MLPNN:
Acurracy: 87.9%,
AUC: 0.9.

Jyoti Jhawar [Jha16]
Clasificación
de naranjas
según color

Naranjas

Yousef Al Ohali [AO11] Clasificación
de dátil Dátil Accuracy: 80%

Marcus
Nagle, et. Al [NIR+16]

Inspección
de color
en mangos

Mango

Acuracy: 100%
para Maha Chanok.
Para no maduros
Acuracy: 98%.
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Tabla 3: Resumen sobre procesamiento y segmentación

Objeto Proc. de imágenes Segmentación

Manzanas, [LD04] No aplica. No aplica.

Manzanas, [UG07]

Ambiente de fotograf́ıas
con fondo oscuro.
Remosión de fondo.
Llenado de agujeros.
Erosión con elemento
rectangular.

Segmentación de regiones
candidatas de tallos/ caliz
por método de umbral.
Cálculo del umbral
basado en promedio
y desviación estandard
de intensidades.

Manzanas, [DJ14] No aplica.

Conversión de valores de
intensidades RGB a L*a*b.
Aplicación de algoritmo
K-Means para obtener
secciones de manchas
de enfermedades.

Bananas, [MA04]
Conversión de RGB
a escala de grises.
Erosión, dilatación.

Detección de bordes
Laplaciano-Gauss.
Construcción de una
máscara binaria de
la fruta.
Conversión de valores
de intensidades RGB a
L*,a*,b*.
Uitilización del canal a*.
Aplicación de binarización
de umbral.
Selección de regiones por
tamaño de pixeles.
Limpieza de imagen
binaria con erosión y
dilatación.

Bananas, [SPSK15]

Conversión de RGB
a binario.
Recorte de figura
utilizando una
máscara binaria.

Umbralización.
Creación de una
máscara binaria
de la banana.
Almacenamiento de
coordenadas de borde
en un vector.
Construcción de
poĺıgono de la
región de interés
para creación de
máscara.
Multiplicación de
máscara binaria
por canales RGB.
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Tabla 4: Resumen sobre procesamiento y segmentación

Objeto Proc. de imágenes Segmentación

Naranjas, [RL05]

Binarización, remosión
de ruidos, llenado de
agujeros, segmentación
watershed.

Conversión de RGB a espacio
HLS. Umbralización de canal H.
Aplicación de tres algoritmos
para agrupamiento:
Bayesian Classifier,
Neural Network classifier,
Fischer discriminant.
Binarización. Remosión de ruido.
Llenado de agujeros.
Aplicación de segmentación
Watershed.

Naranjas, [BAM07]

Generación una imagen con
un fondo diferenciado que
contrasta con la naranja.
Remosión de fondo por
histograma. Filtro de la
media para suavizado antes
del crecimiento de regiones.

Defectos de varias clases.
Implementación de un algoritmo
de región creciente no
supervisado.

Naranjas, [Mer10]

Realce de brillo, mejora de
contraste, reducción de tamaño.
Seguimientos de contornos.
Remosión de fondo.

Conversión a espacio CIELAB.
Aplicación de K-Means para
regiones candidatas cáliz y
defectos.
Aplicación de operaciones
morfológicas.

Naranjas, [Jha16] Remosión de fondo. Umbralización.

Dátil, [AO11] Binarización a partir del
histograma.

Aplicación de filtro
Sobel para extracción
de bordes.

Mango, [NIR+16] Segmentación de la fruta
y recorte de una zona eĺıptica.

Utilizacion del espacio
de colores CIELAB.
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Tabla 5: Resumen extracción y clasificación

Objeto Ext. de caracteŕısticas
Análisis de datos,
clasificación

Manzanas, [LD04]

Caracteŕısticas de color:
media de canales de color
RGB, distancia Euclidiana
al color de fondo de la
fruta y al color promedio
de defectos.
Caracteŕısticas geométricas:
área, ráız cuadrada del
peŕımetro, mayor momento
de inercia, razón de inercia.
Caracteŕısticas de textura:
desviación estandard en canales
RGB, valor medio del gradiente
en canal R, desviación estandar
del gradiente en canal rojo.

Sumarización de resultados
sometidos a Linear
Discriminant Analysis.

Manzanas, [UG07]

Cáliz y tallo.
Cálculos de 7 caracteŕısticas
estad́ısticas, 1 caracteŕıstica
de textura y 3 caracteŕısticas
geométricas.
Caracteŕısticas estad́ısticas:
promedio, desviación estandard,
mı́nimo, máximo, gradiente,
asimetŕıa, curtosis.
Caracteŕıstica de textura:
momento invariante 1.
Caracteŕısticas geometricas:
área, peŕımetro, circularidad.

KNN, LDC,
Adaboost, SVM.

Manzanas, [DJ14]

Extracción de caracteŕısticas
de color y textura en defectos
candidatos.
Global Color Histogram GCH,
Color Coherence Vector CCV,
Local Binary Pattern LBP,
Completed Local Binary
Pattern CLBP.

Segmentación L*a*b con
K-Means. Descriptores de
texturas y color sometidos
al algoritmo SVM y MSVM.
Aprendizaje supervisado
por experto para clasificación
de enfermedades.
K-Means para obtener manchas.
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Tabla 6: Resumen extracción y clasificación

Objeto Ext. de caracteŕısticas
Análisis de datos,
clasificación

Bananas, [MA04]

Caracteŕısticas de textura:
homogeneidad, contraste,
correlación y entroṕıa.
Cuantificación de objetos:
area de porcentaje total
(%BSA),número de manchas
por cm2 (NBS/cm2).
Caracteŕısticas de color:
color promedio de cada
banda (L*,a*, b*) de la
zona segmentada.

9 caracteŕısticas fueron
evaluadas con dos métodos.
1) selección visual y
análisis de pa?ametros
qúımicos.
2) Sequential Forward
Selection (SFS).
Análisis discriminante.
Aprendizaje supervisado
por experto.

Bananas, [SPSK15]

Determinación de madurez
por el color y tamaño.
Caracteŕısticas de color:
Media de intensidades.
Caracteŕısticas geométricas:
area, eje mayor, eje menor.
Conversión de pixeles a una
unidad de medida.
Cálculo de momentos estad́ısticos
del histograma RGB.
Varianza de intensidades.

ANOVA, Duncans
multiple range
test DMRT.
Se comparó la
significancia de:
intensidad de color medio,
area, peŕımetro, eje mayor,
eje menor.

Naranjas, [RL05] Tamaño, cantidad de frutas. No aplica.
Naranjas, [BAM07] No aplica. No aplica.

Naranjas, [Mer10]

Momentos de Zernike y PCA
para detección de cáliz.
Para clasificación: area,
análisis de dimensiones fractales,
contraste, correlación,enerǵıa,
homogeneidad, asimetŕıa,
curtosis, análisis de
histogramas. Media y mediana en
espacio de colores HSV.

Para detección de cáliz:
LMT, MPNN.
Para clasificación
de naranjas:
J48, Mejor primero, LMT,
Random Forest,
CART, MP,
RBF, SMO.



91

Tabla 7: Resumen extracción y clasificación

Objeto Ext. de caracteŕısticas
Análisis de datos,
clasificación

Naranjas, [Jha16]
Caracteŕısticas de Tamaño y color.
Conteo de pixeles. Relación
de pixeles con medidas f́ısicas.

KNN, Linear Regression,
K-Means.
Implementa un algoritmo
mezclando varias técnicas.

Dátil, [AO11]
Conteo de pixeles en área.
Flojedad, tamaño, figura,
intensidad y defectos.

Back propagation Neural
Networks BPNN.

Mango, [NIR+16]

Canal a* y b* CIELAB.
Cálculo del ángulo de
matiz H,croma, diferencia
de color en maduración,
amarillidad.

Regresión lineal.



ANEXO B: Técnicas utilizadas en visión
por computador

Se exponen varios aspectos relacionados a trabajos analizados en el área de
visión por computador aplicada a inspección de frutas.

B.1 Técnicas utilizadas en procesamiento digital
y segmentación

Tabla 8: Resumen sobre procesamiento y segmentación

Objeto Proc. de imágenes Segmentación

Manzanas, [LD04] No aplica. No aplica.

Manzanas, [UG07]

Ambiente de fotograf́ıas
con fondo oscuro.
Remosión de fondo.
Llenado de agujeros.
Erosión con elemento
rectangular.

Segmentación de regiones
candidatas de tallos/ caliz
por método de umbral.
Cálculo del umbral
basado en promedio
y desviación estandard
de intensidades.

Manzanas, [DJ14] No aplica.

Conversión de valores de
intensidades RGB a L*a*b.
Aplicación de algoritmo
K-Means para obtener
secciones de manchas
de enfermedades.
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Tabla 9: Resumen sobre procesamiento y segmentación

Objeto Proc. de imágenes Segmentación

Bananas, [MA04]
Conversión de RGB
a escala de grises.
Erosión, dilatación.

Detección de bordes
Laplaciano-Gauss.
Construcción de una
máscara binaria de
la fruta.
Conversión de valores
de intensidades RGB a
L*,a*,b*.
Uitilización del canal a*.
Aplicación de binarización
de umbral.
Selección de regiones por
tamaño de pixeles.
Limpieza de imagen
binaria con erosión y
dilatación.

Bananas, [SPSK15]

Conversión de RGB
a binario.
Recorte de figura
utilizando una
máscara binaria.

Umbralización.
Creación de una
máscara binaria
de la banana.
Almacenamiento de
coordenadas de borde
en un vector.
Construcción de
poĺıgono de la
región de interés
para creación de
máscara.
Multiplicación de
máscara binaria
por canales RGB.
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Tabla 10: Resumen sobre procesamiento y segmentación

Objeto Proc. de imágenes Segmentación

Naranjas, [RL05]

Binarización, remosión
de ruidos, llenado de
agujeros, segmentación
watershed.

Conversión de RGB a espacio
HLS. Umbralización de canal H.
Aplicación de tres algoritmos
para agrupamiento:
Bayesian Classifier,
Neural Network classifier,
Fischer discriminant.
Binarización. Remosión de ruido.
Llenado de agujeros.
Aplicación de segmentación
Watershed.

Naranjas, [BAM07]

Generación una imagen con
un fondo diferenciado que
contrasta con la naranja.
Remosión de fondo por
histograma. Filtro de la
media para suavizado antes
del crecimiento de regiones.

Defectos de varias clases.
Implementación de un algoritmo
de región creciente no
supervisado.

Naranjas, [Mer10]

Realce de brillo, mejora de
contraste, reducción de tamaño.
Seguimientos de contornos.
Remosión de fondo.

Conversión a espacio CIELAB.
Aplicación de K-Means para
regiones candidatas cáliz y
defectos.
Aplicación de operaciones
morfológicas.

Naranjas, [Jha16] Remosión de fondo. Umbralización.

Dátil, [AO11]
Binarización a partir del
histograma.

Aplicación de filtro
Sobel para extracción
de bordes.

Mango, [NIR+16]
Segmentación de la fruta
y recorte de una zona eĺıptica.

Utilizacion del espacio
de colores CIELAB.
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B.2 Técnicas utilizadas en extracción de carac-
teŕısticas y análisis de datos

Tabla 11: Resumen extracción de caracteŕısticas, análisis de datos, clasificación

Objeto Ext. de caracteŕısticas
Análisis de datos,
clasificación

Manzanas, [LD04]

Caracteŕısticas de color:
media de canales de color
RGB, distancia Euclidiana
al color de fondo de la
fruta y al color promedio
de defectos.
Caracteŕısticas geométricas:
área, ráız cuadrada del
peŕımetro, mayor momento
de inercia, razón de inercia.
Caracteŕısticas de textura:
desviación estandard en canales
RGB, valor medio del gradiente
en canal R, desviación estandar
del gradiente en canal rojo.

Sumarización de resultados
sometidos a Linear
Discriminant Analysis.

Manzanas, [UG07]

Cáliz y tallo.
Cálculos de 7 caracteŕısticas
estad́ısticas, 1 caracteŕıstica
de textura y 3 caracteŕısticas
geométricas.
Caracteŕısticas estad́ısticas:
promedio, desviación estandard,
mı́nimo, máximo, gradiente,
asimetŕıa, curtosis.
Caracteŕıstica de textura:
momento invariante 1.
Caracteŕısticas geometricas:
área, peŕımetro, circularidad.

KNN, LDC,
Adaboost, SVM.
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Tabla 12: Resumen extracción de caracteŕısticas, análisis de datos, clasificación

Objeto Ext. de caracteŕısticas
Análisis de datos,
clasificación

Manzanas, [DJ14]

Extracción de caracteŕısticas
de color y textura en defectos
candidatos.
Global Color Histogram GCH,
Color Coherence Vector CCV,
Local Binary Pattern LBP,
Completed Local Binary
Pattern CLBP.

Segmentación L*a*b con
K-Means. Descriptores de
texturas y color sometidos
al algoritmo SVM y MSVM.
Aprendizaje supervisado
por experto para clasificación
de enfermedades.
K-Means para obtener manchas.

Bananas, [MA04]

Caracteŕısticas de textura:
homogeneidad, contraste,
correlación y entroṕıa.
Cuantificación de objetos:
area de porcentaje total
(%BSA),número de manchas
por cm2 (NBS/cm2).
Caracteŕısticas de color:
color promedio de cada
banda (L*,a*, b*) de la
zona segmentada.

9 caracteŕısticas fueron
evaluadas con dos métodos.
1) selección visual y
análisis de pa?ametros
qúımicos.
2) Sequential Forward
Selection (SFS).
Análisis discriminante.
Aprendizaje supervisado
por experto.

Bananas, [SPSK15]

Determinación de madurez
por el color y tamaño.
Caracteŕısticas de color:
Media de intensidades.
Caracteŕısticas geométricas:
area, eje mayor, eje menor.
Conversión de pixeles a una
unidad de medida.
Cálculo de momentos estad́ısticos
del histograma RGB.
Varianza de intensidades.

ANOVA, Duncans
multiple range
test DMRT.
Se comparó la
significancia de:
intensidad de color medio,
area, peŕımetro, eje mayor,
eje menor.

Naranjas, [RL05] Tamaño, cantidad de frutas. No aplica.
Naranjas, [BAM07] No aplica. No aplica.
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Tabla 13: Resumen extracción de caracteŕısticas, análisis de datos, clasificación

Objeto Ext. de caracteŕısticas
Análisis de datos,
clasificación

Naranjas, [Mer10]

Momentos de Zernike y PCA
para detección de cáliz.
Para clasificación: area,
análisis de dimensiones fractales,
contraste, correlación,enerǵıa,
homogeneidad, asimetŕıa,
curtosis, análisis de
histogramas. Media y mediana en
espacio de colores HSV.

Para detección de cáliz:
LMT, MPNN.
Para clasificación
de naranjas:
J48, Mejor primero, LMT,
Random Forest,
CART, MP,
RBF, SMO.

Naranjas, [Jha16]
Caracteŕısticas de Tamaño y color.
Conteo de pixeles. Relación
de pixeles con medidas f́ısicas.

KNN, Linear Regression,
K-Means.
Implementa un algoritmo
mezclando varias técnicas.

Dátil, [AO11]
Conteo de pixeles en área.
Flojedad, tamaño, figura,
intensidad y defectos.

Back propagation Neural
Networks BPNN.

Mango, [NIR+16]

Canal a* y b* CIELAB.
Cálculo del ángulo de
matiz H,croma, diferencia
de color en maduración,
amarillidad.

Regresión lineal.
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