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Abstrak
 

Penanganan yang tepat dan tepat waktu dari Diabetes Melitus menjadi sangat penting 

karena penyakit ini dapat menyebabkan berbagai komplikasi serius. Komplikasi jangka panjang 

meliputi gangguan pada mata (retinopati), ginjal (nefropati), saraf (neuropati), jantung dan 

pembuluh darah (kardiovaskular), serta risiko luka yang sulit sembuh hingga amputasi pada 

ekstremitas. Penelitian ini bertujuan untuk menerapkan Firefly Algorithm (FA) atau algoritma 

kunang-kunang dan KNN dalam melakukan klasifikasi terhadap penyakit diabetes melitus, dimana 

FA akan digunakan untuk melakukan pencarian parameter yang paling optimal untuk KNN. 

Metode penelitian yang digunakan yaitu metode eksperimen dengan melakukan skenario 

perubahan pada jumlah populasi kunang-kunang dan juga perubahan nilai k-fold validation untuk 

melakukan pembagian dataset. Hasil akurasi terbaik didapatkan pada populasi 100 dan 150 

dengan nilai k=5 yaitu sebesar 76.3% dengan parameter K pada KNN yang diperoleh yaitu 15 

dan P adalah 2. 

 

Kata kunci— firefly algorithm, knn, machine learning, classification. 

 

Abstract 

Proper and timely treatment of Diabetes Mellitus is very important because this disease 

can cause serious complications. Long-term complications include disorders of the eyes 

(retinopathy), kidneys (nephropathy), nerves (neuropathy), heart and blood vessels 

(cardiovascular), as well as the risk of wounds that are difficult to heal up to amputation of the 

extremities. This study aims to apply the Firefly Algorithm (FA) or the firefly algorithm and 

KNN in classifying diabetes mellitus, where FA will be used to search for the most optimal 

parameters for KNN. The research method used is the experimental method by carrying out a 

scenario of changing the number of firefly populations and also changing the k-fold validation 

value to do a split dataset. The best accuracy results were obtained in populations 100 and 150 

with a value of k = 5, which is 76.3% with the K parameter in the KNN obtained, namely 15 and 

P is 2. 

 

Keywords— firefly algorithm, knn, machine learning, classification. 
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1. PENDAHULUAN 

 

 Diabetes adalah penyakit yang sangat umum ditemukan di seluruh dunia. Menurut data 

International Diabetes Federation pada tahun 2021 penderita diabetes di Indonesia mencapai 

hampir 20 juta orang, dan diperkirakan akan mencapai lebih dari 23 juta orang pada tahun 2030 

[1]. Diabetes terjadi ketika tubuh tidak dapat memproduksi atau menggunakan insulin dengan 

baik, yang menyebabkan peningkatan kadar gula darah dalam tubuh. Ada beberapa jenis diabetes, 

yaitu diabetes tipe 1, diabetes tipe 2, dan diabetes gestasional. Diabetes tipe 1 terjadi ketika sistem 

kekebalan tubuh menyerang dan menghancurkan sel beta di pankreas yang memproduksi insulin. 

Diabetes tipe 2 terjadi ketika tubuh tidak dapat menggunakan insulin secara efektif dan secara 

bertahap menghambat pankreas membuat insulin. Sedangkan diabetes gestasional terjadi pada ibu 

hamil yang tidak memiliki riwayat diabetes sebelumnya. Klasifikasi diabetes penting untuk 

membantu dokter dalam menegakkan diagnosis dan memberikan pengobatan yang tepat. 

Diagnosis yang akurat dapat membantu mencegah kemungkinan komplikasi pada penderita 

diabetes, seperti kerusakan saraf, masalah ginjal, kerusakan mata, dan masalah kardiovaskular [2]. 

Oleh karena itu, mengembangkan model klasifikasi penyakit untuk diabetes berbasis machine 

learning dapat membantu meningkatkan pengenalan dan diagnosis penyakit, sehingga membantu 

dokter memberikan perawatan yang lebih baik dan tepat waktu kepada pasien. Model klasifikasi 

juga dapat membantu meningkatkan kesadaran akan penyakit dan faktor risiko yang terkait dengan 

diabetes, yang dapat membantu mencegah dan mengelola penyakit tersebut. Teknik klasifikasi dan 

juga machine learning telah diterapkan pada berbagai bidang, antara lain pendidikan, jaringan 

komputer, konstruksi bangunan, kesehatan, dan masih banyak lainnya [3]–[9] . Klasifikasi dan 

juga penerapan machine learning pada penyakit diabetes juga dilakukan dengan menggunakan 

metode yang berbeda-beda seperti Naive Bayes, Support Vector Machine, Adaboost Classifier, dan 

sebagainya [3], [8], [10]–[15]. Salah satu metode klasifikasi yang banyak digunakan adalah K-

Nearest Neighbors (KNN). KNN merupakan salah satu metode atau algoritma klasifikasi yang 

cukup baik [16]. Algoritma ini juga dinilai cukup efektif dan memiliki performa yang baik dalam 

melakukan klasifikasi pada data yang besar [11] . Penelitian [17] menerapkan metode KNN dalam 

melakukan klasifikasi untuk menentukan prioritas bantuan pembangunan desa, dengan melakukan 

optimasi pada parameter K. Penentuan nilai K pada metode KNN ini cukup penting untuk 

dilakukan karena akan mempengaruhi hasil klasifikasi. Hasil klasifikasi akan semakin kabur 

apabila nilai K terlalu besar, sedangkan untuk nilai K yang bernilai 1 akan mengakibatkan 

klasifikasi yang dilakukan terasa kaku karena hanya akan menggunakan 1 tetangga paling dekat 

[18]. Selain melakukan optimasi pada nilai K, hal yang dapat dilakukan untuk meningkatkan 

akurasi KNN yaitu dengan menerapkan feature selection pada sebaran data yang dimiliki [19], 

[20]. Untuk melakukan pencarian parameter tersebut, dapat dilakukan dengan menggunakan 

bantuan algoritma metaheuristik seperti Particle Swarm Optimization (PSO), Genetic Algorithm 

(GA), dan Firefly Algorithm (FA) [6], [21]–[23]. Penelitian ini akan menerapkan FA dan KNN 

untuk melakukan klasifikasi terhadap penyakit diabetes melitus, dimana FA akan digunakan untuk 

melakukan pencarian parameter yang paling optimal untuk KNN. Setiap parameter yang 

dihasilkan oleh FA akan digunakan oleh KNN untuk selanjutnya akan dihitung masing-masing 

akurasi klasifikasinya sehingga akan ditemukan parameter dengan nilai akurasi paling tinggi. 
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2. METODE PENELITIAN 

 

Penelitian ini menggunakan metode eksperimen, dimana training data akan dilakukan dengan 

menggunakan parameter hasil optimasi. Ada 5 tahapan yang dilakukan dalam penelitian ini yaitu 

pengumpulan dataset, pre-pemrosesan data, training data, klasifikasi, dan pengujian, seperti yang 

dituangkan pada Gambar 1. 

Gambar 1. Alur Penelitian 

Dataset yang digunakan pada penelitian ini diperoleh dari dataset publik resmi UCI. Dataset 

tersebut akan dibagi menjadi data training dan data testing, dimana data training akan dilakukan 

pra-pemrosesan data dengan melakukan imputer, scaller, dan onehot encoding untuk memperbaiki 

kesalahan pada data dan mengubah format menjadi lebih teratur. Pada tahap selanjutnya, akan 

dilakukan training model dengan menggunakan KNN serta training model menggunakan FA-

KNN. Selanjutnya kedua model ini akan melakukan klasifikasi, kemudian hasil dari klasifikasi 

tersebut akan dievaluasi sehingga diperoleh perbandingan akurasi kedua metode tersebut. 

Proses hybrid metode FA-KNN dapat dilihat pada Gambar 3. 
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Gambar 3. Proses klasifikasi FA-KNN 

 

3. TINJAUAN PUSTAKA 

 

1. Firefly Algorithm (FA) 

 Firefly algorithm atau algoritma kunang-kunang merupakan salah satu algoritma 

metaheuristik yang terinspirasi dari perilaku kunang-kunang di alam bebas. Algoritma ini bekerja 

berdasarkan perilaku kunang-kunang yang  mengandalkan daya tarik kecerahan antar kunang-

kunang. Aturan algoritma kunang-kunang dirumuskan oleh [24] dengan asusmsi sebagai berikut. 

1. Seluruh kunang-kunang adalah unisex, artinya setiap kunang-kunang akan saling tertarik 

tanpa melihat jenis kelamin 

2. Daya tarik kunang-kunang didasarkan pada intensitas kecerahan, dengan ketentuan tingkat 

kecerahan kunang-kunang dipengaruhi oleh jarak antara kunang-kunang. Semakin jauh jarak 

antara kunang-kunang, makan tingkat kecerahan semakin menurun atau menghilang. Kunang-

kunang yang lebih redup akan mendekati kunang-kunang yang lebih terang. Apabila di antara 

kedua kunang-kunang tidak ada yang lebih terang, maka kunang-kunang akan bergerak secara 

acak. 

3. Kecerahan kunang-kunang akan ditentukan oleh fungsi fitness.  

Ada dua faktor penting yang terdapat pada algoritma kunang-kunang, yaitu intensitas cahaya dan 

daya tarik antar kunang-kunang [25]. Pada contoh optimasi, intensitas cahaya x  diperoleh dari 

persamaan (1). 
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                 (1) 

 

Daya tarik setiap kunang-kunang dapat dihitung dengan menggunakan persamaan (2). 

 

            
 
      (2) 

 

Dimana β0 merupakan daya tarik pada jarak (r) = 0 saat ridak ada jarak antar kunang-kunang, dan 

kadang-kadang dalam perhitungan matematis dianggap sebagai 1 [26]. γ merepresentasikan nilai 

penyerapan cahaya. Jarak antara dua kunang-kunang i dan j disimbolkan dengan r. jarak antara 

dua kunang-kunang i dan j masing-masing adalah jarak kartesian yang dapat dihitung 

menggunakan hukum jarak Euclidean. 

 

                         
  

        (3) 

 

Dimana d merupakan dimensi dari permasalahan, sedangkan xi,k merupakan komponen ke-k dari xi 

pada kunang-kunang i. Setelah melakukan perhitungan jarak antara kedua kunang-kunang 

tersebut, misalkan kunang-kunang i memiliki kecerahan lebih kecil dari kunang-kunang j, maka 

akan terjadi daya tarik menarik dimana kunang-kunang i akan berpindah menuju kunang-kunang j. 

Dengan adanya pergerakan tersebut, maka posisi dari kunang-kunang akan berubah dan dihitung 

berdasarkan persamaan (4). 

 

              
 

               
 

 
     (4) 

 

Kunang-kunang dengan kecerahan yang rendah akan berpindah menuju kunang-kunang dengan 

kecerahan yang lebih tinggi. Suku pertama pada persamaan (4) merupakan posisi lama dari 

kunang-kunang, suku kedua terjadi karena ketertarikan, suku kedua adalah gerakan menuju  

kunang-kunang yang memiliki kecerahan lebih tinggi dengan koefisien tarikan β, sedangkan suku 

ketika merupakan pergerakan acak yang merupakan perkalian generator acak rand dengan α, 

dimana rand adalah bilangan riil acak pada interval (0,1) [27]. Pseudecode dari algoritma kunang-

kunang  

adalah seperti berikut. 

 

Gambar 2. Pseudocode FA [28] 
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2. K-Nearest Neighbors (KNN) 

K-Nearest Neighbors (KNN) merupakan salah satu algoritma klasifikasi dan regresi yang 

sederhana namun populer dalam pembelajaran mesin. Algoritma ini digunakan untuk 

memprediksi kelas atau nilai dari sebuah data berdasarkan data latih yang paling mirip dengan 

data tersebut. KNN bekerja berdasarkan asumsi bahwa data yang memiliki atribut yang mirip 

cenderung memiliki label yang sama atau nilai yang serupa. Prinsip kerja dari KNN adalah 

sebagai berikut. 

1. Menentukan parameter K: KNN bekerja dengan mencari K tetangga terdekat dari data 

yang akan diprediksi. Parameter K adalah jumlah tetangga terdekat yang akan diambil 

dalam proses prediksi. Jumlah K harus merupakan bilangan bulat positif. Pemilihan nilai 

K yang tepat merupakan aspek penting dalam KNN, karena nilai K yang terlalu kecil 

dapat menyebabkan model menjadi terlalu sensitif terhadap noise, sementara nilai K 

yang terlalu besar dapat menyebabkan model menjadi terlalu acak dan mengabaikan pola 

yang sebenarnya. 

2. Menghitung Jarak: Untuk mencari K tetangga terdekat, KNN menghitung jarak antara 

data yang akan diprediksi (data uji) dengan semua data latih yang ada. Jarak ini bisa 

dihitung dengan menggunakan metrik jarak seperti Euclidean, Manhattan, atau 

Minkowski. Umumnya, Euclidean distance digunakan untuk data numerik, sementara 

metrik jarak lainnya dapat digunakan untuk data dengan atribut yang berbeda. 

3. Memilih Tetangga Terdekat: Setelah menghitung jarak, KNN akan memilih K data latih 

yang memiliki jarak terdekat dengan data uji. Data latih ini akan menjadi tetangga 

terdekat yang digunakan dalam proses klasifikasi atau regresi. 

4. Voting atau Penghitungan Rata-rata: Jika KNN digunakan untuk klasifikasi (Klasifikasi 

KNN), hasil akhir dari prediksi ditentukan oleh mayoritas label dari tetangga terdekat. 

Dengan kata lain, label yang paling sering muncul di antara K tetangga tersebut akan 

menjadi label prediksi. Jika KNN digunakan untuk regresi (Regresi KNN), hasil prediksi 

akan dihitung dengan mengambil rata-rata nilai dari tetangga terdekat. 

 

Persamaan K-Nearest Neighbors (KNN) digunakan untuk menghitung jarak antara data yang 

akan diprediksi dengan data latih. Berikut adalah persamaan KNN untuk kasus klasifikasi, 

dengan menggunakan metrik jarak Euclidean: 

 

Misalkan 

1. x_i adalah data latih ke-i dengan atribut (fitur) x_i = (x_i1, x_i2, ..., x_in), di mana n 

adalah jumlah fitur. 

2. y_i adalah label kelas dari data latih ke-i. 

 

Penting untuk dicatat bahwa dalam KNN, nilai K merupakan parameter yang harus ditentukan 

sebelumnya. Memilih nilai K yang tepat dapat mempengaruhi performa algoritma KNN, dan 

ini dapat diuji dengan melakukan validasi silang atau teknik lainnya untuk evaluasi model. 

Dalam implementasi nyata, KNN sering menggunakan variasi metrik jarak selain Euclidean, 

tergantung pada karakteristik data dan masalah yang dihadapi. Selain itu, ada juga metode 

pemilihan K yang berbeda, seperti menggunakan cross-validation untuk menentukan K yang 

optimal [29], [30]. 
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4. HASIL DAN PEMBAHASAN 

 

 Dataset yang digunakan pada penelitian ini berasal dari UCI dataset yaitu Pima Indians 

Diabates Database. Pada peneltiian ini digunakan skenario pengujian yaitu dengan melakukan 

eksperimen pada populasi dari FA dengan nilai populasi 50, 100, dan 150, kemudian skenario 

dilakukan pada pengaplikasian k-fold dengan nilai k masing-masing yaitu 3, 5, dan 7. Tabel 1 

merupakan hasil pengujian model FA-KNN untuk mengetahui pengaruh populasi terhadap akurasi 

yang dihasilkan dengan menggunakan nilai k=3. 

 

Tabel 1. Pengujian skenario populasi dengan nilai k=3 

Populasi K-Fold Accuracy 

50 3 75.6% 

100 3 75.6% 

150 3 75.6% 

 

 Berdasarkan Tabel 1 hasil dari tersebut menunjukkan bahwa tidak terjadi perubahan 

akurasi pada masing-masing populasi 

 

Tabel 2. Pengujian skenario populasi dengan nilai k=5 

Populasi K-Fold Accuracy 

50 5 75.9% 

100 5 76.3% 

150 5 76.3% 

 

 Hasil pengujian pada Tabel 2 menunjukkan bahwa terjadi peningkatan akurasi pada 

populasi 100  dan 150 dengan peningkatan akurasi lebih kurang 0.4%. 

 

Tabel 3. Pengujian skenario populasi dengan nilai k=7 

Populasi K-Fold Accuracy 

50 7 75.2% 

100 7 75.3% 

150 7 75.3% 

 

 Berdasarkan Tabel 3 diperoleh hasil peningkatan akurasi pada populasi 100 dan 150 

sebesar lebih kurang 0.1% akurasi. 

 

 Pada pengujian menggunakan KNN tanpa FA diperoleh akurasi seperti dituangkan pada 

Tabel 4. 

 

Tabel 4. Pengujian menggunakan KNN tanpa FA 

K-Fold Accuracy 

3 73.8% 

5 75.6% 

7 74.8% 
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 Berdasarkan Tabel 4 diperoleh nilai akurasi tertinggi  dari KNN yaitu 75.6%, sedangkan 

pada FA-KNN didapatkan akurasi tertinggi yaitu 76.3% atau 0.7% lebih tinggi dibanding dengan 

KNN. Hasil ini cukup membuktikan bahwa FA berhasil melakukan optimasi performa KNN. 

 Hasil akurasi terbaik didapatkan pada populasi 100 dan 150 dengan nilai k=5 yaitu sebesar 

76.3% dengan parameter K pada KNN yang diperoleh yaitu 15 dan P adalah 2. Ukuran populasi 

atau jumlah kunang-kunang dapat mempengaruhi performa algoritma. Semakin besar populasi, 

semakin banyak kemungkinan solusi yang dijelajahi, namun akan meningkatkan kompleksitas 

perhitungan dan waktu eksekusi. Sebaliknya, populasi yang terlalu kecil dapat menyebabkan 

kurangnya variasi dalam solusi dan mempengaruhi efektivitas pencarian global. Nilai k pada k-

fold validation juga memiliki pengaruh terhadap evaluasi model pada penelitian ini. Nilai k yang 

lebih kecil akan menghasilkan estimasi akurasi model yang memiliki varian yang lebih tinggi 

karena model hanya diuji pada beberapa partisi data saja. Akibatnya, perkiraan kinerja model 

dapat menjadi kurang stabil.  

 

 

5. KESIMPULAN 

 

 Penelitian ini berhasil melakukan hibryd algoritma FA dan KNN untuk klasifikasi 

penyakit diabetes melitus  dengan tingkat akurasi sebesar 76.3%, dan diperoleh parameter terbaik 

K pada KNN yaitu 15 dan P yaitu 2. Penentuan jumlah populasi pada FA cukup penting untuk 

mencapai keseimbangan yang baik antara eksplorasi dan eksploitasi, sehingga dapat mencapai 

solusi yang  lebih optimal dalam waktu yang wajar. 
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