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Bevezetés
A mesterséges intelligencia (artifi-
cial intelligence – AI) általában 
olyan számítógépeket, vagy prog-
ramokat jelöl, amelyek kognitív 
emberi funkciókat utánoznak, úgy-
mint a tanulás, a problémamegol-
dás, vagy a gondolkodás (68).
A modern számítástechnika kez-
detét az első elektronikus, digitá-

lis, programozható számítógép, 
az ENIAC (Electronic Numerical 
Integrator And Computer) megje-
lenése jelentette 1946-ban (37). A 
mesterséges intelligenciával foglal-
kozó kutatás John McCarthy mun-
kásságával indult 1956-ban (57). 
A területen a számítástechnikai 
kapacitás növekedésével robbanás-
szerű fejlődés történt. 1997-ben 

a Deep Blue, az IBM szuperkom-
putere legyőzte Garry Kasparov
sakkvilágbajnokot, míg 2016-ban a 
Deep Mind Alpha Go programja di-
adalmaskodott Lee Sedol professzi-
onális Go játékos felett (20). 2020 
decemberében az Amerikai Légierő 
egyik U-2 repülőgépének irányítá-
sát végezte az ARTUμ algoritmus 
(28), amely egyesek szerint előre-
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Célkitűzés: A mesterséges intelligencia fejlődésének, alapfogalmainak, a szemészeten belüli képfelisme-
résnek és lehetséges felhasználási területeinek összefoglalása, különös tekintettel a retina betegségeire 
és a glaukómára.
Módszerek: A PubMed-ben elérhető irodalom feldolgozása és válogatása az (Artificial intelligence) AND 
(Ophthalmology), (Artificial intelligence) AND (Glaucoma), (Artificial intelligence) AND (Retina), (Artificial intel-
ligence) AND (Anterior segment) AND (Eye) keresőszavakkal.
Következtetések: A mesterséges intelligencia képes lehet elérni vagy meghaladni az emberi osztályo-
zásteljesítményt, alapjait biztosíthatja jövőbeni szűrőprogramoknak, segíthet a klinikai döntéshozásban és 
csökkentheti az egészségügyi dolgozók terheit. A technikai, etikai és jogi irányelvek kidolgozása folyamatban 
van.

Artificial intelligence in ophthalmology
Aims: To review the evolution of artificial intelligence, its basic concepts, applications in image recognition, 
and possible implementation in the field of ophthalmology, with a special focus on retinal diseases and glau-
coma.
Materials and methods: Review and selection of literature accessible on PubMed with search settings 
for (Artificial intelligence) AND (Ophthalmology), (Artificial intelligence) AND (Glaucoma), (Artificial intelligen-
ce) AND (Retina), (Artificial intelligence) AND (Anterior segment) AND (Eye).
Conclusions: Artificial intelligence in ophthalmology has the potential to reach or surpass human grading 
performance, to establish universally available future screening programs, and aid clinicians in decision 
making, while lessening the burden of health care workers. Technical, ethical and legal guidelines of use are 
to be addressed.
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vetíti a sci-fi klasszikus Skynet tér-
nyerését (81).
Úgy tűnhet, hogy a gépek felülkere-
kedtek az embereken, és a Neumann 
János által elsőként felvetett, későb-
bi értelmezésekben sok módosítá-
son átesett technológiai szingula-
ritást (88) elértük, ám Alan Turing 
híres kérdésére, miszerint „Tud-
nak-e a gépek gondolkozni?” (87) a 
válasz még egyelőre nem, bár töb-
ben érvelnek amellett, hogy a nem 
túl távoli jövőben ez akár meg is va-
lósulhat (38, 52).

Az AI használata az orvostudo-
mányban jelenleg leginkább a di-
gitális képelemzés területén nyújt 
segítséget. A szemészet számos te-
rületén történik képalkotás, vagy 
digitális adatgyűjtés a színes fun-
dusfotótól kezdve az elülső-, vagy 
hátsó szegmentum optikai koheren-
cia tomográfia (OCT) felvételeken 
át a statikus automata perimetria 
regisztrátumokig. A nagy meny-
nyiségű képi anyag feldolgozása 
szűrővizsgálatok, nyomonkövetés, 
telemedicina és döntéstámogató 
rendszerek szervezésében bizonyul-
hat hasznosnak. A témában jelen 
összefoglaló írásáig több, mint ezer 
tanulmány és cikk jelent meg, ezek 
harmada az elmúlt egy évben.

Technológiai alapok
A mesterséges intelligencia egyik 
megfogalmazás szerint „egy rend-
szer olyan képessége, amely he-

lyesen értelmezi a külvilág adata-
it, tanul ezekből az adatokból, és 
a megszerzett tudást rugalmasan 
használja fel konkrét feladatok vég-
rehajtására és célok elérésére” (48).
A mesterséges intelligencia algorit-
musokat használ. Az egyszerű al-
goritmus például egy egyértelmű 
utasítás, amit a gép végrehajt. A 
komplex algoritmusok több egy-
szerű algoritmusból épülnek fel, 
amelyek kódolása, tehát a döntési 
mechanizmus algoritmusba történő 
transzformációja előzetes (esetünk-
ben orvosi) információ és szabály 
alapján, teljes mértékben emberi 
kéz által történik. Ezt a sok esetben 
összetett és releváns információ-
kon alapuló kódolást nagyon nehéz 
feladat emberi kéz által megalkot-
ni, amely ezáltal a hibázás lehető-
ségét is magában hordozza. Éppen 
ezért alakult ki és került előtérbe a 
mesterséges intelligencia 1990-ben 
bevezetett ága, a gépi tanulás (ma-
chine learning – ML), amely az in-
formációt és szabályokat nem em-
beri kéz által kódolt algoritmusok 
formájában kapja, hanem számára 
adott mintapéldákon keresztül a 
rendszer maga fejleszti őket. A gépi 
tanulás mesterséges neurális háló-
zatokat (artificial neural networks 
– ANN) használ, az emberi agy mű-
ködését utánozva (74). ML során te-
hát egy vagy több algoritmus „be-
tanítása” történik. A betanítás két
alaptípusa a felügyelt (supervised
learning) és felügyelet nélküli (un-
supervised learning). Előbbinél egy
adott adathalmazt egyenként jel-

lemző tulajdonságokkal címkéznek 
fel (pl. egy kép esetében: magasság, 
forma, denzitás stb.) és meghatároz-
zák a kimenetelt (pl.: drusen vagy 
ép retinaszerkezet), így a program 
a tanulási fázist követően dönteni 
tud. Jellemző példái a csoportosí-
tás vagy regresszióanalízis. A fel-
ügyelet nélküli tanítás esetében az 
adathalmazhoz nem tartozik előre 
definiált kimenetel, hanem a prog-
ram a hasonlóságok alapján képez 
csoportokat, akár több variációban, 
például cluster analízis során (5).
A klasszikus gépi tanulás nem ké-
pes a nyers adatokból közvetlenül 
tanulni, szükség van a paraméterek 
(pl. egy vizsgált OCT-biomarker) 
numerikus leírására, jellemzésére. 
Ehhez a gépi tanulási mérnöknek 
definiálnia kell azokat a jellemző-
ket (feature), amelyek strukturált 
formában tartalmaznak informáci-
ót. A gépi tanulás során a neurális 
hálózat ezen jellemzők közti össze-
függéseket fogja megtanulni és al-
kalmazni. Például, ha szubretinális 
folyadékot (SRF) és intraretinális 
cisztákat (IRC) szeretnénk OCT-ké-
peken osztályozni, akkor esetükben 
az egyedi jellemzők, amelyek defi-
niálják őket: a pigment epitheltől 
való távolságuk (az SRF van köze-
lebb), alakjuk (a ciszta ovális), kiter-
jedésük/területük (az SRF általában 
nagyobb) (43).
A mély gépi tanulás (deep learning 
– DL) az ML egy formája (1. ábra),
amely a klasszikus gépi tanulással
ellentétben nemcsak egy, hanem
több intermedier/rejtett neuronré-

Turing teszt – 
The Imitation Game
A teszt során az értékelők 

billentyűzet és monitor segít-
ségével kérdéseket tesznek 
fel (chat) két tesztalanynak. A 
két alany egyike gép, a másik 
ember, céljuk pedig meggyőz-
ni az értékelőket arról, hogy 
ők gondolkodó emberek. Ha 
az ér tékelők 30%-a 5 perc 
chat után sem tudja egyér-
telműen megállapítani, hogy a 
két alany közül melyik a gép, 
akkor a gép sikerrel teljesí-
tette a tesztet (77).

Mély 
tanulás

(DL)

Gépi tanulás
(ML)

Mesterséges
intelligencia (AI)

Osztályozás
Betegség stádiuma
Betegség típusa
Szűrés

Szegmentáció
Folyadék SHRM Vérzés
Erek HF  CNV
Fovea GA C/D
Microaneurysma PED
Retina rétegei Drusen

Előrejelzés
Demográfiai adatok
Klinikai adatok
Betegség progressziója
Kezelés kimenetele

1. ábra: A mesterséges intelligencia szintjei és
felhasználási területei (74)
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teget tartalmaz. Minden réteg egy 
új, ugyanakkor egyre absztraktabb 
reprezentációt képes adni kimeneti 
adatként, amely a következő réteg 
bemeneti adatát képzi. A klasszi-
kus gépi tanulással ellentétben kiin-
dulhatunk nyers adatokból is, azaz 
nincs szükség a jellemzők előzetes 
definiálására, hiszen az első rétegek 
felfoghatók úgy, mint nyers adat-
ból történő kinyerés, amelyet a háló 
magától megtanul.
A konvolúciós neurális hálózatokat 
(convolutional neuronal network – 
CNN) kifejezetten képek feldolgo-
zására hozták létre. Ez a hálózat a 
DL egy altípusa, amelynél konvolú-
ció segítségével tömörítjük és oszt-
juk meg a bemeneti információt a 
rétegek között, ezzel csökkentve az 
egyes rétegelemre eső tanulandó in-
formációmennyiséget (74).
Népszerű CNN például az AlexNet, 
GoogleNet, VGG, Inception-V3, 
ResNet és Inception-ResNet-V2. A 
hálózatok a neu rális rétegek szá-
mában, azok összeköttetéseiben, 
súlyozási- és visszacsatolási rend-
szerükben, tanítható paramétereik 
számában, ezáltal a betanításukhoz 
szükséges időben és energiában, 
valamint alkalmazhatósági terüle-
tükben és pontosságukban külön-
böznek. Az adott feladatra további 
algoritmusokkal optimalizációt vé-
gezve a hatékonyság növelhető (67).
A betanításra akár a mindenki szá-
mára elérhető adatbázisok is alkal-

mazhatók. Leggyakrabban a Kaggle, 
EyePACS és MESSIDOR haszná-
latosak robusztusabb voltuk miatt 
(1. táblázat). Egy DL-algoritmus 
„megépítéshez” szükséges, szintén 
open-source eszközök (pl.: Ten-
sorFlow, MXNet) nagy számban 
érhetők el a főbb programozási nyel-
veken (pl.: Python, C++, Java) (86).
Kalman-szűrők (47) alkalmazásá-
val lehetőség nyílik előrejelzések 
generálására, amely egészségügyi 
felhasználás esetén személyre szab-
ható betegút-predikciót, ezáltal per-
szonalizált vizsgálati algoritmust 
tehet lehetővé.
Az AI teljesítményének a leggya-
koribb mérőszámai a szenzitivitás, 
specificitás, pozitív és negatív pre-
diktív érték, valamint a „vevő mű-

ködési karakterisztika” (reciever 
operating characteristic – ROC) 
görbe alatti terület (area under the 
receiver operating characteristic 
curve – AUC). A ROC-görbe egy 
grafikus módszer egy osztályozó 
igaz pozitív aránya és hamis ne-
gatív aránya közötti reláció meg-
jelenítésére. Egy jó osztályozási 
modell az ábra bal felső sarkához 
közel helyezkedik el, míg egy vé-
letlenszerűen találgató modell a 
főátló mentén van. Az AUC biná-
ris (igen – nem, vagy pl.: glaukó-
ma – nem glaukóma) osztályozó 
modelleket rangsorol. Ha a modell 
véletlen találgatást végez, akkor az 
AUC 0,5. A modell teljesítményé-
nek javulását az AUC növekedése 
jelzi. Tökéletes modell esetén az 
AUC 1,0 (82) (2. ábra).
A következőkben a szemészeten 
belül a retina betegségein és a glau-
kóma területén haladunk végig 
részletesebben, de a többi területről 
is igyekszünk bepillantást adni a 
mesterséges intelligencia alkalmaz-
hatóságáról és elért eredményeiről, 
leszögezve, hogy annak terjedelme 
jóval meghaladja ezen közlemény 
korlátait.

Retina
Tekintettel a tényre, hogy a retina 
betegségei vezető szerepet töltenek 
be a vaksági statisztikákban, széles-
körű és nagyon intenzív figyelem 
kíséri őket világszerte.

1. táblázat: Népszerű publikus adatbázisok
(DR = Diabéteszes Retinopathia) (86)

Adatbázis 
neve Képalkotás Demográfia Esetszám Terület

Kaggle

fundusfotó

USA 53 576 DR

EyePACS USA 35 126 DR

MESSIDOR Franciaország 1200 DR

E-OPHTA Franciaország 463 DR

HRF Németország 45 DR, Glaukóma

DRIVE Hollandia 40 DR

RIGA Franciaország, 
Szaúd-Arábia 760 Glaukóma

ORIGA-650 Szingapúr 650 Glaukóma

DRISHTI-GS India 101 Glaukóma

INSPIRE-AVR USA 40 Glaukóma

REVIEW UK 16 Vaszkuláris

2. ábra: Két különböző osztályozó (M1, M2)
ROC-görbéje (82)
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Időskori makuladegeneráció 
(Age-related macular 
degeneration – AMD)
A várható élettartam világszerte 
tapasztalt növekedése az életkor-
ral összefüggő betegségek növe-
kedését vonta maga után, aminek 
következtében az AMD a nyugati 
társadalmak vezető vaksági okává, 
és világszintű egészségügyi problé-
mává vált (46, 92). Egy 2016-os ku-
tatás becslése szerint abban az év-
ben világszerte 170 millió AMD-s 
beteg fordulhatott elő, amely adat 
2040-re elérheti a 288 milliót is 
(63). Amennyiben objektív szem-
fenéki tünetek alapján vizsgáljuk 
az AMD-t, 4 kategóriába lehet be-
sorolni az Age- Related Eye Disease 
Study (AREDS) szerint: 
• egyrészt AMD nincs jelen (1. ka-

tegória),
• másrészt korai (2. kategória),
• intermedier (3. kategória) vagy
• előrehaladott formájú (4. kategó-

ria).
Érdemes figyelembe venni, hogy 
míg egy AREDS 2. kategóriájú 
szem 4. kategóriába való progresz-
sziójának a kockázata 5 éven belül 
1,3%, az intermedier 3. kategóriá-
nak a transzformációja előrehala-
dott formába ugyanennyi idő alatt 
18% (a másik szem állapotát is fi-
gyelembe véve 6,3%-43%). Éppen 
ezért javasolja az amerikai szemész-
társaság (American Academy of 
Ophthalmology – AAO), hogy az 
intermedier stádiumú AMD-t cél-
szerű legalább kétévente ellenőriz-
ni. Az AMD szűrésének pedig első-
sorban a 3. és 4. AREDS-kategóriát 
érdemes megcéloznia (42, 74).
Számos kutatás vizsgálta már az 
AMD szűrésének hatékonyságát 
színes fundusfotókon detektálha-
tó, objektív AMD-tünetek (így 
pél dául drusenek jelenléte, illetve 
azok mérete, atrófia, heg, vérzés 
jelenléte) alapján. Ezen publikáci-
ók között prezentáltak már olyan, 
35 948 foveára centrált retinafelvé-
tel felhasználásával kifejlesztett DL 
AI-rendszert is, amely 93%-os szen-
zitivitást és 89%-os specificitást ért 
el (84). Emellett beszámoltak már 
90%-os pontosságú CNN-eredmény-

ről is, amelyet több mint 130 000 ké-
pen értékeltek ki és vetettek össze 
az aranystandardként használt ana-
lógfotókból álló, majd később digi-
talizált AREDS-adatkészlettel (19).
Fontos kiemelni, hogy a DR-rel 
szemben az AMD szűrése – külö-
nösen nedves típus esetén – színes 
fundusfotó alapján lényegesen li-
mitáltabb, mint ha azt OCT segít-
ségével végeznénk. Az OCT-alapú 
képalkotás ugyanis láthatóvá teszi 
számunkra mind a retina rétegeit, 
mind a betegség következménye-
it, amelyeket összefoglalva OCT-
bio markereknek nevezünk. Ezek a 
biomarkerek például a szubretiná-
lis/intraretinális folyadékgyülem 
(SRF/IRF), a pigmentepithel-levá-
lás (PED), a külső retinális tubulá-
ció (ORT), a hiperreflektív pontok 
(HF), illetve a szubretinális hiperref-
lektív anyag is (SHRM). A külső re-
tina elvékonyodása is a fentiek közé 
sorolható, hiszen a geografikus at-
rófia korai jeleként értelmezhetjük. 
A fundusfotókon ezen biomarkerek 
bizonyos része alig, vagy egyáltalán 
nem látható (74).
Az OCT-alapú AMD-szűrőrend-
szerek tekintetében is kiemelkedő 
kutatások állnak rendelkezésünkre. 
Venhuizen és munkatársai fejleszté-
sének eredménye a két szemorvos 
értékelését elérő, 98,2% szenzitivi-
tású és 91,2% specificitású rendszer. 
A kutatáshoz 1016 személy bevoná-
sával 3265 OCT-felvételt használ-
tak fel, amely képes volt az AMD 
AREDS szerinti kategorizálásra 
(93). Lényeges szempont azonban, 
hogy az OCT-készülékek elérhető-
sége az alapellátásban vagy az op-
tikákban nemcsak hazánkban, de 
még Magyarországon kívül is mi-
nimális, ezért a gyakorlatba átültet-
hető, AMD szűrésére való haszná-
lata jelenleg erősen limitált.
A nedves AMD sikeres kezelésének 
kulcsa a korai felismerésén kívül a 
szigorú monitorizálásában rejlik. 
Tekintettel arra, hogy a biomarke-
rek jelenléte határozza meg a be-
tegség aktivitását, azok vizsgálata 
kulcsfontosságú szerepet játszik 
annak eldöntésében, hogy egy be-
teget éppen kezeljünk, vagy obszer-

váljunk (77). A biomarkerek alapos 
vizsgálatát szintén csak az OCT se-
gítségével érhetjük el.
A nedves AMD újrakezelésének leg-
fontosabb kritériuma az OCT-ké-
peken látható visszatérő folya-
dékgyülem (SRF, IRF). A legjobb 
eredmény elérésének érdekében 
azonban más biomarkereket is cél-
szerű figyelembe venni és értékel-
ni. Kutatások alapján például, ha 
a PED méretének növekedését ta-
pasztaljuk, akkor az mihamarabbi 
anti-VEGF-terápiát sürget; így ér-
demes a kiterjedését precízen kö-
vetni. Az SHRM jelentőségét a lá-
tásélességgel való kapcsolata adja, 
hiszen vastagságának növekedése 
és a következményes hegképződés 
a látásélesség csökkenéshez és/vagy 
hosszú távú látásvesztéshez vezet. 
Amennyiben a kórkép követése so-
rán ORT jelenik meg, számítani 
lehet az újrakezelések számának 
egyértelmű csökkenésére. 2009-
ben írták le az OCT-biomarkerek 
családjának egy új tagját, a hiper-
reflektív pontokat (HF). A vizsgála-
tok szerint a HF gyorsan reagál az 
anti-VEGF-kezelésre, ugyanakkor 
már a folyadékgyülemek megjele-
nése előtt megemelkedik a számuk, 
így pontos kvantifikálásuk egy sok-
kal érzékenyebb biomarkerré teheti 
őket az aktivitás előrejelzésében, 
mint a folyadék visszatérése. Hang-
súlyozandó, hogy ezeket a követ-
keztetéseket olyan vizsgálatokból 
vonták le, amelyekben a HF meny-
nyiségi meghatározása egyetlen egy 
B-scanen, manuálisan történt (22,
50, 77).
Ha a fent említett biomarkere-
ket egy időben, párhuzamosan és
számszerűen lehetne vizsgálni, ak-
kor eddig ismeretlen pontossággal
tudnánk kezelni a nedves AMD-t.
Azonban ez olyan mennyiségű ada-
tot és elemzést igényelne, amely
egy szemorvosnak már nem kivite-
lezhető minden beteg minden egyes
OCT-felvétele esetén. Éppen ezért
kell segítségül hívnunk az AI-alapú
képfeldolgozó módszereket.
Számtalan eredményt mutat fel a
tudomány a nedves AMD OCT-
bio markereinek automatikus fel-
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ismerésében, amelyek különböző 
esz köztárral dolgoznak, különféle 
neurális hálózatokat és képfeldolgo-
zási módszereket felhasználva (21, 
54, 72) (3. ábra). Ezek közül érde-
mes kiemelni Chakravarthy és mun-
katársai 2016-os vizsgálatát, amely-
ben először javasoltak DL-módszert 
nedves AMD aktivitásának megha-
tározására, folyadék jelenléte vagy 
hiánya alapján. Vizsgálatukban 
142 darab, 128 B-scant tartalmazó 
OCT-felvétel DL elemzésének ered-
ményeit vetették össze 3 retinaspe-
cialista elemzésének eredményeivel. 
Arra keresték a választ, hogy ak-
tív-e a chorioidealis neovaszkulari-
záció (CNV), azaz van-e folyadék 
(intraretinális, szubretinális, vagy 
szub-pigmentepithelialis) az adott 
OCT-felvételen. Az AI-n alapuló 
automata szegmentáció alapján fel-
állított CNV-aktivitás pontossága 
megközelítette a retinaspecialisták 
közötti megállapodás eredményét. 
Ezen felül az ANN rangsorolta is 
az egyes betegekhez tartozó OCT 
B-képeket. A gép megítélte a be-
tegség aktivitását, és eszerint sorba
rendezte az azt leginkább tükröző
B-képtől azt a legkevésbé tükröző-
ig. A retinaspecialistáknak elég volt
átlagosan 1,08 ilyen kép megtekin-
tése ahhoz, hogy az aktivitást meg-
erősítsék. Ez azt jelentheti, hogy
egy jól működő rendszer jelentősen
le tudja rövidíteni egy retinával fog-
lalkozó szemész munkáját a nedves
AMD-betegség aktivitásának meg-
ítélésében (21).
Amennyiben a retinát, azon belül

is az AMD-t és AI-t elemezzük, 
akkor nem lehet említés nélkül 
hagyni a területen úttörő munkás-
ságú bécsi kutatócsoportot Ursula 
Schmidt-Erfurth vezetésével, akik 
elsősorban az AMD OCT biomar-
kereinek pontos kvantifikálásával 
értek el látványos eredményeket 
(72), legyen szó nedves AMD folya-
déktereiről, vagy intermedier AMD 
geografikus atrófiás konverziójának 
becsléséről. Munkacsoportjukhoz 
fűződik többek között olyan DL 
ANN megalkotása is, amelynek fel-
használásával pro re nata ranibizu-
mabbal kezelt, 317 nedves AMD-s 
betegek telítő fázis (0–3 hónap) 
anti-VEGF-kezelése és a detektált, 
kvantifikált folyadékterek alapján 
70-77% pontossággal tudták ka-
tegorizálni a betegeket a vizsgálat 
további 24 hónapjára előrevetítve 
úgy, mint kevés (0–5 injekció), kö-
zepes (6–15 injekció), vagy magas 
(16–21 injekció) újrakezelésre szo-
ruló betegek (13). Ehhez hasonló 
predikciós modellt dolgoztak ki egy 
1 éves, 210 nedves AMD-s beteget 
felölelő treat and extend kezelési re-
zsimű vizsgálat kapcsán is, ahol az 
AI 75% pontossággal tudta megjó-
solni, hogy a vizsgálat folyamán a 
két anti-VEGF-injekció közötti idő 
kiterjeszthető lesz-e (8 vagy 12 he-
tes ritmusban kezelhető), vagy sem 
(4 vagy 6 hetes kezelési ritmusú ma-
rad) (14).
Nedves AMD kapcsán AI-val be-
csült végleges látásélesség vonatko-
zásában is jelent már meg publiká-
ció. Schmidt-Erfurth és munkatársai 

2018-as cikkükben 600, intravitre-
ális injekcióval kezelt beteg esetén 
71% pontossággal jósolták meg gépi 
tanulásos módszerrel az egyes be-
tegek 12. havi látásélességét a kiin-
dulási, 1., 2., valamint 3. hónapban 
mért látásélesség és SRF, IRF, PED 
mély tanulásos mérése alapján (75).
Predikció kapcsán még fontos meg-
említeni egy szintén Schmidt-Er-
furth kutatócsoportjához fűződő 
vizsgálatot, amelyben 495, nedves 
AMD miatt az egyik szemen ke-
zelt beteg másik, intermedier kate-
góriájú AMD-s szemét követték. A 
24 hónapos követési idő során 114 
szemben alakult ki CNV és 45-ben 
geografikus atrófia (GA). Korábban 
fejlesztett algoritmusukat használ-
va modelljük automatikusan meg-
határozta a drusenek, pseudodruse-
nek, külső retinarétegek, valamint 
hiperreflektív pontok térfogatbeli 
változását. Manuálisan meghatá-
rozták a CNV-be és GA-ba törté-
nő progresszió idejét és az adatok 
(OCT-képek) 90%-át mutatták meg 
modelljüknek, azaz így tanították 
neurális hálózatukat. Ezt követően 
a megmaradt, tanításra nem hasz-
nált betegek képeiből csak az első 
4 hónap OCT-felvételét mutatták 
meg a modellnek predikciót vár-
va tőle, azaz, hogy az adott beteg 
CNV-be, vagy GA-ba konvertáló-
dik-e és ha igen, mikor. Eredmény-
képpen az AI-modelljük képes volt 
80%-os pontossággal jósolni a GA 
kialakulását, míg a CNV-t 68%-os 
pontossággal tudta előrejelezni (73, 
76).

3. ábra: Nedves AMD egyes OCT-biomarkereinek kézi (2. és 4. oszlop) vala-
mint automatikus szegmentálása (3. oszlop). 1. oszlopban az eredeti OCT-ké-
pek. Piros – intraretinális ciszták, zöld – SRF, kék – PED, sárga – SHRM (54)
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Az úttörő külföldi publikációkon 
kívül szeretnénk megemlíteni egy 
hazai munkacsoport nedves AMD 
OCT biomarkereire fókuszáló mun-
káját is. Varga és munkatársai első-
sorban a hiperreflektív pontok meg-
határozására és kvantifikálására 
dolgozták ki többféle gépi tanulásos 
módszert, összehasonlítva azokat 
egymással, valamint képelemzők 
egymás közötti teljesítményével, 
alapot adva ezzel a fenti HF-fel kap-
csolatos megállapítások esetleges 
igazolására vagy cáfolására, misze-
rint érzékenyebb biomarkerek-e a 
HF-ek nedves AMD-ben az aktivi-
tás előrejelzésében, mint a folyadék 
visszatérése (90).

Diabéteszes retinopathia (DR)

A jelenleg becsült 285 millió diabé-
teszes beteg közül minden harma-
dik betegnél jelen van DR, ame-
lyek harmada látást veszélyeztető 
stádiumban van. Szintén becslések 
alapján a DR érintett betegek szá-
ma 2050-re 3-szorosára fog növe-
kedni. Ezen számok ismeretében a 
DR szűrésében óriási szerepe lehet a 
megfelelő AI-alapú rendszereknek. 
Több kutatócsoport is foglalkozik a 
DR fundusfotó-alapú automatikus 

szűrésével, és értek már el kiváló 
eredményeket ezen a téren (31, 39) 
(4. ábra).
Abramoff munkacsoportja olyan DL 
konvolúciós hálózatot fejlesztett, 
amelynek szenzitivitása 96,8%-
ot, míg specificitása 87%-ot ért el 
a referálandó DR (azaz, legalább 
mérsékelt vagy annál rosszabb stá-
diumú nonproliferatív DR, illetve 
proliferatív DR és/vagy diabéteszes 
makulaödéma, DMO) automatikus 
detektálásában, míg az AUC: 0,98 
volt. Modelljüket az egyes retinális 
eltérések detektálására tanították 
úgy, mint mikroaneurizma, vérzés, 
gyapottépés-góc, neovaszkularizá-
ció, amelyhez összesen az egyes 
léziók manuális bejelölésével 
1 250 000 foveára centrált fundus-
fotót használtak fel, majd az eltéré-
seket egy kép esetén összegezték és 
kategorizálták, besorolva azt a nem 
referálandó vagy referálandó DR 
osztályba. Az ANN teljesítményét 
3 retinaspecialista teljesítményével 
vetették össze 1748 képet (874 beteg 
mindkét szeme) tartalmazó teszt-
adatbázis segítségével. Ezen felül 
létrehoztak egy szűkebb célkategó-
riát is, az úgynevezett látást veszé-
lyeztető DR-t, definíciójuk szerint 
ide sorolták: a súlyos nonprolifera-

tív DR-t, a proliferatív DR-t, vala-
mint a DMO-t. A látást veszélyez-
tető DR detektálásában modelljük 
100%-os szenzitivitást és 90,8%-os 
specificitást ért el (1). Továbbfejlesz-
tett neurális hálójuk (iDx-DR) az 
első DR szűrésére alkalmas eszköz, 
amely az amerikai Food and Drug 
Administration (FDA) engedélyét 
megkapta 2018 áprilisában (2).
A DR szűrésében meg kell emlí-
tenünk még Ting és munkatársai 
eredményeit, amely a területen a 
legnagyobb volumenű vizsgálatot 
publikálta 6 ország multietniku-
mú betegei bevonásával (Szingapúr, 
Kína, Hong Kong, Mexikó, USA, 
Ausztrália). Vizsgálatuk 5 éves tarta-
ma alatt nemcsak DR-es beteg szű-
résére fejlesztettek DL-algoritmust, 
hanem glaukóma és AMD szűrésére 
is. Neurális hálójuk tesztelésére ösz-
szesen 220 492 fundusfotót használ-
tak, és vetettek össze professzionális 
képelemzők (retinaspecialisták, ál-
talános szemészek, szemészreziden-
sek, kiképzett optometristák) ered-
ményeivel. AI-modelljük referálandó 
DR tekintetében 91%-os szenziti-
vitást és 92%-os specificitást ért el, 
míg a látást veszélyeztető DR tekin-
tetében szenzitivitása 100%-ot, spe-
cificitása 91%-ot produkált (84).

4. ábra: Az AI-modell az anatómiai tájékozódási pontokat használja (papil-
la, makula, fovea, erek), és pixelről pixelre elemzi a képet retinális eltérések
után kutatva (mikroaneurizma, vérzés, kemény exsudatio) (74)
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DR-fundusfotó-alapú szűrése mel-
lett DMO OCT-alapú automatikus 
elemzése és biomarkereinek visus-
ra vonatkozó előrejelzésében is is-
mertek már kutatások. Gerendás és 
munkatársai 2017-es vizsgálatában 
a DRCR.net Protocol T első évé-
nek post hoc analízisét végezték el. 
629 beteg OCT-képét automatiku-
san szegmentálták, detektálva az 
SRF-et, és intraretinális cisztákat 
a retina bizonyos rétegeiben, a ma-
kula felosztott régióiban. A vizsgá-
lat megerősítette az intraretinális 
ciszták visusra gyakorolt hatásának 
kiemelt fontosságát; legmagasabb 
prognosztikai értéke az első injek-
ció után megszűnő intraretinális 
cisztáknak volt. A végső visus elő-
rejelzése ugyanakkor nem volt elég-
gé precíz, amely alapján a szerzők 
újabb biomarkerek keresését hang-
súlyozzák (33).

Retinopathia prematurorum 
(ROP)
A ROP a gyermekkori vakság ve-
zető oka, a ROP-asszociált vakság 
globális éves incidenciája 32 000 
beteget számlál (12). Az alacsony 
és közepes jövedelmű országokban 
gyakrabban fordul elő, tekintettel 
arra, hogy ezekben az országokban 
magasabb a koraszülöttek aránya, 
amelyhez limitáltabb oxigénszup-
port-monitorizálás és alacsonyabb 
elérhetőségű ROP-szűrés társul 
(34). Fontos kihangsúlyozni, hogy a 
ROP diagnózisának aranystandard-
ja továbbra is egy ROP-specialista 
által végzett szemészeti vizsgálat, 
amelyhez képest a fundusfotó-ala-
pú diagnosztika inferiornak szá-
mít, gondoljunk csak a periféria 
nem megfelelő fotózására (74). Az 
akut fázis ROP-vizsgálat eredmé-
nye is támogatja ezt, amelyben azt 
találták, hogy a telemedicinálisan 
értékelt fundusfotók 25%-ban a 
kiképzett értékelők további felül-
vizsgálatot véleményeztek, mert 
nem volt teljes egyezés közöttük a 
klinikailag szignifikáns ROP krité-
riumainak képi értékelésében (23). 
Ugyanakkor azt is fontos szem 
előtt tartani, hogy sok ellátóhelyen 

előfordulhat az, hogy magas szintű 
a koraszülöttek ellátása és túlélésük 
biztosítása, emellett viszont nem 
áll rendelkezésre ROP-specialista 
szemorvos. Mindezek figyelembe-
vételével a ROP telemedicinális szű-
résének, és azon belül is az AI-asz-
szisztált szűrésnek nagy potenciálja 
és jelentősége lenne (74).
Vannak már próbálkozások AI DL- 
rendszerekkel a ROP automati-
kus diagnosztizálására (6). Brown 
és munkatársai 2018-ban publikált 
cikkükben egy teljesen automata 
DL-modellt mutattak be, amelyet
5511 kiértékelt és diagnosztikus
címkével ellátott fundusfotón ta-
nítottak az i-ROP-vizsgálat Ret-
Cam-mel rögzített adatbázisából.
Ezt a tanító adatbázist előzetesen
a következőképpen értékelte 3 kép-
elemző: 4535 kép normál címkét
kapott, 805 pre-plusz tünetű volt,
míg 172 képet plusz tünetek diag-
nóziscímkével láttak el. A ROP IV.
és V. stádiumú (részleges vagy tel-
jes retinaleválás) képeket kizárták a
vizsgálatból, mivel ezekben az elő-
rehaladott formákban a plusz tü-
netek jelenléte, mint a ROP-szűrés
lehetséges alapja kevésbé fontos. Az
ANN-t ezt követően 100 kép tesz-
telésével vizsgáztatták, ahol azt ta-
lálták, hogy az algoritmus 93%-os
szenzitivitással és 94%-os specifi-
citással különítette el a plusz tüne-
tekkel rendelkező képeket a normál
képektől, míg a pre-plusz vagy még
rosszabb tünetekkel rendelkezőket
a normálokhoz képest 100% szen-
zitivitással és 94% specificitással
azonosította (17).
A ROP különböző zónáiban meg-
jelenő neovaszkularizáció stádiu-
mainak automatikus osztályozása
jelentős lehetne, amelyek alapján te-
rápiás döntéseinket alakíthatnánk
az AMD-ben, DMO-ban, vagy vé-
nás okklúzióban megszokotthoz
hasonlóan (74).

A retina egyéb betegségei

2018-ban publikáltak egy olyan 
AI-modellt, amely OCT-képek 15 
retinális morfológiai jellemzőjének 
figyelembevétele alapján egyrészt 

képes 10 különböző OCT patológia 
osztályozására (CNV, makulaödé-
ma CNV nélkül, drusen, geografi-
kus atrófia, epiretinális membrán, 
vitreomakuláris trakció, teljes vas-
tagságú makulalyuk, nem teljes 
vastagságú makulalyuk, choriore-
tinitis centralis serosa és normál 
OCT-kép), másrészt pedig egyfajta 
triázsolást is végez és kategorizál 
az OCT-kép alapján (sürgős, sze-
mi-sürgős, rutinvizsgálatot igénylő 
vagy obszerválandó eltérés). Neu-
rális hálózatukat 877 manuálisan 
jelölt OCT-kép segítségével taní-
tották meg először az OCT-bio-
markerek automatikus szegmen-
tálására, majd ezt követően 7621 
beteg 14 884 diagnózissal ellátott, 
de már nem megjelölt OCT-képét 
is megmutatták a hálónak, hogy 
megtanulja a különböző patológi-
ák közötti különbségeket. A háló 
kiértékelését 977 beteg OCT-képén 
végezték, amelyeket 4 retinaspecia-
lista és 4 kiképzett optometrista is 
értékelt. Az AUC minden patoló-
gia terén több mint 96% felett volt. 
Modelljük nagy előnye, hogy továb-
bi fejlesztéseknek köszönhetően kü-
lönböző gyártmányú OCT-készülé-
kekkel is használható, amelyet a 
közeljövőben az Egyesült Királyság 
területén széles körben terveznek 
bevetni makulabetegségek triázso-
lására először kórházi körülmények 
között, azt követően pedig azon kí-
vül is virtuális klinikákon, illetve 
optikákban (18, 24).

Glaukóma
2020-ban mind Nyugat-, mind Kö-
zép- és Kelet-Európában a glaukó-
ma a visszafordíthatatlan vakság 
leggyakoribb (14,8-28,2%) okaként 
szerepel (32). Míg a glaukómás be-
tegek számának becsült emelkedése 
2040-re Európában mérsékelt lesz, 
addig globálisan a növekedés a 2013-
as adatokhoz képest akár 74% is le-
het, közel 112 millió embert érintve 
enyhébb-súlyosabb formában (83). 
A glaukómás betegek közel fele 
azonban nem, vagy csak nagyon 
késői stádiumban kerül diagnosz-
tizálásra (66). Önmagában nehéz-
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séget jelenthet a különböző morfo-
lógiájú (akár normális) látóidegfők 
besorolása (65), illetve a korral járó 
változások és a vizsgálati variabili-
tás elkülönítése a valódi progresz-
sziótól (94). A gyorsan progrediálók 
kiszűréséhez, és a lassabban prog-
rediálók relatív stabilitásának iga-
zolásához szükséges nagyszámú 
vizsgálat (27) és orvos-beteg talál-
kozó előbb-utóbb meghaladhatja az 
egészségügyi ellátórendszerek kapa-
citását, amelynek teljesítőképessé-
gét tovább ronthatja a régóta növek-
vő szakemberhiány (59). Jelenleg a 
glaukóma populáció szintű szűrése 
nem megoldott sem metodika, sem 
kapacitás, sem költséghatékonyság 
szempontjából (10, 29). Az AI se-
gítséget nyújthat a nagyszámú be-
teganyag képi dokumentációjának 
feldolgozásában, interpretálásában, 
későbbi kutatásokban pedig új bio-
markerek felfedezésében, amelyek 
segíthetik a betegség korábbi diag-
nózisát és pontosabb nyomonköve-
tését (25).
Az adatfeldolgozást egyszerűbb 
gépitanulás-osztályozók (Machine 
Learning Classifiers – MLC) vagy 
komplexebb CNN-ek végezhetik 
glaukóma esetében is, előbbiek ala-
csony (pl.: IOP, CCT, C/D arány), 
utóbbiak magas fokszámú numeri-
kus adatot (színes fundusfotó- vagy 
OCT-felvétel) kezelve. A CNN je-
lenlegi legfejlettebb alfaja, a DL ké-
pes nagy mennyiségű adatból au-
tomatikusan azonosítani azokat a 
jellemzőket, amelyek leginkább be-
folyásolják az algoritmus kimeneti 
eredményességét, ezáltal teljesítmé-
nyét, egy OCT regisztrátum esetén 
egyszerre kezelve a kép intenzitás-
beli (pixelek reflektivitása) és térbeli 
változóit (retinális pigmentepithel-
hez viszonyított helyzete) például a 
Bruch-membrán szegmentációjánk 
megtanulásához.

Strukturális károsodás 
kimutatása glaukómában
A legkorábbi eredményeket neurális 
hálózatokkal színes fundusfotókon 
érték el a főbb tájékozódásai pon-
tok, mint a látóidegfő, a fovea és 

az erek automatikus felismerésében 
(78). A 2010-es évek közepére-végé-
re már több tíz-, illetve százezres 
nagyságrendű színes fundusfotót 
felhasználva történt a DL-rendsze-
rek betanítása és tesztelése, ame-
lyek igen jó találati arányokkal 
(szenzitivitás: 96,4%, specificitás: 
87,2%, AUC: 0,942, és szenzitivitás: 
95,6%, specificitás: 92,0%, AUC: 
0,982) tudták elkülöníteni a glau-
kómás látóidegfőket a nem glaukó-
másoktól kétdimenziós fényképek 
alapján (56, 84).
A kvantitatív méréseken alapuló 
kép alkotók közül először a konfo-
kális scanning lézer oftalmoszkó-
piás (CSLO) és scanning lézer pola-
rimetriás (SLP) regisztrátumokon 
alkalmaztak MLC megoldásokat. A 
Heidelberg Retina Tomográf (HRT) 
globális és regionális paramétere-
inek analízise esetén az optimali-
záció nélküli ANN (AUC: 0,938–
0,944) is jobban teljesített, mint 
azok az algoritmusok, amelyek 
például a HRT szoftverét működte-
tik (AUC: 0,848–0,906) (58). Opti-
malizációval hasonló AUC mellett 
a szenzitivitást és specificitást to-
vább lehetett növelni (15). A GDx-
VCC esetében szintén képes volt az 
alkalmazott MLC növelni a találati 
arányt a szoftverhez (AUC: 0,87) 
képest optimalizáció nélkül (AUC: 
0,90–0,91) is, de optimalizált eset-
ben (AUC: 0,92–0,93) további javu-
lást mutatott (16).
Az OCT-technológia térnyerésével 
párhuzamosan az AI-kutatások is 
ezzel a modalitással folytatódtak, 
az SLP, CSLO pedig inkább kiszo-
rult, ahogy a mindennapi gyakor-
latból is. Time-domain OCT (Stra-
tus) RNFL- és papillaparaméterein 
ANN segítségével sikerült elkülö-
níteni a glaukómás látóidegfőket a 
nem glaukómásoktól (AUC: 0,87) 
(44). A mesterséges intelligencia 
jól alkalmazható spectral-doma-
in-OCT (Cirrus) esetén is (AUC: 
0,877), de ez Barella és munkatársai 
vizsgálatában a legjobb egyedülálló 
OCT-paramétertől – C/D terület 
arány (AUC: 0,846) statisztikailag 
szignifikánsan nem különbözött 
(8). Több DL-algoritmust egyszer-

re működtetve, amelyben az első a 
szegmentációt tanulja meg, a má-
sodik pedig a klasszifikációt végzi, 
akár egy OCT-scan alapján jó ered-
mények érhetők el a klasszifikáci-
óban (AUC: 0,9) (35). Akár több-
fajta OCT-készülékkel (Spectralis, 
Cirrus, Atlantis, Nidek RS-3000) 
rögzített képeket használva a beta-
nításra, a validálásra és a tesztelésre 
is hasonlóan jó eredmények produ-
kálhatók (AUC: 0,90), még egy ve-
gyes etnikumú populáción is (101). 
Az OCT szegmentációs hibáinak 
detektálására használt AI-megoldás 
szintén magas hatékonyságú (AUC: 
0,979) (45).

Funkcionális károsodás 
kimutatása glaukómában
Önmagában a standard automa-
ta perimetria (SAP) nem alkalmas 
a glaukóma diagnosztizálására, 
de már 1994-ben közöltek ered-
ményeket Humphrey periméter-
rel, amelyben gyakorlott vizsgálók 
(szenzitivitás: 59% specificitás: 
74%) teljesítményét egy korai egy-
rétegű MLC (szenzitivitás: 56% 
specificitás: 71%) megközelítette 
(36). 2007-re egy ANN (szenzitivi-
tás: 93%, specificitás: 94%) képes 
volt meghaladni az egyéb algorit-
musok, mint Glaukóma Hemifield 
Test (szenzitivitás: 91%, specifici-
tás: 92%), Pattern Standard Devi-
ation p<5% (szenzitivitás: 89%, 
specificitás: 93%), Pattern Standard 
Deviation p<1% (szenzitivitás: 
72%, specificitás: 97%), cluster-
analízis (szenzitivitás: 95%, spe-
cificitás: 82%) diag nosztikus pon-
tosságát (11). Az előbb bemutatott 
két vizsgálat eredményei azonban 
nem állíthatók direkt párhuzam-
ba (ahogy két véletlenszerűen ki-
választott vizsgálat sem), hiszen 
az eredményességi mutatók csak a 
vizsgált paraméterek és kimeneti 
eredmények kontextusában értel-
mezhetők, ezek pedig különböztek. 
A csupán látótér-regisztrátumokból 
(pattern deviation) a látótérdefek-
tus mintázata alapján glaukóma 
vs. nem glaukóma tesztelése 2018-
ban meglepő eredményt hozott. A 
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szemészorvosok, a klinikai vizsgá-
latban használt kritériumok, mint 
az Advanced Glaucoma Intervent-
ion Study (AGIS), és a Glaucoma 
Staging System 2 (GSS2) és az egy-
szerűbb ML-rendszerek prediktív 
képességét is mind messze megha-
ladta a CNN (2. táblázat). Az ér-
tékelőként résztvevő orvosok ered-
ménye képzettségtől függetlenül 
igen nagy szórást mutat. Az AIGIS, 
valamint a GSS2-kritériumok line-
áris regresszión alapulnak, innen 
a gyenge önálló teljesítményük 
komplex mintázatot mutató infor-
mációhalmaz esetén. A kevesebb 
réteget tartalmazó ML képtelen 
megfelelő jellemzők kinyerésére a 
regisztrátumból. Még nem teljesen 
ismert, hogy a CNN milyen módon 
interpretálta a látótér-mintázato-
kat, de úgy tűnik, képes kinyerni 
bizonyos rejtett összefüggéseket, 
amelyek a hatékonyság növekedé-
séhez vezetnek, ezt nevezzük „fe-
kete doboz” effektusnak (55).
A numerikus látótéradatok képi 
információvá (színkódolt Voro-
noj-cellák) való transzformálásával 
egy megfelelően betanított és op-
timalizált CNN megmutathatja, 
hogy a látótér-regisztrátum melyik 
területeire fokuszál a klasszifikáci-
ónál a DL-rendszer (heat-map), ez-

zel valamennyit felfedve a fekete-
doboz-effektusból. A fejlesztésnek 
Holló Gábor révén magyar vonatko-
zása van. A módszer alkalmasnak 
látszik korai glaukómás látótér-ká-
rosodás ép látótértől való elkülöní-
tésére mind a Humphrey, mind az 
Octopus periméterek esetében, to-
vábbfejlesztve esetleg jövőbeni lá-
tótéralapú screening kiindulópontja 
lehet (51).
A látótér progressziójának vizsgá-
latára is ajánl lehetőségeket az AI. 
Ocularis hipertenzív (OHT) páci-
enseknél vetették össze a STAT-
PAC-szerű (26) elemzés és 5 külön-
böző típusú MLC azon képességét, 
hogy előrejelezzék a nyomonköve-
tés során kialakuló látótér-defek-
tusokat. Minden abnormális látó-
téreredménybe konvertáló esetet 
legalább egy AI-megoldás sikeresen 
azonosított, átlagosan 4 évvel meg-
előzve a hagyományos módszereket 
(70). 2019-ben 20 évnyi, számsze-
rint 32 443 db Humphrey 24-2 lá-
tótér-regisztrátum (egyenként 54 
tesztponttal) összesen 1 751 922 
tesztpontját (százados dB pontossá-
gig) dolgozták fel DL-algoritmusok 
segítségével. A vizsgálatba minden 
egyes elvégzett látóteret bevontak 
diagnózistól (ép látótér, glaukóma, 
katarakta, stroke stb.) és megbíz-

hatósági indexektől függetlenül. 
Az adatok 80%-át a betanításra és 
validációra, míg 20%-át tesztelésre 
használták. Egyetlen látótér alap-
ján képesek voltak féléves léptékek-
ben akár 5 évre előrejelezni a látótér 
pontonkénti progresszióját (5. ábra) 
elfogadható pontossággal (ponton-
kénti abszolút hiba – pointwise 
mean absolute error – PMAE 2,47 
dB) (96).
Kalman-szűrők alkalmazásával op-
timalizálható az erőforrás-allokáció 
és személyre szabható a vizsgálatok 
időzítése, növelve a progresszió de-
tektálásának valószínűségét (30, 
71).

Elülső szegmentum
Szaruhártya
A keratoconus vizsgálata neurális 
hálózatokkal 1997-től indult (79). 
AI segítségével a preklinikai kera-
toconus (keratoconus suspect vagy 
forme fruste keratoconus) detek-
tálása videokeratoszkóp (3), OCT 
(100), illetve egyéb képalkotókkal 
is lehetővé válik. A téma magyar 
vonatkozása Kovács Illés munkacso-
portjához köthető. 2015-ben Scheim-
pflug-kamera képeken bilaterális 
adatokkal betanított MLC segítsé-
gével képesek voltak unilaterális ke-
ratoconus páciensek klinikailag ép 
corneáit (fellow eye) valóban nor-
mál corneáktól elkülöníteni (AUC: 
0,96), meghaladva a legjobb egye-
dülálló paraméter – unilateralis in-
dex of height distance (AUC: 0,88) 
diszkriminatív képességét (49). A 
vizsgáló műszerbe integrált AI-asz-
szisztált szűrőprogramok a korai di-
agnózist segíthetik (53).
A szaruhártya refraktív sebészeti 
beavatkozás (laser-assisted epithe-
lial keratomileusis – LASIK és small 
incision lenticular extraction – SMI-
LE) előtt elvégzett, poszt operatív 
ectasia kockázatának előrejelzésé-
re egy 10 651 szemen betanított, 
magas találati arányú (AUC: 0,97) 
ML-modellt alkotott Yoo (99). LA-
SIK vagy fotorefraktív műtét ered-
ményességének megjóslására 12
év anyagát felhasználva, 17 592
eset mindegyikén 38 paraméter

2. táblázat: A DL-algoritmus teljesítménye egyéb
módszerekhez és humán vizsgálókhoz képest (55)

Értékelő Szenzitivitás (%) Specificitás (%)

Orvos Rezidens #1 51,3 76,7

Rezidens #2 50,7 68,0

Rezidens #3 54,0 63,0

Gyakornok #1 85,3 21,3

Gyakornok #2 47,3 67,0

Gyakornok #3 76,0 54,7

Specialista #1 64,7 70,0

Specialista #2 68,7 52,7

Specialista #3 30,0 91,3

Kritérium AIGIS 34,3 56,0

GSS2 55,0 50,0

MLC #1 73,3 61,8

#2 86,3 45,3

#3 87,0 34,7

DL CNN 93,2 82,6
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vizsgálatát végezte el egy izraeli 
munkacsoport: az életkor, a cent-
rális corneavastagság, a meanK, a 
preoperatív visus, illetve a pupilla 
mérete a legjelentősebbek (4).
Mesterségesintelligencia-megoldá-
sokat alkalmaztak már a fertőzéses 
eredetű szaruhártya-fekélyek (69), a 
pterygium (95) és nemcsak a DMEK 
után jelentkező graftleválás azonosí-
tására, hanem a reoperáció szüksé-
gességének megítélésére is (40).

Lencse

A szürkehályog típusának és fo-
kának osztályozását mind elülső-, 

mind hátsószegmentum-felvéte le-
ken is képesek elvégezni AI-al go-
ritmusok (98). Utóbbi több szem-
pontból is érdekes. Egy olyan 
el változás detektálása és klasszifi-
kálása történik indirekt jelekből, 
ami a képen önmagában nincs je-
len, illetve egy képpel ezáltal több 
betegség automatikus vizsgálata is 
valóra válhat (katarakta, diabétesz, 
AMD, glaukóma).
A Barrett Universal II formulával el-
ért 72,3-80,6%-os 0,5 dioptrián be-
lüli eltéréshez képest, a 82,3-82,7% 
eredmény a műlencse-tervezés op-
timalizálására is biztatónak tűnik 
ANN segítségével (80).

Elülső csarnok
A zárt zug diagnosztizálásához 
go nioszkópia szükséges, ez sajnos 
hazánkban és világszerte is gyak-
ran kimarad a vizsgálatokból, vagy 
nem megfelelően történik (91). 
Ha gonioszkópiás eredmények-
kel (módosított Shaffer-beosztás) 
párosítottak elülső szegmentum 
OCT- (AS-OCT) felvételeket, a be-
tanított CNN önmagában az OCT-
kép alapján is igen jó eredménnyel 
(AUC: 0,928) meg tudta jósolni a 
zárt zug jelenlétét (97). A zárt zug 
mechanizmusának (nagy és/vagy 
előrehelyezett szemlencse, pupillá-
ris blokk, vastag perifériás iris, pla-

5. ábra: Az AI által előrejelzett látótér-progresszió a valós látótér-progresz-
szióhoz képest, különböző példákon illusztrálva (96)

Kiindulási látótér

1,0 év

3,5 év

1,9 év

5,5 év

2,3 év

Hemianopia

PMAE=1,3 dB

PMAE=2,1 dB

PMAE=2,9 dB

PMAE=3,7 dB

PMAE=1,6 dB

Enyhe glaukóma

Mérsékelt glaukóma

Súlyos glaukóma

Nagyon 
súlyos glaukóma

Tényleges látótér-progresszió AI előrejelzett látótér-progresszió
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teau iris) klasszifikálására is létezik 
nyers AS-OCT-képeket feldolgozó 
AI megoldás (62).

Megbeszélés
A szemészet területén jelentős 
technikai és tudományos fejlődés-
nek lehettünk szemtanúi. Az OCT 
segítségével oly mértékű felbontás-
ban vizsgálhatjuk a szem szöveteit, 
amely újraértelmezte a képalkotás 
definícióját. A technika által a ren-
delkezésünkre álló finom részletek 
felismerése, kvantifikálása és értel-
mezése ugyanakkor olyan mennyi-
ségű információt jelent, amelynek 
feldolgozása nem kivitelezhető a 
szemorvos munkájának minden-
napjaiban. Ezt az ellentmondást 
egy tudományágak közötti együtt-
működéssel orvosolhatjuk, ahol a 
klinikus szakértelmét a modern in-
formatika vívmányaival kombinál-
juk, felhasználva a klasszikus kép-
feldolgozás és AI területeit.
Az ML alkalmas a képeket különbö-
ző kategóriákba sorolni (klasszifi-
káció/osztályozás); automatikusan 
felismerni anatómiai struktúrákat 
vagy eltéréseket (szegmentáció); va-
lamint megjósolni egy betegség ki-
menetelét (predikció) (74) (1. ábra).
A DL-megoldások nagy mennyiségű 
képi adattal dolgoznak, ezek be-
szerzése, tárolása, feldolgozása sok 
erőforrást igényel. A betanítás, va-
lidálás és tesztelés eredménye nem-
csak a felhasznált képek számától, 
de azok minőségétől is nagyban 
függ. Nem megfelelő jel-zaj arány, 
decentráció, műtermékek, a valós 
gyakorlatban egyaránt, negatívan 
befolyásolhatják a döntéshozatalt. 
Akár néhány pixel megváltoztatá-
sával már megváltoztatható a ki-
menetel. A bemutatott algoritmu-
sok leggyakrabban egy vizsgálaton 
belül standardizált adathalmazt 
használnak azonos, vagy kisszámú 
különböző készülékkel regisztrált, 
magas minőségű, reprodukálható 
adatok beválogatásával, bizonyos 
eltérések (pl.: nagyfokú myopia) 
gyakori kizárásával. Ugyanakkor 
az egyes vizsgálatok egymás között 
nem standardizáltak és így eltérő 

felépítésük miatt egymással általá-
ban nem hasonlíthatók össze. Bár 
az AUC egy mérőszámban igyek-
szik tükrözni egy módszer predik-
tív képességét, de kontextusba he-
lyezés nélkül (a vizsgált populáció 
mérete, kora, rassz- és nem szerin-
ti megoszlása, glaukóma típusa és 
súlyossága stb.) önmagában nem 
alkalmas összehasonlításra. Ezzel 
szemben valós igény egy olyan uni-
verzális, széles körben alkalmazha-
tó program kifejlesztése, amely egy-
szerre tudja kezelni a fundusfotót, a 
piacon jelenlévő főbb OCT-gyártók 
különböző scan típusokkal készült 
felvételeit, és a Humphrey, vagy 
Octopus látótér-regisztrátumokat. 
Ezek alapján több, akár egyszerre 
jelen lévő betegség elkülönítésére 
is alkalmas, vegyes populációkon 
mind rassz, nem és életkor tekin-
tetében. Mindezt természetesen 
magas szenzitivitás és specifici-
tás mellett, elérhető áron. Alapve-
tő követelmény továbbá, hogy az 
AI-modell elérje egy adott területen 
dolgozó szemészspecialista teljesít-
ményét a „real-world” képek esetén 
is. Éppen ezen feltételek pontos ki-
dolgozása miatt orvosi felhasználá-
suk előtt még sokrétű és megfelelő 
validációkon kell átesniük (24).
A DL működésében még mindig 
nagy a feketedoboz-effektus, te-
hát nem ismert pontosan, hogy a 
rendszer mi alapján hoz döntést. 
Ha egy heterogén jellemzőhalmaz-
ban létezik egy paraméter, ami ösz-
szefüggést mutat a betegséggel, de 
klinikailag az egyén szintjén nem 
releváns, az fals kategorizáláshoz 
vezethet. Heat-map alkalmazása 
ezek azonosításában segíthet (25).
Tekintettel az AMD magas pre-
valenciájára, kritikus fontosságú, 
hogy azt a lehető legmegfelelőbben 
menedzseljük. A betegek kezelésé-
nek eldöntésében az OCT-biomar-
kerek finom változásai döntő fon-
tosságúak, éppen ezért van szükség 
szerteágazó és mélyreható tudásra 
a kifinomult döntéshozatal érdeké-
ben, így a terápia hatása maximali-
zálható, és az elkerülhető költségek 
csökkenthetők (43, 77, 85). Standar-
dizált AI-módszerek segítségével a 

biomarkerek finom változásai gyor-
san és pontosan detektálhatóvá vál-
hatnak, valamint használatuk egy-
ségesítheti a klinikai vizsgálatok 
OCT értékeléseit, tovább javítva 
így a betegség megértését és terápi-
ára adott válaszát (74).
GA tekintetében is vannak már ígé-
retesnek tűnő AI-modellek, ame-
lyekkel a GA-növekedés ritmusa és 
a növekedés iránya becsülhető lesz. 
Segítségükkel javulhat a GA-bete-
geknek nyújtott tanácsadás, vala-
mint használatuk elősegítheti az 
esetleges terápiás beavatkozások 
fejlődését is (61, 74).
DR szűrése kapcsán is elmondható, 
hogy egy fundusfotó-alapú szűrés-
re jól használható AI-rendszer fon-
tos követelménye, hogy az a való 
életben is megfelelően teljesítsen, 
különböző készülékekkel rögzített 
fundusfotók, illetve különböző et-
nikumok esetén is (85).
A mindennapi gyakorlatban való 
alkalmazásra az AI-megoldások 
glaukómában még nem kaptak sem 
FDA-, sem EMA-engedélyt, de biz-
tató, hogy a diabéteszes screening 
területén 2018-ban az iDx és 2020 
nyarán az EyeArt algoritmusokat 
az FDA jóváhagyta (2, 9).
Mivel egyik módszer sem tökéle-
tes, így jelenleg nem létezik egyet-
len olyan vizsgálat sem, amely he-
lyettesítené azt a komplex klinikai 
döntéshozatalt, amelyet a vizsgáló 
orvos végez a glaukóma diagnózis 
felállítása során. Egy kereskedel-
mi forgalomba kerülő AI, legyen 
az bármilyen gyors és kényelmes, 
vagy meggyőzően magas AUC-vel 
rendelkező, nem szabad, hogy köny-
nyelműségre csábítson. A fals nega-
tív vagy pozitív kimenetel esetén a 
felelősség nem hárítható át a szoft-
ver fejlesztőjére (60). A folyamatos 
továbbképzésünkről kötelesek va-
gyunk gondoskodni, szerencsére itt 
is igénybe vehetjük az AI adta lehe-
tőségeket, akár a sebészi készségek 
fejlesztése terén is (7).
Vitathatatlan, hogy szükség volna 
a glaukóma költséghatékony szű-
résére, illetve a már glaukómával 
diagnosztizált betegek személyre 
szabott, akár automata rendszerek-
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kel augmentált nyomonkövetésére. 
A növekvő betegszám és stagnáló, 
vagy csökkenő létszámú egészség-
ügyi személyzet mellett igencsak 
valószínűtlen, hogy bizonyos fel-
adatokat ne lehetne majd sikerrel 
AI-asszisztált rendszerekre bízni.
Ismerve a gépi tanulás szédületes 
teljesítményét, talán nem is megle-
pő, hogy milyen tetemes mennyi-
ségű adatot képes meghatározott 
szempontok mentén rendszerezni. 

Váratlan fordulat azonban, hogy 
ezek a mesterséges intelligenciával 
felruházott konstrukciók az emberi 
gondolkodás számára eddig rejtett 
összefüggéseket is felismerhetnek. 
Az AI, azon felül, hogy nagy meny-
nyiségű adaton végez statisztikai 
analízist, képes olyan, az emberi 
elme számára egyelőre felfoghatat-
lan következtetéseket is levonni, 
mint például színes fundusfotóról 
nagy pontossággal megállapítani a 

páciens nemét, korát, szisztolés vér-
nyomását, a tényt, hogy dohány-
zik-e, vagy akár a refraktív szféri-
kus ekvivalenst is (64, 89). Ezek 
megfelelő validálás után újabb bio-
markerekként jelenhetnek meg a di-
agnosztizálásban.

Következtetések
Összefoglalva elmondható, hogy a 
mesterséges intelligencia a szemé-
szet számos területén jelen van, a 
lencsetervező képletek optimalizá-
lásától a képfelismerő algoritmusok 
alapkutatásban való felhasználásán 
keresztül, azok szűrővizsgálatok-
ban és klinikai döntéshozatalban 
történő alkalmazásáig. Segítségével 
új utak nyílhatnak későbbi terápiás 
célpontok azonosításához, valamint 
megfelelő orvosi kontrollal és bizto-
sítékok beépítésével csökkenhet és 
átalakulhat az egészségügyi dolgo-
zók terhelése. Mindehhez elenged-
hetetlenül fontos a technikai, etikai 
és jogi irányelvek kidolgozása.

Érdekesség
Az AI felhasználható védőoltások fejlesztési folyamatában is. Nem 
volt ez másként a COVID-19-elleni vakcinafejlesztés esetében sem. 
A világjárvány elején a Google tulajdonú londoni DeepMind, Alpha-
Fold nevű neurális hálójukkal jósolták meg a SARS-CoV-2 vírus kül-
ső burkán lévő fehérjék szerkezetét. Az AI fejlesztésű algoritmusok 
az ismert patogének adathalmazából kialakított tanulópályán be-
tanítva képesek előre jelezni, hogy az immunrendszer a vírus me-
lyik részeit fogja leginkább felismerni, hónapokkal lerövidítve ezzel a 
vakcinafejlesztés első, preklinikai szakaszát. Az AI emellett segíthet 
a tanulmányok gyors átfésülésében, és a megfelelő tesztalanyok 
kiválasztásában is (41).
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Akkreditált továbbképző tanfolyam

Kedves Kollégák!

A lapunkban 2012-ben indított továbbképző rovat nagy örömünkre  kedvező fogadtatásra talált. A 
„használata” során felmerült kérdések miatt ismét összefoglaljuk az aktív részvételükhöz fontos 
tudnivalókat.
Lapunk minden számában megjelenik egy továbbképző cikk. Ezek a cikkek egy – az Oftex által akk-
reditált, pontszerző, továbbképző – távoktatási program részei. Minden továbbképző cikket kérdé-
sekből álló teszt is követ. Ha a cikket figyelmesen elolvassák, a kérdéseket biztosan meg fogják tud-
ni válaszolni. Ez fontos is, mert a teszt kitöltésével és a Promenade Kiadó címére (1300 Budapest, 
Pf. 176) való elküldésével igazolhatják a továbbképzésben való aktív részvételüket. Kérjük, ne felejt-
sék el, hogy a kitöltött teszten a nevüknek és a pecsétszámuknak is szerepelnie kell. A tesztek be-
küldési határideje a SZEMÉSZET c. lap aktuális számának megjelenését követő hónap utolsó napja. 
A „tesztvizsga” csak akkor sikeres, ha legalább 70% a helyes válaszok aránya.
A „tanfolyamon” való részvétel díját a Magyar Szemorvostársaság tagsági díja tartalmazza. Ne 
felejtsék el az éves tagdíjat befizetni (OTP 11708001-20567259)!
Reméljük, hogy továbbra is sokan élnek majd ezzel a távoktatási lehetőséggel.
Jó munkát, eredményes tanulást, kényelmes pontszerzést kívánunk!

Kerényi Ágnes
rovatvezető

1. Az AMD szűrését:

A: már AREDS 3. kategória alatt
(1., 2. kategória) is érdemes vé-
gezni, mivel a 4. kategóriába való 
konverzió esélye magas.

B: OCT-képekre felesleges fejlesz-
teni, mert a fundusfotókon is jól 
látható minden eltérés, különö-
sen nedves AMD esetén.

C: AREDS 3. és 4. kategóriára nem 
érdemes optimalizálni.

D: Érdemes lesz OCT-alapú rend-
szerekre helyezni, amennyiben 
az OCT-készülékek elérhetősége 
bővül.

2. Nedves AMD OCT-biomarke-
reinek precíz követésében nagy
segítségünkre lehet a mester-
séges intelligencia-alapú auto-
mata identifikáció és kvantifiká-
ció. Segítségével:

A: a PED méretváltozása finoman 
követhető, növekedése ugyanis 
mihamarabbi anti-VEGF-terápia 
alkalmazását jelenti.

B: Az SHRM detektálható, vastag-
sága mérhető, mivel az negatí-
van befolyásolja a látásélesség 
alakulását.

C: A hiperreflektív pontok automa-
tikusan követhetők, amelyek az 

eddigi vizsgálatok alapján úgy 
tűnik érzékenyebb markerek le-
hetnek, mint a folyadékgyüle-
mek.

D. A fenti három mind.

3. AI és diabéteszes retinopathia
terén mely állítás igaz?

A: Fundusfotók AI-alapú szűrésé-
nek kidolgozása jelentéktelen, 
tekintettel a tényre, hogy a je-
lenleg becsült 285 millió diabéte-
szes közül minden harmadiknál 
jelen van DR.

B: Ting és munkatársai vizsgálata 
azért nem jelentős, mert 6 or-
szág betegét vizsgálta, de azon 
belül csak egy etnikumot.

C: FDA-engedéllyel rendelkező fun-
dusfotókat elemző AI-alapú 
DR-szűrőrendszer 2018 óta léte-
zik.

D: DMO OCT-alapú AI vizsgálata 
igazolta, hogy az intraretinális 
ciszták a visust kevéssé befolyá-
solják, és első anti-VEGF-injek-
ciót követő megszűnésük sem 
lényeges prognosztikai faktor.

4. Melyik állítás hamis?

A: ROP-asszociált vakság globális
éves incidenciája 32 000 beteg, 

amellyel vezeti a gyermekkori 
vaksági statisztikákat.

B: A plusz tünetek, illetve a pre-
plusz tünetek detektálására épü-
lő szűrési stratégia kiemelt, mint 
a ROP-szűrés lehetséges alapja.

C: A ROP-specialista által végzett 
vizsgálat inferior a fundusfotók te-
lemedicinális értékeléséhez képest.

D: Sok ellátóhelyen előfordulhat az, 
hogy magas szintű a koraszülöt-
tek ellátása és túlélésük bizto-
sítása, emellett viszont nem áll 
rendelkezésre ROP-specialista 
szemorvos, ezért a ROP teleme-
dicinális szűrésének, és azon be-
lül is az AI-asszisztált szűrésnek 
nagy potenciálja és jelentősége 
lenne.

5. Hátsó szegmentum felvétel AI
segítségével alkalmas lehet:

A: Prekilinikai keratoconus kimuta-
tására.

B: Cataracta típusának megítélésé-
re.

C: A zárt csarnokzug igazolására.
D. Szaruhártya fekély azonosítására.

6. Melyik állítás hamis?

A: Standardizált AI-módszerek se-
gítségével a biomarkerek finom 
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változásai gyorsan és pontosan de-
tektálhatóvá válhatnak, valamint 
használatuk egységesítheti a klini-
kai vizsgálatok OCT értékeléseit.

B: Az AI-modellek pontos validálá-
sa elengedhetetlen feltétele egy 
AI-rendszer élesítésének.

C: Az AI-modellek egyik alapvető 
követelménye, hogy elérjék egy 
adott területen dolgozó szemész-
specialista teljesítményét nem-
csak kísérletes, hanem „real-world” 
képelemzés esetén is.

D: Egyik sem.

7. AI és glaukóma terén mely
állítás igaz?

A: FDA-engedéllyel rendelkező Hum-
ph rey és Octopus látótereket 
elemző AI-alapú glaukóma szű-
rőrendszer 2018 óta létezik.

B: FDA-engedéllyel rendelkező fun-
dusfotókat elemző AI-alapú 
glau kóma-szűrőrendszer 2020 
óta létezik.

C: FDA-engedéllyel rendelkező fun-
dusfotókat elemző AI-alapú 
glau kóma-szűrőrendszer 2018 
óta létezik.

D: A mindennapi gyakorlatban való 
alkalmazásra az AI-megoldások 
glaukómában még nem kaptak 
FDA-engedélyt.

8. Miről nevezetes a DeepMind
AlphaFold neurális háló?

A: A SARS-CoV-2 vírus külső bur-
kán lévő fehérjék szerkezetét jó-
solta meg.

B: A SARS-CoV-2 vírus RNS-szer-
kezetét jósolta meg.

C: 1997-ben legyőzte Garry Kas pa-
rov sakkvilágbajnokot.

D: 2016-ban legyőzte Lee Sidol pro-
fesszionális Go játékost.

9. A Humphrey-látótér 24-2
program tesztpontjainak száma:

A: 54.

B: 59.
C: 68.
D: 76.

10. Melyik állítás igaz?

A: Az AUC egy mérőszámban tük-
rözi egy módszer prediktív ké-
pességét, minél magasabb annál 
jobban használható a mindenna-
pi gyakorlatban.

B: Az AUC csak a vizsgált paramé-
terek és kimeneti eredmények 
kontextusában értelmezhető, két 
különböző cikkben szereplő mód-
szer általában direktben nem ha-
sonlítható össze ez alapján.

C: Az AUC egy mérőszám, egy osz-
tályozó fals pozitív és fals nega-
tív válaszainak összege.

D: Az AUC csökkenése egy mód-
szer prediktív képességének ja-
vulását jelzi.

A Szemészet akk re di tált to vább kép zõ tan fo lyam teszt kér dé sek vá la szai 
2021. 1. szám

1 2 3 4 5 6 7 8 9 10

A s s s s s s s s s s
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C s s s s s s s s s s
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Név:  ........................................................................................

Cím:  ........................................................................................

Alá írás:  ..................................................................................

Orvosi pecsétszám*: 

Orvosi pecsét helye: 

*A PONT SZÁM OK NYIL VÁN TAR TÁ SA A WWW.OFTEX.HU INTERNETES POR TÁ LON A PECSÉTSZÁM ALAP JÁN KE RÜL AZO NO SÍ TÁS RA.
EZÉRT EN NEK MEG ADÁ SA EL MA RAD HA TAT LAN FEL TÉ TEL A MEG SZER ZETT PONT SZÁM OK IGA ZO LÁ SÁ HOZ!
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