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Resumen  
En el estudio de la fisiología respiratoria y la medicina de cuidados intensivos es de relevancia la 
estimación de parámetros fisiológicos derivados de Capnografías Volumétricas, las cuales consisten en 
el registro de la concentración de dióxido de carbono (CO2) vs. el volumen espirado. El presente trabajo 
propone la utilización de una función obtenida a partir de un modelo difuso para el ajuste de 
capnogramas con el fin de calcular dos variables derivadas de interés: el espacio muerto anatómico y la 
pendiente de fase III. La metodología propuesta se compara con otra basada en una aproximación 
funcional clásica. El modelo propuesto presenta mejor ajuste a la morfología en capnogramas con 
dificultad en su modelización por el método clásico. 
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Introducción  

La Capnografía Volumétrica (CV) es el registro de la concentración de dióxido 
de carbono (CO2) vs. el volumen espirado. La estimación de parámetros fisiológicos 
derivados de la misma es de relevancia en el estudio de la fisiología respiratoria y la 
medicina de cuidados intensivos [1, 2]. La determinación de regiones de la curva de CV 
es utilizada en el diagnóstico de ciertas patologías como embolia pulmonar [1] y el asma 
bronquial [3].  

La mayoría de los enfoques para el estudio de la CV están basados en su análisis 
morfológico. Originalmente, Fowler [4] aplicó un método planimétrico en forma 
manual. Otros investigadores han adaptado este método y/o han desarrollado otras 
técnicas implementables computacionalmente para el análisis de la CV con el fin de 
utilizarla en el campo clínico [5-11]. Los objetivos de estas técnicas es la determinación 
adecuada de la posición de distintos puntos significativos en el capnograma, pero son 
sensibles a cambios en la morfología de la curva y susceptibles al ruido de adquisición. 

En el presente trabajo se propone una nueva metodología basada en técnicas de 
Inteligencia Computacional para la obtención de una función analítica que aproxima a la 
CV, a partir de la cual se calculan puntos significativos para la estimación de 
parámetros fisiológicos de interés. 
 
Análisis del capnograma volumétrico 

En un único ciclo respiratorio se observan regiones de interés que definen 
variables derivadas de la CV utilizadas en el diagnóstico, como se ve en la Fig. 1. Se 
observan tres fases; la fase I representa el inicio de la espiración, gas que primero se 
espira libre de CO2, procedente del espacio muerto anatómico; la fase II consiste en una 
pendiente de ascenso rápida debida al aumento de la concentración de CO2 por la 
mezcla de gas procedente del espacio muerto anatómico y el procedente de los alvéolos; 
por último, la fase III o meseta alveolar es el gas rico en CO2 procedente totalmente de 
los alvéolos. La mayoría de los enfoques para el estudio de la CV están basados en su 
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análisis morfológico. Uno de los objetivos de estas técnicas es la determinación 
adecuada de la posición de la interfase bronquiolo-alveolar (AII, airway-alveolar 
interface), esta interfase marca el límite entre el transporte convectivo y difusivo del 
CO2 dentro de los pulmones [12, 13]. La AII, además, marca el límite entre el espacio 
muerto anatómico (VDaw, airway dead space) y el volumen corriente alveolar (VTalv, 
alveolar tidal volume). La definición precisa de la AII es imprescindible para el cálculo 
correcto de la mayoría de las variables derivadas de interés de la CV [14]. 

 

 
Fig. 1. Fases de la CV, VDaw y SIII. 

 
Dos de las variables derivadas de la CV consideradas de mayor interés, son el 

VDaw y la pendiente de la fase III (SIII, phase III slopes), indicadas en la Fig. 1. 
Los métodos de obtención de estos parámetros están basados en modelos de 

regresión (para la fase III) junto a la técnica de las áreas iguales descrita por Fowler a 
partir de los datos de la CV. La técnica de Fowler es ampliamente utilizada para el 
cálculo del VDaw, aunque existen otros métodos como los de Fletcher [15] y Tang [16]. 
Otra alternativa a estos métodos es el propuesto por Hatch [5] y Langley [6]. El mismo 
se basa en el cálculo de una recta de regresión a partir del conjunto de los valores que se 
obtienen del cálculo del área acumulada bajo la pendiente de la fase III. Calculándose el 
VDaw como el punto de intersección de dicha recta con el eje correspondiente al 
volumen espirado. Cumming y Guyatt [9] y Wolff [10] utilizan para la regresión un 
polinomio de segundo orden mientras que Bowes [11] usan una aproximación 
polinomial de tercer orden. 

Tanto los métodos basados en la técnica de las áreas iguales como aquellos 
basados en la regresión polinomial presentan alta sensibilidad al ruido y al cambio en la 
morfología de la CV, impactando directamente en la estimación de las variables 
derivadas de interés y propagando errores al cálculo de las demás.  

En trabajos anteriores [14, 17] hemos desarrollado una metodología basada en la 
optimización mediante Levenberg-Marquardt de una función definida ad-hoc para la 
CV (AFCV-LM, Aproximación funcional de la CV optimizada mediante Levenberg-
Marquardt). En [14] se demostró que el método AFCV-LM es menos susceptible a los 
cambios en la morfología de la CV y es más robusto respecto al ruido. Si bien el modelo 
AFCV-LM presenta una muy buena performance en los registros típicos, existen casos 
en los cuales la función obtenida no presenta un buen ajuste de la CV y por lo tanto los 
valores de las variables derivadas calculadas en base a dicha función resultan erróneos. 

Se propone una nueva metodología basada en técnicas de Inteligencia 
Computacional para la estimación de una función analítica, a partir de la cual se 
calculan las variables derivadas de interés de la CV. 
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Se estudian tres modelos basados en la obtención de la expresión de una función 
continua ajustada al conjunto de datos de la CV utilizando Sistemas de Inferencia 
Difusos Takagi-Sugeno de primer orden y se comparan los tres modelos en cuanto a 
performance y costo computacional.  

  La nueva técnica aquí presentada, en contraste con los métodos clásicos de 
ajuste donde es necesaria la definición a priori de una función cuyos parámetros deben 
ajustarse, genera automáticamente una función analítica. Esta función permite una 
metodología robusta para el cálculo de las variables derivadas ante alteraciones en los 
registros de la CV provocadas, ya sea por ciertas patologías, así como por ruido en el 
proceso de adquisición. A partir del mejor ajuste de la CV, el cálculo de las variables 
derivadas de interés para los expertos de campo (generalmente médicos), presenta 
mayor precisión que las metodologías conocidas. 
 
Métodos 
A. Modelo AFCV-LM 

El modelo AFCV-LM está basado en el ajuste de parámetros de curvas logísticas 
generalizadas mediante el algoritmo de Levenberg-Marquardt [18, 19]. La función se 
define teniendo en cuenta la morfología de la CV. Se propone por lo tanto la siguiente 
función f(t,x) de valores reales, que representa la concentración de CO2, donde la 
variable independiente t denota el volumen espirado: 
 

0 1 2( , ) ( , ) ( , ) ( , );f t f t f t f t= + +x x x x  
 

Esta función puede considerarse como la combinación lineal de tres términos, f0, 
f1 y f2. Dichos términos, función de los parámetros x y t, son necesarios para la correcta 
aproximación de la CV. El término f0, es una constante que ajusta aquellos casos en 
donde la concentración de CO2 no comienza en cero, como por ejemplo, la re-
inhalación por falla de la válvula espiratoria del circuito anestésico o el agotamiento de 
la cal sodada en las máquinas anestésicas [20]. De esta forma, el modelo puede adaptar 
la función resultante a estos casos de CO2 no nulo que comúnmente se encuentran en la 
actividad clínica. Los términos f1 y f2 son funciones de tipo logístico; si bien f1 es una 
sigmoidea, en realidad tiene parámetros tales que hacen que sea plana en la parte 
inferior del capnograma (cercana a cero, no interaccionando con los otros términos) y 
que su zona de crecimiento (muy extendida) actúe como una recta en la zona del final 
de la fase II y en toda la fase III, quedando la zona plana posterior fuera del rango de 
volumen espirado considerado (Fig. 2).  
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Fig. 2. Función del modelo AFCV-LM. 

 
Se propone una función que presenta interacción entre los parámetros de las 

funciones logísticas, este caso la definición de los términos sería: 
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Si bien el modelo AFCV-LM presenta una muy buena performance, en algunos 

casos, aun cuando el error medio cuadrático no es alto, puede no ajustar 
convenientemente. Esto ocurre con algunos pacientes o con algunas curvas de 
determinado paciente y está asociado a ciertos cambios en la morfología. El especialista 
médico, en este caso, decide con criterio propio si acepta los valores de las variables 
derivadas o los rechaza. Sin embargo en algunos casos el especialista desea de todas 
formas encontrar un modelo para esas CV. Como ejemplo puede observarse la 
aproximación de la Fig. 3, en la cual la función obtenida mediante AFCV-LM no resulta 
adecuada. 

En estos casos se evalúa la obtención automática de una función utilizando 
técnicas de Inteligencia Computacional, en particular, modelos de inferencia difusos 
puros e híbridos. 
 
B. Modelo AFCV-ANFIS 

En la actualidad, una de las áreas más importantes para la aplicación de la Teoría 
de Conjuntos Difusos desarrollada por Zadeh [21] son los Sistemas de Modelado 
Difuso. Este tipo de sistemas es una extensión de los Sistemas Basados en Reglas, con 
la particularidad que opera con conceptos o términos lingüísticos subjetivos. Debido a 
ello, pueden aplicarse con éxito a una variedad de problemas, en diferentes áreas, que 
presenten incertidumbre e imprecisión [22-25]. 

Básicamente hay dos tipos de modelados difusos basados en reglas de 
inferencia, de acuerdo a un requerimiento de interpretabilidad lingüística o numérica 
[26]. El modelo Mamdani que permite una interpretación lingüística de los datos de 
entrada y de salida [27] y el modelo Takagi-Sugeno (TS) que permite una interpretación 
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lingüística de los datos de entrada pero una aproximación funcional de los datos de 
salida [28]. 

 

 
Fig. 3. Aproximación AFCV-LM en una CV con salto entre fase I y II. 

 
En ambos casos es necesaria la definición de los conceptos o términos 

lingüísticos de variables de entrada mediante funciones de pertenencia difusas. Los 
conjuntos difusos se diferencian de los conjuntos clásicos en que la pertenencia de sus 
elementos puede tomar valores reales, a diferencia de los conjuntos clásicos en los 
cuales el valor de la función de pertenencia es dicotómico. 

En términos matemáticos [29] un conjunto difuso F en U (universo de discurso) 
queda caracterizado por una función de pertenencia µF que toma valores en el rango 
[0,1], es decir µF:U→[0,1]; donde µF(u) representa el grado de pertenencia del elemento 
u∈U al conjunto difuso F. Para la definición de µ comúnmente se utilizan funciones de 
tipo trapezoidal, triangular, S, campana y gaussiana. 

Un Modelo Difuso, como todo sistema basado en reglas, está definido por un 
conjunto de reglas y un Sistema de Inferencia. Las reglas difusas determinan un mapeo 
entrada – salida que combinan premisas acerca de elementos de uno o más conjuntos 
difusos de entrada, llamados antecedentes, con elementos de un conjunto de salida, 
llamados consecuentes o conclusión. Un sistema de inferencia difuso (FIS, Fuzzy 
Inference System) elige las reglas a ser ejecutadas, y a partir de las conclusiones 
obtenidas genera una respuesta general. 

Particularmente, una base de reglas difusas en el modelo TS es una colección de 
reglas cuyo consecuente es una función lineal obtenida a partir de la pertenencia de los 
valores de entrada a los conjuntos difusos definidos para el antecedente. Como ejemplo, 
la regla j-ésima: 

 
( ) ( ) ( ) ( ) ( ) ( )

1 1 2 2 1( ..... )j j j j j j
j n n j nR x c x c x c y f x x: si es y es y .....y es    entonces  es  

 
donde xi son las variables de entrada e y es la variable de salida para dicha regla. “xi es 
ci” corresponde al valor de pertenencia µi

(j) de xi al conjunto difuso ci y fj es una 
ecuación lineal dependiente de los µi

(j). La salida del sistema Y se obtiene como se 
detalla en la Ec.(1) 
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donde αj (también denominado nivel de disparo) corresponde a la conjunción de las 
distintas premisas, siendo i=1,n la cantidad de variables del antecedente con:  

( )
j

j
i

i
α µ=∏  

En los FIS cada regla difusa representa un modelo local. Actualmente la 
modelización con Sistemas Difusos está fuertemente ligada a áreas tales como 
Optimización Evolutiva [30] y modelización / optimización Neurofuzzy [31], ya que los 
modelos difusos carecen de técnicas de optimización. La combinación de los tres 
paradigmas permite generar modelos robustos que permiten modelar procesos no 
lineales, con tolerancia a la imprecisión, incertidumbre e incompletitud. Las 
arquitecturas, algoritmos y metodologías de diseño híbridas intervinientes en dichas 
áreas, forman parte de lo que se denomina Inteligencia Computacional.  

En el modelo AFCV-ANFIS se busca obtener una función continua que ajuste al 
conjunto de datos de la CV utilizando un Sistema de Inferencia Difuso TS. Se utilizará 
un sistema de primer orden optimizado con Redes Neuronales Artificiales (ANFIS, 
Adaptive-Network-based Fuzzy Inference Systems) [32, 33]. A partir de dicha función se 
estima el conjunto de las variables derivadas de interés en forma analítica con la misma 
metodología de cálculo que se utiliza para el modelo AFCV-LM. 

A partir de registros de CV se comparan los desempeños de tres posibles 
modelos difusos:  

 
1. M1: un modelo TS cuyas reglas son generadas agrupando los datos de 

entrada-salida mediante clustering substractivo [34]. 
2. M2: un modelo TS cuyas reglas son generadas utilizando clustering 

substractivo posteriormente optimizadas con redes neuronales [35]. 
3. M3: un modelo cuyas reglas son generadas a partir de los datos utilizando el 

método de partición en grillas posteriormente optimizadas con redes 
neuronales [36]. 

 
En el caso M1 se utilizan funciones de pertenencia de tipo gaussianas simétricas: 

2( )
22( , , ) .

x c

f x c e σσ
− −

=  
En los casos M2 y M3 se utilizan funciones de pertenencia tipo producto de dos 

sigmoideas (prodsig): 
1 1 2 2( , , ) ( , , ),f x a c f x a c∗  

donde: 

( )

1( , , ) .
1 a x cf x a c

e− −=
+

 

 
Una función de este tipo puede verse en la Fig. 4. Estas funciones son 

asimétricas, permitiendo mayor flexibilidad en el seguimiento de la morfología de la 
CV, ya que resulta determinada por cuatro parámetros en lugar de dos. 
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Fig. 4. Función de pertenencia prodsig. 

 
Los tres modelos difusos y el modelo AFCV-LM son comparados para evaluar 

su efectividad al procesar tres registros capnográficos provenientes de diferentes 
pacientes.  

Para la comparación de los modelos se definen los siguientes parámetros:  
 TCF: tiempo de cálculo de la función analítica; 
 TCVD: tiempo de cálculo de las variables derivadas de interés; 
 EMC: error medio cuadrático de la aproximación. 

Los dos primeros están relacionados con el costo computacional y el restante 
con la bondad de la aproximación.  
 
Materiales 

Para comparar la performance de las distintas metodologías se seleccionaron 
tres CV con las siguientes características: 

 
 CV1 es un registro típico poco ruidoso en la zona de la fase III, sin saltos 

entre las fases I y II y con una fase III aproximadamente lineal. 
 CV2 es un registro con salto entre las fases I y II, sin excesivo ruido y 

con fase III que presenta curvatura. 
 CV3 es un registro similar al anterior, sin salto pero con mayor ruido en 

la zona de fase II. 
 
Para la comparación entre el modelo AFCV-LM y el modelo AFCV-ANFIS, un 

experto de campo seleccionó pacientes que presentaron dificultades en la morfología de 
la CV o que mostraron condiciones de ruido adversas. Para la implementación de los 
métodos y los cálculos estadísticos se utilizó el entorno MatLab® en una PC con 
procesador AMD Athlon® 64 X2 Dual Core Processor 4000, 2.11 Ghz, 1 Gb Ram.  

 Las variables respiratorias y la CV fueron monitoreadas en tiempo real 
mediante un capnógrafo NICO (Respironics, Wallinford, CT, USA). Las mediciones de 
CO2 con el NICO fueron obtenidas con un sensor de flujo principal utilizando la técnica 
de absorción infrarroja no dispersiva (tiempo de respuesta < 60 ms, precisión ± 2 mmHg 
y resolución 1 mmHg). Los registros fueron almacenados en una PC para luego ser 
utilizados en la obtención del sistema híbrido propuesto. Se consideraron para este 
estudio diez registros consecutivos de la CV de diez pacientes, previos a la maniobra de 
circulación extracorpórea durante cirugías cardíacas. Ya que los valores medios son 
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muy disímiles debido a la variación inter-paciente se consideró para la comparación el 
Coeficiente de Variación ( /VC xσ=  ). 
Resultados  

En la Tabla 1 se observan los resultados obtenidos en la comparación de los 
modelos M1, M2, M3 y AFCV-LM. 

 
Tabla 1:  Comparación de parámetros de performance entre los tres modelos difusos 

utilizados y el modelo AFCV-LM. TCF: tiempo de cálculo de la función analítica; 
TCVD: tiempo de cálculo de las variables derivadas de interés; EMC: error medio 
cuadrático de la aproximación. Tiempos expresados en segundos. 

Modelo TCF  TCVD  EMC 
 CV1 CV2 CV3  CV1 CV2 CV3  CV1 CV2 CV3 

M1 0.597 0.592 0.569  25.64 29.12 28.93  0.724 0.523 0.332 
M2 0.761 0.799 0.772  70.29 79.57 79.71  0.423 0.224 0.307 
M3 0.598 0.636 0.615  70.07 80.53 81.15  0.344 0.247 0.274 

AFCV-LM 0.754 0.868 0.824  3.364 3.775 3.788  0.376 0.926 0.582 
 

Si bien en este estudio el costo computacional no es un factor determinante, ya 
que se trabaja off-line, puede ser importante en el futuro si se desea una implementación 
on-line que permita la incorporación de estas metodologías en los equipos de 
capnografía. 

Se puede concluir de la Tabla 1 que el AFCV-LM es más rápido, tanto en el 
cálculo de la función como en el cálculo de las variables derivadas, pero no siempre la 
modelización es conveniente. Por otra parte, el modelo M1 es el más rápido entre los 
modelos difusos, tanto en el cálculo de la función como en el de las variables derivadas, 
sin embargo, la modelización no resulta conveniente en la mayoría de los casos. El 
modelo M3 tiene los menores errores medios cuadráticos en forma consistente.  

 

 
Fig. 5. Funciones del registro CV1 (registro típico poco ruidoso en la zona de la fase III, sin saltos entre 

las fases I y II y con una fase III aproximadamente lineal) obtenidas con los diferentes métodos utilizados. 
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Para ilustrar las diferencias se muestran en las Figuras 5, 6 y 7 las funciones 
obtenidas con los tres modelos difusos y el modelo AFCV-LM. 

 
Fig. 6. Funciones del registro CV2 (registro con salto entre las fases I y II, sin excesivo ruido 

y con fase III que presenta curvatura ) obtenidas con los diferentes métodos utilizados. 
 
 

 
Fig. 7. Funciones del registro CV3 (registro sin salto entre las fases I y II, con mayor ruido en la zona 

de fase II y con fase III que presenta curvatura) obtenidas con los diferentes métodos utilizados. 
 

En las figuras anteriores puede verse que en los tres casos (CV1, CV2 y CV3) la 
mejor aproximación funcional es el modelo M3. En la Tabla 1 se observa que el modelo 
M3 presenta el menor error y el TCF es comparable con los otros modelos (es menor 
que el de AFCV-LM, pero ligeramente superior al más rápido, M1), sin embargo el 
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TCVD es el mayor de todos los modelos. El costo computacional de operaciones 
simbólicas (por ejemplo, derivación analítica) es alto si las funciones sobre las cuales se 
opera presentan alta complejidad. El tiempo de cálculo de las variables derivadas es 
mayor en el caso de los modelos difusos ya que la función resultante, obtenida con la 
Ec.1, es una sumatoria de tres o cuatro términos producto de funciones lineales y 
funciones prodsig. 

En base a la aproximación obtenida para CV3 se muestran las funciones de 
pertenencia resultantes para cada uno de los modelos difusos (correspondientes a la Fig. 
7) y las reglas obtenidas luego de la aplicación del ANFIS en las figuras 8 a 10. 

 

 
Fig. 8. Funciones de pertenencia correspondientes al modelo M1 y CV3. 

 
En el modelo M2 se obtienen tres reglas. En este caso las funciones de 

pertenencia son prodsig, más complejas que las gaussianas, haciendo más costoso 
computacionalmente el cálculo de las variables derivadas desde el punto de vista de la 
operación simbólica.  

 
Fig. 9. Funciones de pertenencia correspondientes al modelo M2 y CV3. 

 
En M3, como en el caso anterior, se obtienen tres reglas, también con funciones 

de pertenencia prodsig. 
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Fig. 10. Funciones de pertenencia correspondientes al modelo M3 y CV3. 

 
De los modelos anteriores se selecciona el M3 como AFCV-ANFIS para la 

comparación con AFCV-LM. Se obtuvieron los valores que se muestran en la Tabla 2 
para el error medio cuadrático de ajuste y los coeficientes de variación para la obtención 
del VDaw y pendiente de fase III. 
 

Tabla 2:  Comparación de modelos. AFCV-LM y AFCV-ANFIS: Aproximación 
funcional de la CV optimizada mediante Levenberg-Marquardt y mediante 
ANFIS (con reglas generadas a partir de los datos, método de partición en 
grillas y optimización con redes neuronales), respectivamente. 

  
Error medio cuadrático 

Coeficiente de variación 
Modelo VDaw pendiente de fase III 

AFCV-ANFIS 0.3106 ± 0.0889 0.0095 0.11 
AFCV-LM 0.5865 ± 0.2166 0.0381 0.39 

 
Discusión y conclusiones  

En el AFCV-LM es necesaria la definición a priori de la función a ser ajustada, 
en cambio en el AFCV-ANFIS la función es generada por el modelo, el cual es robusto 
ante alteraciones en los registros de la CV provocadas por ciertas patologías o por ruido 
en el proceso de adquisición.  

Como conclusión, puede decirse que si bien el modelo AFCV-LM tiene una 
buena performance en la mayoría de los casos, en ciertas CV con fases III curvas, saltos 
entre las fases I y II o ruido en la fase II y/o III, no presenta un ajuste adecuado, 
resultando en valores erróneos de las variables derivadas de interés. Los modelos 
difusos como el AFCV-ANFIS, presentan un mejor ajuste en estos casos pero con un 
costo computacional mayor en el tiempo de cálculo de las variables derivadas 
lentificando el procesamiento automático. Una posible solución a ser estudiada en el 
futuro es un modelo mixto en el cual se calcule la función aproximación en forma 
analítica y luego se obtengan las variables derivadas operando en forma numérica a 
partir de dicha función. 

La precisión del método utilizado puede observarse en el menor valor de los 
coeficientes de variación obtenidos para dos variables derivadas importantes como son 
el Espacio Muerto Anatómico y la pendiente de la fase III. 
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