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2. Einleitung 
Künstliche Intelligenz (KI) kann bestimmte Verhaltensweisen und Entscheidungs-

strukturen von Menschen nachahmen. Dabei werden neuronale Netzwerke er-

stellt, die dem Nervensystem des Menschen ähneln. KI-Systeme erkennen Bilder 

und Muster und sind aufgrund dessen fähig, logische Schlüsse zu ziehen. Sie 

können trainiert werden und erweitern im Rahmen der Nutzung ihren Erfahrungs-

schatz, wodurch die Qualität der KI-basierten Entscheidungen stetig verbessert 

wird. In der Zahnmedizin werden KI-basierte Systeme aktuell im Rahmen der 

Röntgenbild-Diagnostik eingesetzt [Khanagar et al. 2021]. Die detaillierte Unter-

suchung eines Röntgenbildes durch den Zahnarzt bezüglich pathologischer Be-

funde ist mitunter zeitintensiv, weshalb der KI-Einsatz mit einer Zeitersparnis und 

möglicherweise auch mit präziseren Befunden einhergeht [Schwendicke et al. 

2020].  

In den letzten Jahren wurden Studien veröffentlicht, welche zahnärztliche Be-

funde auf unterschiedlichen Bildtypen mit Hilfe von KI-basierten Algorithmen ana-

lysierten. Als Bildtyp kamen hier bevorzugt Röntgenaufnahmen in verschiedenen 

Formaten zum Einsatz. Beispielsweise wurden Bissflügelaufnahmen zur automa-

tisierten Kariesdetektion [Lee et al. 2021, Moran et al. 2021, Bayrakdar et al. 

2022, Bayraktar und Ayan 2022, Estani et al. 2022, Chen et al. 2022], oder Pa-

noramaschichtaufnahmen zur Erkennung von Karies an dritten Molaren 

[Vinayahalingam et al., 2021], sowie zur Erkennung und Nummerierung von Zäh-

nen [Bilgir et al. 2021, Yaren et al. 2022, Basaran et al. 2022] als auch zur Diag-

nostik und Kategorisierung von Zahnrestaurationen [Abdalla-Aslan et al. 2020, 

Çelik et al. 2022, Mao et al. 2021] genutzt. Die KI-basierte Erkennung des peri-

implantären Knochenniveaus [Cha et al. 2021], parodontaler Knochenverluste 

[Krois et al. 2019] oder apikaler Parodontitiden [Li et al. 2021, Ekert et al. 2019] 

auf Zahnfilmen waren Gegenstand weiterer Studien. Gegenüber der KI-basierten 

Auswertung von Röntgenbildern waren klinische Fotografien von Zähnen bislang 

nur vereinzelt Gegenstand wissenschaftlicher Betrachtungen, obwohl diese als 

das digitale Äquivalent zur klinischen Untersuchung anzusehen sind. Diesbezüg-

lich publizierten Kühnisch et al. [2021] sowie Park et al. [2022] und Moutselos et 

al. [2019] vielversprechende Daten zur Kariesdetektion. Kühnisch et al. erlangten 

eine Genauigkeit in der Erkennung von Kavitäten verursacht durch Karies von 

bis zu 93,3%.  
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Neben der automatisierten Erkennung von Biofilm auf intraoralen Zahnbildern 

[You et al. 2020 und You et al. 2021] gelang die erfolgreiche Bestimmung von 

Fissurenversiegelungen mit 98,7% [Schlickenrieder et al., 2021] sowie verschie-

denen Restaurationen im Seitenzahnbereich [Engels et al. 2022] mit Ergebnis-

werten von durchschnittlich 97,1%. 

Jedoch liegen etwa zur automatisierten Detektion von Strukturstörungen an den 

Zähnen bislang nur wenige Studienergebnisse vor. Dies erscheint insofern von 

Bedeutung, da die Molaren-Inzisiven-Hypomineralisation (MIH) aktuell ein häufi-

ges Erkrankungsbild bei Kindern und Jugendlichen darstellt, welches auch in der 

Öffentlichkeit vermehrt wahrgenommen wird [Kühnisch et al. 2021].  

 

Die MIH wurde erstmals im Jahre 1987 von einer schwedischen Arbeitsgruppe 

als „idiopathische Schmelzstörung an bleibenden Zähnen von Kindern“ beschrie-

ben [Koch et al. 1987]. Um die Jahrtausendwende wurde dann der Begriff ‚Molar-

Incisor-Hypomineralisation‘ von Weerheijm et al. [2001] geprägt. MIH wird dabei 

als ein „systemisch bedingter, qualitativer Schmelzdefekt definiert, welcher zu-

mindest an einem ersten bleibenden Molaren auftritt und optional an bleibenden 

Inzisiven vorliegen kann-“ [Weerheijm et al. 2001, Lygidakis et al. 2010]. Darauf 

bauend wurden die diagnostischen Kriterien durch die European Academy of Pa-

ediatric Dentistry (EAPD) im Jahr 2003 formuliert und im Jahr 2010 aktualisiert 

[Lygidakis et al. 2010]. 

 

Von einer MIH betroffene Zähne zeichnen sich - abhängig von dem Schweregrad 

- nicht nur durch den Verlust von Zahnhartsubstanz, sondern auch durch Hyper-

sensibilitäten und ein erhöhtes Kariesrisiko aus [Silva et al. 2016]. Dies begründet 

sich in dem Mineralisationsgrad, welcher mit einem höheren Proteingehalt ein-

hergeht und letztlich die qualitative Strukturstörung beschreibt [Jälevik et al. 

2001, Mahoney et al. 2004, Fagrell et al. 2010, Farah et al. 2010, Crombie et al. 

2013]. Anatomisch zeichnen sich die fehlstrukturierten Zähne durch eine Verän-

derung in der Transluzenz des Zahnschmelzes aus [Weerheijm et al. 2001]. Kli-

nisch zeigen die von einer MIH betroffenen Zähne unterschiedlich stark ausge-

prägte Opazitäten bis hin zu Schmelzverlusten. Die Mineralisationsstörung ist im 

Bereich der Inzisiven oft bukkal zu finden, bei Molaren kann sie auf einzelne 
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Bereiche, die Fissuren oder sogar die gesamte Glattfläche erstreckt sein [Koch 

et al. 1987]. Ist ein Zahn nur geringfügig betroffen, sind meist weiß-gelbliche oder 

gelb-bräunliche Verfärbungen zu sehen. Bei schweren Hypomineralisationen 

kommen fehlende Schmelz- und/oder Dentinareale hinzu. Das Ausprägungs-

muster kann innerhalb einer Dentition variieren.  

Aktuelle epidemiologische Daten aus der fünften deutschen Mundgesundheits-

studie (DMS V; Kriterium: mindestens ein bleibender Zahn ist betroffen) doku-

mentierten eine MIH-Häufigkeit von 28,7% [Jordan 2014]. Weltweit wird eine mitt-

lere Prävalenz von 13,1% beschrieben, wobei Unterschiede zwischen verschie-

denen Erkrankungsdefinitionen und Regionen dokumentiert sind [Schwendicke 

et al. 2018]. Obwohl die publizierten Häufigkeitsraten ein vermehrtes Vorkommen 

weltweit signalisieren, ist demgegenüber die Ätiologie als ungeklärt zu beurteilen 

[Alaluusua 2010, Crombie et al. 2009]. Es wird aktuell davon ausgegangen, dass 

es sich um eine multifaktorielle Erkrankung systemischen Ursprungs handelt, wo-

bei die potenziellen Einflussfaktoren offensichtlich vielfältig sein können [Band-

eira at al. 2021, Silva et al. 2016]. 

Die Diagnose von MIH wird ausschließlich anhand des klinischen Erscheinungs-

bildes im Rahmen einer visuellen Untersuchung gestellt.  

Dazu haben die Kriterien der European Academy of Pediatric Dentistry ihre 

Brauchbarkeit national und international in einer Vielzahl von Studien unter Be-

weis gestellt. Als Kriterien sind hierbei klar umschriebene Opazitäten, posterup-

tive Schmelzabbrüche, atypische Restaurationen und Extraktionen zu nennen 

[Lygidakis et al. 2010].  

Darüber hinaus wurde 2016 der MIH-Treatment-Need Index (MIH-TNI) vorge-

stellt, welcher sowohl die Größe und den Schweregrad des Defekts als auch das 

Vorhandensein von Hypersensibilitäten mit in Betracht zieht [Bekes und Steffen 

et al. 2016]. Die Graduierung basiert auf zwei klinischen Merkmalen, welche als 

wichtigste Leitsymptome benannt werden: vorhandene Hypersensibilitäten und 

Oberflächeneinbrüche. Zudem bietet der MIH-TNI-Index Handlungsempfehlun-

gen für den behandelnden Zahnarzt [Bekes et al. 2016].  

Während die klinische MIH-Diagnostik mit Hilfe der vorhandenen Kriterien gut 

gelingen kann, bestehen jedoch immer noch diagnostische Unsicherheiten in der 

Zahnärzteschaft. Daher erscheint es sinnvoll, die Objektivierung der 
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zahnärztlichen Diagnostik voranzubringen, welche mit Hilfe von Algorithmen der 

Künstlichen Intelligenz unterstützt werden kann.  

 

 

 

 

 

 

 



3 Ziel dieser Arbeit 12 

3. Ziel dieser Arbeit 

Das Hauptziel des vorliegenden Dissertationsprojektes war es, die Möglichkeit 

zu überprüfen, ob MIH-bedingte Zahnhartsubstanzstörungen automatisiert mit 

Hilfe von Algorithmen der Künstlichen Intelligenz erkannt werden können. Dazu 

sollten in der zahnärztlichen Arbeitsgruppe einerseits die Voraussetzungen ge-

schaffen werden und andererseits der entwickelte Algorithmus einer Evaluierung 

unterzogen werden. Als Hypothese wurde formuliert, dass eine diagnostische 

Akkuratheit von 90% erreicht werden sollte. 
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4. Material und Methodik 
 

In einem ersten Arbeitsschritt wurden 3.241 anonymisierte, intraorale, digitale 

Fotografien, auf denen u.a. Zähne mit einer MIH abgebildet waren, ausgewählt. 

Alle Fotografien wurden mit professionellen Spiegelreflexkameras erstellt. Zur 

Qualitätssicherung des Bilddatensatzes wurden Duplikate, über- oder unterbe-

lichtete, oder unscharfe Bilder exkludiert. Darüber hinaus wurden intraorale Fo-

tografien, auf denen karies-bedingte Restaurationen oder Entwicklungsstörun-

gen wie eine Amelogenesis imperfecta diagnostiziert wurden, nicht mit in den 

Datensatz einbezogen.  

Die diagnostische Beurteilung der intraoralen Fotografien erfolgte mit Hilfe der 

EAPD-Kriterien zur Detektion und Diagnostik einer MIH. Im Detail wurden abge-

grenzte Opazitäten, Schmelzeinbrüche und atypische Restaurationen unter-

schieden. Zusätzlich wurden mögliche zahnärztliche Versorgungen, wie z.B. Fis-

surenversiegelungen dokumentiert. Zur Sicherstellung der korrekten Befunder-

hebung wurden alle Diagnostik-Kategorien innerhalb der Arbeitsgruppe überprüft 

und anschließend vom Studienleiter kontrolliert und korrigiert. Bei Unstimmigkei-

ten wurden die betreffenden Bilder in der Gruppe diskutiert und ein Konsens her-

gestellt. Die diagnostischen Entscheidungen stellten die Grundlage für das spä-

tere zyklische Training des KI-Algorithmus dar. Die Intra- und Inter-Untersucher-

Reproduzierbarkeit aller mitwirkenden Zahnärzte und Zahnärztinnen lag im Be-

reich einer hohen Übereinstimmung mit Kappa-Werten zwischen 0,836 und 

1,000 (Intra) und 0,693 bis 1,000 (Inter).  

Die Gesamtheit aller intraoralen Fotografien (N = 3.241) wurde für das Training 

und die Validierung des KI-Algorithmus in ein Trainingsset (N = 2.596) und ein 

unabhängiges Testset (N=649) geteilt. Letzteres wurde dem KI-Algorithmus nur 

zur Überprüfung des Lernerfolges vorgelegt und keinesfalls für Trainingszwecke 

verwendet. Die Entwicklung des KI-Algorithmus erfolgte durch den Projektpartner 

an der Universität Duisburg und Essen und nutzte dazu etablierte Vorgehenswei-

sen. Die statistische Datenanalyse umfasste die Berechnung der diagnostischen 

Genauigkeiten unter Einbeziehung üblicher Maßzahlen, wie Akkuratheit, Sensiti-

vität oder Spezifität. Im Weiteren umfasste die statistische Analyse die 
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Berechnung von Kontingenztabellen, Flächen unter der Receiver Operating Cha-

racteristic Curve (ROC), Area under curve (AUCs) und Saliency Maps.  
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5.  Ergebnisse 

Im Anschluss an das KI-Training gelang es der KI in acht von neun diagnosti-

schen Kategorien, eine diagnostische Genauigkeit von über 90% abzubilden. Im 

Detail wurde eine diagnostische Genauigkeit von 95,2% dokumentiert. Die kor-

rekte Beurteilung der diagnostischen Kategorien variierte und lag bei 91,5% 

(Schmelzeinbruch/keine Restauration) und 99,1% (Schmelzeinbruch/Fissuren-

versiegelung). In der Kategorie diffuse Opazität/ keine Intervention wies die KI 

mit einem Ergebniswert von 88,4% hingegen die niedrigste diagnostische Akku-

ratheit auf. Mithin konnte einzig in dieser Kategorie nicht das gewünschte Ziel 

einer Übereinstimmung in Höhe von mindestens 90% erreicht werden.  

Die korrekte Erkennung und Beurteilung von MIH-Zähnen unter Zuhilfenahme 

von Deep-Learning-basierter CNN (Convolutional Neural Newtwork) zeigte sich 

in der Gesamtheit mit einer diagnostischen Genauigkeit von über 90% erfolg-

reich.  
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6. Zusammenfassung 

Das Ziel des vorliegenden Studienprojektes, einen auf KI-basierten Algorithmus 

zur automatisierten Erkennung von MIH zu entwickeln, wurde erfolgreich erreicht. 

Die erreichte diagnostische Akkuratheit lag mit durchschnittlich 95.2% etwas über 

den hypothetisch erwarteten 90% und ist für den gewählten Studienansatz als 

auch die weiterführenden Arbeiten als erfolgreich zu beurteilen.  

Da es bislang kaum vergleichbare Studien zur KI-basierten bzw. automatisierten 

MIH-Erkennung gibt, sind keine umfangreichen Vergleiche möglich. Einzig publi-

zierten Alevizakos et al. [2022] weitgehend zeitgleich Daten zur Thematik. In die-

sem Studienprojekt fanden insgesamt 463 klinische Bilder, auf denen MIH, Ame-

logenesis imperfecta, Fluorose und Kariesvorstufen abgebildet waren, Verwen-

dung. Unter den fünf verwendeten Netzwerken wurde die niedrigste diagnosti-

sche Genauigkeit mit dem vgg-16 Netzwerk und einem Ergebnis von 80% erzielt. 

Die höchste Genauigkeit lag bei 92,9% für das dense121-Netzwerk. Die durch-

schnittliche Trefferquote betrug 88,4% [Alevizakos et al. 2022]. Keine Ergebnisse 

lieferte die Studie zur Detektionsgenauigkeit von einzelnen MIH-Kategorien. 

In einer weiteren, kürzlich veröffentlichten Studie von Kühnisch et al. [2022] über 

die Erkennung von Karies auf Grundlage klinischer Bilder wurde eine Genauig-

keit von 85,7% erzielt. Ähnliche Ergebnisse wurden bei einer Studie über die Er-

kennung und Klassifizierung von Restaurationen im Seitenzahnbereich von En-

gels et al. [2022] mit einer Genauigkeit von durchschnittlich 97,1% erzielt. Bei der 

Kategorisierung von intakten, unzureichenden, ungenügenden und nicht vorhan-

denen Fissurenversiegelungen erreichte die Studie von Schlickenrieder et al. 

[2021] ein Ergebnis von 91%. Ebenso gelang You et al. [2020] die Plaque-Erken-

nung auf Milchzähnen mit einem KI-basierten System zu diagnostizieren. Das 

Ergebnis wies hierbei eine Genauigkeit von durchschnittlich 72,6% auf. 

Zusammenfassend lässt sich sagen, dass die Stärken dieses Studienprojektes 

in der Verwendung einer vergleichsweise hohen Anzahl an Bildern und eines 

leistungsfähigen Netzwerkes liegen. Zur Erhöhung der Ergebnisgenauigkeit soll-

ten in einem nächsten Schritt Bilder mit pixelgenauen Markierungen genutzt wer-

den. Zur Umsetzung dessen bedarf es einer qualifizierten Arbeitsgruppe sowie 

leistungsfähiger Rechenressourcen.  
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Zwar ist die Anwendung KI-basierter Systeme noch nicht in den zahnmedizini-

schen Arbeitsalltag implementiert, auch ist als wesentlicher Grund hierfür die ak-

tuell eingeschränkte Verfügbarkeit anzuführen. Außerdem sollten Fragen der 

Ethik und Verantwortung vorab verbindlich im Konsens geklärt werden [Schwen-

dicke et al. 2020]. 

Umgekehrt aber zeigen die Studienergebnisse, dass KI-basierte Diagnostiksys-

teme dem klinischen Praktiker erhebliche Vorteile bieten könnten. Ähnlich einer 

«zweiten Meinung» könnte hierdurch nicht nur dem Behandler, sondern auch 

dem Patienten eine Befundobjektivierung ermöglicht werden. Das KI-basierte 

System würde somit die Diagnostik des Behandlers unterstützen und dem Pati-

enten eine Visualisierung der Erkrankung ermöglichen [Kosan et al. 2022]. 
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7. Abstract (English): 
A deep learning-based convolutional neural network (CNN) could improve dental 

diagnostic accuracy by automated detection and categorization of molar-incisor-

hypomineralisation (MIH) on intra-oral photographs.  

For the purpose of this study on artificial intelligence (AI), an image set consisting 

of 3.241 intraoral images was split into training (N = 2.596) and test set (N = 649). 

The overall dataset was classified into the following categories: teeth with no 

signs of hypomineralisation and no dental intervention (N = 767), teeth with no 

signs of hypominerlisation and a MIH-related “atypical” restoration (N = 76), teeth 

with no signs of hypomineralisation and presence of pit and fissure sealant (N = 

742), teeth with hypomineralisation and intervention (N = 815), teeth with hypo-

minerlisation and an atypical restoration (N = 158), teeth with hypomineralisation 

and fissure sealing (N = 181), teeth with enamel disintegration and no intervention 

(n = 290), teeth with enamel disintegration and an atypical restoration (N = 169) 

and teeth with enamel disintegration and presence of sealing material (N = 43). 

After the cyclic training of the convolutional neural network most dental photo-

graphs could be automatically classified with an acceptable diagnostic accuracy. 

Here, an overall diagnostic accuracy of 95.2% was achieved. AUC values ranged 

from 0.873 (enamel breakdown with a sealant) to 0.994 (atypical restoration with 

no MIH). 

It can be concluded that AI powered MIH detection and diagnostics showed 

promising results in the diagnostic study. However, there is a substantial need 

for further improvements. 
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