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Abstrakt 

Predikce kriminality může v praxi významně zlepšit strategické rozmístění 

policejních hlídek ve městě, což pomáhá prevenci před vznikem kriminálních činů. 

Strojové učení je jedna z nejpoužívanějších metod pro predikci kriminality. Je však 

potřeba stále porovnávat různé typy algoritmů a postupy pro získání nejlepších výsledků. 

Tato práce porovnává několik druhů algoritmů. Pro učení modelů byla použita data 

poskytnutá Policí České republiky (PČR) za roky 2020 až 2021 na území města Ostravy. 

Do modelů vstupují vybrané kategorie trestných činů: krádeže, krádeže vloupáním, jiná 

majetková trestná činnost a přestupky proti majetku dle §50. V práci bylo porovnáno 

několik metod pro převzorkování nevybalancovaného datasetu. Jako nejlepší metoda byla 

zvolena SMOTETomek. Bylo zjištěno, že komplexnější algoritmy dosahují přesnějších 

výsledků predikce, například boostovací rozhodovací stromy nebo neuronová síť. 

Klíčová slova: Strojové učení; predikce; kriminalita; predikce kriminality; 

XGBoost; Naive Bayes; Decision Tree; Random Forest; Logistic regression; K Nearest 

neighbor; Neural network; resampling; model evaluation 

  



 

 

Abstract 

In practice criminality prediction can significantly improve strategic positioning 

of police patrol in the city, which helps prevent crime from occurring. Machine learning 

is one of the most widely used method for this problem. However, there is still need to 

keep comparing various types of algorithms and approaches to get better results. This 

thesis compares several types of algorithms. Models was learned from data provided by 

Police of Czech Republic (PČR) for the years 2020 and 2021 on the territory of the city 

Ostrava. Only selected categories of crimes are entered into the models: theft, burglary, 

other property crimes and offences against property according to §50. Several methods 

for resampling the unbalanced dataset were compared in this paper. SMOTETomek was 

chosen as the best method. It was found that more complex algorithms, such as boosting 

decision trees or neural networks yield more effective results. 

Key words: Machine learning; prediction; criminality; criminality prediction; 

XGBoost; Naive Bayes; Decision Tree; Random Forest; Logistic regression; K Nearest 

neighbor; Neural network; resampling; model evaluation
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1. ÚVOD 

V dnešní době strojové učení běžně funguje v mnoha odvětvích, které generují 

spousty dat. Umožňuje na základě nasbíraných dat například predikovat chování 

zákazníku, predikovat obsah pro uživatele, predikovat ceny nemovitostí, rozlišovat 

a detekovat objekty na vizuálních datech a podobně.  

Ve velkých městech se objevuje velké množství kriminality, kterou je potřeba 

řešit. Nejlepší řešení je trestným činům a přestupkům zcela předejít. Díky tomu, že 

policejní složky si vedou záznamy o kriminalitě, které běžně obsahují polohu, čas, typ 

trestného činu a jsou obvykle dostupné i další prostorové nebo jiné související informace, 

které mohou být využity pro strojové učení. To může významně pomoc v prevenci před 

kriminalitou, tak že algoritmus bude predikovat místa, kde je vyšší pravděpodobnost, že 

k trestnému činu dojde. Policejní hlídka se bude v dané lokaci pohybovat, tím pádem 

může trestnému činu předejít. 

Cílem této diplomové práce je posouzení možností predikce kriminality s využitím 

strojového učení na základě zkušeností ze světa a České republiky. Na základě rešeršní 

činnosti a studiu dostupné literatury jsou vybrány vhodné algoritmy strojového učení, 

které lze na tuto problematiku využít. Pro testování predikce různých typů algoritmů jsou 

využita data poskytnuta Policií České republiky (PČR). Data pochází z roku 2020 až 2021 

a vztahují se k území města Ostravy.  Jedná se především o krádeže, krádeže vloupáním, 

jiná majetková trestná činnost a přestupky proti majetku dle §50. Výsledky predikcí jsou 

následně porovnány. 

Teoretická část obecně popisuje metody strojového učení včetně hlavních 

problémů, které mohou nastat při vytváření predikčních modelů.  Dále jsou popsány 

principy vybraných algoritmů, které jsou v této práci použity. Také jsou vysvětleny 

okolnosti evaluačních metrik, kdy je vhodné jakou použít. 

V rešeršní části jsou zmíněny vybrané publikace věnující se této problematice. 

Tato část také obsahuje zmínku o programu PredPol, který funguje v mnoha městech 



11 

 

v reálné praxi. Zde je zahrnut i popis funkcionality predikce kriminality v ČR, kterou 

policie České republiky vyvíjí sama pro několik pilotních měst. 

Praktická část je zaměřena na popis průběhu zpracování dat a následné aplikaci 

jednotlivých algoritmů na připravený dataset. Byl využit programovací jazyk Python 

a jeho knihovny (Pandas, Geopandas, Shapely, Pysal, Matplotlib, Seaborn, Sci-kit learn, 

XGBoost a Keras), které byly rovněž v této části práce popsány. Na konci této části jsou 

jednotlivé výsledky predikcí vyhodnoceny. 

V neposlední řadě je obsaženo celkové shrnutí výsledků a poznatky, případně 

doporučení, na základě toho, co přinesla praktická i rešeršní část této diplomové práce. 
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2. TEORETICKÁ ČÁST 

2.1.  Strojové učení 

Strojové učení (machine larning) můžeme považovat za podmnožinu umělé 

inteligence. Je to schopnost učit počítač z většího množství dat [1]. Algoritmus v datech 

detekuje nějaký vzor, ze kterého se naučí a následně jej aplikuje na nová data. Existují 

různé typy úloh. Běžné případy použití jsou detekce spamů v emailu, doporučovaní 

reklam, Computer Vision (počítačové vidění) a podobně. Hlavní rozdělení strojového 

učení je podle typu učení [2]: 

• Učení s učitelem 

• Učení bez učitele 

• Zpětnovazební učení 

Učení s učitelem 

Při tomto typu učení je na vstupu algoritmu trénovací sada dat s atributy i prvkem, 

který chceme predikovat. Algoritmus projde trénovací sadu dat a hledá nějaký vzor 

v hodnotách atributů, který předchází hodnotě, kterou hledáme. Takto naučený model se 

aplikuje na sadu dat, pro kterou neznáme hodnoty atributů, které hledáme. Mezi základní 

úlohy metody učení s učitelem patří klasifikace a regrese. Při klasifikaci se jednotlivé 

objekty přiřazují do určité skupiny na základě jejich vlastností. U rozdělování pouze do 

dvou tříd se jedná o binární klasifikaci. Pokud se objekty přiřazují do více než dvou tříd, 

jedná se multiklasifikaci. Při regresní úloze predikujeme výslednou číselnou hodnotu na 

základě číselných vstupních atributů, například ceny nemovitosti a podobně. Většina typů 

algoritmů lze použít pro klasifikaci i regresi podle nastavení. Může to být například Naive 

Bayes, Rozhodovací strom, Náhodný les, Support Vector Machine, K-Nearest Neighbor, 

boostovacích rozhodovací stromy i neuronové sítě. Výsledky se porovnávají na základně 

evaluačních metrik, které jsou pro klasifikaci a regresi rozdílné. [2] 
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Učení bez učitele 

Při učení bez učitelé algoritmus nemá žádný vzorek dat, který by sloužil 

k porovnání výsledku, proto se v tomto případě nevyužívají žádné metriky. Úkolem je 

definovat funkci, která ve vstupních datech hledá strukturu. Nejběžnější operací, která 

využívá učení bez učitele je shlukování neboli agregace dat na základě podobného vzoru 

mezi hodnotami atributů. Nejznámějším algoritmem pro shlukování je K means. Jako 

další úlohu můžeme zmínit asociaci. V tomto případě se hledají vztahy mezi jednotlivými 

atributy v datech. Jako příklad můžeme uvést, že pokud máme informaci o lidech, kteří si 

koupili nový dům, tak pravděpodobně budou následně kupovat nábytek [2]. 

Zpětnovazební učení 

Při této metodě se agent učí ze špatných a správných rozhodnutí. Princip učení 

funguje na základě odměn, kdy při správném rozhodnutí odměnu získává a při špatném 

ztrácí. Zapamatuje si krok, který vedl ke správnému rozhodnutí. Takto opakovaným 

učením získá množinu kroků, které vedou ke správnému výsledku [3]. V praxi se této 

metody učení využívá v robotizaci, u samořídících vozidel, herním průmyslu a podobně. 

2.2. Základní problémy ve strojovém učení 

Overfitting a Underfitting 

Ovefitting je případ, kdy model má velmi přesné výsledky na trénovacích datech, 

ale je velmi nepřesný při aplikování na nová data. Model si může najít vzor i v šumu 

trénovacích dat. Což jsou záznamy, které negativně ovlivňují výsledek. Pokud se model 

tento vzor snaží aplikovat na nová data, tak bude velmi nepřesný, protože jiná data 

nebudou obsahovat stejný vzor šumu jako ta trénovací. Tento případ může nastat při příliš 

komplikovaném nastavení modelu. Overfittingu lze předejít použitím jednoduššího 

modelu s méně parametry nebo pomocí různých regularizačních parametrů [1]. 

Underfitting je opak výše zmíněného. Problém může nastat například při použití 

lineární regrese na složitější dataset. Křivka modelu nedokáže zachytit žádný vzor 
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v datech. Tomuto problému lze předejít použitím komplexnějšího modelu s více 

parametry [1]. 

 

Obr. 1 - Zleva – underfitting, správny model, overfitting, převzato z [4] 

Imbalanced dataset 

Imbalanced dataset neboli nerovnoměrně rozložená datová sada. Znamená to, že 

počet záznamu v jedné třídě značně převažuje nad počtem záznamů v druhé třídě. Takový 

to případ nastává v reálném světě často. V případě predikce kriminálních činů 

v jednotlivých buňkách převážná většina buněk žádný kriminální čin neobsahuje, proto 

tato třída značně převažuje. Většina algoritmů s takovou datovou sadou špatně pracuje. 

Důležité je data upravit tak, aby byly počty záznamu jednotlivých tříd přibližně stejné [5]. 

S nevyváženou datovou sadou bude model pracovat tak, že bude inklinovat k předvídaní 

častější třídy, což bude způsobovat větší přesnost modelu, na kterou se nelze spolehnout 

[6]. K vyřešení tohoto problému mohou posloužit různé převzorkovací metody. 

2.3. Převzorkovací metody 

Oversampling a Undersampling 

Existuje několik metod, jak převzorkování dosáhnout. Dva základní způsoby 

pracují s upravením počtu záznamu v jednotlivých třídách. Jedná se 

o podvzorkování – Undersampling, kdy se náhodně odstraňují záznamy převažující třídy 

na stejný počet záznamu jako má méně obsáhlejší třída. Nevýhoda této metody je ztráta 

informace. Opakem je náhodné duplikování záznamu méně obsáhlejší třídy na počet 

záznamu obsáhlejší třídy – Oversampling [7]. 
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Thresholding 

Thresholding je další metoda k práci s nevyváženým datasetem. Funguje na 

principu změny hraniční hodnoty pravděpodobnosti pro přiřazení do určité třídy [8]. 

Například při základním nastavení logistické regrese je prahová hodnota nastavena na 0,5. 

Při pravděpodobnosti menší než 0,5 bude objekt přiřazen do první třídy a při větší 

pravděpodobnosti, než je prahová hodnota, do druhé třídy. Pokud tuto prahovou hodnotu 

změníme například na 0,7 dosáhneme toho, že objekt bude muset překonat 

pravděpodobnost 0,7, aby byl přiřazen do druhé třídy. 

2.4. Příklady algoritmů 

Tato kapitola bude věnovaná popisu a zařazení jednotlivých možných algoritmů, 

které patří do metody učení s učitelem. Většina těchto algoritmů lze použít pro klasifikaci 

i pro regresi podle nastavení. Tyto algoritmy budou zároveň využity v této práci.  

Logistická regrese 

Logistická regrese může být použita pro binární klasifikaci. Funkce odhaduje 

pravděpodobnost toho, jestli objekt patří do dané třídy nebo ne. Když pravděpodobnost 

dosáhne více jak 50 %, tak se objekt přiřadí do dané třídy. Pokud méně jak 50 % tak se 

přiřadí do druhé třídy. Logistická funkce vypadá následovně [1]: 

σ(t) =
1

1 + 𝑒−𝑡
 

Obr. 2 - Metody převzorkování – UnderSampling a Oversampling, převzato z [7] 
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Obr. 3 - Funkce logistické regrese. Převzato z [1] 

Naïve Bayes (NB) 

Tato metoda funguje na základě Bayesově teorii pravděpodobnosti. Lze použít ke 

klasifikaci i regresi. Předpokládá, že každý objekt je nezávislý na ostatních. Počítá se 

podmíněná pravděpodobnost toho, že objekt náleží do určité třídy. Matematicky můžeme 

popsat takto: 

𝑃(𝐴|𝐵) =
𝑃(𝐵|𝐴) × 𝑃(𝐴)

𝑃(𝐵)
 

Pravděpodobnost jevu A za předpokladu výskytu jevu B se rovná 

pravděpodobnosti jevu B za předpokladu jevu A vynásobené pravděpodobnosti jevu A, 

a podělené pravděpodobnosti jevu B [9]. 

K-Nearest Neighbor (KNN) 

Mezi nejjednodušší algoritmy patří K-Nearest Neighbor (KNN). Lze použít ke 

klasifikaci i regresi. Vychází z předpokladu, objekt může patřit do stejné/podobné třídy 

jako sousední objekty. Určuje se parametr K, který vyjadřuje počet nejbližších sousedů 

k hledanému bodu. Vypočte se vzdálenost k několika nejbližším bodům. Nejčastěji se 

používá Euklidovská vzdálenost, avšak je možné využít i jiné například Manhattanovská, 

Minkowská nebo Hammingová. Výsledná hodnota je v případě klasifikace přiřazena do 

třídy, která je mezi K nejbližšími sousedy zastoupena nejvíce [10].  

Výpočet Euklidovské vzdálenosti: 
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𝑑(𝑥, 𝑦) = √∑(𝑦𝑖 − 𝑥𝑖)2
𝑛

𝑖=1

 

Rozhodovací stromy 

Algoritmy založené na rozhodovacích stromech jsou velmi univerzální, také 

umožňují použití ke klasifikaci i k regresi. Lze je použít na složitější datasety. 

Z rozhodovacích stromů vychází i komplikovanější algoritmy jako Random Forest nebo 

algoritmy využívající boostovací rozhodovací stromy [1]. 

Decision Tree (DT) 

Základem algoritmu je rozhodovací strom. V každém listu rozhodovacího stromu 

se testuje číselný atribut vůči nějaké číselné hodnotě nebo nominální atribut vůči množině 

možných hodnot a každá větev představuje výsledek. Každý koncový uzel obsahuje 

označení dané třídy [4].  Jednoduchý rozhodovací strom může vypadat takto: 

 

Obr. 4 - Ilustrační obrázek jednoduchého rozhodovacího stromu. (vlastní tvorba) 

Random Forest (RF) 

Princip spočívá ve vytváření většího množství rozhodovacích náhodných stromů, 

z toho vyplývá název náhodný les. Z každého stromu vyplyne výsledek. Konečný 

výsledek se rozhodne na základě majoritního hlasování. To může být provedeno pomocí 

průměru všech výsledků nebo mediánu všech výsledků [11].  
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Obr. 5 - Ilustrace fungování algortimu Random Forest. převzato z: [11] 

Boostovací rozhodovací stromy 

Boostovací znamená, že každý další strom je vytvářen na základě chyb 

z předchozích stromů, kterým je přiřazena váha. Pokud je výsledek daného stromu 

správný, tak se váha snižuje. Využívá se jednoduchých a velmi málo rozvětvených 

rozhodovacích stromů. Na rozdíl od náhodných stromů (random forest) neběží souběžně, 

ale stromy jsou vytvářeny jeden po druhém a každý další strom je ovlivněn předchozím. 

Jedná se o sekvenční učení. Výsledný model je kombinací výsledků z jednotlivých 

modelů (stromů) s respektem k jejich váhám [12]. 

Prvním takovým algoritmem byl Adaboost. Mezi nejznámější patří například 

eXtreme Gradient Boosting (XGBoost), Category Boosting (CatBoost) nebo Light 

Gradient Boosting Machine (LGBM). Tyto algoritmy lze využít ke klasifikačním 

i regresním modelům [12]. Mají velmi dobré výsledky na predikčních soutěžích na 

kaggle.com.  

Neuronové sítě 

Neuronové sítě, jsou součástí umělé inteligence. V některých situacích vynikají 

více než klasické metody strojového učení. Struktura i název je inspirovaný z toho, jak 

funguje lidský mozek a lidské učení. Lidský mozek se skládá ze sítě vzájemně 

propojených neuronů a v této sítí probíhá přenos informací. Neuronová síť je složená ze 
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tří vrstev – vstupní, skrytá a výstupní vrstva. Taková neuronová síť se nazývá jednovrstvá. 

Pokud obsahuje více skrytých vrstev, pak mluvíme o hlubokém učení. Každá vrstva má 

nastavenou nějakou aktivační funkci (linear, ReLu, Sigmoid, Tanh a podobně) [13]. 

 

Obr. 6 - Ukázka neuronové sítě, převzato z [1] 

 

2.5. Evaluační metriky klasifikace 

Jedna z nejdůležitějších částí při tvorbě modelu strojového učení je určit metriky, 

pomocí kterých se ohodnocuje přesnost modelu. V základu se metriky dělí do několika 

skupin podle toho, na který typ úloh je model zaměřen. Nejčastěji používané typy spadají 

do metody učení s učitelem, tedy klasifikace a regrese. Pomocí evaluačních metrik 

ohodnocujeme, zda je model dostatečně přesný nebo zda budeme pokračovat ve 

vylepšování modelu [14]. 

Pro klasifikační úlohy lze použít následující metriky: 

Confusion matrix („Matice záměn“) 

Matice záměn měří výkonost modelu pro klasifikační problémy strojového učení, 

na výstupu může být jedna nebo více tříd. Je vyjádřená tabulkou, která obsahuje 

kombinace predikované a aktuální hodnoty [14]. V obrázku (Obr. 7) najdeme na sloupcích 

predikovanou hodnotu. Na prvním řádku a prvním sloupci se vyskytuje počet kolikrát byl 
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objekt klasifikován správně jako negativní a na diagonále následuje kolikrát byl objekt 

klasifikován správně jako pozitivní. Ostatní buňky v matici jsou chyby. V pravé horní 

buňce se nachází chyba prvního druhu a vlevo dole chyba druhého druhu. Z matice se 

odvozují další metriky popsány níže. 

 

Obr. 7 - Confusion matrix (matice záměn), vlastní tvorba 

Accuracy (přesnost) 

Jedná se o základní metriku, která měří, jak často byl objekt klasifikován správně. 

Vypočítá se jako poměr správných predikcí ku celkovému počtu predikcí. Avšak může 

nastat případ, kdy tato metrika nevypovídá o kvalitě modelu. Jedná se o situaci, kdy je 

trénovací dataset nevybalancovaný. To znamená, že trénovací data obsahují velké 

množství záznamu z jedné třídy a malé množství záznamu z třídy druhé [14]. 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑟𝑢𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝑇𝑟𝑢𝑒𝑛𝑒𝑔𝑎𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒𝑛𝑒𝑔𝑎𝑡𝑖𝑣𝑒 + 𝑇𝑟𝑢𝑒𝑛𝑒𝑔𝑎𝑡𝑖𝑣𝑒
 

Precision (preciznost) 

Precision vyjadřuje míru toho, kolik správně predikovaných případu je ve 

skutečnosti pozitivních. Tato metrika se vyplatí sledovat, když falešně pozitivní 

výsledky představují větší problém než falešně negativní výsledky [14].  

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑟𝑢𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒
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Recall 

Recall vyjadřuje míru toho, kolik je skutečně pozitivních případů, které byly 

modelem predikovány správně. Používá se v případech, kdy je falešně negativní 

výsledek problémovější než falešně pozitivní [14]. 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑟𝑢𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒𝑝𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒
 

F1-score 

Je kombinací metrik precision a recall. Je tím vyšší, čím podobnější jsou metriky 

precision a recall. F1-score je vhodné především v případech, kdy je dataset 

nevybalancovaný. To je případ, kdy je velký nepoměr počtu záznamu mezi třídami [14]. 

𝑓1𝑠𝑐𝑜𝑟𝑒 = 
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 

AUC-ROC Curve 

Tato metrika pro binární klasifikaci je vyjádřená pravděpodobnostní funkci. 

V grafu na ose x je znázorněno True Positive Rate (TPR), což je Recall a na ose y False 

Posivite Rate (FPR). Linearání přímka značí, kdy je rozdělení do tříd čistě náhodné 

a model zde nenajde žádný vzor. Čím blíž se křivka blíží hornímu levému rohu, tím je 

model přesnější v rámci poměru mezi pozitivními a negativními predikcemi. Konečná 

hodnota se vypočte jako plocha pod ROC (Receiver Operating Charasteristic) křivkou. 

Nese označení AUC (Area Under ROC Curve). Hodnota se pohybuje mezi 0 a 1, čím 

vyšší, tím lepší výkonost model má [1]. 
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Graf 1 - ROC křivka a AUC hodnota, vlastní tvorba 
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3. REŠERŠNÍ ČÁST  

3.1. Predikce kriminality v ČR 

Policie České republiky vyvíjí funkcionalitu pro predikci kriminality v rámci 

projektu „Mapy budoucnosti II“ samotná mapová aplikace i s funkcí predikce kriminality 

je dostupná pouze ve vnitřní síti PČR, s omezeným přístupem pouze pro pracovníky 

policie. Predikce kriminality probíhá prozatím jen v několika vybraných městech (Praha, 

Turnov, Liberec, Jablonec na Nisou, Kladno a Kolín).  

Pro predikci se využívají prostorová data trestných činů z databáze, kterou si vede 

PČR. Jedná se hlavně o krádeže, vloupání, majetkovou trestnou činnost a o přestupky proti 

majetku podle paragrafu 50. Záznamy obsahují přesné souřadnice výskytu trestného činu 

i čas. Těmito daty je naučen algoritmus strojového učení. Používá se algoritmus XGBoost, 

který funguje na základě boostovacích rozhodovacích stromů. Lokalita je rozdělena na 

čtverce o hraně 100 m. Každý čtverec obsahuje stovky dalších proměnných, které vytváří 

pravidla pro rozhodování. Vstupní proměnné mohou být geografického původu (silnice, 

budovy, restaurace, hospody) nebo jiné (svátky, víkendy, počasí). Model dokáže signálům 

přiřazovat různou váhu, která určuje jejich důležitost. Algoritmus predikci počítá pro 

každý čtverec. Výsledkem je pravděpodobnost vzniku trestného činu v daném čtverci. 

Cílem predikce je lepší strategické rozmístění policejních hlídek. Predikci je možné 

spočítat i pro minulé dny, což slouží k ověření přesnosti predikce v porovnání s tím, co se 

skutečně stalo. [15] 
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Obr. 8 - Funkcionalita predikce v prostředí Policie ČR [15] 

3.2. Predikce kriminality ve světě 

PredPol 

Ve Spojených Státech Amerických, i jinde ve světě, je poměrně rozšířený software 

PredPol (Predictive Policing), který umožňuje predikci kriminality. Vznikl za spolupráce 

několika univerzit v USA, policejních oddělení z Los Angeles a Santa Cruz. Predikuje 

místo, čas a typ trestného činu na základě historických dat o kriminálních činech a dalších 

faktorech, které mohou s kriminální aktivitou souviset. To umožňuje lepší rozmístění 

policejních hlídek a prevenci před zločiny.  

Z analýz dat po zavedení softwaru se potvrdil například 20% úbytek 

předpokládaných trestných činů mezi lety 2013 a 2014 na oddělení Los Angeles Police 

Department’s Foothill Division. Na oddělení Alhambra, CA Police Department zjistili 

32% pokles v loupežích a 20% pokles v krádežích aut od zavedení programu v roce 2013 

do roku 2014. Lze dohledat spoustu dalších zpráv ohledně významnosti programu. [16] 
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Publikace na téma predikce kriminality 

„A systematic review on spatial crime forecasting“ [17] 

Autoři článku analyzují několik vybraných publikací, které se zabývají predikcí 

kriminality. Pracují celkem s 32 publikacemi, které byly vybrány na základě určitých 

kritérií z celkem 786 článků. Zaznamenali, že v posledních letech značně přibývá 

publikací na téma predikce kriminality pomocí umělé inteligence. Nejčastěji se predikují 

místa, kde může nastat nějaký kriminální delikt, tyto místa se nazývají hotspoty. Dále je 

možné predikovat konkrétní typy trestných činů nebo čas. 

Tab 1 - Často používané metody podle [17] 

 

Tabulka ukazuje nejlepší a nejpoužívanější metody, které byly použity ve 

vybraných 32 studiích. Random Forest (RF) patří mezi nejčastěji navrhované a zároveň 

i mezi nepřesnější metody. Mezi další nejlepší navrhované metody patří metody založené 

na Kernel Density Estimation (KDE) a Risk Terrain Modelling (RTM). Velmi často 

navrhovaná byla metoda podpůrných vektorů – Support Vector Machine (SVM). Tato 

metoda často nemá nejlepší výsledky a patří k pomalejším algoritmům. Metoda založená 

na neuronových sítích – Multilayer Perceptron (MLP) se nachází na druhém místě 

v četnosti používání a zároveň v přesnosti predikce. Mezi základní metody patří vesměs 

statistické modely, například modely založené na autoregresi, logistické regresi, model 

s integrovanou autoregresí, klouzavým průměrem (ARIMA) a lineární regresi. Mezi další 

základní metody predikce patří metody založené na jádrovém vyhlazování (KDE) 

a K Nearest Neighbours (KNN).  

Dalším způsob dělení metod predikce je na základě podobností algoritmů. Autoři 

rozdělili algoritmy do několika skupin: 

• Kernel based – Tyto algoritmy fungují na bázi hledání křivky míry 

kriminality pro každé místo. Místa jsou podmnožina daných bodů. Rozdíly 
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mezi těmito algoritmy jsou v použití různých typů kernelovských funkcí. 

V publikacích, které vstupovaly do analýzy se nejčastěji používal 

jednoduchý dvourozměrný Kernel Density Estimation. 

• Point process – Od Kernel based algortimů se liší tím, že se využívá 

různých signálu, které se přidávají jako kovariát, může se jednat 

o vlastnosti daného místa, geografické, demografické proměnné 

a podobně.  

• Machine learning – Algoritmy založené na strojovém učení hledají nějakou 

výslednou funkci. Využívá se hlavně klasifikace, případně regrese. Od 

předchozích algoritmů se liší tím, že funkce je vytvořena až po procesu 

trénovaní. Cílem trénování je najít model, který minimalizuje chybu 

odhadu mezi předpovídaným výstupem a původním výstupem. Strojové 

učení se používalo v naprosté většině vybraných publikací. Nejčastějšími 

metody strojového učení byly Random Forest, Multilayer Perceptron, 

Support Vector Machine a logistická regrese.   

• Deep learning – Algoritmy hlubokého učení fungují na bázi neuronových 

sítí. Mají mnohem komplikovanější strukturu a potřebují vyšší výpočetní 

výkon, hlavně v trénovací fázi. Výsledky jsou často přesnější. V pracích 

byly použity Deep Neural Networks (DNN), neboli hluboké neuronové sítě 

nebo metoda Long Short-Term Memory (LSTM) 

Nejobvyklejší metody pro porovnání výsledku a přesnosti predikce jsou podle 

článku: Prediction Accuracy (PA), Prediction Accuracy Index (PAI), F1-score. F1-Score 

spíše používali pro predikci v kratším časovém úseku a PAI v delších časových 

horizontech [17]. 

„Comparison of Machine Learning Algorithms for Predicting Crime Hotspots“ [18] 

Publikace porovnává několik algoritmů, konkrétně: K-Nearest Neighbor, Support 

Vector Machine, Random Forest, Naïve Bayes, Convolutional Neural Networks, Long 

Short-Term Memory). Byla použita historická data o kriminálních činech na veřejném 

majetku za roky 2015 až 2018 v části rozsáhlého pobřežního města v jihovýchodní Číně. 
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Kriminální činy jsou spočítány pro 78 dvoutýdenních period. Model byl porovnán bez 

i s použitím dalších zájmových bodů, které reprezentují další proměnné, například místa 

s vyšší hustotou obyvatel, hustotu městské silniční sítě, restaurace a podobně. Další 

proměnné pomohly LSTM model zpřesnit, který i ze všech testovaných algoritmů 

vycházel nejlépe. Na následujících obrázcích se vlevo nachází LSTM model bez 

zájmových bodů a vpravo LSTM model se zájmovými body. Bylo také zjištěno, že ne 

všechny typy algoritmů jsou predikci kriminality vhodné [18]. 

 

Obr. 9 - Porovnání predikce bez (vlevo) a s (vpravo) zpřesňujícími proměnnými. [18] 

„Grid-Based Crime Prediction Using Geographical Features“ [19] 

Další publikace z roku 2018, se věnuje srovnání přesnosti predikce kriminality 

s využitím dalších geografických prvků pro zpřesnění predikce. Model je učen na datech 

o krádežích aut z Taiwanského města Taoyuan City. K predikci je také použito několik 

druhů algoritmů a ty jsou porovnány. Nejlépe vycházely hluboké neuronové sítě, které 

překonaly klasické algoritmy strojového učení jako jsou: Random Forest, Support Vector 

Machine a K-Nearest Neighbor. K porovnání výsledku bylo použito výhradně F1-score, 

kvůli nevybalancovanému datasetu.  

Autoři také porovnávájí výsledky pro různé velikosti čtvercové sítě. Nejvyššího 

F1-score dosahovaly modely strojového učení při použití gridu s větší velikostí buněk, 

avšak podle autorů nemá v praxi smysl pracovat s velkými buňkamu. Pro uplatnění 

modelu v reálném světě je potřeba, aby velikost buněk byla co nejmenší. Publikace tak 

hledá určitý kompromis ve velikosti buněk, pro které je model ještě dostatečně přesný 

a zároveň bude oblast dostatečně malá, aby byla velikost vhodná pro pokrytí policejní 
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hlídkou. Jako základ byla zvolena mřížka o velikosti 100x100 metrů, která splňuje určitý 

kompromis. U této velikosti se F1-score pohybovalo kolem 0.4. 

„Predicting Spatial Crime Occurrences through an Efficient Ensemble-Learning 

Model“ [20] 

V této publikaci se autoři zaměřili na prostorovou predikci kriminality bez využití 

historických dat o kriminálních činech. Proměnné, které vstupují do modelu strojového 

učení jsou pouze socioekonomického, demografického, prostorového a enviromentálního 

charakteru. Důvodem nepoužití dat o kriminálních činech je to, že mnoho měst ve světě 

využívá svoje databáze pro ukládání těchto záznamu a tato data většinou s nikým nesdílí. 

To znamená, že je poměrně těžké získat data o kriminalitě pro větší území. V tom mají 

výhodu prostorová, demografická a socioekonomická data, která jsou často jednotná pro 

větší území, celé státy a podobně. To umožňuje provádět predikci na daleko větší ploše, 

ovšem s horšími výsledky. Porovnali několik odlišných typů algoritmů, generalizované 

lineární modely, hluboké učení, gradient boosting, který měl zároveň nejlepší výsledky 

pro vybrané kategorie trestných činů. V porovnání s reálnými záznamy kriminálních činů 

měl přesnost 73 % [20]. 

„Prediction of Crime in Neighbourhoods of New York City using Spatial Data 

Analysis“ [21] 

Publikace se zabývá časoprostorovou predikcí kriminality ve čtvrtích v New 

Yorku, predikovali typ trestného činu. Byl použit dataset obsahující přes dva milióny 

záznamu 25 typů trestných činů za období 2006 až 2019. Byly porovnány tři algoritmy 

Support Vector Machin, Random Forest a XGBoost. Pro převzorkování 

nevybalancovaných dat byla použita metoda oversamplingu metodou SMOTE pro méně 

zastoupené typy trestných činů a undersampling pro více zastoupené kategorie metodou 

NearMiss. Výsledky predikce byly porovnány na základě Precision, Recall, Accuracy 

a F1-Score. Nejlepších výsledku dosáhl XGBoost s F1-score = 0.527. Random Forest měl 

lehce horší výsledky F1-Score = 0.52 a nejhůře dopadl Support Vector Machine, který 

doáshl F1-Score = 0.435. 
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4. METODIKA 

4.1. Popis použitých knihoven jazyka Python 

Python je dnes jeden z nejpoužívanějších skriptovacích programovacích jazyků. 

Díky tomu, že je tento jazyk open source, existuje mnoho knihoven, které slouží pro 

manipulaci s daty, datové analýzy, grafické výstupy a pro strojové učení. 

Pro operace s datovým rámcem byla použita knihovna Pandas [22] a Geopandas 

[23], která přebírá datové typy využívané v první zmíněné knihovně. Pro geometrické 

operace vychází z knihovny Shapely [24]. Pro práci s datem byla využita knihovna 

Datetime, která umožňuje například rozdělit celé datum na jednotlivé atributy jako měsíc, 

rok a čas. Na grafické výstupy a grafy posloužila knihovna Matplotlib [25] a Seaborn [26]. 

Vytvoření vah sousedních čtverců proběhlo za použití knihovny PySal [27]. Dále byla 

použita velmi obsáhla knihovna Scikit-learn [28], která obsahuje různé typy algoritmů pro 

strojové učení, funkci pro train_test_split, vypočítaní evaluačních metrik. Na této 

knihovně je i založena další knihovna Imblearn [29], která nabízí mnoho možností pro 

převzorkování datasetu. Všechny algoritmy strojového učení jsou součástí knihovny 

Scikit-learn, kromě XGBoost, který má samostatnou knihovnu [30]. Pro neuronovou síť 

byla použita knihovna Keras [31].  

4.2. Explorační analýza dat 

Pro tuto diplomovou práci mi byla poskytnuta neveřejná data Policie ČR 

o kriminálních činech včetně dopravních přestupků, (které tvoří většinovou část záznamů) 

na území města Ostravy pro období 2020 až 2021. Každý záznam obsahuje souřadnice, 

datum a typ deliktu. Datová sada za tyto dva roky obsahuje dohromady 83767 záznamů. 

K těmto datům existuje i veřejná alternativa, která má značně zkreslenou polohu 

jednotlivých bodů, které znázorňuji události. Zkreslení proběhlo přepočítáním souřadnic 

kriminálních činů na souřadnice středu vygenerovaných voronoi polygonů. Tato data jsou 

dostupná na adrese https://kriminalita.policie.cz/. 

https://kriminalita.policie.cz/
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Byly vyfiltrovány pouze tyto kategorie deliktů: krádeže, krádeže vloupáním, jiná 

majetková trestná činnost a přestupky proti majetku dle §50. Byly vybrány stejné 

kategorie jako používá PČR ve své funkcionalitě predikce [15]. Po vyfiltrování datová 

sada obsahovala 19640 trestných činů vybraných kategorií. Z následujícího obrázku (Obr. 

10) můžeme vyčíst, že největší počet deliktů se udál v oblasti Moravské Ostravy a Přívozu 

a městské části Ostrava-Jih. Třetí významnou části je Poruba. To lze vidět, i na dalších 

dvou obrázcích (Obr. 11, Obr. 12). Tím, že je Ostrava rozdělená rozložením obyvatel na 

tyto tři části, tak prostorový průměr a medián leží přibližně ve středu celé Ostravy.  

 

Obr. 10 - Rozložení deliktů s histogramem četností 
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Distribuce bodů v prostoru 

Rozložení bodů v prostoru může mít různé vzory rozložení. Distribuce může být 

náhodná, shluková nebo rovnoměrná. Přesto, že vizuálně lze předpokládat, že body tvoří 

shluky, tak pro exaktní ověření byla použita Ripley’s G(d) funkce [32], viz (Graf 2). 

Modrá funkce je mediánová simulace náhodného rozpoložení bodů v prostoru. A červená 

funkce je funkce distribuce reálných deliktů v prostoru. Na základě tohoto můžeme 

potvrdit, že se jedná o shlukovou distribuci. 

 

Epicentra jsou z velké části podmíněny rozložením hustoty obyvatel v Ostravě, 

avšak podle kartogramu zobrazujícího počet kriminálních činů na 100 obyvatel (Obr. 13) 

můžeme usoudit, že Moravská Ostrava a Přívoz je i tak nejrizikovější části Ostravy, pokud 

Obr. 11 – Mapa – vizualizace v hexagonových buňkách od 

30 a více deliktů 
Obr. 12 - Mapa – vizualizace pomocí jádrového odhadu 

hustoty 

Graf 2 - Ripley´s G(d) funkce zobrazující shlukovou distribuci bodů 
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se jedná o četnost výskytu vybraných deliktů přepočtených na obyvatele. Je zde největší 

počet kriminálních činů na 100 obyvatel. 

 

Obr. 13 - Mapa – počet vybraných deliktů na 100 obyvatel, vlastní tvorba 

4.3. Úprava dat pro algoritmus strojového učení 

Zpracování surových dat je ve strojovém učení nejpodstatnější část projektu. Je 

potřeba udělat určité kroky, které vedou k úpravě datové sady tak, aby byla srozumitelná 

pro algoritmus [33]. Následuje také takzvaný feature engeneering, což je aktivita, kdy se 

z atributů datové sady vypočítávají a získávají další atributy, které mohou model vylepšit. 



33 

 

Feature engeneering 

Na základě rešeršní práce byla zvolena metodika predikce pro jednotlivé čtverce 

ve čtvercové síti [18], [19]. Algoritmus predikoval, zda nějaký trestný čin nastane nebo 

ne (1 a 0). To znamená, že se jedná o binární klasifikaci. V publikaci [19] Lin a kol. z roku 

2018 označili optimální velikost 100x100 m, avšak v této práci byla zvolena čtvercová síť 

o velikosti buňky 200 m z důvodu menší výpočetní náročnosti modelů. Čím menší buňky 

tím, je predikce méně přesnější a výpočetně náročnější. Naopak velké buňky by už 

zabíraly velkou plochu na území města Ostravy. Pro policii je výhodnější kvůli lepšímu 

pokrytí znát predikce pro menší plochy [19]. 

K vytvoření gridu byl použit software QGIS kvůli jednoduššímu ořezání sítě podle 

tvaru polygonu města Ostravy. Vrstva města a městských části pro ořezání gridu byla 

získaná z geoportálu ČÚZK (Český Úřad Zeměměřičský a Katastrální). Následující kroky 

byly už prováděny v programovacím jazyce Python. Jako editor pro kód byl použit 

software VS Code a kód byl psán formou Jupyter Notebooků. 

Prvním krokem bylo vytvořit sloupec v datové sadě o kriminálních činech, který 

obsahuje identifikátor čtverce, do kterého daný čin patří na základě prostorových 

souřadnic.  

Sloupec, který obsahuje datum, byl rozdělen na jednotlivé roky a měsíce. Díky 

tomu bylo možné spočítat celkový počet kriminálních činů za každý měsíc a každý rok. 

Tudíž počet záznamů v datové sadě narostl 24krát (12 měsíců a 2 roky). Z informace 

o datu trestného činu byl vypočten atribut stáří deliktů ve dnech k aktuálnímu dni. Dále 

byly vytvořeny další čtyři sloupce, které reprezentují roční období, protože například 

v létě by mohli být zločinci aktivnější než v zimě. 

Na základě celkového počtu činů, byl přidán atribut, který obsahuje informaci 

o tom, jestli v daném čtverci delikt nastal nebo ne, který je závislou, tedy predikovanou 

proměnou. Následně byl vytvořen atribut, který reprezentuje počet deliktů za celkové 

období pro každou buňku. Obě datové sady, čtvercová síť a kriminální činy byly sloučeny 

pomocí identifikátoru buňky.  
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Na predikci konkrétní buňky by mohl mít i vliv sousedních buněk. Proto byl zjištěn 

centroid každé buňky a následně byl pomocí funkce lag_spatial() vytvořen atribut, který 

obsahuje váhy osmi sousedních buněk podle počtu kriminálních činů v okolí. Na 

následujícím histogramu lze vidět rozložení vah. Můžeme předpokládat, že nejvyšší 

hodnoty vah jsou nejčastěji v oblasti Moravské Ostravy a Přívozu. 

 

Graf 3- Histogram rozložení váh 

Finální dataset obsahuje 135912 záznamů. Atributy, které do modelu vstupují 

jsou následující: 

• měsíc, 

• rok, 

• počet deliktů v buňce za celé období, 

• stáří kriminálních činů k aktuálnímu dni, 

• roční období (jaro, léto, podzim, zima), 

• vliv sousedních buněk prostřednictvím váhy, 

• proměnná crime, která určuje, zda zločin nastal nebo ne. 

Poslední zmíněnou je proměnná, která je predikovaná. Rozložení této proměnné 

je velmi nevyvážené lze to vidět na následujícím grafu (Graf 4). Počet buněk, ve kterých 

k ničemu nedošlo je významně vyšší než počet buněk, ve kterých zločin nastal. 
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Graf 4 - Rozložení hodnot predikovaného atributu crime 

Pomocí funkce train_test_split() z knihovny Sci-kit learn byla data náhodně 

rozdělena v poměru 80 % dat v trénovací sadě a 20 % dat v testovací datové sadě, na které 

je model validován. Atribut stáří trestného činu byl rovněž využit pro stratifikaci při 

rozdělení na trénovací a testovací sadu, aby rozdělení bylo reprezentativní a případně 

nedocházelo k nerovnoměrnému výběru například pouze starších trestných činů. 

Resampling 

Bylo vyzkoušeno několik metod převzorkování. Základní Oversampling 

a Undersampling prostřednictvím knihovny Imbalanced learn: 

• Tomek links: metoda undersamplingu, která spočívá v detekci blízkých 

dvojic, ale opačných tříd a následně se odstraní záznam početnější třídy ve 

dvojici. To zvětší prostor mezi jednotlivými třídami a usnadní klasifikaci. 

• Undersampling Cluster Centroids: Tato technika generuje centroidy na 

základě shlukovacích metod, data se předem seskupí podle nalezené 

podobnosti, tak aby se zachovala informace. Tato metoda je mnohem více 

výpočetně náročná a nepřináší v tomto případě lepší výsledky. 

• SMOTE (Synthetic Minority Oversampling TEchnique): Na základě již 

existujících prvků minoritní třídy se generují další prvky. Náhodně je 
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vybrán záznam z méně početnější třídy a k němu je spočítán k-nejbližních 

sousedů. Vygenerované záznamy jsou přidány mezi vybraný bod a jeho 

sousedy. Tato metoda se často označuje za velmi vhodnou a oblíbenou pro 

oversampling [34], [35], [36]. 

• Poslední metodou je kombinace oversamplingu SMOTE a undersamplingu 

Tomek links. Převzorkování se aplikuje pouze na trénovací sadu dat. 

Trénovací data po aplikaci této metody obsahovala 99303 záznamů, kde se 

nic nestalo a stejné množství záznamů, kde k nějakému deliktu došlo. 

SMOTETOMEK [37] je v tomto případě nejúspěšnější metodou většina 

testovaných algoritmů dosahovala nejlepších výsledků F1-Score, když byla na 

převzorkování použita právě tato metoda, viz (Tab 2) a (Graf 5), který ukazuje 

průměrovaný výsledek všech algoritmů pro jednotlivé metody převzorkování.  

Tab 2 - Porovnání převzorkovacích metod na vstupních datech pro vybrané algoritmy se základním nastavením podle 

F1-score 

ALGORITMUS  BEZ  
PŘEVZORKOVÁNÍ 

RANDOM  
OVERSAMP

LING 

RANDOM  
UNDERSAMPLING 

SMOTE TOMEK LINKS KOMBINACE  
SMOTETOMEK 

DECISION TREE  0,456 0,440 0,436 0,456 0,469 0,470 

RANDOM FOREST 0,504 0,519 0,462 0,554 0,538 0,551 

XGBOOST 0,524 0,490 0,488 0,570 0,565 0,561 

NAIVE BAYES 0,556 0,574 0,571 0,574 0,573 0,576 

K=3 NEAREST NEIGHBOR 0,448 0,477 0,306 0,487 0,477 0,493 

LOGISTIC REGRESSION 0,491 0,578 0,578 0,577 0,528 0,577 

PRŮMĚRNÝ VÝSLEDEK 0,497 0,513 0,474 0,536 0,525 0,538 
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Graf 5 - průměrná hodnota F1-score všech algoritmů podle metody převzorkování 

4.4. Výběr algoritmů 

Bylo vybráno několik algoritmů z několika druhů. Z jednodušších algoritmu je zde  

zastoupená logistická regrese, Naive Bayes a K-Nearest Neighbor. Z rozhodovacích 

stromů byl vybrán klasický Decision Tree, složitější Random Forest a zástupce 

boostovacích rozhodovacích stromů XGBoost. Tyto algoritmy byly porovnány na stejném 

vstupním datasetu. Parametry jednotlivých algoritmů byly nastaveny podle nejlepších 

dosažených výsledků za použití křížové validace. Existuje několik metod pro hledání 

nejlepších hyperparametrů pro nastavení algoritmů založených na křížové validaci. Často 

používané jsou Grid search a Randomized Search [38]. 

4.5. Nastavení parametrů jednotlivých algoritmů 

Grid Search  

Při použití Grid Search postup spočívá ve vytvoření matice parametrů a jejich 

hodnot. Funkce tak prochází všechny možné kombinace jednotlivých hodnot různých 

parametrů. Trénování modelu probíhá tolikrát, kolik je kombinací hodnot parametrů krát 

určený počet trénovaní s danou kombinací, který určíme. S více hodnotami v hledacím 



38 

 

poli značně narůstá časová náročnost, ale máme jistotu, že se vyzkouší všechny možnosti. 

Proto se Grid Seach používá v případě, že hledáme mezi menším počtem parametrů 

a jejich hodnot [1]. 

Randomized Search 

Na začátku je několik hodnot parametrů vypsáno ve vyhledávacím poli. Rozdíl 

oproti Grid Search spočívá v tom, že se neprohledávají všechny kombinace hodnot 

parametrů, ale pouze určený počet náhodně vybraných kombinací. Při použití máme 

naprostou kontrolu nad tím kolikrát se bude model trénovat nezávisle na tom, kolik 

parametrů a jejich hodnot se v matici nachází. Výhodou je, že můžeme zkoušet daleko 

více hodnot jednotlivých hypeparametrů s menší časovou náročností. Nevýhodou je, že 

nevyzkoušíme všechny možné kombinace [1]. 

Pro výběr nejlepších hyperparametrů parametrických algoritmů pro zlepšení F1-

score byla použita metodika Random Search. Tato funkce je obsažena v knihovně 

Sklearn – RandomizedSearchCV(). 

Decision Tree Classifier 

V případě tohoto algoritmu byly nastavovány následující hyperparametry. 

Max_depth, který ovlivňuje hloubku neboli větvení rozhodovacího stromu. Dále 

min_samples_split, který určuje minimální počet vzorků potřebných k rozdělení uzlu. 

Pokud je počet uzlů ve vzorku menší než definovaná hodnota, uzel se rozdělí a stane se 

listem. Vyšší hodnota značí jednodušší strom. A poslední min_samples_leaf, který 

nastavuje minimální počet vzorků, které musí být v listovém uzlu. Rozdělení nastane 

pouze tehdy, pokud zůstane v levé i pravé větvi alespoň takový počet trénovacích vzorků, 

který nastavíme tímto parametrem. To má za následek vyhlazení modelu. Po prohledaní 

kombinací hodnot byly jako nejlepší zvoleny následující: 

'min_samples_split': 10,  
'min_samples_leaf': 8,  
'max_depth': 11 
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Při testování bez těchto parametrů bylo dosaženo F1-score 0,471. Při natrénovaní 

modelu s nastavenými nejlepšími parametry se výsledek F1-score vylepšil na 0,571. 

Random Forest Classifier 

Random Forest Classifier má podobné parametry jako klasický rozhodovací strom. 

Byl nastaven navíc n_estimators, který určuje počet rozhodovacích stromů v náhodném 

lese. Nastavení vybraných hodnot parametrů podle Random search: 

'n_estimators‘: 100, 
'min_samples_split': 5,  
'min_samples_leaf': 2,  
'max_depth': None 

S tímto nastavením hyperparametrů bylo dosaženo F1-score 0,573. Se základním 

nastavením bylo F1-score 0,551. V případě toho algoritmu nebylo zlepšení tak výrazné. 

XGBoost 

Algoritmy založené na boostovacích rozhodovacích stromech mají obecně více 

hyperparametrů, které lze nastavit. Některé parametry jsou stejné jako u klasického 

rozhodovacího stromu nebo náhodného lesa. Parametr subsample určuje podíl záznamů 

z trénovací sady dat, která jsou náhodně vybraná pro každou iteraci trénování. 

Colsample_bytree určuje podíl sloupců, které budou náhodně vybrány pro trénování 

každou iteraci. Regularizační parametry reg_alpha (L1) a reg_lambda (L2), které 

ovlivňují váhu jednotlivých atributů. Používá se například ke snížení nadměrného 

přizpůsobení (overfittingu) modelu. Min_child_weight odpovídá minimálnímu počtu 

záznamů, které musí mít každý uzel v rozhodovacím stromu. Pokud váha uzlu klesne pod 

tuto hodnotu, tak bude uzel označen jako list, který se dále nevětví. Parametr gamma 

určuje minimální pokles chyby, který musí nastat, aby se v dané iteraci rozhodovací strom 

v uzlu dále dělil. Pokud je pokles chyby menší než zvolená hodnota strom se dále nedělí. 

Learning_rate ovlivňuje rychlost učení modelu během trénování během každé iterace. 

Vyšší hodnota znamená rychlejší učení, což ale zvyšuje riziko přetrénovaní modelu. Opět 

byl použit Random search pro nalezení nejvhodnějších parametrů. Zde je jejich nastavení:  

'learning_rate': 0.1, 
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'max_depth': 7, 
'n_estimators': 100, 
'gamma': 0.1, 
'min_child_weight': 1, 
'subsample': 0.9, 
'colsample_bytree': 0.6, 
'reg_alpha': 1, 
'reg_lambda': 0.1 

Nastavení těchto hodnot hyperparametrů pomohlo zvýšit F1-score na 0,591 

z původního 0,561. 

Naive Bayes Classifier 

Konkrétně byl použit GaussianNB model. Tento algoritmus patří mezi jednoduší, 

neobsahuje moc parametrů, které lze nastavit. Bylo vyhledáváno mezi hodnotami jen 

jednoho parametru: var_smoothing, který představuje podíl největší variance všech 

funkcí, který se přidává k variancím pro stabilitu výpočtu. Hodnoty mezi, kterýma je 

vyhledáváno určují různé úrovně vyhlazování. 

'var_smoothing': 1e-08 

F1-score se zlepšilo pouze o jednu tisícinu, konkrétně z 0,576 na 0,577. 

K Nearest Neighbor 

Nejdůležitější a zároveň povinný parametr je počet nejbližších sousedů 

n_neighbors. Určuje počet vzdálenostně nejbližších sousedních bodů, které budou použity 

pro klasifikaci nových dat. Doporučuje se nastavit na liché číslo, aby nemohlo dojít 

k situaci, kdy by hlasování skončilo nerozhodně. Dalším parametrem jsou váhy (weights), 

které ovlivňují klasifikaci nových dat do tříd. Výchozí varianta je uniform, což znamená, 

že všichni sousedé mají stejnou váhu. Druhou možností je hodnota distance, což je 

nastavení podle vzdáleností od nového bodu. Parametr algorithm nastavuje algoritmus pro 

výpočet nejbližších sousedů. Ve výchozím nastavení je výběr automatický, lze však 

vybrat ball_tree, kd_tree a brute. Poslední metoda není vhodná na větší datasety, protože 

počítá vzdáleností mezi všemi dvojicemi. Leaf_size určuje velikost listů použitých pro 

výpočet nejbližších sousedů. To ovlivňuje rychlost a přesnost výpočtu. Menší hodnota 
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znamená rychlejší výpočet, ale méně přesný. Posledním parametrem (metric) se nastavuje 

druh vzdálenosti. V základu je nastavená Euklidovská vzdálenost. Další jsou 

Manhattonovská a další. Zde jsou nejlepší hodnoty parametrů na základě vyhledání 

pomocí Random search: 

'n_neighbors': 3, 
'weights': 'uniform', 
'leaf_size': 13, 
'algorithm':'ball_tree' 

Počet nejbližších sousedů byl otestován i pomocí křížové validace. Z toho 

vyplynulo, že nejvíce vyhovující počet je 3. Při 1 nejbližším sousedovi je sice přesnost 

větší, ale to může implikovat nadměrné přizpůsobení modelu. 

 

Graf 6 - Přesnost modelu v závislosti na počtu nejbližších sousedů 

S nastavením těchto hodnot parametrů model nejevil známky zlepšení a F1-score 

zůstalo na 0,493. 

Logistická regrese 

U algoritmu logistické regrese byly testovány následující parametry. C, který 

kontroluje sílu regularizace. Parametr k nastavení optimalizačního algoritmu, solver. 

Hodnota byla nastavena na liblinear. 

C=100,  
solver='liblinear' 
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Bez nastavení parametrů logistická regrese dosahovala F1-score 0,577 a po 

vylepšení pomocí výše zmíněných parametrů se výsledek zlepšil na 0,58. 

Neuronová síť 

Metoda hlubokého učení byla založena na klasickém sekvenčním modelu, kde se 

skryté vrstvy skládají lineárně za sebe. Vstupní vrstva obsahuje 10 neuronů, protože je na 

vstupu 10 proměnných. Následně jsou dvě skryté vrstvy. První je složena z 8 neuronů 

a druhá ze 4. Jako aktivační funkce obou skrytých vrstev byla zvolen ReLu. Jelikož se 

jedná o binární klasifikaci, tak na výstupu byla nastavena funkce Sigmoid, která vrací 

hodnotu mezí 1 a 0. 

Model byl nastaven na maximálně 60 kroků učení. Aby bylo zabráněno přílišnému 

přizpůsobení modelu na daný dataset. Byla definována funkce Earlystopping(), která 

umožňuje monitorovat chybovou funkci modelu na validačních datech. V moment, kdy 

byla tato chyba nejmenší, se kroky učení zastavily. V tomto případě byl nalezen optimální 

model po 29 krocích. 
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5. VYHODNOCENÍ VÝSLEDKŮ 

Celkové výsledky jednotlivých algoritmů byly shrnuty do následující tabulky (Tab 

3). Taktéž byly vyobrazeny matice záměn pro jednotlivé modely (Obr. 14). V poslední 

části vyhodnocení výsledku je vizualizovaná čtvercová síť se zvýrazněnými buňkami, kde 

algoritmus predikoval, že trestný čin nastane zároveň s body, kde trestný čin skutečně 

nastal. 

Metrika Accuracy je zkreslená tím, že dataset nebyl vybalancovaný, proto nebude 

hodnocena. Jako nejdůležitější metrika v této práci bylo zvoleno F1-Score a Recall, které 

je důležitější než Precision, protože v případě predikce kriminality je lepší sledovat true 

positive predikce. Nejlepšího výsledku F1-Score dosáhl algoritmus XGBoost (0,591), což 

znamená, že dosahuje nejlepšího vyvážení mezi metrikami Precision (0,511) a Recall 

(0,702). Druhé nejvyšší F1-Score měla logistická regrese (0,580), dosáhla i druhé nejvyšší 

hodnoty Recall (0,754). Následuje Naive Bayes, který dosáhl F1 (0,577), ale zároveň měl 

nejmenší hodnotu Recall (0,621) a Precision byla u tohoto algoritmu nejvyšší (0,538). 

Další algoritmy, které se příliš výsledky od sebe nelišily jsou rozhodovací strom 

a náhodný les. Random Forest dosáhl F1 (0,573) a Decision Tree (0,571). Vyšší hodnoty 

Recall dosáhl DT (0,736). Nejhůře se umístil K Nearest Neighbor se třemi sousedy, F1 

(0,493) a Recall (0,633). Neuronová síť dosáhla hodnoty F1 (0,536), což je druhá nejnižší 

hodnota, ale na druhou stranu měla nejvyšší hodnotu Recall (0,862).  

Na obrázku (Obr. 14) jsou vyobrazeny matice záměn pro jednotlivé modely. 

Všechny algoritmy mají nejvyšší hodnotu true negative, což jsou buňky, kde nenastal 

žádný delikt a ani nebyl predikován, z tohoto důvodu metrika Accuracy dosahuje 

vysokých hodnot. Všechny modely mají menší chybu druhého druhu než chybu prvního 

druhu, což je v praxi výhodnější. Je lepší, když policejní hlídka v dané lokaci preventivně 

bude a k žádnému deliktu nedojde, než kdyby hlídka nebyla na místě a k trestnému činu 

došlo. Z Celkového hlediska je podstatné, aby byla chyba druhého druhu menší než 

prvního druhu. Můžeme tedy říct, že vhodný model je takový, který má největší počet true 

positive predikcí a zároveň nejmenší chybu druhého druhu, což nejlépe splňovala 

neuronová sít.  
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Neuronová síť dosáhla největší počet true positive predikcí a zároveň nejméně 

false negative predikcí, to vysvětluje nejvyšší hodnotu Recall. Počet true negative měla 

neuronová síť ze všech modelů nejnižší. Opakem je model Naive Bayes, který má sice 

největší počet true negative predikcí, ale nejmenší počet true positive predikcí a největší 

chybu druhého druhu, tudíž vyšel jako nejméně vhodný. To lze vidět i na obrázku (Obr. 

17). Ostatní modely se od sebe už velmi výrazně nelišily, přesné výsledky lze zjistit 

z tabulky (Tab 3). 

Tab 3 - Výsledky evaluačních metrik jednotlivých algoritmů 

  ACCURACY PRECISION RECALL F1-SCORE TP TN FP FN 

DECISION TREE  0,915 0,467 0,736 0,571 1537 23337 1759 550 

RANDOM FOREST 0,920 0,483 0,703 0,573 1467 23528 1568 620 

XGBOOST 0,926 0,511 0,702 0,591 1465 23693 1403 622 

NAIVE BAYESS 0,930 0,538 0,621 0,577 1296 23985 1111 791 

K=3 NEAREST NEIGHBOR 0,900 0,403 0,633 0,493 1322 23139 1957 765 

LOGISTIC REGRESSION 0,916 0,472 0,754 0,580 1574 23334 1762 513 

NEURAL NETWORK 0,885 0,389 0,862 0,536 1798 22267 2829 289 
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Obr. 14 - Matice záměn pro jednotlivé modely 
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Na následujících obrázcích jsou predikce zobrazeny v prostoru ve čtvercové síti. 

Červeně je zbarvená buňka pro, kterou byl predikován delikt. Zeleně jsou vyznačeny 

buňky, pro které delikt predikován nebyl. Černými body jsou označeny buňky, ve 

kterých v minulosti k trestnému činu došlo. Na výstupech lze porovnat, kde a jaký 

algoritmus predikoval delikt, a kde k deliktu skutečně došlo. Pokud je buňka červeně a je 

v ní i bod jedná se o true positive predikci, pokud je červeně a bod se v buňce nenachází, 

tak se jedná o false positive predikci. Přesný počet těchto predikcí lze zjistit z matice 

záměn výše (Obr. 14). 

  

Obr. 15 - Predikované buňky – DT Obr. 16 - Predikované buňky – RF 
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Obr. 20 - Predikované buňky – LR Obr. 18 - Predikované buňky – KNN 

Obr. 17 - Predikované buňky – NB Obr. 19 - Predikované buňky – XGB 
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Obr. 21 - Predikované buňky – NN 
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Na základě této práce bylo zjištěno, že model XGBoost, který umožňuje nastavení 

více parametrů než jednodušší algoritmy, byl ve výsledku přesnější, co se týče F1-Score. 

Neuronová síť nedosahovala nejlepšího F1-Score, ale na druhou stranu měla nejvyšší 

hodnotu Recall (0,815). Recall vyjadřuje míru toho, kolik skutečně pozitivních případu, 

které byly modelem predikovány správně. To lze vidět i na matici záměn, kde má 

neuronová síť nejmenší počet falešně negativních predikcí a zároveň největší počet 

opravdově pozitivních predikcí, což je v predikci kriminality nejžádanější. 

Obecně lepších výsledku v oblasti predikce kriminality dosahují algoritmy 

založené na boostovacích rozhodovacích stromech, které vynikají i svou rychlostí, 

algoritmus tohoto typu používá v praxi i PČR [15]. Neuronová síť je pomalejší při učící 

fázi, avšak také často dosahuje dobrých výsledků. Například v publikaci z roku 2020 [18] 

model neuronové sítě konkrétně LSTM překonal ostatní modely na datové sadě za použití 

pouze kriminálních činů. Tato studie také potvrzuje to, že s použitím dalších datových 

sad, geografických nebo socioekonomických modely dokážou predikci ještě zpřesnit. 

Proto v případě další práce by bylo vhodné tato data využít. 

Výsledky s jinými pracemi se porovnávají poněkud obtížně, protože v publikacích 

často není podrobněji popsaná metodika zpracování a předzpracování dat a často se na 

podobné problémy používá odlišná terminologie. Toto potvrzuje i publikace Kounadi 

a kol. [17], která systematicky shrnuje několik výzkumů na téma prostorové predikce 

kriminality. Některé modely lze přibližně porovnat na základě metriky F1-score. 

Při porovnání výsledků s publikací od autorů Lin a kol. z roku 2018 [19] bylo 

v mém případě dosaženo přesnější hodnoty F1-score u neuronové sítě. Konkrétně 0,536 

oproti 0,471, a to i bez využití další dat, např. výše zmíněných geografických nebo 

socioekonomických. Na druhou stranu byla v této práci použita větší čtvercová síť (strana 

čtverce 200 m) a modely obecně vykazují horší výsledky při použití čtvercové sítě 

s menší buňkou, a zde autoři pracovali s menší čtvercovou sítí (o straně 100 m). 

V problematice predikce kriminality v prostoru a čase je stále hodně technik 

a metod v rámci zpracování dat pro následné použití modelů strojového učení, které stojí 

za to porovnat. Velmi také záleží na použité datové sadě. Obecně při použití čtvercové 
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nebo jiné sítě nastává problém s nerovnoměrným rozložením záznamu v datové sadě. 

Proto je i vhodné se zaměřit na porovnání technik, které tento problém řeší, můžou to být 

techniky oversamplingu, undersamplingu, což bylo v této práci částečně provedeno. Nebo 

případně využít thresholding. Další možností by mohlo být odstranění buněk, ve kterých 

nikdy k žádnému deliktu nedošlo a ponechat pouze ty, kde nastal alespoň jeden trestný 

čin za určité období. 
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6. ZÁVĚR 

Cílem této diplomové práce bylo na základě zkušeností ze světa a Česka vybrat 

a otestovat vhodné algoritmy strojového učení na reálných datech PČR na území města 

Ostravy.  

V práci se nebyla použita žádná další dodatečná data, například geografická nebo 

socioekonomická, jelikož hlavním záměrem nebyla snaha najít nejlepší možný model, ale 

porovnat více jednotlivých algoritmů. Pro trénování modelů byla využita pouze data 

týkající se trestných činů a proměnné, odvozené z těchto dat. Následně byly modely 

optimalizovány tak, aby poskytovaly co nejlepší výsledky. I přes to, že byla použita pouze 

tato data jsou výsledky poměrně uspokojivé. Pro další zlepšení přesnosti predikce je určitě 

nutné získat a použít další data související s kriminalitou. Zároveň s rozsáhlejší datovou 

sadou je méně vhodné používat jednodušší algoritmy strojového učení, ale zaměřit se 

spíše na komplexnější modely, například různé typy boostovacích rozhodovacích stromů 

nebo neuronových sítí. 

Jako nejlepší v této práci pro účel predikce kriminality můžeme považovat 

neuronovou síť vzhledem k nejmenšímu počtu false negative predikcí a největšímu počtu 

true positive predikcí. V rámci tohoto se nejhůře umístil méně komplexní algoritmus 

Naive Bayes. Na základě hodnot F1-Score a Recall se nejhůře umístil K Nearest Neigbor. 

Model založený na algoritmu XGBoost dosahoval nejvyšší hodnoty F1-score. Zbylé 

algoritmy jako Decision Tree, Random Forest a Logistická regrese neměly příliš odlišné 

výsledky.  

Co se týče volby algoritmu pro predikci kriminality, tak na základě rešerše jsou 

vhodnější komplexnější algoritmy, jako příklad lze uvést XGBoost nebo i jiné algoritmy 

založené na boostovacích stromech, které mohou být vhodné z hlediska přesnosti predikce 

a rychlosti učení. Neuronové sítě jsou více komplexní a často dosahují nejlepších 

výsledků. To je dáno tím, že neuronová síť má více možnosti nastavení než klasické 

algoritmy strojového učení. Ovšem jejich velkou nevýhodou je pomalejší učení. V praxi 

je potřeba pro predikci kriminality modely neustále přetrénovávat co nejaktuálnějšími 

daty.  
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Pro nastavení parametrů jednotlivých algoritmů byla v této práci použita metoda 

Randomized Search, protože vyhledávání probíhalo mezi větším množstvím parametrů 

a v takovémto případě je tato metoda rychlejší. Pro rozsáhlejší prohledaní vhodných 

parametrů je vhodné zvážit použití metody Grid Search, je ale nutné počítat s delším 

výpočetním časem. 

Data o kriminálních činech agregovaná do čtvercové nebo jiné sítě mají většinou 

nerovnoměrné rozložení. Proto je vhodné využít některou z metod převzorkování 

k dosažení stejného počtu rozložení tříd v trénovacím datasetu. V případě této práce se 

osvědčila kombinovaná metoda SMOTE a Tomek links, ovšem vždy je doporučeno 

otestovat několik metod na konkrétní datové sadě. 
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