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Abstrakt

Tato diplomová práce popisuje fungování relief algoritmů a jak je lze využít k extrahování relevant-
ních atributů (feature selection) za účelem předzpracování dat pro lepší práci. Vytvořena byla také
experimentální aplikace s několika verzemi relief algoritmů k ověření funkčnosti algoritmů a prová-
dění experimentů s následnou vizualizací výstupu v podobě shlukování nad zpracovanými daty. K
závěru popíšeme praktické příklady a použití relief algoritmů v rámci předzpracování dat.

Klíčová slova

výběr rysů; relief; C#; předzpracování dat; diplomová práce

Abstract

This master thesis describes how relief algorithms work and how to use them in extraction of relevant
attributes (feature selection) to preprocess data. We made an experimental application with various
implementations of relief algorithms to verify their functionality and to realize various experiments.
Application includes visual output in form of clustering of processed data. As a conclusion we
describe practical usages of relief algorithms in data preprocessing.
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Kapitola 1

Úvod

Tato diplomová práce je zaměřena na algoritmy pro výběr rysů, jejichž úkolem je ve většině případů
zredukovat vstupní dataset o atributy, které nemají veliký vliv v rozhodování se, o jaký typ objektu
se jedná. Tyto relief algoritmy[1] tak mohou sloužit například pro předzpracování (preprocessing)
dat, kdy budeme mít velké množství atributů, které jsou pro určení typu objektů zanedbatelné nebo
naopak určení typu objektu by mohly ještě více zkomplikovat. Typickým příkladem by mohlo být
využití ve zdravotnictví, kdy je evidováno velké množství informací o pacientovi a my budeme chtít
určit, zda pacient trpí nějakou nemocí nebo nikoliv nebo třeba jestli je u něj více pravděpodobné, že
by nějakou nemoc mohl dostat. Abychom toto dokázali určit, nepotřebujeme znát veškeré informace
o pacientovi, právě naopak, přebytek dostupných informací, podle kterých budeme vyhodnocovat,
zda pacient má nebo nemá nějakou nemoc nebo je na ni náchylnější je spíš ke škodě než k užitku.
K určení, jestli má pacient chřipku nebo ne asi nepotřebujeme vědět, jakou má např. barvu vlasů
nebo jak je vysoký. Spíše nás bude zajímat, jestli třeba nemá kašel, bolesti v krku nebo teplotu, což
jsou naopak příznaky typické pro toto onemocnění. Drtivá většina ostatních informací o pacientovi
nás už potom zajímat nebude. Což je přesně úloha relief algoritmů - najít takové informace, které nás
budou zajímat a podle kterých určíme, zda onu chřipku má nebo naopak ne. Jak jednou řekl George
Fuechsel „Garbage in, garbage out.“[2] při výuce studentům, počítač poskytuje pouze výsledky
na základě vstupu a pokud mu dáme špatný vstup, pochopitelně nemůžeme očekávat relevantní
výsledek. U analýzy dat to platí taktéž, pokud bychom analyzovali, zda pacient má chřipku podle
barvy vlasů, výšky, váhy a spousty dalších zcela nerelevantních parametrů, nemůžeme čekat, že
dokážeme vyvodit správný závěr.

Bude vytvořena jednoduchá experimentální webová aplikace umožňující načíst libovolný dataset,
nastavit základní parametry pro výpočet a provést samotný výpočet použitím několika verzemi
implementace relief algoritmů. Pro demonstraci smyslu těchto algoritmů bude aplikace taktéž umět
provést následné shlukování na základě nalezených významných atributů, a také shlukování na
základě všech atributů pro jednoduché porovnání a posouzení přínosu těchto algoritmů.

V první kapitole Výběr rysů pomocí reliefu bude popsána hlavní myšlenka a celkově budou vy-
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světleny obecné pojmy nezbytné k pochopení principu fungování těchto relief algoritmů. V druhé
kapitole Relief metody se zaměříme na již konkrétně vybrané algoritmy, které budou implemento-
vané v experimentální aplikaci. Třetí kapitola Experimentální aplikace je věnovaná samotné webové
aplikaci sloužící pro provádění výpočtů nad různými datasety. V podkapitole Provedené experimenty
pak bude v rámci ověření funkčnosti aplikace provedeno několik experimentů nad různými datasety.
V kapitole Ověření časové složitosti se zaměříme na časovou náročnost algoritmů a ověříme, jakým
způsobem narůstá čas potřebný k výpočtu s narůstající velikostí vstupního datasetu. V kapitole
Generování datasetů popíšeme jednoduchou aplikaci pro generování datasetů, která byla využita
pro ověření časové náročnosti. Dále v kapitole Praktické využití relief algoritmů se budeme bavit
o praktickém využití těchto algoritmů a uvedeme několik konkrétních příkladů pro lepší porozu-
mění. V Závěru už pak pouze shrneme důležité poznatky a čeho bylo v rámci této diplomové práce
dosaženo.

1.1 Algoritmy pro výběr rysů

V této diplomové práci se zaměříme převážně na základní verzi algoritmu Relief[1], který byl navržen
pro práci se dvěma třídami objektů a má řadu nedostatků a dále se budeme zabývat algoritmem Re-
liefF[1], který je velmi známým rozšířením původní verze Relief algoritmu, ta již dokáže zpracovávat
datasety s vícero typy objektů a je díky hledání vícero nejbližších sousedů více odolnější vůči šumu.
Šum je tvořen v případech, kdy máme v datasetu velmi mnoho atributů, které nejsou relevantní.
Původní Relief algoritmus je sice také možné spustit nad datasety s vícero typy objektů, ale algorit-
mus s tímto nepočítá, a tak se výsledky mohou lišit než v případě ReliefF algoritmu, který na tento
problém byl navržen. Tyto algoritmy Relief a ReliefF a i všechny další, které dále zmíníme fungují
na principu hledání nejbližších sousedů, podle kterých se následně vyhodnocuje relevance atributů.
Díky tomuto vyhledávání, kvůli kterému ke každému objektu musíme najít alespoň jednoho sou-
seda se stejnou třídou a alespoň jednoho souseda s opačnou třídou, musíme provést porovnání každý
s každým, a proto se z hlediska časové složitosti řadí relief algoritmy mezi kvadratickou časovou
složitost.

Existuje mnoho dalších algoritmů pro výběr rysů (feature selection). Ty nejznámější zde alespoň
krátce popíšeme.

RReliefF

RReliefF je adaptací ReliefF algoritmu a využívá se převážně pro datasety, kde je velmi mnoho tříd,
proto v regresních úlohách tak není možné použít původní Relief nebo ReliefF algoritmy. Adaptace
RReliefF algoritmu spočívá převážně v zavedení pravděpodobnosti odhadu, že se předpovězené třídy
instancí budou lišit. [3]
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Relieved-F

Tento algoritmus se více zaměřuje na výběr podmnožiny atributů tak, aby atributy byly mezi sebou
co nejrelevantnější. Dokáže také daleko lépe pracovat s datasety, které obsahují větší množství
chybějících hodnot a je tak daleko více robustnější. [4]

Iterative Relief

Běžné relief algoritmy přiřazují váhy k atributům podle jejich důležitosti. Nejznámější algoritmus
ReliefF, o kterém je i tato práce, je relativně neobjektivní. Snižuje relevanci některých atributů a
zároveň zvyšuje relevanci jiných atributů, přestože tolik relevantní nejsou. Iterative Relief se tento
problém snaží řešit a na některých úlohách podává lepší výsledky než ReliefF. [5]

I-Relief

Tento algoritmus je dalším vylepšením Iterative Relief algoritmu. Řeší převážně problémy u da-
tasetů, kde je velké množství nerelevantních atributů. Klíčovou myšlenkou je rozložit nelineární
časovou složitost algoritmu do několika lineárních kroků v rámci lokálního učení se relevance jed-
notlivých atributů, a tuto znalost poté převede do globálního spektra v rámci zjištění relevance
napříč všemi atributy. [6]

TuRF

TuRF značí Tuned ReliefF a je tedy vylepšením původního ReliefF algoritmu. Využívá se převážně
pro genetické datasety, kde je velmi mnoho nerelevantních atributů. Myšlenka spočívá v opakovaném
vyhodnocování vah atributů a systematického odstraňování těch nejhorších atributů pro zlepšení
celkového výsledku. [7]

Evaporative Cooling ReliefF

Tento algoritmus zavádí metodu „chlazení odpařováním“ při hledání optimálních atributů s co
nejmenším šumem. Tato metoda používá analogicky termodynamickou volnou energii v kombinaci
s ReliefF algoritmem a vzájemnou informací, aby odstranila co nejvíce šumu. [8]

EReliefF

Další rozšíření algoritmu ReliefF se zaměřuje na problémy jako zkreslené vyhodnocení ohodnocení
atributů při malém počtu instancí a při nedostatku nalezených nejbližších sousedů a několik dalších
problémů. Rozšířená verze EReliefF tyto problémy úspěšně řeší a podává lepší výsledky než původní
ReliefF algoritmus. [9]
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VLSReliefF

Rozšíření algoritmu ReliefF (Very Large Scale ReliefF) se zaměřuje převážně na obrovské datasety,
kde klasickému ReliefF algoritmu trvá výpočet extrémně dlouho, což se toto rozšíření snaží řešit
výběrem jen určitých podmnožin atributů zahrnutých do výpočtu. [10]

ReliefMSS

Další rozšíření algoritmu ReliefF, který do výpočtu váhy atributu přidává také informaci z vah
ostatních atributů. Tato informace pak pomáhá k lepšímu a rychlejšímu výsledku zrpacování. [11]

SURF

Spatially Uniform ReliefF (SURF) je algoritmus zaměřený na hledání atributů, které spolu vzájemně
nějakým způsobem interagují. Původní ReliefF takové atributy nedokázal detekovat příliš dobře
kvůli častému výskytu šumu v těchto datech. SURF dokonce dokáže poskytnout lepší výsledky než
vylepšená verze TuRF. [12]

SURF*

SURF Star je dalším vylepšením algoritmu SURF, který dokáže poskytnout ještě lepší výsledky.
Zavádí do výpočtu také vzdálenější sousedy namísto jen těch nejbližších a tato vzdálenost je pak
zohledněna v přepočtu váhy atributu. [13]

SWRF*

Sigmoid Weighted ReliefF Star (SWRF*) je vylepšením SURF* algoritmu. Zajišťuje ještě lepší
výsledky a umí si poradit i s nelineárními závislostmi mezi atributy. Také byl vyvinut Modular Relief
Framework pro snažší rozšiřování relief algoritmů. Pomocí tohoto frameworku byl také SWRF*
vytvořen. [14]

MultiSURF*

MultiSURF* je dalším rozšířením SURF* algoritmu, který dokáže poskytnout větší přesnost, ale
také dokáže dataset zpracovat v lineárním čase. Spočívá v porovnávání pouze blízkých a vzdálených
sousedů. [15]

ReliefSeq

ReliefSeq byl vyvinut pro specifické datasety pro RNA-seq data. Algoritmus adaptuje počet nejbliž-
ších sousedů pro každý genom pro optimální přepočet vah a dokáže najít jak hlavní rysy, tak také
vzájemné interakce mezi atributy. [16]
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MultiSURF

Tento algoritmus je zjednodušená verze algoritmu MultiSurf* vynecháním ohodnocováním vzdále-
ných sousedů. V rámci vytvoření tohoto algoritmu vzniklo také prostředí ReBATE implementující
několik Relief algoritmů sloužící pro testování. [17]

STIR

STatistical Inference Relief je algoritmus, který zcela přeformulovatl původní relief přepočet vah
atributů. Dokáže rozeznat interakce mezi atributy a stejně tak důležitost jednotlivých atributů. [18]

1.1.1 Shrnutí

Krátké shrnutí zmíněných algoritmů je popsáno v tabulce 1.1.
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Algoritmus Popis
RReliefF Algoritmus dále rozšiřující algoritmus ReliefF zavede-

ním regrese pro třídy se spojitými hodnotami.
Relieved-F Zlepšuje robustnost algoritmu převážně pro datasety s

chybějícími hodnotami.
Iterative Relief Odlišný přístup hledání nejbližších sousedů.
I-Relief Další vylepšení Iterative Relief algoritmu. Myšlenka lo-

kálního učení se mezi jednotlivými iteracemi.
TuRF Algoritmus se zaměřuje na eliminaci velkého množství

šumu a rozsáhlých datasetů.
Evaporative Cooling ReliefF Podobně jako TuRF, snaží se eliminovat šum ve vel-

kých datasetech úplným odebráním nejméně význam-
ných atributů z výpočtu.

EReliefF Řeší problémy s chybějícími daty a vícero typy objektů.
VLSReliefF Výrazně zlepšuje efektivitu při velkém množství atri-

butů porovnáváním jen určité množiny atributů.
ReliefMSS Zavádí výpočet vah atributů relativně k průměrné od-

chylce mezi instancemi.
SURF Hledá nejbližší sousedy pomocí vzdálenosti dané in-

stance a průměrné vzdálenosti všech instancí.
SURF* (Surf Star) Rozšíření SURF pro hledání také vzdálených sousedů a

aplikování invertovaného skórování.
SWRF* Rozšíření SURF* algoritmu zahrnující vzdálenost pře-

sahující určitou mez.
MultiSURF* MultiSURF* rozšiřuje algoritmus SURF* a zavádí při-

způsobení hranic vzdálenosti nejbližšího/nejvzdáleněj-
šího souseda na základě průměrné směrodatné od-
chylky.

ReliefSeq Zavádí nový parametr k pro flexibilnější určení efektů.
MultiSURF Algoritmus je zjednodušením algoritmu MultiSURF*

vynecháním ohodnocováním vzdálených sousedů.
STIR Zcela přeformuloval výpočet původního relief algoritmu.

Tabulka 1.1: Další relief algoritmy
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Kapitola 2

Výběr rysů pomocí reliefu

Na úvod budeme muset vyjasnit několik často používaných pojmů, bez nichž bude pro čtenáře velmi
obtížné pochopit, o co se jedná.

Začneme z úvodu již několikrát zmíněným pojmem dataset. Co si pod tímto pojmem vlastně
představit? Dataset není v podstatě nic jiného než nějaká tabulka s daty, ze které se poté čerpá. Může
být zapsána mnoha způsoby, ale typicky se používá formát CSV (Comma Separated Values), kde
jak název napovídá, jednotlivé sloupečky jsou od sebe odděleny znakem ’,’ (čárkou - z anglického
comma). Jednotlivé řádky tabulky potom představují samotné objekty neboli to, co je nějakým
způsobem reálné. Tomuto objektu budeme také říkat instance. Instance je tedy jeden konkrétní
řádek z datasetu a reprezentuje konkrétní objekt reálného světa. Naopak sloupce označují vlastnosti
daného objektu nebo co objekt umí. Jedná se o jakýsi abstraktní popis, co je daný objekt schopen
vykonávat nebo jak vypadá. Těmto vlastnostem budeme říkat atributy.

Nejlepší pro pochopení bude asi ukázat nějaký konkrétní příklad datasetu, který je znázorněn
v tabulce 2.1. Upozorňujeme, že dataset je smyšlený a neodpovídá reálným vozidlům.

Značka Barva Převodovka Max rychlost Spotřeba Typ

Mitsubishi Červená 5 192 Nízká OA

Nissan Stříbrná 6 280 Střední OA

Man Bílá 12 90 Vysoká NA

Scania Černá 9 90 Vysoká NA

Tabulka 2.1: Tabulka fiktivních vozidel
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Na tomto datasetu můžeme pozorovat několik dalších poznatků. První věc, která je zřejmá na
první pohled je, že máme různé datové typy v jednotlivých sloupcích. Můžeme pozorovat, že máme
výčtový popis vlastnosti jako značka a barva. Těmto atributům se také říká nominální. Dále si
můžeme všimnout, že tyto vlastnosti jsou vzájemně neporovnatelné. Nemůžeme říct, že červená je
třeba větší nebo lepší než bílá. Naopak u atributu spotřeby, který je také nominální můžeme prvky
mezi sebou porovnávat. Nízka spotřeba bude logicky nižží než střední nebo vysoká a ačkoliv jsou
tyto vlastnosti stále textové, můžeme s nimi pracovat o něco lépe. Takovým atributům budeme
navíc říkat také ordinální, jelikož se dají seřadit a porovnávat. Zbytek atributů je číselný, což je
pro relief algoritmy žádoucí, jelikož s čísly se dá v informatice obecně lépe pracovat. Číselným
atributům říkáme také numerické. Numerické atributy můžeme dále dělit na interval-scaled a ratio-
scaled. U interval-scaled atributů nedává smysl provádět některé operace jako násobení nebo dělení.
Můžeme například říct, že jedna teplota měřená ve stupních Celsia je větši nebo menší než jiná,
případně se můžeme ptát na konkrétní konstantu, například jestli je teplota větší než 25 °C. Už
ale nedává smysl říct například, když při teplotě -1°C řekneme, oblečte se 2× tepleji. Jak se potom
obléknete 2× tepleji, když bude venku 25 °C? Taková operace zkrátka nedává smysl. Naopak u ratio-
scaled atributů dávají smysl veškeré matematické operace. Pokud budeme mít teplotu neměřenou
ve stupních Celsia, ale v Kelvinech, kde 0 představuje absolutní nulu, tam už můžeme říct, že 20 je
opravdu 2× více než 10. Dalším dost důležitým atributem je poslední atribut typ, který nám říká,
zda se jedná o osobní automobil (OA) nebo nákladní automobil (NA). Tento atribut rozlišující o jaký
objekt se jedná je velmi důležitý, protože jak si brzy ukážeme, relief algoritmy s tímto rozlišujícím
atributem úzce pracují. Tomuto důležitému atributu budeme dále říkat třída nebo typ objektu.

Shrňme tedy několik základních poznatků o typech atributů v tabulce 2.2, určující, jaké operace
je možné s těmito typy atributů provádět.

Nominální Ordinální Interval-scaled Ratio-scaled

Rozdělení četností Ano Ano Ano Ano

Medián Ne Ano Ano Ano

Sčítání a odečítání Ne Ne Ano Ano

Průměr nebo od-
chylka

Ne Ne Ano Ano

Poměr nebo vari-
ační koeficient

Ne Ne Ne Ano

Tabulka 2.2: Operace s typy atributů
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Formát CSV není vhodný pro příliš velké datasety, kde by hledání nejbližšího souseda mohlo
trvat velmi dlouhou dobu. Pro velmi rozsáhlé datasety je vhodné data ukládat v podobě nějaké
databázové struktury, kde by bylo možné nejbližší sousedy hledat efektivněji, například v rámci
rozdělení do k-d stromu, kde by poté časová složitost nemusela být O(N2), ale jen O(N×log(N).[19]
Toto rozdělení by však nemuselo být vhodné v případě, kdy budeme mít velmi mnoho atributů, ale
jen v případech, kdy máme velmi mnoho instancí.

2.1 Základní myšlenka

Hlavní myšlenka relief algoritmů spočívá v odhadu vhodnosti atributů na základě toho, jak jsou si
jednotlivé hodnoty v různých instancích blízké.

Mějme náhodnou instanci z datové sady. Abychom mohli odhadovat vhodnost atributů, nalez-
neme nejbližší instanci se stejnou třídou jako naše náhodná instance a nejbližší instanci s opačnou
třídou. Těmto instancím se také často říká „Nearest hit“ a „Nearest miss“.

Po nalezení těchto instancí porovnáváme jednotlivé atributy. Pokud jsou hodnoty pro daný
atribut od sebe velmi vzdálené a jedná se o instanci se stejnou třídou, tak to znamená, že tento
atribut nehraje příliš velkou roli v určení dané třídy, a tak se kvalita daného atributu sníží. Naopak,
pokud budou hodnoty atributů od sebe vzdálené a bude se jednat o instanci s opačnou třídou,
je to žádoucí, protože daný atribut od sebe rozlišuje tyto třídy, a tak se kvalita atributu zvýší.
Upozorněme, že relevance atributu se v tomto případě vztahuje pouze na konkrétní 2 porovnávané
dvojice. Neznamená to, že by atribut byl nerelevantní nebo naopak velmi relevantní celkově. Při
porovnávání s jinou dvojicí mohou být nerelevantní nebo naopak velmi relevantní úplně jiné atributy.

Tato myšlenka je lépe znázorněna na obrázku 2.1.

Obrázek 2.1: Příklad ohodnocení instance

Tento proces je opakován N krát, kde N může být buďto počet instancí nebo uživatelem zvolené.
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Pro úplné pochopení myšlenky mějme velice triviální dataset s dvěma typy vozidel: osobní au-
tomobil a autobus. U těchto vozidel budeme evidovat pouze 2 atributy: počet dveří a kapacitu
cestujících. Zde je zřejmé, že podle počtu dveří nebudeme schopni rozhodnout, zda se jedná o
autobus nebo osobní automobil, protože osobní automobily zpravidla mívají 5 dveří stejně jako
dlouhé kloubové autobusy a automobily coupé zpravidla mívají 3 dveře stejně jako krátké autobusy.
Očividně tak budeme předpokládat, že podle atributu kapacity cestujících budeme schopni rozhod-
nout, zda se jedná o autobus nebo osobní automobil. Správné vyhodnocení je znázorněno v sekci
Provedené experimenty.

2.2 Relief extension

Výše zmíněný postup funguje pouze pro datové sady, kde jsou pouze 2 třídy objektů. Algoritmus
sice je možné spustit pro datové sady s vícero třídami objektů, ale výsledky mohou být zkreslené.

Z tohoto důvodu byl původní algoritmus rozšířen tak, aby nebyl limitován jen na 2 třídy objektů,
a také, aby dokázal pracovat s chybějícími daty nebo se zkreslenými daty.

Stejně jako dříve, je vybrána náhodná instance, ale poté je nalezeno k nejbližších instancí ze
stejné třídy jako náhodná instance a k nejbližších instancí pro každou další třídu. Odhad kvality se
určuje velmi podobně jako v původním algoritmu, akorát se navíc počítá ještě s pravděpodobnostmi
pro výskyt dané třídy a průměrují se hodnoty z k nejbližších instancí.

2.3 Relief metody

2.3.1 Relief

Základní verze reliefu vycházející z pseudokódu publikace Theoretical and Empirical Analysis of
ReliefF and RReliefF [1]. Rovnice pro přepočet kvality atributu vypadá následovně:

Scores[j] =
A∑︂

j=0
−diff(a[j], i[j], h[j])

N
+ diff(a[j], i[j], m[j])

N
(2.1)

Kde N je počet instancí, A je počet atributů, i[j] je konkrétní atribut z instance i, a[j] je
konkrétní atribut, h[j] je atribut z nearest hit instance a m[j] je atribut z nearest miss instance.
Funkce diff(a, i, j) vypadá následovně:
Pro numerické hodnoty: = |i−j|

max(A)−min(A)
Kde max(A) a min(A) jsou největší/nejmenší hodnoty ze všech instancí pro atribut A.
Pro nominální i ordinální hodnoty funkce vrací 0, pokud se hodnoty rovnají a 1, pokud se hodnoty
nerovnají.

Časová složitost algoritmu je
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O(N2 ×A) (2.2)

Tato časová složitost je podrobněji popsaná v sekci Ověření časové složitosti.
Pseudokód algoritmu je znázorněn v algoritmu 1.

2.3.2 ReliefF

Rozšířená verze reliefu pracující s více třídami objektů, vycházející z pseudokódu publikace Theo-
retical and Empirical Analysis of ReliefF and RReliefF [1]. Rovnice pro přepočet kvality atributů
vypadá následovně:

Scores[j] =
A∑︂

j=0
−diff(a[j], i[j], h[j])

N × k
+

∑︂
c ̸=class(i[j])

P (c)
1− P (class(i[j]))

k∑︂
m

diff(a[j], i[j], m[j, c])
N × k

(2.3)
Kde N je počet instancí, A je počet atributů, i[j] je konkrétní atribut z instance i, a[j] je

konkrétní atribut, h[j] je atribut z nearest hit instance, m[j,c] je atribut z nearest miss instance pro
třídu c, P(c) je pravděpodobnost výskytu instance s třídou c a k je počet hledaných sousedů.
Funkce diff(a, i, j) vypadá následovně:
Pro numerické hodnoty: = |i−j|

max(A)−min(A)
Kde max(A) a min(A) jsou největší/nejmenší hodnoty ze všech instancí pro atribut A.
Pro nominální i ordinální hodnoty funkce vrací 0, pokud se hodnoty rovnají a 1, pokud se hodnoty
nerovnají.

Časová složitost algoritmu je

O(N2 ×A) (2.4)

Tato časová složitost je podrobněji popsaná v sekci Ověření časové složitosti.
Pseudokód algoritmu je znázorněn v algoritmu 2.

2.3.3 ReliefConsistent a ReliefFConsistent

Tyto algoritmy byly upraveny tak, aby nevybíraly náhodný prvek, ale postupně vyhodnotily každou
instanci, což vede ke konzistenci výsledků, zatímco algoritmy Relief a ReliefF mohou při opakovaném
spuštění vracet rozdílné výsledky, což není žádoucí.

Časová složitost obou algoritmů je opět stejná jako jejich náhodné verze, tedy:

O(N2 ×A) (2.5)

Což je podrobněji popsáno v sekci Ověření časové složitosti.
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Algorithm 1 Relief
Scores← List(a)
for i < n do

ri← data[random]
hit← NearestHit(i)
miss← NearestMiss(i)
for j < a do

Scores[j]← Scores[j]−Diff(j, ri, hit) + Diff(j, ri, miss)
end for

end for
for i < a do

Scores[i]← Scores[i]/n
end for

function Diff(featureIndex, a, b)
return Abs(a[featureIndex] − b[featureIndex])/Max(data[featureIndex]) −

Min(data[featureIndex])
end function

function NearestMiss(sampleIndex)
shortestDistance←MAX
currentDistance← NULL
index← NULL
for i < n do

if class(data[sampleIndex]) ̸= class(data[i]) then
currentDistance← 0
for j < a do

currentDistance← currentDistance + data[sampleIndex][j]− data[i][j]
if currentDistance2 < shortestDistance2 then

shortestDistance← currentDistance
index← i

end if
end for

end if
end for
return data[index]

end function
function NearestHit(sampleIndex)

...
Pseudokód funkce NearestHit je téměř totožný, liší se pouze v podmínce
if class(data[sampleIndex]) = class(data[i])ANDsampleIndex! = i then
end if
...

end function
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Algorithm 2 ReliefF
Scores← List(a)
for i < n do

ri← data[random]
hits← NearestHits(i, k)
misses← NearestMisses(i, k)
for j < a do

hDiff ← 0
missDiff ← 0
for l < k do

hDiff ← hDiff + Diff(j, ri, hits[l])/(n× k)
end for
for l < classesANDclass(l) ̸= class(ri) do

prob← classes[l]/(1− classes[ri])
tmp← 0
for o < missesANDclass(misses[o]) = class(l) do

tmp← tmp + Diff(j, ri, misses[o]/(n× k))
end for
missDiff ← missDiff + prob× tmp

end for
Scores[j]← Scores[j]− hitsDiff + missDiff

end for
end for
function NearestMisses(sampleIndex, k)

currentDistance← NULL
distances← KeyV alues(data.length)
for i < n do

if class(data[sampleIndex]) ̸= class(data[i]) then
currentDistance← 0
for j < a do

currentDistance← currentDistance + data[sampleIndex][j]− data[i][j]
distances.push(i, Abs(currentDistance))

end for
end if

end for
return first k smallest values from distances

end function
function NearestHits(sampleIndex, k)

...
Pseudokód funkce NearestHit je téměř totožný, liší se pouze v podmínce
if class(data[sampleIndex]) = class(data[i])ANDsampleIndex! = i then
end if
...

end function
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2.3.4 Shrnutí

Na závěr shrneme, že relief algoritmy slouží primárně k určení významnosti atributů, na základě
kterých dokážeme rozhodnout, o jaký typ objektu se jedná. V aplikaci, která bude dále popsána jsou
implementovány 2 hlavní varianty Relief a ReliefF, které však zpracují zvolené datasety s jistou for-
mou nahodilosti a k nim jejich velmi podobné odvozeniny RelifConsistent a ReliefFConsistent, které
ze zvoleného datasetu zpracují každou instanci právě jednou pro zajištění konzistentních výsledků
při opakovaném spuštění.
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Kapitola 3

Experimentální aplikace

K provádění experimentů byla vytvořena webová aplikace s velmi jednoduchým uživatelským roz-
hraním pro vybrání datového souboru a nastavení několika základních parametrů.

3.1 Specifikace zadání

Požadavky na experimentální aplikaci jsou následující:

1. Načtení datasetu různého formátu, převážně možnost načíst dataset rozdělený jiným oddě-
lovačem než ’,’ (čárka), možnost specifikovat, zda dataset obsahuje úvodní hlavičku s popisy
jednotlivých sloupců nebo zda první řádek datasetu obsahuje již samotná data. Dále mož-
nost specifikovat, jestli je významný atribut určující typ objektu jako první nebo poslední
(nepředpokládá se jiné umístění tohoto atributu).

2. Provedení samotného zpracování datasetu implementovanými algoritmy a prezentace výsledků
uživateli ve formě tabulky s jednotlivými algoritmy a naměřenými váhami pro jednotlivé atri-
buty. Uživatel bude moct také zobrazit tabulky odděleně seřazené od nejvýznamnějšího atri-
butu pro každý algoritmus zvlášť. V případě zobrazení v rámci jedné tabulky bude možné
atributy seřadit kliknutím na název algoritmu v hlavičce tabulky.

3. Vizuální zobrazení výsledků v podobě shlukování dat na základě nalezených významných
atributů a pro jednoduché porovnání také shlukování na základě všech atributů. Uživatel
bude moct zvolit, kolik shluků se má vytvořit a na základě kolika významných atributů se má
shlukování provést. Součástí vizuálního výstupu bude také graf sillhoute indexu zobrazující
kvalitu rozložení shluků.

4. Export tabulky s naměřenými váhami do formátu PDF pro uchování výsledku. Součástí PDF
bude také jednoduché shrnutí ve formě tabulky určující nejvýznamnější atribut pro každý
algoritmus.
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3.2 Řešení

Aplikace je psaná v jazyce C# a projekt je strukturován tak, aby hlavní knihovna aplikace obsahující
samotné implementace různých relief algoritmů nebyla závislá na samotné webové aplikaci, ale aby
ji bylo možné jednoduše přenést do jiné aplikace a znovu ji tak použít.

Do aplikace byly implementovány následující algoritmy: Relief, ReliefF, ReliefConsistent a Re-
liefFConsistent. Do aplikace byl také přidán algoritmus ReliefJava, který byl získán z githubu[20] a
byl pouze upraven do syntaxe C#. Jedná se o implementaci základní verze Relief algoritmu. Tato
implementace však používá odlišný přepočet vah atributů, a tak se často výsledky liší od ostatních
algoritmů.

Na základě specifikace zadání byl vytvořen use case diagram znázorněný na obrázku 3.1. Bublina
„Enters parameters“ bude zahrnovat veškerý vstup a nastavení od uživatele jako specifikace datasetu
a jeho nastavení z hlediska polohy atributu určující třídu objektu, jestli dataset obsahuje hlavičku
sloupců a případně pokud jsou data oddělena jiným oddělovačem než ’,’ (čárka). Dále nastavení
parametrů pro relief algoritmy jako zda mají být hodnoty datasetu napřed normalizovány případně
specifikace parametru k pro algoritmy ReliefF a ReliefFConsistent. Dále v tomto požadavku uživatel
specifikuje požadavky na výstup, převážně jestli si přeje výsledky zobrazit v rámci jedné tabulky
nebo zda chce zobrazit seřazené atributy pro každý algoritmus zvlášť. Dále uživatel specifikuje, zda
si přeje provést shlukování dat a vizualizaci výsledného shlukování v rámci párových grafů nad na-
lezenými nejvýznamnějšími atributy, a také shlukovací metodu. Dostupné shlukovací metody budou
z knihovny Alglib[21] KMeans a Agglomerative a vlastní implementace aglomerativního shlukování.
Bublina „Processes dataset“ představuje samotné spuštění výpočtu v rámci každého implemen-
tovaného relief algoritmu a během této činnosti není od uživatele vyžadována žádná akce kromě
prvotního potvrzení a spuštění výpočtu. Bublina „Display results“ zahrnuje prezentaci výsledků
uživateli již zpracovaného datasetu všemi implementovanými relief algoritmy. Uživateli je zobra-
zena tabulka s výsledky na základě zvolené možnosti podle toho, zda si přeje výsledky seřadit pro
každý algoritmus zvlášť nebo nikoliv. Bublina „Visualize clusters“ je součástí prezentace výsledků
uživateli, zobrazuje se však pouze pokud uživatel v nastavení parametrů zvolil, že si přeje výsledky
shlukovat podle nalezených atributů. V takovém případě se pro každý algoritmus vykreslí párové
grafy, kdy v levé části tabulky bude párový graf prezentující shlukování na základě nalezených nejvý-
znamnějších atributů pro daný algoritmus a druhý párový graf v pravé části tabulky reprezentující
shlukování na základě všech atributů pro snadné porovnání výsledků a jednodušší posouzení, zda
shlukování na základě významných atributů mělo smysl nebo nikoliv. Poslední bublina „Saves PDF
report“ slouží pro vygenerování PDF dokumentu za účelem perzistence dat, součástí dokumentu
jsou pouze tabulky seřazené od nejvýznamnějšího atributu pro každý algoritmus a obecný souhrn
všech algoritmů a jejich nejvýznamnější atribut.
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Obrázek 3.1: Use case diagram aplikace

Datový soubor je zpracováván pomocí třídy DataPreparator a všechny implementové algoritmy
implementují rozhraní IReliefAlgorithm, které definuje několik povinných propert a metod. Celý
třídní diagram výpočetní knihovny aplikace je vyobrazen na obrázku 3.2.

Webová aplikace se skládá ze tří stránek, jedné s jednoduchým formulářem vyobrazeného v ob-
rázku 3.3 a dvou stránkách pro prezentaci výsledků.
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Obrázek 3.2: Třídní diagram výpočetní knihovny s algoritmy

Obrázek 3.3: Hlavní stránka aplikace
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Na obrázku 3.4 je ilustrační obrázek s výsledkem zpracování datasetu Pumpkin Seeds Dataset
[22] [23]. Pro možnost vložení obrázku do této diplomové práce nebyly do výpočtu zahrnuty al-
goritmy Relief a ReliefF, stejně jako do obrázku nebyly zahrnuty grafy sillhoute indexu, jinak by
nebylo možné obrázek vložit díky příliš velkým rozměrům.

Obrázek 3.4: Ilustrační výsledek

Zjednodušený proces zpracování požadavku uživatele je znázorněn na obrázku 3.5.
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Obrázek 3.5: Sekvenční diagram zpracování požadavku uživatele

3.3 Parametry pro výpočet

Výčet jednotlivých parametrů pro výpočet a jejich popis je znázorněn v tabulce 3.1.
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Parametr Popis

Data file Vstupní soubor pro provedení výpočtu.

First line is column defintions Pokud je zaškrtnuto, aplikace očekává, že první řádek da-
tového souboru neobsahuje samotná data, ale názvy jed-
notlivých sloupců, tyto názvy budou také použity při zob-
razení výsledku.

Result class Udává, zda třída objektu je v prvním sloupci nebo v po-
sledním. Aplikace neumí pracovat s datovými soubory,
které by měli výslednou třídu objektu v jiném než prv-
ním nebo posledním sloupci.

Column separator Určuje, kterým znakem jsou v datovém souboru odděleny
jednotlivé sloupce od sebe. Výchozí hodnota je ’,’ (čárka)

Normalize values Pokud je zaškrtnuto, před samotným spuštěním Relief al-
goritmů budou data předzpracována a pro každý sloupec
budou jeho hodnoty převedeny do intervalu 0 - 1. Pokud
není zaškrtnuto, nebude s daty nijak manipulováno a algo-
ritmy s nimi pracují v originální podobě. Doba potřebná
pro normalizaci dat není započtena v době běhu jednotli-
vých algoritmů.

K Parametr pro algoritmus ReliefF a ReliefFConsistent.
Číslo K udává počet nejbližších hitů a misů, které má
algoritmus hledat.

Use parallelism Pokud je zaškrtnuto, budou všechny relief algoritmy spuš-
těné současně. Při současném běhu všech algoritmů budou
výsledky dostupné dříve, může však být ovlivněn poměr
času jednotlivých algoritmů.

Tabulka 3.1: Tabulka jednotlivých parametrů
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Sort by best column Pokud je zaškrtnuto, výsledky budou vyobrazeny v samo-
statných tabulkách pro každý algoritmus zvlášť. Tyto ta-
bulky budou seřazeny podle skóre pro daný atribut. Atri-
buty s nejlepším skóre budou vyobrazeny na začátku ta-
bulky a atributy s nejnižším skóre budou vyobrazeny na
konci tabulky. Pokud není zaškrtnuto, výsledky se zobrazí
do jedné tabulky seřazené podle pořadí atributů, jak byly
uspořádány v originálním datovém souboru. Atribut s nej-
lepším skóre bude pro každý algoritmus tučně zvýrazněn.

Apply clustering on result Pokud je zaškrtnuto, bude po dokončení zpracování apli-
kována vybraná shlukovací metoda pro jednodušší srov-
nání výsledků.

Clusterer Výčet tří základních shlukovacích algoritmů.
Dostupné možnosti jsou:
AlgLib Kmeans,
AlgLib Agglomerative,
Internal Agglomerative.

Number of clusters Udává počet shluků, které budou nalezeny. Typicky bude
počet shluků počet typů objektů v datasetu.

Cluster by top properties Udává počet nejvýznamnějších atributů, které budou po-
užity pro shlukování. Toto nastavení se aplikuje pro každý
algoritmus zvlášť, jelikož algoritmy mohou mít různé vý-
sledky, a tak se nejvýznamnější atributy napříč relief al-
goritmy mohou lišit.

3.4 Shrnutí

Tato webová aplikace je tedy schopna načíst libovolný dataset a provést následnou analýzu a po-
skytnutí nejvýznamnějších atributů společně s aplikovaným shlukováním podle zvolené shlukovací
metody, stejně tak aplikace změří také jednotlivé časy potřebné pro výpočet jednotlivými relief
algoritmy.
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Kapitola 4

Provedené experimenty

Pro demonstraci funkčnosti algoritmů a aplikace jako celku bylo otestováno několik datasetů. Pře-
hled všech použitých datasetů se základními údaji je popsán v tabulce 4.1. Pro prováděné experi-
menty byly zvoleny všechny datasety takové, jejichž atributy jsou pouze numerické. Nevyskytují se
v nich tedy textové hodnoty. Jediným atributem, který je možné zapsat jako nominální je atribut
označující třídu objektu. Poznámka: V tabulce jsou zahrnuty i datasety, které budou použity až v
kapitole Praktické využití relief algoritmů.

Název Počet instancí Počet atributů Počet tříd

Testovací dataset 17 3 2

WineQT 1143 11 10

Thrombin 1909 139 561 2

Pumpkin Seeds Dataset 2 500 12 2

Oil Spill Classification 937 49 2

Tabulka 4.1: Přehled datasetů

Napřed můžeme ověřit triviální dataset zmiňovaný v úvodu. Dataset vozidel byl pro testovací
účely zvolen velice malý a je znázorněn v tabulce 4.2.
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ID Capacity Doors Type
1 5 5 Car
2 5 5 Car
3 5 5 Car
4 5 5 Car
5 7 5 Car
6 5 3 Car
7 50 5 Bus
8 35 3 Bus
9 55 5 Bus
10 45 5 Bus
11 30 3 Bus
12 4 3 Car
13 4 3 Car
14 4 3 Car
15 45 5 Bus
16 45 5 Bus
17 2 3 Car

Tabulka 4.2: Dataset vozidel

Zpracování datasetu aplikací je znázorněno v tabulce 4.3.

Tabulka 4.3: Výsledek zpracování datasetu vozidel

Jak bylo v úvodu naznačeno, atribut Capacity vyšel jako nejvýznamnější, což odpovídá teore-
tickému předpokladu.

Můžeme také pozorovat, že atribut ID vyšel s poměrně vysokým skóre, což je způsobeno sku-
tečností, že jednak je dataset poměrně malý, ale velmi mnoho osobních aut má nízké ID a naopak
mnoho autobusů má ID spíše vyšší. Je tedy velmi důležité výsledné atributy nalezené relief algo-
ritmy pokaždé pečlivě přezkoumat a posoudit, jestli v daném případě opravdu mohou dávat smysl.
Pro demonstraci dataset vozidel nyní seřadíme podle typu vozidel namísto náhodného pořadí. Nový
dataset je vyobrazen v tabulce 4.4 a zpracování datasetu v tabulce 4.5.
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ID Capacity Doors Type
1 5 5 Car
2 5 5 Car
3 5 5 Car
4 5 5 Car
5 7 5 Car
6 5 3 Car
7 4 3 Car
8 4 3 Car
9 4 3 Car
10 2 3 Car
11 50 5 Bus
12 35 3 Bus
13 55 5 Bus
14 45 5 Bus
15 45 5 Bus
16 45 5 Bus
17 30 3 Bus

Tabulka 4.4: Seřazený dataset vozidel

Tabulka 4.5: Výsledek zpracování seřazeného datasetu vozidel

Jak můžeme pozorovat, atribut ID nyní vyšel podstatně lépe, ačkoliv nevyšel jako nejvýznam-
nější, převážně u algoritmu ReliefF a ReliefFConsistent došlo k razantnímu nárůstu skóre. Shrňme
tedy, že z hlediska výpočetní logiky se jedná o zcela validní výsledek, protože při takovém datasetu
opravdu dokážeme říct, že vozidla s nízkým ID jsou osobní automobily a naopak vozidla s vysokým
ID jsou autobusy. V praxi takové posuzování na základě identifikátoru nedává smysl, a tak je důle-
žité zapojit do analýzy také doménového experta, který potvrdí, zda nalezené atributy dávají smysl
a jsou vhodné pro použití k další analýze.

Prvním větším datasetem byl dataset WineQT.csv [24] měřící kvalitu vína. Tento dataset byl
získán z webového portálu kaggle.com [25]. Po nastavení parametrů a zpracování datasetu aplikace
vydá výsledek znázorněný v tabulce 4.6.
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Tabulka 4.6: Výsledek zpracování datasetu WineQT

Můžeme pozorovat, že kromě algoritmu ReliefJava se všechny algoritmy shodly na nejlepším
atributu, a zároveň odlišnosti v dalších atributech jsou si velice blízké, zatímco rozdíly v porovnání
s ReliefJava jsou poměrně razantní, což je způsobeno právě odlišným poměrem ohodnocování kvality
atributů.

Také si můžeme všimnout, že celkově jsou všechna skóre velmi nízká, což však není způsobeno
vyšším počtem atributů, jak by někoho na první pohled mohlo napadnout, ale znamená to, že dané
atributy nejsou natolik relevantní, abychom podle nich kvalitu vína dokázali určit. Pro srovnání
porovnáme výsledek s předchozím datasetem, kde jsme měli ohodnocený atribut Capacity v rozmezí
od 0,34 - 0,56, což je podstatně více než současné ohodnocení, které je menší než 0,1. Na to, že podle
kapacity cestujících dokážeme určit, jestli se jedná o autobus nebo osobní automobil se dá poměrně
hodně spolehnout a atribut je tak velmi relevantní. Naopak zde se určitě nemůžeme spolehnout na
to, že podle míry alkoholu dokážeme určit kvalitu vína, čemuž také napovídá fakt, že se algoritmy
neshodly na nejvýznamnějším atributu. Je třeba tak k atributům přistupovat opatrněji a nelze se
příliš spolehnout na jejich relevanci a bude třeba podstoupit dodatečnou analýzu.

Dále můžeme pozorovat, že konzistentní algoritmy se neshodují s jejich nekonzistentními ver-
zemi, což je pochopitelné, jelikož se porovnávaný prvek volil náhodně. Pokud bychom vyhodnocení
opakovali, dostaneme jiné, avšak podobné výsledky.

Pro lepší orientaci byly výsledky seřazeny podle kvality atributů a neshoda s konzistentními
verzemi algoritmů je znázorněna v tabulkách 4.7 a 4.8.
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Tabulka 4.7: Nekonzistence náhodného výběru 1 Tabulka 4.8: Nekonzistence náhodného výběru 2
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Jednotlivé barvy vyznačené v tabulkách 4.7 a 4.8 mají demonstrovat náhodné pořadí při opako-
vaném výpočtu. Zatímco u algoritmu Relief v tabulce 4.7 byl atribut density (červeně podtržený)
ohodnocen jako třetí nejvýznamnější, při opakovaném spuštění v tabulce 4.8 už není třetí, ale až
čtvrtý a předčil jej atribut free sulfur dioxide, který při prvním spuštění byl ohodnocen podstatně
hůře. Obdobně to pak platí pro všechny ostatní atributy.

Pro porovnání algoritmů z hlediska výkonu byl využit dataset Thrombin [26], který obsahuje
139561 atributů a 1909 instancí. Část výsledku je vyobrazena v tabulce 4.9.

Tabulka 4.9: Výsledek zpracování datasetu Thrombin

Můžeme pozorovat, že jednoznačně nejrychlejší zpracování poskytují algoritmy ReliefConsistent,
srovnatelný s jeho náhodnou verzí, které byly schopny zpracovat dataset do 10 sekund. Zhruba 2×
pomalejší byl algoritmus ReliefFConsistent společně s jeho náhodnou verzí, který dataset zpracoval
zhruba za 20 sekund. Zde je vhodné připomenout, že tento algoritmus byl navržen pro zpracování
datasetů s vícero typy instancí, a tak u tohoto datasetu nebyl využit jeho plný potenciál, jelikož
dataset thrombin obsahuje pouze 2 typy instancí. Nejpomalejší algoritmus byl ReliefJava, který
zvládl dataset zpracovat téměř za 45 sekund, což je více než 2× pomalejší než ReliefF. Co se týče
samotných výsledků, ačkoliv se všechny algoritmy netrefily do stejného nejvýznamnějšího atributu,
hodnoty jsou si velice blízké. Algoritmy Relief, ReliefF a ReliefFConsistent se shodly na nejvýznam-
nějším atributu číslo 86855, algoritmus ReliefJava vyhodnotil jako nejvýznamnější atribut číslo
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16403 a algoritmus ReliefConsistent vyhodnotil jako nejvýznamnější atribut číslo 244, který se také
objevuje mezi 1000 nejvýznamnějšími atributy u algoritmů Relief, ReliefF a ReliefFConsistent.

Pro účely rychlejšího zpracování bylo z tohoto datasetu vybráno pouze 55 náhodných instancí
z 1909. Výsledky v tabulce 4.9 pocházejí tak z částečné odvozeniny tohoto datasetu. Zpracování
bylo prováděno neparalelně, aby nebyly výsledné časy zkresleny a zpracování probíhalo na počítači
s procesorem AMD Ryzen 5 7600X 4.7 Ghz.
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Kapitola 5

Ověření časové složitosti

Pro ověření časové složitosti byly použity uměle vygenerované datasety popsané v sekci Generování
datasetů.

Časová složitost všech zde použitých relief algoritmů je

O(N2 ×A) (5.1)

kde N je počet instancí a A je počet atributů.

Grafy časové složitosti jsou znázorněny na obrázcích 5.1 a 5.2, při použití 100 atributů a po-
stupným nárůstem instancí a při použití 100 instancí a postupným nárůstem atributů.

Obrázek 5.1: Závislost složitosti na růstu počtu instancí

40



Obrázek 5.2: Závislost složitosti na růstu počtu atributů

Grafy odpovídají očekávanému předpokladu růstu, kdy se zvyšujícím se počtem instancí časová
křivka stoupá kvadraticky, zatímco při nárůstu atributů je křivka lineární.

Je třeba uvést, podle čeho vyhodnocujeme základní operaci použitou u měření složitosti. Nejedná
se tak pouze a pouhé hledání nejbližších sousedů, je třeba tam také započítat i počet atributů,
protože vzdálenost mezi dvěma instancemi se počítá právě z atributů a čím více atributů budeme
mít, tím déle bude trvat vypočítat danou vzdálenost, ačkoliv ve srovnání s celkovým zpracováním je
tato doba velmi nízká. Za základní operací tak budeme považovat výpočet vzdálenosti dvou sousedů.

Pro ověření naměřené časové složitosti byly použity algoritmy ReliefConsistent a ReliefFConsi-
stent. Graf nárůstu délky výpočtu je znázorněn na obrázku 5.3, kde osa y představuje čas výpočtu
v milisekundách.
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Obrázek 5.3: Složitost algoritmů ReliefConsistent a ReliefFConsistent

Můžeme pozorovat, že časová složitost odpovídá teoretickému předpokladu a s počtem rostoucích
instancí doba pro výpočet stoupá kvadraticky.

Na obrázku 5.4 je znázorněna časová složitost při 100 instancích a rostoucích atributech.

Obrázek 5.4: Složitost algoritmů ReliefConsistent a ReliefFConsistent

Můžeme pozorovat, že doba výpočtu opět odpovídá teoretickému předpokladu a doba potřebná
pro výpočet narůstá lineárně, ačkoliv rozdíl mezi algoritmy je poměrně markantní. To je způsobeno
skutečností, že algoritmus ReliefF hledá vždy k nejbližších „hitů“ a „missů“, a tak je doba potřebná
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pro výpočet delší. Tento markantní rozdíl ve složitosti je však pouze u nízkého počtu instancí a
naopak vysokého počtu atributů. Pokud budeme pokus opakovat při 1000 instancích a postupným
nárůstem atributů, jak je znázorněno na obrázku 5.5, rozdíl v časovém rozdílu algoritmů se stane
zanedbatelným, jelikož kvadratický nárůst složitosti při vyšším počtu instancí předčí lineární nárůst
a čím více instancí budeme mít, tím bude rozdíl mezi algoritmy zanedbatelnější.

Obrázek 5.5: Složitost algoritmů ReliefConsistent a ReliefFConsistent

Shrňme tedy, že časová náročnost všech zde popsaných algoritmů je O(N2 × A), což se nám
podařilo také ověřit.

5.1 Generování datasetů

Pro ověření teoretické složitosti bylo zapotřebí zkoušet různě velké datasety. Hledání vhodných
datasetů pro každý pokus by bylo velmi náročné a nepřesné, a tak byla vytvořena velmi jednoduchá
konzolová aplikace, která dokáže vygenerovat náhodný dataset o zvolené velikosti.

Aplikace si po spuštění vyžádá od uživatele vstupy popsané v tabulce 5.1.
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Výzva Popis

Enter instances count Udává počet vygenerovaných instancí, neboli kolik
řádků bude mít výstupní CSV soubor.

Enter attributes count Udává počet generovaných atributů pro danou in-
stanci, neboli kolik sloupců bude mít výstupní CSV
soubor.

Enter result classes count Udává, kolik bude mít výstupní soubor tříd neboli
typů objektů.

Tabulka 5.1: Vstupy konzolové aplikace

Po získání všech vstupů od uživatele se vygeneruje dataset o zvolených parametrech. Jedná se
o velmi jednoduchou aplikaci a celý zdrojový kód je vyobrazen na obrázku 5.6.

Obrázek 5.6: Zdrojový kód aplikace

Aplikace je velmi jednoduchá a slouží výhradně pro výše zmíněné použití, tedy vygenerování
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fiktivních datasetů pro účely měření. Implementace vyobrazená na obrázku 5.6 nemá za cíl zabývat
se vysokou robustností, a tak se předpokládají správné vstupy, které už nejsou dále validovány, ať
už ověřením, že se jedná skutečně o číslo samotné nebo že je zadané číslo ve správném rozsahu.
Není nijak ovlivněno, který atribut je významný z hlediska určení výsledné třídy, jelikož stejně jako
jsou zcela náhodně generovány hodnoty atributů, je také zcela náhodně přiřazena i výsledná třída.
Z hlediska významnosti atributů si budou všechny atributy velmi blízké, což je ověřeno také na
testovacím měření v tabulce 5.2.

Tabulka 5.2: Měření na náhodném datasetu

Shrňme tedy, že aplikace generující datasety byla vytvořena čistě za účelem poskytnutí testova-
cích dat pro účely měření časové náročnosti, samotná aplikace je velmi jednoduchá a nezabývá se
přehnanou robustností a předpokládá se, že uživatel ví, jak aplikaci používat. Stejně tak vygenero-
vaný dataset nemá žádný hlubší smysl a jedná se pouze a náhodné hodnoty.
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Kapitola 6

Praktické využití relief algoritmů

Použití relief algoritmů má velmi široké využití. Můžeme jej aplikovat v mnoha odvětvích. Pro
začátek třeba v lékařství.

S pomocí relief algoritmů můžeme provést analýzu pacientů a určovat souvislosti mezi jednotli-
vými nemocemi. Např. můžeme určit, podle jakých symptomů se dá nejčastěji poznat nějaká nemoc
a poté bude snažší diagnostikovat, zda je pravděpodobné, že pacient tuto nemoc má nebo výskyt
nemoci je naopak málo pravděpodobný.

Další možné použití by mohlo být například v marketingu a reklamách pro e-commerce. Nějaký
e-shop může použít relief algoritmy pro analýzu zákazníků a zjistit tak, které produkty kupují
zákazníci nejčastěji s jakými vlastnostmi a podle toho pak cílit reklamu na konkrétní lidi, u kterých
je daleko větší pravděpodobnost, že produkt bude pro daného člověka relevantnější a bude tak větší
pravděpodobnost, že si daná osoba produkt zakoupí.

Odvětví logistiky by mohlo být dalším příkladem využití relief algoritmů k analýze přepravních
dat a nalézt tak efektivnější trasy pro různé typy přepravovaných produktů.

6.1 Použití pro shlukování

Další prostor pro využití relief algoritmů je čistě na předzpracování dat, jak je použito i v experi-
mentální aplikaci. Pokud určíme nejvýznamnější atributy pomocí relief algoritmu, můžeme dostat
relevantnější výsledky například při následném shlukování. Pro ukázku použijeme dataset Pump-
kin Seeds Dataset [22] [23], kde se budeme snažit nalézt takové atributy, podle kterých můžeme
nejlépe určit, o jaký druh dýňového semínka se jedná. V datasetu jsou pouze 2 druhy semínek:
Cercevelik a Urgup Sivrisi. Dataset obsahuje celkem 2 500 instancí a 12 atributů určující vlastnosti
semínka: Area, Perimeter, Major Axis Length, Minor Axis Length, Convex Area, Equiv Diameter,
Eccentricity, Solidity, Extent, Roundness, Aspect Ration, Compactness.

Na grafu na obrázku 6.1 můžeme v levé části pozorovat shlukování podle tří nejvýznamnějších
atributů nalezených relief algoritmem ReliefConsistent. Konkrétně se jedná o atributy Roundness,
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Compactness a Aspect Ration. Naopak na pravé části můžeme pozorovat shlukování na základě
všech atributů daného dýňového semínka. Jak můžeme pozorovat, rozdíl ve shlukování je poměrně
patrný, při shlukování pouze na základě tří nejvýznamnějších atributů dostaneme krásně oddělené
shluky s pouze minimálním překrýváním, za to při shlukování na základě všech atributů dochází k
velmi výraznému překrývání se. Pro jistotu zdůrazníme, že barvy reprezentují různé shluky, nejedná
se o rozdělení semínek z hlediska třídy.

Obrázek 6.1: Graf rozdělení na třech atributech

Budeme-li shlukování opakovat, tentokrát na nejvýznamnějších 5 atributech, shlukování dopadne
rozdílně, což je zachyceno na obrázku 6.2. Na první pohled se může zdát, že se jedná o stejné grafy,
ale při důkladnějším přezkoumání zjistíme, že převážně odlehlejší body již jsou zbarveny jinak a
shlukování začíná být nepatrně promíchanější než při shlukování na základě 3 atributech. Poznámka:
Ačkoliv shlukování bylo nyní provedeno na základě 5 nejvýznamnějších atributů, pro přehlednost
zde zobrazujeme pouze párové grafy Roundness x Axpect Ration a Roundness x Compactness.
Nemá příliš smysl zobrazovat grafy s ostatními atributy, jelikož při prvním shlukování tyto grafy
nejsou dostupné, a tak bychom je neměli s čím porovnat.
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Obrázek 6.2: Graf rozdělení na pěti atributech

Nakonec pro úplnou demonstraci shlukování zopakujeme ještě jednou, tentokrát na 9 nejvý-
znamnějších atributech, což je více než polovina všech atributů, takže lze očekávat, že shlukování
již bude velmi promíchané a bude se blížit ke shlukování na základě všech atributů. Shlukování na
základě 9 nejvýznamnějších atributů je znázorněno na obrázku 6.3.
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Obrázek 6.3: Graf rozdělení na devíti atributech

Můžeme pozorovat, že shlukování odpovídá našemu předpokladu a je velmi promíchané a začíná
se podobat shlukování na základě všech atributů. Shrňme tedy, že použití relief algoritmů za účelem
vizualizace nalezených shluků může mít zásadní vliv na zobrazení shluků, a tím pádem může zásadně
ovlivnit analýzu doménovým expertem, který poté může vyvodit zcela jiný závěr.

6.2 Předzpracování dat

Jak jsme zmínili v úvodu, typickým příkladem pro použití relief algoritmů je předzpracování dat.
Zkusme toto použití demonstrovat na praktické ukázce. Dataset pro použití na předzpracování dat
použijeme Oil Spill Classification [27]. Tento dataset pochází ze satelitních snímků oceánu zachy-
cujících výskyt ropy. Snímky byly pro nás již předzpracovány metodami počítačového vidění a bylo
vytvořeno 48 atributů nesoucích informaci o obrázku. V datasetu je také výsledná třída indikující,
zda obrázek obsahoval ropu v oceánu nebo ne. Pro demonstraci bude vytvořena jednoduchá neu-
ronová síť, která bude mít za úkol klasifikovat na základě poskytnutých atributů z obrázku, zda
se v obrázku nachází ropa nebo ne. Model neuronové sítě se skládá z 5 plně propojených vrstev,
obsahuje zhruba 95 000 trénovatelných parametrů a je vyobrazen na obrázku 6.4.
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Obrázek 6.4: Model neuronové sítě

Tato neuronová síť byla trénovaná na 20 epochách a po vyhodnocení dostaneme přesnost zhruba
87%, což je znázorněno na obrázku 6.5.

Obrázek 6.5: Přesnost neuronové sítě

Nyní vstupní dataset zpracujeme aplikací. Z důvodu poměrně velké tabulky je výsledek zpra-
cování vyobrazen jako příloha v tabulce A.1. V tomto případě nás však nebudou zajímat nejlepší
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atributy, ale naopak ty nejhorší. Bude použito 15 nejhůře ohodnocených atributů algoritmem Relie-
fConsistent, konkrétně se tedy jedná o atributy f23, f19, f33, f18, f26, f17, f45, f5, f44, f29, f40, f31,
f42, f43 a f48. Tyto atributy odstraníme z původního datasetu a naučíme neuronovou síť na nově
odvozeném datasetu. Použijeme stejný model jako u prvního případu, pouze zredukujeme vstupní
vrstvu, což má vliv na celkový počet parametrů sítě. Nový model je vyobrazen na obrázku 6.6. Již
nyní můžeme pozorovat, že pouhou redukcí počtu atributů jsme ušetřili zhruba 7 500 parametrů
sítě a snižujeme tak velikost modelu, což bude mít také za následek rychlejší naučení sítě, ačkoliv v
našem případě je to zcela zanedbatelné, jelikož se jedná o velmi malé sítě.

Obrázek 6.6: Model neuronové sítě

Stejně jako u prvního modelu bylo provedeno naučení sítě na 20 epochách. Po vyhodnocení však
dostaneme přesnost zhruba 97%, znázorněných na obrázku 6.6, což je podstatně lepší než v případě
prvního modelu. Touto ukázkou je zřejmé, jak důležitou roli hraje předzpracování dat. V případě, že
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bychom měli atributů velmi mnoho, neprovedení patřičného výběru atributů by mohlo být kritické
pro pozdější zpracování například již použitými neuronovými sítěmi. Celkový přehled obou sítí je
znázorněn v tabulce 6.1.

Obrázek 6.7: Přesnost neuronové sítě

Počet vrstev Počet parametrů Trénováno epoch Přesnost
Síť s nezpracovaným
datasetem

5 94 913 20 87,77%

Síť se zpracovaným
datasetem

5 87 233 20 97,34%

Tabulka 6.1: Přehled neuronových sítí
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Kapitola 7

Závěr

V této práci jsme podrobněji popsali základní algoritmus Relief a jeho rozšířenou verzi ReliefF a
krátce shrnuli ostatní algoritmy založené na reliefu. Vytvořili jsme jednoduchou experimentální apli-
kaci, do které byly implementovány algoritmy Relief, ReliefConsistent, ReliefF, ReliefFConsistent,
a také byl použit algoritmus ReliefJava, který byl pouze upraven do C# syntaxe. Provedli jsme
několik experimentů demonstrující funkčnost algoritmů společně s grafickou vizualizací shlukování
na základě nalezených významných atributů pro jednodušší porovnání smyslu těchto atributů. Ex-
perimenty byly provedeny na celkem 5 různých datasetech, kde největší počet tříd bylo 10, nejvíce
atributů bylo 139 561 a nejvíce instancí bylo 2 500. Ověřili jsme také teoretický předpoklad složi-
tosti těchto algoritmů s reálným měřením, pro jehož účely jsme vytvořili jednoduchou konzolovou
aplikaci, skrze kterou jsme nagenerovali testovací datasety použité při měření. Nakonec jsme de-
monstrovali použití aplikace na reálných příkladech a ukázali jsme, že použití relief algoritmů určitě
dává smysl a celkově je možné relief algoritmy uplatnit ve velmi mnoha odvětvích. Vytvořená ex-
perimentální aplikace má taktéž potenciál a po patřičných úpravách se může stát velmi užitečným
nástrojem pro analytiky v mnoha odvětvích.
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Příloha A

Výsledek zpracování datasetu

Na další stránce je obrázek s výsledkem vah atributů seřazené od nejvýznamnějšího pro každý
algoritmus.
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Tabulka A.1: Zpracování datasetu Oil Spill
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