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ABSTRAK 

Corona Virus Disease 2019 (covid-19) merupakan pandemi dunia yang menimbulkan berbagai 

kerugian di dunia. Diagnosis covid-19 yang valid memerlukan waktu yang cukup lama dan hasil ini 

tidak sepenuhnya akurat. Salah satu cara untuk meningkatkan hasil akurasi adalah dengan 

menggunakan image classification. k-Nearest Neighbor (kNN) adalah salah satu Teknik klasifikasi 

yang paling banyak digunakan untuk melakukan pekerjaan tersebut, hanya saja kNN masih memiliki 

kelemahan. Untuk mengatasi kelemahan pada kNN, maka dilakukan modifikasi dengan menambahkan 

local mean dan distance weight, di mana varian kNN ini dikenal dengan nama Local Mean Distance 

Weight k-Nearest Neighbor (LMDWkNN). Oleh sebab itu, penelitian kali mencoba membandingkan 

kinerja kedua algoritma ini untuk melakukan image classification pada citra covid-19. Kinerja diukur 

berdasarkan nilai akurasi, precision, dan recall, di mana dari hasil pengujian terbukti bahwa kinerja 

LMDWkNN lebih baik dari pada kinerja kNN. Algoritma LMDWkNN mengalami peningkatan rata-rata 

sebesar 3.5% untuk nilai akurasi, 2.89% untuk precision, dan 3.54% untuk recall. Meskipun begitu 

kNN tetap mampu menghasilkan kinerja yang sama baiknya yang mana kinerja kNN akan sangat 

bergantung dari nilai k yang digunakan. 

Kata kunci: Corona Virus Disease 2019 (covid-19), Image Classification, Kinerja, k-Nearest Neighbor 

(kNN), Local Mean Distance Weight k-Nearest Neighbor (LMDWkNN)  

ABSTRACT 

Corona Virus Disease 2019 (covid-19) is a world pandemic that causes various losses in the world. A valid 

diagnosis of COVID-19 takes a long time and these results are not completely accurate. One way to improve 

accuracy is to use image classification. k-Nearest Neighbor (kNN) is one of the most widely used classification 

techniques to do this work, but kNN still has weaknesses. To overcome the weaknesses in kNN, modifications are 

made by adding local mean and distance weight, where this kNN variant is known as Local Mean Distance Weight 

k-Nearest Neighbor (LMDWkNN). Therefore, this research tries to compare the performance of these two 

algorithms to perform image classification on Covid-19 images. Performance is measured based on the values of 

accuracy, precision, and recall, where from the test results it is proven that the performance of LMDWkNN is 

better than kNN performance. The LMDWkNN algorithm has an average increase of 3.5% for accuracy, 2.89% 

for precision, and 3.54% for recall. Even so, kNN is still able to produce equally good performance, where kNN 

performance will depend heavily on the value of k used. 

Keywords: Corona Virus Disease 2019 (covid-19), Image Classification, k-Nearest Neighbor (kNN), 

Local Mean Distance Weight k-Nearest Neighbor (LMDWkNN), Performance 
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1. PENDAHULUAN 

Corona Virus Disease 2019 atau biasa disingkat dengan covid-19 merupakan pandemi dunia yang 

menimbulkan berbagai kerugian di dunia. Menurut data dari World Health Organization (WHO), 

jumlah kasus virus covid-19 mencapai angka 690 juta infeksi dengan angka kematian 6.8 ribu [1]–[3]. 

Masa inkubasi yang cukup panjang serta ditambah lagi dengan kemampuan bermutasi, menyebabkan 

covid-19 sulit untuk dideteksi [4], [5]. Saat ini, diagnosis covid-19 yang valid memerlukan waktu yang 

cukup lama dan hasil ini tidak sepenuhnya akurat serta memungkin tes lainnya untuk memastikan 

diagnosis ini [5], [6]. Menurut [5] salah satu cara untuk meningkatkan hasil akurasi adalah dengan 

menggunakan Teknik Pengolahan Citra, salah satunya adalah image classification.  

[7] Image classification atau klasifikasi gambar merupakan proses penentuan kelas gambar. [8], [9] 

mengatakan salah satu algoritma klasifikasi gambar yang baik adalah algoritma k-Nearest Neighbor (k-

NN), hal ini dikarenakan k-NN sederhana, mudah untuk diterapkan dan memiliki hasil yang cukup baik 

[10]–[14]. [15] dalam bukunya, menjadikan k-NN sebagi salah satu top ten algorithm in data mining. 

k-NN merupakan algoritma yang banyak digunakan pada berbagai domain penelitian, diantaranya text 

categorization, pengenalan pola, pengklasifikasian, dan lain-lain [8], [11], [16], [17]. [18] dalam 

penelitiannya menggunakan algoritma berbasis k-NN untuk proses sampling data, tepatnya 

oversampling. Hasil dari penelitian ini menunjukkan k-NN yang diterapkan mampu menghasilkan 

augmented data yang baik. Selanjutnya penelitian yang dilakukan oleh [19], [20] dan [21] 

menggunakan algoritma k-NN untuk melakukan seleksi fitur. Hasil dari kedua penelitian ini algoritma 

k-NN yang diterapkan mampu memberikan fitur yang paling dominan dalam penentuan kelas data. 

Akan tetapi, pada dasarkan algoritma k-NN ini merupakan algoritma untuk melakukan proses 

klasifikasi [22]. 

[20] dalam penelitiannya menggunakan k-NN untuk melakukan klasifikasi pada gambar medis (Brain 

Tumor and Breast Cancer). Kesimpulan dari penelitian ini mengatakan bahwa, kinerja dari k-NN ini 

bergantung kepada nilai k yang dipilih. Adapun nilai kinerja dengan akurasi tertinggi pada data Brain 

tumor adalah sebesar 84%, dan 89% pada data Breast Cancer. Penelitian selanjutnya adalah penelitian 

yang dilakukan oleh [23] dan [24], pada kedua penelitian ini menggunakan k-NN untuk melakukan 

klasifikasi pada data brain image dan data bunga. Penelitian senada juga telah dilakukan oleh [20], 

penelitian-penelitian ini menggunakan algoritma k-NN pada proses klasifikasi. Adapun penerapan k-

NN pada proses klasifikasi dari penelitian-penelitian menghasilkan kinerja yang baik. 

Akan tetapi, dibalik kinerja dan seluruh kelebihannya k-NN masih memiliki kelemahan, diantaranya 

masalah pada sistem vote majority atau suara terbanyak. Sistem vote majority ini menghasilkan kelas 

mayoritas ganda yang meningkatkan kesalahan dalam penentuan kelas data baru [25], [26]. [27]  

melalui penelitiannya menawarkan solusi untuk meningkatkan kinerja dari k-NN, yaitu dengan 

menggantikan sistem vote majority dengan menggunakan gabungan metode Local Mean dari [28] dan 

Distance Weight dari [29]. Modifikasi k-NN ini disebut juga dengan nama Local Mean Distance Weight 

k-Nearest Neighbor atau disingkat dengan LMDWk-NN. Kinerja dari LMDWk-NN terbukti lebih baik 

dari k-NN, akan tetapi pengujian pada penelitian yang dilakukan hanya menggunakan data struktural 

saja. Oleh sebab itu, pada penelitian kali mencoba membandingkan kinerja k-NN dengan LMDWk-NN 

menggunakan dataset citra covid-19. Dimana hasil dari penelitian ini nantinya dapat dijadikan sebagai 

penentuan model klasifikasi yang akan digunakan sehingga menghasilkan kinerja klasifikasi yang lebih 

baik pada data citra covid-19. 

2. LANDASAN TEORI 

2.1 k-Nearest Neighbor (k-NN) 

k-Nearest Neighbor (k-NN) pertama kali diperkenalkan sekitar tahun 1950, k-NN merupakan salah satu 

metode yang paling banyak digunakan pada permasalahan text categorization, pengenalan pola, 

pengklasifikasian, dan lain-lain [8], [11], [16]–[20], [22]. Hal ini disebabkan k-NN memiliki 

karakteristik yang cukup atraktif, mudah untuk diterapkan, intuitif, adaktif, serta sederhana [10], [12], 

[25], [30].  
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k-NN merupakan algoritma yang termasuk kedalam kategori distance-based algorithms [10]. Distance-

Based Algorithms adalah algoritma yang menentukan kemiripan data atau objek berdasarkan pada 

kedekatan jarak antar data ke suatu kelas atau label atau kelompok data lainnya [31], [32]. Kemiripan 

antar data pada k-NN ditentukan dengan menggunakan pengukuran model jarak. Adapun beberapa 

model jarak yang umum digunakan adalah: 

d(𝑋, 𝑋′) = √∑ (𝑥′𝑖 − 𝑥𝑖)
2𝑦

𝑖=1

 (1) 

 k-NN bekerja dengan tujuan menentukan kelas data baru dengan menggunakan data training sebagai 

acuan. Pada proses training, data yang sudah memiliki label akan diproses dan dipisahkan berdasarkan 

kemiripannya (gambar 1), lalu data baru akan dihitung jarak terdekat terhadap data training. Setelahnya 

penentuan kelas data yang didasari pada kelas mayoritas untuk k tetangga terdekat. Alur kerja dari k-

NN adalah sebagai berikut [27]: 

Langkah-1 :  Tentukan nilai k 

Langkah-2 :  Hitung jarak antar data 

Langkah-3 :  Pilih k tetangga terdekat berdasarkan urutkan jarak terdekat 

Lagnkah-4 :  Hitung label mayoritas dan jadikan label mayoritas untuk label data baru 

 [15] dalam bukunya menyatakan dengan segala kekurangan dan kelebihannya, k-NN merupakan salah 

satu dari top ten algoritma in data mining, terutama pada proses klasifikasi. 

 

Gambar 1 Simulasi K-Nearest Neighbor 

2.2 Local Mean Distance Weigh K-Nearest Neighbor (LMDWk-NN) 

Local Mean Distance k-Nearest Neighbor (LMDWk-NN) adalah sebuah metode yang dikembangkan 

oleh [27]. Dalam papernya LMDWk-NN ini dikembangkan untuk menutupi kelemahan dari k-NN 

diantaranya pada penentuan kelas data baru dengan menggunakan sistem vote majority.  

 Vote majority memungkinkan munculnya kelas mayoritas ganda dan mengabaikan jarak antar data [25]. 

Untuk mengatasi masalah pada sistem vote majority maka digabungkanlah metode Local Mean [28] 

dan Distance Weight [29]. Alur kerja dari LMDWk-NN adalah sebagai berikut [21]: 

Langkah-1 :  Tentukan nilai k 

Langkah-2 :  Hitung jarak antar data 

Langkah-3 :  Pilih k tetangga terdekat berdasarkan jarak untuk setiap kelas 

Langkah-4 :  Hitung bobot berdasarkan jarak untuk setiap data 

Langkah-5 :  Hitung rata-rata bobot untuk setiap kelas  

Langkah-6 :  Jadikan kelas dengan rata-rata bobot tertinggi sebagai kelas untuk data baru 

Metode LMDWk-NN ini terbukti mampu memberikan nilai akurasi yang lebih baik dari k-NN, dimana 

dalam penelitiannya [27] menampilkan rata-rata peningkatan akurasi dari data yang digunakan adalah 

sebesar 2.8%. 
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3. METODE PENELITIAN 

Pada bagian ini, peneliti akan memberikan gambaran yang komprehensif tentang alur penelitian yang 

dilakukan dalam rangka mencapai tujuan penelitian. Untuk memberikan gambaran yang lebih jelas, 

dapat merujuk pada gambar 2. 

Tahapan pertama dari penelitian ini dimulai dengan Penentuan Dataset, dimana pada penelitian ini akan 

menggunakan dataset berupa citra covid-19 yang bersumber dari Kaggle. Data ini memiliki 3 kelas, 

yaitu Normal, Covid, dan Viral Pneumonia. Adapun jumlah dari dataset ini terdiri dari 317 data dengan 

90 untuk kelas normal, 137 data untuk kelas Covid, dan 90 data untuk kelas Viral Pneumonia. Adapun 

sebagian data yang digunakan dapat dilihat pada tabel 1. 

Tabel 1 Dataset Covid 

No Gambar Kelas 

1  Normal 

2  Viral Pneunomia 

..
. 

..
. 

..
. 

317  Covid 

 

Gambar 2 Alur Penelitian 
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Tahapan selanjutnya adalah melakukan ekstraksi ciri pada citra. Adapun untuk ekstraksi ciri dari citra 

menggunakan algoritma convolutional neural network (CNN) dengan arsitektur VGG16. Kelebihan 

dari arsitektur ini adalah kemampuannya dalam mengekstraksi fitur-fitur yang kaya dan mendalam dari 

citra, sehingga memberikan citra yang mampu menigkatkan kinerja dari algoritma klasifikasi. Citra 

akan diubah ukurannya menjadi 224 × 224 pixel, selanjutnya data yang telah diubah ukurannya tersebut 

akan diekstraksi cirinya, yang mana dari proses ini akan menghasilkan array satu baris untuk setiap 

citra.  

Setelah tahapan ekstraksi ciri selesai, data akan dilakukan normalisasi dengan menggunakan metode z-

score normalization. Selanjutnya data tersebut akan digunakan untuk melihat kinerja dari kedua 

algoritma. Untuk memberikan gambaran yang jelas terkait kinerja algoritma, maka digunakanlah 

metode validasi atau testing yaitu Holdout Validation. Metode ini membagi data menjadi 2 bagian, 

yaitu data testing dan data training dengan nilai proporsi 15% sebagai data testing dan 85% sebagai data 

latih. Kemudian data tersebut akan dilakukan proses klasifikasi dengan menggunakan k-NN dan 

LMDWk-NN, pada proses klasifikasi ini akan menggukan k bernilai 1 sampai dengan 10. 

Tahapan terakhir dari penelitian ini adalah analisis kinerja dari kedua algoritma, di mana pada setiap 

iterasi saat validasi akan diukur kinerja dari kedua algoritma dengan menggunakan metrik evaluasi 

seperti akurasi, presisi, dan recall. Setelah semua iterasi selesai, dilanjutkan dengan menghitung nilai 

rata-rata dari metrik evaluasi untuk mendapatkan gambaran yang lebih umum tentang kinerja dari kedua 

algoritma. 

4. HASIL DAN PEMBAHASAN 

Dataset berupa covid-19 merupakan dataset citra hasil rontgen paru-paru (dada). Data citra ini akan 

dilakukan ekstraksi ciri terlebih dahulu menggunakan CNN dengan arsitektur VGG16. Proses ekstrasi 

ciri dari citra tesebut menghasil data dengan jumlah ciri sebanya 2048 ciri untuk setiap gambarnya. 

Adapun hasil ekstraksi ciri dapat dilihat pada tabel 2. 

Tabel 2 Data Hasil Ekstraksi Ciri 

No X1 ... X512 ... X1024 .... X2048 Kelas 

1 0.00 ... 0.02 ... 0.00 ... 0.00 Normal 

2 3.83 ... 0.00 ... 2.33 ... 0.00 Normal 

... ... ... ... ... ... ... ... ... 

317 0.00 ... 38.56 ... 32.04 ... 9.21 Covid 

 

Sebelum dilakukan ekstraksi ciri, dilakukan normalisasi data dengan menggunakan metode z-score 

normalization (tabel 3). Data yang telah dinormalisasi ini selanjutnya dibagi menjadi 2 subset, yaitu 

data training dan data testing dengan jumlah data training sebanyak 269, dan jumlah data testing 48. 

Untuk rincian pembagian data, dapat dilihat pada tabel 4. 

Tabel 3 Data Hasil Normalisasi 

No X1 ... X512 ... X1024 .... X2048 Kelas 

1 -0.62 ... -0.79 ... -0.75 ... -0.42 Normal 

2 -0.44 ... -0.80 ... -0.53 ... -0.42 Normal 

3 -0.62  2.82  2.04  -0.42 Normal 

... ... ... ... ... ... ... ... ... 

317 -0.62 ... 1.35 ... -0.75 ... -0.42 Covid 

 
Tabel 4 Pembagian Data 

Kelas Training Testing  Kelas Training Teting 

Normal 80 10  Viral Pneumonia 75 15 

Covid 114 23     
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Proses selanjutnya adalah melakukan klasifikasi dengan k-NN dan LMDWk-NN menggunakan k 

bernilai 1 sampai 10. Untuk perbandingan kinerja dari k-NN dan LMDWk-NN dapat dilihat pada tabel 

5. 

Tabel 5 Kinerja Algoritma 

k 
Akurasi Precision Recall 

M1 M2 M1 M2 M1 M2 

1 89.58% 89.58% 90.01% 90.01% 89.58% 89.58% 

2 85.42% 91.67% 85.89% 92.00% 85.42% 91.67% 

3 89.58% 93.75% 90.30% 93.93% 89.58% 93.75% 

4 89.58% 93.75% 91.44% 93.93% 89.58% 93.75% 

5 87.50% 91.67% 87.98% 92.07% 87.50% 91.67% 

6 93.75% 91.67% 94.47% 92.07% 93.75% 91.67% 

7 91.67% 91.67% 91.68% 92.07% 91.67% 91.67% 

8 85.42% 91.67% 86.24% 92.07% 85.42% 91.67% 

9 85.42% 91.67% 87.68% 92.07% 85.42% 91.67% 

10 85.42% 91.67% 87.68% 92.07% 85.42% 91.67% 

Rata-rata 88.33% 91.88% 89.34% 92.23% 88.33% 91.88% 

STD 0.028 0.011 0.026 0.010 0.028 0.011 

Keterangan: 

M1: k-NN 

M2: LMDWk-NN 

Berdasarkan tabel 5, dapat dilihat bahwa metode LMDWk-NN dan k-NN sama-sama mampu 

menghasilkan nilai akurasi tertinggi sebesar 93.75%, di mana pada k-NN nilai akurasi tertinggi ini 

dicapai saat k bernilai 6, dan LMDWk-NN saat k bernilai 3 dan 4. Sedangkan untuk precision, k-NN 

mampu mencapai nilai tertinggi sebesar 94.47% saat k bernilai 6, sementara itu LMDWk-NN hanya 

mampu mencapai nilai tertinggi sebesar 93.39% saat k bernilai 3 dan 4. Untuk nilai recall, k-NN mampu 

mencapai nilai tertinggi sebesar 93.75% saat k bernilai 6, dan LMDWk-NN sevesar 93.75% untuk k 

bernilai 3 dan 4. 

Jika dilihat berdasarkan rata-rata nilai akurasi, precision, dan recall yang dihasilkan oleh kedua metode, 

maka LMDWk-NN terbukti memiliki kinerja yang lebih baik dari k-NN pada klasifikasi data citra ini, 

dimana peningkatan rata-rata LMDWk-NN terhadap k-NN pada akurasi adalah sebesar 3.5%, precision 

sebesar 2.89%, dan recall sebesar 3.54%. Berdasarkan nilai standar deviasi dari nilai akurasi, precision, 

dan recall juga menunjukkan bahwa nilai yang dihasilkan oleh LMDWk-NN cenderung konsisten. 

Namun k-NN tetap mampu menghasilkan nilai akurasi yang sama baiknya jika menemukan nilai k yang 

tepat. Hanya saja penentuan nilai k pada k-NN ini tidaklah mudah, penentuan nilai k pada k-NN akan 

tetap akan menjadi tantangan tersendiri dari algoritma ini. 

5. KESIMPULAN 

Berdasarkan pengujian yang dilakukan pada bagian 4, maka dapat disimpulkan bahwa kinerja 

LMDWk-NN lebih baik dari pada kinerja k-NN. Dimana dari parameter pengujian kinerja yang 

digunakan, LMDWk-NN memiliki nilai rata-rata lebih tinggi jika dibandingkan dengan k-NN. Dimana 

pada nilai akurasi LMDWk-NN mengalami peningkatan kinerja sebesar 3.5%, precision sebesar 2.89%, 

dan recall sebesar 3.54%. Meskipun begitu k-NN tetap mampu menghasilkan kinerja yang sama 

baiknya, yang mana kinerja k-NN akan sangat bergantung dari nilai k yang digunakan. 
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