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1. INTRODUCCIÓN

Las fuentes de energías renovables son tratadas en los ámbitos técnicos desde hace mas

de 30 años [7], pero solo hasta los últimos años, los esfuerzos investigativos se han in-

crementado, recibiendo mas atención por parte de los investigadores. La introducción

de nuevas tecnologías para la instrumentación y control de sistemas eléctricos ha cam-

biado incluso la normatividad para la supervisión y verificación del funcionamiento de

las redes eléctricas [2]. Las redes inteligentes surgen como una respuesta adecuada a las

nuevas necesidades, incluidas nuevas estructuras y enfoques, como las micro-redes [8].

Una micro-red es estructura local interconectada a pequeña escala que realiza una tarea

similar a la red eléctrica principal, con la característica de que sus fuentes de generación

son renovables. Además, pueden funcionar como un elemento mas de la red principal o

como una red autónoma no conectada a un sistema mas grande. Segun [2], las micro-

redes tienen la capacidad de proporcionar una alta calidad de la energía (QoE) y una

correcta gestión de los sistemas de generación conectados.

Además de lo expuesto en cuanto a características técnicas, la creciente demanda de

sistemas amigables con el ambiente, económicamente viables y eficientes hacen que

la búsqueda de nuevas tecnologías requieran mas herramientas de desarrollo y que

permitan ampliar la base sobre la cual funcionan; parte de la solución necesaria para

lograr dicho objetivo, es incluir la generación de energía desde fuentes distribuidas

basadas en energías renovables. En [9] se plantea que un área bien definida donde

exista una red de distribución con ciertas características se puede considerar como una

micro-red. Aunque existen ventajas del uso de las micro-redes, aun se deben superar

algunos retos para permitir un integración completa de las micro-redes a la red eléctrica

actual; algunos aspecto a resolver incluyen el control de la micro-red y [agregar otro

aspecto], garantizando la calidad de la energía entregada.
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Las micro redes eléctricas son una parte fundamental de la infraestructura de energía

en el mundo moderno. Proporcionan energía a comunidades pequeñas y localizadas,

y son un enlace crucial en la transmisión y distribución de energía a nivel nacional e

internacional. La detección temprana y precisa de fallas o anomalías en las micro redes

eléctricas es esencial para garantizar la seguridad, la continuidad y la eficiencia del

suministro de energía [10].

[Revisar documento con feedback - Incluir un parrafo que conecte el anterior con el

siguiente]

Las redes neuronales convolucionales profundas son una técnica avanzada de aprendi-

zaje automático que se utiliza en muchas aplicaciones de visión artificial, incluida la

detección de fallas o anomalías. Al combinar las características de las micro redes eléc-

tricas con las redes neuronales convolucionales profundas, se puede crear una solución

poderosa para la detección de fallas o anomalías en estas redes eléctricas. Las redes

neuronales convolucionales profundas son capaces de aprender automáticamente patro-

nes complejos a partir de grandes cantidades de datos, y su capacidad para generalizar

a nuevas situaciones les permite detectar fallas o anomalías en los datos de las micro

redes eléctricas de manera efectiva y con una alta precisión [11].

En el contexto de la Industria 4.0, la digitalización es un aspecto fundamental para el

sector energético, especialmente en el caso de la industria de generación y transmisión

eléctrica. Los dos desafíos principales a los que se enfrenta este sector son el aumento

de la oferta de energía eléctrica y la incorporación eficiente de energías renovables. La

solución puede estar en la aplicación de tecnologías como IoT y IoS, que permiten un

análisis inteligente de datos y una mejora en la toma de decisiones, reflejándose en una

mayor rentabilidad y en un suministro eléctrico más eficiente [12]. La combinación de

la Industria 4.0 con el sistema eléctrico se conoce como red eléctrica inteligente o Smart

Grid. Estas redes permiten una comunicación bidireccional entre el prestador del servi-
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cio y el usuario, mediante el uso de tecnologías digitales para la gestión de información.

El objetivo es lograr un sistema automatizado y capaz de responder rápidamente ante

fluctuaciones, anomalías, cambios en la demanda y otros tipos de fallos. Las redes inte-

ligentes deben ser resistentes a eventos que puedan causar anomalías, y la detección de

estas anomalías es un desafío complejo que requiere dispositivos de medición remotos

y conectados que puedan ser interpretados por métodos autónomos de clasificación y

respuesta. Además, el problema de evaluar fallos y anomalías en redes inteligentes se ve

complicado por la propagación de estos problemas, ya que el sistema debe ser capaz de

identificarlos y clasificarlos rápidamente para actuar sin interrupciones en el suministro

de energía eléctrica. Esto requiere de técnicas de inteligencia artificial y aprendizaje de

máquina, que deben ser profundas debido al alto volumen de datos a considerar en los

análisis.

Para efectuar un monitoreo efectivo, es necesario que el sistema muestree y almace-

ne continuamente la información del sistema tanto en condiciones normales como en

presencia de una perturbación. Los métodos de detección consisten en la búsqueda de

patrones que solo se presentan en caso de un evento, mientras que los algoritmos de

clasificación y localización tienen como objetivo encontrar la fuente de la perturbación

para establecer diagnósticos y restablecer el servicio en caso necesario. La introducción

de redes inteligentes ha aumentado los desafíos en términos de calidad de energía de-

bido al uso creciente de dispositivos electrónicos de potencia y cargas no lineales que

causan perturbaciones frecuentes en la red. Aunque existen varios trabajos en detección

y clasificación de fallos y anomalías, la mayoría se enfocan sólo en el sistema de trans-

misión y no en la distribución. En la actualidad, existen diferentes técnicas que incluyen

la utilización de la Transformada Wavelet, Transformada S, Transformada Curvelet y

técnicas de optimización, entre otras. Sin embargo, el rendimiento y la precisión de

estos métodos dependen en gran medida de las características extraídas, que suelen
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ser seleccionadas a criterio de los autores. En el campo de la inteligencia artificial y el

aprendizaje de máquina, existe una mayor importancia en el uso de técnicas de recono-

cimiento de patrones, como las Redes Neuronales Convolucionales Profundas (DCNN),

Modelos Ocultos de Markov (HMM), Máquinas de Soporte Vectorial Multiclase (SVM),

Arquitecturas de Aprendizaje Profundo y Redes Neuronales Probabilísticas, entre otros.

Estos métodos se han demostrado efectivos en la detección de eventos de calidad de

energía y son una herramienta valiosa en la industria eléctrica.

el objetivo general de esta tesis es desarrollar un sistema de detección de anomalías

en redes eléctricas inteligentes. Para lograr el objetivo general de proyecto, se plantean

tres objetivos específicos:

1. Modelar y simular los 16 tipos básicos de anomalías convencionales descritos en

el estándar IEEE 1159 [13] y algunas de las combinaciones típicas.

2. Construir una base de datos utilizando métodos de simulación de Monte Carlo

para la generación de anomalías en redes eléctricas inteligentes.

3. Entrenar una red neuronal convolucional profunda para la clasificación e iden-

tificación de las anomalías, o eventos de calidad de energía, en redes eléctricas

inteligentes.

Para cumplir estos objetivos, se plantea la siguiente metodología resumida en pasos.

El primer paso implica la realización de una revisión bibliográfica sobre el estado del

arte en modelos de eventos de calidad de energía, la implementación de los modelos

matemáticos y el desarrollo de un sistema de generación automática de anomalías.

Luego se debe realizar la construcción de una base de datos mediante una simulación

apoyada en el método de Monte Carlo en una red eléctrica inteligente. Esto incluye la

implementación de una red eléctrica, el desarrollo de un algoritmo de simulación y la
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creación de una base de datos etiquetada con los resultados de la simulación. Finalmente

se centra en el entrenamiento de una red neuronal para la clasificación de las anomalías.

Esto implica una revisión bibliográfica sobre las metodologías para la clasificación de

eventos de calidad de energía, el diseño o selección de una arquitectura de red neuronal,

su entrenamiento supervisado y la evaluación de los resultados a través de medidas

estadísticas como la precisión, “recall” y “F1 Score”.
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2. ESTADO DEL ARTE

Las redes de distribución eléctrica actuales han experimentado cambios considerables

en los últimos años [7], dichos cambios enfocados al diseño y puesta en marcha de las

denominadas redes inteligentes, incluyendo aumentos en la cantidad de recursos energé-

ticos distribuidos. Los esfuerzos investigativos cada vez mas se enfocan en el desarrollo

de herramientas, innovaciones y algoritmos de control que se adapten a este tipo de

redes proporcionando un control mas avanzado y automatización de la distribución [1].

Se han desarrollado herramientas que han tomado importancia como Optimal Power

Flows1 (OPFs), optimización Volt/VAR2 (VVO), entre otras, que ayudan en la plani-

ficación y evaluación de objetivos con el fin de apoyar las tareas de las empresas de

servicios públicos. Uno de los objetivos principales en la planificación de la distribución

es la reducción de costos, además de la minimización de las perdidas en la red eléctrica

y el aumento de la seguridad [14]. Es importante mencionar que también se ha estu-

diado cada vez mas los impactos que tienen los DER (Distributed Energy Resources)

en las redes de distribución; como parte de un esquema de red activa, las investiga-

ciones muestran el potencial de los DER para reducir los costos para los consumidores

y los servicios públicos [15]. Se puede mejorar la gestión que se hace de los sistemas

fotovoltaicos [16].

La capacidad de probar y analizar estas tendencias y desarrollos está limitada por un

número pequeño de sistemas de prueba públicos [1]. Los sistemas eléctricos de cualquier

país son considerados dentro de la infraestructura critica, ya que de ellos dependen

cientos o miles de procesos y actividades que de otra forma no podrían desarrollarse,

1El modelo Optimal Power Flow representa el problema de determinar los mejores niveles de opera-
ción de las centrales eléctricas para satisfacer las demandas dadas a lo largo de una red de transmisión,
generalmente con el objetivo de minimizar el costo operativo.

2La optimización de voltios/VAR administra de manera óptima los niveles de tensión eléctrica
de todo el sistema y el flujo de potencia reactiva para lograr una operación eficiente de la red de
distribución.
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empezando por las actividades industriales que requieren una conexión fija y estable

a la red eléctrica; además los datos de consumo de la red son sensibles y se deben

proteger, es por ello que solo unas pocas redes publicas están disponibles para realizar

pruebas. La protección de las redes eléctricas hace entonces que las investigaciones

deban desarrollarse en feeders que estén publicados en la literatura técnica con el fin

de realizar pruebas y ensayos. El instituto de ingenieros eléctricos y electrónicos mas

conocido como IEEE y la sociedad de potencia y energía (PES3 por sus siglas en ingles)

en 1991 publicaron cuatro feeders para la ejecución de pruebas, con referencia en el

sistema de los Estados Unidos de América [1]. Aun en estos días la cantidad de feeders

sigue siendo limitada, se han realizado esfuerzos (dispersos) para agregar mas elementos

al sistema de pruebas pero ello aun no aumenta de manera considerable la cantidad de

elementos sobre los cuales se puedan realizar pruebas. En textos como [17, 18, 19, 20]

se presentan nuevas consideraciones y desarrollos con el fin de mejorar las capacidades

que tienen las redes de pruebas.

Algunos puntos de vista y aplicaciones sobre micro-redes se pueden ver en [21], donde se

trabajan técnicas de control aplicadas a las micro-redes, incluido el bucle de impedancia

virtual basado en control por caída.

Las redes neuronales convolucionales son un tipo de red neuronal que se utiliza amplia-

mente en el campo de la visión por computadora, el análisis de imágenes y el reconoci-

miento de patrones [22] . En los últimos años, las redes neuronales convolucionales han

experimentado un gran auge en popularidad y han logrado una serie de avances notables

en tareas como la clasificación de imágenes, la detección de objetos y la segmentación

de imágenes.

El estado actual del arte de las redes neuronales convolucionales se basa en la com-

binación de arquitecturas profundas y técnicas de optimización sofisticadas. Las ar-
3Power and Energy Society.
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quitecturas más avanzadas incluyen capas de convolution, pooling, normalización, y

fully-connected, y pueden tener cientos de millones de parámetros. Estas arquitecturas

profundas se han demostrado ser muy efectivas en tareas de visión por computadora,

como la clasificación de imágenes, la detección de objetos y la segmentación de imá-

genes [23, 24]. Además, se están desarrollando nuevas técnicas de optimización, como

el entrenamiento transferido y la retropropagación distribuida, que permiten entrenar

redes más grandes y más complejas con una mayor eficiencia. También se están in-

vestigando nuevas formas de regularización, como la regularización de dropout y la

regularización de L1 y L2, para mejorar la generalización de la red y evitar el sobre-

ajuste [25, 26].
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3. MODELOS MATEMÁTICOS

Una micro-red eléctrica se puede describir como un sistema local, pero su modelo pue-

de resultar complejo, teniendo en cuantas las características y componentes que debe

abarcar; así entonces en términos de complejidad resulta tanto o igual como un modelo

eléctrico de área completa. Un red local esta compuesta por sistemas eléctricos acopla-

dos con sus respectivos sensores y actuadores. Según [2] una micro-red es un sistema

cyber físicos que debe contener en su modelado todas las complejidades de los sistemas

eléctricos.

Una micro-red es un sistema eléctrico donde se interconectan diversos elementos o tam-

bién denominados nodos; cada uno de los elementos de la micro-red tiene un comporta-

miento o modelo establecido, la interconexión se realiza mediante un bus principal del

cual se desprenden ramales. La figura 1 muestra la estructura general de una micro-red.

Figura 1. Estructura General de una Microred.

En la figura 1 el bus principal soporta el flujo de carga de la micro-red, los ramales se

desprenden del bus principal y se conectan con los nodos del sistema, finalmente, un

nodo puede ser un generador o una carga eléctrica. El modelo de una micro-red se hace a
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partir sistema conectado de generadores con ramales y cargas conectados directamente

al bus principal.

3.1. Modelos Dinámicos de la Micro-red

De los principales elementos que se deben tener en cuenta para el diseño de cualquier

sistema es su modelo matemático, ya que con esto se pueden realizar diversos procesos

de delimitación de funciones, simulación y prueba de funcionamiento sin la necesidad

de una aplicación física o construcción de elementos. La simulación de sistemas es un

campo tan amplio que abarca su propia área dentro de las matemáticas y física, con

aplicaciones muy practicas al entorno y requerimientos para la vida cotidiana, este

trabajo tratara los aspectos propios de sistemas eléctricos necesarios para lograr los

objetivos, si se requiere una base mas completa sobre el modelado de sistemas y su

simulación, se puede revisar [27, 28, 29, 30].

Uno de los principales componentes de una micro-red es el sistema de generación, ya

que es el elemento de la red que provee la energía necesaria para satisfacer la demanda

energética y sostener el funcionamiento de la propia micro-red. Generalmente los ele-

mentos de generación en una micro-red son los que hacen parte del grupo de las energías

renovables; es aquí entonces donde es necesario tener en cuenta que muchos de esos ele-

mentos producen corriente directa (DC) y como es de esperarse, esta se almacena en

baterías. Entonces, se requiere un inversor trifásico para convertir la corriente directa

en corriente alterna (AC), esto con el fin de poder conectar las fuentes de generación

con las cargas y eventualmente con una red principal más grande.
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3.1.1. Modelo del Generador

La figura 2 se construye con referencia en [31], y se muestra la configuración interna

de un generador VCVSI (Voltage-Controlled Voltage Source Inverter). La salida del

generador es una señal sinusoidal trifásica; el filtro LC ayuda a decrementar los efectos

causados por el switching y proporciona una salida mas baja en cuanto a la distorsión

con los armónicos4. Como se menciona en [2], los cálculos requieren de la medición de

voltaje y corriente en cada uno de los controladores, para simplificar esto se usa la trans-

formada Dq0 también conocida como la transformada de Park, se puede revisar [32]

para obtener mas información sobre el funcionamiento de la transformada. La transfor-

mada Dq0 es un tensor que mapea las tres fases en dos componentes, denominadas d y

q.

Figura 2. Diagrama de un Generador VCVSI.

En la figura 2 el bloque superior (Fuente de Energía) representa el elemento de genera

la energía eléctrica que posteriormente se transforma y distribuye, generalmente esta

fuente es de tipo renovable. El primer conjuto de bloques que contiene el control de

4En sistemas eléctricos de corriente alterna los armónicos son frecuencias múltiplos de la frecuencia
fundamental de trabajo del sistema y cuya amplitud va decreciendo conforme aumenta el múltiplo.
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voltaje, el control de corriente, el puente inversor y el filtro LC corresponden al deno-

minado Control Zero; luego el segundo conjunto de bloques constituido por el voltaje

de referencia hasta el estimador de potencia corresponden al Control Primario.

3.1.2. Modelo del Puente Inversor

El puente inversor trifásico es la manera mas común de convertir una señal DC en

corriente alterna AC. Los transistores son activados usando señales PWM5, esto hace

que la señal se divida en intervalos de tiempo donde los transistores se activan; el

tamaño de dichos intervalos de tiempo limitará la resolución de la salida sinusoidal. En

esta parte entonces se requiere un filtro pasa-bajos para reducir la distorsión armónica

total de la señal de salida. La figura 3 muestra la topología general de un puente inversor

trifásico el cual incluye también un filtro de salida, se construye con base en [33].

Figura 3. Esquema del Puente Inversor.

El diseño de puentes inversores es un campo amplio dentro de la ingeniería eléctrica y su

tratamiento tiene al igual que la calidad de la energía y demás temas sus consideraciones

especiales y topicos propios que pueden tratarse por aparte, se puede revisar [33, 34, 35,

36]. De 2 la corriente de salida del inversor il se puede representar bajo la transformada

5Pulse-Width Modulation o Modulación por Ancho de Pulso.
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de Park en sus componentes dq y usando técnicas de modelado de valor promedio

como se describe en [31]. La ecuación dinámica del inversor se puede observar en la

ecuación (1).

˙ild = −
Rf

Lf
ild + ωilq +

1

Lf
vid +

1

Lf
vod

˙ilq = −
Rf

Lf
ilq − ωild +

1

Lf
viq +

1

Lf
voq

(1)

De la ecuación (1) se tiene que ω es la frecuencia de funcionamiento del inversor, las

corrientes ild y ilq son las componentes dq de la corriente il, vod y voq son las componentes

dq del voltaje vo de la salida del filtro LC, vid y viq son las componentes dq del voltaje

vi de entrada en el filtro LC. De igual forma los voltajes y corrientes del generador visto

en la figura 2 se pueden representar mediante sus componentes dq, como se ven en las

ecuaciones 2 y 3.

˙vod = ωvoq +
1

Cf
ild −

1

Cf
iod

˙voq = −ωvod +
1

Cf
ilq −

1

Cf
ioq

(2)

˙iod = −
Rc

Lc
iod + ωioq +

1

Lc
vod −

1

Lc
vbd

˙ioq = −
Rc

Lc
iod + ωioq +

1

Lc
vod −

1

Lc
vbd

(3)

Las ecuaciones 1 - 3 usan para su representación la transformada de Park en sus compo-

nentes dq, esto permite trabajar con las señales trifásicas como si fuesen dos cantidades

en corriente continua; esto genera que su tratamiento sea mucho mas sencillo. Como se

menciona en [2] la transformada de Park permite eliminar la dependencia del tiempo

en las inductancias, esto según lo requieran los análisis.

25



3.1.3. Modelo del Controlador de Potencia

Para el control de la potencia se requieren las medidas instantáneas de la potencia activa

(p) y reactiva (q), pero ellas pueden venir contaminadas por ruido, por lo que no son

directamente aprovechables para el correcto funcionamiento del inversor. La potencia

activa y reactiva se calculan con base en la ecuación (4).

p = vodiod + voqioq

q = vodioq − voqiod
(4)

Este ruido entonces hace necesario que se disponga de un filtro con frecuencia de corte

adaptable (ωc). Aquí se aplica la transformada de Park y se obtienen las componentes dq

para obtener la dinámica del control de potencia necesario (ver figura 4), la ecuación (5)

describe dicha dinámica.

Ṗ = ωc(−P + vodiod + voqioq)

Q̇ = ωc(−Q+ vodioq + voqiod)

(5)

En punto en la ecuación (5) representa las derivadas de primer orden de P y Q. El

inversor calcula la potencia activa (P ) y reactiva (Q) mediante la construcción de un

estimador como el que se ve en la figura 4.

Figura 4. Estimador de Potencia.
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El voltaje de referencia visto (v∗) en la figura 2 puede ser calculado con el voltaje V y

la frecuencia ω [2], como se muestra en la ecuación (6).

v∗ =
√
2V sinωt (6)

De la ecuación (6), ω y V se disponen de forma lineal para estimar P y Q. Se añaden

unas constantes Kp y Kq proporcionales, aquí entonces se integra de manera formal

la estrategia de control denominada Droop Control o también conocido como control

de velocidad de caída, el cual es una estrategia de control utilizada para generadores

de energía eléctrica de corriente alterna, mediante el cual la potencia de salida de un

generador se reduce a medida que aumenta la frecuencia de la línea.

Si se aplica la transformada de Park a la ecuación (6) se obtienen las componentes d y

q de v∗ (voltaje de referencia). Las componentes se muestran en la ecuación (7).

v∗od = V ∗ −KqQ

v∗oq = 0

(7)

Donde V ∗ es el valor que se tiene como referencia para la salida del inversor de voltaje.

Ahora ω∗ corresponde al valor de referencia para la frecuencia de salida del inversor.

Con la ecuación (8) se estima la frecuencia (ω).

ω = ω∗ −KpP (8)

El control de potencia se conoce como control primario (Primary Control), y su principal

función es proporcionar el voltaje y frecuencia de referencia para el control denominado

Zero Controller, el cual es un control de bajo nivel encargado de regular los voltajes y

corrientes de salida.

27



3.1.4. Modelo del Controlador de Voltaje

El controlador de voltaje tiene la función de seguir la referencia de voltaje dada por el

controlador de potencia; generalmente es un control de tipo PI desacoplado (revisar [37]

para mas información sobre el control desacoplado). La figura 5 muestra que el control

se basa en la medida de los errores y sus integrales, la ecuación (9) describe el calculo

del error [2].

ėvd = v∗od − vod

ėvq = v∗oq − voq
(9)

El controlador de voltaje define la referencia para la corriente en el puente inversor [2].

La figura 2 muestra la forma en la que se conecta el control PI desacoplado para el

seguimiento del voltaje.

Figura 5. Controlador de Voltaje.
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la ecuación (10) muestra la dinámica del controlador para seguir la referencia de la

corriente en el puente inversor. Allí se dispone de F que es la matriz de transición del

modelo dinámico, ωb es la frecuencia angular nominal y Cf es la capacitancia del filtro

LC (ver figura 3). Para el controlador, se tienen los valores KPV y KIV de las acciones

proporcionales e integrales respectivamente, finalmente evd y evq son variables de estado

auxiliares para el controlador PI.

i∗ld = Fiod − ωbCfvoq +KPV (v
∗
od − vod) +KIV evd

i∗lq = Fioq − ωbCfvod +KPV (v
∗
oq − voq) +KIV evq

(10)

3.1.5. Modelo del Controlador de Corriente

Para el controlador de corriente se sigue una estructura casi similar a la del controlador

de voltaje, la figura 6 muestra la disposición de elementos para el control de corriente.

Figura 6. Controlador de Corriente.
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La ecuación (11) describe la medida de los errores y sus integrales.

ėid = i∗od − iod

ėiq = i∗oq − ioq
(11)

El controlador de corriente define una onda sinusoidal para el puente inverso v∗i , su

modelo dinámico esta dado por la ecuación (12) [2].

v∗id = −ωbCf ilq +KPI(i
∗
od − iod) +KIIeid

v∗iq = −ωbCf ild +KPI(i
∗
oq − ioq) +KIIeiq

(12)

De la ecuación (12) se tiene que KPI y KII son las constantes para las acciones propor-

cionales e integrales respectivamente, del controlador PI, además eid y eiq son variables

auxiliarles para el controlador.
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4. Simulación de una Red Inteligente IEEE-34

La simulación de una Red Inteligente IEEE-34 es una herramienta crucial para la va-

lidación y generación de una base de datos para el entrenamiento de la red neuronal

convolucional profunda enfocada en la detección de fallas en la calidad de la energía. La

simulación permite replicar virtualmente un sistema eléctrico real y simular diferentes

escenarios de falla, lo que es esencial para recopilar datos precisos y confiables para el

entrenamiento de la red neuronal.

La importancia de la simulación radica en que permite evaluar el desempeño de la red

neuronal antes de su posible implementación en un sistema eléctrico real. De esta forma,

se pueden corregir errores y mejorar la precisión de la detección de fallas antes de su

uso en situaciones críticas. Además, la simulación también permite generar una amplia

base de datos que se puede utilizar para entrenar la red neuronal, lo que mejora su

capacidad para detectar diferentes tipos de fallas.

El modelo de la red eléctrica según el estándar IEEE-34 es una representación precisa

y detallada de un sistema eléctrico real, lo que asegura que la simulación sea lo más

realista posible. Además, la simulación se realiza mediante un software especializado

(MATLAB & Simulink), que permite manipular diferentes parámetros y escenarios

para generar diferentes casos de falla. La simulación con el estandar IEEE-34 es un

paso crucial para la detección de fallas en la calidad de la energía. Permite validar

y mejorar la precisión de la red neuronal antes de su implementación en el sistema

eléctrico real, y generar una base de datos confiable para su entrenamiento. Sin duda,

esta herramienta es de gran importancia para garantizar la confiabilidad y seguridad

del sistema eléctrico.
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4.1. Conexión Delta y Estrella

La conexión tipo delta y estrella, son configuraciones típicas utilizadas en las redes

eléctricas, tanto en las grandes redes que abarcan grandes extensiones de territorio como

en las micro redes, para conectar transformadores de distribución de energía eléctrica a

los puntos de consumo. En una conexión delta (ver figura 7), los tres devanados de un

transformador se conectan en una formación en forma de triángulo. Esta configuración

es adecuada para aplicaciones en las que el voltaje nominal es alto y se requiere una

impedancia baja. La conexión delta es también adecuada para sistemas trifásicos que

requieren una distribución equilibrada de la carga entre las tres fases. Por otro lado, en

una conexión estrella, los tres devanados de un transformador se conectan a un punto

común, también conocido como punto de tierra o neutro. Esta configuración es adecuada

para aplicaciones en las que el voltaje nominal es bajo y se requiere una impedancia

alta. La conexión estrella es también adecuada para sistemas trifásicos que requieren

un punto de referencia estable y una distribución equilibrada de la carga entre las tres

fases.

(a) Conexión “Delta” (b) Conexión “Estrella”

Figura 7. Tipos de Conexiones Eléctricas.

En las micro redes, la conexión delta o estrella es importante porque permite una gestión

más eficiente de la energía eléctrica y mejora la confiabilidad del sistema. Además, en
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las micro redes, la conexión estrella es frecuentemente utilizada en combinación con

un sistema de protección adicional para garantizar una desconexión segura en caso de

un fallo en el sistema. Esto permite una distribución más segura y fiable de la energía

eléctrica en las comunidades locales y reduce los riesgos de incendios y cortocircuitos.

4.2. Test Feeders o Redes de Pruebas

Un test feeder es un modelos de red de distribución que es capaz de imitar el comporta-

miento de una red de distribución normal [38]; los test feeders son capaces de reproducir

las características de una red normal o real, esto con el fin de evaluar el desempeño de

algún elemento nuevo que se requiera integrar a una red de distribución; esta capacidad

se denomina representatividad [1]. Es conveniente aclarar cuando se usa un test feeder,

a que región, área o país pertenece, ya que se pueden tener en cuenta las características

propias de una zona. Uno de los usos mas importantes para los test feeder son las prue-

bas comparativas que se pueden realizar con ellos, es por esto, que cobran importancia

para las investigaciones realizadas en el campo, ya que permiten evaluar el desempeño

de los algoritmos desarrollados por los investigadores; herramientas desarrolladas como

el OPF hacen usas formas de comprobación en el tiempo de cálculo, el grado de optimi-

zación, o incluso una relación entre ellos se puede utilizar como un punto de valoración.

Los avances entonces requieren de redes en las cuales se puedan probar y comparar los

desarrollos, que contengan las características de una red de distribución a gran escala.

Una red de distribución consisten en fuentes de potencia que se conectan con cargas,

esta infraestructura suministra electricidad desde el circuitos de transmisión/subtrans-

misión a los clientes finales. la tabla 1 muestra los diferentes elementos de una red de

distribución desde la fuentes de generación hasta la distribución secundaria que serian

los consumidores finales. Como se menciona en [1] se pueden definir una amplia gama
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de aspectos para caracterizar una red de distribución, pero existen algunos particulares

que pueden proporcionar una vista general simplificada de la red.

Tabla 1. Infraestructura de generación y distribución por niveles de tensión.

Plantas Generadoras
Transmisión
230 - 750 kV

Sub-transmisión
69 - 169 kV

Distribución Primaria
4 - 35 kV

Distribución Secundaria
120 - 240 V

Los test feeders se pueden construir bajo diferentes métodos, la figura 8 muestra el

procedimiento sobre el cual se puede construir un feeder para realizar pruebas; la for-

ma mas directa de realizar dicha construcción, es en la cual se tenga un una red de

distribución real y donde se anonimizan6 los datos para eliminar información privada

o confidencial. Aunque también existen formas donde se obtienen feeders de tipo sin-

téticos donde a los datos de una red normal se les puede hacer una manipular, este

método agrupa varias redes donde se combinan y se crea una red representativa del

conjunto seleccionado. El diseño manual del feeder también se contempla, pero esto es

poco usado ya que aumenta la complejidad en los procesos de diseño y solamente se

puede aplicar a redes de pequeña escala, el cuarto método (descrito en la figura 8) con-

siste en construir feeders mediante el uso de herramientas de planificación, diseñadas

para crear redes utilizando los mismos criterios técnicos y económicos que se utilizan en

la distribución planificadores, esto opción permite el diseño de nuevas redes de prueba

6La finalidad del proceso de anonimización es eliminar o reducir al mínimo los riesgos de identifi-
cación de los datos anonimizados manteniendo la veracidad de los resultados del tratamiento de los
mismos.
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desde cero con características hechas a la medida. El diseño de una red de pruebas debe

contener características especificas de una o varias redes de distribución [1].

Figura 8. Procedimiento para Construcción de un Feeder.

4.3. IEEE Feeders

En 1991 se publico el primer conjunto de redes para realizar pruebas [39] por la IEEE

PES, luego diez años después de esta publicación se añaden otras redes de pruebas

basadas en [40], estos últimos modelos proporcionan un modelo de conexión para un

transformador trifásico. En 2009 se presenta otro avance significativo en cuanto a los

feeders, presentado por el IEEE, [17] presenta los requerimientos que deben estar pre-

sentes para las redes de pruebas, se enmarcan siete tópicos, voltaje neutro a tierra o

conocido como neutral-to-earth voltage (NEV), puntos de referencia de cortocircuito,

protecciones de generación distribuida, sistemas de distribución a gran escala, mode-

los de generación distribuida basados en inversores, comprehensive test feeders y redes

de pruebas con contingencias asimétricas. Teniendo entonces los siete requerimientos,

se publican tres nuevos feeders, el primero se presenta en [18] donde se trabaja sobre

NEV, luego en [19] se presenta un feeder de tamaño mediano para escalar algoritmos;

con diferentes equipamientos en su disposición se dispone en [20], finalmente en 2014
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se presenta uno de los avances considerablemente grandes en el campo de las redes de

pruebas, [41] propone un sistema de prueba de baja tensión en malla. Es importante

considerar las aplicaciones mas modernas, para ese fin se puede consultar [42], donde

proporciona una descripción general de los modelos de redes de pruebas existentes, y

aclara los detalles que se deben tener en cuenta en cada una de las consideraciones sobre

aplicaciones en el futuro.

la tabla 2 proporciona información de las características de cada una de las redes de

pruebas que se tienen al momento como estándar. El pico quiere representar el pico en

la carga que puede soportar la red y GD representa la generación distribuida presente

en la red.

Tabla 2. IEEE Características para redes de pruebas. Fuente: [1]

ID Distancia (km) V Primario (kV) No. Cargas Pico (MVA) GD (MVA)
13 Nodos 2.5 4.16 9 3.6 0
123 Nodos 12 4.16 114 3.8 0
34 Nodos 94 24.9 24 1.6 0
37 Nodos 5.5 4.8 25 2.73 0
4 Nodos 1.3 12.47 1 6.3 0
NEV 1.82 12.47 1 8.9 0

8500 Nodos 170 12.47 1177 11.1 0
CTF 81.7 12.47/24.9 36 4.17 0.15

342 Nodos 15.2 13.2 624 49.4 0

4.3.1. IEEE-34 Test Feeders

Este feeder se describe en [39], y describe una red de distribución eléctrica real presente

en el estado de Arizona en los Estados Unidos de América. Esta red de pruebas es

comúnmente utilizada para estudiar problemas de convergencia en flujo de potencia [1].

Esta red de pruebas se toma de del Distribution System Analysis Subcommittee del

Institute of Electrical and Electronics Engineeers, el cual como se ve en la tabla 2 tiene

una tensión nominal de 24.9 kV, también posee un ramal con tensión de 4.16 kV. La

figura 9 muestra el diagrama unifilar de este feeder.
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Figura 9. Estructura de Red Tipo IEEE-34. Fuente: [2]

Dentro de las consideraciones para la selección de esta red de pruebas están su bajo

factor de potencia entre las cargas, lo cual facilita realizar un análisis de factor de poten-

cia entre diversos puntos del sistema. El sistema de pruebas presenta de forma general

características des-balanceadas debido a sus ramales monofásicos y cargas desequilibra-

das. El IEEE presenta informes detallados en los cuales se encuentran características

eléctricas de cada elemento y el flujo de carga del sistema [43].

Para la simulación del sistema se trabaja bajo el modelo IEEE-34 (34 node feeder) que

esta disponible en MATLAB File Exchange. Para la simulación se tienen unos pará-

metros de configuración predeterminados, con el fin de seguir el estándar del IEEE34.

Primero se tienen los valores para los condensadores de derivación vistos en la tabla 3.

El modelo simulado toma como base el repositorio encontrado para generar un modelo

propio sobre el cual se pueda trabajar y modificar bajo los requerimientos propios y

así generar la base de datos de forma tal que sea util para el entrenamiento de la red

neuronal convolucional.
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Tabla 3. Valores de los Condensadores de Derivación.

Nodo Ph-A Ph-B Ph-C
kVAr kVAr kVAr

844 100 100 100
848 150 150 150
Total 250 250 250

La tabla 4 presenta la configuración para la distribución de las cargas.

Tabla 4. Valores para la Distribución de Cargas en Simulación.

Nodo Nodo Carga Ph-1 Ph-1 Ph-2 Ph-2 Ph-3 Ph-3
A B Modelo kW kVAr kW kVAr kW kVAr
802 806 Y-PQ 0 0 30 15 25 14
808 810 Y-I 0 0 16 8 0 0
818 820 Y-Z 34 17 0 0 0 0
820 822 Y-PQ 135 70 0 0 0 0
816 824 D-I 0 0 5 2 0 0
824 826 Y-I 0 0 40 20 0 0
824 828 Y-PQ 0 0 0 0 4 2
828 830 Y-PQ 7 3 0 0 0 0
854 856 Y-PQ 0 0 4 2 0 0
832 858 D-Z 7 3 2 1 6 3
858 864 Y-PQ 2 1 0 0 0 0
858 834 D-PQ 4 2 15 8 13 7
834 860 D-Z 16 8 20 10 110 55
860 836 D-PQ 30 15 10 6 42 22
836 840 D-I 18 9 22 11 0 0
862 838 Y-PQ 0 0 28 14 0 0
842 844 Y-PQ 9 5 0 0 0 0
844 846 Y-PQ 0 0 25 12 20 11
846 848 Y-PQ 0 0 23 11 0 0
Total 262 133 240 120 220 114

El estándar IEEE-34 define los valores típicos de distribución de carga para un feeder

de tres fases (ver cuadro 4). Estos valores se basan en una distribución equilibrada de

la carga y se utilizan para calcular la corriente y la tensión en cada fase del feeder. Los

valores de distribución de carga incluyen:
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Potencia activa: una distribución típica de la potencia activa es de 40% en la fase

A, 30% en la fase B y 30% en la fase C.

Potencia reactiva: una distribución típica de la potencia reactiva es de 40% en la

fase A, 30% en la fase B y 30% en la fase C.

Corriente: una distribución típica de la corriente es de 40% en la fase A, 30% en

la fase B y 30% en la fase C.

Es importante tener en cuenta que estos son valores típicos y pueden variar dependiendo

de las condiciones específicas del sistema. Es recomendable realizar un análisis detallado

de la distribución de carga para asegurarse de que se cumpla con los requisitos de

seguridad y normativas, dependiendo de las necesidades.

4.3.2. Perturbaciones en la Calidad de la Energía

El estándar IEEE 1159 [13] proporciona descripciones detalladas para cada una de las

categorías de variación de la calidad de la energía. Estas descripciones introducen las

causas típicas de los fenómenos electromagnéticos en cada categoría, donde se busca

comprender que existen diferentes formas de resolver los problemas de calidad de la

energía en función de la variación que sea motivo de preocupación. También existen

diferentes requisitos para caracterizar los fenómenos mediante las mediciones previa-

mente tomadas. De este modo, se presenta la importancia de clasificar los eventos y

fenómenos electromagnéticos con fines de análisis y su posterior solución.

Las perturbaciones de la calidad de la energía (PQD) comprenden variaciones de ten-

sión de corta y larga duración, y distorsiones de la forma de onda. Las caídas y subidas

de tensión, y la interrupción pertenecen a las perturbaciones de calidad de la energía

de corta duración; las condiciones de sobretensión y subtensión se denominan variacio-

nes de tensión de larga duración [44]. Las distorsiones de la forma de onda incluyen
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las variaciones de estado estable, como los armónicos, picos, transitorios y ruidos. Las

PQD tienen amplitudes que varían en el tiempo y dependen de la frecuencia, tiempo y

la magnitud de la tensión y la corriente. Estas perturbaciones se pueden clasificar en

dos categorías: señales estacionarias y no estacionarias, siendo la mayoría perteneciente

a las últimas [45].

En [46] y [47] utilizan 16 tipos de señales PQD para evaluar el rendimiento de clasifica-

ción de la metodología propuestas, las cuales son extraídas de [13]. A grandes rasgos, la

primera parte corresponde a distorsiones transitorias y de forma de onda (impulsivas,

oscilatorias, interrumpidas y armónicas); y la segunda, a variaciones de corta y larga

duración (incluyendo sag, swell, interrupción, flicker y dc-offset). En otros trabajos, los

autores consideran 31 [45] y 32 [48] PQD, donde las adicionales a las anteriormente

expuestas son el producto de combinatorias entre las diferentes clases de fenómenos.

En este sentido, para el caso que se va a estudiar en el desarrollo de este documento,

se usan los modelos matemáticos propuestos en [46], contenidos en la tabla 5:

Los parámetros asociados a los modelos matemáticos presentados son [49]:

A=1 p.u es el valor de la amplitud de la onda.

α indica la intensidad del sag, swell y la interrupción según el tipo de perturbación.

La función de paso u(t) proporciona la duración de la perturbación en una forma

de onda pura.

Las perturbaciones armónicas son representadas por los armónicos 3, 5 y 7.

β indica la frecuencia de parpadeo y af la magnitud del mismo.

fn es la frecuencia oscilatorio y τ el tiempo transitorio constante.

ai muestra la magnitud del transitorio impulsivo.
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Tabla 5. Modelos de las Perturbaciones de la Calidad de la Energía [46].

Label PQDs Modelo Matemático
C1 Normal y(t) = A[1± α(u(t− t1)− u(t− t2))]sin(ωt)
C2 Sag y(t) = A[1− α(u(t− t1)− u(t− t2))]sin(ωt)
C3 Swell y(t) = A[1 + α(u(t− t1)− u(t− t2))]sin(ωt)
C4 Interrupción y(t) = A[1− α(u(t− t1)− u(t− t2))]sin(ωt)
C5 Armónicos y(t) = A[α1sin(ωt) + α3sin(3ωt) + α5sin(5ωt) + α7(7ωt)]

C6 Sag con
Armónicos y(t) = A[1− α(u(t− t1)− u(t− t2))][α1sin(ωt) + α3sin(3ωt) + α5(5ωt)]

C7 Swell con
Armónicos y(t) = A[1 + α(u(t− t1)− u(t− t2))][α1sin(ωt) + α3sin(3ωt) + α5(5ωt)]

C8 Interrupción con
Armónicos y(t) = A[1− α(u(t− t1)− u(t− t2))][α1sin(ωt) + α3sin(3ωt) + α5(5ωt)]

C9 Flicker y(t) = A[1 + αfsin(βωt)]sin(ωt)

C10 Transitorio
Oscilatorio y(t) = A[sin(ωt) + α−C(t−t1)/τsinωn(t− t1)(u(t2)− u(t1))]

C11 Transitorio
Impulsivo y(t) = A[1− α(u(t− t1)− u(t− t2))]sin(ωt)

C12
Notch
Periódico

y(t) = sin(ωt)− sign(sin(ωt))
×[

∑9
n=0K[u(t− (t1 − 0.02n))− u(t− (t2 − 0.02n))]]

C13 Spike
y(t) = sin(ωt) + sign(sin(ωt))

×[
∑9

n=0K[u(t− (t1 − 0.02n))− u(t− (t2 − 0.02n))]]

C14 Flicker con
Armónicos y(t) = A[1 + αfsin(βωt)]sin(ωt)[α1sin(ωt) + α3sin(3ωt) + α5sin(5ωt)]

C15 Flicker con
Sag y(t) = A[1 + αfsin(βωt)]sin(ωt)(1− α(u(t− t1)− u(t− t2)))

C16 Flicker con Swell y(t) = A[1 + αfsin(βωt)]sin(ωt)(1 + α(u(t− t1)− u(t− t2)))
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K denota los niveles bajos y picos de la onda.

Ahora bien, de forma muy general, las PQD simples mostradas en la tabla 5, se pueden

explicar así [13]:

Sag: describe una disminución de la tensión de corta duración. Las caídas de ten-

sión suelen estar asociadas a fallos del sistema, pero también pueden ser causadas

por la conmutación de cargas pesadas o el arranque de grandes motores.

Swell: es un aumento momentáneo de la tensión de potencia-frecuencia suminis-

trada por la red.

Interruption: se produce cuando la tensión de alimentación o la corriente de carga

disminuyen a menos de 0,1 pu durante un periodo de tiempo no superior a 1

minuto. Las interrupciones se miden por su duración, ya que la magnitud de la

tensión es siempre menos del 10% de la nominal.

Harmonics: son tensiones o corrientes sinusoidales con frecuencias que son múl-

tiplos enteros de la frecuencia fundamental. La distorsión armónica existe debido

a las características no lineales de dispositivos y cargas del sistema eléctrico.

Flicker: el término se deriva del impacto de la fluctuación de la tensión en la

intensidad de la iluminación. Sin embargo, es un fenómeno electromagnético que

explica que cualquier carga que tenga variaciones cíclicas significativas, especial-

mente en la componente reactiva, puede causar dichas fluctuaciones de tensión.

Oscillatory transient: es un cambio repentino, sin frecuencia de potencia, en la

condición de estado estacionario de la tensión, la corriente, o ambas, que incluye

valores de polaridad positiva y negativa.
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Impulsive transient: es un cambio repentino, sin frecuencia de potencia, de la

condición nominal de la tensión, la corriente o ambas, que es unidireccional en la

polaridad (principalmente positiva o negativa).

Periodic notch: es una perturbación periódica de la tensión causada por el funcio-

namiento normal de los dispositivos electrónicos de potencia cuando la corriente

se conmuta de una fase a otra. Su contenido de frecuencia bastante elevado.

Spike: es un aumento repentino de la tensión que dura menos de tres nanosegun-

dos. Causa sobrecalentamiento en los equipos.

4.4. Construcción de la Base de Datos

Para la construcción de la base de datos es necesario realizar la simulación del feeder

teniendo en cuenta los tipos de perturbaciones que se pueden presentar en los nodos

(ver cuadro 5). La simulación requiere tener además el tipo de operación normal cuan-

do no se presenta ninguna perturbación en la micro red. Para lograr este objetivo se

opta por implementar el método de Monte Carlo, lo que brindara una base de datos

suficientemente grande para el entrenamiento y validación de la red neuronal.

4.4.1. Complejidad Computacional en la Simulación

La complejidad computacional en la simulación se refiere a la cantidad de recursos

computacionales que se necesitan para llevar a cabo una simulación de un sistema.

Esto incluye la cantidad de memoria y tiempo de procesamiento que se requieren para

ejecutar el código de simulación, así como la complejidad del algoritmo utilizado en la

simulación. La complejidad computacional puede tener un gran impacto en la velocidad

y la eficiencia de la simulación, por lo que es importante tener en cuenta estos factores
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al diseñar una simulación. En general, se espera que la complejidad computacional

aumente a medida que se aumenta la complejidad del sistema que se está simulando.

Hay varias formas de medir la complejidad computacional de una simulación. Una

forma común es medir el tiempo que tarda en ejecutarse el código de simulación en

una computadora con un procesador determinado. Esto se puede hacer ejecutando el

código varias veces y midiendo el tiempo promedio que tarda en completarse. Otra

forma de medir la complejidad computacional es usando una métrica llamada “orden de

complejidad”. Esta métrica se basa en el número de operaciones matemáticas básicas que

se realizan en el código de simulación, y se puede usar para comparar la complejidad de

diferentes algoritmos utilizados en la simulación. También se puede medir la complejidad

computacional de una simulación utilizando métricas basadas en el uso de memoria,

como el tamaño total de la memoria que se utiliza para almacenar los datos de la

simulación.

Para el caso particular del proyecto en la simulación del feeder es importante tener en

cuenta la complejidad y el tiempo de ejecución de la red en MATLAB-Simulink. Para

esto se reduce la cantidad de nodos simulados, donde únicamente se toman 5 de los

nodos mas representativos.

4.4.2. Método de Monte Carlo

El método de Monte Carlo es una técnica de simulación utilizada en matemáticas, esta-

dística y ciencia de la computación para estimar el valor de una determinada cantidad

mediante la realización de un gran número de experimentos aleatorios. El experimento

de Monte Carlo se llama así porque se inspiró en los juegos de azar que se realizan en

el Casino de Monte Carlo en Mónaco. La idea detrás del experimento de Monte Carlo

es que, si se realizan suficientes experimentos aleatorios, la media de los resultados se
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acercará cada vez más al valor verdadero de la cantidad que se está estudiando [50]. Por

lo tanto, el experimento de Monte Carlo se utiliza para estimar el valor de una cantidad

que es difícil de calcular de otra manera. El experimento de Monte Carlo se utiliza en

una gran variedad de aplicaciones, como la valuación de opciones financieras, la simu-

lación de sistemas físicos y la modelización de procesos estocásticos. También se utiliza

en el aprendizaje profundo, donde se pueden utilizar para entrenar redes neuronales de

manera más eficiente [51].

El método de Monte Carlo es una técnica utilizada en la simulación y el análisis estadís-

tico para estimar el valor de una función o para encontrar una solución a un problema

mediante el uso de números aleatorios. Para programar un experimento de Monte Carlo,

se requiere tener en cuenta los siguientes pasos:

1. Definir la función o el problema que se quiere estimar o resolver mediante la

simulación.

2. Generar un conjunto de números aleatorios que se utilizarán como entrada para

la función o el problema.

3. Evaluar la función o resolver el problema utilizando los números aleatorios gene-

rados como entrada.

4. Repetir los pasos 2 y 3 un número suficientemente grande de veces para obtener

una buena estimación del valor de la función o la solución del problema.

5. Analizar los resultados obtenidos y calcular un valor promedio para la función o

la solución del problema.

Es recomendable utilizar un lenguaje de programación que tenga una buena implemen-

tación de funciones de números aleatorios para realizar un experimento de Monte Carlo.

Algunos ejemplos de lenguajes adecuados para esto son Python, MATLAB, R y Julia.
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4.4.3. Simulación Monte Carlo para el Feeder IEEE-34

Para obtener los datos con los que se entrenará la red neuronal convolucional, se dispone

una red modelada en MATLAB y Simulink. El modelo tiene una configuración de feeder

IEEE-34, pero únicamente se realiza la simulación de 5 nodos representativos, ya que

simular los 34 nodos requiere una gran cantidad de poder computacional y de tiempo

de ejecución, por lo que se opta en la reducción del numero de nodos simulados.

Se plantea un experimento de Monte Carlo en la micro red eléctrica que sigue la con-

figuración del feeder IEEE-34. Se recogerán 2400 ejemplos en formato CSV, con 30

series de tiempo para cada ejemplo. La base de datos ocupa unos 300 GB y los ejem-

plos incluyen variables como corrientes y voltajes. La hipótesis inicial es que n=30 es

una cantidad suficiente de ejemplos para reportar gaussianidad, esto es suficiente para

realizar el proceso de simulación de las fallas en la red.

1 for op=1:16 % Operation mode (1..16)

2 for n=1:5 % Node (1..5)

3 for k=1:30 % Random runs (1..K)

Listing 1. Parametros del Experimento de Monte Carlo

Este fragmento de código es un bucle anidado en MATLAB. Es una implementación

del experimento de Monte Carlo, que recopila datos de la simulación del feeder. El

primer bucle, “for op=1:16”, itera sobre los 16 modos de operación, que son diferentes

escenarios o condiciones bajo las cuales la micro red está funcionando (ver cuadro 5). El

segundo bucle, “for n=1:5”, itera sobre los 5 nodos de la micro red que se han simulado,

y el tercer bucle, “for k=1:30”, itera sobre 30 ejecuciones aleatorias o corridas, que se

utilizan para simular diferentes resultados posibles para cada combinación de modo

de operación y nodo. En total, se recopilarán 2400 ejemplos (16 modos de operación

* 5 nodos * 30 corridas) y se estima que la base de datos resultante ocupará unos
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300 GB. Cada ejemplo incluirá 30 series de tiempo (5 nodos * 3 fases * 2 variables)

correspondientes a las variables de corrientes y voltajes.

Figura 10. Voltaje y Corriente de Operación Normal en los Nodos.
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La figura 10 muestra las gráficas de voltaje y corriente en modo de operación normal

para cada uno de los nodos, estos resultados se obtuvieron del modelo implementado.

En la figura 11 se muestra uno de los resultados que se obtuvieron para la simulación

del feeder; primera gráfica representa el voltaje en el nodo y la segunda muestra la

corriente en el segundo nodo de la red.

Figura 11. Simulación Armónicos en Nodo 2.

Ahora en la figura 12 se nota una interrupción en la distribución en el nodo cuatro.

Se afectan el voltaje y la corriente de forma similar, otro punto importante es que

la interrupción se presenta dentro de una ventana de tiempo, después de la cual la

operación se normaliza. las interrupciones en el voltaje y la corriente en una smart grid

pueden ocurrir debido a una variedad de factores, que incluyen fallas en la red eléctrica,

cambios bruscos en la demanda de energía, variaciones en la generación de energía y

problemas en la infraestructura de la red.

Figura 12. Simulación Interrupción Nodo 4.
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5. Clasificación de Eventos Con RNCP

La clasificación de eventos con redes neuronales convolucionales profundas (DCNN, por

sus siglas en inglés) es una técnica de aprendizaje automático utilizada para analizar

y clasificar datos en diferentes categorías. En el contexto de la clasificación de eventos,

los datos pueden ser secuencias de imágenes, audio o cualquier otro tipo de información

relacionada con eventos.

Las RNCP son un tipo de red neuronal artificial que utiliza capas de procesamiento de

imágenes para extraer características y patrones de los datos de entrada. Estas redes

utilizan filtros y pooling para reducir la dimensionalidad de los datos y para simplificar

la información que se presenta a las capas subyacentes de la red. La clasificación de

eventos con RNCP se realiza mediante el entrenamiento de la red con un conjunto de

datos etiquetados, que incluyen eventos clasificados en diferentes categorías. Durante el

entrenamiento, la red aprende a asociar las características extraídas con las diferentes

categorías de eventos. Una vez entrenada, la red puede utilizarse para clasificar nuevos

eventos en base a su contenido.

5.1. Redes Neuronales

De forma muy sencilla una red neuronal trata de imitar la forma de aprendizaje del

cerebro humano, esto se hace mediante de herramientas matemáticas programadas en

un ambiente artificial como un ordenadora. Una red neuronal según [52], es un sistema

de procesadores paralelos conectados entre sí en forma de grafo dirigido. Cada elemento

que compone el sistema se conoce como neurona y es un nodo de la red. Las redes neu-

ronales proporcionan una herramienta eficaz para el análisis de gran cantidad de datos,

y esto puede ser usado para identificar patrones y realizar predicciones, por lo cual son

aplicables al problema tratado con las micro-redes. El despliegue de infraestructuras de
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medición avanzada, sistemas de monitoreo de gran área y otros sistemas de monitoreo

producen cantidades masivas de datos que proporcionan una base adecuada para el

entrenamiento de algoritmos o modelos en aplicaciones del aprendizaje profundo con

redes neuronales. El aprendizaje profundo mediante redes neuronales es una herramien-

ta muy potente para el tratamiento de datos en micro-redes, el tratamiento y gestión

de los sistemas de generación como paneles fotovoltaicos o turbinas eólicas son algunos

ejemplos sobre los cuales el aprendizaje profundo tiene ventajas considerables [9].

Las redes neuronales se basan en algunos conceptos fundamentales y comunes entre las

diferentes arquitecturas propuestas, entre estos se destacan:

Neurona artificial: una unidad básica de procesamiento en una red neuronal que

recibe entrada y produce una salida a través de una función de activación.

Capas: una estructura organizada de neuronas artificiales que trabajan juntas

para producir un resultado.

Función de activación: una función matemática que controla la salida de una

neurona artificial. Las funciones de activación más comunes son la sigmoide, la

tangente hiperbólica y la rectificación lineal unitaria (ReLU).

Backpropagation: un proceso de aprendizaje automático que se utiliza para ajus-

tar los pesos en las redes neuronales, basado en la retroalimentación.

5.1.1. Redes Neuronales Residuales - ResNet

Una red neuronal residual (ResNet por sus siglas en inglés) es un tipo de red neuronal

que fue propuesta en 2015 por [53]. La idea detrás de las redes neuronales residuales es

permitir que la información pueda fluir fácilmente a través de la red, lo que permite que

la red tenga un rendimiento mejorado en tareas de aprendizaje profundo. En lugar de
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tener que aprender una representación completamente nueva de los datos en cada capa

de la red, las redes neuronales residuales permiten que la información se despliegue a

través de la red a través de “enlaces” o “conexiones” que se agregan a cada capa de la

red. De esta manera, la red es capaz de .aprender"la representación más óptima de los

datos a través de todas las capas de la red, lo que permite que el rendimiento de la red

mejore significativamente en comparación con las redes neuronales tradicionales.

Las redes neuronales residuales funcionan de manera similar a otras redes neuronales,

en el sentido de que tienen capas de neuronas que se conectan entre sí y se entrenan

mediante un proceso llamado “backpropagation”. Sin embargo, a diferencia de las redes

neuronales tradicionales, las redes neuronales residuales tienen lo que se conocen como

enlaces “residuales” que se añaden a cada capa de la red. Estos enlaces residuales permi-

ten que la información fluye de manera más eficiente a través de la red, lo que permite

que la red tenga un rendimiento mejorado. En términos más técnicos, una red neuronal

residual se compone de una serie de capas de neuronas, donde cada capa tiene un con-

junto de entradas, pesos y salidas. Cada capa también tiene lo que se llama un .enlace

residual"que se agrega a la salida de la capa. La idea detrás de los enlaces residuales es

permitir que la información de la capa anterior se despliegue a través de la red a través

de estos enlaces, en lugar de tener que ser procesada completamente de nuevo en cada

capa. Esto permite que la red tenga un rendimiento mejorado en tareas de aprendizaje

profundo, ya que la información puede ser transmitida de manera más eficiente a través

de la red. Una consideración que se hace para el diseño de una red neuronal residual

es añadir una matriz de pesos que pondera los pesos de algunos saltos. Los modelos

que consisten en múltiples saltos paralelos se denominan Densenets [3]. La figura 13

muestra un ejemplo de funcionamiento de una red neuronal residual.

Una razón de peso para saltar capas es evitar los gradientes que se desvanecen. El gra-

diente se propaga hacia atrás esto hace que en un proceso de repetición el gradiente
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Figura 13. Ejemplo de Funcionamiento de una Red Neuronal Residual. Fuente: [3]

se vuelva demasiado pequeño. En términos generales esto se hace utilizando las acti-

vaciones de las capas anteriores hasta que el adyacente aprende en pesos particulares.

Mientras se entrena, estos pesos se ajustan a las capas anteriores y amplían la capa que

se ha saltado.

5.1.2. Xception Network

Xception Network es una arquitectura de red neuronal convolucional desarrollada por

Google. Xception Network fue introducida en 2017 en un artículo publicado en “Procee-

dings of the IEEE Conference on Computer Vision and Pattern Recognition” (ver [54]).

La arquitectura de Xception Network se caracteriza por la utilización de una variante de

la operación de convolución llamada “convolución profunda separable”. Esta operación

permite que la red tenga una mayor profundidad y un menor número de parámetros,

lo que la hace más rápida y eficiente en términos de cálculo.
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Xception Network ha demostrado una excelente precisión en tareas de clasificación de

imágenes y ha sido utilizada en diferentes aplicaciones, como el reconocimiento facial

y la detección de objetos. Además, Xception Network es capaz de generalizar bien y

clasificar nuevos eventos de manera precisa, lo que la convierte en una opción atractiva

para diferentes problemas de clasificación de imágenes.

Figura 14. Arquitectura Xception para la Detección y Clasificación. Fuente: [4]

Esta red utiliza una variante de la operación de convolución llamada “convolución pro-

funda separable”, que permite que la red tenga una mayor profundidad y un menor

número de parámetros. La arquitectura de Xception Network se basa en una estruc-

tura llamada “módulo de entrada invertido”. Esta estructura utiliza una serie de capas

de convolución profunda separable que se aplican a la entrada de la red de manera

consecutiva. Cada una de estas capas de convolución profunda separable se compone

de dos subcapas: una capa de filtros de dimensiones reducidas y una capa de filtros

de dimensiones mayores. Esta estructura permite que la red capture características de

diferentes tamaños y escalas en la entrada. Una vez que la entrada ha sido procesada

por el módulo de entrada invertido, la salida se pasa a una serie de capas de pooling y
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de convolución tradicionales, que se utilizan para extraer características más abstractas

de la entrada. Finalmente, la salida de la red se pasa a una capa densa usada para

realizar la clasificación final de la entrada. La capa densa se compone de una serie de

neuronas que se conectan a todas las características extraídas por la red y que utilizan

una función de activación no lineal para combinar estas características en una salida

única (ver figura 14).

La arquitectura de Xception Network se entrena mediante el uso de un conjunto de

datos de entrenamiento que consiste en eventos etiquetados que pertenecen a diferentes

categorías. La red se entrena utilizando este conjunto de datos, lo que le permite apren-

der a asignar las etiquetas correctas a los eventos en función de sus características. Una

vez que la red ha sido entrenada, se puede utilizar para clasificar nuevos eventos que

no han sido vistos previamente.

En síntesis Xception Network es una arquitectura de red neuronal que utiliza una

variante de la operación de convolución llamada “convolución profunda separable” para

realizar tareas de clasificación de imágenes de manera eficiente y precisa. Esta red se

entrena mediante el uso de un conjunto de datos de entrenamiento etiquetado, y una

vez entrenada se puede utilizar para clasificar nuevos eventos de manera precisa.

La convolución profunda separable es un tipo de capa de convolución utilizada en redes

neuronales profundas. La convolución es una operación matemática que se utiliza en el

procesamiento de imágenes para extraer características relevantes de una imagen dada.

La separabilidad en este contexto se refiere a la capacidad de descomponer una capa de

convolución en dos capas más simples, una que realiza la operación de convolución y otra

que se encarga de aplicar una función de activación. Esto permite un entrenamiento más

eficiente de la red neuronal y reduce el número de parámetros que se deben ajustar.

En sintesis, la convolución profunda separable es una técnica que se utiliza en redes

neuronales profundas para mejorar su rendimiento y eficiencia.

54



5.1.3. Adaptive Linear Neuron

Dentro de las redes neuronales existen muchos modelos que pueden ser aplicados a

diferentes procesos como la clasificación de patrones o control de procesos. El primer

modelo matemático desarrollado fue el conocido como McCulloch & Pitts [55]; este

modelo ha servido para la implementación en diversos sistemas artificiales del que ser

requieren modelos en tiempo discreto [56]. El modelo ADALINE fue desarrollado por

Bernie Widrow y Marcian Hoff en 1959; su nombre viene dado por Neurona lineal

adaptativa (Adaptive Linear Neuron) y es uno de los modelos adaptativos más simples

basado en la teoría de redes neuronales; se puede describir como un nodo con coeficientes

adaptativos, dichos coeficientes se introducen para la calibración de la señal de entrada

y tienen una influencia significativa en la señal de salida/control. La relación entre la

entrada y la salida tiene un carácter adaptativo porque los pesos se ajustan linealmente

y por lo tanto, son una función del tiempo. El algoritmo adaptativo debe conducir a la

minimización de una función de costo.

5.1.4. Perceptron Multicapa

El modelo del perceptron multicapa esencialmente introduce en si el concepto de re-

troalimentación (feedforward) donde la información se pasa de entradas a salidas, a

través de capas ocultas y sin bucles. La figura 15 muestra un esquema general para

la construccion de un perceptron multicapa, donde existe una serie de entradas sobre

una capa inicial (input layer), los datos se procesan en las capas ocultas (hidden layers)

obteniendo una salida en la ultima capa (output layer).

Las redes neuronales que poseen retroalimentación suelen representar una composición

de varias funciones de activación; en el perceptron multicapa el aprendizaje se da en el

ajuste de los pesos que tiene cada una de las neuronas (nodos). Las funciones de activa-
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Figura 15. Modelo Esquematico del Perceptron Multicapa. Fuente: [5]

ción en el perceptron multicapa son de tipo no lineales (tangente sigmoidal, hiperbólica,

entre otras) esto hace que pueden realizar cualquier mapeo no lineal entre dos espacios

de dimensión finita, siempre que haya un número suficiente de neuronas ocultas.

5.2. Algoritmos de Aprendizaje

Los algoritmos de aprendizaje automático en inteligencia artificial son técnicas compu-

tacionales que permiten a las máquinas aprender de forma autónoma a partir de datos

y mejorar sus predicciones a medida que adquieren más experiencia. El deep learning

es una forma avanzada de aprendizaje automático que se basa en la utilización de redes

neuronales profundas para modelar patrones complejos en datos y hacer predicciones

precisas.

En el contexto de la predicción de fallas en sistemas de microredes eléctricas, el deep

learning puede ser una herramienta valiosa para mejorar la eficiencia y fiabilidad de los

sistemas energéticos. Para lograr esto, se puede utilizar una combinación de técnicas

de deep learning, como las redes neuronales artificiales y los algoritmos de aprendizaje
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profundo, para entrenar un modelo en datos históricos de fallas y mantenimiento en

sistemas de microredes eléctricas.

El modelo resultante puede ser utilizado para hacer predicciones en tiempo real sobre

la probabilidad de futuras fallas en los sistemas, permitiendo a los operadores de la

red tomar medidas preventivas para minimizar los riesgos y optimizar la planificación

del mantenimiento. Además, el modelo también puede ser utilizado para identificar las

causas subyacentes de las fallas y mejorar la comprensión de los procesos que llevan a

las interrupciones en la red eléctrica.

En conclusión, la aplicación del deep learning para la predicción de fallas en sistemas

de microredes eléctricas puede ser una herramienta valiosa para mejorar la eficiencia y

fiabilidad de los sistemas energéticos y mejorar la calidad de suministro de energía a

los consumidores.

5.2.1. Redes Neuronales Convolucionales Profundas

Uno de los enfoques en la inteligencia artificial que no ha sido muy explorado es el

control de sistemas de potencia basado en el aprendizaje profundo (Deep Learning; la

aplicación de este tipo de metodologías permite tomar decisiones basadas en el conoci-

miento del mundo real, es decir, el aprendizaje profundo permite desarrollar conceptos

complejos a partir de conceptos mas sencillos. El aprendizaje profundo involucra casos

de optimización, con el fin de determinar los parámetros o pesos en cada una de las

neuronas que reducen la función de costo, lo que mejora la evaluación de una medida

de rendimiento en un conjunto completo de datos.

Como se describe en [57], en el caso del aprendizaje supervisado, la función de costo se

puede escribir como el promedio sobre el conjunto de entrenamiento, la perdida esperada

se toma con respecto a la distribución generadora de datos para el caso supervisado, y
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para el caso no supervisado se toma la distribución empírica. Entonces, el problema a

resolver es el de minimización de la pérdida esperada en el conjunto de entrenamiento,

es decir, minimización del riesgo empírico.

De forma especifica el aprendizaje profundo mediante redes neuronales profundas es

útil para procesar cantidades masivas de datos y realizar predicciones sobre un sistema;

es por esta razón su aplicación en las micro-redes, donde sus aplicación en determinados

elementos, puede beneficiar aspectos prácticos y económicos de la distribución eléctri-

ca. El despliegue de infraestructuras de medición avanzadas, sistemas de monitoreo de

gran área y otros sistemas de medición y supervisión, producen cantidades masivas de

datos que proporcionan una base para el entrenamiento de algoritmos o modelos en

aplicaciones de aprendizaje profundo. Su uso se puede extender en varias ramas deter-

minadas en las micro-redes, pero su uso basado en los datos de los sistemas de medición

extrayendo varias características a través de aprendizaje profundo algoritmos, para que

se puedan detectar anomalías, incluidos los equipos anomalías, ataques maliciosos, in-

vasiones de datos falsos y robo de electricidad, resulta especialmente practico para e

trabajo propuesto.

5.2.2. Very Deep Convolutional Networks - VGGNet

Very Deep Convolutional Networks (VDCNs o VGGNet) es un tipo de red neuronal

convolucional que se utiliza en el campo del aprendizaje profundo. Una red neuronal

convolucional es una red que se utiliza principalmente para procesar datos visuales,

como imágenes y vídeos. Las redes neuronales convolucionales utilizan una serie de

filtros y capas de neuronas conectadas en una estructura en forma de red que se utiliza

para extraer características de los datos de entrada y realizar tareas de aprendizaje

automático. La arquitectura que sigue la red se muestra en la figura 16.
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Figura 16. Arquitectura Very Deep Convolutional Network (VGGNet). Fuente: [6]

Un VDCN es una red neuronal convolucional que tiene una gran cantidad de capas

de neuronas, lo que le permite extraer características más complejas y precisas de los

datos de entrada. Esto permite que el rendimiento de la red mejore significativamente en

tareas de aprendizaje automático, como el reconocimiento de objetos en imágenes o el

procesamiento del lenguaje natural. Sin embargo, también requieren una gran cantidad

de recursos computacionales para entrenarse y pueden ser difíciles de entrenar debido

a su complejidad. Se pueden usar Very Deep Convolutional Networks (VDCNs) para

clasificar datos. Una red neuronal convolucional es un tipo de red neuronal que se utiliza

principalmente para procesar datos visuales, como imágenes y vídeos. Sin embargo,

también se pueden utilizar para procesar otros tipos de datos, como texto o audio. Por

lo tanto, un VDCN se puede utilizar para clasificar datos de cualquier tipo, siempre y

cuando se puedan representar en un formato adecuado para ser procesado por la red.

Para clasificar datos con un VDCN, primero se debe preparar el conjunto de datos de

entrada de manera que pueda ser procesado por la red. Esto puede implicar convertir

el texto en una representación numérica, por ejemplo, o ajustar las imágenes para que

tengan un tamaño adecuado. Una vez que se han preparado los datos de entrada, se

pueden utilizar para entrenar la red utilizando un proceso llamado “backpropagation”.

Una vez que la red ha sido entrenada, se puede utilizar para clasificar nuevos datos de

entrada en las diferentes categorías o clases predefinidas.
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Operación Convolución y Filtrado La operación de convolución es una técnica

matemática que se utiliza en redes neuronales para extraer características de los datos de

entrada. Se lleva a cabo mediante el uso de filtros, que son matrices pequeñas de valores

que se mueven sobre los datos de entrada. La operación involucra la multiplicación de

los valores de cada elemento de la matriz de filtro por los valores de los datos de entrada

en una región local. El resultado de esta multiplicación se suma y se almacena en una

nueva matriz, que se conoce como mapa de características.

El proceso se repite para cada elemento en los datos de entrada, mientras que el filtro

se mueve a lo largo de la matriz de datos. Esto crea un mapa de características para

cada filtro, que se utiliza para identificar características específicas en los datos de

entrada. La convolución utiliza varias capas de una red neuronales, y cada capa puede

utilizar diferentes filtros para identificar características distintas. El resultado final de

la operación de convolución es una representación simplificada de los datos de entrada

que se utiliza como entrada para las capas subyacentes de la red.

Los filtros se inicializan con valores aleatorios antes del entrenamiento de la red, y luego

se ajustan durante el proceso de entrenamiento para que la red aprenda a identificar

las características relevantes en los datos. Hay varios tipos de filtros que se utilizan en

las redes neuronales convolucionales profundas, y cada tipo se utiliza para identificar

características distintas. Por ejemplo, algunos filtros se utilizan para identificar bordes

(en imágenes), mientras que otros se utilizan para identificar patrones. Los filtros pueden

ser de diferentes tamaños y profundidades, dependiendo de la tarea de clasificación o

detección de eventos que se esté realizando. Por ejemplo, los filtros pueden tener un

tamaño de 3x3 o 5x5, y pueden ser de 1, 2 o más profundidades. Un detalle importante

a tener en cuenta es que al utilizar diferentes filtros y combinarlos en diferentes capas,

las redes neuronales son capaces de identificar y clasificar patrones complejos en los

datos de entrada.
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Pooling El pooling en las redes neuronales convolucionales profundas es un proceso

que se utiliza para reducir la dimensionalidad de los datos de entrada y para mejorar la

capacidad de la red en la detección de características invariantes. Es decir, permite a la

red ser robusta ante pequeñas variaciones en los datos de entrada. El pooling se realiza

en un mapa de características generado por la operación de convolución, y consiste en

dividir el mapa en pequeñas regiones y resumirlas en un solo valor por región. Hay

varios tipos de operaciones de pooling, pero los más comunes son el pooling máximo y

el pooling promedio.

El pooling máximo toma el valor máximo en cada región y lo utiliza como representación

de esa región en el mapa de características resumido. Este tipo de pooling se utiliza para

identificar características sobresalientes en los datos de entrada. El pooling promedio

toma el promedio de los valores en cada región y lo utiliza como representación de

esa región en el mapa de características resumido. Este tipo de pooling se utiliza para

suavizar la representación de los datos de entrada y reducir la dimensionalidad.

El pooling se realiza después de la operación de convolución en cada capa de la red, y

ayuda a reducir la dimensionalidad de los datos de entrada y a mejorar la capacidad de

la red para detectar características invariantes. Esto a su vez mejora la capacidad de

la red para generalizar y mejora su capacidad para aprender patrones complejos en los

datos de entrada.

Stride El stride es un concepto importante en las redes neuronales convolucionales

profundas que se refiere a la cantidad de saltos que se hacen en la entrada de la red

durante la operación de convolución. Se trata de un valor que determina el tamaño del

desplazamiento que se hace sobre los datos de entrada en cada paso de la operación de

convolución.
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El stride es un parámetro que se puede ajustar y que influye en el tamaño de la salida

de la operación de convolución, ya que el tamaño de la salida depende de la combinación

de la entrada, el tamaño del filtro y el stride. Un stride mayor resulta en una salida

más pequeña y un stride más pequeño resulta en una salida más grande. En general,

un stride de 1 se utiliza comúnmente en las primeras capas de la red, mientras que un

stride más grande se utiliza en las capas más profundas para reducir la dimensionalidad

de los datos de entrada.

Además, el stride también afecta la capacidad de la red para detectar características

en los datos de entrada. Un stride mayor puede resultar en una representación menos

detallada de los datos de entrada, lo que puede dificultar la capacidad de la red para

detectar características finas. Por otro lado, un stride más pequeño puede resultar en

una representación más fina de los datos de entrada, pero también puede aumentar la

dimensionalidad de los datos y hacer que la red sea más compleja y requiera más tiempo

de entrenamiento. Un valor adecuado para el stride depende de la aplicación específica

y de los datos de entrada, y puede ser diferente para cada capa de la red.

5.3. Diseño de la Arquitectura de la Red Neuronal

La arquitectura de red neuronal convolucional aplicada para la solución del problema

se denomina “GridPQD” en el código, consta de dos partes principales, la parte “CNN”

(Convolutional Neural Network) y la parte “FC” (Fully Connected). La parte “CNN”

es una secuencia de capas de convolución 1D, activadas por la función de activación

tangente hiperbólica. Las capas de Convolución 1D son utilizadas para aprender patro-

nes en datos de señal unidimensional. En este tipo de capas, se aplican filtros sobre los

datos de entrada, con el objetivo de extraer características relevantes y condensarlos

en una representación más compacta. Estos filtros son deslizados a lo largo de la señal
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de entrada y se aplican en cada posición para producir una activación. La activación

resultante es luego agrupada en un mapa de características. La combinación de varias

capas de convolución 1D permite aprender patrones más complejos y abstractos a partir

de los patrones más simples aprendidos en capas anteriores. Cada capa de convolución

recibe los resultados de la capa anterior y aplica una serie de operaciones para detectar

patrones en la entrada. Las operaciones incluyen el uso de un filtro, una función de

activación y una operación de stride.

Figura 17. Esquema General de la Arquitectura de la Red Neuronal.

En esta arquitectura, se utilizan filtros con diferentes tamaños de kernel (15, 13, 11,

9 y 7) y una operación de stride que se especifica en cada capa. El tamaño del kernel

(kernel_size) es un parámetro que determina el tamaño de la ventana que se utiliza

para realizar la operación de convolución en cada capa de la red neuronal. Variar el

tamaño del kernel puede tener un impacto en el performance de la red neuronal, así

como en la cantidad de parámetros y el tamaño de la representación resultante. En

general, un kernel más grande puede permitir a la red aprender patrones más complejos,
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pero también aumenta el número de parámetros y puede resultar en sobre ajuste. Por lo

tanto, la elección del tamaño del kernel es un trade-off que depende de las características

de los datos y de los objetivos de la red neuronal. La función de activación (tangente

hiperbolica) se aplica después de cada capa de convolución.

Después de la parte de las redes neuronales convolucionales, los resultados se aplanan

con la capa “flat” y se conectan a la parte donde se extraen los datos del nodo y el tipo

de fallo. La parte “FC” consiste en dos secuencias lineales consecutivas que realizan

la tarea de clasificación. La primera secuencia tiene 16 salidas y la segunda tiene 5

salidas, lo que indica que esta red neuronal está diseñada para clasificar los datos en 5

categorías. Las dos secuencias lineales también están activadas por la función tangente

hiperbólica.

5.4. Entrenamiento de la Red Neuronal

Hay tres variables principales que se establecen en el código de entrenamiento de la red

neuronal, la ruta de acceso a los datos de entrada, la ruta de acceso a los resultados de

salida y el modo de operación. Además, se especifican otros detalles importantes como el

optimizador, la tasa de aprendizaje, el tamaño del lote, la cantidad de núcleos utilizados

para cargar los datos y la cantidad de ejemplos utilizados para el entrenamiento y la

validación. También se establece un planificador de la tasa de aprendizaje que determina

cómo cambia la tasa de aprendizaje a lo largo del tiempo.

El número máximo de épocas para el entrenamiento se establece en 370 y se proporciona

una semilla para dividir los datos en una cantidad específica para el entrenamiento

(1400) y la validación (1000). También se proporciona la opción de continuar con el

último modelo guardado. Todas estas configuraciones se guardan en un diccionario
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Figura 18. Resultados del Entrenamiento.

denominado “cfg”. Estas configuraciones serán utilizadas por el modelo de aprendizaje

profundo durante el entrenamiento.

Figura 19. Resultados del Entrenamiento.

Una parte importante del código de entrenamiento es el optimizador. El optimizador

Adam es un método de optimización de descenso de gradiente estocástico. Es una

combinación de los métodos de optimización clásicos, como Gradient Descent y Root

Mean Square Propagation (RMSprop), y es uno de los optimizadores más utilizados en

el entrenamiento de redes neuronales. Adam utiliza tanto la información del gradiente

actual como la información de los gradientes pasados para ajustar los pesos en la red

neuronal. Esto permite a el optimizador adaptarse rápidamente a cambios en la función
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de costo y, por lo tanto, converger de manera más eficiente y precisa a una solución

óptima. Además, Adam es insensible a la escala de los pesos y puede manejar problemas

de inestabilidad numérica. Por estas razones, es una buena opción para el entrenamiento

de redes neuronales complejas. El optimizador se usa con tasa de aprendizaje (lr=0.001)

y demás valores por defecto. Se usa también un variador de la tasa de aprendizaje (lr

scheduler) de decrecimiento exponencial: Después de cada época, multiplica por el valor

de gamma.

En el entrenamiento se usa una función de pérdida de entropía cruzada (CrossEntropy-

Loss). Dicha función es una medida comúnmente utilizada en problemas de clasificación

en aprendizaje automático. La idea detrás de esta función es medir la similitud entre

las etiquetas verdaderas y las predicciones del modelo. La entropía cruzada se define

como la suma de la entropía de las distribuciones verdadera y predictiva, y se puede

interpretar como una forma de medir la incertidumbre o la información que falta en la

distribución predictiva en relación con la verdadera [58].

Cuando se utiliza la función de pérdida de entropía cruzada en los heads de clasificación,

se minimiza la diferencia entre las etiquetas verdaderas y las probabilidades predichas

para cada clase. Esto asegura que el modelo aprenda a asignar altas probabilidades a

las clases correctas y bajas probabilidades a las clases incorrectas.

5.4.1. Resultados en la Clasificación

La red neuronal se entrena con 1400 ejemplos y utiliza un planificador con decaimiento

exponencial para optimizar la función de pérdida generada por estos ejemplos. Al final

de cada época, se realiza una validación en la que se evalúa el rendimiento de la red en la

clasificación de anomalías en un conjunto de 1000 ejemplos diferentes. La validación se
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realiza después de cada época completa y permite evaluar el progreso de la red durante

el entrenamiento.

El tamaño de cada lote (batch size) durante el entrenamiento es de 32, y se hacen 44

iteraciones por época, lo que significa que el entrenador ve el conjunto de entrenamiento

una vez completa en cada época. El entrenamiento se lleva a cabo en más de 500000

puntos. La función de pérdida durante el entrenamiento y la validación deben ser iguales

para que se pueda decir que la red tiene capacidad de aprendizaje. A medida que

aumentan las épocas, la pérdida disminuye, y la validación también disminuye hasta

cierto punto, después de lo cual comienza a aumentar de nuevo. Este punto marca

el inicio del sobreentrenamiento de la red neuronal, y el proceso de entrenamiento se

detiene en ese momento.

Es importante destacar que la red neuronal convolucional profunda es una técnica avan-

zada de aprendizaje automático que permite a la red aprender y extraer características

complejas de los datos de entrada. En el caso de la detección de anomalías en la calidad

de la energía en una microred eléctrica, la red puede aprender a identificar patrones y

tendencias en los datos que permiten la identificación de situaciones anómalas. En la

figura 20 se notan los resultados en la validacion.

Figura 20. Resultados de la Validación de la Red Neuronal.

El rendimiento de la red neuronal se mide en términos de iteraciones por segundo. En

el entrenamiento, la red neuronal es capaz de realizar 1.39 iteraciones por segundo,
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mientras que en la validación la capacidad es de 1.9 iteraciones por segundo. Además,

en cada iteración, la red neuronal procesa un número de señales por segundo. En el

entrenamiento, se procesan 44.8 señales por segundo, mientras que en la validación

la tasa es de 60 señales por segundo. Cada señal dura 0.25 segundos lo que resulta

importante medir ya que afecta en gran medida el tiempo de ejecución del proceso. La

figura 21 muestra precisión de tipo de operación 84% y precisión de nodo donde ocurre

el evento 95%.

Figura 21. Resultados de Precisión en la Validación de la Red Neuronal.

En el entrenamiento, hay 44 iteraciones y en la validación hay 32 iteraciones. La última

iteración en ambos casos tiene un tamaño de 8. La capacidad de la red neuronal de

procesar una gran cantidad de datos en un corto período de tiempo, permite que se

logre un aprendizaje preciso y eficiente, lo que es crucial para el éxito en la detección

de anomalías en la calidad de la energía en una micro red eléctrica.

5.4.2. Matriz de Confusión

La matriz de confusión es una herramienta de evaluación para medir el desempeño de

un modelo de clasificación en la predicción de etiquetas o categorías de datos. En el

proyecto realizado, donde se utiliza una red neuronal convolucional profunda para la
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identificación de eventos de calidad de energía en un sistema eléctrico, la matriz de

confusión es una tabla que muestra el número de verdaderos positivos (TP), falsos po-

sitivos (FP), verdaderos negativos (TN) y falsos negativos (FN) de las predicciones del

modelo. Es decir, muestra cuántos eventos de calidad de energía fueron correctamente

identificados por el modelo (TP), cuántos eventos no ocurrieron pero fueron identi-

ficados por el modelo (FP), cuántos eventos que no ocurrieron fueron correctamente

identificados por el modelo (TN) y cuántos eventos de calidad de energía no fueron

detectados por el modelo (FN). La matriz de confusión permite evaluar la precisión,

sensibilidad, especificidad y otras medidas de desempeño del modelo.

Tabla 6. Matriz de Confusión para Anomalías.

61 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
0 49 0 13 0 0 0 0 3 3 0 0 0 0 3 0
0 0 58 0 0 0 0 0 0 0 2 0 3 0 0 0
0 9 0 45 0 0 0 0 0 1 0 0 0 0 0 0
0 0 0 0 54 0 0 0 0 0 0 0 0 0 0 0
0 0 0 0 1 57 0 8 0 0 0 0 0 3 0 0
0 0 0 0 2 0 57 0 0 0 0 0 0 2 0 0
0 0 0 0 1 5 0 48 0 0 0 0 0 3 2 0
0 0 0 0 0 0 0 0 62 0 0 0 3 0 3 0
0 4 1 1 0 0 0 0 0 48 2 1 1 0 0 0
11 0 0 0 0 0 0 0 0 0 59 1 1 0 0 0
0 0 0 0 0 0 0 0 0 0 2 53 2 0 0 0
0 0 1 0 0 0 0 0 0 0 5 3 54 0 0 0
0 0 0 0 0 1 2 0 0 0 0 0 0 59 0 0
0 6 0 1 0 0 0 0 1 0 0 0 0 0 54 0
0 0 2 0 0 0 0 0 8 0 0 1 1 0 2 51

En la tabla 6 se muestra la matriz de confusión en la clasificación del tipo de falla;

cada fila representa las muestras en una categoría real y cada columna representa las

predicciones en una categoría. Los valores dentro de la tabla representan el número de

muestras clasificadas correctamente o incorrectamente. En particular, los valores en la
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diagonal principal (es decir, los valores en la posición (i, i) para cada i) representan

el número de muestras que fueron clasificadas correctamente para cada categoría. Los

valores fuera de la diagonal principal representan el número de muestras que fueron

clasificadas incorrectamente.

Además, se puede observar que algunas celdas están resaltadas en rojo o verde. Estas

celdas están sombreadas para resaltar las categorías en las que el modelo tuvo un

rendimiento especialmente bueno (en verde) o especialmente malo (en rojo). Las celdas

rojas resaltan los errores en la clasificación de muestras que en realidad pertenecen a la

categoría en cuestión, mientras que las celdas verdes resaltan la clasificación correcta

de muestras en su categoría correspondiente.

Tabla 7. Matriz de Confusión para Nodos.

203 0 0 0 0
12 179 0 0 0
13 0 193 0 0
11 0 0 189 0
14 0 0 0 186
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6. CONCLUSIONES

Después de realizar un estudio exhaustivo sobre la identificación de anomalías y

eventos de calidad de energía en un sistema eléctrico interconectado inteligente,

se pudo desarrollar una metodología basada en redes neuronales convolucionales

profundas. La metodología desarrollada tuvo una tasa de precisión del 84% en

la identificación del tipo de falla que ocurría y un 95% en el nodo donde se

presentaba.

Para lograr estos resultados se utilizó una red neuronal que tenía una estructura

que permitía determinar las características específicas de las fallas. La información

recogida por la estructura se pasó a dos heads que se encargaron de determinar

tanto el tipo de falla que ocurría como el nodo donde se presentaba. Además, se

decidió utilizar la función de activación tangente hiperbólica, ya que se encontró

que las demás funciones de activación presentaban un desempeño más bajo.

En comparación con otros trabajos similares, se pudo notar que la tasa de precisión

obtenida fue comparable con algunos trabajos y en otros casos fue mucho mejor.

Se utilizaron 1400 datos para el entrenamiento de la red neuronal y 1000 datos

más para la validación de la red.

Se logró desarrollar una metodología eficaz para la identificación de anomalías y

eventos de calidad de energía en un sistema eléctrico interconectado inteligente,

lo que resulta en una herramienta útil para mejorar la gestión y supervisión del

sistema eléctrico. Además, se espera que esta metodología permita identificar de

manera más precisa y rápida las fallas y anomalías, lo que resultará en una mejora

significativa en la seguridad y fiabilidad del sistema eléctrico.
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