
1° FORO DE  INNOVACIÓN EN EL AGRO

Uso de tecnologías avanzadas de inteligencia artificial en 
aplicaciones agrícolas y botánicas 

 
Manuel G. Forero, Andrés García-Vanegas, Juan Betancourt Lozano 

 
Semillero Lún y semillero MEC-AUTRONIC, Universidad de Ibagúe, Tolima (Colombia) 

manuel.forero@unibague.edu.co  jorge.garcia@unibague.edu.co  juan.betancourt@unibague.edu.co 
  

 
RESUMEN 
Este artículo presenta el uso de tecnologías avanzadas de inteligencia artificial en aplicaciones agrícolas y 
botánicas, desarrolladas por los semilleros de investigación Lún y MECAUTRONIC del grupo de 
investigación D+TEC de la Universidad de Ibagué. La aplicación de la inteligencia artificial en la 
agricultura y el cuidado del medio ambiente tiene un gran campo de acción destacando el uso de técnicas 
como el procesamiento de imágenes, el aprendizaje de máquinas y la interacción con el entorno. 
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Abstract: This article presents the use of advanced artificial intelligence technologies in agricultural and 
botanical applications, developed by the Lún and MEC-AUTRONIC research seedbeds of the D+TEC group 
of the University of Ibagué. The application of artificial intelligence in agriculture and environmental care 
has a large field of action highlighting the use of techniques such as image processing, machine learning 
and interaction with the environment. The results shown allow observing the impact of these techniques in 
the enhancement of agricultural production, which are oriented both to improve crop production and to 
protect the environment. 
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INTRODUCCIÓN  
 
El aumento de la población mundial ha hecho 
necesario el desarrollo de nuevas tecnologías con 
el fin de incrementar la producción de alimentos, 
haciendo un mejor aprovechamiento de los 
recursos, lo cual contribuye a la disminución del 
hambre en el mundo y al crecimiento económico 
de los países en desarrollo, cuya economía 
depende de la exportación de alimentos FAO 
(2009). Además, es necesario conocer y proteger 
la flora silvestre, la cual puede ser también una 
fuente económica de ingresos de los países en vías 
de desarrollo, como ocurre en el caso de 
Colombia, país exportador de flores. Por esta 
razón, distintos organismos e institutos de 
investigación han enfocado sus esfuerzos en el 
desarrollo y uso de nuevas tecnologías para la 
automatización de tareas y procesos necesarios 
para el desarrollo del campo. Una de las 
herramientas más utilizadas con este propósito en 
los últimos años es la inteligencia artificial (IA). 
Así, en la Universidad de Ibagué los semilleros de 
investigación en procesamiento de imágenes y 
reconocimiento de patrones Lún y diseño de 
sistemas mecatrónicos MEC-AUTRONIC, abscritos 
al grupo de investigación D+Tec desarrollan 
esfuerzos para el uso de estas técnicas en la 
agricultura y la botánica, algunos de cuyos 
trabajos se describen a continuación, los cuales 
han tenido impacto nacional e internacional.  

La estructura del trabajo es la siguiente. En la 
Sección 2, se presentan los retos a los que se 
enfrenta la IA en el campo de la agricultura y la 
botánica. En la Sección 3, se presentan algunas de 
las aplicaciones desarrolladas aplicando técnicas 
de procesamiento de imágenes, aprendizaje de 
máquinas e interacción con el entorno. Finalmente, 
en la Sección 4, se presentan las conclusiones de 
este trabajo. 
 
Retos de la IA en la Agricultura y la Botánica 
 
Existen diferentes definiciones de la Inteligencia 
Artificial. Rouhiainen (2018) define el concepto 
como “la habilidad de los computadores para 
hacer actividades que normalmente requieren 
inteligencia humana” (p.17). De acuerdo a la 
definición de Alan Turing, se entiende por 
inteligencia artificial un mecanismo que es capaz 
de interactuar con un ser humano, sin que ´este se 
de cuenta de que está haciéndolo con una 
máquina (Hardy, 2001). De acuerdo a este 
concepto, podría de cirse que la IA consta de 
varias áreas, como se ilustra en la Figura 1, donde 
se observan aquellas desarrolladas actualmente 
en la Universidad de Ibagué.  
En cada una de estas áreas en forma combinada 
o separada hemos afrontado diferentes 
problemas relacionados con la agricultura de 
precisión y la botánica.  
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Técnicas de visión por computador, en particular 
de procesamiento de imágenes han sido utilizadas 
para identificar células en tejidos vegetales, 
desarrollo de protocolos mediante la evaluación  
De condiciones de luz y enfoque de los equipos de 
adquisición utilizados con el fin de adquirir tomas 
de plantas o partes de ellas que permitan 
identificar variedades o sus características. Estos 
problemas plantean diferentes retos para 
encontrar una combinación de técnicas que se 
ajuste a condiciones adversas, permitiendo 
desarrollar métodos robustos y que permitan 
obtener buenos resultados. 

 
 

Figura 1: Diagrama de las distintas áreas que 
abarcan la IA en la Universidad de Ibagué. 

 
Si se hace una revisión de las técnicas 
desarrolladas en el área de aprendizaje de 
máquinas, se tienen diferentes problemas que 
tienen como común denominador la 
contaminación de las muestras con ruido durante 
la toma de datos. Este es un tema recurrente en 
este tipo de investigaciones debido a la dificultad 
que se tiene para filtrar las muestras sin eliminar 
información relevante. Otro problema común es la 
selección del modelo que mejor se ajuste a los 
datos. En la actualidad es común el uso de 
técnicas de aprendizaje profundo en las cuales lo 
importante es el resultado, y a veces se subestima 
el análisis de la técnica propiamente dicha para 
entender cómo funciona el método desarrollado, 
lo cual podría en algunos casos permitir resultados 
aún mejores, o en algunos casos, en particular 
cuando la cantidad de datos es pequeña a utilizar 
otras técnicas de aprendizaje clásico que pueden 
ayudar a resolver el problema en forma más 
rápida y eficiente.  
En cuestión al robot que llevara a cabo todas 
estas tareas, se pueden apreciar diferentes 
adversidades sobre todo a las condiciones 
climáticas necesarias. Diferentes autómatas son 
diseñados para una misma tarea, pero el diseño 
que tenga en cuenta la mayor cantidad de 
variables de error, es el que mejor se podría 
desempeñar en el reto. Variables como el terreno, 
humedad, visibilidad, manejo de elementos, 
motricidad y control son las primeras temáticas 
que se evalúan a la hora del diseño. 
 
 
 
 
 
 
 

APLICACIONES 
 
Son innumerables las aplicaciones de la IA en la 
agricultura, entre las cuales se destaca el 
procesamiento de imágenes, el aprendizaje de 
máquinas y los sistemas robotizados. 
 
3.1. Procesamiento de imágenes  
 
Entre los métodos desarrollados se encuentra un 
método para la segmentación del meristemo 
apical en imágenes de microscopía confocal 
(Rojas et al., 2020). El meristemo es el tejido 
vegetal encargado del crecimiento de la planta, 
en particular el apical da origen a tallos, hojas y 
flores. Las células del meristemo tienen una forma 
irregular y aparecen en las imágenes confocales 
como zonas oscuras rodeadas de otras brillantes, 
tal como se observa en la Figura 2. En este 
trabajo se utilizó una técnica llamada Parametric 
Segmentation Tuning, desarrollada también por el 
mismo equipo para la optimización de los 
parámetros de segmentación en imágenes de 
diatomeas (Rojas Camacho et al., 2017). La 
segmentación se basó en el uso de técnicas de 
morfología matemática y los parámetros óptimos 
del algoritmo se encuentran mediante un proceso 
iterativo que compara las imágenes segmentadas 
obtenidas por variaciones sucesivas de los 
parámetros. A continuación, se utiliza una función 
de optimización para determinar qué par de 
imágenes sucesivas permite La mejor 
segmentación. La técnica fue validada 
comparando sus resultados con los obtenidos por 
un algoritmo de conjuntos de niveles y una técnica 
de segmentación por globos. Los resultados 
mostraron que nuestra metodología ofrece 
mejores resultados que dos alternativas del estado 
del arte disponibles de forma gratuita, siendo 
superior en todos los casos estudiados. 
 

 
 
Figura 2: Procesamiento para la identificación de 
células en meristemo de Arabidopsis thaliana¸c. 

 
 

dentro de la compleja red de la vida en los 
trópicos. La clasificación manual lleva mucho 
tiempo, es costosa y requiere de expertos que, a 
menudo, tienen una disponibilidad limitada. Para 
abordar estos problemas, se utilizaron tres 
métodos de clasificación de imágenes: SVM, KNN 
con distancias euclidianas y de intersección.  
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La base de datos utilizada para el entrenamiento, 
prueba y validación de los métodos comprende 
imágenes RGB tomadas en el hábitat natural de 
las Zingiberales, desde su germinación hasta su 
momento óptimo de corte. Las imágenes fueron 
pre procesadas, realizando un ajuste de balance 
de blancos, contraste y temperatura de color. Para 
separar los Zingiberales del fondo, se utilizó una 
técnica de segmentación gráfica mediante 
GrabCut. Los descriptores se obtuvieron mediante 
la técnica conocida como en inglés Bag of Words, 
encontrando que el número de palabras visuales 
más adecuado para la clasificación estaba entre 
20 y 40. Se comprobó que se obtenía un mejor 
resultado de clasificación separando las flores de 
una especie en dos subclases, debido a su 
diferente coloración. Los mejores resultados se 
obtuvieron con el método KNN, utilizando los tres 
vecinos más cercanos, obteniendo una precisión 
del 97 % (Forero et al., 2021a).  
 
Cirsium arvense es una planta invasora que suele 
encontrarse en climas fríos y que afecta los 
cultivos de cereales. Por lo tanto, su detección es 
importante para mejorar la producción de los 
cultivos. En el Semillero Lún se introdujo una 
técnica de procesamiento de imágenes que 
genera resultados aún mejores que los 
encontrados con algoritmos de aprendizaje 
automático; lo cual se refleja en aspectos como la 
precisión y la velocidad de la detección de esta 
maleza en los cultivos de cereales. El método 
propuesto se basa en la detección del color verde 
extremo característico de esta planta con respecto 
a los cultivos. Para evaluar la técnica, se comparó 
con seis métodos populares de aprendizaje 
automático utilizando imágenes tomadas desde 
dos alturas diferentes: 10 y 50 m.  
 
La precisión obtenida con las técnicas de 
aprendizaje automático fue del 97,07 % en el 
mejor de los casos con tiempos de ejecución de 
más de 2 minutos con imágenes de 200 × 200 
pixeles, mientras que la precisión del método de 
procesamiento de imágenes propuesto fue del 
98,23 % y su tiempo de ejecución fue inferior a 3 
segundos (Forero et al., 2019b).  
 
Otros trabajos en desarrollo incluyen la detección 
y reconstrucción de estructuras en tres 
dimensiones, detección de xilema en raíz de cacao, 
detección de enfermedades en arándano y 
manzano, detección de deficiencias nutricionales 
en café, evaluación de calidad de bananos, 
detección de La siodiplodia theobromae en 
aguacate (Mejía-Cabrera et al., 2020), 
clasificación de aguacates (Moreno et al., 2019), 
limones (Tuesta-Monteza et al., 2020) y fresas de 
acuerdo a su maduración, método de binarización 
para el análisis cromosómico de plantas 
primitivas, como la Zamia tolimensis y la Zamia 
huilensis (Torres-Benítez et al., 2021), análisis 
comparativo de técnicas de detección de puntos 
de interés para el registro de fotografías aéreas 
infrarrojas y visibles en cultivos (Forero et al., 
2019a, 2021b). 
 
 
 
 

3.2. Aprendizaje de máquinas  
 
El aprendizaje de máquinas se ha utilizado en 
distintas aplicaciones de la agricultura para 
identificar objetos de flora y fauna teniendo en 
cuenta variables como el tiempo y precisión. Por 
ejemplo, Forero et al. (2019c) realizó un estudio 
que se centraba en la identificación 
semiautomática de cocodrilos a través de 
imágenes las cuales pudieran estar en entornos de 
diferentes fondos. El trabajo utilizó aprendizaje 
supervisado y no supervisado para obtener buenos 
resultados encontrando que el método de 
Gaussian Mixture Models (Reynolds, 2009) era el 
modelo que más se ajustaba y permitía extraer el 
animal de los demás datos. Otro ejemplo es 
Betancourt-Lozano et al. (2021) donde el foco 
principal era segmentar la fibrosis aledaña de 
quistes cerebrales generados por la 
neurocisticercosis en cerdos. En esta investigación 
se trabajaron modelos de aprendizaje no súper 
visado utilizando automatización de límites a 
través de las medidas de chicuadrado y matrices 
de covarianza. Por su contra parte, en Montoya 
and Gómez (2022) se aplicaron técnicas de 
aprendizaje para la identificación de 
enfermedades que se pudieran presentar en hojas 
de arándano y manzano. Este proceso contó con 
utilizar aprendizaje supervisado mejorando los 
datos con un filtro de MeanShift que permitía 
resaltar los bordes de la imagen suavizando el 
resto de la información. Los resultados de las 3 
investigaciones superan una precisión del 90 %.  
También se ha aplicado el aprendizaje de 
máquinas en otros proyectos que no solo utilizan 
información de imágenes. Por ejemplo, Murcia et 
al. (2022) utiliza información de nubes de puntos 
para reconstruir plántulas de maíz 
tridimensionales con las cuales poder adquirir 
fenotipos de los ´órganos a partir de aprendizaje 
de máquinas. Además de realizar esta tarea, 
liberaron una base de datos bastante extensa de 
los escaneos tomados, lo que permite validar los 
resultados y probar nuevos métodos. 
 
En la Figura 3 se pueden apreciar los trabajos 
mencionados en esta sección. 
 

 
 

Figura 3: Trabajos de aprendizaje de máquinas 
para la detección de objetos. a) Cocodrilos y 

fondo. b) Enfermedades en hojas de arándano. 
c) Fibrosis quística. d) Órganos de plántula de 

maíz. 
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3.3. Interacción con el entorno  
 
La inteligencia artificial cuenta con diversos 
campos de acción en la agricultura, como por 
ejemplo, la predicción del rendimiento de cultivos,  
el pronóstico de precios, la pulverización 
inteligente, el conocimiento de la predicción, la 
robótica agrícola y, el seguimiento de cultivos y 
suelos. La interacción con el entorno es 
fundamental para la aplicación de la inteligencia 
artificial en la agricultura. Desde hace varios años 
se han estudiado y desarrolla diversos sistemas 
robotizados que permiten a través del uso de 
técnicas de la inteligencia artificial mejorar 
procesos agrícolas, obteniendo mejores productos 
y una mayor rentabilidad para el agricultor 
(Bechar and Vigneault, 2016).  
 
El departamento del Tolima, es una región con un 
alto potencial agrícola, debido a la riqueza de sus 
suelos, con una gran variedad de productos, 
siendo uno de los principales productores de arroz, 
café, maíz, algodón, aguacate, panela y algunos 
frutales (ADR, 2019). Universidades, grupos de 
investigación y empresas han venido 
desarrollando estudios e investigaciones en el 
desarrollo de sistemas automatizados y 
robotizados con la implementación de técnicas de 
inteligencia artificial para mejorar procesos como 
la siembra, el riego, la inspección de plantas, la 
manipulación, recolección y clasificación de frutos, 
entre otros.  
 
En diversas aplicaciones agrícolas es 
indispensable el uso de sistemas de visión por 
computador que permitan identificar los cultivos, 
las plantas y en especial los frutos, para poder 
identificar requerimientos en todo su proceso de 
cosecha y post-cosecha, como por ejemplo, el uso 
de sistema de calibración, seguimiento o control 
por visión de un robots para la automatización de 
cultivos a pequeña escala (García-Vanegas et al., 
2019) (García-Vanegas et al., 2022). Estos 
sistemas permite el posicionamiento de 
herramientas, también llamadas efectores finales 
en la robótica, para la inspección de plántulas 
para identificar características de su fenotipado, 
la aspersión de agua o la aplicación de nutrientes 
de forma puntual, la identificación y eliminación 
de maleza. Estos sistemas de visión utilizando 
puntos de referencia y los propios cultivos para el 
procesamiento de imágenes y el análisis de su 
colorimetría para diagnosticar necesidades de los 
cultivos durante su proceso de crecimiento y 
recolección, como se ilustra en la Figura 4. 

 
 

 
CONCLUSIONES 
 
Debido al aumento de la población mundial, el 
cambio climático y la deforestación se hace 
necesario el desarrollo de esfuerzos para mejorar 
la producción agrícola, mientras que 
simultáneamente se protegen las especies nativas. 
Con estos objetivos en mente, los semilleros en 
procesamiento de imágenes y reconocimiento de 
patrones Lún y diseño de sistemas mecatrónicos 
MEC-AUTRONIC de la Universidad de Ibagué 
desarrollan nuevos métodos para su uso en la 
agricultura y la botánica, algunos de los cuales 
fueron presentados en este artículo con el fin de 
darlos a conocer a la comunidad en general, ya 
sea para su uso o para promover el desarrollo de 
nuevos trabajos donde la experiencia y 
capacidades de estos semilleros puedan aportar 
nuevas soluciones en la agricultura y la protección 
de los recursos vegetales. 
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