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Resumo 

Os níveis de automação do processo de classificação das imagens de satélite variam muito entre as 
diferentes pesquisas. Contudo, inúmeros trabalhos demonstraram que os procedimentos 
semiautomáticos, como a Análise de Imagens Baseada em Objetos Geográficos (GEOBIA), produzem 
melhores resultados. Este artigo tem como objetivo comparar os parâmetros de classificação 
desenvolvidos por quatro analistas distintos, que se basearam na mesma chave de interpretação, 
aplicados em duas cenas de Marília - SP. Visa avaliar o potencial de transferência das regras de 
classificação entre as diferentes áreas. Os resultados mostraram que os analistas optaram por 
diferentes: conjuntos de regras, atributos quantificáveis, limiares e níveis hierárquicos. No entanto, 
os índices kappa das classificações foram considerados muito bons. E, os conjuntos de regras 
produzidos por três analistas apresentaram elevada capacidade de transferência entre as cenas 
analisadas. Essa constatação ressalta a relevância de criar bibliotecas específicas para compartilhar 
os referidos procedimentos. 
Palavras-chave:  
classificação de imagens, Sensoriamento Remoto, GEOBIA, potencial de transferência. 

 

Abstract 

Automation levels for satellite image classification vary widely among different researches. 
However, numerous studies have shown that semi-automatic procedures, such as Geographic 
Object-Based Image Analysis (GEOBIA), produce better results. This paper aims to compare 
classification parameters developed by four different analysts, based on the same interpretation key 
applied to two scenes from Marília city - SP (Brazil). Thus, it aims to assess the potential for 
transferring classification rules between areas. Results showed that the analysts differed in option 
for set of rules, quantifiable attributes, thresholds, and hierarchical levels. Yet, the kappa indices of 
the classifications were deemed very good. Besides, three of the analysts produced sets of rules with 
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high transferability between the analyzed scenes. This finding highlights the relevance of creating 
specific libraries to share such procedures. 
Keywords:  

Image classification, Remote Sensing, GEOBIA, transferability potential. 
__________________________________________________________________________________________

I. INTRODUÇÃO 

O uso dos modelos na Geografia se difundiu a partir da década de 1960 (FOTHERINGHAM; ROGERSON 

2009). Um modelo pode ser considerado como a apresentação formal de uma teoria que usa elementos de 

lógica e matemática (HARVEY, 1974). Dentre as principais vantagens dos modelos, de acordo com Haggett e 

Chorley (1974), destacam-se as possibilidades de: acompanhar visualmente a lógica do fluxo de trabalho; 

automatizar a realização de tarefas recorrentes; adicionar complexidade ao modelo, vinculando submodelos ao 

modelo principal; reproduzir e compartilhar seu conteúdo. 

Os modelos de uso e cobertura da terra desempenham papéis importantes no planejamento e na 

elaboração de políticas públicas. São ferramentas eficientes para apoiar a análise das causas, processos e 

consequências da interação do homem com o meio ambiente (TANG et al. 2009). Mapas de uso e cobertura da 

terra, desenvolvidos a partir de imagens de Sensoriamento Remoto, são muito utilizados na elaboração de 

diagnósticos ambientais e gestão territorial (LIU et al., 2017).  

A classificação de imagens pode ser realizada de inúmeras formas, que variam entre a manual, como a 

fotointerpretação, até as automáticas, que adotam algoritmos de classificação. No entanto, segundo Francisco 

e Almeida (2012), as mais apropriadas para classificação de uso e cobertura da terra são as semiautomáticas, 

que integram o conhecimento e a intervenção humana aos algoritmos de classificação. As referidas 

classificações, no entanto, estão sujeitas a distintos níveis de subjetividade (GARDIN et al., 2011). Nesse 

contexto, esta pesquisa se justifica, e corrobora as observações de Mahdavi et al., (2018), na medida em que se 

considera que o compartilhamento de procedimentos e regras de classificação entre os analistas contribui para 

melhorar a sua qualidade. A pesquisa também colabora com os recentes esforços de investigação sobre a 

construção de bibliotecas de atributos quantificáveis de objetos geográficos, abordada por CHEN et al., (2018).  

O objetivo deste artigo é avaliar as classificações semiautomáticas da cobertura da terra produzidas por 

quatro analistas diferentes, em duas cenas do município de Marília – SP, a partir de uma única chave de 

interpretação. As regras, os atributos quantificáveis, os limiares e os níveis hierárquicos utilizados nas 

classificações de imagens de satélite baseadas em objetos geográficos (GEOBIA) foram analisados de forma a 
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permitir a reflexão sobre o potencial de transferência das regras de classificação entre diferentes áreas de 

estudo. 

II. MATERIAIS E MÉTODOS 

GEOBIA 

A Análise de Imagens Baseada em Objetos Geográficos (Geographic Object-Based Image Analysis - 

GEOBIA) pode ser considerada um método semiautomático de classificação de imagens de Sensoriamento 

Remoto (BLASCHKE, 2010; HAY; CASTILLA, 2008). Diversas pesquisas têm demonstrado que a GEOBIA produz 

resultados mais acurados na classificação de uso e cobertura da terra quando comparadas às classificações pixel-

a-pixel (MYINT et al., 2011; PLATT; RAPOZA, 2008; WHITESIDE; AHMAD, 2005; CIVCO et al., 2002). 

A GEOBIA é composta por dois procedimentos sequenciais: segmentação e classificação. A segmentação 

é o processo de dividir a imagem em agrupamentos de pixels homogêneos (BENZ et al., 2004; BAATZ; SCHÄPE, 

2000). A qualidade e acurácia dos resultados dependem significativamente deste procedimento (BAATZ; 

SCHÄPE, 2000). Apesar de existirem abordagens quantitativas para definição dos parâmetros ótimos de 

segmentação (JOHNSON et al., 2015; ZHANG et al., 2015; DRĂGUŢ et al., 2014; HAPP; FEITOSA; STREET, 2012), 

a grande maioria das pesquisas ainda se baseia em procedimentos de tentativa e erro (HAY; CASTILLA, 2008).  

Os objetos gerados na segmentação são classificados a partir de seus atributos. Suas características 

espaciais ou hierárquicas são expressas pela quantificação das informações multiespectrais, geométricas, 

texturais ou relacionais (BLASCHKE, 2010; BENZ et al., 2004).  

Os dois procedimentos de atribuição de classes aos objetos são: baseada em regras (Rule-Based), e 

vizinho mais próximo (Nearest Neighbour) (MYINT et al., 2011). Como o vizinho mais próximo depende de uma 

fase de treinamento e amostragem, torna-se intransferível para outras áreas de estudo (HODGSON et al., 2003). 

De forma análoga, os métodos de mineração de dados (Data Mining), utilizados para automatizar a seleção de 

atributos ótimos para classificações baseadas em regras, tampouco são transferíveis (BELGIU; DRĂGUŢ; STROBL, 

2014).   

A classificação baseada em regras é construída com base no conhecimento prévio e expertise dos 

analistas. Assim, apresenta elevado potencial de transferência para outras áreas de estudo (ANDERS; 

SEIJMONSBERGEN; BOUTEN, 2015; HAMEDIANFAR; SHAFRI, 2015; BELGIU; DRĂGUŢ; STROBL, 2014; NOVACK et 

al., 2014; KOHLI et al., 2013).  
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Ainda que essa transferência seja factível, raras exceções, como a pesquisa Belgiu; Drăguţ; Strobl (2014), 

analisaram a variabilidade das regras de classificação produzidas por diferentes analistas e a acurácia dos 

respectivos resultados. Além disso, diversos trabalhos indicam que distintos analistas selecionam diferentes 

atributos para classificação dos mesmos objetos-alvos (ARDELEAN et al., 2013; ALBRECHT; LANG; HÖLBLING, 

2010; ZHOU; SCHWARZ; CADENASSO, 2010).  

Área de estudo  

A pesquisa foi realizada no município de Marília - SP (Figura 1). As duas cenas utilizadas foram extraídas 

da mesma imagem de satélite, e representam parte da área urbana do município. A cena #1 está localizada na 

zona leste cidade e possui uma extensão de 5081 x 3939 pixels. Compreende uma variabilidade significativa de 

habitações urbanas (de condomínios de alto padrão a assentamentos informais), extensas áreas de vegetação 

(arbórea e herbácea), além de possuir rios e lagos urbanos. A cena #2 está localizada na zona centro-sul da 

cidade. Possui dimensões similares (5477 x 3408) e elementos análogos aos da cena #1.  

Ambas as cenas foram extraídas da imagem do satélite WorldView-II, de 18/08/2010, georreferenciada 

e ortorretificada com 2 metros de resolução espacial nas bandas multiespectrais e 50 centímetros na banda 

pancromática, com resolução espectral composta por três bandas do visível – RGB e uma do infravermelho 

próximo – NIR.  
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Figura 1 - Área de estudo: cenas #1 e #2. (elaborado pelos autores) 

Procedimentos 

A pesquisa foi realizada em três etapas principais. Na primeira, as regras de classificação foram criadas 

por quatro analistas (A1, A2, A3 e A4) no programa eCognition e aplicadas à cena #1. Na segunda, as mesmas 

https://revistas.ufpr.br/raega
http://dx.doi.org/10.5380/raega.v56i0.84710


 
O ESPAÇO GEOGRÁFICO EM ANÁLISE 

 
8 

ISSN eletrônico 2177-2738 

 RA’EGA, Curitiba, PR, V.56, p. 3–23, 04/2023 

https://revistas.ufpr.br/raega  DOI: http://dx.doi.org/10.5380/raega.v56i0.84710 
 

 
 

    

as regras da cena #1 foram reproduzidas na cena #2 de forma autônoma pelos mesmos analistas. Na terceira, o 

potencial de transferência das regras de classificação foi analisado, de formas qualitativa e quantitativa. 

As classificações da cobertura da terra foram realizadas por quatro analistas distintos, que trabalharam 

separadamente. Nenhum deles tinha experiência em classificação de imagens do satélite WorldView-II e 

tampouco dos procedimentos de GEOBIA. A chave de interpretação (Figura 2) foi definida previamente e uma 

descrição detalhada das seis classes foi fornecida para reduzir a variabilidade na conceituação semântica dos 

objetos geográficos. 

 

  Figura 2 - Chave de interpretação das classes de cobertura da terra. (elaborado pelos autores) 

O primeiro procedimento, comum a todos os analistas, foi determinar os valores dos três parâmetros de 

segmentação da imagem: escala (scale), compacidade (compactness) e forma (shape). O parâmetro de escala 

refere-se ao grau de tolerância à heterogeneidade dos pixels para seu agrupamento em um único segmento e 

determina o tamanho dos objetos (BAATZ; SCHÄPE, 2000). De forma geral, quando maior a escala, maior os 

objetos. O parâmetro de compacidade está relacionado aos aspectos geométricos dos objetos e à suavidade 

das bordas. Ambos são complementares, ou seja, quanto maior a compacidade, menor a suavidade (BAATZ; 

SCHÄPE, 2000). É comum adotar valores mais altos de suavidade quando os alvos são feições naturais. A forma, 

por sua vez, é complementar à cor (BAATZ; SCHÄPE, 2000). Quando maior o valor atribuído, maior relevância 

dos aspectos espectrais em detrimento da geometria dos objetos. 
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Avaliação e comparação dos resultados  

Os resultados das classificações foram avaliados a partir da matriz de confusão, para quantificar os erros 

de omissão e comissão de cada classe, e coeficiente kappa (CONGALTON, 1991). Apesar das limitações do kappa 

terem sido, amplamente, discutidas pela literatura (FOODY, 2020; KERR; FISCHER; REULKE, 2015; PONTIUS JR; 

MILLONES, 2011), não existe uma concordância entre os pesquisadores sobre possíveis substitutos. Além disso, 

uma gama de pesquisas ainda utiliza o kappa para quantificar acurácia de mapeamentos temáticos por GEOBIA 

(MAXWELL et al., 2019; PRADO; RUIZ, 2019; COLARES et al., 2015; BELGIU; DRĂGUŢ; STROBL, 2014; FRANCISCO; 

ALMEIDA, 2012; KIM et al., 2011).  

Para o cálculo da matriz de confusão e coeficiente kappa foram utilizados 360 pontos aleatórios, 

estratificados entre as seis classes de cobertura (60 pontos por classe), como sugerem Herold et al., (2008) e 

Scepan (1999), para cada uma das cenas. A interpretação dos índices seguiu a proposta de Landis e Koch (1977), 

representada na Quadro 1. 

Quadro 1 - Interpretação dos valores do índice kappa. 
Valores de kappa Interpretação 

< 0 Sem concordância 

0 – 0,19 Pouca concordância 

0,2 – 0,39 Concordância razoável 

0,4 – 0,59 Concordância média 

0,6 – 0,79 Concordância considerável 

0,8 – 1,0 Concordância excelente 

 Fonte: Landis e Koch (1977 p. 165). 

 A variabilidade entre as regras de classificação foi computada através do teste de McNemar (FOODY, 

2004). O teste de McNemar é um teste não paramétrico utilizado para comparar algoritmos de classificação de 

imagens de sensoriamento remoto (DURO; FRANKLIN; DUBÉ, 2012; DE LEEUW et al., 2006). De acordo com 

Foody (2004), o teste é formalmente computado através da equação:  

𝑧 =  
𝑓12− 𝑓21

√𝑓12+ 𝑓21
                                                          (1) 

Onde 𝑓12 indica o número de amostras classificadas corretamente na primeira classificação, mas 

incorretamente na segunda e 𝑓21 representa o número de amostras classificadas corretamente na segunda 

classificação e incorretamente na primeira (FOODY, 2004). Sua interpretação é simples: quanto mais elevado o 

https://revistas.ufpr.br/raega
http://dx.doi.org/10.5380/raega.v56i0.84710


 
O ESPAÇO GEOGRÁFICO EM ANÁLISE 

 
10 

ISSN eletrônico 2177-2738 

 RA’EGA, Curitiba, PR, V.56, p. 3–23, 04/2023 

https://revistas.ufpr.br/raega  DOI: http://dx.doi.org/10.5380/raega.v56i0.84710 
 

 
 

    

valor de z, maior a variabilidade de acertos e erros, consequentemente, menor a capacidade de transferência 

das regras.  

III. RESULTADOS  

Estratégias e parâmetros de classificação 

Os quatro analistas adotaram uma estratégia de classificação hierárquica, abordagem top-down, e 

utilizaram o algoritmo MRS (Multiresolution Segmentation) (BAATZ; SCHÄPE, 2000) para segmentar a imagem.  

Os parâmetros segmentação adotados apresentaram similaridade. O scale apresentou maior 

variabilidade, entre 150 e 300 (A1 = 250, A2 = 300, A3 = 150 e A4 = 150), o parâmetro compactness variou entre 

0,4 e 0,6 (A1 = 0,6, A2 = 0,4, A3 = 0,4 e A4 = 0,5), e o shape não variou entre os analistas (0,1). 

As árvores de decisão apresentaram divergências significativas em relação à seleção dos atributos 

quantificáveis e ao ordenamento hierárquico utilizado (Figuras 3a e 3b). Os atributos quantificáveis utilizados 

nas quatro classificações estão sintetizados no Quadro 2.  

O procedimento comum foi o iniciar o processo de classificação separando as classes de vegetação 

(arbórea e herbácea) das demais classes. Os quatro analistas utilizaram o índice NDVI (Normalized Difference 

Vegetation Index) cujo limiar variou entre 0,31 e 0,44. Posteriormente, as classes de vegetação foram separadas 

utilizando diferentes regras e, na sequência, foram classificadas as outras classes de cobertura. 
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Figura 3a - Árvore de decisão dos analistas A1 e A3. (elaborado pelos autores) 
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Figura 3b - Árvore de decisão dos analistas A2 e A4. (elaborado pelos autores) 
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Quadro 2 - Atributos quantificáveis e variáveis do eCognition. 

Tipo de 
atributo 

Nome do 
atributo 

quantificável 
Formulação matemática Descrição 

Espectral  

NDVI NDVI = mean (
𝑁𝐼𝑅−𝑅𝐸𝐷

𝑁𝐼𝑅+𝑅𝐸𝐷
) 

O NDVI varia entre:  −1,0 e +1,0;  
RED = banda do vermelho 

NIR = banda do infravermelho próximo 

GNDVI GNDVI = mean (
𝑁𝐼𝑅−𝐺𝑅𝐸𝐸𝑁

𝑁𝐼𝑅+𝐺𝑅𝐸𝐸𝑁
) 

O GNDVI é uma versão do NDVI calculado com 
a banda do verde. 

Os valores variam entre −1,0 e +1,0.  

Brightness B = 1

𝑛𝑣𝑖𝑠
 ∑ 𝐶𝑖 (𝑣𝑖𝑠)

⌣𝑛𝑣𝑖𝑠
𝑖=1   

B é a média do brilho de um objeto e 𝐶𝑖 (𝑣𝑖𝑠)
⌣  é a 

soma dos valores de brilho das bandas do 
visível dividido pelo número de bandas do 

visível 𝑛𝑣𝑖𝑠. 

Standard 
deviation layer 4 

(NIR) 

Banda 4 = desvio padrão 
(NIR) 

O desvio padrão da banda 4 é o valor do desvio 
padrão de um objeto na banda 4 (NIR) 

Mean layer 1 
(BLUE) 

Banda 1 = media (BLUE) 
A média da banda 1 é o valor médio de um 

objeto na banda 1 (BLUE) 

Mean layer 4 
(NIR) 

Banda 4 = media (NIR) 
A média da banda 4 é o valor médio de um 

objeto na banda 4 (NIR) 

BAI (Built-up 
Areas Index) 

BAI = mean (
𝐵𝐿𝑈𝐸− 𝑁𝐼𝑅

𝐵𝐿𝑈𝐸 +𝑁𝐼𝑅
) 

O BAI varia entre: −1,0 e +1,0 
BLUE = banda do azul 

NIR = banda do infravermelho próximo 

Geométrico 

Roundness 
µ𝐶(𝑥) =  {1 −  

1−𝑥

1−𝐶
,  

for 0 ≤ x − C ≥ 1 − C 

Descreve quanto (x) um objeto geográfico cabe 
dentro de um círculo (C); apresenta valores 
entre 1 (encaixe perfeito) e 0 (não encaixa). 

Shape Index SI = 1,27 AL² 

Indica a forma dos objetos, de circular à 
retangular. A= representa a área do objeto em 
km² e L = comprimento do eixo mais longo em 

km. O valor de 1,0 expressa a forma circular 
que recebe valores menores quando é 

alongada. 

Textural 

GLCM 
Homogeneity 

H = ∑
1

1+(𝑖−𝑗)

𝑁𝑔−1 

𝑖,𝑗=0
 𝑔(𝑗, 𝑗) 

É uma medida de sensibilidade à presença de 
elementos quase diagonais em um GLCM 

(matriz de coocorrência de nível de cinza) 𝑁𝑔 é 

o número de níveis de cinza e 𝑔(𝑗, 𝑗) é a 
entrada i, j no GLCM 

GLCM Contrast C = ∑ 𝑃𝑖𝑗 
𝑁𝑔−1 

𝑖,𝑗=0
(𝑖 − 𝑗)2 

É uma medida da diferença entre a medida de 
intensidade de contraste do pixel em questão e 

do seu vizinho e os valores de contraste da 
matriz de coocorrência de níveis de cinza 

(GLCM).  
 𝑃𝑖𝑗  é o elemento i,j do GLCM e  𝑁𝑔 é o número 

de níveis de cinza. 
Adaptado de Araujo e Queiroz  (2018) 
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Avaliação das classificações (cena #1) 

Os resultados das classificações da cena #1 estão apresentados na Figura 4. Todos os analistas 

produziram classificações consideradas muito boas de acordo com Landis e Koch (1977). O analista A2 obteve 

maior kappa (0,87) demonstrando ter aplicado o conjunto de regras com maior eficiência. 

 

Figura 4 - Resultados da classificação da cena #1. (elaborado pelos autores) 

A classe “lagos” foi a de maior acerto entre os analistas (Tabela 1 e Figura 5). O analista A2, no entanto, 

apresentou precisão da classificação dos lagos um pouco abaixo do restante (acerto de 90%). Ao adotar valor 

mais elevado no parâmetro scale (300), durante a segmentação, houve maior confusão com a vegetação 

arbórea do entorno dos lagos. A classe “áreas construídas” também apresentou excelentes resultados, com 

porcentagem de acerto acima de 93% para todos os analistas. 
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Tabela 1 - Matriz de confusão e índice kappa da classificação de cobertura da cena #1. 
A1 A2 

 R L VA VH SE AC TOTAL  R L VA VH SE AC TOTAL 
R 49 0 1 0 1 0 51 R 52 0 0 0 3 0 55 
L 1 60 0 0 0 0 61 L 0 54 0 0 0 0 54 

VA 3 0 51 11 0 0 65 VA 4 6 60 8 2 0 80 
VH 6 0 8 47 4 0 65 VH 4 0 0 50 0 0 54 
SE 1 0 0 2 43 4 50 SE 0 0 0 2 44 0 46 
AC 0 0 0 0 12 56 68 AC 0 0 0 0 11 60 71 

TOTAL 60 60 60 60 60 60 360 TOTAL 60 60 60 60 60 60 360 

kappa = 0,82 kappa = 0,87 

A3 A4 

 R L VA VH SE AC TOTAL  R L VA VH SE AC TOTAL 
R 45 0 0 0 0 0 45 R 44 0 0 0 0 0 44 
L 0 60 0 0 0 0 60 L 0 60 0 0 0 0 60 

VA 3 0 53 3 0 0 59 VA 10 0 52 13 2 0 77 
VH 12 0 7 57 18 2 96 VH 5 0 8 45 4 1 63 
SE 0 0 0 0 30 0 30 SE 0 0 0 2 35 1 38 
AC 0 0 0 0 12 58 70 AC 1 0 0 0 19 58 78 

TOTAL 60 60 60 60 60 60 360 TOTAL 60 60 60 60 60 60 360 

kappa = 0,81 kappa = 0,78 
Legenda: R: rio, L: lago, VH: vegetação herbácea, VA: vegetação arbórea, SE: solo exposto; AC: áreas construídas.  

 

 

Figura 5 - Porcentagem de acerto da classificação da cena #1 por analista. (elaborado pelos autores) 

A classe “solo exposto” apresentou maior grau de confusão e menor porcentagem de acerto de 

classificação entre todos os analistas, mesmo utilizando o BAI (Built-up Areas Index), aplicado pelo analista A4.  

Recorrente, a confusão entre as classes “solo exposto” e “áreas construídas” ocorreu devido à 

similaridade das assinaturas espectrais. O analista A3 apresentou menor porcentagem de acerto desta classe 

(50%). A classe de “vegetação arbórea” apresentou porcentagem de acerto satisfatória, acima de 80% para 

todos os analistas, e confusão mais elevada com classe de “vegetação herbácea”.  
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As classes “rios” e “vegetação herbácea” apresentaram porcentagem de acerto mediana na maioria dos 

analistas (entre 70% e 86,6%). E nível de confusão mais relevante com a classe de “vegetação arbórea”. O 

analista A4 apresentou menor porcentagem de acerto para ambas as classes (73,3% e 75%). 

Avaliação das classificações da cena #2 

O conjunto de regras de classificação da cena #1 foi aplicado na cena #2 (Figura 6). O tamanho da cena 

#2 é similar ao da cena #1, de forma que as variações de tamanho dos objetos gerados no processo de 

segmentação fossem pouco significativas.  

 

Figura 6 - Resultados da classificação da cena #2. (elaborado pelos autores) 

A interpretação visual dos resultados aponta que a classe “rios” obteve mais erros de omissão e 

comissão. A maior confusão se deu em relação à classe de “vegetação arbórea”, especialmente para o conjunto 

de regras dos analistas A1 e A2 (Tabela 2 e Figura 7). Acredita-se que o uso de regras como o GNDVI e o 

parâmetro de textura GLCM Contraste, adotados pelos analistas A3 e A4, respectivamente, tenha melhorado a 

acurácia da classificação da classe “vegetação arbórea” e reduzido a confusão.   

A exemplo da cena #1, a classe “lagos” foi que a obteve maior acerto entre todos os analistas da cena 

#2 (acima de 90%). Os melhores resultados dos analistas A3 e A4 indicaram que a adoção de parâmetros de 

geometria não representa melhoria da eficiência da classificação. Ambos utilizaram parâmetros espectrais e 

alcançaram maior precisão nesta classe.  
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Tabela 2 - Matriz de confusão e índice kappa da classificação de cobertura da cena #2. 
A1 A2 

 R L VA VH SE AC TOTAL  R L VA VH SE AC TOTAL 
R 9 0 0 0 0 0 9 R 14 0 0 0 0 0 14 
L 0 56 0 0 0 0 56 L 0 57 0 0 0 0 57 

VA 45 4 60 33 2 3 147 VA 36 0 58 5 1 0 100 
VH 0 0 0 26 4 2 32 VH 10 3 2 49 5 0 69 
SE 6 0 0 1 52 15 74 SE 0 0 0 6 48 0 54 
AC 0 0 0 0 2 40 42 AC 0 0 0 0 6 60 66 

TOTAL 60 60 60 60 60 60 360 TOTAL 60 60 60 60 60 60 360 

kappa = 0,60 kappa = 0,75 

A3 A4 

 R L VA VH SE AC TOTAL  R L VA VH SE AC TOTAL 
R 40 0 0 0 0 0 40 R 49 0 0 0 0 0 49 
L 0 60 0 0 0 0 60 L 0 60 0 0 0 0 60 

VA 6 0 60 9 0 0 75 VA 22 0 51 5 0 0 78 
VH 14 0 0 51 18 0 83 VH 13 0 9 48 0 5 75 
SE 0 0 0 0 36 1 37 SE 0 0 0 7 44 0 51 
AC 0 0 0 0 6 59 65 AC 1 0 0 0 16 55 72 

TOTAL 60 60 60 60 60 60 360 TOTAL 60 60 60 60 60 60 360 

kappa = 0,82 kappa = 0,76 
Legenda: R: rio, L: lago, VH: vegetação herbácea, VA: vegetação arbórea, SE: solo exposto; AC: áreas construídas.  

 

Figura 7 - Porcentagem de acerto da classificação da cena #2 por analista. (elaborado pelos autores) 

Foi significativo o nível de acerto dos analistas na classe “vegetação arbórea” (acima de 80%). Tal como 

na cena #1, a confusão mais elevada ocorreu em relação à classe “vegetação herbácea”, devida à similaridade 

espectral entre das classes de vegetação. Três analistas obtiveram elevada precisão na classe “áreas 

construídas” (acima de 90% de acerto). O desempenho do analista A1 (67% de acerto) foi considerado uma 

exceção. A combinação entre os parâmetros GLCM Homogeneity e Brightness, por ele utilizada, foi insuficiente 

para separar as classes que apresentaram maior confusão: “áreas construídas” e “solo exposto”. 
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Potencial de transferência 

O potencial de transferência das regras de classificação foi testado com o teste de McNemar (Tabela 3), 

que comparou os resultados das classificações das cenas #1 e #2.  

 Tabela 3 - Teste de McNemar. 
Analistas kappa cena #1 kappa cena #2 Teste de McNemar 

A1 0,82 0,60 6,89 

A2 0,87 0,75 4,62 

A3 0,81 0,82  - 0,5 

A4 0,78 0,76 2,84 

 

Os resultados mostraram que os analistas A2 e A4 obtiveram resultados semelhantes, com kappa 0,75 

e 0,76, respectivamente, na cena #2. No entanto, o potencial de transferência do conjunto de regras do analista 

A4 foi maior de acordo com os resultados do teste de McNemar. O analista A1 não obteve bom desempenho 

na segunda área teste (kappa: 0,60 e Teste de McNemar: 6,89), o que indica baixo potencial de transferência e 

acurácia das regras de classificação. 

O analista A3 atingiu um kappa ligeiramente mais elevado na cena #2 (0,01), em relação à cena #1, o 

que resultou em um valor negativo para o teste de McNemar. Estes resultados apontam que as regras de 

classificação do analista A3, além de possuírem alto potencial de transferência, atingiram valores de kappa 

considerados excelentes, conforme Landis e Koch (1977).  

IV. DISCUSSÃO 

Neste experimento, constatou-se que distintos analistas selecionaram diferentes atributos para 

classificação dos mesmos objetos-alvos. Esse resultado está de acordo com as observações de Ardelean et al. 

(2013), Albrecht; Lang; Hölbling (2010) e Zhou; Schwarz; Cadenasso (2010). A acurácia das classificações variou 

em função da escolha dos atributos quantificáveis utilizados na construção das regras de classificação, nos 

limiares estabelecidos, bem como dos níveis hierárquicos definidos.  

Os analistas A2, A3 e A4 obtiveram bons resultados na exatidão e no potencial de transferência das 

regras de classificação. De certa forma, estes dados corroboram as afirmações de Belgiu, Drăguţ e Strobl (2014) 

e Kohli et al., (2013) sobre a manutenção da consistência das regras de classificação em GEOBIA. Essa 

possibilidade de transferência indica que as bibliotecas de regras de classificação por objetos geográficos podem 

contribuir para otimizar o processo de classificação de imagens, reduzindo o número de horas de trabalho dos 
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analistas. Além disso, ratificam as vantagens de reprodução e compartilhamento, mencionadas por Haggett; 

Chorley (1974), sobre os modelos no contexto da Geografia. 

Entretanto, é fundamental observar a necessidade de cautela no processo de segmentação da imagem, 

dada sua influência no resultado (BAATZ; SCHÄPE, 2000). Os resultados mostraram que a capacidade de 

transferência das regras foi atingida pela adoção dos mesmos parâmetros de segmentação e pela similaridade 

dos tamanhos das áreas de estudo (cenas #1 e #2). A variação nos parâmetros de segmentação pode afetar o 

tamanho dos objetos e, como consequência, reduzir a concordância entre as classificações (BELGIU; DRĂGUŢ; 

STROBL, 2014).  

Além disso, a adoção do mesmo atributo quantificável (como o NDVI neste experimento), não seria 

suficiente para garantir resultados semelhantes na classificação, principalmente quando se adotam limiares 

diferentes. Esta observação é compatível com a abordagem de Pinho et al., (2012), que discutiram a dificuldade 

de adoção de um limiar adequado de NDVI para classificações de vegetação e de solo exposto.    

A utilização do GNDVI para a separação de tipos de vegetação demonstrou ser adequada (ROUSE et al., 

1973) e possuir significativo potencial de transferência. Da mesma forma, foi possível avaliar que o BAI e a classe 

de áreas construídas (Built-up Areas Index) também apresentaram considerável capacidade de transferência 

(ZHA; GAO; NI, 2003). O uso de atributos quantificáveis geométricos e texturais, no entanto, não apresentou 

influência positiva e constante no resultado da classificação. Esses atributos nem sempre mostraram potencial 

elevado de transferência ou contribuíram para aumentar o nível de acerto da classificação.  

V. CONSIDERAÇÕES FINAIS 

Este artigo analisou a variabilidade nas regras de classificação por GEOBIA, desenvolvidas por quatro 

analistas diferentes, que utilizaram a mesma chave de interpretação. O experimento foi realizado com uma 

imagem WorldView-II de Marília - SP. A acurácia, potencial de transferência e variabilidade das regras de 

classificação foi obtida através do coeficiente kappa e teste de McNemar. 

Os quatro analistas produziram conjuntos distintos de regras e utilizaram: 1) atributos quantificáveis, 2) 

limiares e 3) níveis hierárquicos diferentes para classificação das classes de cobertura da terra. Essas diferenças 

afetaram a acurácia dos resultados. A capacidade de transferência das regras foi testada utilizando uma segunda 

área de estudo (cena #2), da mesma imagem de satélite. A avaliação demonstrou que o conjunto de regras dos 

analistas A2, A3 e A4 se mostrou consistente na cena 2 (Kappas de 0,75, 0,82 e 0,76) e transferível (McNemar: 

4,62, -0,5 e 2,84).  
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Acredita-se que esses resultados ratificam o potencial da classificação de imagens por objetos 

geográficos, mencionados por Myint et al., (2011) e Platt e Rapoza, (2008),  pois a GEOBIA se consolidou como 

um método que possibilita maior acurácia nas classificações de uso e cobertura da terra em comparação com 

as classificações pixel-a-pixel.  

A pesquisa também mostrou que, mesmo sem nenhum conhecimento prévio sobre GEOBIA ou 

classificação de imagens de satélite, os analistas foram capazes de desenvolver classificações de cobertura da 

terra consideradas muito boas, conforme Landis e Koch (1977). Assim, a expectativa é de que os analistas mais 

experientes possam desenvolver regras de classificações com um nível ainda maior de acurácia e transferência.  
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