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Abstrak−Stroke adalah gangguan fungsional otak secara tiba-tiba yang disebabkan oleh disfungsi otak klinis fokal dan global 

selama 24 jam bahkan lebih. Sebanyak 15 juta jiwa meninggal diakibatkan oleh stroke setiap tahunnya. Pasien yang terkena 

stroke harus segera ditangani sehingga bisa meminimalisir resiko kerusakan otak. Salah satu pendukung diagnosis stroke yaitu 

melalui analisa citra hasil pemindaian Computed Tomograpghy (CT-Scan). Seiring perkembangan zaman, teknologi 

pengolahan citra memungkinkan untuk mendeteksi pola stroke pada citra otak, dapat membantu dokter dan ahli radiologi 
dalam proses diagnosis dan pengobatan. Penelitian ini bertujuan untuk melakukan perbandingan tingkat akurasi menggunakan 

augmentasi dan tanpa augmentasi serta hyperparameter menggunakan Convolutional Neural Network dalam arsitektur 

EfficientNet-B0 untuk melakukan klasifikasi citra stroke iskemik, hemoragik, dan otak normal. Augmentasi data yang 

digunakan adalah dengan melakukan rotation, horizontal flip, dan pengaturan contrast pada data asli. Data uji disediakan 
sebanyak 20% dari porsi data asli dan augmentasi, dan 80% lainnya digunakan untuk proses training pencarian model optimal. 

Pencarian model berdasarkan komposisi data latih dan validasi dengan perbandingan 70:30, 80:20, dan 90:10. Hasil 

eksperimen menunjukkan performa yang terbaik diperoleh pada gabungan citra asli dan augmentasi, dengan akurasi dan F1- 
score berturut-turut sebesar 97%, 93%, dan 94% untuk data uji citra asli, citra augmentasi, dan citra gabungan. Penggabungan 

citra asli dan augmentasi untuk data training telah menunjukkan bahwa model cukup robust untuk dapat menghasilkan akurasi 

yang tinggi. 

Kata Kunci: Augmentasi; CNN; Deep Learning; EfficientNet-B0; Citra Stroke 

Abstract−A stroke is a sudden onset of brain dysfunction, lasting for 24 hours or longer, resulting from clinically focal and 

global brain dysfunction. As many as 15 million people die from stroke each year. The stroke patients need an immediate 

treatment to minimize the risk of brain damage. One of the proponents for the stroke diagnosis is through a computed 

tomography (CT) image. In recent years, the image processing techniques capable to detect stroke patterns in a brain image, 

it can be useful for doctors and radiologists in doing diagnosis and treatment. This study aims to compare the level of accuracy 
using augmentation and without augmentation and hyperparameters using the Convolutional Neural Network in the 

EfficientNet-B0 architecture to classify ischemic, hemorrhagic, and normal brain stroke images. The data augmentation is 

produced by rotating, horizontal flipping, and contrast tuning of the original data. Testing data is provided as much as 20% of 

the portion of the original and augmented data, and the other 80% is used for the training process to find the optimal model. The 
model search is based on the composition of the training and validation data with a ratio of 70:30, 80:20 and 90:10. The 

experimental results show that the best performance is obtained for the combined original and augmented images, with 

accuracies of 97%, 93%, and 94%, respectively, for the three types of data-test: original, augmented, and combined. The 

merging of original and augmentated images for training data has shown that the model is robust enough in producing high 
accuracy results. 

Keywords: Augmentation; CNN; Deep Learning; EfficientNet-B0; Stroke Images 

 

1. PENDAHULUAN 

Berdasarkan keterangan dari World Health Organization (WHO), Stroke adalah disfungsi otak secara tiba-tiba 

yang disebabkan oleh disfungsi neurologic fokal dan fungsional selama 24 jam bahkan lebih [1]. Berdasarkan 

data Badan Penyelenggara Jaminan Sosial (BPJS), terjadi peningkatan biaya pelayanan stroke tiap tahunnya. 

Pada tahun 2016 mencapai angka 1,43 triliun, kemudian naik menjadi 2,18 triliun pada tahun 2017, dan mencapai 

2,56 triliun pada tahun berikutnya [2]. Tingginya angka biaya pelayanan tersebut karena penyakit stroke ini 

memerlukan terapi, alat kesehatan yang mumpuni, dan membutuhkan waktu yang lama untuk mencapai 

kesembuhannya. Bahkan, orang-orang yang kehilangan nyawa setiap tahun di dunia disebabkan oleh stroke, 

mencapai 15 juta jiwa berdasarkan statistik dari WHO [3]. 

Secara umum stroke diklasifikasikan menjadi dua, stroke iskemik dan hemoragik. Stroke iskemik terjadi 

pada saat pembuluh darah pembawa oksigen menuju otak tersumbat. Sedangkan stroke hemoragik terjadi pada 

saat pecahnya pembuluh darah di salah satu area otak yang mengakibatkan pendarahan [4]. Kedua jenis stroke 

tersebut merupakan stroke yang sangat berbahaya karena dapat menyebabkan kematian atau kecacatan dalam 

kurun waktu yang lama. Upaya yang dilakukan untuk mengetahui stroke salah satunya dengan melakukan 

pemeriksaan menggunakan CT. [5] 

Computed Tomograpghy (CT) merupakan alat yang sering kali digunakan untuk menghasilkan citraan 

pada otak. Alat tersebut akan menunjukkan representasi bagian otak yang terdeteksi stroke. Seorang radiolog 

memiliki tugas yang cukup besar untuk menangani pasien stroke sehingga sangat penting memiliki pengetahuan 

mengenai gambaran radiologis dan menetapkan pengobatan yang tepat terhadap pasien [6]. Seiring 
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perkembangan zaman, teknologi pengolahan citra memungkinkan memberi informasi mengenai stroke guna 

membantu dokter dan ahli radiologi dalam proses diagnosis dan pengobatan. 

Penelitian terkait pemanfaatan pengolahan citra untuk klasifikasi citra stroke iskemik, stroke hemoragik 

yang sudah dilakukan diantaranya yaitu menggunakan Random Forest. Penelitian ini memperoleh hasil terbaik 

dengan akurasi precision, recall, dan f1-score mencapai 96% [7]. Dalam penelitian lain oleh Priya Govindarajan 

dkk menunjukkan bahwa klasifikasi menggunakan ANN mengungguli algoritma lain dengan akurasi mencapai 

95% [8]. 

Pada bidang Artificial Intelligence saat ini terdapat metode Deep Learning, yang merupakan sebuah 

metode baru. Ada beberapa perbandingan antara Deep Learning dengan Machine Learning, menurut beberapa 

studi yang telah dikerjakan ole Kevin Leonardi Kohsasih dkk memperlihatkan bahwa metode Deep Learning 

mendapatkan performa yang lebih tinggi dengan akurasi mencapai 98% dibandingkan menggunakan algoritma 

Machine Learning [9]. Penelitian selanjutnya menggunakan Convolutional Neural Network (CNN) [10] dan 

mendapatkan akurasi sebesar 94,2% yang menunjukkan bahwa CNN memiliki performa yang terbaik. 

Penelitian stroke Deep Learning menggunakan CNN telah dilakukan pada tahun 2018 yang menghasilkan 

akurasi hampir 99% [11]. Penelitian klasifikasi citra stroke menggunakan CNN juga telah dikerjakan oleh J T 

Marbun dkk pada tahun 2018 dengan akurasi mencapai 90%. Menurut penelitian tersebut, hasil klasifikasi 

tergantung seberapa banyak data yang dipakai pada proses training. Semakin banyak data yang dipakai, maka 

semakin tinggi nilai akurasinya [12]. Berdasarkan penelitian tentang studi kasus stroke oleh M. S. Atshan 

menggunakan dataset MRI, bahwa arsitektur EfficientNet-B0 dapat meningkatkan akurasi dibandingkan dengan 

menggunakan CNN tanpa arsitektur [13]. Namun, penelitian tersebut masih belum menggunakan augmentasi. 

Maka dari itu, pada penelitian ini penulis melakukan eksperimen klasifikasi citra stroke dengan CNN arsitektur 

EfficientNet-B0 menggunakan augmentasi data. Menurut penelitian [14] dengan menggunakan augmentasi data 

dapat meningkatkan akurasi algoritma. Penggunaan augmentasi ini juga dimaksudkan untuk memperkaya citra 

sekaligus pengoptimalan data. Berdasarkan studi [15] augmentasi data dapat mengurangi overfitting atau dengan 

kata lain skor yang diperoleh pada data uji rendah meskipun skor akurasi yang diperoleh pada data uji tinggi. 

Penelitian ini bertujuan untuk melakukan perbandingan tingkat akurasi CNN arsitektur EfficientNet-B0 

menggunakan augmentasi data dan tanpa augmentasi data serta hyperparameter untuk klasifikasi citra stroke 

iskemik, stroke hemoragik, dan otak normal. 
Teorema No Free Lunch (NFL) secara singkat menyatakan bahwa semua algoritma pengoptimalan 

berkinerja sama baiknya [16]. Dengan memilih parameter yang tepat, pengoptimalan kinerja algoritma dapat 

dilakukan dengan baik. Dalam penelitian ini penulis menggunakan learning rate, batch size, dense, dan optimizer 

untuk kombinasi hyperparameter optimization. Hasil penelitian [17] menunjukkan bahwa dengan menggunakan 

hyperparameter dapat memperoleh akurasi yang tinggi pada metode yang ditawarkan. 

 
 

 
2.1 Tahapan Penelitian 

2. METODOLOGI PENELITIAN 

Langkah-langkah penelitian untuk klasifikasi citra stroke iskemik, stroke hemoragik, dan otak normal 

menggunakan augmentasi, digambarkan dalam diagram pada Gambar 1. Tahapan-tahapan yang dikerjakan 

adalah sebagai berikut: 
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Gambar 1. Langkah – langkah Penelitian Dari gambar 1 dapat dijelaskan: 

a. Pengumpulan Data 

Data citra CTScan diperoleh dari dari Rumah Sakit Syafira Pekanbaru, yang dikumpulkan antara Oktober 2022 

dan Januari 2023. Data terdiri atas 3 kelas, yaitu citra stroke hemoragik, stroke iskemik, dan otak normal, dengan 

jumlah masing-masing kelas sebanyak 115 citra. 

b. Preprocessing 

Tahap preprocessing merupakan langkah penting dalam keberhasilan model deep learning karena secara 

signifikan dapat meningkatkan kinerjanya. Tahapan preprocessing ini dilakukan untuk mewujudkan citra yang 

lebih baik dari data CT Scan pasien stroke untuk dikerjakan pada tahap berikutnya. Mengenai preprocessing yang 

dikerjakan yaitu cropping dan resize. Gambar 2 berikut adalah contoh data citra yang digunakan dalam penelitian. 

1. Cropping 

Cropping dimaksudkan agar latar belakang yang berlebih di sekitar scan otak stroke dapat dihilangkan. 

2. Resize 

Pada proses resize, semua data CT scan otak stroke pada penelitian ini ukurannya diubah menjadi 224 x 224 

piksel. Ukuran tersebut dipilih menyesuaikan dengan inputan arsitektur yang dipakai pada eksperimen ini. 
 

 

Gambar 2. Sampel Data Citra Original 

c. Augmentasi Data 

Teknik augmentasi dimaksudkan untuk memperkaya citra tanpa menghilangkan subtansinya melalui proses 

modifikasi citra berdasarkan parameter tertentu. Selain itu, melakukan augmentasi data dapat meningkatkan 

akurasi model pada CNN. Pada penelitian ini penulis menggunakan beberapa parameter augmentasi, diantaranya 

rotation range (citra dirotasi sejauh beberapa derajat), horizontal flip (pencerminan pada citra), dan contrast 

(pengaturan kontras pada citra). Terdapat 1035 total data setelah dilakukan tahap augmentasi. Gambar 3-5 di 

bawah merupakan sampel data citra CT Scan untuk augmentasi data. 
 

 

Gambar 3. Sampel Data Citra augmentasi horizontal flip 
 

Gambar 4. Sampel Data Citra augmentasi rotation 
 

Gambar 5. Sampel Data Citra augmentasi contrast 
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2.2 Konstruksi Dataset 

Setelah dilakukannya tahap augmentasi data, selanjutnya dataset dibagi menjadi data pelatihan, data pengujian, 

dan data validasi. Penulis menggunakan perbandingan 80:20 untuk pemisahan data untuk proses pelatihan dan 

data pengujian. Tabel 1-3 di bawah ini merupakan statistik jumlah sampel pada pemisahan data uji, data latih dan 

data validasi untuk skema eksperimen pencarian model optimal. 

Tabel 1. Pemisahan data latih dan data validasi 70 : 30 
 

Citra Kelas 
  Proses Pelatihan  

Data Uji (20%) 
Data Latih (70%) Data Validasi (30%) 

Asli (ori) Stroke hemoragik 94 10 23 
 Stroke iskemik 94 10 23 
 Otak normal 94 10 23 

Augmentasi (aug) Stroke hemoragik 194 82 69 
 Stroke iskemik 194 82 69 
 Otaknormal 194 82 69 

Tabel 2. Pemisahan data latih dan data validasi 80:20 

 

Citra Kelas 
  Proses Pelatihan  

Data Uji (20%) 
Data Latih (80%) Data Validasi (20%) 

Asli (ori) Stroke hemoragik 74 18 23 
 Stroke iskemik 74 18 23 
 Otak normal 74 18 23 

Augmentasi (aug) Stroke hemoragik 221 55 69 
 Stroke iskemik 221 55 69 
 Otaknormal 221 55 69 

Tabel 3. Pemisahan data latih dan data validasi 90:10 

 

Citra Kelas 
  Proses Pelatihan  

Data Uji (20%) 
Data Latih (90%) Data Validasi (10%) 

Asli (ori) Stroke hemoragik 83 9 23 
 Stroke iskemik 83 9 23 
 Otak normal 83 9 23 

Augmentasi (aug) Stroke hemoragik 249 27 69 
 Stroke iskemik 249 27 69 
 Otaknormal 249 27 69 

2.3 Arsitektur EfficientNet-B0 

Arsitektur EfficientNet-B0 merupakan arsitektur deep learning dengan metode CNN (convolutional neural 

network). Metode CNN mengungguli banyak metode machine learning dalam hal pengklasifikasian sebuah objek 

pada data gambar [18]. Hal ini dikarenakan penghitungan komputer yang lebih kuat, kumpulan data yang banyak 

dan juga cara melatih jaringan yang mendalam [19]. 

Penelitian ini menggunakan EfficienNet-B0 sebagai arsitektur. Pada tes ImageNet, arsitektur EfficientNet-

B0 itu sendiri mengungguli banyak arsitektur lain seperti DenseNet, Inception, dan ResNet, maka dari itu 

EfficientNet sangat cocok dan disarankan untuk pengklasifikasian [20]. Selain itu, EfficientNet juga 

menggunakan parameter yang sedikit sehingga dapat menghemat dalam penggunaan memori. Walaupun model 

EfficientNet-B0 termasuk kecil, proses task klasifikasi nya tidak melibatkan akurasi sehingga EfficientNet 

menghasilkan performa yang sangat baik [21]. Gambar 6 di bawah ini merupakan ilustrasi dari Arsitektur 

EfficientNet-B0. 

 
 

 
Gambar 6. Ilustrasi EfficientNet-B0 
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Dalam penelusuran model terbaik dalam tahap pelatihan (training), deep learning membutuhkan 

optimisasi hyperparameter. Berdasarkan studi [17] menunjukkan bahwa dengan menggunakan hyperparameter 

method dapat memberikan dampak kinerja yang optimum pada suatu model. Dengan memilih parameter yang 

tepat, pengoptimalan kinerja algoritma dapat dilakukan dengan baik. Pada penelitian ini penulis menggunakan 

beberapa parameter seperti learning rate, batch size, dense, dan optimizer untuk kombinasi hyperparameter 

optimization. 

2.4 Skema Eksperimen dan Evaluasi 

Eksperimen yang dilakukan dalam penelitian ini dikerjakan menggunakan Google Colabotary dengan runtime 

GPU yang terkoneksi dengan Google Drive sebagai tempat penyimpanan dalam melakukan proses penelitian 

dengan algoritma CNN arsitektur EfficientNet-B0. Perangkat yang dipakai untuk melakukan pengujian yaitu 

menggunakan bahasa pemrograman Python versi 3.9. 

Pencarian model optimal dimulai dari sebuah arsitektur standard sebagai baseline, dengan parameter- 

parameter yang ditentukan secara empiris. Kemudian parameter-parameter tersebut divariasikan untuk dipilih 

nilai yang memberikan hasil paling optimal di antara variasi pilihannya. Parameter yang dioptimasi ditelusuri 

mulai dari optimizer, ukuran batch data pelatihan, learning rate, kedalaman dense layer, dan komposisi data 

sampel untuk proses pelatihan (data latih dan data uji), dengan pilihan sebagai berikut: 

optimizer = {adam, RMSProp} 
learning rate = {0.1, 0.01, 0.001, 0.0001} 
batch size = {32, 64} 
dense layer = {64, 256} 
proporsi data latih dan validasi = {90: 10, 80: 20, 70: 30} 
komposisi data = {ori, aug, ( ori + aug)} (1) 

 
Pengujian menggunakan confusion matriks dengan metrik pengukuran yang digunakan untuk pencarian 

model optimal adalah Akurasi dan F1-Score. Sedangkan hasil pengujian terhadap data uji, akan dihitung pula 

precision, recall dan F1-score-nya, menggunakan library sklearn. Hasil confusion matrix juga ditampilkan 

menggunakan library dari sklearn. 

Dari persamaan (1), penelusuran model optimal dimulai dari baseline untuk masing-masing komposisi 

data pelatihan, dengan komposisi parameter: optimizer Adam, learning rate 0.001, batch size 32 dan kedalaman 

dense layer 256. Hasil pelatihan yang mencapai validasi akurasi terbaik disimpan dalam suatu file model. 

Selanjutnya, optimizer diubah menjadi RMSProp. Validasi akurasi terbaik dicatat, hasil pelatihan juga disimpan 

dalam file model yang lain. Kemudian dibandingkan, apabila Adam memiliki akurasi tertinggi, maka dipilih 

optimizer Adam untuk percobaan parameter berikutnya. Demikian sebaliknya. 

Percobaan ini diulang terus dengan teknik pencarian parameter optimal yang sama, untuk parameter 

selanjutnya seperti dalam persamaan (1). Model yang terbaik untuk data pelatihan Ori, dipilih sebagai model final 

untuk sumber data Ori. Percobaan ini dilakukan kembali untuk data pelatihan yang bersumber dari data Aug. 

Model terbaik dari data Aug, dipilih sebagai model final untuk sumber data Aug. 

Dari kedua set eksperimen di atas, dilihat kecenderungan proporsi data latih dan data validasi terbaik, yang 

ternyata diberikan oleh komposisi data 90:10. Untuk pengujian komposisi data Ori+Aug, maka hanya dilakuan 

untuk perbandingan data 90:10 saja, karena dari hasil tersebut dapat disimpulkan, semakin banyak data yang 

digunakan untuk pelatihan (data latih), semakin baik hasil akurasi validasinya. 

 
3. HASIL DAN PEMBAHASAN 

3.1 Penelusuran Model Optimal 

Hasil pencarian parameter terbaik dari baseline yang digunakan, disajikan dalam Tabel 4-6. Dari skema 

eksperimen pertama, dilakukan pengujian dengan proporsi data latih dan data validasi berasal dari data Ori saja. 

Hal ini dituliskan dalam tabel 4, dengan parameter terpilih yang paling optimal adalah komposisi latih-validasi 

(90:10), kedalaman dense layer 64, dan batch size, learning rate dan optimizer berturut-turut 32, 0.1 dan Adam. 

Hasil validasi akurasi tertinggi yang dipilih dari penggunaan data latih Ori adalah 81.84% (Eksperimen nomor 

7). Meskipun di ketiga porsi memiliki akurasi yang sama, mengingat jumlah data Ori sangat sedikit, maka dipilih 

porsi 90:10 agar variasi data latih yang terlihat selama training lebih banyak. Model dengan parameter ini akan 

diujikan pada data test di pengujian performa di bagian selanjutnya. 

Tabel 4. Hasil penelusuran model terbaik untuk sumber data pelatihan dari data Ori saja. 
 

Nomor 

Exp. 

Porsi Split 

Data 

Latih:Validasi 

Dense Batch 

Size 

Learning 

Rate 

Optimizer Akurasi data 

validasi 

Epoch 

1 90:10 256 32 0.001 Adam 77.78% 28 
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Nomor 

Exp. 

Porsi Split 

Data 

Latih:Validasi 

Dense Batch 

Size 

Learning 

Rate 

Optimizer Akurasi data 

validasi 

Epoch 

2  256 32 0.001 RMSProp 77.78% 15 

3  256 32 0.1 Adam 77.78% 30 

4  256 32 0.01 Adam 77.78% 9 

5  256 32 0.0001 Adam 77.78% 10 

6  256 64 0.1 Adam 77.78% 2 

7  64 32 0.1 Adam 81.84% 15 

8 80:20 256 32 0.001 Adam 79.63% 3 

9  256 32 0.001 RMSProp 79.63% 23 

10  256 32 0.1 RMSProp 81.84% 5 

11  256 32 0.01 RMSProp 77.78% 7 

12  256 32 0.0001 RMSProp 79.63% 17 

13  256 64 0.1 RMSProp 79.63% 20 

14  64 32 0.1 RMSProp 79.63% 6 

15 70:30 256 32 0.001 Adam 79.01% 13 

16  256 32 0.001 RMSProp 81.48% 4 

17  256 32 0.1 RMSProp 76.54% 5 

18  256 32 0.01 RMSProp 79.01% 12 

19  256 32 0.0001 RMSProp 76.54% 21 

20  256 64 0.001 RMSProp 74.07% 4 
21  64 32 0.001 RMSProp 76.54% 29 

Pada penelusuran data latih yang bersumber dari data Aug, seperti terlihat pada Tabel 5, diperoleh model 

terbaik dengan parameter kedalaman dense layer, batch size, learning rate dan optimizer secara berturut-turut 

adalah 256, 32, 0.001 dan Adam. Sedangkan porsi data latih dan data validasinya adalah 90:10 (Eksperimen 

nomor 26). Meskipun ada beberapa akurasi data validasi yang mencapai 100%, namun tetap harus dipilih 1 model 

saja untuk pengujian akhir di bagian selanjutnya. 

Tabel 5. Hasil penelusuran model terbaik untuk sumber data pelatihan dari data Aug saja. 
 

Nomor 

Exp. 

Porsi Split 

Data 

Latih:Validasi 

Dense Batch 

Size 

Learning 

Rate 

Optimizer Akurasi data 

validasi 

Epoch 

22  256 32 0.001 Adam 100.00% 9 

23  256 32 0.001 RMSProp 100.00% 2 

24  256 32 0.1 Adam 100.00% 7 

25 90:10 256 32 0.01 Adam 100.00% 6 

26  256 32 0.0001 Adam 100.00% 23 

27  256 64 0.0001 Adam 100.00% 16 

28  64 32 0.0001 Adam 100.00% 13 

29  256 32 0.001 Adam 91.52% 6 

30  256 32 0.001 RMSProp 92.12% 21 

31  256 32 0.1 RMSProp 91.52% 16 

32 80:20 256 32 0.01 RMSProp 91.52% 6 

33  256 32 0.0001 RMSProp 90.91% 20 

34  256 64 0.001 RMSProp 92.73% 5 

35  64 64 0.001 RMSProp 91.52% 12 

36  256 32 0.001 Adam 92.28% 18 

37  256 32 0.001 RMSProp 92.68% 18 

38  256 32 0.1 RMSProp 91.87% 28 

39 70:30 256 32 0.01 RMSProp 92.28% 21 

40  256 32 0.0001 RMSProp 92.28% 27 

41  256 64 0.001 RMSProp 93.09% 22 

42  64 64 0.001 RMSProp 92.28% 26 

Terakhir, penelusuran data latih bersumber dari data gabungan Ori+Aug, seperti terlihat pada Tabel 6. 

Bedasarkan pengujian terpisah data latih Ori saja atau Aug saja, kecenderungan model terbaik adalah pada prosi 

data latih:validasi 90:10. Maka pada penelusuran data latih gabungan ini, hanya dilakukan pada porsi data 

pelatihan 90:10. Model terbaik dengan parameter kedalaman dense layer, batch size, learning rate dan optimizer 

secara berturut-turut adalah 64, 32, 0.001 dan Adam (Eksperimen nomor 48). Meskipun juga ada beberapa akurasi 
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data validasi yang mencapai 100%, namun tetap harus dipilih 1 model saja untuk pengujian akhir di bagian 

selanjutnya. 

Tabel 6. Hasil penelusuran model terbaik untuk sumber data pelatihan dari gabungan data Ori+Aug. 
 

Nomor 

Exp. 

Porsi Split 

Data 
Latih:Validasi 

Dense Batch 

Size 

Learning 

Rate 

Optimizer Akurasi data 

validasi 

Epoch 

43  256 32 0.1 Adam 99.07% 11 

44  256 32 0.01 Adam 100.00% 11 

45 
90:10 

256 32 0.001 Adam 100.00% 20 

46 256 32 0.0001 Adam 100.00% 13 

47  256 64 0.001 Adam 100.00% 17 

48  64 32 0.001 Adam 100.00% 20 

3.2 Pengujian Performa Model 

Dari ketiga model optimal yang dipilih berdasarkan sumber data pelatihan sebagaimana Tabel 4-6, dilakukan 

pengujian terhadap data test yang belum pernah terlihat pada saat training. Hasil yang diukur adalah akurasi dan 

F1-score untuk ketiga kelas klasifikasi. Data test yang diujikan, ada 3 kelompok data, yaitu data Ori saja (69 

citra), data Aug saja (207 citra), dan data gabungan Ori+Aug (276 citra). Hasil akurasi dan F1-score dari ketiga 

kelompok pengujian data test ini juga disajikan pada Tabel 7 dan Tabel 8. 

Dari Tabel 7 dan 8 terlihat bahwa model yang menggunakan augmentasi data untuk pelatihan dapat 

meningkatkan hasil akurasi terhadap data uji secara signifikan dibandingkan data Ori saja. Namun, berdasarkan 

hasil tersebut, terlihat bahwa gabungan data Ori+Aug lebih robust terhadap pertambahan jenis data uji, yaitu dari 

data uji bersumber dari Ori saja, daru Aug saja, maupun gabungan keduanya, model pelatihan dari gabungan data 

Ori+Aug menunjukkan hasil terbaik yang konsisten. 

Tabel 7. Akurasi Hasil Pengujian Tabel 8. F1-score Hasil Pengujian 
 

  Data Test      Data Test  

  Ori 

(69) 

Aug 

(207) 

Ori+Aug 

(276 img) 

  Ori 

(69) 

Aug 

(207) 

Ori+Aug 

(276 img) 

S
u
m

b
er

 

d
at

a 

Ori 74% 86% 83% 

 S
u
m

b
er

 

d
at

a 

Ori 72% 86% 83% 

Aug 97% 88% 90% Aug 97% 88% 90% 

Ori+Aug 97% 93% 94% Ori+Aug 97% 93% 94% 

Confusion matriks dari pengujian terhadap data uji, dapat dilihat pada Gambar 7 (a-c), masing-masing 

untuk pengujian terhadap data Ori saja (a), data Aug saja (b) dan gabungan Ori+Aug (c). Model yang digunakan 

untuk menampilkan confusion matriks tersebut adalah model terbaik yang dihasilkan dari pelatihan terhadap data 

yang bersumber dari Ori+Aug. Dari gambar confusion matriks ini, dapat terlihat kelas mana yang kurang dapat 

diklasifikasi dengan benar. Secara umum, model yang dikembangkan telah dapat mengenali ketiga kelas data 

dengan tepat dan seimbang, yang terlihat dari jumlah data yang salah klasifikasi dengan jumlah yang sedikit. 

(a) (b) 

 

(c) 

Gambar 7. Confusion Matrix pada Model terbaik (sumber pelatihan Ori+Aug) 
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3.3 Analisa 

Secara keseluruhan, model terpilih pada citra ori, citra aug, dan citra ori+aug diperoleh dengan porsi data latih 

dan data validasi 90:10, batch size 32, dan optimizer Adam. Pemilihan parameter yang tepat dapat menghasilkan 

performa akurasi yang baik. Pembagian porsi data latih dan data validasi dapat berpengaruh dalam meningkatkan 

performa akurasi. Semakin banyak data latih yang digunakan maka hasil performa akurasi dapat semakin 

meningkat. Adanya proses augmentasi digunakan untuk menambah data dan variasi data sehingga dapat 

meningkatkan generalisasi untuk mengurangi overfitting. Hasil pengujian pada citra ori+aug mendapatkan hasil 

performa yang tertinggi karena terdiri dari gabungan citra ori dan citra aug yang menjadikan data gambar lebih 

banyak dibandingkan dengan tidak menggunakan augmentasi. 

 
4. KESIMPULAN 

Setelah melakukan seluruh rangkaian proses penelitian, maka dapat ditarik kesimpulan bahwa hasil performa 

tertinggi diperoleh pada porsi data latih dan data validasi 90:10 dengan akurasi berturut-turut 97%, 93%, 94% 

untuk data uji citra original, citra augmentasi, dan citra gabungan (original + augmentasi). Dari hasil tersebut, 

maka penggabungan citra asli dan augmentasi untuk data training menunjukkan bahwa model dapat 

menghasilkan akurasi yang tinggi. Penelitian selanjutnya diharapakan dapat meningkatkan jumlah data yang lebih 

banyak dengan kualitas data yang sangat baik, dan ditambahkan dengan teknik augmentasi data lainnya. 
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