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Resumen  

La adquisición de imágenes de alta resolución mediante drones y su posterior procesamiento proporcionan 

información valiosa sobre variables biofísicas de vegetación de pastizales. El objetivo de este estudio fue 

generar un modelo de predicción de la dinámica de la productividad anual de un pastizal semiárido del norte 

de México mediante la cobertura vegetal estimada en fotografías digitales obtenidas por dron. Se diseño un 

sistema de muestreo permanente en el predio ganadero La Cieneguilla. Las variables de estudio medidas fueron 

la producción de biomasa de corte directo como variable dependiente y la cobertura vegetal estimada en 

imágenes digitales adquiridas por dron como variable independiente. El número de muestras recogidas de 

ambas variables fue de 640 durante el año 2020.  Con el 50% de los datos se generó el modelo de predicción y 

con el otro 50% de los datos el modelo de validación, los modelos de regresión ajustados fueron de la forma Y 

= β0 + β1X + β2X2 con R2 ajustado = 71.64% y 69.90% respectivamente. Esta metodología propuesta ofrece un 

medio no destructivo y preciso para el monitoreo y evaluación anual de pastizales en áreas secas. 

Palabras clave: modelo de predicción; cobertura vegetal; clasificación supervisada; CobCal; pastizales; ganado; 

biomasa; evaluación anual; productividad; vegetales 

 

Abstract  

The acquisition of high-resolution images by drones and their subsequent processing provides valuable 

information on biophysical variables of grassland vegetation. The objective of this study was to generate a 

prediction model of the annual productivity dynamics of a semi-arid grassland in northern Mexico through the 

estimated vegetation cover in digital photographs obtained by drone. A permanent sampling system was 

designed in the La Cieneguilla cattle ranch. The study variables measured were the direct cut biomass 

production as the dependent variable and the vegetation cover estimated in digital images acquired by drone 

as the independent variable. The number of samples collected for both variables was 640 during the year 2020. 

With 50% of the data, the prediction model was generated and with the other 50% of the data, the validation 

model, the adjusted regression models were the form Y = β0 + β1X + β2X2 with adjusted R2 = 71.64% and 69.90% 

respectively. This proposed methodology offers a non-destructive and accurate means for annual monitoring 

and evaluation of grasslands in dry areas. 

Keywords: prediction model; vegetal cover; supervised classification; CobCal; grassland; cattle; biomass; 

annual evaluation; productivity; vegetables 
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1. Introducción  

Los pastizales son uno de los principales ecosistemas del mundo y cubren cerca de un tercio de la superficie 

terrestre (Lemaire et al., 2011). En México, los pastizales de zonas áridas se encuentran ampliamente 

distribuidos en el norte y centro del país, se les considera ecosistemas muy importantes desde el punto de vista 

ecológico y económico (Espinoza et al., 2000). Son reconocidos por brindar importantes servicios ecosistémicos 

más allá del forraje para el ganado, incluidos el mantenimiento de suelos estables y productivos, suministro de 

agua limpia y alta biodiversidad (Habel et al., 2013, Teague et al., 2013). Sin embargo, la degradación de la 

vegetación y los suelos es común en la mayoría de los pastizales semiáridos de México y del mundo (Moreno et 

al., 2014, Parr et al., 2014).  

La evaluación de la vegetación de las tierras de pastoreo es esencial para determinar la capacidad de 

carga y evitar el exceso de ganado y/o el sobrepastoreo de los pastizales de una granja, rancho o unidad de 

tierra pública, además el tener conocimiento de la capacidad de pastoreo actual o la capacidad de carga a largo 

plazo. Una alternativa es a través del monitoreo del rendimiento de forraje lo cual es de suma importancia para 

respaldar las decisiones de manejo en pastizales (Lussem et al., 2018, Viljanen et al., 2018). La biomasa de los 

pastizales es un indicador importante de la productividad de dichos ecosistemas y el método comúnmente 

aceptado para su medición es cosechar y pesar plantas directamente en un área determinada (Everson et al., 

1990, Sorensen et al., 2012). 

En la actualidad las nuevas tecnologías aplicadas para la obtención de información sobre variables 

biofísicas de la vegetación como es la percepción remota pueden tener un rol decisivo en el desarrollo de 

soluciones de monitoreo de ecosistemas de pastizal (Hernández et al., 2019), además, los sensores remotos 

representan una fuente de datos clave en la estimación de la biomasa y con el desarrollo de esta tecnología es 

posible obtener imágenes de mayor precisión y escala (Viljanen et al., 2018, Lussem et al., 2019). 

Generalmente, los trabajos de investigación para predecir el rendimiento de la biomasa de pastizales 

basados en imágenes de satélite y cálculo de índices de vegetación se basan en la época de crecimiento cuando 

la vegetación esta verde o vigorosa y es cuando los sensores tienen la habilidad de detectar mejor esta 

característica (Butt et al., 2011, Cong et al., 2012, Chen et al., 2013). Sin embargo, esta temporada es corta en 

relación con el año (tres a cuatro meses) pero ¿qué pasa cuando la vegetación esta seca o senescente y los 

índices disminuyen la habilidad de predicción? Es necesario implementar otras metodologías para contar con 

modelos robustos de predicción de la producción de biomasa independientemente de la época del año para la 

gestión adecuada de los pastizales. 

El surgimiento de UAV permite la obtención de imágenes de muy alta resolución espacial y en tiempo 

real (Bending et al., 2014). Grüner et al., (2019) comentan que una estimación adecuada y precisa del 

rendimiento en pastizales es obligatoria para las decisiones de manejo del pastoreo y una opción viable para 

esto es el uso de cámaras RGB (rojo, verde, azul) instaladas en un vehículo aéreo no tripulado (UAV), las cuales 

representan una tecnología no destructiva prometedora para la evaluación especialmente en áreas grandes y 

remotas. La portabilidad de cámaras ópticas por los UAV que cubren las regiones del espectro visible (Wang et 

al., 2017). Los beneficios de la técnica de estimación fotográfica incluyen la reducción del tiempo de campo, la 

minimización del muestreo destructivo y la estimación subjetiva del observador al estimar la biomasa en el 

campo (Morgan et al., 2017). 

Medir la cobertura vegetal es una de las formas más comunes de describir cuantitativamente la 

vegetación, debido a su velocidad y bajo impacto en el área muestreada (Symstad et al., 2008). Los métodos 

principales para medir la cobertura son intersección de la línea, frecuencia puntual, estimación visual y métodos 

fotográficos. Se estudiaron las correlaciones entre las estimaciones del porcentaje de cobertura vegetal basadas 

en imágenes y dieron como resultado valores de R2 superiores al 92 % (Booth et al., 2006). 

El método de clasificación supervisada de imágenes digitales por medio de aplicaciones automatizadas 

es una alternativa viable para determinar la cobertura vegetal independientemente del estado fisiológico de la 

planta (Byrne et al., 2011). Diferentes estudios realizados con el propósito de estimar la biomasa aérea herbácea 
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han sido realizados con variables de fácil medición como la altura o la cobertura aérea o basal, esto se efectuado 

a través de modelos de regresión (Nafus et al., 2009, MacDonald et al., 2012). 

Por lo tanto, el propósito de este estudio es encontrar la relación entre el rendimiento de la biomasa de 

pastizales anual y la cobertura vegetal estimada en fotografías RGB obtenidas con dron a través de modelos de 

regresión sin importar el estado fisiológico de la vegetación a nivel de una unidad productiva ganadera.    

 

2. Métodos, técnicas e instrumentos  

Este presente estudio se realizó en un pastizal privado ubicado dentro de la colonia agrícola y ganadera La 

Cieneguilla, Durango, México, en las coordenadas geográficas 25° 39’ N, 104° 39’ O, la altura promedio del sitio 

es de 1910 m (figura 1). El clima predominante en el sitio es estepario, presenta dos periodos típicos de zonas 

áridas: el periodo de lluvias (agosto-noviembre) y el periodo de secas (diciembre-julio), el promedio de 

precipitación anual es de 450 mm y la temperatura promedio anual es de 20 °C. El suelo es de tipo migajón 

arcillo-arenoso, con pendientes suave del 1 al 8 %. El tipo de vegetación está clasificado como pastizal natural 

con dominancia de Bouteloua gracilis. El sitio se ubica en una región ganadera prioritaria de estado, el sistema 

de producción predominante es el sistema vaca-becerro de condiciones extensivas, el mercado principal del 

sistema es la venta de becerros para engorda en corrales a Estados Unidos de América. 

 

 
Figura 1. Ubicación geográfica del área de estudio. 

Figure 1. Geographic location of the study area. 

 

Área experimental 

El predio ganadero utilizado tiene una extensión de 980 has, dividido en ocho potreros, se seleccionó al azar un 

potrero con 150 has. Para la obtención de las variables de estudio se diseñó un sistema de muestreo permanente 

(SMP), se establecieron 16 puntos en el terreno distribuidos en cuadrícula tratando de cubrir el área del potrero, 

en cada punto se fijó al suelo un poste metálico y se referencio geográficamente. Cada punto se tomó como 

centro de una parcela de una hectárea de superficie (100 m por 100 m), cada hectárea se subdividió en cuatro 

subparcelas de 25 m por 25 m, esta se denominó estación de muestreo (EM) (figura 2). 
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Figura 2. Ubicación de sitio de muestreo permanente dentro del predio ganadero La Cieneguilla. 

Figure 2. Location of the permanent sampling site within the La Cieneguilla cattle ranch. 

 

Medición de variables 

Las variables del estudio fueron el rendimiento de la biomasa (variable dependiente) y la cobertura vegetal 

(variable independiente). Para obtener los datos de rendimiento la unidad experimental consistió en un aro de 

poliducto color naranja con un diámetro de 1.6 m y un área efectiva de 2.01 m2, en cada parcela a partir del 

centro se lanzaron al azar cuatro aros, uno por cada subparcela tomando como referencia el norte y a favor de 

las manecillas del reloj. Una vez realizado esto, se inició un vuelo controlado manualmente usando un dron 

marca DJI Phantom 4 Pro con una cámara digital integrada de 20 megapíxeles, este fue posado encima del aro 

a una altura promedio de 3 m suficiente para cubrir la superficie de la unidad experimental, con la cámara 

posicionada de manera vertical al suelo se tomó una fotografía con una resolución menor de 1 cm, esto se realizó 

para los otros tres aros. 

Posterior a la toma de las imágenes se procedió a cosechar la biomasa en pie que estaba contenida en 

cada unidad de muestreo, todo el material recolectado se depositó en bolsa de papel identificada y 

georreferenciada las cuales fueron enviadas al laboratorio de nutrición para determinar el contenido de materia 

seca en horno a 65°C por 48 horas, el resultado obtenido se consideró como rendimiento y se expresó g/m2. Las 

imágenes obtenidas con el dron fueron resguardadas en la memoria interna, posteriormente fueron 

descargadas y renombradas con los datos de identificación correspondientes a cada punto y subparcela para su 

análisis. Después de esto las imágenes fueron clasificadas de acuerdo con los atributos de dos clases principales 

de pixeles (1) vegetación verde o seca y (2) suelo desnudo usando el programa CobCal V 2.1 (Ferrari et al., 

2009), que emplea técnicas de colorimetría para calcular el porcentaje y la superficie de la cobertura vegetal en 

un espacio muestral, este programa es de versión gratuita, solo requiere un poco de adiestramiento por el 

usuario. 

Finalmente, los datos de salida proporcionan la imagen clasificada y el porcentaje de cobertura de la 

vegetación que se encuentra dentro de la delimitación (mascara) que es puesta por el usuario considerado la 

superficie de la unidad de muestreo del aro de poliducto color naranja (figura 3). 
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Figura 3. Clasificación de imagen usando el programa CobCal 2.1. 

Figure 3. Image classification using the CobCal 2.1 program. 

El periodo de estudio comprendió de enero a diciembre de 2020, originalmente se planeó realizar muestreos 

una vez por mes, sin embargo, por cuestión de la pandemia de Covid-19 no fue posible realizar los muestreos 

de los meses de marzo y abril por restricciones de movilidad impuestos por la autoridad competente. Las 

muestras obtenidas por fecha de muestreo fueron 64 y en total para todo el estudio se recabaron 640. 

 

Análisis estadístico 

Para el análisis de la información obtenida se utilizó el programa estadístico Minitab 18. Se realizaron pruebas 

de rutina para corroborar la distribución normal a la variable de rendimiento, no se cumplieron los supuestos 

por lo cual se procedió a hacer transformaciones de la variable, el mejor ajuste a la normalidad fue con 

transformación Johnson. Se parearon los datos de rendimiento transformados con sus respectivos valores de 

cobertura vegetal para realizar el análisis de regresión lineal entre ambas variables. Del total de 640 datos 

pareados se dividieron al 50% y se crearon dos grupos, con el primer set se generó el Modelo predicción y con el 

segundo set se generó el Modelo validación. El modelo con el mejor ajuste fue de la forma Y = β0 + β1X + β2X2. 

 

3. Resultados y discusión  

3.1. Cobertura vegetal y producción de biomasa 

El resumen estadístico de las variables del estudio se muestra en el (cuadro 1). El rango entre el valor mínimo 

y máximo con relación al promedio del rendimiento de la biomasa y la cobertura vegetal es cambiante dado que 

a lo largo del año ambas variables están correlacionadas a la precipitación pluvial y al efecto del pastoreo 

continuo por ganado.  
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Tabla 1. Estadística descriptiva de las variables evaluadas en el sitio La Cieneguilla, Durango en el año 2020. 

Table 1. Descriptive statistics of the variables evaluated at the La Cieneguilla site, Durango in the year 2020. 

Variable N Media 
Desviación 

estándar 

Coeficiente 

de 

variación 

Mínimo Máximo Asimetría Curtosis 

Rendimiento 

(g/m2) 
640 18.754 11.382 60.69 0.498 61.692 0.87 0.65 

Cobertura 

vegetal (%) 
640 24.126 16.213 67.20 0.390 81.570 0.47 -0.40 

N = número de observaciones. 

N = number of observations. 

Las curvas encontradas de rendimiento y cobertura vegetal promedio mensual son muy similares, 

primeramente, se puede diferenciar la época de secas (enero-junio) y la época de lluvias (julio-diciembre), 

además se observa una estrecha relación entre ambas variables, aumentan y disminuyen armónicamente lo cual 

refuerza nuestra hipótesis que es posible estimar el rendimiento de la biomasa de pastizales a través de la 

medición de la cobertura vegetal (figura 5). 

 

 
Figura 5. Comportamiento del rendimiento y cobertura vegetal durante el periodo de estudio. 

Figure 5. Behavior of yield and vegetal cover during the study period. 

 

3.2. Generación de modelos de regresión 

Antes de realizar las pruebas para encontrar el modelo de predicción con el mejor ajuste se analizó la variable 

de rendimiento de la biomasa para corroborar los supuestos de normalidad mediante la prueba Anderson-

Darling, encontrándose un valor de probabilidad <0.005, por lo cual, se asume que los datos provienen de una 

población no normal o con desviación significativa de la normalidad. Tsutsumi et al., (2007) mencionaron que 

la biomasa de pastos generalmente no se ajusta a la distribución normal y al ser analizada mediante una 

distribución de frecuencias se presenta un sesgo o una “cola larga”. 

Para ajustar los datos a la distribución normal se procedió a realizar transformación de la variable 

mediante la opción de Identificación de la distribución individual en el programa Minitab18, el mejor ajuste fue 

con la función de transformación SB de la familia de Johnson con la variable limitada (Chou et al., 1998) = 

0
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1.59640 + 1.34320 × Ln [ ( X + 2.58471 ) / ( 79.3318 - X ) ] con un valor de p = 0.302, cumpliendo con los 

supuestos de normalidad (figura 6). 

 

 
Figura 6. Distribución de frecuencias de la variable peso de la biomasa (a) sin transformación y (b) con 

transformación Johnson SB. 

Figure 6. Frequency distribution of the biomass weight variable (a) without transformation and (b) with 

Johnson SB transformation. 

 

Según Lagos y Vargas (2003), el sistema Johnson se aplica cuando el supuesto de normalidad de la característica 

bajo estudio no se cumple, cuando esto sucede es posible transformar los datos no-normales a datos normales, 

a través de técnicas como el Sistema de Familias de Distribuciones de Johnson. Los datos transformados en 

nuestro estudio se ajustaron a la distribución Johnson tipo SB “acotada”, cuyo objeto es aplicar los métodos y 

teoría de la distribución normal a un amplio rango de distribuciones no normales a través de transformaciones 

a partir de distribuciones exponencial y seno hiperbólico. Debido a su flexibilidad, esta distribución se emplea 

en varios campos como economía, ingeniaría biomédica y análisis forestal (Marrone, 2017).  

Los datos de la biomasa transformados fueron pareados con los datos correspondientes de la cobertura 

vegetal y se les asigno un número del 1 al 640, se crearon dos subgrupos con el 50% de datos cada uno, el 

criterio de selección de los datos de cada grupo fue de números pares para el primer grupo y números impares 

para el segundo grupo. El primer grupo se utilizó para generar el Modelo predicción y el segundo grupo para 

construir el Modelo validación. 

Se realizó la primera ronda y se determinó que el Modelo de predicción que se ajusta adecuadamente 

a los datos es un modelo cuadrático Y = β0 + β1X + β2X2 el cual se puede utilizar para predecir el rendimiento de 

la biomasa con transformación Johnson para un valor de cobertura vegetal, con un valor de R2 ajustado de 

68.52%. En los gráficos de los residuales se detectaron ocho observaciones con residuo grande y poco común, 

se eliminaron dichas observaciones y se realizó la segunda ronda. Se realizó la tercera ronda eliminando tres 

observaciones. Finalmente, la ecuación ajustada para el modelo cuadrático que describe la relación es:  Y = - 

1.4312 + 0.07583 X - 0.000467 X2 con un valor de R2 ajustado de 71.64% (cuadro 2). 
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Tabla 2. Parámetros del Modelo predicción con el rendimiento de la biomasa (Y) versus el porcentaje de cobertura 

aérea (X) en La Cieneguilla, Durango, México. 

Table 2. Parameters of the prediction model with the biomass yield (Y) versus the percentage of aerial cover (X) 

in La Cieneguilla, Durango, Mexico. 

Término 
Coeficient

e 

Error estándar 

del coeficiente 
Valor T Valor p Gauss Markov (residuales) 

β0 -1.4312 0.0724 -19.78 0.000 D. Normal Si 

β1X 0.07583 0.00611 12.41 0.000 Independencia Si 

β2X2 -0.000467 0.000109 -4.28 0.000 Homocedasticidad Si 

R2 ajustado = 71.64%      

 

Para el Modelo de validación se utilizó el segundo grupo de datos retenidos, se realizó la primera ronda y de 

manera similar el modelo con el mejor ajuste es de tipo cuadrático con un R2 ajustado de 66.86%, además, 

resultaron 12 observaciones con residuo grande y poco común, estas fueron eliminadas y se obtuvo la ecuación 

ajustada para el modelo cuadrático Y = - 1.4834 + 0.08073 X - 0.000554 X2 con valor de R2 ajustado = 69.90% 

(cuadro 3). 

 

Tabla 3. Parámetros del Modelo validación del rendimiento de la biomasa (Y) versus el porcentaje de cobertura 

aérea (X) en La Cieneguilla, Durango. 

Table 3. Parameters of the biomass yield validation model (Y) versus the percentage of aerial cover (X) in La 

Cieneguilla, Durango. 

Término Coeficiente 
Error estándar  

del coeficiente 
Valor T Valor p Gauss Markov (residuales) 

β0 -1.4834 0.0732 -20.26 0.000 D. Normal Si 

β1X 0.08073 0.00576 14.02 0.000 Independencia Si 

β2X2 -0.000554 0.000099 -5.62 0.000 Homocedasticidad Si 

R2 ajustado = 69.90%      

 

En la figura 7 se observa la distribución de los valores observados vs valores predichos para ambos modelos. 
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Figura 7. (a) Relación entre los valores predichos del Modelo predicción Y = - 1.4312 + 0.07583 X - 0.000467 X2 y 

los valores observados. (b) Relación entre los valores predichos del Modelo validación Y = - 1.4834 + 0.08073 X - 

0.000554 X2 y los valores observados. 

Figure 7. (a) Relationship between the predicted values of the Prediction Model Y = - 1.4312 + 0.07583 X - 

0.000467 X2 and the observed values. (b) Relationship between the predicted values of the Validation Model Y = - 

1.4834 + 0.08073 X - 0.000554 X2 and the observed values. 

3.3. Validación de modelos de regresión 

La validación de un modelo está desempeñando un papel cada vez más importante en la evaluación del 

rendimiento y la confiabilidad de un sistema complejo cuando se trata de modelado y simulación con el fin de 

tener mayor precisión de validación general de los modelos (Xiaomo et al., 2013). Con ambos modelos 

generados se realizó una comparación estadística de sus coeficientes mediante la prueba de “t” de Student, estos 

no difirieron estadísticamente lo cual demuestra que el Modelo predicción fue validado con la información del 

Modelo validación (cuadro 4). 

 

Tabla 4. Comparación de los coeficientes de los modelos con t (320+320-11-12-2= 615, p<0,05) = 1.967. 

Table 4. Comparison of the coefficients of the models with t (320+320-11-12-2= 615, p<0.05) = 1,967. 

Modelo β0 β1 β2 

Predicción -1.4312 0.07583 -0.000467 

Validación -1.4834 0.08073 -0.000554 

t Student 0.070 n. s. 0.006 n. s. 0.0001 n. s. 

n. s.: no significativo a p<0,05. 

n. s.: not significant at p<0.05. 

La cobertura vegetal y la cantidad de biomasa disponible son características de las plantas herbáceas de zonas 

áridas y semiáridas que cambian en respuesta a la estacionalidad de precipitación anual y al régimen de uso 

antrópico. Esto resulta en dificultades para elaborar planes de manejo adecuado en cuanto a la carga animal 

óptima en un determinado tiempo. En este sentido, es muy necesario tener una medida de la cubierta vegetal 

del dosel que se correlacione bien con la biomasa seca. Idealmente, si un método tiene una alta correlación 

positiva con la biomasa aérea, entonces el muestreo destructivo es innecesario (Marsett et al., 2006). En este 

estudio la biomasa se correlacionó positivamente con la cobertura vegetal, este resultado es similar a lo 

reportado por Vanamburg et al., (2006) realizaron un experimento con mediciones de biomasa cosechada de 

pradera de pastos cortos del este de Colorado utilizando la precisión y la eficiencia imágenes de cámaras 

digitales convencionales (RGB) proporcionando estimaciones razonables de la biomasa de R2 = 0.55. Chávez et 

al. (2017) reportaron correlaciones superiores a las de nuestro estudio de R2 = 0.98, utilizó fotografías digitales 
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para la estimación de la cobertura aérea usando métodos de clasificación supervisada además de muestreos 

para la estimación de la producción de biomasa de pastizales en seis estados en México. Sin embargo, los datos 

procesados corresponden a la fase lineal de la etapa de crecimiento vegetativo y nosotros consideramos la 

disponibilidad de biomasa anual. 

Los resultados comparables de este trabajo con otros estudios se limitan en cuanto a la metodología 

empleada, existen trabajos diversos con el uso de fotografías obtenidas por dron y la estimación del dosel o la 

cobertura vegetal, pero incluyen además el cálculo indirecto de la altura de la vegetación que puede generar 

geometría 3D según los principios de la fotogrametría, lo cual en algunos casos mejora la precisión en la 

estimación de la biomasa de pastizales (Barrachina., 2015, Possoch, 2016, Lussem et al., 2019, Barnetson et al., 

2020). Sin embargo, estos trabajos tienen algunas limitaciones importantes a considerar como es la gran 

cantidad de imágenes adquiridas con un levantamiento por dron sobre una determinada superficie mediante 

un plan de vuelo programado y un traslape mínimo del 75%, por consiguiente es muy laborioso su manejo de 

forma personal y deben ser procesadas en programas comerciales que ofrecen la creación de productos basadas 

en la nube para obtener orto mosaicos RGB y NDVI de alta resolución, pero es probable que sean costosas en 

grandes extensiones de pastizales (Gillan et al., 2019). Otras técnicas novedosas incluyen drones con sistemas 

láser para adquirir información de la vegetación, por ejemplo, los sistemas Lidar se han utilizado para estimar 

la biomasa de pastizales (Cooper et al., 2017, Wang et al., 2017). Sin embargo, debido al alto costo de adquirir 

datos Lidar, los estudios se limitaron principalmente a áreas pequeñas y no se aplicaron ampliamente en áreas 

grandes (Zhang et al., 2018). En nuestro estudio la adquisición de imágenes digitales fue a través de vuelos en 

modo manual y puntuales del dron, se utilizó un programa de licencia libre para su análisis, sólo fue necesario 

un entrenamiento previo para la clasificación de las imágenes y se consiguió una predicción del 70% del 

rendimiento de la biomasa de pastizales, por lo cual esta metodología modesta es una alternativa viable para 

ser considerada en estudios posteriores. 

Por otro lado, la validación de los modelos de regresión es un aspecto muy importante y para realizarla 

existen distintas maneras. Entre otras, la retención de datos es la metodología más común para validación de 

modelos (Neter et al., 1996). Oliveras et al., (2013) retuvieron un 20% de sus muestras para validar sus modelos. 

En un estudio de para determinar el rendimiento de dos pastos nativos en Noruega Ancin-Murguzur et al., 

(2019) retuvieron un 25% de las muestras para realizar validación. Bendig et al., (2014) probaron cinco 

modelos para la estimación de biomasa fresca y seca aérea mediante validación cruzada con el 30% de retención 

de datos. En nuestro estudio utilizamos el 50% de los datos para realizar la validación al igual que Flombaum y 

Sala (2007) con un set de datos de 50%. Finalmente, Búrquez y Martínez-Yrizar (2011) recomiendan validar 

los modelos a través de la comparación de la cosecha directa de la biomasa aérea de años subsiguientes. 

 

4. Conclusiones  

En este estudio se presenta un método simple para estimar el rendimiento de la biomasa de pastizales basado 

en la relación que guarda con la cobertura vegetal, se obtuvo un modelo de regresión aplicable 

independientemente al estado fenológico de la vegetación y temporada del año. El coeficiente de determinación 

(R2= 0.71) demuestran que la cobertura vegetal derivada de imágenes RGB basadas en dron es un indicador 

adecuado para estimar la biomasa. Se probó la calidad del modelo de predicción anual a través de validación 

cruzada con la retención del 50% de los datos. La variación interanual es una característica inherente a los 

ecosistemas de pastizal debido a las condiciones climáticas cambiantes, precipitación y uso antrópico, entonces 

es importante poder validad este modelo encontrado con datos de años posteriores al estudio para para 

garantizar la solidez y la transferibilidad del modelo encontrado. 
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