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1 ABKÜRZUNGSVERZEICHNIS 

 

ACR  American College of Radiology 

ADC  Apparent Diffusion Coefficient  

AFMS  Anteriores fibromuskuläres Stroma 

AI  Artificial Intelligence 

AUC  Area under the curve 

BI-RADS Breast Imaging Reporting and Data System 

BPH  Benigne Prostatahyperplasie 

CAD  Computerassistiertes Diagnosesystem /Computer-aided diagnosis  

CAP  College of American Pathologists 

CART  Classification and Regression Tree 

CDS  Computergestützte Diagnosesysteme 

CIS  Carcinoma in situ 

CLAIM Checklist for Artificial Intelligence in Medical Imaging 

CNN  Convolutional Neural Network 

csPCa  klinisch signifikantes PCa 

CT  Computertomographie 

CV  Cross-Validation 

DCE  Dynamic contrast enhanced 

DGU  Deutschen Gesellschaft für Urologie 

DICOM Digital Imaging and Communications in Medicine 

DL  Deep Learning 

DRU  Digital-rektale Untersuchung 

DTPA  Diethylentriaminpentaessigsäure 

DWI  Diffusion-weighted imaging 

EAU  European Association of Urology 

EGFR  Epidermal Growth Factor Receptor 

ESUR  European Society of Urology 

FDA  Food and Drug Administration 

FLAIR  fluid attenuated inversion recovery 

Gd  Gadolinium 

GLCM  Gray-Level Co-Occurence Matrix 

GLDM  Gray-Level Difference Matrix 

GLRLM Gray-Level Run Length Matrix 

GLSZM Gray-Level Size Zone Matrix 

GS  Gleason-Score 

HGPIN High-Grade prostatische intraepitheliale Neoplasie 

HOG  Histogram of oriented gradients 

IBSI  Image Biomarker Standardisation Initiative 

ISUP  International Society of Urological Pathology 

ITH  Intratumorale Heterogenität  

KI  Künstliche Intelligenz 

KM  Kontrastmittel 

KNN  Künstliches neuronales Netz 

LBP  Local binary pattern 

LoG  Laplacian of Gaussian 

LR  Logistische Regression 

MHz  Megahertz 
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ML  Machine Learning 

MONAI Medical Open Network for Artificial Intelligence 

mpMRT multiparametrische Magnetresonanztomographie 

mRMR Minimal-Redundancy-Maximal-Relevance 

MRT  Magnetresonanztomographie 

non-csPCa klinisch nicht signifikantes PCa 

PCa  Prostatakarzinom  

PI-RADS Prostate Imaging – Reporting and Data System 

PIA  Proliferative inflammatorische Atrophie 

PIN  Prostatische intraepitheliale Neoplasie   

PSA  Prostata-spezifisches Antigen 

PSA-ACT Prostata-spezifisches Antigen und Alpha1-Antichymotrypsin-Komplex 

PSAD  Prostata-spezifisches Antigen-Dichte 

PZ  Periphere Zone 

RF  Random Forest 

RNA  Ribonucleic acid (Ribonukleinsäure) 

ROC  Receiver-Operating-Characteristic 

ROI  Region of Interest 

RQS  Radiomics Quality Scoring 

RSNA  Radiological Society of North America 

SMOTE Synthetic Minority Over-Sampling Technique 

STR  Society of Thoracic Radiology 

SVM  Support Vector Machine 

T2w  T2-gewichtetes Bild 

TCIA  The Cancer Imaging Archive 

TRIPOD Transparent Reporting of a multivariable prediction model for Individual 

Prognosis Or Diagnosis 

TRUS  Transrektaler Ultraschall 

TZ  Transitionalzone 

UICC  Union for International Cancer Control 

WHO  World Health Organisation  
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2 EINLEITUNG UND GRUNDLAGEN 

 

2.1.Epidemiologie des Prostatakarzinoms 

 

Das Prostatakarzinom (PCa) ist die häufigste maligne Tumorerkrankung von Männern [1]. Pro 

Jahr werden weltweit 1,3 Millionen Männer neu mit PCa diagnostiziert [2]. Es stellt nach dem 

Bronchialkarzinom mit ca. 359.000 Todesfällen jährlich die zweithäufigste tumorbezogene 

Todesursache bei Männern dar [3]. 

In westlichen Industrieländern beträgt das Lebenszeitrisiko für einen Mann, an einem PCa zu 

erkranken, etwa 40%. Allerdings wird nur ein Anteil von 10% der Erkrankungen 

symptomatisch, also klinisch signifikant, und das Mortalitätsrisiko beträgt etwa 2,5% [4, 5].  

Laut Autopsiestudien kann bei einem von drei Männern über dem 50. Lebensjahr ein PCa 

festgestellt werden. In 80% der Fälle entsprechen diese latenten Karzinomen, also ohne 

klinische Symptomatik und mit einem geringen Grading [6, 7]. Damit ist das PCa eine 

Tumorerkrankung mit hoher Prävalenz bei gleichzeitig niedriger Mortalität.  

Die Inzidenz des PCa steigt mit dem Alter [8]. Das mittlere Erkrankungsalter liegt bei 69 Jahren 

[9]. 

Das PCa ist eine der führenden Krebserkrankungen im Hinblick auf die Kosten für das 

Gesundheitssystem. Angesichts der demographischen Entwicklung kann von einer Zunahme 

von Prävalenz und Inzidenz und damit erhöhtem Versorgungsbedarf uroonkologischer 

Erkrankungen ausgegangen werden [10, 11]. Auch wegen der ansteigenden Kosten für neue 

Therapiemethoden wird das PCa somit eine zunehmende ökonomische Belastung für das 

Gesundheitssystem darstellen [10, 12-14].  

 

 

2.2.Ätiologie und Risikofaktoren des Prostatakarzinoms 

 

Das Lebensalter stellt neben der Ethnizität den wichtigsten Risikofaktor für das Auftreten eines 

PCa dar [15]. Demnach steigt das Risiko, an einem PCa zu erkranken, mit dem Lebensalter: 

Das Erkrankungsrisiko von 2,7% eines 55-jährigen Mannes erhöht sich im Alter von 65 Jahren 

auf 6,3% [11].  

Die genauen ursächlichen Mechanismen, die der Entstehung des PCa ursächlich zugrunde 

liegen, sind nach wie vor unbekannt. Erwiesen ist aber laut einigen Studien, dass bei der 

Karzinogenese des PCa Genveränderungen eine Rolle spielen [16-18]. In einer Studie von Su 

et al. konnten Genmutationen identifiziert werden, die ursächlich für die Entstehung von PCa 

sein können. Außerdem konnte in der Studie nachgewiesen werden, dass die einzelnen Herde 

eines multifokalen PCa unabhängig voneinander entstehen können [19].  

Entsprechend ist auch die familiäre Prädisposition gewichtig: Verglichen mit anderen 

Karzinomen liegt beim PCa am häufigsten eine familiäre Vorbelastung vor. So lässt sich in 

einem Anteil von rund 20% eine positive Familienanamnese feststellen [20, 21]. Erkrankt ein 

Verwandter ersten Grades an PCa, so verdoppelt sich das Erkrankungsrisiko; sind zwei 

Verwandte ersten Grades betroffen, steigt das Erkrankungsrisiko um das 5- bis 11-fache  [22]. 

Darüber hinaus sinkt im Falle einer positiven Familienanamnese das Erkrankungsalter [23].  

Neben der Genetik werden exogene Einflüsse wie Ernährungsweise, Lebensort und 

sozioökonomische Gegebenheiten angenommen. Es besteht zum einen ein klares West-Ost- 

sowie Nord-Süd-Gefälle für die Inzidenz von PCa. So ist in westlichen Ländern die Prävalenz 
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des PCa deutlich höher als im asiatischen Raum [24]. Zum anderen konnte nachgewiesen 

werden, dass Männer mit demselben genetischen Hintergrund dasjenige Risiko für ein PCa 

aufweisen, das in der Region ihres Wohnsitzes vorherrscht: Für asiatische Männer ist das 

Erkrankungsrisiko im Vergleich zu afroamerikanischen oder kaukasischen Männern geringer. 

Eine Verlagerung des Lebensmittelpunktes von Männern mit asiatischer Herkunft in westliche 

Länder geht mir einem erhöhten Risiko für ein klinisch signifikantes PCa einher: Im Falle einer 

Standortverlagerung eines asiatischen Mannes nach Kalifornien gleicht sich dessen 

Erkrankungsrisiko dem des amerikanischen Mannes an [15, 25-27]. 

Der Testosteronspiegel wird als möglicher Risikofaktor für PCa diskutiert, da bekannt ist, dass 

Initiation und Progression des PCa dem Einfluss von Androgenen unterliegen können [28]. Bei 

Eunuchen wurden bislang keine PCa beschrieben, und die medikamentöse 

Androgensuppression bzw. funktionelle Kastration ist eine effektive First-Line-Therapie bei 

PCa in fortgeschrittenem Stadium [29]. 

 

 

2.3.Anatomie des Prostatakarzinoms  

 

Die Prostata ist eine akzessorische Geschlechtsdrüse des Mannes und liegt im Becken zwischen 

Harnblase und Beckenboden. Die Basis prostatae ist mit dem Boden der Harnblase verwachsen, 

der Apex liegt dem Beckenboden auf.  

Sie lässt sich in vier verschiedene Zonen einteilen, die sich zwiebelschalenartig um die 

Harnröhre legen, welche als Leitstruktur dient. Die periphere Zone (PZ), welche mit ca. 70 % 

den größten Teil des prostatischen Drüsengewebes ausmacht, umgibt dorsal, apikal und lateral 

die Transitionalzone (TZ). Diese besteht aus zwei Lappen, die zwischen proximaler Urethra 

und PZ liegen. Die zentrale Zone ist kegelförmig und reicht vom Blasenhals bis zum Colliculus 

seminalis in der Pars prostatica der Urethra. Die Oberfläche der Vorderseite der Prostata besteht 

aus dem anterioren fibromuskulären Stroma (AFMS), welches kein Drüsengewebe enthält, aber 

fließend in dieses übergeht. Abb. 1 veranschaulicht die die Anatomie der Prostata.  
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Abb. 1.: Darstellung der Anatomie der Prostata. Koronare (oben rechts), sagittale (unten links) und axiale 

Schnittführung (unten rechts) [30]. Mit freundlicher Genehmigung von Thieme.  

 

 

Etwa 80-85% der PCa befinden sich in der peripheren Zone (PZ) und entstehen multizentrisch 

[31]. 15-20% der PCa entstehen in der Transitionalzone (TZ), während Karzinome der 

zentralen Zone selten sind [32].  

 

 

2.4.Histopathologie des Prostatakarzinoms  

 

Das PCa ist in 95% der Fälle als Adenokarzinom zu klassifizieren. Seltener sind 

Urothelkarzinome mit einem Anteil von 3%, noch seltener sind Plattenepithel- und 

Basalzellkarzinome [33]. In der WHO-Klassifikation (2016) werden darüber hinaus das 

pseudohyperplastische, muzinöse, sarkomatoide, atrophe, siegelringzellige und kleinzellige 

PCa als Beispiele für besonders seltene Entitäten genannt [34].  

Die maligne Transformation beginnt mit der prostatischen intraepithelialen Neoplasie (PIN), 

welche eine Übergangsform bzw. Präkanzerose des PCa darstellt. Sie entspricht dem 

Carcinoma in situ (CIS). Diese kann in eine „Low-Grade“-PIN und „High-Grade“-PIN 

(HGPIN) unterschieden werden, wobei jedoch nur die HGPIN als fakultative Vorläuferläsion 

des PCa gilt [33, 35]. Insbesondere bei multifokalem Vorkommen in Stanzbiopsien wird die 

HGPIN als Indikatorläsion der PZ gewertet [36]. Die PIN wiederum wird vermutlich durch eine 

chronische Entzündung der Prostata begünstigt, der proliferativen inflammatorischen Atrophie 

(PIA) [37, 38].  

Auf die Transformation vom epithelialen zum mesenchymalen Phänotyp folgt die 

Gefäßinvasion, wodurch entartete Zellen in den Körperkreislauf gelangen. Dies ermöglicht 
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anschließend eine Extravasion von Tumorzellen aus dem Gefäßsystem, daraufhin einen 

Organbefall und somit die Entstehung von Fernmetastasen [39].  

Das PCa weist in Bezug auf seine Histologie oftmals eine hohe intratumorale Heterogenität 

(ITH) auf, was sich entscheidend auf den Therapieerfolg auswirken kann [40, 41]. 

 

 

2.4.1. Gleason-Score 

 

Die histologische Beurteilung der Drüsenmorphologie von PCa ist Grundlage für den Gleason-

Score (GS). Als einer der wichtigsten Prognosefaktoren in der Prostatakrebsdiagnostik 

klassifiziert er den Grad der Entdifferenzierung und damit die Tumoraggressivität [42].  

1966 entwickelte der amerikanische Pathologe Donald F. Gleason den Score, welcher das 

Zellwachstumsmuster in Gewebeproben der Prostata in Grade von 1 – 5 unterteilt. 

Gewebe aus einer Stanzbiopsie oder einem Prostatektomiepräparat wird histologisch 

untersucht. Dabei wird ausschließlich die Architekturstörung des Drüsengewebes beurteilt, 

Kernatypien spielen keine Rolle [43].  

Je stärker das untersuchte Gewebe von der physiologischen Drüsenarchitektur abweicht, also 

je weniger differenziert das Gewebe ist, desto höher fällt der ermittelte Punktwert aus. Im Jahr 

2000 wurde der GS von Gewebe aus einer Stanzbiopsie in der Leitlinie des College of American 

Pathologists (CAP) als „the most & the worst“ definiert [44]. Bei der Stanzbiopsie wird 

demnach der Punktwert des am häufigsten vorkommenden und des am schlechtesten 

differenziertesten Gewebes addiert. So kann der GS einen Wert zwischen 2 und 10 ergeben. Je 

höher der Punktwert, desto aggressiver der Tumor und desto ungünstiger ist die Prognose. PCa 

mit einem GS von ≥ 7 oder einem überwiegenden Gleason-Grad ≥ 4 gelten als high-grade PCa 

[45].  

Im Fall einer Prostatovesikulektomie wird der GS aus der Summe der beiden dominantesten 

Zellwachstumsmuster gebildet, sowie der höchste Grad als tertiäres Muster angegeben [46].  

Im pathologischen Befund werden üblicherweise zusätzlich zur Summe auch die einzelnen 

Gleason-Werte in der Reihe ihrer Häufigkeit angegeben, sodass die Graduierung des häufigsten 

Zelltyps deutlich wird, z.B.: Gleason 8 (5+3). Eine Studie konnte belegen, dass im Falle eines 

Scores von 7 der dominante Grad entscheidend für Therapie und Prognose ist. Daher wird oft 

gesondert durch „a“ oder „b“ angegeben, welcher Gleason-Grad dominant ist, z.B. bei 

dominantem Grad 3: 7a; bei dominantem Grad 4: 7b (4+3) [47, 48]. Der GS korreliert darüber 

hinaus mit der Überlebensrate nach radikaler Prostatektomie [49].  
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Tab. 1.: Gleason-Score-Grade und morphologische Kriterien nach Kristiansen et al. [50] 

 
 

Gleason-Grad 

 

 

Morphologische Kriterien 

1 „Umschriebene Knoten dicht gelagerter, scharf begrenzter Drüsen: rundlich bis oval, mittelgroß 

(größere Drüsen als in Muster 3). In Karzinomen kaum vorkommend“ 

2 „Ähnlich Muster 1; noch weitgehend umschriebene, z. T. nicht ganz scharf begrenzte 

Tumorknoten mit minimaler Stromainfiltration. Aufgelockertes Drüsenarrangement. In 

Karzinomen kaum vorkommend.“ 

3 

 

„Diskrete, gut umschriebene Drüsen in infiltrativer Lagerung zwischen nichtneoplastischen 

Drüsen. Variation in Form und Größe.“ 

4 „Fusionierte mikroazinäre Drüsen; wenig differenzierte Drüsen mit schwach ausgebildeten 

Drüsenlichtungen, alle kribriformen Drüsen einschließlich glomeruloider Formen, auch sog. 

hypernephroides Muster.“ 

5 „Verlust drüsiger Strukturen, stattdessen solide Epithelstränge, komplexe oder Einzelzellen. 

Zentrale Nekrosen in Drüsen, entsprechend einem Komedokarzinom.“ 

 

 

Basierend auf dem GS wurde durch die International Society of Urological Pathology (ISUP) 

eine neue Grad-Gruppeneinteilung eingeführt. Dieses ISUP-Graduierungssystem wurde 2016 

in die WHO-Klassifikation für „Harnwegssystem und männliche Genitalorgane“ aufgenommen 

[51]. Sie unterteilt fünf prognostische Gruppen, für die in einer Studie signifikante Unterschiede 

des biochemisch Rekurrenz-freien 5-Jahresüberlebens erwiesen wurden [52]. 

 

 

2.5.Klinik des Prostatakarzinoms  

 

Da die bevorzugte Lokalisation des PCa in der peripheren und damit äußeren Zone liegt, bleibt 

die Erkrankung meist lange asymptomatisch. Symptome wie Harnverhalt, Inkontinenz, 

Hämaturie und Impotenz treten erst ab lokal fortgeschrittenen Stadien auf. Im Zuge der 

intraprostatischen Ausbreitung erfolgt erst spät die Infiltration des periurethralen 

Drüsenbereichs. Nach der Kapselüberschreitung werden Nachbarorgane wie Harnblase und 

Samenblasen infiltriert [53]. 

Entsprechend werden zum Zeitpunkt der Diagnosestellung bei 50% der Patienten ein 

fortgeschrittenes Tumorstadium und bei bis zu 10% der Patienten bereits Knochenmetastasen 

diagnostiziert [35]. 

Das PCa metastasiert auf sowohl lymphogenem als auch hämatogenem Wege, sodass neben 

iliakalen, retroperitonealen und paraaortalen Lymphknoten auch Leber und Lunge befallen 

werden [35, 54]. Die fortgeschrittene Tumorprogression des PCa manifestiert sich häufig mit 

osteoplastischen Metastasen und dadurch bedingten Knochenschmerzen [55].  

 

 

2.6.Klassifikation des Prostatakarzinoms 

 

PCa werden in der TNM-Klassifikation nach der Ausdehnung des Primarius (T-Stadium; 1 – 

4, zusätzlich durch Buchstaben unterteilt), dem Befallsstatus regionärer Lymphknoten (N-

Stadium; „0“ = nicht vorhanden, „1“ = vorhanden) sowie dem Vorliegen von Fernmetastasen 

(M-Stadium; analog N, zusätzlich a - c) eingeteilt. Basiert das Staging auf klinischer Diagnostik 
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(Prostata-spezifisches Antigen (PSA), digital-rektale Untersuchung (DRU), bildgebende 

Verfahren), wird dies durch ein „c“ vor der TNM-Klassifikation kenntlich gemacht. Ein „p“ 

kennzeichnet das Staging anhand des endgültigen histopathologischen Befundes des 

Prostatektomiepräparats [11]. 

Nach der Union for International Cancer Control (UICC) werden die Stadien T1-T2 N0, M0 

als „lokal begrenztes PCa“ und T3-T4 N1 und/oder M1 als „fortgeschritten/metastasiert“ 

subsumiert [56, 57].  

So wird eine Stadieneinteilung definiert, die als Grundlage für klinische Studien und das 

weitere klinische Management dient.  

Eine Einteilung in Risikogruppen anhand objektiver Parameter ermöglicht die Auswahl der 

bestmöglichen, stadienspezifischen Therapiestrategie. Außerdem kann somit eine 

Einschätzung des Rezidivrisikos getroffen werden. Nach D’Amico werden lokal begrenzte PCa 

anhand von PSA-Wert (die Erläuterung hierzu folgt im Abschnitt „Früherkennung und 

Prostata-spezifisches Antigen“), GS, und TNM-Stadium in niedriges, intermediäres und hohes 

Risiko kategorisiert [57, 58]: 

 

o Niedriges Risiko: PSA ≤ 10 ng/ml, GS ≤ 6, cT1c/2a  

o Intermediäres Risiko: PSA 10 – 20 ng/ml, GS = 7 oder cT2b 

o Hohes Risiko: PSA > 20ng/ml oder GS ≥ 8 oder cT2c 

 

 

2.7.Diagnostik des Prostatakarzinoms  

 

Eine kurative Therapie des PCa ist nur im lokalisierten bzw. organbegrenzten Stadium möglich 

[11]. Für das PCa in seinem Frühstadium ist eine gute Therapierbarkeit und ein exzellentes 

tumorspezifisches Überleben zu erwarten. Entsprechend bedeutsam sind die frühe Detektion, 

eine möglichst genaue Lokalisierung, sowie die Charakterisierung und Risikostratifizierung des 

PCa. [59].  

 

 

2.7.1. Früherkennung: Prostata-spezifisches Antigen und digital-rektale Untersuchung 

 

Im Rahmen der Früherkennung von PCa wird vornehmlich der Serumwert des Glykoproteins 

Prostata-spezifisches Antigen (PSA-Wert) bestimmt.  

Dem PSA-Wert als laborchemischer Parameter kommt in der Diagnostik und Verlaufskontrolle 

des PCa eine große Bedeutung zu. Das PSA ist eine ausschließlich von Prostatadrüsen 

synthetisierte Serinprotease, die von der gesunden Prostata physiologischerweise nur in 

geringem Maße sezerniert wird.  

Der Nutzen des PCa-Screenings ist zwar umstritten [60]. Seit der Zulassung des PSA-

Screenings 1986 konnte jedoch eine Erhöhung des diagnostizierten Anteils von kleinen, nicht 

tastbaren Karzinomen in Frühstadien verzeichnet werden [6, 61, 62].  

Männer ohne Risikofaktoren sollen laut der Leitlinie der Deutschen Gesellschaft für Urologie 

(DGU) ab ihrem 45. Lebensjahr und einer Lebenserwartung von > 10 Jahren über die 

Möglichkeit zum Screening informiert werden, bei vorliegenden Risikofaktoren bereits ab 

einem Alter von 40 Jahren. Abhängig vom Alter des Patienten und initialem PSA-Wert werden 

Verlaufskontrollen in jährlichen (PSA > 2 ng/ml) bis vierjährlichen Intervallen (40 – 50 Jahre, 

PSA < 1 ng/ml) empfohlen. Neben der Bestimmung des Serum-PSA-Werts wird im Rahmen 

der Früherkennung auch die digital-rektale Untersuchung (DRU) als klinisches 
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Untersuchungsverfahren durchgeführt. Sie erlaubt durch Palpation eine erste Einschätzung des 

Prostatavolumens, sowie die Beurteilung von Schleimhautverschieblichkeit, Konsistenz und 

Oberflächenveränderungen (z.B. Verhärtungen) der Prostata [11]. 

Während die DRU alleine aufgrund niedrigerer Sensitivität und Spezifität nicht als ausreichend 

zur Diagnose von PCa gilt, können Spezifität und Sensitivität des PSA-Wertes zur Erkennung 

von lokalisiertem PCa durch eine Kombination mit DRU verbessert werden [63, 64].  

Die Spezifität des PSA-Wertes kann außerdem erhöht werden, indem der Quotient von freiem 

bzw. Gesamt-PSA bestimmt wird. Der Anteil an im Komplex (PSA und Alpha1-

Antichymotrypsin, PSA-ACT) gebundenen PSA im Serum ist bei PCa höher und der frei 

vorliegende Anteil niedriger als bei der benignen Prostatahyperplasie (BPH). Ein Größenanteil 

des freien PSA von unter 15% weist auf ein PCa hin. Die Bestimmung der PSA-Ratio wird 

besonders bei Patienten mit PSA-Werten im „Grauzonen-Bereich“ (2,4-10 ng/ml) zu Rate 

gezogen [65, 66].  

Die PSA-Dichte (PSAD) ist ein Wert, der bei Vorliegen eines PCa höher ausfällt als bei 

gutartigen Hyperplasien. Er wird aus PSA-Wert in ng/ml und Prostatavolumen in ml errechnet. 

Die Volumetrie der Prostata erfolgt mittels transrektalen Ultraschalls (TRUS).  

Laut einer Übersichtsarbeit von Mistry und Cable beträgt der Anteil der durch PSA/DRU-

Screening im Frühstadium erkannten, lokalisierten PCa rund 84% [63]. Nach Roobol et al. 

senkt das PSA-Screening das Risiko gescreenter Männer der Altersgruppe von 55 – 69 Jahren 

an PCa zu versterben um 31% [67, 68].  

Bildgebende Verfahren werden als primäre Untersuchungsmethode zur Früherkennung nicht 

empfohlen [11].   

 

 

2.7.2. Transrektaler Ultraschall  

 

Der transrektale Ultraschall (TRUS) wird mit einer rektal eingeführten Ultraschallsonde mit 

Frequenzen von 7,5 bis 10 MHz durchgeführt.  

Er besitzt allerdings nur eine niedrige Sensitivität und Spezifität im Hinblick auf PCa (26,9% – 

33% respektive 88%; der positiv prädiktive Wert liegt bei 57%) [69-71]. 

Gemäß der S3-Leitlinie zur Früherkennung, Diagnose und Therapie der verschiedenen Stadien 

des Prostatakarzinoms der Deutschen Krebsgesellschaft wird der TRUS unterstützend zur 

Stanzbiopsie eingesetzt, wo er zur gezielten Probengewinnung unter Sichtkontrolle dient. 

Darüber hinaus spielt er jedoch in der Früherkennung nur eine untergeordnete Rolle [11, 72]. 

 

 

2.7.3. Biopsie 

 

Im Rahmen der Früherkennung wird bei einem PSA-Wert ab 4 ng/ml, einem 

karzinomverdächtigen DRU-Befund oder einem auffälligen PSA-Anstieg in der S3-Leitlinie 

zum Prostatakarzinom eine stanzbioptische Abklärung empfohlen. Zur Indikationsstellung 

sollen Alter und Lebenserwartung, Familienanamnese, Komorbiditäten und etwaige 

vorangegangene Biopsien mitbetrachtet werden [11, 66]. 

Von der European Association of Urology (EAU) wird zur stanzbioptischen Abklärung eine 

systematische, symmetrische Probenentnahme von 10 - 12 Gewebezylindern empfohlen [73, 

74].  

Dazu wird die Prostata schematisch in Sextanten unterteilt und unter Antibiotikaprophylaxe 

zweimal pro Sextant biopsiert.  
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So soll eine möglichst gleichmäßige Verteilung der biopsierten Areale bei möglichst niedriger 

Komplikationsrate (z.B. Infektion, Bakteriurie) sichergestellt werden [75].  

Außerdem kann eine Biopsie suspekter Areale unter digitaler bzw. palpatorischer Steuerung 

oder TRUS-gesteuert erfolgen. Bei der zielgerichteten Biopsie wird vor der Biopsie eine MRT 

der Prostata erstellt und suspekte Läsionen identifiziert, die anschließend gezielt biopsiert 

werden.  

Laut der aktuellen Studienlage entgehen jedoch beiden Methoden eine substanzielle Anzahl an 

klinisch signifikanten PCa [76]. Die systematische Biopsie detektierte beispielsweise in einer 

großen prospektiven Studie bei einem Anteil von 16% der Patienten klinisch signifikante PCa, 

bei denen in der multiparametrischen Magnetresonanztomographie (mpMRT) keine suspekten 

Läsionen nachweisbar war [77].  

Laut einigen Studien ist die zielgerichtete Biopsie der systematischen Biopsie zur Detektion 

von klinisch signifikanten bzw. high risk PCa überlegen [77-80]. Laut Siddiqui et al. und 

Schoots et al. detektiert sie nicht nur mehr klinisch signifikante PCa, sondern auch weniger 

klinisch nicht signifikante PCa [81, 82]. In anderen Studien hingegen zeigte sich die 

zielgerichtete Biopsie der systematischen Biopsie gegenüber gleichwertig [76, 83, 84]. Einig 

ist sich der Großteil der Studien allerdings darüber, dass die beste Detektionsrate für klinisch 

signifikante PCa durch eine Kombination aus systematischer TRUS-gesteuerter und 

zielgerichteter Biopsie (MRT-3D-TRUS-Fusionsbiopsie) erreicht wird. Die MRT-3D-TRUS-

Fusionsbiopsie ist ein Verfahren, bei dem die zuerst angefertigten mpMRT-Daten mit einem 

dreidimensionalen Ultraschallbild computergestützt kombiniert bzw. fusioniert werden. Somit 

lassen sich karzinomsuspekte Areale zielgerichtet biopsieren, was die Diagnosesicherheit 

erhöht [76, 77, 83, 84]. 

Die aktuelle interdisziplinäre S3-Leitlinie empfiehlt nach negativer systematischer Biopsie im 

Rahmen der Primärdiagnostik des PCa eine MRT-Bildgebung und ggf. eine kombinierte 

gezielte und systematische Biopsie [11]. 

 

 

2.7.4. Multiparametrische MRT der Prostata 

 

Das Verfahren der Wahl zur Diagnostik bzw. Abklärung von PCa ist insbesondere bei Patienten 

mit negativer Biopsie und/oder erhöhten PSA-Werten die mpMRT der Prostata.  

Sie bietet einen hervorragenden Weichteilkontrast, liefert in einer Untersuchung sowohl 

morphologische als auch funktionelle Informationen, und lässt eine gute Beurteilung benigner 

oder maligner Veränderungen der Prostata zu [85]. Als nicht-invasive, nebenwirkungsarme, 

detaillierte und dreidimensionale Karzinombildgebung bietet sie erhebliche Vorteile gegenüber 

anderen Untersuchungsmethoden. Aufgrund unterschiedlicher Signalcharakteristika lassen sich 

die vier Drüsenabschnitte der Prostata MRT-morphologisch in die Bereiche der zentralen und 

peripheren Drüse zusammenfassen [86]. Dabei gehören die anatomische zentrale Zone, die 

Transitionalzone und das peripher urethrale Drüsengewebe zur zentralen Drüse [87]. 

Die MRT erlaubt verschiedene Bildaufnahmetechniken bzw. Sequenzen, die unterschiedliche 

Signalintensitäten und Bildkontraste in der Auslesung des Kernspinresonanzsignals generieren 

und somit unterschiedliche Informationen liefern [88, 89]. 

Die mpMRT der Prostata setzt sich aus einer hochauflösenden T2-gewichteten Sequenz (T2w) 

und den beiden funktionellen Bildgebungsmethoden der diffusionsgewichteten Bildgebung 

(„diffusion-weighted imaging“, DWI) sowie der dynamischen kontrastverstärkten Bildgebung 

(„dynamic contrast enhanced MR“, DCE-MR) zusammen [90, 91]. 

Der mpMRT kommt in der Prostatakarzinomdiagnostik eine zentrale Bedeutung zu und soll 

nach genau definierten Qualitätsstandards durchgeführt werden. Durch die verschiedenen 

Bildgebungstechniken (T2w, DCE-MRT, DWI) haben sich die Anwendungsbereiche der 
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mpMRT erweitert, und sie spielt nicht nur in der Tumordetektion, sondern auch in Staging, 

Active Surveillance, Therapiemonitoring und Follow-ups eine substantielle Rolle [92]. 

Die einzelnen Bildgebungssequenzen weisen zur Detektion von PCa eine unterschiedliche 

Performance auf. Das PCa kann in keiner der einzelnen Sequenzen alleine ausreichend 

verlässlich diagnostiziert und charakterisiert werden [93]. Die kombinierte Betrachtung der 

verschiedenen Sequenzen hingegen liefert eine bessere Detektionsrate für PCa [94].  

Im Folgenden werden die einzelnen Sequenzen kurz erläutert.  

 

 

2.7.4.1.T2-gewichtete Sequenz  

 

Die T2-gewichtete Sequenz liefert hochwertige anatomische Informationen: Die zonale 

Anatomie und Organkapsel der Prostata lassen sich in der T2w gut voneinander differenzieren. 

Somit ist sie geeignet, um Läsionen im Prostatagewebe zu identifizieren. In der Prostate 

Imaging – Reporting and Data System Version 2 - Klassifikation (PI-RADS v2) (die 

Erläuterung der Klassifikation folgt im Abschnitt „Prostate Imaging – Reporting and Data 

System“) ist sie für die Detektion von PCa in der zentralen Zone die Leitsequenz [95]. 

Diagnostisches Kriterium für PCa in der T2w ist eine oft rundliche, tropfenförmige, irregulär 

begrenzte Hypointensität. Jedoch ist dies nicht immer spezifisch für PCa, sondern auch 

Veränderungen wie chronische Prostatitis, Narben, Atrophien, Hyperplasien, postbioptische 

Blutung und postradiogene Veränderungen können sich ähnlich wie Tumorgewebe darstellen 

[96]. 

Auch können Kapselgrenzen, Samenblasen, und neurovaskuläre Bündel mit der T2w-Sequenz 

auf extrakapsuläre Ausbreitung hin untersucht werden. Diese beeinflusst als ein entscheidender 

Prognosefaktor die Therapieentscheidung maßgeblich, da eine extrakapsuläre Ausbreitung 

durchaus in Frühstadien von PCa vorkommen kann und da sie die radikale Prostatektomie als 

kurative Therapie ausschließt [73]. Laut einer Studie von [97] tritt die extrakapsuläre 

Ausbreitung mit einer Inzidenz von 60% bereits bei Patienten mit einem klinischen T1/T2 

Stadium auf.  

Die Studienlage zur diagnostischen Genauigkeit von T2w-Sequenzen zur Beurteilung von 

extrakapsulärer Ausbreitung ist durchwachsen und rangiert je nach Erfahrung der befundenden 

Ärzt:innen von 50% bis 92% [98, 99]. Isoliert betrachtet liegt die Detektionsrate der T2w-

Sequenz für PCa bei 50-63% [100, 101]. Die Sensitivität und Spezifität werden durch die 

kombinierte Befundung von T2w, DWI und DCE-MRI verbessert [94]. 

 

 

2.7.4.2.Diffusionsgewichtete Bildgebung 

 

Die diffusionsgewichtete Bildgebung (engl.: diffusion weighted imaging, DWI) wird seit den 

1990ern zur Detektion von PCa verwendet [95, 102]. Sie erstellt den Bildkontrast anhand der 

Darstellung der zufälligen mikroskopischen Bewegungen von Flüssigkeiten in biologischen 

Geweben, der Brown’schen Molekularbewegung. Sie wird von Makromolekülen, 

Zelldichteunterschieden, Zellmembranen, Größe des Extrazellularraumes bzw. des 

extravaskulären Raumes beeinflusst und unterschiedlich stark eingeschränkt. Diese sogenannte 

Diffusionsrestriktion bzw. Restriktion der mittleren Diffusivität lässt sich mit der Mikrostruktur 

eines Gewebes in Beziehung setzen; so weist z.B. Tumorgewebe normalerweise eine höhere 

Diffusionsrestriktion auf als gesundes Gewebe [103].  
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Maligne Veränderungen der Prostata stellen sich in der DWI mit hyperintensem Signal dar 

[104].  

Die DWI ist für die Detektion von PCa in der PZ gut geeignet [105-107]. In der PI-RADS v2.1. 

ist sie bei der Befundung die Leitsequenz zur Detektion von PCa in der peripheren Zone [91].  

Die DWI Daten lassen sich zusätzlich zu den aufgenommenen DWI-Bildern auch als Apparent 

Diffusion Coefficient (ADC) -Bilder beurteilen: Basierend auf mindestens zwei DWI Bildern 

mit unterschiedlichen Diffusionswichtungsfaktoren (b-Werten) können diese sogenannten 

„ADC-maps“ errechnet werden, die die Diffusion von Wassermolekülen quantifizieren. Diese 

Größe wird in Quadratmillimeter pro Sekunde (mm2/s) angegeben und ist ein statistisches Maß 

für die Fläche, die die Wassermoleküle in einer Sekunde überquert haben. Dieser Wert wird für 

jedes Bild- bzw. Volumenelement (Pixel/Voxel) berechnet und als ADC-map dargestellt. Das 

PCa stellt sich in der ADC hypointens dar [104, 108]: Maligne Veränderungen haben eine 

niedrigere mittlere Diffusivität, ergo einen niedrigeren mittleren ADC-Wert („meanADC“).  

Jedoch ist der ermittelte ADC-Wert stark von den gewählten b-Werten der zugrunde liegenden 

diffusionsgewichteten Aufnahmen abhängig.  

Während bei niedrigen b-Werten neben Diffusions- auch Perfusionseffekte die Signalintensität 

beeinflussen können, dominiert bei hohen b-Werten (> 1000 s/mm2) der Einfluss der Diffusion. 

Laut Wang et al. ergibt ein b-Wert von 1500 s/mm2 die höchste Effizienz in der Detektion von 

PCa [109].  

In der PI-RADS v2.1. wird für die Erstellung der DWI-Sequenzen die Verwendung eines 

niedrigen b-Werts (ca. 0 – 100 s/mm2) und eines mittleren b-Werts (800 – 1000 s/mm2) 

empfohlen, zusätzlich zum bedeutenden hohen b-Wert (≥ 1400 s/mm2), welcher entweder 

interpoliert oder separat akquiriert werden kann [110]. 

Laut einigen Studien kann der ADC-Wert mit der Tumoraggressivität korreliert werden: 

Niedrige ADC-Werte korrelieren mit höheren Gleason Scores [111-116].  

Eine Studie, in der die Histopathologie mit den diagnostischen Kriterien in T2w und der 

Diffusionsrestriktion mit niedrigem ADC-Wert korreliert wurde, konnte eine Spezifität und 

PPV von 100% zeigen [117]. 

Die ADC kann darüber hinaus laut Park et al. mit einer Sensitivität von 91% und einer Spezifität 

von 100% zwischen TZ-PCa und BPH differenzieren [118].  

Die Kombination von DWI mit T2w (AUC = 0,93) verbessert signifikant die Detektion von 

PCa gegenüber der konventionellen T2w-Bildgebung (AUC = 0,87) [119, 120]. 

 

 

2.7.4.3.Dynamische kontrastmittelbasierte Perfusionsbildgebung 

 

Mit der DCE-MRT können Regionen mit vermehrter Gewebeperfusion bzw. 

Tumorneovaskularisation visualisiert werden.  

In der MRT im Allgemeinen und zur Diagnostik des PCa im Speziellen wird aufgrund guter 

Verträglichkeit, schneller renaler Ausscheidung und hoher Relaxivität gadoliniumhaltiges (Gd) 

Kontrastmittel (KM) verwendet, das aufgrund seiner Toxizität in einem Chelat an 

Diethylentriaminpentaessigsäure (DTPA)  gebunden appliziert wird (Gd-DTPA) [121, 122].  

Die pharmakokinetischen Eigenschaften des KM werden durch die erhobenen messtechnisch-

quantitativen und morphologischen Parameter reflektiert.  

Nach intravenöser Applikation des KM kann dieses nach nur wenigen Sekunden im 

interstitiellen Raum nachgewiesen werden. Anhand des KM-Signalverlaufs kann mit schnellen 

MR-Sequenzen die Mikrozirkulation bzw. Perfusion visualisiert und beurteilt werden [123]. 

Die Unterschiede der Signal-Intensity-Time-Verläufe von benignem und malignem Gewebe 

können qualitativ, semi-quantitativ oder quantitativ dargestellt werden.  
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Das PCa kontrastiert sich dem Normalgewebe gegenüber typischerweise durch einen starken, 

früharteriellen Signalintensitätsanstieg („Enhancement“), und stellt sich mit einer schnellen 

Abflutung („Washout“) dar, was sich auf die Tumorneovaskularisation und damit lokal 

verstärkte Durchblutung zurückführen lässt [124, 125]. Dies ergibt zusammen mit der 

maximalen KM-Aufnahme („Peak“) und deren zeitlichem Verlauf („Time to Peak“) eine 

dynamische Kurve pro Voxel.  

Außerdem ist die Permeabilität der zu- und abführenden Gefäße im Tumor erhöht, was eine 

Metastasierung begünstigt und sich mit der schnellen Extravasation des KM in den 

Extrazellularraum („leakage space“) darstellt [95, 126]. Die Prognose von PCa verschlechtert 

sich entsprechend mit steigender Anzahl der pathologischen Gefäße im PCa [127, 128]. 

Neben der Einschätzung der Tumorperfusion und der Gefäßpermeabilität kann auch eine 

Kapselinfiltration oder eine extrakapsuläre Ausbreitung mit der DCE-MR mit großer 

diagnostischer Sicherheit detektiert werden, worin sie der ADC und der T2w- Bildgebung 

überlegen ist [85, 129]. 

In der Detektion von PCa im Frühstadium und Staging weist die DCE-MR eine hohe 

Sensitivität und Spezifität auf und kann sogar bis zu einem gewissen Grad die vorliegende 

Histopathologie vorhersagen [122]. Laut einer Studie von Taghipour et al.  verbessert das 

Hinzuziehen der DCE die Diagnosegenauigkeit von klinisch signifikanten PZ-lokalisierten 

PCa, die anhand der DWI in der PI-RADS v2 nicht eindeutig klassifiziert wurden, und auch 

Ullrich et al. wiesen eine verbesserte Detektionsrate von PI-RADS-4 Patienten sowie 

vermindertes Undergrading von peripheren PCa nach [130, 131].  Die Rolle von DCE-MR für 

die PI-RADS v2.1 ist dennoch kontrovers diskutiert [132]. Sie wird in der PI-RADS v2 nur zur 

Beurteilung von unklaren Befunden in der PZ herangezogen [91].  

 

 

 
 

Abb. 2: Beispielhafte mpMRT-Aufnahmen der Prostata. Die Pfeile markieren ein laterales PCa mit GS 3 + 

3 (a, b, e, f) und ein ventrales PCa der PZ mit GS 4 + 4 (c, d, g, h). Aufnahmemodalitäten: axiale T2w (a, c), 

DCE (b, d), DWI (e, g), ADC-map (f, h). Hier zeigen sich die im Text beschriebenen bildgebenden 

Eigenschaften des PCa [133].  

Mit freundlicher Genehmigung durch: Springer Nature / Der Radiologe 60, 48-55 [Artificial intelligence 

and radiomics in MRI-based prostate diagnostics]. Hamm, C.A., Beetz, N.L., Savic, L.J., and Penzkofer, T. 

(2020). 
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2.7.5. Prostate Imaging – Reporting and Data System 

 

Um die Diagnosegenauigkeit für PCa zu verbessern, die Kriterien und Interpretation zu 

objektivieren und die Interreader-Variabilität bei der Begutachtung von mpMRT zu optimieren, 

wurde 2012 von der European Society of Urogenital Radiology das Prostate Imaging – 

Reporting and Data System eingeführt. Es wurde in Anlehnung an das in der Mammadiagnostik 

bereits fest etablierte Befundungsschema „Breast Imaging Reporting and Data System (BI-

RADS)“ entwickelt und ist ein breit eingesetztes System zur Befunderstellung.   

PI-RADS gibt Mindeststandards für technische Parameter für die mpMRT der Prostata vor und 

ermöglicht die einheitliche Klassifikation und Kommunikation von suspekten Läsionen [91]. 

Definierte Kriterien für das Erscheinungsbild von Läsionen werden in einen Punktescore auf 

einer Likert-Skala von 1 bis 5 übertragen (vgl. Tab. 2) und somit suspekte Befunde klassifiziert.  

Um einen möglichst einfach zu kommunizierenden Score unabhängig von den verwendeten 

Methoden zu erhalten, wird ein Summenscore aus den einzelnen Punktwerten gebildet, und 

dieser in einen Gesamtscore übertragen. Dieser Gesamtsummenscore ermöglicht Prädiktionen 

zum Vorliegen eines (klinisch signifikanten) PCa. Zusätzlich wird die Prostata zur möglichst 

genauen Angabe der Lokalisation einer Läsion in ein Schema mit bis zu 27 standardisierten 

Sektoren unterteilt [108].  

Durch eine internationale Zusammenarbeit des American College of Radiology (ACR), 

European Society of Urology (ESUR) und AdMetech Foundation wurde 2015 das Scoring 

System im Hinblick auf globale Standardisierung in Bildakquise und Interpretation 

überarbeitet. Die PI-RADS Version 2 (PI-RADS v2) gewichtet die Sequenzen nicht mehr 

gleichwertig, sondern rückt für die PZ die DWI sowie die davon abgeleiteten ADC-maps als 

Leitsequenz in den Vordergrund. Die TZ wird primär in der T2w befundet, während die DCE-

MR hauptsächlich für die weiterführende Klassifikation von in der DWI als PI-RADS 3 

eingestuften Läsionen herangezogen wird. Abb. 3 veranschaulicht das PI-RADS Assessment. 

Auch das Sektorenmodell wurde überarbeitet und umfasst nun 39 Regionen, davon 36 für die 

Prostata und 2 bzw. 1 für die Samenblasen und den externen Sphinkter urethrae [91].  
 

 

Tab. 2: PI-RADS Scores 1 – 5 und das Risiko für das Vorliegen eines PCa [91]. 

 
PI-RADS Score 1 „Very low (das Vorliegen eines klinisch 

signifikanten Karzinoms ist sehr 

unwahrscheinlich)“ 

PI-RADS Score 2 „Low (das Vorliegen eines klinisch signifikanten 

Karzinoms ist unwahrscheinlich)“ 

PI-RADS Score 3 „Intermediate (das Vorliegen eines klinisch 
signifikanten Karzinoms ist fragwürdig (unklarer 

Befund))“ 

PI-RADS Score 4 „High (das Vorliegen eines klinisch signifikanten 

Karzinoms ist wahrscheinlich)“ 

PI-RADS Score 5 „Very high (das Vorliegen eines klinisch 

signifikanten Karzinoms ist sehr 

wahrscheinlich)“ 
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Abb. 3: Erste Reihe: PI-RADS Assessment für T2w: periphere Drüsenabschnitte. Zweite Reihe: PI-RADS 

Assessment für T2w: zentrale Drüsenabschnitte. Dritte Reihe: PI-RADS Assessment für DWI (ADC und hohe 

b-Werte) [134]; aus: Thieme Open Access.  

 

 

Die Betrachtung von morphologischer hochauflösender T2w Bildgebung, DWI und DCE-MR 

reicht aus, um ein moderate-/high-risk PCa mit einer Diagnosegenauigkeit von 0,9 zu 

detektieren (dazu muss jede Läsion mit einem Gesamtscore > 3 biopsiert werden). Die 

Diagnosegenauigkeit für klinisch signifikante PCa kann durch den PI-RADS Score im 

Vergleich zur herkömmlichen Diagnostik (DRU, PSA-Wert, Prostatavolumen) von 81% auf 

91% erhöht werden [135].  

Die PI-RADS-Richtlinien wurden 2019 auf eine Version 2.1. aktualisiert [110]. Bei diesem 

Update wurden z.B. technische Bedingungen nachgeschärft und Aspekte in der 
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Läsionsbewertung verändert, insbesondere Kriterien für Läsionen in der TZ. Zudem wurden in 

die aktualisierte Version Läsionen in AFMS und zentraler Zone aufgenommen [136].   

 

 

2.8.Klinische Problemstellung  

 

Die Diskrepanz zwischen dem hohen Lebenszeitrisiko für Männer, an einem PCa zu erkranken, 

und dem zugleich niedrigen Mortalitätsrisiko begründet die Notwendigkeit, zwischen 

therapiebedürftigen Patienten und Patienten mit einer nicht lebenszeitlimitierenden Erkrankung 

zu differenzieren.  

Doch auch bei den behandlungsbedürftigen Patienten besteht für eine differenzierte 

Therapieempfehlung die Notwendigkeit einer möglichst akkuraten Risikostratifizierung: Das 

mittel- und langfristige Outcome eines Patienten hängt entscheidend davon ab, wie akkurat 

prognoserelevante Faktoren wie Tumorlokalisation, -ausdehnung, -volumen und -aggressivität 

prä-interventionell eingeschätzt werden. Die möglichst schnelle und genaue Charakterisierung 

der Erkrankung ist Grundvoraussetzung für die Auswahl der bestmöglichen Therapiestrategie. 

Die Therapieansätze im Management des PCa haben sich in den letzten Jahren weiterentwickelt 

und verbessert. Auch wird eine zunehmende Therapieindividualisierung angestrebt. Die 

Therapie des PCa sollte nach der Ausprägung der Erkrankung (TNM-Stadium, GS, PSA-Wert) 

und individuellen Prognosefaktoren (Allgemeinzustand, Alter, Komorbiditäten des Patienten) 

ausgewählt werden. Die Möglichkeiten reichen von abwartenden Strategien wie Active 

Surveillance bei geringgradig aggressiven PCa über medikamentöse (z.B. hormonablative) 

Therapien bis hin zur radikalen Prostatektomie und Bestrahlung im Falle eines fortgeschrittenen 

Tumorstadiums [137].  

Die Differenzierung zwischen klinisch signifikanten und nicht-signifikanten PCa spielt 

insbesondere im Zusammenhang mit dem Therapiekonzept der Active Surveillance eine 

wichtige Rolle, welches 2001 erstmals beschrieben wurde und seit einigen Jahren fest im 

Management von PCa-Patienten etabliert ist [138]. Der Wechsel in ein „aktives“ 

Therapieschema erfolgt hier erst im Falle eines Tumorprogresses, in der Hoffnung, die 

potentiell belastende Behandlung um einige Jahre aufschieben oder sogar komplett zu 

vermeiden zu können [139-141]. 

Als eine weitere zunehmend wichtige Therapiestrategie verfolgt die personalisierte oder auch 

Präzisionsmedizin (engl.: „targeted therapy“ oder „precision medicine“) den Ansatz, 

Krankheiten zugeschnitten auf die individuellen Eigenschaften eines Patienten und seiner 

Erkrankung zu behandeln. Präzisionsmedizin bezeichnet einen komplexen Prozess, der mit 

einer breiten Grundlage an individuellen Informationen wie Genanalysen, Phänotypisierung, 

Biomarkern, Big Data und Feedback-Loops arbeitet. Somit soll die Wirksamkeit einer Therapie 

maximiert und das Auftreten unerwünschter Nebenwirkungen minimiert werden [142]. Die 

Onkologie ist hierfür ein prädestiniertes Fachgebiet, und in keinem anderen Fach wurden bisher 

so viele Ansätze aus der Präzisionsmedizin untersucht und implementiert wie in der Onkologie 

[143].  

So beinhaltet die Präzisionsmedizin auch bei der Therapie des PCa zielgerichtete, 

individualisierte Behandlungsstrategien, darunter neue Genom-Technologien wie Gen-

Fusionen, nicht-kodierende RNA-Biomarker, Liquid Tumor Profiling, und Genom-Editing-

Technologien [137].  

Um diese Informationen in der breiten Anwendung liefern zu können, werden neue 

diagnostische Methoden benötigt. 

Ein Problem bei der präzisen Charakterisierung der Tumorerkrankung und der Auswahl von 

geeigneten zielgerichteten Therapien stellen klinisch bedeutsame Genmutationen dar, die auch 

beim PCa eine substanzielle Rolle spielen. Die intratumorale Heterogenität des PCa ist noch 
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nicht ausreichend verstanden [144]. In ihr liegt allerdings eine große Hoffnung auf neue 

Therapieansätze, da das PCa sowohl auf klinischer als auch auf zellulärer Ebene eine sehr 

heterogene Erkrankung ist, weshalb die bisherigen Therapieerfolge oftmals unbefriedigend sind 

[137].  

Neue Technologien wie das Genom-Profiling haben zwar dazu verholfen, Tumoren auf 

genetischer Ebene besser zu verstehen und spezifische Behandlungsmethoden zu identifizieren 

[145]. Diagnostisch sind Aussagen über vorliegende Genmutationen und die ITH jedoch bis 

dato nur durch die Biopsie oder eine Resektion möglich.  

Das PCa ist im organbeschränkten Stadium (Tumorstadium ≤ T2c) am besten kurativ 

behandelbar [146]. Jedoch ist die Differenzierung zwischen einem pT2 oder einem pT3-

Stadium oft schwierig, ebenso wie das pathologische Assessment des Prostatektomiepräparats 

oft problematisch sein kann [147, 148].  

Auch andere oft herangezogene Prognosefaktoren wie Gleason-Score, PSA-Wert und TNM-

Stadium gewährleisten nicht die präzise Zuordnung der Patienten in Risikogruppen [19, 149]. 

Die Unzulänglichkeiten der bisherigen Methoden zur Risikostratifizierung können eine 

fundierte Therapieentscheidung erschweren: Dem Undergrading bei vermeintlichen low-risk 

Patienten stehen Überdiagnostik und Übertherapie von klinisch nicht signifikanten Karzinomen 

gegenüber. Beide Situationen sind im klinischen Alltag relevant.  

Die Patienten mit low-risk PCa von denjenigen mit klinisch signifikanten PCa zu unterscheiden, 

ist bereits seit langem Ziel vieler Autoren.  

Im Folgenden wird dargestellt, worin die Limitationen der Untersuchungsmethoden für PCa 

liegen und inwiefern sie ein Risiko für Undergrading bzw. Überdiagnose bedeuten können.  

 

 

2.8.1. Undergrading des PCa 

 

Im Falle eines Undergradings wird das Krankheitsstadium unterschätzt. Dies bringt das Risiko 

für eine fortgeschrittene, ggf. metastasierte Situation mit sich, die deutlich schlechter oder nur 

noch durch hoch invasive Behandlungen therapierbar sein kann und die daher unbedingt 

vermieden werden sollte.  

PSA-Wert, DRU und TRUS sind zwar geeignete Methoden zur Diagnosestellung eines PCa, 

jedoch wird durch sie das Tumorstadium häufig unterschätzt. Laut einer Studie steigt die 

Wahrscheinlichkeit für ein präoperatives Undergrading mit steigender Höhe des PSA-

Serumwertes: im Bereich eines PSA-Werts von 4 – 10 ng/ml kam es bei 32% der Patienten zu 

einem Undergrading, im Bereich von > 10 ng/ml sogar bei 47% [150].  

Zudem ist bekannt, dass eine weiterführende Diagnostik bei Patienten mit einem PSA-Wert 

unterhalb des Cut-Offs von 4 ng/ml nicht selten doch high-grade PCa detektiert. So konnten 

Studien zeigen, dass die Detektionsrate von klinisch signifikanten PCa bei PSA-Werten von 

2,6 ng/ml bis 4 ng/ml dieselbe war wie bei Patienten mit PSA-Werten > 4 ng/ml [151, 152]. 

Laut einer Studie von Ohi et al. wurde bei einem Anteil von 21,7% der Patienten mit PSA-

Werten zwischen 2ng/ml und 4 ng/ml ein PCa detektiert, wovon ein Anteil von rund 33% 

bereits ein kapselüberschreitendes PCa, und knapp 27% bereits einen Gleason Score von 4 oder 

5 aufwies [153].  

Auch sind PSA, DRU und TRUS zur Beurteilung lokal fortgeschrittener Karzinome und zum 

Staging nicht akkurat genug. Beispielsweise ist die Kapselinfiltration ein bedeutsamer 

prognoserelevanter Faktor. Jedoch werden bis zu 30% der Patienten mit extrakapsulärer 

Ausbreitung mit diesen Methoden nicht erfasst [154, 155].  

Auch in einer Studie von Noguchi et al. an 222 Männern wurde der anhand von 

Biopsieergebnissen eingeschätzte Tumorgrad in fast jedem zweiten Fall (46%) unterschätzt 

[156].  
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Der zur Einteilung in Risikogruppen und zur Einschätzung des Rezidivrisikos verwendete 

Risikoscore nach D’Amico ermöglicht ebenfalls nur eine grobe quantitative Beurteilung des 

Rezidivrisikos mit Upgrading in bis zu 43% der Fälle [157]. 

Auch die Verwendung des Gleason-Scores birgt die Gefahr des Undergradings. Ein Gleason-

Score < 6 ist meist ein zentraler Gegenstand in den Kriterien zur Klassifikation von low-risk 

Tumoren. Zur Identifizierung der für eine Überwachungsstrategie geeigneten Patienten werden 

häufig die Epstein Kriterien herangezogen (Tumorstadium cT1c, PSAD < 0,15 ng/ml, kein 

Gleason-Grad-4- oder -5-Muster, weniger als 3 von 6 Biopsien positiv, < 50% Tumor in einer 

der Biopsien). Jedoch zeigte Epstein selbst in seiner Pionierarbeit, dass unter Anwendung seiner 

Kriterien nur in 73% der Fälle ein klinisch nicht signifikantes PCa korrekt diagnostiziert wurde 

[158].  

In einer Studie von Bastian et al. wurden 237 Patienten prostatektomiert, die gemäß der Epstein 

Kriterien ein klinisch nicht signifikantes PCa hatten; die Diagnose konnte in 91,6% der Fälle 

bestätigt werden, aber bei 8,4% lag bereits ein organüberschreitendes Karzinom vor. Die 

Klassifikation nach Epstein Kriterien kann also für einen Anteil von 8,4% bis zu 27% der 

Patienten eine falsche Therapie nach sich ziehen [158, 159]. 

Der TRUS-Biopsie entgehen zwischen 20 %  und einem Drittel der PCa [160, 161]. Im Falle 

eines positiven Befundes nach einer TRUS-Biopsie ist zwar der klinische Verdacht eines PCa 

bestätigt, aber es liegen nur unzureichende Informationen über die räumliche Ausbreitung des 

Tumors vor. Auch können etwaige high-grade-Tumorkomponenten der systematischen Biopsie 

entgehen, da das PCa ein sehr heterogener Tumor ist, der häufig in kleinen, multifokalen 

Herden vorliegt, was zu einem zu niedrig ausfallenden Gleason-Grad oder hoher Falsch-

negativ-Rate führen kann. Die Anzahl der Foki eines multizentrischen PCa ist ein wichtiger 

prognostischer Faktor [144, 162].  

Da zum Beispiel bei der Stanzbiopsie aus verschiedenen Regionen Proben in Form von 

Gewebezylindern entnommen werden, entgehen dieser Diagnostikmethode sämtliche 

Informationen aus anderen, nicht biopsierten Bereichen. Dadurch ist der Informationsverlust 

gegebenenfalls bedeutsam und Re-Biopsien unter Inkaufnahme ihrer Nebenwirkungen können 

nötig werden [36, 163]. 

Im Rahmen einer Studie an 241 Patienten mit T1c PCa, die über mindestens drei Jahre jährlich 

rebiopsiert wurden, kam es bei insgesamt 20% zu einer Progression des Gleason-Scores, 50% 

davon innerhalb der ersten zwei Jahre nach Diagnosestellung [164]. In einer weiteren 

retrospektiven Review-Studie an 104 Patienten kam es durch unmittelbar wiederholte Biopsie 

bei 27% zu einem Upgrading oder Upstaging [165]. In einer Studie an 843 Patienten kam es 

bei 50,2% zu einem Upgrading der TRUS-Biopsie-Ergebnisse nach der pathologischen 

Untersuchung der Prostatektomiepräparate. Demnach erhielt jeder zweite Patient eine Therapie 

basierend auf einem inkorrekt eingestuften Tumorgrad [149].  

Die Daten weisen darauf hin, dass es nicht etwa kurzfristig bzw. innerhalb von drei Jahren zu 

einer Tumorprogression gekommen war, sondern dass die high-grade Tumorkomponenten in 

der bzw. den vorausgegangenen Gewebeproben schlichtweg nicht enthalten und somit auf 

einen Stichprobenfehler zurückzuführen waren.  

Auch autolysiert das Gewebe in einem Prostatektomiepräparat vergleichsweise schnell, und das 

PCa ist mit bloßem Auge kaum zu erkennen. Zum anderen ist bekannt, dass bei der 

histopathologischen Untersuchung eines Prostatektomiepräparats nur ein kleiner Teil des 

Gewebes im Resektat untersucht wird, was ebenfalls einen hohen Informationsverlust bedeuten 

kann [147, 166, 167]. Zusätzlich kann das Heranziehen der Prostatektomiepräparate zur 

Bestätigung von PCa zu einer Auswahl einer aggressiveren Läsions-Population führen, was die 

Prätestwahrscheinlichkeit erhöht [162]. 

Des Weiteren gehören Lymphknotenmetastasen zu den für die Prognose relevantesten 

Faktoren. Der Lymphadenektomie als Goldstandard zur Stagingdiagnostik entgehen allerdings 

bis zu 41% der Metastasen, da diese außerhalb des Standardfeldes lokalisiert sind [148, 168].  
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Wie im Abschnitt „mpMRT der Prostata“ dargestellt, spielt die MRT unter den bildgebenden 

Methoden zur Diagnostik von PCa eine zentrale Rolle. Die MRT-Bildgebung und darauf 

gestützte zielgerichtete Stanzbiopsie haben die Detektion von klinisch signifikanten PCa bereits 

verbessert, jedoch wird ein substantieller Teil der Karzinome dennoch nicht erkannt, wie eine 

Metaanalyse zeigte [169]. 

Eine weitere Metaanalyse von 75 Studien und 9796 Patienten zur Diagnosegenauigkeit der 

MRT zeigte zwar eine hohe Spezifität (0,91), aber eine niedrige Sensitivität (0,57) der mpMRT 

bei der Detektion von extrakapsulärer Ausbreitung bzw. zum Staging von lokalisiertem PCa, 

sowie eine wesentliche Unterschätzung des Tumorvolumens [155].  

Obwohl das PI-RADS-Klassifikationssystem die Diagnostik des klinisch signifikanten PCa 

verbessert, weist es laut einer multizentrischen retrospektiven Studie dennoch als 

Schwachpunkt eine bestenfalls moderate bis gute Interreader-Übereinstimmung auf [170]. Laut 

Rahbar et al. werden bis zu 80% der PCa mit GS 6 und bis zu 28% der PCa mit GS >7 nicht 

detektiert [171].  

Zwar haben Unterschiede in Studiendesign, Datenakquisition, Validierungskriterien und 

Erfahrenheit der Befundenden eine erhebliche Heterogenität der Studienlage zu PI-RADS v2 

zur Folge [162].  

Laut einigen Studien ist die Einschätzung von klinisch signifikanten PCa durch PI-RADS nicht 

zufriedenstellend [172-175]. Die meisten retrospektiven Studien konnten eine Korrelation 

zwischen höherer PI-RADS v2-Kategorie und genereller PCa-Detektionsrate sowie klinisch 

signifikanten PCa und zeigen [176-179]. Eine Studie zeigte jedoch einen starken Abfall der 

PCa-Detektionsrate in PI-RADS v2-Kategorie 5 (86,9%) und Kategorie 4 (39,1%) [180]. Diese 

niedrige Detektionsrate steht im Widerspruch zur PI-RADS Definition der Kategorie 4 

(„Vorliegen eines klinisch signifikanten Karzinoms wahrscheinlich“) [91].  

In einer weiteren Studie wurde untersucht, ob die PI-RADS-Klassifikation sich eignet, um 

Vorhersagen zur Multifokalität von PCa zu treffen, welche durch die mpMRT nicht erfasst 

wird. Bei 30% der Patienten wurden kleinere, klinisch signifikante PCa abseits einer 

Indexläsion nicht erkannt. Darüber hinaus stiegen mit höherem PI-RADS Score der 

Indexläsionen die Rate und Ausmaße der in der mpMRT nicht erfassten signifikanten PCa 

deutlich an. Falsch-negative Befunde korrelieren demnach in hohem Maße mit dem PI-RADS 

Score der Indexläsion [181]. 

 

 

2.8.2. Überdiagnose des PCa 

 

Die Überdiagnose bezeichnet die Feststellung einer Erkrankung, die im Laufe des Lebens des 

Patienten nicht symptomatisch bzw. lebenszeitlimitierend geworden wäre [182].  

Die Wahrscheinlichkeit, dass es bei PCa zu Überdiagnose kommt, ist vergleichsweise höher als 

bei anderen Tumorentitäten, da beim PCa durch die hohe Prävalenz indolenter Tumoren in oft 

höherem Lebensalter andere Ursachen eher todesursächlich sind [183].  

Eine weitere große Studie konnte zeigen, dass bei Männern, die im Zeitraum von 10 Jahren alle 

2-4 Jahre einem PSA-Screening unterzogen werden, bei mehr als 15% mindestens ein falsch-

positives Ergebnis vorliegt [184]. Die Anzahl falsch-positiver Ergebnisse und die 

Komplikationsrate von Biopsien steigen in höherem Lebensalter [185]. 

Von einer Behandlung dieser Tumorerkrankungen profitieren die Männer nicht, vielmehr 

werden die teilweise erheblichen Nebenwirkungen überflüssigerweise riskiert („Übertherapie“) 

[5]. 

Dies ist im Falle von PCa insofern bedeutsam, als dass das lokalisierte PCa standardmäßig mit 

radikaler Prostatektomie und Radiotherapie behandelt wird. Diese Therapien können mit 

irreversiblen und die Lebensqualität erheblich beeinträchtigenden Komplikationen 
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einhergehen, wie z.B. Urin- und Stuhlinkontinenz, erektiler Dysfunktion, Urethrastrikturen, 

Harnverhalt und Harnwegsinfekten [11, 186]. Laut einer Studie haben z.B. noch 5 – 10 Jahre 

nach Therapie bis zu 48% der Patienten Miktionsbeschwerden, 5% - 14% haben 

stuhlgangsbezogene Beschwerden und 40% - 74% leiden unter sexueller Dysfunktion [187].  

Entsprechend sollte unbedingt vermieden werden, Patienten mit indolenten und langsam-

fortschreitenden Karzinomen überflüssigerweise einer invasiven, nebenwirkungsbehafteten 

Therapie zu unterziehen [188-190].  

Zusätzlich ist die psychische Belastung des Wissens um eine Krebserkrankung, die das Leben 

andernfalls nicht beeinträchtigt hätte, bedeutsam [183].  

Laut Prensner et al. weist der PSA-Test eine Spezifität von 20% - 40%, und eine Sensitivität 

von 70% bis 90% auf, ausgehend von einem Schwellenwert des PSA-Levels von 4 ng/ml [191]. 

Dies lässt sich dadurch erklären, dass das PSA kein tumor- sondern ein gewebespezifischer 

Marker ist, sodass sowohl maligne als auch benigne Prozesse zu erhöhten PSA-

Serumkonzentrationen führen können. Dies kann falsch-positive Ergebnisse und damit zu 

Überdiagnose bedingen. Beispielsweise steigt der PSA-Wert bei Größenzunahme der Prostata 

um 3,2% pro ml Prostatavolumen. Altersabhängig steigt er bei benigner Prostatahyperplasie 

um 2,6% pro Lebensjahr, sodass bei Männern mit BPH entsprechend die Spezifität der 

Untersuchung des PSA-Werts beeinträchtigt wird [65, 192]. Einen kurzfristigen PSA-Anstieg 

können auch Prostatitiden sowie Manipulationen wie TRUS, DRU oder Biopsie herbeiführen 

[65, 193].  

Die Nachweisrate eines PCa liegt im PSA-Wert-Bereich von 4 ng/ml bis 10 ng/ml nur bei etwa 

25%, sodass sich Patienten gegebenenfalls wiederholten Stanzbiopsien bis hin zur 

Sättigungsbiopsie (Entnahme von 24 oder mehr Proben) unterziehen, ohne dass ein PCa 

entdeckt wird [161, 194]. 

In der im Abschnitt „Undergrading“ bereits angeführten Studie von Noguchi et al. an 222 

Männern wurde außerdem der Tumorgrad anhand von Biopsieergebnissen bei 18% der 

Patienten überschätzt [156].  

Darüber hinaus konnte in einer weiteren Studie bei einem Anteil von 33% der Patienten mit PI-

RADS-5-Läsion kein klinisch signifikantes PCa, sondern nur gutartiges Gewebe bioptisch 

nachgewiesen werden, was die Limitation der Begutachtung von MRT-Aufnahmen 

verdeutlicht [195]. 

Eine Studie zu Screening, Überdiagnose und Übertherapie von PCa in England und den USA 

sowie den Auswirkungen für das Gesundheitssystem in Zukunft zeigte, dass 39% der Kosten 

für Screening und Therapie des PCa auf überdiagnostizierte PCa entfallen [14]. 

Eine große Studie kam zu dem Ergebnis, dass zwischen 20% und 50% der durch Screening 

erfassten PCa überdiagnostiziert sind [185]. Laut der Einschätzungen einer Reihe von weiteren 

Studien beläuft sich die Rate der Überdiagnose von klinisch nicht signifikanten PCa sogar auf 

bis zu 67% [14, 196-198].  

Der Trade-Off von Früherkennung und Überdiagnose von indolenten PCa kann demnach zu 

einem erheblichen Anteil von Übertherapie mit erheblicher Einschränkung der Lebensqualität 

führen [199]. 

Zu der dargestellten Problematik kommt die Tatsache hinzu, dass in Deutschland jährlich mehr 

als 70 Millionen MRT- und CT-Aufnahmen generiert werden. Dieser Masse an 

Untersuchungen steht eine vergleichsweise kleine Facharztgruppe an Radiologinnen und 

Radiologen gegenüber (weniger als 10.000 im Jahr 2019), sodass eine automatische 

Auswertung und Unterstützung der manuellen Diagnoseerbringung zunehmend wünschenswert 

wird [200, 201]. 
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2.9.Radiomics 

 

Computergestützte Diagnosesysteme (CDS) sollen idealerweise Prozesse im klinischen Alltag 

automatisieren, beschleunigen, präzisieren und verlässlicher machen, indem mithilfe geeigneter 

Verfahren komplexe Zusammenhänge erkannt und Schlussfolgerungen abgeleitet werden. Die 

Effizienz und Geschwindigkeit Computer-gestützter Analysen können dabei die Fähigkeiten 

des Menschen weit übersteigen [202, 203].  

Hinzu kommt das wachsende Potential neuer Computertechnologien, das die Entwicklung 

automatisierter, quantitativer Bildanalysemethoden unter Anwendung von künstlicher 

Intelligenz (KI) und maschinellem Lernen ermöglicht.   

Ein wichtiges Konzept aus diesem Bereich in der Radiologie wird als „Radiomics“ bezeichnet.  

 

 

2.9.1. Radiomics: Begriff und Definition 

 

Der Begriff „Radiomics“ wurde von Aerts et al. geprägt [204] und ist ein Neologismus, der sich 

aus den Worten „radiology“ und „omics“ zusammensetzt.  Das Wort „Omics“ ist ebenfalls ein 

Neologismus und stammt aus dem Forschungsbereich der Biologie. Er dient als Sammelbegriff 

für molekularbiologische Hochdurchsatzmethoden, in denen komplexe biologische Systeme 

und ihre Teilkomponenten untersucht werden, z.B. aus den Bereichen der Genomics, 

Proteomics, Metabolomics, Secretomics, Pharmacogenomics, Transciptomics etc. [205]. 

Radiomics ist eine neue Methode der automatisierten Bildanalyse. Hierbei werden 

bildmorphologische Merkmale aus radiologischen Bildern extrahiert, quantifiziert, selektiert, 

und für Klassifikationsmodelle verwendet. Dem liegt die Annahme zugrunde, dass 

verschiedene Zelltypen, Stoffwechsel- oder molekularbiologische Prozesse eines Gewebes 

durch digitale Bildgebung in Daten verschlüsselt werden. Diese Bilddaten können zum einen 

visuell analysiert und beurteilt werden, jedoch sind der subjektiven Bildbetrachtung nicht alle 

Informationen, die in einem Bild kodiert sind, zugänglich. Im Rahmen einer Radiomics-

Analyse werden aus digitalen Bilddaten eine Vielzahl von Bildmerkmalen in Form von 

quantitativen, hochdimensionalen Daten extrahiert. Die Auswertung solcher Bildinformationen 

hat einen Erkenntnisgewinn und ein tieferes Verständnis von Zusammenhängen zwischen 

Bereichen wie der Molekulargenetik, Pathophysiologie, Mikroanatomie und Radiologie zum 

Ziel, die sich z.B. die personalisierte Medizin zunutze machen könnte [206, 207]. 

Eine Arbeit von Segal et al. legte im Jahr 2007 den Grundstein für die Radiomics-Entwicklung. 

Die Autoren zeigten in ihrer Studie, dass Bildmerkmale aus einer CT-Bildgebung, die sie als 

„imaging traits“ und „radiographic features“ bezeichneten, mit Genexpressionsmustern von 

hepatozellulären Karzinomen korrelieren. Indem die errechneten Merkmale kombiniert 

wurden, konnten Rückschlüsse über die Zellproliferation und somit über die Prognose der 

Patienten gezogen werden [208]. 

Weitere Publikationen zu Radiomics wurden 2012 veröffentlicht. In einer Grundstein-legenden 

Arbeit auf dem Gebiet postulierten Lambin et al., dass die quantitative Analyse von 

Bildmerkmalen mehr und effizienter Informationen gewinnt als die alleinige visuelle 

Befundung der Bilder durch eine Ärztin bzw. einen Arzt. Dies gelte auch für Prognosen, die 

sich aufgrund einer Korrelation von nicht-invasiv gewonnenen phänotypischen Informationen 

mit genotypischen und klinischen Parametern treffen ließen [209].  

Zwei Jahre später lag die bereits erwähnte, wegweisende Arbeit von Aerts et al. vor, in der 440 

Radiomics Features von 1019 Patienten mit Bronchialkarzinom- oder Kopf-Hals-Tumoren mit 

Daten zu genetischem Profil, TNM-Klassifikation und Gesamtüberleben verglichen wurden. 

Es stellte sich eine sogenannte Radiomics-Signatur, also eine bestimmte integrative 
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Kombination verschiedener Merkmale, mit vier Features heraus, welche der prognostischen 

Aussagekraft der TNM-Klassifikation und dem Tumorvolumen beim Bronchialkarzinom und 

bei Kopf-Hals-Tumoren gleichkam bzw. überlegen war [204]. Unter Nutzung derselben 440 

Features konnte die Gruppe um Aerts 2017 in einer Studie an Lungentumoren den KRAS-

Mutationsstatus und den EGFR-Status anhand von CT-Aufnahmen vorhersagen, und damit 

essentielle Informationen für die Therapieauswahl liefern [210].  

Laut einer Review-Studie wurden zwischen 2017 und 2018 in der PubMed/MEDLINE 

Database mehr als 500 Publikationen zum Thema Radiomics veröffentlicht, wobei einige 

Radiomics-Ansätze für eine Vielzahl von Anwendungsbereichen, darunter auch die 

Prostatakrebsdiagnostik, äußerst vielversprechend erscheinen [211]. 

 

 

2.9.2. Funktionsprinzip von Radiomics 

 

Die Befundung von bildgebenden Verfahren als Bilder fokussiert sich herkömmlicherweise auf 

visuelle, qualitative Kriterien, wie beispielsweise Abgrenzbarkeit, Form, Größe und 

Kalzifizierung einer Läsion [202]. Doch bei dieser Vorgehensweise bleiben die latenten 

biomedizinischen Bilddaten unberücksichtigt, von denen digitale Datensätze der bildgebenden 

Untersuchungen jedoch eine große Anzahl beinhalten [212, 213]. 

In radiologischen Bilddaten ergibt sich die räumliche Bildauflösung aus der Anzahl der 

Bildpunkte und der Größe des erfassten Bereiches. 

Jede radiologische Schnittbildaufnahme enthält eine große Zahl an Bildpunkten pro Schicht, 

z.B. 256 x 256 oder 512 x 512. Jeder Bildpunkt repräsentiert ein Volumenelement, dem ein 

Zahlenwert zugewiesen ist. Die Zahlenwerte werden wiederum zur Betrachtung in 

Grauabstufungen dargestellt. Während ein Bildpunkt aufgrund einer typischen Speichertiefe 

von 12 bit prinzipiell 4096 Abstufungen aufweisen kann, ist das visuelle System des Menschen 

hingegen nur zur Unterscheidung von bis zu 30 Graustufen in der Lage [214]. 

Dies stellt eine Limitation in der Bildbefundung dar, die z.B. in der CT durch verschiedene 

Fensterungen (z.B. Lungenfenster, Knochenfenster) versucht wird zu kompensieren.  

Auch ist bekannt, dass die Relation benachbarter Farben oder Grauwerte die Wahrnehmung des 

menschlichen Auges täuschen kann: Nebeneinander liegende Grauwertflächen werden in 

Wechselwirkung zueinander wahrgenommen, was zu Herauf- oder Herabsetzen des Kontrastes 

und damit Fehleinschätzungen durch das menschliche Gehirn führt. Als Beispiel für diese 

Problematik lässt sich eine über einen längeren Zeitraum beobachtete Läsion anführen, deren 

Dichte sich z.B. durch eine Therapie verändert. Ändert sich die Helligkeit der umliegenden 

Gewebe gleichermaßen, kann die Läsion als unverändert beurteilt werden [207].  

Radiomics-Analysen setzen unter anderem genau an dieser Stelle an: Das bloße Auge der/des 

befundenden Ärztin bzw. Arztes wird durch eine computerisierte Hochdurchsatz-Analyse 

ergänzt. 

Unter dem Begriff „Bildmerkmale“ im Zusammenhang mit Radiomics wird also nicht das von 

menschlichem Auge und Gehirn gesehene visuelle Bild verstanden, sondern Bilddaten, die dem 

menschlichen Auge möglicherweise verborgen bleiben. Dies können z.B. quantitative 

Formmerkmale, komplexe mehrdimensionale Muster, feinste Grauabstufungen, Homogenität, 

Heterogenität, interpixel-Relationen, Texturen, spektrale Eigenschaften usw. in einer Region 

of Interest (ROI) sein. Die Bestimmung des Mittelwerts der Signalwerte innerhalb einer ROI 

sind ein Beispiel für eine einfache statistische Auswertung, die bereits fest in den klinischen 

Workflow integriert ist. 

Durch Identifikation und Analyse oben aufgeführter Bildmerkmale werden sogenannte 

radiomischen Features festgelegt, die diese Merkmale somit beurteilbar machen. Mithilfe von 

maschinellem Lernen können diese anschließend in der Auswertung mit Zielparametern 
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verknüpft werden. So kann beispielsweise die Ausprägung der intratumoralen genetischen 

Heterogenität, verschlüsselt in eine Radiomics-Signatur, in Zusammenhang mit 

Therapieansprechen oder Prognose gebracht werden.  

Ziel ist es also, aus diesen Features klinisch relevante Informationen mit 

differentialdiagnostischem oder prognostischem Wert abzuleiten, bzw. Bildmerkmale zu 

ermitteln, die sich z.B. als Indikatoren für pathologische Prozesse verwenden lassen. Dies 

basiert auf der Annahme, dass sich pathophysiologische und phänotypische 

Tumoreigenschaften mit Bildgebungstechniken erfassen und korrelieren lassen. Bestimmte 

Features könnten demnach spezifisch für bestimmte Pathologien sein. Somit lassen sich diese 

Merkmale auch als „bildgebende Biomarker“ oder „bildgebender Phänotyp“ verstehen [209, 

215]. 

Ein Zusammenhang zwischen quantitativen Bildmerkmalen und klinischen Parametern wie der 

Präsenz eines Tumors oder Behandlungsoutcome konnte bereits gezeigt werden:  Radiomics 

Features lassen sich beispielsweise mit Genexpression, Hormonstatus, Genmutationen, 

histopathologischem Grading, Gefäßdichte, Tumormetabolismus und Aggressivität korrelieren 

[206, 216].  

 

 

2.9.3. Radiomics Feature-Klassen 

 

Radiomics Features lassen sich verschiedenen Klassen zuordnen. 

In der Radiologie werden z.B. qualitative semantische Features zur Beschreibung von Läsionen 

verwendet [217]. Hingegen werden quantitative Features mithilfe geeigneter Software von 

mathematischen bzw. informatischen Algorithmen extrahiert. Solche Features können 

unterschiedliche Komplexitätsgrade aufweisen [218]. Sie lassen sich in First-Order Statistics, 

Second-Order Statistics und Higher-Order Statistics einteilen.  

First-Order Statistics beschreiben neben Größen wie Maximum, Minimum, Median, oder 

Mittelwerte der Voxel-Intensitäten in einem Bild auch die Asymmetrie des Intensitäts-

Histogramms, Uniformität oder Kurtosis (Wölbung). Die räumliche Beziehung der Voxel-

Werte wird dabei unberücksichtigt gelassen.  

Als Second-Order-Statistics gelten Features, die unter Berücksichtigung räumlicher Aspekte 

im Bild errechnet werden. Sie schließen dabei die Texturmerkmale mit ein. Sie können z.B. die 

Heterogenität bzw. Homogenität einer ROI charakterisieren. 

Higher-Order-Statistics werden anhand von Daten berechnet, die von den Primärbildern 

abgeleitet wurden, oder nach Anwendung von statistischen Methoden oder Filtern, 

beispielsweise der Wavelet Transformation oder des Laplace-Filters zur Kantendetektion. Ziel 

ist es dabei, z.B. Muster herauszuarbeiten, Rauschen zu reduzieren, oder bestimmte Strukturen 

hervorzuheben. So erhält man Features, die sich zur weiteren Verarbeitung in Machine 

Learning (ML; Erläuterung im folgenden Absatz) Workflows eignen [207, 219].  

Quantitative Features können des Weiteren in Untergruppen kategorisiert werden:  

 

• Shape Features: 

Shape Features beschreiben die Form einer ROI und ihre geometrischen Eigenschaften 

in 2D oder 3D, zu denen Durchmesser, Volumen, Oberfläche, Spikularisierung oder 

Sphärizität zählen. Diese Features sind unabhängig von Graustufenverteilungen 

innerhalb der ROI. Beispielsweise weist das Oberflächen/Volumen-Verhältnis eines 

spikulierten Tumors höhere Werte auf als das eines runden Tumors desselben 

Volumens. Somit lassen sich über Shape-Features Gewebe (z.B. ein Tumor) 

charakterisieren.  
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• Textur-Features:  

Die Quantifizierung anhand von Bildeigenschaften mit Texturmerkmalen wurde bereits 

in den Achtzigerjahren angewendet. Generell liegt der Texturanalyse meist die 

Charakterisierung der räumlichen Verteilung von (Intensitäts-) Werten zugrunde. 

Gängige Textur-Features sind die sogenannten Haralick-Features, die davon ausgehen, 

dass die Textur eines Bildes durch die räumlichen Beziehungen der unterschiedlichen 

Grauwerte charakterisierbar ist [220]. Sie quantifizieren beispielsweise die Häufigkeit 

von Voxel mit derselben Intensität oder einem bestimmten Intensitätsunterschied in 

einer festgelegten Strecke und Richtung, und berücksichtigen so die räumliche 

Beziehung jedes Bildpunktepaars im Bild. Diese Beziehungen werden durch 

Grauwertematrizen (Gray-Level Co-Occurence Matrix, „GLCM“) beschrieben, aus 

denen sich wiederum weitere Texturmerkmale ableiten lassen. Die Grauwertematrix ist 

eine wichtige Technik in der digitalen Bildverarbeitung [219, 220].  

Als ein Beispiel für Second-Order Statistics quantifiziert die Gray-Level Difference 

Matrix (GLDM) die absolute Differenz zwischen Paaren von Pixelwerten. Anhand der 

GLDM lassen sich weitere Deskriptoren wie Kontrast, Mittelwert, Varianz, Entropie, 

oder Cluster-Schattierung berechnen.  

Die Gray-Level Size Zone Matrix (GLSZM) beispielsweise quantifiziert 

Graustufenzonen in einem Bild. Diese Zonen werden durch die Anzahl untereinander 

verbundener Voxel mit der gleichen Graustufen-Intensität definiert. Im Gegensatz zu 

GLCM ist die GLSZM unabhängig von der Ausrichtung der Voxels, und es wird nur 

eine Matrix für alle Richtungen in der ROI berechnet [221, 222].  

Die Anwendung von Filtern kann bei der Texturanalyse bzw. Textur-Feature-Extraktion 

zum Einsatz kommen, um die Hyperintensität oder Heterogenität in einer ROI zu 

charakterisieren und damit Rückschlüsse auf die abgebildeten Gewebe zuzulassen.  

Auch Histogramm-basierte Features (z.B. Histogram of oriented gradients (HOG) oder 

Local binary pattern (LBP) wurden bereits erfolgreich in Texturanalysen angewendet 

[223, 224].  

Die Texturanalyse kann insbesondere bei MRT Informationen über strukturelle 

Gegebenheiten eines abgebildeten Gewebes erbringen, die vom menschlichen Auge 

nicht erfasst werden können [225].  

 

 

 

2.10. Künstliche Intelligenz: Grundprinzipien von Machine Learning  

 
„I predict that within 10 years no medical imaging study will be reviewed by a radiologist until it has 
been pre-analyzed by a machine.“ - R. Nick Bryan, 2016 RSNA News 26:4-6 
 

 

Inzwischen kommt in diesem Zusammenhang mehr und mehr auch die künstliche Intelligenz 

zur Anwendung. Sie beschreibt Anwendungen, bei denen Maschinen Leistungen erbringen, die 

menschlichen Intelligenzleistungen entsprechen [226].  

Sie bietet die Möglichkeit, nicht mehr nur vom Menschen vorab definierte Features zu 

extrahieren: Mithilfe von KI können Algorithmen während ihres Lernprozesses selbst erlernen, 

welche Features für eine bestimmte Fragestellung relevant sein können, und ihre Analyse 

darauf ausrichten. Das „Machine Learning“ (dt.: maschinelles Lernen) gilt als 

Schlüsseltechnologie der KI [227].  
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Aktuell beschäftigt sich die Wissenschaft vor allem damit, die Sicherheit, Robustheit (also wie 

effektiv ein Algorithmus auf unabhängige, aber ähnliche Daten übertragbar ist), und 

Transparenz zu optimieren, sowie den Trainingsaufwand zu reduzieren.  

Im Bereich der „diagnostischen künstlichen Intelligenz“ stehen eine verbesserte und 

treffsichere Detektion von Pathologien, die Beantwortung eindeutiger Fragestellungen und das 

Stellen von (Differential-) Diagnosen im Vordergrund. In der „prädiktiven künstlichen 

Intelligenz“ geht es darum, zuverlässige, objektivierbare Vorhersagen über den 

Krankheitsverlauf von Patienten treffen zu können, z.B. wie gut eine Tumorerkrankung auf 

eine bestimmte Therapie ansprechen wird [228]. 

Machine Learning beschreibt die künstliche Generierung von Wissen aus Erfahrung. Ein 

System lernt anhand von Beispielaufgaben, verbessert sich und kann sein Wissen anschließend 

verallgemeinern: aus dem erworbenen Wissen wird ein Modell entwickelt, das anschließend 

auf unbekannte Daten gleicher Art angewendet werden kann.  

Der Kern der klassischen ML-Ansätze besteht aus Mustererkennung durch Auswahl geeigneter 

Features, die Charakteristika in Bezug auf eine bestimmte Fragestellung am besten 

wiedergeben, sowie der Auswahl eines für die gewünschte Klassifizierung geeigneten 

Algorithmus. 

Die Güte einer Klassifizierung ist abhängig von der differenzierten Auswahl der für die 

Fragestellung möglichst spezifischen Features, und nicht etwa von der Berücksichtigung einer 

möglichst großen Anzahl von Features [229]. Im Gegenteil kann eine zu große Anzahl an 

berücksichtigten Features zum Problem des sogenannten Overfittings (Überanpassung) führen. 

Dabei erlernt das Modell anhand der zu großen Auswahl an Parametern komplexe, aber 

unnötige Regeln, die die Generalisierbarkeit des Ergebnisses durch Überanpassung an die 

Trainingsdaten einschränken bzw. dieses unbrauchbar machen.  

Eine anschließende Validierung des Klassifikationsmodells an einem Testdatensatz gibt 

Aufschluss darüber, ob das Modell generalisierbar ist [230]. 

 

 

2.10.1. Klassifikationsmodelle  

 

Im Folgenden werden einige geläufige Klassifikationsverfahren näher erläutert. 
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o Classification and Regression Tree (CART) und Random Forest-Klassifikator 

 

Der Classification and Regression Tree („CART”) ist ein wichtiger prädiktiver Algorithmustyp 

des Machine Learnings, der bereits 1984 erstmals publiziert wurde [231]. Er bildet 

beispielsweise die Grundlage für den Random Forest-Klassifikator (RF), der eine vielgenutzte 

Technik im Machine Learning ist.  

Der CART ist ein Entscheidungsbaum zur Lösung von binären Problemen. Er zeichnet sich 

dadurch aus, dass er nur Regeln zur Durchführung bzw. Lösung von genau einer Klassifikation 

bzw. Fragestellung enthält. Dabei ist er als Sequenz von Fragestellungen strukturiert, bei der 

die Antwort auf jede Frage die Grundlage für die Beantwortung der nächsten Frage darstellt. 

Bei der graphischen Darstellung entsteht durch die Verzweigungen ein Baumdiagramm.    

Das Ergebnis bzw. der Output eines solchen Klassifikators kann sowohl eine Klassifizierung 

als auch eine Regression sein [230, 232].  

Um die Klassifikationsgüte zu erhöhen, lassen sich CART kombinieren. Somit entsteht ein 

Entscheidungswald („decision forest“). Während ein einzelner Entscheidungsbaum in keiner 

optimalen Prädiktion resultieren muss, ist dies bei einer Mehrheitsentscheidung mehrerer 

Bäume sehr wohl möglich.  

Ein Entscheidungswald-Klassifikator besteht aus multiplen Entscheidungsbäumen, wobei jeder 

dieser Bäume auf einem Trainings-Datensatz aufbaut und parallel verarbeitet werden kann. 

Diese Entscheidungsbäume werden unabhängig voneinander entwickelt und dienen der 

Darstellung von Entscheidungsregeln. Schlussendlich werden die Prädiktionen aller 

Entscheidungsbäume kombiniert und ein Durchschnitt gebildet. Die „Krone“ jedes dieser 

Bäume besteht aus Knotenpunkten, und jeder Knotenpunkt teilt sich an einer Teilungsstelle, 

die anhand aller Features oder eines Subsets von Features aus den Trainingsdaten festgelegt 

wird [233]. Indem z.B. ein bestimmter Baum auf ein Subset von Features begrenzt wird, wird 

eine Zufälligkeit („Randomness“) generiert („Random Forest-Klassifikator“). Dadurch können 

Varianz und Overfitting reduziert und  Generalisierbarkeit und Robustheit verbessert werden 

[230]. Die Kombination von Entscheidungsbäumen mit neuronalen Netzwerken ermöglicht 

darüber hinaus eine noch höhere Klassifikationsgüte.  

Abb. 4 veranschaulicht einen solchen Random Forest-Klassifikator. 
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. 

  
Abb. 4: Funktionsweise eines Random Forest-Klassifikators mit mehreren Entscheidungsbäumen. 

Licensed under: Jeremybeauchamp, CC BY-SA 4.0 <https://creativecommons.org/licenses/by-sa/4.0>, via 

Wikimedia Commons. Heruntergeladen von: 

https://upload.wikimedia.org/wikipedia/commons/d/d8/Decision_Tree_vs._Random_Forest.png;  

 

o Logistische Regression  

 

Die logistische Regression (LR) stellt als klassische statistische Methode einen Spezialfall der 

Regressionsanalyse dar und wird angewendet, um ein kategoriales, nominalskaliertes Kriterium 

vorherzusagen. Ihre Anwendung ist also insbesondere dann sinnvoll, wenn die abhängige 

Variable nur wenige und gleichgestellte Ausprägungen besitzt.  

Die LR ist ein äußerst robustes und vielseitig anwendbares Klassifikationsverfahren. Sie testet, 

ob zwischen einer abhängigen und mehreren unabhängigen Variablen ein Zusammenhang 

besteht.  Der spezifische Einfluss von jeder unabhängigen Variablen kann mit LR quantifiziert 

werden [234].  

Bei der Selektion der unabhängigen Variablen können in der Medizin z.B. Faktoren wie 

klinische Erfahrungswerte, statistische Analysen, empirische Untersuchungen usw. 

miteinfließen. Wichtige Schritte bei der Anwendung von LR sind die Auswahl der 

unabhängigen Variablen bezogen auf das angenommene Ergebnis und die Auswahl einer 

geeigneten Strategie zur Entwicklung eines Modells.  

Auch beim LR-Modell muss die Komplexität des Modells begrenzt werden (z.B. durch 

Begrenzung der Anzahl der Variablen), um ein Overfitting zu vermeiden.  

Vor dem Ableiten von Schlussfolgerungen aus den Analyseergebnissen muss die interne (d.h. 

Reproduzierbarkeit im selben Datensatz) und externe Validität (d.h. Generalisierbarkeit auf 

neue, unbekannte Datensätze) des Modells geprüft werden [234, 235]. 
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o Support Vector Machine  

 

Die Stützvektormaschine (Support Vector Machine, SVM) ist eine weitere mathematische 

Methode des Machine Learnings, deren typisches Anwendungsgebiet die Mustererkennung ist. 

Ihre Entwicklung in den 1990er Jahren stellte einen Durchbruch in der Weiterentwicklung des 

maschinellen Lernens dar [227]. Sie kann als Algorithmus in vielfältigen Anwendungsgebieten 

Objekte analysieren und mit großer Treffsicherheit Klassen zuordnen, wie z.B. in der 

Bilderkennung. Dabei werden die Verfahren der linearen und nicht-linearen 

Objektklassifizierung verwendet, die von Vektoren in einem Vektorraum repräsentiert werden.  

Die SVM stützt sich auf eine gute theoretische Basis, und sie gilt insbesondere bei der 

Verarbeitung hochdimensionaler Daten als genauer als andere Klassifikationssysteme. In der 

Medizin wird die SVM bereits zur Subtypisierung und Klassifizierung von Tumorgenomen 

verwendet [236]. Ebenso wurde die SVM bereits erfolgreich zur Klassifizierung des malignen 

Melanoms verwendet [237].  

Zudem wurde die SVM im Kontext des PCa bereits erfolgreich eingesetzt: Z.B. bei der 

schwierigen Charakterisierung benigner Prostatahyperplasie und der Detektion von kleinen 

PCa in der TZ konnten Wu et al. einen ML-Ansatz (SVM-Klassifikator und lineare Regression 

als Modelle) entwickeln, der eine hohe Diagnosegenauigkeit aufwies [238]. Auch in einer 

weiteren Studie erwies sich der SVM-Klassifikator als am besten [239]. 

 

 

o Boosted-Tree-Algorithmus 

 

Der Boosted-Tree-Algorithmus „XGBoost“ ist ein auf Entscheidungsbäumen basierter 

Algorithmus mit Gradientenverstärkung, mit dem sich Zielvariablen bestimmen und 

Schätzungen treffen lassen [240, 241]. Das Konzept wurde im Jahr 1990 geprägt [242]. Der 

Baumalgorithmus fügt so lange weitere Modelle hinzu, bis keine weitere Verbesserung der 

Prädiktionen mehr eintritt. Mit jedem hinzugefügten Modell wird versucht, die noch 

existierenden Fehler zu modellieren und damit im nächsten Schritt zu minimieren. Die 

endgültige Vorhersage entsteht aus der Verknüpfung dieser Bäume.  

Somit werden zuverlässig auch komplexe Aufgaben des Machine Learnings der Bereiche 

Rangfolge, Regression und Klassifizierung gelöst [243, 244].  

Die auch in dieser Studie verwendete Programm „XGBoost“ für überwachtes Machine 

Learning konnte in verschiedenen medizinischen Anwendungen State-of-the-art Ergebnisse 

erbringen und wurde bereits in mehreren Machine Learning-Wettbewerben ausgezeichnet [241, 

245-247]. 

 

 

2.11. Methodologische Grundlagen zur Gewinnung von Radiomics Features und zur 

Entwicklung eines Machine Learning Modells 

 

Ein Computeralgorithmus trainiert anhand von Trainingsbeispielen, Muster zu erkennen und 

Schlussfolgerungen abzuleiten. Mit der aus den Beispielen gewonnenen Erfahrung können 

anschließend auch unbekannte Daten beurteilt werden. Durch das Formulieren eines 

Minimierungsproblems kann ein Fehler zwischen der Vorhersage des Algorithmus und des 

tatsächlichen Werts errechnet werden. Um diesen zu verkleinern, passt das Modell seine 
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Parameter entsprechend immer weiter an; dies beschreibt den Lernprozess eines ML-

Algorithmus.  

Die Trainingsbeispiele setzen sich typischerweise aus Beobachtungen als Inputs 

(beispielsweise MRT-Datensätze wie in dieser Studie) und diesen zuzuordnenden Zielwerten 

bzw. Outputs (z.B. Tumortyp, Progress einer Tumorerkrankung, Therapieansprechen usw.) 

zusammen. Die Beobachtungen werden bei einer Radiomics-Analyse in Merkmalsvektoren 

(Form einer Läsion, Größe, Texturparameter etc.) übersetzt. Die Zielwerte können 

kategorischer Art (z.B.  „maligne oder benigne“ oder die Klassifikation eines Tumortyps) oder 

skalarer Art (z.B. Tumorstadium) sein.  

Es können verschiedene Lernparadigmen unterschieden werden, zu denen überwachtes 

(„supervised“), unüberwachtes („unsupervised“) und verstärkendes („reinforcement learning“) 

gehören, wie auch Mischformen. 

Beim überwachten Lernen werden Daten-Sets bestehend aus einer Beobachtung und einem 

Zielwert vorgegeben. Das System sucht dann nach Merkmalen, die die Daten voneinander 

unterscheiden und in Gruppen differenzieren. Im Anschluss und auf die Radiologie übertragen, 

kann das Modell dann neuen MRT-Aufnahmen Zielwerte zuordnen, wie z.B. einer Läsion die 

Kategorie „maligner Tumor“. In der Medizin erreichen ML-Modelle bei spezifischen 

Aufgabenstellungen teilweise bereits die Diagnosegenauigkeit einer Ärztin bzw. eines Arztes. 

Anzuführen sind hier die erfolgreiche Detektion von Läsionen in Mammographien, die 

Differenzierung zwischen Naevus und malignem Melanom, die Befundung von spinalen MRT 

z.B. in Bezug auf Spinalkanalstenosen, Spondylolisthesen und 

Bandscheibenfachverschmälerung, oder die Beurteilung diabetischer Retinopathie und 

kardiovaskulärem Risiko anhand von Funduskopie-Aufnahmen des Auges [248-253]. Abb. 5 

zeigt einen Fall, bei dem ein Computer-assistiertes Diagnosesystem bei der Befundung einer 

mpMRT der Prostata einen Vorteil erbrachte.  

Die Limitation liegt darin, dass hierbei bereits bekannte diagnostische Kriterien vorausgesetzt 

werden, und dass über diese Kriterien hinaus eine Erkennung weiterer, neuer Gruppen nicht 

möglich ist [254]. 

An diesem Punkt setzt das unüberwachte Lernen an, bei dem durch die Methode des 

„Clustering“ Muster in den Eingabedaten erkannt und Daten entsprechend gruppiert werden 

[255]. Es werden nur Eingabewerte angeboten, die nicht vorab klassifiziert bzw. Zielwerten 

zugeordnet wurden, sodass das System in einem ersten Schritt selbst festlegt, welche Merkmale 

den Daten gemeinsam sind, und anhand dieser selbstständig eine Gruppierung durchführt.  

Auf die Radiologie übertragen könnte ein System also idealerweise selbst Features 

identifizieren, die benigne von malignen Läsionen unterscheiden, und die Läsionen 

selbstständig entsprechend als benigne oder maligne klassifizieren. Während also beim 

überwachten Lernen Modelle ausgehend von vom Menschen vorgegebenen Beispielaufgaben 

mit gewünschter Lösung („Ground truth“) trainiert werden, entfällt dieser Schritt beim 

unüberwachten Lernen [256]. 
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Abb. 5: mpMRT-Aufnahme der Prostata mit PCa-verdächtiger rechtsapikaler Läsion in PZ und TZ (Pfeile). 

„CAD“ = Computer-aided diagnosis. Die Tabelle zeigt, dass ohne CAD-Unterstützung 6 von 9 

Radiologinnen und Radiologen die Läsion nicht erkannten. Mithilfe des CAD erkannten 7 von 9 

Radiologinnen und Radiologen die Läsion. Histologisch konnte ein PCa mit GS 4 + 4 nachgewiesen werden 

[133, 257]. Mit freundlicher Genehmigung von: Springer Nature / Der Radiologe 60, 48-55 [Artificial 

intelligence and radiomics in MRI-based prostate diagnostics]. Hamm, C.A., Beetz, N.L., Savic, L.J., and 

Penzkofer, T. (2020).  

 

 

2.12. Entwicklung eines Machine-Learning-Algorithmus: Radiomics Pipeline 

 

Um aus radiologischen Rohdaten radiomische Features zu generieren und diese zur Prädiktion 

von Zielparametern verwenden zu können, erfolgt ein Mehrschrittprozess, auch bezeichnet als 

„Radiomics-Pipeline“ [207]. Jeder Schritt dieser Pipeline bringt spezifische Probleme mit sich, 

die einzeln und in ihrer Summe die Reproduzierbarkeit der Ergebnisse einschränken können. 

Daher sollten die einzelnen Schritte möglichst standardisiert durchgeführt werden [258-260].  

Die Merkmale, die in Kombination prädiktiv für einen bestimmten Zielparameter sind, werden 

als „Radiomics-Signatur“ bezeichnet [204, 207]. 

Eine Radiomics Pipeline umfasst klassischerweise die Abfolge folgender Arbeitsschritte:   

 

 

2.12.1. Datenakquisition  

 

Die Erstellung einer bildgebenden Untersuchung stellt den ersten Schritt in der Pipeline 

dar. Hierbei spielen zum Beispiel Herstellerunterschiede der verwendeten Geräte eine 

Rolle, die die Ergebnisse von Radiomics-Auswertungen beeinflussen können; dies hat 

eine Studie zur Interscanner-Variabilität in der CT-Bildgebung für Radiomics ergeben 

[261]. Auch die Untersuchungsmodalität und Sequenzen sind bedeutsam; so konnte 

eine weitere Studie  erhebliche Unterschiede im Hinblick auf die Robustheit bzw. 
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Reproduzierbarkeit von Radiomics Features in den verschiedenen MRT-Sequenzen 

demonstrieren [262].  

 

 

2.12.2. Segmentierung bzw. Region of Interest-Auswahl 

 

Segmentierung bezeichnet die Delineation von anatomischen Strukturen und von 

relevanten Bildregionen wie Läsionen zur Erstellung einer ROI. Auf Basis der 

segmentierten ROIs erfolgt die weitere Bildanalyse. 

Im Falle der Prostata kann eine Einteilung des Organs z.B. in periphere Zone und 

Transitionalzone erfolgen, und eine fragliche Läsion gezielt abgegrenzt werden. So wird 

als Grundlage für die weitere Analyse klar vorgegeben, welche Bereiche in einer MR-

Aufnahme welcher anatomischen Region oder einer Läsion zuzuordnen sind.  

Herkömmlicherweise wird die Segmentierung manuell durchgeführt: die Konturen 

einer bestimmten Bildregion werden in zweidimensionale Schichtbilder eingezeichnet.  

Hierzu liegen allerdings bis dato noch keine Standards vor. Die manuelle 

Segmentierung bringt auch Nachteile mit sich. So unterliegt die Qualität der 

Delineationen den Limitationen des menschlichen visuellen Systems und ist zudem 

untersucherabhängig. Der Inter-Reader Bias kann problematisch im Hinblick auf die 

Reproduzierbarkeit der Ergebnisse sein. So wies eine Studie, in der 

Läsionssegmentierungen von sechs erfahrenen Radiologinnen und Radiologen an 

Prostata mpMRT-Aufnahmen von 20 Patienten durchgeführt wurden, eine 

durchschnittliche Abweichung von 0,23 cm zwischen den eingezeichneten 

Segmentierungen der einzelnen Befunderinnen und Befunder nach. Darüber hinaus 

wurden in dieser Studie 69 Satellitenläsionen, die insgesamt bei den Patienten vorlagen, 

von sämtlichen befundenden Ärzten nicht segmentiert, da sie nicht gesehen wurden 

[263].  

Darüber hinaus ist die manuelle Segmentierung mit einem erheblichen Zeitaufwand 

verbunden. Sie muss je nach Fragestellung für jeden Patienten und für jede einzelne 

Schicht jeder einzelnen Sequenz einer umfangreichen bildgebenden Untersuchung wie 

einer mpMRT neu erarbeitet werden.  

Zum Inter-Reader Bias kommt ein Intra-Reader Bias hinzu, da die manuelle 

Segmentierung „nach Augenmaß“ erfolgt und daher Schwankungen unterworfen sein 

kann.  

Vor diesem Hintergrund wird das Potential einer automatisierten Prostata- und 

Läsionssegmentierung für den klinischen Alltag deutlich [202]. Es gibt alternativ zum 

manuellen Ansatz verschiedene Verfahren zur Generierung der ROIs, zum Beispiel die 

sogenannte Bounding Box, bei der eine rechteckige ROI über die Läsion gelegt wird, 

was allerdings auch umliegendes Gewebe in die Auswertung miteinschließt.  

Mittels solcher Tools kann die aufwändige manuelle Segmentierung vereinfacht und 

standardisiert werden. Laut Kleesiek et al. können automatisierte Segmentierungen 

(z.B. durch KI-Methoden) die Konsistenz der Resultate verbessern, indem sie die 

potentiell erhebliche und für die Analysen nachteilige Intra- und Interreader-Variabilität 

verhindern [264].  

Eine automatisierte Segmentierung hat unter diesen Gesichtspunkten zwar Vorteile, 

jedoch muss auch hier auf eine ausreichende Genauigkeit und mögliche Fehler eines 

automatisierten Vorgangs geachtet werden, da die Segmentierungen einen 

grundlegenden Schritt in der Machine Learning-Pipeline und somit eine potentielle 

(Folge-) Fehlerquelle darstellen können. Das Open-Source Tool nnU-Net, ein 

Verfahren zur automatischen Konfiguration selbstständig lernender Algorithmen, hat 
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sich in diesem Kontext als ein sehr erfolgreicher Ansatz zur Segmentierung 

herausgestellt [265]. Eine weitere Studie wendete mit Erfolg ein KNN (3D U-Net) zur 

Läsionssegmentierung der Prostata an [266]. 

Eine Studie konnte eine automatisierte DL-Methode zur Segmentierung der Prostata in 

der MR-Bildgebung entwickeln, die sich als akkurater erwies als die manuelle 

Segmentierung [267].  Yan K et al. konnten ein Modell entwickeln, das durch 

Extraktion und Kombination von Multi-Level-Features in einem tiefen Netzwerk eine 

verlässliche Segmentierung der Prostata in MR-Bildern erreichte [268].  

Auch scheint es aussichtsreich, PZ und TZ getrennt voneinander bzw. zonenspezifisch 

auf unterschiedliche bildgebende Eigenschaften von PCa und gesundem 

Prostatagewebe zu betrachten. Eine Studie von Antonelli et al. demonstrierte, dass ein 

PZ/TZ-zonenspezifisch trainierter ML-Algorithmus Läsionen mit einem GS = 4 mit 

größerer Wahrscheinlichkeit korrekt vorhersagen konnte als erfahrene Radiologinnen 

und Radiologen. Hierzu wurden neben einem selektierten Feature-Set auch klinische 

Parameter wie PSAD und Drüsenvolumen herangezogen [269]. Dass die zonale bzw. 

histologische Gliederung der Prostata Einfluss auf die Performance von Machine 

Learning-Algorithmen hat, konnte auch in einer anderen Studie gezeigt werden. Zwar 

wurde kein Unterschied beim Vergleich eines TZ-spezifischen mit einem 

zonenunabhängigen Algorithmus gezeigt, beim PZ-spezifischen Klassifikator hingegen 

konnte ein signifikanter Unterschied gezeigt werden [270]. Laut einer weiteren Studie 

ist die Performance des Systems für PZ-Läsionen am besten [257].  

 

 

2.12.3. Datenvorverarbeitung („Preprocessing“)  

 

Preprocessing beschreibt das Vorbereiten von Daten für weitere, z.B. statistische 

Analysen. Das Ziel des Preprocessing ist das Aufbereiten von Rohdatensätzen zur 

weiteren Verarbeitung, ohne die enthaltenen Informationen stark zu verändern und 

somit Bias miteinzuführen und das Analyseergebnis zu verfälschen.  

Das Daten-Preprocessing ist ein äußerst wichtiger Einflussfaktor auf die Ergebnisse 

einer Radiomics- bzw. Machine Learning-Analyse, da diese insbesondere Robustheit 

und Reproduzierbarkeit von Radiomics Features in hohem Maße beeinflussen können 

[271].  

Darüber hinaus bestimmt die Datenqualität die Lernfähigkeit eines Radiomics-basierten 

ML-Modells entscheidend und Effizienz und Diagnosegenauigkeit eines Modells sind 

hiervon abhängig [272].  

Aufgrund der technischen Gegebenheiten bei MRT kann es zu Störfaktoren bzw. 

Artefakten kommen; hierzu zählen z.B. Bildrauschen, Blurring- bzw. 

Unschärfeartefakte, Trunkationsartefakte an Grenzflächen von Geweben mit sehr 

unterschiedlichen Signalintensitäten, Partialvolumeneffekte (Auftreten mehrerer 

Gewebeintensitäten innerhalb eines Voxels bei zu geringer räumlicher Auflösung) usw. 

Somit sind die Bilddaten nicht immer direkt zur anschließenden Bildanalyse geeignet.  

Zur Datenvorverarbeitung gehört auch die Datenbereinigung (z.B. die Korrektur oder 

das Entfernen beschädigter oder unvollständiger Daten oder Duplikate, und die 

Bereinigung von Ausreißern und Inkonsistenzen. 

Auch gehört der Histogrammausgleich (Histogramm: graphische Darstellung von 

Häufigkeitsverteilungen von (Bild-) Werten) zu den Standardmethoden der digitalen 

Bildverarbeitung. Hiermit wird der Kontrast und damit die visuelle Qualität von 

(Graustufen-) Bildern optimiert.  Der Histogrammausgleich kann z.B. mittels Python-

Bildverarbeitungsbibliotheken durchgeführt werden. Die Binarisierung als extreme 
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Form der Histogramm-Skalierung wird bei der Segmentierung genutzt: durch eine 

Reduktion der Grauwerte eines Bildes auf 2 können Objekte voneinander abgetrennt 

und ROIs konstruiert werden.  

Bei der Datenreduktion werden Redundanzen entfernt.  

Zum Schritt der Datentransformierung gehört die Normalization bzw. 

Datennormalisierung, die ein grundlegendes Element in der Datenverarbeitung 

beschreibt. Dabei werden Daten in zur weiteren Verarbeitung geeigneten Formate 

transformiert und redundante Daten entfernt, sodass eine Normalverteilung im Sinne 

einer Gauß‘schen Glockenkurve gegeben ist. Standardisierte (Intensitäts-) 

Normalisierungstechniken als Schritt im Data-Preprocessing sind Gegenstand der 

Forschung, da unter anderem hiervon die Reproduzierbarkeit von Features stark 

abhängig ist [273, 274]. Besonders Texturanalysemethoden sind empfindlich für 

Inkonsistenzen, beispielsweise in der Datenakquisition (z.B. durch die Verwendung 

unterschiedlicher Scanner oder Untersuchungsprotokolle). Die Reproduzierbarkeit und 

Stabilität von aus MRT abgeleiteten Radiomics Features unterliegt diesen limitierenden 

Faktoren, weswegen an die Abläufe der Datenverarbeitung hohe Ansprüche gestellt 

werden müssen. Insbesondere hier kommen Normalisierungsmethoden zum Tragen, die 

Unterschiede in Datenakquisition und Rekonstruktion ausgleichen können und damit 

einen positiven Einfluss auf die Reproduzierbarkeit von Radiomics Features haben 

können [225, 275].  

Eine weitere klassische Bildverarbeitungsoperation stellt die Anwendung von 

Filtertechniken dar. Hierbei sind Glättungsfilter (ein auf Mittelwertbildung basierendes 

Weichzeichnen von Bildern), Filter zur Erhöhung der Bildschärfe (Hervorhebung 

hochfrequenter Anteile in einem Bild; dies führt jedoch zu einer Verstärkung von 

Bildrauschen) und Kantenfilter (Hervorheben starker Helligkeitsgradienten in einem 

Bild; diese sind sehr anfällig für Bildrauschen) zu erwähnen. Der sogenannte Laplacian 

of Gaussian (LoG) ist hierbei ein erwähnenswerter Kantenfilter, da hierbei eine 

Kombination aus Glättung und Kantenfilter angewandt wird.  

Daneben werden in der Signalverarbeitung Wavelet-Filter (Wavelets: „kleine Wellen“) 

verwendet, um Informationen aus einem Signal zu extrahieren und kann ebenfalls zur 

Reduktion von Bildrauschen dienen [276]. 

Daten-Preprocessing kann durch bestimmte Tools und Bibliotheken vereinfacht 

durchgeführt werden. Die open-source Python Plattform PyRadiomics v3.0 aus dem 

Computational Imaging & Bioinformatics Lab der Harvard Medical School bietet die 

Anwendung verschiedener Preprocessing Filter an, wie z.B. Wavelet und LoG zur 

Datenvorverarbeitung vor der Extraktion von Radiomics Features [277]. 

Obwohl diese Schritte des Preprocessings noch nicht Gegenstand der Image Biomarker 

Standardisation Initiative (IBSI) sind, einer unabhängigen internationalen Organisation, 

die an einer Standardisierung von bildgebenden Biomarkern arbeitet, konnten mehrere 

Studien zeigen, dass die Anwendung von Preprocessing Filtern (insbesondere Wavelet 

und LoG) hoch prädiktive Features hervorbringen [278-280].   

 

 

2.12.4. Datenaugmentierung und Balancing 

 

Data-Augmentation oder Datenaugmentierung beschreibt eine Methode zum Erweitern 

eines Datensatzes in Situationen, in denen eine größere Menge an Trainingsdaten 

erforderlich wäre, als vorhanden ist.  Auch zum Ausgleich von Imbalancen wird die 

Augmentierung angewendet, wenn zwischen Trainingsdatensätzen ein das Testergebnis 

verzerrendes zahlenmäßiges Ungleichgewicht an enthaltenen Gruppen vorliegt (in 
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dieser Studie die Gruppen „kein PCa“ (bzw. „benigne Läsion“), „klinisch nicht-

signifikantes PCa“, und „klinisch signifikantes PCa“). Für ein valides Ergebnis sollten 

die Gruppen möglichst gleich verteilt, bzw. keine Beispiele unterrepräsentiert sein.  

Um das häufige Problem dieses sogenannten Klassenungleichgewichts im 

Klassifizierungsdatensatz zu lösen, eignen sich verschiedene Techniken. Die simpelste 

Methode wäre ein einfaches Duplizieren von Daten, womit dem Modell jedoch keinerlei 

neue Informationen zugeführt werden würden. Mit Techniken wie z.B. 

Größenanpassung durch Interpolation, Datennormalisierung, Concatenation 

(Verkettung) etc. lassen sich anhand der vorhandenen Bilder geringfügig veränderte 

zusätzliche Bilder erzeugen, die den Datensatz ergänzen und das 

Klassenungleichgewicht ausgleichen („Balancing“). Außerdem lässt sich 

beispielsweise durch verschiedene Skalierungen (Zoom), Rotation oder Spiegeln 

(„Flipping“) der ROIs die Anzahl der Datensätze zum Training vergrößern. Die 

Rotation kann hierbei um jeden Wert bis zu 360° erfolgen, das Flipping entweder um 

die horizontale oder die vertikale Achse. Hierbei wird im Einzelfall entschieden, welche 

Anwendung am sinnvollsten ist.  

Eine weitere Methode stellen Sampling-Methoden dar. Hier bieten sich zum Ausgleich 

von Klassen-Imbalancen zwei Wege: Das Undersampling der Mehrheitsklasse, bei dem 

Beispiele aus der Mehrheitsklasse entfernt werden, oder ein Oversampling der 

Minderheitsklasse, bei dem Beispiele der Minderheitsklasse dupliziert oder neue 

Beispiele anhand der vorhandenen erstellt werden. Eine weitläufig angewandte 

Oversamplingmethode ist SMOTE (Synthetic Minority Oversampling Technique) 

[281].  Die Analyse mittels SMOTE setzt sich aus den ursprünglich vorhandenen und 

zusätzlich generierten Minderheitsstichproben zusammen. SMOTE entnimmt zufällige 

Stichproben aus der Minderheitsklasse, lokalisiert deren Nachbarwerte und wählt 

zwischen diesen beiden Werten ebenfalls zufällige Punkte aus. Die neu konstruierten 

Stichproben haben andere Merkmale als die ursprünglichen und gleichen so die 

Klassen-Imbalancen aus.  

Die Schritte der Datenaugmentierung können erhebliche Auswirkungen auf die 

Ergebnisse einer Radiomics-Analyse haben [282].  

Hierzu eignen sich zum Beispiel Funktionen von Radiomics-Softwarepaketen [283, 

284]. 

 

 

2.12.5. Extraktion von Radiomics Features  

 

Die Feature-Extraktion erfolgt durch verschiedene mathematische Verfahren, die die 

Radiomics Features definieren und algorithmisch umsetzen. Dazu eignen sich z.B. 

quelloffene Programme, mit deren Hilfe verschiedene Features extrahiert werden 

können, wie dem oben erwähnten PyRadiomics. PyRadiomics kann verschiedene 

Feature-Klassen anhand gefilterter oder ungefilterter Daten extrahieren [284-286].  

 

 

2.12.6. Selektion von Radiomics Features 

 

Nach der Extraktion müssen die Bildmerkmale mit der besten Aussagekraft selektiert 

werden. Im Normalfall werden hunderte radiomische Merkmale von den Software-

Tools errechnet. Das sogenannte Overfitting stellt jedoch bei Radiomics-Analysen eine 
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potentielle Gefahr dar. Häufig steht einer nicht allzu hohen Anzahl von 

Trainingsbeispielen eine sehr hohe Anzahl von Features gegenüber. Werden zu viele 

Variablen vom Modell in die Analysen einbezogen, kommt es zu einer Überanpassung 

und das trainierte Modell liefert bei der Anwendung auf neue Daten unzureichende 

Ergebnisse. 

Daher ist eine zahlenmäßige Reduktion der Features nötig, um zu vermeiden, dass 

Features berücksichtigt werden, die in Bezug auf die Fragestellung keine oder eine zu 

geringe Relevanz haben. Umgekehrt könnten bei einem zu einfachen Modell 

gegebenenfalls wesentliche Variablen nicht berücksichtigt werden. Daher bestimmt die 

richtige Auswahl der geeigneten Features in entscheidendem Maße das Ergebnis 

(„Feature-Reduktion“) [287, 288]. 

Für die Feature-Selektion kommen beispielsweise maschinelle Lernverfahren zum 

Einsatz, die Features nach möglichst hoher Stabilität oder möglichst geringer 

Interkorrelation untereinander auswählen [219, 287]. Die interkorrelierten Features 

können identifiziert Features mit redundantem Informationsgehalt sollten 

ausgeschlossen werden [289, 290]. Hierzu können ML-Algorithmen verwendet werden, 

wie z.B. der Minimum Redundancy Maximum Relevance-Algorithmus (mRMR), der 

Features selektiert, die eine hohe aufgabenbezogene Relevanz haben, während sie 

untereinander möglichst wenig korreliert sind („Redundancy“) [291].  

 

 

2.12.7. Training des Modells  

 

Um ein auf spezifische Fragestellungen anwendbares und übertragbares Modell zu 

entwickeln, muss dieses mit Beispielen trainiert werden. Je akkurater das Modell 

Klassifizierungen vornimmt, desto besser hat es anhand von Trainingsdaten gelernt. Der 

Prozess des iterativen Anpassens eines Algorithmus bzw. eines Modells auf diese Daten 

stellt den „fitting process“ oder auch das Training dar.  

Die Eigenschaften des Zielparameters bestimmen die Auswahl des Radiomics-Modells. 

Es können verschiedene Modelle eingesetzt werden [207]. Diese werden im Abschnitt 

3.1.3 „Entwicklung eines Radiomics-basierten Machine Learning Algorithmus: 

Klassifikationsmodelle“ näher erläutert.  

Anhand von Trainingsdaten wird das Modell dann so lange optimiert, bis es möglichst 

gute Resultate erreicht. 

 

 

2.12.8. Interne Validierung des Modells 

 

Validierungsdaten werden benötigt, um zu verhindern, dass Modelle entstehen, die nur 

auf dem ausgewählten Datensatz gute Ergebnisse erzielen, jedoch nicht bei neuen 

Daten. Im Kontext von Radiomics werden zu diesem Zweck zwei völlig voneinander 

unabhängige Datensätze empfohlen: einer zur internen Validierung (Training und 

Kreuzvalidierung (Cross-Validation, CV)) und einer zur externen Validierung (i.e. 

Prüfen von Performance und Generalisierbarkeit). Die Trainingsbeispiele sollten 

grundsätzlich von den Testbeispielen getrennt bleiben. Sowohl Trainings- als auch 

Testdatensatz sollten balanciert sein [292].  

Bei einem von vornherein zahlenmäßig beschränkten Datensatz kann diese Aufteilung 

in Trainings- und Testdatensatz zu einer problematischen Verringerung der jeweiligen 



 

 

40 

40 

Datenvolumina und damit zu instabileren Ergebnissen führen. Um dennoch eine 

effiziente Validierung zu gewährleisten, bietet sich die Methode der Kreuzvalidierung 

an. Steht zur Validierung kein separater Datensatz zur Verfügung, können wiederholt 

Stichproben aus den vorhandenen Datensätzen gezogen werden, um somit „neue“ 

Datensätze zu generieren. Bei der 5-fachen Kreuzvalidierung werden fünf 

Teildatensätze gebildet. Vier davon dienen jeweils zur Modellentwicklung, der fünfte 

als Validierungs-Datensatz. Bei diesem Verfahren wird also ein an jeweils vier 

Teildatensätzen trainiertes Modell auf den verbleibenden Teildatensatz angewandt und 

das Ergebnis jeweils mit den tatsächlichen Zielwerten verglichen.  

Die Kreuzvalidierung als interne Validierungsmethode wird demnach zur Modell-

Optimierung angewendet.  Sie gilt als eine Standard-Validierungsmethode [293].  

 

 

2.12.9. Test und externe Validierung des Modells 

 

Besonders die Anwendung der Kreuzvalidierung während der Algorithmusentwicklung 

kann zu überoptimistischen Einschätzungen der Modellgüte führen. Aus diesem Grund 

ist ein unabhängiger Testdatensatz wünschenswert, um die Generalisierbarkeit des 

Modells (und die Übertragbarkeit in ein klinisches Setting) auf neue Daten einschätzen 

zu können [201]. 

Die (Kreuz-) Validierung sollte daher möglichst durch einen zusätzlichen Test auf 

einem zum Training und ggf. zur Kreuzvalidierung nicht genutzten Datensatz ergänzt 

werden, bei dem die Generalisierbarkeit des Modells untersucht wird. Idealerweise wird 

das trainierte Modell zudem auf an anderen Zentren erhobenen Daten angewandt, um 

auch die Übertragbarkeit auf andere Standorte zu überprüfen.  

 

 

2.12.10. Performance – Maße 

 

Beim „Data Mining“ (automatisierte Verarbeitung großer Datenmengen durch 

computergestützte Methoden zur Ableitung von aussagekräftigen Informationen wie 

Mustern, Zusammenhängen, Trends usw.) werden oft mehrere Modelle verglichen und 

dasjenige mit der besten Performance ausgewählt. Dazu werden vergleichbare 

Kennzahlen benötigt. Die Auswahl der geeigneten Metrik ist bei der Einordnung der 

Performance von Machine Learning Modellen entscheidend.  

Die Ergebnisse einer binären KI-Klassifikation werden üblicherweise in einer 

sogenannten Confusion Matrix dargestellt, einer 2D-Anordnung der 

Klassifikationsergebnisse. Die Confusion Matrix dient zur Evaluation einer KI-

Anwendung. Hier wird nur in „richtige“ und „falsche“ Klassifikationen unterschieden, 

genauer gesagt in die Elemente „korrekt positiv“, „korrekt negativ“, „falsch positiv“ 

und „falsch negativ“. Aus der Confusion Matrix lassen sich weitere Größen zur 

Leistungsdiagnostik für ein Klassifikationsmodell ableiten. Eine wichtige Performance-

Metrik ist die Klassifizierungsgenauigkeit („Accuracy“). Sie gibt den Anteil korrekter 

Prädiktionen an der Gesamtheit der Prädiktionen an und berechnet sich mit der Formel:  
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Die Accuracy kann einen maximalen Wert von 1 betragen. Je näher der Wert an 1, desto 

genauer ist der Klassifikator.  

Jedoch ist die Accuracy eine sehr einfache Metrik, die insbesondere bei binären 

Klassifikationen an unausgeglichenen Datensätzen problematisch sein kann: wenn ein 

Klassifikationsmodell alle Beispiele aus dem überrepräsentierten Datensatz einer 

Klasse zuordnen würde, würde er eine hohe Genauigkeitsrate erreichen, die jedoch nicht 

sinnvoll wäre. Daher sollten weitere Metriken verwendet werden. Die Präzision 

(„Precision“) ist eine klassenspezifische Leistungsmetrik, die den Anteil der richtig 

positiven an allen positiven Klassifikationen bezeichnet.  

Der sogenannte Rückruf („Recall“) bezeichnet einen Bruchteil der Stichproben einer 

Klasse, die vom Modell richtig klassifiziert wurden (richtig positive / (richtig positive 

+ falsch negative).  

Oft sind je nach Anwendung sowohl Precision als auch Recall sinnvolle Größen, die 

mit dem sogenannten F1-Score als harmonisches Mittel kombiniert angegeben werden 

können.  

Eine häufig angewendete Metrik zur Darstellung der Güte eines Modells ist die ROC 

(„Receiver-Operating-Characteristic“) -Kurve. Insbesondere im Bereich des Machine 

Learning wird die ROC eingesetzt, um die Performance eines Klassifikators mit einer 

dichotomen Zielvariable zu evaluieren [294].   

Hierbei werden auf der y-Achse die relativen Häufigkeiten der richtig positiv 

klassifizierten Fälle gegen die relativen Häufigkeiten der falsch positiv klassifizierten 

Fälle auf der x-Achse aufgetragen. Die entstehende Kurve schneidet die Werte (0/0) 

und (1/1). Die zufällige Zuordnung zu einer Klasse (Raten) entspricht einer 

Winkelhalbierenden: Für jeden möglichen Grenzwert zur Vorhersage einer Zielvariable 

gibt es gleich viele richtig positive und falsch positive Ergebnisse. Je zuverlässiger ein 

Modell Vorhersagen trifft, desto mehr weicht also die ROC von der Winkelhalbierenden 

ab. Die AUC („Area under the curve“) bezeichnet die Fläche unter der ROC-Kurve. Im 

Fall der Winkelhalbierenden hat diese aufgrund der Verteilung der Zufallswerte eine 

Fläche von 0,5 Einheiten. Dies entspricht also dem schlechtesten Ergebnis. Ein 

optimaler Test, der immer die korrekte Zielvariable vorhersagt, hat einen AUC-Score 

oder eine AUC von 1. Dementsprechend sind logistische Regressionsmodelle umso 

zuverlässiger und besser, je näher ihre AUC bei 1 liegt. Wird also ein Patient mit nicht 

signifikantem und ein Patient mit klinisch signifikantem PCa betrachtet, entspricht die 

AUC genau der Wahrscheinlichkeit, mit der die Patienten der jeweils richtigen Gruppe 

korrekt zugeordnet werden.  

Ein Modell arbeitet an einem wählbaren „Arbeitspunkt“ der ROC-Kurve, durch den sich 

eine Sensitivität, Spezifität und Genauigkeit ergibt. Durch Anpassung dieses 

„Thresholds“, zum Beispiel im Sinne einer hohen Sensitivität, ergibt sich eine konkrete 

Wahrscheinlichkeit für eine richtige bzw. falsche Zuordnung. Die Wahl des 

Arbeitspunktes ist aufgabenabhängig.   

Ein Vorteil am AUC-Score liegt darin, dass sich mit ihm die Performance verschiedene 

Modelle direkt vergleichen lässt.  

 

 

Abb. 6 veranschaulicht die beschriebenen, klassischen Schritte einer Radiomics-Pipeline.  
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Abb. 6: Ablauf der Arbeitsschritte in einer üblichen Radiomics Pipeline am Beispiel einer CT-Aufnahme der 

Lunge. Es werden zwei Verfahren gezeigt: der obere Pfeil nach der Bildakquisition führt zum klassischen 

Verfahren einer Pipeline, der untere Pfeil zum Deep Learning-Verfahren (Erläuterung in Abschnitt 2.14) 

[201].  

Mit freundlicher Genehmigung von: Springer (Der Pathologe; (Radiomics-AI-based image analysis, 

Demircioğlu, A)), 2019. 

 

2.13. Problematik der Reproduzierbarkeit und Generalisierbarkeit von MRT-basierten 

Features  

 

Radiomics und Machine Learning bergen vielversprechendes Potential im Hinblick auf ihre 

Anwendungsmöglichkeiten. Jedoch liegt die Etablierung von Radiomics-Analysen in der 

klinischen Praxis noch in weiter Ferne. Es müssen einige Problemfelder berücksichtigt werden: 

die Komplexität des klassischen Radiomics-Workflows bringt als zentraler Punkt eine 

schlechte Wiederholbarkeit (Erreichen gleicher Ergebnisse bei Verwendung derselben 

Untersuchungsprotokolle und Materialien), Reproduzierbarkeit (Erreichen gleicher Ergebnisse 

durch Anwendung variierender Untersuchungsprotokolle und Materialen) und damit 

Generalisierbarkeit (Übertragbarkeit und Anwendung von Modellen an z.B. verschiedenen 

Kliniken) mit sich.  

Gerade bei mpMRT-Daten als Input, die qualitative Bildgebungen (Sequenzen wie T1- und T2-

Wichtungen, FLAIR (fluid attenuated inversion recovery) usw.) einbezieht, sind 

Signalintensitäten von Faktoren wie Bildakquisition an unterschiedlichen Scannern oder 

unterschiedlichen Rekonstruktionsalgorithmen abhängig und damit Schwankungen 

unterworfen, denen gegenüber sich Radiomics Features nicht robust verhalten [295-297]. Die 

Robustheit der verwendeten Features muss demnach evaluiert werden, ebenso wie die 

Entwicklung komplexer Vorhersagemodelle standardisiert werden muss [298]. Mehreren 

Studien zufolge sind entsprechend nur einige Radiomics Features sowohl in Test-Retest-

Studien wiederholbar als auch mit anderen Studienparametern reproduzierbar [295, 299, 300]. 

Im Umkehrschluss allerdings kann eine gewisse Diversität im Hinblick auf die Bildakquisition 

bei der Entwicklung von robusten Radiomics-Signaturen von Vorteil sein [275].  

Wie beschrieben, konnten einige Studien bereits interessante Radiomics-Anwendungen in 

verschiedenen Bereichen zeigen. Allerdings gibt es bis dato keine festgelegten Standards oder 

einheitlichen Qualitätskriterien für Radiomics-Workflows und die Entwicklung von Machine 

Learning-Modellen. Eine Standardisierung von Input-Daten (z.B. standardisierte 
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Untersuchungsprotokolle, Kriterien für die Bildqualität, die Verwendung verschiedener 

Scanner), der Methodik der Segmentierung (z.B. die Verwendung von manuellen 

Segmentierungen mehrerer Befunderinnen und Befunder), von Evaluationskriterien usw.  

würde sich positiv auf die Reproduzierbarkeit der Analyseergebnisse auswirken.  

Es gibt bereits mehrere Ansätze zur Einordnung der Studienqualität zu Radiomics. Eine 

Möglichkeit zur Einschätzung der methodologischen Qualität von Studien ist der Radiomics 

Quality Score (RQS), der zwar noch keine weitläufige Anwendung findet, aber bereits zum 

Assessment von Studien zu Radiomics in der onkologischen Bildgebung herangezogen wurde 

und wird [301]. Auch die Checklist for Artificial Intelligence in Medical Imaging (CLAIM) 

soll eine Vereinheitlichung der Methodologie vorantreiben [302]. Die IBSI gibt Empfehlungen 

für das Preprocessing und die Feature-Extraktion [278]. Um die Ergebnisse und deren 

Darstellung einheitlich und vergleichbar zu machen, gibt es die Transparent Reporting of a 

multivariable prediction model for Individual Prognosis Or Diagnosis (TRIPOD) Checkliste.  

Unter Anwendung von RQS und TRIPOD wurde in einer Studie die methodologische Qualität 

einiger Studien analysiert. Diese kam zu eher unbefriedigenden Ergebnissen [303]. Laut einem 

systematischen Review sind auch die Studien zu MRT-basierten Radiomics zur PCa-

Diagnostik aufgrund qualitativer Unzulänglichkeiten in Bezug auf die Methodologie noch nicht 

geeignet, um in die klinische Anwendung übertragen werden zu können. Auch bei Fokus auf 

Studien von High-Impact Journals zu onkologischer Anwendung von Radiomics wurde nur ein 

durchschnittlicher RQS-Score von 26,1 %  erreicht [304].  

Eine verbesserte Generalisierbarkeit wäre durch eine Berücksichtigung der dargestellten 

Punkte realisierbar, womit wiederum die Implementation von Radiomics-Analysen in die 

klinische Praxis realistischer würde.  

 

2.14. Künstliches neuronales Netzwerk, Deep Learning und Faltungsnetz 

 

Das sogenannte künstliche neuronale Netzwerk (KNN), ein Modell aus der Neuroinformatik, 

ist die gegenwärtig vielversprechendste Technik zur Anwendung an radiologischen Bildern. 

Die Theorie des KNN existierte bereits in den 1940er Jahren, die Entwicklung stagnierte jedoch 

bis in die 1980er Jahre aufgrund noch unzureichender Computer-Rechenleistungen [227].  

Es ahmt in seiner biologischen Struktur und Funktionsweise die Neuronen eines Gehirns nach 

und folgt einem dreischichtigen Prinzip. Ein Knotenpunkt, auch Input-Neuron genannt, fungiert 

als Eingang („Input“), der Informationen aufnimmt. Diese werden in einer verborgenen Schicht 

(„hidden layer“) verarbeitet, und als Ausgang („Output“) wird ein Ergebnis ausgegeben.  

Jedem Neuron wird bei der Informationsverarbeitung ein individuelles Startgewicht 

zugewiesen. Somit gibt jedes Neuron der anliegenden Information ein individuelles Gewicht 

und gibt diese gewichtete Information an das nächste Neuron weiter, sodass letztlich ein „Pfad“ 

an Neuronen entsteht, den die Daten durch das Netzwerk genommen haben. Diese 

Berechnungen führen am Output-Neuron schließlich zu einem Ergebnis, wobei es zu Fehlern 

kommen kann. Entsprechend der Gewichtung der Neurone kann berechnet werden, wie 

maßgeblich ein Neuron an dem Fehler war. Im folgenden Lerndurchlauf kann dann eine 

Anpassung der Gewichte erfolgen, sodass der Fehler minimiert wird. Die Gewichtung der 

Eingabedaten wird anhand der Trainingsbeispiele erlernt und verbessert, um die Abweichung 

zur richtigen Ausgabe zu minimieren. Das Netzwerk lernt also anhand bereits existierender 

Outputs, die als „Ground Truth“ dienen [305].  

Verschaltet man mehrere Neuronenschichten, erhält man ein künstliches neuronales Netz. KNN 

können in ihrer hidden layer unterschiedlich komplex sein: Zwischen den Inputneuronen und 

der Outputschicht des Algorithmus kann eine variable Anzahl von versteckten 

Netzwerkschichten liegen, welche aus Knotenpunkten in verschiedenen Strukturen bestehen. 



 

 

44 

44 

Jeder Knotenpunkt ist mit Knotenpunkten in anderen Schichten verbunden, vergleichbar mit 

den Neuronen des Gehirns. Jedes „Neuron“ kann die Inputs aus unteren Schichten 

unterschiedlich miteinander kombinieren, ein komplexeres Output generieren, dieses an die 

nächste Schicht weitergeben und somit Schicht für Schicht Daten weiter abstrahieren [255, 

306].  

Beim Deep Learning (DL) verschaltet man mehrere dieser Schichten hintereinander. Je mehr 

Schichten enthalten sind, desto tiefer ist das Netz.  

Während einfache netzwerkbasierte Algorithmen nur wenige Schichten aufweisen, beinhalten 

DL-Algorithmen eine größere Anzahl an Schichten [256, 307].  

Im Gegensatz zu anderen ML-Verfahren, bei welchen die Merkmalsextraktion vom Menschen 

vorgegeben wird, werden beim KNN während des Trainings Merkmalsdetektoren ausgebildet, 

die autonom relevante Merkmale erkennen. Diese können hochkomplex sein und sich sogar 

dem menschlichen Verständnis entziehen [255]. KNN benötigen also im Gegensatz zu 

klassischen ML-Modellen weder vorher beigebrachtes Wissen noch durch den Menschen 

vorgegebene „handgemachte“ Features [308, 309]. Auch bei einem KNN tritt bei einer 

zunehmenden Anzahl an Parametern die Gefahr des Overfittings auf, sodass auch DL-Modelle 

analog zu anderen ML-Modellen kritisch evaluiert und validiert werden müssen.  

DL-Methoden erzielen im Bezug auf Organ-Segmentierungen bereits die größten Erfolge und 

sind inzwischen sogar die dazu fast ausschließlich verwendete ML-Technik [310]. Auch zur 

Klassifizierung werden DL-Methoden bzw. KNNs bereits erfolgreich angewandt [256, 311]. 

Abb. 7 zeigt eine vereinfachte Form eines KNNs.  

 

 

Abb. 7: Vereinfachte Darstellung eines neuralen Netzwerks. Die Input- „Neuronen“-Schicht ist in grün, die 

Output-„Neuronen“-Schicht in gelb dargestellt. Blau stellt eine verstecke Schicht dar. Licensed under 

https://creativecommons.org/licenses/by/1.0/. Retrieved from: 

https://upload.wikimedia.org/wikipedia/commons/3/3d/Neural_network.svg 
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Es gibt verschiedene Arten solcher Netzwerke. Das Convolutional Neural Network (CNN) oder 

auch Faltungsnetz stellt eine Architektur für neuronale Netze dar, die insbesondere bei 

Bilderkennungsaufgaben und Klassifizierungen Anwendung findet. Die CNN-Struktur wurde 

1994 erstmals beschrieben und ist seither einer der erfolgreichsten Algorithmen speziell im 

Bereich der Bilderkennung [312, 313]. 

Die Fähigkeit solcher DL-Modelle, unterschiedliche Datentypen als Inputs verwenden zu 

können, ist ein besonders interessanter Aspekt im Hinblick auf die heterogenen Daten, die das 

Gesundheitswesen generiert [307]. Dadurch stellt das DL insbesondere für die Anwendung in 

der Medizin und bei Vorhandensein von großen Datenmengen zum Training die Methode der 

Wahl dar.  
 

 

2.15. Zielsetzung dieser Arbeit 

 

Durch die Anwendung von Radiomics, also durch die integrative Analyse bildgebender und 

klinischer Parameter, soll ein Analysealgorithmus entwickelt werden, der es ermöglicht, 

Patienten mit signifikantem Prostatakarzinom noch vor Biopsie oder Prostatektomie zu 

identifizieren, d.h. bereits zum Zeitpunkt der Diagnosestellung soll somit eine 

Risikostratifizierung erfolgen. Hierzu sollen Methoden des Machine Learning bzw. Deep 

Learning auf mpMRT-Aufnahmen angewendet werden. 

 

 

1. Es soll geprüft werden, ob mit einem Radiomics-basierten Analysealgorithmus eine 

Differenzierung zwischen signifikanten und nicht-signifikanten PCa möglich ist.   

2. Hierzu soll im Gegensatz zu dem Läsions-basierten Ansatz (PI-RADS) ein 

schichtbasierter Ansatz verfolgt werden.  

3. Es soll ein klassischer Radiomics-Ansatz mit einem Deep Learning-Ansatz verglichen 

werden.  
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3. MATERIAL UND METHODEN 

3.1. Ethikvotum 

 

Für diese monozentrische, retrospektive Studie lag seitens der Ethik-Kommission II der 

Universität Heidelberg am 21.06.2018 ein positives Ethikvotum vor (Aktenzeichen 2018-

846R-MA).  

Diese Studie wurde nach Vorliegen der Bewilligung seitens der Ethikkommission begonnen.    

 

  

3.2. Patientenkollektiv  

 

Zur Auswahl geeigneter Patienten wurden für diese Studie am Institut für Klinische Radiologie 

und Nuklearmedizin, Universitätsmedizin Mannheim (IKRN) der Medizinischen Fakultät der 

Universität Heidelberg Daten erhoben.   

  

Es wurden folgende Parameter erhoben:  

o Gleason-Score  

o PSA-Wert zum Zeitpunkt der Diagnose  

o PI-RADS-Score   

o Prostatavolumen (in ml)  

o Weitere klinische Parameter (DRU)   

o Bildgebung: T2w, ADC, DWI, DCE 

 

Spezifische Einschlusskriterien für die Erstellung des Patientenkollektivs waren:   

  

o Einteilung in drei Gruppen nach: klinisch signifikantes PCa (GS ≥ 4 + 3), klinisch nicht 

signifikantes PCa (GS < 4 + 3), kein PCa 

o Gleason-Score  

o Vorliegen von mindestens T1w-, T2w- und Diffusionsaufnahmen zum Zeitpunkt der 

Diagnose  

o PSA-Wert 

  

Spezifische Ausschlusskriterien: 

 

o Keine vollständigen MRT-Datensätze vorliegend 

o Relevante bzw. übermäßige Artefakte in MRT 

o Keine Läsion in konsensueller Befundung  

o Unvollständige oder fehlende Segmentierung 

 

Nach diesen Kriterien erfolgte die retrospektive Identifikation von 405 Patienten.  Im Zuge der 

Vorverarbeitung der Datensätze stellten sich teilweise unvollständige MRT-Datensätze oder 

Artefakte in der Bildgebung heraus; außerdem kam es durch technische Fehler bei der 

Segmentierung zu fehlerhaften oder unvollständigen Segmentierungen. Die fehlerhaften 

Dateien wurden aus der Studie ausgeschlossen. Das Flowchart in Abb. 8 gibt den Workflow 

des Patienteneinschlusses wieder. Von 405 eingeschlossenen Patienten lagen bei 

326 mpMRT vor. Davon mussten 7 Patienten aufgrund eingeschränkter Bildqualität 

ausgeschlossen werden. Weitere 15 Patienten mussten aufgrund unvollständig oder fehlerhaft 
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segmentierter Datensätze ausgeschlossen werden, außerdem weitere 7, bei denen nach 

konsensueller Bildbefundung keine Läsion vorlag. Die finale Studienkohorte setzte sich aus 

297 Patienten zusammen.   

Das Vorliegen eines klinisch signifikanten PCa wurde bei einer Einschätzung als ISUP-Klasse 

2 oder höher festgelegt, was einem GS von GS = 3 + 4 oder höher entspricht. Das klinisch nicht 

signifikante PCa wurde demnach durch einen GS = 3 + 3 oder weniger charakterisiert.  

 

 

 
 

Abb. 8: Flowchart der Einschluss- und Ausschlusskriterien.  

 

 

Die mpMRT-Aufnahmen wurden gemäß den Vorgaben für Untersuchungsprotokolle der PI-

RADS v2 angefertigt. Tab. 3 gibt die Details der angewendeten mpMRT-Protokolle wieder. 

Die Untersuchungen wurden auf zwei 3T MRT-Geräten durchgeführt 

(Siemens Magnetom Skyra und Trio, Erlangen, Deutschland).   
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Tab. 3: Angewendete multiparametrische MRT-Protokolle der Prostata 

 

 
  

 

3.3.Referenzstandard: Histopathologische Korrelation  

  

Als Referenzstandard für die klinische Signifikanz der PCa dienten die histopathologischen 

Befunde aus Fusionsbiopsie und systematischer Biopsie. Die histopathologische Korrelation 

bzw. das „Labeling“ erfolgte durch erfahrene Fachärztinnen und Fachärzte der Radiologie 

sowie Urologie.   

Hierzu wurden die mpMRT als einzelne Schichten in Zusammenschau mit ihren PI-RADS-

Scores und den GS bzw. histopathologischen Befunden der Biopsate beurteilt. Im Konsens 

wurden Labels für jede Zone (PZ, TZ) in jeder Schicht vergeben: „kein PCa“, „klinisch 

signifikantes PCa (csPCa)“, „klinisch nicht signifikantes PCa (non-csPCa)“. Auf allen 

ausgewählten Schichten war eine Läsion zu erkennen. Das Label “kein PCa” bezeichnet daher 

in diesem Fall nicht eine unauffällige Prostata, sondern das Vorliegen einer als benigne 

eingestuften Läsion.   

 

 

3.4.Segmentierung  

  

Ziel der Segmentierung war es, die einzelnen Geweberegionen der Prostata (periphere Zone 

„PZ“, Transitionalzone „TZ“, und die Prostata als gesamtes Organ („Prostata gesamt“)) von 

den sie umgebenden Strukturen zu separieren und somit ROIs zu erzeugen, die im optimalen 

Fall ausschließlich Gewebe von einer der jeweiligen Segmentierungszonen beinhalten.   

Zunächst wurden die für die Segmentierung relevanten Schichten der MRT-Aufnahmen jedes 

Patienten ausgewählt. Dazu wurden die kompletten Bilddatensätze mit dem Horos Open 

Source DICOM (Digital Imaging and Communications in Medicine) Viewer  gesichtet 

(Horos Project, Genf, Schweiz, Version 3.3.6). Aus den T2-gewichteten MRT-Aufnahmen 

wurden diejenigen Schichten selektiert, auf denen Prostatagewebe erfasst war.   
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Die so ermittelten Schichten wurden anschließend zur Segmentierung im DICOM-Format in 

das Annotations-Tool LIFEx importiert (Nioche et al., 2018).   

Es wurden nun entsprechend der Anatomie der Prostata die periphere Zone, 

die Transitionalzone, sowie die gesamte Prostata in jeder einzelnen der vorselektierten 

Schichten manuell eingezeichnet und als binäre Masken abgespeichert. Aus jeder 

segmentierten Bildschicht entstanden somit drei Binärbilder.   

Dies erfolgte sowohl in den ausgewählten T2w-Aufnahmen als auch separat in den zugehörigen 

ADC-maps.   

Abb. 9 und 10 zeigen exemplarisch den Vorgang der Segmentierung in PZ, TZ und das gesamte 

Organ sowie dasselbe in den zugehörigen ADC-maps an zwei repräsentativen Patientenfällen. 

 

 

 
 

Abb. 9: Manuelle Segmentierung eines repräsentativen Falls (Gleason 4+3, PI-RADS 4, Läsion in TZ). 

Gezeigt sind die Delineationen der PZ (oben mittig) und TZ (oben rechts)  in T2w, sowie der PZ (unten mittig) 

und TZ (unten rechts) in der ADC-map. . 
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Abb. 10: Manuelle Segmentierung eines repräsentativen Falls (Gleason 4+5, PI-RADS 5, Läsion in PZ). 

Gezeigt sind die Delineationen der PZ (oben mittig) und TZ (oben rechts) in T2w, sowie der PZ (unten mittig 

und TZ (unten rechts) in der ADC-map (unten rechts).  

 

 

Die ROIs wurden im Anschluss durch eine Radiologin oder einen Radiologen revidiert und ggf. 

korrigiert.   

Diese Segmentierungen konnten nun als Ausgangspunkt zum Training der Machine-Learning 

Modelle verwendet werden.   

   

 

3.5.Preprocessing  

 

Das digitale Preprocessing der Daten dieser Studie wurde mit den Funktionen der open-source 

Plattform PyRadiomics v3.0 durchgeführt [277]. Diese basieren ihrerseits auf den Funktionen 

von SimpleITK [314, 315].  

Die T2w-Bilder wurden auf Studienbasis normalisiert. Die ADC-Bilder wurden über den 

gesamten Datensatz verteilt normalisiert, um die ursprünglichen Verteilungen der ADC-Werte 

beizubehalten.  

Es wurden die Filter Wavelet und Laplacian of Gaussian mit den Sigma-Werten 5 mm und 7 

mm auf die Daten angewandt.  

Um die Performance des Modells zu verbessern, wurde die Feature-Engineering Technik 

„Binning“ oder auch „Diskretisierung“ angewendet. Dabei werden Datensätze in Intervalle 

(„bins“, engl. Für „Behälter“) mit bestimmten Attributen (in dieser Studie First-Order 

Statistics) eingeordnet, deren optimale Wertespannbreite („Bin width“) man entsprechend der 

Anzahl der Daten festlegt. Die Datensätze in einem Bin werden dann mit einem repräsentativen 

Wert subsummiert „interval label“, welche dann zur weiteren Analyse herangezogen werden. 

Dies reduziert als Quantisierungsmethode die Anzahl der auszuwertenden Daten und kann 
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durch Glättung von Abweichungen in den Daten insbesondere bei kleinen Datensätzen dazu 

beitragen, ein Overfitting zu vermeiden. In dieser Studie wurden 32 Bins gebildet.  

 

 

3.6.Datenaugmentierung  

 

In dieser Studie wurden zum Balancing der unausgewogenen Datensätze bzw. zum 

Augmentieren der Minderheitsklasse der klinisch nicht signifikanten PCa neue Daten im Sinne 

eines Up-Sampling bzw. Over-Sampling (Erhöhung der Minderheitsklasse) generiert. Zur 

Erzeugung synthetischer Daten für die Minderheitsklasse wurde SMOTE verwendet [281].  

Des Weiteren wurden für den Deep Learning-Ansatz zur automatisierten Segmentierung und 

Klassifikation die Preprocessing-Techniken Random Flip, Random Rotation in Range ([-pi/12, 

pi/12] und Random Zoom (Range 0.9x - 1.1x) mit einer Wahrscheinlichkeit von 0,5 angewandt.  

 

  

3.7.Radiomics Features - Extraktion und Selektion 

 

Mit dem open-source Python Paket PyRadiomics v3.0  wurden Radiomics Features extrahiert 

[277]. Der Feature-Extraktion als Basis dienten die durch manuelle Segmentierung von den 

T2w- und ADC-Bildern abgeleiteten ROIs.  

Um ein Subset der prädiktivsten und am wenigsten korrelierten Features auszuwählen, wurde 

anschließend der mRMR-Algorithmus angewandt [316]. Mit dieser Methode wurden 10 

Features selektiert. Die Feature-Extraktion und Selektion entsprechen den Feature-

Definitionen, die von der Imaging Biomarker Standardization Initiative vorgegeben werden 

[317]. 

 

 

3.8.Extrahierte Radiomics Features  

 

Insgesamt wurden 86 Features extrahiert. Die extrahierten Features lassen sich den Feature-

Klassen First-order-statistics, Texture Features (Gray-Level Run Length Matrix (GLRLM), 

Gray-Level Size Zone Matrix (GLSZM), Gray-Level Difference Matrix (GLDM)) und Shape-

Features zuordnen.   

In Tab. 4 werden die Feature-Klassen näher charakterisiert. 
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Tab. 4: Detaillierte Charakterisierung der einzelnen Feature-Klassen. 

 
Feature-Klasse Features 

First-Order Features 

 

Energy, Total Energy, Entropy, Minimum, 10th 

Percentile, 90th Percentile, Maximum, Mean, 

Median, Interquartile Range, Range, Mean 

Absolute Deviation, Robust Mean Absolute 

Deviation, Root Mean Squared, Standard 

Deviation, Skewness, Kurtosis, Variance, and 

Uniformity 

 

Shape Features (3D) 

 

Mesh Volume, Voxel Volume, Surface Area, 

Surface Area to Volume Ratio, Sphericity 

Compactness, Spherical Disproportion, 

Maximum 3D Diameter, Maximum 2D Diameter 

(Slice), Maximum 2D Diameter, Maximum 2D 

Diameter, Major Axis Length, Minor Axis 

Length, Least Axis Length, Elongation, and 

Flatness 

 

GLRLM  Short-Run Emphasis, Long-Run Emphasis, 

Gray-Level Nonuniformity, Gray-Level 

Nonuniformity Normalized, Run Length 

Nonuniformity, Run Length Nonuniformity 

Normalized, Run Percentage, Gray-Level 

Variance, Run Variance, Run Entropy, Low 

Gray-Level Run Emphasis, High Gray-Level 

Run Emphasis, Short-Run Low Gray-Level 

Emphasis, Short-Run High Gray-Level 

Emphasis, Long-Run Low Gray-Level Emphasis, 

and Long-Run High Gray-Level Emphasis 

 

GLSZM  Small-Area Emphasis, Large-Area Emphasis, 

Gray-Level Nonuniformity, Gray-Level 

Nonuniformity Normalized, Size-Zone 

Nonuniformity, Size-Zone Nonuniformity 

Normalized, Zone Percentage, Gray-Level 

Variance, Zone Variance, Zone Entropy, Low 

Gray-Level Zone Emphasis, High Gray-Level 

Zone Emphasis, Small-Area Low Gray-Level 

Emphasis, Small-Area High Gray-Level 

Emphasis, Large-Area Low Gray-Level 
Emphasis, and Large-Area High Gray-Level 

Emphasis 

 

GLDM  Small Dependence Emphasis, Large Dependence 

Emphasis, Gray-Level Nonuniformity, 

Dependence Nonuniformity, Dependence 

Nonuniformity Normalized, Gray-Level 

Variance, Dependence Variance, Dependence 

Entropy, Low Gray-Level Emphasis, High Gray-

Level Emphasis, Small Dependence Low Gray-

Level Emphasis, Small Dependence High Gray-

Level Emphasis, Large Dependence Low Gray-

Level Emphasis, and Large Dependence High 

Gray-Level Emphasis 
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3.9.Training-Validierungs-Split 

 

Die Kohorte wurde in einen Trainings-Datensatz (80%, n = 238) und einen Validierungs-

Datensatz (20%, n = 59) Beispielen aufgeteilt.  

 

 

3.10. Klassifikationsmodelle: Selektion und Validierung 

 

Die vier Klassifikator-Modelle Logistische Regression, Linear Support Vector Machine, 

Random Forest und XGBoost wurden mithilfe des Programms scikit-learn  angewendet [318]. 

Jedes dieser vier Modelle nahm Klassifikationen basierend auf den extrahierten Radiomics 

Features vor. Im Anschluss erfolgte die Selektion des besten Modells. Dazu wurden die 

Modelle mit 5-fach-Kreuzvalidierung („5-fold cross-validation“, CV) und Bootstrap Bias-

Korrektur (BBC-CV) evaluiert und verglichen.  

 

 

3.11. Performance-Maße 

 

Die statistische Auswertung erfolgte mit R Studio [319].  

Alle Daten sind als Mittelwerte ± Standardabweichung angegeben.  

Alle statistischen Tests waren 2-seitig, und ab einem p-Wert < 0.05 wurde von einer 

statistischen Signifikanz ausgegangen. 

Die kontinuierlichen Variablen wurden auf Normalverteilung geprüft.  

Mit dem t-Test für unabhängige Stichproben wurden die errechneten Mittelwerte verglichen. 

Die Ergebnisse wurden in einer Confusion Matrix dargestellt. Es wurde die (mittlere) Accuracy 

der Modelle berechnet.  

Im Anschluss wurde als Qualitätsmaß zur Evaluation und Visualisierung der Klassifikator-

Performances eine Grenzwertoptimierungskurve (AUC) aufgetragen.  

 

 

3.12. Alternativer Ansatz: Deep Learning  

 

Außerdem wurde ein Deep Learning-Ansatz durchgeführt. Abb. 11 zeigt allgemeine 

Arbeitsschritte zur Entwicklung eines Deep-Learning Algorithmus zur Diagnose von PCa, 

(wobei im Rahmen dieser Studie keine klinischen Daten, sondern nur Bilddaten als Eingang 

verwendet wurden).  

Hierzu eignen sich verschiedene „pre-trained models“. Diese sind in Online-Plattformen wie 

dem in dieser Studie verwendeten Medical Open Network for Artificial Intelligence 

(„MONAI“) frei verfügbar und beinhalten bereits erlernte Gewichte, sodass sie sofort zur 

Segmentierung der Prostata angewendet werden können [320]. In dieser Studie wurde für den 

Deep Learning-Ansatz das CNN DenseNet-121 verwendet [321].  

Durch Concatenation („Verkettung“) wurden die Matrices verschiedener Datentypen 

kombiniert und in eine einzige Matrix integriert. Es wurden auf eine Maskenregion 
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zugeschnittene und verkettete T2w-Sequenzen und ADC-maps entsprechend einer von Liu et 

al. beschriebenen Methode als Input für das prädiktive Deep Learning-Modell verwendet [322].  

 

 

 
 
Abb. 11: „Darstellung der Arbeitsschritte zur Erzeugung eines Deep Learning-computergestützten 

Diagnostiksystems. Referenzstandard (links): basierend auf mpMRT der Prostata und klinischen Daten. 

Bildverarbeitung/Modellerzeugung (Mitte): Mit Radiomics werden anhand bekannter Features 
Vorhersagemodelle erzeugt, beim Deep Learning werden diese Features selbstständig vom System 

bestimmt. Modellausgabe (rechts): Die mit manuell selektierten Radiomics oder mit Deep Learning 
erstellten Modelle werden zur Segmentierung, Klassifizierung und Risikostratifizierung angewandt. 

Validierung (ganz rechts): Die Modelle werden überprüft“ [133].  

Anmerkung: im Rahmen dieser Studie wurden keine klinischen Daten, sondern nur Bilddaten als 
Eingang verwendet. 
Mit freundlicher Genehmigung von: Springer Nature / Der Radiologe 60, 48-55 [Artificial intelligence and 

radiomics in MRI-based prostate diagnostics]. Hamm, C.A., Beetz, N.L., Savic, L.J., and Penzkofer, T. 

(2020). 

 

 

3.13. Sequence-Model 

 

Diese Studie verfolgte einen schichtbasierten Ansatz. Ein Vergleich mit dem PI-RADS 

Klassifikationssystem, welches Läsionen im gesamten Organ betrachtet, ist mit diesem 

schichtbasierten Ansatz nicht sinnvoll. Jedoch ist dies vor dem Hintergrund des Ziels, die 

Bilddaten der gesamten Prostata als Input eingeben und ohne vorherige Läsionssegmentierung 

durch einen Klassifikator untersuchen zu können, für die klinische Anwendung interessant. Um 

diese Vergleichbarkeit zu ermöglichen, wurde der Deep Learning-Ansatz durch ein 

sogenanntes Sequence-Model ergänzt [323]. Das Sequence-Model ist ein Verfahren, das sich 

in einem von der Radiological Society of North America (RSNA) und der Society of Thoracic 

Radiology (STR) ausgerichteten großen Machine Learning-Wettbewerb zur Detektion und 

Klassifikation von pulmonalen Embolien als äußerst erfolgreich erwies und den ersten Platz 

belegte.  
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Mit dem Sequence-Model bleibt der grundsätzliche 2D- bzw. schichtbasierte Ansatz erhalten, 

jedoch werden Deep-Learning Features aus jeder der einzelnen Schichten durch das Modell 

übereinandergelegt, sodass eine hochdimensionale 3D-Matrix entsteht. Ähnlich einer 

Radiologin bzw. eines Radiologen wird jede Schicht einzeln zur Meinungsbildung betrachtet, 

diese „Meinung“ im Kontext mit jeder nächsten Schicht neu angepasst, und integrativ zu einer 

Diagnose verarbeitet. Somit wird sekundär ein „study-based approach“, also ein die gesamte 

MRT-Studie abbildender Ansatz umgesetzt. Diese Lösung ermöglichte in dieser Arbeit einen 

Vergleich mit PI-RADS.  
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4. ERGEBNISSE 

 

4.1.Klinische Charakteristika der Patientenkohorte  

 

Tab. 5 stellt die klinischen Charakteristika der Patientenkohorte dieser Studie dar.  
 

 

Tab. 5: Klinische Charakteristika der Patientenkohorte.  
 

  

Training 

 

 

Validierung 

Patienten insgesamt 238 59 

• Benigne Läsion/en 77 23 

• Indexläsionen ISUP Grad 1 und 2 (klinisch 

nicht signifikantes PCa) 

105 10 

• Indexläsionen ISUP Grad ≥ 3 (GS ≥ 4 + 3, 

klinisch signifikantes PCa) 

56 26 

Davon:    

• ISUP Grad 1 (GS 3 + 3) 53 10 

• ISUP Grad 2 (GS 3 + 4) 52 13 

• ISUP Grad 3 (GS 4 + 3)  37 7 

• ISUP Grad 4 (GS 4 + 4 / 3 + 5 / 5 + 3) 12 5 

• ISUP Grad 5 (GS 4 + 5 / 5 + 4 / 5 + 5) 

 

7 1 

Läsionen insgesamt  

Davon: 

• benigne 

• klinisch nicht-signifikante PCa 

• klinisch signifikante PCa 

441 

 

169 

88 

184 

189 

 

82 

20 

87 

DRU   

• Positiv  58 13 

• Negativ 

 

180 46 

Annotierte Schichten insgesamt  

 

2025 544 

Mittlerer PSA-Wert 11,9 ± 13,2 

 

10,6 11,1 

Mittleres Prostatavolumen 

 

55,2 ± 29,0 57,0 ± 32,1 

   
 

 

Abb. 12 gibt die Verteilung der Kategorien „benigne Läsion/en“, „Indexläsionen ISUP Grad 1 

und 2“ und „Indexläsionen ISUP Grad ≥ 3“ in der Kohorte graphisch wieder.  
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Abb. 12: Verteilung „“benigne Läsionen“, „ISUP Grad 1 und 2“ und „ISUP Grad ≥ 3“ in der 

Patientenkohorte.  

 

 

4.2.Selektion der besten Features für den ML-Ansatz: Ausgewählte Features 

 

Die Features wurden sowohl aus den T2-Aufnahmen als auch den ADC-maps extrahiert. 

Die im Anschluss mit dem mRMR-Algorithmus selektierten Features sind die Folgenden:  

 

 

o 'original_shape_MinorAxisLength_t2',  

o 'original_firstorder_Minimum_adc',  

o 'wavelet-LHL_firstorder_Mean_adc',  

o 'original_shape_Flatness_adc',  

o 'wavelet-LLL_firstorder_Skewness_adc',  

o 'wavelet-LLL_firstorder_TotalEnergy_t2',  

o 'wavelet-HHL_firstorder_Mean_t2',  

o 'original_shape_Elongation_t2',  

o 'wavelet-HLL_firstorder_Skewness_adc',  

o 'original_shape_Sphericity_t2'] 

 

Die in dieser Studie verwendeten Feature Klassen lassen sich dementsprechend Shape-

Features, First-Order-Features und Textur-Features zuordnen.  
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4.3.Selektion des besten ML-Modells mit 5-facher Kreuzvalidierung 

 

Tab. 6 stellt die mittlere (Diagnose-) Genauigkeit als hier verwendete Performance-Metrik der 

Klassifikationen der verschiedenen Modelle dar. Das über PyRadiomics durchgeführte „Shape-

based“ Verfahren basierte auf zwei von der Plattform angebotenen Input-Varianten: Beim 

„Single slice input“ wird eine einzelne Schicht herangezogen. Beim „Three slice input“ 

hingegen werden die beiden direkt benachbarten Schichten herangezogen. Dies gibt der 

Analyse mehr Kontext durch Nachbarstrukturen, die auf den beiden anliegenden Schichten 

erfasst sind. Es wurden zum Training die Segmentierungen „Organ gesamt“ (2025 annotierte 

Schichten) verwendet.  

 

 
Tab. 6: Mittlere Diagnosegenauigkeit der einzelnen Klassifikationsmodelle mit Single-slice- und Three-slice-

Input. Mean Accuracy = mittlere Genauigkeit.  

 

Input ROI Klassifikationsmodell Mean Accuracy 

Single slice Gesamte Prostata Logistische Regression 0.61 +/- 0.05 

SVM 0.61 +/- 0.06 

Random Forest 0.59 +/- 0.06 

XGBoost 0.60 +/- 0.05 

Three slices Logistische Regression 0.61 +/- 0.09 

SVM 0.63 +/- 0.09 

Random Forest 0.60 +/- 0.07 

XGBoost 0.62 +/- 0.04 

 

 

 

Es wird ersichtlich, dass die SVM mit einem Three-slice-Input am Trainings-Datensatz das 

beste Ergebnis erreicht (mittlere Diagnosegenauigkeit von 0,63 +/- 0,09). Diese Ergebnisse 

wurden mit der Einstellung folgender Parameter erzielt:  

 

o Anzahl der Features: 10 

o Feature-Klassen: alle aus PyRadiomics (Shape-, Textur- und First-Order-Features) 

o Features extrahiert aus: T2w und ADC  

o Angewandte Filter: kein Filter (original), Laplacian of Gaussian mit 3 Sigma (5 mm, 7 

mm und Wavelet) 
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4.4.Ergebnisse des SVM-Klassifikators mit Three-slice-Input 

 

Die Performance des SVM-Modells mit Three-slice-Input im Trainings-Datensatz wurde mit 

5-facher Kreuzvalidierung evaluiert. Tab. 7 stellt die Performance bei der Klassifikation in die 

drei Kategorien „kein PCa“, „non-csPCa“, und „csPCa“ im Trainings-Datensatz in einer 

Confusion Matrix dar.  

 

 
Tab. 7: Ergebnisse des SVM-Klassifikationsmodells am Trainings-Datensatz, dargestellt in einer Confusion 

Matrix. 

 
 

Als benigne klassifiziert Als non-csPCa klassifiziert Als csPCa klassifiziert 

Benigne 127 9 33 

Non-csPCa 18 8 62 

csPCa 20 20 144 

 

  

Der Trainings-Datensatz enthielt insgesamt 169 benigne Läsionen, 88 non-csPCa, und 184 

csPCa. Die AUC betrug 0,88 mit einer falsch-positiven Fehlklassifikation von insgesamt 42 

tatsächlich benignen Läsionen als maligne (9 benigne Läsionen wurden als non-csPCa und 33 

benigne Läsionen als csPCa eingestuft). 127 benigne Läsionen wurden korrekt als solche 

klassifiziert. Falsch-negativ wurden 20 csPCa als benigne klassifiziert. Von 184 csPCa wurden 

20 als non-csPCa fehlklassifiziert. Korrekt als csPCa wurden 144 Läsionen klassifiziert.    

Abb. 13 zeigt die Ergebnisse der 5-fachen Kreuzvalidierung der SVM-Klassifikationen als 

ROC. Die Klassifikation in „benigne Läsion“ oder „Vorliegen eines PCa“ (sowohl non-cs PCa 

als auch csPCa) wurde mit einer AUC von 0,88 durchgeführt. 

 

 

 
 

Abb. 13: ROC der SVM-Klassifikationen am Trainings-Datensatz. y-Achse: Richtig-positiv-Rate, x-Achse: 

Falsch-positiv-Rate. Links: „benigne Läsion“ vs. „PCa“. Mitte: „non-csPCa“ (clinically insignificant PCa) 

vs. „benigne Läsion oder csPCa“. Rechts: „csPCa“ vs. „benigne Läsion oder non-csPCa“.  
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4.5.Ergebnisse des SVM-Klassifikators mit Three-slice-Input am Validierungs-Datensatz 

 

Zur Evaluation von Performance und Generalisierbarkeit des Klassifikationsmodells wurde es 

auf einen separaten Validierungs-Datensatz angewendet, der zuvor noch nicht zur 

Modellentwicklung verwendet wurde. Tab. 8 stellt die Ergebnisse des SVM-Klassifikators am 

Validierungs-Datensatz (544 annotierte Schichten, darin insgesamt 82 benigne Läsionen, 20 

non-cs PCa, und 87 csPCa) in einer Confusion Matrix dar.  

 

 
Tab.  8: Ergebnisse der Anwendung des SVM-Klassifikationsmodells am Validierungs-Datensatz, dargestellt 

als Confusion Matrix.  

 
Als benigne klassifiziert Als non-csPCa klassifiziert Als csPCa klassifiziert 

Benigne 73 3 6 

Non-csPCa 7 2 11 

csPCa 22 0 65 

 

 

Abb. 14 zeigt die Performance des Modells am Validierungs-Set als ROC.  

  

 
 

Abb. 14: ROC der SVM-Klassifikationen am Validierungs-Datensatz. y-Achse: Richtig-positiv-Rate, x-

Achse: Falsch-positiv-Rate. Links: „benigne Läsion“ vs. „PCa“. Mitte: „non-csPCa“ (clinically 

insignificant PC)a vs. „benigne Läsion oder csPCa“. Rechts: „csPCa“ vs. „benigne Läsion oder non-

csPCa“.  

 

Die Klassifikation des SVM-Modells in „benigne Läsion“ oder „PCa“ (sowohl non-csPCa als 

auch csPCa) wurde mit einer AUC von 0,86 durchgeführt.  Klinisch nicht signifikante PCa 

wurden von benignen Läsionen und signifikanten PCa mit einer AUC von 0,62 unterschieden. 

Klinisch signifikante PCa konnten von benignen Läsionen und insignifikanten PCa mit einer 

AUC von 0,83 unterschieden werden.  
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4.6.Zonaler Ansatz: Ergebnisse  

 

Ergänzend zum organbasierten Ansatz wurde die getrennte Analyse der peripheren Zone (ROI 

PZ) und der Transitionalzone (ROI TZ) durchgeführt. Abb. 15 veranschaulicht die Performance 

des SVM-Modells für die periphere Zone, dargestellt als ROC. Es wurde bei der Klassifikation 

von benigner Läsion oder PCa eine AUC von 0,75 erreicht.  

 

 

 
 
Abb. 15: ROC der SVM-Klassifikationen ausschließlich für die periphere Zone (peripheral zone). Y-Achse: 

Richtig-positiv-Rate, x-Achse: Falsch-positiv-Rate. Links: „benigne Läsion“ vs. „PCa“. Mitte: „non-csPCa 

(clinically insignificant PCa)“ vs. „benigne Läsion oder csPCa“. Rechts: „csPCa“ vs. „benigne Läsion oder 

non-csPCa“.  

 

 

Abb. 16 zeigt die ROC für die Klassifikation der Transitionalzone. Hier wurde eine AUC von 

0,64 für die Einschätzung in benigne Läsion oder PCa erreicht.  

 

 

 
 
Abb. 16: ROC der SVM-Klassifikationen ausschließlich für die Transitionalzone (transition zone). Y-Achse: 

Richtig-positiv-Rate, x-Achse: Falsch-positiv-Rate. Links: „benigne Läsion“  vs. „PCa“. Mitte: „non-

csPCa“ (clinically insignificant PCa) vs. „benigne Läsion oder csPCa“. Rechts: „csPCa“ vs. „benigne 

Läsion oder non-csPCa“. 
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4.7.Deep Learning-Ansatz: Ergebnisse 

  

Die Klassifikationen des DenseNet121-Modells ergab eine mittlere Diagnosegenauigkeit von 

0,59 für sowohl den Single-slice- als auch den Three-slice-Input. Tab. 9 zeigt die Ergebnisse 

für den Deep Learning-Ansatz.  

 

 
Tab. 9: Ergebnisse der 5-fachen Kreuzvalidierung der Klassifikationen durch das Deep Learning-Modell. 

Mean Accuracy = Mittlere Genauigkeit.  

 

Input ROI Klassifikationsverfahren Mean Accuracy 

Single slice Prostata gesamt  

Deep Learning (DenseNet121) 

0.59 +/- 0.04 

Three slices 0.59 +/- 0.05 

 
 

4.8.Sequence-Model-Ansatz: Ergebnisse 

 

Das Sequence-Model zur studienbasierten Klassifikation zum Vergleich mit der Einordnung in 

„benigne“ bzw.  „PCa“ anhand des durch einen Reader vergebenen PI-RADS Scores erfolgte 

an einem Datensatz bestehend aus 33 Patientendatensätzen. Diese beinhalteten 19 benigne 

Läsionen, 6 non-csPCa, und 18 csPCa. Es wurden ebenfalls die „Prostata gesamt“-ROI 

verwendet.  

Als Input wurden die vom DenseNet21-Modell extrahierten Features verwendet.  

Die AUC für die Klassifikation des Sequence-Models in „benigne Läsion“ oder „PCa“ betrug 

0,81. Die AUC für die Klassifikation unter Anwendung der PI-RADS-Klassifikation durch den 

menschlichen Reader lag für diesen Datensatz bei 0,77 (vgl. Abb. 17).  
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Abb. 17: AUC für die Klassifikation in „benigne Läsion“ oder „PCa“ durch das Sequence-Model (links) 

und mittels PI-RADS-Klassifikationssystem (rechts). 

 

 

Die Klassifikation in „cs-PCa“ oder „non-csPCa oder benigne Läsion“ wurde mit einer AUC 

von 0,86 durch das Sequence-Model und einer AUC von 0,83 mittels PI-RADS-Klassifikation 

durchgeführt (vgl. Abb. 18). 
 

 

 
 

Abb. 18: AUC für die Klassifikation in „csPCa“ oder „non-csPCa oder benigne Läsion“. Links: 

Klassifikation des Sequence-Models. Rechts: Klassifikation mit PI-RADS.  
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5. DISKUSSION 

 

5.1.Diskussion der Ergebnisse dieser Studie 

 

In dieser Arbeit sollte untersucht werden, ob ein Machine Learning-Modell, basierend auf aus 

mpMRT der Prostata extrahierten Radiomics Features, eine erfolgreiche Differenzierung  

zwischen klinisch signifikanten und klinisch nicht signifikanten PCa durchführen kann. Hierzu 

wurde im Gegensatz zu einem Läsions-basierten Ansatz ein Schicht-basierter Ansatz verfolgt. 

Außerdem wurde ein klassischer Radiomics-Ansatz mit einem Deep Learning-Ansatz 

verglichen. 

Das übergeordnete Ergebnis dieser Studie ist, dass die Verarbeitung von aus mpMRT 

extrahierten Radiomics Features Vorhersagen zur klinischen Signifikanz von PCa zulässt, die 

in ihrer Aussagekraft mit derjenigen von konventionellen Befundungsmethoden wie PI-RADS 

vergleichbar sind. 

Im Detail: Der schichtbasierte Radiomics-Ansatz erbrachte am Validierungs-Datensatz bei der 

Läsions-Klassifikation in „benigne“ oder „PCa“ mit dem SVM-Klassifikator eine hohe AUC 

von 0,88. Dies ist als ein gutes Ergebnis zu werten (vgl. Tab. 10 zur Interpretation von AUC-

Scores).  

Bei der Anwendung der Klassifikatoren auf die 10 selektierten Features (den Klassen First-

Order, Shape, Textur zugehörig) erzielte der SVM-Klassifikator die besten Ergebnisse (mittlere 

Genauigkeit von 0,63 +/- 0.09). Am Validierungs-Datensatz erzielte das SVM-Modell eine 

ebenfalls hohe AUC von 0,86.  

Die Unterscheidung zwischen „klinisch signifikantes PCa“ und „benigne Läsion“ bzw. 

„klinisch nicht signifikantes PCa“ wurde mit mäßigem bis gutem Ergebnis durchgeführt (AUC 

von 0,79 am Trainings-Datensatz und AUC von 0,83 am Validierungs-Datensatz).  

Die zonalen Ergebnisse fielen schlechter aus als die des organbasierten Ansatzes (AUC von 

0,75 für die periphere Zone, und 0,64 für die Transitionalzone). 

Die Ergebnisse dieser Studie entsprechen weitgehend der aktuellen Studienlage. Eine Studie an 

139 Patienten zur Differenzierung zwischen klinisch signifikanten und nicht signifikanten PCa 

kam ebenfalls zu dem Ergebnis, dass eine mpMRT-basierte Radiomics-Signatur (aus 9 

Radiomics Features) Potential als nicht-invasive Methode zur PCa-Diagnostik hat [324].  

Eine weitere Studie an 240 Patienten untersuchte, ob ein T2w- Radiomics-basiertes ML-Modell 

klinisch signifikante PCa unter PI-RADS 3-Läsionen identifizieren kann. Dieses erreichte eine 

AUC von 0,76 [325].  

Auch eine weitere Studie mit dem Ziel, klinisch signifikante PCa unter Läsionen der PI-RADS 

Kategorie 3 zu identifizieren, kam zu dem Schluss, dass ein ML-Modell durchaus zur 

Prädiktion signifikanter PCa in der Lage ist und zur Entscheidungsfindung vor Biopsien 

beitragen kann [326].  

Eine ebenfalls 10 Features integrierende Radiomics-Signatur, extrahiert aus T2w, DWI und 

ADC-Bildern erreichte ein sehr gutes Ergebnis bei der Differenzierung zwischen signifikanten 

und indolenten PCa (AUC von 0,95 am Trainings-Datensatz, 0,86 in der internen Validierung, 

0,81 in der externen Validierung) [327].  

Eine andere Studie verglich die Performance eines auf biparametrischer MRT basierten 

Radiomics-ML-Modells mit einem kombinierten Radiomics- und klinisch basierten Modell, 

sowie mit einem allein klinisch basierten Modell (Risikofaktoren: Alter, Drüsenvolumen, PSA-

Wert usw.). Die höchste prädiktive Genauigkeit erbrachten das Radiomics- und das kombinierte 

Modell (AUC von jeweils 0,98; klinisch basiert: AUC von 0,79), sodass abgeleitet wurde, dass 
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die Diagnosegenauigkeit bei der Detektion klinisch signifikanter PCa durch die Anwendung 

eines Radiomics-basierten ML-Modells verbessert werden kann [328].  

Ein systematisches Review zur Performance von ML-Methoden zur PCa-Diagnostik kam zu 

dem Ergebnis, dass ML-Methoden in einigen Studien eine zufriedenstellende Performance 

zeigen konnten, dass aber eine Implementierung in ein klinisches Setting aufgrund limitierter 

Anwendbarkeit und fehlender Standards noch nicht durchführbar ist. Es wird für die benötigte 

künftige Forschung ein robustes Studiendesign empfohlen. Unsere Studie entspricht in vielen 

Punkten den genannten Empfehlungen. Hierzu zählen das Management 

fehlender/unvollständiger Daten, die IBSI-konformen Preprocessing-Schritte wie die 

Anwendung von Filtern, Datennormalisierung, Feature-Extraktion und -Selektion, die 

Datensatzkonstruktion in Trainings-, Validierungs- und Testdaten, und der Ausgleich von 

Klassenimbalancen [317]. Die interne Validierung mittels Kreuzvalidierung, sowie die externe 

Validierung mittels eines Testdatensatzes, und ein alternativer DL-Ansatz waren in unserer 

Studie gegeben, jedoch kein Test auf extern generierten Daten [329]. 

Der SVM-Klassifikator wurde in einer erfolgreichen Studie verwendet, die mittels eines 

Radiomics-basierten ML-Algorithmus die diagnostische Performance von PI-RADS (v2) bei 

klinisch signifikanten PCa zu steigern versuchte [330]. Auch bei einer multizentrischen Studie 

zur Texturanalyse zur Aggressivität von PCa wurde die SVM erfolgreich eingesetzt [331]. 

Die schlechtere Performance des zonalen Ansatzes entspricht nicht der aktuellen Studienlage, 

allerdings fand keine zonenspezifische Datennnormalisierung statt. Bisher konnte mehrfach 

gezeigt werden, dass ein zonaler Ansatz eine gute Diagnosegenauigkeit für PCa erbringen kann 

[257, 269, 270, 332-335].  

Der Deep Learning-Ansatz erwies sich im ersten Schritt nicht als erfolgreich (mittlere 

Genauigkeit von 0,59). Bei der Anwendung des Sequence-Models als zweiter Schritt nach 

Extraktion der Radiomics Features durch das Deep Learning-Modell ließen sich jedoch für die 

Klassifikation der Kategorien „benigne Läsion“ oder „PCa“ eine AUC von 0,81, und für die 

Klassifikation in „klinisch signifikantes PCa“ oder „nicht signifikantes PCa“ bzw. „benigne 

Läsion“ sogar eine AUC von 0,86 erzielen.  

Der Ansatz des Sequence-Models ermöglichte zudem als hochdimensionales Modell die 

kombinierte Betrachtung der einzelnen Schichten und legitimierte damit als „studienbasierter“ 

Ansatz einen Vergleich mit dem klinisch etablierten PI-RADS-Klassifikationssystem. Das 

Sequence-Model übertraf die PI-RADS-Performance für die Klassifikation der Kategorien 

„benigne Läsion“ oder „PCa“ an diesem Test-Datensatz (AUC = 0,81 vs. PI-RADS: AUC = 

0,77). Auch bei der Klassifikation der Kategorien „klinisch signifikantes PCa“ oder „nicht 

signifikantes PCa“ bzw. „benigne Läsion“ fiel die PI-RADS Klassifikation mit einer AUC von 

0,83 schlechter aus als die des Sequence-Models (AUC = 0,86). Der Sequence-Model-Ansatz 

stellte sich demnach in dieser Studie auch im Vergleich mit PI-RADS als ein aussagekräftiges 

diagnostisches Tool zur Prädiktion von PCa dar.  

Dass eine mit PI-RADS vergleichbare Performance von ML- oder DL-Verfahren möglich ist, 

konnten auch einige Studien demonstrieren. So wurde mit der Verwendung von Radiomics aus 

mpMRT durch ML-Klassifikationssysteme ein höherer positiver Prädiktionswert für PCa 

erreicht als bei der Anwendung des PI-RADS-Diagnosesystems [239, 330].  

In einer weiteren Studie wurde anhand der Bilddaten von 250 Patienten ein DL-Algorithmus 

entwickelt, der in der Lage war, PCa-Läsionen mit einer Genauigkeit zu detektieren und zu 

klassifizieren, die mit der des herkömmlichen PI-RADS-Diagnosesystems vergleichbar war 

[336].  

Laut einem bereits angeführten systematischen Review erreichten DL-Ansätze in den meisten 

Studien eine tendenziell weniger gute Performance, was oft beispielsweise auf die eher 

kleineren Kohortengrößen zurückführbar ist. DL-Methoden benötigen größere Datenvolumen 

für stabile Ergebnisse [329, 337].  
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Andererseits konnte eine Studie beispielsweise ein KNN entwickeln, das mit Erfolg (i.e. 

Accuracy von 96 % - 98 %) den Gleason Score einer Läsion ausgehend von MRT vorhersagte 

[338].  

Le et al. konnten mit Erfolg ein KNN für zweierlei Aufgaben in der PCa-Diagnostik entwickeln: 

Zum einen wurde eine Klassifikation in benigne und maligne Läsion durchgeführt, zum anderen 

wurde zwischen klinisch signifikanten und indolenten PCa unterschieden [339].   

Den DL-Methoden gegenüber bietet der Radiomics-Ansatz jedoch mehr Transparenz z.B. in 

Bezug auf Feature-Selektion [340].  

 

 

 
Tab. 10: Interpretation von AUC-Scores [341].  

 
AUC-Score Interpretation 

0,90 – 1 exzellent 

0,80 – 0,90 gut 

0,70 – 0,80 mäßig 

0,60 – 0,70 schlecht 

0,50 – 0,60 mangelhaft 

 

 

 

5.2.Diskussion von Methoden und Limitationen dieser Studie 

 

Im Folgenden werden hervorzuhebende Aspekte im Hinblick auf die Methodologie dieser 

Studie diskutiert.  

Die Erstellung der mpMRT-Aufnahmen in dieser Studie erfolgte gemäß den Richtlinien von 

PI-RADS v2 [342].  

Eine größere Kohorte wäre prinzipiell wünschenswert, um bessere Ergebnisse zu erzielen. 

Außerdem lagen Klassen-Imbalancen innerhalb der Datensätze in Bezug auf die drei Gruppen 

„benigne Läsion“, „klinisch nicht-signifikantes PCa“, und „klinisch signifikantes PCa“ vor, die 

als beeinträchtigende Faktoren zu werten sind. Insbesondere in der Gruppe „klinisch nicht-

signifikante PCa“ lag verhältnismäßig nur eine geringe Anzahl an Beispielen vor. Für den 

Radiomics-Ansatz wurden die Klassen-Imbalancen mit SMOTE ausgeglichen. Von 

vorneherein ausgeglichene Datensätze wären hier jedoch der Datenaugmentierung 

vorzuziehen.  

Dieser Arbeit liegt eine manuelle Segmentierung der ROIs zugrunde. Durch die möglichst 

genaue, manuelle Segmentierung und die anschließende Revision der ROIs durch erfahrene 

Radiologinnen und Radiologen war eine verlässliche „Ground Truth“ gegeben. In dieser Studie 

wurde die Prostata als gesamtes Organ, sowie die periphere Zone und Transitionalzone einzeln 

segmentiert. Dies wurde in den ADC-maps ebenfalls durchgeführt. Bei der Segmentierung 

wurde darauf geachtet, mit dem Linienverlauf möglichst exakt den anatomischen 

Randstrukturen zu entsprechen. Um dem System optimale Trainingsvoraussetzungen zu 

ermöglichen, wurde somit möglichst wenig biologisch andersartiges Gewebe in einem 

segmentierten Bereich eingeschlossen bzw. angeschnitten (z.B. möglichst wenig 

Kapselgewebe in den Randbereichen der TZ, oder möglichst wenig TZ-Gewebe in den 

Randbereichen der PZ). Das anteriore fibromuskuläre Stroma (AFMS) wurde bei der 

Segmentierung nicht ausgespart, sondern in die in die designierte „TZ“ miteingeschlossen. 
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Allerdings weist diese anatomische Region andere histologische und bildgebende 

Eigenschaften auf als die restliche Transitionalzone und die periphere Zone. Auch die Urethra 

wurde bei der Segmentierung nicht ausgespart, sondern mit in die „TZ“ eingeschlossen.  

Daher könnten in diesem Fall heterogene Gewebe in den ROIs die Ergebnisgüte dieser Studie 

beeinträchtigt haben. Es wäre zu prüfen, ob eine strengere Aussparung der genannten 

Gewebestrukturen zu einem besseren Ergebnis führen würde.  

Ein zonenspezifischer Ansatz wurde auch in dieser Studie exploriert. Der Ansatz wies in dieser 

Studie jedoch im Vergleich zum regulären schichtbasierten Ansatz nur eine eingeschränkte 

Aussagekraft auf. Eine Verwendung größerer Datensätze könnte hier ggf. stabilere Ergebnisse 

generieren.  

Der Referenzstandard zur Validierung der KI-Algorithmen in dieser Studie ist die 

abschließende histologische Beurteilung von Stanzbiopsie- oder Prostatektomiepräparaten.  

Jedoch gehen, wie in der Einleitung bereits dargestellt, die histopathologische Beurteilung von 

Biopsiepräparaten und die mpMRT mit einer relevanten Falsch-negativ-Rate insbesondere für 

kleine PCa einher. Die histologische Korrelation ist darüber hinaus auch insofern 

problematisch, als dass es ein übergeordnetes Ziel dieser Studie war, Patienten mit 

signifikantem PCa mittels nicht-invasiver, zuverlässiger bildgebender Diagnostik noch vor 

Biopsie oder Operation zu identifizieren.  

Außerdem werden Prostatektomien als Therapiemethode mit zugleich diagnostischem Wert 

generell nur bei Vorliegen eines klinisch signifikanten und noch nicht metastasierten PCa 

durchgeführt, was bei der Verwendung als Referenzstandard ein Selektionsbias bedeutet.  

Entsprechend differenziert muss der Referenzstandard dieser Studie betrachtet werden.  

Darüber hinaus lag eine weitere Problematik dieser Studie darin, dass die Labels „kein PCa“ 

(benigne Läsion), „non-cs PCa“, und „cs PCa“, die durch Fachärztinnen und Fachärzte der  

Radiologie und Urologie im Konsens in schichtbasierter Vorgehensweise vergeben wurden, auf 

den histopathologischen Befunden basierten und visuell mit den mpMRT-Aufnahmen 

korreliert wurden. Jedoch besteht eines der Ziele eines Radiomics- bzw. Machine Learning-

Algorithmus darin, eben gerade auch Läsionen zu detektieren, die dem menschlichen Auge 

verborgen bleiben. Die Annahme, dass kein (signifikantes) PCa vorliegt, weil in den mpMRT 

keines zu sehen ist, ist also problematisch, wie auch im Abschnitt „Undergrading“ der 

Einleitung bereits ausgeführt wurde.  

Auch die herkömmliche Methode der PI-RADS-Klassifizierung eignet sich nur begrenzt als 

Korrelat, da diese idealerweise vom Algorithmus übertroffen werden soll. Außerdem bezieht 

sich das PI-RADS-Klassifikationssystem auf die gesamte Prostata, während diese Studie einen 

schichtbasierten Ansatz verfolgte. Dieser Problematik wurde jedoch die Verwendung des 

Sequence-Models entgegengesetzt, sodass ein Vergleich mit PI-RADS letztlich legitim und 

sinnvoll war.  

Eine gesonderte externe Validierung fand in dieser Studie mangels externer ausgewerteter (d.h. 

mit Labels versehener) Daten nicht statt. Daher lässt sich über die Generalisierbarkeit der 

Modelle auf externe Daten keine Aussage treffen, was eine Limitation dieser Studie darstellt.  

Mit DenseNet-121 wurde in dieser Studie ein erfolgreiches Deep Learning-Modell verwendet. 

Die Ergebnisse des hier alternativ zum Radiomics- bzw. Machine Learning-Ansatz 

angewandten Deep Learning-Ansatzes waren jedoch nicht zufriedenstellend (AUC von 0,59 

+/- 0.04). Diesem Ergebnis steht zum Beispiel eine Studie entgegen, in der ein DL-Modell mit 

einem non-DL-Ansatz verglichen wurde und eine signifikant höhere Zuverlässigkeit und 

Genauigkeit (AUC 0,84 gegenüber 0,70) bei der Differenzierung zwischen PCa und benignen 

Veränderungen erreichte. Dieses Ergebnis konnte außerdem ohne vorherige manuelle 

Segmentierung eines Trainings-Sets erzielt werden [343]. Für das schlechtere Ergebnis dieser 

Studie können verschiedene Gründe diskutiert werden. Dieser Studie lag z.B. ein 

hochdimensionaler Datensatz bei relativ geringer Anzahl an Beispielen vor, zudem war die 

Aufgabenstellung in dieser Studie komplex. Das System hätte an einem größeren Datensatz 
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wahrscheinlich bessere Ergebnisse generieren können. Außerdem lag im Datensatz trotz der 

durchgeführten Datenaugmentierung eine Klassen-Imbalance vor, die auch die Analyse des 

hierfür empfindlichen Deep Learning-Systems negativ beeinflusst haben dürfte. 

Der Einsatz des Sequence-Models beim Deep Learning-Ansatz verbesserte die Ergebnisse 

erheblich. Darüber hinaus ermöglichte er als „study-based approach“ den Vergleich mit PI-

RADS und war deshalb ein großer Mehrwert für diese Studie. Jedoch muss einschränkend 

angemerkt werden, dass mit 33 Datensätzen für den Sequence-Model-Ansatz ein relativ kleiner 

Test-Datensatz vorlag. Darüber hinaus war auch in diesem Datensatz eine Klassen-Imbalance 

gegeben.  

 

 

 

5.3.Fazit und Ausblick 

 

Trotz fortgeschrittenem Verständnis für das PCa und moderner diagnostischer Möglichkeiten 

wie der mpMRT und zielgerichteter TRUS-Biopsie kommt es weiterhin zu Überdiagnose und 

konsekutiver Übertherapie, aber auch zu Undergrading von PCa-Erkrankungen.  

Wie dargestellt, ist das PCa häufig indolent, sodass die möglichst genaue Beurteilung der 

Aggressivität von PCa von entscheidender Bedeutung für das Patientenmanagement ist [344]. 

Das Ziel ist es demnach, möglichst zuverlässig diejenigen Patienten mit Therapieindikation zu 

identifizieren und zugleich den hohen Anteil der indolenten Tumorerkrankungen nicht den 

Nachteilen einer Übertherapie auszusetzen.  

Eine klinische Hauptproblematik in der Diagnostik des PCa besteht in der (möglichst auf nicht-

invasiver Diagnostik basierenden) möglichst sensitiven und spezifischen Differenzierung 

zwischen klinisch signifikanten PCa und indolenten PCa, welche durch die Heterogenität und 

die diagnostische Komplexität der Erkrankung erschwert wird.  

Diese Differenzierung konnte der in dieser Studie verfolgte Ansatz mit Erfolg realisieren. Wir 

konnten zeigen, dass ein Machine Learning- bzw. Deep Learning-Modell mit aus mpMRT 

extrahierten Features zwischen malignen und benignen Prostataläsionen differenzieren, und 

auch klinisch signifikante von nicht signifikanten PCa unterscheiden kann.   

Der Ansatz, den Modellen die gesamte Prostata schichtbasiert zuzuführen, hat sich als 

vielversprechend erwiesen; die Klassifikationen auf Schicht-Ebene waren hochwertig.  

Im Vergleich mit PI-RADS zeigt diese Studie, dass es durchaus möglich ist, mit einem 

vollautomatisierten Modell ohne vorherige, manuelle Läsionssegmentierungen in den 

Qualitätsbereich der menschlichen Befundung zu gelangen. 

Die Anwendbarkeit dieser Methoden ist weiterhin Gegenstand der Forschung. Die klinische 

Übertragbarkeit von KI- bzw. DL-Methoden wurde bereits mehrfach untersucht [345-347].  

Die Ergebnisse dieser Studie können dazu beitragen, einen zuverlässigen Machine Learning-

Algorithmus zur Prädiktion klinisch signifikanter PCa für die klinische Anwendung zu 

entwickeln. Außerdem sollen die in dieser Studie gewonnenen Erfahrungen dazu beitragen, den 

Radiomics- bzw. Machine Learning-Ansatz in der klinischen Diagnostik besser zu verstehen 

und somit die Generierung zuverlässiger prognostischer Marker für das PCa voranzutreiben.  

Die „Stand-alone“-Performance der KI-Algorithmen ist vielversprechend im Hinblick auf eine 

Anwendbarkeit im klinischen Setting. Jedoch sind Generalisierbarkeit, Robustheit und 

Reproduzierbarkeit zentrale Problemfelder in der aktuellen Studienlage und stehen der 

Übertragung in den klinischen Workflow im Wege [337].  

Da die bisherige Studienlage zu einem Großteil aus retrospektiven, Single-Center und Single-

Algorithmus-Studien besteht, die oft mit relativ kleinen Datensätzen durchgeführt wurden, ist 

die Beurteilbarkeit von Reproduzierbarkeit und Zuverlässigkeit der bisherigen Ergebnisse 

eingeschränkt. Insbesondere sollte künftig bei Studiendesign der Fokus auf größere 
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Kohortengrößen und externe Validierung gelegt werden. Es müssen perspektivisch große 

Datensätze mit guten Annotationen aus möglichst vielen verschiedenen Institutionen für 

prospektive Studien gewonnen werden, um Radiomics und KI weiter im Hinblick auf Nutzen 

und Implementierbarkeit für den klinischen Alltag zu prüfen.  

Dabei wäre eine strukturierte Datenakquise und -archivierung als Grundlage wünschenswert. 

Laut Patel et al. ist die Etablierung strenger Leitlinien zu Studienplanung und Methodik nötig, 

um Qualität und Vergleichbarkeit der Forschungsergebnisse zu gewährleisten und zu 

optimieren [348]. 

Auch wenn die Studienergebnisse zum Teil divergieren, ist der Ausblick dennoch 

vielversprechend, da bei der zunehmenden Anwendung von Deep Learning eine stetige 

Leistungssteigerung der Systeme zu erwarten ist [249, 349].  

Im Zuge der Digitalisierung werden weltweit immer mehr medizinische Bilddaten, aber auch 

digitalisierte klinische Informationen erzeugt, archiviert und damit zugänglich, welche das 

Potential einer „mineable resource“ („abbaubare Ressource“) innehaben. Dieses „data mining“ 

bietet die Möglichkeit zu aussagekräftigen retrospektiven Studien und könnte in der Zukunft 

einen exponentiellen Wissenszuwachs mit sich bringen [350]. Das The Cancer Imaging 

Archive (TCIA) ist hier erwähnenswert, das Informationen aus medizinischer Bildgebung, 

klinische und histologische Daten, bis hin zu genomischen Daten in einem Open-Access-

Setting anbietet [351, 352]. 

Die reine Bildanalyse erzielt für sich genommen bereits gute Ergebnisse bei der Detektion und 

Charakterisierung von PCa. Dieses Potential lässt sich jedoch erweitern, führt man sich vor 

Augen, dass dieser Ansatz nicht in Gänze den klinischen Alltag abbildet: In der Realität werden 

die  bildgebenden Informationen durch viele weitere hinweisende Informationen ergänzt, die 

von Ärztinnen und Ärzten zusätzlich zur Beurteilung eines Falls herangezogen werden. Hierzu 

zählen Ergebnisse weiterer Diagnostik wie DRU oder TRUS, PSA-Werte, PI-RADS- und 

Gleason Score, die Quantifizierung von Therapieansprechen, oder auch das Einbeziehen 

vergleichbarer Krankheitsverläufe oder Risikofaktoren wie Alter und familiäre Vorbelastung 

eines Patienten. Dementsprechend ist der schichtbasierte Ansatz dieser und vieler weiterer 

Studien zwar sehr gut objektivierbar und von invasiver Diagnostik unabhängig, er bildet aber 

unter diesem Gesichtspunkt nur ein Mosaik des klinischen Alltags ab.  

Tatsächlich können ML- bzw. DL-Modelle verschiedenste Arten von Daten als Inputs 

verwenden und sind keineswegs auf die ausschließliche Verarbeitung von Radiomics Features 

limitiert. Die Radiomics-Analyse im Sinne eines „multiomics“-Modells durch klinische 

Parameter als Inputs zu ergänzen, um möglichst prädiktive Modelle zu entwickeln, stellt somit 

einen chancenreichen Ansatz dar, der im Hinblick auf PCa bereits vielversprechend untersucht 

wurde und wird [353].  

Neben der Anwendung von Radiomics zur Detektion und Lokalisierung von PCa besteht die 

Möglichkeit, die Tumorbiologie (z.B. Aggressivität oder hypoxische Areale) auf genetischer 

Ebene einzuschätzen [95]. Auch können ML- und DL-gestützte CDS-Systeme laut mehrerer 

Studien bereits klinisch nicht signifikante PCa von signifikanten PCa differenzieren und GS 3 

+ 3 Läsionen von GS > 3 + 3 voneinander unterscheiden [269, 354, 355].  

Die charakteristischen Auswirkungen einer Tumorerkrankung auf den Organismus stellen 

einen weiteren Ansatzpunkt für die Analyse durch Klassifikationsmodelle dar. Hierzu zählen 

beispielsweise Krankheitsmanifestationen wie bildmorphologisch auffällige Lymphknoten, 

ossäre Läsionen, Entzündungserscheinungen oder Nachbarorganinfiltration. Durch eine 

Vergrößerung des Analysefensters könnten derartige Informationen von einem 

Klassifikationsmodell zusätzlich erfasst und ausgewertet werden.  Die reine prostatabezogene 

Analyse erzielt bereits vielversprechende Ergebnisse. Eine Ergänzung dieser 

Informationsgrundlage um solche relevante Daten, die mit derselben Untersuchung bereits 

erbracht wurden, birgt zusätzliches Potential für die automatisierte Bildanalyse im klinischen 

Workflow. 
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In den Jahren 2020 und 2021 haben mehrere Hersteller Zulassungen der Food and Drug 

Administration (FDA) für KI-Lösungen zur Prostata- bzw. PCa-Diagnostik erhalten [356-358]. 

Dies unterstreicht Anwendbarkeit und Potential der bildgebenden Prostatadiagnostik und der 

hier untersuchten Techniken.  

Die künstliche Intelligenz hält nicht nur Einzug in die Radiologie, sondern in viele weitere 

Bereiche unseres Lebens. Manche Autoren sehen durch Radiomics und KI „eine neue Ära der 

Medizin“ eingeläutet [359-361]. Diese wird einige Probleme im gegenwärtigen klinischen 

Alltag lösen, aber auch neue Herausforderungen mit sich bringen.  

Weiter Studien werden benötigt, um Radiomics, Machine Learning- und Deep Learning-

Modelle in den klinischen Workflow von Diagnostik und individueller Risikostratifizierung 

von Patienten mit PCa zu implementieren.  
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6. ZUSAMMENFASSUNG 

 

Das Prostatakarzinom ist weltweit die häufigste maligne Tumorerkrankung und die 

zweithäufigste tumorbezogene Todesursache des Mannes. Jedoch ist die Prävalenz indolenter 

Tumoren hoch, während das Sterberisiko in westlichen Industrieländern nur 2,5% beträgt.  

Laut der Einschätzungen einer Reihe von Studien beläuft sich die Rate der Überdiagnose von 

klinisch nicht signifikanten Prostatakarzinomen auf bis zu 67%. Zudem steigen der Anteil 

falsch-positiver Ergebnisse im Screening und die Komplikationsrate bei Biopsien mit 

steigendem Lebensalter.  

Die Therapieoptionen haben sich in den letzten Jahren zwar erweitert, können jedoch nach wie 

vor mit erheblich lebensqualitätseinschränkenden, irreversiblen Nebenwirkungen und 

Komplikationen einhergehen. Entsprechend sollte unbedingt vermieden werden, Patienten mit 

indolenten Karzinomen einer Therapie zu unterziehen („Übertherapie“).  

Die erhebliche Diskrepanz zwischen hoher Inzidenz und Prävalenz einerseits und niedriger 

Mortalität andererseits begründet die dringende Notwendigkeit, bereits bei Diagnosestellung 

und auch im Verlauf sicher zwischen klinisch signifikanten Prostatakarzinomen mit 

Therapieindikation und indolenten Prostatakarzinomen zu differenzieren. Der individuellen 

Risikostratifizierung kommt auch vor dem Hintergrund eines Undergradings mit potentiell 

fatalen Folgen ein fundamentaler Stellenwert zu.  

Die möglichst präzise Risikostratifizierung des Prostatakarzinoms ist außerdem 

Grundvoraussetzung zur Auswahl der bestmöglichen Therapiestrategie. Darüber hinaus hängt 

das Outcome eines Patienten entscheidend davon ab, wie akkurat prognoserelevante Faktoren 

wie Tumorlokalisation, -ausdehnung, -volumen und -aggressivität prä-interventionell 

eingeschätzt werden.  

Bisherige Prognosefaktoren wie Gleason-Score, PSA-Wert und TNM-Stadium gewährleisten 

nicht in ausreichendem Maße die präzise Charakterisierung von Prostatakarzinomen. Auch die 

digital-rektale Untersuchung und der transurethrale Ultraschall  sind zur Beurteilung lokal 

fortgeschrittener Karzinome nicht akkurat genug. Z.B. wird bei bis zu 30% der Patienten mit 

extrakapsulärer Tumorausbreitung diese als bedeutsamer Prognosefaktor mit diesen Methoden 

nicht erfasst. Auch Lymphknotenmetastasen, die zu den für die Prognose relevantesten 

Faktoren gehören, werden nicht akkurat genug diagnostiziert. Selbst der Lymphadenektomie 

als Goldstandard zur Stagingdiagnostik entgehen bis zu 41% der Metastasen.  

Der multiparametrischen MRT kommt in der Prostatakarzinom-Diagnostik eine zentrale 

Bedeutung zu. Durch die verschiedenen Bildgebungstechniken (T2w, DCE-MR, DWI) haben 

sich die Anwendungsmöglichkeiten der MRT erweitert. Sie liefert ohne die Nachteile von 

Strahlenbelastung oder Invasivität sowohl anatomisch-morphologisch als auch funktionell 

einen hohen Informationsgehalt. Jedoch werden durch die multiparametrische MRT große 

Datenmengen generiert, deren Interpretation im Sinne des im klinischen Alltag etablierten PI-

RADS-Klassifikationssystems sehr komplex und zeitaufwändig sein kann. Zudem stellt neben 

einer geringen Sensitivität in Bezug auf eine Kapselinfiltration und einer signifikanten 

Unterschätzung des Tumorvolumens auch die Interreader-Variabilität bei der 

multiparametrischen MRT ein Problem dar. Auch kommt das Prostatakarzinom in äußerst 

heterogenen, oftmals multizentrischen Ausprägungen vor, sodass z.B. Mikrosatelliten-Herde 

nicht erfasst werden.  

Diese Problematik begründet die Notwendigkeit neuer diagnostischer Methoden, die auf der 

einen Seite zwar sensitiv sind, auf der anderen Seite aber eine Risikostratifizierung priorisieren. 

Radiomics sind eine Methode der Bildanalyse, die quantitative Merkmale aus radiologischen 

Bilddatensätzen extrahiert und quantifiziert. Somit lassen sich bildphänotypische Merkmale 

ableiten, die als bildgebende Biomarker verstanden werden können. Zusammen mit der 
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Anwendung künstlicher Intelligenz (Machine Learning, Deep Learning) sollen Prädiktionen 

zur klinischen Signifikanz von Prostatakarzinomen möglich werden. Durch diese integrativen 

Analysealgorithmen soll die herkömmlicherweise sehr untersucherabhängige Befundung der 

multifaktoriellen Parameter zur genauen Charakterisierung von Prostatakarzinomen 

objektivierbar werden.  

Ziel dieser Studie war es, durch die integrative Analyse bildgebender Parameter einen 

Analysealgorithmus zu entwickeln, der es ermöglicht, Patienten mit signifikantem 

Prostatakarzinom noch vor Biopsie oder Operation zu identifizieren.  

Mit diesem Ziel wurden Methoden des Machine Learning bzw. Deep Learning in einem 

schichtbasierten Ansatz auf multiparametrische MRT-Aufnahmen angewendet. Dazu wurden 

die Schritte einer Radiomics- bzw. Machine Learning-Pipeline durchgeführt.  

Im Rahmen einer retrospektiven Datenanalyse wurden 297 Patienten nach bestimmten 

Einschlusskriterien identifiziert.   

Zunächst wurde in den T2w-Bildern und ADC-maps die Prostata manuell in die Zonen 

periphere Zone, Transitionalzone und das gesamte Organ segmentiert. Als Referenzstandard 

wurden die einzelnen Schichten der MRT durch Fachärztinnen und Fachärzte der Urologie und 

Radiologie konsensuell histopathologisch korreliert und Labels vergeben (benigne 

Läsion/indolentes PCa/signifikantes PCa). Die segmentierten Regions of Interest dienten als 

Input für die Extraktion von Radiomics Features der Klassen Shape-Features, First-Order-

Statistics und Textur-Features.  

Die Datensätze der Kohorte wurden in ein Trainings- und ein Validierungs-Datenset aufgeteilt. 

Es wurden verschiedene Machine-Learning-Modelle trainiert. Die Support Vector Machine 

erbrachte die beste Performance und wurde daher auf den Validierungs-Datensatz angewandt. 

Das Modell erreichte bei der Klassifikation des Trainings-Datensatzes in „benigne Läsion“ oder 

„Vorliegen eines PCa“ eine AUC von 0,88 und am Validierungs-Datensatz 0,86.  Bei der 

Klassifikation in die beiden Kategorien „klinisch signifikantes PCa“ oder „benigne Läsion bzw. 

klinisch nicht signifikantes PCa“ wurde eine AUC von 0,79 (Trainings-Set) und 0,83 

(Validierungs-Set) erzielt.  

Außerdem wurde ein zonaler Ansatz exploriert, bei dem die periphere Zone und 

Transitionalzone getrennt voneinander analysiert wurden. Dieser Ansatz erbrachte in dieser 

Studie im Vergleich zum nicht-zonalen Ansatz schlechtere Ergebnisse (Klassifikation in 

„benigne Läsion“ oder „PCa“ nur in der peripheren Zone mit einer AUC von 0,75).  

Alternativ zum Radiomics-Machine-Learning-Ansatz wurde ein Deep Learning-Ansatz 

exploriert. Bei schichtweiser Analyse war die Performance des Deep Learning-

Klassifikationssystems nicht zufriedenstellend. Im zweiten Schritt wurde ein Sequence-Model 

angewandt. Die Performance war mit einer AUC von 0,81 für die Klassifikation in „benigne 

Läsion“ oder „PCa“ besser als PI-RADS (AUC von 0,77), welches ein im klinischen Alltag fest 

etabliertes diagnostisches Klassifikationssystem ist. Auch bei der Differenzierung zwischen 

„klinisch nicht signifikantes PCa“ und „klinisch signifikantes PCa“ übertraf das Sequence-

Model die PI-RADS-Performance (AUC von 0,86 vs. 0,83).  

Diese Studie konnte zeigen, dass aus multiparametrischen MRT prädiktive Radiomics Features 

abgeleitet werden können. Außerdem konnte gezeigt werden, dass es möglich ist, mit einem 

Radiomics-basierten Machine Learning-Modell oder auch einem automatisierten Deep 

Learning-Modell in den diagnostischen Qualitätsbereich des menschlichen Readers zu 

gelangen.  

Die Ergebnisse dieser Studie können dazu beitragen, eine zuverlässige Radiomics-Signatur und 

einen Machine Learning- bzw. Deep Learning-Algorithmus zur Prädiktion klinisch 

signifikanter Prostatakarzinome für die klinische Anwendung zu entwickeln, der sich als 

Künstliche Intelligenz-Lösung zur verbesserten Risikostratifizierung von Patienten mit 

Prostatakarzinom in den klinischen Alltag implementieren ließe.  
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