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摘 要：目前深度学习在计算机视觉领域中取得了巨大成功，但是小目标检测仍是目标检测领域中具有挑战

性的难题。针对小物体分辨率低、图像模糊、携带信息少等问题，提出了引入残差学习与多尺度特征增强的目

标检测器。首先在主干网络中引入基于残差学习的增强特征映射块，通过通道平均和归一化处理使得模型更

加专注于对象区域而不是背景，并在兼顾检测速度的同时为有效特征层提供额外的语义信息；然后特征映射

对上下文信息敏感的特征融合块进一步增大有效特征图的感受野，并将用于预测的浅特征层与深特征层进行

融合，提高低分辨率下的检测性能；最后通过双重注意力块抑制背景噪音，将关键特征嵌入到注意力中，在保

留空间信息的同时加强通道间的信息关联，进而增强特征的表达能力。为了更好地检测小目标，还对浅层特

征映射先验框数量进行了调整。实验结果表明，在 PASCAL VOC2007 的数据集上，该算法对于 300×300 输入

尺度的检测精度（mAP）为 79.9%，较 SSD 提高了 2.7 个百分点，对小目标 bird、bottle、chair、plant 检测精度分别

提升了 5.1 个百分点、7.5 个百分点、3.9 个百分点、7.2 个百分点。在 OAP 自制航拍数据集上的检测精度（mAP）

为 82.7%。
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Abstract: At present, deep learning has achieved great success in the field of computer vision, but small object

detection is still a challenging problem in the field of object detection. Aiming at the problems of low resolution of

small objects, blurred images, and less information carried, one object detector that introduces residual learning and

multi-scale feature enhancement is proposed. Firstly, an enhanced feature mapping block based on residual learning

is introduced into the backbone network. Through channel averaging and normalization, the model more focuses on

the object area instead of the background, and it provides additional semantics information for the effective feature

layer while taking into account the detection speed. Then the feature map increases the receptive field of the

effective feature map through feature fusion block sensitive to context information, and fuses the shallow feature

layer and the deep feature layer used for prediction to improve the detection performance at low resolution. Finally,
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随着人工智能技术的飞速发展、深度卷积网络

的出现 [1]，引入了一些能学习语义、高水平、深层次特

征的工具来解决传统体系结构中存在的问题，使模

型在网络架构、训练策略和优化功能方面的性能得

到了显著提高 [2-4]。然而，图像中小尺度目标区域相

对较小、图像模糊、信息量不足，导致在卷积神经网

络模型中对多尺度、低分辨率、小目标检测的研究一

直是个难题。

目前，视觉任务中解决该问题主要分为两个方

向：一是使用图像金字塔 [5-6]的方式，对图像进行一定

比例的缩放，从而得到一系列不同尺寸的样本图像

序列，在缩放过程中采用线性差值等方法进行上采

样，同时还可以加入滤波、模糊等处理方式丰富样本

的细节信息。二是使用特征金字塔 [7-8]的方式，通过

利用常规卷积神经网络（convolutional neural network，

CNN）模型内部从底至上各个层对同一尺度图片不

同维度的特征表达结构，在单一图片视图下生成对

其的多维度特征表达，可以有效地赋能 CNN模型，从

而生成表达能力更强的特征图。

其中，Liu 等人提出的一阶段目标检测器（single

shot multibox detector，SSD）[9]在基础网络的顶端额外

增加了更多卷积层来构成特征金字塔，并利用不同

层次的特征图定义预选框进行最终预测，这种策略

使得小目标在浅层不会丢失太多的位置信息，而大

目标在深层也可以很好地定位和识别。Li等人提出

利用特征金字塔网络融合模型高低层语义信息，并

将融合结果用于生成新的特征金字塔，从而增强小

目标的特征表达能力（feature fusion single shot multi-

box detector，FSSD）[10]。Singh 等人从训练角度切入，

在数据的层面思考，采用了一种多尺度的训练方式——

图像的尺度归一化（analysis of scale invariance in

object detection，SNIP）[11]，在金字塔模型的每一个尺

度上进行训练，高效利用训练数据，检测效果得到显

著提升。Fu等人提出通过更换主干网络并加入反卷

积的方式来降低小目标漏检率的目标检测算法（de-

convolutional single shot detector，DSSD）[12]。Zhou 等

人提出 scale-transfer Module 对特征图进行放大或缩

小，并分别对不同尺度的特征图做目标预测（scale-

transferrable object detection，STDN）[13]。宋云博等人提

出了基于级联卷积神经网络的高效目标检测算法[14]。

虽然上述采用特征金字塔结构的目标检测器拥

有不错的检测效果，但是它们在处理多尺度问题时

没有考虑到全局的上下文信息对小目标检测的影

响，并且没有进一步增强不同尺度下的关键特征信

息，这使得小目标和低分辨率目标检测性能还有进

一步提升的空间。

因此，本文在 SSD[9]算法基础上提出了引入残差

学习与多尺度特征增强的目标检测器（object detec-

tor with residual learning and multi-scale feature enhan-

cement，RMFE-SSD）。在特征提取网络中加入增强

特征映射块（enhanced feature map block，EFB）来丰

富有效特征层的语义信息，使得模型更加专注于对象

区域。构建含有上下文信息的特征融合块（context-

sensitive feature fusion module，CFB），在增大特征感

受野的同时，将细节信息丰富的浅层特征与语义信

息丰富的深层特征进行融合，并通过双重注意力块

（double attention block，DAB）将关键特征嵌入到注

意力中，实现空间与通道间的信息关联，从而增强模

型的特征表达能力，提高模型的目标检测性能。

1 引入残差学习与多尺度特征增强的目标检

测器
本文提出的 RMFE-SSD 模型包含 7 个增强特征

映射块、2 个携带上下文的特征融合块和 2 个双重注

意力块，主干网络仍采用 VGG16[15]进行特征提取。

其中，7个 EFB用于提高 SSD目标检测器中有效特征

a dual attention block is used to suppress background noise, and key features are embedded in attention. While

preserving spatial information, it strengthens the information association between channels, thereby enhancing the

expressive ability of features. In order to better detect small objects, the number of a priori boxes for shallow feature

mapping is also adjusted. Experimental results show that on the dataset of PASCAL VOC2007, the detection

accuracy (mAP) of the algorithm for 300×300 input scale is 79.9%, which is 2.7 percentage points higher than that

of SSD, and the detection accuracy of small objects bird, bottle, chair, and plant is improved 5.1 percentage points,

7.5 percentage points, 3.9 percentage points, 7.2 percentage points，respectively. The detection accuracy (mAP) on

the OAP self-made aerial dataset is 82.7%.

Key words: object detection; residual learning; convolutional neural network (CNN); attention mechanism
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图的特征表达能力，专注于学习除背景外的目标区

域。采用 2 个 CFB 来扩大主干网络中浅层特征的感

受野，并对 Conv4_3、Conv5_3 和 Conv7、Conv8_2 两

组不同尺度特征进行融合操作，使得浅层的特征图

具有更多的语义信息，能够更好地捕获小目标。2个

DAB 用于突出关键特征，加强特征在空间和通道上

的信息关联。整体架构如图 1所示。

1.1 增强特征映射块
在基于卷积神经网络的目标检测模型中，研究

者们普遍认为网络深度越深，模型的非线性的表达

能力越强，学习效果越好。然而，网络的不断加深会

导致模型退化、错误率升高的问题。对此，He等人[16]

提出在残差网络中引入跳跃连接，将一个潜在的恒

等映射转换为对残差函数的学习，可以有效地去除

相同的特征主体，体现它们之间的差异性，如图 2（a）

所示。因此，本文以 ResNet[17]中提出的残差块为基础

来构建增强特征映射块，如图 2（b）所示。通过反向

传播的不断学习，可以有效增强特征图的细节特征

信息。

本文所提出的增强特征映射块与 ResNet[14]中的

残差块相比存在两点优势：（1）本文采用局部特征学

习来抑制卷积操作带来的计算量，兼顾检测速度与

检测精度。将输入特征映射 f 分割为 f1 4 ∈RH ×W × C4

和 f3 4 ∈RH ×W × 34C 两部分，f3 4 通过 3个卷积层提取更

多的语义特征后与 f1 4 进行 concat连接，其中第一个

卷积操作采用 1×1的卷积核对特征图进行降维，第二

个卷积操作采用 3×3的卷积核进行特征提取，第三个

卷积操作采用 1×1 的卷积核进行升维。（2）本文对输

入特征映射 f 额外采用通道平均池化和归一化处理

来提高特征的可辨别性，并在全局范围内捕获更有

图 1 整体网络结构图

Fig.1 Overall network structure diagram

图 2 残差块与增强特征映射块结构图

Fig.2 Structure diagram of residual block and

enhanced feature map block
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效的细节信息，使得图像的语义性愈加强烈，进而增

强了用于预测的特征金字塔的表达能力。

卷积神经网络能够提取 low/mid/high 层的特征，

网络的层数越多，意味着网络提取的特征越抽象，越

具有语义信息。本文设计的 EFB 模块通过引入残差

块来加深网络并融合上述两点优势，在兼顾检测速

度的同时通过归一化处理突出了附加在通道内的语

义信息，提高了模型的检测性能。该模块的输出结

果通过式（1）进行计算。

fo = σ(A( f )) ×O(C1 × 1
2 (C3 × 3

1 (C1 × 1
0 ( f3 4))), f1 4) （1）

其中，C 表示卷积操作，上标表示卷积核大小，O 表

示融合操作，σ 表示 sigmoid，A表示平均池化。

此外，考虑到精度和速度之间的权衡，本文通过

实验验证了将输入特征映射分割成 3/4 和 1/4 是最有

效的方法（详见 2.3 节）。按照这种方式，该模块可以

在兼顾检测速度的同时提升小目标检测精度。

1.2 对上下文信息敏感的特征融合块
现有的特征融合模块都是将不同尺度的特征图

直接通过上采样后进行融合，这忽略了部分关键的

上下文信息，尤其对小目标和低分辨率特征图而

言。本文提出先采用对上下文信息敏感的特征块

CFB 扩大检测网络的感受野范围，丰富对象区域的

上下文信息，然后进行基于反卷积的上采样融合操

作。由于 concat 操作只是在通道维度上将不同尺度

的特征连接，不能反映不同通道间特征的相关性和重

要性[18]，本文算法中融合方式采用的是 element-sum。

CFB 模块的结构如图 3 所示，其主要包含 3 个分

支，并在不同分支上设定不同大小的步长和卷积核，

使得网络具有了更宽的特征映射块。其中 cfb1 和

cfb2两个分支分别通过 3×3的卷积核削减通道数量，

获取全局的特征信息；cfb3和 cfb4子分支在 cfb2主分

支下通过不同大小的卷积核捕获不同感受野下的上

下文信息。特别地，本文将 5×5的卷积核替换为 2个

3×3的卷积核，一方面通过堆叠 3×3卷积核提供了更

多数量的激活函数，增加网络的非线性；另一方面是

卷积操作本身并没有破坏图像的空间信息，大感受

野不具有优势，反而会增加计算量，本文在 2.2 节进

行了对比验证。对于输入 in、输出 out的计算公式为：

fout = O( fres,C3 × 3
0 ( fres1),C3 × 3

1 C3 × 3
2 ( fres1)) （2）

其中，C 表示卷积操作，上标表示卷积核大小，O 表

示融合操作，fres = C3 × 3
1 (in) ，fres1 = C3 × 3

2 (in) 。
由于 Conv8_2以后的特征图分辨率过低，对融合

效果帮助不大，其带来额外的计算量会降低检测效

率。本文仅选择主干网络中的 Conv4_3、Conv5_3 和

额外卷积层中的 Conv7、Conv8_2 进行特征融合。

Conv5_3与 Conv7二者拥有同样的分辨率，但是拥有

不同的语义信息，选择 Conv5_3与 Conv4_3进行融合

对预测模块来说更有利。如图 1 所示，Conv4_3 特征

图的尺寸为 38×38×512，Conv5_3 特征图的尺寸为

19×19×512，二者分别通过 CFB 模块后进行降维操

作，由于浅特征层的特征分布和深特征层之间存在

较大的间隙，直接融合效果不好，添加 Batch-Norm 层

进行归一化处理，这样也可加速训练速度，防止梯度

消失。Conv5_3 再通过反卷积上采样后与 Conv4_3

进行 element-sum 操作，融合过程如图 4所示。Conv7

和Conv8_2的融合过程类似，如图 5所示。

此外，本文对不同融合方式下的检测效果进行

了对比（见 2.2 节），实验表明，element-wise-sum 方式

比 concat拥有更好的效果。
图 3 对上下文敏感的特征融合块

Fig.3 Context-sensitive feature fusion module

图 4 Conv4_3与 Conv5_3的融合过程

Fig.4 Fusion process of Conv4_3 and Conv5_3

图 5 Conv7与 Conv8_2的融合过程

Fig.5 Fusion process of Conv7 and Conv8_2
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为了验证引入 CFB 模块对于提取目标特征信息

的有效性，本文使用热力图可视化方法来直观地对

比添加该模块前后模型对目标区域敏感程度的情

况。如图 6 所示，实验对 Conv4_3 和 Conv5_3 两个有

效特征图进行融合操作，并对比了使用 CFB 前后的

热力图，图中红色部分越深说明对这部分的关注度

越高。从图中可以看出，使用 CFB 模块后模型对目

标区域的关注度更加全面，效果更好，这是因为在深

浅特征图的融合操作中，CFB 模块扩大了特征图的

感受野，丰富对象区域的上下文信息，使得模型可以

更加准确地感知学习，该实验也进一步验证了 CFB

模块的有效性。

1.3 双重注意力块
由于特征图不断被卷积操作压缩，小目标的有效

信息变得更少，甚至会被背景信息所覆盖。本文设计

了基于ECA-Net（efficient channel attention networks）[19]

的双重注意力块，通过空间注意力与通道注意力并

联的方式，有效捕获小目标，同时抑制背景信息。

如图 7所示，DAB包含空间注意力和通道注意力

两部分，空间注意力使用两层感知机进行非线性的

特征变换，并利用 Sigmoid 函数实现特征重标定，为

每个位置生成权重掩膜并加权输出，从而使得模型

更加聚焦于前景特征而不是背景区域。通道注意力

利用全局平均池化和卷积权重共享的方式赋予每个

通道不同的权重系数，并自适应地调整通道间的特

征响应，区分出重要与非重要的特征信息，使得模型

有效地捕获目标区域。

空间注意力首先通过 1×1 的卷积核削减特征图

的通道数，减少计算量。然后通过两个 3×3的卷积核

提取空间信息，期间使用 ReLU 函数进行激活，增加

模型的非线性。最后通过 Sigmoid 函数获取二维空

间特征映射，用于对原有特征图的加权。之所以使

用 3×3的卷积核来提取空间信息，是因为它能够在保

证相同感受野的情况下减少参数量。空间注意力输

出结果 f1 的计算过程如式（3）所示。

f1 = σ(C3 × 3
3 (C3 × 3

2 (C1 × 1
1 (F)))) （3）

其中，C 表示卷积操作，上标表示卷积核大小，F 表

示原有特征图，σ 表示 Sigmoid激活函数。

受 ECA-Net[19]的启发，本文的通道注意力模块去

除了 SENet（squeeze-and-excitation networks）[20]模块

中的 FC（fully connected）层，直接在全局平均池化

（global average pooling，GAP）之后的特征图上通过

一个可以权重共享的 1D 卷积进行学习，并采用自适

应选择一维卷积核大小 k 的方法，确定局部跨信道交

互的覆盖率，从而实现通道间的信息交互，通道注意

力的输出 f2 的计算过程如式（4）所示。对于不同的

通道数 C ，超参数 k 拥有不同大小的值，k 和 C 的对

应关系如式（5）所示，其中 2 的次方考虑的是通道数

量一般是 2的指数倍。

f2 = σ(C1Dk(F)) （4）

C =Φ(k) = 22k - 1 （5）

其中，C1D 表示一维卷积，下标 k 表示卷积核大小，F

表示原特征图，σ 表示 Sigmoid激活函数。

综上，本文在 SSD[9]原特征金字塔上加入 EFB、

CFB、DAB 三部分模块形成新的特征金字塔，新特征

图 6 热力图可视化

Fig.6 Visualization of heat maps

图 7 双重注意力块

Fig.7 Double attention block
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金字塔弥补了原特征金子塔对小目标有效特征信息

丢失、语义信息与细节信息没有充分融合的不足，利

用特征重标定、归一化处理和丰富对象区域上下文

信息等方法对图像特征进行了增强，可以自适应地

调整通道间的特征响应，并区分出重要与非重要的

特征信息，这对于模型的检测性能很有帮助。与原

特征金字塔相比，展现出了更有效的特征提取手段

和更全面的特征表达。

表 1 展示了图像输入尺度为 300×300 情况下，用

于预测特征金字塔的各层结构参数。在参数的选取

过程中，按照如下原则进行选取：（1）通常在达到相

同感受野的情况下，卷积核越小，所需要的参数和计

算量越小，并且大小为偶数的卷积核即使对称地加

padding也不能保证输入特征图尺寸和输出特征图尺

寸不变，因此本文选用 3×3 的卷积核进行特征提取，

选用 1×1 的卷积核进行特征降维或升维。（2）由于目

前关于每层卷积的通道数如何选取没有太多的理论

支撑，还是根据经验进行设定并通过实验进行验证

调整。

2 实验结果与分析
本文算法是基于深度学习框架Pytorch1.0实现的，

计算机操作系统为64位的Ubuntu16.04，内存16 GB，处

理器为英特尔 i5-8500@3.00 GHz 六核，显卡为英伟

达 GTX 1080Ti，显存 11 GB。采用 PASCAL VOC 公

共数据集和自制 OAP航拍数据集对算法的有效性进

行验证，并分别在 300×300 和 512×512 分辨率下，对

不同算法的检测性能进行对比。

对比检测算法包括：（1）SSD[9]。（2）一阶段目标检

测器，以 SSD 为基础改进的反卷积单步骤探测器

DSSD[12]；基于多层特征做预测，并对预测结果做融合

得到最终结果的目标检测器 STDN[13]。（3）两阶段目

标检测器，一种利用感兴趣区域内部、外部信息的目

标检测器（inside-outside net，ION[21]）；基于边框回归

的实时目标检测器 Faster R-CNN[22]。（4）注意力机制

对比算法。ECA-Net[19]、SE[20]、在原有通道注意力的

基础上衔接空间注意力模块 CBAM[23]（convolutional

block attention module）、移动网络注意力机制 Coor-

dinate Attention[24]。

2.1 性能分析
实验 1 在 PASCAL VOC数据集上的性能对比

PASCAL VOC 挑战赛 [25]是视觉对象的分类识别

和检测的一个基准测试，提供用于训练模型的训练

集和评估模型的测试集。该数据集包含 vehicle、

household、animal、person 4 个大类，总共 20 个小类

（加背景 21 类）。实验在 VOC2007 和 VOC2012 的

train+val（16 551张）上进行训练，使用VOC2007的 test

（4 952 张）进行测试。训练过程中，初始学习率为

0.000 35，300×300 分辨率下的 batch size 设置为 32，

最大迭代次数设置为 120 000，前 500个 iteration 学习

率会逐渐增长，该操作可以加速模型的收敛。当

iteration 是 60 000、80 000、100 000 时，学习率分别乘

以 0.1。512×512 分辨率下 batch size 设置为 16，最大

迭代次数设置为160 000，当 iteration是80 000、120 000、

140 000时，学习率分别乘以 0.1。此外，6个用于预测

的特征层所对应的先验框数量分别为 6、6、6、6、4、

4。对于 300×300输入的网络模型的精度变化曲线如

图 8所示。

表 2展示了在 PASCAL VOC 数据集下算法性能

对比，采用 AP 和 mAP 作为评估指标，对于最高单类

别目标 AP 进行了加粗显示。对于输入尺寸为 300×

300时，RMFE-SSD 的平均检测精度为 79.9%，比 SSD

算法高 2.7 个百分点，单类别 AP 有 12 项最高，同时

也高于 DSSD、STDN 在内的一阶段目标检测模型，

相比 ION、Faster R-CNN 分别提高了 4.3 个百分点、

6.7 个百分点。特别是对 bottle、chair、plant 等小目标

类别上展现了绝对的优势。当输入尺寸为 512×512

时，RMFE-SSD 的平均检测精度为 81.7%，与 SSD512

相比提高了 2.2 个百分点，同时高于 DSSD 在内的其

表 1 用于预测的特征金字塔各层结构参数

Table 1 Structural parameters of each layer of

feature pyramid used for prediction

Level

输入

Conv4_3

Conv5_3

Conv4_5_3

Conv7

Conv8_2

Conv7_8_2

Conv4_6

Conv7_9

Conv9_2

Conv10_2

Conv11_2

输入

300×300

38×38

19×19

38×38

19×19

19×19

19×19

19×19

10×10

38×38

19×19

10×10

5×5

3×3

通道数

3

512

512

512

512

512

512

1 024

512

256

256

512

256

256

卷积核

—

3×3

3×3

1×1

3×3

3×3

3×3

1×1

3×3

3×3

3×3

3×3

3×3

3×3

卷积核数

—

512

512

256

1 024

512

256

256

256

256

256

256

通道数

—

512

512

256

1 024

512

256

256

256

256

256

256

输出

—

38×38

19×19

38×38

19×19

10×10

19×19

38×38

19×19

5×5

3×3

1×1
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他一阶段检测算法。在 20 个类别当中有 9 个类别

的 AP 最优。这表明了本文模型在不同分辨率下对

不同尺度的物体检测性能提升是有效的，在保证检

测速度的同时减少了漏检率、误检率，提高了检测

精度。

实验 2 在OAP自制航拍数据集上的性能对比

OAP（object aerial photography）自制航拍小目标

数据集是来自不同传感器和采集平台的航拍样本，

由于拍摄距离较远，图像中多以小目标为主。其中

包含 22 761 张来自不同传感器和采集平台的航拍样

本，包含了车辆、船舶、飞机等 13 类（加背景 14 类）小

尺度目标。与 VOC 数据集相比，目标数量更多、尺

寸更小。实验中使用训练集（含有 10 818 张图片）进

行训练，使用测试集（含有 10 943 张图片）进行测

试。训练过程中，在 300×300 分辨率下最大迭代次

数设置为 120 000，学习率在 80 000和 100 000时进行

调整，其他参数基本与 VOC 数据集下的训练参数设

置相同。

实验中，除了上述实验的对比算法外，本文还加

入了在该数据集下具有不错检测效果的 RSSD[26]

（rainbow single shot detector）、YOLOv3（you only

look once version3）[27]、R- FCN[28]（region- based fully

convolutional networks）等算法。表 3 展示了在 OAP

航拍数据集上的算法性能对比，同样采用 AP和 mAP

图 8 mAP 变化曲线

Fig.8 mAP change curve

表 2 PASCAL VOC 数据集上算法性能对比

Table 2 Performance comparison of algorithms on PASCAL VOC dataset

类别

Aero

Bike

Bird

Boat

Bottle

Bus

Car

Cat

Chair

Cow

Table

Dog

Horse

Mbike

Person

Plant

Sheep

Sofa

Train

TV

GPU

FPS

mAP/%

输入尺寸为 300×300下AP值/%

SSD

83.4

85.2

75.0

71.2

50.8

85.1

86.1

87.0

61.4

80.9

76.5

84.1

87.1

83.6

78.3

47.8

73.5

77.1

83.2

76.1

Titan X

46.0

77.2

DSSD

81.9

84.9

80.5

68.4

53.9

85.6

86.2

88.9

61.1

83.5

78.1

86.7

88.7

86.7

79.7

51.7

78.0

80.9

87.2

79.4

Titan X

9.5

78.6

STDN

81.2

88.3

78.1

72.2

54.3

87.6

86.5

88.8

63.5

83.2

79.4

86.1

89.3

88.0

77.0

52.5

80.3

80.8

86.3

82.1

Titan XP

40.1

79.3

ION

79.2

83.1

77.6

65.6

54.9

85.4

85.1

87.0

54.4

80.6

73.8

85.3

82.2

82.2

74.4

47.1

75.8

72.7

84.2

72.6

—

—

75.6

Faster R-CNN

76.5

79.0

70.9

66.5

53.1

83.1

84.7

86.4

52.0

81.9

65.7

84.8

84.6

77.5

76.7

38.8

73.6

73.9

83.0

72.6

Titan X

7.0

73.2

RMFE-SSD(ours)

83.3

86.2

80.1

74.1

58.3

86.9

87.2

88.1

65.3

83.9

80.5

87.1

87.5

86.0

81.1

55.0

81.0

79.6

88.0

79.2

1080Ti

52.0

79.9

输入尺寸为 512×512下AP值/%

SSD

84.8

85.1

81.5

73.0

57.8

87.8

88.3

87.4

63.5

85.4

73.2

86.2

86.7

83.9

82.5

55.6

81.7

79.0

86.6

80.0

Titan X

19.0

79.5

DSSD

86.6

86.2

82.6

74.9

62.5

89.0

88.7

88.8

65.2

87.0

78.7

88.2

89.0

87.5

83.7

51.1

86.3

81.6

85.7

83.7

Titan X

5.5

81.5

STDN

86.1

89.3

79.5

74.3

61.9

88.5

88.3

89.4

67.4

86.5

79.5

86.4

89.2

88.5

79.3

53.0

77.9

81.4

86.6

85.5

Titan XP

28.6

80.9

RMFE-SSD(ours)

87.1

88.0

81.9

77.7

65.3

88.6

89.1

88.8

68.3

85.6

76.7

86.6

88.1

86.8

84.0

57.7

83.7

82.2

88.0

80.5

1080Ti

32.0

81.7
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作为评估指标，对于最高单类别目标 AP 进行了加粗

显示。从实验结果可以看出，RMFE-SSD 的平均检

测精度为 82.7%，比 SSD 提高了 4.6 个百分点。特别

是对于 Airplane、Ship、Storage tank 和 Tennis court 等

小目标，本文算法拥有很大的精度提升，高于其他检

测算法，具有绝对优势。

图 9展示了在 VOC和 OAP航拍数据集上对 SSD

和 RMFE-SSD 检测算法的检测结果对比，每组对比

图中位于上位置或左侧位置的为原始 SSD 检测结

果。从图中可以看出，SSD检测算法的检测结果存在

检测不出和漏检的情况，对远处目标和密集小目标

的检测效果不好，RMFE-SSD 算法可以很好地处理

这些问题。因此，综合上述实验表明，RMFE-SSD 检

测模型拥有更好的检测性能。

2.2 消融实验
为了进一步评估 RMFE-SSD 目标检测模型中不

同模块的有效性，本文分别对增强特征映射块、对上

下文敏感的特征融合模块、双重注意力模块等进行

了消融实验研究。所有实验均是使用 PASCAL VOC

2007 和 PASCAL VOC2012 训练集进行训练，使用

PASCAL VOC2007 测试集进行测试。表 4 展示了使

用不同模块下的检测结果。

从表 4 的第 1 行可以看出，加入 EFB 模块可以使

模型的检测精度提高 1.3 个百分点；从第 1 行和第 2

行对比看出，在 EFB模块的基础上，加入 CFB模块使

检测精度再次提高 0.9 个百分点，这说明融入上下文

信息的特征融合模块可以有效提高模型的检测性

能；从第 2 行和第 6 行可以看出，DAB 模块的加入使

模型精度再度提高 0.5 个百分点。不同的融合方式，

模型的检测性能也是不同的，从第 4 行和第 6 行对比

看出，采用对应元素相加的融合方式比直接串联拥

有更好的检测效果。从第 3 行和第 6 行对比看出，将

第一个用于预测的特征图的先验框数量调整为 6后，

模型的检测性能有所提高。此外，从第 5 行和第 6 行

对比看出，将 5×5 的卷积核替换为两个 3×3 的卷积

核，不仅可以提高检测的实时性，还能提高模型的检

测精度。综上所述，本文所提出的相关模块对模型

的检测性能均起到了积极作用。

2.3 不同分割比例对比实验
在 EFB 模块中，原始特征图被分为两部分后进

行特征语义的提取。为了比较不同分割比例对模型

表 3 OAP 航拍数据集上算法性能对比

Table 3 Performance comparison of algorithms

on OAP aerial photography dataset

Model

SSD

DSSD

RSSD

R-FCN

Faster R-CNN

YOLOv3

RMFE-SSD

AP/%

Airplane

79.5

81.9

80.7

76.6

74.3

86.2

90.8

Ship

81.9

84.9

83.2

80.3

78.7

85.7

84.5

Storage tank

75.2

78.4

77.1

74.2

71.9

77.3

89.6

Tennis court

69.4

70.5

69.8

68.5

64.5

74.6

87.7

FPS

62

13

35

27

11

66

50

mAP/%

78.1

79.5

78.7

77.1

72.5

82.1

82.7

图 9 SSD 和 RMFE-SSD 在 VOC 和

OAP 数据集上的对比

Fig.9 Comparison of SSD and RMFE-SSD

on VOC and OAP datasets

表 4 各模块有效性对比

Table 4 Comparison of effectiveness of each module

EFB

√
√
√
√
√
√

DAB

√
√
√
√

CFB

2×3

2×3

2×3

1×5

2×3

Fusion method

element-sum

element-sum

element-sum

concat

element-sum

element-sum

Num_priors (38×38)

6

6

4

6

6

6

mAP/%

78.5

79.4

79.3

79.6

79.6

79.9
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检测精度的影响，将分割比例设置为 1/4、2/4、3/4、4/4。

在实验中，使用 PASCAL VOC2007 测试集测试模型

的检测性能。

实验结果如表 5 所示，从表 5 中第 3 行和第 4 行

可以看出，这两种不同分割比例下检测精度相同，但

是前者的检测速度快于后者，因此本文算法也采用

第 3行所示的比例进行分割。

2.4 不同注意力模块对比实验
为了进一步检验 DAB 模块的有效性和合理性，

本文选择了 ECA-Net[18]在内的几种具有代表性的注

意力机制与本文提出的 DAB 模块进行了对比实验，

表 6展示了不同注意力机制下的检测性能结果。

从表 6 中可以看出，本文提出的 DAB 模块可以

使得本模型的精度达到 79.9%，对模型的检测精度的

提升效果优于其他注意力模块，具有较大优势。

3 结论
在特征金字塔结构中如何进行有效的尺度变换

和如何充分利用全局的上下文信息是提高检测性能

的关键问题。本文针对此问题，提出一种引入残差

学习与多尺度特征增强的目标检测器。首先在网络

中引入基于残差学习的增强特征映射块，使得模型

更加专注于对象区域而不是背景，并为有效特征图

提高额外的语义信息；然后采用对上下文信息敏感

的特征融合块，增大有效特征图的感受野，提高低分

辨率下的检测性能；最后通过双重注意力块来抑制

背景噪音，侧重于没有学习或者学习程度不足的小

物体区域，进而提高模型的准确性和有效性。为了

评估本文模型的性能，将 RMFE-SSD 与 SSD 和一些

基于 SSD 改进的模型进行比较，并在 PASCAL VOC

和 OAP两种数据集上进行测试。经过对实验结果对

比分析得出，本文算法 RMFE-SSD 均有较大的精度

优势，具有一定的应用价值和发展潜力。
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