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Zusammenfassung

Durch die enormen Fortschritte im Bereich der künstlichen Intelligenz (KI) er-
reicht eine Vielzahl lernender Systeme den Alltag von Menschen. Aktuell agiert
zwar der Groÿteil dieser lernenden, KI-basierten Systeme noch für den End-
nutzer meist unsichtbar, rein online, (beispielsweise als Recommender-System
in Online-Shops), doch erste Systeme wie selbstfahrende Autos und autonome
Lieferroboter sind bereits in die physische Welt vorgedrungen. Ebenso wird
mit Hochdruck an Visionen wie der vollautomatisierten Fabrik (Smart Facto-
ry) oder an adaptiven Stromnetzen (Smart Grids) gearbeitet. Spätestens mit
der Präsenz der lernenden Systeme in der physischen Welt gewinnen Fragen
der Zuverlässigkeit und Sicherheit höchste Relevanz. Aktuell existieren jedoch
kaum Verfahren, die die Grenzen und stets vorhandenen Unsicherheiten der
lernenden Systeme zuverlässig erfassen können. Ebenso wäre die Modellierung
eines gemeinsamen Wahrnehmungsverständnisses zwischen Mensch und Ma-
schine von groÿer Wichtigkeit, um Missverständnisse und Fehler in der Inter-
aktion zu minimieren. In der vorliegenden Arbeit werden Ansätze vorgestellt,
die eine solche Modellierung von Unsicherheit und Wahrnehmung, insbeson-
dere in Kombination mit aktuellen Deep Learning Verfahren ermöglichen.
Im ersten Teil dieser Arbeit werden Ansätze zur Modellierung eines räumlichen
Wahrnehmungsverständnisses für lernende Systeme behandelt. Hierfür wird ei-
ne Isovisten-basierte Quanti�zierung der Wahrnehmung mit Machine Learning
(ML) basierter Modellierung kombiniert. Evaluationsergebnisse zeigen, dass
die so entwickelte Modellierung in der Lage ist, semantische Strukturen ab-
zubilden. Eine in einem zweiten Schritt mit Bayesschen Verfahren erweiterte,
probabilistische Wahrnehmungsmodellierung wird anschlieÿend unter anderem
zur Charakterisierung von Routen eingesetzt. Da besonders im Forschungsfeld
autonom handelnder Systeme aktuell Reinforcement Learning (RL) Ansätze
dominieren, stehen im zweiten Teil der Arbeit Methoden zur Unsicherheitsmo-
dellierung in Value-basiertem Deep RL im Fokus. Es werden sowohl Methoden
der approximativen Bayesschen Inferenz, als auch ensemble-basierte Verfahren
dahingehend evaluiert, ob sie zuverlässig in der Lage sind, epistemische Unsi-
cherheit zu modellieren. Da die zuvor vorgestellten Ansätze nicht direkt mit
Policy-basiertem RL kombinierbar sind, wird im dritten Teil der Arbeit ein
neu entwickelter, auf der Entropie der Policy basierender Ansatz zur Erken-
nung von Out-of-Distribution (OOD) Situationen vorgestellt.
Zusammengenommen scha�en die im Rahmen der vorliegenden Arbeit vor-
gestellten Modellierungsansätze von Unsicherheit und Wahrnehmung eine
Grundlage zur Entwicklung zuverlässiger, sicherer, lernender Systeme.
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Abstract

With the enormous progress in the �eld of arti�cial intelligence (AI), a pletho-
ra of learning systems is becoming an integral part of people's everyday lives.
Currently, most of these learning, AI-based systems are restricted to virtual
spaces (for example as recommender systems in online shops). But the �rst
ones like self-driving cars or autonomous delivery robots have already entered
the physical world. Work is also progressing to realize visions like fully auto-
mated industrial plants (Smart Factory) or adaptive electrical grids (Smart
Grid). With this increasing presence of learning systems in the physical world,
questions of reliability and safety are now of utmost importance. Currently,
however, hardly any methods exist that are able to reliably capture the limi-
tations and ever-present uncertainties of learning systems. Likewise, modeling
a common understanding of perception between humans and machines is of
great importance, to minimize misunderstandings and errors in their interac-
tion. The work at hand presents approaches which allow this kind of modeling
of uncertainty and perception, especially when combined with current Deep
Learning methods.
The �rst part of this thesis addresses approaches for modeling a spatial percep-
tion for learning systems. For this purpose, an Isovist-based quanti�cation of
perception is combined with Machine Learning (ML) based modeling. Evalua-
tion results show that the developed modeling approaches are capable of repre-
senting semantic structures. A probabilistic modeling approach, extended using
Bayesian methods, is subsequently presented. It is used, among other things,
for an uncertainty based characterization of trajectories. For the development
of autonomous systems, Reinforcement Learning (RL) approaches currently
dominate. Consequently, the second part of this thesis focuses on methods for
uncertainty modeling in Value-based Deep RL. Methods of approximate Baye-
sian Inference as well as Ensemble-based approaches are evaluated, regarding
their ability to reliability model epistemic uncertainty. As the previous ap-
proaches are not directly applicable to Policy-based RL, the third part of this
thesis presents a newly developed policy entropy based approach for detecting
out-of-distribution (OOD) situations.
Together, the approaches to modeling uncertainty and perception, presented
in the context of the work at hand, provide a foundation for the future deve-
lopment of reliable, safe, learning systems.
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1 Einleitung

Le dout n'est pas un état bien agréable, mais
l'assurance est un état ridicule.

Unsicherheit ist kein angenehmer Zustand, aber
Gewissheit ein absurder.

Voltaire, 1817 [105]

Diese zeitlose Erkenntnis bezog Voltaire 1817 selbstverständlich nicht auf ler-
nende Maschinen, sondern auf das stets begrenzte Wissen von uns Menschen
über die Realität. Und dennoch ist die gedankliche Brücke zu lernenden, von
Menschen entwickelten Systemen, nicht weit. Spätestens in dem Moment, in
dem diese Systeme nicht mehr nur im rein virtuellen Raum, sondern in der
realen Welt agieren, sind sie auch den E�ekten der Realität unterworfen. Hier
ist die Möglichkeit die Realität zu erfassen stets begrenzt. Sensoren beispiels-
weise besitzen in der Regel nur eine begrenzte Au�ösung und enthalten Rau-
schen. Die Folge ist omnipräsente Unsicherheit − ist das, was beobachtet und
gemessen wurde, tatsächlich gewiss? Diese Unsicherheit endet auch nicht in
den erfassten Daten, sondern setzt sich von dort aus über alle Aspekte des
Lernens fort. Denn diese Beobachtungen, also aus dem Blickwinkel der Infor-
matik − die erfasste Daten − bilden die Grundlage des maschinellen Lernens.
Dies ist der Fokus des Forschungsbereiches der lernenden Systeme. Die dort
entwickelten Technologien haben in den vergangenen Jahren einen enormen
Fortschritt erfahren, insbesondere im Bereich des Machine Learning (ML) und
der Künstlichen Intelligenz (KI). Der Einsatz von ML-Verfahren, und insbe-
sondere Deep Learning basierter Verfahren, stellt aktuell den State-of-the-Art
Ansatz zur Entwicklung lernender und autonom agierender Systeme dar. Diese
ML-basierten Systeme enthalten keine klassisch vorprogrammierten Lösungen,
sondern lernen statistische Modelle aus gesammelten Trainingsdaten.
Die in diesen Bereichen gewonnenen Erkenntnisse sind seit einigen Jahren nicht
mehr auf den akademischen Bereich beschränkt, sondern durchziehen immer
mehr Lebensbereiche. So ist beispielsweise nahezu jedes aktuelle Smartphone
in der Lage, mittels Spracherkennung gesprochene Eingaben in Text umzuwan-
deln (Automatic Speech Recognition). Dies geschieht meist in einer Präzision,
die noch vor wenigen Jahren als undenkbar galt [60, 142]. Ebenso übertre�en
Deep Learning basierte Lösungen zur automatischen Sprachübersetzung [70]
oder textbasierten Sprachgenerierung (Text-to-Speech) [131] sämtliche frühe-
ren, nicht ML-basierten Ansätze. Gleiches gilt auch für den Bereich der Com-
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1 Einleitung

puter Vision. Prominentestes Beispiel sind hier die unter anderem im Bereich
der Objekt- und Tiefenerkennung erzielten Fortschritte [74, 116, 117]. Die-
se bilden beispielsweise die Grundlage des rein kamerabasierten Ansatzes zur
Entwicklung von autonomen Fahrzeugen, der aktuell vom Automobilhersteller
Tesla verfolgt wird.
Es ist somit nicht verwunderlich, dass die Versprechen und Möglichkeiten, die
diese Technologien mit sich bringen, sowohl in der ö�entlichen Wahrnehmung,
als auch in akademischen Kreisen, sehr präsent sind. Ein Bewusstsein über
die stets existenten Grenzen und Schwächen dieser lernenden Systeme ist hin-
gegen aktuell eher selten vorhanden [94]. Auch aus Forschungssicht sind die
sogenannten Non-functional requirements (NFRs), also Aspekte wie Zuver-
lässigkeit und Sicherheit von lernenden Systemen, bisher eher vernachlässigt
worden.
Doch genau diese Aspekte wie Zuverlässigkeit und Sicherheit besitzen eine hohe
Relevanz, wenn die Vision lautet, lernende Systeme zu entwickeln, die autonom
und gefahrlos in der echten Welt zwischen und mit Menschen interagieren.
Gerade auch aus Sicht der Industrie ist dieses Ziel von hoher Relevanz, da hier
eine Vielzahl an Problemstellungen nur mehr durch lernende Systeme bewäl-
tigt werden kann. Für einen produktiven, sicheren Einsatz dieser Technologien
ist es allerdings erforderlich, ein gemeinsames Wahrnehmungsverständnis und
Bewusstsein über Unsicherheiten zwischen Mensch und Maschine zu scha�en.
Nur so kann eine intuitive Interaktion und sichere Kooperation erreicht wer-
den, die Missverständnisse und Fehler minimiert. Das Fehlen von Ansätzen
zur Lösung dieser Herausforderungen ist eine der zentralen Ursachen, weshalb
(besonders autonome) lernende Systeme im industriellen Umfeld groÿteils noch
nicht in der Produktion angekommen sind. Hier be�nden sich die meisten An-
sätze noch in aktiver Forschung [49, 110, 118]. Abbildung 1.1 zeigt das Beispiel
einer simulierten autonomen Produktfertigungsanlage (Smart Factory), wie sie
in [110] zu Forschungszwecken eingesetzt wurde.
Es ist anzunehmen, dass dieses Ziel nicht immer zu erreichen ist, auch zwi-
schen Menschen treten Missverständnisse und misslungene Kooperation auf.
Doch genau deshalb ist es von zentraler Wichtigkeit, Unsicherheiten in allen
Bereichen zu betrachten und lernende Systeme zu entwickeln, die sich dieser
Unsicherheiten bewusst sind. Hierfür ist es notwendig anzuerkennen, dass je-
des gelernte Modell Grenzen der Gültigkeit besitzt. Diese Tatsache hat George
Box prominent in seinem bekannten Aphorismus zusammengefasst [19]:

[...] all models are approximations. Essentially, all models are
wrong, but some are useful. However, the approximate nature of
the model must always be borne in mind [...].

Diesem Gedankengang folgend ist ein sicherer Einsatz (modellbasierter) ler-
nender Systeme nur möglich, wenn die Grenzen derselben bekannt sind und
beachtet werden. Dies ist eine der zentralen Herausforderungen im Forschungs-
bereich der AI Safety [5].
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1.1 Motivation und Beiträge der Arbeit

Abbildung 1.1: Simulation einer automatisierten Produktfertigungsanlage
(Smart Factory) mit 16 autonomen, lernenden Einheiten (Zy-
linder).

Die meisten der aktuell verwendeten Architekturen, besonders die meisten tie-
fen Neuronalen Netze, sind jedoch nicht in der Lage, Aussagen zur Verlässlich-
keit ihrer Vorhersagen zu liefern: Ihre Ausgaben bestehen meist lediglich aus
sogenannten Punktprädiktionen. Hier schlieÿt sich der Bogen zum Eingangszi-
tat: Solche de�nitiven Punktprädiktionen sollten nicht unre�ektiert akzeptiert
werden. Unsicherheit ist stets vorhanden, und deren Betrachtung lohnt sich −
auch wenn dies zusätzlichen Aufwand verursacht.
Es lässt sich also feststellen, dass aktuell eine Diskrepanz zwischen den Ver-
sprechungen der KI-Methoden und deren Einsatzbereitschaft in der echten
Welt existiert. Es werden Ansätze und Lösungen benötigt, die die Grenzen
dieser lernenden Systeme erfassen können, um potentielle Fehler und Schaden
zu verhindern.
Die aktuelle Herausforderung ist es folglich, einerseits Wahrnehmungsmodel-
lierungen zu �nden, die die Realität geeignet abbilden, und es andererseits
ermöglichen, die Ansätze mit probabilistischen Techniken, beispielsweise der
Bayesschen Statistik zu verbinden. Diese Modellierung von Unsicherheit und
Wahrnehmung kann es sowohl uns Menschen − als auch den Systemen selbst
− ermöglichen, die Grenzen und damit die Verlässlichkeit der Vorhersagen zu
erkennen [94]. Diese Problemstellung bildet den Rahmen für die in der vorlie-
genden Arbeit behandelten Themenkomplexe.

1.1 Motivation und Beiträge der Arbeit

Wie bereits angesprochen, versprechen intelligente, lernende Systeme auch im
industriellen Umfeld, einen wertvollen Beitrag in vielen Bereichen zu leisten.
Ihre Fähigkeit zur Optimierung von Prozessen und Anpassungsfähigkeit an
neue Gegebenheiten ermöglicht unter anderem steigende Kosten- und Energie-
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1 Einleitung

e�zienz. Beispielsweise könnten sich in einem Smart Factory Anwendungsfall
mehrere lernende Einheiten autonom koordinieren [110, 111, 136]. Auf die-
se Weise kann die Routenführung und Bearbeitung von Bauteilen durch die
Fabrik optimiert werden, selbst wenn laufend neue Kundenanforderungen ein-
tre�en oder Maschinen temporär ausfallen. Diese Fähigkeit zur dynamischen
Anpassung bietet das Versprechen einer �exiblen, individualisierten industri-
ellen Produktfertigung gerecht zu werden. Ein weiteres industrielles Beispiel
wäre die Entwicklung von Smart Grids, also intelligenter Stromnetze. In diesen
entscheiden eine Vielzahl an Teilnehmern (beispielsweise jeder mittels Photo-
voltaik stromproduzierende Haushalt) autonom, ob Elektrizität in das Netz
eingespeist, oder entnommen werden soll. Diese Entscheidungen werden lokal
getro�en und müssen sich an verschiedenste Bedingungen (Wetter, Kosten,
Regularien, ...), neue Teilnehmer oder ausgefallene Verbindungen anpassen.
Ebenso �nden sich im Bereich der Medizinforschung eine Vielzahl aktueller
Ansätze, die die mittels KI-Techniken erzielten Fortschritte zu nutzen versu-
chen. Besonders im Bereich der medizinischen Bildgebung, beispielsweise zur
Krebserkennung [92] oder der Erkennung von Augenerkrankungen [84, 147],
werden Ansätze erforscht, einen Teil der bisher von Ärzten durchgeführten
Diagnose auf KI-Systeme zu verlagern.

Was all diese stark unterschiedlichen Anwendungsbereiche verbindet, ist die
Tatsache, dass die Problemstellungen nur durch hochdimensionalen Zustands-
beschreibungen (Input-Features) erfasst werden können. Beispielsweise durch
Röntgenbilder in medizinischen Anwendungen, hochau�ösende Kamerasyste-
me in Smart Factories oder eine Vielzahl an Sensorinformationen in einem
Smart Grid. Diese Komplexität der Zustandsbeschreibungen führt zu einer
Vielzahl an Schwierigkeiten (auch Curse-of-dimensionality [11] genannt), unter
anderem zu einer kombinatorischen Explosion an möglichen Systemzuständen.
Folglich ist es in solchen Systemen zum einen nicht mehr möglich, alle Lö-
sungen �klassisch vorzuprogrammieren�, zum anderen sind die optimalen Lö-
sungen selbst Domänenexperten oftmals nicht vorab bekannt. Folglich ist die
aktuell herrschende Wahrnehmung, dass die Komplexität dieser Problemstel-
lungen nur mehr durch lernende Systeme bewältigt werden kann. Der Einsatz
von ML-Verfahren, und insbesondere Deep Learning basierten Verfahren, stellt
hier den State-of-the-Art Ansatz zur Entwicklung lernender und autonom agie-
render Systeme dar. Diese ML-basierten Systeme lernen statistische Modelle
basierend auf Trainingsdaten.

Wie eingangs erwähnt, bringen diese lernenden Systeme jedoch auch eine Viel-
zahl neuer Herausforderungen mit sich [5]. Es existieren beispielsweise aktuell
kaum Ansätze, die Verlässlichkeit der leistungsfähigsten, auf tiefen Neuronalen
Netzen basierenden Systeme systematisch zu veri�zieren [32, 118]. Die Model-
lierung von Unsicherheit kann als paralleler Ansatz dazu verstanden werden.
Wenn die Systeme in die Lage versetzt werden können, die Unsicherheit in
ihren Vorhersagen und den darauf basierenden Handlungen abzubilden, kann
auf diesem Weg die Verlässlichkeit erhöht werden.
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1.1 Motivation und Beiträge der Arbeit

Auf dieser Wahrnehmung aufbauend, ist es das Ziel der vorliegenden Arbeit
einen Beitrag für einen verlässlichen und sicheren Einsatz von lernenden Sys-
temen zu leisten. Hierfür werden im Rahmen dieser Arbeit im Wesentlichen
drei Lösungsansätze präsentiert. Diese greifen jeweils unterschiedliche Aspekte
der Problemstellung auf.
Der erste, in Kapitel 3 präsentierte Ansatz stellt die Modellierung eines ge-
meinsamen Wahrnehmungsverständnisses zwischen Mensch und Maschine in
den Fokus. Es werden Verfahren vorgestellt, die es lernenden Systemen er-
möglichen, die Wahrnehmung von Raum zu quanti�zieren und in Form von
ML-Modellen nutzbar zu machen. Hierbei wird zum einen auf den Aspekt
der Abbildung semantisch nachvollziehbarer, menschlicher Konzepte eingegan-
gen. Zum anderen wird gezeigt, wie durch eine probabilistische Modellierung
dieser Wahrnehmung Überraschung als zusätzliche Informationsquelle nutzbar
gemacht werden kann.
Im zweiten, in Kapitel 4 behandelten Ansatz steht die Modellierung von Un-
sicherheit in Value-basiertem Deep Reinforcement Learning (RL) im Vorder-
grund. RL-basierte Problemformulierungen dominieren aktuell die Ansätze zur
Lösung sequentieller Entscheidungsprobleme. Eine direkte Übertragung der im
vorherigen Kapitel verwendeten exakten Bayesschen Inferenz ist jedoch in die
im RL meist Deep Learning basierten Architekturen nicht möglich. Eine Mo-
dellierung von Unsicherheit ist jedoch besonders in diesen Problemstellungen
von zentraler Relevanz, da meist nicht garantiert werden kann, dass alle mög-
lichen Situationen, in denen sich das System be�nden kann, auch im Training
berücksichtigt wurden. Als Lösungsansatz wurden im Rahmen dieser Arbeit
Methoden der approximativen Bayesschen Inferenz sowie Ensemble-basierte
Verfahren für einen Einsatz im Deep RL erweitert und evaluiert. Zentrale Fra-
gestellung ist, ob diese Methoden im Kontext von RL zuverlässig in der Lage
sind, epistemische Unsicherheit zu erkennen.
Der Dritte, in Kapitel 5 präsentierte Ansatz, präsentiert eine alternative Me-
thode der Unsicherheitsmodellierung, die mit Policy-basierten RL-Verfahren
kombinierbar ist. Dies ist von zentraler Relevanz, da Policy-basierte RL-
Verfahren besonders im Bereich der Robotik aktuelle State-of-the-Art Lösun-
gen liefern [54, 68]. Im Fokus steht die Frage, ob diese Art der Unsicherheits-
modellierung zur zuverlässigen Erkennung von untrainierten Situationen, und
damit der Bestimmung der Grenzen der Modelle, eingesetzt werden kann.
Zusammengefasst wurden im Rahmen der vorliegenden Arbeit Verfahren ent-
wickelt, die es lernenden Systemen ermöglichen, Unsicherheit zu erfassen und
damit nutzbar zu machen. Dies ist aktuell durch das Eintreten lernender Syste-
me in die physische Umwelt der Menschen von besonderer Relevanz. Die Mo-
dellierung von Unsicherheit stellt hierbei eine zusätzliche Informationsquelle
dar. Diese kann sowohl zur Realisierung neuer Anwendungen genutzt werden,
wie einer unsicherheitsbasierten Identi�kation charakteristischer Positionen im
Raum, als auch zur Verbesserung der Zuverlässigkeit und Sicherheit lernender
Systeme, beispielsweise durch eine Erkennung untrainierter Situationen.
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1 Einleitung

1.2 Vorverö�entlichungen

Die Inhalte der vorliegenden Arbeit wurden zu groÿen Teilen bereits auf in-
ternationalen wissenschaftlichen Konferenzen sowie als Journal-Beitrag publi-
ziert. Im Folgenden wird ein Überblick über diese Verö�entlichungen gegeben
sowie der Anteil des Autors der vorliegenden Arbeit herausgestellt. In den fol-
genden Kapiteln wird zudem an entsprechenden Stellen erneut auf die Inhalte
der zugehörigen Vorverö�entlichungen verwiesen.
Grundsätzlich gilt, dass Prof. Dr. Claudia Linnho�-Popien als Lehrstuhlin-
haberin des Autors dieser Arbeit bei allen Vorarbeiten und insbesondere bei
den Vorverö�entlichungen in denen sie als Co-Autorin aufgeführt ist, bera-
tend mitgewirkt hat. Die Zuordnung der Beteiligung der sonstigen Autoren
der jeweiligen Paper wird im Folgenden dargelegt.

Discovering and Learning Recurring Structures in Building Floor Plans
[124] Diese Arbeit stellt ein Framework zur Erzeugung und Analyse wie-
derkehrender Strukturen der Raumwahrnehmung dar. Es ermöglicht die Er-
zeugung und Analyse eines Datensets, bestehend aus 2D-Isovistenmessungen
entlang geospatialer Trajektorien. Deren Erfassung erfolgt innerhalb einer
3D-Simulationsumgebung, basierend auf realen Gebäudeplänen. Die Analyse-
Ergebnisse zeigen, dass diese Isovistenmessungen die wiederkehrenden Struk-
turen der Raumwahrnehmung so enkodieren, dass Unsupervised Machine Lear-
ning Techniken in der Lage sind darin semantische Strukturen zu identi�zieren.
Dr. Sebastian Feld lieferte den ursprünglichen gedanklichen Anstoÿ, Isovisten-
messungen zur Identi�kation von semantischen Strukturen in Gebäudeplänen
zu untersuchen. Zudem unterstützte er insbesondere bei der Aufbereitung der
Features (Abschnitt 2.1 des Papers) sowie der Einordnung in das Themengebiet
und der Abgrenzung zu verwandten Arbeiten (Abschnitt 2.3). Die Hauptin-
halte des Papers: die Realisierung mittels einer Unity Simulationsumgebung
sowie der Einsatz von Unsupervised und Deep Learning basierten Supervised
ML-Techniken, stammen sowohl im Konzept, als auch in der Implementierung
und Evaluation vom Autor der vorliegenden Arbeit. Die Inhalte dieser Veröf-
fentlichung bilden den ersten Teil des in Kapitel 3 vorgestellten Ansatzes.

Learning indoor space perception [125] Diese Journal-Publikation stellt
eine tiefergehende Analyse sowie Weiterentwicklung des in [124] vorgestellten
Ansatzes dar. Sie evaluiert das Konzept auf zwei weiteren auf realen Gebäu-
deplänen basierenden Umgebungen. Zudem erfolgt eine detaillierte Analyse
der Funktionsweise des Ansatzes zusätzlich zur kartenbasierten Betrachtung
auch im PCA Feature-Raum. Des Weiteren wird ein Konzept vorgeschlagen
und evaluiert, die Ähnlichkeit der visuellen Wahrnehmung unterschiedlicher
Umgebungen mittels Cluster Similarity Analysis zu quanti�zieren. Auch in
dieser Arbeit lieferte Dr. Sebastian Feld Beiträge zu den Grundlagen sowie zur
Verortung im Forschungsgebiet. Die Kerninhalte der Publikation, ebenso wie
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1.2 Vorverö�entlichungen

die gesamte Implementierung und Evaluation der Ergebnisse wurden durch
den Autor der vorliegenden Arbeit realisiert. Dies beinhaltet insbesondere das
Konzept sowie die Umsetzung der Analyse im PCA Feature-Raum, sowie die
Identi�kation der Möglichkeit der Verwendung von Methoden der Cluster Si-
milarity Analysis zur Quanti�zierung der Ähnlichkeit von Wahrnehmung. Die
Analysen zur Funktionsweise des Ansatzes im PCA Feature-Raum bilden den
zweiten Teil von Kapitel 3.

Bayesian Surprise in Indoor Environments [45] In dieser Arbeit wird
eine neuartige Methode zur Identi�kation von unerwarteten Strukturen der
Raumwahrnehmung vorgestellt. Diese basiert auf dem Konzept des Bayesian
Surprise, das den Erwartungen eines Betrachters eine wichtige Rolle in der
Wahrnehmung zuweist. Die Arbeit baut auf den in [125] sowie [124] entwickel-
ten Ansätzen zur Generierung und Quanti�zierung von Wahrnehmung mittels
Isovisten auf. Diese werden hier aber als Datengrundlage für eine Wahrneh-
mungsmodellierung mittels Bayesian Surprise zur Charakterisierung von Tra-
jektorien verwendet. Prof. Dr. Lenz Belzner unterstütze diese Arbeit beratend,
insbesondere zu Fragen der Bayesschen Statistik und Modellierung. Jan Franz
half als Master-Student bei der Implementierung der auf synthetischen Ge-
bäudegrundrissen basierenden Evaluationsumgebungen. Markus Friedrich un-
terstützte beratend in der Konzipierung dieser Umgebungen. Dr. Sebastian
Feld lieferte die ursprüngliche Idee, Bayesian Surprise mit Isovisten-basierter
Wahrnehmung zu kombinieren. Von ihm stammt zudem das Konzept, die so
quanti�zierte Überraschung als neue Dimension des Kontexts, beispielsweise
zur Identi�kation von charakteristischen Positionen, zu nutzen. Die gesam-
te im Rahmen der Arbeit entwickelte Modellierung (sowohl im Konzept, als
auch der Implementierung) stammt vom Autor der vorliegenden Arbeit. Dies
beinhaltet im Speziellen den Einsatz von separaten Multinomialverteilungen
zur Featuremodellierung, als auch die Verwendung von Conjugate Priors zur
e�zienten Berechnung des Bayesschen Posteriors. Des Weiteren wurde auch
die Evaluation auf sämtlichen Umgebungen vom Autor der vorliegenden Ar-
beit durchgeführt. Die Inhalte dieser Publikation �nden sich insbesondere im
dritten Teil von Kapitel 3.

Uncertainty-Based Out-of-Distribution Detection in Deep Reinforce-
ment Learning [126] Der Fokus dieser Verö�entlichung ist eine Analyse
von Methoden zur Quanti�zierung von Unsicherheit in Value-basiertem Deep
RL. Hierfür werden sowohl Methoden der approximativen Bayesschen Infe-
renz, wie Monte-Carlo Dropout, als auch Ensemble-basierte Verfahren eva-
luiert. Zentrale Fragestellung ist, ob diese Methoden zuverlässig in der Lage
sind epistemische Unsicherheit zu erkennen, um basierend darauf abweichende
Daten erkennen zu können. Prof. Dr. Lenz Belzner unterstütze diese Arbeit
beratend, insbesondere zu Fragen der Unterscheidung von aleatorischer und
epistemischer Unsicherheit. Thomy Phan lieferte Beiträge bei der Implemen-
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1 Einleitung

tierung der RL-Algorithmen und Evaluationsumgebungen. Dr. Thomas Gabor
unterstütze bei der Interpretation und Diskussion der Evaluationsergebnisse.
Die grundlegende Idee, das Konzept sowie die Umsetzung und Evaluation des
Ansatzes stammen vom Autor dieser Arbeit. Dies beinhaltet sowohl den An-
satz zur Quanti�zierung von epistemischer Unsicherheit, basierend auf Value-
Funktionen, als auch das Design und die Realisierung geeigneter Evaluations-
umgebungen. Diese Inhalte bilden die Grundlage von Kapitel 4.

Uncertainty-based Out-of-Distribution Classi�cation in Deep Reinfor-
cement Learning [127] Diese Publikation entwickelt die in [126] publizier-
ten Ideen weiter. Kernelement ist die unsicherheitsbasierte Modellierung ei-
nes Out-of-Distribution (OOD) Erkennungsproblems als One-Class Klassi�-
kationsproblem. Das vorgeschlagene Framework UBOOD (Uncertainty-Based
OOD) kann dabei mit verschiedenen Verfahren zur epistemischen Unsicher-
heitsmodellierung kombiniert werden. Die Evaluationsergebnisse zeigen, dass
die epistemische Unsicherheit der Value-Funktion eines RL-Agenten ein zuver-
lässiges Signal zur OOD Erkennung bietet. Prof. Dr. Lenz Belzner trug bera-
tend, insbesondere zu Fragen der Unsicherheitsmodellierung bei. Thomy Phan
unterstütze in der Konzipierung sowie der Implementierung der eingesetzten
RL-Algorithmen und Umgebungen. In verschiedenen Diskussionen zum Ver-
halten von epistemischer Unsicherheit sowie zur Interpretation der Ergebnisse
lieferte Dr. Thomas Gabor wertvolle Beiträge. Sowohl die Kernidee der Ver-
ö�entlichung, das Konzept zur Unsicherheitsmodellierung, sowie das Design
und die Durchführung der Evaluation stammen vom Autor der vorliegenden
Arbeit. Diese bilden den Kern von Kapitel 4.

Policy Entropy for Out-of-Distribution Classi�cation [129] In dieser Ar-
beit wird ein neuartiger Ansatz zur Policy-basierten Erkennung von OOD Si-
tuationen vorgestellt. Die PEOC (Policy Entropy Out-of-Distribution Classi-
�er) genannte Methode ist dabei für einen Einsatz in Kombination mit Policy-
basierten RL-Algorithmen entwickelt. Kernelement des Verfahrens ist die Ver-
wendung der Entropie der Policy eines Agenten als Score eines One-Class Klas-
si�kators. Zu dieser Arbeit trug Ste�en Illium unterstützend in der Konzep-
tion der Benchmarking Pipeline bei. Robert Müller lieferte Beiträge zur Ein-
ordnung im Forschungsbereich, insbesondere des Maximum Entropy RL. Die
Hauptinhalte der Publikation, die Idee, Konzeption und Evaluation stammen
vom Autor der vorliegenden Arbeit. Die Inhalte der Verö�entlichung bilden
die zentralen Elemente von Kapitel 5.

1.3 Aufbau der Arbeit

Der weitere Aufbau der vorliegenden Arbeit ist wie folgt strukturiert: In Ka-
pitel 2 werden notwendige Grundlagen zum Verständnis von Modellierung im
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1.3 Aufbau der Arbeit

Kontext von lernenden Systemen vermittelt. Hierbei werden sowohl die ver-
schiedenen Kategorien von Machine Learning präsentiert, als auch die Struk-
tur und Funktionsweise von Neuronalen Netzen, der aktuell wichtigsten Tech-
nologie zur Realisierung von ML. Des Weiteren werden in diesem Kapitel
Grundkonzepte zur Quanti�zierung von Unsicherheit sowie deren verschiede-
ne Ausprägungen behandelt. Auf dieses Grundlagenkapitel folgt in Kapitel 3
die Vorstellung eines entwickelten Ansatzes zur Wahrnehmungsmodellierung
räumlicher Strukturen. Die Kombination mit Bayesschen Techniken zur Unsi-
cherheitsmodellierung zeigt in einer ausführlichen Evaluation auf simulierten
Umgebungen die Leistungsfähigkeit des vorgeschlagenen Ansatzes. In Kapi-
tel 4 werden die Herausforderungen der Unsicherheitsmodellierung im Kontext
aktueller RL Probleme detailliert betrachtet. Im Fokus steht hier die Frage-
stellung, wie die Modellierung von Unsicherheit zur Realisierung von Zuverläs-
sigkeit dieser autonomen Systeme beitragen kann. Es werden entwickelte Lö-
sungsansätze basierend auf approximativen Bayesschen Inferenzmethoden, so-
wie Modell-Ensembles vorgestellt und anhand von speziell angepassten Bench-
markumgebung untersucht. Kapitel 5 entwickelt die gewonnen Erkenntnisse
der Unsicherheitsmodellierung in RL-Systemen weiter. Es wird eine neuartige
Methode zur Policy-basierten Erkennung von Out-of-Distribution Situationen
vorgestellt und gegen aktuelle State-of-the-Art Lösungsansätzen evaluiert.
Abschlieÿend erfolgt in Kapitel 6 eine Rekapitulation der wichtigsten Erkennt-
nisse dieser Arbeit, sowie ein Ausblick auf noch o�ene Fragestellungen und
zukünftige Forschungsrichtungen.
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2 De�nitionen und Grundlagen

Im Folgenden werden Grundlagen der Modellierung im Kontext von lernenden
Systemen vermittelt. Hierbei wird zunächst ein Überblick über die Kernidee
der Modellerstellung gegeben. Anschlieÿend werden die verschiedenen Ka-
tegorien von Machine Learning (ML) präsentiert sowie die Struktur und
Funktionsweise von Neuronalen Netzen erläutert. Darauf folgen Grund-
konzepte zur Quanti�zierung von Unsicherheit sowie deren verschiedene
Ausprägungen.

Zu Beginn stellt sich die Frage, wie der Begri� Modellierung im Kon-
text dieser Arbeit zu verstehen ist. Als Modellierung verstehen wir die
Erzeugung von Modellen, die es erlauben Vorhersagen oder Prognosen bezüg-
lich eines Systems zu tre�en. Beobachtungen dieses Systems erzeugen Daten,
weshalb das System oft auch als datengenerierender Prozess bezeichnet wird.
Modelle sind somit immer Abbildungen von etwas, erfassen in der Regel jedoch
nicht alle Eigenschaften des Originals [52]. Folglich gibt es stets Grenzen,
auÿerhalb derer die Prognosen des Modells nicht valide sind. Diese Grenzen
zu kennen ist für einen sicheren Einsatz von Modellen unerlässlich, jedoch
oftmals nicht einfach zu bewerkstelligen [94]. Modelle ermöglichen es also zum
einen, Annahmen des Modellerstellers kompakt zu repräsentieren und zum
anderen Hypothesen zu vergleichen. Weichen die zukünftig beobachteten Da-
ten von den Modellvorhersagen ab, kann die durch das Modell repräsentierte
Hypothese widerlegt werden. Ebenso kann das Modell durch Einbeziehen der
neuen Daten angepasst werden, mit dem Ziel das beobachtete System besser
abzubilden und zukünftige Prognosen zu verbessern. Diese Eigenschaft des
sich Verbesserns stellt dabei die Brücke zu Lernenden Systemen dar. Die
Fähigkeit neue Daten zu integrieren, um zukünftige Beobachtungen besser
Vorhersagen zu können, ist ein zentraler Aspekt des Lernens [120, 137].
Es existieren verschiedene Ansätze zur Modellierung: Mathematische Modelle
[13], Graphische Modelle1 [16] , Statistische Modelle [30], oder auch Spieltheo-
retische Modelle [102, 103]. Die aktuell leistungsfähigsten, lernenden Systeme
basieren auf statistischen Modellen, die durch ML-Verfahren erzeugt werden
[22, 71, 133].
Kernelement der Statistik und damit auch statistischer Modelle ist die Wahr-
scheinlichkeitstheorie − und damit Aussagen zu Gewissheiten, beziehungswei-
se Sicherheiten und Unsicherheiten. Zoubin Ghahramani führt diesen Aspekt

1Die in Unterunterabschnitt 2.1.3.1 eingeführten Markow Entscheidungsprozesse können bei-
spielsweise als Graphische Modelle betrachtet werden.
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2 De�nitionen und Grundlagen

weiter und bezeichnet die Modellierung selbst als Prozess der Quanti�zierung
der Unsicherheit von möglichen Prognosen [52]. Die Ho�nung einer solchen
Betrachtungsweise ist, die zuvor erwähnten Grenzen der Modelle, innerhalb
derer die Prognosen valide sind, durch die Regeln der Wahrscheinlichkeitstheo-
rie greifbar zu machen. Auf diese Ansätze des sogenannten probabilistischen
Machine Learning wird in Abschnitt 4.4 detailliert eingegangen.
Im Folgenden werden die Grundlagen der Techniken vorgestellt, die in die-
ser Arbeit zur Erzeugung von Modellen verwendet werden. Der Fokus liegt
hier auf ML und insbesondere Deep Learning Methoden. Details der im Rah-
men der einzelnen in dieser Arbeit vorgestellten Ansätze benötigten Grund-
lagen werden in den Folgekapiteln eingeführt. Dies sind Grundlagen zur Mo-
dellierung von Wahrnehmung und Raum (Abschnitt 3.3), Methoden zur Mo-
dellierung von Unsicherheit im Rahmen von tiefen Neuronalen Netzen (Ab-
schnitt 4.4) sowie Grundkonzepte zur Performance-Evaluation von Binären
Scoring-Klassi�katoren (Abschnitt 5.3). Zunächst folgt nun aber eine Einfüh-
rung in die Grundkonzepte von Machine Learning.

2.1 Machine Learning

A computer program is said to learn from experience E with
respect to some class of tasks T , and performance measure P ,
if its performance at tasks in T , as measured by P , improves
with experience E.

Thomas Mitchell, 1997 [93]

An der oben zitierten, wohl bekanntesten De�nition von Machine Learning
(ML) ist bereits erkennbar, dass die Art und Weise, wie ML zu betreiben ist,
nicht strikt festgelegt ist. Je nachdem, wie die Aufgabe T und die Messgröÿe
P bescha�en ist, und in welcher Form die Erfahrung E zur Verfügung steht,
kann der Einsatz unterschiedlicher ML-Techniken sinnvoll sein. Grundsätzlich
verbindet alle ML-Techniken jedoch die Eigenschaft, dass das Wissen wie die
Aufgabe T bestmöglich zu lösen ist, nicht fest kodiert vorgegeben wird, sondern
das benötigte Wissen autonom durch das Au�nden von Mustern in den Daten
extrahiert werden muss. [57, 98]
Im Folgenden wird ein kurzer Überblick über die Grundlagen der drei Haupt-
kategorien von ML-Techniken gegeben: Supervised Machine Learning, Unsu-
pervised Machine Learning sowie Reinforcement Learning.

2.1.1 Supervised Machine Learning

Eine der frühesten und gleichzeitig bekanntesten Problemstellungen aus dem
Bereich des Supervised Machine Learning ist die Erkennung von handgeschrie-
benen Zi�ern. Dies ist ein Problem, dessen Lösung beispielweise für Postdienst-
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2.1 Machine Learning

leister von hohem Interesse war, um automatisiert Briefe basierend auf hand-
geschriebenen Postleitzahlen sortieren zu können. Abbildung 2.1 zeigt Beispiel-
daten aus einem 1994 vom United States Postal Service (USPS) zu Forschungs-
zwecken verö�entlichten Datensatz [62].

Abbildung 2.1: 4 × 4 Beispieldaten aus der USPS Database for handwritten
text recognition research [62]. Jede handgeschriebene Zi�er liegt
dabei als separate Bilddatei vor.

.

Aufgabe der Problemstellung ist die Erkennung der jeweiligen Zi�er, basierend
auf den schwarz-weiÿ Bilddaten. Somit handelt es sich um ein Supervised Lear-
ning Problem, da der Datensatz sowohl die Eingabedaten (Bilder), als auch die
Lösung des Problems (Label oder Target genannt) − die jeweilige zugehörige
Zi�er − enthält. Diese Menge der Kombination aus Eingabedaten (Input) und
Lösung (Output) wird als Trainingsdaten (oder Trainingsset) bezeichnet und
stellt die Erfahrung E basierend auf der De�nition nach Mitchell dar. Werden
die Eingabedaten (Bilder) als realwertige Vektoren x ∈ RD repräsentiert und
die zugehörigen Zi�ern als t, so ist das Ziel folglich das Finden einer Funk-
tion f(x) = t. D ist dabei die Dimensionalität des Vektors, und jeder der
D-Einträge eines einzelnen Vektors x wird dabei als Feature bezeichnet. Im
oben genannten Beispiel würde die Gröÿe der Eingabebilder (Breite und Höhe
in Pixel) folglich die Dimension des Vektors festlegen: x ∈ RBreite×Hoehe. Su-
pervised Machine Learning Techniken verwenden nun ein parametrisierbares
Modell fθ(x) um diese Funktion zu repräsentieren. Während der Trainingspha-
se werden die Parameter θ unter Verwendung der Trainingsdaten optimiert.
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Nach der Trainingsphase kann die Fähigkeit des Modells zur Generalisierung
mit Hilfe von Testdaten (auch Testset genannt) untersucht werden. Hierbei
wird untersucht, ob auch Daten die nicht Teil des Trainingssets waren vom
Modell korrekt zugeordnet werden können.
Je nach Struktur der gewünschten Ausgabe y können die Problemtypen weiter
unterschieden werden: Ist das Ziel wie im vorherigen Beispiel die Zuordnung ei-
ner abzählbaren Menge anKategorien (die Zi�ern 0−9, auchKlassen genannt),
wird von einem Klassi�kationsproblem gesprochen. Ist y eine kontinuierliche
Variable, so spricht man von einem Regressionsproblem. [16] Beispiel für ein
Regressionsproblem könnte die Entwicklung eines Modells zur Vorhersage der
Temperatur in Grad Celsius, basierend auf historischen Wetterdaten sein.
Sind zum Training des Modells nur Eingabedaten x, aber keine Lösungen t be-
kannt, so ist ein Training mittels Supervised Machine Learning nicht möglich.
In diesem Fall spricht man von einem Unsupervised Learning Problem.

2.1.2 Unsupervised Machine Learning

Da bei Unsupervised Learning Problemen keine Lösungen y vorab spezi�ziert
werden, sind andere ML-Techniken als beim Supervised Machine Learning not-
wendig. Zudem unterscheidet sich meist die Zielsetzung, so dass basierend dar-
auf drei Kategorien des Unsupervised Machine Learning unterschieden werden
können.
Ist das Ziel eine automatische Einteilung der Daten x in Gruppen ähnlicher
Struktur, so wird von Clustering gesprochen. Hier können erneut verschiedene
Techniken unterschieden werden: Distanzbasierte Ansätze wie k-means [89], die
die Daten basierend auf ihrer (beispielsweise quadratischen euklidischen) Di-
stanz als Ähnlichkeitsmaÿ einteilen sowie dichtebasierte Ansätze wie DBSCAN
[39], die Daten basierend auf ihrer Nachbarschaft strukturieren.
Ein davon abweichendes Ziel könnte es jedoch auch sein, eine Verteilungsfunk-
tion P (x) der Daten zu lernen, um beispielsweise die Wahrscheinlichkeit für das
Auftreten eines bisher unbeobachteten Datenpunktes x′ ermitteln zu können.
Dies wird als Density Estimation bezeichnet. Interessant an diesen Modellen
ist zudem ihre Fähigkeit auch neue Daten x′ generieren zu können. Sie werden
deshalb auch oft als generative Modelle bezeichnet.2

Ein drittes oftmals verfolgtes Ziel ist die sogenannte Dimensionsreduktion. For-
mal betrachtet ist das Problem hier das Lernen einer Funktion, die hochdimen-
sionale Eingabedaten x ∈ RD in niedrigdimensionale Repräsentationen z ∈ RL

abbildet. Wird hierfür ein parametrisches Modell verwendet ist die Aufgabe
somit das Lernen der Funktion fθ(x) = z. Es existieren jedoch auch Verfah-
ren, die keine generelle Funktion f erlernen, sondern ausschlieÿlich für die
Eingabedaten xn das jeweilige zn berechnen. Der wohl bekannteste Vertreter

2Aus dieser probabilistischen Perspektive betrachtet handelt es sich bei Unsupervised ML
um das Lernen von unbedingten Modellen P (x), während das Ziel von Supervised Learning
die Erzeugung von bedingten Modellen der Form P (y|x) ist. [98]
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dieses Ansatzes zur Dimensionsreduktion ist die Principal Component Ana-
lysis (PCA) [109], die eine lineare, orthogonale Projektion der Eingabedaten
in einen niedrigdimensionalen Subraum durchführt. Dieser niedrigdimensionale
Raum kann anschlieÿend besser visualisiert und analysiert werden als der hoch-
dimensionale Ursprungsraum. PCA wählt dabei iterativ dasjenige Feature mit
der höchsten Varianz, das orthogonal zur vorherig identi�zierten Komponente
steht. Auf diesem Weg werden die D ursprünglichen Feature durch L < D
unkorrelierte Linearkombinationen derselben ersetzt. Jedes der D ursprüngli-
chen Feature trägt dabei zu einem unterschiedlichen Teil zu jeder der L neuen
Feature (Principal Components genannt) bei. Anschlieÿend ist es möglich, bei-
spielsweise nur die beiden Feature auszuwählen und in 2D zu visualisieren, die
die Varianz der Ursprungsdaten bestmöglich erklären.

2.1.3 Reinforcement Learning

Reinforcement Learning (RL) [137] unterscheidet sich von den zuvor vorge-
stellten Varianten des Machine Learning, da es sich primär auf Lernen durch
Interaktion fokussiert. Kernelement ist somit die Existenz einer handelnden,
lernenden Entität, die Agent genannt wird. Das Ziel dieses Agenten ist es in
einer gegebenen Umgebung (Environment genannt) zu lernen, welche Aktio-
nen (Actions) in einer gewissen Situation (repräsentiert durch den Zustand
der Umgebung) optimal sind. Optimal bedeutet in diesem Zusammenhang,
dass ein numerisches, Reward genanntes Signal über den Verlauf der Zeit ma-
ximiert wird. Hier wird bereits deutlich, dass es sich bei RL-Problemen um
Probleme in einem zeitlichen Verlauf handelt und somit eine Abfolge von Zu-
ständen und Aktionen betrachtet werden muss. Der Zustand der Umgebung
(State genannt) wiederum steht dem Agenten (meist in Form eines Vektors
von Daten) zur Verfügung. Das Resultat des Lernens ist die sogenannte Policy
(Handlungsvorschrift), die eine Abbildung von Zustand auf Aktion erlaubt.
Abbildung 2.2 zeigt diesen Zusammenhang der Interaktion zwischen Agent
und Umgebung schematisch.
Im Gegensatz zu Supervised Machine Learning Problemen existiert also in RL-
Problemen kein vorab gegebener Datensatz von Beispielen, der dieses Wissen
enthält. Diese Tatsache begründet eine der zentralen Herausforderungen des
RL: Der Agent muss abwägen, ob er A) seiner bisherigen Erfahrung folgt und
die demnach vielversprechendsten Aktionen wählt um seinen Reward zu maxi-
mieren. Dies wird Exploitation genannt, oder B) Aktionen in Zuständen testet,
die er bis dahin nicht ausgeführt hat, um möglicherweise bessere Ergebnisse zu
entdecken. Dies wird Exploration genannt. Diese konkurrierenden Optionen,
die beide zur Erreichung eines optimalen Lernziels notwendig sind, sind als
das Exploration-Exploitation Dilemma bekannt.
Die in den letzten Jahren erzielten Fortschritte im Bereich der tiefen Neuro-
nalen Netze haben das Forschungsfeld des Deep Reinforcement Learning her-
vorgebracht. Kernelement ist die Modellierung der Policy eines RL-Agenten
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Action

Reward, 
State

EnvironmentAgent

Abbildung 2.2: Schematische Darstellung der Interaktion zwischen Agent und
Umgebung im Reinforcement Learning.

durch tiefe Neuronale Netze.

Im Folgenden wird ein kurzer Überblick über die formale De�nition des RL-
Problems gegeben. Für eine tiefergehende Betrachtung kann an dieser Stelle
auf Sutton und Barto [137] verwiesen werden.

2.1.3.1 Markow Entscheidungsprozesse

Die grundlegende RL-Problemformulierung basiert auf Markov Entschei-
dungsprozessen (MDPs) [113]. Diese werden durch Tupel der Form M =
〈S,A,P ,R〉 de�niert. S ist dabei eine (endliche) Menge an Zuständen. Ein
Element st ∈ S ist derjenige Zustand, in dem sich der MDP zum Zeit-
punkt t be�ndet. A ist die (endliche) Menge an möglichen Aktionen, wobei
at ∈ A die zum Zeitpunkt t gewählte Aktion darstellt. P(st+1|st, at) de�niert
die Übergangswahrscheinlichkeitsfunktion. Ein Übergang (auch Transition ge-
nannt) wird durch Ausführen einer Aktion at im Zustand st ausgelöst. Der
darau�olgende Zustand st+1 wird durch P bestimmt. Eine Umgebung wird
deterministisch genannt, wenn das Ausführen einer Aktion at im Zustand st
mit Wahrscheinlichkeit 1 zu exakt einem Folgezustand st+1 führt. In diesem
Fall ist P(st+1|st, at) ∈ {0, 1}. In stochastischen Umgebungen ist der Folgezu-
stand st+1 einer Aktion at im Zustand st hingegen nicht deterministisch, sodass
mehr als ein Folgezustand mit Wahrscheinlichkeit > 0 eintreten kann. Der nu-
merische Reward R(st, at) wird nach Ausführen von Aktion at im Zustand st
erhalten. Im Regelfall wird R(st, at) ∈ R angenommen.

Ziel der Problemstellung ist es nun, diejenige Policy π : S → A aus der Menge
aller möglichen Policies Π zu �nden, die den Erwartungswert des Returns Gt

über einen potentiell unendlichen Zeithorizont maximiert:
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Gt =
∞∑
k=0

γk · R(st+k, at+k) (2.1)

γ ∈ [0, 1] stellt dabei den sogenannten Discount Factor dar.3

Basierend auf dieser Formalisierung stellt Reinforcement Learning einen Weg
dar, die Menge aller möglichen Policies Π zu durchsuchen. Dies geschieht
mittels eines Agenten, der mit der als MDP de�nierten Umgebung intera-
giert. Die Interaktion geschieht dabei in Form einer Sequenz von Aktionen
at ∈ A, t = 0, 1, . . . . Es können weiter zwei unterschiedliche Problemstellungen
unterschieden werden: Im sogenannten fully observable Fall kennt der Agent
den aktuellen Zustand st sowie den Aktionsraum A. Den Zustand kennen
bedeutet in diesem Zusammenhang, dass die Eingabedaten, die dem Agen-
ten (beispielsweise über Sensoren) zur Verfügung stehen, alle Aspekte der
Umgebung erfassen, die für die Aktionswahl relevant sind. Die Auswirkung
der Ausführung einer Aktion at in st, also die Übergangswahrscheinlichkeiten
P(st+1|st, at) sowie der Reward R(st, at), sind dem Agenten hingegen nicht
bekannt. Im partially observable Fall sind nicht alle relevanten Elemente der
Umgebung für den Agenten einsehbar, beispielsweise weil die Sensoren Rau-
schen enthalten oder komplette Aspekte der Umgebung nicht erfasst werden.
[120]
Je nach verwendeter Lernstrategie des Agenten werden weiter zwei Kategorien
des RL unterschieden.

2.1.3.2 Value-based Reinforcement Learning

Im Value-based RL wird versucht eine Value Funktion zu approximieren, aus
der dann direkt eine Policy abgeleitet wird. Die Value Funktion bewertet wie
gut es für einen Agenten ist, sich in einem gewissen Zustand s zu be�nden.
Gut bezieht sich in diesem Kontext darauf, wie hoch der Erwartungswert des
zukünftigen Returns ist. Da dieser zukünftige Return von der Wahl der Ak-
tionen des Agenten abhängt, werden Value Funktionen im Bezug auf Policies
de�niert:

Vπ(s) = Eπ[Gt|st] (2.2)

Eine optimale Value Funktion V∗ ist diejenige Value Funktion, die verglichen
mit allen anderen Value Funktionen, einen höheren Erwartungswert des zu-
künftigen Returns liefert:

V∗(s) ≥ Vπ(s),∀π ∈ Π. (2.3)

Abweichend von diesen, auch State-Value Funktionen genannten Funktionen
Vπ ist es auch möglich eine Action-Value Funktion Qπ (Q-Funktion genannt) zu

3Die Notation [a, b] wird im Rahmen der gesamten Arbeit verwendet, um das geschlossene
Interval von a nach b zu bezeichnen. Dieses beinhaltet also die Werte a und b.
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de�nieren. Diese bewertet, wie gut es für einen Agenten ist, in einem Zustand
st eine Aktion at auszuführen, wenn danach weiter der Policy π gefolgt wird.

Qπ(s, a) = Eπ[Gt|st, at] (2.4)

Die optimale Action-Value Funktion ist entsprechend de�niert:

Q∗(s, a) ≥ Vπ(s, a),∀π ∈ Π. (2.5)

Einer der verbreitetsten Ansätze des Value-based RL ist Q-Learning [143].
Grundidee dieses Ansatzes ist es, die optimale Action-Value Funktion Q∗ zu
approximieren, indem eine geratene, initiale Q-Funktion iterativ aktualisiert
wird durch:

Q(st, at)← Q(st, at) + α[rt + γmax
a
Q(st+1, a)−Q(st, at)] (2.6)

Grundlage des Lernens ist somit Erfahrung in Form von Tupeln: et =
(st, at, st+1, rt). Die Lernrate α ist dabei ein Hyperparameter, der bestimmt
wie stark aktuelle Erfahrungen bisherige Werte beein�ussen. Die Menge aller
Erfahrungstupel der Zeitschritte t1, . . . , tm in Bezug auf ein Trainingslimit m
wird als das Trainings Set T = {et1 , ..., etm} bezeichnet. Die so gelernte Action-
Value Funktion Q konvergiert gegen die optimale Action-Value Funktion Q∗.
Basierend auf dieser ist es trivial eine optimale Policy abzuleiten, indem in
jedem Schritt einfach diejenige Aktion gewählt wird, die den Funktionswert
maximiert: π∗(st) = argmax

a
Q(st, a).

In Umgebungen mit hochdimensionaler Zustandsbeschreibung oder bei Ver-
wendung kontinuierlicher Aktionsräume werden meist parametrisierbare Funk-
tionsapproximatoren wie Neuronale Netze verwendet um die Action-Value
Funktion zu modellieren:
Q(st, at; θ) ≈ Q∗(st, at), wobei θ die Parameter des Modells darstellen. Bei
Verwendung von tiefen Neuronalen Netzen wird dies auch Deep Reinforcement
Learning genannt [96]. Ein entsprechender Ansatz aus dem Bereich des Value-
based RL, Deep Q-Learning [96], bildet die Grundlage der Unsicherheitsmo-
dellierung in Kapitel 4.

2.1.3.3 Policy-based Reinforcement Learning

Die zweite groÿe Kategorie von RL-Methoden sind Policy-based RL-Ansätze.
Diese unterscheiden sich dadurch vom Value-based RL, dass die Policy π und
damit die Aktionsauswahl direkt modelliert, und nicht von einer Value Funkti-
on abgeleitet wird. Die heute am weitesten verbreiteten Varianten von Policy-
based RL, Actor-Critic Methoden, stellen Hybride dar, die sowohl eine Policy
als auch eine Value Funktion modellieren. Die Policy wird dabei als Actor
bezeichnet, da sie für die Aktionswahl zuständig ist. Die Value Funktion wird
der Critic genannt, da diese die ausgeführten Aktionen bewertet. Dabei können
verschiedene Varianten des Critics eingesetzt werden. Im Falle eines Action-
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2.1 Machine Learning

Value Critics kann die Bewertung beispielsweise mittels des TD-Error δt wie
folgt erfolgen:

δt = rt + γQ(st+1, at+1)−Q(st, at). (2.7)

Dieser TD-Error wird anschlieÿend genutzt um die soeben in Zustand st ge-
wählte Aktion at zu bewerten. Besitzt der TD-Error ein positives Vorzeichen,
war die bisherige Action-Value Schätzung Q(st, at) zu pessimistisch und die Po-
licy π sollte dahingehend aktualisiert werden, dass die Wahl von at zukünftig
stärker bevorzugt wird. Ist der TD-Error negativ, sollte die Wahl abgeschwächt
werden. Wird die Policy beispielsweise mittels eines Neuronalen Netzes als pro-
babilistisches Modell realisiert, können die Parameter des Netzes so angepasst
werden, dass die modellierte Wahrscheinlichkeit der Aktionswahl P (at|st; θ) er-
höht oder verringert wird. [132, 137] Ein aktueller Vertreter des Policy-based
RL, PPO2 [33], kommt in Kapitel 5 zur Policy-basierten Erkennung von Out-
of-Distribution Situationen zum Einsatz.

2.1.4 Neuronale Netze

Mit stetig steigender Rechenkapazität und der laufenden Entwicklung verbes-
serter Algorithmen haben sich Neuronale Netze in den vergangenen Jahren als
eine der mächtigsten Ausprägungen von Computermodellen zur statistischen
Mustererkennung erwiesen.
Grundlegend betrachtet sind (künstliche) Neuronale Netze universelle, pa-
rametrische Funktionsapproximatoren [16]: f(x; θ) = y. Im sogenannten
Training wird versucht, durch Optimierung der Parameter θ die durch
das Neuronale Netz realisierte Funktion f bestmöglich an eine unbekannte
Zielfunktion f ∗(x) = t anzunähern4. Abstrakt betrachtet, beschreibt die durch
das Neuronale Netze de�nierte Funktion f eine Folge von Transformationen
der Eingabedaten x. Im Folgenden wird ein Überblick über die funktionale
Form dieser Netze und die wichtigsten Komponenten gegeben. Die Notation
folgt dabei Bishop [16].

Zunächst werden M Linearkombinationen der Input Variablen (Featu-
res) x1, ..., xD eines D-dimensionalen Eingabevektors x konstruiert. Zur
besseren Verständlichkeit können die Parameter θ eines Netzes getrennt
notiert werden als: Gewichte w

(1)
ji und Bias w

(1)
j0 , mit j = 1, ...,M und

i = 1, ..., D. Die (1) gibt an, dass es sich bei diesen Parametern um den ersten
Layer des Netzes handelt.

aj =
D∑
i=1

w
(1)
ji xi + w

(1)
j0 (2.8)

4Die Vorhersage wird somit mit y bezeichnet, während t ein gegebenes Target (Label) des
Datensets darstellt.
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Das Ergebnis der obigen Gleichung aj wird als Aktivierung bezeichnet. Jede
dieser Aktivierungen wird durch eine Aktivierungsfunktion h(·) transformiert:

zj = h(aj) (2.9)

Dies wird auch als der Output der Hidden Units (Versteckte / Verdeckte Neu-
ronen) bezeichnet. Es existieren eine Vielzahl von Aktivierungsfunktionen h(·)
[26, 73, 90, 99, 101]. Eine der aktuell meistverwendeten ist die Recti�ed Linear
Unit (ReLU) [99] (siehe Abbildung 2.3b):

ReLU(a) = max(a, 0) (2.10)

Einige weitere Aktivierungsfunktionen werden im nächsten Absatz näher
erläutert. Alle haben jedoch gemeinsam, dass sie di�erenzierbar sowie nichtli-
near sind (siehe Abbildung 2.3).

Abschlieÿend erfolgt eine weitere lineare Kombination der Werte:

ak =
M∑
j=1

w2
kjzj + w

(2)
k0 (2.11)

mit k = 1, ..., K wobei K die Anzahl der Outputs ist. Dies ist gleichzeitig der
zweite Layer des Neuronalen Netzes.
Die Aktivierungsfunktion des letzten Layers wird in der Regel abweichend ge-
wählt, je nach Problemstellung und angenommener Verteilungsfunktion der
Daten. Soll ein Regressionsproblem gelöst werden kommt zumeist die Identi-
tätsfunktion zum Einsatz, so dass yk = ak. Bei binären Klassi�kationsproble-
men wird meist die Sigmoid Funktion eingesetzt (siehe Abbildung 2.3a), so
dass die �nale Ausgabe (Output) die folgende Form erhält:

yk = σ(ak) (2.12)

Die Sigmoid Funktion besitzt dabei die Form:

σ(a) =
1

1 + e−a
(2.13)

Soll als Ausgabe des Netzes die Standardabweichung einer Verteilung vorher-
gesagt werden, wird hingegen häu�g die Softplus Funktion [55] (siehe Abbil-
dung 2.3c) verwendet, da diese von R nach R+ abbildet und so garantiert, dass
keine negative Standardabweichung vorhergesagt werden kann:

σ+(a) = log(1 + ea) (2.14)

Die Eingabe eines Input Vektors und die sukzessive Berechnung aller Aktivie-
rungen wird entsprechend des Informations�usses durch das Netz als Forward
Propagation bezeichnet.
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Abbildung 2.3: Darstellung der häu�g verwendeten Aktivierungsfunktionen
Sigmoid, ReLU und Softplus.

Abbildung 2.4 zeigt eine schematische Abbildung eines zweischichtigen Neuro-
nalen Netzes in Form eines Graphen, basierend auf [16]. Die Input Variablen
x1, . . . , xD (Inputs), die Hidden Units sowie die Output Variablen sind durch
Knoten dargestellt. Die Kanten des Graphen repräsentieren die Gewichte des
Netzes. Der jeweilige Bias einer Schicht wird durch eine Kante von den zusätz-
lichen Knoten x0 beziehungsweise z0 dargestellt.
Diese grundlegende Struktur von Neuronalen Netzen lässt sich einfach durch
Wiederholung von Gleichung 2.8, gefolgt von einer nichtlinearen Aktivierungs-
funktion, auf sogenannte Tiefe Neuronale Netze generalisieren. Man spricht in
diesem Zusammenhang dann von Deep Learning.
Bevor die Parameter des Netzes optimiert werden können, muss eine Fehler-
funktion (auch Loss, Cost oder Objective Function genannt) de�niert werden.
Im Fall von Regressionsproblemen wird häu�g eine auf dem quadratischen
Fehler basierende Fehlerfunktion minimiert:

C(θ) =
1

2

N∑
n=1

‖y(xn, w)− tn‖2 (2.15)

Zur Minimierung des Losses und der Anpassung der Parameter (auch Pa-
rameterupdate genannt) kommen Gradientenverfahren zum Einsatz. Da die
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Abbildung 2.4: Schematische Abbildung eines zweischichtigen Neuronalen Net-
zes. Darstellung adaptiert von [16].

Struktur der Neuronalen Netze das Finden einer analytischen Lösung für die
Ableitung ∆C(θ) = 0 nicht zulässt, werden iterative Verfahren eingesetzt. In
der einfachsten Form des sogenannten Gradient Descent werden die Gewich-
te θ iterativ einen kleinen Schritt in Richtung des negativen Gradienten der
Fehlerfunktion verschoben:

θ(τ+1) = θ(τ) − η∇C(θ(τ)) (2.16)

τ bezeichnet dabei den aktuellen Parameterupdate Schritt und η die Lernrate.
In der Regel werden abgewandelte, e�zientere Verfahren eingesetzt, bei denen
nicht für jedes Parameterupdate die gesamten Trainingsdaten evaluiert werden
müssen. Zwei der bekanntesten Vertreter sind Minibatch Gradient Descent [98]
und Stochastic Gradient Descent [82].
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2.2 Quanti�zierung von Unsicherheit

La Théorie des probabilités n'est au fond, que le bon sens
réduit au calcul.

Die Wahrscheinlichkeitstheorie ist im Grunde nichts anderes,
als auf Berechnungen reduzierter gesunder Menschenverstand.

Pierre Laplace, 1812 [81]

Wie zuvor bereits erwähnt, fokussiert sich diese Arbeit unter anderem auf
Fragen zur Unsicherheit gelernter Modelle. Für ein besseres Verständnis soll
zunächst aber ein grundlegender Überblick über hierfür relevante Themen aus
dem Feld der Wahrscheinlichkeitstheorie gegeben werden.
Innerhalb des Gebiets der Wahrscheinlichkeitstheorie existieren zwei unter-
schiedliche Betrachtungsweisen: Die Frequentistische Betrachtungsweise inter-
pretiert Wahrscheinlichkeiten als relative Häu�gkeiten von Ereignissen, die wie-
derholt auftreten können. In der Bayesschen Betrachtungsweise quanti�ziert
Wahrscheinlichkeit die Unsicherheit oder Unwissenheit über einen betrachteten
Gegenstand. Die vorliegende Arbeit folgt primär der Bayesschen Betrachtungs-
weise. Dennoch sind nicht alle eingesetzten Methoden und Modellierungsan-
sätze rein Bayesscher Natur, worauf an entsprechenden Stellen hingewiesen
wird.

2.2.1 Zufallsvariablen und
Wahrscheinlichkeitsverteilungen

Gleich ob der Frequentistischen oder Bayesschen Betrachtungsweise gefolgt
wird, ist ein zentrales Element die Zufallsvariable X. Ihre möglichen Werte
repräsentieren mögliche Ausprägungen beziehungsweise Ergebnisse eines Ex-
periments. Diskrete Zufallsvariablen besitzen eine endliche oder abzählbar un-
endliche Menge an möglichen Werten, während dies bei stetigen Zufallsvaria-
blen nicht der Fall ist. Die Wahrscheinlichkeit, dass ein gewisser Wert eintritt
wird mit P (X = x) bezeichnet. Zufallsvariablen besitzen somit Wahrschein-
lichkeitsverteilungen, die angeben wie wahrscheinlich, und damit wie sicher
oder unsicher, das Eintreten eines gewissen Ergebnisses ist.
Wahrscheinlichkeitsverteilungen sind durch Kennzahlen, die sogenannten Mo-
mente der entsprechenden Zufallsvariable bestimmt. Das erste Moment ist der
Mittelwert, oder auch Erwartungswert genannt, und wird mit µ bezeichnet.
Basierend auf diesem Mittelwert können die sogenannten zentralen Momente5

de�niert werden, bei denen die Verteilung um µ betrachtet wird:

µn = E[(X − µ)k] (2.17)

5Zentrale Momente, da sie um den Mittelwert µ zentriert sind.
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mit k ∈ N.

Das erste zentrale Moment ist stets 0, während das zweite zentrale Mo-
ment als Varianz bezeichnet wird: µ2 = E[(X − µ)2]. Das dritte zentrale
Moment wird in der Regel zusätzlich mit der Standardabweichung σ normiert
und Schiefe (skewness) genannt: µ3 = E[(X−µ

σ
)2]. Diese und weitere Kennzah-

len werden in Unterabschnitt 3.3.1 im Rahmen der Isovistenanalyse verwendet
um die Wahrnehmung von Raum mathematisch quanti�zierbar zu machen.
Je nach Komplexität der tatsächlichen Wahrscheinlichkeitsverteilung muss je-
doch beachtet werden, dass ein allzu vereinfachendes Beschreiben der Vertei-
lung über zentrale Momente einen Groÿteil der Informationen verlieren kann.
[16, 98]

2.2.2 Entropie

Ein weiteres Mittel um Wahrscheinlichkeitsverteilungen zu beschreiben ist die
Entropie einer Wahrscheinlichkeitsverteilung. Entropie, in diesem Kontext der
Informationstheorie auch Shannon Entropie genannt, wurde bereits 1948 von
Claude Shannon [130] vorgestellt. Sie gibt Antwort auf die Frage, �wie zufällig�
eine zugrundeliegende Zufallsvariable ist. Anders formuliert, quanti�ziert die
Entropie die vorliegende Unsicherheit. Auf einer diskreten Zufallsvariable X
mit n möglichen Ausprägungen ist sie de�niert als:

H(X) = −
n∑
i=1

P (xi) logP (xi) (2.18)

Bei Verwendung des Logarithmus zur Basis 2 gibt H die Anzahl der Bit an,
die zur Repräsentation der Information minimal notwendig sind. Die maxima-
le Entropie einer diskreten Verteilung liegt vor, wenn alle Ausprägungen die
gleiche Wahrscheinlichkeit aufweisen. In diesem Fall liegt eine Gleichverteilung
vor, was das Auftreten einer bestimmten Ausprägung maximal unsicher macht.
Um die Entropie von Verteilungen unterschiedlicher Anzahl n an Ausprägun-
gen vergleichen zu können, kann die Normalisierte Entropie Hn berechnet wer-
den:

Hn(X) =
H(X)

log n
= −

n∑
i=1

P (xi) logP (xi)

log n
(2.19)

Der Wertebereich ist damit begrenzt auf Hn(X) ∈ [0, 1].

2.2.3 Problemtypen der Quanti�zierung von Unsicherheit

Bis zu diesem Punkt wurde noch nicht betrachtet, welches Element eines Sys-
tems von Interesse mittels Zufallsvariablen beschrieben und untersucht wird.
Grundsätzlich können basierend darauf zwei verschiedene Arten von Proble-
men der Quanti�zierung von Unsicherheit unterschieden werden.
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2.2 Quanti�zierung von Unsicherheit

Im sogenannten Forward Problem ist das Ziel die Quanti�zierung der Unsi-
cherheit in den Vorhersagen des Modells. Solche Forward Problems entspre-
chen oftmals der Richtung der Kausalität des zugrundeliegenden physikali-
schen Systems, das betrachtet wird. Diese Probleme besitzen deshalb meist
eine eindeutige Lösung. Ein entsprechendes Problem könnte beispielsweise die
Vorhersage der Position eines Roboterarms nach der Durchführung gewisser
Rotationen sein [16].

Sogenannte Inverse Problems hingegen haben zum Ziel, den Systemzustand
basierend auf Beobachtungen der eingetretenen Ergebnisse abzuleiten. Sie stel-
len somit in gewisser Weise die umgekehrte Richtung der Forward Problems
dar. Zur Lösung dieser Probleme kann das Bayessche Theorem (Unterab-
schnitt 3.3.2) eingesetzt werden [98]. Am Beispiel des Roboterarms betrachtet,
wäre das Ziel nun nicht die Vorhersage der Endposition, sondern die Ermitt-
lung notwendiger Rotationen, die zu dieser Zielposition führen. Hier existiert
oftmals mehr als eine Lösung, weshalb multimodale Modellierungsansätze wie
Mixture Density Networks [16] notwendig sind.

Neben diesen verschiedenen Typen von Problemstellungen ist es weiterhin
wichtig, verschiedene Arten von Unsicherheit zu unterscheiden.

2.2.4 Aleatorische Unsicherheit

Aleatorische Unsicherheit (abgeleitet vom lateinischen Wort alea: �Würfel�) re-
präsentiert die inhärente Stochastizität eines Systems. Da diese Art der Unsi-
cherheit untrennbar mit dem System verbunden ist, kann keine noch so groÿe
Menge an Daten die beobachtete Variabilität erklären. Folglich kann diese,
auch Datenunsicherheit [98], Noise [58] oder Risiko [107] genannte Form, nicht
durch Sammeln weiterer Daten reduziert werden. Aleatorische Unsicherheit ist
somit irreduzibel. Ein Grund für das Auftreten könnte sein, dass gewisse Ei-
genschaften, die notwendig dafür wären das Verhalten des betrachteten Sys-
tems zu erklären, nicht erfassbar oder zumindest nicht Teil der Datenerfassung
sind. Stellen wir uns vor, Ziel wäre die Modellierung (und damit Vorhersage)
der Strecke, die verschiedene Autos auf einer Autobahn in einer gewissen Zeit
zurücklegen. Würde bei der Datenerfassung lediglich Strecke und Zeit erfasst,
aber nicht die Geschwindigkeit der Autos, so wäre die Variabilität in den ge-
messenen Daten nicht zu erklären. Gleich wie viele Daten auf diese Weise ge-
sammelt werden würden, die Unsicherheit könnte nicht reduziert werden. Ein
Modell kann diese Unsicherheit dennoch korrekt repräsentieren, indem anstelle
einer Punktvorhersage eine Verteilung ausgegeben wird [104]. Einer der ver-
breitetsten Ansätze zur Modellierung aleatorischer Unsicherheit sind Mixture
Density Networks [16]. Die Quanti�zierung und Modellierung multimodaler
aleatorischer Unsicherheit steht jedoch nicht im Fokus dieser Arbeit, hier kann
auf Sedlmeier et al. [128] verwiesen werden.
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2.2.5 Epistemische Unsicherheit

Epistemische Unsicherheit (abgeleitet vom griechischen episteme: �Wissen�)
hingegen beschreibt das Unwissen darüber, welche Modellparameter das be-
trachtete System bestmöglich abbilden.
Osband [107] präsentiert ein hilfreiches Beispiel für ein besseres Verständnis des
Unterschiedes von Aleatorischer und Epistemischer Unsicherheit: Das Werfen
einer fairen Münze. Modelliert als Bernoulli Zufallsvariable beträgt p = 0, 5.
Der Ausgang jedes einzelnen Münzwurfes enthält damit Aleatorische Unsicher-
heit beziehungsweise Risiko. Daneben kann sich ein lernender Agent zudem
auch über den genauen Wert von p (den Modellparameter) unsicher sein, was
eine Form von Epistemischer Unsicherheit darstellt. Aus der Perspektive der
Bayesschen Statistik betrachtet, erfasst Epistemische Unsicherheit somit die
Variabilität des Posteriors des Agenten. Diese kann durch statistische Analyse
der Daten aufgelöst werden. Osband weist darauf hin, dass die Grenze zwischen
den Arten der Unsicherheit somit mit der Art der Modellierung verbunden ist.
Wäre es möglich die exakten Dynamiken des Münzwurfes zu modellieren, wä-
re der Ausgang eines einzelnen Wurfes möglicherweise keinerlei Unsicherheit
mehr unterworfen.
Abbildung 2.5 zeigt eine beispielhafte Darstellung von Aleatorischer und Epis-
temischer Unsicherheit anhand eines synthetischen 2-dimensionalen Daten-
satzes. Ziel sei die Modellierung der Funktion f(x) = y, basierend auf den
vorhandenen, verrauschten Daten der tatsächlich zugrundeliegenden Funktion
y = −sin(x). Bedingt durch die Streuung auf der Y-Achse existiert Aleatori-
sche Unsicherheit. Das Fehlen von Datenpunkten mit x > 10 stellt hingegen
Epistemische Unsicherheit dar und könnte durch Sammeln weiterer Daten re-
duziert werden.

2.3 Zusammenfassung

In diesem Kapitel wurden wichtige Grundlagen zur Modellierung lernender
Systeme vermittelt. In den vergangenen Jahren hat sich gezeigt, dass statisti-
sche Modelle die aktuell mächtigsten Werkzeuge zur Realisierung künstlicher
Intelligenz darstellen. Die Verfügbarkeit groÿer Datensätze, in Kombination
mit laufend weiterentwickelten ML-Algorithmen und performanter Hardware,
hat zu enormen Erfolgen in den verschiedensten Anwendungsfeldern geführt.
Diese reichen von der Spracherkennung, über die Bilderkennung, bis hin zum
Training autonomer Roboter mittels RL-Techniken. Besonders im letzteren
Bereich sind Fragen der Wahrnehmungsmodellierung oftmals entscheidend bei
der Erreichung von Lernerfolg [137]. Ebenso sind Fragen zur Modellierung der
stets präsenten Unsicherheit von Vorhersagen und Entscheidungen in all diesen
Bereichen zentral.
Entsprechend �nden sich die in diesem Kapitel vorgestellten Grundkonzepte
der Wahrscheinlichkeitstheorie und probabilistischen Modellierung in allen drei
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Abbildung 2.5: Beispielhafte Darstellung von Aleatorischer und Epistemischer
Unsicherheit anhand eines synthetischen, 2-dimensionalen Da-
tensatzes. Blaue Punkte repräsentieren die vorhandenen Da-
ten, die orange Linie die unbekannte Zielfunktion. Ziel sei die
Modellierung der Funktion f(x) = y.

der im Rahmen dieser Arbeit vorgestellten Ansätze wieder. So stehen beispiels-
weise Bayessche Methoden im Zentrum der Modellierung von Überraschung im
zweiten Teil von Kapitel 3. Ebenso �nden sich approximative Varianten dieser
Bayesschen Methoden im Ansatz zur Modellierung aleatorischer und epistemi-
scher Unsicherheit in Kapitel 4. Die Grundlage dieser Modelle bilden wiederum
tiefe Neuronale Netze, die als universelle Funktionsapproximatoren die Value
Funktionen von RL-Agenten realisieren. Die Quanti�zierung von Unsicherheit
mittels Entropie liefert die Basis des in Kapitel 5 vorgestellten Ansatzes.
Es zeigt sich somit, dass die im Rahmen der vorliegenden Arbeit neu entwi-
ckelten Verfahren zur Modellierung von Unsicherheit und Wahrnehmung stets
auf die �altbekannten� Werkzeuge der statistischen Modellierung zurückgreifen.
Entscheidend ist ihre gewinnbringende Integration in die aktuellen Methoden
der KI-Forschung.
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3 Wahrnehmungsmodellierung

Durch den stetigen Fortschritt der technischen Entwicklung ist aktuell zu beob-
achten, wie mehr und mehr KI-basierte Systeme ihren Aufgaben in räumlicher
Nähe zu Menschen nachgehen. Ein prominentes Beispiel sind autonome Liefer-
roboter, wie sie bereits seit einigen Jahren in den USA im produktiven Einsatz
sind [47]. Diese sind in der Lage, groÿteils ohne menschliche Eingri�e Waren,
beispielsweise Essenslieferungen zuzustellen. Mobile Roboter betreten somit
zunehmend unser tägliches Leben, im privaten wie geschäftlichen Umfeld. Ne-
ben Anwendungen der Logistik sind insbesondere Systeme zur Unterstützung
der Weg�ndung verbreitet. Diese sind besonders in komplexen ö�entlichen Um-
gebungen wie Flughäfen [119], Messen oder Krankenhäusern [29, 75] hilfreich.
Auch im privaten Umfeld versprechen intelligente mobile Roboter eine Kom-
fortsteigerung und Unterstützung, beispielsweise für ältere Personen durch so-
genanntes Active Assisted Living (AAL) [115].
Gemeinsames Element all dieser Anwendungsfälle ist die räumliche Nähe zu
Menschen. Um hier eine optimale und sichere Funktionsweise der mobilen Ro-
boter zu erlangen, ist ein gemeinsames Wahrnehmungsverständnis zwischen
Mensch und Maschine essentiell, um Missverständnisse und möglicherweise
gefährliche Fehler zu minimieren. Die im Rahmen dieses Kapitels vorgestell-
ten Ansätze zur Wahrnehmungsmodellierung mittels ML-Technologien können
hier einen Beitrag leisten.

3.1 Vorverö�entlichungen

Die zentralen Inhalte dieses Kapitels wurden bereits in [45, 124, 125] publiziert.
Wie in Abschnitt 1.2 dargestellt stammen die Hauptinhalte, insbesondere die
Realisierung mittels einer Unity Simulationsumgebung sowie der Einsatz von
Unsupervised Learning basierten ML-Techniken, wie in Abschnitt 3.6 und 3.5
dargestellt, sowohl im Konzept, als auch der Implementierung und Evaluation
im Karten- und PCA Feature-Raum vom Autor der vorliegenden Arbeit.
Die ursprüngliche Idee zur Kombination von Bayesian Surprise mit Isovisten-
basierter Wahrnehmung stammt von Dr. Sebastian Feld. Ebenso das Konzept,
die so quanti�zierte Überraschung als neue Dimension des Kontexts zu ver-
wenden. Die gesamte in Abschnitt 3.7 vorgestellte Modellierung (sowohl im
Konzept, als auch der Implementierung) stammt vom Autor der vorliegenden
Arbeit. Des Weiteren wurde auch die in Abschnitt 3.8 präsentierte Evaluation
auf sämtlichen Umgebungen vom Autor dieser Arbeit durchgeführt.
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3 Wahrnehmungsmodellierung

3.2 Motivation und Grundidee

Wie zu Beginn des Kapitels dargestellt, ist ein gemeinsames Wahrnehmungs-
verständnis essentiell für eine optimale Zusammenarbeit zwischen Menschen
und mobilen Robotern. Dieses Wahrnehmungsverständnis kann anschlieÿend
genutzt werden, um beispielsweise erweiterte Kontextinformationen im Rah-
men von Location-based Services (LBS) [79] zur Verfügung zu stellen. Diese
LBS-Dienste verwenden Wissen über die momentane räumliche Situation, um
dies zu realisieren. Auf diese Weise könnte beispielsweise die verbale Interaktion
mit einem mobilen Roboter deutlich vereinfacht werden, wenn dieser ein Wahr-
nehmungsverständnis der ihn umgebenden Räume besäÿe. So könnten Sprach-
kommandos wie �Navigiere bis zum Ende des schmalen Korridors, durch die
linke Türe in die groÿe Haupthalle� umgesetzt werden. Neben solchen Anwen-
dungsszenarien aus dem Bereich der Indoor-Navigation [145] könnte ein solches
Wahrnehmungsverständnis auch dazu beitragen gefährliche, da beispielsweise
schlecht einsehbare, Situationen im Straÿenverkehr zu erkennen. Ein anderes
potentielles Anwendungsfeld ist die Nutzung zum Training von RL-Agenten.
Hier könnte ein Wahrnehmungsverständnis, beispielsweise in Form des in Ab-
schnitt 3.7 vorgestellten Konzepts des Bayesian Surprise, zur Optimierung der
Exploration des RL-Agenten verwendet werden. Ein so konstruierter lernender
Agent würde versuchen die modellierte Überraschung zu maximieren, um so
neue, unbekannte Regionen zu entdecken.
Das Grundkonzept, um all diese potentiellen Anwendungsszenarien realisieren
zu können, ist die Modellierung eines räumlichen Wahrnehmungsverständnis-
ses für lernende Systeme. Die Basis bildet dabei eine Isovisten-basierte Quan-
ti�zierung der Wahrnehmung. Im Folgenden wird ein zu diesem Zweck ent-
wickeltes Framework vorgestellt, das die Generierung von Isovistenmessungen
entlang geospatialer Trajektorien innerhalb einer 3D-Simulationsumgebung er-
möglicht. Diese Daten bilden die Grundlage für eine Machine Learning (ML)
basierte Modellierung. Die so gescha�eneWahrnehmungsmodellierung wird an-
schlieÿend mit Bayesschen Verfahren erweitert, um vorhandene Unsicherheit
in der Wahrnehmung als zusätzliche Informationsquelle nutzbar zu machen.

3.3 Grundlagen

Im folgenden Abschnitt werden Grundlagen zur numerischen Repräsentation
von Wahrnehmung und Raum eingeführt. Diese bilden die Basis für die im
Rahmen der vorliegenden Arbeit entwickelten Konzepte der Wahrnehmungs-
modellierung. Anschlieÿend werden die Grundkonzepte der Bayesschen Infe-
renz vermittelt. Diese stellen die mathematische Ausgangslage der Modellie-
rung Bayesscher Überraschung dar, die im darau�olgenden Abschnitt erläutert
wird. Ein Verständnis dieser drei Elemente ist für die im Rahmen dieser Ar-
beit entwickelte Kombination von Bayesian Surprise und Isovisten-basierter
Wahrnehmungsmodellierung (Abschnitt 3.7) notwendig.
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3.3 Grundlagen

3.3.1 Isovisten Analyse

Seit Ende der 1960er Jahre wurde intensiv an der numerischen Repräsenta-
tion von Raumwahrnehmung geforscht, insbesondere in Bezug auf die Wahr-
nehmung von Architektur. Als Beispiel kann hier Hayward und Franklin [59]
erwähnt werden, die in ihrer Arbeit den Ein�uss von begrenzenden Elementen
wie Wänden oder Bäumen auf die Wahrnehmung von räumlicher O�enheit
untersuchten. Mit fortschreitender Zeit hat sich der Begri� der Space Syntax
herausgebildet, unter dem verschiedene Theorien und Hilfsmittel zur Untersu-
chung räumlicher Anordnungen zusammengefasst werden. Wichtiges Kernele-
ment davon ist, dass hierbei keine geometrischen Messungen verwendet werden
[61]. Obwohl ursprünglich unabhängig davon entwickelt, wird heute auch das
Konzept der Isovisten Analyse oft als Teil der Space Syntax betrachtet.
Die Isovisten Analyse wurde ursprünglich von Tandy [138] vorgestellt. Als
Isovist wird dabei die Menge aller Punkte im Raum bezeichnet, die von ei-
nem aktuellen Standpunkt aus sichtbar sind. In [14] wurde dieses Konzept
darau�olgend formal de�niert und um analytische Messgröÿen erweitert. Dies
erö�net die Möglichkeit räumliche Wahrnehmung numerisch zu erfassen, zu
quanti�zieren und folglich zu modellieren.
Die von Benedikt [14] vorgestellten sechs Messgröÿen eines Isovisten lauten
wie folgt:

1. Ax: Area quanti�ziert den Flächeninhalt eines Isovisten. Je höher der
Messwert, desto mehr Fläche ist vom aktuellen Standpunkt aus sichtbar.
Gleichzeitig bedeutet dies auch, dass der Standpunkt von einem groÿen
Gebiet aus einsehbar ist.

2. Px:Real-surface Perimeter quanti�ziert den Anteil des Umfangs eines
Isovisten der auf sichtbaren Hindernisober�ächen liegt, beispielsweise auf
Wänden.

3. Qx: Occlusivity hingegen quanti�ziert den Anteil des Umfangs eines
Isovisten, der im freien Raum liegt. Anders formuliert sind dies die ver-
deckten radialen Grenzlinien, die an den Rändern von Hindernissen be-
ginnen und freien Raum durchschneiden um erneut an Hindernissen zu
Enden. Dieser Wert quanti�ziert somit Menge von verdeckten Sichtbe-
reichen. Hohe Werte gehen mit hoher Unsicherheit in der visuellen Wahr-
nehmung einher.

4. M2,x:Variance bezeichnet das zweite zentrale Moment der ausgesandten
Strahlenlängen, die den Isovisten nach [14] de�nieren.

5. M3,x: Skewness bezeichnet das dritte zentrale Moment der Strahlenlän-
gen des Isovisten.

6. Nx: Circularity stellt einen isoperimetrischen Quotienten dar und eva-
luiert den Umfang des Isovisten im Verhältnis zur Fläche. Intuitiv be-
trachtet, beschreibt diese Messgröÿe wie ähnlich die Form des Isovisten
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3 Wahrnehmungsmodellierung

zu einem Kreis ist. Circularity wird berechnet als Nx = |∂Vx|2/4πAx,
wobei |∂Vx| den Umfang des Isovisten bezeichnet.

Abbildung 3.1 zeigt eine schematische Darstellung eines Isovisten. Der Agent
be�ndet sich an der mit x markierten Position. Die grau hinterlegte Fläche ist
der für den Agenten einsehbare Bereich und wird durch die Messgröÿe Area
Ax quanti�ziert. Rote Linien markieren die für die Messgröÿe Real-surface
Perimeter Px relevanten Grenzlinien, blaue Linien die in die Berechnung von
Occlusivity Qx einbezogenen.

Ax

PxQx

x

Abbildung 3.1: Schematische Darstellung der Grenzlinien und ausgewählter
Kennzahlen eines Isovisten. x markiert den Standpunkt des
Agenten. Schwarze Flächen stellen Wände dar.

Benedikt [14] bezeichnet die Menge der Isovisten, die entlang einer Trajekto-
rie erfasst wurden als Isovistenfelder. Entlang einer solchen Bewegung eines
Agenten durch eine Umgebung, verändern sich die erfassten Isovistenkennzah-
len graduell. Dies stellt auch das grundlegende Vorgehen der Datengenerierung
für die Wahrnehmungsmodellierung in diesem Kapitel dar: Es werden geospa-
tiale Trajektorien durch simulierte Gebäudestrukturen generiert und bei jedem
Schritt neben den Koordinaten des Agenten auch die Isovistenmessgröÿen be-
rechnet und abgespeichert. Prinzipiell kann die Berechnung der Isovisten im
3D-Raum erfolgen [37], die folgenden Untersuchungen beschränken sich jedoch
auf Trajektorien auf einer 2D-Ebene und den korrespondierenden 2D Isovisten.
Die Berechnung der Isovisten kann potentiell sehr aufwendig werden. Zur Be-
rechnung der oben beschriebenen Kennzahlen ist es notwendig alle Eckpunkte
sichtbarer Wände und Objekte zu bestimmen und zu verbinden. Feld, Werner
und Linnho�-Popien [46] konnten in ihrer Arbeit zeigen, dass Area, Variance,
Skewness und Circularity mittels eines einfachen Ray-Scan Algorithmus ap-
proximiert werden können. Der in diesem Kapitel vorgestellte Ansatz baut auf
diesen Ideen auf und erweitert sie um eine strahlenbasierte Berechnung von
Real-surface Perimeter und Occlusivity.
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3.3.2 Bayessche Inferenz

Im Feld der Bayesschen Statistik werden unbekannte Variablen nicht durch
singuläre Werte beschrieben, sondern durch Wahrscheinlichkeitsverteilungen.
Nachdem Daten beobachtet wurden, können diese Wahrscheinlichkeitsvertei-
lungen mittels dem Bayesschen Theorem [8] aktualisiert werden:

P (y|x) =
P (x|y)P (y)

P (x)
=

P (x|y)P (y)∑
y∈Y P (x, y)

(3.1)

Die aktuell modellierte Wahrscheinlichkeitsverteilung P (y) wird dabei Prior
genannt. Das Bayessche Theorem erlaubt es nun, für jeden neu beobachteten
Datenpunkt x die Posterior Verteilung P (y|x) aus der aktuellen Prior Vertei-
lung abzuleiten. Wird ein weiterer Datenpunkt beobachtet, wird dieses Vor-
gehen wiederholt, indem der Posterior als neuer Prior betrachtet wird. Dieses
Vorgehen kann auch als eine ständige Modellierung und Quanti�zierung von
Unsicherheit interpretiert werden. Das wiederholte Aktualisieren der Wahr-
scheinlichkeitsverteilungen von unbekannten Variablen durch Anwendung des
Bayesschen Theorems wird Bayessche Inferenz oder auch probabilistische In-
ferenz genannt. [15, 98]
Bayessche Inferenz ist einfach übertragbar auf das Gebiet des ML. Hierfür wird
in Gleichung 3.1 x durch D ersetzt, die beobachteten Daten, sowie y durch θ,
die unbekannten Parameter des ML-Modells. Alle Wahrscheinlichkeitsvertei-
lungen sind zudem bedingte Wahrscheinlichkeitsverteilungen vonm, der Klasse
an möglichen probabilistischen Modellen, die in Betracht gezogen werden:

P (θ|D,m) =
P (D|θ,m)P (θ|m)

P (D|m)
(3.2)

Im Vergleich zu klassischen ML-Verfahren wird somit die direkte Optimierung
von Modellparametern θ durch Bayessche Inferenz der bedingten Wahrschein-
lichkeitsverteilungen ersetzt. Somit kann von einem Bayesschen Standpunkt
aus der Vorgang des Lernens als die Transformation von Prior Annahmen
mittels Daten in Posterior Annahmen beschrieben werden. [53]

3.3.3 Bayesian Surprise

Das Konzept von Bayesian Surprise wurde in [65] vorgestellt, als Ansatz zur
Quanti�zierung von Überraschung. Die Überraschung kann sich dabei auf un-
terschiedliche Beobachter beziehen, beispielsweise auf ein einzelnes Neuron,
oder aber auch auf komplexe natürliche oder künstliche Systeme. Quanti�-
ziert wird durch die Überraschung, wie beobachtete Daten einen Betrachter
beein�ussen. Als Grundlage ihres Ansatzes nutzen die Autoren hierfür den
Unterschied zwischen Posterior und Prior Annahmen des Beobachters. Die-
se Annahmen wiederum sind entsprechend der Bayesschen Betrachtungsweise
bedingt auf der Menge der möglichen probabilistischen Modelle m. Oder in-
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3 Wahrnehmungsmodellierung

formell ausgedrückt, die Annahmen sind beschränkt durch die Hypothesen des
Betrachters über die Welt.
Dieser Betrachtungsweise liegen zwei Annahmen zugrunde:

1. Überraschung kann nur dort auftreten, wo Unsicherheit herrscht. Ex-
akt bekannte, deterministische und damit perfekt vorhersagbare Systeme
enthalten für einen Beobachter keine Überraschung.

2. Überraschung ist subjektiv, und damit abhängig von der bisherigen Er-
fahrung eines Betrachters.

Die bisherige Erfahrung eines Betrachters beein�usst demzufolge welche Hy-
pothesen über die Welt für wie wahrscheinlich gehalten werden. Werden diese
Hypothesen durch probabilistische Modelle m (Modellraum genannt) mit Pa-
rametern θ modelliert, so kann dies durch den Bayesschen Prior P (θ|m) erfasst
werden. Die Beobachtung neuer Daten D führt nun dazu, dass diese Prior Ver-
teilung P (θ|m) mittels des Bayesschen Theorems entsprechend Gleichung 3.2
in die Posterior Verteilung P (θ|D,m) aktualisiert wird. Da der Modellraum
über die Modellierung konstant bleibt, kann die Konstante m für eine bessere
Lesbarkeit entfernt werden: Die Prior Verteilung ist somit P (θ), die Posteri-
or Verteilung P (θ|D). Entsprechend der Idee des Bayesschen Surprise ist die
durch Daten D erzeugte Überraschung umso gröÿer, je stärker sich der Poste-
rior vom Prior unterscheidet. Ist der Posterior hingegen identisch zum Prior,
erzeugen die Daten keinerlei Überraschung.
Diese Unterschiedlichkeit wird nach [65] mittels der Kullback-Leibler-
Divergenz (KL-Divergenz) [78] bestimmt. Die Stärke der Überraschung S wird
somit berechnet als:

S(D,m) = KL
(
P (θ|D)||P (θ)

)
=

∫
m

P (θ|D) log

(
P (θ|D)

P (θ)
dθ

)
(3.3)

Die KL-Divergenz ist dabei ein Maÿ der Unterschiedlichkeit zweier Wahrschein-
lichkeitsverteilungen. Aus der Perspektive der Informationstheorie betrachtet
beschreibt die KL-Divergenz den entstehenden Verlust an Information, der ein-
tritt, wenn eine Wahrscheinlichkeitsverteilung durch eine andere ersetzt würde.
Unter dieser Sichtweise wird die Verwandtschaft zur Entropie einer Zufallsva-
riablen deutlich. Die KL-Divergenz wird deshalb auch als relative Entropie
bezeichnet [16]. Für eine diskrete Zufallsvariable X mit n möglichen Ausprä-
gungen ist die Entropie, wie in Unterabschnitt 2.2.2 erläutert, de�niert als:

H(X) = −
n∑
i=1

P (x) log(P (x)) (3.4)

Diese De�nition kann auf Verteilungen kontinuierlicher Zufallsvariablen X er-
weitert werden [16]:

H(X) = −
∫
P (X) log(P (X))dX (3.5)
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Die KL-Divergenz zwischen zwei kontinuierlichen Verteilungen P und Q ist
dann eine einfache Erweiterung:

KL(P ||Q) = −
∫
P (X) logQ(X)dX −

(
−
∫
P (X) logP (X)dX

)
= −

∫
P (X) log

(Q(X)

P (X)

)
dX

(3.6)

3.4 Verwandte Arbeiten aus dem Bereich der
Wahrnehmungsmodellierung

In der Literatur existiert eine Vielzahl von Arbeiten zur Analyse von Kar-
tenrepräsentationen von räumlichen Umgebungen, die sich jedoch von ihrem
Ansatz her grundlegend vom vorliegenden unterscheiden. Weber et al. [144] un-
tersuchen beispielsweise die semantische Unterteilung von Gebäudeplänen in
Räume, Zonen, Einheiten oder Stockwerke. Einen ähnlichen Fokus besitzen Ar-
beiten zur automatischen semantischen Annotation von Gebäudeplänen sowie
darin enthaltenen Objekten, wie [3, 121]. Im Unterschied zu diesen Arbeiten
ist der hier vorgestellte Ansatz jedoch weder geometrischer Natur, noch hat
er zum Ziel existierende architekturelle Kartendarstellungen semantisch auf-
zubereiten. Vielmehr steht die den Gebäudeplänen sowie deren semantischen
Einheiten zugrundeliegende Wahrnehmung von Raum und deren Modellierung
im Fokus.
Dennoch existieren gewisse Überschneidungen mit verwandten Arbeiten, be-
sonders aus dem Feld der mobilen Robotik, die ebenfalls zum Ziel haben
Location-based Services zu realisieren. Die Arbeit von Buschka und Sa�otti
[23] lässt sich beispielweise im Umfeld des Forschungsgebietes des Simultaneous
Localization and Mapping (SLAM) [85] platzieren. Die Autoren beschreiben
ein System aus visuellen Sensoren, die in der Lage sind, Räume zu detektieren
und bereits besuchte Räume wiederzuerkennen. Der Fokus der vorliegenden
Arbeit ist breiter, da das Ziel nicht nur die Wiedererkennung ist, sondern eine
möglichst umfassende Wahrnehmungsmodellierung. Ein ähnliches Ziel verfol-
gen auch Anguelov et al. [6], die ein probabilistisches Framework zur Erkennung
und Modellierung von Türen vorstellen. Das vorgestellte System basiert auf ei-
ner Kombination von 2D-Laserscans und Kameras. Die Erkennung von Türen
ist ebenfalls im Fokus von Chen et al. [25], die hierfür Deep Learning Methoden
basierend auf Kamerabildern einsetzen. Goerke und Braun [56] verwenden Su-
pervised Learning Techniken zur semantischen Annotation. Ihre Datengrund-
lage basiert jedoch auf Laserscans mobiler Roboter. Diese Daten werden vorab
als Türen, Korridore, Freiraum, Raum sowie Unbekannt gelabelt, so dass Su-
pervised Learning Techniken darauf angewendet werden können. Der Einsatz
von Unsupervised Learning Techniken führte, im Gegensatz zur vorliegenden
Arbeit, den Autoren zufolge zu keinem befriedigenden Ergebnis.
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Das zweite Kernelement des in diesem Kapitel vorgestellten Ansatzes ist die
Modellierung Bayesscher Überraschung basierend auf Raumwahrnehmung. Das
Konzept des Bayesian Surprise [65] zur Wahrnehmungsmodellierung wurde be-
reits in verschiedenen anderen Bereichen zum Einsatz gebracht. In [18] untersu-
chen die Autoren die Adaptation visueller Neuronen von Rhesusa�en auf wie-
derholte Stimuli. Hierfür setzen sie ein Bayessches Modell ein, das auf Bayesian
Surprise basiert. Die Autoren konnten zeigen, dass das beobachtete Verhal-
ten der Neuronen bei wiederholten Stimuli mit der verwendeten Modellierung
übereinstimmte.

Eine andere Reihe von Forschungsarbeiten fokussiert sich auf die Frage, was
menschliche Aufmerksamkeit in natürlichen Umgebungen auf sich zieht. [36,
64, 97] analysiert hierfür, ob mittels Bayesian Surprise vorhergesagt werden
kann, wie gut Menschen in einem Bilderkennungsproblem abschneiden. Die
Versuchsteilnehmer mussten hierbei in einer schnellen Abfolge von Bildern
erkennen, ob die gezeigte natürliche Szenerie Tiere enthält. Die gewonnenen
Ergebnisse zeigen, dass mittels Bayesian Surprise modellierte Überraschung
hierfür ein guter Prediktor ist. Entsprechend eignet sich Bayesian Surprise als
Metrik zur Vorhersage von menschlicher Aufmerksamkeit.

Die Arbeit [141] ist mit diesen Ansätzen verwandt, untersucht jedoch ob mit-
tels Bayesian Surprise überraschende Ereignisse in Videos von Überwachungs-
kameras erkannt werden können. Die Ergebnisse zeigen, dass dies der Fall ist
und Bayesian Surprise bisherigen Ansätzen in dieser Problemstellung deutlich
überlegen ist. Die Datengrundlage in [63] ist ähnlich, da auch hier Videos zum
Einsatz kommen. Die Zielsetzung unterscheidet sich jedoch, da hier weniger der
zeitliche Aspekt im Fokus ist, sondern die räumliche Lokalisation relevanter Be-
reiche im Vordergrund steht. Die Autoren stellen eine hohe Übereinstimmung
des Bayesian Surprise Modells mit Messungen menschlicher Augenbewegungen
fest. Sie schlussfolgern, dass überraschende Elemente die menschliche Wahr-
nehmung anziehen, und dies wiederum mittels Bayesian Surprise quanti�ziert
werden kann.

Die bisher genannten Arbeiten sind mit dem in diesem Kapitel vorgestellten
Ansatz verwandt, da dieser ebenfalls Bayesian Surprise auf visuellen Daten
zum Einsatz bringt. Die verwendeten, Isovisten-basierten Daten unterscheiden
sich jedoch stark von den Video- oder Bilddaten der soeben vorgestellten Ar-
beiten, da in der vorliegenden Arbeit keine Objekt- oder Ereigniserkennung
in natürlichen Szenarien das Ziel ist. Anstelle dessen wird die Raumwahrneh-
mung in Gebäudestrukturen untersucht. Die Hypothese ist, dass mittels Baye-
sian Surprise charakteristische Stellen in Gebäuden identi�ziert werden kön-
nen. Diese würden sich optimal zur Positionierung von Kartenmaterial oder
anderen Informationen von LBS-Systemen eignen, da sie die menschliche Auf-
merksamkeit auf sich ziehen.
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3.5 Konzept zur Wahrnehmungsmodellierung

Der folgende Abschnitt ist in zwei Teile unterteilt: (1) die Vorstellung des entwi-
ckelten Frameworks zur Erzeugung von Isovistenmessungen entlang geospatia-
ler Trajektorien innerhalb einer 3D Simulationsumgebung, sowie (2) die Wahr-
nehmungsmodellierung wiederkehrender Strukturen. Im Rahmen der Wahr-
nehmungsmodellierung wird zuerst das entwickelte Daten Preprocessing be-
schrieben, gefolgt von der Erzeugung temporaler Features. Anschlieÿend wer-
den die verwendeten Verfahren zum Unsupervised Learning von unbekannten
Strukturen erläutert sowie das Konzept zu deren qualitativer, visueller Analyse
im Karten- und Feature-Raum. Details hinsichtlich der genauen Implementie-
rung und Parametrisierung der Algorithmen folgen in Abschnitt 3.6.

3.5.1 Isovisten Generierung

Der folgende Abschnitt präsentiert zunächst das entwickelte Framework zur
Erzeugung eines 2D-Isovisten Datensets. Die Isovisten werden dabei entlang
geospatialer Trajektorien berechnet, die eine 3D-Simulationsumgebung durch-
laufen.
Die für die folgenden Evaluationen verwendeten Umgebungen der Simulation
lassen sich in zwei Typen gliedern:

1. Umgebungen basierend auf realen Gebäudestrukturen

2. Umgebungen basierend auf synthetischen Gebäudegrundrissen

Die Erstellung ersterer, der Umgebungen basierend auf realen Gebäudestruk-
turen, beginnt mit der Vektorisierung realer Gebäudepläne. In diesem Schritt
werden alle zusätzlichen Informationen der Pläne wie Einrichtungsgegenstän-
de oder auch Türen entfernt, so dass lediglich Wände in der Vektor-Ausgabe
verbleiben. Diese Vektordateien werden in einem zweiten Schritt in Blender
[150], ein Open-Source 3D-Modellierungstool geladen, um eine 3D-Extrusion
durchzuführen. Auf diese Weise entsteht eine einfache 3D-Repräsentation des
Gebäudegrundrisses.
Die Erstellung zweiterer, der Umgebungen basierend auf synthetischen Gebäu-
degrundrissen, erfolgt direkt durch 3D-Modellierung in Blender.
Die Simulation selbst wurde mittels Unity [139] realisiert, einer 3-D Spiele-
Engine und Entwicklungsumgebung. Nach dem Import der Blender 3D-
Modelle in Unity wird für jede Umgebung ein sogenanntes Navigation Mesh
[134] erzeugt. Dies ermöglicht eine automatische Navigation und Pfad�ndung
innerhalb der Umgebung.
Die Erzeugung der Trajektorien erfolgt je nach Umgebungstyp unterschiedlich.
Bei den auf realen Gebäudestrukturen basierenden Umgebungen wird zunächst
ein zufälliger Zielpunkt innerhalb des navigierbaren Bereichs gewählt. Dieser
stellt das Navigationsziel eines Agenten innerhalb der Umgebung dar. Hat
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der Agent das Navigationsziel erreicht, wird ein neuer zufälliger Zielpunkt be-
stimmt und das Verfahren wiederholt sich. Auf diese Weise können zufällige
Trajektorien potentiell unendlicher Länge innerhalb der Umgebung realisiert
werden.
Bei den auf synthetischen Gebäudegrundrissen basierenden Umgebungen er-
folgt die Bestimmung der Zielpunkte nicht zufällig. Stattdessen werden vorab
de�nierte Zielpunkte innerhalb der Umgebung �xiert. Erreicht der Agent den
letzten de�nierten Zielpunkt, wird die Simulation beendet.
Die Bewegung und Navigation des Agenten auf einen Zielpunkt zu erfolgt dabei
mittels eines Unity internen Navigationsalgorithmus.
Nach jedem Schritt des Agenten wird eine 2D-Isovistenberechnung basierend
auf der entsprechenden Position durchgeführt. Nach erfolgter Berechnung wer-
den die Isovistenkennzahlen zusammen mit der X- und Y-Koordinate des Agen-
ten in eine Logdatei geschrieben.
Die Berechnung der Isovisten basiert dabei auf [14] und ermittelt die in Unter-
abschnitt 3.3.1 vorgestellten sechs Kennzahlen Area, Real-surface Perimeter,
Occlusivity, Variance, Skewness und Circularity. Da eine diskrete, strahlen-
basierte Isovistenberechnung verwendet wird, stellen die Kennzahlen lediglich
Annäherungen an die tatsächlichen Isovistengröÿen dar. Die Genauigkeit der
Approximation kann jedoch durch Kon�guration der Anzahl an verwendeten
Strahlen kontrolliert werden. Abbildung 3.2 zeigt eine Visualisierung der von
der Position des Agenten ausgesandten Strahlen. Punkte im Raum, an de-
nen die Strahlen mit Wänden der Umgebung kollidieren (Hitpoints genannt)
werden erfasst und zur Berechnung der Isovistenkennzahlen verwendet.
Eine der komplexeren Berechnungen ist die notwendige Unterscheidung zwi-
schen Real-surface Perimeter undOcclusivity. Benedikt [14] schreibt dazu, dass
die Occlusivity eines Isovisten die Länge der verdeckten radialen Grenze Rx ei-
nes Isovisten Vx wiedergibt. Sie repräsentiert die Tiefe, in der Ober�ächen der
Umgebung sich, vom aktuellen Blickpunkt aus gesehen, gegenseitig verdecken.
Um diese Kennzahl vom Anteil der tatsächlichen Ober�ächen (Real-surface
Perimeter) unterscheiden zu können, wurde ein Algorithmus entwickelt, der
auf den Mesh-Triangles der Umgebung basiert:
Hierfür wird im Uhrzeigersinn für jeden ausgesendeten Strahl ein Vergleich
des aktuellen Hitpoints mit dem des vorherigen Strahls durchgeführt. Hat der
vorherige Strahl ein Mesh-Triangle getro�en, dessen Ecken keine Koordinate
mit dem aktuell getro�enen Mesh-Triangle teilen, de�nieren wir das aktuel-
le Triangle als unverbundenes Mesh-Triangle. In diesem Fall wird der eukli-
dische Abstand zwischen aktuellem und vorherigem Hitpoint der Occlusivity
zugerechnet. Besitzen das aktuell getro�ene Mesh-Triangle und das vorheri-
ge eine gemeinsame Eck-Koordinate, so wurde ein verbundenes Mesh-Triangle
getro�en und die Real-surface Perimeter Kennzahl des Isovisten wird um den
Abstand der Hitpoints erhöht. Abbildung 3.3 zeigt eine entsprechende Visua-
lisierung der berechneten Linien innerhalb der Unity Engine. Rote Linien sind
die vom aktuellen Standpunkt des Agenten ausgesandten Strahlen, grüne zei-
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Abbildung 3.2: 3D-Visualisierung der Unity Simulation unter Verwendung ei-
ner realen Gebäudestruktur. Die Abbildung zeigt einen Agen-
ten, der zur Isovistenberechnung 360 Strahlen (rote Linien)
vom aktuellen Standort aus aussendet. Grüne, gelbe und blaue
Linien beschreiben Elemente und Kennzahlen der Isovistenbe-
rechnung (siehe Abbildung 3.3).

gen die Kanten getro�ener Mesh-Triangles. Blaue Linien markieren berechnete
Real-surface Perimeter Distanzen und gelbe Linien Occlusivity. Am Beispiel
der Wand unten links in Abbildung 3.3 ist zudem erkennbar, wie die Diskre-
tisierung der Berechnung mit beschränkter Strahlenanzahl zu einem leichten
Verlust der Genauigkeit führt. Der berechnete Real-surface Perimeter (blaue
Linie unten links) fällt dabei zu gering aus, da kein Strahl die exakten Eck-
punkte der Wand tri�t.

3.5.2 Wahrnehmungsmodellierung wiederkehrender
Strukturen

Basierend auf dem zuvor erläuterten Framework zur Erzeugung von Isovisten-
messungen wird nun das entwickelte Konzept zur Wahrnehmungsmodellierung
wiederkehrender Strukturen erläutert. Dieses enthält verschiedene Aspekte,
begonnen mit einer Vorverarbeitung der erzeugten Daten im Daten Preproces-
sing, gefolgt von der Generierung temporaler Features. Anschlieÿend erfolgt
das Unsupervised Learning von unbekannten Strukturen sowie eine qualitati-
ve, visuelle Analyse im Karten- und Feature-Raum.

3.5.2.1 Daten Preprocessing

In einem ersten Schritt des Preprocessings werden die in den Logdateien
gespeicherten Isovistenkennzahlen vektorisiert. Auf diese Weise werden 6-
dimensionale Vektoren erzeugt. Jede Dimension dieser Vektoren repräsentiert
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Abbildung 3.3: Visualisierung berechneter Real-surface Perimeter und Occlu-
sivity Distanzen innerhalb der Unity Engine. Rote Linien zei-
gen vom aktuellen Standpunkt des Agenten ausgesandte Strah-
len, grüne visualisieren Kanten getro�ener Mesh-Triangles.
Blaue Linien Markieren berechnete Real-surface Perimeter Di-
stanzen und gelbe Occlusivity.

eines der sechs berechneten Isovistenfeatures. Da die meisten ML-Ansätze stan-
dardisierte Datensätze benötigen, um eine gute Modellierung zu erzeugen, wird
ein Skalierungs- und Normalisierungsprozess durchgeführt. Einer der Gründe
hierfür ist, dass besonders bei multidimensionalen Clustering-Verfahren die
Distanz zwischen den jeweiligen Features der Daten eine wichtige Rolle spielt.
Da die Features aber oftmals verschiedene Skalen besitzen, ist es sinnvoll, die-
se Distanzen erst nach durchgeführter Standardisierung zu bestimmen. [41]
Durch diese Standardisierung wird sichergestellt, dass alle Isovistenfeatures
wie Area oder Occlusivity gleichbehandelt werden und keines einen gröÿeren
Ein�uss hat, nur weil die Werte anders skaliert sind. Der Skalierungs- und
Normalisierungsprozess wird wie folgt durchgeführt: Zunächst wird von jedem
Feature-Wert der Mittelwert des jeweiligen Features subtrahiert, wodurch die
Daten zentriert werden. In einem zweiten Schritt werden die Daten skaliert, in-
dem jeder Feature-Wert durch die Standardabweichung des jeweiligen Features
dividiert wird.
Dieser Prozess hat eine weitere positive Auswirkung: Er entfernt den Ein�uss,
den unterschiedlich skalierte Simulationsumgebungen auf die Isovistenkenn-
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zahlen ausüben. Nach durchgeführter Skalierung spielt es keine Rolle mehr, ob
alle Simulationsumgebungen basierend auf Karten gleichen Maÿstabs erzeugt
wurden.

3.5.2.2 Erzeugung temporaler Features

An dieser Stelle ist es wichtig zu bedenken, dass die auf diese Weise erzeug-
ten 6-dimensionalen Feature-Vektoren von statischer Natur sind. Obwohl die
Isovistenberechnungen entlang einer Trajektorie durch die Simulation erzeugt
wurden, enthält jeder einzelne Feature-Vektor nur die Isovistenkennzahlen ei-
ner einzelnen Position entlang dieser Trajektorie. Das Konzept von Bewegung
und die daraus resultierende dynamische Veränderung der Wahrnehmung ent-
lang eines Pfades sind somit bisher nicht direkt als temporale Komponente
in den Features enthalten. Die Grundidee des nächsten Schrittes ist folglich
die Berücksichtigung des temporalen Aspektes. Sie kann mit der Zielsetzung
umschrieben werden, nicht nur die Wahrnehmung von Raum modellierbar zu
machen, sondern auch die durch Bewegung verursachte Veränderung dieser
Raumwahrnehmung.
Zur Umsetzung dieser Idee wurde ein weiterer Daten Preprocessing Schritt
entwickelt, der die zeitliche Dimension der Daten nutzbar macht: Hierfür wird
das Simple Moving Average (SMA) Verfahren [7] genutzt, das in der statisti-
schen Analyse von Zeitreihen häu�g eingesetzt wird. Für jeden Feature-Wert
jedes Datenpunktes wird das Delta zwischen dem aktuellen Feature-Wert xc
und dem SMA von n vorhergehenden Daten berechnet:

xc −
1

n

n∑
i=1

xc−i (3.7)

Auf diese Weise wird die Anzahl der Features verdoppelt, so dass die resultie-
renden Feature-Vektoren nun 12-dimensional sind.

3.5.2.3 Unsupervised Learning von unbekannten Strukturen

Basierend auf diesen Preprocessing Schritten ist es nun möglich, automatisiert
verstecke Strukturen in den Isovistenmessungen zu modellieren. Ziel dieses
Schrittes ist es, die Isovistendaten in sinnvolle Cluster zu gruppieren, so dass
jedes ein für Menschen nachvollziehbares Konzept repräsentiert. Dies könn-
te beispielsweise die Raumwahrnehmung in Räumen gegenüber der Raum-
wahrnehmung in Korridoren sein. Für das Au�nden versteckter Strukturen
in ungelabelten Daten, wie den hier vorhandenen, sind besonders Unsuper-
vised Machine Learning Techniken geeignet. Die Grundlagen hiervon wurden
in Unterabschnitt 2.1.2 erläutert. Für die im Folgenden durchgeführten Ex-
perimente wird k-means [89], ein zentroidenbasierter Clustering Algorithmus,
sowie DBSCAN [39], ein dichtebasierter Clustering Algorithmus eingesetzt.
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Zur Bestimmung des Parameters k, der Anzahl an Clustern des k-mean Al-
gorithmus, wird der Silhouettenkoe�zient berechnet [40]. Dies erlaubt es zum
einen, einen ersten Einblick in die interne Struktur der Daten zu erhalten, zum
anderen ermöglicht es eine geeignete Zahl an Clustern zur weiteren Evaluation
zu wählen.

3.5.2.4 Qualitative, visuelle Analyse im Karten- und Feature-Raum

Die Evaluation der so erfolgten Modellierung erfolgt in einem anschlieÿenden
Schritt qualitativ mittels visueller Untersuchungen. Diese Untersuchung kann
einerseits, unter Hinzunahme der X- und Y-Koordinaten der Datenpunkte, im
sogenannten Karten-Raum erfolgen. Hierbei werden die einzelnen Datenpunkte
an der entsprechenden Koordinate der Umgebung eingezeichnet und basierend
auf ihrem Cluster-Label eingefärbt. Dies erlaubt eine semantische Interpreta-
tion der verschiedenen Cluster und die Untersuchung, ob diese für Menschen
nachvollziehbare Konzepte repräsentieren.
Andererseits ist eine Untersuchung im sogenannten Feature-Raum möglich,
also ohne Hinzunahme der räumlichen Koordinaten. Da die Daten je nach Re-
präsentation bis zu 12-dimensional sind, ist keine direkte Visualisierung mög-
lich. Dieses Problem kann durch Verfahren zur Dimensionsreduktion gelöst
werden. Für die folgende Evaluation kommt dabei die Principal Component
Analysis (PCA) [109] zum Einsatz. Dabei werden die originalen Isovistenfeatu-
res durch unkorrelierte Linearkombinationen derselben ersetzt. Anschlieÿend
können diese Hauptkomponenten genannten Featurekombinationen visualisiert
werden. Durch eine Reduktion auf drei Hauptkomponenten können diese als
Achsen einer 3D-Visualisierung dargestellt werden [1]. Werden die Datenpunk-
te zusätzlich basierend auf ihrem Clusterlabel eingefärbt, ist ein visueller Ver-
gleich der Clusterzugehörigkeit möglich. Dies erlaubt zum einen eine Einsicht in
die tieferliegende Struktur der Wahrnehmungsmodellierung, und zum anderen
einen Vergleich bezüglich der Unterschiedlichkeit verschiedener Umgebungen.

3.6 Evaluation der Wahrnehmungsmodellierung

Die Evaluation der zuvor beschriebenen Wahrnehmungsmodellierung erfolgt
auf zwei strukturell unterschiedlichen Umgebungen. Beide Umgebungen basie-
ren auf realen Gebäudeplänen. Die erste Umgebung entspricht einem Teil eines
Universitätsgebäudes der Ludwig-Maximilians-Universität München (LMU).
Dieses enthält sich stark wiederholende Strukturen bestehend aus Korrido-
ren und sich ähnelnden Räumen (siehe Abbildung 3.5). Die zweite Umgebung
basiert auf dem Gebäudeplan der Technischen Universität München (TUM)
und enthält die Haupthalle, umgebende Räume, sowie vier die Universität
umgebende Straÿen. Im Vergleich enthält diese Umgebung unregelmäÿigere
Strukturen, die von groÿen Vorlesungssälen sowie Korridoren zwischen diesen
geprägt sind (siehe Abbildung 3.6).
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Abbildung 3.4: Silhouettenkoe�zient eines k-means basierten Clusterings un-
ter Verwendung der sechs statischen Isovistenfeatures auf den
Umgebungen LMU und TUM.

Basierend auf diesen zwei Umgebungen wurden in einem nächsten Schritt
370000 Isovistenmessungen entlang zufälliger Trajektorien auf der LMU Um-
gebung, sowie 220000 Messungen auf der TUM Umgebung durchgeführt. Jede
Messung erfasst die in Unterabschnitt 3.3.1 erläuterten sechs statischen Isovis-
tenfeatures: .
Diese 6-dimensionale Featuremenge bildet die Grundlage für den nächsten
Schritt, die Modellierung versteckter Strukturen durch Clustering. Bei Ver-
wendung des k-means Algorithmus muss die Anzahl an zu bildenden Clustern
vorab durch den Hyperparameter k festgelegt werden. Um zu analysieren, ob
es eine eindeutig optimale Belegung gibt, wurde der Silhouettenkoe�zient für
eine verschiedene Anzahl k an Clustern, auf beiden Datensätzen LMU sowie
TUM berechnet.

3.6.1 Evaluation im Karten-Raum

Wie in Abbildung 3.4 ersichtlich ist, erzeugt k = 2 den eindeutig höchsten Sil-
houettenkoe�zienten auf der LMU Umgebung. Auf der TUM Umgebung sind
die Unterschiede weniger deutlich, mit einem Maximum bei k = 5. Es gibt
jedoch keinen einzelnen, umgebungsübergreifend optimalen Wert für k. Es ist
zudem interessant zu analysieren, ob die Anzahl an Clustern auch eine seman-
tische Auswirkung bei der Zuordnung einzelner Datenpunkte hat. Aus diesen
Gründen wurde die folgende visuelle Datenanalyse nicht nur mit einer einzel-
nen Anzahl k an Clustern, sondern mit einer variablen Anzahl durchgeführt.
Im Folgenden werden einige ausgewählte Visualisierungen im Karten-Raum ge-
nauer analysiert. Weitere Visualisierungen mit anderen Werten für k be�nden
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Abbildung 3.5: Visualisierung eines k-means basierten Clusterings mit k = 3,
basierend auf den statischen Isovistenfeatures, die auf der LMU
Umgebung gemessen wurden.

sich im Anhang.
Von einem semantischen Standpunkt aus betrachtet, erzeugte ein Wert von
k = 3 die interessantesten Ergebnisse auf der LMU Umgebung. Wie in Abbil-
dung 3.5 ersichtlich ist, wurden dabei drei verschiedene Strukturen der Umge-
bung in getrennte Cluster separiert. So wurde eine klare Trennung zwischen
dem groÿen horizontalen Korridor (Cluster-1), den groÿteils vertikalen Korri-
doren (Cluster-2), sowie den kleineren Räumen (Cluster-0) deutlich. An dieser
Stelle ist es wichtig zu bedenken, dass menschliche Konzepte nicht notwendi-
gerweise durch die Cluster re�ektiert werden müssen. Somit ist die semantische
Bedeutung eines Clusters immer menschlicher Interpretation unterworfen.
Abbildung 3.6 zeigt die Visualisierung des k-means basierten Clusterings mit
k = 4 auf der TUM Umgebung. Auch wenn die hier separierten Strukturen im
Vergleich zur LMU Umgebung etwas weniger klar getrennt sind, zeigen sich
doch deutliche semantische Einheiten. Die durch die Isovisten erfasste Wahr-
nehmung an Standorten der vier die Universität umgebenden Straÿen wurden
klar Cluster-3 zugeordnet. Hier dominieren sehr weite Sichtfelder in horizon-
tale oder vertikale Richtung, während die Sicht in die jeweils andere Richtung
stark beschränkt ist. Cluster-1 gruppiert Wahrnehmungen der groÿen, zentral
gelegenen Haupthalle, sowie der zwei links und rechts davon gelegenen Hallen.
Kleinere Räume sind groÿteils Cluster-0 zugeordnet, wobei hier die Trennung
zu Cluster-2 semantisch nicht immer eindeutig zu erfassen ist.
Neben dem distanzbasierten Clusteringverfahren k-means wurde auch das
dichtebasierte Clusteringverfahren DBSCAN evaluiert. Da hier die Anzahl an
Clustern nicht direkt spezi�ziert, sondern nur indirekt über zwei Dichteparame-
ter ε und minPTS beein�usst werden kann, ist es deutlich schwieriger eine für
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menschliche Interpretation sinnvolle Anzahl an Clustern zu �nden. Zudem war
es aufgrund der hohen Arbeitsspeicheranforderungen von DBSCAN nicht mög-
lich die komplette Menge an Isovistendaten zu clustern. Abbildung 3.7 zeigt ein
beispielhaftes Resultat eines DBSCAN Clusterings mit ε = 3,minPTS = 2500,
der ersten 100000 statischen Isovistenmessungen auf der LMU Umgebung. Das
von DBSCAN erzeugte cluster- -1 (siehe Abbildung 3.7) enthält dabei Outlier,
die keinem der anderen Cluster zugeordnet werden konnten, jedoch auch un-
tereinander kein Cluster bilden.
Aufgrund dieser Schwierigkeiten bei der Verwendung von DBSCAN wurden
die weiteren Analysen basierend auf k-means Clustering durchgeführt.
Nach der Betrachtung der statischen Isovistenfeatures, und dem Au�nden von
Strukturen, die als Räume oder Gänge interpretiert werden könnten, erfolgt
nun eine Analyse der dynamischen Features. Hierfür wurde, wie in Unterun-
terabschnitt 3.5.2.2 erläutert, für jeden Feature-Wert jedes Datenpunktes das
Delta zwischen dem aktuellen Feature-Wert und dem SMA von n vorhergehen-
den Daten berechnet. Auf diese Weise kann die temporale Dimension der Daten
erfasst werden. Die erneute Anwendung eines k-means Clusterings auf diesen
rein temporalen Features erzeugt bei Analyse im Karten-Raum ein gänzlich an-
deres Bild. Abbildung 3.8 zeigt das Ergebnis der LMU Umgebung, bei Verwen-
dung von k = 3 Clustern und n = 5, also einer Delta-Berechnung zum Mittel
der 5 vorhergehenden Datenpunkte. Es ist deutlich sichtbar, dass semantisch
andersartige Cluster entstehen, die vor allem Datenpunkte an Durchgängen,
speziell an Türdurchgängen enthalten. Diese Interpretation leuchtet intuitiv
ein, da besonders Türdurchgänge Komponenten von Gebäuden sind, die oft-
mals Strukturen unterschiedlicher Art verbinden. Aus diesem Grund führt eine
Bewegung durch diese hindurch zu Veränderungen in der Wahrnehmung. Die
Resultate zeigen, dass eine Modellierung dieser dynamischen Wahrnehmungs-
veränderung durch Erzeugung temporaler Isovistenfeatures möglich ist.
Durch Kombination der statischen und dynamischen Cluster kann eine kom-
binierte Menge an Datenlabels erzeugt werden, die beide Aspekte abbildet.
Abbildung 3.9 zeigte die Visualisierung des so erzeugten Datensets. Eine mög-
liche semantische Interpretation der Cluster könnte sein:

Cluster-0 (Blau): Kleine Räume

Cluster-1 (Orange): Groÿe Korridore

Cluster-2 (Rot): Kleine Korridore

Cluster-3 (Violett): Groÿe Räume

Cluster-4 (Grün): Durchgänge (Türen, etc.)
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Abbildung 3.6: Visualisierung eines k-means basierten Clusterings mit k = 4,
basierend auf den statischen Isovistenfeatures, die auf der TUM
Umgebung ermittelt wurden.
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Abbildung 3.7: Visualisierung eines DBSCAN-basierten Clusterings mit
ε = 3,minPTS = 2500, basierend auf den statischen Isovisten-
features die auf der LMU Umgebung gemessen wurden. Da es
aus Performancegründen nicht möglich war, die gesamte Men-
ge an 370000 Datenpunkten zu clustern, wurden lediglich die
ersten 100000 Datenpunkte betrachtet.

3.6.2 Evaluation im PCA Feature-Raum

Um nach der Analyse im Karten-Raum eine tiefere Intuition dafür zu erlangen,
wie die Unsupervised Machine Learning Methoden die Wahrnehmung model-
lieren, wurde eine visuelle Datenanalyse im Feature-Raum durchgeführt. Durch
Visualisierung der Ergebnisse verschiedener Clusterkon�gurationen kann so ein
tieferes Verständnis der in den Isovistendaten vorhandenen Struktur erlangt
werden. Zu diesem Zweck wurde wie in Unterunterabschnitt 3.5.2.4 erläutert,
eine Principal Component Analyse (PCA) durchgeführt. Hierbei wurden die
originalen Isovistenfeatures durch diejenigen drei Hauptkomponenten ersetzt,
die die Varianz in den Daten maximal erklären. Jede der drei Achsen der fol-
genden Visualisierungen entspricht einer dieser Hauptkomponenten, während
die Farbe eines Datenpunktes das jeweilige Clusterlabel darstellt.
Abbildung 3.10 zeigt das Resultat dieser Schritte basierend auf den auf der
LMU Umgebung erfassten Isovistendaten. Die Färbung der Datenpunkte der
Abbildungen 3.10a-3.10d basiert dabei auf unterschiedlichen Werten k des
verwendeten k-means Clusterings. In dieser Feature-Raum basierten Visua-
lisierung, ohne X,Y-Koordinaten, wird zunächst unabhängig vom verwendeten
Parameter k die klare Trennung zwischen einem linken Cluster (Orange) und
den anderen Clustern rechts deutlich. Diese klare Trennung spiegelt die Tatsa-
che wieder, dass die LMU Umgebung ihren höchsten Silhouettenkoe�zienten
(0,69) bei der Verwendung von zwei k-means Clustern zeigte. Bei Betrachtung
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Abbildung 3.8: Visualisierung eines k-means basierten Clusterings mit k =
3, basierend auf den dynamischen Isovistenfeatures, erzeugt
mittels SMA n = 5 auf der LMU Umgebung.

im Karten-Raum, also bei Verwendung der X,Y-Koordinaten der Datenpunk-
te als Achsen, wurde die Bedeutung dieses auch bei k = 3 existenten Clusters
deutlich: Alle Isovistenmessungen dieser Datenpunkte wurde an Positionen er-
fasst, die sich im groÿen Korridor in der Mitte der Umgebung be�nden (siehe
Abbildung 3.5).
Abbildung 3.11 stellt die LMU und TUM Umgebungen gegenüber. Hier zeigt
sich, dass sich auch im PCA Feature-Raum die unterschiedliche Struktur der
Umgebungen widerspiegelt. Während in der LMU Umgebung eine sehr kla-
re Struktur zu erkennen ist, sind die Übergänge der Strukturen der TUM
Umgebung weniger deutlich. Dennoch können einzelne Bereiche unterschieden
werden, die eine semantische Interpretation bei Betrachtung im Karten-Raum
(siehe Abbildung 3.6) ermöglichen.

3.7 Konzept zur Modellierung Bayesscher
Überraschung

Die in den vorhergehenden Abschnitten präsentierten Ergebnisse zeigen, dass
wiederkehrende räumliche Strukturen auch zu wiederkehrenden Mustern in den
entwickelten Wahrnehmungsmodellierungen führen. Je nach verwendeter Mo-
dellierung ist es so möglich, unterschiedliche statische oder dynamische Aspek-
te zu erfassen. Im Folgenden wird die so gescha�ene Grundlage der Wahr-
nehmungsmodellierung weiterentwickelt. Die untersuchte Fragestellung ist, ob
es möglich ist, die Isovisten-basierte Wahrnehmungsmodellierung zur Identi�-
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Abbildung 3.9: Visualisierung der Clusterzuordnungen nach Kombination der
statischen und dynamischen Clusterlabels. K-means k = 3,
SMA n = 5.

kation charakteristischer Stellen in Gebäuden zu verwenden. Der untersuchte
Ansatz ist hierbei die Modellierung von Überraschung mittels Bayesian Sur-
prise.
Das grundlegende Konzept ist wie folgt: Zunächst erfolgt entsprechend Un-
terabschnitt 3.5.1 die Generierung und Sammlung von Isovistendaten. Hierbei
kommen zum einen Umgebungen basierend auf synthetischen Gebäudegrund-
rissen zum Einsatz. Ihre Erstellung erfolgt direkt durch 3D-Modellierung in
Blender. Ziel der Untersuchungen auf diesen Umgebungen ist es, verschiedene
zentrale Elemente der Modellierung Bayesscher Überraschung gezielt zu un-
tersuchen. Zum anderen kommen Umgebungen zum Einsatz, die auf realen
Gebäudestrukturen basieren. Ziel ist hier die Untersuchung, ob die Erkennt-
nisse der synthetischen Umgebungen auf reale Gebäudestrukturen übertragbar
sind. Zudem kann hier analysiert werden, ob Trajektorien durch diese realen
Strukturen anhand der Bayesian Surprise charakterisiert werden können.
An dieser Stelle ist es wichtig zu beachten, dass die Umgebungen basierend
auf realen Gebäudestrukturen, keine Türen enthalten, während in den synthe-
tischen Gebäudestrukturen abstrahierte Türen existieren, die stets geschlossen
sind. Dem Agenten ist es nicht möglich durch diese Türen hindurchzusehen,
sie schränken den Sichtbereich somit ein. Es ist dem Agenten jedoch möglich
sich durch diese Türen hindurch zu bewegen und somit Räume zu wechseln.
Eine genauere Analyse der Struktur und dahinterliegenden Konzepte der ver-
wendeten Umgebungen �ndet sich in Unterabschnitt 3.8.1.
In Unterabschnitt 3.3.3 wurde erläutert, dass die theoretische Formulierung
von Bayesian Surprise agnostisch gegenüber des verwendeten Verteilungsty-
pen ist. Folglich muss die Entscheidung, welche Art von Verteilung zur Model-
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(a) k = 2 (b) k = 3

(c) k = 4 (d) k = 5

Abbildung 3.10: PCA Dekomposition der auf der LMU Umgebung erfassten
statischen Isovistendaten. Achsen entsprechen den drei PCA
Hauptkomponenten. Die Farbe der Datenpunkte entspricht
einer k-means basierten Clusterzuordnung bei Verwendung
verschiedener Werte für k.
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(a) LMU (b) TUM

Abbildung 3.11: Visualisierung einer PCA Dekomposition der statischen Iso-
vistenfeatures, gesammelt auf der LMU- beziehungsweise
TUM-Simulationsumgebung. Jede Achse repräsentiert eine
der drei Hauptkomponenten, die die Varianz in den Daten
bestmöglich erklären. Datenpunkte sind basierend auf einem
k-means Clustering mit k = 4 eingefärbt.

lierung des Systems verwendet wird, abhängig vom Anwendungsfall getro�en
werden. Wenn das Ziel die Durchführung von Bayesscher Inferenz (siehe Unter-
abschnitt 3.3.2) ist, ist es wichtig zu beachten, dass die Wahl des Verteilungs-
typen einen Ein�uss auf die Berechnungskomplexität hat. Bei Verwendung von
komplexen Verteilungen ist eine exakte Bestimmung des Bayesschen Posteriors
meist unmöglich, da die Berechnung exponentiell in der Anzahl der Parameter
ist [17]. Einer der e�zientesten Wege, um exakte Bayessche Inferenz durch-
führen zu können, ist die Verwendung von sogenannten Conjugate Priors, da
hier die Berechnung des Posteriors analytisch möglich ist. Der entscheidende
Aspekt bei der Verwendung von Conjugate Priors ist, dass der Posterior zur
selben funktionalen Familie wie der Prior gehört.
Im Rahmen der folgenden Evaluationen werden die Daten mittels getrennter
Multinomialverteilungen je Feature modelliert. Anders ausgedrückt wird ange-
nommen, dass die Daten für jedes Feature einer Multinomialverteilung folgen.
Dem Prinzip von Conjugate Priors folgend wurde die funktionale Form des
Priors P (M) so gewählt, dass der Posterior P (M |D) die selbe Form besitzt.
Bei der Modellierung mittels Multinomialverteilungen kann gezeigt werden,
dass in diesem Fall die korrekte Form von P (M) die Dirichlet Verteilung ist
[87].
Diese besitzt die Wahrscheinlichkeitsdichte:

P (M) =
1

B(α)

K∏
i=1

xαi−1
i , (3.8)
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mit

B(α) =

∏K
i=1 Γ(αi)

Γ(
∑K

i=1 αi)
(3.9)

und Konzentrationsparametern α1, ..., αK > 0, K der Anzahl an Kategorien
und Γ(.) der Gammafunktion.
Da die Multinomialverteilung eine diskrete Wahrscheinlichkeitsverteilung ist,
während die Isovistenmessung in Form kontinuierlicher Features vorliegt, ist
es notwendig die Daten zu diskretisieren. Hierfür werden die Daten D jedes
Features in eine �xe Anzahl k aneinandergrenzender Intervalle (bins) b gleicher
Breite eingeteilt. Intervall b1 beginnt dabei bei min(D) und Intervall bk endet
bei max(D).
Ein o�ensichtlicher Einwand gegen die soeben vorgestellte Modellierungsvari-
ante ist, dass die hier notwendige Diskretisierung zu einem Verlust an nume-
rischer Präzision führt. Von diesem Standpunkt aus gesehen wäre die Verwen-
dung einer kontinuierlichen Verteilung die bessere Wahl, um kontinuierliche
Features zu modellieren. Auch wenn die Modellierung im vorliegenden Kon-
text beispielsweise mittels kontinuierlicher Normalverteilungen möglich gewe-
sen wäre, wurde dennoch eine bewusste Entscheidung gegen diesen Weg ge-
tro�en, da hier die zu vermutende Multimodalität der Daten in der Model-
lierung nicht abgebildet werden könnte. Abhilfe könnte wiederum die Verwen-
dung komplexerer Wahrscheinlichkeitsverteilungen scha�en, die Multimodali-
tät abbilden können (zum Beispiel Gauÿsche Mischmodelle [16]). Hier wäre
es dann jedoch nicht mehr möglich den Bayesschen Posterior exakt analytisch
zu bestimmen und es müssten approximative Inferenzmethoden zum Einsatz
gebracht werden (Details zu approximativen Inferenzmethoden im probabilis-
tischen ML folgen in Abschnitt 4.4).
In der Bayesschen Statistik enkodiert der Prior, wie in Unterabschnitt 3.3.2
erläutert, die Annahmen bezüglich der betrachteten Wahrscheinlichkeitsvertei-
lung noch bevor Daten beobachtet wurden. Folglich kann die Wahl der Prior
Verteilung einen starken Ein�uss auf das resultierende Modell haben. Dies ist
insbesondere zu Beginn der Fall, wenn die Menge an beobachteten Daten noch
gering ist. Mit Sammlung von zunehmend mehr Daten und wiederholtem Up-
daten des Priors in den Posterior reduziert sich der Ein�uss der initialen Wahl
des Priors. Für die folgenden Evaluierungen wurde eine Gleichverteilung über
die k Intervalle je Feature als Prior gewählt. Es wird somit die selbe initiale
Wahrscheinlichkeit für alle Intervalle angenommen.
Nach jedem Schritt, in dem ein neuer Datenpunkt beobachtet wurde, wird
mittels Bayesscher Inferenz der aktuelle Prior jedes Features in den neuen Pos-
terior upgedated. Darauf folgt die Bestimmung des Bayesian Surprise durch
Berechnung der KL-Divergenz zwischen dem jeweiligen Prior P (M) und Pos-
terior P (M |D): KL(P (M |D)||P (M)). Auf diesem Weg wird die Überraschung
pro Feature, pro Schritt entlang der Trajektorie berechnet. Um eine einzelne,
kombinierte Maÿzahl der Überraschung zu erhalten, kann eine (gewichtete)
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Summe der Einzelüberraschungen erzeugt werden.
Neben diesen statistischen Aspekten, die die Modellierung beein�ussen, hat
auch die gewählte Schrittlänge innerhalb der Simulationsumgebung einen Ein-
�uss auf das resultierende Modell: Diese legt fest, wie viele Messungen und
somit Datenpunkte je Länge der Trajektorie erfasst werden. Da jeder Daten-
punkt zu einem Update des Modells führt und damit zu einer Berechnung von
Bayesian Surprise, beein�usst der Schrittlängenparameter die Entwicklung des
Modells über die Zeit. Wird eine groÿe Schrittlänge gewählt, werden nur we-
nige Messungen entlang der Trajektorie durchgeführt. Folglich kann es dann
vorkommen, dass Wahrnehmungsveränderungen, die durch Strukturänderun-
gen hervorgerufen werden, die kleiner als die Schrittlänge sind (zum Beispiel
sehr kleine Räume oder Kreuzungen in Gängen), verpasst werden. Auf die glei-
che Weise würde aber eine sehr kleine Schrittlänge das Modell auf einer groÿen
Anzahl von nur minimal abweichenden Messungen überkonditionieren.

3.8 Evaluation von Bayesscher Überraschung

Im folgenden Abschnitt wird nun zunächst das zur Evaluation verwendete Ex-
perimentalsetup vorgestellt. Zunächst werden die unterschiedlichen, zur Eva-
luation verwendeten Umgebungen präsentiert und der jeweilige Fokus der Un-
tersuchung dargelegt. Darauf folgt die Darstellung der verwendeten Parame-
trisierung, sowohl der Modellierung mittels Bayesscher Überraschung, als auch
der sonstigen Evaluationsparameter. Abschlieÿend werden die Evaluationser-
gebnisse im Detail präsentiert und diskutiert.

3.8.1 Experimentalsetup

Zur Evaluation des vorgestellten Ansatzes wurden sieben verschiedene Umge-
bungen verwendet. Fünf von diesen basieren auf speziell erzeugten, syntheti-
schen Gebäudegrundrissen. Das Ziel ist hier die Untersuchung verschiedener
zentraler Elemente der Modellierung Bayesscher Überraschung. Zwei der Um-
gebungen basieren hingegen auf realen Gebäudestrukturen zur Untersuchung
der Echtwelt Eignung des Ansatzes. Im Folgenden werden nun die einzelnen
Umgebungen kurz präsentiert und der Fokus der Untersuchung dargestellt.
Die Umgebung BasicSimple stellt das einfachste untersuchte Szenario dar:
Eine Sequenz von identisch geformten Räumen, die sich von Türen getrennt
wiederholen. Der Fokus liegt hier auf der Adaptierung des Modells an die Struk-
tur der Umgebung. Die Überraschung sollte sich hier entlang der Trajektorie
zunehmend abschwächen.
Die Umgebung Alternating ist vergleichsweise ähnlich zur vorherigen. Die
Räume sind hier jedoch nicht durch Türen getrennt, sondern durch kleinere
Verbindungsräume. Somit wechseln sich hier zwei Typen von Räumen wieder-
holt ab. Von dieser Umgebung wurde zudem eine VarianteAlternatingDoors
erzeugt, bei der die Verbindungsräume erneut durch Türen abgetrennt sind.
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Die Hypothese zum Verhalten der Bayesian Surprise ist hier wie folgt: Die Mo-
dellierung sollte einerseits in der Lage sein, die zwei unterschiedlichen Typen
von Räumen zu unterscheiden, was sich in erhöhter Überraschung bei einem
Raumwechsel zeigt. Andererseits müsste die gleichmäÿige Wiederholung dieser
Wechsel zu einer Adaptation des Modells führen, was die absolute Stärke der
Überraschungen entlang der Trajektorie reduzieren sollte.
Ziel der Umgebungen AlternatingSurprise und AlternatingSurprise-

Doors ist die Untersuchung des Verhaltens der Modellierung bei Adaptation
an sich wiederholende Strukturen, vergleichbar mit den vorherigen Umgebun-
gen, die dann jedoch durch das plötzliche Auftreten einer stark abweichenden
Struktur (in Form eines groÿen Raums) unterbrochen wird. Es ist zu erwar-
ten, dass die Modellierung hier eine starke Überraschung zeigt. Diese sollte
jedoch nicht dazu führen, dass das zuvor gelernte Konzept der sich regelmäÿig
wiederholenden Strukturen komplett verworfen wird.
Neben den soeben beschriebenen synthetischen Gebäudegrundrissen kommen
Umgebungen basierend auf realen Grundrissen zum Einsatz. Die Umgebung
LMU basiert auf dem bereits in Abschnitt 3.6 verwendeten Universitätsge-
bäude der Ludwig-Maximilians-Universität München. Der gewählte Ausschnitt
unterscheidet sich jedoch und beschränkt sich auf den unteren, linken Bereich
(siehe Abbildung 3.17). Die Umgebung TUM basiert ebenfalls auf dem bereits
zuvor verwendeten Gebäudegrundriss der Technischen Universität München
(TUM). Hier ist der untersuchte Ausschnitt identisch mit der vorherigen Eva-
luation in Abschnitt 3.6 und enthält die Haupthalle sowie umgebende Räume.
Zur Erzeugung der Isovistenmessungen wurden, wie zuvor in Unterab-
schnitt 3.5.1 beschrieben, 360 Strahlen vom Standpunkt des Agenten aus gesen-
det. Dieser Wert bot in der Mehrzahl der Fälle einen guten Mittelweg zwischen
Isovistengenauigkeit und Performance. Dennoch führten in einer beschränkten
Anzahl an Fällen Messungenauigkeiten zu unerwünschten E�ekten im erzeug-
ten Modell. Diese Fälle werden im Detail in den folgenden Abschnitten disku-
tiert. Die Bewegung des Agenten erfolgt bei den synthetischen Umgebungen
vorde�niert, horizontal von links nach rechts durch die Umgebung. Bei den
LMU und TUM Umgebungen folgt der Agent komplexeren Routen mit meh-
reren Richtungswechseln.
Die in Abschnitt 3.7 beschriebene Modellierung der Bayesschen Überraschung
wurde wie folgt parametrisiert: Alle Features wurden mittels getrennten Di-
richlet Verteilungen mit k = 10 modelliert. Folglich wurden die Messwerte
jedes Features in 10 aneinandergrenzende Intervalle gleicher Breite eingeteilt.
Zu Beginn wurden gleichverteilte Priorverteilungen verwendet, die allen Inter-
vallen gleiche Wahrscheinlichkeiten zuordnen. Die Schrittlänge zwischen zwei
Updates der Modelle wurde so gewählt, dass diese auf einer geraden Trajek-
torie in etwa einen Meter beträgt. Dieser Wert hat sich auf den evaluierten
Umgebungen als geeigneter Mittelweg zwischen der Anzahl an Modellupda-
tes und der benötigten Gröÿe der Strukturänderungen erwiesen. Eine gröÿere
Schrittlänge würde zu einer verringerten Anzahl an Messungen entlang der
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Trajektorie führen, wodurch kleinere Strukturänderungen der Umgebung nicht
erfasst würden.

3.8.2 Adaptierung an gleichartige Strukturen

Eine grundlegende Qualität von Bayesian Surprise ist die Adaptierung des
Modells an die Struktur der Umgebung. Demzufolge sollten häu�g eintretende
Beobachtungen zu zunehmend geringerer Überraschung führen. Der verwen-
dete Ansatz zur Wahrnehmungsmodellierung mittels Bayesian Surprise sollte
somit in der Lage sein, einerseits neuartige Ereignisse zu erkennen, sich aber
gleichzeitig auch schnell auf gleichartige Strukturen, ebenso wie gleichartige
Strukturwechsel einzustellen. Die für diese Untersuchung eingesetzte Umge-
bung ist AlternatingDoors. Abbildung 3.12a Oben zeigt die Umgebung im
Karten-Raum. Der Agent beginnt links und bewegt sich horizontal nach rechts
entlang der dargestellten Trajektorie. Die Gröÿe der in rot dargestellten Kreise
repräsentiert die Stärke der Überraschung an der entsprechenden Position des
Agenten.
Wir beginnen mit der Betrachtung des vermutlich am einfachsten zu inter-
pretierenden Features: Area. Da die Umgebung wie in Unterabschnitt 3.8.1
erläutert Türen enthält, ist in jedem Raum nur ein einzelner, statischer Wert
für die Fläche zu beobachten: Entweder ein geringer Wert in den Verbindungs-
räumen oder ein hoher Wert in den gröÿeren Räumen. Abbildung 3.12a Mit-
te zeigt die ermittelten Werte des Features Area (Y-Achse) entlang der Tra-
jektorie (X-Achse). Der beobachtete Ausreiÿer im vorletzten Raum wird im
Folgenden noch detailliert diskutiert. Zu Beginn startet der Agent in einem
kleinen Verbindungsraum auf der linken Seite der Umgebung. Die durch die
erste Beobachtung erzeugte Überraschung (Abbildung 3.12a Unten) fällt mo-
derat aus. Dieses Phänomen trat in allen weiteren untersuchten Umgebun-
gen gleichermaÿen auf und ist der gewählten Initialisierung des Modell Priors
als Gleichverteilung geschuldet. Der Agent bewegt sich nun horizontal nach
rechts durch den Verbindungsraum, während das beobachtete Feature Area
konstant bleibt. Dies führt wie vermutet zu einer Abschwächung der Überra-
schung, da die Beobachtungen zunehmend erwartet werden. Mit Betreten des
ersten groÿen Raums beobachtet der Agent erstmalig hohe Werte des Featu-
res Area. Das Auftreten dieser Werte besitzt im aktuellen Modell des Agen-
ten zu diesem Zeitpunkt eine geringe Wahrscheinlichkeit. Dies erzeugt eine
starke Überraschung, da das basierend auf diesen neuen Daten aktualisierte
Modell stark vom bisherigen abweicht. Mit fortschreitendem Durchqueren des
groÿen Raumes adaptiert sich der Agent erneut an die aktuelle Raumwahr-
nehmung (bezüglich des Features Area), was sich in zunehmend reduzierter
Überraschung widerspiegelt. Das Eintreten in den zweiten Verbindungsraum
erzeugt einen erneuten, kurzzeitigen Anstieg der Überraschung. Mit weiterer
Wiederholung dieser Raumabfolge schwächt sich dieser E�ekt zunehmend ab.
Der Agent hat sich an die Strukturen und Strukturwechsel der Umgebung ad-

55



3 Wahrnehmungsmodellierung

aptiert. Zu Beginn des vorletzten groÿen Raumes enthalten die Daten einen
Ausreiÿer (siehe Abbildung 3.12a Mitte). Hier ist erkennbar, dass der gemes-
sene Wert ein singulär auftretendes, globales Maximum darstellt, der zuvor
nicht aufgetreten ist. Diese Messung basiert auf einem Annäherungsfehler der
Simulationsumgebung. Wie in Unterabschnitt 3.8.1 dargestellt, wird das tat-
sächliche Isovistenfeature Area durch 360 Strahlen angenähert. Dies erfolgt
durch ein Verbinden der Strahlenendpunkte und der Berechnung der Fläche
des resultierenden Polygons. Dadurch kann es, abhängig von der Position des
Agenten, zu Annäherungs- und Rundungsfehlern kommen. Die Tatsache, dass
die hier beobachtete Amplitude nicht regelmäÿig auftritt, ist der Schrittlän-
ge des Agenten geschuldet. Dadurch werden Messungen an unterschiedlichen
Positionen innerhalb von strukturell gleichen Räume vorgenommen.

Die Werte der beobachteten Features Real-surface Perimeter (Abbil-
dung 3.12b) und Circularity (Abbildung 3.12c) verhalten sich ähnlich zum
Feature Area. Auch hier ist eine klare, alternierende Struktur mit hohen und
niedrigen Werten zu erkennen. Aufgrund der strahlenbasierten Annäherung
sind die Werte des Real-surface Perimeters im Vergleich jedoch weniger binär,
und es treten ebenfalls Ausreiÿer in den Messungen auf. Dies führt in Kom-
bination mit der verwendeten Diskretisierung in Intervalle zu wiederholten
Ausreiÿern der ermittelten Überraschung. In Abschnitt 3.9 werden mögliche
Ansätze zur Problembehebung diskutiert. Trotz dieser unerwünschten Phäno-
mene ist der grundlegende Trend einer sich abschwächenden Überraschung klar
erkennbar. In anderen Worten: Eine Adaptierung an gleichartige Strukturen
ist festzustellen.

Die beobachteten Messwerte der Features Variance (Abbildung 3.13a Mitte)
und Skewness (Abbildung 3.13b Mitte) verhalten sich grundsätzlich ähnlich.
Die genauen Werte sind nun jedoch stark von der Position des Agenten inner-
halb des Raumes abhängig. Nahe den Wänden der Räume sind hohe Werte
zu beobachten, während in der Mitte tendenziell geringere Werte auftreten.
Im Falle der Skewness ist ein zusätzliches lokales Maximum in der Mitte der
groÿen Räume zu erkennen. Aufgrund der (bewusst) nicht erfolgten Synchroni-
sation zwischen Schrittlänge und Raumgröÿen sind die beobachteten Werte in
unterschiedlichen Räumen, wie zuvor auch, nicht identisch. Dies spiegelt sich
in teils leicht erhöhter Überraschung in Abbildung 3.13a und Abbildung 3.13b
Unten wider. Dennoch ist auch hier in beiden Evaluationen ein Trend sich
abschwächender Überraschung erkennbar, der auf eine Adaptierung an gleich-
artige Strukturen zurückzuführen ist.

Das Feature Occlusion kann nicht in der bisher betrachteten Umgebung Al-
ternatingDoors untersucht werden, da das Vorhandensein von Türen dazu
führt, dass keine verdeckten Flächen auftreten. Deshalb wurde zur Betrachtung
dieses Features das Verhalten auf der Umgebung Alternating untersucht, die
keine Türen enthält (Abbildung 3.13c). Die ermittelten Feature-Werte (mittle-
re Abbildung) alternieren zwischen hohen und mittleren Werten. Hohe Werte
treten auf, wenn ein Groÿteil des Sichtbereichs verdeckt ist. Dies ist der Fall,
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3.8 Evaluation von Bayesscher Überraschung

(a) Area

(b) Real-surface Perimeter

(c) Circularity

Abbildung 3.12: Visualisierung der Überraschungswerte je Feature Area, Real-
surface Perimeter und Circularity auf der Umgebung Alter-
natingDoors. Die jeweils obserste Zeile visualisiert die Über-
raschung (rote Kreise) im Karten-Raum entlang der Trajekto-
rie (Startpunkt: grüner Kreis, Bewegung nach rechts). Mitte:
Messwerte des Isovistenfeatures entlang der Trajektorie. Un-
ten: Berechneter Überraschungswert in linearer Skala.
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wenn sich der Agent in den Durchgangsräumen be�ndet und in groÿe Räume
blickt. Im umgekehrten Fall, wenn der Blick von einem groÿen Raum aus in
die Durchgangsräume fällt, ist die Verdeckung im Vergleich geringer. Verur-
sacht durch die nicht von Türen beschränkten Raumübergänge verlaufen die
Änderungen der Feature-Werte, im Vergleich zu den vorherigen, gradueller.
Dies führt zu stark schwankenden Werten der Bayesschen Überraschung. Be-
sonders zu Beginn der Trajektorie tritt eine Vielzahl unerwarteter Werte auf,
die zunächst zu einer konstant hohen Überraschung führen. Die Stärke der
Ausschläge nimmt dennoch über den Verlauf zunehmend ab, so dass auch hier
erkennbar ist, dass sich das Modell an die auftretenden Strukturen adaptiert.
Wie auch zuvor enthalten die Messungen einen Ausreiÿer (globales Maximum
der Feature-Werte im vorletzten Durchgangsraum), der zu einer kurzen, star-
ken Überraschung führt. Die Entwicklung der Werte im letzten Raum weicht
von den vorherigen Räumen ab. Es treten gegen Ende Werte auf, die zwischen
den bisherigen Werten von Durchgangsräumen und groÿen Räumen liegen.
Dies ist darauf zurückzuführen, dass der letzte Raum nur einen vorhergehen-
den Durchgangsraum, aber keinen folgenden besitzt. Auch diese Abweichung
der Struktur wird durch die Wahrnehmungsmodellierung erkannt und führt zu
erhöhter Überraschung.
In Abschnitt 3.7 wurde die Möglichkeit zur Erstellung einer kombinierte Maÿ-
zahl der Überraschung genannt. Diese wurde in der folgenden Untersuchung
als ungewichtete Summe der Einzelüberraschungen erzeugt. Abbildung 3.14
zeigt die so ermittelten Werte auf der Umgebung BasicSimple, in der die ein-
zelnen Räume nicht durch Türen abgetrennt sind. Auch in dieser kombinierten
Variante zeigt sich das zuvor beobachtete Verhalten: Zu Beginn werden neu
wahrgenommene Strukturen korrekt als solche erkannt und schlagen sich in
hoher Überraschung nieder. Über den Verlauf der Trajektorie adaptiert sich
die Modellierung an die auftretenden Strukturen, was zu einer Reduktion der
Überraschung führt. Nur gegen Ende weicht der ermittelte kombinierte Fea-
turewert erneut von den vorherigen ab, was zu einer erhöhten Überraschung
führt.

3.8.3 Beibehalten von Konzepten nach kurzer
Überraschung

Im vorherigen Abschnitt konnte gezeigt werden, dass die Wahrnehmungsmo-
dellierung strukturelle Veränderungen erkennt, und sich an diese adaptieren
kann. Im Folgenden wird nun die Hypothese untersucht, dass eine plötzliche,
starke Überraschung gelernte Konzepte nicht verwirft. Die Untersuchung be-
ginnt mit einer Betrachtung des Features Area auf der Umgebung Alterna-
tingSurpriseDoors. Die Verwendung einer Umgebung mit Türen führt da-
zu, dass die Feature-Werte einheitlicher sind und der Eintritt in abweichende
Strukturen klar abgetrennt ist. Darauf folgt eine Betrachtung des Features
Occlusion auf der Umgebung AlternatingSurprise, die keine Türen enthält.
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(a) Variance

(b) Skewness

(c) Occlusion

Abbildung 3.13: Visualisierung der Überraschungswerte je Feature Variance,
Skewness und Occlusion. Die jeweils obserste Zeile visuali-
siert die Überraschung (rote Kreise) im Karten-Raum entlang
der Trajektorie (Startpunkt: grüner Kreis, Bewegung nach
rechts). Für eine bessere Lesbarkeit sind die Überraschungs-
werte von Variance und Skewness in logarithmischer Skala
abgebildet, während Occlusion in linearer Skala dargestellt
ist. 59
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Abbildung 3.14: Visualisierung der additiv kombinierten Überraschungswerte
auf der Umgebung BasicSimple. Oben: Visualisierung der
Überraschung (rote Kreise) im Karten-Raum entlang der Tra-
jektorie (Startpunkt: Grüner Kreis, Bewegung nach Rechts).
Eine Adaptation auf die sich wiederholenden Strukturen ist
deutlich sichtbar.

Ziel ist hier die Untersuchung der Übertragbarkeit auf Umgebungen mit sich
kontinuierlich veränderndem Wahrnehmungseindruck. Abbildung 3.15a und
Abbildung 3.15b Oben zeigen das jeweils grundlegende Layout der Umge-
bungen. Grundelement ist eine sich wiederholende Abfolge von kleinen und
mittelgroÿen Räumen, vergleichbar mit den vorherigen Umgebungen, die dann
jedoch durch das plötzliche Auftreten einer stark abweichenden Struktur in
Form eines sehr groÿen Raums unterbrochen wird. Anschlieÿend folgt erneut
die sich zu Beginn wiederholende Abfolge von Räumen.
Abbildung 3.15a Mitte zeigt, dass klar getrennte Werte für das Feature Area
auf der Umgebung AlternatingSurpriseDoors gemessen wurden. Niedrige
und mittlere Werte wechseln sich alternierend ab. Der in der Mitte der Umge-
bung plötzlich auftretende groÿe Raum führt wie zu erwarten zu einem sofor-
tigen Anstieg der Messwerte. Mittig in diesem Raum treten erneut zwei durch
Annäherungsfehler verursachte Ausreiÿer auf. Nach Verlassen dieses Raums
entsprechen die Feature-Werte erneut den zu Beginn ermittelten. Die Struktur
der Umgebung spiegelt sich klar in den ermittelten Überraschungswerten (Ab-
bildung 3.15a Unten). Zu Beginn, und bei erstmaligem Eintreten des Agenten
in einen mittelgroÿen Raum, zeigen sich hohe Überraschungswerte. Diese fal-
len dann wie erwartet durch Adaptation auf ein sehr geringes Level ab. Bei
Betreten des groÿen Raums tritt eine starke Abweichung zwischen Erwartung
und Beobachtung der Wahrnehmungsmodellierung auf. Das Einbeziehen dieser
abweichenden Beobachtung in die Modellierung führt zu einer starken Verän-
derung des Posteriors des Modells, was sich wiederum in einem stark erhöhten
Überraschungswert ausdrückt. Entlang der Durchquerung dieses Raums − un-
terbrochen nur durch die Annäherungsfehler− führt die laufende Einbeziehung
dieser Beobachtungen zu immer kleineren Veränderungen des Modells, so dass
sich auch die Überraschung abschwächt. Der entscheidende Punkt der Unter-
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(a) Area

(b) Occlusion

Abbildung 3.15: Visualisierung der Überraschungswerte des Features Area auf
der Umgebung AlternatingSurpriseDoors und Occlusion
auf AlternatingSurprise.
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suchung ist nun das Verhalten der Wahrnehmungsmodellierung bei Verlassen
des groÿen Raums und erneutem Eintreten in einen kleinen Raum. Abbil-
dung 3.15a Unten zeigt an dieser Stelle der Trajektorie einen leichten Abfall
des Überraschungswertes. Dies zeigt, dass die Wahrnehmungsmodellierung die
vor dem überraschend aufgetretenen groÿen Raum häu�g aufgetretene Struk-
tur des kleinen Raums wiedererkennt. Die nun erneut dem Beginn der Trajek-
torie entsprechende wiederholende Abfolge von Räumen erzeugt nur mehr das
gleiche geringe Level an Überraschung wie zuvor. Somit zeigt sich, dass die
Wahrnehmungsmodellierung gelernte Konzepte nicht verwirft, wenn plötzlich
eine kurze Überraschung durch andersartige Wahrnehmung auftritt.
Es folgt nun die Betrachtung des Features Occlusion auf der strukturell ver-
gleichbaren Umgebung AlternatingSurprise. Diese enthält jedoch keine Tü-
ren, so dass die auftretenden Verdeckungen durch das Feature Occlusion erfasst
werden. Abbildung 3.15b Mitte zeigt, dass das Feature stabile Werte innerhalb
der kleinen Räume aufweist, von denen aus gesehen der Groÿteil der umgeben-
den Räume verdeckt ist. An den Randbereichen der mittelgroÿen Räume sind
die Werte geringer, steigen jedoch zur Mitte der Räume hin an. Die Occlu-
sion-Werte verändern sich dann jedoch bereits im letzten kleinen Raum vor
dem überraschend groÿen Raum. Da hier mehr sichtbare Fläche verdeckt ist,
steigen die Werte an, was sich wiederum in erhöhter Überraschung nieder-
schlägt. Das Eintreten in den groÿen Raum führt zu einem starken Absinken
der Feature-Werte und hoher Überraschung. Der folgende Übergang in den
kleinen Raum ist erneut überraschend, was auf das Auftreten eines globalen
Maximums der Occlusion-Werte zurückzuführen ist. Über den Rest der Tra-
jektorie ist die Überraschung erneut minimal, da die Abfolge der mittleren und
kleinen Räume der ersten Hälfte der Trajektorie entspricht. In dieser Tatsa-
che zeigt sich erneut, dass plötzliche groÿe Überraschung die bereits gelernten
Strukturen der Wahrnehmung nicht verwirft.

3.8.4 Übertragbarkeit auf realistische Umgebungen

Mit den vorherigen Resultaten konnte auf synthetischen Umgebungen gezeigt
werden, dass die entwickelte Wahrnehmungsmodellierung in der Lage ist sich
an wiederkehrende Strukturen zu adaptieren. Zudem werden diese Konzepte
auch bei kurzzeitig eintretender Überraschung durch abweichende Strukturen
nicht verworfen. Als nächstes erfolgt nun eine Betrachtung der Übertragbarkeit
dieses Verhaltens auf realistische Umgebungen.
Die Untersuchung erfolgt auf der Umgebung TUM, die auf dem bereits zuvor
verwendeten Gebäudegrundriss der Technischen Universität München (TUM)
basiert. Abbildung 3.16 zeigt blau eingefärbt die Begrenzungen dieser kom-
plexen Umgebung im Karten-Raum. Der verwendete Ausschnitt beinhaltet
die Haupthalle der Universität sowie vier umgebende Straÿen. Die Umgebung
ist geprägt von einem zentral gelegenen, groÿen Innenhof sowie Gebäuden mit
stark unterschiedlich geformten Räumen und einer Vielzahl an Eingängen. Der
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Abbildung 3.16: Visualisierung einer sehr langen Trajektorie durch die Um-
gebung TUM. Die additiv kombinierten Überraschungswerte
aller sechs Isovistenfeatures sind entsprechend ihrer Stärke
durch Kreise varrierender Gröÿe in Rot abgebildet. Buchsta-
ben markieren Regionen hoher Überraschung.
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Startpunkt der vom Agenten beschrittenen Trajektorie durch diese Umgebung
ist in Grün markiert. Die entlang der Trajektorie berechneten Überraschungs-
werte sind entsprechend ihrer Stärke durch Kreise unterschiedlicher Gröÿe in
Rot abgebildet. Hierbei wurde die additiv kombinierte Überraschung aller sechs
Isovistenfeatures verwendet. Im Folgenden werden einige ausgewählte Bereiche
der Trajektorie detailliert betrachtet.
Betrachtet man das Isovistenfeature Real-surface Perimeter isoliert von den
Restlichen, so be�nden sich die höchsten Werte der Überraschung an den in
Abbildung 3.16 markierten Punkten A, B und C. Die Punkte A und B be�n-
den sich exakt an Positionen, von denen aus der Agent sowohl die horizontal,
als auch die vertikal verlaufende Straÿe überblicken kann. Die hier gemessenen
Werte sind auÿergewöhnlich und führen folglich zu hoher berechneter Überra-
schung. An PunktC tritt ebenfalls hohe Überraschung auf. Die Ursache hierfür
ist jedoch genau umgekehrt: Im Bezug auf das aktuelle Modell des Agenten
war der an Punkt C stark eingeschränkte Sichtbereich sehr überraschend.
Die Punkte D und E wurden ebenfalls aufgrund ihrer sehr hohen Überra-
schungswerte ausgewählt. Diese ist hier jedoch besonders durch das Feature
Occlusion verursacht, also verursacht durch einen hohen Grad an Verdeckung.
Der Agent ist hier, aus einer Reihe von kleineren Räumen kommend, kurz da-
vor den groÿen Innenhof zu betreten. Der Sichtbereich ö�net sich, gleichzeitig
ist aber noch ein Groÿteil der Frei�äche des Innenhofes durch die Gebäude-
ecke zur Linken von Punkt D verdeckt. Charakteristisch für diese Stelle ist
somit die Tatsache, dass der Agent hier aus einer Reihe von kleineren Räumen
kommend kurz davor ist, den groÿen Innenhof zu betreten.
Der Punkt E markiert eine Position, an der der Agent die unterhalb des Ge-
bäudes horizontal verlaufende Straÿe von rechts nach links durchschreitet. An
der Stelle, an der der Agent um die Ecke biegt, wird das Sichtfeld stark durch
die Gebäudeecke beschränkt. Die so durch die Verdeckung verursachte Über-
raschung hält für einige Schritte an, fällt dann jedoch sofort ab, als der Agent
in die horizontal verlaufende Straÿe zurückkehrt.
An den markierten Punkten F und G sorgt das Feature Area für hohe Überra-
schung. Besonders an Punkt F ist die Bewegung des Agenten gut zu erkennen.
Dieser betritt den Innenhof aus dem Gebäude unterhalb von F und nimmt
einen groÿen Sichtbereich wahr. Dieser bleibt nicht statisch, sondern wird ent-
lang der Bewegung des Agenten nach oben zunehmend gröÿer, da sich der
Sichtbereich nach links in die Umgebung ö�net. Dies führt zu den erhöhten
Überraschungswerten entlang dieses Abschnitts der Trajektorie.
Auch an Position G ist die Bewegung zu erkennen. Der Agent bewegt sich von
unten nach oben, wobei der Eingang zur Rechten den Sichtbereich erweitert.
Dieser ö�net sich bei Verlassen des Durchgangs zur Linken noch weiter.
Das Feature Variance führte an Position H zu ansteigender Überraschung. An
dieser Stelle kann der Agent weit nach links und rechts sehen, gleichzeitig aber
auch in den unterhalb liegenden Innenhof. Eine vergleichbar hohe Varianz des
Sichtbereichs ist dem Agent zuvor nicht begegnet, so dass die Überraschung

64



3.8 Evaluation von Bayesscher Überraschung

entsprechend groÿ ausfällt.
Überraschung die durch die Features Skewness verursacht wurde ist an den
Positionen I und J markiert. Im kleinen Durchgang über Position I tritt ein
schiefer Sichtbereich auf, der für das zu diesem Zeitpunkt aktuelle Wahrneh-
mungsmodell des Agenten neu war. Die Sicht ist an dieser Stelle in den meis-
ten Regionen stark beschränkt, und nur an einer Stelle − der o�enen Türe
zur Linken − in weite Distanz möglich. An Position J ist ein vergleichbarer
E�ekt feststellbar. Der Agent be�ndet sich nahe an der linken Wand, was die
Sicht stark einschränkt. Gleichzeitig ist der Blick in einige wenige Richtungen
in weite Distanz möglich, zum Beispiel durch die o�ene Türe in Richtung von
Position D.
Abschlieÿend markiert Position K eine Stelle der Umgebung, an der das Fea-
ture Circularity zu einem Anstieg der Überraschung führte. Basierend auf dem
zu diesem Zeitpunkt aktuellen Wahrnehmungsmodell des Agenten ist der Sicht-
bereich auÿergewöhnlich. Dieser ist nach oben und unten durch den schmalen
Korridor stark beschränkt, während der Blick nach links und rechts in weite
Distanz möglich ist.
Zusammenfassend lässt sich feststellen, dass die berechneten Überraschungs-
werte interessante Regionen der Umgebung klar kennzeichnen. Durch die ver-
wendete Wahrnehmungsmodellierung konnten Straÿenecken, Aussichten über
den Innenhof, das Verlassen von Gebäuden in Gebiete mit weiter Aussicht, aber
auch Gebiete mit stark beschränktem Sichtbereich aus�ndig gemacht werden.
Interessant sind zudem Gebiete, in denen die Überraschung entlang der Bewe-
gung des Agenten zunehmend ansteigt.

3.8.5 Charakterisierung einer Trajektorie

Nachdem im vorherigen Abschnitt die Übertragbarkeit des Modellierungsan-
satzes auf realistische Umgebungen gezeigt werden konnte, wird nun die Mög-
lichkeit zum Einsatz in Form einer Anwendung demonstriert. Zu diesem Zweck
wurde eine manuell de�nierte Trajektorie in einem Bereich der LMU Umge-
bung verwendet. Entlang dieser Trajektorie erfolgte die Wahrnehmungsmodel-
lierung und Berechnung der Überraschungswerte. Abbildung 3.17a zeigt in Rot
die Messpunkte entlang dieser Trajektorie im Karten-Raum. Der Agent star-
tet in einem Raum im linken Teil der Umgebung und bewegt sich gegen den
Uhrzeigersinn entlang der Trajektorie. Abbildung 3.17b visualisiert die berech-
neten Überraschungswerte erneut im Karten-Raum durch rote Kreise, deren
Gröÿe mit der Stärke der Überraschung korreliert. Um die Interpretierbarkeit
zu vereinfachen, beschränkt sich die Betrachtung in diesem Abschnitt auf das
Feature Area. Abbildung 3.17c bildet die Messwerte und entsprechenden Über-
raschungswerte im zeitlichen Verlauf der Trajektorie entlang der X-Achse ab.
Lokale Maxima der Überraschung sind in beiden Abbildungsvarianten durch
die Buchstaben A-I markiert.
Zu Beginn ist aus Abbildung 3.17c klar erkennbar, dass der Agent in einem
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kleinen Raum beginnt und von der initialen Wahrnehmung überrascht ist, sich
aber schnell an diese Wahrnehmung adaptiert. Die Überraschung fällt folglich,
begründet durch die Konstanz des Eindrucks, ab. Der erste erneute Anstieg der
Überraschung be�ndet sich an Position A, als der Agent den Raum verlassen
hat und den schmalen vertikalen Gang betritt. Der Sichtbereich ist hier im Ver-
gleich erweitert. An Position B tritt der nächste Ansprung der Überraschung
auf. An dieser Position be�nden sich o�ene Türen exakt parallel zueinander.
Diese Konstellation ist für den Agenten ebenfalls neu und führt folglich zu
hoher Überraschung. Direkt unterhalb von Position B tritt eine vergleichbare
Situation erneut auf, führt nun aber aufgrund von Adaptierung zu geringerer
Überraschung. Ein extrem starker Anstieg der Überraschung ist an der folgen-
den Position C erkennbar. Hier betritt der Agent die groÿe Halle im unteren
Bereich der Umgebung. Da die Messwerte des Features Area über die nächs-
ten Schritte konstant hoch bleiben, fällt die Überraschung entsprechend wieder
ab. An Position D be�ndet sich der Agent zwar noch innerhalb der Halle, der
Sichtbereich ist jedoch durch das Hindernis zur Linken beschränkt. Dies spie-
gelt sich im Abfall der Messwerte und einem Anstieg der Überraschung wider.
Nach Verlassen der Halle betritt der Agent an Position E einen schmalen Kor-
ridor und betritt danach einen kleineren Raum. Aufgrund der verwendeten
Diskretisierung der Werte in Intervalle, sind die wahrgenommenen Werte kon-
stant, so dass sich keine starken Veränderungen des Wahrnehmungsmodells
ergeben. Die nächste überraschende Situation tritt an Position F auf, als der
Agent den langen vertikalen Korridor betritt. Das globale Maximum, sowohl
in den Feature-Werten, als auch in der ermittelten Überraschung be�ndet sich
an Position G. Hier betritt der Agent einen sehr langen horizontalen Korri-
dor (Abbildung 3.17b zeigt nur einen Ausschnitt, die Umgebung enthält rechts
noch weitere nicht sichtbare Bereiche. Eine Abbildung der gesamten Umgebung
be�ndet sich im Anhang.). Folglich ist der Sichtbereich des Agenten sehr groÿ.
Ebenso kann der Agent an Position H in die darüberliegenden Räume blicken.
Der letzte Anstieg der Überraschung ist an Position I zu beobachten, an einer
Stelle an der der Sichtbereich durch den Korridor wieder stärker eingeschränkt
ist.

Das Ziel einer zu entwickelten Anwendung könnte es nun sein, die vom Agenten
beschrittene Route zusammenzufassen oder zu charakterisieren. Ein möglicher
Weg wäre es, an Stellen hoher Überraschung eine Art von �Screenshots� des
Sichtbereichs des Agenten zu erzeugen. Abbildung 3.18 zeigt solche �Screens-
hots� die beispielhaft durch quadratisches Beschneiden der Umgebungsvisua-
lisierung im Karten-Raum erzeugt wurden. Diese 9 Ausschnitte wurden genau
an den Positionen A-I erzeugt, an denen zuvor lokale Maxima der Überra-
schungswerte ermittelt wurden. Die Charakteristik der Route ist klar erkenn-
bar: Der Agent betritt den vertikalen Korridor (A), passiert die parallelen
Türen (B) und betritt die Halle (C). Der Agent verlässt die Halle im oberen
rechten Bereich (D) und durchquert einen horizontalen Durchgang (E). Der
schmale vertikale Korridor wird schlieÿlich durch eine rechtsliegende Türe be-
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treten und nach oben durchquert (F). Anschlieÿend biegt der Agent nach links
in den langen horizontalen Korridor (G), passiert eine weitere rechtsliegende
Türe und bewegt sich weiter nach links. Die Route endet mit der Durchquerung
eines schmäleren Durchgangs innerhalb des Korridors (I).
Abschlieÿend lässt sich somit feststellen, dass die mit diesem Verfahren er-
zeugte Abfolge von �Screenshots� an Positionen hoher Überraschung eine klare
Charakterisierung der beschrittenen Trajektorie bietet.

3.9 Zusammenfassung

Ziel dieses Kapitels war die Entwicklung von Verfahren, die es lernenden Sys-
temen ermöglichen, die Wahrnehmung von Raum numerisch zu erfassen und
damit nutzbar zu machen. Grundlegende Voraussetzung zur Erreichung dieses
Ziels war dabei, dass wiederkehrende Strukturen in der Wahrnehmung auch
wiederkehrende Strukturen in der numerischen Repräsentation erzeugen müs-
sen. Nur dann sind diese mittels statistischer Modelle erfassbar.
Zur Generierung der Datenbasis wurde das in [14] vorgestellte Konzept der
Isovisten als geeignet identi�ziert. Basierend darauf wurde ein Framework zur
Erzeugung von Isovistenmessungen entlang geospatialer Trajektorien inner-
halb einer 3D-Simulationsumgebung entwickelt. Die auf diesem Weg erfassten
Daten konnten anschlieÿend mittels Daten Preprocessing aufbereitet, und ihre
zeitliche Dimension durch das SMA Verfahren nutzbar gemacht werden. Auf
dieser Datengrundlage erfolgte die Wahrnehmungsmodellierung unter Verwen-
dung von Unsupervised Machine Learning Methoden. Dieser Ansatz konnte
anschlieÿend auf simulierten Umgebungen, deren Struktur auf realen Gebäu-
deplänen basiert, erfolgreich evaluiert werden. Es wurde gezeigt, dass die erfass-
ten Isovistenmessungen entlang der Trajektorien die wiederkehrenden Struk-
turen innerhalb der Gebäude widerspiegeln. Diese wiederkehrenden Muster
konnten erfolgreich durch Unsupervised Machine Learning Methoden model-
liert werden. Eine qualitative visuelle Analyse sowohl im Karten- als auch im
Feature-Raum bestätigte die erfolgreiche Modellierung von semantisch sinn-
vollen Clustern.
Als zweiter Schritt wurde dieses entwickelte Verfahren auf Basis von Isovisten-
features mittels Bayesian Surprise erweitert. Bayesian Surprise modelliert die
subjektive Erwartung eines Agenten bezüglich des Auftretens von Ereignissen
durch bedingte Wahrscheinlichkeitsverteilungen derselben. Diese Verteilungen
und damit die Erwartungen des Agenten können laufend durch Einbeziehen
neuer Wahrnehmungen aktualisiert werden. Ein möglicher Anwendungsfall ist
die Identi�kation von charakteristischen Stellen in Gebäuden. Da diese Stellen
menschliche Aufmerksamkeit auf sich ziehen, wären sie optimal zur Positio-
nierung von Kartenmaterial oder anderen Informationen von LBS-Systemen.
Der Beitrag des entwickelten Verfahrens kann in zwei Elemente geteilt werden:
Zunächst wurde ein Weg aufgezeigt, wie Isovistenmessungen entlang räumli-
cher Trajektorien zur Verwendung im Rahmen von Bayesian Surprise aufbe-

67
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reitet werden können. Diese dienen als Eingabedaten für den zweiten Schritt,
die Wahrnehmungsmodellierung mittels Bayesian Surprise. Hier konnte ge-
zeigt werden, dass der Einsatz der Dirichlet Verteilung als Conjugate Prior zur
Multinomialverteilung eine e�ziente und dennoch exakte Bayessche Posterior-
berechnung bei Verwendung von Isovistendaten ermöglicht.
Im Rahmen der durchgeführten Evaluation konnten die folgenden Kernelemen-
te gezeigt werden: (1) Die entwickelte Wahrnehmungsmodellierung reagiert
auf unerwartete Ereignisse entlang der Trajektorie, adaptiert sich gleichzei-
tig aber auf wiederholende Strukturen. (2) Das Auftreten plötzlicher starker
Überraschung, verursacht durch abweichende Wahrnehmungen, verwirft ge-
lernte Konzepte der Wahrnehmungsmodellierung nicht. (3) Der vorgestellte
Ansatz zur Wahrnehmungsmodellierung ist übertragbar auf realistische Um-
gebungen. (4) Eine Trajektorie kann durch �Screenshots� von Positionen, an
denen hohe Überraschung auftritt, zusammengefasst beschrieben und charak-
terisiert werden.
Die Evaluationsergebnisse haben jedoch auch Schwächen der verwendeten Mo-
dellierung aufgezeigt. Verursacht durch die Diskretisierung der Isovistenwerte,
in Kombination mit der strahlenbasierten Isovistenannäherung, traten verein-
zelt Ausreiÿer in den Messwerten auf. Diese verursachten Ausreiÿer in der
berechneten Überraschung. Als möglicher Lösungsansatz wäre es von Inter-
esse, in zukünftigen Arbeiten die Auswirkung der Verwendung von kontinu-
ierlichen Verteilungen anstelle von Diskreten zu evaluieren. Hier könnte der
Einsatz von Gaussian Mixture Models [16] ein vielversprechender Weg sein,
der in der Lage ist, die Multimodalität der erfassten Isovistenwerte abzubil-
den. Dies würde zwar einerseits die Berechnungskomplexität deutlich erhöhen,
da dann approximative Inferenzmethoden zur Schätzung des Bayesian Poste-
riors notwendig wären. Verschiedene approximative Bayessche Inferenzmetho-
den werden im folgenden Kapitel 4 genauer vorgestellt. Andererseits könnten
so graduellere Übergänge modelliert werden, da die Diskretisierung der Mess-
werte in Intervalle entfallen würde. Dies könnte zur Generierung mächtigerer
Wahrnehmungsmodelle führen, die sich mit der menschlichen Interpretation
noch besser decken.
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(a) Manuell erzeugte Trajektorie (b) Berechnete Überraschung

(c) Messwerte Area (Oben) und berechnete Überraschung (Unten).

Abbildung 3.17: Demonstration der Umsetzbarkeit des Konzepts, in Form ei-
ner Anwendung. (a) Detailausschnitt der Umgebung LMU

mit einer manuell de�nierten Trajektorie (Rot). Diese beginnt
in einem kleinen Raum auf der linken Seite der Umgebung
und läuft gegen den Uhrzeigersinn. (b) Berechnete Überra-
schungswerte basierend auf dem Feature Area im Karten-
Raum. Buchstaben markieren Regionen hoher Überraschung.
(c) Oben: Feature-Werte Area entlang der Trajektorie Unten:
Dazu korrespondierende, berechnete Überraschungswerte li-
nearer Skala.
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3 Wahrnehmungsmodellierung

Abbildung 3.18: Ausschnitte (�Screenshots�) des Sichtbereichs des Agenten an
Positionen hoher Überraschung. Diese visuelle Zusammenfas-
sung charakterisiert die durch den Agenten beschrittene Rou-
te.
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Im vorherigen Kapitel konnte gezeigt werden, wie mit Hilfe verschiedener ML-
Techniken Modelle von Wahrnehmung erzeugt werden können. Diese erlauben
es den lernenden Systemen unter anderem, ihre Unsicherheit in der eigenen
Wahrnehmung zu nutzen. Strukturell betrachtet ist jedoch beispielsweise der
in Abschnitt 3.7 vorgestellte Ansatz nicht trivial mit anderen Lernansätzen
kombinierbar. Besonders im Forschungsfeld mobiler Roboter dominieren ak-
tuell Reinforcement Learning (RL) Ansätze [83, 86]. In die dort eingesetzten
Lernarchitekturen lässt sich die im vorherigen Kapitel verwendete Bayessche
Inferenz basierend auf Multinomial- und Dirichlet-Verteilungen nicht direkt
übertragen. Aktuelle State-of-the-Art Architekturen im RL nutzen hingegen
tiefe Neuronale Netze als Funktionsapproximatoren, beispielsweise von Value-
Funktionen.
Wie in Kapitel 1 dargestellt, ist jedoch der Groÿteil dieser Architekturen nicht
in der Lage Aussagen zur Unsicherheit von Vorhersagen zu tre�en. Dies wäre
jedoch besonders bei einem Einsatz dieser lernenden Systeme in Echtweltsze-
narien enorm relevant. Wenn nicht erkannt werden kann, ob das System auf
die Situation, in der es sich be�ndet, trainiert worden ist, können fehlerhaf-
te Vorhersagen zu Fehlentscheidungen und potentiell gefährlichen Handlungen
führen. Dieses Problem stellt auch ein zentrales Hindernis für einen industriel-
len Einsatz von RL-Systemen dar, da hier zum einen meist eine extrem geringe
Toleranz gegenüber Fehlern vorherrscht, und zum anderen auch regulatorische
Vorgaben den Nachweis eines garantiert sicheren Betriebs verlangen.
Die im Rahmen dieses Kapitels vorgestellten Verfahren zur Unsicherheitsmo-
dellierung und Out-of-Distribution Erkennung können hier einen wichtigen Bei-
trag leisten.

4.1 Vorverö�entlichungen

Die Kerninhalte dieses Kapitels wurden vom Autor bereits in [126] sowie [127]
verö�entlicht. Wie in Abschnitt 1.2 dargestellt, stammt die grundlegende Idee,
das Konzept sowie die Umsetzung und Evaluation des Ansatzes vom Autor
dieser Arbeit. Dies beinhaltet insbesondere den Ansatz zur Quanti�zierung
von epistemischer Unsicherheit, basierend auf RL-Value-Funktionen, als auch
das Design und die Realisierung geeigneter Evaluationsumgebungen.
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4.2 Motivation und Grundidee

Wie eingangs dargestellt, lässt sich die Komplexität einer Vielzahl aktueller
Problemstellungen nur mehr durch lernende Systeme bewältigen.
Handelt es sich dabei um eine Problemstellung, in der ein oder mehrere Agen-
ten aktiv mit einer Umgebung in einem zeitlichen Verlauf interagieren, sind
RL-Methoden, wie in Abschnitt 2.1.3 dargestellt, der State-of-the-Art Lösungs-
weg. Trotz beeindruckender Erfolge dieser Ansätze in den vergangenen Jahren
[96, 133, 140] werden die entsprechenden Systeme bisher fast ausschlieÿlich in
rein virtuellen Umgebungen (Werbeoptimierung, Videospiele etc.) oder kon-
trollierten Laborumgebungen eingesetzt.
Bevor mit RL trainierte Systeme in Echtwelt-Situationen eingesetzt werden
können, ist es unabdinglich, die Verlässlichkeit und Sicherheit gründlich zu
evaluieren. Beispielsweise kann eine naive Spezi�kation von Zielvorgaben, wie
von Amodei et al. [5] ausgeführt, zu unerwarteten, möglicherweise gefährlichen
Resultaten führen. Ebenso entsteht das grundlegende Problem, dass es in der
Regel nicht möglich ist, alle Situationen, die im Produktiveinsatz auftreten
können, vorab zu lernen, da die lernenden Systeme meist auf hochdimensionale
Zustandsbeschreibungen in einem zeitlichen Verlauf angewiesen sind.
Eine Ursache warum dies nicht möglich ist sind Kapazitätsgründe: Das Sam-
meln von Echtwelt-Situationen, in Form von Kamera- und anderen Sensor-
Daten, ist meist mit hohem Aufwand und Kosten verbunden. Zudem muss der
Agent zur Lösung von RL-Problemen während des Trainings in der Lage sein,
aktiv mit der Umgebung zu interagieren, um Auswirkungen von Aktionen er-
mitteln zu können. Im Gegensatz zu reinen Supervised-Learning Ansätzen ist
es für RL-Probleme also nicht ausreichend, vor dem Training ein �statisches�
Datenset zu sammeln. Erst die Interaktion mit der Umgebung generiert die
notwendigen Daten in Form der Zustandsbeobachtung und des Reward-Signals
(siehe 2.1.3). Diese Art des Trainings in der realen Welt ist zeitaufwändig und
teuer. Zudem ist es oftmals aus Sicherheitsgründen nicht möglich gewisse Si-
tuationen (beispielsweise Unfälle im Straÿenverkehr zum Training autonomer
Autos) herbeizuführen.
Somit sind die zum Training zur Verfügung stehenden Daten in der Praxis stets
limitiert und nicht in der Lage alle möglichen Fälle abzudecken. Ein üblicher
Weg ist es deshalb, das Training in eine Simulationsumgebung zu verlagern.
Die Simulationsumgebung dient somit als Datengenerator für das lernende
System.1 Dies bringt einige Vorteile mit sich, beispielsweise kann das Training
durch schnellere Ausführung als Echtzeit beschleunigt werden. Ebenso kön-
nen gefährliche Situationen gefahrlos simuliert werden. Andererseits entsteht
dadurch jedoch ein neues Problem, da die Simulationsumgebung die Realität
in der Regel nicht perfekt und erschöpfend abbilden kann. Dieses Delta wird

1Dies ist auch der Weg, der im Rahmen dieser Arbeit durch die Verwendung von prozedu-
ralen Umgebungsgeneratoren beschritten wird.
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auch als �Reality Gap� [67] bezeichnet.2 Das Problem, dass im Training nicht
alle möglichen Situationen abgedeckt werden können, wurde durch ein Trai-
ning in Simulation somit nicht gelöst, sondern nur verschoben, da weiterhin
die im Produktiveinsatz auftretenden Echtweltdaten von den Trainingsdaten
abweichen können.
Dieses grundlegende Problem, das auch Distribution Shift [77] oder Dataset
Shift [114] genannt wird, lässt sich in vielen Einsatzfällen der realen Welt nicht
verhindern. Die Wunschvorstellung, dass die (besonders mit Deep Learning
Methoden) gelernten Modelle auch auf diesen abweichenden Datenverteilungen
gute Ergebnisse liefern, wird aktuell in der Praxis nur selten erreicht. Auch
wenn eine perfekte Generalisierung der Modelle natürlich erstrebenswert ist,
ist diese aktuell kaum zu garantieren. Genau hier setzt der in diesem Kapitel
vorgestellte Ansatz an: Auch wenn die Generalisierung und Performance der
Modelle bei Distribution Shift aktuell nicht garantiert werden kann, so erö�net
die Modellierung von Unsicherheit doch zumindest die Möglichkeit adäquat auf
die jeweilige Situation reagieren zu können.
Eine weitere Ursache, die dazu führt, dass dieses Problem selbst bei enormem
Kapital- und Zeitaufwand zur Datensammlung nicht endgültig gelöst werden
kann ist, dass nicht alle Situationen, deren Auftreten möglich ist, vorab be-
kannt sind. Es ist also nicht möglich zu bestimmen, ob der Trainingsdatensatz
bzw. Trainingsdatengenerator das Problem bereits vollständig abdeckt, oder
durch äuÿere Umstände neue Situationen und damit Daten auftreten können,
die beim Training nicht in Betracht gezogen wurden. Um in dieser Ausgangs-
situation nun die Anforderungen an Verlässlichkeit und Sicherheit trotzdem
erfüllen zu können, sind zusätzliche Schritte notwendig.
Ein möglicher Weg, der im Folgenden näher untersucht wird, ist das Erkennen
von untrainierten, abweichenden Situationen. Diese werden im Folgenden als
Out-of-Distribution (OOD) bezeichnet. Die Begri�e Situation, Zustand und
Daten werden dabei äquivalent verwendet, da es sich aus Sicht eines RL-
Agenten stets um die nach einer ausgeführten Aktion at von der Umgebung
erhaltenen Informationen (State st in Unterabschnitt 2.1.3) handelt.
Diese Zielsetzung der Erkennung von OOD Situationen enthält zusätzlich zu
den zuvor aufgezeigten Problemen einen weiteren Aspekt, der für weitere Kom-
plexität sorgt: Da die untrainierten Situationen per De�nition vorab unbekannt
sind, muss die Erkennung möglich sein, ohne dass Beispiele dieser Daten vorab
verfügbar sind. Es ist folglich nicht möglich, beispielsweise mittels Supervi-
sed Learning, einen klassischen Klassi�kator zur Unterscheidung zu konstru-
ieren, der zum Optimierungszeitpunkt sowohl trainierte als auch untrainierte
Situationen als Eingabe benötigt. Diese Art der Problemstellung wird je nach
Anwendungsgebiet und verwendetem Ansatz als Out-of-Distribution (OOD)
Erkennung, Anomalieerkennung, Novelty Detection oder Outlier Detection be-
zeichnet [112]. Grundsätzlich ist das Ziel hierbei stets Daten, die sich von den

2Diese �Sim2Real� genannte Problemstellung sowie der entsprechende Forschungsbereich
sind jedoch nicht im Fokus der vorliegenden Arbeit.
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Trainingsdaten unterscheiden, zu erkennen beziehungsweise als abweichend zu
klassi�zieren. Dieses Ziel wird auch als One-Class Klassi�kation bezeichnet.
Für einen umfassenden Überblick zu klassischen Methoden auf niedrigdimen-
sionalen Daten kann auf Pimentel et al. [112] verwiesen werden.
Ist eine solche Erkennung abweichender Daten zuverlässig gegeben, ist die Aus-
gangsbasis gescha�en, um auf diesen Zustand adäquat reagieren zu können.
Wie eine solch adäquate Reaktion aussehen kann hängt vom jeweiligen Ein-
satzgebiet ab. Ein naheliegender Ansatz wäre es die Kontrolle des Systems an
einen Menschen zu übergeben. Amodei et al. [5] weist hier jedoch auf verschie-
dene Probleme hin: Die Skalierbarkeit eines solchen Ansatzes ist durch den
limitierenden Faktor Mensch schwer zu gewährleisten. Zudem kann es in zeit-
kritischen Anwendungsfällen schlicht zu viel Zeit erfordern, bis der Mensch die
Kontrolle geeignet übernehmen kann. In diesen Fällen könnte ein Umschalten
auf eine weniger performante, dafür robustere, automatische Verhaltensweise
geeignet sein. Wie genau die Behandlung der untrainierten Situationen ausse-
hen sollte, ist jedoch nicht im Fokus dieser Arbeit. Stattdessen steht hier die
Scha�ung der notwendigen Ausgangslage im Vordergrund: Das zuverlässige
Erkennen von unbekannten, untrainierten Situationen in einem RL-Kontext.

4.3 Grundlagen

Im folgenden Abschnitt werden zunächst die zum Verständnis notwendigen
Grundlagen zur One-Class Klassi�kation eingeführt. Darauf folgt eine Betrach-
tung üblicher Verfahren zur Evaluation von Binären Klassi�katoren. In diesem
Rahmen werden Grundbegri�e wie True Positive und False Positive ebenso
eingeführt wie Metriken zur Qualitätsbewertung.

4.3.1 One-Class Klassi�kation

In Abschnitt 2.1.1 wurden Klassi�kationsprobleme als Teil der Supervised
Learning Probleme eingeführt. Die Annahme war hier, dass Trainingsdaten
in der Form von Eingabevektoren x zusammen mit ihren korrespondierenden
Zielvektoren y zur Verfügung stehen. Im Rahmen von Klassi�kationsproblemen
stellen die Zielvektoren y die Zielkategorien, auch Labels genannt dar. Aus ma-
thematischer Sicht ist das Ziel dieser Klassi�kationsprobleme die Konstruktion
einer Funktion f(x), die jedem Eingabevektor x′ eine der Zielkategorien zu-
weist. [16]
Bei einem Klassi�kationsproblem mit zwei Klassen könnten die Zielkategorien
beispielsweise enkodiert werden als: yi ∈ {−1, 1}, so dass f(x′|X) : RD ⇒
[−1, 1]. Im Falle eines One-Class Klassi�kationsproblems unterscheidet sich
dies nun insofern, als dass zum Training lediglich Eingabedaten und Labels
einer Klasse zur Verfügung stehen. Ursache hierfür ist oftmals, dass die Gene-
rierung von Daten der abweichenden Klassen teuer ist, mit Sicherheitsrisiken

74



4.3 Grundlagen

verbunden, oder eine Beein�ussung der Systeme schlicht nicht möglich ist3.
Ziel von ML-basierten Ansätzen ist es nun, ein Modell M(Θ) zu erzeugen, das
die Funktion f(x) implementiert und somit Eingabedaten korrekt klassi�ziert.
Verschiedene Klassi�kationsalgorithmen können basierend auf dem Typ ihrer
Ausgabe unterschieden werden: Zur Kategorie der diskreten Klassi�katoren
gehören Algorithmen, die direkt eine diskrete Ausgabe erzeugen, die einem
der Klassenlabels entspricht. Die andere Kategorie (Scoring Klassi�katoren
genannt) erzeugt eine kontinuierliche Ausgabe, die als Score bezeichnet wird.
Dieser kann je nach Algorithmus eine interpretierbare Gröÿe sein, beispielswei-
se die Wahrscheinlichkeit der Klassenzugehörigkeit. Um einen binären Klassi-
�kator zu erhalten muss dieser Score anschlieÿend mittels eines zusätzlichen
Schwellwertes t auf eine der Klassen abgebildet werden.
Werden probabilistische ML-Verfahren zur Erzeugung des Modells M verwen-
det, wird primär der Begri� der Out-of-Distribution Erkennung verwendet.
Im probabilistischen ML ist die Grundannahme, dass beobachtete Daten X
von einem unbekannten, zugrundeliegenden datengenerierenden Prozess er-
zeugt werden. Die von diesem Prozess generierten Daten folgen dabei einer
gewissen Wahrscheinlichkeitsverteilung D = P (X). Durch Training von Neu-
ronalen Netzen kann diese Wahrscheinlichkeitsverteilung approximiert werden
als D̂ ' D. Das Neuronale Netz stellt in diesem Fall also das ModellM dar. Im
Rahmen der Out-of-Distribution Erkennung wird nun ein Schwellwert t = z(x)
auf D̂ de�niert, so dass Daten, die über diesem Wert liegen (z(x) > t), als Out-
of-Distribution klassi�ziert werden. [112]

4.3.2 Evaluation von Binären Klassi�katoren

Im Rahmen von Klassi�kationsproblemen mit exakt zwei Klassen, also binärer
Klassi�kation, werden die beiden Klassen in der Regel als Positive P und Ne-
gative N bezeichnet. Ein binärer Klassi�kator weist einem Eingabedatum eine
dieser beiden Klassen zu. Im Rahmen der in dieser Arbeit vorgestellten Out-of-
Distribution Klassi�kationsansätze, werden Daten die vom Modell abweichen
(also OOD sind) als Positive P de�niert. Die verwendeten Begri�ichkeiten fol-
gen dabei den De�nitionen zur Evaluation binärer Klassi�katoren nach Fawcett
[44], die im Folgenden vorgestellt werden:
Betrachtet man die möglichen Resultate bei Anwendung eines binären Klassi-
�kators auf ein Eingabedatum, so sind vier Fälle zu unterscheiden:

1. Das Eingabedatum besitzt die tatsächliche Klasse P (Positiv) und wird
vom Klassi�kator auch als P klassi�ziert, so wird dies als Richtig Positiv :
tp (True Positive) bezeichnet.

3So ist es beispielsweise in der Regel nicht möglich, sämtliche Fehlerfälle von Industriean-
lagen oder auch Fehlentscheidungen autonomer Fahrzeuge in der Realität auszuführen, da
Menschenleben gefährdet werden könnten. Ebenso existiert eine Vielzahl natürlicher Sys-
teme, die schlicht nicht zur Erzeugung abweichender Daten beein�usst werden können,
beispielsweise astronomische Himmelskörper oder Prozesse der Erdatmosphäre.
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2. Wird das selbe Eingabedatum fälschlicherweise als N klassi�ziert, so ist
dies ein Falsch Positiv : fp (False Positive).

3. Das Eingabedatum besitzt die tatsächliche Klasse N (Negativ) und wird
vom Klassi�kator auch als N klassi�ziert: Richtig Negativ : tn (True Ne-
gative).

4. Wird das selbe Eingabedatum fälschlicherweise als P klassi�ziert, so ist
dies ein Falsch Negativ : fn (False Negative).

Die Anzahl der vorhergesagten Positiven wird als PP (Predicted Positive) be-
zeichnet, während die Anzahl der vorhergesagten Negativen als PN (Predicted
Negative) bezeichnet wird.
Um die Qualität eines binären Klassi�kators zu bewerten, kann nun für ein Set
an Testdaten die Anzahl der jeweiligen Resultate gezählt werden. Basierend
auf diesen Werten ist es möglich verschiedene Kennzahlen zu approximieren:
Richtig-positiv-Rate (True positive rate, recall):

tpr ≈ tp

P
=

Anzahl Richtig Positiv
Absolute Anzahl Positiv

Falsch-positiv-Rate (False positive rate):

fpr ≈ fp

N
=

Anzahl Falsch Positiv
Absolute Anzahl Negativ

Richtig-negativ-Rate (True negative rate, speci�city):

tnr ≈ tn

N
=

Anzahl Richtig Negativ
Absolute Anzahl Negativ

Falsch-negativ-Rate (False negative rate):

fnr ≈ fn

P
=

Anzahl Falsch Negativ
Absolute Anzahl Positiv

Grundsätzlich ist die Qualität eines Klassi�kators umso besser, je höher die
tpr und je geringer die fpr ist.
Um die Qualität weiter auf eine einzelne Kennzahl zusammenzufassen, können
verschiedene Verhältnisse berechnet werden [69]. Die hier wohl bekannteste
Kenngröÿe ist die Genauigkeit (eng. Accuracy). Diese ist de�niert als

ACC =
tp+ tn

P +N
(4.1)

Die Präzision, auch Positive Predictive Value genannt, wird berechnet als

PPV =
tp

PP
(4.2)
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Diese kann weiter mit der tpr kombiniert werden zum sogenannten F1-Score:

F1 = 2× PPV × tpr
PPV + tpr

(4.3)

Dieser bildet das harmonische Mittel aus Präzision und Richtig-positiv-Rate
und ist eine häu�g eingesetzte Metrik zur Bewertung von ML-basierten, bi-
nären Klassi�katoren. Auch die Evaluation des in diesem Kapitel vorgestellten
Ansatzes verwendet den F1-Score zum Performance-Vergleich verschiedener
Klassi�katoren.

4.4 Modellierung von Unsicherheit und
probabilistisches ML

In Abschnitt 2.2 wurden die Grundlagen von Unsicherheit, deren unterschied-
liche Typen sowie Möglichkeiten zur Quanti�zierung eingeführt. Dieser Ab-
schnitt beschäftigt sich nun mit existierenden Möglichkeiten zur Modellierung
dieser Unsicherheit bei Verwendung von aktuellen ML-Verfahren.
Wie in Kapitel 3.3.2 vorgestellt, liefert die Bayessche Inferenz einen systemati-
schen Weg zum Umgang mit Unsicherheit. Durch die Kombination dieser mit
Neuronalen Netzen können sogenannte Bayessche Neuronale Netze [91, 100]
erzeugt werden. Realisiert wird dies, indem jedes Gewicht eines Neuronalen
Netzes nun nicht mehr wie üblich durch eine einzelne Flieÿkommazahl reprä-
sentiert wird, sondern stattdessen durch eine eigene Wahrscheinlichkeitsvertei-
lung [91]. Wird dieser Ansatz auf tiefe Neuronale Netze angewendet, entstehen
jedoch aufgrund der hohen Anzahl an Parametern Performanceprobleme. Eine
exakte Bestimmung des Posteriors ist hier meist unmöglich, da die Berechnung
exponentiell in der Anzahl der Parameter ist [17]. Erst in den letzten Jahren
hat der Forschungsbereich der Bayesschen Neuronalen Netze durch die Ent-
wicklung neuer, approximativer Verfahren, die die Performanceprobleme auf
Kosten der Posterior-Qualität lösen, wieder mehr Aufmerksamkeit erhalten.
Diese Ansätze lassen sich in zwei Kategorien gruppieren: Approximative In-
ferenzmethoden sowie Modell-Ensembles. Im Folgenden werden zwei Ansätze
detailliert vorgestellt, die später zur Evaluation des entwickelten OOD Verfah-
rens verwendet werden: Monte-Carlo Dropout und Bootstrap Ensembles.

4.4.1 Monte-Carlo Dropout

Ein viel beachteter Ansatz zur Modellierung von Unsicherheit in tiefen Neu-
ronalen Netzen wurde von Gal und Ghahramani [50] vorgestellt. Der Monte-
Carlo Dropout (MC Dropout), oder auch Dropout Variational Inference ge-
nannte Ansatz kann in die Kategorie der approximativen Bayesschen Verfah-
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ren eingeordnet werden4. Im Gegensatz zu klassischen Bayesschen Neuronalen
Netzen werden die Gewichte nicht durch Wahrscheinlichkeitsverteilungen mo-
delliert, sondern weiterhin durch einzelne Flieÿkommazahlen. Stattdessen wird
vor jedem Gewichts-Layer des Netzes ein Dropout-Layer eingefügt. Dropout
[135] wendet eine zufällige, unabhängige Bernoulli Maske auf die Aktivierun-
gen an und schützt so vor einer zu starken Co-Adaption der Gewichte. Die-
se Dropout-Layer werden nun während des Trainings, und im Gegensatz zur
üblichen Verwendungsweise von Dropout, auch während der Vorhersagephase
aktiv geschaltet. Unsicherheitsvorhersagen können nun erzeugt werden, indem
mehrere voneinander unabhängige Forward-Passes durch das Neuronale Netz
durchgeführt werden. Aufgrund der aktiven Dropout-Layer sind die Forward-
Passes nun nicht mehr deterministisch, sondern stochastisch. Durch empirische
Schätzung der ersten beiden Momente der so erzeugten Vorhersageverteilung
kann eine Monte-Carlo Schätzung erzeugt werden.

4.4.2 Modell-Ensembles

Ein alternativer, wenn auch nicht strikt Bayesscher Weg, beruht auf der Kon-
struktion von Modell-Ensembles [34]. Modell-Ensembles bestehen aus einer
Menge von Modellen, deren individuelle Vorhersagen auf geeignete Weise kom-
biniert werden. Die empirische Erkenntnis ist dabei, dass Ensembles oftmals
bessere Ergebnisse erzielen, als einzelne Modelle. Im Folgenden liegt der Fokus
jedoch nicht auf der Vorhersagequalität selbst, sondern auf der Zielsetzung,
Modell-Ensembles zur Unsicherheitsmodellierung einzusetzen.
Osband et al. [108] basieren ihren Ansatz dabei auf der Idee des statistischen
Bootstrap [35]. Im Vergleich zu einfachen Modell-Ensembles wie in [80] kann so
zusätzlich die Diversität der einzelnen Ensemblemitglieder erhöht werden, was
die Unsicherheitsschätzung verbessert. Zusätzlich erhöhen Osband et al. die
Performance im Vergleich zu klassischen Ensembles, indem die unteren Layer
eines Neuronalen Netzes zwischen allen Ensemblemitgliedern geteilt werden.
Aus Architektursicht entsteht somit ein einzelnes Neuronales Netz, das K un-
abhängige, sogenannte Heads in der Ausgabeschicht besitzt. Jeder dieser Heads
repräsentiert dabei ein einzelnes Ensemblemitglied, das sich die unteren Layer
des Netzes mit allen anderen Ensemblemitgliedern teilt. Um den Bootstrap zu
realisieren wird für jeden Datenpunkt eine Boolsche Maske (Bootstrap Maske
genannt) der Gröÿe K generiert. Diese Maske legt fest, für welchen Head der
jeweilige Datenpunkt im Training sichtbar ist. Die Werte der Maske wiederum
werden durch Ziehen von K Stichproben aus einer Bernoulli-Zufallsverteilung
bestimmt. Bernoulli-Zufallsverteilungen werden durch einen Parameter p de-
�niert. Dieser legt im Kontext der Boolschen Maske fest, wie wahrscheinlich

4Es sollte jedoch darauf hingewiesen werden, dass die Einordnung von MC Dropout als
Bayessches Verfahren nicht unumstritten ist. Osband, Aslanides und Cassirer [106] zeigen
verschiedene Beispiele auf, in denen die Approximation des Bayesschen Posteriors mittels
MC Dropout beliebig schlecht ausfallen kann.
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ein einzelner Eintrag der Maske True ist, und damit, wie wahrscheinlich es ist,
dass ein Datenpunkt für einen Head im Training sichtbar ist.
In [106] wurde eine Weiterentwicklung dieses Ansatzes präsentiert, die die Unsi-
cherheitsschätzung weiter verbessern soll. Die grundlegende Architektur bleibt
erhalten, wird jedoch um ein sogenanntes Prior Netz erweitert. Dieses Pri-
or Netz wird mit zufälligen Gewichten initialisiert, die jedoch im Training
nicht verändert werden. Dennoch ist die Ausgabe dieses Netzes datenabhän-
gig. Durch Aufaddieren des datenabhängigen Outputs des Prior Netzes auf
den Output der verschiedenen Bootstrap Heads wird der Ensemble Posterior
berechnet. Die Autoren zeigen, dass diese Architektur der reinen Bootstrap
Architektur überlegen ist. Als Ursache wird die Tatsache vermutet, dass bei
der reinen Bootstrap Architektur die initialen Gewichte des Netzes sowohl als
Prior, als auch als Trainingsstartpunkt fungieren.

4.5 Verwandte Arbeiten aus dem Bereich der
Unsicherheitsmodellierung für lernende
Systeme

Verschiedene Methoden aus beiden Kategorien, Variational Inference sowie
Modell-Ensembles, wurden bereits für verschiedenste Anwendungsfälle einge-
setzt. In [74] bringen die Autoren MC Dropout in verschiedenen Computer-
Vision Problemen zum Einsatz. Sie untersuchen dabei die Leistungsfähig-
keit des Ansatzes zur Quanti�zierung von Unsicherheit in verschiedenen
Bildklassi�kations-Datensets.
Ebenfalls auf Bilddaten erfolgt die Analyse in [84]. Die Autoren untersuchen
in dieser Studie, ob die MC Dropout Architektur in der Lage ist, hilfreiche
Unsicherheitsschätzungen bei der Erkennung von Krankheiten zu liefern. Die
erzielten Ergebnisse zeigen, dass die Klassi�kationsperformance erhöht wer-
den konnte, indem unsichere Ergebnisse an eine weiterführende Untersuchung
verwiesen wurden.
Im Forschungsbereich der Entscheidungstheorie wurde in [108] Unsicherheits-
modellierung in Form von Modell-Ensembles zum Einsatz gebracht. Die so mo-
dellierte epistemische Unsicherheit wird implizit genutzt, um die Exploration
eines RL-Agenten zu verbessern. Eine explizite Berechnung oder Quanti�zie-
rung der epistemischen Unsicherheit wird jedoch nicht vorgenommen.
Ebenfalls zur Entscheidungs�ndung setzt [72] Modell-Ensembles ein. Hier er-
folgt die Unsicherheitsmodellierung jedoch nicht direkt im Agenten, sondern
in einer eigenständigen, zusätzlichen Komponente, die zur Vorhersage einer
Kollisionswahrscheinlichkeit verwendet wird.
In [9] stellen die Autoren einen probabilistischen RL-Ansatz vor. Dieser ver-
sucht die komplette Value-Verteilung eines Agenten in einer RL-Umgebung
zu modellieren, anstatt die Values auf einzelne Werte zu reduzieren. Auf diese
Weise wird aleatorische Unsicherheit in der Value-Verteilung modelliert. Somit
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unterscheidet sich das Ziel dieses Ansatzes grundlegend von dem im Folgenden
vorgestellten Verfahren UBOOD zur Erkennung von OOD Situationen mittels
Modellierung von epistemischer Unsicherheit.

4.6 Konzept zur Unsicherheitsmodellierung für
lernende Systeme

Der folgende Abschnitt präsentiert das entwickelte Konzept zur Modellierung
von Unsicherheit für lernende Systeme. Grundelement ist die Kombination
und Erweiterung existierender Architekturen des probabilistischen ML für die
Unsicherheitsmodellierung in RL-Systemen. Der Fokus liegt hierbei auf der
Anpassung der approximativen Bayesschen Inferenzmethode MC Dropout so-
wie von Bootstrap Ensembles. Zielsetzung der so entwickelten Architekturen
ist es, beide Formen der Unsicherheit, aleatorische sowie epistemische, korrekt
modellieren zu können. Zur Anwendung kommen die Architekturen schlieÿlich
mit dem Ziel, eine auf der epistemischen Unsicherheit basierende Erkennung
von OOD Situationen zu realisieren.

4.6.1 Architekturen zur Deep-Q Learning basierten
Unsicherheitsmodellierung

Die entwickelten Architekturen, die im Folgenden vorgestellt werden, wur-
den für einen Einsatz im Rahmen von Value-basiertem Deep RL entwi-
ckelt. Wie in Unterabschnitt 2.1.3 erläutert, kommen im Deep-Q Learning
tiefe Neuronale Netze als Funktionsapproximatoren zum Einsatz. Diese wer-
den eingesetzt, um die optimale Action-Value Funktion Q∗ zu approximieren:
Q(st, at; Θ) ≈ Q∗(st, at).

4.6.1.1 MVE Bootstrap Ensemble

In Unterabschnitt 4.4.2 wurde die in [108] vorgestellte Architektur der Boot-
strap Ensembles bereits eingeführt. Osband et al. konnten in ihrer Arbeit zei-
gen, dass diese Architektur in der Lage ist, gerichtete tiefe Exploration in ei-
nem RL-Setting, basierend auf epistemischer Unsicherheit, zu realisieren. Ziel
der im Rahmen dieser Arbeit neu entwickelten Erweiterung dieser Architektur
ist eine direktere Quanti�zierung und Nutzung der modellierten Unsicherheit
zur OOD Erkennung. Folglich ist es notwendig, neben der epistemischen Un-
sicherheit, auch die Aleatorische korrekt zu erfassen, um beide voneinander
unterscheiden zu können.
Unsere Architekturerweiterung,MVE Bootstrap Ensemble genannt, basiert auf
dem von Nix undWeigend [104] entwickelten Mean-Varianz-Estimation (MVE)
Verfahren für Neuronale Netze zur Modellierung von Mittelwert und Standard-
abweichung einer Wahrscheinlichkeitsverteilung. Durch Anfügen einer zusätzli-
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chen auxiliary output unit in jedem Head (σ-Neuron genannt), wird das Netz in
die Lage versetzt, neben der klassischen Punktvorhersage des Mittelwerts der
Zielverteilung auch die Varianz mit auszugeben. Die auf diese Weise modellierte
Varianz erfasst die inhärent in den Daten vorhandene aleatorische Unsicherheit
(siehe Unterabschnitt 2.2.4). Da die Varianz einer Verteilung niemals negativ
sein kann, muss eine entsprechende Aktivierungsfunktion (beispielsweise die
Softplus- oder Exponentialfunktion) gewählt werden, um die Ausgabe eines
σ-Neurons entsprechend einzugrenzen. Als Lossfunktion zur Optimierung der
Netzgewichte wird die negative Log-Likelihood der Ausgabeverteilung mini-
miert.

Head 1

Fully Connected

Input

Head 2 Head K
...

Abbildung 4.1: MVE Bootstrap Ensemble Erweiterung. Die Erweiterung der
klassischen Architektur um σ-Neuronen ermöglicht die Model-
lierung von aleatorischer und epistemischer Unsicherheit.

Wie in Abbildung 4.1 ersichtlich, weicht die vorgestellte Architektur leicht von
der von Nix et al. entwickelten ab, da sich alle Heads der Ausgabeschicht die
versteckten Layer teilen. Das Teilen von Layern realisiert auch hier, wie bereits
in der Bootstrap Ensemble Architektur vorgestellt, Performancezugewinne. Im
Falle der Verwendung der Bootstrap Architektur mit zusätzlichem Prior Netz
werden die Heads äquivalent erweitert.

4.6.1.2 MVE MC Dropout

Einem vergleichbaren Ansatz folgte [74] in der dort vorgestellten Architektur
zur Modellierung von aleatorischer und epistemischer Unsicherheit mittels MC
Dropout. Wir bezeichnen diesen im Folgenden als MVE MC Dropout Architek-
tur. Auch hier ermöglicht die Erweiterung der Ausgabeschicht die zusätzliche
Modellierung aleatorischer Unsicherheit. Die Netzgewichte können wie auch im
MVE Bootstrap Ensemble durch Maximierung der Log-Likelihood der Ausga-
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beverteilung optimiert werden. Abbildung 4.2 zeigt eine schematische Darstel-
lung dieser Architektur, sowie die Ermittlung epistemischer Unsicherheit durch
Berechnung der Varianz der Mittelwerte mehrerer Forward-Passes.

μ

Input

σ

Dropout

Dropout

...

μ

Input

σ

Dropout

Dropout

Varianz

Wiederholte Forward-Passes

μ

Fully Connected

Input

Fully Connected

σ

Dropout

Dropout

...

Abbildung 4.2: MVE MC Dropout Erweiterung. Die Erweiterung der klassi-
schen Architektur um σ-Neuronen ermöglicht die Modellierung
von sowohl aleatorischer als auch epistemischer Unsicherheit.

Wir passen diese Architektur weiter auf den Einsatz im Rahmen von RL-
Problemen an. Wie in Unterabschnitt 2.1.3 beschrieben ist eine Kernheraus-
forderung von RL-Problemen die Nicht-Stationarität der Daten. Grund hierfür
ist, dass die zum Lernen verfügbaren Daten erst während des Trainings aktiv
erzeugt werden. Die Datenverteilung ändert sich somit laufend. Dies würde
eine manuelle Optimierung der Dropout-Raten beim Einsatz von klassischem
Dropout weiter erschweren. In [51] stellten Gal et al. eine Weiterentwicklung
des Dropout Verfahrens namens Concrete Dropout vor. Dieses erfordert keine
Vorspezi�zierung der Dropout-Raten, sondern lernt diese individuell je Layer.
Wir kombinieren dies mit dem MVE MC Dropout Ansatz und nennen die
resultierenden Architektur MVE Monte-Carlo Concrete Dropout (MVE MC-
CD).
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4.6.2 Modellierung epistemischer Unsicherheit zur
Erkennung von OOD Situationen

Im folgenden Abschnitt wird der UBOOD (Uncertainty Based Out-of-
Distribution) Klassi�kator vorgestellt. Hierbei handelt es sich um einen neu
entwickelten Ansatz zur Erkennung von OOD Situationen für tiefe, value-
basierte RL-Anwendungsfälle, der die zuvor präsentierten Architekturerweite-
rungen zum Einsatz bringt. Grundlegendes Element dieses Ansatzes ist die
Reduzierbarkeit der epistemischen Unsicherheit innerhalb der Action-Value
Funktionsapproximation des Agenten.
UBOOD Klassi�katoren können grundsätzlich basierend auf verschiedenen,
Value-basierten Deep RL-Architekturen konstruiert werden. Im Folgenden fo-
kussieren wir uns jedoch auf den in Unterabschnitt 2.1.3 vorgestellten Deep-Q
Learning [96] Ansatz. Dieser hat zum Ziel, die optimale Action-Value Funktion
Q∗ zu approximieren: Q(st, at; Θ) ≈ Q∗(st, at).
Basierend auf dieser de�nieren wir UQ : S × A → R als die epistemische
Unsicherheitsfunktion einer gegebenen Q-Funktions-Approximation Q. Wird
eine geeignete Methode zur Modellierung von epistemischer Unsicherheit in
tiefen Neuronalen Netzen angewendet, so reduziert der Vorgang des Agenten-
Trainings die Unsicherheit UQ(s, a) auf den im Training verwendeten State-
Action Tupeln (s, a) ∈ I, dem In-Distribution Daten-Set. Im Training verwen-
det bedeutet dies, dass für diese Zustände (s, a) ein Folgezustand s′ sowie ein
Reward-Signal r beobachtet und als (s, a, s′, r) Tupel für die Optimierung von
Q verwendet wurde. Im Unterschied dazu de�nieren die State-Action Tupel,
die nicht im Training angetro�en wurden, d.h. (s, a) /∈ I das Set der Out-of-
Distribution Daten O. Die epistemische Unsicherheit dieser State-Action Tupel
wird durch das Training nicht reduziert. Folglich wird die epistemische Unsi-
cherheit der Out-of-Distribution Daten höher sein, als die der In-Distribution
Daten:

UQ(O) > UQ(I) (4.4)

UBOOD Klassi�katoren nutzen die Ausgabe der epistemischen Unsicherheits-
funktion UQ direkt als realwertigen Klassi�kationsscore. Im Folgenden wird
die Funktionsweise erläutert, wie basierend auf diesem Klassi�kationsscore ei-
ne binäre Klassi�kationsentscheidung getro�en werden kann.
Grundlage der Klassi�kationsentscheidung bei Scoring Klassi�katoren bildet,
wie in Unterabschnitt 4.3.1 erläutert, ein Klassi�kationsschwellwert t. Dieser
wird realisiert durch eine Funktion y = z(x), die es erlaubt, einem Eingabeda-
tum x ein binäres Label y zuzuweisen, und es so zu klassi�zieren. Eine Modi�-
kation von z beein�usst folglich das Klassi�kationsverhalten des Klassi�kators.
Je nach Anwendungsfall kann der Klassi�kator so an die Anforderungen ange-
passt werden. Dies erfordert jedoch Anwendungswissen und ist nicht generali-
sierbar. Als ersten Ansatz zu einer möglichen generischen Lösung, im Kontext
der Erkennung von OOD Situationen, präsentieren wir folgenden einfachen

83



4 Unsicherheitsmodellierung

Ansatz. Dieser ermöglicht eine dynamische Berechnung eines Klassi�kations-
schwellwerts t ohne Einsatz von zusätzlichem externen Anwendungswissen:

1. Berechne die durchschnittliche Unsicherheit der In-Distribution Samples:

UQ =
1

|I|
∑

(s,a)∈I

UQ(s, a) (4.5)

2. Interpretiere UQ als Wahrscheinlichkeitsverteilung und de�niere den
Klassi�kationsschwellwert als:

t = UQ + σ(UQ) (4.6)

Auf diese Weise wird ein dynamischer Schwellwert realisiert, der auf der Unsi-
cherheitsverteilung basiert. Da sich diese Verteilung durch Sammeln von Daten
im Verlauf des Trainings verändert, passt sich auch der Schwellwert dynamisch
an. An dieser Stelle soll aber darauf hingewiesen werden, dass es jederzeit
möglich ist, komplexere Algorithmen zur Realisierung der Schwellwertfunktion
z(x) zu entwickeln. Beispielsweise könnten multimodale Wahrscheinlichkeits-
verteilungen verwendet werden, um UQ präziser zu modellieren. Ebenso ist es
möglich anwendungsfallspezi�sches Wissen in die Implementierung von z(x)
ein�ieÿen zu lassen.

4.7 Experimentalsetup

Der folgende Abschnitt führt die zur Durchführung der Experimente verwende-
ten Simulationsumgebungen ein. Da im Rahmen der OOD Erkennung spezielle
Eigenschaften der Umgebungen erforderlich sind, wird auf diese genauer ein-
gegangen. Darauf folgend werden die verschiedenen evaluierten Algorithmen
sowie deren Parametrisierung detailliert vorgestellt.

4.7.1 Simulationsumgebungen

Die Evaluation von OOD Erkennungsverfahren für RL-Anwendungen steht zu-
nächst vor einem nicht einfach lösbaren Problem: Es gibt nur wenige geeignete
Datensets und Trainingsumgebungen, die eine kontrollierte und reproduzierba-
re Erzeugung von OOD Datenpunkten erlauben. Nur wenn diese Eigenschaften
gegeben sind, ist ein valider Vergleich verschiedener OOD Erkennungsansät-
ze realisierbar. Dies unterscheidet den Forschungsbereich der OOD Erkennung
für RL von beispielsweise dem Forschungsbereich der Bildklassi�kation, für
den Benchmark-Datensätze wie notMNIST existieren, die OOD Datenpunkte
enthalten. Für RL-Anwendungen existieren zum Entstehungszeitpunkt dieser
Evaluation keine vergleichbaren Datensätze.
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Um dieses Problem anzugehen, wurden zwei RL-Umgebungen entwickelt, die
systematische Modi�kationen nach dem Trainingsprozess ermöglichen. Auf die-
se Weise ist es möglich, OOD Zustände während der Evaluation zu erzeugen.
Die Domänen unterscheiden sich grundsätzlich in der Art der Modellierung ih-
res Zustandsraums: Eine Umgebung verwendet einen Gridworld-basierten, dis-
kreten Zustandsraum, während in der anderen ein kontinuierlicher Zustands-
raum zum Einsatz kommt.

4.7.2 Gridworld

Evaluationsumgebung 1, Gridworld genannt, basiert auf einer einfachen, dis-
kreten Gitterstruktur mit dem Ziel der Routen�ndung. Das grundlegende Lay-
out besteht aus zwei Räumen, die durch eine vertikale Wand voneinander ge-
trennt sind. Bewegungen zwischen den Räumen sind nur durch zwei Durchgän-
ge möglich, wie in Abbildung 4.3 visualisiert. Der Agent beginnt jede Episode
an einer zufälligen Position auf dem Grid (Markierung S in Abbildung 4.3).
Aufgabe des Agenten ist, die jeweilige Zielposition zu �nden (Markierung G
in Abbildung 4.3), die ebenfalls jede Episode zufällig variiert. Der Agent be-
wegt sich in jedem Zeitschritt eine Gridzelle fort, durch Auswahl einer der vier
diskreten Handlungsmöglichkeiten: {oben,unten,links,rechts}. Der Zustand der
Umgebung wird in Form von drei sogenannten Featureplanes der Gröÿe 12×4
modelliert. Jede dieser Ebenen repräsentiert die räumlichen Positionen aller
Umgebungsobjekte eines gewissen Typs: Agent, Ziel oder Wand. Jeder Schritt
des Agenten erzeugt Kosten von −1, mit Ausnahme der Transition, durch die
das Ziel erreicht wird. Das Rewardsignal dieses Zustandsübergangs, der die
Episode beendet, beträgt +100.

Die Evaluation der UBOOD Klassi�katoren �ndet auf acht Kon�gurationen
der Umgebung statt. Alle Kon�guration besitzen die selbe Gröÿe von 12 × 4
und variieren die Y-Koordinate der Startposition des Agenten sowie des Ziels
zufällig im Intervall [0, 4). Die Kon�gurationen unterscheiden sich hingegen in
den Intervallen, die die Variation der X-Koordinate der Startposition des Agen-
ten (Startintervall) sowie des Ziels (Zielintervall) beschränken. Kon�guration 0
ist die Einzige, die im Training zum Einsatz kommt. Hier beträgt das Startin-
tervall [0, 5) und das Zielintervall [7, 12). Jede Umgebungskon�guration 1-7 ist
dadurch de�niert, dass das Startintervall, im Vergleich zum jeweils vorherigen,
um 1 nach rechts verschoben wird, während das Zielintervall um 1 nach links
verschoben wird. So hat Kon�guration 1 beispielsweise das Startintervall [1, 6)
und das Zielintervall [6, 11). Dies erzeugt Umgebungsinstantiierungen mit zu-
nehmendem Unterschied von der Trainingskon�guration 0, wie im Beispiel in
Abbildung 4.3b zu sehen.
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(a) Beispiel einer Instantiierung der Umgebung: Kon�guration 0
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(b) Beispiel einer Instantiierung der Umgebung: Kon�guration 7

Abbildung 4.3: Beispielinstantiierungen der Gridworld Routen�ndungsumge-
bung bei Verwendung verschiedener Kon�gurationen. Die Mar-
kierung S zeigt die Startposition des Agenten, während G das
Ziel markiert. Beide Positionen werden jede Episode zufällig
innerhalb des in der jeweiligen Kon�guration de�nierten Wer-
tebereichs gesetzt. (a) zeigt eine Beispielplatzierung bei Ver-
wendung der Umgebungskon�guration 0, die während des Trai-
nings aktiv ist. (b) zeigt eine Instantiierung der Umgebungs-
kon�guration 7, die sich maximal von der Trainingskon�gura-
tion unterscheidet.

4.7.3 LunarLander

Evaluationsumgebung 2, LunarLander genannt, basiert auf dem OpenAI Lun-
arLander Environment [21] mit kontinuierlichem Zustandsraum. Ziel des Agen-
ten ist es hier, eine Rakete unbeschädigt innerhalb einer de�nierten Landezone
zu landen. Die Terraingenerierung erfolgt dabei jede Episode zufällig. Das zu
lösende Problem ist somit die Optimierung einer Raketentrajektorie. Da sich
die ursprüngliche Umgebung nicht für OOD Evaluationen eignet, wurde für die
folgenden Experimente eine modi�zierte Umgebungsversion entwickelt. Wäh-
rend die Landezone der Ursprungsumgebung statisch de�niert ist, ermöglicht
unsere Modi�kation die zufällige Platzierung innerhalb eines spezi�zierten In-
tervalls. Um diese Veränderung für den Agenten lernbar zu machen, wurde
zusätzlich die Zustandsbeschreibung um die Position der Landezone erweitert.
Die erweiterte Zustandsbeschreibung enthält nun zusätzlich die X-Koordinaten
des linken, sowie rechten Endpunkts der Landezone sowie deren Y-Koordinate.
Der Aktionsraum des Agenten ist diskret modelliert, und besteht aus den vier
Aktionen: {Nichts aktiv, linker Antrieb aktiv, Hauptantrieb aktiv, rechter An-
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trieb aktiv}.
Um die Qualität der UBOOD Klassi�katoren auf Umgebungen mit unter-
schiedlich starker Abweichung evaluieren zu können, wurden sechs verschie-
dene Kon�gurationen de�niert. Während die Rakete in allen Kon�gurationen
an derselben Position startet, unterscheiden sich hingegen die Intervalle, die
die zufällige Position der X-Koordinate des Zentrums (X-Intervall) der Lande-
zone sowie deren Y-Koordinate (Y-Intervall) beschränken. Kon�guration 0, die
einzige im Training verwendete, beschränkt das X-Intervall auf [2, 5) und das
Y-Intervall auf [6, 12). Dadurch be�ndet sich die Landezone im Training stets
im oberen linken Bereich der Umgebung. Abbildung 4.4a zeigt eine Beispiel-
instantiierung dieser Kon�guration. Die weiteren Kon�gurationen 1-5 werden
dadurch de�niert, dass das X-Intervall im Vergleich zum jeweils vorherigen um
1 nach rechts verschoben wird, während das Y-Intervall um 1 nach links ver-
schoben wird. Dies führt dazu, dass die Landezone zunehmend weiter auf der
unteren rechten Seite der Umgebung platziert wird, wie in Abbildung 4.4b zu
sehen ist. Wie auch in der Gridworld Umgebung können so OOD Datenpunk-
te mit zunehmender Abweichung von der Trainingskon�guration 0 generiert
werden.

(a) Beispielinstantiierung der Umge-
bung: Kon�guration 0

(b) Beispielinstantiierung der Umge-
bung: Kon�guration 5

Abbildung 4.4: Visualisierung der Beispielinitialisierungen der LunarLander
Umgebung bei Verwendung verschiedener Kon�gurationen. Die
Fläche zwischen den Fähnchen de�niert die Landezone inner-
halb derer der lilafarbene Agent unbeschädigt landen muss. (a)
Kon�guration 0, die während des Trainings aktiv ist. Die Lan-
dezone be�ndet sich hier stets im oberen linken Bereich der
Umgebung. Daten die unter Verwendung dieser Kon�gurati-
on gesammelt werden de�nieren das In-Distribution Set. (b)
Kon�guration 5 initialisiert die Landezone im unteren rechten
Bereich der Umgebung und unterscheidet sich damit maximal
von der Trainingskon�guration.

An dieser Stelle soll noch einmal darauf hingewiesen werden, dass das Trai-
ning in beiden Umgebungen, Gridworld sowie LunarLander, ausschlieÿlich auf
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der jeweiligen Kon�guration 0 durchgeführt wird. Um das Verhalten der Unsi-
cherheitsmodellierung sowie der UBOOD Klassi�katoren über den Trainings-
verlauf analysieren zu können, werden während des Trainings laufend Kopien
der Netze abgespeichert. Für jede dieser Netzkopien können anschlieÿend meh-
rere Auswertungsdurchläufe auf unterschiedlichen Umgebungskon�gurationen
durchgeführt werden. Daten, die während dieser Auswertungsdurchläufe er-
zeugt werden �ieÿen nicht in das Training mit ein.

4.7.4 Algorithmen und Parametrisierung

Wie in Unterabschnitt 4.6.2 erläutert, können UBOOD Klassi�katoren basie-
rend auf unterschiedlichen Ansätzen erzeugt werden. Die Voraussetzung ist
lediglich, dass eine geeignete Methode zur Modellierung von epistemischer Un-
sicherheit in tiefen Neuronalen Netzen zum Einsatz kommt. Im Rahmen der
durchgeführten Evaluation wurden so drei unterschiedliche UBOOD Klassi�ka-
toren untersucht. Diese basieren im Kern auf den in Abschnitt 4.6 vorgestellten
erweiterten Architekturen zur Unsicherheitsmodellierung:

� UB-MC: UBOOD mit MVE Monte-Carlo Concrete Dropout (MCCD)

� UB-B: UBOOD mit MVE Bootstrap Ensemble

� UB-BP: UBOOD mit MVE Bootstrap-Prior Ensemble

Die UB-MC Variante verwendet ein Neuronales Netz bestehend aus zwei Lay-
ern in der versteckten Schicht mit jeweils 64 Neuronen. Die Ausgabeschicht
besteht aus zwei separaten Neuronen, die µ und σ einer Normalverteilung re-
präsentieren. Im σ-Neuron kommt zusätzlich die Softplus Funktion zum Ein-
satz, um einen positiven Wertebereich zu erzwingen. Da Concrete Dropout
Layer wie in Abbildung 4.2 visualisiert zum Einsatz kommen, muss keine ex-
plizite Dropout-Rate als Hyperparameter festgelegt werden. Die Lossfunkti-
on wird wie in Abschnitt 4.6 erläutert durch Minimieren der negativen Log-
Likelihood der durch die Ausgabeschicht de�nierten Normalverteilung berech-
net. Die Quanti�zierung der epistemischen Unsicherheit erfolgt durch Berech-
nung der Varianz der Mittelwerte mehrerer Monte-Carlo Forward-Passes. Um
hier den E�ekt einer unterschiedlichen Anzahl an Monte-Carlo Durchläufen
vergleichen zu können, werden zwei Parametrisierungen des UB-MC UBOOD
Klassi�kators erstellt: UB-MC40 verwendet 40 Forward-Passes zur Approxi-
mation der epistemischen Unsicherheit, während beiUB-MC80 80 Durchläufe
erfolgen.
Sowohl die UB-B als auch die UB-BP Ensemblevarianten verwenden eben-
falls Neuronale Netze bestehend aus zwei Layern in der versteckten Schicht
mit jeweils 64 Neuronen. Diese versteckten Schichten werden wie in Unterab-
schnitt 4.4.2 dargelegt von allen K = 10 Heads der Ausgabeschicht gemeinsam
verwendet. Jeder Head besteht wiederum aus zwei separaten Neuronen, die µ
und σ einer Normalverteilung repräsentieren. Im σ-Neuron kommt zusätzlich

88



4.8 Evaluationsergebnisse

die Softplus Funktion zum Einsatz, um einen positiven Wertebereich zu er-
zwingen. Die Quanti�zierung der epistemischen Unsicherheit erfolgt durch Be-
rechnung der Varianz der Mittelwerte der 10 Heads. Bootstrap Ensembles sind
wie in Unterabschnitt 4.4.2 erläutert weiter durch den Hyperparameter p der
Bootstrap Maske parametrisiert. Um hier evaluieren zu können, ob der Einsatz
von Bootstrapping einen Vorteil gegenüber reinen �nicht-bootstrap� Ensembles
mit sich bringt, werden jeweils zwei Parametrisierungen, sowohl des UB-B, als
auch des UB-BP UBOOD Klassi�kators erstellt: Bei UB-B07 und UB-BP07
wird p = 0, 7 gesetzt. Bootstrapping ist somit aktiv. Die Wahrscheinlichkeit,
dass ein Datenpunkt für einen einzelnen Head des Ensembles sichtbar ist, be-
trägt 70%. BeiUB-B10 undUB-BP10 wird p = 1, 0 gesetzt. Dies deaktiviert
Bootstrapping und erzeugt ein klassisches Ensemble, da jeder Datenpunkt mit
Wahrscheinlichkeit 100% für jeden Head im Training sichtbar ist.
In allen zuvor beschriebenen Neuronalen Netzen kommt ReLU als Aktivie-
rungsfunktion der Neuronen zum Einsatz, mit Ausnahme der µ-Neuronen, in
denen keine Aktivierungsfunktion aktiv ist, sowie der σ-Neuronen, bei denen
wie beschrieben die Softplus Funktion eingesetzt wird.
In Unterabschnitt 4.3.1 wurde erläutert, dass die Grundlage der Klassi�kati-
onsentscheidung bei Scoring Klassi�katoren ein Klassi�kationsschwellwert t ist.
Realisiert wird dieser durch eine Funktion y = z(x), die es erlaubt einem Einga-
bedatum x ein binäres Label y zuzuweisen. Wie in Unterabschnitt 4.6.2 präsen-
tiert, erfolgt bei UBOOD Klassi�katoren die Berechnung des Klassi�kations-
schwellwerts t dynamisch. Der Schwellwert wird basierend auf der durchschnitt-
lichen Unsicherheit der In-Distribution Samples berechnet: t = UQ + σ(UQ).
Entsprechend der Veränderung der Unsicherheitsverteilung während des Trai-
nings passt sich der Schwellwert somit dynamisch an.

4.8 Evaluationsergebnisse

Der folgende Abschnitt präsentiert die Ergebnisse, die unter Verwendung des
soeben beschriebenen Experimentalsetups erzielt wurden. Der Fokus liegt
hierbei auf dem Verhalten der Unsicherheitsmodellierung, sowie der erzielten
Klassi�kationsperformance der unterschiedlichen UBOOD Klassi�katoren.

Zunächst ist festzustellen, dass alle evaluierten Verfahren auf beiden
Evaluationsumgebungen erfolgreiche RL-Policies erlernen konnten. Die in
Abschnitt 4.6 vorgestellten Architekturerweiterungen stehen somit dem
primären RL-Ziel des Erlernens optimaler Policies nicht entgegen. Primär im
Fokus steht jedoch das Verhalten der Architekturen in OOD Situationen. Wie
in Unterabschnitt 4.7.1 erläutert, werden diese Situationen erzeugt, indem
unterschiedliche Umgebungskon�gurationen generiert und anschlieÿend die
Policies darauf evaluiert werden. Trainingskon�guration 0 ist dabei stets die
Einzige, die während des Trainings zum Einsatz kommt.
Die folgenden Kon�gurationen weisen mit ansteigender Nummer (Gridworld:
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Abbildung 4.5: Erreichter Return der verschiedenen UBOOD Varianten auf
unterschiedlichen Umgebungskon�gurationen: (a) der Grid-
world und (b) der LunarLander Umgebung. Das Policy Trai-
ning erfolgte jeweils über 10000 Episoden auf Kon�guration 0.
Umgebungskon�gurationen > 0 modi�zieren die jeweilige Um-
gebung mit zunehmender Stärke, wie in Unterabschnitt 4.7.1
erläutert. Alle gezeigten Werte sind Durchschnitte von 30 Eva-
luierungsdurchläufen.

1-7, LunarLander: 1-5) einen zunehmenden Unterschied von der Trainingskon-
�guration auf, sie sind somit �zunehmend OOD�. Dieser E�ekt spiegelt sich wie
zu erwarten ist, im Return der Policies auf der jeweiligen Umgebungskon�gura-
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tion wider. Abbildung 4.5 zeigt den je Umgebung erreichten durchschnittlichen
Return der trainierten Policies nach 10000 Trainingsepisoden. Um Varianz,
verursacht durch die Stochastizität der Umgebungen, zu reduzieren, wurden
hierfür Werte von 30 Evaluierungsdurchläufen gemittelt.
Wie am Abfall der Kurven in Abbildung 4.5 entlang der X-Achse zu erken-
nen ist, führt die zunehmende Abweichung einer Evaluationsumgebung von
der Trainingsumgebung zu einer Reduktion des durchschnittlich erreichten Re-
turns. Dieser E�ekt ist über alle evaluierten UBOOD Varianten hinweg und auf
beiden Evaluationsumgebungen Gridworld und LunarLander zu beobachten.
Im Folgenden wird die Leistungsfähigkeit des vorgeschlagenen UBOOD Ansat-
zes zur Erkennung von OOD Situationen analysiert. Hierfür wurden 30 Eva-
luationsdurchläufe je Umgebungskon�guration sowohl der Gridworld, als auch
der LunarLander Umgebung durchgeführt. Zustände, die unter Verwendung
der Trainingskon�guration 0 generiert wurden, sind Teil der In-Distribution
Menge und de�nieren so die Negativen der jeweiligen Umgebung. Zustände
der anderen Kon�gurationen (Gridworld: 1-7, LunarLander: 1-5) wurden der
Out-of-Distribution (OOD) Menge zugeordnet und de�nieren die Positiven.
Um die Klassi�kationsqualität des UBOOD Ansatzes evaluieren zu können,
wird der F1-Score verwendet (siehe Unterabschnitt 4.3.2). Dieser bildet das
harmonische Mittel von Präzision und Recall.
Abbildung 4.6 zeigt den erreichten F1-Score in Abhängigkeit des verwendeten
Ansatzes zur Unsicherheitsmodellierung. Zunächst werden die erzielten Ergeb-
nisse der Ensemble-basierten Klassi�katoren UB-B und UB-BP betrachtet. Die
insgesamt besten Ergebnisse auf der LunarLander Umgebung wurden durch
UB-BP Klassi�katoren erzielt (Abbildung 4.6a). Diese UBOOD Klassi�kato-
ren verwenden ein MVE Bootstrap-Prior Ensemble zur Unsicherheitsmodellie-
rung. Sie erreichen damit F1-Scores von maximal 0, 903 im Falle von UB-BP07
auf der am stärksten abweichenden Umgebungskon�guration 5. Die Klassi�-
kationsperformance von UB-BP10 fällt im Mittel geringfügig schlechter aus
als die von UB-BP07. Es ist also festzuhalten, dass der E�ekt von Bootstrap-
ping im Vergleich zur reinen Ensemble-Variante (UB-BP10) einen geringfügig
positiven E�ekt mit sich bringt.
UBOOD Klassi�katoren, die Unsicherheitsmodellierung mittels Ensembles oh-
ne zusätzlichen Prior realisieren (UB-B07 und UB-B10), zeigen ebenfalls gute
F1-Scores, reichen jedoch im Mittel nicht an die Performance von Ensembles
mit Prior heran (UB-BP07 und UB-BP10). Somit lässt sich feststellen, dass die
Erweiterung der Architektur um einen zusätzlichen Prior, auch im Kontext der
OOD Erkennung bei RL-Agenten, die Unsicherheitsmodellierung positiv beein-
�usst. Dieser Gesamteindruck bestätigt sich auch auf der Gridworld Umgebung
(Abbildung 4.6b). UB-BP07 erzielt hier ebenfalls die besten Klassi�kationsre-
sultate, knapp gefolgt von UB-B10. Die Performance der UBOOD Varianten
UB-B07 und UB-BP10 fällt geringfügig niedriger aus. Insgesamt lässt sich fest-
stellen, dass die Klassi�kationsperformance aller Ensemble-basierten UBOOD
Klassi�katoren (UB-B und UB-BP) mit zunehmender Stärke der Umgebungs-
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Abbildung 4.6: F1-Scores der UBOOD Klassi�katoren, evaluiert auf verschie-
denen Kon�gurationen der (a) LunarLander und (b) Gridworld
Umgebung. Zustände, die basierend auf der Trainingskon�-
guration 0 gesammelt wurden, de�nieren die Negativen und
damit die In-Distribution Menge der jeweiligen Umgebung.
Zustände der anderen Kon�gurationen de�nieren die Positi-
ven und damit die Out-of-Distribution (OOD) Menge. Die X-
Achse zeigt Evaluationsdurchläufe, die jeweils mit Zuständen
der Trainingskon�guration 0 und Zuständen der entsprechen-
den Umgebungskon�guration > 0 durchgeführt wurden. Zu-
stände wurden dabei über je 30 Episodenwiederholungen ag-
gregiert.
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modi�kation (X-Achse in Abbildung 4.6) ansteigt.

Insgesamt sind die erreichten F1-Scores der Ensemble-basierten Klassi�katoren
(UB-B und UB-BP) im Mittel deutlich höher als die der Monte-Carlo Dropout
basierten (UB-MC). Diese erreichen auf der LunarLander Umgebung lediglich
Werte zwischen 0, 513 und 0, 612. Die erzielten Ergebnisse auf der Gridworld
Umgebung fallen zwar teilweise höher aus, jedoch auf Kosten von sehr hoher
Varianz über die Umgebungsmodi�kationen hinweg. Erreichte F1-Scores liegen
hier zwischen 0, 020 und 0, 656 für die UB-MC40 Variante beziehungsweise
0, 265 und 0, 905 für die UB-MC80 Variante. Im Unterschied zu den Ensemble-
basierten UBOOD Klassi�katoren ist hier über die Umgebungsmodi�kationen
hinweg kein klarer Trend erkennbar.
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Abbildung 4.7: Gridworld

Abbildung 4.8: Gegenüberstellung von epistemischer Unsicherheit und durch-
schnittlichem Return in Abhängigkeit der Umgebungskon�-
guration. Während bei beiden UBOOD Varianten der er-
reichte Return entlang der X-Achse abnimmt, gibt nur die
Ensemble-basierte Variante UB-BP10 parallel dazu ansteigen-
de Unsicherheit aus. Die Monte-Carlo Dropout basierte Vari-
ante UB-MC80 erzeugt stark schwankende Unsicherheitswerte.
Beispielsweise fällt die ausgegebene epistemische Unsicherheit
von Umgebungskon�guration 2 zu 3 stark ab, obwohl gleichzeit
der erzielte Return ebenfalls abnimmt. Alle gezeigten Werte
wurden über je 30 Episodenwiederholungen gemittelt.
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Um mögliche Ursachen für den deutlichen Performanceunterschied zwischen
Ensemble- und Monte-Carlo Dropout basierten UBOOD Klassi�katoren zu
bestimmen, wurden weitere Untersuchungen des Verhaltens der Unsicherheits-
modellierung einiger UBOOD Varianten durchgeführt.
Abbildung 4.8 zeigt zunächst eine Gegenüberstellung von Unsicherheit und Re-
turn in Abhängigkeit der Umgebungskon�guration am Beispiel der UB-BP10
und UB-MC80 UBOOD Varianten auf der Gridworld Umgebung. Eine zielfüh-
rende Unsicherheitsmodellierung sollte bei zunehmender Abweichung der Um-
gebung zunehmende Unsicherheitswerte ausgeben. Obwohl bei beiden UBOOD
Varianten der erreichte Return entlang der X-Achse abnimmt, gibt nur die
Ensemble-basierte Variante UB-BP10 wie erho�t dazu ansteigende Unsicher-
heit aus. UB-MC80, die Monte-Carlo Dropout basierte Variante erzeugt dage-
gen stark schwankende Unsicherheitswerte. Evaluationen auf der LunarLander
Umgebung zeigten entsprechendes Verhalten.
Als zweite Untersuchung der Ursachenermittlung wurden die epistemischen
Unsicherheitswerte über den Trainingsverlauf hinweg analysiert. Hierfür wur-
den wie in Unterabschnitt 4.7.1 erläutert während des Trainings laufend Kopien
der Netze abgespeichert. Für jede dieser Netzkopien wurden anschlieÿend meh-
rere Auswertungsdurchläufe auf unterschiedlichen Umgebungskon�gurationen
durchgeführt: Evaluationen auf der Umgebungskon�guration 0 zeigen die Un-
sicherheitsmodellierung der In-Distribution Daten, während Umgebungskon�-
guration 7 die Modellierung bei maximal abweichenden Situationen testet.
Abbildung 4.9 stellt exemplarisch die ausgegebenen epistemischen Unsicher-
heiten der UB-B07 und UB-MC80 Varianten auf der Gridworld Umgebung
gegenüber. Die Ensemble-basierte UBOOD Variante UB-B07 zeigt über den
Trainingsverlauf von 10000 Episoden das erwartete Verhalten: Die epistemi-
sche Unsicherheit auf der Trainingskon�guration 0 nimmt mit zunehmender
Verfügbarkeit von Daten über die Trainingsepisoden ab (blaue Kurve, Abbil-
dung 4.9a), während die Unsicherheit auf der OOD Umgebungskon�guration 7
auf einem höheren Level konvergiert (orangefarbene Kurve, Abbildung 4.9a).
Dies bestätigt erstens die Annahme, dass die epistemische Unsicherheit der
Action-Value Funktionsapproximation des Agenten durch mehr Daten redu-
zierbar ist. Und zweitens, dass dies nur für die In-Distribution Situationen
gilt, und nicht für OOD Situationen. Diese zunehmende Divergenz bildet die
Grundlage für eine zuverlässige OOD-Klassi�kation.
Wie in Abbildung 4.9b exemplarisch zu sehen ist, zeigt die Dropout-basierte
UBOOD Variante UB-MC80 diesen E�ekt hingegen nicht. Die ausgegebenen
epistemischen Unsicherheitswerte, zwischen In-Distribution- und OOD Situa-
tionen, unterscheiden sich mit fortschreitendem Training nicht zunehmend.
Dies ist die Ursache, weshalb bei Einsatz dieser Unsicherheitsmodellierungs-
ansätze keine zuverlässige OOD-Klassi�kation möglich ist.
Das soeben beschriebene Verhalten war konsistent über alle evaluierten Para-
metrisierungen der Ensemble- und Dropout-basierten Unsicherheitsmodellie-
rungsansätze hinweg.
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Abbildung 4.9: Durchschnittliche epistemische Unsicherheit der (a) Ensemble-
basierten Variante UB-B07 und (b) Monte-Carlo Concrete Dro-
pout basierten Variante UB-MC80 auf der Gridworld Um-
gebung. Umg. Konf. 0 zeigt ausgegebene Unsicherheitswerte
auf der Trainingskon�guration (In-Distribution), Umg. Konf. 7
Unsicherheiten auf der maximal abweichenden Umgebungskon-
�guration (Out-of-Distribution). Alle gezeigten Werte wurden
über je 30 Episodenwiederholungen gemittelt.
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4.9 Zusammenfassung

In diesem Kapitel wurden verschiedene Wege zur Unsicherheitsmodellierung
bei Verwendung von aktuellen ML-Verfahren betrachtet. Der Fokus lag hier
auf Ansätzen, die mit Value-basierten RL-Methoden kombiniert werden kön-
nen. Dies ist von hoher Relevanz, da es unabdinglich ist, die Verlässlichkeit
und Sicherheit solcher lernenden Systeme zu garantieren, bevor sie in Echtwelt-
Situationen eingesetzt werden. Als möglicher Weg um dieses Ziel zu erreichen,
wurde das Erkennen von abweichenden Out-of-Distribution (OOD) Situatio-
nen vorgestellt. Die hier diskutierten Forschungsergebnisse präsentieren erste
unsicherheitsbasierte OOD Erkennungsansätze, die in sequentiellen Entschei-
dungsproblemen eingesetzt werden können.
Hierfür wurde das OOD-Erkennungsproblem als One-Class Klassi�kationspro-
blem modelliert. Dies bildet die Grundlage des entwickelten UBOOD (Un-
certainty Based Out-of-Distribution) Ansatzes. Grundlegendes Element hier-
von ist die Reduzierbarkeit der epistemischen Unsicherheit innerhalb der
Action-Value Funktionsapproximation des Agenten. Um den UBOOD An-
satz zu realisieren, wurden zunächst existierende Architekturen des pro-
babilistischen ML aus dem Bereich der approximativen Bayesschen Infe-
renzmethoden sowie Ensemblemethoden für die Unsicherheitsmodellierung in
RL-Systemen geeignet angepasst. Diese Architektur-Erweiterungen erlauben
schlieÿlich eine Erkennung von OOD Situationen in tiefen, Value-basierten RL-
Anwendungsfällen, basierend auf epistemischer Unsicherheit. Zur Evaluation
verschiedener UBOOD Varianten wurden zwei RL-Umgebungen entwickelt, die
systematische Modi�kationen nach dem Trainingsprozess ermöglichen. Dies er-
laubt es, OOD Zustände während der Evaluation zu erzeugen.
Die Evaluationsergebnisse zeigen, dass der UBOOD Ansatz ein gangbarer Weg
ist. Die Hypothese hat sich bestätigt, dass die epistemische Unsicherheit der
Value-Funktion eines RL-Agenten zur Erkennung von OOD Situationen ge-
nutzt werden kann. Es hat sich jedoch auch gezeigt, dass die OOD Klassi�-
kationsgüte direkt von der Qualität der Unsicherheitsmodellierung abhängig
ist. Somit ist eine möglichst gute Unsicherheitsmodellierung Grundvorausset-
zung. Auf beiden evaluierten Umgebungen zeigten UBOOD Varianten, die eine
Ensemble-basierte Unsicherheitsmodellierung einsetzen (UB-B / UB-BP) sehr
gute Resultate. F1-Scores von bis zu 0, 903 ermöglichen eine zuverlässige Unter-
scheidung von In- und Out-of-Distribution Situationen. Auch die Erwartungen
an das Verhalten der Unsicherheitsmodellierung bei zunehmender Stärke der
Veränderung der Umgebung haben sich bei den Ensemble-basierten Varianten
erfüllt. Mit zunehmender Stärke der OOD Situationen wurden höhere epis-
temische Unsicherheitswerte ausgegeben und bessere F1-Klassi�kationscores
erzielt. Die Hinzunahme eines Priors in den UB-BP Varianten zeigte ebenfalls
einen positiven Ein�uss, was sich in höheren F1-Scores niederschlägt.
Diesen positiven Resultaten stehen die UBOOD Varianten gegenüber, die auf
der approximativen Bayesschen Inferenzmethode Concrete MC Dropout ba-
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sieren. Diese UB-MC Varianten waren nicht in der Lage eine zuverlässige
OOD Klassi�kationsqualität zu erreichen. Auch wenn die Erhöhung der An-
zahl an verwendeten Monte-Carlo Forward-Passes von 40 auf 80 zu einer leich-
ten Verbesserung führte, reichte die Leistungsfähigkeit nicht an die Ensemble-
basierten UBOOD Varianten heran. Die Ursache hierfür zeigte eine Analyse der
Unsicherheitsmodellierung über den Trainingsverlauf (Abbildung 4.9). Bei den
Ensemble-basierten UBOOD Varianten divergieren die ausgegebenen epistemi-
schen Unsicherheitswerte zwischen In- und OOD Situationen mit fortschreiten-
dem Training zunehmend (Abbildung 4.9a). Dies bestätigt die Annahme, dass
die epistemische Unsicherheit der Action-Value Funktionsapproximation des
Agenten durch mehr Daten reduzierbar ist: Die zunehmende Verfügbarkeit von
Daten über die Trainingsepisoden hinweg reduziert die Unsicherheit von Situa-
tionen der Trainingskon�guration, nicht jedoch von Situationen der OOD Kon-
�gurationen. Diese zunehmende Divergenz ermöglicht eine zuverlässige OOD-
Klassi�kation. Die Dropout-basierten UBOOD Varianten hingegen zeigen die-
sen E�ekt nicht (Abbildung 4.9b). Da sich der Unterschied der ausgegebenen
epistemischen Unsicherheitswerte, zwischen In-Distribution- und OOD Situa-
tionen, mit fortschreitendem Training nicht vergröÿert, ist bei Einsatz die-
ser Unsicherheitsmodellierungsansätze keine zuverlässige OOD-Klassi�kation
möglich. Dieses grundlegende Verhalten war konsistent über alle evaluierten
Parametrisierungen der Ensemble- und Dropout-basierten UBOOD Varianten
hinweg.
Diesbezüglich ist es interessant, dass die erzielten Ergebnisse mit kürzlich ver-
ö�entlichten Resultaten von Beluch et al. [12] übereinstimmen. Die Autoren
verglichen in ihrer Arbeit ebenfalls Ensemble-basierte Unsicherheitsmodellie-
rungsansätze mit Monte-Carlo Dropout Basierten, jedoch in einer Active Lear-
ning Aufgabe zur Bildklassi�kation. Die präsentierten Evaluationsergebnisse
zeigen eine Überlegenheit der Ensembleansätze bei dieser Aufgabenstellung.
Die Autoren konnten ebenfalls zeigen, dass die Ensembleansätze besser kali-
brierte Unsicherheitsschätzungen liefern. Als mögliche Erklärung für die ge-
ringere Qualität der Monte-Carlo Dropout basierten Ansätzen wird die durch
Dropout verringerte Kapazität der Modelle angeführt. Zudem wird eine im
Vergleich zu Ensembles geringere Diversität vermutet.
Bezogen auf die in Abschnitt 4.8 präsentierten Ergebnisse der UBOOD Klas-
si�katoren würde dies die geringeren F1-Klassi�kationsscores der UB-MC Va-
rianten erklären.
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5 Policy-basierte Erkennung

von Out-of-Distribution

Situationen

Die im vorherigen Kapitel 4 vorgestellten Ansätze wurden mit dem Ziel
entwickelt, eine Unsicherheitsmodellierung im Kontext Value-basierter RL-
Methoden zu ermöglichen. Die Evaluationsergebnisse bestätigten, dass dies
erreicht werden kann, wenn Ansätze aus dem Bereich des probabilistischen
ML mit Netzarchitekturen des Value-basierten Deep Q-Learnings kombiniert
werden. Neben dem Erfolg dieser Ansätze existiert jedoch weiterhin eine of-
fene Problemstellung: In einer Vielzahl aktueller Anwendungsgebiete werden
State-of-the-Art-Lösungen mittels Policy-basiertem RL erzielt [54, 68]. Dies
ist insbesondere im Bereich der Robotik der Fall. Die Gewährleistung der Si-
cherheit und Zuverlässigkeit der Systeme ist hier von besonderer Wichtigkeit,
wenn die Roboter in räumlicher Nähe zu Menschen agieren sollen.
Der im Rahmen dieses Kapitels vorgestellte PEOC (Policy Entropy Out-of-
Distribution Classi�er) Ansatz ist speziell für einen Einsatz in Kombination
mit Policy-basierten RL-Algorithmen entwickelt worden. Er kann somit einen
ersten Beitrag zur Verbesserung der Sicherheit autonomer lernender Systeme
leisten.

5.1 Vorverö�entlichungen

Die Hauptinhalte dieses Kapitels wurden vom Autor bereits in [129] veröf-
fentlicht. Wie in Abschnitt 1.2 dargestellt stammen die grundlegende Idee,
das Konzept sowie die Umsetzung und Evaluation des Ansatzes vom Autor
dieser Arbeit. Dies beinhaltet insbesondere das entwickelte Verfahren zur Ver-
wendung der Entropie der Policy eines Agenten als Klassi�kationsscore zur
Erkennung von Out-of-Distribution Situationen.

5.2 Motivation und Grundidee

Wie Eingangs erläutert stellt Policy-basiertes RL den aktuellen State-of-the-
Art im Umfeld mobiler Roboter dar. Die Motorik dieser Roboter bildet in der
Regel kontinuierliche Aktionsräume, die mit diskreten, Value-basierten RL-
Ansätzen nicht direkt modellierbar sind. Als Beispiel kann hier Akkaya et al.
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[4] genannt werden, die den Policy-basierten RL-Algorithmus PPO [123] zur
Steuerung einer humanoiden Roboterhand verwenden. Auch Lee et al. [83] set-
zen einen Policy-basierten Ansatz TRPO [122] ein, um die gesamte Steuerung
der Bewegung eines vierbeinigen Roboters über komplexes Terrain zu trainie-
ren.
Um einen verlässlichen Einsatz dieser Systeme in Echtwelt-Situationen zu rea-
lisieren, ist es aber auch hier unabdingbar, die stets existente Unsicherheit
in den Aktionsentscheidungen zu beachten. Es ist somit von hoher Relevanz,
Ansätze zu entwickeln, die eine solche Unsicherheitsbestimmung bei Einsatz
von Policy-basiertem RL ermöglichen. Ist eine entsprechende Modellierung der
Unsicherheit gegeben, kann diese unter anderem dafür eingesetzt werden, un-
trainierte, vom Training abweichende Situationen zu erkennen. Dies ermöglicht
es dem System in einem anschlieÿenden Schritt angemessen auf diese Bedin-
gungen zu reagieren.
In diesem Kapitel wird der hierfür entwickelte PEOC Ansatz vorgestellt. Der
PEOC Ansatz ist auf verschiedene RL-Algorithmen aus den Policy-Gradient
und Actor-Critic Familien [137] anwendbar. Einzige Voraussetzung ist die Ver-
wendung einer stochastisch modellierten Policy. Kernidee von PEOC ist es, die
Entropie der RL-Policy als Score eines Binären Klassi�kators zur Erkennung
von OOD Situationen zu verwenden. Da die OOD Erkennung als One-Class
Klassi�kationsproblem modelliert wird, werden zur Trainingszeit keine OOD
Datenpunkte benötigt. Dies stellt einen Vorteil gegenüber anderen Ansätzen
dar, besonders bei einem Einsatz des Systems in Echtweltszenarien, da hier
die Erzeugung von In-Distribution Daten meist deutlich einfacher und kosten-
günstiger ist, als die Erzeugung von abweichenden OOD Daten.

5.3 Grundlagen zur Performance-Evaluation
von Binären Scoring-Klassi�katoren

Der vorgestellte Ansatz PEOC zur Erkennung von Out-of-Distribution Situa-
tionen basiert auf einem One-Class Klassi�kationsansatz. Die zum Verständ-
nis der Performance-Evaluation notwendigen Grundlagen werden im Folgen-
den dargestellt. Allgemeine Grundlagen zur One-Class Klassi�kation wurden
bereits in 4.3.1 erläutert, während Grundlagen der Entropie als Mittel zur
Quanti�zierung der Zufälligkeit einer Zufallsvariable in Unterabschnitt 2.2.2
vermittelt wurden.
Wie zuvor erläutert, können binäre Klassi�kationsalgorithmen dahingehend
unterschieden werden, ob sie eine diskrete Ausgabe erzeugen, die einem
der Klassenlabels entspricht, oder eine kontinuierliche Ausgabe, die als Sco-
re bezeichnet wird. Die Evaluation der Performance dieser auch Scoring-
Klassi�katoren genannten Algorithmen ist aufwendiger, da hier ein zusätzli-
cher Parameter t zur Schwellwertde�nition benötigt wird. Da die Wahl von
t die Klassi�kationsentscheidung beein�usst, verändert dies folglich auch die
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Richtig-positiv- und Falsch-positiv-Rate des Klassi�kators.
Um dennoch die Qualität eines binären Klassi�kators bewerten und verschie-
dene Klassi�katoren vergleichen zu können, wurden Verfahren entwickelt, mit
deren Hilfe die Abhängigkeit vom Schwellwertparameter visualisiert und inter-
pretiert werden kann.
Eine weit verbreitete Darstellungsmethode sind ROC (Receiver Operating
Characteristic) Graphen. Ursprünglich als Hilfsmittel für militärische Radar-
empfänger entwickelt, wird diese Darstellungsmethode heute in den verschie-
densten Anwendungsgebieten, wie der Medizin [84], Meteorologie [76] oder der
Entwicklung von ML-Algorithmen [48] eingesetzt. Die Darstellung basiert auf
einem zweidimensionalen Graphen, bei dem die Richtig-positiv-Rate (tpr) auf
der Y-Achse sowie die Falsch-positiv-Rate (fpr) auf der X-Achse aufgetragen
wird. Ein Punkt im Graphen entspricht somit einem diskreten Klassi�kator
mit entsprechender tpr und fpr. Bei Verwendung von Scoring-Klassi�katoren
mit einem Schwellwertparameter entsteht durch Variation des Parameters t
eine Kurve im ROC Raum. Die ROC Graphen Analyse ermöglicht damit so-
wohl einen Vergleich der Qualität unterschiedlicher Klassi�katoren als auch
eine Abwägung der Auswahl eines geeigneten Schwellwertparameters. Da ein
optimaler Klassi�kator alle Positiven korrekt als solche klassi�ziert und keine
Falsch-positiven aufweist, besitzt er eine tpr = 1 und eine fpr = 0, liegt im
ROC Graphen also an der Koordinate (0, 1). Ein Klassi�kator an der Koor-
dinate (1, 0) würde alle Eingabedaten als Negative klassi�zieren und besäÿe
somit eine tpr = 0 und eine fpr = 1. Die Diagonale im ROC Graphen reprä-
sentiert damit einen Klassi�kator der die Klassenzugehörigkeit rät. Bei einer
vorhergesagten gleichverteilten Klassenzugehörigkeit läge der Klassi�kator auf
der Diagonale an der Koordinate (0.5, 0.5) Würde hingegen in 90% der Fälle
als Positiv klassi�ziert, würde die tpr zwar auf 0, 9 steigen, die fpr jedoch auch,
so dass der Klassi�kator ebenso auf der Diagonale im ROC Graphen läge. Ein
Klassi�kator der über der Diagonale liegt ist somit �besser als zufällig� und
nutzt in den Eingabedaten enthaltene Informationen für die Klassi�kations-
entscheidung.
Um die Performance mehrerer schwellwertabhängiger Scoring-Klassi�katoren
vergleichen zu können, ist es nützlich die Qualität auf eine einzelne Kennzahl
zu reduzieren. Hierfür kann die Fläche unterhalb der ROC Kurve: ROC AUC
(Area under the curve) berechnet werden. Da die Y- und X-Achsen als tp bzw.
fp Rate auf einen Wertebereich von [0, 1] limitiert sind, liegt auch die Fläche
unter der ROC Kurve und damit der ROC AUC Wert zwischen 0 und 1.
Äquivalent zu dem vorgestellten ROC Graphen Ansatz �ndet sich in der For-
schungsliteratur auch der Precision-Recall (PR) Ansatz. Dieser visualisiert die
Präzision (prec = 1 − fpr) gegenüber tpr. Der PR-Ansatz weist nach Davis
und Goadrich [31] Vorteile auf, wenn eine starke Unausgewogenheit der Da-
ten, also eine hohe Schiefe (skew) der Klassenverteilung vorliegt. Wie zuvor
ausgeführt, stellt im Rahmen der OOD Erkennung die Verfügbarkeit vieler
Daten des Normalzustandes, und weniger oder im Extremfall keiner Daten der
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abweichenden Fälle, die Ausgangslage dar. Es wäre folglich anzunehmen, dass
Precision-Recall Graphen stets das Mittel der Wahl zur Auswertung von OOD
Klassi�katoren sind. Im Rahmen der vorliegenden Arbeit werden dennoch ROC
Graphen sowie ROC AUC Werte zur Bewertung der Klassi�katorqualität ver-
wendet. Der Grund hierfür ist, dass der Einsatz einer Simulationsumgebung
die Erzeugung einer ausgewogenen Klassenverteilung zum Testen der Klas-
si�katoren ermöglicht. In diesem Fall sind ROC Graphen zu bevorzugen, da
sie einige Nachteile der PR Graphen, wie beispielsweise unerreichbare Regio-
nen, nicht aufweisen [20]. Würden die Klassi�katoren stattdessen basierend auf
Echtweltdaten trainiert und analysiert, muss an dieser Stelle darauf hingewie-
sen werden, dass der Einsatz von PR Graphen in Erwägung gezogen werden
sollte.

5.4 Konzept zur Policy-basierten Erkennung
von Out-of-Distribution Zuständen

In diesem Abschnitt wird das entwickelte PEOC (Policy Entropy Out-of-
Distribution Classi�er) Konzept vorgestellt. Es wurde speziell zur Erkennung
von Out-of-Distribution Situationen bei Einsatz von Policy-basierten RL-
Ansätzen entwickelt. Die Basis des PEOC Verfahrens bildet die Policy π eines
RL-Agenten. Voraussetzung ist die Verwendung einer stochastisch modellier-
ten Policy. Diese Ausgangslage ist bei einer Vielzahl aktueller State-of-the-Art
RL-Algorithmen gegeben, wie beispielsweise PPO [123] oder A3C [95].
Im Folgenden werden Zustände, die im Training verwendet wurden, als In-
Distribution States (IND-States) si ∈ I bezeichnet. Die Menge aller In-
Distribution States I enthält somit alle im Training verwendeten Zustände.
Alle möglichen, nicht im Training gesehenen Zustände so 6∈ I de�nieren die
Menge der Out-of-Distribution States (OOD-States). Das Problem der Erken-
nung von Out-of-Distribution Zuständen wird als One-Class Klassi�kations-
problem modelliert, so dass nur die Menge der IND-States I zur Trainingszeit
des Klassi�kators notwendig ist.
Wie zuvor erwähnt, können PEOC Klassi�katoren basierend auf verschiedenen
RL-Algorithmen konstruiert werden, beispielsweise aus den Policy-Gradient
und Actor-Critic Familien [137]. In den entsprechenden Algorithmen wird die
Policy als bedingte Wahrscheinlichkeitsverteilung π = P (a|s) modelliert. Sie
gibt somit die Wahrscheinlichkeit an, dass eine Aktion a in einem Zustand
s ausgeführt wird. Zur Quanti�zierung der Unsicherheit bzw. Zufälligkeit ei-
ner Wahrscheinlichkeitsverteilung kann, wie in 2.2.2 dargestellt, die Shannon
Entropie H als Maÿ verwendet werden. Angewendet auf die stochastische Poli-
cy eines RL-Agenten quanti�ziert die Policy EntropyH(π) folglich, wie zufällig
die vom Agenten gewählten Aktionen sind.
Abbildung 5.1 zeigt eine schematische Darstellung der grundlegenden Elemen-
te dieses Ansatzes zur Unsicherheitsquanti�zierung mittels Policy Entropy. Die
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Verwendung der normalisierten Entropie Hn ermöglicht dabei eine Vergleich-
barkeit über verschieden groÿe Aktionsräume. Dies wäre im Rahmen der in
dieser Arbeit durchgeführten Experimente nicht zwingend notwendig, da alle
verwendeten Aktionsräume die gleiche Gröÿe besitzen, dennoch erleichtert es
die Interpretation der Entropiewerte über den Trainingsverlauf. Die genauen
Varianten der State Repräsentation, des eingesetzten Neuronalen Netzes sowie
die Form der Outputs des Policy Head können an den jeweiligen Anwendungs-
fall angepasst werden.

State 
Repräsentation 

[64,64,3] 
Vector

Policy-Head 
 
 

15 Outputs 
(Actions)

Interpretiere
resultierende Werte
als Einträge einer

kategorischen
Wahrscheinlichkeits-
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pa1 pa2 pa3 pa14 pa15
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Berechne
normalisierte 
Entropie zur

Quantifizierung der
Unsicherheit

. . .
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15 Convolutional Layer, 
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Abbildung 5.1: Schematische Darstellung der grundlegenden Modellarchitek-
tur zur Unsicherheitsquanti�zierung mittels Policy Entropy.
Die in grau aufgeführten Parameter der State Repräsentati-
on, die Architektur des tiefen Neuronalen Netzes sowie die
Anzahl der Outputs, entsprechen dem Experimentalsetup in
Abschnitt 5.7.

Wie in Unterabschnitt 2.1.3 beschrieben ist das Ziel von RL-Algorithmen den
erwarteten zukünftigen Return zu maximieren. Dies wird erreicht, indem die
Parameter der Policy so optimiert werden, dass die für dieses Ziel optimalen
zustandsabhängigen Aktionen gewählt werden.
Kern des PEOC Verfahrens ist, dass unter der Annahme, dass in der gegebenen
Problemdomäne optimales Verhalten nur durch gezielte, also nicht-zufällige
Aktionen erreicht werden kann, die Entropie der Policy H(π) für Zustände
si, die im Training verwendet wurden, sinken muss. Wenn dieser Abfall der
Entropie für im Training verwendete Zustände si stärker ist als für nicht ge-
sehene Zustände so, kann die Policy Entropy H(π) als Score eines binären
Klassi�kators zur Out-of-Distribution Erkennung verwendet werden.
Die Konstruktion eines optimalen Klassi�kators ist somit möglich, wenn die
Policy Entropy für alle Zustände si ∈ I kleiner ist als die Entropie aller Zu-
stände so ∈ O. Formal ausgedrückt:

H(π(si)) < H(π(so)),∀si ∈ I,∀so ∈ O (5.1)
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In diesem Fall existiert eine Entscheidungsgrenze, die eine perfekte Trennung
der In- und Out-of-Distribution Zustände ermöglicht. Ausgedrückt in den Eva-
luationsgröÿen binärer Klassi�katoren bedeutet dies, dass ein perfekter Klassi-
�kator konstruiert werden kann, der eine True-Positive-Rate tpr = 1 und eine
False-Positive-Rate fpr = 0 besitzt.

5.5 Verwandte Arbeiten

Frühere Arbeiten im Bereich von RL-Problemen haben sich bereits der Entro-
pie als Messgröÿe bedient. Diese Arbeiten zur Entropie Regularisierung sowie
das sogenannte Maximum Entropy RL unterscheiden sich jedoch in ihrer Ziel-
setzung grundsätzlich vom hier vorgestellten Ansatz, da bei diesen stets die
Verbesserung der RL-Policy im Vordergrund steht. Im Gegensatz dazu verwen-
det das in dieser Arbeit vorgestellte Verfahren die Entropie nicht zur Verbesse-
rung des Lernerfolgs, sondern nach abgeschlossenem Training zur Erkennung
von OOD Situationen.
Dennoch ist der folgende Überblick zu diesen Verfahren relevant. Zum einen
dienten diese als Inspiration für das im Rahmen dieser Arbeit entwickelte Ver-
fahren, zum anderen wurde zur Evaluation von PEOC ein RL-Algorithmus
eingesetzt, der Entropie Regularisierung verwendet.

5.5.1 Entropie Regularisierung

Williams und Peng [146] zeigen in ihrer Arbeit, wie die Policy Entropy H(π)
als Mittel zur Regularisierung verwendet werden kann. Regularisierung ist ein
Ansatz aus dem Bereich der Statistik und wird meist zur Verhinderung von
Over�tting, also einer Überspezialisierung auf die Trainingsdaten, eingesetzt
[16]. Die Autoren der oben genannten Verö�entlichung erreichen diesen Ef-
fekt, indem sie H(π) auf die Zielfunktion des RL-Algorithmus aufaddieren.
Aktionen, die im jeweiligen Zustand eine höhere Entropie aufweisen, werden
dadurch bevorzugt, weshalb H(π) in diesem Kontext auch als Entropie-Bonus
bezeichnet wird. Die Hypothese ist dabei, dass auf diesemWeg die Wahrschein-
lichkeit einer vorzeitigen Konvergenz des Lernalgorithmus auf lokale Optima
verringert werden kann. Kürzlich entwickelte RL-Algorithmen wie A3C [95]
oder PPO [123] greifen diese Idee wieder auf und verbessern damit erfolgreich
die Ergebnisqualität.

5.5.2 Maximum Entropy RL

Eine Erweiterung dieser Idee wird als Maximum Entropy Reinforcement Lear-
ning bezeichnet [42, 146]. Ziel dieser Algorithmen ist es, eine RL-Policy zu
�nden, die maximale Entropie aufweist, während weiterhin das eigentliche Auf-
gabenziel erreicht wird. Das so formulierte Optimierungsziel ist es, gleichzeitig
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den gemeinsamen Erwartungswert der Summe der Rewards und der Entro-
pie zu maximieren. Es werden also im Unterschied zum Ansatz der Entropie
Regularisierung nicht nur Aktionen bevorzugt, die im aktuellen Zustand hö-
here Entropie aufweisen, sondern auch Aktionen, die im Erwartungswert zu
Zuständen mit hoher Entropie führen.

5.6 Benchmarking Pipeline für OOD
Klassi�kation im Reinforcement Learning

Der folgende Abschnitt stellt eine Benchmarking Pipeline vor, die speziell für
die OOD Klassi�kation im Rahmen von RL-Systemen entwickelt wurde. Not-
wendig wird dies durch die unterschiedliche Funktionsweise, im Training sowie
Testen, zwischen klassischen und Policy-basierten OOD Klassi�katoren. Um
fehlerhafte beziehungsweise irreführende Vergleiche zu vermeiden, wurde ein
strukturiertes Vorgehen entwickelt, das im Folgenden vorgestellt wird. Die ge-
samte Pipeline umfasst dabei das Training von RL-Policies, die Sammlung
von IND- und OOD-Daten, die Optimierung von klassischen, Nicht-Policy-
basierten Benchmark Klassi�katoren sowie die �nale Qualitätsevaluation. Die-
ser Prozess ist in Abbildung 5.2 schematisch dargestellt.

Policy
Training

Policy Runs
to generate

Out-Of-Distribution
samples 

Policy Runs
to generate

In-Distribution
samples 

Evaluation

Benchmark
Classifier

Fitting
Train / Test

SplitPerformance
Check

pass

reject

Policy based
Classifier

Test Data
In / OOD

+restricted
levelgen

unrestricted
levelgen

Discard

Abbildung 5.2: Benchmarking Pipeline für OOD Klassi�kation im Reinforce-
ment Learning. Die Wiederholung des gesamten Prozesses er-
möglicht die Ermittlung zentraler Momente der Klassi�kator-
performance, indem n unterschiedliche Zufalls-Seeds verwendet
werden.

Einzelne Durchläufe des Prozesses unterliegen dabei verschiedenen Quellen von
Varianz in der Qualitätsevaluation. Ursache hierfür sind zufällige Initialisie-
rungen der Parameter, unter anderem der Gewichte des Neuronalen Netzes,
sowie des Levelgenerators. Um dennoch zuverlässige Qualitätsaussagen tre�en
zu können, können durch mehrmaliges Wiederholen des gesamten Prozesses
(Parameter n in Abbildung 5.2) zentrale Momente wie Erwartungswert und
Varianz der ROC AUC Verteilung bestimmt werden. Ein einzelner Prozess-
durchlauf wird dabei als Prozesswiederholung bezeichnet. Im Folgenden werden
die einzelnen Schritte der Pipeline vorgestellt.
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Als vorbereitender Schritt wird der Levelgenerator in jeder Prozesswiederho-
lung auf einer unterschiedlichen Menge an Level der Gröÿe m initialisiert (re-
stricted levelgen). Diese Level dienen als Trainingsumgebung für das Policy
Training über eine �xe Anzahl an Zeitschritten. Als Ergebnis des Trainings
wird die resultierende Policy π einer Qualitätsprüfung unterzogen. Dies ist ein
sinnvoller und notwendiger Schritt, der im Praxiseinsatz von RL-Anwendungen
ebenfalls vollzogen werden muss, mit dem Ziel nur die besten Policies zum Ein-
satz zu bringen. Die Evaluation der OOD Erkennung auf schwachen Policies,
die in der Praxis nicht eingesetzt würden, würde zu keiner relevanten Aussage
führen. An dieser Stelle sei nochmals darauf hingewiesen, dass der vorgestellte
Ansatz nicht die Verbesserung der Policy Performance zum Ziel hat, sondern
die faire Evaluation von OOD Klassi�katoren in einem RL-Setting.

Schlägt dieser Performance Check genannte Test fehl, wird die Policy verwor-
fen, und die nächste Prozesswiederholung wird gestartet. Im Erfolgsfall wird
die Policy weiter zur Durchführung mehrerer Leveldurchläufe (Policy Runs ge-
nannt) verwendet. Zum einen unter Verwendung der selben Menge an m Level,
die im Policy Training eingesetzt wurde. Während dieser IND Runs genann-
ten Durchläufe werden alle Zustände (si) gesammelt. Diese bilden die Menge
der In-Distribution Zustände I. Zum anderen wird die Policy zur Durchfüh-
rung separater Leveldurchläufe (OOD Runs genannt) verwendet, in denen der
Levelgenerator unbeschränkt initialisiert wird. Dies führt dazu, dass in diesen
Durchläufen mit hoher Wahrscheinlichkeit vom Training sowie den IND Runs
abweichende Level generiert werden. Während dieser OOD Runs werden al-
le Zustände (so) gesammelt. Diese bilden die Menge der Out-of-Distribution
Zustände O.

Um einen fairen Vergleich mit klassischen Out-of-Distribution Klassi�kato-
ren zu realisieren, wird die Menge der In-Distribution Zustände I geteilt
(Train/Test Split). Der Train Teil wird zur Optimierung der klassischen, nicht-
policy-basierten Benchmark Klassi�katoren verwendet. Policy-basierte Klassi-
�katoren wie PEOC benötigen keinen zusätzlichen Optimierungsschritt auf
den IND Daten, da der Klassi�kator auf dem Policy Netz basiert, das während
des Policy Trainings bereits optimiert wurde.

Der Test Teil von I wird anschlieÿend mit der kompletten Menge O kombi-
niert und bildet so die Test Data. Auf diesen Daten wird die �nale Qualitäts-
evaluation aller Klassi�katoren durchgeführt. Für dieses Datenset ist für jedes
enthaltene Datum, basierend darauf, ob es ursprünglich aus I oder O stammt,
die tatsächliche Klassenzugehörigkeit bekannt. Folglich ist es möglich ROC
Graphen sowie ROC AUC Werte der verschiedenen Klassi�katoren zu berech-
nen. Die Wiederholung des gesamten Prozesses unter Durchführung mehrerer
Prozesswiederholungen erlaubt es, wie zuvor erläutert, zentrale Momente wie
Erwartungswert und Varianz der Klassi�katorperformance zu ermitteln.
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5.7 Experimentalsetup

Eine stets wiederkehrende Schwierigkeit bei der Entwicklung und Evaluation
von Out-of-Distribution Klassi�katoren ist die Verfügbarkeit von ausreichend
Daten, sowohl der IND Klasse zum Training, als auch der OOD Klasse zur
Evaluation. Diese Situation ist auch für RL-Probleme gegeben, in denen die
Daten in Form von Zustandsbeobachtungen durch Interaktion von Agent und
Umgebung generiert werden. Um neben IND Zuständen auch OOD Zustän-
de generieren zu können, sind folglich unterschiedliche Umgebungsvarianten
notwendig. Standard Benchmarkumgebungen für RL wie OpenAI Gym [gym]
oder das Arcade Learning Environment [10] sind hierfür nicht geeignet, da es
mit diesen nicht möglich ist unterschiedliche In- und Out-of-Distribution Zu-
stände zu generieren. Ein wachsendes Forschungsinteresse an Fragestellungen
zur Generalisierungsqualität von RL-Algorithmen hat in den letzten Jahren zur
Entwicklung neuer Benchmarkumgebungen geführt. Das besondere an diesen
Umgebungen ist, dass sie getrennte Trainings- und Test-Varianten realisieren
[28, 43, 148]. Dadurch sind einige dieser Umgebungen auch zur Untersuchung
von Fragestellungen rund um die Out-of-Distribution Erkennung geeignet.
An dieser Stelle kann angemerkt werden, dass die Verwendung von Videospiel-
Umgebungen im Rahmen der RL-Forschung nicht ungewöhnlich ist. Diese eig-
nen sich aufgrund ihrer episodischen Natur und überschaubaren Komplexität
gut zur Evaluation von RL-Ansätzen. So verwenden [66] beispielsweise ein
kompetitives First-Person Multiplayer-Spiel zur Evaluation. Die Brücke zu in-
dustriellen Use-Cases ist hier oftmals kleiner als es vielleicht zunächst den
Anschein hat. So stellt eine Gridworld die Grundlage der im Rahmen von
[110] entwickelten Smart Factory Umgebung dar. In [24] wiederum wird eine
Restaurantsimulation zum Training kooperativer Multiagentensysteme einge-
setzt. Das zu lösende, grundlegende Problem der Koordination und Ablauf-
steuerung (Scheduling) existiert in vergleichbarer Weise in einer Vielzahl von
industriellen Problemstellungen.
Im folgenden Abschnitt wird der in Abschnitt 5.4 vorgestellte PEOC Ansatz
anhand der in Abschnitt 5.6 präsentierten Benchmarking Pipeline evaluiert.
Als RL-Umgebung kommt eine ursprünglich für Generalisierungstests entwi-
ckelte Simulation zum Einsatz, die im Folgenden näher dargestellt wird. Des
Weiteren werden die verwendeten Algorithmen (RL sowie Benchmarking Klas-
si�katoren) sowie deren Parametrisierung vorgestellt.

5.7.1 Simulationsumgebung

Zur Evaluation des neu entwickelten PEOC Ansatzes wird die CoinRun Simu-
lationsumgebung in der Implementierung von Cobbe et al. [27] verwendet. Die
Entscheidung, speziell diese als Levelgenerator einzusetzen, wurde getro�en,
da der prozedurale Levelgenerierungsansatz gut geeignet ist, um eine diverse
Menge an unterschiedlichen In- und Out-of-Distribution Situationen zu erzeu-
gen.
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(a) (b) (c)

Abbildung 5.3: Die Abbildungen zeigen je 4x4 Beispielzustände einer Prozess-
wiederholung, generiert in unterschiedlichen Phasen: a) Policy
Training b) In-Distribution Policy Runs c) Out-of-Distribution
Policy Runs. In den Phasen a) und b) ist der Levelgenerator
beschränkt auf die gleichen 4 Level, während in Phase c) kei-
ne Beschränkung der Levelanzahl vorgenommen wird. In der
Abbildung nicht zu sehen ist die Verwendung unterschiedli-
cher Zufalls-Seeds für jede Prozesswiederholung, was zu unter-
schiedlichen Levelsets der Gröÿe 4 in den Phasen a) und b) je
Wiederholung führt.

CoinRun selbst ist als Spiel in Anlehnung an klassische Plattform Jump&Runs
gestaltet. Die Level werden prozedural generiert und mit statischen und be-
weglichen Hindernissen versehen. Ziel des Agenten ist, es die einzige Münze am
rechten Ende des Levels einzusammeln, während Gegnern und Abgründen auf
dem Weg dorthin ausgewichen werden muss. Der Aktionsraum des Agenten
ist diskret mit einer Gröÿe von 15 modelliert. Das einzige Rewardsignal in der
Umgebung in Höhe von 10, 0 kann durch Einsammeln der Münze erhalten wer-
den. Somit beträgt der maximal erreichbare Return einer Episode in CoinRun
ebenfalls 10, 0. Ein einzelner Zustand der Umgebung ist realisiert als Farbbild
bestehend aus 4096 Pixel. Diese stehen dem Agenten in Form eines 64x64x3
groÿen Vektors xi zur Verfügung. Die Dimensionalität der Zustandsmenge be-
trägt somit X = [x1, x2, . . . , xn] ∈ R12288×n.
Beispielzustände verschiedener Level während der unterschiedlichen Trainings-
und Testphasen sind in Abbildung 5.3 abgebildet. Einzelne Level unterscheiden
sich durch die prozedurale Generierung visuell durch variierende Farbschemata
und Hintergründe, als auch logisch durch variierende Anzahl und Positionen
der Plattformen und Hindernisse.
Der in CoinRun enthaltene Levelgenerator kann über verschiedene Parame-
ter kon�guriert werden. Dies ermöglicht unter anderem eine Beschränkung der
Anzahl unterschiedlicher Level (Parameter m der Benchmarking Pipeline), die
während der Policy Training und In-Distribution Policy Runs generiert wer-
den. Ebenso ist es möglich, den Zufalls Seed am Startzeitpunkt der Umgebung
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zu kon�gurieren, so dass durch Verwendung unterschiedlicher Seeds, in den
Prozesswiederholungen n verschiedene Levelsets entstehen.

5.7.2 Algorithmen und Parametrisierung

Im Folgenden werden die zur Evaluation verwendeten Algorithmen sowie deren
gewählte Parametrisierung vorgestellt.
Als RL-Algorithmus kommt Proximal Policy Optimization [123] in der für
GPUs optimierten Variante PPO2 [33] zum Training der Agenten zum Einsatz.
Die Entscheidung für diesen Algorithmus sowie die konkrete Implementierung
wurde getro�en, da verwandte Arbeiten [27, 28] mit diesen gute Lernerfolge
auf der CoinRun Umgebung erzielen konnten. Bei der Wahl des verwendeten
tiefen Neuronalen Netzes wurde ebenfalls den Erfahrungen der verwandten Ar-
beiten gefolgt. Zum Einsatz kommt ein Netz der IMPALA Architektur [38], die
speziell zum e�zienten Training von Actor-Critic Agenten entwickelt wurde.
Die gewählte IMPALA Variante entspricht der groÿen Netzversion aus [38],
bestehend aus 15 Convolutional Layern und insgesamt 1, 6 Millionen Parame-
tern.
Das Policy Training erfolgt über 25× 105 Zeitschritte, parallel ausgeführt in
64 Instantiierungen der Simulationsumgebung. Innerhalb dieser Zeitschritte
führt PPO2 ein Update der Policy durch, wenn 64 ∗ 256 neue Zustände aus
den Instantiierungen gepu�ert wurden.
Um verschiedene PEOC Varianten konstruieren zu können, wird nach dem
ersten, sowie nach dem letzten Update der Policy eine Kopie gespeichert. Ba-
sierend auf diesen Policy Kopien erfolgt die Konstruktion von zwei getrennten
PEOC Klassi�katoren, die PEOC-1 beziehungsweise PEOC-150 genannt wer-
den.
Die in Abschnitt 5.6 vorgestellte Benchmarking Pipeline wird wie folgt para-
metrisiert: Die gesamte Pipeline wird insgesamt in 40 Prozesswiederholungen
durchlaufen, um zuverlässige Qualitätsaussagen tre�en zu können. Der Level-
generator wird in jedem Durchlauf mit einem unterschiedlichen Zufalls Seed
initialisiert. Zur Beschränkung der Levelanzahl während der Policy Training
und IND Runs wird der Parameter m = 4 gesetzt. Als Regel für den Perfor-
mance Check der trainierten Policies wird festgelegt, dass der durchschnittliche
Return am Ende der Trainingsprozesse gegen den maximal möglichen Wert von
10 konvergieren muss. Konvergenz gilt als erreicht, wenn der Mittelwert der
Returns der letzten 5 Policy-Updates gröÿer 9, 80 ist. Folglich werden alle wei-
teren Schritte der Pipeline nur mehr basierend auf den Policies durchlaufen,
die den Performance Check passieren. Mit jeder dieser Policies werden an-
schlieÿend ∼30× 103 Simulationsschritte im Rahmen der IND Runs auf den
Levelsets der Gröÿe 4, sowie ∼10× 103 Schritte im Rahmen der OOD Runs
auf unbeschränkter Levelsetgröÿe durchgeführt.
Zur Umsetzung des fairen Vergleichs mit klassischen Out-of-Distribution Klas-
si�katoren wird die Menge der In-Distribution Daten I in Trainings- und Test-
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Daten aufgeteilt. Dabei werden 2
3
der Daten zufällig dem Trainingsset zu-

gewiesen, die verbleibenden 1
3
dem Testset. Folglich stehen im Training zur

Optimierung der Benchmarking Klassi�katoren ∼20× 103 In-Distribution Zu-
standsbeobachtungen zur Verfügung. Das Testset wird, wie in Abschnitt 5.6
beschrieben, mit den Daten aus O vereinigt, so dass ein �nales Testset der Grö-
ÿe ∼20× 103 bei einer Gleichverteilung von IND- und OOD-Daten entsteht.
Eine Au�istung der verwendeten RL-Parameter sowie die verwendete Kon�-
guration der Benchmarking Pipeline sind in Tabelle 5.1 sowie 5.2 aufgeführt.
Zum Vergleich der Klassi�kationsqualität des vorgeschlagenen PEOC Verfah-
rens werden drei klassische, nicht Policy-basierte State-of-the-Art Klassi�kato-
ren evaluiert. Diese werden in jeder Prozesswiederholung auf dem Trainingsset
der In-Distribution Daten optimiert. Die Evaluation erfolgt auf den identi-
schen Daten, auf denen auch die Policy-basierten Klassi�katoren ausgewertet
werden: dem Testset bestehend aus In- und Out-of-Distribution Daten. Die
verwendeten klassischen Klassi�katoren werden im Folgenden kurz vorgestellt.
Der verwendete Autoencoder-basierte binäre Klassi�kator folgt dem von Ag-
garwal [2] vorgestellten Ansatz. Zum Einsatz kommt ein tiefes Neuronales Netz
mit vier versteckten Schichten der Gröÿe [64, 32, 32, 64]. Als Klassi�kationss-
core dient der Rekonstruktionsfehler bei Vorhersage eines Datenpunktes.
Die beiden weiteren verwendeten binären Klassi�katoren Single-Objective Ge-
nerative Adversarial Active Learning (SO-GAAL) und Multiple-Objective Ge-
nerative Adversarial Active Learning (MO-GAAL) wurden von Liu et al. [88]
basierend auf einem generativen Ansatz entwickelt. Grundidee ist die auto-
matische Generierung von informativen, abweichenden (Out-of-Distribution)
Daten während des Klassi�katortrainings. Die Ho�nung ist durch diese ge-
nerierten Daten eine optimale Entscheidungsgrenze zwischen In- und Out-of-
Distribution Daten �nden zu können. MO-GAAL erweitert den Ansatz von
SO-GAAL dabei um die Verwendung mehrerer Datengeneratoren mit unter-
schiedlichen Zielvorgaben. Im Rahmen der hier vorgestellten Evaluationen wer-
den dabei zehn Generatoren eingesetzt.
Bei der Umsetzung aller drei Algorithmen Autoencoder, SO-GAAL und MO-
GAAL wird auf die Implementierung von Zhao, Nasrullah und Li [149] zurück-
gegri�en.

Lernalgorithmus PPO2
Neuronales Netz Architektur IMPALA Large
Anzahl Convolutional Layer 15
Absolute Anzahl Parameter 1.6× 106

Parallele Umgebungen 64
Policy Update Pu�ergröÿe 64 ∗ 256 = 16384

Policy Kopien Update 1 und Update 150

Tabelle 5.1: Reinforcement Learning Kon�guration
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Prozesswiederholungen n = 40
Beschränkung der Levelanzahl m = 4
Performance Check Bedingung Durchschnitt der Returns

der letzten 5 Policy-Updates > 9.80

Tabelle 5.2: Benchmarking Pipeline Parameter

5.8 Evaluationsergebnisse

Im Folgenden werden die durchgeführten Experimente sowie die Zwischenre-
sultate der Durchläufe der Trainingspipeline beschrieben.
Wie in Unterabschnitt 5.7.2 dargestellt, wurden insgesamt 40 Prozesswieder-
holungen durchgeführt. Von den so trainierten 40 Policies erfüllten acht die
strikte Qualitätsanforderung im Performance Check. Abbildung 5.4 links zeigt
in dunkelblau den mittleren Return µ dieser acht Policies (Y-Achse) über den
Trainingsverlauf von 150 Policy-Updates (X-Achse). Die hellblaue Region vi-
sualisiert dabei die Standardabweichung σ. Es ist zu sehen, dass die Policies
über den Trainingsverlauf von 150 Policy-Updates (25× 105 Zeitschritte der Si-
mulationsumgebung) gegen den in der Umgebung maximal erreichbaren Wert
von 10 konvergieren. Es kann festgestellt werden, dass die Optimierung über
den Trainingsverlauf zunehmend erfolgreich war und zu nahezu optimalen Po-
licies geführt hat. An dieser Stelle soll noch einmal darauf hingewiesen werden,
dass die 32 Policies, die den Performance Check am Ende des Trainings nicht
erfüllt haben, nicht weiter ausgewertet wurden, und nicht in den Abbildungen
aufgeführt sind.
Abbildung 5.4 rechts zeigt in dunkelblau die mittlere relative Entropie µ dieser
acht Policies (Y-Achse) über den Trainingsverlauf von 150 Policy-Updates (X-
Achse). Hier ist zu erkennen, dass die relative Entropie der Policies bei einem
maximal möglichen Wert von 1 beginnt. Die Policies starten in einem Zustand,
in dem alle Aktionen mit gleicher Wahrscheinlichkeit ausgeführt werden, sie
sind somit maximal zufällig. Über den Trainingsverlauf von 150 Policy-Updates
nimmt die relative Entropie dann jedoch zügig ab. Die Annahme, dass in der
evaluierten Umgebung optimales Verhalten nicht-zufällige Aktionen benötigt,
hat sich somit bestätigt. Die Entropie der Policy muss mit fortschreitenden
Policy-Updates sinken, um den erwarteten zukünftigen Return zu maximie-
ren. Des Weiteren ist zu erkennen, dass die Entropie am Ende des Trainings
noch nicht konvergiert ist. Es ist zu vermuten, dass fortgeführtes Training zu
einer weiteren Reduktion der Entropie führt. Dies wurde jedoch im Rahmen
der durchgeführten Untersuchungen nicht evaluiert, da bereits bei 150 Policy-
Updates optimale Policies im Hinblick auf den erreichten Return gelernt wur-
den.
Ob der Abfall der Entropie für im Training verwendete Zustände stärker ist,
als für nicht gesehene Zustände, kann an dieser Stelle noch nicht beantwortet
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Abbildung 5.4: Return und Policy Entropy über den Trainingsverlauf der acht
Policies, die den Performance Check erfüllt haben. Durchgezo-
gene Linien stellen den Mittelwert µ dar, eingefärbte Regionen
die Standardabweichung σ.

werden. Um hier eine Aussage tre�en zu können, sind die folgenden Schritte
der Benchmarking Pipeline zur Out-of-Distribution Evaluation notwendig.
In den auf das Policy-Training und den Performance Check folgenden Poli-
cy Runs wurden im Rahmen der IND Runs auf den Levelsets der Gröÿe 4
je Policy ∼30× 103 Simulationsschritte durchgeführt. Die hier angetro�enen
Zustände si wurden jeweils als Menge I der In-Distribution Daten gesammelt.
Im Rahmen der OOD Runs bildeten die Zustände so der je Policy durchge-
führten ∼10× 103 Schritte auf unbeschränkter Levelsetgröÿe die Menge O der
Out-of-Distribution Daten.
Die Optimierung der drei Benchmarking Klassi�kator-Algorithmen auf dem
Trainingsset der In-Distribution-Daten verlief trotz extrem hoher Dimensiona-
lität der Zustandsbeschreibungen (xi ∈ R12288) erfolgreich, so dass die Evalua-
tion aller Klassi�katoren auf dem �nalen Testset der Gröÿe ∼20× 103 durch-
geführt werden konnte.
An dieser Stelle sei noch einmal daran erinnert, dass der verwendete Prozess der
Benchmarking Pipeline zu einem gleichverteilten Testset von In- und Out-of-
Distribution Daten führt, so dass Visualisierungsansätze wie Precision-Recall
Graphen keine Vorteile gegenüber ROC Graphen besitzen. Die Auswertung
der Klassi�kationsqualität der verschiedenen Klassi�katoren erfolgte somit wie
in Abschnitt 5.3 erläutert anhand von ROC Graphen.
Die ROC Graphen der acht Evaluationsdurchläufe sind in Abbildung 5.5 dar-
gestellt. Auf der Y-Achse jedes Graphen ist die Richtig-positiv-Rate (tpr) des
jeweiligen Klassi�kators abgebildet, sowie die Falsch-positiv-Rate (fpr) auf
der X-Achse. Da alle evaluierten Klassi�katoren Scoring Klassi�katoren mit
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Schwellwertparameter sind, entsteht durch Variation des Schwellwertes eine
Kurve im ROC Raum. Die durchgezogenen Linien visualisieren die ROC Kur-
ven der fünf evaluierten Klassi�katoren: Die neu entwickelten Policy-basierten
Klassi�katoren PEOC-1 sowie PEOC-150, sowie zum Vergleich die State-
of-the-Art Klassi�katoren SO-GAAL, MO-GAAL, sowie den Autoencoder-
basierten Ansatz Autoenc. Die blau gestrichelte diagonale Linie stellt den
Referenzwert eines Zufallsklassi�kators dar. Die Unterschiede zwischen den
acht Durchläufen sind den Zufälligkeiten in der Simulationsumgebung, sowie
der Stochastik in den Lernalgorithmen geschuldet. Durch diese Zufälligkei-
ten stehen den Klassi�katoren je Durchlauf unterschiedliche In- und Out-of-
Distribution Sets zur Verfügung.

Allgemein ist festzustellen, dass die ROC Kurven der Klassi�katoren in einem
Groÿteil der Fläche des ROC Graphen über der Diagonale des Zufallsklassi�ka-
tors liegen. Sie sind somit in der Lage, sinnvolle Entscheidungen zu tre�en und
die Situationen besser als zufällig korrekt als In- oder Out-of-Distribution zu
klassi�zieren. Es ist jedoch keiner der Klassi�kationsansätze in der Lage perfek-
te Klassi�kationsentscheidungen (tpr = 1.0, fpr = 0.0,AUC = 1.0) zu tre�en.
Dies ist daran zu erkennen, dass keine der Kurven den optimalen Punkt links
oben im Graphen (tpr = 1.0, fpr = 0.0) erreicht.

Über die Prozesswiederholungen hinweg fällt es schwer, eine allgemeine Aussa-
ge zum relativen Verhalten der einzelnen ROC Kurven zueinander zu tre�en.
Je nach gewähltem Schwellwert erreichen unterschiedliche Klassi�katoren das
bessere Ergebnis, was dazu führt, dass sich die einzelnen ROC Kurven über-
schneiden. Nur in den Wiederholungen Abbildung 5.5e und Abbildung 5.5g
liegt die Kurve eines einzelnen Klassi�kators (PEOC-1 ), über den Groÿteil
der Fläche des ROC Graphen, über der anderer Klassi�katoren. Des Weiteren
ist ein Teils senkrechter Anstieg der ROC Kurve des Autoenc-basierten Klassi-
�kators au�ällig, wie beispielsweise in Abbildung 5.5b zu sehen ist. In diesem
Fall war der Klassi�kator bei entsprechend gesetztem Schwellwert in der La-
ge, 100% der In-Distribution Situationen korrekt als solche zu klassi�zieren,
während gleichzeitig 50% der Out-of-Distribution Situationen korrekt erkannt
wurden. Ein solches Verhalten kann gewünscht beziehungsweise akzeptabel
sein, in Anwendungsfällen, in denen das Auftreten von Out-of-Distribution Si-
tuationen nicht extrem kritisch ist, aber ein fälschlich ausgelöster Alarm sehr
teuer ist.

Wie in Abschnitt 5.3 erläutert, kann die Fläche unterhalb einer ROC Kurve,
die sogenannte AUC als Qualitätsmaÿ zum Vergleich mehrerer schwellwertab-
hängiger Scoring Klassi�katoren verwendet werden. Bezüglich dieser Metrik
zeigen sich Unterschiede der einzelnen Klassi�katoren. Vergleicht man die er-
zielten AUC Werte der einzelnen Klassi�katoren, so zeigt sich, dass PEOC-1
mit Ausnahme einer Prozesswiederholung (Abbildung 5.5f) die höchsten Werte
erzielt. Diese liegen zwischen 0, 6858 und 0, 7844. Trotzdem gibt es Ausnahmen,
beispielsweise in Prozesswiederholung Abbildung 5.5f, in der die beiden genera-
tiven Klassi�katoren SO-GAAL und MO-GAAL die höchsten AUC Werte mit
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0, 7697 und 0, 7853 erzielen. Der Policy-basierte Klassi�kator PEOC-150, der
auf dem letzten Policy Update basiert, erreicht vergleichsweise geringe AUC
Werte. Die Klassi�kationsqualität ist mit AUC Werten zwischen 0, 5155 und
0, 7605 tendenziell unzuverlässig.
Im Folgenden wird nun die Klassi�kationsqualität über alle acht Prozesswie-
derholungen hinweg analysiert. Hierfür werden Kenngröÿen der Verteilung der
AUC Werte berechnet und in Form eines Box-Plots (Abbildung 5.6) je Klassi-
�kator dargestellt. Der Median der Werte (50% Quantil, Q2) wird dabei durch
den Strich innerhalb einer Box visualisiert. Die untere Grenze der Box ent-
spricht dem 25% Quantil (Q1), die obere Grenze dem 75% Quantil (Q3) der
Daten. Durch Berechnung der Distanz zwischen Q1 und Q3 kann der Inter-
quantilabstand berechnet werden:

IQR = Q3 −Q1 = qn(0, 75)− qn(0, 25)

Über der Box grenzt eine sogenannte Antenne an. Diese zeigt die Distanz von
Q3 bis zum gröÿten beobachteten Datenpunkt innerhalb eines 1, 5-fachen IQR
an. Ebenso zeigt die untere Antenne die Distanz von Q1 bis zum kleinsten
beobachteten Datenpunkt innerhalb eines 1, 5-fachen IQR an.
Bereits auf den ersten Blick ist in Abbildung 5.6 ersichtlich, dass PEOC-1
(blaue Box) den anderen Klassi�katoren deutlich überlegen ist. Die dargestell-
te Box des Klassi�kators liegt auf nahezu der gesamten Fläche über den Boxen
der anderen Klassi�katoren. Lediglich das unteren Ende der Box (Q1) von
PEOC-1 überlappt leicht mit dem oberen Ende der Box (Q3) von SO-GAAL.
Auch im Median (Strich innerhalb einer Box) übertri�t PEOC-1 die anderen
Klassi�katoren mit einem AUC von 0, 7390 deutlich. Zudem ist au�ällig, dass
die AUC Werte konzentrierter sind, als bei den anderen Klassi�katoren: Die
Antennen des Box-Plots von PEOC-1 liegen sehr nah am oberen beziehungs-
weise unteren Ende der Box.
PEOC-150 dagegen zeigt einen deutlich niedrigeren Median AUC Wert von
0, 6262. Auch erstrecken sich die Antennen über nahezu die gesamte Y-Achse
der Abbildung, die Datenverteilung weist somit eine deutlich höhere Streuung
auf. Der zweitbeste Klassi�kator nach dieser Metrik, mit deutlichem Abstand
zu PEOC-1, ist SO-GAAL, mit einem Median AUC von 0, 6928, gefolgt von
MO-GAAL mit 0, 6550 und Autoenc mit 0, 6471.
Im Worst-Case-Verhalten zeigt PEOC-1 erneut das beste Ergebnis, mit einem
Minimum AUC von 0, 6858. Auch hier zeigt sich ein deutlicher Abstand zur
zweiten Position, MO-GAAL mit 0, 5170.
Alle Kennzahlen der AUC Verteilungen sind in Tabelle 5.3 aufgeführt.

5.9 Zusammenfassung

In diesem Kapitel wurde ein neuartiger Ansatz zur Policy-basierten Erkennung
von Out-of-Distribution Situationen vorgestellt. Das entwickelte PEOC Kon-
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Abbildung 5.5: Klassi�kator Verhalten dargestellt in Form von ROC Plots.
Jeder Plot a)-h) zeigt eine einzelne Prozesswiederholung.
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Abbildung 5.6: Vergleich des Verhaltens der Klassi�katoren basierend auf den
ROC AUC Werten. Dargestellt sind die Ergebnisse von acht
Prozesswiederholungen. Der Median der Datenverteilung ist
durch den Strich innerhalb der Box dargestellt.

zept eignet sich speziell zur Kombination mit Policy-basierten RL-Ansätzen.
Ist die Voraussetzung einer stochastisch modellierten Policy gegeben, kann das
PEOC Verfahren bei verschiedenen State-of-the-Art RL-Algorithmen wie PPO
oder A3C eingesetzt werden. Kernelement des PEOC Verfahrens ist die An-
nahme, dass der Abfall der Entropie der Policy für im Training verwendete
Zustände stärker ist, als für nicht gesehene Zustände. Durch die Modellierung
der OOD Erkennung als One-Class Klassi�kationsproblem werden zur Trai-
ningszeit keine OOD Datenpunkte benötigt. Dies erleichtert einen Einsatz in
Echtweltszenarien, in denen die Erzeugung von In-Distribution Daten meist

Klassi�kator Median Q1 Q3 Maximum Minimum

PEOC-1 0, 7390 0, 7093 0, 7775 0, 7844 0, 6858
PEOC-150 0, 6262 0, 5535 0, 6587 0, 7605 0, 5155
Autoenc 0, 6471 0, 5968 0, 6917 0, 6951 0, 5159
SO-GAAL 0, 6928 0, 5680 0, 7257 0, 7697 0, 5087
MO-GAAL 0, 6550 0, 6143 0, 6966 0, 7853 0, 5170

Tabelle 5.3: Kennzahlen der ROC AUC Verteilungen der acht Prozesswieder-
holungen je Klassi�kator.
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deutlich einfacher und kostengünstiger ist als die Erzeugung von OOD Daten.
Durch die Entwicklung einer generischen Benchmarking Pipeline für OOD
Klassi�kation im Reinforcement Learning konnte ein allgemeingültiger Prozess
gescha�en werden, der es ermöglicht, verschiedene OOD Klassi�kationsansätze
strukturiert und fair zu vergleichen. Dies ist von hoher Relevanz, da die unter-
schiedliche Funktionsweise von klassischen und Policy-basierten OOD Klassi-
�katoren eine systematische Herangehensweise benötigt, um Fehlerquellen zu
minimieren. Die Möglichkeit der Durchführung von mehreren Prozesswieder-
holungen erlaubt es, die Varianz in der Klassi�kationsperformance zu quan-
ti�zieren. Dies ist notwendig, da die meisten aktuellen OOD Klassi�kations-
verfahren, wie auch PEOC, stochastische Elemente enthalten. Die Berechnung
zentraler Momente der so gescha�enen ROC AUC Verteilungen verschiedener
Klassi�katoren ermöglicht schlieÿlich einen aussagekräftigen Performancever-
gleich.
Die Evaluationsergebnisse zeigen, dass PEOC ein vielversprechender Weg zur
Erkennung von OOD Situationen ist. Die Hypothese zum unterschiedlichen
Abfall der Entropy von In- und OOD Daten konnte in den durchgeführten
Evaluationen belegt werden. Somit ist es möglich, die Policy Entropy zielfüh-
rend als Score eines binären Klassi�kators zur OOD Erkennung einzusetzen. Im
Vergleich mit alternativen Ansätzen zur One-Class OOD Klassi�kation zeigte
sich, dass die Variante PEOC-1 den anderen Klassi�katoren deutlich überlegen
ist. Mit einem AUCWert von 0, 7390 im Median übertraf PEOC-1 den nächst-
besten Klassi�kator SO-GAAL mit einem Median AUC von 0, 6928 deutlich.
Zudem wiesen die AUC Werte über die Evaluationswiederholungen hinweg die
geringste Abweichung vom Median auf, die Performance war somit die zuver-
lässigste aller evaluierten Klassi�katoren. Dennoch ist festzuhalten, dass keiner
der evaluierten Klassi�katoren ein perfektes Klassi�kationsergebnis über belie-
bige Schwellwerte ermöglicht. Folglich ist, basierend auf dem jeweiligen Anwen-
dungsfall, stets eine Abwägung zu tre�en, ob eine höhere Falsch-positiv-Rate
(fpr) in Kauf genommen werden kann, um so eine höhere Richtig-positiv-Rate
(tpr) zu erreichen.
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Ausblick

Der Fokus der vorliegenden Arbeit war die Entwicklung von Modellierungsan-
sätzen von Unsicherheit und Wahrnehmung, um so eine Grundlage für zuver-
lässige, sichere lernende Systeme zu scha�en. Dies ist aktuell von besonderer
Relevanz, da die enormen Fortschritte im Bereich der künstlichen Intelligenz
(KI) dazu führen, dass die entsprechenden Systeme den Alltag von immer
mehr Menschen erreichen. So sind beispielsweise erste selbstfahrende Autos in
den Städten zu beobachten, oder autonome Lieferroboter, die sich Bürgerstei-
ge mit Passanten teilen. Durch dieses Eintreten der lernenden Systeme in die
physische Umwelt der Menschen müssen Fragen der Zuverlässigkeit und Sicher-
heit in den Fokus rücken. Dies ist insbesondere für industrielle Anwendungen
wie Smart Factories oder Smart Grids von hoher Relevanz, da hier meist eine
geringe Toleranz für Fehler existiert. Es werden somit Ansätze und Lösun-
gen benötigt, die die Grenzen dieser lernenden Systeme erfassen können, um
so mögliches Fehlverhalten zu verhindern. Die vorliegende Arbeit konnte hier
durch die Entwicklung von Ansätzen der Unsicherheits- und Wahrnehmungs-
modellierung einen grundlegenden Beitrag leisten. Die wichtigsten Ergebnisse
werden im Folgenden noch einmal knapp zusammengefasst.
Der erste vorgestellte Ansatz hatte die Modellierung eines räumlichen Wahr-
nehmungsverständnisses für lernende Systeme zum Ziel. Hierfür konnte zu-
nächst gezeigt werden, wie eine Isovisten-basierte Quanti�zierung der Wahr-
nehmung als Datengrundlage für Machine Learning (ML) basierte Verfah-
ren nutzbar gemacht werden kann. Diese Daten bilden den Input für ei-
ne ML-basierte Modellierung. Um den Ansatz zu evaluieren, wurde ein zu
diesem Zweck entwickeltes Framework vorgestellt, das die Generierung von
Isovistenmessungen entlang geospatialer Trajektorien innerhalb einer 3D-
Simulationsumgebung ermöglicht. Im Rahmen der durchgeführten Evaluati-
on konnte anschlieÿend gezeigt werden, dass die erfassten Isovistenmessungen
entlang der Trajektorien die wiederkehrenden Strukturen innerhalb der Ge-
bäude widerspiegeln. Mittels einer qualitativen visuellen Analyse sowohl im
Karten- als auch Feature-Raum konnte bestätigt werden, dass die verwendeten
Unsupervised ML-Methoden erfolgreich semantisch sinnvolle Cluster model-
lieren. Die so realisierte Isovisten-basierte Wahrnehmungsmodellierung wurde
daraufhin mittels probabilistischer Modellierung erweitert. Die Kombination
mit Bayesian Surprise ermöglicht die Nutzung der in der Wahrnehmung vor-
handenen Unsicherheit als zusätzliche Informationsquelle. Bayesian Surprise
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modelliert dabei die subjektive Sicht eines Agenten bezüglich der zu erwarten-
den Wahrnehmungen durch bedingte Wahrscheinlichkeitsverteilungen dersel-
ben. Im Rahmen der Evaluation konnte gezeigt werden, dass der Einsatz der
Dirichlet Verteilung als Conjugate Prior zur Multinomialverteilung eine e�zi-
ente und dennoch exakte Bayessche Posteriorberechnung bei Verwendung von
Isovistendaten erlaubt. Dies ermöglicht unter anderem eine Zusammenfassung
und Charakterisierung von Trajektorien.

Im zweiten im Rahmen der Arbeit vorgestellten Ansatz stand die Modellie-
rung von Unsicherheit in Value-basiertem Deep Reinforcement Learning (RL)
im Vordergrund. RL-basierte Problemformulierungen sind aktuell dominant
zur Lösung sequentieller Entscheidungsprobleme. In die dort meist Deep Lear-
ning basierten Architekturen lässt sich die im vorherigen Kapitel verwendete
exakte Bayessche Inferenz jedoch nicht trivial übertragen. Die Modellierung
von Unsicherheit ist allerdings gerade hier von zentraler Relevanz, da es in den
meisten Problemstellungen nicht möglich ist sicherzustellen, dass alle mögli-
chen Situationen, in denen sich das System be�nden kann, auch im Training
berücksichtigt wurden. Um hier einen Beitrag zu leisten, wurden neue Verfah-
ren zur Unsicherheitsmodellierung und Out-of-Distribution (OOD) Erkennung
in sequentiellen Entscheidungsproblemen vorgestellt. Der entwickelte Ansatz
UBOOD (Uncertainty Based Out-of-Distribution) basiert auf einer Formulie-
rung des OOD Problems als One-Class Klassi�kationsproblem. Die Tatsache,
dass zur Trainingszeit keine OOD Datenpunkte benötigt werden, erleichtert
einen Einsatz in Echtweltszenarien, in denen die Erzeugung von In-Distribution
Daten meist deutlich einfacher und kostengünstiger ist, als die Erzeugung
von OOD Daten. Zur Umsetzung wurden zunächst existierende Architektu-
ren des probabilistischen ML aus dem Bereich der approximativen Bayesschen
Inferenzmethoden sowie von Ensemblemethoden für die Unsicherheitsmodel-
lierung in RL-Systemen geeignet angepasst. Die Evaluation erfolgte auf zwei
speziell entwickelten RL-Umgebungen, die systematische Modi�kationen nach
dem Trainingsprozess ermöglichen. So konnten gezielt OOD Zustände wäh-
rend der Evaluation erzeugt und evaluiert werden. Die Evaluationsergebnisse
zeigten, dass die Nutzung der epistemischen Unsicherheit der Value-Funktion
eines RL-Agenten zur Erkennung von OOD Situationen einen gangbaren Weg
darstellt. Die Güte der OOD Klassi�kation ist jedoch direkt von der Quali-
tät der Unsicherheitsmodellierung abhängig. Hier lieferten Ensemble-basierte
Architekturen konstant bessere Ergebnisse als Monte-Carlo Dropout basierte.

Im dritten im Rahmen dieser Arbeit vorgestellten Ansatz wurde eine neuarti-
ge Methode zur Policy-basierten Erkennung von OOD Situationen vorgestellt.
Motivation hierfür ist, dass insbesondere im Bereich der Robotik State-of-the-
Art Lösungen aktuell mittels Policy-basiertem RL erzielt werden [54, 68]. Auch
hier ist es von zentraler Wichtigkeit, die Sicherheit und Zuverlässigkeit der Sys-
teme zu gewährleisten, insbesondere wenn die Roboter in räumlicher Nähe zu
Menschen agieren. Die im Rahmen des hier vorgestellten Ansatzes vorgeschla-
gene Lösung lautet, die stets existente Unsicherheit in den Aktionsentschei-
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dungen zu beachten. Kernelement des vorgestellten, PEOC (Policy Entropy
Out-of-Distribution Classi�er) genannten Verfahrens, ist die Verwendung der
Entropie der Policy eines Agenten als Score eines One-Class Klassi�kators. Die
Evaluationsergebnisse zeigten, dass PEOC ein vielversprechender Weg zur Er-
kennung von OOD Situationen ist. Somit ist es möglich, die Policy Entropy
zielführend als Score eines binären Klassi�kators zur OOD Erkennung einzu-
setzen. Im Vergleich mit aktuellen State-of-the-Art Ansätzen zur One-Class
OOD Klassi�kation zeigte sich zudem, dass PEOC den anderen Klassi�kato-
ren deutlich überlegen war. Zudem wiesen die AUC Werte über die Evalua-
tionswiederholungen hinweg die geringste Abweichung vom Median auf, die
Performance war somit die zuverlässigste aller evaluierten Klassi�katoren.

Zusammengefasst betrachtet konnte mit den entwickelten Ansätzen das Ziel
einer Unsicherheits- und Wahrnehmungsmodellierung für aktuelle lernende
Systeme erreicht werden. Die entwickelte Isovisten-basierte Modellierung der
Wahrnehmung ist in der Lage, nachvollziehbare, semantisch sinnvolle Cluster
zu bilden. Die probabilistische Erweiterung der Modellierung mittels Bayesian
Surprise erö�net zudem den Weg, die subjektive Sicht eines Agenten bezüg-
lich der zu erwartenden Wahrnehmungen zu nutzen. Es konnte gezeigt wer-
den, dass in diesem Rahmen eine exakte Bayessche Posteriorberechnung, unter
Verwendung von Conjugate Prior Verteilungen, möglich ist. Im Rahmen der
Unsicherheitsmodellierung für Value-basierte RL-Ansätze konnten existieren-
de Architekturen des probabilistischen ML erfolgreich für die Unsicherheits-
modellierung im RL-Kontext angepasst werden. Die entwickelten Methoden
UBOOD und PEOC sind somit mit aktuellen Deep Learning Architekturen
kombinierbar und auch für einen Einsatz in der Praxis geeignet. Die gescha�e-
nen Unsicherheitsmodellierungen stellen eine Ausgangsbasis dar, um basierend
darauf weitere Ansätze zu entwickeln, die die Präsenz von Unsicherheit berück-
sichtigen und so die Zuverlässigkeit und Sicherheit der Systeme erhöhen.

Trotz dieser positiven Ergebnisse muss festgehalten werden, dass keiner der
entwickelten Modellierungsansätze frei von Schwächen ist. Beispielsweise ver-
mied die im Kontext von Bayesian Surprise zur Modellierung verwendete,
exakte Bayessche Inferenz zwar einerseits Approximationsfehler, doch dieser
Vorteil wurde durch Schwächen überlagert, die eine Konsequenz des notwen-
digen Einsatzes einfacher Verteilungstypen waren. Im Gegenzug waren die auf
tiefen Neuronalen Netzen aufbauenden, approximativen Bayesschen Ansätze
und Ensemble-Techniken zwar in der Lage, komplexe Verteilungen zu model-
lieren, die vorhergesagten Unsicherheitswerte waren dann jedoch (besonders
im Falle von MC Dropout) nicht immer zuverlässig. Folglich war weder der
auf dieser Unsicherheit basierende Value-basierte Ansatz UBOOD, noch der
Policy-basierte Ansatz PEOC in der Lage, ein perfektes OOD Klassi�kations-
ergebnis zu liefern. Die Konsequenz ist, dass je nach Anwendungsfall stets ab-
zuwägen ist, ob durch Anpassung des Klassi�kationsschwellwertes eine höhere
Falsch-positiv-Rate (fpr) in Kauf genommen werden kann, um so eine höhere
Richtig-positiv-Rate (tpr) zu erreichen. Dies könnte beispielsweise in sicher-
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heitskritischen Anwendungen angemessen sein, um die Wahrscheinlichkeit für
nicht erkannte Fehler zu reduzieren.
Diese im vorherigen Abschnitt zusammengefassten Schwächen der entwickelten
Ansätze zeigen bereits den vermutlich vielversprechendsten Weg für zukünf-
tige Arbeiten auf: Die weitere Verbesserung der Qualität der Unsicherheits-
modellierung. Diese bildet die Grundlage und beein�usst damit alle weiter
darauf aufbauenden Ansätze, gleich ob es die Erkennung von OOD Situatio-
nen ist, die Identi�kation von charakteristischen Stellen der Wahrnehmung,
oder ein zukünftiger Einsatz zur Exploration im RL. Nur wenn es möglich ist,
die tatsächlich präsente Unsicherheit zuverlässig zu modellieren, ist Verlass auf
darauf aufbauende Anwendungen. Die Ergebnisse der vorliegenden Arbeit ha-
ben gezeigt, dass hier aktuell Abwägungen getro�en werden müssen. Exakte
Bayessche Methoden sind approximativen Methoden nicht eindeutig vorzuzie-
hen, wenn dies auf Kosten der Ausdrucksstärke der eingesetzten Modelle geht.
Das zentrale Element ist also die Weiterentwicklung und Optimierung pro-
babilistischer Modellierungsansätze. Diese haben das Potential, die Qualität
einer enormen Bandbreite an Anwendungen im Rahmen lernender Systeme
zu verbessern. Sie können einen zentralen Baustein der Vision bilden, lernen-
de Systeme zu entwickeln, die sich ihrer Unsicherheiten bewusst sind und so
zuverlässig und sicher im Umfeld von Menschen agieren.
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Anhang

(a) k = 2

(b) k = 3
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Anhang

(c) k = 4

(d) k = 5

Abbildung A1: Visualisierung von k-means basierten Clusterings, basierend
auf den statischen Isovisten Features die auf der LMU Um-
gebung gemessen wurden.
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Anhang

Abbildung A2: Visualisierung eines k-means basierten Clusterings mit k = 2,
basierend auf den dynamischen Isovisten Features, erzeugt mit-
tels SMA n = 5 auf der TUM Umgebung.
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Anhang

Abbildung A3: Visualisierung der gesamten LMU Umgebung, mit manuell de-
�nierter Trajektorie aus Unterabschnitt 3.8.5.

146


	Einleitung
	Motivation und Beiträge der Arbeit
	Vorveröffentlichungen
	Aufbau der Arbeit

	Definitionen und Grundlagen
	Machine Learning
	Supervised Machine Learning
	Unsupervised Machine Learning
	Reinforcement Learning
	Neuronale Netze

	Quantifizierung von Unsicherheit
	Zufallsvariablen und Wahrscheinlichkeitsverteilungen
	Entropie
	Problemtypen der Quantifizierung von Unsicherheit
	Aleatorische Unsicherheit
	Epistemische Unsicherheit

	Zusammenfassung

	Wahrnehmungsmodellierung
	Vorveröffentlichungen
	Motivation und Grundidee
	Grundlagen
	Isovisten Analyse
	Bayessche Inferenz
	Bayesian Surprise

	Verwandte Arbeiten aus dem Bereich der Wahrnehmungsmodellierung
	Konzept zur Wahrnehmungsmodellierung
	Isovisten Generierung
	Wahrnehmungsmodellierung wiederkehrender Strukturen

	Evaluation der Wahrnehmungsmodellierung
	Evaluation im Karten-Raum
	Evaluation im PCA Feature-Raum

	Konzept zur Modellierung Bayesscher Überraschung
	Evaluation von Bayesscher Überraschung
	Experimentalsetup
	Adaptierung an gleichartige Strukturen
	Beibehalten von Konzepten nach kurzer Überraschung
	Übertragbarkeit auf realistische Umgebungen
	Charakterisierung einer Trajektorie

	Zusammenfassung

	Unsicherheitsmodellierung
	Vorveröffentlichungen
	Motivation und Grundidee
	Grundlagen
	One-Class Klassifikation
	Evaluation von Binären Klassifikatoren

	Modellierung von Unsicherheit und probabilistisches ML
	Monte-Carlo Dropout
	Modell-Ensembles

	Verwandte Arbeiten aus dem Bereich der Unsicherheitsmodellierung für lernende Systeme
	Konzept zur Unsicherheitsmodellierung für lernende Systeme
	Architekturen zur Deep-Q Learning basierten Unsicherheitsmodellierung
	Modellierung epistemischer Unsicherheit zur Erkennung von OOD Situationen

	Experimentalsetup
	Simulationsumgebungen
	Gridworld
	LunarLander
	Algorithmen und Parametrisierung

	Evaluationsergebnisse
	Zusammenfassung

	Policy-basierte Erkennung von Out-of-Distribution Situationen
	Vorveröffentlichungen
	Motivation und Grundidee
	Grundlagen zur Performance-Evaluation von Binären Scoring-Klassifikatoren
	Konzept zur Policy-basierten Erkennung von Out-of-Distribution Zuständen
	Verwandte Arbeiten
	Entropie Regularisierung
	Maximum Entropy RL

	Benchmarking Pipeline für OOD Klassifikation im Reinforcement Learning
	Experimentalsetup
	Simulationsumgebung
	Algorithmen und Parametrisierung

	Evaluationsergebnisse
	Zusammenfassung

	Zusammenfassung und Ausblick
	Abbildungsverzeichnis
	Literatur
	Anhang

