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Resumen 

 
El objetivo de esta investigación fue determinar si existe diferencia en la precisión de 

discriminación varietal de cortes de mango (Mangifera indica) usando perfiles espectrales y 

sistemas expertos. Se recolectaron mangos de nueve variedades diferentes de mango en campos 

de cultivo de Tambogrande-Piura, de los cuales se obtuvo de 241 cortes. Seguidamente, se 

midieron los grados brix del total de muestras mediante refractrometría y luego se escanearon 

los cortes de mango usando un sistema de imágenes hiperespectrales Vis-NIR (400 nm. a 1000 

nm) en modo reflectancia, por el método de barrido lineal. La reflectancia fue corregida con 

imágenes de referencia oscuro y blanco, luego se extrajo la región de interés (ROI, por sus 

siglas en inglés) aplicando la técnica de umbralizado y se extrajeron los perfiles medios 

suavizados con el filtro Savitzky-Golay de segundo orden y 11 pasos. Posteriormente, se 

implementaron tres modelos de clasificación incluidos; análisis discriminante lineal (ADL), 

máquina de soporte vectorial (MSV) y discriminante subespacial (DS), con 20 repeticiones y 

validación cruzada (K-fold = 5). Los resultados mostraron que el mejor desempeño fue obtenido 

por DS (Acc = 0.98 ± 0.01; medida F = 0.97 ± 0.008), seguido de MSV (Acc = 0.80 

± 0.04; medida F = 0.79 ± 0.014) y por último el ADL (Acc = 0.77 ± 0.021; medida F = 0.76 ± 

0.025). Por tanto, se evidencia que es existe diferencia en las métricas de clasificación varietal 

de cortes de mango, con rendimientos de hasta 98% demostrando el gran potencial de la técnica 

HSI acoplada a sistemas expertos. 

 
Palabras clave: Mangifera indica, imágenes hiperespectrales, variedades de mango, análisis 

multivariado. 
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Abstract 

 
The objective of this research was to determine if there is a difference in the accuracy of varietal 

discrimination of mango (Mangifera indica) cuts using spectral profiles and expert systems. 

Mangoes of nine different mango varieties were collected from fields in Tambogrande-Piura, 

from which 241 cuts were obtained. The brix degrees of the total samples were then measured 

by refractrometry and the mango slices were scanned using a Vis-NIR hyperspectral imaging 

system (400 nm. to 1000 nm) in reflectance mode, by the linear scanning method. The 

reflectance was corrected with dark and white reference images, then the region of interest 

(ROI) was extracted by applying the thresholding technique and the smoothed mean profiles 

were extracted with the 11-step second-order Savitzky-Golay filter. Subsequently, three 

classification models were implemented including; linear discriminant analysis (LDA), support 

vector machine (SVM) and subspace discriminant (SD), with 20 replicates and cross-validation 

(K-fold = 5). The results showed that the best performance was obtained by DS (Acc = 0.98 ± 

0.01; F-measure = 0.97 ± 0.008), followed by MSV (Acc = 0.80 ± 0.04; F-measure = 0.79 ± 

0.014) and finally the ADL (Acc = 0.77 ± 0.021; F-measure = 0.76 ± 0.025). Therefore, it is 

evident that there is a difference in the metrics of varietal classification of mango cuts, with 

yields of up to 98%, demonstrating the great potential of the HSI technique coupled to expert 

systems. 

 
Keywords: Mangifera indica, hyperspectral imaging, mango varieties, multivariate analysis. 



 

 

 

I. INTRODUCCIÓN 

 

El mango es una fruta tropical muy apreciada y popular por su suculento sabor exótico, 

delicioso gusto y contenido de nutrientes (Sorof Uddin and Cheng 2015). Además, 

ocupa el segundo lugar en volumen de producción a nivel mundial, cuya producción 

alcanzó los 39 millones de toneladas en 2018, lo que significó más de la mitad del total 

de la producción mundial de frutas tropicales. Este cultivo se adapta a diversos climas, 

sin embargo se cultiva mejor en la zona intertropical (Muñoz-Redondo et al. 2021). 

 
En los últimos años, los consumidores prestan cada vez más atención a la seguridad y 

calidad de los productos alimentarios y el desarrollo de métodos fiables para detectar el 

fraude, a través de certificaciones, inspecciones y controles de auditoría para una mejor 

calidad de la producción (Suman et al. 2021), en ese sentido, la autenticación de los 

alimentos es prioridad en esta industria. 

 
Los métodos tradicionales para la autentificación de la calidad de los alimentos incluyen 

pruebas físico-químicas y análisis sensoriales, no obstante, estos métodos requieren 

mucho tiempo, complejos tratamientos físicos y químicos, a menudo de forma 

destructiva con instrumentos delicados y con elevados costos (Zhou et al. 2020), lo cual 

dificulta su aplicación en línea de producción. 

 
La necesidad de contar con métodos fiables, rápidos, fáciles de implementar, amigables 

con el ambiente, y no destructivos, ha conllevado al desarrollo métodos 

espectroscópicos con gran potencial para evaluación de la calidad de los alimentos y 

fraude alimentario, principalmente en frutas, donde explican por ejemplo; la 

clasificación de variedades de uva (Nogales-Bueno et al. 2015), evaluación de calidad 

de la mandarina (Qiu et al. 2015), variedad de manzana y clasificación de origen 

geográfico (Wu et al. 2018), evaluación de la calidad de frutas cítricas (Qiu and Wang 

2015). Por ello, el objetivo de este estudio fue determinar si existe diferencia en la 

precisión de discriminación varietal de cortes de mango (Mangifera indica) usando 

perfiles espectrales y sistemas expertos. 

https://paperpile.com/c/v5KvPP/RVV4
https://paperpile.com/c/v5KvPP/fDkp
https://paperpile.com/c/v5KvPP/LK1o
https://paperpile.com/c/v5KvPP/eiCq
https://paperpile.com/c/v5KvPP/S7aD
https://paperpile.com/c/v5KvPP/6Mze
https://paperpile.com/c/v5KvPP/xAcJ
https://paperpile.com/c/v5KvPP/c3ni
https://paperpile.com/c/v5KvPP/c3ni
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1.1. Mango 
 

El mango (Mangifera indica) conocido como “Rey de las frutas”, en alusión a 

su gran popularidad y preferencia, es cultivado en las regiones tropicales y subtropicales 

del mundo, goza de una alta demanda y buen precio (Qureshi et al., 2020). En los 

últimos años, en América del Norte y Europa ha ofrecido más oportunidades de 

expansión comercial por los productos de valor agregado de derivan de esta fruta, tales 

como; néctar, puré, jugo, concentrado de jugo, rebanadas y trozos secos, encurtidos, 

cuero y polvo (Siddiq et al., 2017). Su mayor producción se registra en los países 

asiáticos, incluido India, China, Tailandia, Indonesia y Pakistán (Labaky et al., 2020). 

En el Perú, el mango constituye uno de los principales productos de exportación 

de la zona norte, específicamente de la región de Piura, ubicada en la costa noroeste del 

Perú. Esta región alberga grandes extensiones de este cultivo, donde predomina la 

variedad Kent, con una extensión cultivada de 1700 ha, y una producción que abarca el 

75% del total de frutas exportadas (Rodríguez-Gálvez et al., 2017). 

 

 
1.1.1. Taxonomía del mango 

 

En la Tabla 1 se muestra la clasificación taxonómica del mango, materia de estudio en 

la presente investigación 

Tabla 1. 

Clasificación taxonómica del mango 
 

Categoría Denominación 

Reino Plantae 

Clase Magnoliopsida 

Filo Magnoliophyta 

Orden Sapindales 

Familia Anacardiaceae 

Género Mangifera 

Especie indica 

Nota. Tomado de Khalid et al., (2020). 

https://paperpile.com/c/v5KvPP/KwTkj
https://paperpile.com/c/v5KvPP/QFZi
https://paperpile.com/c/v5KvPP/NhuDX
https://paperpile.com/c/v5KvPP/diywx
https://paperpile.com/c/v5KvPP/cLGy
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1.1.2 Composición química 
 

La calidad del mango depende de sus características fisicoquímicas y 

nutricionales obtenidas en el proceso de formación (Saleem Dar et al., 2016). El mango 

es una fruta que se caracteriza por ser rica en nutrientes como: carbohidratos, fibra 

dietética (pectina), vitamina C, vitamina A, entre otros. En la Tabla 2 se muestra la 

composición del mango fresco, por cada 100g. 

Tabla 2. 

Composición química del mango 
 

 Nutrientes Unidad Cantidad 

Composición 

proximal 

Agua g 83.46 

 Energía Kcal 60 

 Proteína g 0.82 

 Grasa lipídica g 0.38 

 Ceniza g 0.36 

 Carbohidratos g 14.98 

 Fibra, dieta total g 1.6 

 Azúcar g 13.66 

Minerales Calcio mg 11 

 Hierro mg 0.16 

 Magnesio mg 10 

 Fosforo mg 14 

 Potasio mg 168 

 Sodio mg 1 

 Zinc mg 0.09 

 Cobre mg 0.111 

 Manganeso mg 0.063 

 Selenio µg 0.6 
 

 
 

https://paperpile.com/c/v5KvPP/oUxb
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Vitaminas Vitamina C mg 36.4 

 Tiamina mg 0.028 

 Riboflavina mg 0.038 

 Niacina mg 0.669 

 Ácido pantoteico mg 0.197 

 Vitamina B-6 mg 0.119 

 Folato µg 43 

 Beta caroteno µg 640 

 Alfa caroteno µg 9 

 Beta criptoxantina µg 10 

 Vitamina A IU 1082 

 Licopeno µg 3 

 Luteína + zeaxantina µg 23 

 Vitamina E (alfa tocoferol) mg 0.9 

 Vitamina K (filoquinona) µg 4.2 

 

Nota. Tomado de Zafar & Sidhu, (2017) 

 

1.2. Adulteración alimentaria 
 

El fraude alimentario es una práctica ilegal motivada principalmente por fines 

económicos, que se da en diferentes formas; la adición de aditivos químicos para 

simular un parámetro determinado o conferir un atributo preferido, la sustitución, la 

ocultación de atributos de calidad inferior o el reetiquetado (Wisniewski & Buschulte, 

2019). El fraude alimentario puede afectar la salud, bienestar y economía de los 

consumidores, denigrar la reputación de las empresas agroindustriales implicadas, así 

mismo la pérdida de confianza por parte de las autoridades encargadas de velar por la 

seguridad alimentaria (Visciano & Schirone, 2021). Es por ello, que los consumidores 

tienen mayor interés en asegurarse que los productos que compran tienen ingredientes 

de la máxima calidad (Iymen et al., 2020). 

Entre los productos vulnerables al fraude, se encuentran las frutas, donde se 

utiliza la definición de aromas o sabores típicos, perfiles metabólicos, estados de 

https://paperpile.com/c/v5KvPP/wtXb
https://paperpile.com/c/v5KvPP/te2o
https://paperpile.com/c/v5KvPP/te2o
https://paperpile.com/c/v5KvPP/B2LZ
https://paperpile.com/c/v5KvPP/AgoV
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maduración, para sustituir las sustancias naturales con aditivos químicos sintetizados. 

Así mismo se cometen adulteraciones en relación al origen de la fruta, tanto geográfico, 

como botánico, donde las variedades suelen estar vinculadas al territorio del cultivo 

(Suman et al., 2021). 

 
1.3. Importancia económica 

 

En 2020 Perú exportó más de 240 mil toneladas de mango fresco con un precio 

FOB que superó los 280 mil millones de dólares americanos, siendo Países Bajos y 

Estados Unidos los principales importadores con 66% de participación en las 

importaciones, véase Figura 1. Las variedades más comerciales son; Kent, Haden, 

Edward y Tommy Atkins, conocidas como variedades mejoradas, además de las 

variedades no injertadas, como el Criollo de Chulucanas, el mango Rosado o la variedad 

Chato de Ica (Coral & Escobar-Garcia, 2021). Entre las principales empresas 

exportadoras se encuerntran; Camposol S.A., Sunshine export S.A.C. y Jumar Perú 

S.A.C. tal como se muestra en la Figura 2. 

 
Figura 1. 

Exportación de mango (Mangifera indica) en valores FOB USD del periodo 

2019-2020-2021. 
 

 
Nota. extraído de Agrodata Perú, (2021) 

https://paperpile.com/c/v5KvPP/LK1o
https://paperpile.com/c/v5KvPP/1wOT
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Figura 2. 

Principales empresas exportadoras de mango (Mangifera indica) en el periodo 2020. 
 

Nota. extraído de Agrodata Perú, (2021) 

 

 

 
 

1.4. Metodologías empleadas en la autenticación de alimentos 
 

Los métodos analíticos son cada vez más avanzados en la detección de 

adulteración alimentaria, incluyen composición molecular y elemental, así mismo el 

reemplazo de composición en proteínas, sabores, azúcares, además de la evaluación del 

origen animal, geográfico y botánico (Sørensen et al., 2016). Existen una variedad de 

fraudes aplicadas principalmente en las frutas, enfocados en aromas o sabores, perfiles 

metabólicos, etapas de maduración, origen geográfico y botánico del fruto (Suman et 

al. 2021). 

Asimismo, en los últimos años, se viene aplicando técnicas basadas en 

cromatográfia (Giannetti et al. 2017; Strojnik et al. 2019; Pontes et al. 2012; Papapetros 

et al. 2018; Jandrić et al. 2017; Khakimov et al. 2016), principalmente para la 

identificación de pigmentos (Saputro et al. 2018), firmeza (Yu et al. 2018), contenido 

de humedad (Dong and Guo 2015), materia seca (Yu et al. 2018; Wendel et al. 2018), 

contenido de sólidos solubles y la acidez (Dong and Guo 2015; Riccioli et al. 2021). 

https://paperpile.com/c/v5KvPP/2zon
https://paperpile.com/c/v5KvPP/LK1o
https://paperpile.com/c/v5KvPP/LK1o
https://paperpile.com/c/v5KvPP/aDNF
https://paperpile.com/c/v5KvPP/KZ33
https://paperpile.com/c/v5KvPP/qCGm
https://paperpile.com/c/v5KvPP/nbFy
https://paperpile.com/c/v5KvPP/nbFy
https://paperpile.com/c/v5KvPP/50Fm
https://paperpile.com/c/v5KvPP/qEzC
https://paperpile.com/c/v5KvPP/PeWC
https://paperpile.com/c/v5KvPP/rqdZ
https://paperpile.com/c/v5KvPP/3I8l
https://paperpile.com/c/v5KvPP/rqdZ%2B1qpV
https://paperpile.com/c/v5KvPP/3I8l%2BYnZS
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Estos métodos son precisos y robustos, sin embargo, presentan algunas 

limitaciones que dificultan su implementación en línea; son costosos, relativamente 

lentos, usan reactivos poco amigables con el ambiente y requieren de personal altamente 

especializado. Ello ha conllevado al desarrollo de métodos rápidos y de preferencia no 

destructivos ni invasivos, como las técnicas espectroscópicas, entre las cuales tenemos 

a las imágenes hiperespectrales, una técnica potente para el análisis de alimentos. 

 
1.5. Fundamento de la técnica de imágenes hiperespectrales 

 

El sistema de imágenes hiperespectrales es una técnica emergente para la 

seguridad y el control de calidad de los alimentos, que en un inicio se desarrolló para 

ser aplicadas en teledetección, y posteriormente se ha explorado en diversos campos 

como la agricultura, astronomía y la medicina, resaltando por su carácter no destructivo, 

preciso y rápido en la obtención de resultados (K et al., 2017). 

La imagen hiperespectral se representa en un cubo tridimensional compuesto 

por píxeles vectoriales, con información espectral y espacial. El cubo hiperespectral, 

también conocido como hipercubo, contiene una serie de sub imágenes contiguas a 

diferentes longitudes de onda, que proporcionan la distribución espacial de la intensidad 

espectral a una determinada longitud de onda. La imagen puede obtenerse como imagen 

espacial separada en cada longitud de onda o espectro en cada píxel. 

 
1.5.1. Métodos de detección 

 

Se conocen tres métodos para la detección de imágenes hiperespectrales (Reflectancia, 

Transmitancia e Interactancia) los cuales dependen de la orientación y ubicación de la 

fuente de luz y de las propiedades que se deseen evaluar en el alimento. Las 

modalidades de detección se describen en la Tabla 3. 

https://paperpile.com/c/v5KvPP/wh1A
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Tabla 3. 

Métodos de detección de imágenes hiperespectrales 
 

Método de detección Fundamento Esquema 

Reflectancia La muestra se irradia desde la 

parte superior, con un ángulo 

de inclinación de 45° 

aproximadamente. Esta 

modalidad permite extraer 

información de los atributos 

externos a nivel de superficie 

de la muestra. 

 

 
 

 

Transmitancia La fuente de luz y el detector 

se colocan en lados opuestos, 

la muestra se ubica en la zona 

intermedia, esta modalidad 

permite detectar 

características internas de la 

muestra 

 
 

 

Interactancia El detector y la fuente de luz 

se ubican de forma paralela. 

En este modo se pueden 

extraer características 

profundas de la muestra con 

menor efecto de superficie 

 

 
 

 

Nota. Adaptado de Castro, (2016.) 

https://paperpile.com/c/v5KvPP/lsKF
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1.5.2. Métodos de escaneo de imágenes hiperespectrales 
 

Existen tres enfoques para adquirir cubos hiperespectrales tridimensionales [hipercubos 

( x , y , λ )]. Se trata de los métodos de escaneo los cuales se describen en la Tabla 4: 

Tabla 4. 

Métodos de escaneo de imágenes hiperespectrales. 
 

Método de 

detección 

 
Fundamento 

 
Esquema 

Punto Produce imágenes hiperespectrales 

midiendo el espectro de un solo 

punto, la muestra se desplaza por la 

zona de detección para medir los 

diferentes puntos, los espectros se 

almacenan en formato BIP (banda 

intercalada por punto) 

 

 

Línea Implica la detección de espectros de 

una línea de muestra registrados por 

un detector de matriz. Los espectros 

se almacenan en formato BIL (banda 

intercalada por línea) 

 

 

Área Implica mantener fijo el campo de 

visión de la imagen y escanear la 

muestra de una longitud tras otra. 

Los    espectros    se    almacenan  e 

formato BSQ (secuencia de bandas) 

 

 

 

 

Nota. elaborado a partir de (ElMasry & Sun, 2010; Qin, 2012). 

https://paperpile.com/c/v5KvPP/p09y
https://paperpile.com/c/v5KvPP/vcbz
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1.6. Sistemas expertos 
 

Los grandes volúmenes de datos que se obtienen a partir de las imágenes 

hiperespectrales deben ser analizados por métodos quimiométricos o análisis 

multivariado, estas herramientas profundizan en las características de los datos para 

identificar patrones de comportamiento y en base a ello clasificar y/o predicir la 

información espectral. La importancia de la quimiometría radica en comprender la 

información que los datos contienen, para lo cual, se emplean sistemas expertos basados 

en inteligencia artificial. 

Un sistema experto se compone fundamentalmente de cuatro elementos; (1) 

base de conocimientos (BC), (2) base de datos, (3) motor de inferencia (MI) e (4) 

interfaz de usuario (IU). En la BC se almacenan un conjunto de reglas que se obtienen 

de la experiencia o entrenamiento de los datos, básicamente; si se cumple una 

determinada condición (característica o patrón) se lleva a cabo una determinada acción. 

En la BD, se almacenan los datos espectrales que contiene características de las 

muestras en diferentes longitudes de onda (λ) que son usadas por la base de 

conocimientos para las tareas de clasificación y/o predicción. El MI se apoya en BC y 

BD y procesa la información para arrojar un resultado, este elemento se considera el 

cerebro del sistema experto. El IU es la vía de comunicación entre el usuario y la 

máquina, sirve para ingresar o recibir información, este elemento facilita el manejo del 

sistema, por lo que deben ser diseñados para que el usuario, aun sin ser experto, pueda 

interactuar con naturalidad. 

 
1.7. Antecedentes 

 

En base a una búsqueda bibliográfica se han encontrado los siguientes trabajos 

de investigación, relacionados con el problema antes expuesto: 

Furlanetto et al., (2020) adquirió imágenes hiperespectrales en 825 longitudes 

de onda del infrarrojo visible entre los 350 nm a 1000 nm para once variedades de 

lechuga con diferentes pigmentos foliares (clorofila y antocianina), realizando análisis 

de los pigmentos, tejidos por microscopía óptica, análisis de componentes principales 

(PCA) y un análisis discriminante lineal (LDA), basados en la selección de longitudes 

de onda STEPWISE, mostrando diferencias en el grosor de las hojas y en el 

solapamiento de antocianinas bajo la clorofila en las variedades púrpura, lo que da lugar 

https://paperpile.com/c/v5KvPP/Bqjk
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a diferentes respuestas espectrales. El procedimiento STEPWISE seleccionó 31 

longitudes de onda: 12 en el rojo, 9 en el verde, 1 en el azul y el resto en el espectro del 

infrarrojo cercano. Los modelos LDA alcanzaron una tasa de éxito en la clasificación 

del 81,04%. Los resultados muestran que el uso de imágenes hiperespectrales tiene un 

gran potencial para distinguir entre las variedades de lechuga. 

Zhang et al., (2020) usó las imágenes hiperespectrales para la identificación de 

variedades de granos de maíz recubiertos en el rango de 874 nm -1734 nm. Se 

construyeron modelos de clasificación: Regresión logística (LR), Máquinas de soporte 

vectorial (SVM), Red neuronal recurrente (RNN), Red neuronal convolucional (CNN) 

y Memoria a corto plazo (LSTM) obteniendo rendimientos con una precisión de 

clasificación superior al 90% en los conjuntos de calibración, validación y predicción 

de la mayoría de los modelos. 

Weng et al., (2020) utilizó imágenes hiperespectrales para determinar la 

variedad de arroz utilizando una red de aprendizaje profundo por múltiples 

características, de 10 variedades de arroz de alta calidad en China. Para esto colocó 48 

granos de arroz dispuestos en una matriz de 6 filas y 8 columnas, recolectando 90 

imágenes para 10 tipos de arroz. Además, se analizó la textura mediante imágenes 

monocromáticas de longitudes de ondas que están altamente relacionadas con el arroz. 

Se realizó una corrección de la dispersión multivariante, se aplicaron la variante normal 

estándar, el suavizado de Savitzky-Golay y el primer orden para eliminar interferencia 

espectral, y se realizó un análisis de componentes principales (PCA) para obtener la 

información principal de las características de alta dimensión. 

Vermeulen et al., (2018) realizó una investigación basada en la discriminación 

entre granos de trigo duro y trigo común utilizando imágenes hiperespectrales de 

infrarrojo cercano como herramienta para discriminar entre ambas especies de trigo, en 

los niveles de grano individual y muestra a granel, implicando 77 muestras de trigo duro 

y 180 trigo común, adquiriéndose imágenes NIR con un total de 4112 granos, se 

estudiaron cuatro enfoques basados en criterios morfológicos, el perfil espectral NIR, 

los criterios de contenido proteico y la proporción de granos vítreos / no vítreos. Se 

utilizó un análisis variante de mínimos cuadrados parciales como método de 

clasificación para la construcción de los modelos de discriminación, teniendo como 

https://paperpile.com/c/v5KvPP/WvUp
https://paperpile.com/c/v5KvPP/sYHe
https://paperpile.com/c/v5KvPP/7Ny6
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resultados una combinación de enfoques morfológicos y espectrales NIR con precisión 

a un 99%. 

Como se evidencia en los antecedentes citados, las imágenes hiperespectrales 

junto a sistemas expertos han presentado gran capacidad para clasificación varietal de 

alimentos, sin embargo, no se ha estudiado la clasificación de variedades de mango en 

cortes, por lo que el presente trabajo contribuirá a la generación de nuevo conocimiento 

de interés para la autenticación de alimentos. 
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II. MATERIALES Y MÉTODOS 

 
2.1. Materiales y equipos 

 
2.1.1. Material biológico 

Se emplearon frutos de mango de nueve variedades: Aeromanis, Cafro, California, 

Capot, Davis Haden, Guadalupe, Sabina, Springfield y Torbet. Adquiridas en el fundo 

Hualtaco del INIA-Tambogrande, Piura, Perú (ver Figura 3). Se realizó un muestreo 

por conveniencia cuidando que cada unidad muestral se encuentre en un estado de 

madurez comercial. 

 
Figura 3. 

Ubicación geográfica del Distrito de Tambogrande, zona de recolección de la muestra. 
 

Nota. Extraído de Google Maps 
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2.1.2. Equipos 

 
Se utilizó un sistema imágenes hiperespectrales que opera en el rango VIS-NIR, entre 

los 400 nm a 1000 nm, tal como se muestra en la Figura 4. El sistema estuvo integrado 

por; una cámara espectral FX-10e de la marca Specim (Finlandia), una plataforma móvil 

para el desplazamiento de la muestra, seis lámparas halógenas de 50 watts, un 

computador con sistema operativo windows 10 (Microsoft) y un software para 

adquisición de las imágenes (Lumo Scanner 2019). 

 
Figura 4. 

Sistema de adquisición de imágenes hiperespectrales. 
 

Nota. En la presente figura se muestran los principales elementos que conforman el 

sistema de imágenes hiperespectrales empleado en este estudio. Adaptado de (Castro, 

2022). 
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2.2. Metodología 

 

El procedimiento experimental del presente trabajo se muestra en la Figura 5 y 

se detalla en las secciones siguientes. 

 
Figura 5. 

Diagrama del procedimiento experimental 
 

 

 

Nota. En esta figura se muestran de forma secuencial la metodología aplicada en el 

estudio. Adaptado de (Vera, 2022). 
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2.3. Preparación de las muestras 

 

Se trabajó con nueve variedades de mangos maduros, tal como se describe en la sección 

2.1.1 del presente informe. Los mangos fueron transportados en jabas al laboratorio de 

Biología de la Universidad Nacional de Frontera, en condiciones de temperatura 

ambiente, y fueron procesados dentro de las 48 horas siguientes. El número de muestras 

según variedad se muestra en la Tabla 5. 

 
Tabla 5. 

Número de unidades muestrales 
 

Variedad Número de muestras 

Aeromanis 31 

Cafro 22 

California 23 

Capot 29 

Davis Haden 25 

Guadalupe 36 

Sabina 33 

Sprinfields 8 

Torbet 34 

Nota. En esta figura se detallan las variedades de mango en estudio el 

número de muestra, como se aprecia, las unidades muestrales varían en 

función de la disponibilidad de frutos maduros en los campos de cultivo. 

 
2.3.1. Lavado 

Los frutos fueron lavados en agua potable (0.5 ppm de cloro residual), a temperatura 

ambiente (29°C), esta operación se realizó con el fin de retirar impurezas como polvo, 

residuos de látex y otras sustancias extrañas. 

 
2.3.2. Desinfección 

Los frutos fueron sumergidos por 5 minutos en una solución de agua clorada (1.5 ppm 

de cloro residual), a temperatura ambiente (29°C), esta operación se realizó con el fin 

de reducir la carga microbiana, principalmente por presencia de hongos y bacterias 

coliformes. 
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2.3.3. Corte 

Se realizó un corte longitudinal a cada lado de la semilla, obteniendo 2 rebanadas de 

pulpa por cada fruto. Esta operación se realizó de forma manual usando un cuchillo de 

cocina adecuadamente afilado. 

 
2.4. Determinación de grados Brix 

Se realizó mediante el método de refractometría, para lo cual se extrajo 0.5 ml del jugo 

de cada mango y se colocó en el prisma del refractómetro (HANNA HI96801, 

Rumanía), luego se realizó la lectura de los °Brix, que indican el contenido de sólidos 

solubles (azúcares). Esta operación se realizó por triplicado en cada muestra 

(Association of Official Analytical Chemists, 1998). 

 
2.5. Obtención de espectros 

 
2.5.1. Adquisición de imágenes hiperespectrales 

 
Las imágenes hiperespectrales fueron adquiridas mediante el sistema HSI Vis-NIR que 

se describe en la subsección 2.1.2 del presente informe. Los cortes de mango se 

colocaron en un fondo blanco sobre la plataforma móvil configurada a una velocidad 

de 8 mm/s, la distancia entre el lente y la plataforma fue de 30cm y las imágenes se 

obtuvieron por escaneo lineal en modo reflectancia, dicho proceso se comandó desde 

un computador con el software Lumo Scanner 2019. 

 
2.5.2. Corrección de las imágenes 

Las imágenes se corrigieron con valores de referencia blanco (RB) y oscuro (RO) 

obtenidos previo al escaneo de las muestras. RB se obtuvo escaneando un panel de teflón 

y RO cubriendo el objetivo de la cámara con su protector negro. Las imágenes corregidas 

se obtuvieron aplicando la Ecuación 1. (Benelli et al., 2021). 

 

𝑅𝐶 =
𝑅𝑖 − 𝑅𝑂

𝑅𝐵 − 𝑅𝑂
                𝐸𝑐𝑢𝑎𝑐𝑖ó𝑛 (1) 

 

 

Donde; RC; es el espectro de reflectancia corregido y, Ri es el espectro de reflectancia 

inicial. 

 

 
2.5.3. Preprocesamiento y extracción de perfiles 

https://paperpile.com/c/v5KvPP/iTV6w
https://paperpile.com/c/v5KvPP/ZfdK
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� 

Los perfiles fueron extraídos por el método de umbralizado, este método permitió 

extraer la región de interés (ROI, por sus siglas en inglés) eliminando los píxeles que 

correspondían al fondo. Esta operación se realizó a los 560 nm, debido al mejor 

contraste entre el fondo y la muestra, para ello se implementó una interfaz gráfica de 

usuario en el software Matlab 2019a. 

Se extrajeron los perfiles espectrales medios y estos fueron suavizados con el filtro 

Savitzky – Golay (SG) de segundo orden y once pasos, de acuerdo a la Ecuación 2. 

 

𝑌𝑗
𝑂 =  

∑ 𝐶𝑖, 𝑌𝑗+𝑖
𝑚
𝑖= −𝑚

𝑁
             𝐸𝑐𝑢𝑎𝑐𝑖ó𝑛 (2) 

 

 

Donde; 𝑌𝑗
𝑂 es el perfil suavizado, 𝐶𝑖 es el coeficiente del ith término, Y j+i es el perfil 

original, y N es el número de convoluciones. 

 
2.6. Análisis con sistemas expertos 

 
2.6.1. Modelamiento 

 

Los perfiles medios pretratados con SG fueron modelados usando tres modelos de 

aprendizaje automático supervisado, incluido el discriminante subespacial, máquina de 

soporte vectorial y análisis discriminante lineal, los mismos que se detallan a 

continuación: 

 

Discriminante subespacial (DS), es una técnica de aprendizaje de conjunto que integra 

diversos modelos para mejorar la clasificación. Primero se determina un sub-espacio 

elegido al azar por el modelo, luego se generan conjuntos de entrenamiento de forma 

aleatoria y, el resultado se obtiene por votación mayoritaria de los diversos modelos que 

integra el DS ponderando el rendimiento de los modelos implementados (Ashour et al., 

2018). 
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Máquina de Soporte Vectorial (MSV), es un método que construye modelos de 

aprendizaje de clasificación lineal para clasificar muestras y no lineal mapeando datos 

originales en espacios de alta dimensión (Zhang et al., 2020). Tiene diferentes fines en 

el ámbito de la industria alimentaria: Clasificación de los alimentos según su origen 

geográfico, evaluación sensorial, detección de adulterantes, cuantificación de 

compuestos y la realización de control de calidad (Jiménez-Carvelo et al. 2019). 

Diferentes autores aplican modelos de máquina de soporte vectorial en adulteración 

alimentaria y control de calidad principalmente en frutos como: Clasificación según su 

origen geográfico del caquis (Khanmohammadi et al., 2014), de los frutos de la azufaifa 

(Guo et al., 2016) y detección de adulteración en uvas (Naderi-Boldaji et al., 2018). 

 
El Análisis de Discriminante Lineal (ADL) se basa en encontrar el subespacio de 

características que optimiza la separabilidad de las clases, considerándose un algoritmo 

de aprendizaje supervisado (Raschka 2015). Se utiliza en la extracción de características 

y ayuda a aumentar la eficiencia computacional, la reducción del grado de sobreajuste 

debido a la maldición de los modelos de dimensionalidad que no están regularizados 

(Saha and Manickavasagan 2021). Tiene aplicación en clasificación de productos 

agrícolas basados en imágenes hiperespectrales tales como: La clasificación de semillas 

de maíz (Xia et al. 2019), Estimación de los porcentajes de granos dañados en trigo duro 

(Delwiche et al. 2019). 

 

 
2.6.1. Cálculo de métricas 

 
Se evaluó la precisión general del modelo (accuracy) y el promedio armónico entre entre 

la precisión y el recuerdo (medida F), calculados a partir de la matriz de confusión. 

Cuando se trata de clasificaciones de múltiples clases, el accuracy (Acc) se obtiene del 

cociente de las clasificaciones correctas entre todas las instancias, según la Ecuación 3 

y la medida F según la Ecuación 4. 

 

𝐴𝑐𝑐 =
𝑉𝑃 + 𝑉𝑁

𝑉𝑃 + 𝐹𝑃 + 𝑉𝑁 + 𝐹𝑁
             𝐸𝑐𝑢𝑎𝑐𝑖ó𝑛 (3) 

 

𝑀𝑒𝑑𝑖𝑑𝑎 𝐹 =
2 ∗ 𝑉𝑃

2 ∗ 𝑉𝑃 + 𝐹𝑃 + 𝐹𝑁
                𝐸𝑐𝑢𝑎𝑐𝑖ó𝑛 (4) 

 
 

https://paperpile.com/c/v5KvPP/WvUp
https://paperpile.com/c/v5KvPP/Ty7D
https://paperpile.com/c/v5KvPP/ZROM
https://paperpile.com/c/v5KvPP/ODWL
https://paperpile.com/c/v5KvPP/JWqv
https://paperpile.com/c/v5KvPP/vv4P
https://paperpile.com/c/v5KvPP/bQCj
https://paperpile.com/c/v5KvPP/8tap
https://paperpile.com/c/v5KvPP/IfTo
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Donde, VP = verdadero positivos; VN = verdaderos negativos; FP = falsos positivos; 

FN = falsos negativos. 
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III. RESULTADOS 

 
3.1. Grados Brix en mango 

 

En la Figura 6, se muestra la distribución de los grados Brix, que expresa el contenido 

de sólidos solubles del total de muestras de las 9 variedades de mango estudiadas. 

 
Figura 6. 

Grados brix por variedad de mango 
 
 

 
Nota. En esta figura se evidencia que el contenido de solidos solubles fue variado, con 

valores mínimos de 7 °Brix y un máximo de 12.5 °Brix. 

 

 

 
3.2. Perfiles espectrales 

 

Los perfiles espectrales completos se muestran en la Figura 7. Evidenciándose altos 

niveles de reflectancia entre los 550 nm y los 920 nm. Asimismo, se aprecian dos valles; 

el primero en la región comprendida entre los 450 nm y 500 nm y el segundo valle a los 

980 nm. 
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Figura 7. 

Espectros completos de las muestras de mango 
 

Nota. En esta figura se observa el patrón de comportamiento de los perfiles 

espectrales completos de las muestras de mango de las 9 variedades estudiadas. 

 

 
En la Figura 8, se muestran los perfiles medios de las muestras de mango, siendo 

evidentes las diferencias en el nivel de reflectancia principalmente en el rango 

comprendido entre los 450 nm y los 700 nm. 

 
Figura 8. 

Espectros medios de las muestras de mango 
 

Nota. En esta figura se observan el patrón de comportamiento de los espectros medios 

de las 9 variedades de mango estudiadas. 
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3.3. Métrica de los modelos de clasificación 
 

En la Figura 9, se muestra las métricas de los modelos de clasificación, en términos de 

accuracy y medida F. Se observa que el discriminante subespacial obtuvo el mejor 

rendimiento (Acc = 0.98 ± 0.01; medida F = 0.97 ± 0.008), seguido del modelo 

máquinas de soporte vectorial (Acc = 0.80 ± 0.04; medida F = 0.79 ± 0.014), mientras 

que, el analisis discrimínate lineal obtuvo el menor rendimiento con respecto a los dos 

modelos anteriores (Acc = 0.77 ± 0.021; medida F = 0.76 ± 0.025). 

Figura 9. 

Métricas de los modelos de clasificación 
 
 

 
Nota. En esta figura se muestra el desempeño de los modelos de clasificación 

evidenciando una clara ventaja para el modelo Subspace Discriminant. 
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IV. DISCUSIÓN 

 

La clasificación implica el agrupamiento de instancias en categorías previamente 

definidas. Asimismo, se dispone de diversos tipos de algoritmos que cumplen la función 

de clasificación y su implementación depende de las características de distribución de 

los datos y el resultado esperado. En esta investigación se probaron tres algoritmos de 

aprendizaje automático supervisado para la clasificación de variedades de mango en 

rodajas, incluyendo al ADL, MSV y DS. Previo a la implementación de los modelos, 

los datos se pretrataron con S-G para el efecto de suavizado. ADL es un modelo 

estadístico rápido y poco complejo para resolver casos de clasificación binaria o 

multiclase. MSV es considerado uno de los clasificadores más potentes, que no requiere 

un gran volumen de datos de entrenamiento, DS tiene la ventaja que integra varios 

métodos y ello le permite adaptarse a las diferentes características de los datos y lograr 

gran desempeño. 

 

 
V. CONCLUSIÓN 

 

En la presente investigación se implementó un método de clasificación de variedades 

de mango en cortes, con enfoque rápido, no destructivo y no invasivo, basado en 

imágenes hiperespectrales acoplado a técnicas de análisis de datos con sistemas 

expertos. En ese contexto, los espectros de reflectancia de cortes de mango en el rango 

visible e infrarrojo cercano (Vis-NIR; 400 nm a 1000 nm) fueron suavizados con 

Savitzky–Golay para reducir el ruido espectral y luego se implementaron tres modelos 

de clasificación de aprendizaje automático supervisado, incluido; análisis discrimianate 

lineal (ADL), máquinas de soporte vectorial (MSV) y discriminante subespacial (DS). 

Los resultados evidenciaron que el mejor desempeño se obtuvo con el clasificador DS 

(Acc = 0.98; Medida F = 0,97), seguido de SVM (Acc = 0.80; Medida F = 0,79) y por 

último LDA (Acc = 0.77; Medida F = 0,77). Por tanto, es posible la clasificación varietal 

de cortes de mango usando HSI Vis-NIR y sistemas expertos con tasas de desempeño 

de hasta 98%. 
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VI. RECOMENDACIONES 

 

Se considera de interés profundizar en el estudio de los siguientes aspectos: 

 
 Identificar las variables relevantes para simplificar/optimizar los modelos de 

clasificación. 

 
 Implementar modelos de clasificación basados en aprendizaje profundo (deep 

learning) para la clasificación de variedades de mango. 

 
 Avanzar en el diseño, desarrollo e implementación de sistemas HSI portátiles de 

bajo costo para análisis in situ. 
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ANEXOS 
 

Figura 10. 

Frutos de mango enteros 

 

 
Nota. En esta figura se aprecia las muestras de mango de las nueve 

variedades recolectadas para el estudio. 

 
 

Figura 11. 

Medición de grados brix 
 

Nota. En esta figura se aprecia la determinación de sólidos solubles de las 

muestras de mango usando equipo refractómetro. 
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Nota. En esta figura se aprecia la adquisición de espectros de las muestras de 
mango mediante un sistema de imágenes hiperespectrales de barrido lineal, en 

modo reflectancia 

 

 

 

 

 
Figura 13. Matrices de confusión de los modelos de clasificación 

 

 
 

Figura 12. 

Escaneo de cortes de mango 
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Nota. En esta figura se muestran las clasificaciones correctas 

(resaltadas de color verde) e incorrectas (resaltadas de color rosado), 

por cada modelo; (a) LDA, (b) MSV, y (c) DS. 


