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Zusammenfassung

Kürzer werdende Produktlebenszyklen und der Wunsch des Kunden nach indivi-
dualisierten Produkten führen zu kleineren Losgrößen in der Fertigung. Um die-
sen neuen Anforderungen gerecht zu werden, müssen Fertigungsunternehmen ihre
Fertigungsstrategie anpassen. Aufgrund der wachsenden Produktvarianz scheint
daher einWandel der klassischen Linienfertigung zu einer sogenanntenMatrixfer-
tigung sinnvoll. Letztere bietet mehr Freiheitsgrade bei der Planung und Steuerung
der Fertigung und ermöglicht so auch die effiziente Fertigung von Produkten mit
kleinen Losgrößen.

Die Freiheitsgrade der Matrixfertigung führen jedoch bei der Planung und Steue-
rung dazu, dass herkömmliche Berechnungsmethoden für die Fertigungsterminie-
rung bzw. Regeln für die Steuerung nur begrenzt anwendbar sind. Tritt während
der Fertigung eine Störung bzw. eine Abweichung von der geplanten Terminie-
rung auf, müssen Mitarbeiter den Fertigungsprozess manuell umsteuern. Eine
Neuterminierung nimmt aufgrund der Komplexität des Optimierungsproblems
zu viel Zeit in Anspruch. Die manuelle Umsteuerung führt jedoch zu keinem
Produktionsoptimum, was zu einer geringeren Produktionsauslastung führt.

Ziel der vorliegenden Arbeit ist es daher, eine Methode zu entwickeln, die in
der Lage ist, die Matrixfertigung im Fall einer Störung zeitnah neuzuterminieren.
Dafür werden verschiedene Methoden künstlicher Intelligenz auf neuartige Weise
kombiniert. Die Validierung der entwickeltenMethode erfolgt sowohl amBeispiel
eines theoretischen als auch am Beispiel eines realen Terminierungsfalls.
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Abstract

The customer’s desire for individualized products and shorter product life cycles
has led to smaller batch sizes in manufacturing. To meet these new requirements,
manufacturing companiesmust adapt their production strategy.Due to the growing
variation amongproducts, a change fromclassic line production to so-calledmatrix
production appears to be rational. Matrix production allows manymore degrees of
freedom in planning and controlling production and thus also enables the efficient
manufacturing of products with small batch sizes.

However, the many degrees of freedom in matrix production mean that conven-
tional calculation methods for production scheduling or control rules can only
be used to a limited extent in planning and control. If a disruption or deviation
from the planned scheduling occurs during production, employees must manually
reschedule the production process. Rescheduling would take too much time due to
the complexity of the optimization problem. However, manual rescheduling does
not lead to an optimzed production, resulting in lower production utilization.

This thesis aims to develop a method that can reschedule the matrix production in
the case of a disruption. For this purpose, different artificial intelligence methods
are combined in a novel way. The developed method is validated on a theoretical
and a real scheduling case.
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1 Einleitung

In der vorliegenden Arbeit soll eine Methode zum Einsatz von Reinforcement
Learning für die dynamische Fertigungsdurchlaufsteuerung entwickelt werden.
Dieses einleitende Kapitel beinhaltet Erläuterungen zur Motivation, Problemstel-
lung, Zielsetzung und zum Aufbau der Untersuchung.

1.1 Motivation

Fertigungsbetriebe müssen sich Herausforderungen wie einer steigenden Produkt-
varianz bis hin zur ‚Losgröße 1‘ und einer zunehmenden Anzahl globaler Mit-
bewerber stellen, um langfristig bestehen zu können [133]. Die wachsende Pro-
duktvarianz führt in einigen Bereichen zu einem Wandel der Fertigungsstrategie:
weg von der klassischen Linienfertigung, hin zu einer zellorientierten, flexiblen
Fertigung, ohne feste Taktzeit [58]. Die Terminierung dieser flexiblen Fertigung
stellt ein komplexes Optimierungsproblem dar, bei dem verschiedene Produkte,
Prioritäten und Bearbeitungszeiten so kombiniert werden müssen, dass eine zeit-
und kostenoptimierte Fertigung ermöglicht wird [23] [137]. ‚Advanced-Planning-
and-Scheduling‘-Systeme, kurz APS, lösen das Optimierungsproblem mit un-
terschiedlichen (Meta-)Heuristiken und exakten Lösungsmethoden [17]. Meta-
Heuristiken finden eine nahezu optimale Lösung für das Optimierungsproblem,
benötigen dafür aber eine Berechnungszeit, die, abhängig von der Komplexität der
Fertigung, Minuten bis Stunden betragen kann. Kommt es zu einer Störung in der
Fertigung, werden die Produkte von einem verantwortlichen Mitarbeiter vor Ort
umpriorisiert und umgesteuert, da eine Neuterminierung zu viel Zeit in Anspruch
nehmen würde. Diese Umpriorisierung und Umsteuerung der Produkte geschieht
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1 Einleitung

auf Basis der Erfahrung des Mitarbeiters und folgt keinen expliziten Regeln [81].
Im besten Fall wird für den betroffenen Fertigungsbereich ein lokales Optimum
erreicht. Die gesamte Fertigung kann von dem Mitarbeiter nicht überblickt wer-
den und wird dementsprechend auch nicht bei der lokalen Umpriorisierung und
Umsteuerung betrachtet bzw. optimiert.

Methoden der ‚künstlichen Intelligenz‘ (KI) bieten neuartige Ansätze, mit deren
Hilfe Unternehmen künftigen Herausforderungen begegnen können. Mit Beginn
des 21. Jahrhunderts hat KI dank der sinkenden Kosten von Rechenleistung zu-
nehmend an Bedeutung gewonnen. KI-Algorithmen werden seitdem vermehrt
industriell eingesetzt [54]. Insbesondere in der Fertigung und Montage existieren
noch viele unerschlosseneAnwendungsfälle und Potenziale für Anwendungen, die
auf Methoden der künstlichen Intelligenz beruhen [35]. Diese Methoden haben
bereits gezeigt, dass sie sequenzielle Entscheidungsprobleme mit hoher Effizienz
lösen können. So erlernen diese Algorithmen Spiele wie Go oder Schach und
erreichen dabei eine übermenschliche Leistungsfähigkeit [121]. Aus technologi-
scher Sicht erscheint es daher realistisch, dass KI-Algorithmen die Anforderungen
der Echtzeit-Produktionssteuerung erfüllen können. Ein Vergleich verschiedener
KI-Methoden im Hinblick auf deren Anwendung in der Fertigungssteuerung ist
aufgrund unterschiedlicher Funktionsweisen und Implementationsmöglichkeiten
noch ausstehend.

1.2 Problemstellung

Grundlage für den Fertigungsablauf ist das Terminierungsergebnis z. B. eines
‘Advanced Planning and Scheduling‘-Systems. Dieses IT-System fasst Fertigungs-
aufträge zusammen, priorisiert Produkte und ordnet den Fertigungsaufträgen ver-
schiedene Fertigungsressourcen zu, unter anderem Menschen, Maschinen oder
Werkzeuge. Das APS-System löst beim Erstellen der Terminierung ein Optimie-
rungsproblem, das umso komplexer wird, je mehr Randbedingungen betrachtet
werden müssen [23]. Randbedingungen sind z. B. die Anzahl der Maschinen und
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Produkte, oder verschiedene Prioritäten der Fertigungsaufträge. Um das Opti-
mierungsproblem zu lösen, werden z. B. (Meta-)Heuristiken eingesetzt, die eine
näherungsweise Lösung finden. Wegen der Komplexität des Problems benötigen
diese Heuristiken Minuten bis hin zu Stunden, um eine optimale Terminierung zu
ermitteln [17] [23]. Tritt im Fertigungsprozess eine Störung auf, sind die Mitar-
beiter daher gezwungen, die Produkte auf Grundlage ihrer Erfahrung umzuprio-
risieren und umzusteuern [3]. Dieser manuelle Eingriff in den Fertigungsprozess
führt im besten Fall zu einem lokalen Optimum im entsprechenden Fertigungs-
bereich – welchen Einfluss die Umsteuerung der Produkte auf die nachfolgenden
Fertigungsprozessschritte hat, ist jedoch für die Mitarbeiter in demMoment nicht
absehbar [41]. Das hat zur Folge, dass durch die manuellen Eingriffe kein globales
Produktionsmaximum realisiert wird, was einen geringen Produktionsdurchsatz,
eine Erhöhung der Durchlaufzeit und in letzter Konsequenz höhere Produktions-
kosten verursacht [41].

Die Anwendbarkeit von KI-Methoden zur Lösung einfacher Terminierungspro-
bleme wird seit einigen Jahren erfolgreich erforscht [82] [13] [7]. Dabei zeigt sich,
dass unterschiedliche KI-Methoden dazu in der Lage sind, ein Terminierungspro-
blem nahezu optimal zu lösen. Die dabei untersuchten Terminierungsszenarien
beschränken sich auf wissenschaftliche Instanzen ohne alternative Bearbeitungs-
maschinen oder Arbeitsplätze. Häufig werden auch andere Randbedingungen wie
Transport- und Rüstzeiten außer Acht gelassen [2]. Die Komplexität des Termi-
nierungsproblems wird damit stark verringert, was dazu führt, dass sich dieseMe-
thoden nicht für den Einsatz in einer realen, dynamischen Fertigung eignen. Hinzu
kommt, dass die veröffentlichten Terminierungsbenchmarks (z. B. in [34]), in der
Regel das beste Ergebnis aus vielen und langen Trainings- und Validierungsläufen
darstellen, da die Güte der Ergebnisse der einzelnen Läufe stark schwankt [132].
Das Terminierungsergebnis für eine reale Fertigungmuss jedoch robust sein; d. h.,
das Ergebnis muss mit einer hohen Wahrscheinlichkeit zu einem globalen Pro-
duktionsmaximum beitragen. Eine KI-Methode, die diese Anforderungen erfüllt,
wurde nach derzeitigem Kenntnisstand noch nicht publiziert.
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1 Einleitung

Damit die zu entwickelnde KI-Methode das Terminierungsproblem im Falle einer
Störung ausreichend gut lösen kann, müssen verschiedene Störungsszenarien Be-
standteil des Trainings der KI sein. Mit einer steigenden Anzahl an Bearbeitungs-
maschinen/Arbeitsplätzen und Produkten wächst auch die Zahl der potenziellen
Störungsszenarien exponentiell an. Da aufgrund der Anzahl der Störungsszenari-
en nicht alle Störungen beim Training der KI-Methode betrachtet werden können,
wird eine Generalisierungsfähigkeit der KI-Methode vorausgesetzt. Unterschied-
liche Anwendungen z. B. in der Robotik zeigen jedoch, dass die Generalisie-
rungsfähigkeit von KI-Methoden mitunter beschränkt ist [69] [30]. Die fehlende
Generalisierungsfähigkeit stellt infolgedessen ein Hindernis für die Anwendung
von KI-Algorithmen in der flexiblen Fertigung dar und muss daher besonders
betrachtet werden.

1.3 Zielsetzung

In diesem Abschnitt werden die aus der obigen Problemstellung abgeleiteten
Forschungsziele dargelegt. Dafür werden die entsprechenden Ziele formuliert, die
im Verlauf der Untersuchung zu überprüfen sind.

Ziel dieserArbeit ist es, eineMethode zu entwickeln, die imFalle einer Störung das
Produktionsoptimum oder eine Lösung in der Nähe des Optimums herbeiführt.
Das Produktionsoptimumwird hier alsmaximalmöglicher Produktdurchsatz trotz
Störung definiert. Dafür müssen bei der Umpriorisierung und Umsteuerung der
Produkte alle Arbeitspläne inklusive alternativer Arbeitsvorgänge, Prioritäten und
Maschinenzustände berücksichtigt werden.

Ziel 1: Mit Hilfe von KI-Methoden kann eine zeitnahe Terminierung der Ferti-
gungsaufträge umgesetzt werden, die bei der Umpriorisierung/Umsteuerung von
Produkten ein globales Produktionsoptimum bzw. eine Lösung nahe am Optimum
herstellt.
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1.4 Aufbau der Arbeit

In der vorliegenden Arbeit soll eine KI-Methode entwickelt werden, die in der
Lage ist, die Fertigungsterminierung im Störungsfall dynamisch anzupassen. Da-
bei müssen zur Lösung des Terminierungsproblems sowohl alternative Maschi-
nen/Arbeitsplätze und Arbeitsvorgänge als auch Transport- und Rüstzeiten be-
trachtet werden. Das Ergebnis der Terminierung muss zeitnah zur Verfügung
stehen und mit einer hohen Wahrscheinlichkeit einen nahezu optimalen Produk-
tionsablauf ermöglichen.

Ziel 2: KI-Methoden sind in der Lage auch komplexe Terminierungsprobleme mit
vielen Freiheitsgraden nahezu optimal zu lösen. Zusätzlich kann eine Robustheit
der Terminierungsergebnisse sichergestellt werden, die für Anwendungen in einer
realen Fertigung ausreichend ist.

Die entwickelte KI-Methode muss unbekannte Störungsszenarien sicher lösen
können. Dabei ist es notwendig, die vielfältigen Kombinationen aus Störungsort,
-dauer und -zeitpunkt möglichst optimal zu verarbeiten. Dafür wird eine Trai-
ningsmethode konzipiert, die die Generalisierungsfähigkeit von KI-Methoden
steigert und infolgedessen deren Einsatz für die flexible Fertigungsterminierung
ermöglicht.

Ziel 3: Mit Hilfe einer gezielten Trainingsmethode kann die Generalisierungs-
fähigkeit von KI-Methoden verbessert werden, sodass diese alle möglichen Stö-
rungsszenarien einer flexiblen Fertigung ausreichend lösen können.

1.4 Aufbau der Arbeit

Die vorliegende Arbeit gliedert sich in sechs Kapitel, deren Abfolge und Inhalt
nachfolgend vorgestellt werden. Die grundsätzliche Gliederung lässt sich Abbil-
dung 1.1 entnehmen.
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Page 2

1. Einleitung
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6. Fazit 
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Abbildung 1.1: Aufbau der Arbeit

Die beiden Kapitel 2 und 3 (Grundlagen und Stand der Technik in Industrie
und Forschung) bilden die Basis für die in der Arbeit entwickelten Methode.
Im Kapitel 2 Grundlagen werden die Grundlagen der Produktionsplanung und
-steuerung definiert; zusätzlich wird die Klassifizierung unterschiedlicher Termi-
nierungsprobleme hergeleitet. Darüber hinaus werden für die spätere Methode
relevante Ansätze der künstlichen Intelligenz und des Clusterns vorgestellt. Das
Kapitel 3 (Stand der Technik in Industrie und Forschung) widmet sich den IT-
Systemen, die in der Industrie für die Terminierung angewendet werden, sowie
zusätzlich den verschiedenen Methoden, um Terminierungsprobleme zu lösen.
Den Abschluss dieses Kapitels bildet die Feststellung der Forschungslücke, die
diese Arbeit zu schließen versucht. Das Kapitel 4 (Methode zum Einsatz von Re-
inforcement Learning zur Prozessdurchlaufsteuerung eines Produktionssystems)
umfasst die entwickelte Methode für die dynamische Terminierung samt aller
Untermethoden wie dem Clustern der Bauteile oder dem Trainingsframework.
Im Kapitel 5 (Validierung) wird die entwickelte Methode innerhalb zwei unter-
schiedlicher Terminierungsszenarien validiert. Den Abschluss der Arbeit bildet
das Kapitel 6 (Zusammenfassung und Ausblick).
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2 Grundlagen

Das vorliegende Kapitel definiert die Grundlagen für die, im Verlauf der Arbeit zu
entwickelnde, Methode. Dafür wird in den Abschnitten 2.1 bis 2.3 die Fertigung
und deren Planungs- und Steuerungsprozesse definiert. Die Abschnitte 2.4 bis 2.6
befassen sich mit den Grundlagen von KI-Methoden.

2.1 Klassifizierung von Fertigungssystemen

In diesem Kapitel werden zunächst die unterschiedlichen Fertigungsarten vor-
gestellt. Darauf aufbauend werden die Fertigungsarten den verschiedenen Ferti-
gungskonzepten zugeordnet.

2.1.1 Fertigungsarten

Der Begriff Produktion lässt sich in Montage und Fertigung unterteilen. Bei
der Montage wird ein Produkt aus verschiedenen Bauteilen zusammengebaut.
Merkmal der Fertigung ist die kontinuierliche Bearbeitung eines Bauteils. Dabei
wird z. B. eine Welle in mehreren Arbeitsvorgängen und an mehreren Maschinen
bearbeitet. Die vorliegendeArbeit beschäftigt sichmit denZusammenhängen einer
Fertigung, daher wird in den nachfolgenden Kapiteln immer von einer Fertigung
ausgegangen. [38]
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2 Grundlagen

Fertigungsarten werden nach Auflagenhöhe (Losgröße) und Wiederholhäufigkeit
(Anzahl produzierter Lose im Jahr) differenziert [38]. Anhand dieser Kriterien
kann zwischen Einzel-, Kleinserien-, Großserien- und Massenfertigung unter-
schieden werden (vgl. Abbildung 2.1). Eine eindeutige Abgrenzung der einzelnen
Fertigungsarten existiert nicht, da sich die einzelnen Bereiche überschneiden. So
können Bauteile gleicher Stückzahl in der Komplexität variieren und folglich auch
zu unterschiedlichen Zeitverteilungen führen. [38]

Produzierte Jahresstückzahl

W
ie

de
rh

ol
hä

uf
ig

ke
it

Einzelfertigung

Kleinserienfertigung

Großserienfertigung

Massenfertigung

Abbildung 2.1: Einordnung der Fertigungsarten [38]

DieEinzelfertigung zeichnet sich durch häufigeAuftragswechselmit sehr kleinen
Losgrößen aus. Der Anteil nicht wertschöpfender Tätigkeiten ist hier besonders
groß, da ein ständiges Umrüsten der Maschinen notwendig ist. Zusätzlich unter-
scheiden sich die eingesetzten Werkzeuge und Maschinen in der Regel von denen
der Massenfertigung, da der Spezialisierungsgrad in der Einzelfertigung gerin-
ger ist. Diese Art der Fertigung birgt ein großes Optimierungspotenzial, wenn
der hohe Anteil nicht wertschöpfender Tätigkeiten verringert werden kann [39].
Ein Beispiel für die Einzelfertigung ist der Anlagenbau, bei dem jede Anlage
spezifisch nach Kundenwunsch gefertigt wird. [38]
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2.1 Klassifizierung von Fertigungssystemen

Die Klein- und Großserienfertigung liegt, bezogen auf die produzierte Jahres-
stückzahl und der Wiederholhäufigkeit, zwischen der Einzel- und der Massen-
fertigung. Typisch für die Serienfertigung ist eine Wiederholhäufigkeit von über
zwölf Kundenaufträgen pro Jahr - das bedeutet, dass dieses Produkt mindestens
einmal im Monat in einer gewissen Auflagenhöhe gefertigt wird. Der größere Au-
tomatisierungsgrad sowie der höhere Spezialisierungsgrad der Arbeitsvorgänge
unterscheiden die Serienfertigung zusätzlich von der Einzelfertigung. [116]

Bei der Massenfertigung können Betriebsmittel speziell auf eine oder wenige
Aufgaben ausgerichtet werden - der Spezialisierungsgrad steigt somit an. Rüst-
zeiten fallen aufgrund höherer Losgrößen seltener an, was einen höheren Auslas-
tungsgrad der Maschinen zur Folge hat. Eine weitergehende Produktivitätssteige-
rung kann bei dieser Fertigungsart im Wesentlichen nur durch die Optimierung
des Herstellungsprozesses herbeigeführt werden [39]. Von Massenfertigung wird
z. B. üblicherweise bei der Herstellung von elektronischen Bauteilen gesprochen.
[38]

2.1.2 Fertigungskonzepte

Das Fertigungskonzept hat einen großen Einfluss sowohl auf die Anordnung der
Betriebsmittel, als auch auf die Organisationsstruktur der Fertigung. Neben der
Anordnung der Betriebsmittel wird mit dem Fertigungskonzept zusätzlich der
Materialfluss innerhalb der Fertigung festgelegt. Abbildung 2.2 stellt die fünf
wichtigsten Fertigungskonzepte gegenüber. [38][50]
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Abbildung 2.2: Fertigungskonzepte i. A. a. [38][50]

Bei der Fließfertigung folgt die räumliche Anordnung der Betriebsmittel dem
Fertigungsablauf. Die Produkte durchlaufen dabei die Fertigung z. B. auf einem
Fließband und werden sukzessive taktgesteuert an jedem Arbeitsplatz bearbeitet.
Da die einzelnen Arbeitsplätze starr miteinander verbunden sind und zusätzlich
einen hohen Spezialisierungsgrad aufweisen, wird dieses Fertigungskonzept in
der Großserien- und der Massenfertigung angewendet. [134]

Ähnlich wie bei der Fließfertigung werden auch bei der Reihenfertigung die
Arbeitsplätze dem Fertigungsverlauf folgend angeordnet. Der Materialfluss ist
auch hier gerichtet, aber trotzdem können einzelne Arbeitsvorgänge übersprungen
werden. Das Fertigungskonzept ist somit flexibler als die Fließfertigung und lässt
unterschiedliche Ablaufvarianten der Produkte zu. [116]

Bei der Inselfertigung werden Arbeitsplätze mit verschiedenartigen Bearbei-
tungsverfahren zusammengefasst und bilden so weitestgehend autonome Ferti-
gungseinheiten. Der Materialfluss innerhalb der Fertigungseinheiten ist ungerich-
tet und wird in der Regel von der Fertigungsinsel selbst gesteuert. [116]

DieWerkstattfertigung findet vor allem bei kleinen Losgrößen Anwendung. Da-
beiwerden die Fertigungsarbeitsplätze nach ihrenBearbeitungsverfahren (Schwei-
ßen, Bohren, Fräsen etc.) zu räumlichen Einheiten zusammengefasst. Einen ge-
richteten Materialfluss wie bei der Fließfertigung gibt es bei diesem Fertigungs-
konzept nicht. [40]
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2.2 Produktionsplanung und -steuerung (PPS)

DieMatrixfertigung besitzt den größten Freiheitsgrad aller Fertigungskonzepte.
Die einzelnen Arbeitsplätze sind nicht dem Fertigungsverlauf folgend angeord-
net, sondern ähneln im Grundlayout einer Matrix. Im Kontrast zur Fließfertigung
kommt hier kein starres Fließband zum Einsatz, sondern ein flexibles Trans-
portsystem, wie z. B. ein fahrerloses Transportsystem. So werden unterschiedli-
che Abarbeitungsreihenfolgen der Produkte ermöglicht. Dieses Fertigungskonzept
schafft die Voraussetzungen für eine taktunabhängige Fertigung, die dazu in der
Lage ist, eine große Varianz an Bauteilen zu fertigen. Die wesentliche Heraus-
forderung in diesem Zusammenhang ist die Produktionsplanung und -steuerung.
In der Arbeitsplanung müssen Arbeitspläne diesen hohen Grad an Flexibilität
abbilden können (vgl. Abschnitt 2.2.3). Die Fertigungssteuerung muss zudem
dynamisch auf Störungen reagieren können und bei der Auswahl des Alternativ-
Arbeitsplatzes u. a. Faktoren wie Transportzeit, Rüstzeit und Kosten betrachten
und dabei den gesamten Fertigungsprozess optimieren. [50]

Die Matrixfertigung soll aufgrund ihres großen Freiheitsgrades und der damit
einhergehenden Komplexität des Optimierungsproblems als Grundlage für die in
dieser Arbeit entwickelten Methode der Fertigungssteuerung dienen. Eine Ferti-
gungssteuerung, die dieses Optimierungsproblem schnell und zuverlässig lösen
kann, ist auch dazu in der Lage, die Steuerung der anderen weniger komplexen,
Fertigungskonzepte abzudecken.

2.2 Produktionsplanung und -steuerung (PPS)

In diesem Abschnitt werden die Aufgaben und Ziele der Produktionsplanung und
-steuerung analysiert. Detailliert wird auf Planungstätigkeiten wie die Arbeitspla-
nerstellung eingegangen und anschließend die Abgrenzung der Produktionssteue-
rung von der Terminierung dargelegt.
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2.2.1 Aufgaben und Ziele der PPS

„Die Produktionsplanung und -steuerung umfasst die räumliche, zeitliche und
mengenmäßige Planung, Steuerung und Kontrolle des gesamten Geschehens im
Produktionsbereich“ [8]. Ziele der Produktionsplanung und -steuerung (PPS) sind
hoheTermintreue, hohe und gleichmäßigeKapazitätsauslastung, kurzeDurchlauf-
zeit, hohe Flexibilität und geringe Lager- bzw. Produktionsbestände [116]. Dabei
lassen sich PPS-Prozesse anhand ihrer zeitlichen Tragweite in lang-, mittel- und
kurzfristige Planungsaktivitäten einteilen (vgl. Abbildung 2.3). Während des lang-
fristigen Produktionsplanungsprozesses werden strategische Rahmenbedingungen
geschaffen, unter denen ein Unternehmen auch in Zukunft erfolgreich produzie-
ren kann. Dazu gehört beispielsweise die Auswahl neuer Produktionsstandorte.
Die mittelfristige Planung hat einen Planungshorizont von Wochen und Monaten.
Dabei werden u. a. saisonale Nachfrageschwankungen, Mitarbeiterbedarf und der
Ressourcenbedarf der nächsten Monate bestimmt. Einzelne Fertigungsaufträge
(FAUFs) (vgl. Abschnitt 2.2.2) werden hierbei nicht berücksichtigt. [53] [123]

• Fertigungsstandort
• Fertigungsart
• Produktprogramm

Langfristige 
Planung

• Master-
Produktionsplan

• Kapazitätsplanung

Mittelfristige 
Planung

• Losgrößen-
Bestimmung

• FAUF-Planung

Kurzfristige 
Planung

Abbildung 2.3: Planungshorizonte der Produktionsplanung und -steuerung [123]

Entscheidungen in der kurzfristigen Produktionsplanung umfassen das operative
Produktionsprogramm und die dafür benötigten Ressourcen sowie die zeitliche
Abwicklung der Produktion [129]. Dabei werden Losgrößen festgelegt und Kun-
denaufträge zu FAUFs kombiniert. Diese Planungsphase erstreckt sich über einen
Planungshorizont von Tagen und Wochen. [40] [116]
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2.2 Produktionsplanung und -steuerung (PPS)

Sowohl die lang- als auch die mittelfristige Planung werden im Verlauf der vor-
liegenden Arbeit nicht weiter betrachtet, weswegen auf diese Bereiche hier nicht
detaillierter eingegangen wird. Die kurzfristige Planung wird zur stärkeren Ab-
grenzung von den anderen Planungshorizonten auch als Terminierung bezeichnet
[18]. Das Terminierungsergebnis enthält einen Produktionsplan der FAUFs, der
die Maschinenbelegung und Ressourcenverfügbarkeit berücksichtigt. Bei Abwei-
chung von der Planung, z. B. bei Produktionsstörungen oder Eilaufträgen, muss
eine Neuplanung angestoßen werden. Die Neuplanung kann mehrere Stunden
beanspruchen in denen kein ausführbarer bzw. ein veralteter Produktionsplan vor-
liegt [51]. Aus diesem Grund gibt es in der Fertigung Mitarbeiter die ‚Steuerer‘
genannt werden. Sie greifen im Störungsfall in den Produktionsablauf ein und
steuern die FAUFs um. Eine Planungsgrundlage gibt es für diese Eingriffe nicht.
Die Komplexität von Fertigungen mit vielen unterschiedlichen Produkten und
alternativen Maschinen ist so hoch, dass Mitarbeiter nicht in der Lage sind, die
Produktionsplanung ad-hoc zu übernehmen und dabei ein Produktionsoptimum
herbeizuführen [57]. In der Regel steuert der Mitarbeiter die FAUFs auf Basis
seines Erfahrungswissens oder mit Hilfe einfacher Regeln bzw. Heuristiken (vgl.
Abschnitt 3.2.2) um. Diese manuellen Eingriffe haben Auswirkungen auf alle
Fertigungsschritte und sind daher zu vermeiden. [3]

2.2.2 Aufbau und Inhalt des Arbeitsplanes

Der Arbeitsplan ist das Ergebnis der Arbeitsplanung und in der Regel termin-
und auftragsneutral. Der Verband für Arbeitsgestaltung, Betriebsorganisation und
Unternehmensentwicklung (REFA) definiert den Arbeitsplan wie folgt: „Darin
ist die Vorgangsfolge zur Fertigung eines Teiles, einer Gruppe oder eines Er-
zeugnisses beschrieben; dabei sind mindestens das verwendete Material sowie
für jeden Arbeitsvorgang der Arbeitsplatz, die Betriebsmittel, die Vorgabezeiten
und gegebenenfalls die Lohngruppe angegeben“ [109]. Der Arbeitsplan besteht
aus einzelnen Arbeitsvorgängen (AVOs), die für die Fertigung und/oder Montage
eines Produkts notwendig sind (vgl. Abbildung 2.4). Dem AVO sind mindestens
der Arbeitsplatz, das zu verwendendeMaterial und die Betriebsmittel zuzuordnen
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2 Grundlagen

[108]. Der Begriff Arbeitsplan dient dabei nur als Oberbegriff und kann weiter in
Fertigungs- und Montagearbeitsplan unterteilt werden. Diese unterscheiden sich
in Umfang und Aufbau.

Blatt 1 von 1
Datum: 01.04.2019 Auftrags-Nr.:

3103-2022 ArbeitsplanBearbeiter: P. Robl

Stückzahl:
30

Bereich:
1-20

Benennung:
Antriebswelle

Zeichnungs-Nr.:
170-0542

Werkstoff: 
St50

Rohform und – abmessungen:
Rundmaterial Ø 60mm

Rohgewicht.:
7,6 kg

Fertiggewicht.:
4,6 kg

AVO
Nr. Arbeitsvorgangsbeschreibung Kostenstelle Lohngruppe Maschine Fertigungshilfs-

mittel
Rüstzeit

[min]
Bearbeitungszeit

[min]

10 Rundmaterial auf 345mm Länge 
sägen 300 04 4101 - 5 10

20 Rundmaterial auf 340mm 
ablängen und zentrieren 340 08 4201 1001

1051 2 15

30 Welle komplett drehen 360 08 4313 1101/1121/1131 2,6 20

... ... ... ... ... ... ... ...

70 Fertigteilkontrolle 900 07 9002 - 3,8 10

Abbildung 2.4: Arbeitsplan mit Kopfdaten und Arbeitsvorgängen [40]

Der Fertigungsarbeitsplan wird z. B. zur Zerspanung von Rohteilen und bei der
Fertigung von Einzelteilen genutzt. Anders als in der Montage gibt es bei der Ein-
zelteilfertigung nur ein Rohmaterial, das in einem oder mehreren Arbeitsvorgän-
gen bearbeitet wird. So wird beispielsweise aus einem zylindrischen Vollmaterial
in mehreren Arbeitsvorgängen eine Welle mit verschiedenen Absätzen gefertigt.
Sowohl der Fertigungs- als auch der Montagearbeitsplan ist auftrags- und ter-
minneutral und wird erst nach Eingang und Annahme der Kundenbestellung in
einen Kundenauftrag (KAUF) und anschließend, als Ergebnis der Terminierung,
in einen Planauftrag sowie letztlich in einen Fertigungsauftrag (FAUF) mit Start-
und Endterminen überführt (vgl. Abschnitt 2.2.4). [16]
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2.2 Produktionsplanung und -steuerung (PPS)

2.2.3 Parallele und alternative Arbeitsfolgen innerhalb
des Arbeitsplanes

Bei der Arbeitsplanerstellung ist die Flexibilität des Fertigungskonzeptes aus-
schlaggebend. Bei einer Fließfertigung (vgl. Abschnitt 2.1.2) sind die einzelnen
Arbeitsplätze auf wenige Aufgaben spezialisiert und starr über ein Fließband mit-
einander verbunden. Bei Störungen können die Fertigungsaufträge in diesem Fer-
tigungskonzept nicht umgesteuert werden - das hat zur Folge, dass im schlimmsten
Fall das Fließband und damit die komplette Fertigung angehalten werden muss,
weil eine Störung auftritt. [115]

Können Arbeitsvorgänge nicht nur auf der sogenannten Stammlinie, sondern auch
z. B. auf parallelen Fertigungslinien durchgeführt werden, wird von parallelen
Folgen gesprochen (vgl. Abbildung 2.5). Alternative Folgen werden genutzt, um
bei kurzzeitigen Kapazitätsengpässen auf andere Arbeitsvorgänge auszuweichen.
[16]

10 20 30 40 50 60

20 30

5045

Parallele Folge

Alternative Folge

Stammfolge

Abbildung 2.5: Parallele und alternative Folgen des Arbeitsplanes [16]

Das Matrix-Fertigungskonzept bietet, wie in Abschnitt 2.1.2 erwähnt, einen sehr
großen Freiheitsgrad in der Fertigung. Produkte können frei zwischen den Ar-
beitsplätzen transportiert werden und unterliegen so nur bedingt den Auswirkun-
gen von Störungen. Die hohe Flexibilität der Fertigung setzt aber auch ein Umden-
ken in der Arbeitsplanung voraus. Um die Vorteile der Matrixfertigung nutzen zu
könnenmüssen dieArbeitspläne erweitertwerden. Parallele und alternative Folgen
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2 Grundlagen

bilden die Grundlage für diese Flexibilität. Die unterschiedlichen Arbeitsplätze
können z. B. in Bearbeitungsgeschwindigkeit, Kosten oder Automatisierungsgrad
voneinander abweichen. Zusätzlich müssen aber auch Freiheitsgrade bei der Fer-
tigungsreihenfolge betrachtet werden - dafür sind Vor- und Nachbedingungen der
einzelnen Arbeitsvorgänge festzulegen (vgl. Abbildung 2.6). Insbesondere bei ei-
ner nicht taktgesteuerten Fertigung kann so deren Auslastung konstant gehalten
werden. Neben der Optimierung der Fertigungsauslastung ermöglichen die ver-
schiedenen Ablaufpfade auch eine Optimierung hinsichtlich der Durchlaufzeit,
der Fertigungskosten und des Energieverbrauches. [40]

10

20 30 40 50

60

50 20 3040

1. Fertigungsreihenfolge 

2. Fertigungsreihenfolge 

Abbildung 2.6: Vergleich unterschiedlicher Fertigungsreihenfolgen

2.2.4 Auftragsterminierung

Der in denAbschnitten 2.2.2 und 2.2.3 beschriebeneArbeitsplan bildet die Grund-
lage für die Auftragsterminierung. Bei der Auftragsterminierung wird die priori-
sierte Ablaufvariante des Arbeitsplans ermittelt und mit aktuellen und prognos-
tizierten Informationen erweitert. Ziel der Auftragsterminierung ist die zeitliche
Festlegung jedes Arbeitsvorganges. Dafür müssen u. a. die aktuelle und die pro-
gnostizierte Auftragslage, die Schichtpläne sowie die vorhandenen Maschinen-
und Personalkapazitäten berücksichtigt werden. [73]

16



2.2 Produktionsplanung und -steuerung (PPS)

Die Terminierung der einzelnenArbeitsschritte kannmittels Vorwärts- oder Rück-
wärtsterminierung erfolgen. Bei Ersterer wird der frühestmögliche Termin für die
Fertigung zugrunde gelegt undmit Hilfe des Arbeitsplans der frühestmögliche Be-
ginn des jeweiligen Arbeitsvorganges terminiert. Bei der Rückwärtsterminierung
wird der mit der Annahme des Kundenauftrages verbindlich zugesagte Lieferter-
min als Grundlage genommen. Daraus können dann anhand des Arbeitsplans und
der darin enthaltenen Fertigungszeiten Start- und Endtermine der einzelnen Ar-
beitsvorgänge berechnet werden. Voraussetzung hierfür ist, dass sämtliche AVOs
mit den jeweiligen Fertigungszeiten, die für die Terminierung relevant sind, im
Arbeitsplan enthalten sind. [16]

Das Ergebnis einer erfolgreichen Auftragsterminierung ist ein terminierter Ferti-
gungsauftrag (FAUF). Dieser FAUF enthält die einzelnen AVOs des Arbeitsplans
und zusätzlich deren terminierte Anfangs- und Endzeit. Kommt es in der Fer-
tigung oder Montage zu Störungen oder muss ein nicht terminierter Eilauftrag
ausgeführt werden, sind vorher terminierte FAUFs ausgesetzt. In dieser Situa-
tion entscheidet der Meister oder ein Steuerer spontan, wie Arbeitsschritte und
Terminierung angepasst werden sollen oder ob eine Neuterminierung angestoßen
wird (vgl. Abschnitt 2.2.1). Wird ohne Neuterminierung auf die Störung rea-
giert, hat die Produktionsleitebene keine Informationen darüber, welche FAUFs
aktuell in welcher Reihenfolge produziert werden. Erst über die Rückmeldung
der abgeschlossenen AVOs oder FAUFs kann nachverfolgt werden, welche Fer-
tigungsschritte abgeschlossen sind. Informationen über den aktuellen Stand der
Fertigung werden aber zum einen für die Terminierung zukünftiger FAUFs be-
nötigt und bilden zum anderen die Grundlage für einen ‚virtuellen Zwilling‘ des
Produktes und der Fertigung. [16]

Terminierungs- und Neuterminierungs-Ansätze lassen sich in vier verschiedene
Strategien unterteilen:

1. Die vollständig prädiktive Terminierung beschreibt eine Terminierung
mit Start- und Endterminen für die FAUFs. Störungen und andere unvor-
hergesehene Ereignisse werden dabei nicht betrachtet - die Fertigung wird
als deterministisch angenommen. [55]
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2 Grundlagen

2. Von robust-proaktiver Terminierungwird gesprochen, wenn vor der Fer-
tigung eine Terminierung erstellt wird, die im Gegensatz zur vollständig,
prädiktiven Terminierung auch Störungen berücksichtigt. Um eine robuste
Terminierung erzeugen zu können, müssen im Vorfeld Informationen über
mögliche Störungen und deren Auswirkungen vorliegen. Maschinenstörun-
gen können wie in Abschnitt 2.2.5 geschildert, mittels einer Störungswahr-
scheinlichkeit und einer durchschnittlichen Störungsdauer beschriebenwer-
den. Störungen die z. B. aufgrund von fehlendemMaterial auftreten, können
nicht über Durchschnittswerte abgebildet werden und finden daher bei der
robust-proaktiven Terminierung auch keine Berücksichtigung. [55]

3. Bei der prädiktiv-reaktiven Terminierung wird vor der Fertigung eine
Terminierung durchgeführt, analog zur vollständig prädiktiven Terminie-
rung. Treten während der Fertigung Störungen auf, wird die zuvor erstell-
te Terminierung angepasst. Die Neuterminierung kann mittels einer so-
genannten Terminierungs-Reparatur oder einer Neuterminierung erfolgen.
Die Terminierungs-Reparatur hat dabei das Ziel, die bestehende Termi-
nierung der FAUFs größtenteils beizubehalten und kann in zwei Ansätze
aufgeteilt werden. Die ‚partielle Neuterminierung‘ verfolgt den Zweck, so
schnell wie möglich zur ursprünglich geplanten Terminierung zurückzu-
kehren. Dafür werden nur die von einer Störung betroffenen FAUFs neu
terminiert. Der zweite Ansatz ist das sogenannte ‚Right-Shift-Scheduling‘.
Dabei werden alle FAUFs so lang in die Zukunft verschoben, bis eine
Terminierung durchführbar ist. Beide Ansätze benötigen weniger Berech-
nungsressourcen als die Neuterminierung und bewahren die Stabilität des
Fertigungssystems. Bei der Neuterminierung wird die zuvor geplante Ter-
minierung verworfen und eine komplett neue erstellt. Die Neuterminierung
kostet zum einen Zeit und zum anderen kann es zu Instabilitäten in der
Fertigung kommen, wenn bei jeder Störung neu terminiert wird. Ziel ist es
daher, eine Neuterminierung nur in absoluten Ausnahmefällen durchzufüh-
ren. [33] [101]
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2.2 Produktionsplanung und -steuerung (PPS)

4. Bei der reaktiven Terminierung wird vor der Fertigung keine Terminie-
rung erzeugt. Alle Arbeitsabwicklungs- und Entscheidungsprozesse werden
lokal und ad-hoc verwirklicht. Die Grundlage für die Arbeitsabwicklungs-
und Entscheidungsprozesse bildet die aktuelle Situation in der Fertigung.
Einfache Heuristiken (vgl. Abschnitt 3.2.2) wie First-in-First-out, Earliest-
Due-Date oder eine Sortierung nach der FAUF-Priorität werden bei der
reaktiven Terminierung genutzt, um den zu bearbeitenden FAUF aus einer
Liste anstehender Fertigungsaufträge auszuwählen. Logistik-Regeln sind
schnell und einfach zu implementieren, führen aber nur in den wenigsten
Fällen zu einer optimalen Auslastung der Fertigungskapazitäten [140]. Zu-
sätzlich lässt sich bei dieser Terminierungsvariante im Vorfeld nur schwer
abschätzen, wie viele FAUFs gefertigt werden können, bzw. ob die Ferti-
gungskapazitäten und andere Ressourcen in geeigneter Menge zur Verfü-
gung stehen. [101]

2.2.5 Störungsmanagement

Störungen entstehen immer dann, wenn Plan-Zeiten oder -Mengen nicht mit den
aktuellen Ist-Zeiten oder -Mengen übereinstimmen. Allgemein werden Störun-
gen als „[...] Einflussfaktoren bezeichnet, die von außen (exogen), aber auch vom
Prozess selbst (endogen) unabhängig von anderen Größen, und damit mehr oder
weniger zufällig, auf einen Prozess einwirken, sodass eine in der Regel quantifi-
zierbare Abweichung des tatsächlich erzielten Prozessergebnisses (Ist-Größe) von
einer a priori definierten Soll-Größe entsteht.“ [122]

Eine Unterteilung kann in Ressourcen-bezogene und FAUF-bezogene Störungen
erfolgen (vgl. Tabelle 2.1). Als Ressourcen-bezogene Störungen sind Störun-
gen definiert, die aufgrund fehlender Materialien und Werkzeuge oder einer Be-
arbeitungsmaschinenstörung auftreten. Als FAUF-bezogene Störungen werden
Störungen klassifiziert, die im Zusammenhang mit einem FAUF stehen, wenn
z. B. ein FAUF storniert wird oder sich dessen Losgröße oder Priorität ändert.
[32][125]
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Tabelle 2.1: Klassifizierung von Störungen in Ressourcen- und FAUF-bezogen [32][125]

Ressourcen-bezogen FAUF-bezogen

Bearbeitungsmaschinenstörung ungeplante Eilaufträge
Werkzeug ist nicht verfügbar Änderung der FAUF-Priorität
Probleme bei der Materialversorgung Stornierung von FAUFs
fehlender Maschinenbediener Änderung des Fertigstellungsdatums
Stromausfall Losgrößen-Anpassung

Ressourcen-bezogene Störungen haben einen direkten Einfluss auf die Verfüg-
barkeit der Bearbeitungsmaschine. Prinzipiell kann eine Bearbeitungsmaschine
zwei sich abwechselnde Betriebszustände annehmen: ‚in Betrieb‘ und ‚außer Be-
trieb/gestört‘. Die Verfügbarkeit ergibt sich aus dem Verhältnis zwischen dem
Betriebszustand ‚in Betrieb‘ und der Gesamtzeit, z. B. einer Schicht, und ist Teil
der Berechnung für die Kennzahl ‚Overall Equipment Effectiveness‘ (OEE). Die
Betriebszeit wird alsMTBF (en:MeantimeBetween Failures) bezeichnet. DieGe-
samtzeit setzt sich aus der MTBF und der Zeit, in der die Bearbeitungsmaschine
außer Betrieb ist, der MDT (en: Mean Down Time), zusammen. Die Verfügbar-
keit einer Bearbeitungsmaschine K berechnet sich somit wie in Gleichung 2.1
dargestellt. [37]

K =
MTBF

MTBF +MDT
(2.1)

Des Weiteren lassen sich stochastische und deterministische Störungen diffe-
renzieren [18]. Stochastische Störungen sind Störungen, wie sie in Tabelle 2.1
beschrieben sind. Diese Störungen können nicht vorhergesagt werden und un-
terliegen einer Wahrscheinlichkeitsverteilung. Deterministische Störungen treten
auf, wenn z. B. eine geplante Instandhaltungsmaßnahme an einer Bearbeitungs-
maschine vorgenommen wird. Im Rahmen dieser Arbeit werden ausschließlich
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stochastische Störungen behandelt. Da deterministische Störungen eingeplant wer-
den können, stellen sie auch keine Störung im eigentlichen Sinne der Störungsde-
finition dar. [18]

2.3 Klassifikation von
Terminierungsproblemen

Nachfolgend werden unterschiedliche mathematische Beschreibungen von Termi-
nierungsproblemen vorgestellt. Zusätzlich wird auf verschiedene Optimierungs-
ziele bei der Lösung der Terminierungsprobleme eingegangen.

2.3.1 Stationskonfiguration

Die Stationskonfiguration definiert die funktionellen Anordnungen der einzelnen
Arbeitsplätze bzw. Stationen in der Fertigung und beschreibt somit die inAbschnitt
2.1.2 vorgestellten Fertigungskonzepte mathematisch als Terminierungsproblem.
Diese Terminierungsprobleme müssen gelöst werden, um eine optimale Termi-
nierung der Fertigung zu gewährleisten. In Abbildung 2.7 sind die wesentlichen
Ausprägungen der Stationskonfigurationen dargestellt, aus denen sich Terminie-
rungsprobleme ableiten lassen. [106]

Klassifikation von 
Terminierungsproblemen

Einzelstation Flow Shop Job Shop Open Shop

Flexible Job ShopFlexible Flow Shop

Abbildung 2.7: Klassifikation von Terminierungsproblemen
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Das Einzelstation-Terminierungsproblem bezeichnet ein Terminierungspro-
blem, in dem nur ein beplanbarer Arbeitsplatz vorhanden ist. Diese Ausprägung
des Terminierungproblems stellt einen leicht zu lösenden Sonderfall dar. [106]

Das Flow-Shop-Scheduling-Problem beschreibt das Terminierungsproblem ei-
ner Fließfertigung (vgl. Abschnitt 2.2). Dabei durchlaufen die FAUFs ein starres
Fertigungssystem, das keine Bearbeitungsalternativen enthält. Alle FAUFs durch-
laufen die Arbeitsplätze in der selben Reihenfolge (vgl. Abbildung 2.2). Zusätzlich
können sich FAUFs nicht überholen und werden nach dem ‚First-in-First-Out‘
Prinzip abgearbeitet. [106]

Eine spezielle Form des Flow-Shop-Scheduling-Problems ist das Flexible-Flow-
Shop-Scheduling-Problem. Auch hier durchlaufen die FAUFs alle Arbeitsplätze
in der selbenReihenfolge, aber es gibt für jedenArbeitsplatzmehrereAlternativen.
Das Flexible-Flow-Shop-Problem kann sowohl bei der Reihenfertigung als auch
in der Gruppenfertigung (vgl. Abschnitt 2.1.2) angewendet werden. [42] [106]

Beim Job-Shop-Scheduling-Problem (JSSP) folgt jeder FAUF seinem eigenen
Arbeitsplan (vgl. Abschnitt 2.4) durch die Fertigung. Die Arbeitspläne der ein-
zelnen FAUFs können sich dabei unterscheiden. Ähnlich wie beim Flow-Shop-
Scheduling-Problem gibt es auch hier keine alternativen Bearbeitungsplätze. Ma-
thematisch kann der Lösungsraum dieses Problems folgendermaßen beschrie-
ben werden [106]: m Bearbeitungsmaschinen (M1,M2, ...,Mn) sollen j FAUFs
(J1, J2, ..., Jn) fertigen. Die Bearbeitungszeiten der einzelnen Bearbeitungsma-
schinen können voneinander abweichen. Jeder FAUF j besitzt einen Arbeitsplan,
der aus nArbeitsvorgängen besteht, die in einer vorgeschriebenen Reihenfolge ab-
gearbeitet werden müssen. Daraus ergeben sich (j!)m Möglichkeiten, die FAUFs
zu fertigen [140]. Bei einer Fertigung mit zehn Maschinen und zehn FAUFs re-
sultiert hieraus ein Lösungsraum mit 3.9 · 1065 Lösungsmöglichkeiten. Das JSSP
wird den NP-schweren Problemen zugeordnet und gehört damit zur Klasse der am
schwierigsten zu lösendenmathematischen Probleme [75]. Dieses Terminierungs-
Problem muss gelöst werden, wenn eine Terminierung für die Inselfertigung (vgl.
Abschnitt 2.1.2) erstellt wird, bei der es keine alternativen Bearbeitungsplätze
gibt. [135] [2]
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Das Flexible-Job-Shop-Scheduling-Problem (FJSSP) erweitert das Job-Shop-
Problem um alternative Arbeitsplätze. Dadurch ergeben sich je nach Anzahl der
alternativen Arbeitsplätze noch mehr Möglichkeiten für den Produktionsablauf
als beim JSSP. Auch dieses Terminierungsproblem gehört den NP-schweren Pro-
blemen an. Es ist zu lösen, wenn die Terminierung einer Matrixfertigung (vgl.
Abbildung 2.2) erfolgen soll. Die für einen Teil der Validierung in Kapitel 5
dieser Arbeit gewählte Stanzerei entspricht einer Matrixfertigung, weshalb das
FJSSP für die Validierung dieser Fertigung gelöst werden muss. [42] [106]

Das Open-Shop-Scheduling-Problem (OSSP) beschreibt das komplexeste Ter-
minierungsproblem. Dabei wird, anders als beim Flexible-Job-Shop-Scheduling-
Problem, keine Reihenfolge der Bearbeitungsschritte festgelegt. Alle FAUFs kön-
nen alle Maschinen in jeder Reihenfolge durchlaufen. Die Anzahl der möglichen
Fertigungsabläufe steigt im Vergleich zum Job-Shop-Scheduling-Problem und
dem Flexible-Job-Shop-Scheduling-Problem deutlich an. Der Lösungsraum des
OSSPs ergibt sich aus der Anzahl der Maschinen und FAUFs und berechnet sich
folgendermaßen: (m · j)! [140]. Selbst bei kleinen Instanzen mit zehn Maschi-
nen und zehn FAUFs resultieren daraus 9.33 · 10157 mögliche Lösungen. Dieses
Terminierungsproblem setzt Annahmen voraus, die in der Fertigung so nicht
vorzufinden sind. So kann mit diesem Terminierungsproblem kein Arbeitsplan
abgebildet werden, weil die Reihenfolge der Arbeitsschritte frei wählbar ist. Das
OSSP wird aber trotzdem auch in den nachfolgenden Kapiteln betrachtet, da es
das Terminierungsproblem mit der höchsten Komplexität beschreibt und grund-
sätzlich davon auszugehen ist, dass ein Algorithmus, der dieses Problem lösen
kann, auch in der Lage ist, weniger komplexe Terminierungsprobleme, wie das
FJSSP zu lösen. [72] [48] [106]

2.3.2 Zielsetzung der Optimierung für die Terminierung

Bei der Optimierung der Terminierung gibt es mehrere unterschiedliche Zielset-
zungen. Im Folgenden werden ausgewählte Optimierungszielgrößen vorgestellt,
die minimiert werden sollen.
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Die Maximum Lateness (Lmax) (de: maximale Verspätung) gibt die größte
Differenz aller FAUFs zwischen Fertigstellungszeitpunkt C und Fälligkeitsdatum
d an. Die LatenessLj für FAUF j berechnet sich somit wie in Formel 2.2 dargelegt.
Ziel ist es hier, die maximale Lateness zu minimieren, um z. B. Vertragsstrafen
wegen einer verspäteten Produktauslieferung möglichst gering zu halten. [106]

Lj = Cj − dj (2.2)

DieMakespan (Cmax) (de: Fertigungsdauer) gibt an, wie viel Zeit zur Fertigung
aller FAUFs j benötigt wird, und ist äquivalent zur Fertigstellungszeit des letzten
Bauteils (vgl. Formel 2.3). Die Minimierung der Makespan ist Sinnvoll, wenn
z. B. lackierte Bauteile montiert werden sollen. Haben die einzelnen Bauteile
unterschiedliche Trocknungszeiten, ist für die Montage des Produktes die Trock-
nungszeit desjenigen Bauteils, bei dem der Lack zuletzt getrocknet ist, besonders
ausschlaggebend. Nach einer Makespan-Optimierung wird in diesem Fall das
Produkt mit der längsten Trocknungszeit als erstes lackiert werden, um Cmax zu
minimieren. Ähnliches gilt z. B. beim Beladen eines LKWs, der erst losfahren
kann, wenn alle Ladungsgüter eingeladen sind, wobei die Beladezeit jedes einzel-
nen Ladungsgutes keine Rolle spielt. Wird die Makespan Cmax minimiert, kann
in der Regel auf eine bessere Maschinenausnutzung geschlossen werden. [106]

Cmax := max{Cj |j ∈ J} (2.3)

Gibt es FAUFs mit unterschiedlichen Prioritäten, muss die Makespan je nach
FAUF-Priorität gewichtet werden. Aus diesem Grund wird eine zusätzliche Ge-
wichtung w eingeführt - dabei wird von einer gewichteten Makespan Cmax,w

gesprochen. [87]

Da sich einzelne Ausreißer stark auf die Makespan Cmax auswirken, kann auch
die Total Lead Time TLTj (de: gesamte Durchlaufzeit) als Optimierungsgröße
herangezogen werden. Anders als bei der Makespan Cmax, bei der nur der FAUF
mit der längsten Produktionszeit ausschlaggebend ist, werden bei der Total Lead
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2.4 Maschinelles Lernen und neuronale Netze

Time TLTj die einzelnen Fertigungszeiten der FAUFs summiert. Eine Verbesse-
rung der Fertigungszeit eines einzelnen FAUFs hat damit Auswirkungen auf die
Total Lead Time und lässt so einen genaueren Vergleich von Fertigungsdurchläu-
fen zu. Auch die Total Lead Time kann gewichtet werden, indem die gewichteten
Fertigstellungszeiten Cj,w aller FAUFs aufsummiert werden (vgl. Formel 2.4).
[106]

TLTj,w =
∑
j∈J

C(j, wj) (2.4)

Zur Validierung der zu entwickelnden Methode wird die Total Lead Time TLTj

bzw. die gewichtete Total LeadTimeTLTj,w herangezogen (vgl. Formel 2.4). Zum
einen lässt die Total Lead Time eine detailliertere Auswertung als die Makespan
Cmax,w zu und zum anderen können damit FAUF-Prioritäten abgebildet werden.
[106]

2.4 Maschinelles Lernen und neuronale Netze

Für den weiteren Verlauf der Arbeit spielen insbesondere neuronale Netze sowie
die Lern-Methoden Supervised, Unsupervised und Reinforcement Learning ei-
ne zentrale Rolle, weswegen diese Methoden in den nachfolgenden Abschnitten
vorgestellt werden.

2.4.1 Definition des Begriffs der künstlichen Intelligenz

Der Begriff der künstliche Intelligenz wird zum ersten Mal 1956 von John Mc-
Carthy definiert als „die Wissenschaft und Technik der Herstellung intelligenter
Maschinen“ [66]. Intelligenz ist in diesem Kontext als komplexe und menschen-
ähnliche Informationsverarbeitung zu verstehen; da es sowohl in der Neurobio-
logie als auch in der Psychologie an einer einheitlichen Definition für den Intel-
ligenzbegriff mangelt, ist er auch in der Informatik nicht vollständig abgrenzbar
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2 Grundlagen

[102]. Zur Unterscheidung und Bewertung, ob ein Computerprogramm intelligent
ist oder nicht, können verschiedene Tests angewendet werden. Der erste und einer
der bekanntesten ist der Turing-Test [131]. Dabei kommuniziert ein Proband mit
zwei ihm unbekannten Gesprächspartnern - einer ist ein Mensch und der andere
ein Computer. Kann der Proband anhand der Antworten nicht zwischen Mensch
und Computer unterscheiden, hat der KI-Algorithmus auf dem Computer den
Turing-Test bestanden und kann als intelligent bezeichnet werden. [113] [102]

‚Künstliche Intelligenz‘ stellt einen Überbegriff für verschiedene Teilbereiche dar.
Machine Learning (ML) ist ein zentrales Anwendungsfeld der KI und seinerseits
eine Überkategorie für eine Vielzahl von Ansätzen, die darauf abzielen, Muster
und Regelmäßigkeiten in vorhandenen Datensätzen zu erkennen und Lösungen
für gestellte Probleme zu entwickeln (vgl. Abbildung 2.8). Das Hauptziel von
Machine Learning ist, Computersysteme zu befähigen, autonom zu lernen. Somit
können mit ML-Methoden Lösungswege gefunden werden, die für den Menschen
im Vorfeld nicht ersichtlich sind. [83][19]

Machine Learning

Inductive Learning Instance-based 
Learning

Genetische
Algorithmen Neuronale Netze

Unsupervised 
LearningSupervised Learning

Bayesian Approaches

Reinforcement 
Learning

Abbildung 2.8: Hauptgruppen des Machine Learnings [105]

2.4.2 Aufbau eines neuronalen Netzes

Neuronale Netze (NN) bilden eine Untergruppe des Machine Learnings und be-
schreiben ein spezielles Berechnungsmodell, das dem menschlichen Nervensys-
tem ähnelt. Mehrere Ebenen von Neuronen sind untereinander vernetzt und ver-
arbeiten so eine Eingabe (en: Input) zu einer Ausgabe (en: Output). Jede Ebene
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2.4 Maschinelles Lernen und neuronale Netze

des NN besteht aus prinzipiell gleich aufgebauten Neuronen, die mit den Neuro-
nen der nachfolgenden Ebene verbunden sind. Jedes Neuron erhält, abhängig von
seinen Verbindungen, einen oder mehrere Input-Werte, verarbeitet diese intern
und gibt sie als Output an die nachfolgenden Neuronen zur weiteren Verarbeitung
weiter. [46] [19] [60]

In Abbildung 2.9 wird die Funktionsweise eines Neurons dargestellt.

Type
equation
here.𝑧𝑧 = �
𝑛𝑛
𝑤𝑤𝑛𝑛𝑥𝑥𝑛𝑛 + 𝑏𝑏 𝑓𝑓 Output

𝑥𝑥0 𝑤𝑤0

𝑥𝑥1 𝑤𝑤1

𝑤𝑤𝑛𝑛𝑥𝑥𝑛𝑛

𝑓𝑓(𝑧𝑧)

Abbildung 2.9: Aufbau und Funktionsweise eines Neurons i. A. a. [4]

Die Eingangsvariablen x1, x2, ..., xn werden jeweils mit einer spezifischen Ge-
wichtung (en: weight)w1, w2, ..., wn multipliziert. Anschließend werden die Pro-
dukte summiert und eine Verzerrung (en: bias) addiert - der errechnete Akti-
vierungswert z wird einer Aktivierungsfunktion f(z) übergeben. Mit Hilfe der
Aktivierungsfunktion f(z) kann ein Output-Wert berechnet und ausgegeben wer-
den. [144]

Die spezifischen Gewichtungen und die Verzerrung sind die Parameter, die beim
Lernen des neuronalen Netzes angepasst werden. Die Aktivierungsfunktion ist
eine mathematische Funktion, bei der der Zusammenhang von Input- und Output
nichtlinear ist. Abhängig davon, wie groß der Aktivierungswert ist, wird ein Out-
put unterschiedlicher Stärke ausgegeben. Typische Aktivierungsfunktionen sind
Sigmoid, Tangens-Hyperbolicus, Softmax und ReLU (Rectifier Linear Unit) [19].
Die Aktivierungsfunktionen der Neuronen einer Netzebene sind dabei immer
gleich - wobei sich die Aktivierungsfunktionen der einzelnen Netzebenen unter-
scheiden können. Die verschiedenen Aktivierungsfunktionen sind in der Literatur
ausführlich beschrieben [144]. [97] [19]
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2 Grundlagen

Ein neuronales Netz besteht grundlegend aus drei Arten von Ebenen - der Input-
Ebene, den Netz-Ebenen und der Output-Ebene (vgl. Abbildung 2.10). Informa-
tionen werden dem NN über die Input-Ebene übergeben. Die Informationen
können, abhängig vom vorliegenden Problem, in Form verschiedener Rohdaten
oder bereits vor-bearbeiteter Daten vorliegen. Die Anzahl der Input-Neuronen
muss dabei mit jener der Eingangsvariablen übereinstimmen. [4]

Input

Input

Input

Output

Input-Ebene Output-EbeneEbene 1 Ebene 2

Abbildung 2.10: Architektur eines neuronalen Netzes

Die Anzahl derNetz-Ebenen (en: hidden layers) hängt vom zu lösenden Problem
ab und basiert in der Regel auf Erfahrungswerten. Mathematisch ist bewiesen,
dass grundsätzlich eine Netz-Ebene reicht, um eine beliebige Zielfunktion ge-
nau zu approximieren [60]. In der Praxis zeigt sich aber, dass neuronale Netze
mit mehreren Netz-Ebenen komplexe Probleme, z. B. bei der Mustererkennung,
besser lösen können [15]. Unabhängig davon, aus wie vielen Netz-Ebenen das
NN besteht, dient der Output der einzelnen Neuronen einer Netz-Ebene so lange
als Input für die nachfolgenden Netz-Ebenen, bis die Output-Ebene erreicht ist.
Die Output-Ebene kann aus einem oder mehreren Neuronen bestehen. Der Ak-
tivierungswert der Neuronen dieser Ebene ist der Output des neuronalen Netzes.
[46]
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2.4 Maschinelles Lernen und neuronale Netze

Vor dem eigentlichen Lern-Prozess werden die spezifischen Gewichtungen und
Verzerrungen aller Neuronen zufällig initialisiert. Während des Lernvorgangs
werden die beiden Parameter mittels der sogenannten ‚Backpropagation‘ so an-
gepasst, dass das ‚Loss‘ (die Differenz zwischen erwartetem und realem Output)
möglichst klein wird. Für die Backpropagation gibt es verschiedene Methoden,
die ‚Optimizer‘ genannt werden [144]. [6]

2.4.3 Supervised Learning

Die amweitesten verbreiteteMachine-Learning-Methode ist das Supervised Lear-
ning (SL). Angelernt wird dieseMethodemit gelabelten Trainingsdatensätzen.Mit
Hilfe der gelabelten Trainingsdatensätze approximiert diese Methode eine Funkti-
on fd, die der Zielfunktion f sehr nahe kommt oder diese sogar komplett abbildet
[144]. Die Funktion fd kann nach dem Anlernen auf unbekannte und ungelabelte
Datensätze angewendet werden. Das Anlernen der Supervised-Learning-Methode
entspricht der Induktion, d. h. dem Schluss vom Einzelfall auf eine allgemeine
Erkenntnis. Die Anwendung der Methode entspricht der Deduktion, d.h. dem
Rückschluss vom Allgemeinen auf den Einzelfall. Für das Supervised Learning
können neuronale Netze eingesetzt werden. Zusätzlich gehören auch Entschei-
dungsbäume, wie der Naive Bayes und der K Nearest Neighbor-Algorithmus zu
dieser Methode. [65] [19]

Für das Anlernen werden Daten benötigt, die zum einen gelabelt werden und
zum anderen möglichst viele Fälle abdecken bzw. sich möglichst stark vonein-
ander unterscheiden müssen. Ziel ist es dabei Datenauszüge aus dem gesamten
Lösungsraum für das Anlernen zu verwenden, um eine unvoreingenommene (en:
unbiased) Funktion fd zu ermitteln. [113]

Im Unterschied zum Supervised Learning werden beim Unsupervised Learning
keine gelabelten Daten benötigt. Der häufigste Anwendungsfall dieser Methode
ist die Clusteranalyse, bei der Datensätze auf Basis von Merkmalen gruppiert
werden (vgl. Abschnitt 2.6). [19]
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2 Grundlagen

2.4.4 Reinforcement Learning

Reinforcement Learning (RL) ist eine ML-Methode, bei der ein Lernen aufgrund
einer Interaktion eines Agentens mit seiner Umgebung (en: Environment) erfolgt.
Ein Agent wird wie folgt definiert:

„[...] an agent is a computer system, situated in some environment, that is capable
of flexible autonomous action in order to meet its design objectives. Situatedness,
in this context, means that the agent receives sensory input from its environment
and that it can perform actions which change the environment in some way.“ [64]

Ähnlich wie beim Lernverhalten von Lebewesen interagiert ein Agent mit einem
Environment und zieht aufgrund der Reaktion dessen Rückschlüsse auf sein ei-
genes Handeln. Über mehrere Iterationen kann der Agent sein Verhalten bzw.
seine Strategie (en: Policy) anpassen und damit verbessern. Für die RL-Methode
sind vier Grundbausteine notwendig: der Agent, die Action (de: Handlung), das
Environment und der Reward (de: Belohnung) [127]. In welchem Verhältnis die-
se vier Grundbausteine zueinander stehen und welchem zeitlichen Verlauf die
Interaktion folgt, wird durch den Markov Decision Process (MDP) festgelegt
(vgl. Abbildung 2.11). Der MDP sagt aus, dass die Wahrscheinlichkeit, den Zu-
stand (en: State) st+1 zu erreichen, nur von Zustand st abhängt und nicht von
weiteren Vorgängern von st. Alle RL-Anwendungen müssen die Prämissen des
MDP-Entscheidungsproblems erfüllen, um lösbar zu sein. [127] [83]

Agent

Environment

Action
at

State
st

Reward
rt

rt+1

st+1

Abbildung 2.11: Agenten-Environment-Interaktion in einem MDP [127]
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2.4 Maschinelles Lernen und neuronale Netze

Das Environment definiert den Rahmen, in dem sich der Agent bewegt. Es kann
sich dabei um eine Simulation, ein Videospiel oder auch die reale Welt handeln.
Nachdem das Environment eine Action at des Agenten erhalten hat, generiert
es einen neuen State st+1 und schickt diesen dem Agenten als Antwort auf
seine Action. Der Agent ist eine intelligente Entität, der Actions aufgrund seiner
Erfahrungen und des aktuellen States auswählt. Alle möglichen Actions sind
Bestandteil des Action-Spaces (de: Handlungsspielraum). Ziel des Agenten ist es,
seinen Reward rt zu maximieren. Dafür ermittelt das Environment nach jeder
Action mittels einer Reward-Funktion, wie gut bzw. zielführend die Action war,
und gibt den Reward zurück an den Agenten, der daraufhin sein Verhalten anpasst,
um den Reward zu maximieren. Innerhalb eines Zeitschrittes t wählt der Agent
seine Action at auf Basis einer Policy π aus. Die Policy ist somit eine Funktion
des States: π(st) = at. [127] [83] [6]

Nach mehreren Trainingsepisoden hat der Agent eine Policy gelernt, mit der er in
dem trainierten Environment seinen Reward maximieren kann. Diese Policy kann
der Agent auch auf noch unbekannte Zustände des Environments übertragen. In
diesem Kontext wird von ‚Generalisierung‘ gesprochen [6]. Die Fähigkeit eines
Agenten, zu generalisieren, wird in drei Bereiche eingeteilt:

• Keine Generalisierung: In diesem Fall wird ein Agent in einem Envi-
ronment mit einer endlichen Zahl an möglichen Zuständen trainiert. Der
Agent durchläuft beim Training alle möglichen Zustände des Environments
mehrmals und lernt damit dieses Environment auswendig. Die Lernfähig-
keit des Agenten wird im Anschluss nur anhand seines Rewards in den
durchlaufenen Zuständen bewertet. [88]

• Schwache Generalisierung: Ein Agent lernt in dieser Variante nicht nur
eine Policy für ein Environment, sondern für mehrere Environments. Die
verschiedenenEnvironmentsmit ihren unterschiedlichenZuständenwerden
beim Training durchlaufen. Die Lernfähigkeit wird hierbei an einem Set aus
zufälligen Zuständen, die der Agent beim Training durchlaufen hat, getestet.
Der Agent kann in diesem Fall seine Policy in verschiedenen Environments
einsetzen. [88]
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• Starke Generalisierung: Hierbei wird der Agent auf ein Teilset aller mög-
lichen Zustände eines oder mehrerer Environments angelernt. Er durchläuft
beim Training somit nicht alle möglichen Zustände. Für die Ermittlung
der Lernqualität werden die Zustände herangezogen, die der Agent beim
Training nicht gesehen hat. Eine Generalisierung der gelernten Policy auf
unbekannte Zustände ist daher notwendig. Besonders bei sehr großen Envi-
ronments, bei denen es sehr vielemögliche Zustände gibt, ist diese Fähigkeit
erforderlich. Wie im Abschnitt 2.3.1 beschrieben, kann das Terminierungs-
problem einer Fertigung äußerst komplex werden. Hinzu kommen expo-
nentiell viele States, wenn z. B. Störungen beim Training mit betrachtet
werden können. [88]

Eine spezielle Form des Reinforcement Learnings stellt das Multi-Agent Rein-
forcement Learning dar [61]. Dabei interagieren mehrere Agenten mit demselben
Environment. Die verschiedenen Agenten können in diesem Kontext kooperativ
zusammenarbeiten, um Aufgaben gemeinsam zu bewältigen, oder in Konkurrenz
zueinander stehen [139]. Im Rahmen der in der vorliegenden Arbeit entwickel-
ten Methode wird ein Multi-Agenten-Ansatz genutzt, bei dem sich die Agenten
zwar im selben Environment befinden, aber keine direkte Interaktion zwischen
ihnen stattfindet. Aus diesem Grund wird an dieser Stelle nicht näher auf das
Multi-Agenten-System eingegangen.

2.4.5 Deep-Q-Network (DQN)

DQN-Algorithmen zählen zu den ersten RL-Algorithmen, die eine menschen-
ähnliche bzw. übermenschliche Performance in ausgewählten Aufgabenbereichen
erreichen können [92][93]. Grundlage der DQN-Algorithmen ist das Q-Learning,
bei dem für alle möglichen Actions eine sogenannte ‚Look-up-Tabelle‘ erstellt
wird. Diese Tabelle wächst mit einer zunehmenden Anzahl von States und Actions
an und ist aufgrund ihrer Größe ab einem gewissen Punkt nicht mehr abbildbar.
DQN-Algorithmen kommen ohne diese Look-up-Tabelle aus und sind deshalb
auch für komplexe Probleme anwendbar. [136]
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Im Gegensatz zu ‚Policy-based‘-Algorithmen, bei denen das NN die beste Action
ausgibt, ist das DQN ‚value-based‘ und gibt somit den zu erwartenden zukünftigen
Reward bzw. die Qualität der Actions zurück. Die Qualität Q kann allgemein
als Funktion eines gegebenen States s ∈ S und der gewählten Action a ∈ A

beschrieben werden, siehe Formel 2.5. Der Reward für die Action a im State s

wird definiert als r(s, a). Mit dem ‚Discount-Faktor‘ γ ∈ [0, 1] wird festgelegt,
wie stark zukünftige Rewards in die Berechnung von Q miteinbezogen werden
sollen. Konvergiert γ gegen null, werden zukünftige Rewards nicht betrachtet;
d. h., der Q-Wert wird nur für die nächste Action maximiert. Bei γ-Werten, die
gegen eins konvergieren, werden zukünftige Rewards sehr stark gewichtet. In
diesem Fall wird nicht der Q-Wert der nächsten Action maximiert, sondern der
Q-Wert über einen längeren Zeitraum. [127] [93]

Q(s, a) = r(s, a) + γmaxaQ(s′, a′) (2.5)

Mittels mehrerer Iterationsschritte kann eine optimale Q-Funktion Q∗(s, a) er-
mittelt werden. Dabei gilt die Annahme, dassQi(s, a) als Q-Funktion in der i-ten
Iteration als optimal anzusehen ist: Qi → Q∗, wenn i → ∞. [56]

Der iterative Ansatz, die Q-Funktion zu bestimmen, findet in der Praxis selten
Anwendung, da für jedes State-Action-Paar eine neue, unabhängige Q-Funktion
ermittelt werdenmuss. Alternativ kann dieQ-Funktion auch approximiert werden.
Dafür werden lineare und nichtlineare Funktionsapproximatoren genutzt. [92]

In der vorliegenden Arbeit werden im Zusammenhang mit dem DQN aus-
schließlich nichtlineare Funktionsapproximatoren wie NNe eingesetzt. Es gilt:
Q(s, a, θ) ≈ Q∗(s, a). Die Netzwerkparameter (vgl. Abschnitt 2.4.2) werden als
θ definiert. Beim Training des Q-Networks werden die Parameter θi zum Zeit-
punkt i so angepasst, dass die Loss-Funktion zum Zeitpunkt i minimiert wird
(vgl. Formel 2.6) [56]. Die angepassten Netzparameter der vorherigen Iteration
werden darin als θ−i bezeichnet. [56]

Li(θi) = Es,a,r

[
(E′

s(r + γmaxa′Q(s′, a′, θ−i ))−Q(s, a, θi))
2
]

(2.6)
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Ein Vorteil des DQNs ist die Modell-Unabhängigkeit (en: model-free). Modellba-
sierte Algorithmen besitzen ein festgelegtes Wissen über das Environment, z. B.
grundlegende Regeln und Randbedingungen. Das führt dazu, dass modellbasier-
te Algorithmen schneller lernen, da der Lösungsraum eingeschränkt wird. Das
DQN dagegen ist Modell-unabhängig. Explizites Wissen über das Environment
muss nicht vorliegen, was zur Folge hat, dass dieser Algorithmus ohne manuellen
Aufwand in gänzlich verschiedenartigen Environments antrainiert werden kann.
Gerade in der Fertigung, bei der sich der Fertigungsablauf stark von Hersteller zu
Hersteller und von Bauteil zu Bauteil unterscheiden kann, ist diese Eigenschaft
notwendig.

Beim Training greift der Agent, das NN, auf einen ‚Experience Buffer‘ (de:
Erfahrungsspeicher) zu (vgl. Abbildung 2.12). Alle durchlaufenen States, die
gewählten Actions und der dazugehörige Reward werden darin abgespeichert.
Der Experience Buffer besteht aus t Einträgen et = (st, at, rt, st+1) in einem
Datenset Dt = {e1, · · · , et}. Aufgrund der Limitierung der Berechnungszeit
können beim Training nicht alle Einträge et betrachtet werden. Stattdessen werden
zufällig Einträge für das Training ausgewählt. Bei der Berechnung des Loss wird
neben den zufällig ausgewählten Einträgen aus dem Experience Buffer zusätzlich
eine vordefinierte Anzahl der letzten State-Action-Tuples mitbetrachtet. Beim
Training wird somit auf Offline-Erfahrungen aus dem Experience Buffer und
Online-Erfahrungen des Agenten zurückgriffen. Nach der Ermittlung des Loss
Li(θi) werden die Netzwerk-Parameter θ so angepasst, dass das Loss minimiert
wird, und anschließend an den Agenten übergeben, der jetzt mit den angepassten
Netzwerk-Parametern neue Erfahrungen sammelt. Diese Trainingsschleife wird
so lange durchlaufen, bis der Reward des Agenten gegen einen maximalen Wert
konvergiert. [56]

Die Qualität der Experience-Buffer-Einträge wirkt sich maßgeblich auf die Per-
formance des DQNs aus. Im weiteren Verlauf der Arbeit ist der Experience Buffer
ein wesentlicher Bestandteil der entwickelten Methode. Neben online selbst ge-
wonnenen Erfahrungen kann dieser auch mit offline gesammelten, also externen
Einträgen, befüllt werden, was die Kombination verschiedener Methoden zur Er-
fahrungsgewinnung zulässt.
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Abbildung 2.12: Schematische Darstellung des Trainings eines DQNs

2.5 Entscheidungsbäume

In diesem Abschnitt werden die Grundlagen von Entscheidungsbäumen erklärt
und es wird speziell auf die Monte-Carlo-Tree-Search eingegangen, die einen Teil
der nachfolgend entwickelten Methode darstellt. Zusätzlich wird die Kombinati-
onsmöglichkeit der Monte-Carlo-Tree-Search und neuronalen Netzen erläutert.

2.5.1 Aufbau und Funktionsweise eines
Entscheidungsbaums

Ein Entscheidungsbaum ist eine Visualisierung von Entscheidungsregeln in einem
mehrstufigen Entscheidungsprozess [94]. Startpunkt dafür ist ein Ausgangskno-
ten, von dem aus mehrere Actions ausgeführt werden können und somit neue
Unterknoten bzw. States, auch ‚Kinder‘ genannt, hervorgehen. Dieser hierarchi-
sche Aufbau kann sich, abhängig von der Komplexität des Entscheidungsprozes-
ses, beliebig weit fortsetzen. Da Entscheidungsbäume schon bei verhältnismäßig
kleinen State- und Action-Lösungsräumen extrem groß werden können, wurden
Such-Algorithmen entwickelt, die den Entscheidungsbaum sequenziell aufbauen
und nur dort weitere Knoten anlegen, wo dies sinnvoll ist [94]. Beispiele für
diese Art von Such-Algorithmen sind A* und αβ . Um einen Knoten bewerten
zu können, brauchen beide Such-Algorithmen eine heuristische Positionsbewer-
tungsfunktion, die in Abhängigkeit vomAnwendungsfall entwickelt werden muss.
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Für die Bewertung einzelner Knoten gibt es verschiedene Strategien (vgl. Abbil-
dung 2.13). [20]

1 2

3 4 5 6

BFS

1 4

2 3 5 6

DFS

2 1

3 4

MCTS

Abbildung 2.13: Reihenfolge der Knoten-Abarbeitung bei verschiedenen Such-Strategien [141]

Bei der Breadth-First-Search (BFS) (de: Breitensuche)werden erst dieKnoten der-
selben Tiefe analysiert - die Suche findet also in der Breite statt. Die Depth-First
Search (DFS) (de: Tiefensuche) durchforscht einen Teil des Entscheidungsbaums
komplett, bevor ein weiterer Teilbaum untersucht wird - die Suche vollzieht sich
hier in der Tiefe. Der Nachteil dieser beiden Strategien ist die vorgegebene Rei-
henfolge der Knoten-Abarbeitung. Hat ein Entscheidungsbaum eine große Tiefe,
wird die Ermittlung des optimalen Pfades mit der BFS-Strategie sehr lange dau-
ern, da alle vorgelagerten Knoten berechnet werden müssen. Handelt es sich um
einen Entscheidungsbaum, bei dem ein Teilbaum sehr groß ist und sich besser
bewertete Knoten in einem anderen Teilbaum befinden, wird die Berechnung mit
der DFS-Strategie eine unnötig lange Rechenzeit mit sich bringen. Die Monte-
Carlo-Tree-Search (MCTS) untersucht die Knoten in einer nicht vorbestimmten
Reihenfolge [26]. Für jedenKnotenwird einMonte-Carlo-Wert berechnet, anhand
dessen Knoten miteinander verglichen werden können; die MCTS folgt somit im-
mer dem für sie wertvollsten Knoten. Im Gegensatz zu den Such-Algorithmen A*
und αβ benötigt die MCTS keine heuristische Positionsbewertungsfunktion, da
bei der MCTS der Lösungsraum zufällig erkundet wird und Knoten mittels der
Monte-Carlo-Simulation bewertet werden (vgl. Kapitel 2.5.2). [20] [49]
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2.5.2 Monte-Carlo-Tree-Search (MCTS)

Die Monte-Carlo-Tree-Search ist ein heuristischer Suchalgorithmus, dessen Su-
che auf Grundlage der Monte-Carlo-Simulation erfolgt. Bei der Monte-Carlo-
Simulation wird ein State in einem Spiel evaluiert, indem von diesem State aus
zufällige, endliche Simulationen (en: rollouts) ausgeführt werden. Der State selbst
wird eindeutig in Form eines State-Action-Paares beschrieben als S(s, a). Nach
jedem Rollout i erfolgt dessen Bewertung in Form einer Payoff-Variable zi. Den
Durchschnitt nachN(s, a) Rollouts bildet die Bewertung des jeweiligen Zustands
Q(s, a), der auch Monte-Carlo-Wert genannt, und wie in Formel 2.7 berechnet
wird. [14][43]

Q(s, a) =
1

N(s, a)

N(s)∑
i=1

Ii(s, a)zi (2.7)

In Formel 2.7 ist Ii(s, a) eine Indikatorfunktion, die 1 ausgibt, wenn in der
Simulation i Action a gewählt wird, und 0 bei einer anderen Action [43]. Diese
Unterscheidung ist wesentlich, da mehrere Rollouts des States s stattfinden, aber
bei nicht allen Action a gewählt wird.

Die Monte-Carlo-Tree-Search nutzt die Monte-Carlo-Simulation, um die ein-
zelnen Knoten zu evaluieren. Die Monte-Carlo-Werte für einen Knoten und die
unterschiedlichen Actions werden dann verglichen, um die beste Action für die-
sen Knoten auszuwählen. Für die Auswahl der Knoten durchläuft die MCTS die
vier Iterationsschritte Selektion, Expansion, Simulation und Backpropagation, die
nachfolgend genauer erklärt werden (vgl. Abbildung 2.14). [26]
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Selektion Expansion Simulation Backpropagation

n Iterationen

Abbildung 2.14: Iterationsschritte der MCTS [26]

Im ersten Schritt erfolgt die Selektion. Dabei werden, ausgehend vom Ausgangs-
knoten, einzelne Unterknoten (en: children) so lange mittels einer Selektions-
strategie durchlaufen, bis ein End-Knoten (en: leaf) erreicht wird, dessen Unter-
knoten noch nicht bekannt sind. Die Selektionsstrategie gibt das Verhältnis zwi-
schen der Erkundung neuer Knoten (en: exploration) und der Nutzung bekannter
Knoten (en: exploitation) vor. Einerseits ist es sinnvoll, einem bekannten Pfad zu
folgen, der Knoten mit vergleichbar hohen Monte-Carlo-Werten besitzt; ander-
seits können unentdeckte Pfade Knoten mit noch besseren Monte-Carlo-Werten
enthalten. In der Literatur wird die Balance zwischen Exploration und Exploi-
tation im Zusammenhang mit dem Multi-Armed-Bandit-Problem erforscht [67].
Die Selektion eines Knotens kann als Multi-Armed-Bandit-Problem angesehen
werden, da für die Erweiterung des Pfades mehrere Knoten zur Auswahl stehen,
die unterschiedliche und unbekannte Monte-Carlo-Werte aufweisen. Basierend
auf vergangenen Durchläufen soll jetzt der beste Knoten ausgewählt werden. Der
Hauptunterschied zwischen dem Selektionsproblem der MCTS und dem Multi-
Armed-Bandit-Problem ist jedoch die rekursive Auswahl mehrerer Knoten bei der
MCTS. [52]
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Die Selektion eines Unterknotens k erfolgt nach der Formel der Upper Confi-
dence Bound for Trees (de: obere Konfidenzgrenz) für Entscheidungsbäume),
vgl. Formel 2.8. [70]

k ∈ argmaxi∈I

(
vi + C ·

√
lnnp

ni

)
(2.8)

In Formel 2.8 ist vi der Knotenwert des Knotens i. Die Anzahl der Besuche von
Knoten i wird als ni definiert. Analog dazu werden die Besuche des aktuellen
Knotens p als np bestimmt. Die Variable C muss manuell angepasst werden und
beeinflusst das Verhältnis zwischen Exploration und Exploitation. Die Anzahl
aller auswählbaren Unterknoten des Knotens p wird mit I beschrieben. Es gibt
auch andere Strategien wie OMC [27] oder PPBM [31], und auch von der Upper-
Confidence-Bound-Formel gibt es mehrere Variationen [44].

Nach derAuswahl einesKnotens in der Selektionsphase erfolgt imnächsten Schritt
die Expansion des Knotens. Einer oder mehrere der neuen Unterknoten werden
in diesem Schritt der MCTS hinzugefügt. Wie viele Unterknoten angelegt werden,
hängt von der Expansions-Strategie ab. Da nicht der gesamte Entscheidungsbaum
abgespeichert werden kann, wird in der Regel pro Simulation ein Unterknoten
abgespeichert, der zufällig ausgewählt wird. [26]

Bei der Simulation, dem dritten Schritt der MCTS-Iteration, wird eine Monte-
Carlo-Simulation ausgeführt. Von dem in der Expansionsphase ausgewählten neu-
en Unterknoten werden mehrere Rollouts durchgeführt. Für die Rollouts gibt es
verschiedene Strategien. So kann die Auswahl der folgenden Knoten rein zufällig
geschehen, bis ein Endzustand (en: terminal state) erreicht ist. Die Zufallsstrate-
gie ist nicht rechenaufwendig und lässt deshalb viele Rollouts in kurzer Zeit zu.
Die zufälligen Entscheidungen dieser Strategie führen aber unter Umständen zu
schwachen bzw. unrealistischen Ergebnissen, was die Lösungsqualität der MCTS
negativ beeinflusst. Eine Heuristikmit Domänenwissen kann auch für die Rollouts
eingesetzt werden und verbessert deren Ergebnisse in der Regel deutlich, benötigt
aber auch mehr Rechenzeit was sich negativ auf die Anzahl der Simulationen pro

39



2 Grundlagen

Sekunde auswirkt. Auch hier können sich die Ergebnisse der MCTS verschlech-
tern. Eine gute Rollout-Strategie ist immer ein Abwägen zwischen der Anzahl der
möglichen Rollouts und der Genauigkeit der Rollout-Ergebnisse. [26]

Der vierte Schritt bei einer MCTS-Iteration ist die Backpropagation. Das erziel-
te Ergebnis aus der Simulationsphase wird dabei über die besuchten Knoten bis
zum Ausgangsknoten zurückgegeben, und deren Knoten-Werte vi werden in der
Upper-Confidence-Bound-Formel aktualisiert. NachmehrerenMCTS-Iterationen
und mehreren neuen gefundenen Unterknoten wird einer dieser Unterknoten der
MCTS dauerhaft zugeordnet. Es gibt verschiedene Möglichkeiten, diesen Unter-
knoten auszuwählen (vgl. Tabelle 2.2).

Tabelle 2.2: Auswahlkriterien bei der Wahl der Unterknoten, i. A. a. [28]

Auswahlmethode Definition

Max Child Das Max Child ist der Unterknoten mit dem höchsten Knotenwert.
Robust Child Das Robust Child ist der Unterknoten, der am meisten besucht wurde.

Robust-max Child
Das Robust-max Child ist der Unterknoten, der sowohl am meisten besucht wurde
als auch den höchsten Knotenwert aufweist.

Secure Child Das Secure Child ist der Unterknoten, der die untere Konfidenzgrenze maximiert.

Die Vorteile der MCTS können mit den Stichworten aheuristic (de: unheuris-
tisch), anytime (de: jederzeit) und asymmetric (de: unsymmetrisch) zusammen-
gefasst werden [21]. Die MCTS ist unheuristisch, da sie ohne Domänenwissen in
jeder Domäne eingesetzt werden kann, die sich mit einem Entscheidungsbaum ab-
bilden lässt. Erfolgreiche Implementierungenwie beiAlphaGo zeigen jedoch, dass
dieMCTSmit Domänenwissen deutlich verbessert werden kann. Für jede Anwen-
dung ist daher ein Abwägen zwischen schnellen Ergebnissen, die Anwendungen
für verschiedene Domänen oder guten Ergebnissen in einer Domäne notwendig.
Zusätzlich durchläuft die MCTS die im Vorfeld beschriebenen Iterationen (vgl.
Abbildung 2.14) so lange, bis ein Zeit- oder Speicherplatzlimit erreicht wird. Es
ist aber möglich, zu jedem Zeitpunkt eine Aktion der MCTS abzufragen. Dieses
Ergebnis ist unter Umständen nicht optimal, da längere Rolloutzeiten die Qualität
der Ergebnisse verbessern können. Die MCTS ist unsymmetrisch, was bedeutet,
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dass nicht alle Knoten gleich oft besucht werden. Knoten bzw. Abschnitte in
der MCTS mit einer höheren Wahrscheinlichkeit gute Ergebnisse herbeizuführen
werden häufiger besucht, als Knoten mit einer geringen Wahrscheinlichkeit für
gute Ergebnisse. Der Entscheidungsbaum wird somit nur teilweise aufgebaut und
ist unsymmetrisch - damit unterscheidet sich die MCTS von anderen Entschei-
dungsbäumen (vgl. Kapitel 2.5.1). [21]

2.5.3 Parallelisierung der MCTS

Die MCTS benötigt während der Simulation bzw. während des Rollouts (vgl.
Abschnitt 2.5.2) keine weiteren Informationen des Entscheidungsbaums. Die
Rollouts können somit komplett unabhängig voneinander erfolgen. Die Paral-
lelisierung der Rollouts ermöglicht es, mehrere Rollouts gleichzeitig und nicht
sequenziell zu durchlaufen. Daher können in kürzerer Zeit mehr Rollouts rea-
lisiert werden, was eine Verkürzung der Rechenzeit bei gleich gutem Rollout-
Ergebnis bewirkt. Voraussetzung für die Parallelisierung ist ein symmetrisches
Multiprozessorsystem, bei dem ein CPU-Thread jeweils einen Rollout durchführt.
[79]

Es werden drei Arten der Parallelisierung bei der MCTS unterschieden: die
Unterknoten-Parallelisierung, die Ausgangsknoten-Parallelisierung und der Ent-
scheidungsbaum-Parallelisierung (vgl. Abbildung 2.15) [25].
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a) Unterknoten-Parallelisierung b) Ausgangs-Knoten-Parallelisierung c) Baum-Parallelisierung 
mit globalem Mutex

d) Baum-Parallelisierung 
mit lokalen Mutexen

= Baumknoten = Ablaufpfadposition = Mutex = Rollout

0
Abbildung 2.15:Möglichkeiten zur Parallelisierung der MCTS [52]

Bei der Unterknoten-Parallelisierung (vgl. Abbildung 2.15 a) werden ausge-
hend von einem Unterknoten simultan mehrere Rollouts durchgeführt. Das Ziel
dieser Parallelisierungsmethode ist, einen Unterknoten aufgrund der vielfachen
Rollouts besser bewerten zu können. Nach den Rollouts werden die entsprechen-
den Werte des Entscheidungsbaums entlang des gewählten Pfades während der
Backpropagation-Phase angepasst. [25]

VonAusgangsknoten-Parallelisierung (vgl. Abbildung 2.15 b) wird gesprochen,
wenn parallel mehrere Entscheidungsbäume aufgebaut werden. Die verschiedenen
Entscheidungsbäume teilen sich keine Informationen und sind komplett unabhän-
gig voneinander. Ist die Berechnungszeit abgelaufen, werden die Entscheidungs-
bäume zusammengeführt und die Werte der einzelnen Knoten addiert. Die beste
Aktion hat dann den höchsten Knotenwert. [25]

Anders als bei der Ausgangsknoten-Parallelisierung, bei der der gesamte Ent-
scheidungsbaum parallelisiert wird, werden bei der Entscheidungsbaum-Para-
llelisierung (vgl. Abbildung 2.15 c) nur Baumabschnitte parallelisiert. Dabei
wird nur ein Entscheidungsbaum aufgebaut, von dem parallel an mehreren Kno-
ten mehrere Rollouts ausgeführt werden. Da Knoten-Werte korrumpiert werden
könnten, weil Baumparameter nach jeder Simulation angepasst werden, ist es
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notwendig, Mutexe (en: mutual exclusion) einzuführen. Mutexe grenzen unab-
hängige Teile des Entscheidungsbaums ab und verhindern so, dass sich die unter-
schiedlichen Simulationen gegenseitig beeinträchtigen. Bei der Parallelisierung
mit einem globalen Mutex wird der gesamte Entscheidungsbaum gesperrt. Hier-
bei kann nur ein Pfad innerhalb der MCTS abgelaufen werden. Parallel dazu
können aber Simulationen anderer Unterknoten erfolgen - damit unterscheidet
sich die Entscheidungsbaum-Parallelisierung mit einem globalen Mutex von der
Unterknoten-Parallelisierung. Lokale Mutexe ermöglichen das Erstellen mehrerer
Ablaufpfade gleichzeitig. [29]

2.5.4 MCTS kombiniert mit Reinforcement Learning

Ist der Lösungsraum, der alle möglichen States umfasst, relativ klein, kann die
MCTS mit genügend Rechenzeit einen Entscheidungsbaum aufbauen, der alle
möglichen States und deren Monte-Carlo-Werte enthält. Bei Spielen wie Go oder
auch bei der Terminierung einer Fertigung mit vielen Maschinen und Bauteilen
kann nicht der gesamte Entscheidungsbaum aufgebaut werden, da sich dieser aus
zu vielen States bzw. Knoten zusammensetzt. Neuronale Netze können die MCTS
beimLernen und beimRollout unterstützen. In der Literatur gibt es für die Kombi-
nation von MCTS und neuronalen Netzen keine Standard-Architektur. Abbildung
2.16 zeigt zwei Möglichkeiten, die MCTS mit einem NN zu kombinieren.

State, 
Action

Reward

State

Action-
Wahrscheinlichkeiten 

𝑃𝑃(𝑠𝑠𝑡𝑡 ,𝑎𝑎)

…

a) b)

Abbildung 2.16: Kombinationsmöglichkeiten MCTS mit einem NN
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In Beispiel (a) der Abbildung 2.16 wird ein NN dazu genutzt, die Action-
Wahrscheinlichkeit P zu bestimmen. Als Input für das NN dient in diesem Fall
der aktuelle Knoten. Das NN bewertet für den ausgewählten Knoten alle mög-
lichen Actions und deren erwartete Wahrscheinlichkeiten, dass es sich um eine
gute Action handelt. In Beispiel (b) der Abbildung 2.16 wird das NN dazu ge-
nutzt, den Monte-Carlo-Wert für einen Knoten abzuschätzen. Das NN bekommt
als Input den aktuellen Knoten und eine potenzielle Action, die von der MCTS
ausgewählt oder wie in Beispiel a von einem NN ermittelt wurde. Ein einziges
Output-Neuron gibt dann einen zu erwartenden Monte-Carlo-Wert für diesen
Knoten aus. Rollouts sind damit nicht mehr notwendig.

Die Actions während des Rollouts der MCTS können, wie in Abschnitt 2.5.2
beschrieben, zufällig oder mit Hilfe einer Heuristik gewählt werden. Die Ent-
scheidungen im Rollout können aber auch mittels eines trainierten NN getrof-
fen werden. Dabei muss das NN zuvor in dem gegebenen Environment trainiert
werden und kann dann nachfolgend im Rollout die vermeintlich beste Aktion
auswählen. Im Gegensatz zum zufälligen Rollout kann ein gut trainiertes NN
deutlich bessere Entscheidungen über Actions treffen und damit die Qualität der
ermittelten Monte-Carlo-Werte verbessern. Der Rollout ist trotzdem schneller,
als wenn eine Heuristik verwendet werden würde, denn die Berechnungszeit von
neuronalen Netzen ist geringer.

Wenn die MCTS mit einem NN kombiniert wird, werden die Unterknoten nicht
mehr zufällig, sondern von einem NN ausgewählt. Das Zusammenwirken MCTS
und NN ist in der Formel 2.9 beschrieben, die eine Variante der PUCB-Formel
ist [111] [120]. PUCT steht für ‚Polynomial Upper Confidence Trees‘ auf deutsch
‚obere Polynomialgrenze für Entscheidungsbäume‘. Das Acronym UCB bzw.
UCT bedeutet ‚Upper-Confidence-Bound‘ bzw. ‚Upper-Confidence-Bounds ap-
plied to Trees‘ (vgl.Formel 2.8). Während der Selektionsphase (vgl. Abschnitt
2.5.2) wird der entsprechende Knoten nach folgender PUCT-Formel ausgewählt
(vgl. Formel 2.9) [120].

at = argmax
a

(Q(st, a) + U(st, a)) (2.9)
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Der durchschnittliche Reward, der zu erzielen ist, wenn der State (s, a) zum
Zeitschritt t mit der Monte-Carlo-Simulation evaluiert wird, wird als Q(st, a)

bezeichnet (vgl. Formel 2.7). Dabei berechnet sich U(st, a) wie in Formel 2.10
[120] dargestellt als:

U(st, a) = cpuctP (st, a)

√∑
b N(st, b)

1 +N(st, a)
(2.10)

Der Parameter cpuct ∈ [0; 1] beschreibt das Verhältnis zwischen dem Erkunden
neuer Knoten und der Nutzung bekannter Pfade bzw. bekannter Knoten. Die
Wahrscheinlichkeit, dass von State s aus eine Entscheidung für Action a getroffen
wird, ist dabei alsP (st, a) definiert undwird vomNN ausgegeben (vgl. Abbildung
2.16 (a)). Die Zählvariable N beinhaltet die Anzahl der Besuche des jeweiligen
State-Action-Paars. Im Zähler des Bruches steht die Summe aller Zähler aller
möglichen Actions b des States s N(st, b). Im Nenner des Bruches steht der
Zähler N(st, a) des State-Action-Paars, das zum Zeitschritt t berechnet wird.
[120]

Damit das NN die Action-Wahrscheinlichkeiten bzw. den zu erwartenden Reward
einer Action in ausreichender Qualität ausgeben kann, muss das NN trainiert
werden (vgl. Abschnitt 2.4.2). Die Trainingsdaten dafür können mit der MCTS
selbst erzeugt werden. Der MCTS-Entscheidungsbaum wird in diesem Fall wie
in Abschnitt 2.5.2 beschrieben aufgebaut. Für jeden State st wird die ausgewählte
Action a zum Zeitpunkt t gespeichert. Erreicht die MCTS einen terminalen State,
wird der erzielte Reward z (vgl. Abschnitt 2.7) dem State-Action-Paar zugeordnet
und zu einem Tripel (st, a, z) zusammengefügt. Die Tripel werden als Trainings-
daten für das NN genutzt. Das NN lernt, den zu erwartenden Reward z eines
State-Action-Paars (st, a) zu approximieren. Dafür wird die Machine-Learning-
Methode des Supervised Learnings verwendet (vgl. Abschnitt 2.4.3).
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Das State-Action-Paar ist der Input für das NN und der Reward das Label. Auf
diese Weise lernt das NN ausgehend von einem State-Action-Paar den Reward
zu bestimmen. Das so angelernte NN kann nach dem Training, wie in Abbildung
2.16 (a) dargestellt, die MCTS beim Aufbau eines neuen Entscheidungsbaums
unterstützen, sodass dieMCTS schneller gute Ergebnisse erreicht. [120] [74][110]

2.6 Clusteranalyse von Datensätzen

Nachfolgend werden die Zielstellung und das Vorgehen bei der Clusteranalyse
beschrieben. Die Clusteranalyse ist ein zentraler Bestandteil der in Kapitel 4
vorgestellten Methode. Sie wird dafür genutzt, ein komplexes Problem in besser
zu lösende Teilprobleme aufzugliedern.

2.6.1 Ziel der Clusteranalyse

Das Ziel der Clusteranalyse ist, Cluster in einer Datenmenge zu identifizieren.
Dabei werden die Daten aufgrund ihrer Ähnlichkeit bzw. der Distanz zueinander
unterschiedlichen Clustern zugeordnet. Die Teil-Datenmengen eines einzelnen
Clusters weisen daraufhin einen hohen Grad an Ähnlichkeit auf; d. h., die Da-
ten eines Clusters haben eine große Schnittmenge. Die Vorgehensweise bei der
Clusteranalyse umfasst folgende drei Schritte [12]:

1. Bestimmung der Ähnlichkeiten: Dabei werden zwei Einträge in der Da-
tenmenge miteinander verglichen (vgl. Abschnitt 2.6.2).

2. Auswahl des Clusteringalgorithmus: Die verschiedenen Einträge wer-
den aufgrund ihrer Ähnlichkeit unterschiedlichen Clustern zugeordnet (vgl.
Abschnitt 2.6.3).

3. Bestimmung der Clusteranzahl: Die optimale Clusteranzahl wird hierbei
ermittelt (vgl. Abschnitt 2.6.4).
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2.6.2 Bestimmung der Ähnlichkeit

Die Bestimmung der Ähnlichkeit von Einträgen in einer Datenmenge ist der erste
Schritt der Clusteranalyse. Die Ähnlichkeit bzw. die Distanz von zwei Einträgen
kann anhand verschiedener Abstandsfunktionen, sogenannter Metriken, ermittelt
werden. Die Distanz zweier Punkte lässt sich über die euklidische Distanz berech-
nen, mit der der geradlinige Abstand zweier Punkte im n-dimensionalen Raum
bestimmt wird. Die Minkowski-Metrik ist eine verallgemeinerte Form der eukli-
dischen Distanz und wird eingesetzt, wenn zwei Einträge quantitativ verglichen
werden sollen.

Im Rahmen der vorliegenden Arbeit wird die Jaccard-Metrik genutzt, weil diese
im Gegensatz zu den vorher genannten Metriken nicht den Abstand zweier Punk-
te, sondern die Ähnlichkeit der Einträge ermittelt. Dabei werden zwei Einträge
qualitativ auf ihre Ähnlichkeit untersucht. Die Jaccard-Metrik berechnet sich nach
Formel 2.11 [5]:

J(A,B) =
|A ∩B|
|A ∪B| (2.11)

Dabei sind A und B zwei Mengen, die eine Schnittmenge |A ∩ B| aufweisen.
Alle Einträge der Mengen A und B werden als |A∪B| bezeichnet. Nachdem die
Jaccard-Metrik für alle Einträge in A und B berechnet und daraus eine entspre-
chende Ähnlichkeitsmatrix erstellt wurde, findet im nächsten Schritt das Cluste-
ring statt.
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2.6.3 Auswahl des Clusteringalgorithmus

Grundlage für das Clustering ist die Ähnlichkeitsmatrix (vgl. Abschnitt 2.6.2). Zur
Auswahl des geeigneten Clusteringalgorithmus stehen zahlreiche unterschiedliche
Algorithmen zur Verfügung, die in ihrer Vorgehensweise voneinander abweichen.
Umfangreiche Beschreibungen von Clusteringalgorithmen wurden bereits publi-
ziert, z. B. in [138], sodass der Fokus in diesem Abschnitt auf den Clusteringal-
gorithmus gerichtet wird, der für die nachfolgend entwickelte Methode relevant
ist.

Eine Untergruppe der Clusterverfahren bilden die hierarchischen Clusteringalgo-
rithmen. Diese lassen sich weiter in agglomerative und divisive Verfahren unter-
teilen. Bei den agglomerativen Verfahren wird von der kleinsten Partition, also
dem Einzelobjekt, ausgegangen. In den nachfolgenden Schritten des Verfahrens
werden diese vielen und sehr kleinen Partitionen in einem größeren Clustern ver-
einigt. Dazu werden die Distanzen der Cluster zueinander berechnet. Die zwei
Cluster mit der größten Ähnlichkeit werden zu einem Cluster zusammengeführt.
Dieses Vorgehen wird so lange wiederholt, bis alle Einzelobjekte einem Cluster
angehören. Für die Distanzberechnung der Cluster gibt es verschiedene Verfahren
auf die an dieser Stelle nicht weiter eingegangen wird [138]. [5] [12]

Im Gegensatz zu den agglomerativen Verfahren bildet beim divisiven Verfahren
die gröbste Partition den Ausgangspunkt. Anschließend wird diese Partition in
kleine Partitionen aufgeteilt. Beide Verfahren haben den Vorteil, dass die Anzahl
der Cluster nicht a-priori definiert werden muss. Zusätzlich muss bei diesen Ver-
fahren, anders als z. B. beimK-Means Clustering [98], kein Startpunkt ausgewählt
werden, der einen großen Einfluss auf die Clustererstellung hat.
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2.6.4 Bestimmung der Clusteranzahl

Hierarchische, agglomerative Clusterverfahren führen einzelne Partitionen über
mehrere Iterationen so lange zusammen, bis eine Zusammenfassung, also eine
Partition, aller Einzel-Objekte erreicht ist. Aus diesem Grund muss im nächsten
Schritt die Anzahl der sinnvollen Cluster bestimmt werden. Bei der Bestimmung
der Anzahl der Cluster muss immer zwischen der Handhabbarkeit (also möglichst
wenigen Clustern) und der Anforderung an die Homogenität innerhalb eines Clus-
ters (also möglichst vielen Clustern) abgewogen werden. Ein Mensch ist in der
Regel nicht dazu in der Lage, die optimale Clusteranzahl aufgrund logisch be-
gründbarer Vorstellungen zu ermitteln [12].

Methoden, um die optimale Clusteranzahl zu ermitteln, lassen sich in drei Grup-
pen einordnen: interne, externe und relative Clustervalidierungen. Die interne
Clustervalidierung erfasst dabei die Güte der Cluster und die Clusteranzahl mit
Hilfe der Informationen der Clusteranalyse. Im Gegensatz dazu werden bei der
externen Clustervalidierung externe Informationen (z. B. Label) genutzt um, die
Cluster-Güte zu bestimmen. Die Anzahl der Cluster ist dafür in der Regel schon
bekannt. Bei der relativen Clustervalidierung werden verschiedene Parameter, z.
B. die Anzahl der Cluster, so lange verändert, bis ein Optimum gefunden wird.
Nachfolgend wird näher auf Methoden der internen Clustervalidierung eingegan-
gen, da diese Bestandteil der in Kapitel 4 entwickelten Methode sind. [138]

Methoden der internen Clustervalidierung ermitteln in der Regel Indizes, die das
Verhältnis zwischen ‚Kompaktheit‘ und ‚Trennung‘ angeben. Die Kompaktheit
misst dabei wie ähnlich die Objekte in einem Cluster sind. Je höher die Kom-
paktheit, desto besser ist auch das Clustering. Die Trennung beschreibt, wie weit
entfernt bzw. wie unähnlich die Cluster zueinander sind. Ein weit verbreiteter
Index der internen Clustervalidierung ist der Silhouetten Index Sindex, der das
Verhältnis zwischen Kompaktheit und Trennung wiedergibt [112] [85]. Der Sil-
houetten Index Sindex berechnet sich wie in Formel 2.12 angegeben [112].

49



2 Grundlagen

Sindex(k) =
1

m

m∑
i=1

b(i)− a(i)

max{a(i); b(i)} , Sindex(k) ∈ [−1, 1] (2.12)

Dabei repräsentiert k die Anzahl der Cluster und m die Anzahl aller Objekte.
Die Funktionen a(i) und b(i) stellen die durchschnittliche Distanz des Objekts i
zumnächstgelegenenClusterA und dem zweit-nächstgelegenenClusterB dar. Bei
jeder Iterationwird i ein anderesObjekt vonm zugewiesen, sodass amSchluss alle
Distanzen aller Objekte zu den Clustern ermittelt sind. Auf diese Weise wird der
Silhouetten-Index für jedes Objekt i berechnet und letztlich der Durchschnitt über
alle Silhouetten-Indizes bestimmt. Dieses Vorgehen kann anschließend für alle
möglichen Cluster-Anzahlen k wiederholt werden. Von den Silhouetten-Indizes
Sindex(k) aller möglichen k, kann dann dasjenige k ausgewählt werden, das
den höchsten Silhouetten-Index aufweist - die optimale Cluster-Anzahl ist damit
ermittelt.
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3 Stand der Technik in Industrie
und Forschung

Dieses Kapitel liefert einen Überblick über den Stand der Technik in Industrie
und Forschung im Bereich der Terminierung und insbesondere der dynamischen
Terminierung. Als Erstes wird auf die Fertigungsplanung und -steuerung sowie
die dafür notwendigen IT-Systeme eingegangen. Daraufhin werden verschiede-
ne Forschungsansätze für die Terminierung vorgestellt, verglichen und auf ihre
Anwendbarkeit für die dynamische Terminierung untersucht. Ausgehend von den
Anforderungen der Industrie und den Forschungsansätzen für eine flexible Ferti-
gung werden anschließend Anforderungen an die dynamische Terminierung ab-
geleitet. Am Ende des Kapitels werden bestehende Terminierungsansätze anhand
dieser Anforderungen an die dynamische Terminierung eingeordnet und die zu
schließende Forschungslücke wird aufgezeigt.

3.1 Fertigungsplanung und Steuerung in der
Industrie

An dem Prozess der Fertigungsplanung und -steuerung sind verschiedene IT-
Systeme beteiligt. Nachfolgend wird daher zunächst auf die standardisierten
Funktions-Hierarchien der Fertigung eingegangen. Im Anschluss daran werden
bestehende IT-Systeme diesen Funktions-Hierarchien zugeordnet. Letztere wer-
den nach dem IEC Standard „IEC 62264-1:2013 Enterprise-control system inte-
gration“ definiert (vgl. Tabelle 3.1) [63].
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Tabelle 3.1: Funktionale Hierarchien in der Fertigung, i. A. a. [63]

Hierarchieebene Funktionen Zeithorizont

Level 4: Geschäftsplanung
und Logistik

Lang- und mittelfristige Fertigungsplanung,
Inventarüberwachung, Materialplanung

Monate, Wochen, Tage

Level 3: Fertigungsmanagement
Kurzfristige Fertigungsplanung,
Qualitätsmanagement

Tage, Stunden, Minuten,
Sekunden

Level 2: Steuerungsebene Fertigungsüberwachung
Stunden, Minuten, Sekunden,
Millisekunden

Level 1: Sensorebene Messwerterfassung -

Level 0: Fertigungsprozess - -

• Level 4 aus Tabelle 3.1 ist für die Abwicklung betriebswirtschaftlicher Pro-
zesse wie der eingehenden Bestellungen, der langfristigen Materialplanung
und der lang- und mittelfristigen Fertigungsplanung zuständig. Zusätzlich
werden Logistikprozesse innerhalb dieser Funktionsebene gesteuert. Die
betrachteten Prozesse dieser Ebene haben einen Zeithorizont von Monaten
bis Tagen. [63]

• Level 3 dient als Datendrehscheibe zwischen den betriebswirtschaftlichen
Prozessen von Level 4 und den Fertigungsprozessen auf Level 2 bis 0.
Lang- und mittelfristige Fertigungsplanung und Materialbestände werden
aus Level 4 bezogen, bearbeitet und an die Fertigung übermittelt. Rückmel-
dungen aus der Fertigung, z. B. Auftragsrückmeldungen, werden in Level
3 aufgenommen und an IT-Systeme in Level 4 weitergeleitet. Abweichun-
gen von Plan- und Ist-Werten der Fertigung können so im Level 3 erfasst
werden. Eine weitere Aufgabe ist die Auftragsterminierung (vgl. Abschnitt
2.2.4). Auf Basis der Planaufträge, der Materialbestände und der Verfüg-
barkeiten in der Fertigung wird eine detaillierte Terminierung erstellt. Der
Planungshorizont liegt zwischen Tagen und Sekunden. [63]

• Die Steuerungsebene im Level 2 umfasst die Fertigungsüberwachung auf
Maschinenebene. Störungen werden hier erfasst und an Level 3 und 4
weitergeleitet. [63]
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• Level 1 und 0 umfassen die Sensoren der Bearbeitungsmaschinen und den
Fertigungsprozess selbst. [63]

Die Funktionen der verschiedenen Hierarchieebenen sind für die Fertigung not-
wendig und können mit unterschiedlichen IT-Systemen realisiert werden. Dabei
gibt es Ansätze, bei denen ein IT-System möglichst alle Funktions-Ebenen um-
fasst. Dieser Ansatz ist besonders in kleineren, mittelständischen Unternehmen
verbreitet. Der Vorteil besteht in erster Linie darin, dass Schnittstellen wegfallen,
eine einheitliche Benutzeroberfläche gegeben ist und ein geringerer Aufwand bei
der IT-System-Wartung erforderlich wird. Diese IT-Systeme besitzen in der Regel
einen Funktionsumfang, der speziell auf den Mittelstand abgestimmt ist. [1]

Unternehmen mit der Notwendigkeit einer größeren Anpassungsmöglichkeit und
individuellen Anforderungen greifen auf IT-Systeme zurück, die auf einzelne
Funktionen wie die Fertigungsterminierung spezialisiert sind. Anstatt eines ein-
zelnen IT-Systems ergibt sich hier eine IT-Systemlandschaft mit verschiedenen
IT-Systemen und deren Schnittstellen. Der Implementierungsaufwand und die
Wartungsintensität einer solchen IT-Systemlandschaft sind entsprechend höher.
Da sich der Funktionsumfang der IT-Systeme stark unterscheidet, gibt es keine ein-
heitliche IT-Systemlandschaft für die Fertigung. Grundsätzlich lassen sich aber,
mit Bezug auf Fertigungsplanung und -steuerung, drei Arten von IT-Systemen
unterscheiden [90]:

• Enterprise-Resource-Planning (ERP)

• Manufacturing-Execution-System (MES)

• Advanced-Planning-System (APS)

Die dazugehörige IT-Systemlandschaft ist in Abbildung 3.1 dargestellt.
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ERP
APS

MES

Fertigung

Level 4

Level 3

Level 2 bis 0

Mittelfristige 
Planung

Auftrags-
terminierung

Abbildung 3.1: Einordnung von ERP, MES und APS in die funktionalen Hierarchien der Fertigung,
i. A. a. [90]

Das ERP-System ist ein betriebswirtschaftliches IT-System, das eine Vielzahl von
operativen und dispositiven Geschäftsprozessen eines Unternehmens unterstützt.
Material- und Ressourcenplanung gehören ebenfalls zum typischen Funktions-
umfang von ERP-Systemen. Auch wenn ihr Funktionsumfang variiert, erfüllen
IT-Systeme dieser Art hauptsächlich Funktionen der Hierarchieebene 4. Die Funk-
tion der mittelfristigen Planung besitzen sowohl ERP- als auch APS-Systeme [73].
Die kurzfristige Planung bzw. die Terminierung der FAUFs (vgl. Abschnitt 2.2.4)
ist Aufgabe des Fertigungsmanagements auf Level 3 und erfolgtmeist in dafür kon-
zipierten IT-Systemen. In Tabelle 3.2 wird ein Vergleich gängiger APS-Systeme
und deren Funktionalitäten aufgelistet. Alle dabei untersuchten APS-Systeme
bieten Funktionen für die lang-, mittel- und kurzfristige Planung. Bei einer Ab-
weichung von der Fertigungsplanung, z. B. aufgrund von Störungen, sieht keines
der aufgelisteten APS-Systeme eine echtzeitnahe Reaktion vor. Tritt eine Störung
auf, greift daher ein Mitarbeiter als Steuerer in den Fertigungsablauf ein und
priorisiert FAUFs um und/oder ändert die geplanten Maschinen/Arbeitsplätze der
FAUFs (vgl. Abschnitt 2.2.5). Die Eingriffe basieren dabei auf dem Erfahrungs-
wissen des Steuerers und persönlichen Absprachen in der Fertigung [51]. Aktuell
gibt es kein IT-System, das die Komplexität der Terminierungsproblematik be-
wältigen kann und gleichzeitig eine schnelle Reaktion im Störungsfall sicherstellt.
Eine Neuterminierung ist immer zeitaufwendig und muss manuell angestoßen
werden.
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Tabelle 3.2: Vergleich von APS-Systemen

APS-System Modulname Modulfunktion

Aspen Plant Scheduler [10] Plant Scheduling Lang- und mittelfristige Planung
Plant Scheduler -
Extended Optimization

Kurzfristige Planung

SAP Advanced Planner and
Optimizer (APO) [11]

Production Planning and
Detailed Scheduling (PP/DS)

Lang-,mittel- und kurzfristige Planung

Oracle JD Edwards
EnterpriseOne [99]

Master Production Scheduling
(MPS)

Lang-, mittel- und kurzfritige Planung

Siemens Opcenter [119] APS Lang-, mittel- und kurzfristige Planung
ABAS ERP [1] ABAS APS Lang-, mittel- und kurzfristige Planung

Neben der lang- und mittelfristigen Planung und der Terminierung muss eine neue
Terminierungs-Ebene definiert werden, die die Terminierung der FAUFs im Stö-
rungsfall automatisch anpasst. Die neue Terminierungs-Ebene wird im Rahmen
dieser Arbeit als ‚dynamische Terminierung‘ definiert. Die Berechnungszeit der
dynamischen Terminierung darf, im Gegensatz zur klassischen Terminierung, nur
wenige Minuten betragen. Der Planungshorizont ist abhängig von den Prozesszei-
ten, muss aber die Zeit bis zur nächsten Neuterminierung überbrücken. In einem
Zwei-Schicht-Betrieb muss die dynamische Terminierung im Falle einer Störung
zu Beginn der ersten Schicht maximal zwei Schichten berücksichtigen, da eine
Neuterminierung nach dem Ende der zweiten Schicht angestoßen werden kann.
Da der Planungshorizont der dynamischen Terminierung viel kleiner als jeder
der klassischen Terminierung ist, nimmt die Komplexität des Terminierungspro-
blems ab, was eine schnelle Ad-hoc-Lösung ermöglicht. Dabei ist die dynamische
Terminierung bei den funktionalen Hierarchien in Tabelle 3.1 auf dem Level 3
‚Fertigungsmanagement‘ angesiedelt.
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3.2 Stand der Forschung zu
Lösungsmöglichkeiten für
Terminierungsprobleme

Die in Abschnitt 2.3.1 vorgestellten Terminierungsprobleme können auf unter-
schiedliche Art und Weise gelöst werden. Nachfolgend wird auf die gängigen
Methoden eingegangen. Zusätzlich werden relevante Veröffentlichungen zu den
jeweiligen Lösungsmethode vorgestellt und deren Anwendbarkeit für die dynami-
sche Terminierung untersucht.

3.2.1 Exakte Lösungsmethoden

Exakte Lösungsmethoden finden immer die exakte Lösung für ein Optimierungs-
problem. Die Zeit zum Lösen des Optimierungsproblems hängt von dessen Größe
bzw. Komplexität ab. Die in Abschnitt 2.3.1 vorgestellten Optimierungsprobleme
JSSP und OSSP sind beide NP-schwer. Besonders bei Optimierungsproblemen
mit einem großen Lösungsraum führt das zu Rechenzeiten, die für dynamisch
auftretende Aufgaben unangemessen lang sind. Die Familie der exakten Lösungs-
methoden für Terminierungsprobleme umfasst unter anderemBranch-and-Bound-
Algorithmen [9] [22] und Mixed-Integer-Programming [71]. [140]

3.2.2 (Meta-)Heuristiken

Heuristiken sind problemspezifische Lösungsmethoden, die Optimierungsproble-
me nicht exakt lösen. Sie sind regelbasiert und dazu in der Lage, in Echtzeit
Entscheidungen aufgrund von Produktprioritäten o. Ä. zu treffen. Die Komple-
xität der Regeln hängt stark vom zu optimierenden System ab. Ein Beispiel für
eine Heuristik ist die Shortest-Processing-Time (SPT) Heuristik [86]. Dabei wird
das Bauteil in der Warteschlange einer Maschine als nächstes bearbeitet, das
die kürzeste Bearbeitungszeit aller wartenden Bauteile besitzt. Bei komplexeren
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Zusammenhängen werden demzufolge auch die Heuristiken komplexer. Für die
Definition der Heuristiken ist entsprechendes Domainwissen notwendig, was die
Erstellung und Anpassung dieser Regeln erschwert. [36]

Metaheuristiken sind im Gegensatz zu klassischen Heuristiken nicht problem-
spezifisch. Sie unterstützen lokale Such-Heuristiken, z. B. die ‚Variable Neighbor-
hood Search‘, um nicht in einem lokalen Optimum gefangen zu bleiben [91]. Bei
der Variable Neighborhood Search startet die Suche nach einer besseren Lösung
bei einer gegebenen Lösung. Iterativ wird im nächsten Schritt nach einer besse-
ren Lösung in der Nachbarschaft gesucht. Wird keine bessere Lösung gefunden,
bricht die Suche ab - das kann der Fall sein, wenn ein lokales Optimum gefunden
wurde. Metaheuristiken wie die ‚Tabu Search‘ oder das ‚Simulated Annealing‘
unterstützen die Such-Heuristik entweder bei der Auswahl der Ausgangslösung
oder bei der Suche selbst [100]. Die Such-Heuristik findet so bessere Lösungen.
In vielen wissenschaftlichen Veröffentlichungen zeigen Metaheuristiken, dass sie
das statische Terminierungsproblem gut lösen können [124]. Umfängliche Unter-
suchungen zur Frage, ob diese Methoden auch für die dynamische Terminierung
genutzt werden könnten, sind bisher nicht zu recherchieren.

3.2.3 Genetische Algorithmen

Als genetische Algorithmen (GAs) werden Lösungsverfahren bezeichnet, die sich
am Vorbild der biologischen Evolution orientieren [47]. Sie bilden dabei eine
Sonderform der Metaheuristiken. GAs lösen Optimierungsprobleme iterativ (vgl.
Abbildung 3.2).
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Initialisierung
1.𝐺𝐺𝐺𝐺𝑛𝑛 Evaluierung

Selektion

Rekombination

Mutation

𝐺𝐺𝐺𝐺𝑛𝑛 = 𝐺𝐺𝐺𝐺𝑛𝑛 + 1

Abbildung 3.2: Iterationsschritte eines genetischen Algorithmus [76]

Zuerst wird eine Population an Individuen initialisiert. Die Individuen repräsen-
tieren einzelne Lösungen des Optimierungsproblems. Bei der Lösung des FJSSPs
(vgl. Abschnitt 2.3.1) entspricht ein Individuum dem kompletten Fertigungsab-
lauf, also der vollständigen Abarbeitung aller Bauteile. Da es für die Abarbeitung
der Bauteile viele Varianten gibt, z. B. weil Bauteile an alternativen Maschinen
gefertigt werden oder die Reihenfolge der Bauteile in einer Warteschlange verän-
dert wird, gibt es viele Individuen. Diese Individuen werden zu einer Population
der 1.Generation zusammengefasst. Im nächsten Schritt werden die Individuen
evaluiert. Dafür ermittelt eine sogenannte ‚Fitness-Function‘ die Lösungsqualität
der einzelnen Individuen. [114]

Im Falle von Terminierungsproblemen wird in der Regel die Makespan optimiert,
weshalb die Individuen anhand ihrer Makespan verglichen werden. Im darauffol-
genden Schritt, der Selektion, werden schlechte Individuen verworfen und Indi-
viduen mit einer guten Makespan kopiert. Ziel ist es hierbei, den guten Lösungen
eine stärkere Gewichtung zu geben. Um neue Individuen mit einer potenziell noch
besseren Makespan-Optimierung zu erhalten, werden die verbleibenden Indivi-
duen rekombiniert. Dabei werden Teile der vorhandenen Individuen zu neuen
Individuen zusammengesetzt. Zusätzlich erfolgt im darauffolgenden Schritt eine
Mutation der Individuen. Dabei werden Teile der Individuen zufällig mutiert, also
verändert, um neue Individuen zu erzeugen. Die Population nach der Mutation
unterscheidet sich grundlegend von der Population der 1.Generation und wird
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deshalb als 2.Generation bezeichnet. Diese Iterationsschleife wird so lange aus-
geführt, bis entweder eine festgelegte Anzahl anGenerationen durchlaufen ist oder
die Ergebnisse der Evaluierung eine definierte Schwellwertgrenze überschreiten.
Das beste Individuum der letzten Generation erfüllt das Optimierungsziel am bes-
ten und kann im Falle der Terminierung als derjenige Fertigungsablauf verstanden
werden, der befolgt werden soll. Für die Selektion, die Rekombination und die
Mutation existieren verschiedene Strategien, auf die hier nicht weiter im Detail
eingegangen wird. [59] [114]

Genetische Algorithmen haben als Hyperheuristik erfolgreich unterschiedliche
Terminierungsprobleme gelöst [24]. EineHyperheuristikwählt dabei aufgrund der
aktuellen Situation eine Heuristik aus, die das vorliegende Optimierungsproblem
am besten löst. Diese Hyperheuristik selektiert dabei nicht nur dynamisch eine
Heuristik für die gesamte Fertigung, sondern für jede Maschine einzeln aus [95].
Des Weiteren werden verschiedene Terminierungsprobleme, wie das JSSP oder
das OSSP, mit GAs gelöst [104] [107]. GAs können die Terminierungsprobleme
teilweise optimal lösen, benötigen dafür aber mehrere Stunden Berechnungszeit.
Zusätzlich hängt die Lösungsqualität stark von den initialen Parametern und der
Problemkomplexität ab, also der Anzahl an Maschinen und Bauteilen. So ver-
fünffacht sich z. B. die Berechnungszeit eines Environments mit 50 Bauteilen
und 30 Maschinen im Vergleich zu einem Environment mit 40 Bauteilen und 25
Maschinen [107]. Aufgrund der teilweise sehr langen, und abhängig vom Envi-
ronment stark schwankenden, Berechnungszeiten ist ein GA nur bedingt für die
dynamische Terminierung in einer flexiblen Fertigung einsetzbar.

3.2.4 Reinforcement Learning

Für die Lösung des JSSPs mit Hilfe von Reinforcement-Learning-Methoden (vgl.
Abschnitt 2.4) werden verschiedene Ansätze untersucht. Dabei unterscheiden
sich die Methoden grundlegend im Aufbau der Agenten. Während in einigen
Publikationen Single-Agenten (vgl. Abschnitt 2.4.4) genutztwerden, setzen andere
Veröffentlichungen Multi-Agenten Systeme (vgl. Abschnitt 2.4.4) ein.
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Das JSSP kann erfolgreichmit einem Single-Agent gelöst werden, der ein DeepQ-
Network (vgl. Abschnitt 2.4.5) nutzt [130]. In der diesbezüglich veröffentlichten
Literatur werden die Ergebnisse des entwickelten Algorithmus mit Heuristiken, u.
a. der SPT-Heuristik, in einem Environment (vgl. Kapitel 2.4.4) mit 5 Maschinen
und 10 FAUFs verglichen [130]. Dabei stellt sich heraus, dass die Terminierungs-
ergebnisse der vorgestellten Methode nicht besser sind als diejenigen der zum
Vergleich herangezogenen Heuristiken. Die Autoren weisen aber darauf hin, dass
sie grundsätzlich die Nutzbarkeit eines DQNs zum Lösen des JSSPs zeigen [130].
Auf die Frage, welche Möglichkeiten es für qualitative Verbesserungen des Ter-
minierungsergebnisses gibt, wird nicht weiter eingegangen. Derselbe Ansatz wird
auch in anderen Publikationen genutzt, ohne zusätzliche Erkenntnisse zu liefern
[142] [58].

EinweitererAnsatz, das JSSPmittels RL zu lösen, basiert auf der Policy-Gradient-
Methode [128]. Diese Methode beruht auf einem Policy-based-Algorithmus (vgl.
Anhang A.1). Die Ergebnisse der in der Veröffentlichung [128] vorgestellten Me-
thode werden mit Ergebnissen von Heuristiken und kommerziellen Solvern, also
exakten Lösungsmethoden, verglichen. Bei der Evaluierung der Ergebnisse zeigt
sich, dass die präsentierte Methode in jedem Fall besser als die gegenüberge-
stellten Heuristiken ist, aber in jedem Fall ≈10 % schlechter als die exakten
Lösungsmethoden.

Die Autoren weisen zusätzlich darauf hin, dass auch längere Trainingszeiten nicht
zu besseren Ergebnissen führen, da der Algorithmus ein lokales Optimum findet
und aus diesem nicht mehr herauskommt. Das lässt darauf schließen, dass die
vorgestellte Methode nicht sehr robust ist. Das Ergebnis nach dem Training ist
abhängig von der Qualität des lokalen Optimums - es sind somit mehrere Trai-
ningsläufe notwendig, in denen verschiedene lokale Optima gefunden werden, um
zu einem guten Terminierungsergebnis zu gelangen. Wie viele unterschiedliche
Trainingsläufe notwendig sind, um auf die präsentierten Ergebnisse zu kommen,
wird nicht beschrieben. Wird die Komplexität des Problems erhöht, weil z. B.
alternative Maschinen verwendet werden, Bauteile verschiedene Prioritäten auf-
weisen oder Störungen auftreten, vergrößert sich der Lösungsraum exponentiell.
Das hat zur Folge, dass es auch mehr lokale Optima geben kann. In diesen Fällen
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nimmt die Robustheit der vorgestellten Methode weiter ab. Aus diesem Grund
eignet sich diese Methode in der vorgestellten Form nicht für die dynamische
Terminierung.

Andere Publikationen (z. B. [130]) schlagen Multi-Agenten-Methoden vor, die
weder Bauteile noch Maschinen direkt steuern, sondern aus einem Pool aus vor-
her definierten Heuristiken jene ausgeben, die für die aktuelle Situation am besten
geeignet ist. Dabei wird jedeMaschine durch ihren eigenen Agenten repräsentiert,
der eine Heuristik auswählt, anhand derer ein Bauteil aus der Warteschlange aus-
gewählt wird, das als nächstes gefertigt werden soll. Diese vorgestellte Methode,
nach [130], besitzt zwei wesentliche Nachteile:

• DieMethode greift erst ein, wenn die Bauteile bereits einer Maschine zuge-
ordnet sind. Ein Umleiten auf eine andereMaschine ist ab diesem Zeitpunkt
nicht mehr möglich. Diese Annahme vereinfacht das Optimierungsproblem
stark und ist beim JSSP zulässig, da es keine alternativen Maschinen gibt.
In der Fertigung wird hier von einer Reihenfertigung gesprochen (vgl. Ab-
schnitt 2.1.2). Bei Fertigungen mit alternativen Bearbeitungsmaschinen, z.
B. der Matrixfertigung, ist diese Annahme jedoch nicht zulässig. Daher
eignet sich diese Methode nicht für die Terminierung von Fertigungen mit
alternativen Bearbeitungsmaschinen.

• Das Optimierungspotenzial beschränkt sich auf Heuristiken, die vor der
Terminierung definiert werden. Dabei können allgemeingültige Heuristiken
wie FIFO oder SPT zur Anwendung kommen. Um das Terminierungser-
gebnis weiter zu verbessern, können eigene Heuristiken für die entspre-
chende Fertigung definiert werden, was viel Domänenwissen und einen
großen zeitlichen Aufwand benötigt [126]. Die Ergebnisse der betreffen-
den Veröffentlichung zeigen, wie nahe eine allgemeingültige Heuristik an
die Terminierungsergebnisse dieser Methode herankommt. Der Aufwand,
einen solchen Multi-Agenten-Ansatz in der Fertigung zu implementieren,
steht daher in keinem Verhältnis zum erzielten Terminierungsergebnis.
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Andere Publikationen entwickeln RL-Methoden, die den verschiedenen Bauteilen
zu jedem Zeitschritt vorgeben, an welcher Maschine sie optimalerweise gefertigt
werden sollen [13] [82]. Dabei wird in der Regel nicht auf einen Single-Agent,
sondern auf einen Multi-Agenten-Ansatz zurückgegriffen. Grund dafür ist die
notwendige Skalierbarkeit der Lösung. Ein Single-Agent ist auf eine feste Anzahl
von Maschinen und Bauteilen trainiert, wohingegen bei einer Multi-Agenten-
Methode weitere Agenten hinzugefügt bzw. entfernt werden können. Ein weiterer
Grund für denEinsatz vonMulti-Agenten-Systemen ist die Lern-Performance. Bei
einemSingle-Agentwerden der State- und derAction-Vektor (vgl. Abschnitt 2.4.4)
mit zunehmender Anzahl von Maschinen und Bauteilen exponentiell größer. Mit
wachsender Größe dieser beiden Vektoren nimmt die Lern-Performance ab, bis
der Single-Agent ab einer bestimmten Netzgröße gar nicht mehr lernen kann [45].

Aus diesemGrund wurde einMulti-Agent Deep Q-Network (vgl. Abschnitt 2.4.5)
für die Terminierung entwickelt [13]. In der diesbezüglichen Publikation besitzt
jedes Bauteil seinen eigenen Agenten. Die Agenten kommunizieren dabei nicht
untereinander, sondern erhalten alle Informationen über den State-Vektor aus dem
Environment. Evaluiert wird die Methode an einem FJSSP (vgl. Abschnitt 2.3.1).
(Anmerkung: In der Veröffentlichung selbst wird von einem JSSP gesprochen. Im
Verlauf des Textes wird aber festgelegt, dass es alternative Maschinen gibt, was es
zu einem FJSSP macht.)Das evaluierte Environment ist mit sechs Maschinen und
drei Bauteilen so klein, dass sich keineWarteschlangen bilden können. Zusätzlich
können sich die Produkte für jeden Bearbeitungsschritt zwischen zwei Maschinen
entscheiden. Das führt dazu, dass die Maschinen die meiste Zeit ungenutzt sind
und auf Produkte warten. Sinnvollerweise sollten Evaluierungen für die Produk-
tionsterminierung in Environments stattfinden, bei denen es mehr Produkte als
Maschinen gibt, damit das Verhalten der Produkte in Warteschlangen bzw. im
Falle von Konflikten bei der Maschinenbelegung untersucht werden kann.

Andere Publikationen greifen auf eine weitere RL-Methode für den Multi-
Agenten-Ansatz zurück. So wird beispielsweise gezeigt, dass auch Multi-Agent
Policy Gradient-Methoden das JSSP lösen können [82]. Aufbau und Funktions-
weise der Multi-Agent-Proximal-Policy-Optimization (MAPPO) sind im Anhang
beschrieben (vgl. Anhang A.1). In der betreffenden Veröffentlichung wird die
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Leistungsfähigkeit der entwickelten Methode in größeren Environments mit bis
zu vier Maschinen und zehn Bauteilen untersucht. Zusätzlich wird das Ergebnis
des Algorithmus mit einer selbst entwickelten Heuristik verglichen. Die MAPPO
zeigt in den verschiedenen Environments bessere Ergebnisse als die gegenüber-
gestellte Heuristik, jedoch fehlt ein Vergleich mit einem optimalen Ergebnis.
Grundsätzlich lassen sich für beide Ansätze, [13] und [82], folgende Probleme
identifizieren:

• Da die Bauteile in beiden Fällen nicht miteinander kommunizieren und die
verschiedenen States auswendig lernen, findet ein sogenanntes ‚overfitting‘
statt. Beim Training werden die gleichen States so oft durchlaufen, bis die
Agenten die beste Policy gefunden haben. Die Agenten erzielen aber nur
in denjenigen States gute Terminierungsergebnisse, die sie vorher trainiert
haben. Eine Generalisierung des Wissens auf States, die den gelernten
States ähnlich sind, findet nicht statt. Besonders in einem Fertigungsumfeld
mit vielen Maschinen und Bauteilen hat das zur Folge, dass beim Training
alle möglichen Szenarien mehrmals durchlaufen werden müssen - was zu
extrem langen Trainingszeiten führt.

• Auf die Reihenfolge, in der die Agenten ihre Entscheidung treffen, wird
nicht eingegangen. Besitzen Bauteile beispielsweise unterschiedliche Prio-
ritäten und die Bauteil-Agenten mit den niedrigen Prioritäten entscheiden
als Erstes, welches Bauteil zu welcher Maschine gehen soll, führt dies dazu,
dass das Optimierungsproblem eventuell nicht optimal für das nachfolgende
Bauteil mit einer höheren Priorität gelöst wird [82]. Beide Veröffentlichun-
gen lösen dieses Problem nicht.

3.2.5 MCTS kombiniert mit Reinforcement Learning

Die Kombinationsmöglichkeiten eines Tree-Search-Algorithmus, wie der MCTS,
mit RL werden in Abschnitt 2.5.4 beschrieben. Erforscht und umgesetzt wurde
diese Kombination zunächst erfolgreich am Brettspiel ‚Go‘ [120]. Bei einer Brett-
größe von 19·19Feldern gibt es 2.1·10170 erlaubte Spielzüge - dieKomplexität des
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Problems ist damit sehr groß. Um den großen Lösungsraum zielgerichtet durchsu-
chen zu können, wird die MCTS dabei von einem NN unterstützt (vgl. Abschnitt
2.5.4). Die entwickelte Methode, um MCTS und RL zu kombinieren, wurde dar-
aufhin zum Lösen von anderen Optimierungsproblemen, wie dem JSSP genutzt
[110]. In der betreffenden Veröffentlichung wird eine Terminierungs-Methode für
die Blechbearbeitungsproduktion vorgestellt. Die Bleche durchlaufen dabei drei
Stationen: den Blechzuschnitt, das Biegen und dieMontage, wobei das Biegen von
manchen Bauteilen übersprungen werden kann. Das Terminierungsproblem wird
als JSSP beschrieben, wobei die Komplexität des Problems auf grund von Be-
schränkungen beimBlechzuschnitt und derMontage verringert wird. Die Rollouts
der MCTS (vgl. Abschnitt 2.5.2) werden durch ein Single-Agent DQN unterstützt.
Anstatt des Durchlaufens vieler Monte-Carlo-Evaluationen, um die Qualität ei-
nes States zu ermitteln, übergibt hier ein antrainiertes NN den Knotenwert (vgl.
Abschnitt 2.5.4). Diese Methode besitzt folgende Nachteile:

• Die Methode dient zur Lösung eines JSSPs. Die Größe des Lösungsrau-
mes des Terminierungsproblems wird durch verschiedene Beschränkungen
weiter verringert, sodass die Komplexität des evaluierten Problems nicht
abschätzbar ist. Da ein JSSP angenommen wird, gibt es keine parallelen
Maschinen, sodass dieser Ansatz nicht in einer Matrixfertigung angewen-
det werden kann.

• Die Trainingszeit des NN beträgt fünf Tage. Eine schnelle Reaktion auf
unvorhergesehene Störungen ist damit nicht möglich. Die Autoren weisen
selbst darauf hin, dass die präsentierte Methode einen APS-Run ablösen
kann, aber nicht für die schnelle Reaktion in der Fertigung geeignet ist. Ziel
ist es hierbei vielmehr, eine initiale Terminierung zu erzeugen.
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• Die Terminierungsergebnisse der vorgestellten Methode werden mit einer
Heuristik verglichen. Die verwendete Heuristik ist nicht auf den Anwen-
dungsfall spezialisiert und fertigt als Erstes die Bauteile mit einem früheren
Liefertermin. Sowohl die Heuristik als auch die entwickelte Methode erzie-
len sehr ähnliche Durchlaufzeiten für die Bauteile. Die Heuristik löst das
Problem innerhalb weniger Sekunden und muss nicht angelernt werden. Da
solche klassischen Heuristiken Optimierungsprobleme in der Regel nicht
optimal lösen können, ist auch hier anzunehmen, dass das Problem nicht
optimal gelöst wird. Einen Vergleich zu einer optimalen Lösung liefert die
Veröffentlichung nicht.

3.3 Anforderungen an die dynamische
Terminierung für eine flexible Fertigung

Die mathematische Lösung von Terminierungsproblemen wird vielseitig unter-
sucht und viele Ergebnisse dazu sind publiziert. Dabei werden verschiedene Ter-
minierungsprobleme definiert und mit unterschiedlichen Methoden gelöst (vgl.
Abschnitt 3.2). Dennoch gibt es weiteren Forschungsbedarf, da nicht alle Ter-
minierungsprobleme hinsichtlich der Lösungsqualität und der Berechnungszeit
ausreichend gelöst wurden. Untersuchungen von Terminierungsproblemen be-
schränken sich in der Regel auf das JSSP [103]. Die hinreichende Lösung von
Terminierungsproblemen für Fertigungen mit größeren Freiheitsgraden, wie z. B.
dem FJSSP oder dem OSSP, steht noch aus. Auf Grundlage der im Abschnitt
zum Stand der Forschung und Industrie untersuchten Publikationen können meh-
rere Anforderungen an eine dynamische Terminierung in einer flexiblen Ferti-
gung identifiziert werden. Diese Anforderungen dienen als Grundlage, um die
Forschungslücke aufzuzeigen und die nachfolgend entwickelte Methode zu eva-
luieren.
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• Komplexität: Die Methode für die dynamische Terminierung muss dazu
in der Lage sein, alternative Maschinen, Arbeitsplätze und Werkzeuge in
die Terminierung miteinzubeziehen. Die Komplexität des Terminierungs-
problems wird damit sehr groß, viel größer als das JSSP.

• Robustheit: Die Lösungsqualität von Optimierungsmethoden, die eine Lö-
sung approximieren, unterliegt Schwankungen. Damit die Terminierungs-
ergebnisse der dynamischen Terminierung in der Fertigung genutzt werden
können, müssen diese robust sein. Unter Robustheit wird in diesem Zu-
sammenhang verstanden, dass die Ergebnisse mehrerer Terminierungsläufe
möglichst nah zusammen liegen und Ausreißer, z. B. im Falle eines lokalen
Optimums, ausgeschlossen werden können.

• Action-Combination: Wird ein Multi-Agenten-Ansatz verwendet, muss
sichergestellt werden, dass FAUF-Agenten bei der Auswahl der nächsten
Fertigungsstation nicht nur sich, sondern auch die anderen FAUF-Agenten
miteinbeziehen. Geschieht das nicht, kann das Terminierungsproblem nicht
optimal gelöst werden [82]. DieKombination derActions der verschiedenen
Produkt-Agenten wird als Action-Combination-Problem definiert.

• Generalisierungsfähigkeit: Da nicht alle möglichen Szenarien und Stö-
rungen vor der Fertigung bekannt sind bzw. simuliert oder trainiert werden
können, muss eine RL-Methode eine starke Generalisierungsfähigkeit be-
sitzen (vgl. Abschnitt 2.4.4), um auch in unbekannten Fällen gute Termi-
nierungsergebnisse sicherzustellen.

• Reaktionszeit: Im Falle einer Störung in der Fertigung muss das Ergebnis
einer dynamischen Terminierung innerhalb weniger Minuten vorliegen. Die
genaue Reaktionszeit orientiert sich an den Durchlauf- und Prozesszeiten
der Fertigung und kann deshalb nicht allgemeingültig festgelegt werden.
Trotzdem ist davon auszugehen, dass ein Ergebnis von unter 5 Minuten für
die meisten Fertigungen ausreichend ist.
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3.4 Fazit aus den Analysen zum Stand der
Forschung

Für die Lösung von Terminierungsproblemen in der Auftragseinplanung gibt es
zahlreiche IT-System-Anbieter (vgl. Tabelle 3.2). Die vorhandenen IT-Systeme
sind in der Lage, sowohl lang- und mittelfristige Planungshorizonte zu betrachten
als auch die Fertigungsterminierung zu übernehmen. Je nach Komplexität des Ter-
minierungsproblems dauert ein Terminierungslauf bis zu mehreren Stunden (vgl.
Abschnitt 2.2.1). Tritt eine Störung auf, kann dem geplanten Fertigungsablauf
nicht mehr gefolgt werden. Da eine Neuterminierung eine lange Berechnungszeit
benötigt, werden die FAUFs von einem Steuerer umpriorisiert und neu auf dieMa-
schinen/Arbeitsplätze verteilt (vgl. Abschnitt 2.2.1). Diese Eingriffe beruhen auf
dem Erfahrungswissen des Steuerers und berücksichtigen die Auswirkungen der
Eingriffe auf nachfolgende Fertigungsstationen nur sehr bedingt - eine optimale
Fertigungsauslastung wird so nicht erreicht. Aus Fertigungssicht ist ein IT-System
erforderlich, das eine ereignisgesteuerte, dynamische Terminierung ermöglicht.
Im Falle einer Störung werden die FAUFs so umterminiert, dass ein möglichst
optimaler Fertigungsablauf gewährleistet wird. Dabei optimiert dieses IT-System
die Terminierung aller FAUFs über die gesamte Fertigung. Die Reaktionszeit eines
solchen IT-Systemes ist mit ausschlaggebend für das Optimierungspotenzial und
somit möglichst gering zu halten - Ziel sollte eine Reaktionszeit von wenigen Mi-
nuten sein. Die Anforderungen an eine dynamische Terminierung einer flexiblen
Fertigung werden in Abschnitt 3.3 hergeleitet.

Unterschiedliche wissenschaftliche Methoden stehen zur Verfügung, um die Ter-
minierung komplexer Fertigungsszenarien zu ermöglichen und zu beschleunigen.
Auf der wissenschaftlichen Seite beschäftigen sich seit Jahren Forschungsansät-
ze mit (Meta-)Heuristiken und genetischen Algorithmen (vgl. Abschnitte 3.2.2
und 3.2.3). Die Entwicklung neuer RL-Methoden schafft die Voraussetzungen
für die Lösung verschiedener komplexer Terminierungsprobleme. Für die Lö-
sung des JSSPs sind Single- und Multi-Agent-Ansätze veröffentlicht. Zusätzlich
werden verschiedene RL-Methoden kombiniert, um das Terminierungsproblem
effizienter zu lösen. Entsprechend den Anforderungen aus Abschnitt 3.3 werden
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nachfolgend die in Abschnitt 3.2 vorgestellten RL-Methoden und Veröffentli-
chungen eingeordnet und die Forschungslücke wird identifiziert (vgl. Tabelle 3.3).
Wird eine Anforderung voll erfüllt, wird das mit einem + gekennzeichnet. Teil-
weise erfüllte Anforderungen werden mit einem (+) kenntlich gemacht. VA steht
für ‚vorliegende Arbeit‘.

Tabelle 3.3: Analyse der Forschungslücke in den relevanten Veröffentlichungen

Merkmale [130] [128] [80] [13] [82] [110] [58] VA

RL-Methode

Single-Agent RL + + +

Multi-Agent RL + + +

MCTS+SA +

MCTS+MA +

Anforderungen

Komplexität - OSSP +

Robustheit +

Action-Combination (+) (+) (+) +

Generalisierungsfähigkeit (+) + + (+) (+) +

Dynamische Terminierung (+) (+) (+) + + +

Anmerkung: VA - Vorliegende Arbeit

In der Forschung findet das JSSP die meiste Beachtung. Das Problem kann bereits
mit unterschiedlichen Methoden exakt bzw. nahezu optimal gelöst werden. Da
dieses Terminierungsproblem jedoch keine alternativen Maschine/Arbeitsplätze
beinhaltet, können die dafür entwickelten Methoden nicht in flexiblen Fertigun-
gen eingesetzt werden, die alternative Maschinen/Arbeitsplätze besitzen. Der Lö-
sungsraum wird in diesem Fall exponentiell größer und damit wird das Terminie-
rungsproblem schwerer lösbar. Für die Auftragsterminierung einer flexiblen Fer-
tigung, mit alternativen Maschinen/Arbeitsplätzen, muss mindestens das FJSSP
oder das OSSP gelöst werden können. Keine der vorgestellten Veröffentlichungen
löst Probleme mit dieser Komplexität.
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Das Ergebnis der dynamischen Terminierung muss robust sein. Darunter wird
verstanden, dass die Ergebnisse reproduzierbar sein müssen und innerhalb eines
gewissen Konfidenzintervalls liegen. Die betrachteten Publikationen gehen auf
diese Anforderung nicht ein. Das Problem der Robustheit wird zwar erwähnt,
aber nicht gelöst [128].

Wird ein Multi-Agenten-Ansatz verwendet, müssen die Actions der einzelnen
Agenten so kombiniert werden, dass ein globales Optimum erzeugt wird. Die
einzelnen Agenten optimieren nur ihre eigenen Actions, ohne die anderen Agen-
ten in die Action-Auswahl miteinzubeziehen. Von den analysierten Veröffentli-
chungen, die einen Multi-Agenten-Ansatz nutzen, wird bei keiner eine Lösung
des Action-Combination-Problems beschrieben. Bei den Publikationen, die einen
Single-Agent verwenden, ist die Anforderung teilweise erfüllt, da ein Single-Agent
automatisch alle Bauteile betrachtet und keine separate Action-Combination not-
wendig ist.

Die Generalisierungsfähigkeit der Methode zur dynamischen Terminierung ist
eine zwingende Voraussetzung, da nicht alle möglichen Störungsszenarien im
Vorfeld berechnet und terminiert werden können. Die beim Training erlernten
Zusammenhänge müssen auf unbekannte Situationen anwendbar sein. Die Ge-
neralisierungsfähigkeit von RL ist ein Grund dafür, warum es sinnvoll erscheint,
diese Methode für die dynamische Terminierung einzusetzen. Verschiedene Ver-
öffentlichungen sind auf diese Anforderungen eingegangen. Die Publikation eines
umfänglichen Frameworks für das Training zur Maximierung der Generalisie-
rungsfähigkeit ist jedoch in keinem der analysierten Literaturbeiträge zu finden.

Die meisten untersuchten Arbeiten beschäftigen sich mit der initialen Terminie-
rung einer Fertigung und nicht mit der dynamischen Terminierung, bei der die
neue Terminierung in wenigen Minuten bereitstehen muss.

Als Fazit zu Tabelle 3.3 ist zusammenfassend festzustellen, dass aktuell keine
Methode bekannt ist, die alle Anforderungen einer flexiblen Fertigung an die
dynamische Terminierung erfüllt. Besonders komplexe Terminierungsprobleme
finden aufgrund der enormen Größe des Lösungsraums wenig Beachtung in der
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Forschung. Zusätzlich ist die Robustheit für eine Anwendung in der realen Fer-
tigung unabdingbar. Die Tatsache, dass in den vorgestellten Veröffentlichungen
nicht auf die Robustheit der Lösungen eingegangen wird, lässt auf die eher akade-
mische Natur dieser Ansätze schließen, die dementsprechend eine grundsätzliche
Machbarkeit untersuchen.
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die dynamische
Fertigungsdurchlaufsteuerung

In diesem Kapitel wird die Methode zur dynamischen Terminierung entwickelt.
Grundlagen für die Methode sind die Anforderungen einer flexiblen Fertigung
aus Abschnitt 3.3. Nach einer Präzisierung der gegebenen Anforderungen und
Voraussetzungen in Abschnitt 4.1 erfolgt die detaillierte Konzipierung der Ferti-
gungsdurchlaufsteuerung mit RL in Abschnitt 4.2.

4.1 Anforderungen und Voraussetzungen für
die entwickelte Methode

Im vorliegenden Abschnitt werden zum einen die Anforderungen an den Ferti-
gungsprozess als auch die Anforderungen an die Programmarchitektur definiert.
Zusätzlich wird das Terminierungsproblem und das Optimierungsziel beschrie-
ben.

4.1.1 Anforderungen an die Programmarchitektur

Da in der zu entwickelnden Methode für die dynamische Terminierung un-
terschiedliche RL-Methoden kombiniert werden, ist es sinnvoll, dass die Pro-
grammarchitektur aus verschiedenen Funktionsmodulen besteht. Damit folgt die
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Programmarchitektur der vorgestellten Methode dem ‚Liskovsches Substitutions-
prinzip‘ der objektorientierten Programmierung und ist dementsprechend logisch,
nachvollziehbar, erweiterbar sowie änderbar [89]. Die einzelnen Funktionsmodule
können ausgetauscht werden und kommunizieren nur über Schnittstellen.

Funktionsmodule umfassen dabei sowohl einzelne RL-Methoden als auch das so-
genannte Environment (vgl. Abschnitt 2.4.4), also die Fertigung inklusive aller fer-
tigungsrelevanten Zusammenhänge wie der Anzahl an FAUFs und derMaschinen,
Arbeitspläne oder Fertigungszeiten. Das Environment kann somit leicht ausge-
tauscht werden. Da in der Validierung (vgl. Kapitel 5) verschiedene Environments
getestet werden, lässt sich so zusätzlich sicherstellen, dass die Validierungsergeb-
nisse nur aufgrund der unterschiedlichen Environments zustande kommen und
nicht auf weitere Änderungen anderer Funktionsmodule zurückzuführen sind.

4.1.2 Anforderungen an den Fertigungsprozess

Während der kurzfristigen Planung bzw. Terminierung findet ein APS-System
eine optimale oder nahezu optimale Lösung für das gegebene Terminierungspro-
blem (vgl. Abschnitt 3.1). Tritt eine Störung auf, muss der aktuelle Zustand der
Fertigung an die dynamische Terminierung übergeben werden. Dieser Factory-
State beinhaltet Informationen über den Bearbeitungsstand der FAUFs und die
Maschinenverfügbarkeit. Anhand dieser Eingangsgröße ermittelt die dynamische
Terminierung als Nächstes die neue Terminierung der Fertigung und gibt diese in
Form eines Action-Vektors zurück an die Fertigung. Damit zeitnah eine neue Ter-
minierung erstellt werden kann, müssen statische Informationen sowohl aus dem
ERP- als auch aus dem APS-System vorliegen. Zu den statischen Informationen
zählen:

• Arbeitspläne inklusive alternativer Arbeitsfolgen, Arbeitsplätze oder Ar-
beitsvorgänge

• eingeplante FAUFs

• ablaufoptimierte Terminierung aus dem APS-System
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• Ressourcenverfügbarkeit

• Mitarbeiterqualifikationen

• Schichtpläne bzw. Mitarbeiterverfügbarkeit

• Fertigungs-, Rüst- und Transportzeiten

Diese statischen Informationen werden durch dynamische Informationen aus der
Fertigung ergänzt. Üblicherweise werden die letztere von einem MES verwaltet.
Zu den dynamischen Informationen gehören:

• Maschinenstatus (gestört, belegt, frei)

• Mitarbeiterkapazitäten

• Rückmeldungen der einzelnen Arbeitsvorgänge der aktuellen FAUFs

• nicht eingeplante Eilaufträge

Die Anfrage zur Erstellung einer neuen dynamischen Terminierung kann ereignis-
basiert oder kontinuierlich erfolgen. Die ereignisbasierte dynamische Terminie-
rung wird angestoßen, wenn ein Ereignis bzw. eine Störung auftritt. Bis zum Stö-
rungszeitpunkt verläuft die Fertigung wie in der Terminierung des APS-Systems
berechnet. Bei Auftritt der Störung ermittelt die dynamische Terminierung ei-
ne neue Terminierung, die die aktuelle Situation miteinbezieht. Der dynamisch
erstellten Terminierung wird ab diesem Zeitpunkt im Fertigungsablauf bis zur
nächsten Störung oder dem Schichtende gefolgt. Im Anschluss daran erzeugt ein
APS-System eine neue Terminierung für die nächste Schicht oder den nächsten
Tag. Bei Fertigungen mit wenigen Störungen und großen Pufferzeiten kann diese
Art der dynamischen Terminierung angewendet werden. Normale Abweichungen
im Fertigungsprozess und kleinere Störungen können über die Pufferzeiten abge-
fangenwerden undwirken sich nicht negativ auf die Fertigung aus.Die dynamische
Terminierung greift nur bei Störungen ab einer vordefinierten Zeitüberschreitung
bzw. einem Schwellwert ein.
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Im Gegensatz dazu wird bei der kontinuierlichen Terminierung nach einer festge-
legten Zeit automatisch eine neue Terminierung erzeugt. Die FAUFs folgen der
aktiven Terminierung so lange, bis eine neue Terminierung bereit steht. In ei-
ner Fertigung mit geringen Puffern und sich stark voneinander unterscheidenden
Prozesszeiten erscheint diese Terminierung sinnvoll. Maschinenstörungen und
Verzögerungen im Fertigungsprozess addieren sich so nicht auf.

In Abschnitt 3.3 werden die Anforderungen an die dynamische Terminierung
einer flexiblen Fertigung definiert. Damit die dynamische Terminierung in einer
Fertigung genutztwerden kann,muss dieMethodemindestens das FJSSP (vgl. Ab-
schnitt 2.3.1) lösen können, da es in der Regel alternativeMaschinen/Arbeitsplätze
gibt. Es muss zusätzlich sichergestellt werden, dass das Terminierungsergebnis
mit einer großen Wahrscheinlichkeit zu einem nahezu optimalen Fertigungsab-
lauf führt. Statistische Ausreißer und lokale Optimamüssen daher vermieden bzw.
ausgeglichenwerden. Die zu entwickelndeMethodemuss auf Fertigungsszenarien
anwendbar sein, die imVorfeld unbekannt sind, und trotzdem eine nahezu optima-
le Terminierung berechnen. Die dynamische Terminierung lässt sich aufgrund des
Planungshorizontes und der Reaktionszeit von der klassischen Terminierung un-
terscheiden. Für die dynamische Terminierung wird in der vorliegenden Arbeit
eine Reaktionszeit von unter 3 Minuten definiert.

4.1.3 Definition des Optimierungsziels

Wie in Abschnitt 2.3.2 dargestellt, gibt es für die Terminierung mehrere Op-
timierungsziele. Dabei wird in wissenschaftlichen Publikationen, die sich mit
der Lösung des FJSSPs oder des OSSPs befassen, in der Regel eine zeitliche
Optimierung untersucht. Für die zeitliche Optimierung des vorliegenden Termi-
nierungsproblems erscheinen grundsätzlich sowohl die Makespan als auch die
Total-Lead-Time-Optimierung sinnvoll. Beide Optimierungsziele minimieren die
Fertigungszeit, allerdings setzt sich Letztere bei beiden Zielen anders zusammen.
Bei der Makespan-Optimierung wird die Zeit von Beginn bis zur Fertigstellung
aller Fertigungsaufträge minimiert. Die Fertigungszeit hängt damit allein von der
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Fertigstellung des letzten FAUFs ab. Bei der Total-Lead-Time-Optimierung wer-
den die einzelnen Fertigungszeiten der FAUFs aufsummiert. Somit hat die Fer-
tigungszeit jedes einzelnen FAUFs Auswirkungen auf die Gesamtfertigungszeit
und nicht nur die Fertigstellungszeit des letzten FAUFs. Beide Optimierungsziele
können FAUF-Prioritäten mittels Gewichtungen abbilden (vgl. Abschnitt 2.3.2).

Aufgrund des größeren Einflusses der einzelnen Fertigungszeiten wird die Total
Lead Time als Optimierungsziel der nachfolgenden Methode und ihrer Validie-
rung festgelegt (vgl. Abschnitt 2.3.2). Die Reward-Funktion (vgl. Abschnitt 2.4.4)
wird deshalb so gewählt, dass die KI-Methode die Total Lead Time minimiert. An
dieser Stelle wird darauf hingewiesen, dass die Terminierung einer realen Ferti-
gung nicht nur die Fertigungszeit, sondern auch die Fertigungskosten und andere
Optimierungsziele berücksichtigt. Diese Anpassbarkeit des Optimierungsziels ist
somit eine weitere wesentliche Anforderung an die zu entwickelnde Methode.

4.1.4 Annahmen für die Lösung des
Terminierungsproblems

Nachfolgend wird eine Methode für die dynamische Terminierung entwickelt, die
folgende Annahmen voraussetzt:

• Ein OSSP mit einem Set ausKMaschinenK = {1, . . . ,K} undN FAUFs
P = {1, . . . , N} wird gelöst.

• Unterschiedliche Bearbeitungs-, Transport- und Rüstzeiten werden betrach-
tet.

• Die FAUFs können unterschiedliche Prioritäten besitzen.

• Die FAUFs können entweder zu einer Maschine transportiert werden oder
in ihrer aktuellen Position warten.

• Während des Fertigungsprozesses an einer Maschine kann ein FAUF die
Maschine nicht verlassen.
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• Störungen können in jedem Zeitschritt auftreten. Ein FAUF, der sich zum
Eintrittszeitpunkt der Störung in der entsprechendenBearbeitungsmaschine
befindet, bleibt bis zur Behebung der Störung in der Maschine. FAUFs in
der Warteschlange können diese verlassen und andere Maschinen anfahren.

• Auf jeder Maschine kann nur ein FAUF gleichzeitig gefertigt werden. Dar-
aus ergibt sich eine Fallunterscheidung:

– Maschinen mit Warteschlangen: Mehrere FAUFs können gleichzei-
tig zu diesen Maschinen transportiert werden. Die Auswahl des als
Nächstes zu fertigenden FAUFs kann z. B. nach der FIFO-Heuristik,
Prioritäten, o. Ä. erfolgen.

– Maschinen ohne Warteschlangen: Hierbei darf nur ein FAUF zu einer
Maschine transportiert werden. Andere FAUFs, die im selben Zeit-
schritt zu dieser Maschine wollen, müssen warten oder eine andere
Maschine für den AVO wählen.

4.2 Fertigungsdurchlaufsteuerung mit RL

In diesem Abschnitt wird eine Methode für die Prozessdurchlaufsteuerung einer
flexiblen Fertigung mittels einer dynamischen Terminierung entwickelt. Dafür
wird zunächst auf die Prozessdurchlaufsteuerung an sich eingegangen, bevor die
eigentliche Methode konzipiert wird.

4.2.1 Systemarchitektur MCTS und MADQN

Nachfolgend wird die ausgearbeitete Systemarchitektur vorgestellt, die es ermög-
licht, die MCTS (vgl. Abschnitt 2.5.2) zusammen mit einem Multi-Agent-DQN
(MADQN) (vgl. Abschnitt 2.4.5) für die dynamische Terminierung einzusetzen.
Die einzelnen Bestandteile der Systemarchitektur sind modular aufgebaut und
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lassen sich über Schnittstellen austauschen. Das Unified-Modeling-Language-
Klassendiagramm in Abbildung 4.1 zeigt die Zusammenhänge der einzelnen Ob-
jekte und deren zugrundeliegende Funktionen.

Die einzelnen Klassen in Abbildung 4.1 sind modular aufgebaut und kommuni-
zieren über Schnittstellen (en: interfaces) miteinander. Einzelne Klassen wie die
desMADQN können so leicht ausgetauscht werden. Das dargestellte Klassendia-
gramm beinhaltet vier Komponenten: die Factory, also die Fertigung, dieMCTS
(vgl. Abschnitt 4.2.2), dasMADQN (vgl. Abschnitt 4.2.3) und die Klasse für das
Clustern der FAUFs (vgl. Abschnitt 4.2.5).
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<<interface>>
FactoryWrapper

+ getPossibleActions()

+ takeAction()

+ step()

+ get_factoryEnv()

+ get_step_counter()

+ isTerminal()

+ get_episode_reward()

+ clone()

+ get_obs()

+ get_products_dict()

+ get_machine_history()

+ getActionProbs()

+ conflict_solving_permutations()

+ get_NUM_PRODUCTS()

FactoryWrapper_Decorator
- factoryWrapper: FactoryWrapper

- accach: array

+ setState()

+ getState()

Concrete_FactoryWrapper

Factory
- step_counter: int

- dones: dict

- obs:dict
- rewards:dict

- infos:dict

- products:dict

- episode_reward: int

- product_arrivals: dict

- faulty_machines: dict

- NUM_FAUFS: int
- NUM_MACHINES: int

+ setState()

+ getState()

+ step()
+ reset()

+ observe()

+ conflictSolvingPermutations()

+ getActionProbs()

<<abstract>>
treeNode

- state: node

- isTerminal: boolean

- isFullyExpanded: boolean

- numVisits: int

- totalRewards: int

- allRewards: array

- children: list

- possible_actions: array

+ search()

+ getEpisodeReward()

+ selectNode()

+ expand()

+ expand()

+ getBestChild()

+ getAction()

rootNode
- initialState: object

ChildNode
- parent: node

+ backpropagate()

DemonstrationLogger
- factory: Environment

- environment_ID: int

- policy: policy

+ new_episode()

+ episode_step()

+ export_data()

DQN_Provider
- checkpointPath: string

+ getActionInfos()

MCTS_with_NN
- name: string

- netAdvisor: NeuralNetPolicy

- policies: dict

- policy_mapping_fn: tuple

- logger: DemonstrationLogger

- mcts_base_folder: string

- mcts_demo_folder: string

- mcts_writer_folder: string

- writer: SummaryWriter

- rolloutMaker = class

- writerIteration: int

- writerIterationRewardMean: int

- epoch: int

- bestEpisodeReward: list

+ doLearning()

<<abstract>>
MCTS

- timeLimit: int

- limitType: string

- interationLimit: int

- explorationConstant: int

- netAdvisor: Neural Net Policy

- logger: Logger

- mainIteration: int

- rolloutMaker: class

- rolloutType: string

+ search()

+ executionRound()

+ expand()

+ backpropagate()

+ getBestChild()

+ getActionInfos()

+ getAction()

+ RolloutPolicy()

MCTSInIteration

<<abstract>>
Production_steps

- FAUF_ID: int
- step_id: int
- children: list
- machine_time_assignment: dict

+ set_step_id()

+ get_step_id()

+ set_product_id()

+ get_product_id()

+ add_perent()

+ get_parent()

+ add_children()

+ get_children()

+ add_machine_time_assignment()

+ get_machine_time_assignment()

MADQN

InitialAVO
- initialStep: object

FollowingAVO
- parent: step

<<abstract>>
FAUF

- FAUF_ID: int
- working_time_left: int

- current_machine: int

- current_step: production_step
- machine_history: int
- num_machines: int

- is_in_cluster: boolean

+ do_work()

+ set_product_id()

+ get_product_id()

+ set_working_time_left()

+ get_working_time_left()

+ set_current_step_and_machine()

+ get_current_step()

+ get_current_machine()

+ get_is_done()

+ set_is_done()

<<instances>>

FAUF

<<abstract>>
MADQN

- timesteps: int

- checkpoint_freq: int

- checkpoint_at_end: boolean

- local_dir: string

- pathDemonstrationData: float

- explore: boolean

- full_fetch: boolean

+ learnFromObs()

+ computeAction()

+ getActionInfos()

<<instances>>
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Abbildung 4.1: Unified-Modeling-Language-Klassendiagramm derMethode für die dynamische Ter-
minierung

Wird nun eine dynamische Terminierung angestoßen, wird zunächst die Funkti-
on doLearning der Klasse MCTS_with_NN ausgeführt. Ausgehend von dieser
Funktion wird die Factory über den FactoryWrapper initialisiert. Die Klasse
Factory beinhaltet grundsätzliche Informationen über die Fertigung, z. B. über
die Anzahl der Maschinen (NUM_MACHINES) und FAUFs (NUM_FAUFS).
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Der FactoryWrapper entkoppelt die Factory von den anderen Methoden. Dieser
Aufbau folgt dem Prinzip der Schnittstellentrennung [96]. Die FAUFs der Klas-
se Factory werden über die abstrakte Klasse FAUF initialisiert. Jedem FAUF
wird darin eine eindeutige Nummer bzw. ID zugewiesen. Zusätzlich wird über die
Variable machine_history der Fertigungsstatus des FAUFs in Form der bereits
durchlaufenen Maschinen angegeben. Bei der Initialisierung eines FAUFs wird
der production_step über die abstrakte Klasse Production_steps initialisiert.
Die abstrakte Klasse Production_steps ermöglicht die Abbildung eines Arbeits-
planes (vgl. Abschnitt 2.2.2), da sowohl der aktuelle AVO (InitialAVO), als auch
alle nachfolgenden AVOs (FollowingAVO) in dieser Klasse enthalten sind. Dieser
Aufbau wird ‚Schablonenmethode‘ genannt, da die abstrakte Klasse durch zwei
Unterklassen definiert ist [96].

Ist die Factory inklusive aller FAUFs initialisiert, wird über die KlasseMCTS_-
with_NN eine weitere Klasse, die MCTSInIteration, initialisiert. Die Klasse
MCTSInIteration erbt ihre Attribute von der Klasse MCTS_with_NN. Diese
Architektur dient dem Entkoppeln der einzelnen Methoden und wird als ‚Fabrik-
methode‘ bezeichnet [96]. Um den Zustand der Factory zu synchronisieren, wer-
den alle Funktionen desFactoryWrappermit demFactoryWrapper_Decorator
dekoriert. Der Decorator wird immer dann aufgerufen, wenn eine dekorierte Funk-
tion ausgeführt wird. Er setzt den aktuellen State der Factory, führt die Funktionen
aus und ruft den jeweils erreichten Zustand im Factory-Environment ab.

Für die MCTS werden, ähnlich wie bei der abstrakten Klasse Production_steps,
in der abstrakten Klasse treeNode zwei Arten von Knoten initialisiert. Sowohl der
rootNode (de: Start-Knoten) als auch derChildNode (de: Unterknoten) erben je-
weils einen Teil ihrer Attribute von der abstraktenKlasse treeNode. Ein rootNode
wird von derMCTSInIteration mit dem Anfangszustand der Fabrik initialisiert.
Ein childNode hingegen verwendet die rootNode-Instanz als Elternteil.

Die Klassen MADQN, DemonstrationLogger und DQN_Provider decken
Funktionalitäten des MADQNs ab. Der DemonstrationLogger speichert State-
Action-Tripel während der ersten Iteration der MCTS ohne Unterstützung des
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MADQNs ab. Im nächsten Schritt werden die abgespeicherten State-Action-
Tripel dazu genutzt, dasMADQN anzulernen. Beim Training des MADQNs wird
wie in Abschnitt 4.1.3 beschrieben die Total Lead Time optimiert. Da Ergebnisse
von neuronalen Netzen nicht deterministisch sind und sich die Ergebnisse der ver-
schiedenen Trainingsläufe z. B. aufgrund der Auswahl von Actions unterscheiden
können, muss der bestmögliche Trainings-Checkpoint identifiziert werden. Die
Auswahl des bestmöglichen Checkpoints erfolgt durch denDQN_Provider. Über
die Schnittstelle PUCT_Providerwird dieWahrscheinlichkeit P (st, a) bestimmt
und an die MCTS für die Auswahl des nächsten Knotens weitergegeben.

4.2.2 MCTS-Ablauf bei der dynamischen Terminierung

In Abbildung 4.2 wird ein Überblick über die verschiedenen Schritte der MCTS
in Verbindung mit demMADQN dargestellt. Die Suche und die Evaluation neuer
Knotenwird durch dieSearch-Funktion gesteuert, die so lange nach neuenKnoten
sucht, bis ein vordefiniertes Zeitlimit erreicht ist. Alle neuenKnoten, die innerhalb
dieses Zeitlimits entdeckt werden, können anschließend evaluiert werden. Der
Knoten bzw. die jeweilige Action, die das Optimierungsziel am besten erfüllt,
wird an die Factory zurückgegeben.
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Abbildung 4.2: Ablaufdiagramm zum Prozessdurchlauf einer MCTS Iteration in Kombination mit
dem MADQN

Im ersten Schritt führt, wie in Abschnitt 4.2.2 beschrieben, die FunktionKnoten-
Selektion eine Selektion der möglichen Knoten bzw. Actions mittels der ‚Upper
Confidence Bound for Trees‘ (UCT) durch (vgl. Abbildung 4.2). Handelt es sich
bei dem ausgewählten Knoten nicht um einen End-Knoten, werden im nächsten
Schritt dessen unbekannte Unterknoten untersucht. Die MCTS ohne MADQN
wählt den entsprechenden Unterknoten in der Regel zufällig aus (vgl. Abschnitt
2.5.2). Mit demMADQNwird die Action-WahrscheinlichkeitP (s, a) für eine de-
finierte Anzahl an Unterknoten ermittelt (vgl. Abschnitt 4.2.3). Da jedem FAUF
ein DQN-Agent zugewiesen wird und diese Agenten ihre Actions unabhängig
voneinander treffen, ist im nächsten Schritt eine Kombination aller Actions zu
einem globalen Optimum notwendig (vgl. Kapitel 4.2.4). Ist ein Unterknoten aus-
gewählt, erfolgt der Rollout (vgl. Abschnitt 2.5.2 und 4.2.2). Nach dem Rollout
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folgt die Backpropagation (vgl. Abschnitt 2.5.2), bei der die jeweiligen Knoten-
werte angepasst werden. Die neuen States, Actions und deren Rollout-Ergebnisse
werden zusätzlich genutzt, um die neuronalen Netze der einzelnen DQN-Agenten
anzupassen (vgl. Abschnitt 4.2.3).

Ist der Zeitrahmen für die Suche nach neuen Knoten überschritten, werden die
gefundenen Knoten evaluiert. Die Knotenwerte werden mittels der UCT berech-
net (vgl. Abschnitt 2.5.2). Der Knoten mit dem geringsten UCT-Wert erfüllt das
in Abschnitt 4.1.3 definierte Optimierungsziel am besten und wird daher als
zielführender Knoten st+1 ausgewählt. Die Evaluation kann auch mittels neuro-
nalen Netzes erfolgen. Dabei approximiert das neuronale Netz die UCT-Werte
der einzelnen Knoten, basierend auf vorhergehenden UCT-Berechnungen. Die
korrespondierende Action a wird dem Factory-Environment als nächste Action
übergeben. Über den FactoryWrapper erhält die MCTS einen neuen State und
startet die Funktion Search erneut. Dieser Ablauf wiederholt sich so oft, bis
entweder alle Produkte produziert sind oder eine vordefinierte Zeit überschritten
ist.

4.2.3 Funktionsweise des MADQN bei der dynamischen
Terminierung

DerMCTS-Ablauf aus Abschnitt 4.2.2 wird während verschiedener Prozessschrit-
te vom MADQN unterstützt. In diesem Abschnitt wird auf die Funktionsweise
des MADQNs eingegangen. Grundlegend basiert dieser Multi-Agenten-Ansatz
auf mehreren Deep-Q-Networks (DQN) (vgl. Abschnitt 2.4.5). Aufgrund der
Vielzahl von FAUFs und Maschinen in einer realen Fertigung wird für einen
Single-Agenten ein entsprechend großer Observation Space benötigt. Wie in Ka-
pitel 2.4.4 beschrieben, ist ein Single-Agent aber nicht in der Lage, in komplexeren
Szenarien zu lernen, und ist zusätzlich nicht skalierbar. Aus diesem Grund wird
das DQN in dieser Methode zu einem Multi-Agenten-System erweitert, bei dem
jeder FAUF seinen eigenen Agenten besitzt.
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Die für das Anlernen der verschiedenen neuronalen Netze des MADQNs benö-
tigten Trainingsdaten werden teilweise von der MCTS erzeugt. Dafür erstellt die
MCTS zunächst einen Entscheidungsbaum ohne Unterstützung des MADQNs.
Da das MADQN ein Off-policy-Algorithmus ist, besitzt es einen Replay-Buffer,
der während der Exploration-Phase der MCTS mit Trainingsdaten befüllt wird
(vgl. Abschnitt 2.4.5). Nach der Exploration-Phase werden die entstandenen Trai-
ningsdaten für das Lernen des MADQNs genutzt. Den Replay-Buffer füllt die
MCTS mit ihren erzeugten Trainingsdaten und unterstützt so das MADQN beim
Training, da sie mit diesen Trainingsdaten den möglichen Lösungsraum verklei-
nert. Um ein Overfitting auf die MCTS-Trainingsdaten zu vermeiden, befüllt das
MADQN den Replay-Buffer teilweise auch mit selbst-erzeugten Trainingsdaten.
Das Verhältnis zwischen MCTS- und MADQN-Trainingsdaten muss vor dem
Training festgelegt werden. Es wird angenommen, dass das MAQDN mit den
Trainingsdaten der MCTS nicht nur schneller lernt, sondern auch ein besseres
Lernergebnis erzielt. Zusätzlich kann der Replay-Buffer des MADQNs auch mit
dem Terminierungsergebnis eines APS-Systems befüllt werden, das einen nahezu
optimalen Ablauf einer ungestörten Fertigung darstellt.

Ist der DQN-Agent eines FAUFs angelernt, kann dieser auf Basis des States st
und der Action a die Wahrscheinlichkeit P (st, a) approximieren, mit der diese
Action in dem gewählten State einen optimalen Fertigungsdurchlauf für diesen
FAUF darstellt. Eine Action entspricht in diesem Fall der Auswahl eines FAUF-
Agenten, den nächstenAVO an einer bestimmtenMaschine durchführen zu lassen.
Auf diese Art und Weise kann das FAUF-DQN die Wahrscheinlichkeit, ob die
Action bzw. Maschine eine gute Wahl im Sinne des Optimierungszieles ist, für
jede Maschine approximieren. Die einzelnen FAUF-DQNs ermitteln die Action-
Wahrscheinlichkeiten unabhängig voneinander. Ausgegeben werden die Action-
Wahrscheinlichkeiten aller FAUFs, die die einzelnen FAUF-DQNs approximiert
haben, in einer Matrix (vgl. Abbildung 4.3). Jeder Zeile in der Ausgabematrix
entspricht dabei der Ausgabe des spezifischen FAUF-DQNs. In diesem Beispiel
besteht das Factory-Environment aus sechsMaschinen (M1−M6) und 10 FAUFs.

83



4 Methode zum Einsatz von RL für die dynamische Fertigungsdurchlaufsteuerung

Restricted | © Siemens 20XX | Author | Department | YYYY-MM-DDPage 35

𝑀𝑀1 𝑀𝑀2 𝑀𝑀3 𝑀𝑀4 𝑀𝑀5 𝑀𝑀6

𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹0
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹1
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹2
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹3
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹4
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹5
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹6
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹7
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹8
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹9

[[0.22, 0.73, 0.05, 0.91, 0.27, 0.22],
[0.80, 0.55, 0.84, 0.73, 0.37, 0.70],
[0.22, 0.25, 0.74, 0.11, 0.98, 0.18],
[0.54, 0.51, 0.11, 0.14, 0.76, 0.77],
[0.70, 0.86, 0.55, 0.52, 0.04, 0.81],
[0.82, 0.97, 0.55, 0.98, 0.41, 0.08],
[0.87, 0.83, 0.39, 0.11, 0.52, 0.16],
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FAUF-
DQN

Action-Wahrscheinlichkeit

Abbildung 4.3: Ausgabematrix der Action-Wahrscheinlichkeiten vom MADQN für 10 FAUFs und 6
Maschinen

Abhängig von der Anzahl der FAUFs und den vorhandenen Hardwarebeschrän-
kungen beim Training kann es sinnvoll sein, mehrere ähnliche FAUFs in einem
DQN-Agenten zusammenzufassen. Damit kann die Anzahl der Agenten beim
Training minimiert werden, was zu einer geringeren Hardwareauslastung führt.
Die Ähnlichkeit der FAUFs lässt sich auf Basis der Arbeitspläne bestimmen.
FAUFs, die die selben Maschinen für ihre Abarbeitung benötigen, werden da-
bei einem DQN-Agenten zugeordnet. Aufgrund der großen Ähnlichkeit dieser
FAUFs bzw. ihrer Arbeitspläne kann der DQN-Agent eine Policy lernen, die die
Total Lead Time aller zusammengefassten FAUFs minimiert.

Ist das MADQN angelernt, kann es in Kombination mit der MCTS für die dyna-
mische Terminierung genutzt werden. In Abbildung 4.4 ist das Zusammenwirken
von MADQN und MCTS schematisch abgebildet.
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Abbildung 4.4: Zusammenwirken Offline Training und dynamische Terminierung

Der Replay-Buffer (vgl. Abbildung 4.4) für das Training des MADQNs wird mit-
tels der vorhandenen APS-Terminierung und selbst erzeugten Trainingsdaten der
MCTS befüllt. Innerhalb mehrerer Iterationen wird das MADQN angelernt. Die
Action-Wahrscheinlichkeiten des MADQNs werden mit jenen der MCTS vergli-
chen und bewertet. In vorgeschriebenen Abständen werden die Netzparameter des
MADQNs angepasst; d. h., das MADQN lernt, die Action-Wahrscheinlichkeiten
besser zu approximieren (vgl. Abschnitt 2.4.5). Ist das MADQN angelernt, kann
es für die dynamische Terminierung eingesetzt werden. Dafür dient als Ausgangs-
punkt ein State aus dem Factory-Environment. MADQN und MCTS ermitteln
wie in Abschnitt 4.2.2 beschrieben die beste Action bzw. die beste Maschine für
den nächsten Fertigungsschritt. Dabei werden die Action-Wahrscheinlichkeiten
mit dem MADQN wie in Abbildung 4.3 dargestellt bestimmt.
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4.2.4 Lösung des Action-Combination-Problems des
MADQNs

Jeder Agent des MADQNs ist einem festen FAUF zugeordnet (vgl. Abschnitt
4.2.3). Wird dem DQN-Agenten, nachfolgend repräsentiert durch die Netzpara-
meter fθ, ein State si für einen FAUF übergeben, gibt er einen Vektor mit den
Wahrscheinlichkeiten p aller Actions zurück (vgl. Abbildung 4.3 und Formel 4.1).

fθ(si) = [p(si, a1, θ), . . . , p(si, aK+1, θ)]
T (4.1)

Die Actions umfassen dabei alle Maschinen K = {1, . . . ,K} und zusätzlich
eine Action, um keine Maschine auszuwählen. Daraus ergeben sich K + 1

mögliche Actions. Wie in Abschnitt 2.4.4 beschrieben, werden die Action-
Wahrscheinlichkeiten p von den einzelnen FAUF-Agenten unabhängig vonein-
ander getroffen - das bedeutet, dass ein FAUF-Agent bei der Ermittlung der
Action-Wahrscheinlichkeiten nur seine eigenen Actions betrachtet und damit
seinen eigenen Reward maximiert. Das hat zur Folge, dass z. B. für einen Zeit-
schritt mehrere FAUF-Agenten unabhängig voneinander die gleiche Action und
damit die gleiche Maschine auswählen. Andere Maschinen, die diese FAUF-
Agenten auch hätten aussuchen können, werden in diesem Zeitschritt gar nicht
ausgewählt. Ein globales Optimum ist mit diesem Vorgehen nicht erreichbar
werden. Wie in Abschnitt 3.2.4 beschrieben, muss dieses Problem beim Einsatz
von Multi-Agenten-Methoden gelöst werden. Veröffentlichungen, die das Action-
Combination-Problem beschreiben und lösen, sind nicht bekannt. Nachfolgend
wird dasAction-Combination-Problemmathematisch definiert und so umgeformt,
dass es mit einem Linear Integer Program gelöst werden kann.

Für die einzelnen Action-Wahrscheinlichkeiten der FAUF-Agenten kann ange-
nommen werden, dass diese immer größer als 0 sind: p(si, aj , θ) > 0 ∀j ∈
{1, . . . ,K + 1}. Die Action mit der höchsten Action-Wahrscheinlichkeit des
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i-ten FAUF-Agenten wird definiert als: a(i) ∈ {a1, . . . , aK+1}. Die Kombi-
nation aller höchsten Action-Wahrscheinlichkeiten aller FAUF-Agenten ist a =(
a(1), . . . , a(N)

)
. Die einzelnen Action-Wahrscheinlichkeiten der FAUF-Agenten

sind dabei unabhängig voneinander, weshalb für die Gesamt-Wahrscheinlichkeit
aller kombinierten Action-Wahrscheinlichkeiten p(s, a, θ) Gleichung 4.2 gilt.

p(s, a, θ) ≈
N∏
i=1

p(si, a
(i), θ) (4.2)

Die Gesamt-Wahrscheinlichkeit wird von der MCTS während des Selektions-
Schritts genutzt (vgl. Abschnitt 2.5.4 und Formel 2.9). Da nicht alle Actions
des States s sinnvoll sind, z. B. wenn sich ein FAUF-Agent für eine Maschine
entscheidet, auf der er nicht bearbeitet werden darf, wird ein Branching-Factor
(de: Verzweigungsfaktor) |A| eingeführt. Dabei ist A(s) eine Teilmenge aller
möglichen Actions a in State s. Alle Actions werden dafür anhand ihrer Action-
Wahrscheinlichkeiten p(s, a, θ) bewertet. Actions mit einer hohen Action-Wahr-
scheinlichkeit werden hierbei als diejenigen Actions definiert, die aus FAUF-Sicht
am sinnvollsten sind. Je größer der Branching-Factor ist, desto mehr Actions bzw.
Action-Kombinationen werden untersucht.

Das Action-Combination-Problem ist ein kombinatorisches Optimierungspro-
blem, bei dem die beste Action-Kombination aller Actions ermittelt werden muss.
Nachfolgend wird das Action-Combination-Problem mathematisch beschrieben
und anschließend gelöst. Dafür wird der Action-Vektor xi des i-ten FAUF-Agenten
als Vektor mitK+1 Einträgen definiert, bei dem alle Einträge denWert 0 anneh-
men, außer der Eintrag der gewählten Action a(i) = aj . Die gewählte Action ist
somit der Eintrag xi,j = 1 ⇔ a(i) = aj aus xi ∈ {0, 1}K+1. Damit kann Folgen-
des für Maschinen mit Warteschlangen definiert werden (vgl. Formel 4.3a-4.3b):
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argmax
xi∈{0,1}K+1

N∏
i=1

xT
i fθ(si) (4.3a)

erfüllt
K+1∑
j=1

xi,j = 1 ∀i ∈ P (4.3b)

Das in Gleichung 4.3a und 4.3b formulierte Problem ist ein nicht lineares, konve-
xes Problem. Um das vorliegende Optimierungsproblem mit effizienten Optimie-
rungsverfahren zu lösen, muss dieses als ein lineares, konvexes Optimierungspro-
blem, ein sogenanntes Linear Integer Program, umgeformt werden. Aus diesem
Grund wird die Zielfunktion aus Gleichung 4.3a in Gleichung 4.4 umformuliert.

argmax
xi∈{0,1}K+1

N∏
i=1

xT
i fθ(si) ≡ argmax

xi∈{0,1}K+1

N∑
i=1

log (xT
i fθ(si)) (4.4)

Gleichung 4.4 erfüllt folgende Bedingungen: xi ∈ {0, 1}K+1 und [fθ(si)]j > 0.
Beide Bedingungen stellen sicher, dass die Logarithmusfunktion in Gleichung 4.4
niemals 0 wird. Folgendes kann daher angenommen werden:

log (xT
i fθ(si)) = log

K+1∑
j=1

xi,j [fθ(si)]j

=

K+1∑
j=1

xi,j log [fθ(si)]j

(4.5)
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Da ein FAUF-Agent nur eine Actionwählen kann und damit immer nur ein Eintrag
inxi denWert 1 annimmt, kann der Logarithmus auf alle Elemente von fθ(si) auf-
geteilt werden. Daraus ergibt sich: f̂θ(si) = [p̂(si, a1, θ), . . . , p̂(si, aK+1, θ)]

T ,
wobei Folgendes angenommen wird:

p̂(si, aj , θ) = log p(si, aj , θ) (4.6)

DasOptimierungsproblem kann somit wie folgt aufgestellt werden (vgl. Gleichung
4.7a und 4.7b).

argmax
xi∈{0,1}K+1

N∑
i=1

xT
i f̂θ(si) (4.7a)

erfüllt
K+1∑
j=1

xi,j = 1 ∀i ∈ P (4.7b)

Das vorliegende Optimierungsproblem ist jetzt linear und konvex und kann daher
mit einem Linear Integer Program gelöst werden. Im nächsten Schritt wird das
Optimierungsproblem gelöst. Dafür wird ein iterativer Ansatz genutzt, um für die
Actions in |A| die beste Kombination zu finden. Das Ergebnis der l-ten Action-
Kombination ist x̂i,l. Damit kann das finale Linear Integer Program wie in den
Gleichungen 4.8a- 4.8c formuliert werden.
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x̂i,l = argmax
xi∈{0,1}K+1

N∑
i=1

xT
i f̂θ(si) (4.8a)

erfüllt
K+1∑
j=1

xi,j = 1 ∀i ∈ P, (4.8b)

N∑
i=1

xT
i x̂i,m ≤ N − 1 ∀m ∈ {1, . . . , l} \ {l} (4.8c)

Für Maschinen ohne Warteschlange muss noch eine Bedingung hinzugefügt wer-
den, die es nicht erlaubt, dass mehrere FAUFs dieselbe Maschine auswählen (vgl.
Gleichung 4.9).

N∑
i=1

xi,j = 1, ∀j ∈ K (4.9)

4.2.5 Clustering der FAUFs für die dynamische
Terminierung

Da unterschiedliche Fertigungen in der Regel in der Anzahl der Maschinen und
Bauteile voneinander abweichen, muss die in dieser Arbeit entwickelte Methode
für die dynamische Terminierung skalierbar sein. Die Größe des Lösungsraums
nimmt mit steigender Anzahl an Maschinen und/oder Bauteilen exponentiell zu.
Obwohl die MCTS in Kombination mit dem MADQN in einem Lösungsraum
besser gute Actions findet als ohne, ist davon auszugehen, dass die Lösungsqua-
lität bei wachsender Lösungsraumgröße und gleichbleibender Berechnungszeit
abnimmt. In diesem Abschnitt wird daher darauf eingegangen, wie die verschie-
denen FAUFs einzelnen Clustern zugewiesen werden können. Anschließend ist es
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möglich, diese Cluster parallel nach den besten Actions zu durchsuchen. Theore-
tisch lassen sich so beliebig viele Cluster kombinieren, sodass gute Actions auch
in sehr großen Fertigungen gefunden werden können.

4.2.5.1 Ablauf des Clusterings der FAUFs

Das Clustering von FAUFs lässt sich in verschiedene Schritte unterteilen, die
nachfolgend erklärt werden. Ein Überblick über den Ablauf des Clusterings wird
in Abbildung 4.5 aufgezeigt.

Produkt-
Cluster 1

P(𝑠𝑠, 𝑎𝑎)

Action𝑠𝑠

Produkt-
Cluster 2

State𝑡𝑡

Genetischer 
Algorithmus
(Abschnitt 
4.2.5.2)

Clustering
(Abschnitt 4.2.5.3)

MCTS 1
(Abschnitt 4.2.2)

MCTS 2
(Abschnitt 4.2.2)

Rollouts

MADQN
(Abschnitt 4.2.3)

State𝑡𝑡

P(s, 𝑎𝑎)

P(s, 𝑎𝑎)

State𝑡𝑡, 
Action𝑠𝑠

State𝑡𝑡, 
Action𝑠𝑠

Action𝑠𝑠
Cluster 2

Action𝑠𝑠
Cluster 1

Action-
Zusammen-

führung
(Abschnitt
4.2.5.4)

State𝑡𝑡

Fertigung

Abbildung 4.5: Überblick über die einzelnen Schritte des Clusterns der FAUFs im Rahmen der
dynamischen Terminierung

Zuerst wird dafür, wie in Abbildung 4.5 dargestellt, ein State des Factory-
Environments an einen genetischen Algorithmus (vgl. Abschnitt 3.2.3) über-
geben. Ziel ist es eine festgelegte Anzahl von bestmöglichen Fertigungssequenzen
zu erzeugen. Unter einer Fertigungssequenz wird in diesem Zusammenhang ein
kompletter Fertigungsablauf verstanden; d. h., alle FAUFs werden vom aktuellen

91



4 Methode zum Einsatz von RL für die dynamische Fertigungsdurchlaufsteuerung

Fertigungsfortschritt ausgehendweiterbearbeitet, bis sie fertig bearbeitet sind (vgl.
Abbildung 4.6). Dabei durchlaufen die FAUFs die Maschinen, die den jeweiligen
Arbeitsvorgängen im Arbeitsplan zugeordnet sind. Sind alle FAUFs gefertigt, ist
eine Fertigungssequenz abgeschlossen.

FAUF 1, AVO 1

Maschine 3

Maschine 2

Maschine 1

FAUF 2, AVO 1

FAUF 2, AVO 2

FAUF 1, AVO 2

Zeit

Fertigungssequenz

Abbildung 4.6: Sequenzierung der einzelnen FAUF-AVOs zu einer Fertigungssequenz

Die Fertigungssequenzen eines FAUFs unterscheiden sich aufgrund der gewählten
Maschinen und der Fertigungszeiten. So entsteht eine zweite Fertigungssequenz,
wenn ein FAUF z. B. an einer anderen Maschine als in der ersten Fertigungsse-
quenz gefertigt wird, oder sich die Reihenfolge der Warteschlangen ändert. Im
OSSP können daher aufgrund der vielen Freiheitsgrade extrem viele verschiedene
Fertigungssequenzen gebildet werden. Von dieser Menge an Fertigungssequenzen
sind aber nur sehr wenige sinnvoll und führen zu einem Fertigungsergebnis, das
das festgelegte Optimierungsziel erfüllt (vgl. Abschnitt 4.1.3). Ein Clustern aller
Fertigungssequenzen würde ein schlechtes Lösungsergebnis hervorbringen, da die
‚schlechten‘ Fertigungssequenzen zahlenmäßig viel stärker vertreten sind als die
zielführenden. Mit Hilfe des genetischen Algorithmus wird eine festgelegte An-
zahl von Fertigungssequenzen bestimmt, die mit einer hohen Wahrscheinlichkeit
das Fertigungsergebnis im Sinne des Optimierungsziels optimieren (vgl. Abschnitt
4.2.5.2).

Die so ermittelten Fertigungssequenzen können anschließend für das Clustern
(vgl. Abschnitt 4.2.5.3) genutzt werden. Dabei werden Cluster von FAUFs gebil-
det, die über eine möglichst hohe Schnittmenge bzw. Ähnlichkeit verfügen (vgl.
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Abschnitt 2.6.2). FAUFs, die zur gleichen Zeit die gleichen Maschinen benö-
tigen, werden somit in einem Cluster vereint. Die Annahme der Existenz von
FAUFs mit kleinen und großen Schnittmengen lässt sich dadurch begründen, dass
selbst in einer Fertigung, die nur eine Art von Bauteil fertigt, die verschiedenen
FAUFs unterschiedliche Fertigungszustände aufweisen. Das heißt, dass bei eini-
gen FAUFs die Fertigung gerade erst startet und diese FAUFs somit noch viele
Arbeitsvorgänge durchlaufen müssen, die sie eventuell auch noch an verschiede-
nen alternativen Maschinen abarbeiten können. Andere FAUFs sind am Ende der
Fertigung und haben nur noch ein bis zwei Arbeitsvorgänge bis zur Fertigstel-
lung. Die Schnittmenge der FAUFs mit unterschiedlichem Fertigungsfortschritt
ist dementsprechend gering und so können mindestens zwei unabhängige Cluster
gebildet werden.

Anschließend wird für jedes Cluster eine MCTS erzeugt, die von einemMADQN
unterstützt wird - analog zu dem im Abschnitt 4.2.1 vorgestellten Ablauf. Ob-
wohl die Ähnlichkeit der FAUFs clusterübergreifend möglichst gering ist, kann
es dennoch vorkommen, dass zwei unterschiedliche FAUFs aus den beiden Clus-
tern im nächsten Schritt an dieselbe Maschine geschickt werden, weswegen eine
Action-Zusammenführung notwendig ist (vgl. Abschnitt 4.2.5.4).

4.2.5.2 FAUF-Sequenzierung mit Hilfe eines genetischen
Algorithmus

Die Fertigungssequenzerstellung liefert die Grundlage für das nachfolgende Clus-
tern der FAUFs. Die FAUF-AVOs werden bei der Fertigungssequenzerstellung
den frühestmöglichen Start-Zeiten an den Maschinen zugeordnet (vgl. Abbildung
4.6). Da nachfolgend aber nicht dieMaschinen, sondern die FAUFs geclustert wer-
den sollen, müssen die Fertigungssequenzen in FAUF-Sequenzen umgewandelt
werden (vgl. Abbildung 4.7).
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FAUF 1, AVO 1

Maschine 3

Maschine 2

Maschine 1

FAUF 2, AVO 1

FAUF 2, AVO 2

FAUF 1, AVO 2

Zeit

Fertigungssequenz

AVO 1, Maschine 1

FAUF 2

FAUF 1

AVO 1, Maschine 2 AVO 2, Maschine 3

AVO 2, Maschine 2

Zeit

FAUF-Sequenzen FAUF-Sequenz von FAUF 2

Abbildung 4.7: Umwandlung einer Fertigungssequenz in FAUF-Sequenzen

Da die Anzahl an möglichen Fertigungssequenzen und damit auch FAUF-
Sequenzen bei einem OSSP extrem groß wird und der überwiegende Teil der
FAUF-Sequenzen nicht dem Optimierungsziel der Total Lead Time-Optimierung
folgt, müssen zunächst die bestmöglichen FAUF-Sequenzen der Bauteile ermittelt
werden. Die Qualität der ausgewählten FAUF-Sequenzen entscheidet maßgeblich
über die Qualität des Clusterns und hat somit einen großen Einfluss auf die
anschließende Lösungsqualität. In einer Fertigung mit sehr wenigen Maschinen
und Freiheitsgraden ist auch die Anzahl der möglichen Fertigungssequenzen ent-
sprechend gering, sodass es Fälle gibt, bei denen die besten FAUF-Sequenzen
mit einfachen Heuristiken gefunden werden können. Für Fertigungen mit extrem
vielen Freiheitsgraden, bei denen die Anzahl der möglichen Fertigungssequenzen
und damit FAUF-Sequenzen extrem groß ist, kann ein genetischer Algorithmus
gute Fertigungssequenzen bzw. FAUF-Sequenzen ermitteln. Die Ablaufschritte
des genetischen Algorithmus für die FAUF-Sequenzerstellung sind in Abbildung
4.8 dargestellt.
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Abbildung 4.8: Ablauf der FAUF-Sequenzerstellung mittels genetischen Algorithmus

Im ersten Schritt werden zentrale Parameter für den genetischen Algorithmus fest-
gelegt (vgl. Abschnitt 3.2.3). Zunächst wird die Anzahl von Individuen in einer
Population definiert. Individuen entsprechen in der vorliegenden Problemstellung
den unterschiedlichen FAUF-Sequenzen. Zusätzlich wird ein Abbruchkriterium
bestimmt. Im Anschluss daran kann die Population der 1.Generation initialisiert
werden (vgl. Abbildung 4.8). Die Initialisierung erfolgt dabei zufällig und erzeugt
eine festgelegte Anzahl an FAUF-Sequenzen. Die FAUF-Sequenzen werden dann
anhand des Optimierungsziels, also der Total Lead Time-Optimierung, vergli-
chen und eingeordnet. Das Abbruchkriterium ist eine vorher definierte Anzahl
an Generationen, die durchlaufen werden müssen. Ist das Abbruchkriterium nicht
erfüllt, wird eine neue Generation an FAUF-Sequenzen erzeugt. Dafür werden die
besten FAUF-Sequenzen ausgewählt und in die nächste Generation übernommen.
Zusätzlich werden diese FAUF-Sequenzen rekombiniert und mutiert und bilden
so die nächste Generation. Anschließend werden die auf diese Weise neu gebil-
deten FAUF-Sequenzen evaluiert und es wird geprüft, ob das Abbruchkriterium
erfüllt ist. Ist das der Fall, werden die so erzeugten FAUF-Sequenzen der letzten
Generation als Grundlage für das nachfolgende Clustern genutzt. Die Ausgabe der
Rollouts erfolgt anhand der in Abbildung 4.9 dargestellten Daten-Repräsentation.
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Maschinen-ID

[[ 0, 3, 3, 3, 3, nan, nan, nan, nan, 5, 5, 5, 6, 6, …, 4 ],
[ 0, nan, nan, nan, nan, nan, nan, nan, nan, 3, 3, 3, 3, 3, ..., 6 ],

…

[ 9, 6, 6, 3, 3, 3, 3, nan, 2, 6, nan, nan, nan, nan, …, nan ]]
𝑖𝑖0 𝑖𝑖1 𝑖𝑖2 𝑖𝑖3 𝑖𝑖4 𝑖𝑖5 𝑖𝑖6 𝑖𝑖7 𝑖𝑖8 𝑖𝑖9 𝑖𝑖10 𝑖𝑖11 𝑖𝑖12 𝑖𝑖13 𝑖𝑖𝑇𝑇

FAUF-ID Zeitschritte in der 
Fertigung

FAUF-Sequenz für FAUF 0

Abbildung 4.9: Daten-Repräsentation der FAUF-Sequenzen

Jede Zeile des Arrays in Abbildung 4.9 repräsentiert dabei eine FAUF-Sequenz.
In der ersten Spalte werden die FAUF-IDs angegeben. Aufgrund der vielen
Fertigungsablaufmöglichkeiten ergeben sich für jeden FAUF mehrere FAUF-
Sequenzen, weshalb in Abbildung 4.9 die ersten beiden FAUF-Sequenzen dem
FAUF mit der ID 0 zugeordnet sind. Die einzelnen Einträge in einer FAUF-
Sequenz beschreiben entweder dieMaschinen-ID an der der FAUF zumZeitpunkt
i bearbeitet wird, oder beinhalten einen ‚nan‘-Eintrag (en: not a number), wenn
der FAUF transportiert wird oder in einer Warteschlange steht und somit nicht
gefertigt werden kann.

4.2.5.3 Clustern der Rollouts

Die Datengrundlage für das Clustern der FAUFs liefert der im Abschnitt 4.2.5.2
beschriebene genetische Algorithmus. Nachfolgend werden die FAUF-Sequenzen
geclustert (vgl. Abschnitt 2.6). Dafür müssen die FAUF-Sequenzen zunächst auf
ihre zeitliche und räumliche Schnittmenge untersucht werden. Die Ermittlung
der Schnittmenge erfolgt mittels einer Distanz-Metrik (vgl. Abschnitt 2.6.3). An-
schließend werden die FAUF-Sequenzen anhand ihrer Schnittmengen Clustern
zugeordnet. Als letzten Schritt beim Clustern sind nun die FAUFs den Clustern
zuzuweisen.
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Ähnlichkeits-Metrik

Um die FAUFs einzelnen Clustern zuordnen zu können, müssen zunächst die ein-
zelnen FAUF-Sequenzen auf Schnittmengen bzw. Ähnlichkeiten untersucht wer-
den (vgl. Abschnitt 2.6.2). Eine Schnittmenge zwischen mindestens zwei FAUF-
Sequenzen tritt immer dann auf, wennmehrere unterschiedliche FAUFs zur selben
Zeit an derselben Maschine gefertigt werden sollen. In diesem Fall ist auch von
einem Konflikt zu sprechen. In Abbildung 4.10 werden zwei FAUF-Sequenzen
auf Ähnlichkeiten bzw. Konflikte untersucht. Dabei werden zwei Konflikte iden-
tifiziert, da die beiden FAUFs (mit der ID 0 und ID 1) in den entsprechenden
FAUF-Sequenzen zur selben Zeit sowohl Maschine 3 als auch Maschine 5 bele-
gen.

Konflikt
Maschinen-ID

Konflikt

[ 0, 3, 3, 3, 3, nan, nan, nan, nan, 5, 5, 5, 6, 6, …, 4 ]
[ 1, nan, nan, 3, 3, nan, 5, 5, 5, 5, 5, nan, nan, nan, …, 1 ]

𝑖𝑖0 𝑖𝑖1 𝑖𝑖2 𝑖𝑖3 𝑖𝑖4 𝑖𝑖5 𝑖𝑖6 𝑖𝑖7 𝑖𝑖8 𝑖𝑖9 𝑖𝑖10 𝑖𝑖11 𝑖𝑖12 𝑖𝑖13 𝑖𝑖𝑇𝑇

FAUF-ID Zeitschritte in der 
Fertigung

Abbildung 4.10: Konfliktidentifikation zwischen den FAUF-Sequenzen

UmdieÄhnlichkeit der FAUF-Sequenzen festzustellen, wird zunächst die Jaccard-
Metrik bestimmt, die die Ähnlichkeit zweierMengen, im vorliegenden Fall FAUF-
Sequenzen, erfasst (vgl. Abschnitt 2.6.2). Diese Metrik gibt den sogenannten Ab-
stand zweier FAUF-Sequenzen an. Die einzelnen Einträge der FAUF-Sequenzen
müssen für die Berechnung der Jaccard-Metrik zunächst umgeformtwerden. Ohne
diese Umformung der FAUF-Sequenzen würden bei der Ermittlung der Jaccard-
Metrik zeitunabhängige Schnittmengen zwischen den FAUF-Sequenzen gefun-
den werden, wenn z. B. zwei FAUFs innerhalb der FAUF-Sequenzen dieselbe
Maschine nutzen - unabhängig davon, ob es eine zeitliche Überlappung gibt. Aus
diesem Grund müssen die Werte der FAUF-Sequenzen-Einträge auch eine zeitli-
che Komponente beinhalten. Formel 4.10 beschreibt die Berechnung des neuen
FAUF-Sequenz-Werts V neu

t zum Zeitschritt it.
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V neu
t = iT · Vt + it (4.10)

Der nicht angepasste FAUF-Sequenz-Eintrag zum Zeitpunkt it wird mit Vt an-
gegeben. Die komplette Makespan der FAUF-Sequenz wird als iT definiert. Mit
Hilfe der Formel 4.10 werden neue FAUF-Sequenz-Einträge für alle Einträge be-
rechnet, die kein ‚nan‘ beinhalten. Mit der Jaccard-Metrik kann nachfolgend die
Ähnlichkeit der einzelnen FAUF-Sequenzen in einer Matrix ausgegeben werden
(vgl. Abbildung 4.11).

Abbildung 4.11: Jaccard-Distanz zwischen den einzelnen FAUF-Sequenzen
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Auf der X- und Y-Achse in Abbildung 4.11 sind jeweils alle FAUF-Sequenzen
(in diesem Beispiel 150 Stück) abgebildet. Die Distanz zweier FAUF-Sequenzen
zueinander kann über die Farbe der entsprechenden Koordinateneinträge abgele-
sen werden. Je größer die Schnittmenge zwischen den FAUF-Sequenzen ist, desto
dunkler wird das entsprechende Feld in der Matrix dargestellt. Im nächsten Schritt
werden die so ermittelten Ähnlichkeiten der einzelnen FAUF-Sequenzen für die
Clustererstellung genutzt.

Clustering-Algorithmus

Nach der Berechnung der Ähnlichkeit bzw. der Distanz der einzelnen FAUF-
Sequenzen zueinander findet im nächsten Schritt das Clustering der FAUF-
Sequenzen statt (vgl. Abschnitt 2.6.3). Das hierarchisch-agglomerative Cluster-
verfahren ermöglicht das Clustern der FAUF-Sequenzen, ohne wie bei anderen
Clusterverfahren, einen Startpunkt für das Clustern zu definieren oder die Clus-
teranzahl bereits vor dem Clustern festlegen zu müssen. Jede FAUF-Sequenz wird
zu Beginn des hierarchisch-agglomerativen Clusterverfahrens als einzelnes Clus-
ter betrachtet. Zwischen den einzelnen Clustern wird dann die Distanz berechnet
und Cluster, die eine geringe Distanz zueinander aufweisen, werden zu einem
Cluster zusammengeführt. Dieser Vorgang wird so lange wiederholt, bis ein Clus-
ter mit allen FAUF-Sequenzen erreicht ist. Das Ergebnis dieses Clusterverfahrens
kann in einem Dendrogramm abgebildet werden (vgl. Abbildung 4.12).
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Abbildung 4.12: Hierarchisch-agglomeratives Clustern der FAUF-Sequenzen

Auf der X-Achse in Abbildung 4.12 sind die entsprechenden FAUF-Sequenzen
angeordnet. Zur besseren Veranschaulichung sind die untersten Ebenen des Den-
drogramms nicht dargestellt. Das führt dazu, dass in diesem Schaubild die FAUF-
Sequenzen bereits teilweise zusammengefasst sind. Einzelne FAUF-Sequenzen
werden auf der X-Achse mit ihrer FAUF-Sequenz-Nummer gekennzeichnet. Wur-
den FAUF-Sequenzen bereits zu Clustern zugeordnet, gibt eine Zahl in Klammern
die Anzahl der FAUF-Sequenzen in diesem Cluster an. Die Y-Achse in Abbil-
dung 4.12 gibt die Distanzgrenze an, ab der FAUF-Sequenzen zusammengefasst
werden. Je größer die Distanzgrenze ist, desto mehr FAUF-Sequenzen werden
zusammengefasst.

Im nächsten Schritt wird die optimale Anzahl an Clustern mittels des Silhouetten
Indexes bestimmt (vgl. Abschnitt 2.6.4). Dafür wird für die verschiedenen An-
zahlen an Clustern der jeweilige Silhouetten Index berechnet. Die Cluster-Anzahl
mit dem höchsten Silhouetten Index besitzt die beste Aufteilung. In den nachfol-
genden Schritten werden die so ermittelten Cluster für die Feststellung der besten
Actions für die verschiedenen FAUFs genutzt.
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FAUF-Zuordnung zu entsprechendem Cluster

Nachdem die verschiedenen FAUF-Sequenzen einzelnen Clustern zugeordnet
sind, müssen nachfolgend die FAUFs den Clustern zugewiesen werden. Da für
jeden FAUF mehrere FAUF-Sequenzen ermittelt wurden, sind die unterschiedli-
chen FAUF-Sequenzen eines FAUFs mehreren Clustern zuordenbar - das Bauteil
bzw. der FAUF selbst kann aber letztlich nur einem Cluster zugeteilt werden.
Um nun das entsprechende Bauteil einem Cluster zuzuordnen, wird die Anzahl
der FAUF-Sequenzen eines FAUFs in jedem Cluster aufsummiert und mit den
anderen Clustern verglichen (vgl. Abbildung 4.13).

𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹0 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹1 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹2 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹3 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹4 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹5 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹6 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹7 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹8 𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹9
Cluster 1: 10 11 12 12 9 3 5 0 0 1
Cluster 2: 3 1 1 0 3 12 10 14 15 12

Cluster 3: 2 3 2 3 3 2 0 1 0 2

[ 1, 1, 1, 1, 1 ], [ 2, 2, 2, 2, 2 ], [    ] 

Cluster 1 Cluster 2 Cluster 3

Cluster-Zuordnung:

Abbildung 4.13: Zuordnung der FAUF-Sequenzen zu den entsprechenden Clustern

So werden zehn FAUF-Sequenzen für FAUF0 dem Cluster 1, drei dem Cluster 2
und zwei dem Cluster 3 zugeordnet. Da die meisten Rollouts für Bauteil FAUF0

demCluster 1 zugerechnet werden, wird das Bauteil bzw. der FAUF demCluster 1
zugeteilt - analog dazuwerden auch die anderen Bauteile den Clustern zugeordnet.
Daraus ergeben sich für die zehn Bauteile zwei Cluster, wobeiFAUF0−FAUF3

Cluster 1 und FAUF4 − FAUF9 Cluster 2 zugewiesen werden. Dem dritten
Cluster wird in diesem Beispiel kein Bauteil zugeordnet. Anschließend wird für
jedes Cluster ein Array erstellt und damit zuletzt jeweils eine MCTS initialisiert.

4.2.5.4 Action-Zusammenführung

Nach der Zuordnung der FAUFs zu den einzelnen Clustern müssen im nächs-
ten Schritt die gewählten Actions der einzelnen Cluster-MCTS zusammengeführt
werden. Da die Cluster-MCTS bei der Auswahl der besten Actions nur die im
Cluster befindlichen FAUFs betrachtet, kann es vorkommen, dass FAUFs von
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unterschiedlichen Clustern gleichzeitig an dieselbe Maschine geschickt werden
sollen. Aus diesem Grund werden alle Actions der Cluster-MCTS zusammenge-
führt und auf mögliche Konflikte überprüft. Wird ein Konflikt identifiziert, z. B.
wenn zwei FAUFs zur selben Zeit an einer Maschine bearbeitet werden sollen,
wird dieser wie in Abbildung 4.14 gezeigt gelöst.
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[1 , 5 , 2 , H , 4] 
[1 , 2 , H , 4 , 3]
[1 , 6 , H , 4 , 2] 

1 - Action-Matrix Cluster 1

[4 , 6 , 1 , 3 , H]
[4 , 6 , 5 , H , 2]
[4 , H , 5 , 3 , 2] 

Konflikt-Liste: [[1,[0,7]], [4,[4,5]]] 

[1 , 5 , 2 , H , 4 , 4 , 6 , 1 , 3 , H] 

[H , 5 , 2 , H , H , 4 , 6 , 1 , 3 , H] 

3 - Konfliktlösung

𝑀𝑀1 𝑀𝑀2 𝑀𝑀3 𝑀𝑀4 𝑀𝑀5 𝑀𝑀6

𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹0
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹1
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹2
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹3
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹4
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹5
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹6
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹7
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹8
𝐹𝐹𝐹𝐹𝐹𝐹𝐹𝐹9

[[0.22, 0.73, 0.05, 0.91, 0.27, 0.22],
[0.80, 0.55, 0.84, 0.73, 0.37, 0.70],
[0.22, 0.25, 0.74, 0.11, 0.98, 0.18],
[0.54, 0.51, 0.11, 0.14, 0.76, 0.77],
[0.70, 0.86, 0.55, 0.52, 0.04, 0.81],
[0.82, 0.97, 0.55, 0.98, 0.41, 0.08],
[0.87, 0.83, 0.39, 0.11, 0.52, 0.16],
[0.50, 0.01, 0.75, 0.86, 0.83, 0.11],
[0.09, 0.86, 0.98, 0.62, 0.67, 0.22],
[0.86, 0.66, 0.96, 0.54, 0.75, 0.80]]

𝑠𝑠𝑡𝑡
MADQN-
Wahrscheinlichkeiten

[1 , 2 , H , 4 , 3 , 4 , 6 , 5 , 3 , H] 
[1 , 6 , H , 4 , 2 , 4 , 6 , 5 , 3 , H] 
[1 , 5 , 2 , H , 4 , 4 , 6 , 1 , H , 2] 
[1 , 2 , H , 4 , 3 , 4 , 6 , 5 , H , 2] 
[1 , 5 , H , 4 , 2 , 4 , 6 , 5 , H , 2] 
[1 , 5 , 2 , H , 4 , 4 , H , 1 , 3 , 2] 
[1 , 2 , H , 4 , 3 , 4 , H , 5 , 3 , 2] 
[1 , 6 , H , 4 , 2 , 4 , H , 5 , 3 , 2] 

2 - Gesamtmatrix

[1 , 5 , 2 , H , 4 , 4 , 6 , 1 , 3 , H] 

3.24
3.72
4.54
2.67
3.40
3.05
3.49
3.67
4.60

4 – Konfliktfreie Gesamtmatrix

[H , 5 , 2 , H , H , 4 , 6 , 1 , 3 , H] 
[1 , 2 , H , H , H , 4 , 6 , 5 , 3 , H] 
[1 , 6 , H , H , 2 , 4 , H , 5 , 3 , H] 
[H , 5 , H , H , H , 4 , 6 , 1 , H , 2] 
[1 , H , H , H , 3 , 4 , 6 , 5 , H , 2] 
[1 , H , H , H , 2 , 4 , 6 , 5 , H , H] 
[H , 5 , H , H , H , 4 , H , 1 , 3 , 2] 
[1 , H , H , H , H , 4 , H , 5 , 3 , 2] 
[1 , 6 , H , H , 2 , 4 , H , 5 , 3 , H] 
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1 - Action-Matrix Cluster 2 
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Abbildung 4.14: Action Zusammenführung

Im ersten Schritt werden in Abbildung 4.14 die Action-Matrizen der einzelnen
Cluster-MCTS zu einer Gesamtmatrix zusammengeführt. Die daraus resultieren-
de Gesamtmatrix beinhaltet alle FAUFs und alle gewählten Actions. Jede Zeile
der Gesamtmatrix enthält Actions für alle FAUFs. Die grau hinterlegten Einträ-
ge sind Konflikte. So sollen in der ersten Zeile gleichzeitig zwei FAUFs jeweils
an Maschine 1 und 4 bearbeitet werden. Diese zwei Konflikte werden im drit-
ten Schritt gelöst. Dafür wird eine Konflikt-Liste erzeugt, in der die betroffene
Maschine und die betroffenen FAUFs aufgelistet sind. Im Fall von Maschine 1
sind die betroffenen FAUFs 0 und 7, was einen Listeneintrag der Form [1,[0,7]]
bedeutet. Für die beiden FAUFs 0 und 7 wird in der Wahrscheinlichkeits-Matrix
des MADQNs die Eignungswahrscheinlichkeit an der Maschine 1 verglichen. Die
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4.2 Fertigungsdurchlaufsteuerung mit RL

Wahrscheinlichkeits-Matrix desMADQNs beinhaltet alleMaschinen und FAUFs.
Für jede Kombination aus Maschine und FAUF wird darin die Eignungswahr-
scheinlichkeit angegeben, ob die spezielle Kombination im Sinne des Optimie-
rungsziels zu einer guten Gesamtlösung führen wird. Die Wahrscheinlichkeiten
der FAUFs 0 und 7, anMaschine 1 ein gutes Gesamtergebnis herbeizuführen, sind
unterschiedlich. Bei FAUF0 beträgt die Wahrscheinlichkeit 22%, bei FAUF7

beläuft sie sich auf 50%. Weil die Wahrscheinlichkeit, dass FAUF7 an Maschine
0 zu einem guten Gesamtergebnis führt, höher ist wird FAUF7 an Maschine 1
bearbeitet und FAUF0 wird auf H wie ‚hold‘ (de: warten) gesetzt. Das bedeu-
tet, dass FAUF0 als zweites bearbeitet wird. Das Lösen der Konflikte geschieht
analog für jede Zeile der Gesamtmatrix. Im letzten Schritt werden die einzelnen
Zeilen der konfliktfreien Gesamtmatrix untereinander verglichen. Jede Zeile bein-
haltet Actions für alle FAUFs und die Zeilen unterscheiden sich voneinander. Um
herauszufinden, welche der Zeilen die beste Action-Kombination besitzt, werden
wieder die MADQN Wahrscheinlichkeiten herangezogen. Die Wahrscheinlich-
keiten der einzelnen Actions an den jeweiligen Maschinen werden aufaddiert. Die
Zeile mit der höchsten Summe besitzt somit auch die höchste Wahrscheinlichkeit,
ein gutes Gesamtergebnis herbeizuführen. Die so ausgewählten Actions können
dann in die Fertigung zur Ausführung gegeben werden.

4.2.6 Trainingsframework zur Verbesserung der
Generalisierungsfähigkeit

Wie in den Abschnitten 4.1.2 und 3.3 beschrieben, muss die Methode für die
dynamische Terminierung über die Möglichkeit zur Generalisierung verfügen.
Beim Training des MADQNs (vgl. Abschnitt 4.2.3) können aus zeitlichen Grün-
den nicht alle möglichen Störungsszenarien betrachtet werden. Die verschiedenen
Störungsszenarien unterscheiden sich u. a. anhand folgender Eigenschaften:

• Störungszeitpunkt

• Störungsdauer
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• Störungsanzahl

• betroffene Maschine

• Bearbeitungsfortschritt der einzelnen FAUFs

• aktuelle Position der einzelnen Bauteile in der Fertigung

Sollen alle potenziellen Störungsszenarien betrachtet werden, muss jede mögli-
che Kombination der Störungseigenschaften ermittelt und für das Training des
MADQNs genutzt werden. Nachfolgend wird ein Trainingsframework vorgestellt,
das die starke Generalisierungsfähigkeit (vgl. Abschnitt 2.4.4) des MADQNs
ausnutzt, sodass nur ausgewählte Störungsszenarien beim Training berücksich-
tigt werden müssen. Die Lösungsqualität der beim Training nicht betrachteten
Störungsszenarien soll dabei trotzdemmaximiert werden. Eine grundlegende Un-
terscheidung der Störungsszenarien ist in Tabelle 4.1 dargestellt.

Tabelle 4.1: Einordnung der unterschiedlichen Störungsszenarien

Gestörte Maschine
Maschine 1 Maschine 2 . . . Maschine K

Störungs-
zeitpunkt

t0 Szenario 1,0 Szenario 2,0 . . . Szenario K,0
t1 Szenario 1,1 Szenario 2,1 . . . Szenario K,1
t2 Szenario 1,2 Szenario 2,2 . . . Szenario K,2
. . . . . . . . . . . . . . .
tT Szenario 1,T Szenario 2,T . . . Szenario K,T

Die Störungen treten darin zu verschiedenen Zeitpunkten t ∈ {0, 1, . . . , T} an
verschiedenen Maschinen auf. Daraus ergibt sich ein Netzwerk aus Störungssze-
narien, bei dem jedes einzelne Szenario eindeutig beschreibbar ist. Die Abstände
der Störungszeitpunkte t können dabei frei gewählt werden. Beim Training des
MADQNs werden die definierten Störungsszenarien mehrfach in einer zufälli-
gen Reihenfolge durchlaufen. Das MADQN kann so eine Policy (vgl. Abschnitt
2.4.4) lernen, die alle die trainierten Szenarien nahezu optimal löst. Aufgrund
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der Ähnlichkeit der verschiedenen Szenarien ist davon auszugehen, dass die Trai-
ningszeit nicht linear mit der Anzahl an Störungsszenarien zunimmt. Somit wird
sichergestellt, dass möglichst viele Störungsszenarien beim Training betrachtet
werden können. Treten nach dem Training Störungen zu Zeitpunkten zwischen
den trainierten Störungszeitpunkten auf, kann das MAQDN aufgrund seiner Ge-
neralisierungsfähigkeit auch zu diesen Zeitpunkten eine nahezu optimale Lösung
finden.

Die die in Tabelle 4.1 dargestellten Störungsszenarien sind deterministisch; d. h.,
sowohl Störungsdauer als auch Störungszeitpunkt sind festgelegt und weichen
beim Training nicht von den festgelegten Werten ab. Eine derart antrainierte Po-
licy erzielt bei der dynamischen Terminierung die besten Ergebnisse, wenn die
reale Störungsdauer und der reale Störungszeitpunkt mit den Trainingswerten
übereinstimmen. In der Realität unterliegen diese Werte aber einer stochasti-
schen Verteilung. Auch das kann beim Training des MADQNs berücksichtigt
werden. Störungsszenarien, bei denen Maschinen ausfallen, die eine hohe Aus-
fallwahrscheinlichkeit besitzen, werden beim Training häufiger durchlaufen als
Störungsszenarien von Maschinen mit einer geringen Ausfallwahrscheinlichkeit.
Damit haben Störungsszenarien von Maschinen mit einer hohen Ausfallwahr-
scheinlichkeit einen stärkeren Einfluss auf die gelernte Policy, was in diesen
Fällen zu besseren Terminierungsergebnissen führt. Auch die Störungsdauer un-
terliegt einer stochastischen Verteilung. Ausgehend von der durchschnittlichen
Störungsdauer kann eine Standardabweichung festgelegt werden, sodass sich die
Störungsszenarien auch in ihrer Störungsdauer unterscheiden.

Das beschriebene Training mit einer zufälligen Reihenfolge an Störungsszenari-
en kann grundsätzlich beliebig erweitert werden. So wäre es möglich, Störungen
anhand ihrer Störungsdauer in verschiedene Klassen zu unterteilen. Diese Stö-
rungsklassen könnten beimTraining zusätzlich berücksichtigt werden, um das Ter-
minierungsergebnis zu verbessern. In der Validierung wird dieser Fall aber nicht
aufgegriffen, da dafür die voraussichtliche Störungsdauer mit Eintritt der Störung
bekannt sein muss. Die Störungsszenarien lassen sich grundsätzlich mit weite-
ren, anwendungsspezifischen Parametern anpassen, was jedoch die Trainingszeit
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verlängert. Da sowohl die zur Verfügung stehende Trainingszeit als auch die An-
zahl der anwendungsspezifischen Störungsparameter stark vom Anwendungsfall
abhängen, kann hier kein allgemeingültiges Trainingsframework definiert werden.
In der Validierung (vgl. Abschnitt 5) wird das Trainingsframework anhand der in
diesem Kapitel beschriebenen Störungseigenschaften untersucht.

4.3 Zusammenfassung/Fazit

Die in diesem Kapitel entwickelte Methode soll die in Abschnitt 3.3 definierten
Anforderungen einer Terminierung der flexiblen Fertigung erfüllen. Da in derMe-
thode ein Multi-Agenten-Ansatz angewendet wird, ist auch eine Kombinationen
der Actions der verschiedenen Agenten notwendig. Dafür wird die sogenannte
‚Action-Combination‘-Methode eingeführt (vgl. Abschnitt 4.2.4). Um auch kom-
plexe Optimierungsproblemewie das OSSP lösen zu können, findet ein Clustering
der FAUFs statt (vgl. Abschnitt 4.2.5). Dabei wird ein großes Optimierungspro-
blem mit vielen FAUFs in kleinere Sub-Probleme mit weniger FAUFs aufgeteilt,
die leichter und besser zu lösen sind. Die vorgestellte Methode schließt damit die
in Tabelle 3.3 definierte Forschungslücke vollumfänglich.

Das Zusammenwirken der verschiedenen Methoden verfolgt das Ziel, eine ro-
buste dynamische Terminierung einer flexiblen Fertigung zu ermöglichen. Bei
der Terminierung wird im Rahmen der vorliegenden Arbeit die Total Lead Time
minimiert (vgl. Abschnitt 4.1.3). Die entwickelte Methode arbeitet domänen-
unabhängig und ist somit auch dazu in der Lage, andere Optimierungsziele zu
verfolgen. So ist z. B. eine Optimierung des Energieverbrauchs bzw. eine Mi-
schung aus Total Lead Time- und Energieverbrauchsminimierung möglich. Im
nachfolgenden Kapitel wird die vorgestellte Methode validiert. Ob die Metho-
de die Anforderungen an eine dynamische Terminierung erfüllt, wird dafür in
verschiedenen Validierungsläufen geprüft.
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Nachfolgend wird die in Kapitel 4 entwickelte Methode anhand der in Abschnitt
3.3 definierten Anforderungen an eine dynamische Terminierung einer flexiblen
Fertigung in verschiedenen Validierungsszenarien auf ihre Anwendbarkeit über-
prüft. Die Validierungen erfolgen sowohl in einem theoretischen, Open-Shop-
Environment (vgl. Abschnitt 5.2) als auch in einer realen Fertigung (vgl. Abschnitt
5.3).

5.1 Definition der Validierungsumgebung

In diesemAbschnitt wird die Validierungsumgebung der in Kapitel 4 vorgestellten
Methode definiert. Die entwickelte Methode macht sich die Funktionsprinzipien
des Reinforcement Learnings zu nutze und interagiert mit einem Fertigungs-
Environment, das in den folgenden Unterkapiteln erläutert wird.

5.1.1 FAUF-Agenten

Wie in Abschnitt 2.4.4 beschrieben, lernt ein Agent über die Interaktionmit einem
Environment ein zielführendes Verhalten. Für die dynamische Terminierung wird
jedem FAUF ein Agent zugewiesen; d. h., mehrere dieser FAUF-Agenten bewegen
sich gleichzeitig in einem Fertigungs-Environment (vgl. Abschnitt 5.1.2) mit dem
Ziel, ihre Fertigung so schnell wie möglich abzuschließen. Die FAUF-Agenten
bekommen dafür einen Fertigungs-State (vgl. Abschnitte 2.4.4 und 5.1.2) und
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entscheiden auf Grundlage dessen, welche Maschine sie für den nächsten Bear-
beitungsschritt anfahren. Ein FAUF-Agent kann in dem Fertigungs-Environment
verschiedene Zustände annehmen, wie im Zustandsdiagramm in Abbildung 5.1
dargestellt.

MOVING

per t: decrement moving
time

PROCESSING

per t: decrement pro-
cessing time

JUST_FINISHED

per t: set machine history

WAITING

per t: update waiting time
per t: get Action

OUT_OF_FACTORY

per t: get Action

[get Agents Action]

[get Agents Action]

[alle FAUF-Agenten
sind produziert]

[FAUF-Agent hat
nicht alle AVOs

durchlaufen]

[waiting_time == 0][processing_time == 0]

[alle AVOs wurden
abgeschlossen]

[moving_time == 0 and 
queue length == 0]

Die Actions des FAUF-Agenten
werden ingoriert

state machine: FAUF [While T <= MAX_TIME_STEPS]

[moving_time == 0 and 
queue length > 0]

Abbildung 5.1: Zustandsdiagramm der Klasse ‚FAUF‘

Bevor ein FAUF-Agent mit der Fertigung beginnen kann, ist dieser im Zustand
OUT_OF_Factory (de: außerhalb der Fertigung). Ist die Fertigung für diesen
FAUF-Agenten freigegeben, ermittelt dieser für jeden Zeitschritt t eine Action, in
dem Fall eine Maschine, die er als nächste anfahren möchte. Nachdem der Agent
sich für eine Maschine entschieden hat, ändert sich sein Zustand zu MOVING
(de: in Bewegung), da das Bauteil nun zur ausgewählten Maschine transportiert
wird. Die Transportzeit ist Bestandteil des Fertigungs-Environments (vgl. Ab-
schnitt 5.1.2). Während des Transports kann sich der FAUF-Agent nicht für eine
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andere Maschine entscheiden. Ist der Transport beendet und das Bauteil somit
der entsprechenden Maschine übergeben worden, muss zwischen einer Maschine
mit leerer bzw. ohne Warteschlange und Maschinen mit gefüllten Warteschlangen
unterschieden werden. Ist eine Warteschlange vorhanden, ordnet sich der FAUF-
Agent in diese ein. Er hat jetzt die Möglichkeit in jedem Zeitschritt t eine andere
Maschine auszuwählen und die Warteschlange zu verlassen oder weiter zu war-
ten. Ist die waiting_time (de: Wartezeit) == 0, findet die Fertigung des FAUFs
statt - der FAUF-Agent wechselt in den Zustand PROCESSING (de: Bearbeitung).
Während der Fertigung kann ein FAUF-Agent nicht zu einer anderen Maschine
wechseln bzw. den Fertigungsprozess stoppen. Ist die Fertigung abgeschlossen,
geht der FAUF-Agent in den Zustand JUST_Finished (de: gerade beendet) über
und wählt von dort die nächste Action bzw. Maschine aus, zu der der FAUF-
Agent hin transportiert werden muss. Wurden alle AVOs des FAUFs durchlaufen,
wechselt der FAUF-Agent wieder in den Zustand OUT_OF_Factory.

5.1.2 Fertigungs-Environment

Wie in Abschnitt 2.4.4 dargelegt, ist die Interaktion eines Agenten mit einem
Environment elementarer Bestandteil des RLs. Für die dynamische Terminie-
rung wird ein Environment benötigt, das unter anderem die Maschinen sowie
auch Arbeitspläne und Transport-, Rüst- und Fertigungszeiten abbilden kann (vgl.
Abschnitt 4.1.2).

Prozessbedingte Zeiten

Prozessbedingte Zeiten sind Transport-, Rüst- und Fertigungszeiten. Diese Zeiten
werden in FormvonMatrizen innerhalb des Fertigungs-Environments beschrieben
(vgl. Abbildung 5.2).
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M1 M2 M3 M4 M5

M1 [[0 3 2 4 6]
M2 [3 0 3 2 4]

M3 [2 3 0 5 4]

M4 [4 2 5 0 2]

M5 [6 4 4 2 0]]

A) Transportzeit-Matrix

FAUF1 FAUF2 FAUF3 FAUF4 FAUF5

M1 [[20 15 23 20 16]
M2 [16 23 30 25 6]

M3 [10 25 8 20 4]

M4 [25 16 23 20 14]

M5 [19 26 13 16 23]]

B) Fertigungszeit-Matrix

Abbildung 5.2: Beispiel: Prozessbedingte Zeiten in Matrixform

Die inAbbildung 5.2 dargestelltenMatrizen zeigen einBeispiel einer Transportzeit-
und Fertigungszeit-Matrix in einem Fertigungs-Environment mit fünf Maschinen
und fünf FAUF-Agenten bzw. Bauteilen. Die Rüstzeit kann als Bestandteil der
Fertigungszeit angenommen werden, wenn die Rüstzeit nach jedem Bauteil an-
fällt. In diesem Fall ist eine separate Rüstzeit-Matrix nicht zwingend notwendig.
Hängt die Rüstzeit von dem zuvor auf der Maschine gefertigten FAUF ab, ist eine
Rüstzeit-Matrix erforderlich, aus der die Rüstzeitabhängigkeiten der verschiede-
nen FAUFs bzw. FAUF-Typen hervorgehen. Die prozessbedingten Zeiten werden
abgefragt, wenn ein FAUF-Agent einen entsprechenden Zustand annimmt. Ist
der Zustand des FAUF-Agenten z. B. MOVING (vgl. Abbildung 5.1), wird die
Transportzeit aus der Transportzeit-Matrix entnommen und heruntergezählt (vgl.
Abbildung 5.1.1).

Observation Space

Der State des Fertigungs-Environments setzt sich aus der Gesamtheit der Maschi-
nenzustände, der Fertigungsfortschritte der FAUFs und der Warteschlangenbele-
gungen zusammen. Die einzelnen FAUF-Agenten bekommen nicht den gesamten
State übermittelt, sondern einen sogenannten Observation Space (de: Beobach-
tungsraum), der für jeden FAUF-Agenten individuell ist. Der Observation Space
besteht aus einem Array, das in sieben Bereiche unterteilt werden kann, bei denen
jeder Eintrag einen Wert zwischen 0 und 1 annimmt (vgl. Abbildung 5.3).
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([0.2, 0.66, 0.8, 0.6, 0.07, 1. , 0. , 0. , 1. , 0. , 1. , 0. , 0.12, 0.2, 0.16])

Information Interpretation

FAUF-ID 1 bei 5 FAUFs

Priorität 2 von 3

Status 4 (PROCESSING) von 5

Maschine 3 von 5

Zeitschritt 25

Maschinen für den 
nächsten AVO Maschine 1 oder 4 von 5

Warteschlangen Verbleibende Wartezeit an 
jeder Maschine

Observation Space

Abbildung 5.3: Beispiel: Observation Space in einem Environment mit fünf FAUFs und fünf Ma-
schinen

An erster Stelle des Observation Spaces in Abbildung 5.3 steht die FAUF-ID. Die
FAUF-ID ist eindeutig und wird auf einen Wert zwischen 0 und 1 normalisiert.
Bei fünf FAUFs werden die FAUF-IDs in Abständen von 0,2 bis 1 codiert. Als
zweiter Eintrag folgt die FAUF-Priorität. Diese wird auch normalisiert, wobei
der FAUF mit der höchsten Priorität den Wert 1 besitzt. Theoretisch können so
beliebig viele unterschiedliche Prioritäten abgebildet werden. Im vorliegenden
Beispiel hat der FAUF die Priorität 2 von 3. Der aktuelle Status des FAUFs
wird mit dem dritten Eintrag übergeben. Bei fünf Maschinen entspricht 0,8 dem
Zustand PROCESSING (vgl. Abbildung 5.1). Der vierte Eintrag beschreibt die
aktuelle Maschine, an der sich der FAUF befindet. Der aktuelle Zeitschritt wird
im fünften Eintrag des Observation Spaces abgebildet. An sechster Stelle folgt der
sogenannte Action-Vektor. Dem FAUF-Agenten wird hiermit vorgegeben, welche
Maschinen für den nächsten AVO zur Verfügung stehen. Maschinen, die mit
einer 1 gekennzeichnet sind, können ausgewählt werden. Mit einer 0 markierte
Maschinen stehen aufgrund einer Störung oder der Voraussetzungen des AVOs
nicht zur Verfügung. Die siebte Information im Observation Space ist die Länge
aller Warteschlangen. Diese Information spielt bei der Auswahl der nächsten
Maschine eine wesentliche Rolle - grundsätzlich ist es das Ziel, die Total Lead
Time (vgl. Abschnitt 4.1.3)zu minimieren, weshalb die FAUF-Agenten bevorzugt
Maschinen mit einer niedrigeren Wartezeit anfahren.
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Arbeitspläne der FAUFs

Die FAUF-Agenten können über ihre FAUF_ID eindeutig identifiziert werden und
entscheiden aufgrund des Fertigungsstatus, zuwelcherMaschine sie für den nächs-
ten AVO transportiert werden möchten. Neben dem Fertigungsstatus ist bei der
Maschinenauswahl auch der Arbeitsplan des entsprechenden Bauteils ausschlag-
gebend (vgl. Abschnitt 2.2.2). Der Arbeitsplan definiert die Abarbeitungsreihen-
folge der AVOs und die für den jeweiligen AVO zur Verfügung stehendenMaschi-
nen inklusive Rüst- und Fertigungszeiten. Innerhalb des Fertigungs-Environments
wird der Arbeitsplan wie in Abbildung 5.4 dargestellt repräsentiert.

AVO_10

AVO_ID: 10

FAUF_ID: 42

Children: [ AVO_20 ]

Parent: [ ]

machine_time_assignment:
{
    1:5,
    3:4
}

AVO_20

AVO_ID: 20

FAUF_ID: 42

Children: [ AVO_30 ]

Parent: [ AVO_10 ]

machine_time_assignment:
{
    5:3,
    3:7,
    2:4
}

AVO_30

AVO_ID: 30

FAUF_ID: 42

Children: [ AVO_20]

Parent: [ AVO_40 ]

machine_time_assignment:
{
    2:5
}

AVO_80

AVO_ID: 80

FAUF_ID: 42

Children: [ AVO_70 ]

Parent: [ AVO_90 ]

machine_time_assignment:
{
    6:5,
    7:4
}

AVO_90

AVO_ID: 90

FAUF_ID: 42

Children: [ ]

Parent: [ AVO_80 ]

machine_time_assignment:
{
    2:5,
    5:4,
    6:5
}

Abbildung 5.4: Beispiel: Repräsentation eines Arbeitsplans mit unterschiedlichen AVOs und alterna-
tiven Maschinen
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Im Beispiel aus Abbildung 5.4 durchläuft ein FAUF mit der ID 42 die AVOs
10 bis 90. Jeder AVO hat eine eindeutige ID und beinhaltet Informationen über
Children (de: Kinder), Parents (de: Eltern) und die für diesen AVO zur Verfü-
gung stehenden Maschinen. Die Children definieren einen oder mehrere AVOs,
die abgeschlossen sein müssen, um den aktuellen AVO auszuführen. AVOs, die
auf den aktuellen AVO folgen, werden als Parents bezeichnet. Der erste AVO
(AVO_10) besitzt keinen vorhergehenden AVO und analog dazu besitzt der letzte
AVO (AVO_90) keinen Nachfolger. Da die AVOs in Abbildung 5.4 jeweils nur
ein Child und ein Parent aufweisen, gibt es laut diesem Arbeitsplan keine Mög-
lichkeit, die Abarbeitungsreihenfolge der AVOs zu ändern. Es besteht aber die
Option mehrere Children und Parents zu definieren, woraus ein Netzwerk mit un-
terschiedlichen Abarbeitungsreihenfolgen resultiert (vgl. Abschnitt 2.2.3). Jedem
AVO sind Maschinen und deren Fertigungszeiten als machine_time_assignment
zugeordnet. Der AVO_30 kann beispielsweise nur auf Maschine zwei gefertigt
werden und benötigt fünf Zeitschritte für die Bearbeitung. Analog dazu können
AVOs auch auf mehreren Maschinen abgearbeitet werden, die sich aber in ihrer
Bearbeitungszeit unterscheiden.

5.2 Validierung der Methode an einem OSSP

Mit der in Kapitel 4 entwickelten Methode wird nachfolgend das OSSP gelöst.
Dafür wird das für die Validierung genutzte OSSP zunächst definiert. Anschlie-
ßend folgt die Validierung der Methode anhand verschiedener Kriterien und in
unterschiedlichen Versuchsaufbauten.

5.2.1 Voraussetzungen für die OSSP-Validierung

Umdas OSSP zu lösen, muss jedes Bauteil jedeMaschine besucht haben (vgl. Ab-
schnitt 2.3.1). Nachfolgende Validierungen werden, wenn nicht anders angegeben,
in einem 4× 10 Fertigungs-Environment mit K = vier Maschinen und P = zehn
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FAUFs durchgeführt. Die Maschinen besitzen, wie in Tabelle 5.1 aufgeführt, von-
einander abweichende Bearbeitungszeiten. Die Bearbeitungszeiten unterscheiden
sich maximal um den Faktor zehn, sodass für diesen Fall kein sinnvoll taktge-
steuerter Fertigungsprozess möglich ist. Zusätzlich werden in den nachfolgenden
Validierungsbeispielen unterschiedliche Transportzeiten berücksichtigt (vgl. Ta-
belle 5.2). Die Rüstzeiten der Maschine werden als Teil der Bearbeitungszeit
angesehen und sind deshalb nicht explizit angegeben.

Tabelle 5.1: Bearbeitungszeiten für ein Ferti-
gungs-Environment mit K = 4

M0 M1 M2 M3
20 2 10 10

Tabelle 5.2: Transportzeiten für ein Fertigungs-
Environment mitK = 4

M0 M1 M2 M3
M0 1 2 3 4
M1 2 1 3 4
M2 3 3 1 4
M3 4 4 4 1

In der OSSP-Validierungsumgebung können mehrere FAUF-Agenten gleichzeitig
oder versetzt die selbe Maschine für die Bearbeitung auswählen. In diesem Fall
wird eine Warteschlange gebildet. Nachfolgende Validierungsszenarien im OSSP
entsprechen somit der in Abschnitt 4.1.4 definierten Anforderung der Maschi-
nen mit Warteschlangen. Zusätzlich wird davon ausgegangen, dass die Fertigung
bzw. das Fertigungs-Environment zu Beginn komplett unbefüllt ist; d. h., dass die
Warteschlangen der Maschinen leer sind und sich keine FAUFs in der Fertigung
befinden. Ziel eines Fertigungsdurchlaufs ist es, eine entsprechende Anzahl an
FAUF zu fertigen. Ein Fertigungsdurchlauf ist beendet, wenn alle FAUFs alle
AVOs durchlaufen haben und fertig produziert sind. Der fest definierte Start- und
End-Punkt eines Fertigungsdurchlaufs ermöglicht eine eindeutige und vergleich-
bare Lösungsqualität der Validierungsläufe und Methoden.
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Als Optimierungsziel wird die Minimierung der Total Lead Time TLT bestimmt
(vgl. Abschnitte 2.3.2 und 4.1.3). Dabei werden die Fertigungszeiten aller FAUFs
addiert. Bei Validierungsläufen mit unterschiedlichen FAUF-Prioritäten wird die
gewichtete Total Lead Time minimiert, bei der die Priorität des jeweiligen FAUFs
mit der Anzahl der benötigten Fertigungszeitschritte multipliziert wird (vgl. Ab-
schnitt 2.3.2).

5.2.2 OSSP-Validierungsläufe

Alle Validierungsläufe werden auf demselben Computer mit folgender Hardwa-
respezifikation ausgeführt: Intel(R) Core(TM)i7-9850H CPU@ 2.60GHz, 48959
MB Arbeitsspeicher. Für das Training der verschiedenen Validierungsmethoden
wird kein GPU genutzt. Alle Methoden sind in Python 3.8 programmiert.

In den nachfolgenden Validierungsläufen werden unterschiedliche Methoden ge-
nutzt, um das OSSP zu lösen. Die Vergleichsmethoden werden der entwickelten
Methode aus Kapitel 4 gegenübergestellt. Die entwickelte Methode wird nachfol-
gend als MCTS + θm bezeichnet, da sie zum einen auf einer MCTS und zum
anderen auf dem Multi-Agenten-Ansatz des MADQNs beruht (vgl. Abschnitt
4.2.1), das durch seine Netzwerkparameter θm repräsentiert wird (vgl. Kapitel
2.4.5). Eine reine, nicht unterstütze MCTS wird nachfolgend als MCTS bezeich-
net (vgl. Abschnitt 2.5.2). Der Vergleich vonMCTS undMCTS+θm ermöglicht
eine Aussage darüber, ob die Unterstützung der MCTS durch das MADQN zu
besseren Ergebnissen führt. Zusätzlich werden auch die Ergebnisse desMADQNs
θm für den Vergleich herangezogen.

Da die entwickelte Methode auf einem Multi-Agent DQN beruht erfolgt die Vali-
dierung analog dazu an einem Ansatz, der einen Single-Agent verwendet. Dafür
wird ein Single-Agent DQN genutzt (vgl. Kapitel 2.4.5), das nachfolgend als θs
bezeichnet wird. Die Kombination dieses Single-Agent DQNs mit einer MCTS
wird alsMCTS+θs definiert. In Ergänzung dazu werden auch zwei komplett an-
dere Ansätze, in Form von Heuristiken (vgl. Abschnitt 3.2.2), für die Validierung
eingesetzt. EineHeuristik soll die Arbeitsweise einesMitarbeiters in der Fertigung
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abbilden. Um die Transportwege so gering wie möglich zu halten, bringt dieser
Mitarbeiter ein FAUF immer zur nächstmöglichen freienMaschine. Diese Heuris-
tik wird als Fair Distribution (de: gleichmäßige Verteilung) [82] bezeichnet und
in den nachfolgenden Abbildungen als Fair gekennzeichnet. Die zweite Heuristik
ist die Metaheuristik Partikelschwarmoptimierung [68], die nachfolgend als PSO
bezeichnet wird. Die PSO kann das OSSP unter bestimmten Kriterien optimal
lösen.

Da das Optimierungsziel die Minimierung der Total Lead Time (TLT) ist (vgl.
Abschnitt 4.1.3), werden zunächst die TLTs der zuvor vorgestellten Lösungen
in Fertigungs-Environments mit unterschiedlicher Größe verglichen. Die Größe
des Fertigungs-Environments wird in der Form K ×N angegeben, wobei K für
die Anzahl der Maschinen und N für die Anzahl der FAUFs steht. Die Total
Lead Times der ausgewählten Methoden in den verschieden großen Fertigungs-
Environments sind in Abbildung 5.5 dargestellt.

116



5.2 Validierung der Methode an einem OSSP

12000

1.25

13000

1.35

·104

4× 5 4× 10 5× 12 10× 30
0

1000

2000
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Abbildung 5.5: Total Lead Time in verschiedenen Fertigungs-Environments mit einem fixen Ver-
zweigungsfaktor |A| = 5.

Die Methoden, die auf künstlicher Intelligenz beruhen, müssen im ersten Schritt
angelernt werden. Hierzu wird jede dieser Methoden für jedes Fertigungs-
Environment in unter 10 Stunden angelernt. Für die Ansätze, die auf einer MCTS
beruhen, wird der Durchschnitt über 50 Simulations-Durchläufe gebildet. Die
Anzahl der Rollouts einer Simulation ist festgelegt auf 20 · |A|. Der Verzwei-
gungsfaktor |A| ist bei allen Durchläufen konstant 5. Die Total Lead Times aller
verglichenen Methoden nehmen mit einer wachsenden Größe des Environments
zu. Für eine bessereVergleichbarkeit sind die TLTs und deren relativeAbweichung
von der besten TLT des jeweiligen Environments in Tabelle 5.3 dargestellt.
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Tabelle 5.3: Vergleich der Total Lead Time und der durchschnittlichen Abweichung in verschiedenen
Fertigungs-Environments im Open Shop

4× 5 4× 10 5× 12 10× 30

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 398 1,015 1296 3,267 1869 2,692 12151 2,221 2,299
MCTS+θm 394 0 1255 0 1823 0,165 11895 0,067 0,058
θm 406 3,046 1306 4,064 1894 4,066 13499 13,561 6,184
Fair 437 10,914 1388 10,598 1994 9,560 12060 1,455 8,132
PSO 396 0,508 1290 2,789 1829 0 11887 0 0,824
MCTS+θs 399 1,269 2075 65,339
θs 1588 303,046 2487 98,167
Anmerkung: |A| = 5 für alle Läufe mit einer MCTS

Im 4×5 und 4×10 Fertigungs-Environment erreicht die MCTS+θm die geringste
Total Lead Time (vgl. Tabelle 5.3). In beiden Environments ist damit die unter-
stützte MCTS+θm besser als die nicht unterstützte MCTS. Sowohl MADQN θm
als auch die MCTS kommen einzeln für sich genommen auf schlechtere Total
Lead Times als die Kombination aus beiden. Die PSO-Metaheuristik erzielt mit
einer relativen Abweichung von 0,508% für das 4 × 5 Environment und 2,789%
für das 4× 10 Environment die zweitniedrigste TLT. Das Single-Agent DQN θs
erreicht im 4× 5 Environment nur eine sehr schlechte Total Lead Time, die eine
Abweichung von über 300% zur geringsten TLT aufweist. Für das 5 × 12 und
das 10× 30 Environment liegen keine Ergebnisse von θs vor, da der Single-Agent
diese Environments mit der gegebenen Hardware bzw. innerhalb der vorgegebe-
nen Trainingszeit nicht erlernen kann. Analog dazu liegen auch keine Ergebnisse
von MCTS+θs vor. In den größeren Environments 5 × 12 und 10 × 30 erzielt
die PSO die geringste Total Lead Time. Die MCTS+θm weicht von der besten
TLT im 5 × 12 und 10 × 30 Environment nur 0,165% bzw. 0,067% ab. Auch in
diesen Environments ist die entwickelte MethodeMCTS+θm besser als eine nicht
unterstützte MCTS bzw. ein θm. In der letzten Spalte ist die durchschnittliche
relative Abweichung zur geringsten TLT über alle Environments abgebildet. Die
MCTS+θm minimiert die Total Lead Time über alle Environments am besten.
Die zweitbeste Methode ist die PSO, deren durchschnittliche Abweichung aber
um einen Faktor von über zehn schlechter als jene des MCTS+θm ist.
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Zusammenfassend lässt sich festhalten, dass ein Single-Agent größere Environ-
ments aufgrund deren Komplexität schlecht oder gar nicht erlernen kann. Der
Einsatz eines Multi-Agenten-Systems für die Anwendung zur dynamischen Ter-
minierung erscheint daher sinnvoll. Die Kombination aus MCTS und MADQN
(MCTS+θm) ist in jedem untersuchten Environment besser als eine nicht unter-
stützte MCTS bzw. das Multi-Agent θm. Die in Kapitel 4 entwickelte Methode
zur Minimierung der Total Lead Time verbessert somit nachweislich die Ergeb-
nisqualität.

Für die Validierungsläufe in Tabelle 5.3 wird ein fester Verzweigungsfaktor von
|A| = 5 angenommen. Nachfolgend wird der Einfluss des Verzweigungsfaktors auf
die Total Lead Time untersucht (vgl. Abbildung 5.6). Dafür wird eine reineMCTS
mit derMCTS+θm in einem 4×10Environment verglichen. Das in Abbildung 5.6
eingezeichnete MADQN θm entspricht dem θm, das die MCTS+θm unterstützt.
Die Anzahl der Iterationen pro Zeitschritt ist auch hier 20 · |A|.

Der Verzweigungsfaktor |A| gibt an, wie viele neue Knoten während der aktuellen
MCTS-Iteration untersucht werden. Jeder Knoten entspricht dabei einer Action,
z. B. ein FAUF-Agent entscheidet sich für die nächste Maschine. Je mehr Knoten
untersucht werden, desto höher ist die Chance, einen Knoten zu finden, der die
Total Lead Time minimiert. Mit der Anzahl der zu untersuchenden Knoten nimmt
aber auch die Rechenzeit der MCTS zu, sodass zwischen der Ergebnisqualität und
der Rechenzeit abgewogen werden muss. Aus diesem Grund wird in Abbildung
5.6 die erreichte Total Lead Time über verschiedene Verzweigungsfaktoren ver-
anschaulicht. Dabei wird die durchschnittliche TLT und deren Streuung in 50
Durchläufen dargestellt.
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Wie in Tabelle 5.3 dargestellt, ist die Total Lead Time der MCTS+θm geringer als
jene der reinenMCTS. Zudemkonvergiert dieMCTS+θm deutlich schneller gegen
eine minimale TLT. Besonders groß ist der Unterschied bei |A| = 5. Obwohl die
MCTS und die MCTS+θm die gleiche Anzahl an Knoten untersuchen, differiert
sich die durchschnittliche TLT um mehr als 2% (vgl. Tabelle 5.3). Das lässt
sich damit begründen, dass die MCTS die Knoten zufällig auswählt. Aus diesem
Grund ist auch die Streuung der Total Lead Times der MCTS viel größer. Die
MCTS+θm hingegen nutzt das MADQN θm bei der Auswahl des Knotens, der
expandiert bzw. untersucht wird (vgl. Abschnitt 4.2.2).
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Abbildung 5.6: Vergleich der Total Lead Time über verschiedene Verzweigungsfaktoren |A|,K = 4,
N = 10

Mit Blick auf die in Abschnitt 3.3 definierten Anforderungen an eine Methode für
die dynamische Terminierung lässt sich für dieses Beispiel als Analyseergebnis
festhalten, dass die in Kapitel 4 entwickelte Methode schneller und robuster als
eine nicht unterstützte MCTS ist. Schon mit einem Verzweigungsfaktor von 5
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5.2 Validierung der Methode an einem OSSP

konvergiert die MCTS+θm gegen eine minimale Total Lead Time (vgl. Abbildung
5.6). Damit werden weniger Rollouts für das gleiche TLT-Ergebnis benötigt als
bei der nicht unterstützten MCTS, was die Berechnungszeit verkürzt. Zusätzlich
ist die MCTS+θm robuster, was an den eingezeichneten Minima und Maxima zu
erkennen ist. Die durchschnittliche Streuung für die Verzweigungsfaktoren 3, 5, 7
beträgt für dieMCTS17,6 und für dieMCTS+θm 4,5.Die Streuung der Ergebnisse
der MCTS+θm ist damit deutlich geringer, sodass im vorliegenden Beispiel eine
Total Lead Time mit einer Streuung von vier Zeitschritten als Abweichung zum
Durchschnitt sichergestellt werden kann.

Da es in der Fertigung FAUFs mit unterschiedlichen Prioritäten geben kann, muss
eine Methode für die dynamische Terminierung auch mit verschiedenen FAUF-
Prioritäten umgehen können. Dafür werden in Abbildung 5.7 und Tabelle 5.4 eine
nicht unterstützte MCTS, die MCTS+θm, das θm und die PSO verglichen.

Das Fertigungs-Environment für die Validierungsläufe in Abbildung 5.7 besteht
aus vier Maschinen und zehn FAUFs. Die Prioritäten a der FAUFs 1 bis 9 bleiben
während der Versuchsläufe unverändert. Die Priorität a(FAUF0) nimmt in den
unterschiedlichen Läufen Werte von 1, 10, 20 und 30 an. Bei Versuchsläufen mit
Prioritäten wird die gewichtete Total Lead Time angegeben, bei der jeder Zeit-
schritt mit der entsprechenden FAUF-Priorität multipliziert wird (vgl. Abschnitt
2.3.2). FAUFs mit einer hohen Priorität fallen damit pro Zeitschritt viel stärker
ins Gewicht als solche mit einer geringen. Um die gewichtete TLT zu minimieren,
muss eine Lösungsmethode dazu in der Lage sein die Prioritäten zu berücksich-
tigen und FAUFs mit einer hohen Priorität entsprechend schneller fertigzustellen
(vgl. Abschnitt 4.1.2).
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Prioritäten: a(FAUF1)=1, a(FAUF2)= 10, a(FAUF3)= 1, a(FAUF4)= 10, a(FAUF5)= 1,
a(FAUF6)= 10, a(FAUF7)= 1, a(FAUF8)= 1, a(FAUF9) = 1

Abbildung 5.7: Vergleich der gewichteten Total Lead Times für unterschiedliche Prioritäten von
FAUF0 mit |A| = 20, N = 4,M = 10

In Abbildung 5.7 und Tabelle 5.4 ist zu erkennen, dass die gewichtete TLT mit der
Zunahme der Priorität vonFAUF0 wie erwartet ansteigt. Die TLT derMCTS+θm
ist im Schnitt 6, 308% besser als die der PSO. In Verbindung mit den Ergebnissen
aus Tabelle 5.3 ist damit nachgewiesen, dass die MCTS+θm im Vergleich mit
den anderen untersuchten Lösungsmethoden nicht nur die geringste Total Lead
Time erreicht, sondern auch im Falle sehr stark abweichender FAUF-Prioritäten
die geringste gewichtete TLT ermöglicht.
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5.2 Validierung der Methode an einem OSSP

Tabelle 5.4: Gewichtete Total Lead Time imOpen-Shop-Environment für unterschiedliche Prioritäten
für a(FAUF0) mit |A| = 20, N = 4,M = 8

a(FAUF0) = 1 a(FAUF0) = 10 a(FAUF0) = 20 a(FAUF0) = 30

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 3594 15,451 4272 4,297 4959 6,520 5680 4,163 7,608
MCTS+θm 3113 0 4096 0 4647 0 5453 0 0
θm 3376 8,448 4324 5,566 4738 1,958 6194 13,589 7,390
PSO 3390 8,898 4294 4,834 4959 6,714 5714 4,786 6,308
Prioritäten: a(FAUF1)=1, a(FAUF2)= 10, a(FAUF3)= 1, a(FAUF4)= 10, a(FAUF5)= 1, a(FAUF6)= 10,
a(FAUF7)= 1, a(FAUF8)= 1, a(FAUF9) = 1

Da in der Fertigung Störungen auftreten, müssen Methoden, die für die dynami-
sche Terminierung genutzt werden sollen, auch in diesen Fällen dazu in der Lage
sein, die TLT zu minimieren. In Abbildung 5.8 und Tabelle 5.5 wird die Total
Lead Time unterschiedlicher Methoden für den Fall einer Maschinenstörung ver-
glichen. Die Störungsdauer MDT (vgl. Abschnitt 2.2.5) ist in allen Läufen auf 50
Zeitschritte festgesetzt und tritt für jeden Durchlauf nur an einer Maschine auf.
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Abbildung 5.8: Total Lead Time für unterschiedliche Maschinen mit Störungen - ohne Störungen
beim Training zu berücksichtigen. MDT = 50,K = 4, N = 5, |A| = 5
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Das θm, das auch für die MCTS+θm verwendet wird, wird für die Beispiele in
Abbildung 5.8 innerhalb 100 Tsd. Iterationen bzw. Trainingsdurchläufen ange-
lernt. Die Trainingsdauer beträgt dafür ca. fünf Minuten. Bei diesem Training
durchläuft das θm keine Szenarien, bei denen Störungen auftreten. Den Fall einer
Störung bzw. der beschränkten Verfügbarkeit von Fertigungs-Ressourcen berück-
sichtigt das θm beim Training nicht. Die Ergebnisse in Abbildung 5.8 bestätigen
die vorhergehenden Validierungsläufe, bei denen die MCTS+θm die TLT stets
besser minimierte als eine nicht unterstützte MCTS bzw. das θm. Die PSO Me-
taheuristik kann Störungsszenarien abdecken und minimiert die Total Lead Time
so am besten. Im Durchschnitt ist in diesem Versuch die Total Lead Time der
PSO 3,865% besser als jene der MCTS+θm (vgl. Tabelle 5.5). Aufgrund der Ge-
neralisierungsfähigkeit des θm ist die MCTS+θm aber dennoch in der Lage, ein
im Training nicht betrachtetes Fertigungsszenario relativ gut zu lösen. Das θm
und analog dazu auch die MCTS+θm erfüllen somit das Kriterium der starken
Generalisierungsfähigkeit (vgl. Abschnitt 2.4.4).

Tabelle 5.5: Vergleich der Total Lead Times im Falle unterschiedlicher Maschinenstörungen.
MDT=50, K=4, N=5, |A| = 5

Gestörte
Maschine 0

Gestörte
Maschine 1

Gestörte
Maschine 2

Gestörte
Maschine 3

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 604 5,043 442 8,867 479 6,682 481 5,947 6,635
MCTS+θm 585 1,739 433 6,650 460 2,450 477 5,066 3,976
θm 608 5,739 451 11,084 470 4,677 499 9,912 7,853
MCTS+θm mit
Trainingsframework

575 0 410 0,985 449 0 455 0,220 0,301

θm mit
Trainingsframework

601 4,522 437 7,635 463 3,118 489 7,709 5,746

Fair 667 16,000 508 25,123 550 22,494 549 20,925 21,163
PSO 575 0 406 0 451 0,445 454 0 0,111

Beim Training von MCTS+θm und θm werden keine Störungen berücksichtigt. Beim Einsatz eines Trainingsframeworks für
MCTS+θm und θm werden Störungen berücksichtigt.

Um die Lösungsqualität der MCTS+θm zu verbessern, durchläuft das θm im
nächsten Schritt beim Training die verschiedenen Störungsszenarien (in Tabelle
5.5 durch den Zusatz ‚mit Trainingsframework‘ gekennzeichnet). Anstatt der 100
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5.2 Validierung der Methode an einem OSSP

Tsd. Iterationen im vorhergehenden Test werden jetzt insgesamt 400 Tsd. Iteratio-
nen durchlaufen, wobei jedes einzelne Störungsszenario, bei dem eine Maschine
ausfällt, insgesamt 100 Tsd.Mal durchlaufen wird. Dadurch vervierfacht sich auch
die Berechnungszeit von 5 auf 20 Minuten. Die Ergebnisse dieses Validierungs-
laufes sind in Abbildung 5.9 dargestellt.
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Abbildung 5.9: Total Lead Time für unterschiedliche Maschinen mit Störungen - Störungen werden
beim Training berücksichtigt. MDT = 50,K = 4,N = 5, |A| = 5

Die Ergebnisse von MCTS, Fair und PSO bleiben unverändert, da diese kei-
nem Trainingsprozess unterliegen. Das MADQN θm verringert, aufgrund der
Einbeziehung von Störungsszenarien im Trainingsprozess, die durchschnittliche
Abweichung zur Lösungsqualität der PSO von 3,976% auf 0,301%. Analog dazu
verbessert sich auch die Total Lead Time derMCTS+θm. DieMCTS+θm ist damit
in dem getesteten Szenario im Durchschnitt um 0,19% schlechter als die PSO.
Werden Störungen beim Training des θm berücksichtigt, kann die entwickelte
Methode MCTS+θm somit ähnliche Total Lead Times wie eine Metaheuristik
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erzielen. Gleiches lässt sich auch in größeren Fertigungs-Environments reprodu-
zieren (vgl. Abbildung 5.10).

M0 M1 M2 M3 M4

1,600

1,800

2,000

2,200

2,400

2,600

Gestörte Maschine

To
ta
lL

ea
d
Ti
m
e

MCTS MCTS+θm θm Fair PSO

Abbildung 5.10: Total Lead Time für unterschiedliche Maschinen mit Störungen - Störungen werden
beim Training berücksichtigt. MDT = 50,K = 5, N = 12, |A| = 5

In Abbildung 5.10 sind die Total Lead Times aller untersuchten Methoden in
einem 5 ×12 Fertigungs-Environment dargestellt. Die mit Störungen angelernte
MCTS+θm erzielt in diesem Fertigungs-Environment eine TLT, die im Schnitt um
0,49% besser als die der PSO ist. Die Validierungsläufe in Abbildung 5.8, 5.9 und
5.10 zeigen zum einen, dass dieMCTS+θm das Kriterium der starkenGeneralisie-
rungsfähigkeit erfüllt, und zum anderen, dass gezieltes Antrainieren von Störungs-
szenarien einen deutlichen Anstieg der Lösungsqualität in den Störungsszenarien
bewirkt. Aufgrund der Vielzahl an möglichen Störungsszenarien in einer realen
Fertigung können diese aus zeitlichen Gründen nicht alle beim Training betrachtet
werden. Mit Hilfe eines Trainingsframeworks, wie in Abschnitt 4.2.6 vorgestellt,
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5.2 Validierung der Methode an einem OSSP

wird im nachfolgendenVersuch überprüft, ob die starke Generalisierungsfähigkeit
dazu genutzt werden kann, nur einige ausgewählte Störungsszenarien anzulernen
und damit trotzdem eine gute Lösungsqualität für alle Störungsszenarien sicher-
zustellen (vgl. Abbildung 5.11). Dafür wird die Total Lead Time über den Anteil
an angelernten Störungsszenarien abgebildet. Die Trainingszeit bleibt für jeden
Versuch gleich, nur die Anzahl der Störungsszenarien variiert beim Training.
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Abbildung 5.11: Durchschnittliche Total Lead Time über den Anteil der angelernten Störungsszena-
rien, K = 4,N = 10, |A| = 10,MDT = 50

Verglichen werden in Abbildung 5.11 zwei unterstützte MCTS, MCTS+θ1m und
MCTS+θ2m, mit einer nicht unterstützten MCTS. Die beiden unterstützten MCTS
unterscheiden sich bei der Auswahl der Störungsszenarien für das Training. Wie
in Abschnitt 5.3.1 definiert, beginnt ein Fertigungsdurchlauf mit einer leeren
Fertigung, in der entsprechend viele Bauteile gefertigt werden müssen. Der Fer-
tigungsdurchlauf ist beendet, wenn alle Bauteile alle AVOs durchlaufen haben.
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Die MCTS+θ1m wählt für das Training gleichzeitig Störungsszenarien aus, die zu
Beginn und zum Ende eines Fertigungsdurchlaufs auftreten. Der Startzeitpunkt
einer Störung wird innerhalb der unterschiedlichen Trainingsläufe variiert, wobei
die StörungsdauerMDT unverändert bleibt. Die MCTS+θ2m wählt die Störungs-
szenarien, beginnend mit dem Start des Fertigungsdurchlaufs, schrittweise aus.
Störungen, die erst zum Ende eines Fertigungsablaufs auftreten, werden bei dieser
Methode nur dann betrachtet, wenn der Anteil an Störungsszenarien relativ hoch
ist.Sowohl die MCTS+θ1m als auch die MCTS+θ2m erreichen bei einem Anteil
von 30% an angelernten Störungsszenarien die geringste durchschnittliche Total
Lead Time (vgl. Abbildung 5.11). Dabei ist dieMCTS+θ1m um 1,9% besser als die
MCTS+θ2m. Mit einemwachsenden Anteil an Störungsszenarien gleichen sich die
durchschnittlichen Total Lead Times beider unterstützten MCTS an. Zusätzlich
steigt die TLT beider unterstützten MCTS mit einer Zunahme an Störungsszena-
rien.

Die geringere durchschnittliche Total Lead Time der MCTS+θ1m in Abbildung
5.11 lässt sich mit der Auswahl der Störungsszenarien begründen. Im Gegensatz
zur MCTS+θ2m werden bei der MCTS+θ1m sowohl Störungsszenarien zu Beginn
als auch zum Ende eines Fertigungsdurchlaufes für das Training genutzt. Mit
einem Anteil an angelernten Störungsszenarien von 30%, bei denen sich die ein-
zelnen Störungsszenarien stark voneinander unterscheiden, ist dieMCTS+θ1m auf-
grund der starken Generalisierungsfähigkeit dazu in der Lage, unbekannte, leicht
abweichende Störungsszenarien zu lösen. Die für das Anlernen der MCTS+θ2m
genutzten Störungsszenarien sind infolge der Szenarienauswahl sehr ähnlich, so-
dass eine Generalisierung auf gänzlich andere Störungsszenarien, z. B. Störungen,
die zum Ende eines Fertigungsdurchlaufes auftreten, nicht möglich ist. Sowohl bei
der MCTS+θ1m als auch bei der MCTS+θ2m verschlechtert sich die durchschnitt-
liche TLT mit einer Zunahme an angelernten Störungsszenarien (vgl. Abbildung
5.11). Das ist darauf zurückzuführen, dass mit einer Erweiterung der Trainings-
szenarien auch die Trainingszeit bzw. die Trainingsepisoden zunehmen müssen.
Für die Praxis bedeutet das, dass ein höherer Anteil an Störungsszenarien im
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5.2 Validierung der Methode an einem OSSP

Training zu exponentiell steigenden Trainingszeiten führt. Die starke Generali-
sierungsfähigkeit der MCTS+θm ermöglicht es aber, mit einer gezielten Auswahl
von Störungsszenarien für das Training in jedem Fall gute Total Lead Times zu
erreichen (vgl. Tabelle 5.5).

Die Validierungsläufe in einem OSSP-Environment zeigen, dass die MCTS+θm
dazu in der Lage ist, das OSSP besser zu lösen als eine nicht unterstützte MCTS
oder eine Metaheuristik (vgl. Tabelle 5.3). Die MCTS+θm besitzt in den durchge-
führten Versuchen eine leicht bessere Lösungsqualität als die Metaheuristik. Im
Gegensatz zur Metaheuristik ist die Funktionsweise der MCTS+θm domainunab-
hängig, was bedeutet, dass Änderungen der Fertigung, z. B. die Einbindung neuer
Maschinen oder neue Arbeitspläne, nur dem Fertigungs-Environment übergeben
werden müssen. Während des Trainings lernt die MCTS+θm, die neuen Gegeben-
heiten sinnvoll umzusetzen, um das Optimierungsziel zu erfüllen, also die Total
Lead Time zu minimieren. Bei einer Metaheuristik muss hingegen das mathema-
tische Modell angepasst werden, was eine sehr komplexe Aufgabe darstellt. Auch
in dem Fall, dass FAUFs mit mehreren, unterschiedlichen Prioritäten betrachtet
werden müssen, erreicht die MCTS+θm die geringste TLT aller Vergleichsme-
thoden (vgl. Abbildung 5.7). Um auch im Falle von Störungen eine minimale
TLT zu ermöglichen, wird in der Validierung ein Trainingsframework untersucht,
das die starke Generalisierungsfähigkeit der MCTS+θm ausnutzt, um nicht alle
Störungsszenarien anlernen zu müssen, aber dennoch eine gute Lösungsqualität
in unbekannten Störungsszenarien herbeiführt (vgl. Abbildung 5.11).

Die in Kapitel 4 konzipierten Erweiterungen zur klassischen MCTS führen dazu,
dass die MCTS+θm in allen Versuchen besser als eine nicht unterstützte MCTS
bzw. ein Multi-Agent θm ist (vgl. Tabelle 5.3). Die Wirksamkeit der entwickelten
Methode MCTS+θm ist damit bestätigt.
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5.3 Validierung der Methode an einem realen
Anwendungsfall

Die in Kapitel 4 vorgestellte Methode wird nachfolgend an einem realen Beispiel
einer Stanzerei validiert. Dafür werden zunächst die Voraussetzungen und Gege-
benheiten der Stanzerei definiert. Anschließend folgen unterschiedliche Validie-
rungsläufe, um die Anwendbarkeit der entwickelten Methode für die dynamische
Terminierung einer realen Fertigung zu untersuchen.

5.3.1 Voraussetzungen der Stanzerei-Fertigung

Die Stanzerei, in der die Validierung erfolgen soll, stellt Rotoren und Statoren
für Elektromotoren her. Der Rotor dreht sich innerhalb des Stators und dessen
Magnetfelds und wandelt so elektrische in mechanische Energie um. Sowohl die
Rotoren als auch die Statoren bestehen aus einzelnen Metall-Blechen, die im
Anschluss an den Stanzprozess untrennbar miteinander verbunden werden. Aus-
gangsmaterial für die jeweiligen Metall-Bleche sind Metall-Coils (vgl. Abbildung
5.12).

Abbildung 5.12: Metall-Coils - Ausgangsmaterial für die Rotor- und Stator-Bleche
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5.3 Validierung der Methode an einem realen Anwendungsfall

Die Metall-Coils unterscheiden sich in Größe, Dicke und der Art der Metall-
Legierung. Im ersten Schritt findet das sogenannte Vorstanzen statt. Dabei werden
aus dem Metall-Coil zunächst in zwei Schritten die sogenannten Ausfallronden
gestanzt (vgl. Abbildung 5.13).

Rotor-Blech

Stator-Blech

Ronde Ausfallronde

Vorstanzen Nutenstanzen

Abbildung 5.13: Zwischen- und End-Produkte der verschiedenen Stanzprozesse
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In den Abbildungen 5.14 und 5.15 werden Rotor-Blechpakete vor und nach dem
Nutenstanzen gezeigt.

Abbildung 5.14: Rotor-Blechpaket vor
dem Nutenstanzen

Abbildung 5.15: Rotor-Blechpaket nach
dem Nutenstanzen

In Abbildung 5.16 ist die Einspannung eines Rotor-Bleches in der Nutenstanze
dargestellt. Das Stanz-Werkzeug stanzt proHub eineNute aus. Anschließend dreht
sich die Einspannung samt Rotor-Blech, um beim nächsten Hub die danebenlie-
gende Nute auszustanzen. Die Nutenstanzen unterscheiden sich untereinander
im Automatisierungsgrad. Die in Abbildung 5.16 gezeigte Nutenstanze bearbei-
tet die Rotor-Bleche vollautomatisch. Andere Nutenstanzen benötigen manuelle
Unterstützung beim Stanzen, was zu unterschiedlichen Bearbeitungszeiten führt.
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Rotor-Blech

Stanz-Werkzeug

Abbildung 5.16: Eingespanntes Rotor-Blech in einer Nutenstanze

Die Stanzerei besteht aus drei Vorstanzen und 15Nutenstanzen. Aufgrund der lan-
gen Vorlaufzeiten (bestehend aus Stanz-Werkzeugbereitstellungs- und Rüstzeiten)
der Vorstanzen eignen sich diese nicht für eine dynamische Terminierung, die eine
schnelle Reaktion auf Planabweichungen in der Fertigung ermöglicht. Aus diesem
Grund beschränken sich die nachfolgenden Untersuchungen auf eine dynamische
Terminierung für die 15 Nutenstanzen. Die Arbeitspläne beinhalten alternative
Maschinen und die Vorlaufzeit für das Nutenstanzen ist deutlich geringer als jene
für das Vorstanzen. Im Folgenden wird angenommen, dass für das Nutenstanzen
eines jeden Bleches fünf AVOs notwendig sind, wobei für jeden AVO mehrere
Nutenstanzen zur Verfügung stehen. Für die Validierungwerden vier verschiedene
Arbeitspläne der FAUFs berücksichtigt, die sich bei der Maschinenauswahl, der
Bearbeitungszeit und der Anzahl an alternativen Maschinen je AVO unterschei-
den. Die Arbeitspläne sind im Anhang beschrieben (vgl. Kapitel A.2). Aufgrund
der Anzahl der FAUFs und der möglichen alternativen Bearbeitungsmaschinen
ergeben sich in dem Stanzerei-Environment schon bei acht FAUFs, wobei jeder
Arbeitsplan zwei Mal vertreten ist, insgesamt 2, 177 · 109 mögliche Fertigungs-
abläufe. Bei 16 FAUFs, jeder Arbeitsplan wird vier Mal durchlaufen, resultieren
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hieraus 4, 738 · 1018 mögliche Fertigungsabläufe. Die Stanzerei wird deswegen
als FJSSP definiert (vgl. Abschnitt 2.3.1). Die Komplexität ist somit entsprechend
hoch und kann von keinem Menschen beherrscht werden.

Für die dynamische Terminierung werden Informationen aus verschiedenen IT-
Systemen und zu unterschiedlichen Zeitpunkten benötigt (vgl. Abbildung 5.17).
Zum einen sind statische Informationen aus dem ERP- und APS-System erfor-
derlich (vgl. Abschnitt 4.1.2). Diese Informationen umfassen z. B. Arbeitspläne,
FAUF-Informationen, die Transportzeit-Matrix, aber auch den terminierten Pro-
duktionsplan. In der Regel liegen alle diese Informationen vor Beginn der Fer-
tigung vor und ändern sich während des Fertigungsprozesses nicht. Aus diesem
Grund können diese Informationen als statisch eingeordnet werden.

ERP
• FAUF-IDs
• FAUF-Prioritäten
• Arbeitspläne
• Transportzeit-Matrix
• Rüstzeit-Matrizen

APS
• Produktionsplan

MES

• FAUF-Standort
• FAUF-Abarbeitungsstatus
• Maschinen-Status
• FHM-Status

Dynamische Terminierung

• optimierter 
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Abbildung 5.17:Möglicher Informationsfluss für die dynamische Terminierung

Zum anderen gibt es dynamische Informationen (vgl. Abschnitt 4.1.2). Diese
Informationen können sich über die Zeit permanent ändern und beinhalten z. B.
denAbarbeitungsstatus der FAUFs oder den jeweiligenMaschinen-Status.Anhand
der dynamischen Informationen kann eine Störung erkannt und die dynamische
Terminierung angestoßen werden. Das Ergebnis der dynamischen Terminierung
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kann den entsprechenden Mitarbeitern entweder über ein sogenanntes Shopfloor-
Dashboard mitgeteilt bzw. visualisiert oder direkt an das MES weitergeleitet
werden, von wo aus dann die geeigneten Maßnahmen eingeleitet werden.

5.3.2 Stanzerei-Validierungsläufe

Nachfolgend werden verschiedene Validierungsläufe im Stanzerei-Environment
durchgeführt, bei denen jeweils die MCTS, die MCTS+θm, das θm und die
PSO verglichen werden. Analog zu den Validierungsläufen im Open Shop (vgl.
Abschnitt 5.2) wird auch in denjenigen der Stanzerei die Total Lead Time bzw.
die gewichtete TLT minimiert (vgl. Abschnitt 2.3.2). Im ersten Validierungslauf
werden die TLTs im Stanzerei-Environment für unterschiedliche Anzahlen an
FAUFs verglichen (vgl. Abbildung 5.18).
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Abbildung 5.18: Vergleich der Total Lead Time in Stanzerei-Environments mit einer unterschiedli-
chen Anzahl an FAUFs,N = 12, |A| = 5
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Um den Ablauf einer Fertigung möglichst exakt abzubilden, starten nicht alle
FAUFs gleichzeitigmit der Bearbeitung. Alle zwei Zeitschrittewerden vier FAUFs
dem Stanzerei-Environment übergeben, bis die maximale Anzahl an FAUFs für
das entsprechende Stanzerei-Environment erreicht ist. Wie in Abbildung 5.18 zu
sehen ist, minimiert die PSO die Total Lead Time in den untersuchten Szenarien
am besten. Die genauen Werte und deren prozentuale Abweichung zur jeweils
besten TLT sind in Tabelle 5.6 aufgeführt.

Tabelle 5.6: Total Lead Time und prozentuale Abweichung in verschiedenen Stanzerei-Environments
mit |A| = 5

8 FAUFs 12 FAUFs 16 FAUFs

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 622 0,323 1212 4,303 1947 2,907 2,511
MCTS+θm 632 1,935 1184 1,893 1911 1,004 1,611
θm 639 3,065 1237 6,454 1981 4,704 4,741
PSO 620 0 1162 0 1892 0 0

Die durchschnittliche Abweichung der TLT von der MCTS+θm zur PSO be-
trägt 2,511% (vgl. Tabelle 5.6). Im Vergleich dazu erreicht die MCTS+θm in der
OSSP-Validierung geringere TLTs als die PSO. Das OSSP- und das Stanzerei-
Environment unterscheiden sich in erster Linie durch die Einführung von Ar-
beitsplänen und die Tatsache, dass nicht alle FAUFs an jeder Maschine bearbeitet
werden müssen. Da die FAUFs der Stanzerei unterschiedliche Prioritäten besitzen
können, wird nachfolgend die gewichtete TLT (vgl. Formel 2.4) für variierende
FAUF-Prioritäten untersucht. Dafür wird die Priorität von FAUF0 im 12 × 8
Stanzerei-Environment schrittweise von eins auf 30 erhöht, wobei die gewichteten
TLTs der einzelnen Methoden verglichen werden (vgl. Abbildung 5.19).
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Prioritäten: a(FAUF1)=1, a(FAUF2)= 10, a(FAUF3)= 1, a(FAUF4)= 10, a(FAUF5)= 1,
a(FAUF6)= 10, a(FAUF7)= 1
Abbildung 5.19: Gewichtete Total Lead Time im Stanzerei-Environment für unterschiedlich Priori-

täten für a(FAUF0). |A| = 20,K = 8

Die gewichtete TLT eines FAUFs berechnet sich als Summer aller Zeitschritte t,
die der FAUF für die Fertigung benötigt, multipliziert mit der FAUF-Priorität a
(vgl. Abschnitt 2.3.2). Hohe Werte für die Priorität a wirken sich somit sehr stark
auf die gewichtete Total Lead Time eines FAUFs aus. Ziel ist es daher, FAUFs
mit einer hohen Priorität schneller abzuschließen, um die gewichtete TLT der
gesamten Fertigung zu minimieren.

Aufgrund der Steigerung der Priorität a(FAUF0) über die verschiedenen Vali-
dierungsläufe in Abbildung 5.19 nimmt auch die TLT zu. Die exakten Werte der
Validierungsläufe sind in Tabelle 5.7 aufgelistet.
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Tabelle 5.7: Gewichtete Total Lead Time im Stanzerei-Environment für unterschiedliche Prioritäten
für a(FAUF0). |A| = 20,M = 8,

a(FAUF0) = 1 a(FAUF0) = 10 a(FAUF0) = 20 a(FAUF0) = 30

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 1824 0,941 2321 1,265 2631 0,882 3081 2,291 1,345
MCTS+θm 1810 0,166 2299 0,305 2608 0 3012 0 0,118
θm 1849 2,324 2310 0,785 2669 2,339 3183 5,677 2,781
PSO 1807 0 2292 0 2617 0,345 3040 0,930 0,319
Prioritäten: a(FAUF1)=1, a(FAUF2)=10, a(FAUF3)=1, a(FAUF4)=10, a(FAUF5)=1, a(FAUF6)=10,
a(FAUF7)=1

Die geringste in Tabelle 5.7 dargestellte durchschnittliche Abweichung unter den
verglichenen Validierungsmethoden erreicht die MCTS+θm mit 0,118%. Auch
hier zeigt sich, dass die Kombination aus MCTS und θm zu besseren Ergebnissen
führt als die einzelnen Methoden für sich allein. Die PSO erzielt in den Validie-
rungsszenarien eine Abweichung von 0,319% (vgl. Tabelle 5.7). Damit bestätigen
sich die Resultate der Validierungsläufe im OSSP für unterschiedliche Prioritä-
ten, auch wenn die Differenz zwischen den durchschnittlichen Abweichungen von
MCTS+θm und PSO kleiner wird (vgl. Abbildung 5.7).

Der nächste Validierungslauf untersucht die Generalisierungsfähigkeit der ver-
schiedenen Methoden im Stanzerei-Environment. Dafür werden die MCTS+θm
und das θm zunächst in einem Stanzerei-Environment ohne Störungen angelernt.
Die Validierungsläufe erfolgen anschließend in einem Stanzerei-Environment, bei
dem pro Durchlauf zufällig eine Maschine ausfällt, mit einer MDT von 150 Zeit-
schritten (vgl. Abschnitt 2.2.5). Eine Methode, die auf KI basiert, benötigt zum
Lösen dieser Aufgabe eine starke Generalisierungsfähigkeit (vgl. Abschnitt 2.4.4).
Die Validierungsergebnisse dieses Versuches sind in Abbildung 5.20 und Tabelle
5.8 dargestellt.
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Abbildung 5.20: Total Lead Time im Stanzerei-Environment für unterschiedliche Maschinen mit
Störungen - Störungen werden beim Training nicht berücksichtigt. MDT = 150,
K = 15,N = 8, |A| = 10

In allen untersuchten Störungsszenarien ist die PSO besser als die MCTS+θm.
Die TLTs der MCTS+θm sind im Durchschnitt um 0,845% schlechter als jene der
PSO (vgl. Tabelle 5.8). Dieser Versuch bestätigt die starke Generalisierungsfä-
higkeit der MCTS+θm. Obwohl Störungen beim Training der KI-Methode nicht
berücksichtigt wurden, ist die MCTS+θm dazu in der Lage, die Szenarien zu lö-
sen, und ist dabei nur wenig schlechter als die PSO. Wird ein Trainingsframework
wie in Abbildung 5.10 verwendet, kann die Lösungsqualität weiter gesteigert wer-
den. Damit ist die MCTS+θm dazu imstande, bei angelernten Szenarien (bzw.
Szenarien, die angelernten Szenarien sehr ähnlich sind) eine vergleichbare Mi-
nimierung der Total Lead Time zu erreichen wie die PSO. Zusätzlich kann die
MCTS+θm aufgrund ihrer starken Generalisierungsfähigkeit auch komplett un-
bekannte Störungs-Szenarien lösen.
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Tabelle 5.8: Total Lead Time im Stanzerei-Environment für unterschiedliche Maschinen mit Störun-
gen - Störungen werden beim Training nicht berücksichtigt. MDT = 150, K = 15,
N = 8, |A| = 10

Gestörte
Maschine 0

Gestörte
Maschine 5

Gestörte
Maschine 10

Gestörte
Maschine 12

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 654 4,140 733 4,119 987 3,568 649 2,853 3,670
MCTS+θm 633 0,796 717 1,847 957 0,420 633 0,317 0,845
θm 658 4,777 755 7,244 981 2,938 646 2,377 4,334
PSO 628 0 704 0 953 0 631 0 0

Um eine Skalierbarkeit der MCTS+θm sicherzustellen, wird in Kapitel 4.2.5 ein
Clustering der FAUFs entwickelt. Die FAUFs werden dabei verschiedenen Clus-
tern zugeordnet. FAUFs innerhalb eines Clusters sind sich sehr ähnlich, d. h. sie
müssen für die verbleibenden AVOs die gleichen Maschinen nutzen. Jedes Clus-
ter löst das Scheduling-Problem mittels einer eigenen MCTS+θm (vgl. Kapitel
4.2.5). Die Scheduling-Ergebnisse der verschiedenen Cluster werden anschlie-
ßend kombiniert und an die Fertigung zur Abarbeitung gegeben. Dieser Ansatz
ermöglicht eine theoretisch unendliche Skalierbarkeit der Methode, die in der
Realität aufgrund von Hardwarebegrenzungen beschränkt ist. Nachfolgend wird,
analog zu der Validierung in Abbildung 5.18, anhand des Stanzerei-Environments
die Auswirkung des Clusterns auf die Total Lead Time dargestellt (vgl. Abbildung
5.21).
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Abbildung 5.21: Total Lead Time im Stanzerei-Environment über verschiedene FAUF-Anzahlen. Die
MCTS+θm clustert FAUFs. K = 15, |A| = 5

In Tabelle 5.9 sind die TLTs und die Abweichung zur jeweiligen geringsten TLT
aufgelistet. Die PSO erreicht in allen Szenarien die geringste TLT. DieMCTS+θm
erreicht in den Stanzerei-Environments mit 12 und 16 FAUFs die gleiche TLT
wie die PSO und weicht nur im ersten Stanzerei-Environment mit 8 FAUFs leicht
ab, sodass sich eine durchschnittliche Abweichung von 0,108% ergibt.
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Tabelle 5.9: Total Lead Time im Stanzerei-Environment über verschiedene FAUF-Anzahlen. Die
MCTS+θm clustert FAUFs. M = 15, |A| = 5

8 FAUFs 12 FAUFs 16 FAUFs

Methode
TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

TLT
[t]

Abweichung
[%]

∅ Abweichung
[%]

MCTS 622 0,323 1212 4,303 1947 2,907 2,511
MCTS+θm 622 0,323 1162 0 1892 0 0,108
θm 641 3,387 1210 4,131 1920 1,480 2,999
PSO 628 0 1162 0 1892 0 0

Die durchschnittliche Abweichung der MCTS+θm von 0,108% liegt deutlich
unter derjenigen der Validierungsläufe ohne das Clustern, die 2,511% beträgt
(vgl. Tabelle 5.6). Die Verbesserung der durchschnittlichen Abweichung durch
das Clustern lässt sich damit erklären, dass durch das Clustering der FAUFs der
Lösungsraum in Sub-Lösungsräume aufgeteilt wird (vgl. Abschnitt 4.2.5). Die
MCTS+θm kann den Sub-Lösungsraum bei gleichbleibender Berechnungsdauer
effizienter durchsuchen. Die Wahrscheinlichkeit, ein optimales bzw. ein sehr gu-
tes Ergebnis für das Sub-Problem zu finden, ist folglich viel größer, sodass sich
letztlich die Lösungsqualität verbessert. Aufgrund der vorliegenden Validierungs-
ergebnisse kann davon ausgegangen werden, dass das Clustering inklusive aller
Teilfunktionen wirksam ist und somit die Lösungsqualität verbessert sowie die
Skalierbarkeit der in Kapitel 4 entwickelten Methode sicherstellt.

Die im Stanzerei-Environment durchgeführten Validierungsläufe zeigen, dass die
Metaheuristik PSO in allen Versuchen minimal bessere Ergebnisse herbeiführt als
die MCTS+θm. Generell kann die PSO dieses Optimierungsproblem also besser
lösen.
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5.4 Diskussion der Validierungsergebnisse

Um die Einsatzmöglichkeit der in Kapitel 4 entwickelten Methode MCTS+θm für
die dynamische Terminierung einer flexiblen Fertigung zu untersuchen, werden
im vorliegenden Kapitel 5 verschiedene Validierungsläufe unternommen. Alle
Validierungsläufe haben das Ziel, die MCTS+θm dahingehend zu überprüfen, ob
die Methode die in Abschnitt 3.3 definierten Anforderungen an eine dynamische
Terminierung erfüllt.

Für die Validierungsläufe im Open Shop (vgl. Abschnitt 5.2) lässt sich festhalten,
dass die MCTS+θm in allen Versuchen zu wesentlich besseren Ergebnissen als
die MCTS oder das θm führt (vgl. Tabelle 5.3). Die entwickelte Methode erreicht
eine bessere Total Lead Time, was in der Fertigung mit geringeren Durchlaufzei-
ten gleichzusetzen ist. Sogar im Vergleich mit einer Metaheuristik, die das OSSP
sehr gut lösen kann, zeigt die MCTS+θm eine bessere TLT (vgl. Tabelle 5.3). Die
MCTS+θm ist somit dazu in der Lage, das OSSP sehr gut zu lösen bzw. trotz der
Komplexität des Optimierungsproblems eine gute Lösung zu finden. Eine be-
sondere Stärke der MCTS+θm lässt sich beobachten, wenn FAUF-Prioritäten bei
der Terminierung berücksichtigt werden (vgl. Tabelle 5.4). Ohne zusätzliche An-
passungen bzw. Erweiterungen kann die MCTS+θm das Problem mit Abstand am
besten lösen. Die MCTS+θm arbeitet dabei domainunabhängig. Änderungen des
Fertigungs-Environments, z.B. andere FAUF-Prioritäten, neue Maschinen oder
neue Arbeitspläne, führen nicht zu Änderungen der MCTS+θm. Die MCTS+θm
minimiert die Total Lead Time in jedem Fertigungs-Environment und beachtet
dabei die im Modell eingeführten Randbedingungen (vgl. Abschnitt 5.1.2). Die
MCTS+θm erfüllt demnach die Anforderung aus Abschnitt 3.3, ein so komplexes
Optimierungsproblem lösen zu können. Zusätzlich kann die Anforderung einer
Action-Combination, weil ein Multi-Agenten-System genutzt wird, implizit als
erfüllt angesehen werden, da die Optimierungsergebnisse der MCTS+θm ohne
eine Action-Combination nicht erreichbar wären.
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Neben der Anforderung, auch komplexe Optimierungsprobleme lösen zu können,
ist ebenso die Robustheit der Lösung von besonderer Bedeutung (vgl. Abschnitt
3.3). Die Validierungsergebnisse der Versuche zum Verzweigungsfaktor (vgl. Ab-
schnitt 4.2.4 und Abbildung 5.6) und der Total Lead Time für unterschiedliche
Prioritäten (vgl. Abbildung 5.7) ermöglichen einen Rückschluss auf die Streuung
der Ergebnisse von jeweils 20 Durchläufen. Die Streuung der MCTS ist dabei
immer viel größer als jene der MCTS+θm. Das lässt sich damit erklären, dass
die MCTS neue Unter-Konten zufällig auswählt bzw. exploriert (vgl. Abschnitt
2.5.2). Auch wenn die MCTS den Entscheidungsbaum asynchron aufbaut und
während der Selektionsphase den Knoten mit der höchstenWahrscheinlichkeit für
ein gutes Endergebnis aussucht, findet die Unter-Knoten-Auswahl zufällig statt
und beeinflusst somit das Ergebnis des MCTS-Durchlaufs stark. Die MCTS+θm
wählt die Unter-Knoten mit Hilfe des θm aus (vgl. Abschnitt 4.2.3). Die Selek-
tion der Unter-Knoten beruht folglich nicht auf dem Zufall, was die Robustheit
der MCTS+θm erklärt. Die MCTS+θm erfüllt demnach die Anforderung an eine
robuste Lösungsqualität.

Eine weitere in Abschnitt 3.3 definierte Anforderung ist dieGeneralisierungsfä-
higkeit. Diese wird vorausgesetzt, da nicht alle Störungsszenarien beim Training
betrachtet werden können. In Tabelle 5.5 wird die Total Lead Times für ver-
schiedene Störungsszenarien verglichen. Dabei ist zu erkennen, dass die TLT der
MCTS+θm deutlich besser als jene der MCTS und des θm ist. Das lässt auf eine
starke Generalisierungsfähigkeit der MCTS+θm schließen. Die durchschnittliche
Abweichung der MCTS+θm zur MCTS und zum θm lässt aber nur einen quali-
tativen Rückschluss auf die Generalisierungsfähigkeit zu, da die bessere TLT der
MCTS+θm nicht allein auf die Generalisierungsfähigkeit, sondern auch auf die
generell bessere Lösungsqualität dieser Methode zurückzuführen ist. Das Ergeb-
nis bestätigt, dass die starke Generalisierungsfähigkeit der MCTS+θm mit einem
Trainingsframework noch weiter verbessert werden kann, sodass die Total Lead
Time der MCTS+θm selbst für unbekannte Störungsszenarien fast das Niveau der
PSO erreicht. Die Anforderung der Generalisierungsfähigkeit kann somit im Falle
der MCTS+θm als erfüllt angesehen werden.
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Implizit ist auch die Anforderung hinsichtlich einer Reaktionszeit von unter drei
Minuten erfüllt (vgl. Abschnitt 3.3), da alle in der Validierung durchgeführtenVer-
suchsläufe der MCTS+θm ein maximales Zeitlimit von drei Minuten aufweisen.
Aufgrund der Validierungsergebnisse können alle Anforderungen an eine dyna-
mische Terminierung einer flexiblen Fertigung für die MCTS+θm als betrachtet
werden. Demzufolge lässt sich konstatieren, dass sich die in Kapitel 4 entwi-
ckelte Methode der MCTS+θm für die dynamische Terminierung einer flexiblen
Fertigung eignet.

Die Validierungsergebnisse der Versuche im Open Shop lassen sich auch auf
das Stanzerei-Environment übertragen (vgl. Abschnitt 5.3). Dort minimiert die
MCTS+θm in allen Fällen die Total Lead Time deutlich besser als die MCTS
oder das θm (vgl. Tabelle 5.6). Die TLT der PSO erreicht die MCTS+θm jedoch
nicht. Andere Resultate zeigen sich, wenn unterschiedliche FAUF-Prioritäten ein-
geführt werden (vgl. Tabelle 5.7). In diesem Fall erreicht die MCTS+θm eine
durchschnittlich bessere TLT als die PSO. Auch die Validierungsergebnisse aus
dem OSSP bzgl. der Generalisierungsfähigkeit der MCTS+θm lassen sich auf das
Stanzerei-Environment übertragen. So erreicht die MCTS+θm TLTs mit einer
durchschnittlichen Abweichung von 0,845% gegenüber den TLTs der PSO, ob-
wohl beim Training der MCTS+θm keine Störungen berücksichtigt werden (vgl.
Tabelle 5.8). Die MCTS+θm bestätigt damit die starke Generalisierungsfähigkeit
der Methode. Die durchschnittliche Abweichung der TLTs der MCTS+θm zu den
Ergebnissen der PSO liegt im Open Shop mit 3,976% deutlich höher (vgl. Tabelle
5.5). Das lässt sich damit erklären, dass es im Open Shop wesentlich mehr mög-
liche Alternativen als im Stanzerei-Environment gibt. Aufgrund der großen An-
zahl der Alternativen im Open Shop fällt die Generalisierungsfähigkeit im OSSP
schlechter aus. Das OSSP ist allerdings ein Extremfall, der nicht einer Fertigung
in der Realität entspricht. Mit einem Trainingsframework kann die Generalisie-
rungsfähigkeit im OSSP stark verbessert werden. Für reale Anwendungen, wie
die Stanzerei, kann aber auf das Trainingsframework verzichtet werden, da die
Generalisierungsfähigkeit des MCTS+θm ausreicht, um alle Störungsszenarien
gut lösen zu können (vgl. Tabelle 5.8).

145



5 Validierung

Die im Abschnitt 4.2.5 entwickelte Methode des Clusterns kann erfolgreich dazu
eingesetzt werden, die TLT der MCTS+θm weiter zu minimieren (vgl. Tabelle
5.9). Das Clustern der FAUFs verbessert die durchschnittliche Abweichung zur
TLT der PSO von 1,611% bei der ungeclusterten MCTS+θm auf 0,108% für die
geclusterte MCTS+θm (vgl. Tabellen 5.18 und 5.9). Die Methode des Clusterns
hat somit die Fähigkeit zur Minimierung der Total Lead Time.

Es ist zu berücksichtigen, dass in der Validierung schwerpunktmäßig die Verbes-
serung der Lösungsqualität der in Kapitel 4 konzipierte Methode MCTS+θm, im
Vergleich zu einer MCTS und einem θm untersucht wird. Die PSO wird in der
Literatur als Benchmark-Metaheuristik verwendet, wenn es um die Lösungsqua-
lität des OSSPs geht. Die Ergebnisse der PSO dienen als Vergleichswerte bzw.
können als nahezu optimal angesehen werden. Die MCTS+θm erreicht in allen
Validierungsszenarien bessere Ergebnisse als die MCTS oder das θm. Das zeigt,
dass die in Kapitel 4 entwickelte Methode somit als sinnvolle Erweiterung einer
MCTS angesehen werden kann. Weitere Untersuchungen bzgl. der Skalierbarkeit
der Methode oder Benchmarks gegenüber anderen Methoden stehen aus. Zusätz-
lich können Teile der Methode gegen andere Methode ausgetauscht werden. So
ist es denkbar, dass anstelle des θm auch ein sogenanntes ‚Graph Neural Network‘
eingesetzt werden kann [77].
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In diesem Kapitel werden die in der vorliegenden Arbeit entwickelte Methode
und die Ergebnisse der Validierung zusammengefasst. Zusätzlich werden die in
Abschnitt 1.3 definierten Ziele auf ihre Gültigkeit geprüft. Den Abschluss dieses
Kapitels bildet ein Ausblick auf weitere, offene Forschungsansätze im Bereich der
dynamischen Terminierung.

6.1 Fazit

Ein zunehmender Kostendruck und eine wachsende Anzahl an Mitbewerbern auf
dem globalen Markt zwingen Unternehmen dazu, ihre Fertigung zu optimieren.
Dabei spielen Indikatoren wie die Durchlaufzeit der Bauteile und die Maschinen-
nutzung eine zentrale Rolle. Störungen, z B.Maschinenausfälle, führen dazu, dass
die Fertigung nicht wie geplant ablaufen kann, und beeinflussen die genannten
Indikatoren negativ. Eine Neuterminierung der Fertigung benötigt zu viel Zeit,
sodass die Situation der Fertigung bei Fertigstellung der neuen Terminierung
stark von der Ausgangssituation abweicht. Manuelle Eingriffe führen aufgrund
der zahlreichen Zusammenhänge oft nicht zur optimalen Fertigungsauslastung.
Angesichts dieser Problemstellung verfolgt die vorliegende Arbeit das Ziel, eine
Methode für die dynamische Terminierung zu entwickeln, die die FAUFs im Stö-
rungsfall zeitnah umterminiert, sodass die Total Lead Time bestmöglichminimiert
wird.
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In Kapitel 3 werden aktuelle Ansätze, die genutzt werden können, um ein
Terminierungs- bzw. Scheduling-Problem zu lösen, erklärt und beschrieben.
Während analytische Methoden sowie Heuristiken bzw. Metaheuristiken in der
Forschung umfangreich eingesetzt werden, um Scheduling-Probleme zu lösen,
besteht im KI-Bereich und besonders im Fall von kombinierter KI-Methoden
weiter Forschungsbedarf (vgl. Abschnitt 3.4). Zusätzlich werden Anforderungen
an die dynamische Terminierung einer flexiblen Fertigung definiert (vgl. Abschnitt
3.3). In Kapitel 4 wird eine Methode zur dynamischen Terminierung entwickelt.
Die Methode besteht aus einem Entscheidungsbaum, der MCTS, kombiniert mit
einer Reinforcement-Learning-Methode, dem MADQN. Zusätzlich werden die
Methoden ‚Action-Combination‘, ‚FAUF-Clustering‘ und ‚Trainingsframework‘
entwickelt, um die Anforderungen an die dynamische Terminierung zu erfüllen.

In der Validierung wird die in Kapitel 4 konzipierte Methode anhand verschie-
dener Szenarien auf ihre Anwendbarkeit überprüft (vgl. Kapitel 5). Dabei findet
der erste Teil der Validierung im Open Shop - mit maximalen Freiheitsgraden
bzw. maximaler Komplexität statt (vgl. Abschnitt 5.3.1). Dieser Teil der Validie-
rung konzentriert sich darauf, einige grundsätzliche Überprüfung in Bezug auf
die Erfüllung der vorher definierten Anforderungen vorzunehmen. Da das Open-
Shop-Scheduling-Problem keiner realen Fertigung entspricht, wird im zweiten
Teil der Validierung eine reale Fertigung, die Stanzerei, herangezogen. Die Vali-
dierungsergebnisse zeigen, dass die entwickelte Methode alle Anforderungen an
eine dynamische Terminierung für die untersuchten Environments erfüllt.

Auf Grundlage der Validierungsergebnisse lassen sich die drei Ziele aus Ab-
schnitt 1.3 bewerten. Das erste Ziel kann teilweise angenommen werden. Kom-
plexe Optimierungsprobleme sind in der Regel nur schwierig optimal zu lösen.
Bei Scheduling-Problemen gibt es Benchmarks, bei denen mit neuen Methoden
und leistungsstärkerer Hardware zunehmend bessere Lösungen gefunden werden
können. Aus diesem Grund wird in der Validierung die Metaheuristik PSO als
Benchmarkmethode festgelegt. Sowohl in den Validierungsläufen im Open Shop
als auch im Stanzerei-Environment findet die in dieser Arbeit entwickelte Metho-
de bessere oder nahezu gleichwertige Lösungen, sodass das erste Ziel teilweise
angenommen werden kann.
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6.2 Ausblick

Das zweite Ziel ist teilweise erfüllt. Die entwickelte Methode löst das Open-
Shop-Problem besser als die verglichene Heuristik und ist somit dazu in der
Lage, auch komplexe Terminierungsprobleme gut zu lösen. Zusätzlich konnte
nachgewiesen werden, dass die Streuung der Lösungsqualität gegenüber einer
nicht unterstützten MCTS deutlich abnimmt, was einer Steigerung der Robustheit
entspricht (vgl. Abbildung 5.6). Die Streuung konnte dabei nahezu um das 4-fache
im Vergleich zur MCTS verringert werden. Trotzdem bleibt bei diesem Ansatz
eine geringfügige Streuung vorhanden, da weder die MCTS noch das MADQN
deterministisch arbeiten.

Das dritte Ziel kann umfänglich angenommen werden. Das in Abschnitt 4.2.6
entwickelte Trainingsframework ermöglicht eine deutliche Verbesserung der Ge-
neralisierungsfähigkeit im Open Shop (vgl. Tabelle 5.5). Werden beim Training
Störungsszenarien betrachtet, erhöht sich die Trainingszeit aufgrund der Vergrö-
ßerung des Lösungsraums. Die Lösungsqualität im Störungsfall fällt in den Unter-
suchungen bei Verwendung des Trainingsframeworks deutlich besser aus als beim
Training ohne Trainingsframework. Zusammen mit der Generalisierungsfähigkeit
(vgl. Abbildung 5.8) der entwickelten Methode können so selbst Störungsszena-
rien, die nicht im Training berücksichtigt werden, nahezu optimal gelöst werden.

6.2 Ausblick

Die im Rahmen dieser Arbeit entwickelte Methode erfüllt die theoretischen An-
forderungen an die dynamische Terminierung einer flexiblen Fertigung. Für den
Einsatz in einer realen Fertigung müssen zusätzliche Randbedingungen bzgl. der
Implementierung gegeben sein. In Abschnitt 3.1 wird die Funktionalität der dy-
namischen Terminierung der Ebene des Fertigungsmanagements zugeordnet. Für
den realen Einsatz ist daher zu überlegen, wie eine IT-Systemarchitektur aussehen
kann, die eine dynamische Terminierung zulässt. Neben Terminierungsinforma-
tionen aus dem APS-System werden Informationen über aktuelle Maschinenzu-
stände und Status der einzelnen FAUFs benötigt.
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6 Fazit und Ausblick

Zusätzlich ist zu klären, in welcher Umgebung die entwickelte Methode ausge-
führt werden soll. Grundsätzlich ist es denkbar, diese als Applikation in einer
Cloud auszuführen. Dafür spricht die theoretisch unbegrenzte Rechenleistung der
Cloud-Server, die eine schnelle Lösung des Optimierungsproblems ermöglicht.
Aufgrund der Nähe zur Steuerungsebene (vgl. Abschnitt 3.1) ist aber auch eine
Ausführung in einem bzw.mehreren Edge-Devices denkbar. Die Applikation läuft
dabei lokal im Fertigungsnetz; so werden fertigungsrelevante Daten nicht auf Ser-
vern gespeichert, die mit dem Internet sind. Die Rechenleistung der Edge-Devices
fällt im Vergleich zu leistungsstarken Workstations oder sogar Servern deutlich
geringer aus; infolge dessen muss untersucht werden, ob und wie der Einsatz von
Edge-Devices für die dynamische Terminierung sinnvoll ist [78].

Neben den möglichen Untersuchungen im Bereich der Implementierung der Me-
thode können auch weitere Ansätze erforscht werden, um die entwickelte Metho-
de zu verbessern. So könnten diese neuen Methoden das Potenzial besitzen, das
vorliegende Optimierungsproblem mit weniger Rechenaufwand bzw. mit einer
besseren Lösungsqualität zu lösen. Beispielsweise könnte an Stelle des verwen-
deten MADQNs auch ein sogenanntes ‚Graph Neural Network‘ (GNN) eingesetzt
werden [77]. Das MADQN besteht aus mehreren einzelnen Agenten, die ihre
Entscheidungen unabhängig voneinander treffen. Aus diesem Grund wird in Ab-
schnitt 4.2.4 eine Kombination der Actions der einzelnen Agenten entwickelt.
Bei einem GNN werden die Abhängigkeiten der Bauteile bzw. FAUFs in einen
Graphen überführt. Beim Lösen des GNNs werden folglich alle Abhängigkeiten
betrachtet, sodass keine Kombination verschiedener Actions notwendig ist. Zu-
dem lassen erste Untersuchungen vermuten, dass die Generalisierungsfähigkeit
eines GNNs besser als jene des MADQNs ausfallen kann.

Ein anderer Ansatz, das Optimierungsproblem zu lösen, kann der Einsatz von
Quantencomputern sein bzw. der Einsatz des sogenannten ‚Quantum Annealing‘
[62] [143]. Quantencomputer zeichnen sich dadurch aus, dass sie Optimierungs-
probleme schnell lösen können. Dafür muss das Optimierungsproblem jedoch
entsprechend umformuliert werden.
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A Anhang

A.1 Multi-Agent-Proximal-Policy-Optimization
(MAPPO)

Die ‚Proximal-Policy-Optimization‘ ist eine Policy-Gradienten-Methode für einen
Single-Agent-Ansatz [117]. Policy-Gradienten-Methoden parametrisieren die Po-
licy (vgl. Abschnitt 2.4.4) direkt und ändern die Gewichte der Parametrisierung,
um eine Policy zu erzeugen, die den Reward maximiert. Gradientenalgorithmen
reagieren jedoch empfindlich auf die Anpassung der Schrittweite. Die Schrittweite
bestimmt das Ausmaß, in dem die Parameter des neuronalen Netzes während des
Trainings geändert werden; ist sie zu klein, wird das Training unnötig verlängert;
ist sie zu groß, sind die Änderungen zu stark und führen nicht zur optimalen
Policy. Durch die Verwendung der sogenannten ‚Clipped-Surrogate-Objective-
Function‘ LClip kontrolliert die PPO die Änderung der Strategie während des
Trainings[117]. Die PPO ermöglicht auf diese Weise feinfühlige Anpassungen
der Schrittweite für jede Iteration und verhindert zusätzlich übermäßige Schwan-
kungen der Parameter des neuronalen Netzes. [117]

Der MAPPO-Algorithmus basiert auf dem Single-Agenten-Ansatz mit PPO. Je-
dem Produkt wird bei der MAPPO-Methode ein Produkt-Agent zugewiesen (vgl.
Abbildung A.1). Im Gegensatz zum Single-Agenten-Ansatz mit PPO teilen sich
bei der MAPPO-Methode alle Produkt-Agenten einen zentralen Critic [118] [82].
Letzterer bewertet die Aktionen jedes einzelnen Produkt-Agenten im Kontext al-
ler Produkt-Agenten. Zu diesem Zweck erhält der Critic den globalen Zustand
und alle Aktionen des Zeitschritts t als Eingabe. Die LClip-Funktion der PPO
berechnet den Parameter Θ, der angibt, wie stark die Parameter des neuronalen
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A Anhang

Netzes des Produkt-Agenten angepasst werden müssen. Für die Anpassung des
neuronalen Netzes des Critics werden neben den globalen States st auch die
gewählten Actions at und die Rewards rt benötigt. Die Produkt-Agenten ma-
ximieren demzufolge den Gesamt-Reward. Vergleichbar mit dem zentralisierten
Critic des MADDPG [84] wird der Critic selbst nur zum Training benötigt. Wäh-
rend der Ausführung wird von jedem Produkt-Agenten eine Aktion basierend
auf dem verfügbaren Zustand ausgegeben, die implizit die Aktionen der anderen
Produkt-Agenten berücksichtigt.

Fertigungs-Environment

Produkt-
Agent 1

Critic 

𝒔𝒔𝒕𝒕𝟏𝟏

Produkt-
Agent n

Training

Ausführung

𝒂𝒂𝒕𝒕𝟏𝟏 𝒔𝒔𝒕𝒕𝒏𝒏 𝒂𝒂𝒕𝒕𝒏𝒏

𝒔𝒔𝒕𝒕,𝒂𝒂𝒕𝒕, 𝒓𝒓𝒕𝒕
𝑳𝑳𝟏𝟏𝑪𝑪𝑳𝑳𝑪𝑪𝑪𝑪(𝜽𝜽𝟏𝟏) 𝑳𝑳𝒏𝒏𝑪𝑪𝑳𝑳𝑪𝑪𝑪𝑪(𝜽𝜽𝒏𝒏)

Abbildung A.1: Überblick über die MAPPO-Methode

Veröffentlichungen, die dieMAPPO-Methode für die Fertigungsterminierung nut-
zen, haben gezeigt, dass diese Methode bestimmte Terminierungsprobleme erler-
nen und beherrschen kann. Eswurde aber auch gezeigt, dass dieMAPPO-Methode
nur funktioniert, wenn alle Produkte identisch sind bzw. die gleiche Priorität auf-
weisen. Besitzen Produkte unterschiedliche Prioritäten, kann der MAPPO kein
Terminierungsergebnis erreichen, das einem globalen Optimum nahekommt. Ha-
ben alle Produkt-Agenten die gleiche Priorität, müssen diese nur Actions treffen,
die ihre eigene Durchlaufzeit optimieren. Unterscheiden sich die Prioritäten ist es
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A.2 Arbeitspläne der Stanzerei

notwendig, dass ein Produkt-Agentmit einer niedrigen Priorität auf einen Produkt-
Agenten mit einer höheren Priorität wartet. Zusätzlich ist anzumerken, dass die
Produkt-Agenten während der Ausführung nicht kommunizieren. Sie haben wäh-
rend des Trainings lediglich gewisse Ablaufreihenfolgen gelernt. Kommt es in der
realen Fertigung zu einer Situation, die die Produkt-Agenten beim Training nicht
durchlaufen haben, kann die MAPPO-Methode keine zufriedenstellende Lösung
finden. Aufgrund dieser Eigenschaften eignet sich diese nicht für die dynamische
Terminierung einer Fertigung. [82]

A.2 Arbeitspläne der Stanzerei

Für die Validierungsläufe im Stanzerei-Environment (vgl. Abschnitt 5.3) werden
vier verschiedene Produkttypen mit unterschiedlichen Arbeitsplänen betrachtet.
Jede der nachfolgenden Tabellen (vgl. Tabellen A.1 - A.5) bezieht sich auf einen
der fünf Arbeitsvorgänge, die durchlaufen werden müssen. Die verschiedenen
Produkttypen haben für den entsprechenden Arbeitsvorgang mindestens eine und
maximal drei Maschinen zur Auswahl. Für die Abarbeitung des AVOs kann der
Produkt-Agent lediglich eine Maschine wählen. Die Bearbeitungszeit des AVOs
hängt von der jeweiligen Maschine ab und kann somit je AVO variieren.

Tabelle A.1: Arbeitsvorgang 10 im Stanzerei-Environment für vier unterschiedliche Produkttypen

AVO 10

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Produkttyp 1 1 2 2 2 3 2
Produkttyp 2 1 2 2 2 3 2
Produkttyp 3 1 2 2 2 3 2
Produkttyp 4 1 2 2 2 3 2
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Tabelle A.2: Arbeitsvorgang 20 im Stanzerei-Environment für vier unterschiedliche Produkttypen

AVO 20

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Produkttyp 1 4 12 5 20
Produkttyp 2 4 12 5 16
Produkttyp 3 4 12
Produkttyp 4 4 12

Tabelle A.3: Arbeitsvorgang 30 im Stanzerei-Environment für vier unterschiedliche Produkttypen

AVO 30

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Produkttyp 1 6 8 7 35
Produkttyp 2 6 8 7 22
Produkttyp 3 5 12 6 8
Produkttyp 4 5 18 6 8

Tabelle A.4: Arbeitsvorgang 40 im Stanzerei-Environment für vier unterschiedliche Produkttypen

AVO 40

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Produkttyp 1 9 4
Produkttyp 2 9 6
Produkttyp 3 7 12
Produkttyp 4 7 60

Tabelle A.5: Arbeitsvorgang 50 im Stanzerei-Environment für vier unterschiedliche Produkttypen

AVO 50

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Maschinen-
Nr.

Bearbeitungszeit
[t]

Produkttyp 1 10 4 11 3 12 3
Produkttyp 2 10 3
Produkttyp 3 10 5
Produkttyp 4 8 59 11 3 12 3
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Tabelle A.6: Publikationsliste

Jahr Titel Autoren DOI Konferenz

2020
Real Time Reaction Concept
for Cyber Physical
Production Systems

Oliver Lohse,
Stefan Krause,
Christopher Saal,
Christian Lipp

10.1109/SIMS493
86.2020.9121473

IEEE: 2020 3rd International Symposium on
Small-scale Intelligent Manufacturing Systems
(SIMS)

2020
3D Model-Based Product
Definition and Production –
a Mind Change with Technical Hurdles

Christopher Saal,
Christian Lipp,
Oliver Lohse,
Stefan Krause

10.1109/SIMS493
86.2020.9121460

IEEE: 2020 3rd International Symposium on
Small-scale Intelligent Manufacturing Systems
(SIMS)

2020

Manufacturing Operations
Management for Smart
Manufacturing – A Case
Study

Michael Meyer-
Hentschel,
Oliver Lohse,
Subba Rao,
Raffaello Lepratti

10.1007/978-3-
030-57993-7_11

Springer: 2020 Advances in Production
Management Systems.

2021

Implementing an Online
Scheduling Approach
for Production with Multi Agent
Proximal Policy Optimization
(MAPPO)

Oliver Lohse,
Noah Pütz,
Korbinian
Hörmann

10.1007/978-3-
030-85914-5_62

Springer: 2021 Advances in Production
Management Systems.

2021

Factory data management:
Definition and
differentiation from
manufacturing operations
management

Alexander
Nowitschkow,
Christopher Saal,
Oliver Lohse

10.1109/ICIT4657
3.2021.9453563

IEEE: 2021 22nd IEEE International
Conference on Industrial Technology (ICIT)

2022

Enhancing Monte-Carlo Tree
Search with
Multi-Agent Deep Q-
Network in Open Shop Scheduling

Oliver Lohse,
Aaron Haag,
Tizian Dagner

10.1109/WCMEIM569
10.2022.10021570

IEEE 2022 5th World Conference on
Mechanical Engineering and Intelligent
Manufacturing (WCMEIM)
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