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即时策略博弈在线对抗规划方法综述
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国防科技大学智能科学学院　长沙４１００７３
　(luojunren１７＠nudt．edu．cn)

　
摘　要　即时策略博弈在线规划是多智能体学习领域的挑战性问题,在博弈对抗过程中,面对不确定性威胁环境和非平稳性对

手,智能体需要在有限时间内根据博弈对抗态势推理对方的行动,在巨大的状态空间和动作空间中快速做出己方行动规划,组

织对抗规划.即时策略博弈平台是研究在线对抗规划问题的理想测试床.文中首先借助一个典型的即时策略博弈模型引出即

时策略博弈对抗问题,并将其分类成３个层次和２种操作控制方法,从５个子方向梳理了即时策略博弈面临的５个挑战;其次

从战术对抗、策略对抗和混合对抗３个角度对当前在线对抗规划方法进行了全面的综述分析;最后从对手及玩家建模、人机协

同在线临机规划、基于学习的规划方法３个方面点明了未来需要研究的重点问题.
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Abstract　RealＧtimestrategygameonlineadversarialplanningisachallengingprobleminthefieldofmultiＧagentlearning．Inthe
processofgameconfrontation,inthefaceofanuncertainthreatenvironmentandnonＧstationaryopponents,theagentneedsto
reasonabouttheopponent’sactionswithinalimitedtimeaccordingtothegamesituation,makeyourownactionplanquicklyand
performadversarialplanninginthehugestatespaceandactionspace．TherealＧtimestrategygameplatformisanidealtestbedfor
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planning．Finally,thekeyissuesthatneedtobestudiedinthefuturearepointedoutfromthreekeyaspects:opponentandplayer
modeling,humanＧmachinecollaborativeonlineadhocplanning,andlearningＧbasedplanning．
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１　引言

机器博弈(ComputerGame)是人工智能的果蝇[１],为人

工智能 AI程序提供了丰富的测试环境.人工智能技术的发

展,特别是针对多智能体学习方法的研究与机器博弈密切相

关.近年来,随 着 经 济 社 会 的 发 展,即 时 策 略 (RealTime

Strategy,RTS)博弈对抗类游戏,如星际争霸(StarCraft),吸

引了大量学者的关注,成为人工智能研究的新热点,并取得了

一系列的先进研究成果,特别是在２０１９年,星际争霸 AI[２]在

人机对抗比赛中战胜了人类顶级职业选手.２０２０年５月,美

国国防部高级研究计划局(DARPA)通过其官网宣布了“打破

游戏规则”(Gamebreaker)的人工智能探索项目[３],其中包括

数款即时策略博弈平台(StarCraftII,SpringRTS,MiniRTS,

DeepRTS,μRTS),其希望找出一种通用的方法来评估和操纵

博弈对抗均衡,以便于在国防部模拟战争推演和训练实战作

战人员中运用人工智能算法.当前,通用人工智能技术的研

究目标是构建与人类同水平的 AI系统,使其能够充分整合

人类的各种能力,如实时稳健响应、与环境自主智能交互、以

自然语言交互、能进行常识推理、有创造力等.其中能否实时

稳健响应就是要求智能体能够在短时间内根据自身所处环境

进行自适应调整应对.

规划是指决定行动序列以完成给定目标的过程.根据



目标的不同,规划可以分为３类:对抗规划(adversarialplanＧ
ning),规划的目标是攻击和摧毁敌人,并阻止敌人实现其目

标;中立规划(neutralplanning),规划的目标并不影响其他规

划的目标,或者影响可以被忽略;友方规划(friendlyplanＧ
ning),规划的目标是提升环境状态或者帮助其他规划实现目

标.即时 策 略 博 弈 在 线 对 抗 规 划 (onlineadversarialplanＧ
ning)是多智能体学习领域的挑战性问题,在博弈对抗过程

中,智能体面临不确定性(uncertain)[４]威胁环境和非平稳性

(nonＧstationary)[５]对手,它需要在有限时间内根据博弈对抗

态势推理对方的行动,在巨大的状态空间和动作空间中快速

做出己方行动规划.在线对抗规划可划分为两个相互交融的

子过 程:对 抗 推 理 (adversarialreasoning)[６]和 应 对 规 划

(counterplanning)[７],主要表现为处于对抗环境中,智能体通

过推理对手的心智状态、意图和行为,在尽量短的时间内制定

己方应对计划对抗对手的动态规划过程.作为智能规划(inＧ
telligentplanning)[８]的前沿子课题,聚焦对抗规划的计划行

动 意 图 识 别 (Plan Activity and Intention Recognition,

PAIR)[７,９Ｇ１０]相 关 研 究 在 人 工 智 能 领 域 受 到 了 广 泛 关 注.

DARPA在２００４年就开展了实时对抗情报和决策项目(RealＧ
time Adversarial Intelligence and DecisionＧmaking,

RAID)[６,１１],帮助美军筹建了CADET系统,其已经被集成在

旅级地面作战规划系统里,其中重要的一环就是对抗推理和

欺骗推理,重点关注如何将敌人在军事行动中的对抗性行为

纳入己方规划考虑范畴.当前对抗规划的相关子问题包括信

念和意图识别、对手策略预测、计划识别、欺骗计划发现、欺骗

计划和计划生成等.

本文首先剖析即时策略博弈问题,借助典型模型对智能

博弈问题进行了分类,指出即时策略博弈面临的挑战;其次从

战术对抗、策略对抗和混合对抗３个角度对当前对抗规划方

法进行了综述分析;最后探讨了对抗规划的未来研究方向.

２　即时策略博弈对抗

即时策略博弈的状态空间和动作空间往往比象棋或围棋

等棋类游戏高出很多个数量级,如在仅具有１０个被控对象,
每个被控对象具有５个动作的情况下,潜在的分支因子数为

５１０≈１０００万,从状态空间来看,国际象棋的状态空间约为

１０４７、围棋的状态空间约为１０１７１,而 StarCraft的状态空间约

为１０１６８５,这远远超出了很多标准算法能够处理的范围.当

前即时策略博弈面临一些严峻的挑战:１)实时性,规划算法必

须在很短的时间内给出每个当前状态下的最优行动以满足实

时性需求,否则决策所依据的信息可能会过时;２)不确定性,
即并发行动带来的不确定性,因为对方在当前时刻所采取的

行动是难以预知的,所以行动后果带有不确定性,如射击行为

可能因为对方移动到了其他位置而无效,在环境部分可观的

情况下,战场信息本身是不确定的,如对方实体的数量、位置

等并不能及时获取到;３)动作持续性,即每个动作需要一段时

间才能完成,导致构建博弈树变得相当困难.即时策略博弈

平台是研究在线对抗规划问题的理想测试床.即时策略博弈

在线对抗规划主要研究博弈对抗环境中多智能体在线推理

与规划方法.即时策略博弈对抗过程中,玩家需要控制不

同类型的军 事 单 元.一 般 博 弈 的 初 始 状 态 是 从 少 量 的

工人开始,这些工 人 能 够 收 集 资 源 和 建 造 建 筑 物.AI研

究者的主要研究目标是如何指挥一方兵力摧毁对手控制

的所有军事单元.

２．１　典型即时策略博弈对抗模型

μRTS是一个典型的多智能体即时策略博弈对抗研究平

台[１２].在μRTS中,对抗双方同时控制多个异构单元,需要

在给定时间内快速作出反应,双方同时行动并且所有动作都

是持续性的.μRTS提供了两种博弈模式,即环境部分可观

和完全可观.μRTS内设置了各种类型的地图,规模从２×２
到２５６×２５６不等,不同的地图有不同的作战配置.图１给出

了在１０×１０规模地图中μRTS的运行截图.

图１　μRTS运行示意图(电子版为彩图)

Fig．１　OperationdiagramofμRTS

红蓝对抗双方可描述为 max和 min,一般约定 max为我

方,min为敌方.每方都可以控制６种类型的军事单元,分别

是工人(Worker)、轻型攻击者(LightAttacker)、重型攻击者

(HeavyAttacker)、远程攻击者(RangedAttacker)、兵营和基

地.所有类型的单元都具有相同的状态属性(归属方、位置、

生命值、是否可执行动作),但是具有不同的原子动作.基地

主要生产工人,工人既可以收集资源,也可以建造兵营,还可

以攻击敌人.轻型攻击者、重型攻击者和远程攻击者都属于

作战单元,主要负责消灭敌方单元,但是它们具有不同的生命

值、攻击力和攻击范围.兵营负责生产上述３种作战单元.

所有的移动单元都可执行移动操作,所有单元都可执行等待

操作,等待时长默认为１０个决策周期.资源为双方共有,任
意方都可以使用.

即时策略博弈模型可以采用一般元组来表示:G＝(P,S,

A,Lu,Lp,T,W,sinit).
(１)P＝{max,min}表示博弈玩家;
(２)S表示可能的状态.units(p,s)表示在状态S属于玩

家P 的作战单元;
(３)A 表示作战单元可以执行的有限的单元动作集;
(４)Lu(u,a,s)→{true,false}表示在状态S执行单元动作

a是否可以返回单元u;
(５)Lp(p,α,s)→{true,false}表示玩家P 在状态S 是否

可以执行动作α;
(６)T(st,αmin,αmax)→S是确定性转移函数,表示在时间t

给定状态st∈S和每个玩家的动作(αmin和αmax),返回在时间

t＋１将到达的状态;

８８２ ComputerScience 计算机科学 Vol．４９,No．６,June２０２２



(７)W:S→{maxwins,minwins,draw,ongoing}决定博弈

的胜利方,结果可以是博弈正在进行、某方胜利或者平局;
(８)sinit∈S表示有限状态.

２．２　即时策略博弈对抗问题分类

即时策略博弈对抗问题一般可划分成３个层次,对应２
类操作控制任务.如图２所示,策略层主要负责收集、建造和

发展等战略元素,其包含基础建设、技术树管理(构建顺序)和
资源管理等与经济相关的任务、兵力组成和高层次的进攻时

机;中间层为战术层,主要涉及不同单位之间的协调配合;最
底层为反应层,是关于单个兵力单位的反应控制.微观(miＧ
cro)操作控制是指单独控制单个智能体的能力,大致与反应

层和部分战术层相对应,一个良好的微操玩家可以保证其兵

力存活很长时间;宏观(macro)操作控制主要包括兵力生成和

再造等,与图中策略层及部分战术层相对应,一个良好的宏观

操作控制玩家通常会拥有大量的兵力单位.

图２　即时策略博弈问题分类

Fig．２　ProblemclassificationofrealＧtimestrategygame

博弈对抗过程中,高阶智能体必须小心地控制所有单位

来最大化作战效能.控制多个兵力单位机动到优势位置来包

围敌人,控制单个个体来攻击敌方弱势单位个体或者逃避攻

击.这种对个体单位的短期战术控制通常被称为微观操作控

制,即“战术规划”.此外,玩家需要依托多种兵力单位发动作

战;同时还包括单位和建筑的生产来完成资源收集、单位的生

产和升级,以保证有充足的单位来确保自己在现阶段的攻击

或防守能够取得成功和在随后的阶段有足够的资源和升级优

势来获取胜利;而且还必须决定整个博弈对抗过程中生产哪

些单位和建筑,升级哪些科技以保证在需要的时间有合适的

单位可以利用.这种中长期的高层规划,对应宏观操作控制,
即“策略规划”.

２．３　即时策略博弈对抗面临的挑战

当前主流研究方法是将博弈分解为若干个具有不同抽象

层次的较小的子问题,并分别处理每个子问题[１３],主要是通

过将整个问题分解成可解决的部分,并专注于这些部分,通过

集成每个部分来构建 AI智能体.当前智能体即时策略博弈

面临的主要挑战如下:
(１)对抗规划:在对抗的环境下,面对无平稳策略的对手,

如何实时在线生成确保获得胜利的最佳行动序列.
(２)非完美信息:关 于 博 弈 状 态 的 不 完 美 信 息 会 对 智

能体的行为产生负面影响.不完美源于缺乏关于环境和/
或对手行 为 的 足 够 信 息,为 了 有 效 地 对 抗 规 划,智 能 体

必须将不确定性最小化.
(３)空间与时间推理:空间推理主要分析在哪里放置单位

和扩展基地会对智能体的策略结果有影响.空间推理通常是

从地形分析模块中推断出来的,并用于优化布局和战术小组

推理.时间推理主要分析“什么时候”和“在哪里”执行一个动

作,尤其是在有持续性动作的情况下.有些动作的效果要到

博弈后期才会显现.
(４)知识迁移与利用:智能体可以从有用的数据中提取知

识和经验,以辅助其智能行为决策.这些知识可用专家日志、
策略指南和编码在脚本中的专家策略来表示.

(５)策略有效学习:离线时,智能体可以有效利用博弈对

抗历史经验重放数据来学习博弈对抗策略.在线时,智能体

可以基于离线策略,结合在线交互数据进行自适应的在线调

整学习.

３　在线对抗规划方法

规划领域的主流研究集中在单个 Agent的中立规划任

务,并不考虑对抗性的存在.但实际中的很多领域都有对抗

性的存在,对手会积极主动地阻断我方完成目标,同时试图完

成自身的目标,而这些目标往往是针锋相对和冲突的.除了

对手之外,实时条件和隐藏信息约束的存在也让规划过程变

得更加复杂.在线对抗规划同时包含这两方面的内容,在军

事仿真领域和机器博弈领域都有着广泛的应用.在棋牌类博

弈中,代表性的就是 AlphaＧBeta博弈树搜索,尤其是在国际

象棋比赛中,AI已经可以与人类顶级棋手进行对抗,甚至表

现得更好.AI智能体的目标是在每次博弈循环中基于当前

博弈态势生成动作,其引导智能体战胜任意对手.换句话说,
智能体必须在很大的状态和动作空间中,实时地找出获胜的

方案计划.对抗规划方法主要有三种形式:基于脚本的对抗

规划、基于搜索的对抗规划和基于学习的对抗规划[１２].其中

基于脚本的方法[１４]也称反应式规划方法,主要通过利用固化

的规则脚本匹配查询,虽然速度快,但无法应对新情况;基于

搜索的方法[１５Ｇ１６]也称自主式规划方法,主要利用智能规划技

术完成对最优动作的探索;基于学习的方法主要通过深度学

习[１７]、强化学习[１８]等方法来学习最优动作,扩展性强,但需

要大量博弈对抗样本.当前面向即时策略博弈的在线对抗规

划方法主要可分为三大类:战术对抗规划、策略对抗规划和混

合对抗规划.

３．１　战术对抗规划

３．１．１　极大极小树搜索

极大极小树搜索算法[１５]将敌我双方的行为都以树状结

构进行表示,枚举每一种可能的情况,比较每个动作可能导致

对手采取的行动效果,并搜索至终止情况的残局状态进行评

估,得到当前应当采取的行动.由于此种方法构建的博弈树

比较大,从根节点搜索到叶子节点,时间上无法接受,因此大

多数博弈树搜索方法采用深度受限搜索方法,借用估值函数

估算辅助决策.在极大极小博弈树搜索过程中,理性假设各

个玩家都会选择可以达到对己方有利的博弈态势,max玩家

总是希望博弈态势估值较大,min玩家希望博弈态势变成对

max玩家来说估值较小的态势,其本质就是对博弈树做有限

深度的展开,从而寻找最优策略路径,详细过程如图３所示.

９８２罗俊仁,等:即时策略博弈在线对抗规划方法综述



图３　极大极小树搜索

Fig．３　MaxＧmintreesearch

极大极小树搜索的基本原理就是对博弈树做一定层数的

展开,寻 找 最 优 策 略 路 径,并 走 出 路 径 中 的 第 一 步 策 略.

Churchill等基于 AlphaＧBeta算法,提出了 ABCD(AlphaＧBeta
ConsiderDuration)算法[１９]和 UCTCD 算法[２０].其中 ABCD
算法解决了 RTS博弈对抗过程中存在的动作同时执行以及

动作持续执行两个问题.

３．１．２　蒙特卡洛树搜索

蒙特卡洛树搜索(MonteCarloTreeSearch,MCTS)本质

上是一种基于最佳优先搜索和蒙特卡洛估值的前向树搜索算

法.其通过随机采样的方式来获得相关数据,构建博弈树模

型以用于搜索,基于统计结果得出最终决策.针对 RTS中环

境动态变化的问题,MCTS以实时搜索的方式产生在线决

策[２１].基本的 MCTS算法首先在预先设置的计算资源内(一
般指迭代次数或者运行时间)迭代地构建一棵非对称的搜索

树,然后停止搜索并返回根节点上的最优动作.搜索树中的

每个节点都表示状态,指向子节点的定向链接表示导致后续

状态的动作.图４给出了 MCTS执行过程的主要步骤.

图４　蒙特卡洛树搜索的主要步骤

Fig．４　MainstepsofMCTS

对于每次算法迭代,MCTS主要执行４个步骤:１)选择

(Selection),从根节点开始,递归运用子节点选择策略(不同

的实现方法有不同的选择规则),直到到达最紧急的可扩展节

点.如果一个节点表示非终止状态并且具有未访问(即未扩

展)的子节点,则该节点是可扩展的.２)扩展(Expansion),根
据当前节点可用动作集,添加一个(或多个)子节点扩展搜索

树.３)仿真(Simulation),从新节点开始,运行默认的仿真策

略,直到结束,产生仿真结果,最简单的仿真是随机策略.

４)回溯(Backpropagation),通过反向传播更新路径上每个节

点的统计信息,用以将来的策略决策.MCTS主要包括两种

不同的策略:１)树策略(Treepolicy),从搜索树中已经包含的

节点中选择或创建叶节点,也就是节点选择和扩展策略.

２)默认策略(Defaultpolicy),从一个给定的非终止状态开始

预演生成值估计,也就是仿真策略.MCTS是否成功主要取

决于树策略[２２],在 MCTS相关研究中,Chung等[２３]提出了一

个用于战术规划的蒙特卡洛规划框架,并在基于 ORTS框

架[２４]的即时策略博弈中进行了测试.Churchill[２５]将 MCTS
应用于战斗中单个单元的底层控制.Balla等[２６]应用 MCTS
算法在即时策略博弈 Wargus中进行战术攻击决策.类似

地,SoeＧmers[２７]在星际争霸中使用 UCT进行战术规划.UriＧ
arte等[２８]在星际争霸中使用 MCTS进行军事演练.到目前

为止,已经有大量研究工作关注于提高多智能体对抗环境中

MCTS的性能.

Ontañón[１２]提出了利用 NaïveMCTS来提高采样效率.
其基于朴素采样假设,将从组合臂获得的奖励视为从每个底

层赌博臂获得的个人奖励之和,其在μRTS中性能良好.当

分支因子增加时,NaïveMCTS的实验结果显示出令人满意的

性能,但仅在小场景中适用.Uriarte等[２８Ｇ３１]使用抽象博弈状

态来减少星际争霸中的分支因子,但是这种方法不能胜过脚

本内置的 AI.Shleyfman等[３２]指出,在计算时间接近结束时

产生的分支没有足够的开发时间来产生良好的估计,这可能

会误导搜索,因此他们建议在候选项生成阶段和候选项评估

阶段之间分配计算资源,两阶段的采样算法在候选项生成阶

段收集了关于每个值的辅助信息,该辅助信息是对每个值的

回报贡献的估计,假设是线性的,接下来,使用这些信息基于

熵生 成 组 合 臂,剩 余 的 时 间 用 于 寻 找 最 佳 的 组 合 臂.

Ontañón[３３]提出了一种由信息引导的 MCTS,它利用先验信

息来改善 MCTS的性能.其试验了两个不同的模型,校准的

朴素贝叶斯(CNB)和行动型相互依赖模型(AIM),后者由于

更好地表示了合法和非法行动之间的依赖关系而获得了更好

的性能.但是这种方法需要使用大量专业博弈对抗数据进行

预训练.Sironic等[３４]通过自适应调整 MCTS参数来提高智

能体在游戏中的性能.

３．１．３　组合多臂赌博机

UCT(UpperConfidenceBoundforTrees)采用 UCB１[３５]

作为树策略,用以平衡探索和利用,是目前最著名的 MCTS
实现方法之一.在 UCT算法中,它将每个子节点的选择看成

多臂赌博机问题(multiＧarmedbanditproblem)[３６],子节点的值

是蒙特卡洛仿真得到的近似期望回报,因此这些回报是分布未

知的随机变量.如果多个子节点具有相同的最大值,则通常会

进行随机选择[３７].针对分支因子变得非常大时,UCT性能下

降的问题,Ontañón[３８]提出的解决方案是将选择阶段建模成组

合多臂赌博机(CMAB)问题,该算法比较适合即时策略博弈的

组合决策空间,在CMAB中,智能体必须在每个周期中激活一

个赌博臂,以期望组合臂获得最大的预期回报.
由于即时策略博弈环境的巨大复杂度,在计算时间有限

的情况下,巨 大 的 状 态 空 间 和 动 作 空 间 使 得 目 前 大 多 数

MCTS方法都只在小规模场景中适用.这类聚焦战术层行动

的对抗规划方法没有全局视野,需要更高层级的策略来引导.

３．２　策略对抗规划

对于策略对抗规划方法的研究,一些工作引入了抽象机

制[３９],包括动作抽象和状态抽象,将原始动作替换为脚本动

作,如Justesen等[４０]提出的 ScriptＧUCT 方法大大降低了搜

索空间.

３．２．１　组合贪婪搜索

Churchill等[２０]提出了基于爬山算法的组合贪婪搜索
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(PortfolioGreedySearch,PGS)方法,其不是为了优化每个

单元选择采取哪种行动,而是为每个单元选择最优的脚本

来控制单元动作.与其他搜索算法相比,该算法在大中型

单元战斗中的性能明显优于纯脚本玩家,并且显示出巨大

的控制 效 率.如 图 ５ 所 示,初 始 脚 本 动 作 默 认 为 NOKＧ
AV,统一 迭 代 阶 段 固 定 一 方 不 变 来 优 化 另 一 方,采 用

Playout方法进行效果评估,直到决策时间结束,输出局部

最优解.

图５　组合贪婪搜索方法

Fig．５　Portfoliogreedysearchmethod

　　Moraes等[４１]发现了 PGS中的不一致问题,由于 PGS
在快速推理中依赖脚本化的对手模型,其可能无法返回可

能的最佳动作,因此他们提出了一种嵌套贪婪搜索(Nest
GreedySearch,NGS)方法,其 工 作 方 式 与 PGS相 同,不 同

之处在于 NGS处理对手建模的方式.NGS贪婪地寻找对

手对每个单位/动作组合的最佳反应,并计算针对它的最

佳动作.

３．２．２　组合在线演化

Wang等[４２]提出了基于演化迭代的策略选择组合在线演

化(PortfolioOnlineEvolution,POE)方法,实验结果表明其效

果优于PGS.如图６所示,其主要流程包括设置初始基因组、
在变异阶段对基因组进行随机变异操作、在交叉阶段对基因

组进行随机两两交换、在选择阶段采用 Playout方法筛选效

果好的基因组至决策时间结束.

(a)初始基因组 (b)交叉 (c)变异 (d)选择

图６　组合在线演化方法

Fig．６　Portfolioonlineevolutionmethod

３．２．３　分层策略选择

Lelis[４３]提出了分层策略选择(StratifiedStrategySelecＧ
tion,SSS)方法,该方法使用类型系统将玩家的单位划分为不

同类型,并假定相同类型的单位必须遵循相同的策略.将一

个脚本分配给一组被判断为属于同一类型的单元.一个类型

系统决定如何使用属性来划分单位,如当前的生命值、攻击范

围和武器伤害,类型数量越多,策略越精细,数量越少,策略越

粗糙.SSS＋是一个变体,使用自适应类型系统和元推理方法

来平衡搜索之间的策略粒度.Lelis[４３]在SparCraft的不同战斗

场景中测试了这两种 SSS方法,结果显示其相对于 PGS和

POE优势明显.如图７所示,SSS算法采用类型系统,SSS＋采

用自适应类型系统,初始设定均默认为 NOKＧAV,两种算法

均依据类型进行种群划分,然后进行逐群体迭代交替至决策

时间结束.

图７　分层策略选择方法

Fig．７　Stratifiedstrategyselectionmethod

３．２．４　非对称抽象采样

由于分支数非常高,基于 MCTS的规划方法不能很好地

扩展到更大的即时策略博弈场景,因此 Moraes等[４４]提出利

用行动抽象方法来提升 NaïveMCTS的扩展性,并设计了两

种方法.在第一种方法 A１N中,其从一组脚本中进行朴素采

样,而不是从一组低层级动作导出的抽象动作子集中采样.
在第二种方法 A２N中,单位动作是从两组不同的脚本中采样

的.这两种方法均依赖动作抽象,其主要缺点是硬编码的

策略将智能体的行为限制在脚本动作的集合中,对对 手 策 略

的动态适应探索不够,这些都会使智能体容易被对手利用.

３．２．５　投票式策略创建

Silva等[４５]试图通过投票式策略创建(StrategyCreation
viaVoting,SCV)方法解决以上两个问题,该方法包括一个新

颖的策略生成机制,该机制建立在一组硬编码脚本的基础上,
通过投票机制生成新的策略.此外,SCV 实施了一种策略适

应技术,使用从不同策略之间的匹配数据集训练的逻辑回归
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模型,在每一个固定数量的决策周期后,它会检测对手采用的

策略,并相应地调整自己的策略.为了找到一个最优的抽象

以显著提高智能体的策略水平,Mariño等[４６]使用进化算法

(EvolutionaryAlgorithm,EA)来进化一组由脚本诱导的抽

象,并找到最佳抽象,与SCV 类似,EA 通过改变每个策略的

参数,从一个较小的集合中产生一个较大的策略库.

３．３　混合对抗规划

策略对抗规划通常会牺牲短期的战术表现来获得更好的

长期策略决策,而战术对抗规划方法则相反.近年来,国内外

学者还提出了很多混合对抗规划方法,主要是通过将两大类

方法集成到一种方法中来执行两种类型的规划[４７].这种混

合方式很好地模仿了人类进行策略和战术规划的方式.

３．３．１　规划知识引导

一些基于领域知识的策略规划方法采用由专家提供的各

种编码知识.分层任务网络(HierarchicalTaskNetworks,

HTN)[４８Ｇ４９]是即时策略博弈中最常用的领域可配置规划器.

HTN是一种分层结构,由一个目标节点和多个子节点组成,
这些子节点代表原始任务或非原始任务,智能体可以立即执

行基本任务,而非基本任务必须使用方法分解成基本任务.
一个方法必须满足其前提条件才能分解一个非基本任务.当

所有树叶都是原始任务时,HTN 就完全分解了,其中领域定

义决定了任务、方法和排序约束.

图８　对抗分层任务网络

Fig．８　Adversarialhierarchicaltasknetworkalgorithm

Ontañón等[４９]首次提出了结合 HTN规划和博弈树搜索

的对抗性分层任务网络(AdversarialHTN,AHTN)规划算

法,该方法为博弈对抗方法构造了一个 HTN,采用极大极小

搜索方法,在每次迭代中,相应玩家的 HTN 被扩展,并且原

始动作被执行,AHTN 适用于持续性和同时性动作,且性能

优于μRTS中的内置智能体.如图８所示,AHTN 算法采用

AlphaＧBeta剪枝方法为每个分支加入一个评估,并利用递归

函数对未来行动进行预估.

由于 AHTN没有考虑任务失败的概率,忽略了任务之间

的关系,因此Sun等[５０]在 AHTNＧR中解决了这些问题,提出

了一种任务修复机制,可以检测失败的任务并进行重规划,同
时从预定义的列表中选择一个替代任务.Sun等[５１]在 AHTＧ
NCO中采用对手策略来模拟对手行为生成博弈树的 min
节点.

Neufeld等[５２]提出了一种基于 HTN与 MCTS的混合规

划方法.其利用 HTN进行策略规划,利用 MCTS进行战术

规划.每个 HTN基元任务都用一个评估函数来表示,该函

数 被 传 递 给 NaïveMCTS. 每 个 评 估 函 数 都 旨 在 引 导

NaïveMCTS生成特定任务,其中函数的权重是手动调整的.
实验结果表明,相较于 AHTN和 NaïveMCTS,这种混合规划

方法的性能有了很大的提高.

３．３．２　行动语法识别

组合分类语法(CombinatoryCategorialGrammars,CCG)
是一种高效的、语言表达的语法形式主义,在自然语言处理中

用于生成和识别自然语言句子.CCG把特定语言的结构(词
汇)从语法中分离出来.由于其具有识别性和生成性,因此非

常适合识别和生成计划.Geib等[５３Ｇ５４]利用 CCG作为计划识

别方法.计划识别是从一系列观察到的行动中确定智能体目

标的过程.Kantharaju等[５５]提出了LexLearn算法,通过给一系

列抽象动作分配类型标签的方式,可以学习关于动作的词典.
为了识别 长 时 间 段 计 划,Geib等 使 用 一 种 新 的 学 习 算 法

LexGreedy来泛化CCG,该算法通过贪婪的方法缩减了抽象的

数量.计划识别过程中,由 于 CCG 采 用 了 广 度 优 先 搜 索

(BFS)方法,对于更大的场景,词汇贪婪学习词典将仍然包含

每个动作类型的大量类别,这将影响 BFS的识别性能,因此

Kantharaju等[５６]提出使用 MCTS方法进行大规模计划识别.

针对即时策略博弈,Kantharaju等[５７]提出了对抗组合分类语

法(AdversarialCCG)规划算法.

图９　对抗组合分类语法

Fig．９　Adversarialcombinatorycategorialgrammarsalgorithm

如图９所示,在规划领域中使用 CCG 从一组即时策略

博弈对抗回放日志中识别计划,根据识别的对手计划,基于极

大极小算法采用类似 AHTN的方法生成己方计划[５８].

３．３．３　木偶采样搜索

Barriga等[５９]提出了木偶搜索(puppetsearch)方法,这是

一种新型对抗搜索框架,其依赖于在预定义的非确定性脚本
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中插入许多公开的选择点,该脚本可以是硬编码的、基于机器

学习的、基于搜索的或基于规则的智能体.它通过将选择点

暴露给前瞻搜索过程的脚本来减少搜索空间,且搜索仅在暴

露的选择点集合上执行,这显著降低了分支因子.为了提高

“木偶搜索”的战术性能,Barriga等提出策略战术(Strategy
Tactiecs,ST)算法[５９],试图将其与 NaïveMCTS结合起来,利
用卷积神经网络模型预测木偶搜索的输出,并生成策略,然后

利用 NaïveMCTS为备选策略生成战术规划.Moraes等提出

的非对称抽象方法 A３N[６０],可以看作一种混合规划方法,而

NaïveMCTS被修改为在两个抽象层次中搜索.其中战术规

划采用非受限搜索,策略规划采用受限搜索.Yang等[６１]提

出首选(firstshoice)和混合脚本(mixedscripts)的引导朴素

采样(GuidedNaïveSampling,GNS)方法.

３．３．４　学习引导搜索

Yang等[６１Ｇ６３]提出一种决策树集成的 MCTS方法.首先

利用历史数据学习基于决策树的策略,然后上层采用 BagＧ
ging和随机森林等集成学习的方法引导下层搜索.训练后的

模型可通过朴素采样预测每个单位的合法行为概率,其工作

方式与 AlphaGo非常相似,其采用的朴素采样可很好地应对

即时策略博弈的多分支因子.Tavares等[６４]提出了基于抽象

的强化学习方法.Lu等[６５]提出了基于 MAXQ 引导的分层

蒙特卡洛在线规划方法,通过在 MCTS算法中引入 MAXQ
分层任务结构,减少搜索空间并指导搜索过程,从而显著降低

计算开销,而计算开销的降低使 MCTS能够在有限的时间内

执行更深入的搜索,以找到更优的规划策略.
面对指数级行动空间,此前Lelis[６６]提出使用一个整体通

用框架(GEX),将即时策略在线对抗规划方法分为均匀行动

抽象、常规行动采样和不对称行动抽象.综合来看,可将各类

在线对抗规划方法作如下区分,如表１所列.

表１　在线对抗规划方法

Table１　Onlineadversarialplanningmethod

类别 分类 方法

战术对抗

规划

极大极小树搜索 MaxＧmin[１５],ABCD[１９],UCTCD[２０]

蒙特卡洛树搜索 MCTS[２２],NaïveMCTS[１２,２９],HMCTS[３３]

组合多臂赌博机 CMAB[３７]

策略对抗

规划

组合贪婪搜索 PGS[２０],ScriptＧUCT[４０],NGS[４１]

组合在线演化 POE[４２]

分层策略选择 SSS[４３],SSS＋[４３]

非对称抽象采样 A１N,A２N[４４]

投票式策略创建 SCV[４５]

混合对抗

规划

规划知识引导
AHTN[４８Ｇ４９],AHTNＧR[５０],AHTNCO[５１],

HTNＧMCTS[５２]

行动语法识别 CCG[５３],AdversarialCCG[５４]

木偶采样搜索 PuppetSearch[５９],A３N[６０],GNS[６１]

学习引导搜索 EnsembleTree[６１Ｇ６３],MAXQ[６５],GEX[６６]

４　未来研究方向

当前,即时策略博弈在线对抗规划方法研究已然取得了

一些进展[６７].围绕对抗推理和应对规划两个子过程,未来我

们可以利用对手及玩家建模方法,分析对手的行动特点,推理

对手可能采取的行动;借助人机协同方法,利用人在回路的方

式进行在线临机规划;充分发挥数据驱动的学习范式的优势

辅助在线对抗规划生成.

４．１　对手及玩家建模

对手建模(OpponentModeling,OM)是智能体理解其他

智能体行 为 的 主 要 方 式,是 一 种 典 型 的 认 知 行 为 推 理 方

法[６８].对手建模的目标是学习对手的模型,这个模型可以利

用博弈对抗数据集进行离线学习[６９],或者在博弈对抗过程中

进行在线学习[７０].通过对手建模,我们可以利用对手模型训

练出更高阶的智能体.常用的对手建模方法大致可以分为计

划行动意图识别方法[９Ｇ１０]、行为分类与类型推理方法[７１Ｇ７２]、策
略重构方法[７３]、交互建模[７４]与推理方法[７５]等.其中在线对

手建模[７６]和有限理性对手建模[７７]仍是大难题.玩家建模

(PlayerModeling,PM)主要是学习玩家多种不同的可能模

型,如博弈风格[７８Ｇ７９]、博弈行为[７９Ｇ８０]、性格特征[８１]、博弈技能

表现[８２]等.

４．２　人机协同在线临机规划

人机协同规划是人工智能实用化的必然要求,同时人工

智能为人机协同提供了强大支撑.传统的规划按照不同的时

机可以划分为“两个阶段、三种规划”,即博弈对抗前的预先规

划、临战规划和博弈对抗时的临机规划.其中临机规划直面

瞬息万变的博弈对抗态势,相关成果将直接影响战局发展,凭
借简单的方法难以有效支撑高层决策,因而成为当前规划中

亟需解决的瓶颈问题.采用人机协作的方式可以提升智能体

的规划能力,打通人与智能体之间的知识循环.最新的一些

研究探索了人与单智能体协同[８３Ｇ８４]、人与多智能体组队[８５]博

弈对抗问题.此外,一些学者研究如何利用自然语言指令引

导博弈对抗[８６],这项研究或许能催生出更懂人类口头或书面

指令的博弈智能体.

４．３　基于学习的规划方法

规划和学习是人工智能的两个著名范式和子领域.规划

注重设计行动序列以实现指定的目标或一组目标,而学习则

侧重于交互提升.虽然这两种范式在博弈对抗领域都取得了

巨大成功,但它们都存在一些缺点.规划方法需要环境模型

以及规划任务的准确描述来规划,这在更复杂的环境中可能

不容易获得.对于学习方法,当处理更复杂的环境时,如果没

有提供任何指导,智能体可能会花费很多时间探索次优行为.
然而,这两种范式可以相互补充[８７],从某种意义上说,每个范

式都可以用来弥补另一个范式的缺点.
尽管目前搜索方法的研究成果众多,但即时策略博弈战

术层对抗规划的实时性要求极强,在战斗单位数量众多时,抽
象机制的存在也仅能保证搜索有限的动作空间,导致搜索所

得解的最优性仍不足.可以借鉴 Muzero的算法思路,将学

习到的模 型 融 入 在 线 搜 索 过 程,由 学 习 模 型 引 导 搜 索 过

程[６１,６３].最新的一些研究采用分层、分布式并行技术和机器

学习的方法提升 MCTS[８９],采用深度学习方法评估博弈对抗

态势[９０],学习博弈态势表示[９１];采用监督学习、战术搜索与

强化学习方法[９２]学习行动策略;采用多样性对手建模与强化

学习的方法学习全局行动策略[９３].
结束语　本文对即时策略博弈在线对抗规划方法进行了

全面的综述分析.首先,利用一类典型的即时策略对抗平台

构建了博弈对抗基础模型,从策略层、战术层和反应层３个层

次,宏观操作控制和微观操作控制２大类方法的角度对即时

策略博弈对抗相关问题进行了分类,从对抗规划、非完美信

息、空间与时间推理、知识迁移与利用和策略有效学习５个方

面分析了智能体即时策略博弈面临的挑战;其次重点围绕在

线对抗规划方法,分析了３类战术对抗规划方法(极大极小树

３９２罗俊仁,等:即时策略博弈在线对抗规划方法综述



搜索、蒙特卡洛树搜索、组合多臂赌博机),５类策略对抗规划

方法(组合贪婪搜索、组合在线演化、分层策略选择、非对称抽

象采样、投票式策略创建),４类混合对抗规划方法(规划知识

引导、行动语法识别、木偶采样搜索、学习引导搜索);最后,围
绕在线对抗规划的未来研究方向,简要分析了对手及玩家建

模、人机协同在线临机规划和基于学习的规划方法３个方面

的研究现状及重点.
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