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基于遗憾探索的竞争网络强化学习智能推荐方法研究

洪志理 赖　俊 曹　雷 陈希亮 徐志雄
陆军工程大学指挥控制工程学院　南京２１０００７
　(２２０６８５１６６４＠qq．com)

　
摘　要　近年来,深度强化学习在推荐系统中的应用受到了越来越多的关注.在已有研究的基础上提出了一种新的推荐模型

RPＧDueling,该模型在深度强化学习 DuelingＧDQN的基础上加入了遗憾探索机制,使算法根据训练程度自适应地动态调整“探

索Ｇ利用”占比.该算法实现了在拥有大规模状态空间的推荐系统中捕捉用户动态兴趣和对动作空间的充分探索.在多个数据

集上进行测试,所提算法在 MAE 和RMSE 两个评价指标上的最优平均结果分别达到了０．１６和０．４３,比目前的最优研究结果

分别降低了０．４８和０．５６,实验结果表明所提模型优于目前已有的传统推荐模型和基于深度强化学习的推荐模型.
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StudyonIntelligentRecommendationMethodofDuelingNetworkReinforcementLearningBased
onRegretExploration
HONGZhiＧli,LAIJun,CAOLei,CHENXiＧliangandXUZhiＧxiong
Command& ControlEngineeringCollege,ArmyEngineeringUniversityofPLA,Nanjing２１０００７,China

　

Abstract　Inrecentyears,theapplicationofdeepreinforcementlearninginrecommendationsystemhasattractedmuchattention．

Basedontheexistingresearch,thispaperproposesanewrecommendationmodelRPＧDueling,whichisbasedonthedeepreinＧ

forcementlearningDuelingＧDQNalgorithm,andaddstheregretexplorationmechanismtomakethealgorithmadaptivelyanddyＧ

namicallyadjusttheproportionof“explorationＧutilization”accordingtothetrainingdegree．Thealgorithmcancaptureusers’dyＧ

namicinterestandfullyexploretheactionspaceintherecommendationsystem withlargeＧscalestatespace．BytestingtheproＧ

posedalgorithmmodelonmultipledatasets,theoptimalaverageresultsofMAEandRMSEare０．１６and０．４３respectively,

whichare０．４８and０．５６higherthanthecurrentoptimalresearchresults．Experimentalresultsshowthattheproposedmodelis

superiortotheexistingtraditionalrecommendationmodelandrecommendationmodelbasedondeepreinforcementlearning．

Keywords　 Recommendation system,Deep reinforcementlearning,DuelingＧDQN,RPＧDueling,Dynamicinterest,Regret

exploration

　

１　引言

推荐系统[１]起源于卡内基梅隆大学的罗伯特阿姆斯特

朗等,以及美国人工智能协会于１９９５年提出的个性化导航系

统“Web,Watcher”.作为智能检索系统,推荐系统通过学习

用户信息和用户历史浏览信息,为用户提供建议,帮助或引导

用户向其感兴趣的内容移动.然而,由于用户兴趣的实时变

化性,传统推荐算法如协同过滤方法[２]、基于内容的推荐方

法[３]、基于用户兴趣的推荐方法[４]等均将数据进行静态处理,

因此越来越无法满足用户和推荐平台的需求.

强化学习[５]作为机器学习[６Ｇ７]的一个分支,是一种报酬驱

动的自适应学习[８]算法,它以长期收益最大化为最终目标,通
过不断地迭代更新,找到一种能够使最终收益最大化的策

略[９].强化学习的这一特性弥补了传统推荐算法的不足,有
效解决了传统算法无法跟踪用户兴趣变化的问题.目前,

关于将强化学习与推荐系统相结合的方法的研究已有很多.

例如,Rojanavasu等[１０]将推荐系统与SARSA相结合,探索更

多用户可能感兴趣的产品或网页,但SARSA 的策略限制了

算法的收敛速度,且会造成探索数据的浪费.Zheng等[１１]将

QＧlearning应用于新闻推荐,而 QＧlearning算法只能应用于

状态空间和动作空间较小的情况,当状态空间和动作空间较

大时,算法很难学习到有效的模型.Lei等[１２]将推荐系统与

DQN(HumanＧlevel Control Through Deep Reinforcement

Learning)相结合,根据用户的个人喜好来估计动作的价值,

但当所有状态动作的价值函数不同时,状态动作价值与状态

价值会有较大的偏差,这将导致模型训练效果不理想.Zhao
等[１３]将DDQN应用到推荐系统中,DDQN是在DQN的基础上

进行改进,并没有解决状态行为值与状态值偏差较大的问题.

本文受遗憾最小化算法[１４]启发,在众多研究的基础上,

提出了一种基于遗憾探索的竞争网络强化学习(DuelingNetＧ



workReinforcementLearningBasedonRegretExploration,

RPＧDueling)智能推荐方法.该方法以 DuelingＧDQN(Dueling
NetworkArchitecturesforDeepReinforcementLearning)为

基础,在 DuelingＧDQN中加入遗憾探索机制,加速算法收敛,

实现在拥有大规模状态空间的推荐系统中捕捉用户动态兴趣

和对动作空间的充分探索.具体地,在每轮训练的初始阶段

初始化对应各个动作的遗憾值,而后,在训练时,根据网络产

生的状态值函数V(s)和优势函数A(s,a)的差值得到遗憾值,

并根据遗憾值产生遗憾策略,最后将遗憾策略和最终的Q(s,

a)相结合,实现“探索”和“利用”的结合,并在训练过程中实现

探索力度随算法收敛程度自适应动态调整.

本文将基于遗憾探索的竞争网络强化学习方法应用于推

荐系统,通过学习用户历史数据,利用试错的方式估计用户兴

趣转移方式.相比传统推荐方法,此方法可以很好地捕获用

户动态变化的兴趣;与同类的强化学习方法相比,RPＧDueling
算法在注重用户自身的潜在兴趣在数据中的反映的同时,自

适应动态调整探索力度,使得不同状态下的动作探索更充分.

本文在两个数据集上离线测试了算法模型,测试结果显示,本

文算法优于传统推荐算法和其他类型的强化学习推荐算法.

２　相关工作

２．１　推荐系统框架

推荐系统一般由３个模块组成,即用户建模模块、推荐项

目建模模块和推荐算法模块.其结构示意图如图１所示.

图１　推荐系统结构框图

Fig．１　Diagramofrecommendationsystemstructure

用户建模模块用于对用户进行建模,通过用户偏好和用

户的个人信息,对用户进行抽象表示.例如,Yuan等[１５]使用

转移学习方法对用户进行建模;Bagher等[１６]使用贝叶斯非参

数模型对用户进行建模.推荐项目建模模块的作用是通过算

法对用户交互序列和项目信息的学习,推断待推荐项目特征,

并在推荐算法模块结合用户建模模型中的用户特征为用户进

行推荐,如 Huang等[１７]使用深度神经网络搜索优质客户,He
等[１８]使用非线性神经网络学习用户相似度.在推荐算法模

块中,常用的算法如传统推荐算法中的基于内容的推荐[１９]、

协同过滤推荐[２０]、基于关联规则的推荐[２１]、基于效用的推

荐[２２]、组合推荐[２３]等;以及基于深度学习的方法,如Fu等[２４]

将深度神经网络与协同过滤算法相结合,并应用于电影推荐,

Li等[２５]利 用 Capsule网 络 来 解 决 推 荐 解 释 问 题,Gabriel
等[２６]将递归神经网络应用于新闻推荐中.近年来,随着深度

强化学习的快速发展,越来越多的学者将深度强化学习算法

作为推荐算法,如Chen等[２７]将强化学习应用于推荐系统中

的生成对抗模型,Xiao等[２８]将深度强化学习应用于隐私感知

的用户模型建模,Zhang等[２９]将基于优先经验回放的深度强

化学习应用于电影推荐.

总的来说,用户建模模块通过学习用户偏好和用户信息,

对用户进行建模;同时,推荐项目建模模块根据用户的交互数

据和待推荐项目信息,对待推荐项目进行建模;推荐算法综合

用户建模模块和推荐项目建模模块的信息,分析用户和项目

的特征,使用推荐算法计算出用户可能感兴趣的产品,并根据

推荐场景调整推荐结果,最后将推荐结果呈现给用户;用户收

到推荐算法推荐的产品,并将对产品的操作反馈给推荐算法,

推荐算法计算和分析这些反馈,并开始新一轮的推荐.

２．２　DuelingＧDQN算法简介

强 化 学 习 中 环 境 通 常 被 建 模 为 马 尔 可 夫 决 策 过 程

(MDP),智能体通过与环境的互动来学习最大化预期的未来

回报.智能体的行为遵循一个策略,该策略指定在 MDP的

每个状态下对可用操作的分布,智能体的目标是改进其策略

以实现收益最大化.Gt＝∑
T

i＝１
Ri＋１表示智能体从时刻t开始累

积的总回报.强化学习算法以过渡元组(st,at,rt＋１,st＋１)的

形式从连续经验中学习,其中st 是t时刻环境传给智能体的

状态,at 是智能体在该状态下选择的动作,rt＋１是智能体做出

动作后,环境给予智能体的奖励,之后智能体转入下一状态

st＋１.强化学习可分为两类:一类是 ValueＧbased算法,代表

算法为 QＧlearning[３０];另一类是 PolicyＧbased算法,代表算法

为 ActorＧCritic[３１].本文采用了一种对抗深度强化学习算法

DuelingＧDQN[３２],它是一种 ValueＧbased算法,由 DQN[３３]改

进而来,与 DQN算法不同的是,该算法中 Q值函数的网络结

构被细分为两个子结构,一个子结构生成状态值函数,另一个

子结构生成优势函数.其结构对比如图２所示.

(a)DQN　　　 　(b)DuelingＧDQN

图２　DQN与 DuelingＧDQN的结构对比图

Fig．２　StructurecomparisonofDQNandDuelingＧDQN

这种结构可以表示为:

Q(s,a;θ,α,β)＝V(s;θ,β)＋A(s,a;θ,α)

其中,V(s)是状态值函数,A(s,a)是优势函数,θ表示网络结

构,α,β分别表示两个全连接层的网络参数.这种结构有两

方面的优势:一方面,可以让 Q值的学习更稳健,因为它系统

地区分了哪些奖励是由状态带来的,哪些是由动作带来的,即

V(s)表示状态s的好坏,A(s,a)表示动作的相对平均价值的

好坏.以推荐系统为例,用户的历史数据并非都可以表达用

户的兴趣,有些数据仅仅是用户即兴产生的,这种数据对于用

户兴趣的捕获是无用的,而这种结构可以很好地对这类数据

进行区分,使这类数据对网络参数的学习产生的影响较小;另

一方面,优势函数A(s,a)的存在让状态s的所有动作a 整体

都发生了变化,因此,当同一个状态s下的某一个动作a 没有
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被采样到时,它的值函数Q(s,a)同样也会发生改变,这很好

地解决了当一个动作长期不被采样导致其采样概率越来越低

的问题.同时,为解决“unidentifiable”问题,需要对优势函数

进行限制,即强制优势函数估计量在选定的动作处要有零优

势,可表示为:

Q(s,a;θ,α,β)＝V(s;θ,β)＋(A(s,a;θ,α)－K)

其中:

K＝max
a′∈|A|

　A(s,a′;θ,α)

对于任意动作a来说:

a∗ ＝argmax
a′∈A

　Q(s,a′;θ,α,β)＝argmax
a′∈A

　A(s,a′;θ,α)

因此可以得到:

Q(s,a∗ ;θ,α,β)＝V(s;θ,β)

即V(s;θ,β)提供了值函数的估计,A(s,a;θ,α)提供了优势函

数的估计,在这里使用平均操作代替最大化操作,所选取的平

均算子为动作空间的大小|A|.因此,上式可变为:

Q(s,a;θ,α,β)＝V(s;θ,β)＋(A(s,a;θ,α)－K′)

其中:

K′＝ １
|A|∑

a′＝A
A(s,a′;θ,α)

另外,如前所述,DuelingＧDQN 算法是对 DQN 算法的改

进.因此,更新网络参数时的损失函数与 DQN相同.即:

Li(θi)＝Es,a,r,s′[(yi－Q(s,a,θi))２]

其中,yi 为目标值,其表达式为:

yi＝r＋γmax
a′
　q(s′,a′,θ′)

２．３　遗憾值及其利用方式

遗憾最小化算法用于在一般式博弈对抗中寻求近似纳什

均衡,在每次做决策时,算法会计算累计遗憾值,并根据遗憾

值形成动作选择的策略,以此策略进行决策.

首先,定义玩家i第T 轮采样策略σi 的遗憾值:

RegretT
i (σi)＝∑

T

t＝１
(μi(σi,σt

－i)－μi(σt))

其中,ui 表示玩家i的收益,σt 表示策略组,即所有玩家在t
时刻选择动作的组合,σt

－i表示除玩家i以外的其他玩家在t
时刻选择动作的组合.通常遗憾值为负时被认为不能提升下

一时刻的收益,因此当出现为负的遗憾值时,均用０代替,则

玩家i在第T 轮采取策略σi 的遗憾值后,在第T＋１轮玩家i
选择动作a的概率为:

P(a)＝ RegretT
i (a)

∑
b∈A

Regrett
i(b)

以两人“剪刀、石头、布”游戏为例,介绍遗憾值的含义及

其应用,表１列出了玩家动作和收益.

表１　玩家动作和收益对照

Table１　Comparisonofplayeractionandincome

Play１
剪刀(S) 石头(R) 布(P)

Play２

剪刀(S) ０,０ －１,１ １,－１
石头(R) １,－１ ０,０ －１,１
布(P) －１,１ １,－１ ０,０

针对玩家１进行描述,若第一局玩家１和玩家２分别随

机选择的动作为“石头、布”,则玩家１收益为－１,玩家２收益

为１.此时对于玩家１,若其选择“剪刀”则收益为１,若选择

“布”则收益为０,没有选择“剪刀”的遗憾值为:

μ１(S,P)－μ１(R,P)＝１－(－１)＝２
没有选择“布”的遗憾值为:

μ１(P,P)－μ１(R,P)＝０－(－１)＝１
则在第二局中,玩家１选择“剪刀、石头、布”的策略变为

(２/３,０,１/３),因此在第二局中玩家１更倾向于选择“剪刀”.

若在第二局中玩家１选择“剪刀”,玩家２选择“石头”,则

玩家１每轮的遗憾值和第二轮后累加的遗憾值如表２所列.

表２　累积遗憾值

Table２　Cumulativeregretvalue

轮次\遗憾值 剪刀(S) 石头(R) 布(P)
第一轮遗憾值 ２ ０ １
第二轮遗憾值 ０ １ ２
累积遗憾值 ２ １ ３

则在第三轮中玩家１选择“剪刀、石头、布”的策略变为

(２/６,１/６,３/６).

３　基于遗憾搜索的竞争网络架构推荐方法

RPＧDueling原始网络结构分别对状态值函数和优势函

数进行估计,减小因用户的即兴行为而产生的偏差数据对值

函数学习的影响;同时遗憾探索机制可以使智能体每次决策

时,会在考虑之前决策的基础上对动作空间进行充分探索.

本节首先介绍 RPＧDueling算法,之后介绍基于遗憾探索的竞

争网络强化学习推荐系统框架,最后阐述模型搭建过程以及

实验细节.

３．１　RPＧDueling
本文２．３节介绍了遗憾值及利用遗憾值产生策略的方

式,定义利用遗憾值产生的策略为遗憾策略.DuelingＧDQN
为 ModelＧfree的算法,且智能体与环境交互过程中,交互智能

体每次只能得到关于一个动作的相关奖励,因此无法根据奖

励来设计每个动作的遗憾值.根据本文２．２节对 DuelingＧ

DQN算法的介绍,动作优势函数A(s,a)表示在状态s下选择

动作a的价值,V(s)表示状态s的价值函数,且有:

V(s)＝Ea(Q(s,a))

即状态的价值等于该状态下所有动作价值的期望,定义动作

的遗憾值为:

Regret(a)＝Ea(Q(s,a))－A(s,a)＝V(s)－A(s,a)

解释为在状态s下不同优势值的动作在下一次交互中期待被

执行的程度,即在本次交互中没有被执行的遗憾程度,且优势

值越小的动作越期待被执行.之后根据遗憾值产生遗憾策略

并记该遗憾策略为RS,其表达式为:

RS＝  Regretak

∑
n

i＝１
Regretai

,Regretak＋１

∑
n

i＝１
Regretai

,,Regretan

∑
n

i＝１
Regretai

é

ë
êê

ù

û
úú

其中,Regretai 表示第k个动作的遗憾值,∑
n

i＝１
Regretai 表示所有

动作的遗憾值之和.遗憾策略表示在动作选择时,根据遗憾

值的大小来做决策的一种方式.本文将遗憾策略用于动作探

索,同时 DuelingＧDQN中“利用”的表达式为:

argmax(Q(s,a))

为实现“探索”与“利用”相互作用的目的,本文更改了
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原始“探索Ｇ利用”相互独立的方式,将“探索”和“利用”功能进

行融合,具体方式为将RS与 Q值对应位置相乘,并依据最大

值策略来选择动作.即:

a＝argmax(RS∗Q(s,a))

其中,遗憾策略RS累积了以往决策中的经验,从全局角度考

虑各动作在当前状态下的可选择性;Q(s,a)利用已学到的知

识给出当前状态下各动作的得分,并利用argmax决策方式来

选择动作,其更侧重于局部决策.公式将动作的可选择性与

利用已学到的知识相结合,使得算法决策时在“利用”的同时

具有“探索”性.

另外,DuelingＧDQN将 Q函数拆分为状态值函数 V以及

优势函数 A,解决了当一个动作长期不被采样而导致其采样

概率越来越低以及系统不稳定的问题.本文提出的算法 RPＧ

Dueling网络结构图如图３所示,从图中可以看出,本文并未

对 DuelingＧDQN的基本结构进行更改,只是利用状态价值和

优势值计算当前时刻各动作的遗憾值,该过程不涉及网络参

数的计算,且在优化网络时并未改变对当前状态s下所有动

作a的有关参数进行优化的目的,即并未改变 DuelingＧDQN
的结构优越性.因此本文算法的设计方式并不会造成系统整

体的不稳定.

图３　RPＧDueling

Fig．３　RPＧDueling

RPＧDueling中遗憾策略依赖于之前所有时刻叠加的遗

憾值,该叠加方式与２．３节所述方式相同,是对智能体之前所

有决策的统计.RPＧDueling将遗憾策略与 Q值函数融合,在

智能体的决策过程中加入对之前决策的统计信息,使算法在

“利用”已有经验的同时根据统计信息进行“探索”.在算法初

始阶段,由于智能体还未学到有效经验,因此智能体更倾向于

“探索”;而在算法收敛阶段,由于智能体决策带来的遗憾值逐

渐减小,因此智能体更倾向于“利用”已经学到的好的经验.

图４给出了算法训练过程中“探索”和“利用”在智能体决策中

的作用随时间的变化趋势.

图４　探索Ｇ利用决策占比

Fig．４　ProportionofexplorationＧutilizationdecision

３．２　基于遗憾探索的竞争网络强化学习推荐系统框架

图５给出了基于遗憾探索的竞争网络强化学习推荐系统

框架.

图５　基于遗憾探索的竞争网络强化学习推荐系统框架

Fig．５　Recommendationsystemframeworkofcompetitivenetwork

reinforcementlearningbasedonregretexploration

如图５所示,在系统的初始阶段,环境将用户信息、电影

信息和时间戳连接成为状态,然后将状态输入到智能体的网

络结构中,之后网络根据状态对电影和用户进行建模,通过网

络结构计算出状态值函数和融合了遗憾策略的优势函数,最

终生成对应每个动作的 Q值,并以此来选择动作.为了使智

能体能更好地学习到有效经验,本文在设计奖励函数时加入

了先验知识作为先验回报,在智能体做出相应决策后,先验回

报计算模块计算出该状态对应的先验回报,并将先验回报加

入环境给出的即时回报中形成综合奖励,环境将综合奖励值

反馈给智能体,之后算法进入下一轮训练,直至训练结束.算

法的伪代码如算法１所示.

算法１　基于遗憾探索的竞争网络强化学习推荐系统

输入:(user_further,item_further,TimesＧtamp)

输出:Rate

１．初始化 RPＧDueling网络参数,初始化环境参数.

２．初始化遗憾值.

３．开始

４．Forepisode＝１do

５．　获取初始状态st

６．　Fort＝１,Stepdo

７．　　　根据at ＝argmax
a

　(Q(s,a)∗RS)选择动作.

８．　　　执行动作at,从环境中获取下一状态st＋１和奖励rt＋１

９．　　　根据先验奖励计算公式e
－abs(p_scoreu,i－

∑
l,i∈T

t_scorel,i
|Ul,i|

)
计算先验回报

１０． 计算综合奖励rt＋１＝rt＋１＋priori_reward

１１． 更新遗憾值

１２． 将经验 {st,at,rt＋１,st＋１}存入经验池

１３． 从经验池中获取少批量经验 {St,At,Rt＋１,St＋１}

１４． 计算目标值:

　　yj＝
rj＋１ forterminalsj＋１

rj＋１＋γmax
a′

Q(sj＋１,a′;θ′)fornonＧterminalsj＋１{
１５．　　根据 (yj－Q(sj,aj;θ))２利用梯度下降更新 RPＧDueling网络

１６．更新目标网络

３．３　实验

３．３．１　实验条件

实验硬件:Intel(R)NetacSSD１２０GB＋NvidiaTitanX
(Pascal)＋１６GB内存.

软件环境:windows１０,TensorFlow２．５．０.
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数据条件:本文使用 Movielens中 mLＧ１M 和 mLＧ１００k数

据集进行了测试,两个数据集的原始数据均被划分为３个独

立的部分,即用户信息、电影信息和电影评分,电影评分数据

集包括用户ID、电影ID和用户对电影的评分.mLＧ１M 数据

集包含６０４０个用户对４９００部电影的１００万个评分记录;

mLＧ１００k数据集包含９４３个用户对１６８２部电影的１０万个评

分记录.两个数据集的不同之处在于,每个用户所评分的电

影数以及电影的类型复杂度不同.根据本文第三部分状态空

间的定义,在数据处理过程中,以用户的评分数据表为母表,

其他两个数据表依靠母表分别处理.

３．３．２　环境模型

(１)动作空间设计

物品评分预测表示通过对已知物品数据的学习,预测用

户对未知物品的评分.评分等级一般为离散值,反映用户对

物品的满意程度.本文实验为电影评分预测,即在给定电影

信息的情况下,智能体预测用户对电影的评分.本文遵循原始

数据中对电影的评分准则,将电影评级设置为５个等级,分别

为(１,２,３,４,５),分级值可以直接用于数值计算.在实际应用

中,为了更符合环境设置,具体分数以字典的形式给出,即:

A＝{“action１”:１,“action２”:２,“action３”:３,“action４”:

４,“action５”:５}
(２)状态空间设计

状态是智能体感知信息的载体,在训练过程中智能体

通过“观察”状态中的信息来进行决策,因此状态应该包含尽

可能多的信息,使智能体可以进行更全面的感知.在本文中,

由环境提供给智能体的状态由用户信息(用户id、性别、年龄、

职业)和电影信息(电影id、类型)组成.另外,为了使各个状

态的信息更加丰富和完整,本文在状态栏的设计中加入了时

间戳.最终设计状态空间可表示为:

S＝ (user１ _features,movie１ _features,timestamp１;

user２_features,movie２ _features,timestamp２;;

usern_features,movien_features,timestampn)

(３)奖励函数设计

本文在设置奖励函数时,每个状态中智能体预测的电影

评分与真实电影评分无直接关联.具体设置方式为:当智能

体预测的用户对电影的评分与用户对电影的真实评分一致

时,环境向代理返回正奖励;当不一致时,奖励为取智能体预

测的评分与用户对电影的真实评分的差值的绝对值,之后取绝

对值的负值.为了给智能体一个更清晰的指导,本文在设计报

酬函数时加入了先验知识.先验知识的表达式为:

priori＝e
－abs(p_scoreu,i－

∑
l,i∈T

t_scorel,i
|Ul,i|

)

其中,abs为取绝对值符号,p_scoreu,i为智能体预测的用户u
对电影i的评分,∑

l,i∈T
t_scorel,i为所有对电影i进行评分的用

户所评的分数的总和,|Ul,i|为对电影i进行评分的用户数.

表３列出了奖励函数的具体设计方式.

表３　奖励函数设置

Table３　Rewardfunctionsettings

１ ２ ３ ４ ５
１ ４＋priori －１＋priori －２＋priori －３＋priori －４＋priori
２ －１＋priori ４＋priori －１＋priori －２＋priori －３＋priori
３ －２＋priori －１＋priori ４＋priori －１＋priori －２＋priori
４ －３＋priori －２＋priori －１＋priori ４＋priori －１＋priori
５ －４＋priori －３＋priori －２＋priori －１＋priori ４＋priori

　　表中的第一行表示智能体预测的用户对电影的评分,第
一列表示用户对电影的真实评分.

(４)数据处理

实验中,将处理后的数据按４∶１的比例分为训练集和测

试集.即利用全部数据的８０％作为智能体学习的数据,该部

分数据可理解为智能体获取状态的状态空间,将剩余２０％的

数据作为测试智能体学习效果的数据.在训练过程中,本文

没有设置终止状态,为了符合强化学习每轮达到终止状态才

结束一轮训练的要求,本文在每轮训练中设置一个固定步数,

即在每轮训练中,智能体在状态空间中可以走多少步,并用计

数器记录智能体已经走的步数,在每一轮开始时,计数器被重

置为零.为了防止每轮训练中计数器数值溢出,本文设置了

一个余数算子来限制计数器的值.此外,在每轮训练开始时,

使用随机算子在状态空间中随机选择一个状态作为初始状

态.本文设置每训练１０轮进行一次测试,测试时不设最终状

态,每次测试均从固定状态开始,并收集每轮测试中每步的即

时奖励等数据信息.

３．３．３　实验准备

(１)评价指标

在训练过程中,本文主要观察了智能体的平均得分随

训练轮数的增加而变化的趋势.平均分的计算式为:

R
－
τ＝ １

Nτ
∑
Nτ

i＝１
ri

其中,R
－
τ 表示在第τ轮训练中智能体所得到的平均奖励;Nτ

是超参数,表示在第τ轮训练中智能体所探索的步数;ri 表示

在第τ轮训练中第i步探索智能体所得到的奖励.

本文采用平均误差(MAE)和均方根误差(RMSE)作为

模型评价标准[３４].这两个评价标准主要用于处理电影、歌曲

等评级数据模型.表达式分别为:

MAE＝
∑

u,i∈T
|rui－r∧ui|

|T|

RMSE＝
∑

u,i∈T
(rui－r∧ui)２

|T|
其中,rui表示用户u 对电影i的真实评分;r∧ui表示智能体预

测的用户u对电影i的评分,T 表示每轮用于训练的电影数

目,在本实验中其值与 Nτ 相同.

(２)实验说明

本文进行了一种算法有效性实验以及两种与其他算法的

对比实验:
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１)依据奖励函数设计一种平均策略,并与 RPＧDueling算

法进行实验对比,以说明本文算法的有效性;

２)与 DQN和 DDQN的对比实验;

３)与传统推荐算法的对比实验.

在一类实验中,我们仅收集 Reward数据,包括平均策略

收益与 RPＧDueling算法收益,以分析 RPＧDueling算法的有

效性.

在第二类实验中,我们收集了 RMSE,MAE和 Reward３
种数据,并通过这３种数据分析了各算法的效果.在第三类

实验中,我们只收集了RMSE和 MAE数据,并以表格的形式

分析了算法的效果.

３．３．４　实验结果及分析

(１)算法有效性分析

在奖励函数设置中,本文依据真实评分值对奖励进行设

置,但这样会出现奖励不均衡的问题,表现为对每个评分其加

和不相等,以表３的行和为例,具体如表４所列.

表４　奖励函数和

Table４　Sumofrewards

１ ２ ３ ４ ５
－６＋５priori －３＋５priori －２＋５priori －３＋５priori －６＋５priori

表中第一行为评分值,第二行为评分值所对应的奖励和,

可以看出,若忽略先验回报,则评分３所对应的奖励和最大,

理论上这种不均衡会造成智能体最终偏向于将所有的电影评

分都预测为３,因为预测错误的代价是最小的.而本文提出

的 RPＧDueling算法可以很好地避免这种问题,该算法在每次

决策时均会考虑之前进行决策的经验,对于真实评分不为３
的电影,若智能体预测为３,则会得到一个负的奖励,该负的

奖励会被智能体作为每次决策的参考.同时,为证明算法的

有效性,本文设计了一种平均策略算法,即在训练过程中每次

决策时固定预测评分均为３,以此来训练模型,并利用该模型

进行测试.在两个数据集上进行测试,并将平均策略测试结

果与 RPＧDueling算法测试结果进行对比,结果如图６所示.

(a)在 mLＧ１M 数据集上的测试结果 (b)在 mLＧ１００k数据集上的测试结果

图６　固定评分与依据策略评分误差棒图(电子版为彩图)

Fig．６　Errorbarchartoffixedscoreandscoreaccordingtostrategy

图６中红色曲线均为由 RPＧDueling算法依据策略进行

预测评分的平均累积回报值曲线,而绿色曲线均为利用平均

策略进行预测评分的回报值曲线.从图６(a)和图６(b)中可

以看出,依据 RPＧDueling进行评分的平均累积回报远优于依

据平均策略进行评分的回报.证明了在奖励函数不均衡的条

件下,本算法在决策时并不会偏向于选择评分３这个动作,从

而证明了 RPＧDueling算法的有效性.

(２)与深度强化学习算法进行实验对比与分析

为了证明本文算法更具说服力,在两个数据集上进行实

验时,在保持训练轮数、每轮步数、折扣因子等参数不变的情

况下,只将基本算法由RPＧDueling改为DQN和DDQN,并进

行比较.实验结果如图７和图８所示.

图７　mLＧ１M 实验结果

Fig．７　ResultsonmLＧ１M

图８　mLＧ１００k实验结果

Fig．８　ResultsonmLＧ１００k

考虑到测试数据量庞大,因此本文采用平均 RMSE(Ave_

rmse)和平均 MAE(Ave_mae)对算法进行评估.从图７和图

８可以看出,随着训练轮数的增加,Ave_mae和 Ave_rmse都

逐渐减小.在这两个数据集上,本文方法优于其他两种方法;

同时,我们发现在DQN和DDQN算法的实验中,Ave_mae和

Ave_rmse曲线相似.经过分析,我们认为这种相似结果主要

来自 DDQN和 DQN 的相似性.DDQN 由 DQN 改进而来,

这种改进主要是为了解决 DQN高估 Q值的问题.这两种算

法的更新式如下,DQN的更新式为:

Q(s,a|θ)←Q(s,a|θ)＋L
其中:

L＝α[r＋γmax
a′
　Q

∧
(s′,a′|θ－ )－Q(s,a|θ)]

DDQN的更新式为:

Q(s,a|θ)←Q(s,a|θ)＋L′
其中:

L′＝α[r＋γmax
a′
　Q

∧
(s′,max

a′
　Q(s′,a′|θ)|θ′)－Q(s,a|θ)]

这两个公式只是在Q值的更新方式上有所不同,而两种

算法的网络结构是相同的,这种差异不会造成结果上的巨大

差异.因此,我们有理由相信,两种算法的实验结果相似为正

常现象.

误差棒是检验实验可靠性以及算法可复现性的方法之

一.它以测量值的算术平均值为中点,在指示测量值大小的

方向上画一条线,线的一半长度等于不确定度.测线长度越

短,实验结果越可靠.图９中给出了３种算法平均奖励的误

差棒曲线.
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(a)mLＧ１M 数据集 (b)mLＧ１００k数据集

图９　mLＧ１M 和 mLＧ１００k数据集上的 DuelingＧDQN,DQN,DDQN
的误差棒

Fig．９　ErrorbarofDuelingＧDQN,DQN,DDQNonmLＧ１Mand

mLＧ１００kdatasets

如图９所示,在两个数据集上的实验结果表明,RPＧDueＧ

ling在结果上的不确定性明显小于其他两类算法,且 在 算 法

收敛阶段,在最大不确定性情况下,本文算法的效果仍优于其

他两种算法.图９中的细节如表５所列.

表５　３种算法在 Max_reward,Min_reward,Average_reward,

Standard_deviation,Average_reward_add上的结果

Table５　ResultsofthreealgorithmsonMax_reward,Min_reward,

Average_reward,Standard_deviationandAverage_reward_add

Datasets
Method

Evaluation
Max_

reward
Min_

reward
Average_
reward

Standard_
deviation

Average_
reward_add
Compare

mLＧ１M
RPＧDueling ２．３９ ０．５７ ２．２１ ０．０６９０ －

DDQN １．２４ －０．１１ １．１５ ０．０５１１ ＋１．１５
DQN １．３２ ０．６２ １．２５ ０．０２６７ ＋１．０７

mLＧ１００k
RPＧDueling ４．２８ ０．８５ ３．８３ ０．０５５１ －

DDQN １．０９ ０．２５ ０．９９ ０．１０１６ ＋３．１９
DQN １．１９ ０．２３ １．０６ ０．１９４７ ＋３．０９

表５中共收集了两个数据集中 ４个评测指标的数据

(Max_reward,Min_reward,Average_reward,Standard_deviaＧ

tion)和一个对比结果数据(Average_reward_add),并将表现

较好的评测指标结果突出显示.经观察发现,在 mLＧ１００k数

据集中,RPＧDueling算法在４个评测指标中的测试结果均远

优于另外两种算法;而在 mLＧ１M 数据集中,RPＧDueling在

Max_reward和 Average_reward上的测试结果仍然优于其他

两种算法,但是在 Min_reward和Standard_deviation的测试

结果劣于另外两种算法,分析其原因为:在 mLＧ１M 数据集

中,每个用户的历史数据都很庞大,这导致算法对用户兴趣的

提取出现了较大的方差,导致最终结果相比其他两种算法震

荡幅度较大.但是这种震荡并不会对最终的结果产生过大的

影响.综合图９和表５可以证明本文提出的算法具有高可靠

性和很好的可复现性.
(３)与传统推荐算法进行实验对比与分析

在工业领域,虽然目前基于深度强化学习和基于深度学

习的推荐算法得到越来越多的应用,但是起主导作用的仍然

是传统推荐算法,因此本文选取的用作对比的传统推荐算法

均是过去或现在具有很大影响力的算法,包括:

１)KNNBasic[３５].该算法用于解决未知物品u的评价问

题,其只需要找到K 个与u 相似的已知物品,之后通过 K 个

已知物品再对u进行评估.

２)KNNWithMeans[３６].该算法的基本假设为用户对物

品的评分有高有低,考虑每个用户对物品评分的均值或者每

个物品得分的均值,去除参考用户打分整体偏高或者偏低的

影响.

３)KNNBaseline[３７].该算法考虑了计算的偏差,偏差的

计算基于Baseline.

４)SVD[３８].该方法首先将用户的评分矩阵分解为用户

隐向量矩阵和物品隐向量,在预测用户对某一物品的评分时

直接用用户隐向量与物品隐向量进行内积运算,即可得出用

户对物品的预测评分.可以表示为:

r
∧

ui＝puqT
i ＝∑

K

k＝１
pukqT

ki＝∑
K

k＝１
pukqik≈rui

５)SVD＋＋[３９].该算法是在SVD模型的基础上加入了

用户对物品的隐式行为.此时可以认为评分＝显式兴趣＋隐

式兴趣＋用户对物品的偏见.可以表示为:

r
∧
ui＝μ＋bi＋bu＋(pu＋|N(u)|－０．５ ∑

i∈N(u)
yi)qT

i

６)NMF[４０].该算法的思想是,对于任意给定的非负矩阵

A,NMF算法可以求出一个非负矩阵U 和一个非负矩阵V,

即将一个非负矩阵分解为两个非负矩阵的乘法形式.该

算法在用于推荐时,已知用户信息矩阵、物品信息矩阵以

及用户对物品的评分,利用该算法可以预测用户对其他未

知物品的评分.

该对比实验主要收集了在两个数据集上的 RMSE 和

MAE结果,实验数据如表６所列,并将最佳结果进行了突出

显示.可以看出,RPＧDueling在两个数据集上的测试结果均

优于传统推荐算法,这也证明了 RPＧDueling应用于推荐系统

比一般推荐算法更有效.

表６　RPＧDueling与传统算法在RMSE和MAE 上的测试结果

Table６　RMSEandMAEcomparisonofRPＧDuelingandtraditionalalgorithms

Datasets
Evaluation
Method

RPＧDueling KNNBasic KNNWithMeans KNNBaseline SVD SVD＋＋ NMF

mLＧ１M
RMSE ０．８２００ ０．９２２７ ０．９２９０ ０．８９４９ ０．８７３０ ０．８６１１ ０．９１６７
MAE ０．５５００ ０．７２７３ ０．７３８３ ０．７０６４ ０．６８５８ ０．６７１７ ０．７２４６

mLＧ１００k
RMSE ０．４３００ ０．９７９０ ０．９５１１ ０．９２９４ ０．９３４９ ０．９１９５ ０．９６３８
MAE ０．１６００ ０．７７２７ ０．７４９３ ０．７３２１ ０．７３６５ ０．７２１２ ０．７５８３

３．３．５　超参数分析

本节对折扣因子γ的影响进行分析.折扣因子是马尔可

夫决策过程的一部分,它通过指数方案来估计未来报酬,其表

达式为:

Gt＝rt＋γrt＋１＋γ２rt＋２＋＋γnrt＋n

该等式保证了Bellman方程[４１]的理论收敛性,其有效性在

文献[４２]中得到了证实.本节通过实验来探究不同γ值对结

果的影响,实验中其他参数值保持不变.实验结果如图１０所示.

５５１洪志理,等:基于遗憾探索的竞争网络强化学习智能推荐方法研究



(a)mLＧ１M

(b)mLＧ１００k

图１０　不同折扣因子下回报趋势图

Fig．１０　Growthtrendofrewardsatdifferentdiscountfactors

本文在[０．８,１]范围内选择了４个不同的折扣因子值,并

在两个数据集上进行了测试.在 mLＧ１M 数据集上的结果表

明,在不同的折扣因子下,模型的最终收益率变化并不明显.

在 mLＧ１００k数据集上进行测试,在相同轮数的训练下,当折

扣因子值为０．８７时,模型的收敛速度明显慢于其他３条曲

线,但不影响最终的收敛.在两个数据集上的实验结果表明,

不同的折扣因子在不同的数据集上对实验结果均有影响,且

影响方式不规律,但均不影响最终算法的收敛.

结束语　本文在两个公共数据集上测试了 RPＧDueling
算法和对比算法.实验结果表明,RPＧDueling算法在实验效

果和重现性方面均优于其他同类算法和传统算法.同时,本

文对模型中的折扣因子进行了实验分析,实验结果表明该超

参数不同的值对算法最终的收敛影响较小.此外,本文还分

析了 RPＧDueling算法能够产生更好结果的原因:

(１)与传统算法相比,RPＧDueling算法是一种自适应算

法,能够通过试错学习自动总结模型,减少人为干预,提高算

法的可信度,具有实时性.这两个性质是传统算法所不具备

的,对于推荐算法本身来说,这两个性质更符合推荐的要求.

(２)RPＧDueling算法不直接生成 Q 值,而是输出优势值

和状态值,通过这两个值的组合生成 Q 值和遗憾策略,动作

选择由最大 Q值变为最大 Q 值与遗憾策略的乘积.由于遗

憾策略包含以往的信息,因此智能体在做决策时会综合当前

信息和以往的信息,这加速了算法的收敛,提高了智能体决策

的准确性.
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