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Аннотация. В статье рассмотрен анализ производственных показателей цехов по добыче нефти 
и газа с целью их кластеризации для последующего определения потребности в автомобилях и техно-
логических машинах. Цеха имеют разные размеры, мощность, находятся в различных условиях, харак-
теризуются различными производственными показателями, но при этом комплектуются техникой по 
одинаковым нормативам. Это приводит к проблемам при обеспечении бесперебойного транспортно-тех-
нологического сервиса основного производства. В ряде цехов возникают ситуации, когда запланирован-
ного количества транспортно-технологических машин недостаточно для выполнения технологических 
операций по ремонту или обслуживанию скважин. В таком случае направляется техника из другого по-
дразделения, ограничивая тем самым собственные возможности транспортного обслуживания. Плани-
рование техники происходит зачастую с учетом исторически сложившихся условий работы цеха, что 
в  целом применимо для старых цехов с устоявшимся фондом скважин, но практически не работает для 
новообразованных цехов с большими объемами вновь вводимых скважин и осложненными условиями добы-
чи. Комплектацию техникой этих подразделений осуществляют применительно к существующим цехам 
со схожими показателями, что чаще всего приводит к недостаточному количеству машин и простоям 
основного производства по причине отсутствия техники. В связи с этим требуется поиск и обоснование 
тех производственных показателей цехов, которые определяют их дифференциацию. Целью исследования 
является повышение эффективности транспортно-технологического сервиса объектов нефтегазодобы-
чи на основе определения закономерностей влияния производственных показателей цехов по добыче неф-
ти и газа на потребность в транспортно-технологических машинах и разработки на этой основе диф-
ференцированных нормативов оснащения подразделений техникой. С использованием методов машинного 
обучения проведена кластеризация производственных подразделений, а также выявлены факторы, опре-
деляющие распределение цехов на четыре группы. К основным факторам можно отнести фонд скважин 
в цехе и степень осложненности этого фонда. Группы определяются по степени изменения указанных 
факторов. Представленный подход и полученное распределение можно использовать в качестве основы 
для более эффективного нормирования потребности цехов в автомобилях и технологических машинах, 
а также как часть систем поддержки принятия решений по управлению парком транспортных средств. 

Ключевые слова: машинное обучение, кластеризация, метод главных компонент, потребность в тех-
нике, транспортно-технологические машины, добыча нефти и газа.
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Abstract. The article considers the analysis of production indicators of oil and gas production departments 
with the aim of clustering them for the subsequent determination of the need for automobiles and technological 
machines. The departments have different sizes, power, are in different conditions, are characterized by different 
performance indicators, but at the same time they are equipped with vehicles according to the same standards. 
This leads to problems in ensuring the uninterrupted transport and technological service of the main production. 
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In a number of departments, situations arise when the planned number of transport and technological machines 
is not enough to perform technological operations for the repair or maintenance of wells. In this case, vehicles 
are sent from another sub-division, thereby limiting their own transport service capabilities. Fleet planning often 
takes place taking into account the historical conditions of the department, which is generally applicable for old 
departments with an established well stock, but practically does not work for newly formed departments with large 
volumes of newly commissioned wells and complicated production conditions. These subdivisions are equipped 
with vehicles in relation to existing workshops with similar indicators, which most often leads to an insufficient 
number of machines and downtime of the main production due to lack of machines. In this regard, it is necessary 
to search for and justify those production indicators of departments that determine their differentiation. The aim 
of the paper is to increase the efficiency of transport and technological service of oil and gas production facilities 
based on determining the patterns of influence of production indicators of production and gas shops on the need 
for transport and technological machines and developing, on this basis, differentiated standards for equipping 
units with vehicles. Using machine learning methods, the clustering of production units was carried out, and the 
factors that determine the distribution of departments into four groups were identified. The main factors include 
the stock of wells in the department and the degree of complexity of this stock. Groups are determined by the degree 
of change in these factors. The presented approach and the resulting distribution can be used as a basis for more 
efficient standardization of the needs of departments in automobiles and technological machines and also as part 
of decision support systems for vehicle fleet management. 
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technological machines, oil and gas production.

Cite as: Kozin, E. S. [Determination of the requirement for transportation and technological machines by 
clusterization of oil and gas production departments]. Intellekt. Innovacii. Investicii [Intellect. Innovations. 
Investments]. Vol. 4, pp. 140–150, https://doi.org/10.25198/2077-7175-2022-4-140.

Введение
Автомобили и технологические машины участ-

вуют в производстве работ по добыче нефти и газа. 
Производственные цеха имеют различные произ-
водственные показатели и для одного предприя-
тия могут находиться в различных географических 
локациях с разными природно-климатическими 
условиями и удаленностью от основных инфра-
структурных объектов и мест базирования техники. 
Однако комплектация цехов автомобилями и техно-
логическим транспортом реализуется, как правило, 
для всех цехов по единым нормативам. При этом 
фактическая потребность цеха в технике может от-
личаться от нормативной. На практике это решает-
ся резервированием машин или временным участи-
ем техники одного цеха в работах другого. Каждая 
возникающая проблема решается индивидуально, 
что отнимает у транспортной службы много вре-
мени и ресурсов. Лежащей в основе этого научной 
проблемой является отсутствие учета производст-
венно-технологических факторов при формирова-
нии потребности подразделений в технологическом 
транспорте. 

В научной литературе представлено достаточно 
большое количество исследований по определению 
потребности в технике [2, 5, 20], по оценке эффек-
тивности использования транспорта [1, 6], а также 
по различным методам расчета и оптимизации ко-
личества машин для предприятий [3, 4], однако вли-
яние производственно-технологических факторов 
на эффективность транспортно-технологического 
сервиса процессов добычи нефти и газа исследова-
но недостаточно.

В таких условиях рациональным является сис-
темное решение вопроса определения потребности 
в технике для каждого цеха или группы цехов [19].

Гипотеза исследования заключается в возмож-
ности объединения цехов по добыче нефти и газа 
в группы по ряду производственных показателей 
и формировании на этой основе нормативов обес-
печения автомобилями и технологическими ма-
шинами.

Целью исследования является повышение эф-
фективности транспортно-технологического сер-
виса объектов нефтегазодобычи на основе опреде-
ления закономерностей влияния производственных 
показателей цехов по добыче и газа на потребность 
в транспортно-технологических машинах и разра-
ботки на этой основе дифференцированных норма-
тивов оснащения подразделений техникой.

Методы исследования
В работе использованы методы машинного 

обучения и анализа данных, реализуемые в рам-
ках фреймворка sklearn языка программирования 
Python [7, 8, 15]. Для обработки и представления 
информации был использован пакет работы с дан-
ными pandas, позволяющий обрабатывать большие 
массивы данных с использованием гибкой систе-
мы форматирования и запросов к ним. Для анализа 
данных и выявления взаимосвязи факторов между 
собой использовались методы корреляционного 
анализа и построения корреляционной матрицы 
[13]. Группирование данных осуществлялось с ис-
пользованием группы методов обучения без учите-
ля (unsupervised learning): кластерного анализа ме-
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тодом иерархической древовидной кластеризации, 
методом k-средних (k-means) и метода главных ком-
понент (principal component analysis – PCA) [10, 21, 
25]. Метод кластерного анализа является довольно 
эффективным при наличии значительного объема 
данных и необходимости их разбиения на однород-
ные группы (кластеры или классы). Метод главных 
компонент был использован также для определе-
ния перечня скрытых факторов, определяющих 
кластеризацию производственных подразделений, 
а также для визуализации полученных кластеров 
[9]. Для сравнения точности кластеризации и про-
гнозирования отнесения цехов к тому или иному 
кластеру был использован наивный классификатор 
Байеса (naive_bayes пакета sklearn) [12, 26]. Визу-
ализация данных была получена методами библи-
отеки matplotlib и пакета seaborn (тепловая диа-
грамма корреляции переменных). Все вычисления 
проводились средствами IPython и среды Jupyter 
Notebook [16]. Полученные результаты могут быть 
использованы в качестве основы для применения 
методов нормирования потребности в технике [17, 
24].

Основная часть
Исходные данные

В качестве независимых переменных (исходных 
факторов) по результатам экспертного анализа был 
выбран ряд факторов, рассмотренный ниже. Пла-
нирование объемов работ транспортно-технологи-
ческих машин на рассматриваемых предприятиях 
по добыче нефти и газа происходит на календар-
ный год вперед с использованием общего объема 
машино-часов W, планируемого пробега L и нара-
ботки верхнего (навесного) оборудования Neq. Эти 
показатели затем при необходимости пересчиты-
ваются в количество единиц техники с учетом про-
должительности рабочего дня и количества смен. 

К производственным показателям цехов относятся: 
общий фонд скважин в цехе Tf, который включает 
все скважины, в том числе недействующие; дей-
ствующий фонд скважин Af, включающий только 
действующие добывающие скважины; количество 
скважин на кустовой площадке Ncl; количество ра-
бочих Ne; ввод новых скважин Nnw; дебит скважин 
D; текущие и капитальные ремонты скважин Nrep. 
Отдельная группа факторов – факторы, характери-
зующие осложненность фонда скважин (выражен-
ные в количестве осложенных скважин), к которым 
можно отнести гидратообразование Nh, солеотложе-
ния Ns, взвешенные частицы Nss, парафины Np, обо-
бщенный показатель осложненности фонда Ncom, 
представляющий собой сумму скважин с указан-
ными частными видами осложненности. В качестве 
зависимой переменной рассматривались три пока-
зателя: суммарное количество машино-часов рабо-
ты техники за определенный период W; суммарный 
пробег L; суммарное количество машино-часов ра-
боты навесного оборудования Neq. 

По результатам сбора и предварительной обра-
ботки первичной информации была сформирована 
исходная таблица данных, содержащая численные 
значения указанных выше переменных за три года: 
с 2014 по 2016 для каждого цеха по добыче нефти 
и газа одной из крупнейших нефтегазодобывающих 
компаний в РФ. 

Первые четыре строки сформированного для 
последующего анализа датасета численных зна-
чений зависимых и независимых переменных для 
последующего исследования по определению влия-
ния производственных показателей цехов по добы-
че нефти и газа на потребность в транспортно-тех-
нологических машинах представлены в таблице 1.

Исходные данные обрабатывались с использо-
ванием библиотеки анализа данных pandas языка 
программирования Python. 

Таблица 1. Исходная таблица данных для последующего анализа (фрагмент)

№ 
цеха

W, 
маш-ч L, км. Neq, 

мото-ч
Tf, 
ед.

Af, 
ед.

Ncl, 
шт.

Ne, 
чел

Nh, 
ед.

Ns, 
ед.

Nss, 
ед.

Np, 
ед.

Ncom, 
ед.

Nnw, 
ед.

D, 
м3/
час

Nrep, 
ед.

1 166026 3183816 8393 2669 830 188 91 0 0 36 6 42 4 93 446

2 117809 1583133 5832 857 274 57 56 2 30 250 38 320 19 68 249

3 155694 2382768 9298 2672 1090 215 95 0 114 94 30 238 11 180 345

Источник: разработано автором

Корреляционная матрица
Предварительным этапом обработки данных 

является построение корреляционной матрицы 
взаимного влияния факторов друг на друга. Матри-
ца корреляции была получена методом corr() для 
структуры данных DataFrame (Рисунок 1).

По результатам анализа корреляционной матри-
цы наблюдается сильная корреляция факторов W, L 
и Neq. Очевидно, для дальнейшей работы в качест-
ве зависимой переменной следует выбрать один из 
них – «Машино-часы работы техники», что также 
соответствует экспертному мнению специалистов 
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организации. Факторы Ncl и Ne коррелируют с фон-
дом скважин (Tf и Af соответственно). Наблюдается 
корреляция между вновь вводимыми скважинами 
Nnw и гидратами Nh. Также имеется взаимосвязь сум-
марного количества скважин осложненного фонда 

(Ncom) с отдельными показателями осложненности: 
парафинами и количества взвешенных частиц (Np 
и Nss). Для дальнейших исследований исключим 
показатель суммарного количества осложненных 
скважин Ncom в силу его субъективности.

Рисунок 1. Диаграмма корреляции факторов между собой
Источник: разработано автором

Кластерный анализ
Исходная таблица данных по результатам ана-

лиза корреляции факторов была скорректирована 
и направлена на проведение кластерного анализа 
в целях определения наличия в структуре данных 
групп (кластеров) и объяснения их значения [22, 
23]. Из таблицы 1 были исключены следующие 
столбцы: W, L, Neq, Ncom. После чего с помощью ци-
кла методом k-средних был осуществлен перебор 
количества кластеров, описывающих дисперсию 
данных (от 2 до 8) [11, 18]. Визуализация критерия 
каменистой осыпи, описывающего зависимость 
суммы квадратов расстояний от точек до центра 
их ближайшего кластера от количества кластеров, 
представлена на рисунке 2.

Критерий каменистой осыпи позволяет графи-
ческим методом определить количество кластеров, 
которое будет соответствовать точке, где убывание 

собственных значений замедляется наиболее силь-
но. Такая точка находится на уровне четырех кла-
стеров. Таким образом, было определено, что в за-
данной структуре данных можно выделить четыре 
кластера, отличающихся между собой по каким-то 
(пока еще не установленным) факторам. Каждому 
цеху (строка в таблице 1) была присвоена метка 
класса, после чего проанализирована сходимость 
результатов по годам. Только один цех за три года 
был отнесен к разным классам, что говорит об 
устойчивости модели. Распределение на кластеры 
было визуализировано с помощью иерархического 
дерева кластеризации – дендрограммы (рисунок 3).

Дендрограмма позволяет определить рассто-
яние между кластерами как наибольшее расстоя-
ние между любыми двумя объектами в различных 
кластерах (т.е. «наиболее удаленными соседями») 
и визуализирует степень сгруппированности точек 



144 Интеллект. Инновации. Инвестиции / Intellect. Innovations. Investments • № 4, 2022                     

Е. С. Козин

данных (цеха по добыче нефти и газа по оси y) по 
мере изменения Евклидова расстояния, отложен-
ного по оси x, являющегося мерой близости точек 

в кластере [14]. Можно заметить, что четыре кла-
стера определены на уровне значения 0,018 Евкли-
дова расстояния.

Рисунок 2. Определение количества кластеров методом каменистой осыпи
Источник: разработано автором

Рисунок 3. Горизонтальная дендрограмма результатов кластеризации цехов по добыче нефти и газа для 
набора данных 2016 года

Источник: разработано автором

Факторы, определяющие группирование 
на классы

Полученное распределение на кластеры гово-
рит о наличии факторов, влияющих на структуру 
данных, и подтверждает гипотезу о возможности 
кластеризации цехов по добыче нефти и газа, од-
нако при этом не отвечает на вопросы о сущно-
сти этих факторов. Для выделения влияющих на 
структуру данных факторов был использован ме-
тод главных компонент. Метод также позволяет 
понизить размерность многомерных данных и по-

лучить их визуальную структуру без существен-
ной потери качества информации.

Перед помещением данных в модель PCA они 
были стандартизированы, после чего послужили 
основой для обучения модели с количеством глав-
ных компонент, равным двум. Следует отметить, 
что первая и вторая компоненты описывают около 
63% всей дисперсии данных (3.93, 2.26 соответст-
венно). Для улучшения интерпретации структуры 
данных они были визуализированы на рисунке 4.
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Рисунок 4. Визуализация кластеризации данных с использованием метода главных компонент
Источник: разработано автором

В качестве осей координат использованы зна-
чения главных компонент (1 и 2 соответственно). 
В этих координатах были представлены цеха по 
добыче нефти и газа (каждый кластер от 0 до 3-го 
показан разным цветом) и метки цехов.

На графике наблюдается довольно четкое разде-
ление на четыре кластера – синие точки слева ввер-
ху (самый малый по численности), желтые точки 
вверху по центру (второй по возрастанию кластер), 
зеленые точки слева по центру (средний по числен-

ности кластер), красные точки в центральной части 
графика (самый многочисленный кластер). Количе-
ство кластеров, визуально наблюдаемое на графике 
рисунка 4, совпадает с количеством полученных 
методом k-средних.

Кроме того, отнесение цехов по добыче неф-
ти и газа к кластерам, полученных методом PCA, 
совпадает с кластерами, определенными методом 
k-means (Таблица 2). 

Таблица 2. Распределение цехов на кластеры, полученное методом k-means и методом PCA

Кластеры
Цеха, отнесенные к кластерам

k-means PCA
1 1, 3 1, 3
2 15, 17, 20, 23 15, 17, 20
3 4, 5, 8, 9, 11, 16 4, 5, 8, 9, 11, 16
4 2, 7, 10, 12, 14, 18, 19, 21, 22 2, 7, 10, 14, 18, 19, 21, 22, 23

Источник: разработано автором
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Для интерпретации значений главных компо-
нент и выявлении их взаимосвязи со значениями 

факторов была построена таблица математической 
корреляции двух компонент и факторов (Таблица 3).

Таблица 3. Вычисление корреляции 11 исходных переменных с двумя скрытыми переменными, полу-
ченными методом PCA 

№ Tf, 
ед.

Af, 
ед.

Ncl, 
шт.

Ne, 
чел

Nh, 
ед.

Ns, 
ед.

Nss, 
ед.

Np, 
ед.

Nnw, 
ед.

D, 
м3/час

Nrep, 
ед.

1 –0.31 0.14 –0.37 0.39 0.37 0.03 0.14 0.36 0.40 –0.24 0.28

2 0.45 0.55 0.30 0.27 0.07 0.08 –0.30 –0.23 0.20 0.09 0.37

Источник: разработано автором

Таблица корреляции позволяет определить, 
можно ли интерпретировать и назвать скрытые пе-
ременные на основании их отношений с оригина-
лами. Скрытые переменные (компоненты) можно 
выявить по наличию корреляционной взаимосвязи 
с действительными переменными. Первая главная 
компонента, отражающая примерно 40% общей 
информации в наборе, связана с осложненностью 
фонда скважин (корреляция с гидратами Nh = 0,37, 
парафинами Np = 0,36). Вторая главная компонен-
та, отражающая 23% информации в данных, связа-
на с фондом скважин (корреляция с действующим 
Af = 0,55 и общим фондом скважин Тf = 0,45). 

Новый набор данных, закодированный двумя 
скрытыми переменными, был проверен на эффек-
тивность прогнозирования распределения цехов на 
группы с помощью наивного байесовского класси-
фикатора после перекодирования исходного набора 
данных. Модель показала высокую точность про-
гнозирования и допустимость использования для 
кластеризации цехов по добыче нефти и газа.

Результаты и выводы
Таким образом, с помощью метода кластер-

ного анализа исходный набор данных может быть 
сгруппирован по четырем кластерам. Визуализация 
исходных данных методом главных компонент под-
тверждает наличие четырех групп точек данных. 
С учетом полученных главных компонент были 
определены границы производственных показате-
лей кластеров. На дисперсию данных влияют две 
главные компоненты, первая из которых связана 
с осложненностью фонда скважин, т. е. со сложно-
стью извлечения углеводородов и потребностью 
в дополнительных технологических операциях. Вто-
рая компонента связана с фондом скважин в цехе, 
что также характеризует увеличение объема работ 
по добыче углеводородов. Первую группу цехов 
можно охарактеризовать как цеха с большим общим 
фондом скважин (здесь и далее – средние значения 
переменных, относящихся к цехам в классе: 2698), 

большим количеством неиспользованных скважин 
(975 активных скважин) и низкой осложненностью 
фонда скважин (0 скважин с гидратами; 14 скважин 
с парафинами). К ним относятся 1 и 3 цеха. Это, как 
правило, старые цеха, находящиеся недалеко от ин-
фраструктурных центров и значительно выработав-
шие свой ресурс. Среди других групп транспортное 
обеспечение этих цехов наиболее прогнозируемо 
и носит характер, близкий к стационарному.

Второй кластер, к которому относятся 15, 17 
и 20 цеха, можно назвать как кластер с малым об-
щим фондом скважин (1385), малым количеством 
неиспользованных скважин (1147 активных сква-
жин) и низкой осложненностью фонда скважин (8 
гидратов; 10 парафинов). Это относительно моло-
дые цеха с большим остаточным ресурсом, в кото-
рых практически все скважины являются активны-
ми и добывающими. В них идет активное бурение, 
но при этом фонд довольно беспроблемен. Они 
требуют большое количество техники, но вследст-
вие низкой осложненности не имеют резких и не-
прогнозируемых скачков заявок на транспорт.

Третий кластер, к которому относятся 4, 5, 8, 
9, 11, 16 цеха, можно назвать кластером с малым 
общим фондом скважин (1385), большим количе-
ством неиспользованных скважин (593 активных 
скважины) и низкой осложненностью фонда сква-
жин (0 гидратов; 15 парафинов).

Четвертый кластер характеризуется малым фон-
дом скважин (881), почти все из которых являются 
добывающими (602 акт. скважины), активной добы-
чей, однако фонд скважин значительно осложнен 
(31 гидратов; 65 парафинов), что затрудняет добычу 
и увеличивает трудоемкость и объемы транспорт-
но-технологического сервиса. К нему можно отне-
сти 2, 7, 10, 14, 18, 19, 21, 22, 23 цеха. Такие цеха, 
как правило, имеют нестационарный поток заявок 
на технику, характеризуются большим количеством 
внеплановых операций с привлечением специаль-
ных автомобилей и наиболее сложно прогнозируе-
мы с точки зрения нормирования транспорта. 
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Таким образом, установленные с помощью ме-
тода главных компонент производственно-техноло-
гические факторы позволят установить закономер-
ности влияния производственных показателей це-
хов по добыче нефти и газа на потребность в транс-
портно-технологических машинах и осуществлять 
на этой основе формирование нормативов техно-
логического транспорта правильно осуществлять 
в привязке к классификации цехов.

Заключение
В работе рассмотрен подход к нормированию 

потребности в технике для цехов по добыче нефти 
и газа с учетом распределения этих цехов на груп-
пы, связанные с разностью производственных их 
показателей. Были определены факторы, опреде-
ляющие группирование цехов на четыре кластера 
и являющиеся объектом научной новизны насто-
ящего исследования. К этим факторам можно от-
нести фонд скважин в цехе и осложненность этого 
фонда скважин, т. е. наличие примесей, усложняю-

щих процедуру извлечения углеводородов и уве-
личивающих объем сервисных работ над кустовой 
площадкой. Потребность в технике предлагается 
определять для каждой группы цехов по отдельно-
сти, что позволит «привязать» количество транс-
портно-технологических машин не к исторически 
сложившимся нормам в цехе, а к реальным показа-
телям каждого. Такой подход позволит повысить 
точность прогнозирования потребности в технике 
и сократить простои основного производства по 
причине нехватки техники. Проведенные исследо-
вания позволили подтвердить гипотезу о возмож-
ности кластеризации цехов на группы, определя-
емые рядом производственно-технологических 
факторов, а также установить эти факторы. Целью 
дальнейших исследований является разработка 
норматива транспортно-технологических машин 
на производственный показатель цехов по добыче 
нефти и газа, а также формирование системы под-
держки принятия решений по управлению парком 
техники в рамках предприятия.
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