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Kivonat A jelen cikkben egy kutatás-fejlesztés projekt első fázisának
részleteit mutatjuk be, amelynek keretében az inzulinrezisztencia beteg-
ség kialakulásának veszélyét szeretnénk előre jelezni a nyelvtechnológia
eszközeivel. A kutatásunk kétmillió magyar nyelvű kórházi kórlap feldol-
gozásával történt a modern neurális nyelvtechnológia segítségével. A fel-
adatot osztályozási feladatként értelmeztük, amelyben három különböző
esetet különböztettünk meg: inzulinrezisztenciás betegek, nem inzulinre-
zisztenciás páciensek és gyanús esetek. A gyanús esetek közé azokat a pá-
cienseket soroltuk, akik a kórlapjuk alapján nem inzulinrezisztenciások,
de közben tudjuk, hogy azok. A feladat nehézsége, hogy a programunk-
nak fel kell ismernie a gyanús eseteket úgy, hogy a kórlapon nem szerepel
az inzulinrezisztencia betegség. A probléma ily módon egy háromosztá-
lyos klasszifikáció feladatként oldható meg. A kórlapok zajossága és félig
strukturáltsága miatt, rendkívül nehéz belőle egységes releváns tulajdon-
ság jegyeket kinyerni, ezért a probléma megoldására egyedül a modern
nyelvi modellek jöhettek csak számításba, amelyek automatikusan nyerik
ki a számukra relevánsnak számító nyelvi jegyeket. A kutatásunkban fel-
használtunk egy statikus és egy környezetfüggő neurális nyelvi modellt.
Az eredményeink alapján, a modelljeink közel 80%-os pontossággal tud-
ta megbecsülni, hogy az adott kórlap a fent említett három kategóriából
melyikbe tartozott. Az általunk létrehozott osztályozási modellekkel or-
vosi támogatást tudunk nyújtani, amelynek során a gép jelezni tudja azon
eseteket, ahol, bár a beteg másféle kivizsgáláson vesz részt, a kórlap alap-
ján az adott páciensnél felmerülhet az inzulinrezisztencia betegségének
veszélye.
Kulcsszavak: inzulinrezisztencia, neurális szövegosztályozás, fastText,
huBERT

1. Bevezetés

Az inzulinrezisztencia korunk egyik jelentős, sok embert érintő, de annál nehe-
zebben előre jelezhető betegsége. A kórházba látogató páciensek kórlapjai az
évek során temérdek mennyiségben halmozódtak fel. Ezek feldolgozása nem kis
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feladat. A digitalizálás fejlődésével az egészségügyi intézetek elkezdték adatbázi-
sokba menteni a dokumentumaikat. Ez a folyamat lehetőséget ad arra, hogy au-
tomatikus módszerekkel elemezzük őket. Azonban jelentős probléma, hogy ezek
a dokumentumok kevésbé strukturáltak. Ez nagyban megnehezíti a szövegfeldol-
gozást. Továbbá az a tény is nehezíti a feladatot, hogy a különböző páciensek
különböző betegségei is szerepelnek a kórlapokon. Ez megnehezíti az egységes fel-
dolgozást. A nyelvtechnológia fejlődésével, különösen a neurális nyelvmodellek
megjelenésével áthidalhatóak ezek a problémák. Az új generációs transzformer
alapú nyelvmodellek képesek egy adott szövegben lévő összefüggéseket felismerni,
független azok strukturális felépítésétől. Ezeknek a modelleknek a finomhango-
lásával képesek vagyunk a nyers strukturálatlan szöveget elemezni és számunkra
hasznos információkat kinyerni.

Kutatásunkban kétféle neurális modellel végeztünk kísérletet. Egy statikus
szóbeágyazással tanított fastText modellel, illetve egy kontextuális finomhangolt
magyar nyelvű BERT modellel.

2. Kapcsolódó irodalom

Az utóbbi években a nyelvtechnológia fejlődésével számos kutatás célozta meg
az orvosok támogatását a nyelvtechnológia segítségével. Chen és mtsai (2017)
kutatásukban konvolúciós hálózattal prediktáltak betegségeket. Nyelvi osztályo-
zó modellük tanításához 2013-2015 között gyűjtött kórházi elektronikus egész-
ségügyi dokumentációkat használtak. Nori és mtsai (2015) a betegségek közötti
hasonlóságot vetették össze az elektronikus egészségügyi dokumentumok közöt-
ti hasonlósággal, ezzel betegség specifikus összefüggéseket tudtak beépíteni a
halálozási modellezésbe, amellyel pontosabb prediktív modelleket tudtak létre-
hozni. Szintén konvolúciós hálózatot használt Yao és mtsai (2018), akik klini-
kai szövegeket osztályoztak szabályalapú jegyek hozzáadásával. Geraci és mtsai
(2017) rekurrens hálózat segítségével kerestek alkalmas jelölteket a fiatalkori de-
presszió kutatásához, ehhez strukturálatlan szövegekből azonosították a fiatal-
kori depresszió tüneteit.

Magyar nyelvre Siklósi és Novák (2014); Orosz és Prószéky (2014) végeztek
kutatásokat klinikai szövegek normalizálására. Papp és mtsai (2014) az Alzheimer-
kórban szenvedő páciensek beszédeit elemezték, hogy a korai Alzheimer-kórra
jellemző nyelvi tüneteket detektálják. Bagi és mtsai (2019) kísérleteiben a szki-
zofréniát azonosították spontán beszéd temporális paraméterei alapján. Kicsi
és mtsai (2020) kutatásukban radiológiai leletek szövegében azonosítottak test-
részeket, elváltozásokat és azok kapcsolatait. Jenei és Kiss (2020) a depressziós
állapot automatikus detektálását tűzték ki célul konvolúciós neurális hálózatok
segítségével. Vetráb és mtsai (2022) szekvenciális autoenkódert használtak enyhe
kognitív zavar automatikus felismerésére.
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3. Osztályozó modelleink

A kutatásunkban felhasználtunk egy statikus és egy környezetfüggő, vagy más-
néven kontextuális neurális nyelvi modellt.

A fastText (Joulin és mtsai, 2017, 2016) a Meta Research (korábban Fa-
cebook Research) csapatának fejlesztése, melynek célja a szóreprezentációs és a
szövegosztályozó modellek effektív tanítása. A módszerrel szóalapú és n-gramm
karaktereken alapúló ’skip-gram’ és ’cbow ’modellt lehet tanítani. A rendszer leg-
nagyobb előnye, hogy C++ nyelven implementált, ezért gyors és hatékony meg-
oldást kínál anélkül, hogy előfeldolgozásra vagy felügyeletre lenne szükség (Boj-
anowski és mtsai, 2017). Nincsen szüksége videókártyára sem a tanításhoz. Szö-
vegosztályozás szempontjából más mély tanulás alapú megoldásokkal összevet-
hető a teljesítménye, és egy lényegesen gyorsabb megoldás tanítás és kiértékelés
szempontjából (Joulin és mtsai, 2017). A platformon előre tanított szóvektorok
érhetőek el 158 különböző nyelvre, ezáltal egy nagyon kézenfekvő és lehetőségek-
kel teli eszköznek számít a többnyelvű nyelvfeldolgozás terén is.

A BERT (Devlin és mtsai, 2019) (Bidirectional Encoder Representations
from Transformer) egy kétirányú transzformer enkóder (Vaswani és mtsai, 2017).
A BERT modellt két nyelvmodellezési feladaton tanították elő: szómaszkolás és
következő mondat perdikciója. A szómaszkolás során a tanításhoz használt kor-
puszban a szavak 15%-a véletlenszerűen maszkolásra kerül, a rendszernek pedig
ki kell találnia a kimaszkolt szavakat. A következő mondat predikciója során
pedig a feladat annak kitalálása, hogy két kiválasztott mondat a szövegben egy-
mást követő mondatok-e vagy csak két véletlenül kiválasztott mondat. A szótár
méretének csökkentése érdekében a BERT modell szóelem (word pieces) toke-
nizáló algoritmust (Schuster és Nakajima, 2012) használ. A BERT előtanítása
során általános nyelvi tudásra tesz szert, ezért is hívjuk nyelvmodellnek, majd
ezt követően, a modellt finomhangolással további specifikus feladatokra tanít-
ható. A kutatásunkhoz a magyar nyelvű huBERT (Nemeskey, 2021) modellt
használtuk, amely a 9 milliárd szavas Webkorpusz 2.0 korpuszon (Nemeskey,
2020) lett előtanítva. A huBERT jelenleg a legjobban teljesítő magyar nyelvű
BERT modell.

4. A Korpusz

Kutatásunkban összesen 2 000 000 orvosi dokumentummal dolgoztunk, ame-
lyekből 1 000 000 dokumentum az inzulinrezisztencia kategóriába tartozott és
1 000 000 a nem inzulinrezisztencia kategóriába. Az orvosi dokumentumok a kö-
vetkező csoportba tartoznak: kórlap, zárójelentés, xamba, ambuláns lap, egyéb
rövid jelentések. A 1. ábrán mutatunk egy példát egy nyers ambuláns lapról,
ami az adatbázisban található. Látható, hogy a dokumentum félig strukturált,
amelyben a strukturált rész inkább személyes adatokból áll. Továbbá az is lát-
ható, hogy az ambuláns lap szabad szöveges részében találhatóak a fontosabb
információk a páciensről. Végül az is megfigyelhető, hogy a szöveg anonimizált.
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1. ábra: Példa egy nyers ambuláns lapról

A 2. ábra egy rövid dokumentumot mutat be. Rövid felsorolás jellegű, rö-
vidítésekkel és kulcsszavakkal. A két példából az figyelhető meg, hogy nagy a
különbség a dokumentumok között, ezért nehéz egységesen feldolgozni őket.

2. ábra: Példa egy rövid orvosi dokumentumról
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Az adatbázisban az orvosi dokumentumok egy része további meta adatokat
tartalmaztak, amelyekből az egyik információ a betegségek nemzetközi osztályo-
zására használt azonosító, az úgynevezett BNO kód. Az inzulinrezisztencia be-
tegség kódjai ’E10’ karaktersorozattal kezdődnek és 0-9 számokkal folytatódnak:
E100, E101, E102, E103, E104, E105, E106, E107, E108, E109. Maga a kórhá-
zi adatbázishoz sajnos nem volt hozzáférésünk, mi már szűrt adatokat kaptunk
kézhez. Tudomásunk szerint a szűrés a fent említett BNO kódok alapján történt.
Az első egymillió kórlap tartalmazza valamelyik inzulinrezisztenciával kapcsola-
tos BNO kódot. A második egymillió kórlap a fent említett inzulinrezisztenci-
ával kapcsolatos BNO kódokat nem tartalmazza. Miután a szűrés megtörtént,
adatbiztonsági okokból a személyes adatokat törölték a kórlapokból. A törlés
szabály alapon történt, a személyes adatok megjelenése a dokumentumokban
valamennyire szabályosságot mutatott, például a nevek előtt megjelent a ’név:’
vagy a születési dátumok előtt a ’szül. dátum’ kifejezések. A személyes adatok
törlésében szintén nem vettünk részt és nem is kaptunk részletes információt
arról, hogy pontosan milyen adatokat töröltek ezért csak a kapott szövegek alap-
ján tudtunk következtetéseket levonni. A kapott szövegek elemzése alapján a
következő adatokat törölték:

– Beteg személyes adatai: név, születési hely és dátum, születési név, anyja
neve, lakcím, TAJ szám, munkahely, halál dátuma

– Kezelő orvos személyes adatai: kezelőorvos neve, vezető főorvos neve
– Általános információk (beteg, orvos vagy intézmény): telefonszám, fax

A szabály nem terjed ki minden esetre, ha egy adat nem illeszkedett pontosan
a megadott szabályra, akkor az a személyes adat benne maradt. Ilyen például,
amikor a dátumba ’#’ jel került: 2018#, vagy amikor szabad megfogalmazásban
jelent meg a személyes adat.

Az így kapott adatokat további szűrések alá vetettük, végeztünk rajta tokeni-
zálást a huSpacy (Orosz és mtsai, 2022) eszközzel és a szövegből szabály alapján
kitöröltünk minden inzulinnal kapcsolatos BNO kódot: E10, E100, E101, E102,
E103, E104, E105, E106, E107, E108, E109, E11, E110, E111, E112, E113, E114,
E115, E116, E117, E118, E119.

Így első feladatként a kétmillió kórlapot konkatenáltuk és létrehoztunk egy
bináris osztályozó modellhez egy korpuszt. A korpuszt véletlenszerűen megke-
vertük és kivettünk belőle 10%-ot tesztelő anyagnak. Így létrejött egy 90%-10%
vágás a tanító és a teszt halmaz létrehozásához. A korpusz részletesebb tulaj-
donságai az 1. táblázatban láthatóak.

Következő feladatként a kapott adathalmazból kiválogattuk azokat a kórla-
pokat, amelyek bár nem lettek ellátva inzulinrezisztencia BNO kóddal, mégis
tudjuk a paciensről, hogy inzulin rezisztenciával rendelkezik. Ehhez a feladathoz
kigyűjtöttük az összes kórlaphoz tartozó páciens azonosítót, majd megkerestük a
metszetet. A metszet alkotja azokat a betegek azonosítóját, akiknek a kórlapjai
szerepelnek mind az inzulinrezisztenciával rendelkező, mind a nem inzulinrezisz-
tenciával rendelkező adathalmazban. Ezt a halmazt elneveztük ’GYANÚS’ hal-
maznak. Az adathalmazok további kialakításában a metszet/GYANÚS halmaz
(szűkössége miatt) mennyisége lett a mérvadó. Így összesen igazodva a GYANÚS
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halmazhoz, kerekítve mind a három osztályhoz 400 000 kórlapot választottunk
ki véletlenszerűen a tanítóanyaghoz és 15 000 kórlapot a tesztanyaghoz. Az 1
táblázatban találhatóak a korpusz részletes kvantitatív tulajdonságai.

Szegmens Token Type
Átlagos

tokenszám
/ kórlap

Átlagos
mondatszám

/ kórlap
2-osztályos tanító 1 800 000 290 254 939 730 914 161,25 20,69
2-osztályos teszt 200 000 32 423 375 270 045 162,12 20,79
3-osztályos tanító 1 200 000 181 306 262 631 334 151,09 19,33
3-osztályos teszt 45 000 6 853 141 132 040 152,29 19,45

1. táblázat. Korpuszok tulajdonságai

Végül utolsó feladatként, mielőtt a modell tanítása történt, minimális tisztí-
tást végeztünk az adatokon. A következő lépéseket végeztük el:

– Ismétlődő írásjelek normalizálása: A szövegben számtalan helyen díszítősor
jellegű szövegrészek találhatóak, ilyen a sok pont, gondolatjel és kérdőjel
egymás után. Ezekből egyet-egyet hagytunk meg.

– Néhány szó és rövidítés normalizálása: Az Ambuláns lap cím számtalan ese-
ten a következőképpen szerepelt: A M B U L Á N S L A P. Ezt konvertáltuk
"AMBULÁNS LAP" formába, illetve: ’k . m . n .’, ’K f t .’.

– Személyes adatok: Mivel a személyes adatokat törölték, ezért töröltük a hoz-
zátartozó helyőrzőket és megnevezéseket is: #NEV, #EMAIL, szül.ideje:,
TAJ száma, #CIM, #AEXTRA, #DOC, #T.

– Whitespacek normalizálása: Ahol több whitespace állt egymás után, azokat
lecseréltük egy szóközre.

5. Mérések és eredmények

A kutatásunk során felhasználtuk a fastText statikus és a BERT környezetfüggő
neurális nyelvi modellt az osztályozó modellek tanítására. Mind a fastText ke-
retrendszerrel, mind a BERT modellel két predikciós modellt tanítottunk: egy
2-osztályos és egy 3-osztályos modellt. A modellek tanításához a következő hyper-
paramétereket használtuk:

– fastText: wordNgrams: 3; tanulási ráta: 0,8; bucket: 200000; dim: 200; epoch:
10.

– huBERT: tanulási ráta: 5e-5; batch méret: 64; epoch: 10.

A BERT modell tanításához a Hugging Face által közzétett szövegosztályozó
szkriptet1 alkalmaztuk.

A 2. táblázatban láthatóak a modellek eredményei. A kiértékeléshez a pon-
tosság (accuracy) metrikát használtuk.
1 https://github.com/huggingface/transformers/tree/main/examples/pytorch/text-

classification
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2-osztályos 3-osztályos
fastText 97,58% 78,23%
huBERT 98,19% 81,34%

2. táblázat. Az osztályozó modellek eredményei

A 3. és a 4. képen láthatóak a 3-osztályos fastText és huBERT modellek tel-
jesítményei címkékre bontva. A képek bal oldalán van a tévesztési mátrix, míg a
jobb oldali ábrákon a pontosság, fedés és F1 mértékek találhatóak. A modellek a
pozitív eseteket tudták könnyen megállapítani. Ez nem meglepő, hiszen a pozitív
eseteknél csak a BNO kódokat töröltük a szövegből, de egy ilyen esetben több-
féle információ is utalhat magára a betegségre. Leggyengébben a gyanús esetek
osztályozásánál teljesítettek a modellek, ez is várt eredmény, hiszen ezekben az
esetekben kevés vagy semmilyen jel nem utal az inzulinrezisztenciára, azonban
mégis azok lehetnek. A hőtérképek alapján a két modell rendkívül hasonlóan
teljesített, ami a számokban is látszik. A huBERT fedése magasabb a negatív
eseteknél, vagyis több tényleges negatív esetet tudott detektálni, ami a gyanús
esetek predikciójának bizonytalanságát csökkenti. Az ábrán is látszik, hogy a
gyanús eseteknél a pontosság magasabb, mint a fedés, ami a mi esetünkben azt
jelenti, hogy amikor gyanús esetet mond a modell, azt magabiztosabban teszi.

3. ábra: A 3-osztályos fastText modell teljesítményének hőtérképei

6. Összegzés

Kutatásunkban az inzulinrezisztencia betegség kialakulásának kockázatát sze-
retnénk előre jelezni orvosi dokumentumok alapján. A feladat megoldásához az
új neurális nyelvtechnológia eszközeit használtuk fel. Kísérleteinkben a szövegek
osztályozásához a statikus fastText és a kontextuális huBERT modelleket taní-
tottuk be. A modellek tanításához kétmillió orvosi dokumentumot használtunk
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4. ábra: A 3-osztályos huBERT modell teljesítményének hőtérképei

fel. Három esetre bontottuk a dokumentumokat: negatív, pozitív és gyanús. A
gyanús esetek azok, akikről tudjuk, hogy kialakult nála az inzulinrezisztencia
betegség, de az adott kórlapon ez nem volt feltüntetve, mivel lehet, hogy másféle
vizsgálaton volt az illető. Eredményeink azt mutatják, hogy a huBERT modellel
81,34% pontossággal tudta megoldani ezt a 3-osztályos klasszifikációs feladatot.
Rendelkezésünkre áll további hatmillió orvosi dokumentum, amelyeket következő
lépésként szeretnénk feldolgozni.
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