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RESUMEN  

De acuerdo con la literatura especializada, el algoritmo difuso de Mamdani es un aproximador 

universal, es decir, a través de la interacción de las reglas difusas que lo componen, un sistema de 

múltiples entradas y una salida puede aproximarse uniformemente a cualquier función aún definida en 

dominios compactos. La precisión de los aproximadores construidos por algoritmos difusos incide en 

la complejidad de estos, cuanto más precisos habrá un aumento en la complejidad, reflejado en un 

aumento de reglas difusas, las cuales, pueden ser construidas por medio de un sistema adaptativo 

neuro-difuso, además los conjuntos difusos obtenidos pueden ser optimizados por medio de un 

algoritmo genético con codificación real. Como caso de prueba es el modelado de la tasa de remoción 

de material de un proceso de maquinado electroquímico por descarga eléctrica, este es un proceso de 

fabricación no convencional donde el fresado o barrido se realiza mediante una disolución electrolítica, 

evitando el contacto físico entre la pieza de trabajo y el herramental Los resultados muestran que el 

enfoque propuesto permite obtener un modelo basado en un algoritmo difuso de Mamdani con menos 

conjuntos y reglas con respecto a un método de construcción basado en un proceso empírico. 

ABSTRACT  

According to the specialized literature, Mamdani's fuzzy algorithm is a universal approximator, i.e., 

through the interaction of the fuzzy rules that make up it, a multi-input system and an output can 

uniformly approximate any function still defined in compact domains. The accuracy of the models 

built by fuzzy algorithms affects the complexity of these, the more accurate there will be an increase 

in complexity, reflected in increased fuzzy rules, this problem can be solved, as documented in this 

proposal, through the use of a Hybrid neural Fuzzy Inference System that allows the optimization of 

fuzzy rules and sets, which can be tuned by a genetic algorithm with real coding. As a test case is the 

modeling of the material removal rate and the overcurrent diameter of an electrochemical machining 

by electric shock, this is an unconventional manufacturing process where milling or sweeping are 

performed by means of electrolytic dissolution, avoiding physical contact between the workpiece and 

the tooling. The results show that the proposed approach allows to obtain a model based on a diffuse 

Mamdani algorithm with fewer sets and rules with respect to a construction method based on an 

empirical process.
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1 INTRODUCCIÓN 

En 1900 David Hilbert, teorizó sobre la existencia de 

funciones continuas de múltiples variables que no se 

pueden descomponer como la superposición finita de 

funciones continuas de menos variables. Esto fue 

refutado por Andrey Nikolaevich Kolmogorov el cual 

escribió el Teorema de superposición de Kolmogorov 

(KST), en el cual se específica que para toda 𝑛 ≥ 2 y 

para cualquier función 𝑓, real continua de 𝑛 variables en 

el dominio [0,1], 𝑓: [0,1]𝑛 → ℝ  existen 𝑛(2𝑛 + 1)  

funciones continuas crecientes univariadas en [0,1], por 

lo tanto 𝑓 puede ser reconstruida por medio de la 

ecuación 1[1] 

𝑓(𝑥1, … , 𝑥𝑛) = ∑ 𝜙𝑞 (∑ 𝜓𝑝𝑞(𝑥𝑝)

𝑛

𝑝=1

)

2𝑛

𝑞=0

 (1) 

 

Donde las funciones 𝜓𝑝𝑞 son universales monotonas 

crecientes para las 𝑛 dimensiones dadas, independientes 

de 𝑓, al contrario de las funciones especificadas por 𝜙𝑞 

que si son dependientes. Es importante destacar que 𝜓𝑝𝑞 

y 𝜙𝑞 son continuas en todas sus partes, pero en ninguna 

de ellas diferenciables. Un enfoque de aproximación de 

funciones es desarrollado por Kosko en su trabajo 

"Fuzzy systems as universal approximators” en el que 

demostró que los controladores difusos de tipo Mamdani 

pueden aproximar uniformemente funciones de 

multiples variables La exactitud de la aproximación de 

funciones por medio de lógica difusa es determinada por 

medio del número de conjuntos y reglas usadas, por lo 

tanto, el aumentar la precisión incrementa el costo 

computacional.[2] 

A partir de lo anterior se propone este artículo 

modelar un proceso de fabricación no convencional 

denominado Maquinado por Descarga Electroquímica 

mediante técnicas de softcomputing como la lógica 

difusa y los algoritmos genéticos. 

 

2 MAQUINADO POR DESCARGA 

ELECTROQUÍMICA 

El Maquinado por descarga Electroquímica 

(Electrochemical Discharge Machining ECDM, por sus 

siglas en inglés), es un proceso de eliminación de 

material basado en una solución electrolítica y descargas 

electricas que tiene el potencial de utilizarse como una 

técnica de micromaquinado. Este proceso involucra 

varios parámetros que incluyen herramienta, material 

tamaño y forma del electrodo, característica de 

humectabilidad de la herramienta-electrodo, velocidad 

de alimentación, material de la pieza de trabajo, voltaje 

aplicado, corriente, electrolito, espacio entre 

herramienta-electrodo y pieza de trabajo, distancia entre 

el cátodo y ánodo, material del ánodo por menciona 

algunos es particularmente útil para maquilar materiales 

eléctricamente no conductores. En la Fig.1 se muestra un 

diagrama esquemático de un proceso ECDM básico, 

cuyo desempeño se puede definir por the Material, 

Removal Rate (MRR), es determinado por medio de la 

magnitud, frecuencia y corriente de la fuente de voltaje 

(Voltage source) involucrada en el proceso [3] [4]. 

 

Fig. 1. Modelo de clases con base en la notación de la 

teoría de conjuntos. 
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3 TRABAJOS RELACIONADOS 

En esta sección muestra una revisión a la literatura 

especializada, esto para definir los algoritmos a 

implementar y como auxiliar en la construcción de un 

esquema metodológico. La tabla 1 muestra el resultado 

de esta revisión. 

Tabla 1. Síntesis de trabajos relacionados 

 

4 ANDAMIAJE TEÓRICO 

En la presente sección se documentan los conceptos que 

respaldan teóricamente la propuesta a desarrollar, tales 

como lógica difusa, sistema neurodifuso y algoritmos 

genéticos. 

 

 

4.1 LÓGICA DIFUSA 

La base teórica de la Lógica Difusa es descrita en 1965 

por Lofti Zadeh, y una de sus aplicaciones es la 

implementación de Fuzzy Inference System (FIS), como 

el mostrado en la Fig. 2, el cual permite mapear una 

entrada determinada a una ecuación de salida con la 

finalidad de tomar o discernir decisiones, diseñar 

sistemas de control o aproximar funciones matemáticas 

para construir modelos [10]. 

Fig. 2. Esquema de un Sistema de Inferencia Difusa 

El Fuzzificador en un FIS se implementa con 

conjuntos difusos, definidos como 𝐴 = {𝑥, 𝜇𝐴(𝑥)} ∀ 𝑥 ∈

𝑋. Donde 𝑋 es denominado universo de discurso, 𝐴 y 

𝜇𝐴(𝑥) es la función de pertenencia de 𝑥 en 𝐴 sobre [0,1]. 

La base de reglas de un FIS son expresiones lingüísticas 

que reflejan el conocimiento del problema, son escritas a 

partir de conocimiento experto y datos históricos del 

dominio del problema, son interpretadas por un proceso 

de inferencia o máquina de inferencia, el cual debe de 

entenderse desde las siguientes definiciones [10]: 

Definición. 1: La función de membresía de una 

implicación difusa 𝑆 de dos conjuntos difusos 𝐴 y 𝐵 para 

universos de discursos 𝑋 y 𝑌 respectivamente es definida 

por la ecuación 6 

𝜇𝑠(𝑦, 𝑥) = 𝑚𝑖𝑛[𝜇𝑎(𝑥); 𝜇𝑏(𝑦)], 𝑥 ∈ 𝑋  𝑦 ∈ 𝑌 (6) 

Definición 2 Dada una implicación difusa 𝑆: Si 𝐴 

entonces 𝐵 el conjunto difuso 𝐵′ es inferido a partir de 

un conjunto 𝐴′ donde 𝐴 y 𝐴′ son conjuntos difusos del 

universo de discurso de 𝑋, mientras que 𝐵 y 𝐵′ son 

conjuntos difusos del universo de discurso de 𝑌. Esto 

puede ser expresado en la ecuación 7 

𝜇𝐵(𝑦, 𝑥) = max
𝑥

𝑚𝑖𝑛[𝜇𝑎(𝑥); 𝜇𝑠(𝑦, 𝑥)] , 𝑥 ∈ 𝑋  𝑦 ∈ 𝑌 (7) 

A partir de Definición 1 y Definición 2 es posible 

representar matemáticamente un sistema descrito por 

más de dos reglas como una implicación 𝑠 compuesta de 

Objeto de Estudio: Diseño de un modelo difuso del proceso ECDM optimizado por 

algoritmos genéticos 

Revisión 

de  

literatura 

Ejes 

Es posible agrupar los trabajos relacionados con la construcción de 

modelos de procesos de manufactura en los siguientes ejes 

temáticos: 

I. Construcción de modelos de procesos de manufactura no 

convencional a partir de lógica difusa [5] [6] [7]  

II. Sintonización de sistemas difusos por medio de algoritmos 

genéticos [8] [9] [11] 

III. Sintonización de sistemas difusos por medio de redes 

neuronales [3] 

Hechos 

Los trabajos del eje a se caracterizan por 

1. Uso del algoritmo de Mamdani 

2. Defuzzuficadores a partir de los métodos de centroides, 

centro de área bisectriz y promedio de máximos con 

precisiones de 90.27%  

Los trabajos del eje b se caracteriza por: 

a) Optimizar reglas de inferencia 

b) Operan para algoritmos del tipo Mamdani 

c) Ajustan funciones difusas 

Los trabajos del eje c se caracterizan por: 

d) Ajustan reglas difusas que se pueden considerar redundantes 

e) Ajustan los conjuntos difusos de consecuente de las reglas 

de inferencia 

f) Aplicables a un determinado tipo de algoritmo difuso  

Puntos 

a 

resaltar 

Es resaltable en los trabajos propios del eje a  

• Tienen mas de 4 conjuntos difusos para sus variables  

• Usan funciones difusas triangulares 

En los trabajos propios del eje b se caracteriza por usar 

• Codificaciones alfanuméricas 

• Codificaciones binarias 

• Mejoran métricas de desempeño como el error cuadrático 

medio.  

En los trabajos propios del eje c se caracteriza por usar 

• Elimina reglas difusas considerables redundantes 

• Pueden operar sobre funciones triangulares, trapezoidales y 

gaussianas 

Esquema 

a 

usar 

Del estado del arte es posible plantear un modelo a partir de 

• Un algoritmo de Mamdani como el plantado en [7] 

• El uso del algoritmo HyFIS usado en [8] para reducción de reglas 

• Un algoritmo genético con codificación real como en [11] para optimizar 

conjuntos difusos 
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las implicaciones: Si 𝐴1 entonces 𝐵1 o Si 𝐴2 entonces 𝐵2. 

De tal forma que 𝑠 es definido por la ecuación 8 y 

representa el proceso de inferencia de Mamdani. 

𝑧 = 𝜇𝑠(𝑦, 𝑥) =

𝑚𝑎𝑥 [𝑚𝑖𝑛[𝜇𝐴1
(𝑥); 𝜇𝐵1

(𝑦)]; [𝜇𝐴2
(𝑥); 𝜇𝐵2

(𝑦)]]  
(8) 

La salida del proceso de inferencia como es descrito 

en la Fig 2 es una cantidad difusa 𝑧 la cual debo de 

transladarse al universo de discurso de problema 

original, esto suele realizarce por medio de un 

Defuzzificador, el registrado comunmente en la literatura 

especializada es el método llamado centro de gravedad 

(Center of Gravity, COG, por sus siglas en inglés) y se 

representa por medio de la ecuación 9, donde 𝑧∗ es una 

cantidad en el dominio del discurso, 𝜇𝑦 es un conjunto 

difuso de salida [10] 

𝑧∗ =
∫ 𝑧 ∗ 𝜇𝑦(𝑧)𝑑𝑧

𝜇𝑦(𝑧)𝑑𝑧
 (9) 

4.2 SISTEMA NEURO-DIFUSO 

Un algoritmo neuro-difuso, es una combinación de redes 

neuronales con algoritmos difusos, el más común es el 

Hybrid Neural Fuzzy Inference System, HYFIS, 

propuesto por Kim y Kasobov, es aplicado en la 

optimización de modelos computacionales, en particular 

reduce el número de los conjuntos difusos y las reglas 

difusas de un FIS con inferencia Mamdani. Este tipo de 

sistema se compone estructuralmente de las siguientes 

etapas: estructura de aprendizaje y modelo neuro-difuso 

Esto se muestra en Fig 3. De este se pueden reconocer 

las siguientes etápas[8] 

Fig. 3. Estructura general del método HYFIS. 

El modelo neuro difuso se compone de una red 

perceptrón multicapa utilizando un algoritmo de 

gradiente descendiente para el ajuste de los parámetros 

del modelo difuso, En la Fig 4 se muestra una estructura 

basada en una red neuronal de 5 capas; en la primera cada 

recibe los datos de entrada, la segunda los antecedentes 

para pasar a las reglas en la tercera capa, el consecuente 

estará en la cuarta capa y la salida será en la quinta capa. 

[8] 

Fig. 4 Topología de la red Neuro-Difusa para el método 

HYFIS. 

4.3ALGORITMO GENÉTICO 

Un algoritmo usado en la optimización numérica es el 

Genetic Algorithm (GA), fue desarrollado por John 

Holland en la Universidad de Michigan, basado en los 

principios de Charles Darwin y Gregory Mendel 

presentes en la naturaleza [11]. La Fig.5 muestra el 

diagrama de flujo de un Genetic Algorithm, para la 

solución de un problema de optimización mono objetivo: 

Fig. 5 Algoritmo Genético Canónico. 

Cabe destacar que la selección puede realizarse por 

los operadores elitista, torneo y ruleta, este último es el 

que garantiza el carácter estocástico de un algoritmo 

genético, los operadores de cruce permiten realizar la 

recombinación de cromosomas. Uno de estos operadores 
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de recombinación es el BLX-, que se define como𝐶𝐻 =

𝑟𝑎𝑛𝑑[(ℎ𝑚𝑖𝑛 − 𝐼 ∗ 𝛼), (ℎ𝑚𝑎𝑥 + 𝐼 ∗ 𝛼)]. Donde 𝐶𝐻 es el 

cromosoma descendiente ℎ𝑚𝑖𝑛 = 𝑚𝑖𝑛(𝐶𝑖
1, 𝐶𝑖

2), ℎ𝑚𝑎𝑥 =

𝑚𝑎𝑥(𝐶𝑖
1, 𝐶𝑖

2), 𝐼 = ℎ𝑚𝑎𝑥 − ℎ𝑚𝑖𝑛, 𝛼 = 𝑟𝑎𝑛𝑑[0,1] con 

distribución uniforme [11] 

5 METODOLOGÍA 

Para la elaboración del modelo del proceso ECDM se 

propone el esquema metodológico que se muestra en la 

figura 6. 

Fig. 6 Esquema metodológico 

Para la sintonización de los conjuntos difusos con 

algoritmos genéticos se plantea la realización del 

conjunto experimental mostrado en la tabla 2, con una 

población de 60 cromosomas con una probabilidad de 

cruza de 80% y una mutación de 5%.  

Tabla 2 Conjunto de experimentos propuestos 

No. De test valores  

1 0.1 

2 0.2 

3 0.3 

4 0.4 

5 0.5 

6 0.6 

7 0.7 

8 0.8 

9 0.9 

10 random [0,1] 

El operador de cruce es el BLX-, además, dada la 

naturaleza del problema se plantea la formulación de los 

cromosomas por medio de codificación real. La función 

objetivo que se propone optimizar en este proceso 

investigativo se muestra en la ecuación 10. 

𝑓𝑜𝑏𝑗 =
1

𝑀𝐴𝑃𝐸

=
1

∑ (|𝑉𝑎𝑙𝑟𝑒𝑎𝑙 − 𝑉𝑎𝑙𝑝𝑟𝑒𝑑𝑖𝑐ℎ𝑜|)𝑁
𝑛=1

|𝑉𝑎𝑙𝑟𝑒𝑎𝑙|

 
(10) 

Donde el MAPE se define como el Error Porcentual 

Absoluto Medio (Mean Absolute Porcentage Error, por 

sus siglas en inglés). En la figura 7 se muestra el esquema 

del estudio estadístico correspondiente mismos que 

permite determinar la validez de los resultados obtenidos 

para el modelo ECDM, y determinar cuál valor de  es 

el mejor y si existen diferencias estadísticamente 

significativas entre los resultados obtenidos en los 

diferentes experimentos propuestos en la tabla 2. 

Fig. 7 Estudio Estadístico 

Los conjuntos difusos propuestos para este desarrollo 

serán gaussianos dado su comportamiento asintótico en 

el eje x, esto permite realizar optimizaciones por medio 

de algoritmos evolutivos de forma más eficiente que con 

los conjuntos trapezoidales y triangulares. Los datos de 

validación y entrenamiento se muestran en la tabla 3 y 4 

y son usados en el modelo descrito en [7].  

 

     Tabla 3. Datos de validación. 

 

 

Dato 
Voltaje 

Vs(V) 

Corriente 

Ip(A) 

Frecuencia 

(kHz) 
MRR 

1 70 25 40 30.4399 

2 60 20 10 19.2061 

3 50 25 15 11.4841 

4 50 22 30 10.4108 

5 60 10 25 9.6031 

6 50 15 40 7.4829 

7 50 20 25 10.1085 

8 60 25 10 22.0871 

9 70 10 25 11.0356 
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 Tabla 4. Datos de entrenamiento 

 

6 RESULTADOS 

En esta sección se discuten los resultados obtenidos del 

proceso investigativo que se presenta en esta propuesta 

de construcción de un modelo de un proceso de 

manufactura soportado por lógica difusa y algoritmos 

genéticos. En primer término, se muestra en la tabla 6 la 

estructura del sistema de inferencia difuso del tipo 

“Multiples Entradas Una Salida” (Multiple Inputs One 

Output, MISO, por sus siglas en inglés) el cual es del tipo 

Mamdani con 14 reglas ya simplificadas construido por 

medio del método HYFIS. Es importante mencionar que 

los conjuntos de entrada se encuentran normalizados, así 

como el de la salida, misma que es desnormalizada 

durante el proceso de defuzzificación. 

 

 

 

 

 

 

 

 

 

Tabla 5 Sistema difuso construido por el método HYFIS 

 

Por lo tanto, el cromosoma a generar tendrá la forma 

𝑐 = |𝑐1, 𝑐2, 𝑐3, … 𝑐28, 𝑐29, 𝑐30|𝑇 los 𝑐2𝑛+1, que 

corresponden al valor medio de las medias de las 

funciones gaussianas se consideraran como constantes, 

mientras que los cromosomas 𝑐2𝑛 = 𝑟𝑎𝑛𝑑[0.1,0.3]. 

Posteriormente de generados los cromosomas se ejecuta 

el algoritmo genético descrito en la figura 6, para cada 

una de las pruebas descritas en la tabla 3. Cada uno de 

los test se ejecutan 40 ecuaciones, usando los datos de 

entrenamiento mostrados en la tabla 5, esto con la 

finalidad de realizar un estudio estadístico que tiene 

como finalidad modelar el comportamiento del 

algoritmo y determinar los mejores parámetros del 

algoritmo genético que garantice el menor valor de 

MAPE. La tabla 6 muestra los valores del test de 

normalidad aplicado, marcando con (*) los valores que 

cumplan la tesis de normalidad y la figura 8 muestra un 

ejemplo de convergencia de los algoritmos. 

Fig. 8 Convergencia del algoritmo propuesto 

 

 

Variable de Entrada Conjuntos Difusos Función de membrecía 

V 

(voltaje) 

s pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑉: 𝑐1 , 𝑐2) 

m mediano 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑉: 𝑐3 , 𝑐4) 

l grande 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑉: 𝑐5 , 𝑐6) 

F 

(frecuencia) 

vs muy pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐹: 𝑐7 , 𝑐8) 

s pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐹: 𝑐9, 𝑐10) 

l grande 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐹: 𝑐11 , 𝑐12) 

vl muy grande 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐹: 𝑐13𝑐14) 

I 

(corriente) 

vs muy pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐼: 𝑐15 , 𝑐16) 

s pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐼: 𝑐17 , 𝑐18) 

m mediano 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐼: 𝑐19, 𝑐20) 

vl muy grande 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝐼: 𝑐21 , 𝑐22) 

Variable de Salida Conjuntos Difusos Función de membrecía 

MRR 

(tasa de remoción de 

material) 

vs muy pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑀𝑅𝑅: 𝑐23, 𝑐24) 

s pequeño 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑀𝑅𝑅: 𝑐25, 𝑐26) 

m mediano 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑀𝑅𝑅: 𝑐27, 𝑐28) 

l grande 𝜇𝑔𝑎𝑢𝑠𝑖𝑛𝑎 (𝑀𝑅𝑅: 𝑐29, 𝑐30) 

 

Dato 
Voltaje 

Vs(V) 

Corriente 

Ip(A) 

Frecuencia 

(kHz) 
MRR 

1 70 10 40 11.7076 

2 70 20 40 27.2508 

3 70 20 10 28.3038 

4 50 20 10 9.73115 

5 50 20 40 10.02815 

6 70 10 10 13.8689 

7 60 15 25 17.5689 

8 50 10 10 4.3124 

9 70 20 10 29.1404 

10 50 10 40 5.2226 

11 50 15 25 7.0915 

12 70 15 25 21.0499 

13 50 17 17 7.2949 

14 70 13 10 19.3858 

15 70 15 5 11.7111 
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Tabla 6 Test de normalidad 

No. De test Valores de significancia p 

Test 1 0.0105124976650697 

Test 2 0.0464381831066847 

Test 3 0.451836995126445(*) 

Test 4 0.00368841290211135 

Test 5 3.86421133275473e-08 

Test 6 2.58140125532023e-08 

Test 7 2.06653675532427e-05 

Test 8 3.36358887871192e-05 

Test 9 0.00258401800054764 

Testa 10 6.71894961547064e-06 

 

Como se observa la tesis de normalidad solo se 

cumple para el Test 3, por lo tanto, para determinar si 

existen diferencias entre los demás test se aplica la 

prueba de Kruskall-Wallis la cual tiene un valor de 

significancia 𝑝 = 2.2𝑒 − 16, por lo tanto es posible 

asumir que al menos una pareja de tests son diferentes 

entre si, para poder determinar cuales son los 

experimentos que difieren entre si se aplica una prueba 

post-hoc, en este caso la prueba de Wilcox, cuyo 

resultado se muestra en la tabla 7, marcando en rojo las 

parejas que son estadísticamente iguales 

Tabla7 Resultado de prueba de Wilcox 

La tabla 8 muestra el valor de MAPE para los datos 

del conjunto de entrenamiento, para el caso del MAPE 

del Test 3 se muestra en la tabla 9 dado que tiene una 

distribución de datos normal de acuerdo a la prueba de 

Shapiro, con el símbolo (*) se indica los valores mínimos 

de MAPE y distancia intercuartil, esto permitiré 

determinar cuál valor de ∝ en el operador de cruce es el 

adecuado para el diseño del modelo propuesto en este 

documento. 

Tabla 8 Resultados Estadísticos de MAPE para 

distribuciones no normales. 

 Mediana Cuartil 1 Cuartil 3 Distancia 

Intercuartil 

Test1 0.1935248

001668 

0.182099433

79946 

0.19929231623

233 

0.0171928824

3286 

Test2 0.1758484

224844 

0.169148602

25088 

0.18105994454

326 

0.0119113422

9238 

Test4 0.1207008

932453 

0.113749687

70474 

0.13417951530

114 

0.0204298275

9639 

Test5 0.1128973

744316 

0.111720309

51797 

0.11805400077

992 

0.0063336912

6195 

Test6 0.1132639

068494 

0.112257723

63921 

0.11496308898

832 

0.0027053653

4910 

Test7 0.1144434

810148 

0.112708062

63708 

0.1262

733134855

5 

0.013

56525084

846 

Test8 0.1189536

335309 

0.115628224

11991 

0.12842833184

845 

0.0128001077

2853 

Test9 0.1418745

834143 

0.132390112

20874 

0.14983162531

554 

0.0174415131

0680 

Test10 0.1128095

869825* 

0.111272369

12321 

0.12202684610

970 

0.0107544769

864* 

 

Tabla 9 Resultados Estadísticos de MAPE para 

distribuciones normales. 

 Media Desviación 

estandar 

Coeficiente de 

variación 

Test1 0.1475943 0.01413232 9.57% 

 

Como observa en las tablas 8 y 9 el valor mínimo del 

MAPE se consigue con el Test 10, el cual no presenta 

diferencias significativas con los Test 5,6,7.  Por lo tanto 

el cromosoma solución (mediana de las 40 ejecuciones 

del Test 10) al problema de optimización se muestra en 

la tabla 5. 

 

 

 
Test1 Test10 Test2 Test4 Test5 Test6 Test7 Test8 

Test10 6.70E-22 
       

Test2 6.24E-08 6.70E-22 
      

Test4 6.70E-22 2.11E-02 5.80E-21 
     

Test5 6.70E-22 1.00E+00 9.07E-20 1.89E-02 
    

Test6 6.70E-22 1.00E+00 6.70E-22 4.92E-03 1.00E+00 
   

Test7 6.70E-22 3.08E-01 2.01E-21 1.00E+00 3.65E-01 3.00E-01 
  

Test8 6.70E-22 1.16E-03 6.70E-22 1.00E+00 2.88E-04 4.96E-06 3.65E-01 
 

Test9 7.39E-15 1.40E-10 1.21E-10 6.27E-06 1.15E-10 5.95E-13 6.37E-08 1.43E-06 
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Tabla 10 Cromosoma solución 

c1=3.978390

e-07 

c9=0.25 c17=0.25 c25=0.191562

0 

c2=0.155730

6 

c10=0.134197

77 

c18=0.552974

90 

c26=0.244294

22 

c3=0.5 c11=0.75 c19=0.5 c27=0.498807

50 

c4=0.101673

4 

c12=0.268683

94 

c20=0.038399

04 

c28=0.241644

81 

c5=1 c13=1 c21=1 c29= 

0.62531715 

c6=0.224379

3 

c14=0.315118

96 

c22=0.327574

67 

c30=0.244023

44 

c7=7.065481

e-12 

c15=7.065481

e-12 

c23=0  

c8=0.163251

64 

c16=0.052575

06 

c24=0.201864

91 

 

 

A partir del cromosoma mostrado en la tabla 10 es 

posible construir los conjuntos difusos de entrada del 

modelo difuso propuesto, estos son mostrados en las 

figuras 9,10,11,12. La tabla 11 muestra la comparación 

entre los valores MAPE del modelo construido en [7] y 

el obtenido mediante el proceso investigativo descrito en 

este trabajo. 

Tabla 11 Comparativa del modelo propuesto vs el 

desarrollado en [7] 

 Modelo con 

conjuntos 

ajustados 

empíricamente 

Modelo con 

conjuntos 

ajustados por 

sistema 

neurodifuso y 

algoritmos 

genéticos 

MAPE 10.74 % 8.05% 

Número de 

reglas 

27 14 

Número de 

conjuntos 

difusos 

14 15 

Tipos de 

conjuntos 

Triangulares y 

trapezoidales 

Gaussianos 

 

7 CONCLUSIONES 

La aplicación de un método heurístico en la sintonización 

de funciones de membrecía y en la reducción de reglas 

de inferencia de un sistema difuso permite reducir el 

tiempo de procesamiento del modelo y el valor MAPE, 

en consecuencia, un aumento en la precisión. El estudio 

estadístico permite determinar el valor de ∝ en el 

operador de cruce, el cual es usado para obtener un 

modelo óptimo, siendo este el que tenga el valor MAPE 

menor. Como se puede observar, en la literatura no se ha 

realizado el ajuste de modelos de manufactura no 

convencional a partir de la sintonización de parámetros 

por medio de heurísticas, los resultados mostrados en 

esta propuesta muestran su factibilidad, por lo tanto, es 

posible establecer varias preguntas que pueden 

constituirse como trabajos a futuro. 

 

• ¿Se puede disminuir aún mas el MAPE usando 

otras heurísticas? 

• ¿Es posible mejorar también el MAPE en otros 

parámetros de un proceso de manufactura no 

convencional como el diámetro de sobre corte? 

• ¿el uso de micro heurísticas mejora la 

convergencia sin afectar los resultados en este 

tipo de problema de optimización 
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