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RESUMEN 
 

En este artículo, se propone un método híbrido para la selección y clasificación de datos de 
microarreglos de AND. Primero, el método combina los subconjuntos de genes relevantes 
obtenidos de cinco métodos de filtro, después, se implementa un algoritmo basado en una 
búsqueda cuckoo combinado con un clasificador MSV. El algoritmo híbrido explora dentro 
del subconjunto obtenido en la etapa anterior y selecciona los genes que alcanzan un alto 
desempeño al entrenar al clasificador. En los resultados experimentales, el algoritmo 
obtiene una tasa de clasificación alta seleccionado un número pequeño de genes, los 
resultados obtenidos son comparados con otros métodos reportados en la literatura. 
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In this paper, a method for selection and classification of DNA-microarray data is proposed. 
Firstly the method combines the relevant genes subsets obtained of four data filtering 
methods, second, an algorithm based on a cuckoo search combined with SVM-classifier is 
applicate. The hybrid algorithm, explores within of subset obtained in the previous stage 
and selects the genes that achieve a high performance when training the classifier. In the 
experimental results, the algorithm achieves a high classification rate selecting a smaller 
number of genes, the results obtained are compared with other methods reported in 
literature. 
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I. INTRODUCCIÓN 

Los microarreglos de ADN, son una 

tecnología de análisis de expresión genética, 

utilizada por científicos e investigadores para 

comprender mejor la dinámica celular y sus 

relaciones con diferentes estados patológicos. 

Permite el estudio de miles de genes 

simultáneamente para clasificar muestras de 

tejido entre muestras normales y muestras 

enfermas [1], [2], [3], [4], [5]. Sin embargo, 

la selección de un conjunto pequeño de genes 

que resulten relevantes para su clasificación 

no es una tarea fácil, al tener una alta 

dimensión, los datos seleccionados pueden 

ser erróneos, esto se debe a que no toda la 

información dentro del microarreglo es 

relevante, si se seleccionan genes ruidosos, el 

algoritmo de selección y clasificación puede 

obtener resultados poco confiables. Para ello, 

es necesario hacer una reducción significativa 

de la dimensión del microarreglo de ADN, 

esto nos permite descartar genes ruidosos y 

seleccionar solo genes con información 

relevante que ayuden en el diagnóstico de una 

enfermedad. Para abordar el problema de la 

alta dimensión, proponemos un método que 

utiliza cuatro filtros estadísticos y un 

algoritmo hibrido basado en una búsqueda 

cuckoo combinada con un clasificador MSV. 

El método está dividido en dos etapas, la 

primera consiste en hacer un pre-

procesamiento de los microarreglos de ADN 

y en la siguiente etapa se crea un método de 

selección y clasificación utilizando el 

algoritmo hibrido. Con este método, se 

buscan los genes más relevantes dentro de 

cinco bases de datos públicas obtenidas a 

través de la tecnología de microarreglos de 

ADN. 

II. EL PROBLEMA DE LA ALTA 

DIMENSIÓN 

Los datos obtenidos de un microarreglo de 

ADN presentan un gran cúmulo de 

información, por lo que constituye un reto 

para hacer un análisis eficiente de su 

contenido. Su alta dimensión genera un 

problema en términos de precisión y de 

complejidad computacional [12]. La mayoría 

de las bases de datos, no solo cuentan con una 

gran cantidad de atributos (características) y 

un número limitado de muestras, también 

contienen dos o más número de clases 

(categorías) a las que pertenece cada uno de 

los atributos [1]. Para solucionar este 

problema, diferentes autores han propuesto la 

utilización de algoritmos de clasificación, por 

ejemplo Guyon et al. [1], y Golub et al [2], 

logran clasificar dos clases de muestras de 

tejido, utilizando un clasificador MSV y una 

clasificación molecular. En el trabajo de 

Hwang et al [3] y Wang et al [4], se propone 

la utilización de un algoritmo de aprendizaje 

máquina basados en métodos de filtros y 

wrappers, logrando eliminar la información 

menos relevante dentro del microarreglo de 

ADN y reducir la dimensión de la base de 

datos, obteniendo información confiable para 

su análisis. Otros autores aplican estrategias  

de computo bioinspirado para atacar el 

problema de alta dimensión, por ejemplo 

Kulkarni [5] utiliza una técnica basada en 

programación genética e información mutua, 

para generar una reducción efectiva del 

microarreglo que contiene información sobres 

cáncer de colon. Li [6] y Mohamad, et al [7], 

abordan el problema con un algoritmo 

genético y un algoritmo basado en una 

optimización por cumulo de partículas (PSO). 

La idea principal de estos métodos es utilizar 

las propiedades de los algoritmos generando 

una búsqueda aleatoria para obtener 

información relevante dentro de las bases 

genómicas y reducir eficientemente el tamaño 

de los microarreglos. Otras técnicas que se 

han implementado eficazmente para abordar 

este problema son los métodos de clusters, en 

el trabajo de XU [8] presenta un cluster 

basado en conjuntos corrugados difusos y el 

trabajo de Mishra [9] se basa en un técnica de 

clusters k-medias, el autor basa su estrategia 

para abordar el problema de alta dimensión, 

agrupando las características que tienen una 

similitud, de esta forma, al tener las 

características agrupadas, se utiliza algún 

método de puntuación discriminante para 

eliminar la información redundante y ruidosa 

de los microarreglos. Otra de las formas que 

se aborda este problema es la implementación 

de algoritmos híbridos. En el trabajo de Yang 

[10], se proponen un sistema hibrido que 
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consiste en la unión de métodos de filtrado de 

datos y un algoritmo wrapper, En el proceso 

de filtrado, genera una puntuación a cada gen 

candidato de los microarreglos de ADN. En 

el proceso wrapper, utiliza un algoritmo 

genético multi-objetivo para seleccionar los 

genes discriminativos utilizando la 

información proporcionada por el proceso de 

filtrado. El trabajo de Bonilla-Huerta [11] 

propone un algoritmo hibrido que genera una 

limpieza de los datos utilizando métodos de 

filtrados estadístico, después, genera una 

selección de un subconjunto de genes 

utilizando una combinación de un algoritmo 

genético, una búsqueda tabú para buscar 

dentro de la base genómica y una máquina de 

soporte vectorial que se encarga de medir la 

calidad del subconjunto seleccionado. A 

pesar del número de técnicas implementadas 

para solucionar el problema de la alta 

dimensión, no se ha llegado a una solución 

estable, debido a esto, siguen apareciendo 

trabajos con nuevas propuestas para 

solucionarlo y dar un estudio preciso de los 

genes seleccionado. 

III. MATERIALES Y MÉTODOS 

Los microarreglos contienen información 

relevante, mezclada con información ruidosa 

y redundante [12]. Debido a esto, se dificulta 

extraer información valiosa de un 

microarreglo, generando tiempos de 

procesamiento largos y resultados poco 

confiables. Para solucionar este problema se 

han implementado diferentes métodos 

(algunos descritos en la sección anterior) para 

obtener genes relevantes al explorar dentro de 

un microarreglo de ADN. En esta sección se 

describen los microarreglos utilizados en 

nuestro experimento, también los métodos 

con los cuales se ha abordado el problema 

planteado en la sección anterior. 

3.1. Microarreglos de ADN 

Con los avances de la tecnología de 

microarreglos de ADN, surgen más datos de 

expresión génica a disposición para ser 

analizados. Estos datos, se utilizan en la 

clasificación de muestras de tejidos, aunque 

los datos en bruto no son de gran utilidad. Su 

verdadero valor radica en extraer información 

relevante de ellos [13]. En este estudio se 

utilizan cinco bases de datos de dominio las 

cuales se describen a continuación. 

La base de datos de Leucemia [2] contiene 

7129 datos de expresión genética con 72 

muestras de oligonucleótido, 25 de AML 

(Acute Myeloid Leukemia) y 47 ALL (Acute 

Lymphoblastic Leukemia). La base de datos 

de Cáncer de Colon [14] contiene 2000 

datos de expresión genética con 62 muestras 

celulares, 40 son pruebas de tumor y 22 son 

pruebas normales. La base de datos de CNS 

[15] contiene con 7129 datos de expresión 

genética con 60 muestras de tumores 

embrionarios del sistema nervioso central, 21 

son de survivors y 39 de failures. La base de 

datos de Cáncer de Pulmón [16] contiene 

12533 datos de expresión genética con 181 

muestras de tejido pulmonar, 31 son 

malignant pleural mesothelioma y 150 son de 

adenocarcinoma. La base de datos DLBCL 

[17] contiene 4026 datos de expresión 

genética con 47 muestras, 24 son del grupo 

B-like germinal y 23 son del grupo B-like 

activado. 

 

3.2. Pre-procesamiento de Datos 

Los datos obtenidos dentro de un 

microarreglo contienen factores que pueden 

generar un sobre entrenamiento del 

clasificador [18]. Esto se debe a que además 

de tener una dimensión alta, las bases de 

datos también incluyen información que no es 

relevante para su clasificación. Otro factor es 

que cada gen registrado dentro de la base de 

datos tiene una escala numérica diferente. 

Estos factores pueden generar un problema de 

precisión en su clasificación y de esta forma 

se puede llegar a seleccionar una 

característica poco relevante para un 

diagnóstico. En esta sección, se presenta la 

limpieza de los datos utilizando un pre-

procesamiento dividido en dos pasos (ver 

figura 1), los cuales se explican a 

continuación. 

  



Programación Matemática y Software (2019) 11 (3): 12-31. ISSN: 2007-3283 

15 
 

A. Normalización de los datos 

La normalización de las bases de datos se 

utiliza para transformar las datos a un rango 

entre cero y uno (0,1) y así hacer más fácil la 

clasificación y selección de los genes más 

pertinentes.  

Es este estudio como primer paso se realiza 

una normalización de los datos basada en una 

técnica min-máx. [19]: 

 

𝑋’ =
 𝑋 − 𝑀𝑖𝑛(𝑋)  

𝑀𝑎𝑥(𝑋) − 𝑀𝑖𝑛(𝑋)
 (1) 

 

Donde X es la base de datos original. 

Min(X) y Max(X) es el dato mínimo y 

máximo existente dentro de la base de datos. 

X’ es la nueva base de datos normalizada. 

 

 

Figura 1. Resultados obtenidos por los 

clasificadores para la base de datos de 

leucemia 

B. Filtrado de datos 

Después de que la base de datos está 

normalizada, se genera una primera reducción 

de los microarreglos de ADN utilizando un 

pre-procesamiento de los datos. Esta etapa se 

realiza mediante la utilización de un método 

de filtro de datos. Los filtros seleccionan 

características basándose en un criterio de 

discriminación relativamente independiente 

de su clasificación, teniendo un conjunto de 

ejemplos y uno de características, los filtros 

toman cada variable de manera individual y 

calculan una medida de puntuación para 

utilizarla posteriormente como indicador 

discriminatorio de las variables, reduciendo la 

dimensionalidad del espacio de búsqueda 

descartando o filtrando características 

redundantes y/o irrelevantes. [20]. 

 

En nuestro experimento, se utilizan cuatro 

típicos métodos de filtrado de datos. La idea 

de ésta etapa, es que cada uno de estos 

métodos seleccionen un subconjunto de genes 

de una base genómica de manera 

independiente. El método de filtrado utiliza 

un valor de pertinencia (Ranking) que se le 

asigna a un gen en particular, de esta forma 

discriminan las características menos 

relevantes y así generan una primera 

reducción de un microarreglo de ADN. Los 

métodos utilizados en este experimento se 

describen a continuación. 

 BSS/WSS 

La selección de genes se basa en la razón de 

la suma de cuadrados entre grupos (BSS) y 

dentro de los grupos (WSS). Para el genj, la 

razón está dada por [21]: 

 

𝐵𝑆𝑆(𝑗)

𝑊𝑆𝑆(𝑗)
=  

∑ ∑ 𝐼(𝑦𝑖 = 𝑘)(�̅�𝑘𝑗 – �̅�.𝑗 )
2

𝑘𝑖

∑ ∑ 𝐼(𝑦𝑖 = 𝑘)(𝑥𝑖𝑗  – �̅�𝑘𝑗)
2′

𝑘𝑖

 (2) 

 

Donde �̅�.𝑗  denota el nivel medio de la 

expresión del gen j a través de todas las 

muestras y �̅�𝑘𝑗 denota el nivel medio de la 

expresión del gen j en todas las muestras para 

la pertenencia de la clase k. 

 Relación señal a ruido (SNR) 
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Identifica los patrones de expresión genética 

con una diferencia máxima en la expresión 

media entre dos grupos y la variación mínima 

de expresión dentro de cada grupo. En este 

método, los genes son clasificados de acuerdo 

a sus niveles de expresión [9]. 

 

𝑆𝑁𝑅 =  |(𝜇1 − 𝜇2) (𝜎1 + 𝜎2)⁄ | (3) 

 

Donde µ1 y µ2 denotan los valores medios 

de expresión de la clase 1 y clase 2, 

respectivamente, σ1 y σ2 son las desviaciones 

estándar de las muestras en cada clase. 

 Wilcoxon test 

Para cada gen j, sólo se necesita el supuesto 

de que las observaciones 𝑥𝑖𝑗…𝑥𝑛𝑗 sean 

independientes. Si rank (𝑥𝑖𝑗) denota el rango 

de 𝑥𝑖𝑗 en la sucesión 𝑥𝑖𝑗…𝑥𝑛𝑗, la prueba 

estadística para el gen j está dada por [22]: 

 

𝑊𝑗 = ∑ 𝑟𝑎𝑛𝑘(𝑥𝑖𝑗)

𝑖:𝑌𝑖=1

 (4) 

 

Para probar la hipótesis se utiliza  

 

𝐻0: 𝑀𝑒(𝑋𝑗|𝑌 = 1)=𝑀𝑒(𝑋𝑗|𝑦 = 2)
𝑣𝑠

𝐻1: 𝑀𝑒(𝑋𝑗|𝑌 = 1)≠𝑀𝑒(𝑋𝑗|𝑦 = 2)
  (5) 

 

Bajo 𝐻0, 𝑊𝑗 tiene una distribución de 

Wilcoxon con grados de libertad  n1 y n2.  

El valor descriptivo de la prueba (p-value) 

correspondiente para cada variable j puede 

ser usado como una medida de relevancia. 

 T-Statistic 

Cada muestra se etiqueta con {1, -1}. Para 

cada gen 𝑓𝑖 la media 𝜇𝑗
1 (𝜇𝑗

−1) y la desviación 

estándar 𝛿𝑗
1 (𝛿𝑗

−1), se calculan utilizando sólo 

las muestras etiquetadas con 1 (-1). Entonces 

una puntuación 𝑇𝑓𝑗 puede ser obtenida por 

[23]: 

 

𝑇(𝑓𝑗) =  
|𝜇𝑗

1 − 𝜇𝑗
−1|

√(𝛿𝑗
1)

2
𝑛1⁄ + (𝛿𝑗

−1)
2

𝑛−1⁄

 
(6) 

 

Donde 𝑛1 (𝑛−1), es el número de ejemplos 

etiquetados con 1 (-1). Son considerados 

como los genes más discriminatorios aquellos 

que obtengan la puntuación más alta. 

C. Fusión de filtros 

Con el paso anterior, se generan diferentes 

subconjuntos de una sola base de datos, esto 

se debe a que un microarreglo es pre-

procesado por diferentes métodos de filtrado. 

Al utilizar diferentes filtros con distintas 

capacidades estadísticas, cada filtro prioriza 

un gen en particular otorgando diferentes 

posiciones para los genes, colocando los 

genes relevantes en una mejor posición que 

los no relevantes. En la actualidad, existen 

diferentes trabajos como el de Yang [10], 

Radivojac [24] y Kumari [25], que utilizan un 

pre-procesamiento similar al que se presenta 

en este trabajo. En estos trabajos, la etapa de 

pre-procesamiento genera una limpieza del 

microarreglo eliminando todos los genes 

ruidosos y redundantes, quedando solo 

subconjuntos con información relevante. 

Después, con el subconjunto resultante se 

emplea algún tipo de heurística de búsqueda 

para reducir la dimensión y seleccionar 

información relevante de ellos. En nuestro 

caso, basados en el método presentado en 

Bonilla Huerta [11], hemos combinado los 

diferentes subconjuntos de cada base de datos 

(como se muestra en la figura 1), obtenidos 

por el pre-procesamiento de datos, como 

resultados de este paso, se ha creado un 

subconjunto único de genes que servirá para 

entrenar el algoritmo BC/MSV. 

 

Durante el pre-procesamiento se obtienen 

cuatro subconjuntos del mismo microarreglo, 

donde cada filtro ha priorizado un gen en 

particular. Se observa que un gen está 
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colocado en diferente posición dentro de la 

puntuación de cada subconjunto obtenido, 

esto se muestra en la tabla 1. Para generar un 

subconjunto único de genes relevantes, se 

propone una fusión de los cuatro 

subconjuntos obtenidos por los métodos de 

filtro.  

 

Tabla I.  Ranking obtenido por los métodos 

de filtro para la base de leucemia 
Rank BSS/WSS Wilcoxon  T-estadístico SNR 

1 1882 4847 4847 1882 

2 760 1882 2020 4847 

3 4847 2020 1882 1745 

4 1834 1745 6218 6041 

5 5772 6041 1834 2020 

⋮ ⋮ ⋮ ⋮ ⋮ 

50 1817         6919         3710         4324 

 

La fusión de los filtros se hace de la 

siguiente manera: 

 

El primer paso es buscar la posición que 

ocupa un gen específico dentro de la 

puntuación de cada filtro, como se muestra en 

la tabla 2.  

 

Tabla 2. Ranking obtenido por los métodos 

de filtro para la base de leucemia 

Gene 
Posiciones 

𝑓(𝑥) 
BS WT TS SN 

1882 1 2 3 1 7 

760 2 14           10           31 57 

4847 3 1 1 2 7 

2020 52            3            2            5 62 

 

El paso dos es sumar las posiciones 

encontradas de la siguiente forma [11]: 

 

𝑓(𝑥) = ∑ 𝑝𝑜𝑠𝑖𝑐𝑖ó𝑛(𝑔𝑒𝑛𝑖)

𝑛

𝑖=1

 (7) 

 

Donde 𝑛 es el número de filtro con los que 

se ha trabajado, 𝑝𝑜𝑠𝑖𝑐𝑖ó𝑛(𝑔𝑒𝑛𝑖) es el ranking 

dado por cada filtro. 

 

El tercer paso es generar la fusión de las 

puntuaciones por cada filtro. El problema 

radica en que al sumar las posiciones 

encontradas para cada gen, el resultado se 

encuentra en diferentes escalas numéricas, lo 

cual dificulta crear un subconjunto basado en 

su puntuación (ver tabla 2). En nuestro caso, 

se ha generado un método basado en 

promediar la suma de las puntuaciones de la 

siguiente forma:  

 

Primero se calcula la media de f(x) 

obtenida con la ecuación 7: 

 

�̅� =  
∑ 𝑓(𝑥𝑖)𝑛

𝑖=1

𝑛
 (8) 

 

Donde �̅� es la media, ∑ 𝑓(𝑥𝑖)𝑛
𝑖=1  es la 

sumatoria de todas las posiciones dadas a 

cada gen (𝑥𝑖), n es el número total de genes.  

 

Después generamos una nueva puntuación 

para cada gen basada en la siguiente 

ecuación:  

 

𝑁𝑅(𝑔𝑒𝑛) =  1−(
𝑓(𝑥)

�̅�
) (9) 

 

Donde 𝑁𝑅(𝑔𝑒𝑛) es la nueva puntuación 

que adopta el gen. 𝑓(𝑥) es la puntuación 

obtenida al sumar las posiciones de cada gen 

y �̅� es la media obtenida de la ecuación 8. 

 

Con los pasos anteriores se ha generado 

una fusión de los genes obtenidos por los 

cuatro filtros estadísticos utilizados en este 

experimento. Las nuevas puntuaciones dadas 

para cada gen se muestran en la tabla 3. El 

proceso de fusionar los filtros se ha realizado 

para las cinco bases de datos con las que se 

han trabajado. 
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Tabla 3.  Nuevo ranking de los 10 primeros 

genes, obtenido por la fusión de los filtro para 

la base de leucemia 

P Gene NR 

1 4847     0.9989 

2 1882     0.9989 

3 1745     0.9952 

4 1834 0.9943 

5  6041     0.9934 

6 3320     0.9926 

7 5039       0.9918 

8 760     0.9907 

9 2121      0.9905   

10 2020 0.9898 

 

El nuevo subconjunto obtenido de esta 

fusión de filtros, será utilizado en la etapa de 

entrenamiento de un algoritmo hibrido basado 

en una búsqueda cuckoo combinado con un 

clasificador MSV. 

 

3.3. Selección y Clasificación de Genes 

Utilizando una Búsqueda Cuckoo y un 

clasificador MSV 

 

En esta nueva etapa se propone un método 

hibrido para reducir el tamaño del 

subconjunto de genes obtenido de la etapa 

anterior, para ello, se utiliza una búsqueda 

cuckoo binaria como técnica de selección de 

genes. Para la clasificación de los genes 

seleccionados por el algoritmo, se utiliza un 

clasificador basado en una máquina de 

soporte vectorial. El método propuesto se 

describe a continuación. 

 

3.3.1. Búsqueda Cuckoo y Vuelos Lévy 

 

A. Búsqueda Cuckoo 

 

La búsqueda cuckoo [26], es una técnica 

basada en el comportamiento parasitario que 

tiene el ave cuckoo, específicamente las 

hembras, que llegan a tener alrededor de 12 

huevos, estos huevos son depositados en 

nidos ajenos, con el fin de que sea otra ave la 

que se encargue del crecimiento del polluelo, 

evitando que el cuckoo se preocupe por la 

creación de un nido o la incubación del huevo 

y teniendo más tiempo para su reproducción 

[26]. Para poder depositar sus huevos, el ave 

cuckoo escoge un nido anfitrión con 

características específicas como ubicación del 

nido o que el pájaro receptor sea insectívoro 

además, eligen un nido donde el pájaro acaba 

de poner sus propios huevos [27]. Al 

depositar el huevo en un nido ajeno, el pájaro 

receptor puede tener un conflicto al descubrir 

un huevo extraño en su nido, así el huevo 

cuckoo tiene una alta probabilidad de ser 

expulsado del nido o que el pájaro pueda 

abandonar el nido y crear otro nuevo. Es por 

esto que algunas especies cuckoo han 

desarrollado una habilidad de mimetización 

logrando copiar características como tamaño, 

forma o color del huevo, similares a los del 

nido receptor y aumentar su probabilidad de 

no ser descubiertos [26], [27]. 

 

B. Vuelos Lévy 

 

Varios estudios han demostrado que el 

comportamiento de vuelo de muchos 

animales e insectos tienen las características 

típicas de los vuelos Lévy. El vuelo lévy [26] 

es un tipo de paseo aleatorio que consiste en 

vuelos de manera lineal, usando una serie de 

trayectorias marcadas por repentinos giros 

bruscos de 90º. Lo que lleva a una escala 

intermitente de pasos aleatorios con un patrón 

de búsqueda libre de acuerdo a una 

distribución de probabilidad. La generación 

de los pasos aleatorios con los vuelos de Lévy 

consta de dos etapas: la elección de una 

dirección aleatoria y la generación de pasos 

que obedecen la distribución Lévy.  

La generación de una dirección aleatoria debe 

ser tomada de una distribución uniforme, 

mientras la generación de los pasos aleatorios 

es complicada, una de las formas más 

eficientes y sencillas de generar estos pasos, 

es utilizar el llamado algoritmo de Mantegna 

para que una distribución Lévy sea simétrica 

y estable. En el algoritmo Mantegna la 

longitud de los pasos aleatorios está dada por 

[26]: 

 



Programación Matemática y Software (2019) 11 (3): 12-31. ISSN: 2007-3283 

19 
 

𝑠=
𝑢

|𝑣|1 𝛽⁄   (10) 

 

Donde u y v se extraen de las 

distribuciones normales. Es decir 

 

𝑢 ~ 𝑁(0,𝜎𝑢
2) , 𝑣 ~ 𝑁(0,𝜎𝑣

2)  (11) 

 

Donde 𝜎𝑢 y 𝜎𝑣 están dadas por:  

 

𝜎𝑢={
Γ(1+𝛽)sin(𝜋𝛽 2⁄ )

Γ[(1+𝛽) 2⁄ ]𝛽2(𝛽−1) 2⁄
}

1 𝛽⁄

 ,

𝜎𝑣=1 

(1

2) 

 

Esta distribución (para s) obedece la 

expectativa de la distribución Lévy cuando 
|𝑠|≥|𝑠0| donde |𝑠0| es el paso con una 

longitud más pequeña. En principio |𝑠0|  ≫
0, pero en realidad |𝑠0| puede ser tomado 

como un valor adecuado tal que 
|𝑠0| puede tomas valores entre 0.1 𝑎 1.  

 

3.3.2. Implementación del Algoritmo 

Hibrido CS/MSV 

 

Basados en el algoritmo cuckoo search (CS) 

desarrollado por Xin-She Yang y Suash Deb 

[26]. Hemos combinado el algoritmo de 

búsqueda cuckoo con el clasificador MSV, 

generando una selección y clasificación 

efectiva de los microarreglos de ADN. La 

búsqueda cuckoo funciona para problemas 

con datos continuos. Para abordar el 

problema de selección de características, 

hicimos una modificación al algoritmo 

original para que funcione en problemas con 

datos binarios. 

 

Primero se fija un número disponibles de 

nidos receptores, después, se genera un nido 

binario de forma aleatoria que sigue una 

distribución uniforme. De esta forma se parte 

con un conjunto inicial de huevos 

representados por ceros y unos, que han sido 

depositados en el nido.  Los genes del 

microarreglo se asocian a cada huevo 

depositado en el nido como se muestra en 

figura 2.  

 

 

Figura 2. Representaciones de los huevos del 

nido y su asociación con los genes del 

microarreglo. 

El siguiente paso es evaluar la calidad de 

los huevos del nido, para ello dentro de la 

función objetivo del algoritmo, se utiliza un 

clasificador MSV. El clasificador MSV 

discrimina los datos de entrada 

(huevos/genes) que tienen clases linealmente 

separables [28]. Crea un hiperplano óptimo 

en el espacio del vector de características 

(huevos/genes), de tal manera que maximice 

el margen de separación entre las 

características con etiquetas positivas y 

negativas [28]. En nuestro caso, este 

clasificador se utiliza dentro de la función 

objetivo del algoritmo, esto ayuda a medir la 

calidad los genes seleccionados por la 

búsqueda cuckoo, la clasificación  de los 

genes se describe a continuación: 

 

Dado un conjunto finito de muestras (genes 

candidatos) m con clases positivas y 

negativas definido por: 

   

𝑆={(𝑥𝑖 ,𝑦𝑖)|(𝑥𝑖,𝑦𝑖) ∈ ℜ𝑛 𝑥 {±1},   𝑖=1,2, … 𝑚} 
(13

) 

 

Donde 𝑥𝑖 ∈ ℜ𝑛, 𝑦𝑖 i ∈ {±1}  indica una 

etiqueta de la muestra de xi, y el hiperplano se 

define por [28]: 

 

𝑓(𝑥) = ∑ 𝑎𝑖𝑦𝑖𝐾(𝑥𝑖 ,𝑥) + 𝑏

𝑚

𝑖=1

 (14) 

 

Donde 𝐾(𝑥𝑖,𝑥) es la función del kernel y el 

signo de 𝑓(𝑥) determina a que clase 

pertenece. La construcción de un hiperplano 

óptimo es equivalente a encontrar todo el 

soporte de los vectores en 𝑎𝑖 y un sesgo en 𝑏. 

 

En este artículo, se utiliza el clasificador 

MSV para evaluar la calidad de los genes 

seleccionados por la búsqueda cuckoo. Para 

medir la estimación del error que genera el 
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clasificador MSV se utiliza una validación 

cruzada 10-fold, en donde se divide una 

muestra en n partes, tomando n-1 partes 

aleatorias como conjunto de entrenamiento y 

una parte como conjunto de prueba [29]. Con 

esta validación aseguramos que los resultados 

obtenidos por el clasificador sean estables y 

no se genere un sobre-ajuste 

Después de obtener la calidad del primer 

nido, lo siguiente es depositar los huevos 

cuckoo dentro del nido, para esto se siguen 

estas 3 reglas: 

 

1.- Cada cuckoo coloca un huevo a la vez 

(𝑥𝑖
(𝑡+1)

), depositándolo en el nido eligiendo 

su posición mediante la ejecución de un paseo 

aleatorio basado en el vuelo Lévy [27]: 

 

𝑥𝑖
(𝑡+1)

=𝑥𝑖
(𝑡)

+𝛼⊕𝐿é𝑣𝑦(𝜆) (15) 

 

Donde α > 0 es la longitud del paso con el 

cual se genera el paseo aleatorio. Para que el 

paseo aleatorio pueda llegar a un nuevo 

estado/ubicación, este depende de la 

ubicación actual (el primer término de la 

ecuación anterior) y la probabilidad de 

transición (el segundo término). El símbolo 

⊕ es una multiplicación a la entrada. El 

tamaño del paso se multiplica por los 

números aleatorios generados con la 

distribución de Levy, tal movimiento al azar 

se llama vuelo de Levy, este vuelo 

proporciona un paseo aleatorio basado en la 

distribución Levy definida por [26]: 

𝐿é𝑣𝑦~𝑢=𝑡−𝜆 , (1 <  𝜆 < 3)  (16) 

 

Donde el vuelo Lévy emplea una longitud 

de paso al azar que se extrae de una 

distribución de Lévy dada por las ecuaciones 

(11) y (12). Esta distribución tiene una 

varianza infinita con una media infinita. Aquí 

se forma un proceso de paseo aleatorio con 

una distribución marcada por una longitud de 

paso. Algunos de los huevos cuckoo son 

generados por un paseo Lévy alrededor de la 

mejor solución obtenida hasta el momento. 

 

Utilizando un vuelo Lévy, se depositan los 

huevos cuckoo dentro del nido. Al generar el 

vuelo Lévy, los nuevos huevos depositados 

en el nido cambian a valores continuos, ya 

que la nueva posición es obtenida mediante la 

distribución Lévy.  

 

En nuestro caso, al ser un problema 

binario, utilizamos las ecuaciones (17) y (18) 

para modificar los nuevos valores obtenidos 

por el vuelo Lévy y transformar los huevos a 

un valor de 0 o 1 [30]. 

  

𝑆(𝑥𝑖
𝑗(𝑡))=

1

1+𝑒−𝑥𝑖
𝑗(𝑡)

 (17) 

  

+𝑥𝑖
𝑗(𝑡 + 1) = {

1 𝑠𝑖 𝑥𝑖
𝑗(𝑡 + 1) >  𝜎

0 𝑜𝑡𝑟𝑜 𝑐𝑎𝑠𝑜
 (18) 

 

En donde 𝜎 ~ 𝑈(0,1) y 𝑥𝑖
𝑗(𝑡) denota el 

nuevo valor del huevo en el paso 𝑡. De esta 

forma se han depositado los huevos cuckoo 

dentro del nido.  

2.- Se mide la calidad del nido con los huevos 

cuckoo a través de la función objetivo y el 

clasificador MSV.  

 

3.- Se utiliza una probabilidad definida por 

𝑝𝑎  𝜖 [0,1], Para descubrir y eliminar huevos 

cuckoo del nido, con los huevos 

sobrevivientes se construye un nuevo nido 

que pasa a la siguiente generación. Un ciclo 

se ha completado, el algoritmo se detiene por 

un número fijo de iteraciones o cuando la 

función objetivo se ha estabilizado.  

 

Siguiendo estos pasos, se ha creado un 

algoritmo que logra seleccionar un 

subconjunto óptimo de características 

informativas. Reduciendo el tamaño del 

microarreglo de ADN y seleccionando genes 

con información relevante que permite 

distinguir dos tipos de cáncer. El algoritmo 

que se ha creado se describe a continuación 

 

ALGORITMO 1 

Inicio 

1 
Genera N – Población inicial de Nidos 

binarios  

2 Función Objetivo – Clasificador SVM 

3 K – número de iteraciones 
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4 F(x) – Calidad del nido N 

5 Pa – % de huevos descubiertos 

6  Mientras (k < Kmax) hacer 

7  
N’ - Inserta los huevos cuckoo via 

Vuelos lévy  

8  N’ – Binario(N’) 

9  
F(x’) – Calidad del nido con huevo 

cuckoo  

10     Para i hasta N’ 

11   Selecciona un nido de N’(i) 

12    Si (f(x’)>f(x))   

13         Reemplaza N(i) por N’(i) 

14    Fin. 
15   Fin 

16  
N’ = N*pa – Fracción de huevos 

descubiertos, 

17  Evalúa calidad del nuevo nido f(x’)  

18   Para i hasta N’ 

19     Selecciona un nido de N 
20    Si (f(x’)>f(x))   

21    Reemplaza N(i) por N(j) 

22    Fin. 
23   Fin  

24  Rankind de mejores soluciones 

25  Fin 

26 Selecciona el mejor nido 

  

IV. RESULTADOS E 

INTERPRETACIÓN BIOLÓGICA 

El protocolo experimental se realizó en una 

pc DELL vostro con procesador i5 y memoria 

RAM de 4gb. El algoritmo fue implementado 

en Matlab versión 7.12. Los parámetros más 

confiables con los que ha trabajado el 

algoritmo cuckoo se muestran en la tabla 4. 

 

Tabla 4.  Parámetros utilizados por el 

algoritmo hibrido 

PARÁMETROS 

Numero de nidos 50 

Longitud del nido 50 

% de huevos descubiertos 0.25 

Numero de iteraciones 500 

 

Con los parámetros mostrados en la tabla 

4, el método propuesto ha obtenido resultados 

confiables que se describen a continuación  

  

6.1. Resultados 
 

El protocolo experimental se dividió en dos 

etapas, en la primera se utilizan cuatro 

métodos de filtrado de datos que funcionan 

como una etapa de pre-procesamiento 

generando una reducción significativa de las 

cinco bases genómicas. En esta etapa se 

descartan los genes ruidosos y redundantes y 

se obtiene como resultado los nuevos 

subconjuntos con información relevante, de 

este proceso se han obtenido cuatro 

subconjuntos de una sola base de datos, estos 

subconjuntos se han fusionado utilizando la 

puntuación que cada gen obtiene por el 

método de filtrado, este paso tiene la 

finalidad de crear un subconjunto único de 

información relevante.  

 

En la siguiente etapa se ha construido un 

algoritmo hibrido basado en una búsqueda 

cuckoo, este algoritmo logra explorar y 

eliminar características, gracias a sus 

propiedades de optimización, para saber si el 

gen seleccionado por la búsqueda es relevante 

para un diagnóstico, un clasificador basado en 

una máquina de soporte vectorial es 

introducido en la función objetivo del 

algoritmo, esta combinación permite obtener 

una tasa de clasificación del o los genes que 

el algoritmo ha seleccionado, dejando o 

eliminando genes que no logren entrenar de 

manera efectiva al clasificador y seleccionado 

genes que tiene una tasa alta de clasificación, 

logrando reducir el tamaño del microarreglo y 

generando un subconjuto de genes relevantes. 

 

La figura 3 muestra las tasas de 

clasificación obtenidas por el algoritmo 

hibrido propuesto. En la imagen se observa 

que el algoritmo se estabilizo mejorando su 

tasa de clasificación para cada una de las 

bases de datos. Al combinar la búsqueda 

cuckoo con un clasificador MSV se ha 

logrado alcanzar una tasa de clasificación 

alta.  
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Figura 3. Resultados obtenidos por los 

clasificadores para la base de datos de 

leucemia. 

El algoritmo ha obtenido los siguientes 

resultados, para la base de datos de leucemia 

alcanzo una taza de clasificación del 97.93%. 

Con la base de datos de cáncer de colon, el 

algoritmo obtuvo un 95.21% de clasificación, 

en la base de datos de DLBCL el algoritmo 

obtuvo 88.99% de clasificación, para la base 

de datos de cáncer de pulmón, se obtuvo una 

clasificación de 97.88% y para la base de 

datos de CNS se obtuvo 90.71%. 

 

Para probar sí el desempeño de nuestro 

algoritmo es aceptable, se ha creado un 

estudio de comparación que se muestra en la 

tabla cinco. En el estudio se observa la mejor 

tasa de clasificación obtenida por el método 

propuesto y la comparación con diferentes 

desempeños de algunos métodos reportados 

en la literatura.  La tabla se divide de la 

siguiente forma: en la primer columna, se 

muestran los autores con los que se han 

comparado los resultados obtenidos, el resto 

de las columnas muestran las tasas de 

clasificación (%) y el número de genes 

seleccionados (G) para las cinco bases de 

datos 

 

Los resultados obtenidos se han comparado 

con los autores mostrados de la tabla 5. Cabe 

mencionar que algunos autores presentan un 

modelo basado en algún tipo de meta 

heurística como un algoritmo bioinspirado o 

se basan en búsquedas locales y otros generan 

su clasificación basados en técnicas de 

aprendizaje máquina. 

 

 

Tabla 5. Comparación de las tasas de 

clasificación obtenidas por el algoritmo 

CS/SVM 

AUTOR 

Leu Colon DLBCL Pulmón CNS 

%(G) %(G) %(G) %(G) %(G) 

[29] 71.39 (5) 80.07(7) -- -- -- 

[32] 96.8(10) 88.6(10) -- 94.7(10) -- 

[34] 95.9(25) 87.7(25) -- -- -- 

[40] -- --  -- 92.86(71) -- 

[31] 92.52(6) 87.00(8) -- -- 95.44(12) 

[33] 94.7(13) 80.6(21) -- -- -- 

[6] 95.1(21) 88.7(16) -- -- -- 

[11] 99.5(3) 90.5(3) 93.8(3) 96.0(3) 94.3(4) 

[38] 91.1 95.1 -- 93.2 -- 

[39] 83.8(100) 
85.4(100

) 
-- -- -- 

[36] 94.1(35) 83.8(23) -- 91.2(34) -- 

[37] 97.1(20) 83.5(20) -- -- -- 

[35] 100(30) 90.3(30) -- 100(30) -- 

[42] 100(3) 95.1(6) -- 98.3(6) -- 

[44] 95.5 90.4 -- -- -- 

[43] 100(3)  96.7 -- -- -- 

[45] 97.3 87.10 97.40 -- -- 

[41] 98.6 93.5 93.6 86.2 -- 

[27] 100(3) 95(7) -- 100(5) 87.5(5) 

Nuestro 

modelo 
97.93(4) 95.21(7) 88.99(7) 97.88(5) 90.71(5) 
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Cada tasa de clasificación representada en 

la figura 3, se obtuvo mediante la utilización 

de un subconjunto de genes de alto 

desempeño, que ha entrenado mejor al 

clasificador. En cada una de las cinco bases 

de datos existen genes informativos, estos 

genes son seleccionados por el algoritmo 

propuesto, obteniendo un subconjunto de 

genes pequeño que ha logrado entrenar al 

clasificador de manera eficiente.  

 

El algoritmo BC/MSV ha seleccionado un 

subconjunto de genes relevante para cada 

base de datos. Una forma de verificar si cada 

gen seleccionado pueden ayudar en el 

diagnóstico de una enfermedad, es revisando 

si han sido reportados en la literatura, de esta 

forma podemos encontrar una interpretación 

biológica confiable de los genes 

seleccionados. La base de datos de leucemia 

y de cáncer de colon, han sido estudiadas 

ampliamente, esto permite encontrar la 

mayoría de genes relevantes reportados por 

diferentes autores. En comparación con las 

bases de datos de cáncer de pulmón, DLBCL 

y CNS, el estudio de estas bases de datos su 

estudio es poco frecuente, consecuentemente 

surgen dudas para la comparación de los 

resultados con los genes reportados.  

 

En el caso de leucemia cuatro genes son 

identificados como relevantes, debido a su 

nivel de expresión, estos genes tienen un rol 

importante dentro de la clasificación de dos 

tipos de leucemia aguda y así son etiquetados 

en la clase Leucemia Mieloide Aguda o 

Leucemia Linfoblastica Aguda. Los genes 

seleccionados se muestran en la tabla 6 

 

 

Tabla 6. Genes eleccionados para la bases de 

datos de leucemia 

Gen Gene annotation Referencia 

M27891 

CST3 Cystatin C (amyloid 

angiopathy and cerebral 
hemorrhage) 

[47], [23], 

[11], [2], 

[48], [49], 

[34]. [50], 

[46], [51] 

M16038 

LYN V-yes-1 Yamaguchi 

sarcoma viral related oncogene 

homolog 

[6], [33] 

D88422 CYSTATIN A*  [6], [41] 

X07743 PLECKSTRIN 
[52], [53], 

[54] 

 

Para la base de datos de cáncer de colon, el 

algoritmo identifica siete genes relevantes. 

Estos genes permiten separar la clase de 

tejidos tumorales de la clase de tejidos 

normales. Estos genes se pueden utilizar en la 

identificación de células con cáncer de colon. 

La descripción biológica de los genes 

seleccionados se muestra en la tabla 7. 
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Tabla 7. Genes eleccionados para la bases de 

datos de cáncer de colon 

Gen Gene annotation Referencia 

R87126 

MYOSIN HEAVY 

CHAIN, 

NONMUSCLE 
(Gallus gallus) 

[55], [56], 

[52], [57], 

[58], [59], 
[60], [38], [61] 

M76378 

Human cysteine-rich 

protein (CRP) gene, 
exons 5 and 6. 

[62], [63], 

[64], [41] 

M76378 

Human cysteine-rich 

protein (CRP) gene, 
exons 5 and 6. 

[48], [62], 

[55], [52], 
[61], [65] 

M63391 
Human desmin gene, 

complete cds. 

[56], [57], 

[58], [59], [60] 

Z50753 

H.sapiens mRNA for 

GCAP-II/uroguanylin 
precursor. 

[60], [47], 

[66], [52], 

[49], [67], 
[68], [69] 

H43887 

COMPLEMENT 

FACTOR D 

PRECURSOR (Homo 
sapiens) 

[56], [57], 

[58], [59], [60] 

J02854 

MYOSIN 

REGULATORY 

LIGHT CHAIN 2, 

SMOOTH MUSCLE 

ISOFORM 

(HUMAN);contains 

element TAR1 
repetitive element 

[70] 

 

La tabla 8, muestra los resultados 

obtenidos por el algoritmo BC/MSV para el 

microarreglo DLBCL. El algoritmo 

selecciono siete datos de expresión genética 

que  separan las clases B-like germinal y las 

clases B-like activado.  

 

Tabla 8. Genes eleccionados para la bases de 

datos DLBCL 

Gen Gene annotation Referencia 

GENE3939X 

(Unknown  UG 

Hs.169081  ets 

variant gene 6 (TEL 

oncogene); 

Clone=1355435) 

[71], [72] 

GENE3965X 

Deoxycytidylate 

deaminase; 
Clone=489681 

[72] 

GENE3968X 
Deoxycytidylate 

deaminase; 
[71], [72] 

Clone=1302032 

GENE3966X 

Deoxycytidylate 

deaminase; 
Clone=489681 

[73], [72] 

GENE3985X 

T-cell protein-

tyrosine 

phosphatase=Protein 

tyrosine phosphatase, 

non-receptor type 2; 
Clone=665903 

[72] 

GENE1252X 

Cyclin 

D2/KIAK0002=3' 

end of KIAK0002 

cDNA; 

Clone=1357360 

[72], [41] 

GENE3988X 

Potassium voltage-

gated channel, 

shaker-related 

subfamily, member 
3; Clone=1337856 

[72] 

 

Un total de cinco genes relevantes han sido 

seleccionados de la base de cáncer de 

pulmón. La selección de estos genes se debe a 

que el clasificador logro separar 

correctamente la información contenida en la 

base de datos, esto significa que el 

clasificador ha logrado separar la clase 

Malignant Pleural Mesothelioma (MPM) de 

la clase Adenocarcinoma (ADCA). La tabla 9 

muestra la descripción biológica de los genes 

seleccionados.  

 

Tabla 9.  Genes eleccionados para la bases de 

datos de cáncer de pulmón 

Gen Gene annotation Referencia 

AF039945 synaptojanin 2 [47], [11] 

M92439 
leucine-rich PPR-

motif containing 

[60], [11], 

[41], [74] 

W28516 
hypothetical protein 

MGC11308 
-- 

D42087 

RAB21, member 

RAS oncogene 

family 

-- 

AB015228 

aldehyde 

dehydrogenase 1 

family, member A2 

[75] 

 

La tabla 10 muestra la descripción 

biológica de los cinco genes que el algoritmo 
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selecciono de la base de datos de CNS, estos 

genes son capaces de separar las clases de 

survivors y failures. 

 

Tabla 10. Genes eleccionados para la bases 

de datos CNS 

Gen Gene annotation Referencia 

D63880 KIAA0159 gene [15] 

X74801 
T-COMPLEX PROTEIN 

1, GAMMA SUBUNIT 
[76] 

D64154 Mr 110,000 antigen [11] 

U70439 PHAPI2b protein -- 

U69126 

FUSE binding protein 2 

(FBP2) mRNA, partial 

CDS 

-- 

V. CONCLUSIONES 

En este trabajo, se presentó un método 

híbrido basado en una búsqueda cuckoo 

combinada con una máquina de soporte 

vectorial, implementado en la selección y 

clasificación de un conjunto de genes 

importantes, explorando dentro de cinco 

bases de datos de dominio público 

(Leucemia, Cáncer de pulmón, DLBCL, 

Cáncer de Colon y CNS). El método 

propuesto tiene una etapa de preselección de 

genes mediante la utilización de cuatro 

técnicas de filtrado de datos, estos filtros 

utilizan una puntuación que sirve para 

discriminar los genes contenidos en la base de 

datos, así se eliminan los genes no relevantes 

(genes ruidosos o redundantes) y selecciona 

los genes con información pertinente. En esta 

etapa se ha generado una primera reducción 

efectiva de la dimensión de las bases de 

datos. Se ha creado un método de fusión de 

los subconjuntos obtenidos por el pre-

procesamiento, en este paso, se utilizan las 

posiciones que los métodos de filtrado han 

colocado a cada gen, con la finalidad de tener 

un solo subconjunto de información 

relevante. Para explorar dentro del 

subconjunto obtenido al fusionar los 

subconjuntos de cada filtro, se ha creado un 

algoritmo híbrido basado en una búsqueda 

cuckoo como método de selección de genes 

combinada con una máquina de soporte 

vectorial como método de clasificación. 

Utilizando las propiedades del vuelo lévy, se 

ha logrado crear un algoritmo que explora el 

microarreglo exhaustivamente, al generar 

paseos que logran colocar un huevo (gen) en 

una dirección diferente, de esta manera se 

utiliza la mayoría de genes propuestos para el 

estudio (p-value); utilizando las propiedades 

de la búsqueda cuckoo, se logran eliminar de 

los nidos, los huevos (genes) que han sido 

descubiertos. Combinando esta característica 

con el método de clasificación, se eliminan 

genes que no han logrado entrenar 

correctamente al clasificador, dejando solo 

genes que han obtenido una tasa de 

clasificación alta.  

 

El método propuesto determina una tasa de 

clasificación alta, obtenida con un 

subconjunto de genes pequeño para las cinco 

bases de datos. Para evaluar la eficiencia del 

método, se generó un estudio de comparación 

de los resultados obtenidos con otros métodos 

reportados en la literatura, esto permite 

verificar si el método es competitivo.  

 

Se observa que en algunos casos se ha 

logrado superar las tasas de clasificación y se 

han obtenido un subconjunto de genes 

pequeño en comparación con los métodos 

reportados en la literatura. Además de las 

tasas de clasificación, se desea conocer los 

nombres de los genes reportados en la 

literatura, esto permite tener una mejor 

interpretación biológica de los genes que ha 

seleccionado el algoritmo. También se ha 

minimizado el número de genes a utilizar y 

en algunos casos igualado la exactitud de la 

clasificación utilizando la búsqueda cuckoo 

con el clasificador MSV, dentro del proceso 

de selección y clasificación de datos. 

  

IV. METAS Y TRABAJOS FUTUROS 

En trabajos futuros se modificara el algoritmo 

utilizado en este trabajo, se propondrá un 

paseo que utilice un sistema de memoria para 

recordar los genes utilizados. También se 

utilizaran otros clasificadores y aumentara el 

número de genes a utilizar. La meta es 

aumentar al máximo la exactitud de la 

clasificación y por otro lado, minimizar el 

número de genes a utilizar. 
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