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Возможности методов машинного обучения в стратификации операционного риска у больных 
ишемической болезнью сердца, направляемых на коронарное шунтирование
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Цель. Разработка и оценка эффективности моделей прогнозирования леталь-
ного исхода после операции коронарного шунтирования, полученных с по-
мощью методов машинного обучения на основании предоперационных данных.
Материал  и  методы.  В рамках когортного исследования проводилось ре-
троспективное прогнозирование вероятности госпитальной летальности по-
сле коронарного шунтирования (КШ) у 2182 больных со стабильной ишемиче-
ской болезнью сердца. Пациенты были разделены на 2 выборки: обучающую 
(80%, n=1745) и тренировочную (20%, n=437). Исходное соотношение выжив-
ших (n=2153) и умерших (n=29) пациентов в общей выборке свидетельствова-
ло о выраженном дисбалансе классов, для преодоления которого в трениро-
вочной выборке был использован метод передискретизации. Для построения 
прогностических моделей риска использовали пять алгоритмов машинного 
обучения (МО): логистическая регрессия (Logistic regression), случайный лес 
(Random Forrest), CatBoost, LightGBM, XGBoost. Для каждого из данных алго-
ритмов на тренировочной выборке проводили кросс-валидацию и поиск ги-
перпараметров. В результате получили пять прогностических моделей с наи-
лучшими параметрами. Полученные прогностические модели были примене-
ны к обучающей выборке, после чего сравнивалась их производительность 
с целью определения наиболее эффективной модели. 
Результаты. Прогностические модели, реализованные на ансамблевых класси-
фикаторах (CatBoost, LightGBM, XGBoost), демонстрировали лучшие результаты, 
в сравнении с моделями на основе логистической регрессии и случайного леса. 
Наилучшие метрики качества были получены для моделей на основе CatBoost 
и LightGBM (Precision — 0,667, Recall — 0,333, F1-мера — 0,444, ROC AUC — 
0,666 для обеих моделей). Общими высокоранговыми параметрами для приня-
тия решения об исходе для обеих моделей являлись: уровни креатинина и глю-
козы крови, фракция выброса левого желудочка, возраст, критическое пораже-
ние (>70%) каротидных артерий и магистральных артерий нижних конечностей. 
Заключение. Ансамблевые методы МО демонстрируют более высокие воз-
можности прогнозирования исходов в сравнении с традиционными методами 
МО, например, логистической регрессией. Полученные в исследовании про-
гностические модели для дооперационного прогнозирования госпитальной 
летальности у больных, направляемых на КШ, могут служить основой для раз-
работки систем поддержки принятия врачебных решений у больных ишемиче-
ской болезнью сердца. 
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Aim. To develop and evaluate the effectiveness of models for predicting mortality 
after coronary bypass surgery, obtained using machine learning analysis of 
preoperative data.
Material  and  methods. As part of a cohort study, a retrospective prediction of 
in-hospital mortality after coronary artery bypass grafting (CABG) was performed 
in 2182 patients with stable coronary artery disease. Patients were divided 
into 2 following samples: learning (80%, n=1745) and training (20%, n=437). 
The initial ratio of surviving (n=2153) and deceased (n=29) patients in the total 
sample indicated a pronounced class imbalance, and therefore the resampling 
method was used in the training sample. Five machine learning (ML) algorithms 

were used to build predictive risk models: Logistic regression, Random Forrest, 
CatBoost, LightGBM, XGBoost. For each of these algorithms, cross-validation and 
hyperparameter search were performed on the training sample. As a result, five 
predictive models with the best parameters were obtained. The resulting predictive 
models were applied to the learning sample, after which their performance was 
compared in order to determine the most effective model.
Results. Predictive models implemented on ensemble classifiers (CatBoost, 
LightGBM, XGBoost) showed better results compared to models based on logistic 
regression and random forest. The best quality metrics were obtained for CatBoost 
and LightGBM based models (Precision — 0,667, Recall — 0,333, F1-score — 
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от срочности выполнения операции, тяжести пора-
жения коронарного русла, возраста, общего состоя-
ния, коморбидности пациента и пр. Потенциальные 
риски, сопровождающие кардиохирургические вмеша-
тельства, не всегда точно прогнозируемы, что в  со-
четании с  индивидуальными обстоятельствами не-
гативно сказывается на принятии оптимального ре-
шения о дальнейшей тактике лечения. Возможность 
прогнозирования послеоперационных исходов зна-
чительно облегчает задачу специалиста в оценке по-
тенциальных пользы/риска вмешательства у пациен-
та, рассматриваемого в  качестве кандидата на рева-
скуляризацию миокарда. 

В настоящее время для практического исполь-
зования доступно множество шкал стратификации 
риска смерти после кардиохирургических вмеша-
тельств. Среди них шкалы EuroScore 2 и  STS явля-
ются наиболее изученными и  рекомендованы к  ру-
тинному использованию в  практике [2]. Однако, 
несмотря на широкое применение, в ряде исследова-

•  Возможность персонального прогнозирова-
ния риска смерти при выполнении коронар-
ного шунтирования (КШ) способна значи-
тельно облегчить принятие оптимального ре-
шения как специалисту, так и пациенту. 

•  Методы машинного обучения позволяют эф-
фективно прогнозировать возможные сцена-
рии развития событий, в  т.ч. оценивать риск 
развития негативных госпитальных исходов 
после операции КШ.

•  Разработанные прогностические модели на 
основе ансамблевых классификаторов позво-
ляют обеспечить более эффективное доопера-
ционное прогнозирование госпитальной ле-
тальности у  больных, направляемых на КШ. 
Полученные результаты могут служить осно-
вой для разработки систем поддержки приня-
тия врачебных решений у больных, направля-
емых на реваскуляризацию миокарда.

•  The possibility of individual death prediction in coro-
nary artery bypass grafting (CABG) can greatly faci-
litate the optimal decision-making for both the spe-
cialist and the patient.

•  Machine learning methods make it possible to effec-
tively predict possible scenarios, including unfa-
vorable inhospital outcomes after CABG.

•  The developed prognostic models based on en-
semble classifiers allow for more effective pre ope-
rative prediction of inhospital mortality in patients 
referred for CABG. The results obtained can 
serve as a basis for developing systems to support 
medical decision-making in patients referred for 
myo  cardial revascularization.

Ключевые моменты Key messages

0,444, ROC AUC — 0,666 for both models). There were following common high-
ranking parameters for deciding on the outcome for both models: creatinine and 
blood glucose levels, left ventricular ejection fraction, age, critical stenosis (>70%) 
of carotid arteries and main lower limb arteries.
Conclusion. Ensemble machine learning methods demonstrate higher predictive 
power compared to traditional methods such as logistic regression. The prognostic 
models obtained in the study for preoperative prediction of in-hospital mortality in 
patients referred for CABG can serve as a basis for developing systems to support 
medical decision-making in patients with coronary artery disease.

Keywords: machine learning methods, coronary artery bypass grafting, inhospital 
mortality after coronary artery bypass grafting.
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На сегодняшний день в  Российской Федерации 
выполняется ~210 тыс. операций реваскуляриза-
ции миокарда, из которых на операции коронарно-
го шунтирования (КШ) приходится ~15% (~30 тыс. 
в год), что значительно меньше необходимого с уче-
том текущего роста больных ишемической бо лезнью 
сердца (ИБС) [1]. Одна из причин  — сложность 
в  принятии решения о  необходимости выполнения 
вмешательства, в  т.ч. из-за сниженной доступности 
медицинской помощи, квалифицированного меди-
цинского персонала и недостаточной осведомленно-
сти врачей о потенциальном риске послеоперацион-
ных осложнений.

Средние показатели госпитальной смертности после 
КШ составляют 1,5-3%, но варьируют в зависимости 
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прогнозирования краткосрочной смертности после 
кардиохирургических операций в сравнении с тради-
ционными шкалами [6-8]. Среди отечественных пу-
бликаций также имеются единичные исследования, 
демонстрирующие результаты применениях методов 
МО для оценки риска при реваскуляризации мио-
карда [9]. Однако крупных исследований, адапти-
рованных к  отечественным условиям оказания кар-
диохирургической помощи, не проводилось. Целью 
нашего исследования явилась разработка и  оценка 
эффективности моделей прогнозирования вероятно-
сти летального исхода после операции КШ, получен-
ных с  помощью методов МО на основании анализа 
предоперационных данных.

Материал и методы 
Концепция разработки и валидирования прогно-

стических моделей (ПМ) представлена на рисунке 1. 
В  рамках одноцентрового когортного исследования 
нами был сформирован датасет, содержащий ретро-
спективный пул медицинских данных 2239 больных 
ИБС, перенесших КШ с  сентября 2018г по август 
2021г. Критерии включения больных: выполненное 
изолированное КШ, как результат госпитализации 
у больных со стабильным течением ИБС. В исследо-
вание не включали больных, перенесших КШ одно-
моментно с  протезированием клапанов, резекцией 
аневризмы левого желудочка, реваскуляризацией 
других сосудистых бассейнов и  пр. Данные пациен-
тов были выгружены из медицинских информаци-
онных систем и  обезличены. После формирования 

ний были показаны существенные ограничения этих 
шкал, заключающиеся в  переоценке риска смерти 
у пациентов низкого риска и недооценке риска у па-
циентов с высоким риском [3-5]. 

К основным причинам, отрицательно влияющим 
на прогностическую точность, можно отнести: 1) низ-
кую локальную адаптацию шкал, т.е. шкалы могут не 
отражать региональную реальность; 2)  "универсаль-
ность" шкал, что не позволяет учитывать специфику 
оперативного вмешательства; 3)  "устаревание" кли-
нических баз данных, использованных для создания 
прежних шкал; 4) неполный учет прогностически 
значимых признаков; 5) погрешности и ограничения 
стандартных математических методов расчета риска. 

В свою очередь, набирающие популярность ме-
тоды машинного обучения (МО) имеют значитель-
ные преимущества над традиционными методами 
математического анализа, поскольку позволяют ис-
кать как линейные, так и  нелинейные зависимости 
между исходными медицинскими данными и  целе-
вым признаком. Методы МО относятся к  разновид-
ности искусственного интеллекта и  способны про-
гнозировать возможные сценарии развития событий, 
понимать их значение, формировать шаблоны рас-
познавания и рассчитывать модели индивидуального 
риска, что является значительным шагом в  сторону 
развития персонализированной медицины и  по-
зволит минимизировать негативные исходы, сопря-
женные с  индивидуальными особенностями паци-
ента. В  ряде зарубежных исследований использова-
ние методов МО показало более высокую точность 

Рис. 1. Концепция разработки ПМ.
Сокращения: ИБС — ишемическая болезнь сердца, КШ — коронарное шунтирование, МИС — медицинские информационные системы, ПМ — прогностическая 
модель.
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и разметки датасета проводили удаление всех случа-
ев, содержащих неполные данные. 

Итоговый вариант включил 2182 больных, пере-
несших КШ. В  нашем исследовании проблема вы-
раженного дисбаланса классов (число выживших 
(n=2153) значительно превосходило число умерших 
(n=29)) являлась серьезным барьером для получе-
ния эффективных ПМ, поскольку приводила к  их 
переобучению. В  таких ситуациях качество моделей 
может быть неудовлетворительным, т.к. граница ре-
шения, вероятно, будет резко смещаться из-за не-
сбалансированных данных [10]. Для решения про-
блем несбалансированной выборки в первую очередь 
прибегают к  методам передискретизации [11], среди 
которых наиболее эффективным методом является 
SMOTE (Synthetic Minority Over-sampling Technique) 
[12]. SMOTE способен устранять дисбаланс классов 
методом увеличения числа наблюдений в  минори-

тарном классе за счет создания новых синтетических 
выборок, образованных путем искусственного фор-
мирования случаев с похожим набором наблюдаемых 
признаков, значения которых лежат в границах тако-
вых для представителей миноритарного класса (ин-
терполяция между второстепенными выборками). 
По мнению авторов, проведение передискретизации 
снижает вероятность переобучения и  повышает эф-
фективность обобщения классификатора на тесто-
вой выборке [7]. 

Исходно общая группа больных (n=2182) была 
случайно разделена на 2 выборки в  соотношении 
80%:20%  — для обучения (TRAIN) (n=1745, из них 
1722 — выжившие и 23 — умершие) и для тестирова-
ния моделей (VALID) (n=437, из них 431  — выжив-
шие, 6 — умершие) (рис. 1). 

На этапе обучения в  выборке TRAIN была про-
ведена передискретизация с  помощью SMOTE для 

Таблица 1
Исходная характеристика исследуемых групп

Все больные после КШ, 
n=2182 (%)

Выжившие после КШ,  
n=2153 (%)

Умершие после КШ, 
n=29 (%)

p-value

Возраст, годы 64 (58-69) 64 (58-69) 65 (61-69) 0,318
Женский пол 442 (20,3) 437 (20,3) 5 (17,2) 0,684
Постинфарктный кардиосклероз 1268 (58,1) 1247 (57,9) 21 (72,4) 0,116
Cтенокардия ФК:
1 ФК
2 ФК
3 ФК
4 ФК

8 (0,04)
422 (19,3)
1518 (69,6)
234 (10,7)

8 (0,4)
418 (19,4)
1495 (69,4)
232 (10,8)

0 (0,0)
4 (13,8)
23 (79,3)
2 (6,9)

0,711

Артериальная гипертензия 2061 (94,5) 2033 (94,4) 28 (96,6) 0,619
ОХС, ммоль/л 4,16 (3,50-5,09) 4,17 (3,50-5,10) 3,86 (3,59-4,29) 0,259
ЛНП, ммоль/л 2,33 (1,80-3,10) 2,34 (1,80-3,11) 2,29 (1,81-2,7) 0,778
СД 2 типа, всего 534 (24,5) 527 (24,5) 7 (24,1) 0,966
— инсулинозависимый СД 2 типа 57 (2,6) 55 (2,6) 2 (6,9) 0,308
Средний ИМТ, кг/м2 28,8 (26,07-32,05) 28,9 (26,12-32,1) 27,31 (24,5-29,5) 0,037
ИМТ ≥30, кг/м2 888 (40,7) 882 (41,0) 6 (20,7) 0,027
Курильщики 751 (34,4) 740 (34,4) 11 (37,9) 0,689
Фракция выброса левого желудочка, % 56 (52-59) 56 (52-59) 48 (40-50) 0,001
Критический стеноз (≥70%) внутренних сонных артерий 242 (11,1) 236 (11,0) 6 (20,7) 0,097
Критический стеноз (≥70%) магистральных артерий нижних конечностей 286 (13,1) 275 (12,8) 11 (37,9) <0,001
Мультифокальный атеросклероз 767 (35,2) 751 (34,9) 16 (55,2) 0,023
Креатинин, мкмоль/л 79,10 (70-93,7) 79,0 (70-93,3) 101,2 (70,6-157) 0,012
Глюкоза, ммоль/л 6,0 (5,0-7,0) 6,0 (5,0-7,0) 6,0 (5,0-7,0) 0,499
СКФ, мл/мин/1,75 м2 85,7 (70,25-100,41) 85,9 (70,4-100,4) 66,9 (30,95-97,7) 0,006
КШ в анамнезе 50 (2,0) 46 (2,1) 4 (13,8) <0,001
ЧКВ в анамнезе 649 (29,7) 638 (29,6) 11 (37,9) 0,332
Однососудистое поражение КА 195 (8,9) 194 (9,0) 1 (3,4) 0,297
Двухсосудистое поражение КА 706 (32,4) 701 (32,6) 5 (17,2) 0,080
Трехсосудистое поражение КА и/или поражение ствола ЛКА 1278 (58,6) 1256 (58,3) 22 (75,9) 0,057
EuroSCORE I (n=779) 3,0 (2,0-5,0) 3,0 (2,0-5,0) 3,0 (2,75-3,25) 0,452
EuroSCORE II (n=1403) 1,44 (0,89-2,48) 1,44 (0,89-2,43) 2,96 (1,55-6,22) <0,001

Сокращения: ИМТ — индекс массы тела, КА — коронарная артерия, КШ — коронарное шунтирование, ЛКА — левая коронарная артерия, ЛНП — липопротеиды 
низкой плотности, ОХС — общий холестерин, СД — сахарный диабет, СКФ — скорость клубочковой фильтрации, ФК — функциональный класс, ЧКВ — чрескожное 
коронарное вмешательство. 
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миноритарного класса (умершие), в  результате чего 
класс "умерших" количественно сравнялся с  клас-
сом "выжившие". После передискретизации датасет 
содержал данные 3444 больных (1722  — выжившие, 
1722 — умершие (синтетически сформированная вы-
борка)).

Для разработки моделей прогнозирования леталь-
ного исхода после КШ мы использовали пять алго-
ритмов МО: логистическую регрессию (LR), Random 
Forrest, CatBoost, LightGBM, XGBoost.

В выборке TRAIN для каждого из алгоритмов МО 
проводили 5-фолдовую кросс-валидацию (k-Fold=5) 
и  поиск гиперпараметров (параметров, рекомен-
дуемых программой на основании математических 
расчетов, для оптимального управления процессом 
обучения модели). В качестве потенциальных гипер-
параметров рассматривались исходные клинические 
признаки (представлены в таблице 1). 

Для проведения кросс-валидации обучение мо-
делей проводили на 80% (n=2755) и  тестировали на 
20% (n=689) выборки TRAIN. Результаты, получен-
ные для каждого из алгоритмов, усредняли. В  итоге 
на выборке TRAIN для каждого из пяти алгоритмов 
получали ПМ с  усредненными гиперпараметрами. 

Таким образом, для прогнозирования  исхода 
пос ле КШ нами было построено 5 ПМ: ПМ I — ре-
ализована c помощью LR, ПМ II  — с  помощью 
CatBoost, ПМ III  — с  помощью LightGBM, ПМ 
IV — с по мощью Random forest, ПМ V — с помощью 
XGBoost.

Далее проводили тестирование всех моделей 
в группе VALID (n=437, из которых 431 — выжившие 
и  6  — умершие) (истинная группа, без применения 
передискретизации). 

Результаты эффективности полученных моделей 
сравнивались между собой путем анализа метрик 
качества, рекомендованных к  применению при не-
сбалансированных данных: 1. Recall (полнота) — от-
ражает долю предсказанных алгоритмом объектов 
положительного класса из всех объектов класса; 
2.  Precision (точность)  — показывает долю объек-
тов, названных алгоритмом положительными и  при 
этом действительно являющимися положительными; 
3.  F1-мера  — отображает гармоническое среднее на 

Таблица 2
Метрики качества ПМ, полученных после применения к обучающей выборке (VALID)

ПМ Методы МО Precision Recall F1-мера ROC-AUC
ПМ I Logistic Regression 0,143 0,333 0,200 0,653
ПМ II Catboost 0,667 0,333 0,444 0,666
ПМ III LightGBM 0,667 0,333 0,444 0,666
ПМ IV Random forest 0,500 0,167 0,250 0,582
ПМ V XGBoost 0,400 0,333 0,364 0,663

Сокращения: МО — машинное обучение, ПМ — прогностическая модель.

Рис. 2. Roc-кривые полученных моделей на обучающей выборке (VALID).
Примечание: цветное изображение доступно в электронной версии журнала.
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основе Precision/Recall. Также для оценки зависимо-
сти верно классифицируемых объектов положитель-
ного класса от ложноположительных классифициру-
емых объектов негативного класса рассчитывалось 
значение ROC-AUC с построением Roc-кривых. Для 
объективной визуализации результатов работы каж-
дой из моделей МО проводили построение матриц 
несоответствия (матрицы ошибок).

Построение ПМ, оценка их производительности 
и  визуализация данных проводились с  использо-
ванием пакета программ JUPYTER Notebook с  по-
мощью интерпретатора Python 3.9.12 на операцион-
ной системе Windows 10 Pro.

Статистика. При анализе исходных данных коли-
чественные показатели описывались с по мощью ме-
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дианы (Me) и нижнего и верхнего квартилей (Q1-Q3), 
а категориальные показатели — с указанием абсолют-
ных значений и  процентных долей. Сравнение двух 
групп по количественному показателю, распределе-
ние которого отличалось от нормального, выполня-
лось с помощью U-критерия Манна-Уитни. Сравнение 
процентных долей при анализе четырехпольных та-
блиц сопряженности выполнялось с  по мощью кри-
терия хи-квадрат Пирсона. Статистический анализ 
проводился с  использованием программы StatTech 
v.2.8.8 (Статтех, Россия).

Исследование было выполнено в  соответствии 
со стандартами надлежащей клинической практики 
(Good Clinical Practice) и  принципами Хель синкской 
декларации. Протокол исследования был одобрен 
Этическим комитетом НМИЦ ССХ им. А. Н. Ба ку лева. 
До включения в исследование у всех участников было 
получено письменное информированное согласие.

Результаты 
Госпитальная смертность после КШ состави-

ла 1,32% (n=29). Пациенты, умершие после КШ, 
реже страдали ожирением (р=0,027), имели более 
низкую общую фракцию выброса левого желудоч-
ка (р<0,001), чаще имели критическое поражение 
артерий нижних конечностей (р<0,001), мультифо-
кальный атеросклероз (p=0,023), более высокий уро-
вень креатинина (р=0,012) и  более низкие значения 
скорости клубочковой фильтрации (р=0,006), чаще 
подвергались повторному КШ (р<0,001) в  сравне-

Рис. 3. Матрица ошибок при прогнозировании риска смерти после КШ с помощью различных алгоритмов МО (А, Б, В, Г, Д), полученных на обучающей выборке 
(VALID). 
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нии с выжившими. Средний риск смерти после КШ 
в группе умерших больных был статистически значи-
мо выше по шкале EuroSCORE II (р<0,001) (табл. 1).

Эффективность ПМ, полученных после приме-
нения алгоритмов к  обучающей выборке, представ-
лена в  таблице 2. Большинство моделей демонстри-
ровали сходную способность к  прогнозированию 
исходов положительного класса среди общего клас-
са (Recall  — 0,333), за исключением ПМ IV, имев-
шей более низкий Recall  — 0,167 и  как следствие 
более низкое значение F1-меры (F1-мера  — 0,25). 
Наилучшие метрики качества были получены для 
ПМ II и ПМ III. При этом обращало на себя внима-
ние, что они продемонстрировали сходную произво-
дительность (табл.  2). Метрики качества ПМ V ока-
зались несколько хуже, чем у ПМ II и ПМ III. В свою 
очередь, ПМ I значительно уступала остальным 
моделям в  прогнозировании исходов положитель-
ного класса среди истинно положительного класса 
(Precision — 0,143), что привело к наиболее низкому 
показателю F1-меры (F1-мера — 0,2) среди всех мо-
делей (табл. 2).

На рисунке 2 показаны ROC-кривые получен-
ных моделей. Наиболее высокие значения ROC-AUC 
были получены для ПМ II и  ПМ III (AUC  — 0,666 
для обеих моделей). Самые низкие значения ROC-
AUC наблюдались у ПМ IV (AUC — 0,582).

На рисунке 3 показаны возможности ПМ в  про-
гнозировании исходов после КШ на основании ма-
трицы несоответствия алгоритмов МО. 
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В целом все модели, кроме ПМ IV (рис. 3 Г), по-
казали схожую эффективность к  прогнозированию 
смертельных исходов, однако различались в прогно-
зировании исходов у  выживших пациентов. Однако 
у  ПМ I (рис.  3  А) наблюдалась наиболее выражен-
ная тенденция к  переоценке риска смерти, в  срав-
нении с  остальными моделями. Наиболее сбаланси-
рованный результат по совокупному числу ошибок 
1-го и  2-го рода в  прогнозировании послеопераци-
онных исходов показали ПМ II (рис.  3 Б) и  ПМ III 
(рис. 3 В). 

Таким образом, данные таблицы 2 и рисунок 3 де-
монстрируют, что ансамблевые алгоритмы CatBoost, 
LightGBM и XGBoost имели более высокую прогно-
стическую эффективность в сравнении с более про-
стыми методами (LR, RandomForest).

На рисунке 4 показана значимость клинических 
признаков, определяющих точность прогнозиро-
вания в  матрице ошибок для моделей с  наилучшей 
производительностью ПМ II и ПМ III. При этом обе 
модели отнесли такие показатели, как уровень креа-
тинина крови, фракцию выброса левого желудочка, 
возраст, критическое поражение (>70%) каротидных 
артерий и магистральных артерий нижних конечнос-
тей, трехсосудистое поражение коронарных артерий, 
перенесенное КШ в  анамнезе и  постинфарктный 
кардиосклероз, к  наиболее значимым параметрам 
для принятия решения об исходе.

Обсуждение 
Активное внедрение методов МО для реализации 

поддержки принятия клинических решений набира-
ет обороты в связи с формировавшимся запросом на 
развитие цифровых технологий и  курсом на персо-
нализированную медицину. В  современной кардио-

Рис. 4. Прогностическая важность признаков, обеспечивающих принятие решения для ПМ II (А) и ПМ III (Б). 
Сокращения: ВСА — внутренняя сонная артерия, ИМТ — индекс массы тела, КШ — коронарное шунтирование, МАНК — магистральные артерии нижних конеч-
ностей, ОФВ ЛЖ — общая фракция выброса левого желудочка, 3-х сосуд. поражение КА — трехсосудистое поражение магистральных коронарных артерии и/или 
стеноз ствола левой коронарной артерии, ПИКС — постинфарктный кардиосклероз.
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логии и  кардиохирургии стратификация предопера-
ционного риска, при наличии показаний к операции 
реваскуляризации миокарда, играет важную роль для 
определения оптимальной для пациента тактики ре-
шения, а именно, принятия решения в пользу хирур-
гического или эндоваскулярного метода или полного 
отказа от хирургического лечения.

Целью данного исследования стало изучение воз-
можностей методов МО в  прогнозировании риска 
госпитальной смерти после КШ на основании до-
операционных данных. Полученные результаты сви-
детельствуют об удовлетворительной способности 
моделей МО прогнозирования исхода после КШ. 
В нашем исследовании наилучшие метрики качества 
наблюдались при применении методов МО, реализо-
ванных при помощи ансамблевых классификаторов 
(Catboost и  LightGBM). Для данных моделей были 
выявлены признаки, определяющие неблагопри-
ятный исход после КШ, что может иметь большое 
значение для концептуального перехода от традици-
онной модели к персонализированной оценке риска. 

Наиболее часто используемыми шкалами стра-
тификации в  кардиохирургии являются EuroScore II 
и  STS [2], реализация которых основана на приме-
нении LR. Однако, по мнению ряда авторов, данные 
шкалы обладают низкой дискриминационной спо-
собностью, что снижает эффективность их примене-
ния [13]. Также, по мнению исследователей, ПМ, ло-
кально реализованные с помощью методов МО, име-
ют большую эффективность в сравнении с EuroScore 
II и  STS, что делает их более предпочтительными 
в использовании [6, 7, 14]. 

В нашем исследовании более сложные методы 
МО превосходили возможности традиционной ста-
тистической модели риска на основе LR. Важно под-
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моделей (в  условиях других кардиохирургических 
клиник) эффективность модели, вероятно, будет 
снижена.

Заключение
Для прогнозирования вероятности смерти по-

сле КШ с  помощью методов МО нами было раз-
работано пять ПМ на основе LR, случайного леса, 
CatBoost, LightGBM и  XGBoost. Наилучшую произ-
водительность демонстрировали ПМ, построенные 
на основе ансамблевых классификаторов (CatBoost 
и LightGBM), что в дальнейшем может быть исполь-
зовано для реализации нового подхода к персонали-
зированной оценке операционного риска для боль-
ных, имеющих показания в  реваскуляризации мио-
карда. 

Для внедрения этих результатов в  практику кар-
диохирургических стационаров необходимо про-
ведение более масштабных исследований со значи-
тельным увеличением числа больных и расширением 
доступных для анализа данных, а  также последую-
щей валидацией полученных моделей на внешней 
выборке пациентов. Полученные ПМ могут служить 
основой для реализации систем поддержки принятия 
врачебных решений у больных, нуждающихся в кар-
диохирургической помощи по поводу ИБС.

Отношения и деятельность: все авторы заявляют 
об отсутствии потенциального конфликта интересов, 
требующего раскрытия в данной статье.

черкнуть, что модель, реализованная на основе LR 
(ПМ I), в  сравнении с  остальными методами МО, 
обладала сопоставимой способностью предсказывать 
исход в группе "умерших", однако значительно завы-
шала риски в  группе "выживших", что подтверждает 
мнение о  более высокой частоте ложноотрицатель-
ных ошибок у  моделей на основе LR [3-5], и  в  ито-
ге проявляется в  переоценке риска смерти в  общей 
выборке. Важно учитывать, что LR наиболее подхо-
дит для решения задач, где вероятность развития со-
бытия линейно связана с  независимыми факторами 
рис ка. Однако LR неспособна учитывать нелиней-
ные связи между признаками, что делает более пер-
спективными другие методы МО, выявляющие по-
добные закономерности. 

Ограничения исследования. К  ограничениям дан-
ного исследования следует отнести: 1) лимитиро-
ванное число наблюдений, что являлось критич-
ным в  первую очередь для миноритарной группы 
умерших после КШ и привело нас к необходимости 
применения передискредитации для борьбы с  дис-
балансом данных; 2) лимитированное число доступ-
ных для анализа медицинских данных, что было обу-
словлено сложностью интерпретации и  автомати-
ческого перевода текстовых данных из электронных 
медицинских карт в цифровой формат, необходимый 
для анализа; 3) проведение одноцентрового исследо-
вания  — полученные данные могут отражать предо-
перационные риски КШ в  условиях центра, реали-
зовавшего модель, однако при внешней валидации 
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