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Resumen

Una de las tareas mas comunes para el ser humano, pero de con una alta complejidad es la
agrupacion y clasificacion. Por otro lado, la debilidad del ser humano es la capacidad de
procesar altas cantidades de datos y de forma rapida, caracteristica propia de los computa-
dores. Hoy en dia se generan grandes cantidades de datos en el Internet, datos de distintos
tipos y con diferentes objetivos. Para esto se necesitan de algoritmos de agrupacion que
nos permitan identificar los distintos grupos y caracteristicas de estos grupos, de forma
automatica sin conocimiento previo. Por otro lado, es importante definir con claridad qué
medida de similitud se utilizara en el proceso de agrupacion, la gran mayoria de las medidas
de agrupacion se enfocan en un aspecto simétrico.

En la presente tesis se propone una novedosa medida de similitud asimétrica, Coe-
ficiente d Similitud Unilateral Jaccard (uJaccard), similitud no es igual entre dos objetos
uJaccard(a,b) # uJaccard(b,a). Asi también se presenta una similitud asimétrica con pesos
Coeficiente Ponderado de Similitud Unilateral Jaccard, la cual mide el nivel de incertidumbre
entre dos objetos. Asi también en esta tesis se propone una nueva propiedad de grafos,
la propiedad paradigmatica la cual considera la equivalencia regular como caracteristica
fundamental y por tltimo se propone un algoritmo de agrupacién PaC, por sus siglas en inglés
Paradigmatic Clustering, el cual incorpora la uJaccard y la propiedad paradigmdtica. Se ha
realizado evaluaciones extensivas con datos pequefios, reales, sintéticos y se ha procesado 3
grandes corpus.

Se ha demostrado que PaC es un algoritmo que sobre pasa los resultados de algoritmos
de agrupacion del estado del arte. Mds aun PaC es un algoritmo capas de ser ejecutado de
forma paralela, distribuida, incremental y en flujo, caracteristicas que se necesitan para el

procedimiento de grandes cantidades de datos y de constante generacion de datos.
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Contribucion del Autor al Estado del Arte

El presente trabajo de investigacion doctoral tiene 4 aportes al estado del arte:

1. Nuevo Coeficiente de Similitud Unilateral Jaccard, el cual es una extension del coefi-

ciente de Jaccard e incorpora el concepto de similitud asimétrica entre dos objetos.

2. Nueva propiedad Paradigmatica para grafos, el cual es definido como el conjunto de
vértices que son similares si ellos tienen una equivalencia regular y son intercambiables

por sustitucion o transposicion.
3. Nuevo algoritmo de agrupacion PaC (Paradigmatic Clustering) para grafos.

4. Nuevo Coeficiente Ponderado de Similitud Unilateral Jaccard, el cual es un coeficiente

de incertidumbre e incorpora el concepto de incertidumbre asimétrica entre dos objetos.
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Capitulo 1

Introduccion

1.1 Motivacion

Una de las tareas mds comunes para el ser humano, pero con una alta complejidad es la
agrupacion y clasificacion. Por otro lado, la debilidad del ser humano es la capacidad de
procesar altas cantidades de datos y de forma rapida, caracteristica propia de los computa-
dores. Hoy en dia se generan grandes cantidades de datos en el Internet, datos de distintos
tipos y con diferentes objetivos. Asi también existen grandes conjuntos de datos como el
Genoma Humano con un tamafio de 3,200 millones de pares.

La agrupacion es una herramienta importante en la mineria de datos y aprendizaje
automatico. Su objetivo es la particion de los objetos de un conjunto de datos para que los

objetos similares se pongan en un mismo grupo y diferentes objetos en diferentes grupos.

1.2 Planteamiento del Problema

La clasificacion de un conjunto de objetos en formar grupos, es un problema de analisis
de datos antiguo. Cuyo escenario mds comun es en el que los datos tienen propiedades
con distintas medidas. Esta naturaleza de alta dimensién de clasificacién proporciona una
oportunidad, pero también presenta algunas dificultades para el desarrollo de algoritmos que
ataquen este problema.

Se pueden distinguir dos grandes categorias de problemas de clasificacién. En el primero,
a priori se tiene las definiciones de las clases a las que pertenece los datos, esto quiere decir

que se conocen los grupos o clases y las caracteristicas de cada grupo o clase y la tarea a
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desarrollar es la asignacion de los datos a los grupos o clases, esto se puede determinar a
través del andlisis de los datos. En la literatura este tipo de tarea se denomina agrupacion de
aprendizaje no supervisado o simplemente clasificacion.

En algunas tareas no se conoce a priori los grupos o clases, tampoco las caracteristicas
de ellas o si el nimero de grupo existen, la asignacion se da a través del andlisis de los
datos, identificando las caracteristicas de los datos y agrupdndolos segtin sus caracteristicas,
formando grupos segtin las caracteristicas en los datos. En la literatura este tipo de tarea
se denomina agrupacién de aprendizaje no supervisado o andlisis de conglomerados o
simplemente agrupacion o en ingles clustering.

La agrupacion (o andlisis de conglomerados) es uno de los problemas més comunes en el
reconocimiento de patrones y aprendizaje automatico. El objetivo, sin ninglin conocimiento
a priori, es dividir un conjunto de datos en diferentes grupos de modo que los puntos de
datos dentro de un grupo son similares y disimilares a los otros grupos. La agrupacién es un
problema NP-hard [cluster NP 1]. Esto significa que una solucidn de agrupacion 6ptima no
se puede lograr a excepcion de muy pequefios conjuntos de datos.

La agrupacién no supervisada es una técnica comun para el anélisis de datos. Se busca
en los datos patrones suficientemente comunes, similares y a ser identificados de manera
intuitiva como parte de un grupo comun, este andlisis debe observar diferentes patrones y
realizar distintas observaciones con el fin de identificar las caracteristicas propias de los

grupos a formar, de tal manera que:

1. Cada grupo es homogéneo o compacto con respecto a ciertas caracteristicas; es decir,

las observaciones o patrones en cada grupo son similares entre si.

2. Cada grupo debe ser diferente de los otros grupos con respecto a las mismas caracteris-
ticas; es decir, las observaciones de un grupo deben ser diferentes de las observaciones
0 patrones de otros grupos.

El primer paso en el proceso de agrupacion es seleccionar una medida de la similitud
(o distancia), pero la definicién de similitud u homogeneidad varia de andlisis a andlisis y
depende de los objetivos del estudio. La gran mayoria de los algoritmos de agrupacion se
basan en medidas simétricas.

Una vez que se selecciona una medida de distancia, los elementos en el conjunto de datos
se pueden combinar y luego se toma una decision sobre el tipo de técnica de agrupacidon
para ser utilizado y en el método de agrupamiento particular. En general, los algoritmos de
agrupamiento de datos pueden ser jerdrquica o no jerarquica. Cada algoritmo se enfoca no el
tipo de datos y el drea de investigacion como biologia, imagenes, procesamiento del lenguaje

natural entre algunas.
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Por tanto, uno de los problemas que observamos es el escaso uso de medidas de simil-
itud asimétricas, asi como utilizar propiedades de agrupacion particulares para el drea de
procesamiento del lenguaje natural.

La gran cantidad de datos cambia el paradigma de definicién de algoritmos que puedan
ser usados con miles de millones de datos, mds aun la generacion de datos es tan grande
diariamente que se requiere de algoritmos de agrupacion que puedan asignar los datos de
forma fluida, asi también la capacidad computacional y las redes nos permite interconectar
servidores creando un algoritmo que puedan trabajar en un modelo distribuido.

1.3 Objetivo

1.3.1 Objetivo General

Desarrollar un método de agrupamiento no supervisado para el procesamiento del lenguaje

natural utilizando medidas de similitud asimétricas y propiedades paradigmadticas.

1.3.2 Objetivo Especificos

1. Coeficiente de similitud unilateral, el cual incorpore el concepto de similitud asimétrica

entre dos objetos.

2. Propiedad paradigmadtica para grafos, el cual se base en la equivalencia regular y los

objetos sean intercambiables por sustitucion o transposicion.

3. Algoritmo de agrupacion para grafos basado en una similitud unilateral asimétrica y la

propiedad paradigmatica.

4. Coeficiente ponderado de similitud unilateral asimétrico, basado en incertidumbre y

soportado por la entropia de la informacion.

1.4 Estructura de la tesis

El resto de la tesis se organiza de la siguiente manera: En el Capitulo 2 se representa el
estado del arte y marco tedrico de las medidas de similitud y distancia, en el capitulo 3 se
presenta el estado del arte y marco tedrico de los métodos de agrupacion, en el capitulo 4 se
discuten y se introduce una nueva algoritmo de agrupacion, en el capitulo 5 se discuten y
se introduce un nuevo coeficiente de similitud asimétrico, en el capitulo 5 se presentan las

conclusiones y en los apéndices se presentan los articulos publicados.






Capitulo 2

Similitud y Distancia

2.1 Introduccion

Los conceptos de similitud y distancia son cruciales en muchas dreas de las ciencias, medidas
de similitud y distancia son usadas para calcular la similitud y/o distancia entre diferentes obje-
tos, siendo este un requerimiento esencial en la mayoria de los algoritmos de reconocimiento
de patrones, asi como en los de agrupamiento, clasificacion, seleccion de caracteristicas,
deteccion de perfiles, busquedas. Existe una gran cantidad de medidas de similitud en la
literatura cientifica, la seleccion de una medida de similitud apropiada para una tarea es
crucial para la obtencion de resultados malos, buenos o excelentes. La seleccion de una
medida de similitud depende del tipo de objetos a usar y su comportamiento en el contexto.
Este capitulo presenta las medidas de similitud mds usadas en la literatura cientifica.

Similitud y la disimilitud entre objetos puede ser medido basado en varias caracteris-
ticas. En consecuencia la seleccidon de caracteristicas es requerida antes que se calcule la
similitud y/o distancia entre objetos. Es asi que la similitud y/o distancia entre objetos varia
dependiendo del valor de las caracteristicas seleccionadas. Un enfoque es la agregacion de
la similitud y/o distancia de cada caracteristica y realizar una ponderaciéon [BC57] [Eve78]
[Mar96] [Tek06] [Web03].

Las medidas de similitud y/o distancia son medidas simétricas. Las medidas de distancia
se consideran como el tamafio del espacio/brecha entre dos objetos en el espacio. La medida
de similitud es el grado de semejanza de sus caracteristicas. Por otro lado, se tiene que
considerar la similitud, pero desde un punto de vista asimétrico, donde la similitud se da

unilateral. Este punto lo veremos en el capitulo 4.
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2.2 Definicion

Para poder definir la similitud o disimilitud primero se tiene que definir el tipo de caracteristica
a usar. Es asi que la relacion que existe entre diferentes caracteristicas de distintos objetos es
usada para calcular la similitud entre los objetos. La similitud principalmente cuantifica la
relacion entre diferentes caracteristicas.

Dados dos objetos i y j, la similitud entre estos dos objetos i y j se denota por S;;. El
valor de §;; depende en gran medida de la escala de las mediciones y también de los tipos de
datos de las caracteristicas seleccionadas. Por otro lado, la distancia o disimilitud mide la
diferencia entre dos puntos, basado en los valores de sus atributos. La distancia entre dos
objetos i y j se denota por d;;.

La distancia es un valor cuantitativo el cual debe de satisfacer la siguiente condicidén
dij >= 0;d;; = 0;d;j = dji(simtrica);d;; <= di + dj (debe de satisfacer la desigualdad
triangular).

La medida de similitud entre dos objetos es importante para distinguir las diferencias
entre dos objetos. Asi también los objetos deben de distinguirse del uno al otro. Cualquier
algoritmo podrd agrupar los objetos segtin sus medidas de similitud. Las medidas de similitud
podran proveer informacién de las caracteristicas comunes de los grupos formados. Los
algoritmos podrdn agrupar los objetos en distintas formas segtin las medidas de similitud de
sus distintas caracteristicas [Tek06].

Las medidas de similitud son esenciales para los algoritmos no supervisados, asi como
para los algoritmos supervisados, clasificadores. Las medidas de similitud pueden ser
usadas para realizar previsiones en el comportamiento de los objetos. Los grupos pueden
ser explorados basados en las medidas de similitud, identificando objetos mas o menos
similares. La mineria de datos puede utilizar medidas de similitud de distintas selecciones
de caracteristicas. La toma de decision y planteamiento llega a ser mucho mads clara cuando
se conoce la estructura de datos y su comportamiento el cual es a través de las medidas de

similitud.

2.3 Similitud y distancia para variables binarias

Variables binarias solo pueden optar los valores 0 o 1, verdadero o falso, positivo o negativo.
Para medir la similitud o distancia entre dos objetos, estos objetos deben ser representados
por un vector de valores binarios [Tek06].

Dados dos objetos i y j, con 3 caracteristicas las cuales estdn parametrizadas como
sigue, caracteristica A es 1 si el valor es > a 0.5, caracteristica B es 1 si el valor es >
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Tabla 2.1 Matriz de confusion

Objeto i \Objeto j 0 1
0 PO0O=1 | POl =2
1 P10=0 | P11 =1

a 13, caracteristica C es 1 si el valor es verdadero; caso contrario el valor es 0. Siendo
los objetos i, j tridimensionales representado por tres caracteristicas con valores como
sigue: i = (0.53,4,verdadero) y j = (0.25,12.5, falso), aplicando los pardmetros obtenemos
i=(1,0,1)y j=(0,0,0). Aplicando la matriz de confusién podemos decir que la medida de
similitud o distancia es la suma de las instancias de sus combinatorias d;jos;; = 1+0+2+0
[BS12].

2.3.1 Distancia Hamming

La distancia Hamming entre dos objetos representados por sus vectores binarios, es igual al
numero de posiciones donde estos tienen distintos digitos y se define como: [Ham50][Tan05][Tek06]

dij = POl + P10. Siguiendo el ejemplo anterior la distancia Hamming es 2.

2.3.2 Distancia simple de igualdad

La funcién de distancia es usada para calcular la disimilitud entre dos objetos binarios cuando
la frecuencia de ocurrencia de 0 y 1 son iguales en los dos objetos, el cual es definido
como: d;; = (P01 4 P10)/F. Donde F es el nimero de caracteristicas. Siguiendo el ejemplo
anterior d;; = (0+2)/3=2/3 =0.67.

2.3.3 Distancia de Jaccard

El coeficiente de Jaccard es una medida de similitud, mientras que la distancia de Jaccard
es una distancia de medida. Estas medidas se utilizan particularmente cuando los valores
binarios 0y 1 no tienen la misma frecuencia de ocurrencia. Por ejemplo, en un siper mercado
existen muchos productos y los clientes compran distintos productos. Si se desea averiguar
el nimero de productos comunes que los clientes compran, podriamos adoptar dos enfoques.
El primero identificando los productos no comunes, lo cual se puede lograr con la “Distancia
simple de igualdad”; el segundo enfoque, es més simple, es calcular el coeficiente de Jaccard

el cual se define como:

Sij = P11/ (Pi1+ Poi + Pio). (2.1)
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La distancia de Jaccard es definida como:
Djj=17S;j = (Po1 + Pio) /(Por + Pio + Poo)- (2.2)

Para el ejemplo anterior el coeficiente de Jaccard es de 1/3 y la distancia de Jaccard es de
2/3. Es asi que el coeficiente de Jaccard se puede generalizar para ser aplicado a objetos
con caracteristicas no binarias, esto se logra utilizando teoria de conjuntos. Si Tenemos dos

conjuntos A y B en coeficiente de Jaccard se define como:
Sij = |AnB|/\AuB]. (23)

Si tenemos los siguientes conjuntos A = {6,7,8,9,}B = {7,8,9,10}, entonces AuB =
{6,7,8,9,10} y AnB = {7,8,9}, entonces SAB =3/5 = 0.6.

2.4 Distancia para variables Nominales

Las variables categdricas nominales tienen sus valores representados por categorias que no
obedecen a una clasificacion intrinseca y no pueden ser medidos cuantitativamente. Los
valores numéricos son usados para representar las distintas categorias. Por ejemplo, 55 =
animal 42 = vegetal; cddigo postal: 2000 = Sydney, 2150 = Parramata, 2170 = Liverpool,
2076 = Wahroonga ... La etiqueta numérica no representa en absoluto un orden, més atn
los valores de las etiquetas pueden cambiar sin afectar la representacion légica y cdlculos de
ninguna forma.

Para calcular la distancia entre dos objetos que tengan caracteristicas nominales, primero
se debe de identificar el nimero de categorias, en el caso de existir una sola categoria la dis-
tancia es 0 o no existe, en el caso de existir dos categorias se puede usar las medidas similitud
y distancia para variables binarias como Jaccard, Hamming entre otros. Si existen mds de
dos categorias se debe de transformar las n categorias a un modelo binario, representando
cada categoria como una variable binaria o representando cada categoria por una serie de
variables binarias.

La distancia entre dos objetos con caracteristicas nominales es calculada como la taza de

desigualdades sobre el total nimero de variables binarias. El cual se define como:

Dij=(q+p)/t. (2.4)

Donde g es el niimero de variables Py, y p es el nimero de variables P, y ¢ es el nimero

total de variables binarias utilizadas para la representacion de la variable nominal.
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2.4.1 Representando cada categoria como una variable binaria

La distancia entre dos objetos nominales es la taza de disimilitud sobre el nimero total de
variables binarias, para este caso se usa la distancia Hamming.

Por ejemplo, tres objetos tienen dos variables nominales género el cual tiene dos valores
0 = hombre y 1 = mujer y la segunda variable nominal es profesion el cual tiene cuatro
opciones abogado, ingeniero, médico, profesor. Los tres objetos con sus respectivos valores
Objetol = (0,(1,0,0,0)), Objeto2 = (1,(0,1,0,0)) y Objeto3 = (1,(0,0,0,1)). Para calcular las

distancias entre los objetos se utilizard la distancia Hamming como sigue:

Distancia (Obj1 , Obj2) es de (1,2) y su distancia en conjunto es 3.
Distancia (Obj1 , Obj3) es de (1,2) y su distancia en conjunto es 3.
Distancia (Obj2 , Obj3) es de (0,2) y su distancia en conjunto es 2.

La distancia entre dos objetos nominales se calcula a través de la taza de disimilitud sobre el

ndmero total de variables binarias.

Distancia (Obj1 , Obj2) es de (1/1,2/4) y la distancias media es (1+2/4)/2 = 0.75.
Distancia (Obj1 , Obj3) es de (1/1,2/4) y la distancias media es (1+2/4)/2 =0.75.
Distancia (Obj2 , Obj3) es de (0/1,2/4) y la distancias media es (0+2/4)/2 =0.25.

2.4.2 Representado cada categoria por una serie de variables binarias

Para poder representar n variables nominales en un modelo binario se utiliza la siguiente
formula ¢ < 29%; du = |||logc/log2|||. Donde c es el nimero de clases y du es el nimero de
variables binarias que representaran las variables nominales.

Por ejemplo para representar las profesiones en el ejemplo anterior du = |||log4/log2||| =
1/2.0||| = 2. Los cuales se representan de la siguiente forma 00 como abogado, 01 como
ingeniero, 10 como médico, 11 como profesor. Siguiendo el ejemplo anterior el Objetol
(0,(0,0)), Objeto2 (1,(0,1)), Objeto3 (1,(1,1)). Para calcular la distancia entre variables
nominales primero se tiene que calcular la distancia Hamming, luego se calcula la taza de

disimilitud sobre el nimero total de variables binarias.

Distancia (Obj1 , Obj2) es de (1,1) y su distancia en conjunto es 2.
Distancia (Obj1 , Obj3) es de (1,2) y su distancia en conjunto es 3.
Distancia (Obj2 , Obj3) es de (0,1) y su distancia en conjunto es 1.
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La distancia entre dos objetos nominales se calcula a través de la taza de disimilitud sobre el

ndmero total de variables binarias.

Distancia (Obj1 , Obj2) es de (1/1,1/4) y la distancias media es (1+1/4)/2 = 0.625.
Distancia (Obj1 , Obj3) es de (1/1,2/4) y la distancias media es (1+2/4)/2 =0.375.
Distancia (Obj2 , Obj3) es de (0/1,1/4) y la distancias media es (0+1/4)/2 =0.125.

2.5 Distancia para variables Ordinales

Las variables ordinales presentan un orden que es dado por el grado de representacion de cada
variable, las variables ordinales son utilizadas para indicar un relativo orden o ranking de
algunos objetos [HD79] [Tek06] [BS12]. Es asi que el valor cuantitativo entre dos variables
ordinales no es de importancia, pero el orden en el que estdn ubicados estas variables son
de importancia. Por ejemplo, consideremos el orden de los grados académicos, primaria,
secundaria, técnico, bachiller, Magister, Doctor o el grado sobresaliente de un estudiante en
un curso, desaprobado, aprobado, notable, sobresaliente, excelencia. Las variables pueden
ser expresadas como letras AA, AB, AC o como niimeros ascendentes o descendientes, segtin
sea el caso mas apropiado.

Para poder calcular la distancia o disimilitud entre dos variables ordinales se pueden
usar una serie de métodos entre ellos La Transformacion Normalizada de rango, distancia
de Spearman, distancia de footrule, distancia de Kendall, distancia de Cayley, distancia de
Hamming, distancia de Chebyshev/Maximum,distancia de Minkowski, entre otros.

2.5.1 La Transformaciéon Normalizada de rango

Para calcular la distancia, se cuantifica las variables ordinales y se normalizan, una vez
cuantificada se pueden usar medidas cuantitativas de distancia. Las variables ordinales se
tienen que evaluar si se pueden cuantificar, por ejemplo, en el caso de grados académicos
no podriamos cuantificar el grado de doctor en comparacién a un bachiller. Por otro lado,
variables ordinales como grados sobresalientes en un curso, si se pueden cuantificar. Para
aquellas variables que no se puedan cuantificar se pueden utilizar otras medidas como
distancia de Spearman, distancia de Kendall, distancia de Cayley, distancia de Hamming ,
distancia de Ulam o distancia de Chebyshev/Maximum entre otras [HD79] [RCP00] [Tek06]
[BS12].

Para hallar la distancia entre dos variables ordinales se deben de convertir a un rango

de r = 1, (menor rango) hasta R, (mayor rango). Luego el rango es normalizado entre una
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Tabla 2.2 Caso de desempeiio

(objeto) | curso1 curso 2 curso 3 curso 4 curso 5 curso 6
Alumno 1 | aprobado notable sobresaliente | aprobado | notable excelencia
Alumno 2 | sobresaliente | excelencia | aprobado notable aprobado | sobresaliente

escala [0,1] por medio de la siguiente formula x = r— 1 /R — 1. Y posteriormente se puede
aplicar cualquier medida cuantitativa.

Por ejemplo, si se quiere comparar dos alumnos segtin su grado de sobresaliente en 6
cursos llevados en un semestre.

La conversion de los grados de sobresaliencia a rango es de la siguiente forma 1 =
desaprobado, 2 = aprobado, 3 = notable, 4 = sobresaliente, 5 = excelencia. Luego el rango es
normalizado a una escala [0,1] de la siguiente forma: desaprobado=1—-1/5—1=0/4=0,
aprobado=2—1/5—1=1/4,notable =3—1/5—1=2/4, sobresaliente =4—1/5—1=
3/4, excelencia =5—1/5—1=4/4 = 1. Para hallar la distancia se puede usar cualquier
medida cuantitativa de distancia, por ejemplo, distancia de Euclides = 1.391941, distancia
de Coseno = 0.435218.

2.5.2 Distancia de Spearman

La distancia de Sperman se calcula como el cuadrado de la distancia de Euclides de dos
vectores ordinarios de la siguiente forma [Tek06] [RCP0OO] [HD79] [BS12] :

n
. 2
dij=Y (xip—xjp)". (2.5)
p=1
Donde n es el nimero de caracteristicas ordinales. Siguiendo el ejemplo anterior, la
distancia de Sperman entre alumnol y el alumno2 = 1.937

2.5.3 Distancia de Footrule

La distancia de Footrule es la suma absoluta de las diferencias entre los valores de las
caracteristicas de dos vectores ordinales. La ecuacion de esta es muy similar al de la distancia
de City Block o distancia de Manhattan, otro nombre que se le da es de distancia Sperman
Footrule. La distancia Footrule es definida como [Tek06] [RCP00] [HD79] [BS12]:

dij =Y |xix—xjl. (2.6)
k=1
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Siguiendo el ejemplo anterior, la distancia de footrule entre alumnol y alumno?2 = 3.25

2.6 Distancia para variables cuantitativas

Las variables cuantitativas representan valores escalares que representan una magnitud en
particular, se pueden medir en una escala numérica. Por ejemplo, peso, altura, edad, salario,
temperatura, drea, etc. Un objeto puede ser representado por una serie de caracteristicas
cuantitativas, cada variable cuantitativa constituye una dimensién, por ejemplo, un objeto
automovil puede ser representado por velocidad méxima, peso neto, numero de valvulas,
cilindraje; cada una de las caracteristicas representa un punto en un modelo de 4 dimensiones.
[Tek06] [BS12]

2.6.1 Distancia Euclidiana

La distancia mds cominmente usada para medir variables cuantitativas [PLS04] [Tek06]. En
términos generales cuando se habla de distancia, se estd hablando de la distancia Euclidiana.
Esta mide la raiz cuadrada de la diferencia entre un par de coordenadas de un objeto en un
plano. La distancia Euclidiana es un caso especial de la distancia de Minkowski con un

A =2, la férmula es dada como:

d,‘j = Z (x,-k —xjk)z. (2.7)
V k=1

2.6.2 Distancia de Minkowski de orden A

Es una medida de distancia general, esta puede ser usada para variables ordinales y quan-
titativas, la cual depende del valor de A , esta distancia es igual a otras distancias, esto es
segun el uso que se le dé al valor A , cuando A = 1 entonces la distancia Minkowski es
la distancia de Geometria del taxista (City block distance or taxicab geometry), cuando
A = 2 entonces la distancia Minkowski es la distancia Euclidiana, cuando A = o entonces
la distancia Minkowski es la distancia de Chebyshev [PLS04] [Tek06], la férmula es dada

COomo:

n
dij =y | ¥ (xix —xju)*. (2.8)
k=1
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2.6.3 Distancia de ciudad (City block distance)

Conocido por su nombre en inglés “City block Distance”, otros nombres son distancia
de Manhattan, distancia de valor absoluto, la distancia mide la diferencia absoluta entre
las coordenadas de dos objetos, siendo esta distancia un caso especial de la distancia de
Minkowski con un A = 1 [PLS04] [Tek06], la féormula es dada como:

n
dij=Y_ |xik—xjel - (2.9)
k=1

2.6.4 Distancia de Chebyshev

La distancia de Chebyshev o Tchebyschev, otro nombre es la distancia de maximo valor, se
aplica para variables ordinales y cuantitativas, la distancia mide el méximo de la diferencia
entre caracteristicas de un par de objetos, siendo esta distancia un caso especial de la distancia
de Minkowski con un A = o [PLS04] [Tek06], la férmula es dada como:

d,’j = m}flx |x,~k —Xjk‘ . (2.10)

2.6.5 Distancia de Canberra

La distancia de Canberra mide la suma de la diferencia fraccional absoluta entre caracteris-
ticas de un par de objetos. Cada termino fraccional tiene un rango entre O y 1. Si las dos
caracteristicas tienen un valor de 0, entonces se asume 8 = 0. Esta distancia es muy sensitiva
a los pequefios cambios cuando las coordenadas son cercanas a cero [DD09] [LW67] [Tek06],
la férmula es dada como:

ay=y Pl 2.11)

2.6.6 Distancia de Bray-Curtis

La distancia de Bray-Curtis es algunas veces llamada distancia Sorensen. Esta distancia
es usada cominmente en botdnica, ecologia y ciencias ambientales. Cuando todas las
coordenadas son positivas la funcién de la medida de distancia toma un valor entre cero y
uno. Una distancia de cero corresponde exactamente a coordenadas similares. La funcion de
la medida de distancia es “no definida” si los dos objetos tienen coordenadas con un valor de
cero. La funcién de la medida de distancia es calculada usando la diferencia absoluta sobre
la suma [LW67] [Tek06], la formula es dada como:
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Xy i — i
Yt (i +xje)

di; (2.12)

2.6.7 Separacion Angular

La Separacién Angular a veces se denomina coeficiente de correlacion, esta medida de
distancia mide el coseno del dngulo entre dos vectores, este es una medida de similitud el
cual toma valores en el rango -1 a +1, a diferencia de ser una medida de distancia. Cuando
dos vectores son similares, la separacion angular tomara un valor mayor. Si los dos vectores
tienen un angulo de 0, entonces se asume 8 = 0 [DD09] [LW67], la Separacion Angular

entre dos vectores es definida como:

Yo (v > xji)

2 2
\/ <ZZ=1xik X Ypo1 X jk)

2.6.8 Coeficiente de Correlacion

dl'j:

(2.13)

El Coeficiente de Correlacion es otra medida de similitud a diferencia de ser una medida de
distancia, a veces se denomina Coeficiente de Correlacion Lineal o Coeficiente de Correlacion
Person. Este coeficiente es un caso espacial de la medida de similitud de Separaciéon Angular
tomando valores en un rango entre -1 y +1. La separacion Angular se estandariza por medio
de la centralizacion de las coordenadas en su media [DD09] [LW67], se define como:

Yoy (o — %) (Xje — k)

\/ (ZZ:1 (o =) iy (o — ) 2)

(2.14)

d,'j:

2.6.9 Distancia de Mahalanobis

La medida de distancia Mahalanobis algunas veces se denomina Distancia Cuadrética. La
medida de distancia determina la diferencia o distancia entre dos grupos de objetos. Si
dos grupos tienen su media X; y X;, estos dos objetos deben de tener el mismo nimero de
caracteristicas, pero podrian tener distinto nimero de muestras, la distancia de Mahalanobis
es definida como [DD09] [LW67] [Tek06]:

1

dij= ((F—%)" %57 (m-%)))". (2.15)

Donde: S es la matriz de covariancia y T es el nimero de muestras.
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2.7 Medidas de Similitud Semanticas

Similitud semdntica es un drea muy atractiva por muchos afios en el drea de Inteligencia
Artificial, Psicologia y ciencia cognoscitiva. En recientes afios el uso de WordNet [Fel98] y
el uso de medidas de similitud a traido buenos resultados y muchas medidas de similitud se
han propuesto.

Word Net es un producto resultante de la investigacion realizada por la Universidad de
Princeton — B10—Esta es la base de datos 1éxica bastante grande del lenguaje Ingles. En
WordNet los verbos, adverbios, sustantivos y adjetivos son organizados utilizando una serie
de relaciones semdnticas, en total 28 tipos de relaciones, sinénimos, antonimos, hyponi-
mos. Formando una estructura jerdarquica y a su vez un grafo el cual es muy ttil para el
procesamiento del lenguaje natural.

Comunmente se argumenta que seméantica del lenguaje es generalmente capturada en los
sustantivos o los sustantivos parafraséales. Es por esto que la mayoria de las investigaciones
se enfocan mayormente en medidas de similitud semdntica entre sustantivos. WorNet
incluye cuatro relaciones semanticas Hyponym/hypernym (is-a), part meronym/part holonym
(part-of), member meronym/member holonym(member-of) y substance meronym/substance
holonym (substance-of). Generalmente las relaciones derivadas de hyponym e hypernym son
consideradas como relaciones de similitud entre dos conceptos.

Las medidas de similitud semdnticas pueden ser usadas para tareas como la desam-
biguacion, segmentacion de texto, verificacion de la consistencia y coherencia de ontologias.
Las distintas medidas de similitud seménticas se pueden agrupar en cuatro clases, medidas
basadas en el largo del camino (path), medidas basadas en el contenido de la informacion,
medidas basadas en caracteristicas y medidas hibridas.

WorNet desde un punto de vista es una estructura jerarquica, un grafo o una ontologia. En
el Procesamiento del Lenguaje Natural se construyen muchas estructuras jerarquicas, grafos y
ontologias léxicas y semdnticas con diferentes técnicas, algunos de estas estructuras incluyen
miles de millones de relaciones [Varios corpus], nétese que las relaciones en WordNet han
sido creadas por seres humanos. Las siguientes medidas de similitud son aplicables no solo a

WordNet sino a otros modelos 1éxico y semdanticos.

2.8 Medidas basadas en el largo del camino

2.8.1 Camino mas corto

Esta medida solo toma en consideracién el largo del camino entre dos palabras length(palabray,

palabray), esta considera que la similitud similitud( palabray , palabray) depende cuan cerca
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se encuentran dos palabras en una taxonomia. De hecho, esta medida es una variacion del
método de cdlculo de distancia [RMBB89] [BKA02] [VVR05]. El cual es basado en dos
observaciones, que el comportamiento del concepto se refleja en medida y la distancia con-
ceptual entre dos palabras es proporcional al nimero de palabras que las separan, se define

COomo:

similitud,qmino (palabray, palabray) =

2 X profundidad_maxima X largo (palabray, palabray). (2.16)

2.8.2 Medida de Wu & Palmer

Esta medida de similitud incorpora un concepto mds especifico entre las dos palabras, para
esto se mide la distancia entre la palabra; y el concepto mas especifico en la taxonomia, de
igual forma para palabra,, lso (palabra,, palabra;). Esta medida asume que la similitud
entre dos conceptos es la funcién de longitud de trayectoria y la profundidad de medida
basada en la trayectoria [WP94], se define como:

similitudwp (palabray , palabray) =

2 x profundidad (Iso (palabray, palabray))
longitud (palabray, palabray) +2 x pro fundidad (Iso (palabray, palabray))

(2.17)

Dénde: Iso (palabray, palabray) es la distancia teniendo en cuenta la palabra mds es-
pecifica de los dos conceptos.

2.8.3 Medida de Leakcok & Chodorow

Esta medida de similitud cuenta el nimero de palabras entre las dos palabras a medir, pero
que solo tengan la relacién “is-a” en la taxonomia. El valor se escala por la profundidad
maxima de la relacion “is-a” en la taxonomia. Un valor de relacion se obtiene tomando el

logaritmo negativo de este valor escalado [LC98], se define como:

longitud (palabray , palabray) ) (2.18)

similitudyc (palabray, palabray) = —log < > % profandidad_maxima
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2.8.4 Medida de Li

La medida de similitud de Li se deriva de manera intuitiva y empirica, se basa en el pre-
supuesto que las fuentes de informacion son infinitas hasta cierto punto, mientras que los
seres humanos comparamos la similitud de palabras utilizando un intervalo finito que va
de algo complejo a algo no similar. La transformaciéon de un modelo infinito a un modelo
finito es no lineal. El modelo de medida combina la longitud més corta y la profundidad del

concepto en una funcién no lineal [LBMO03] [VVR105], se define como:

similitudy; (palabray, palabray) =
eﬁ*profundidad(lso(pl7p2)) _ efﬁ*profundidad(lso(pl,pz))

eBxprofundidad(lso(p1,p2)) + e—Bxprofundidad(lso(p1,p2))

e—a*longitud(m,m) (2.19)

Dénde: p1, ps son palabray, palabra; respectivamente.

Iso(p1,p2) es la distancia teniendo en cuenta la palabra mas especifica de los dos
conceptos. La medida monotdnicamente incrementa con profundidad (Iso (p1, p2)) y decrece
con profundidad longitud (py, p2).

Los pardmetros 3 y o deben de ser adaptados manualmente para mejorar la performacia
seglin [Res] B =02y o =0.6.

2.9 Medidas basadas en el contenido de la informacion

Se asume que cada glosa de cada concepto provee informacion adicional a las relaciones
entre los conceptos. Entre mayor la cantidad de elementos comunes en las glosas de dos

conceptos mayor es su similitud.

2.9.1 Medida de Resnik

La medida de similitud de Resnik es basada en el contenido. Se asume que para dos
conceptos, su similitud depende de la informacion contenida en la taxonomia y la que la
subsume, considerar algo como parte de un conjunto méds amplio 0 como caso particular

sometido en la taxonomia [Res], se define como:

similitudgesnix (palabray, palabray) = —logp (Iso (p1,p2)) = IC (Iso (p1,p2)).  (2.20)
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Doénde: p es la funcion de probabilidad IC es la informacién de los términos contenida en

la taxonomia

2.9.2 Medida de Lin

La medida de similitud de Lin utiliza la cantidad de informacion necesaria para establecer la
concordancia entre las dos palabras y la informacién necesaria para describir los términos

[Lin98], se define como:

2% IC (Iso (p1,p2))

. 2.21
IC(p1) +1C(p2) (221

similitudy, (palabray, palabray) =

2.9.3 Medidad de Jiang

Jiang argumenta que se puede obtener una distancia semdntica, la cual es muy diferente a
distancia, la distancia semantica se obtiene como la diferencia de las medidas de similitud de
las palabras [JC97], se define como:

disjiang (palabray, palabray) = (IC (py) +1C (p2)) — (2 x IC(Iso (p1,p2))).  (2.22)

Funciones de soporte

IC (palabra) = —log p (palabra) . (2.23)

»(palabra) = frecuencilci[(palabm) (2.24)

frecuencia(palabra) = Z contar (p) . (2.25)
peP(palabra)

IC (palabra) = log (pro funidad (palabra)) (2.26)

log pro fundidad maxima

2.10 Medidas basadas en caracteristicas

Esta medida es independiente de la taxonomia y subsumido de las palabras, por el contrario,
intenta explotar las propiedades de una ontologia para calcular la medida de similitud. Esta
similitud asume que cada concepto esta descrito por una serie de palabras indicando las

propiedades o caracteristicas, siendo esta su definicion o glosa en un diccionario o WordNet.
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2.10.1 Similitud Asimétrica de Tversky

Tversky argumenta que la similitud no es simétrica por el contrario es asimétrica, las
diferencias entre caracteristicas de una clase inferior y una clase superior contribuyen a la
evaluacion de la similitud. Entre mayor es el nimero de caracteristicas de la clase superior
presentes en la clase inferior y menor es el nimero de caracteristicas de la clase superior
no presentes en la clase inferior, la similitud serd mayor de la clase superior hacia la clase
inferior y viceversa. Una consideracion que se tiene que tener en cuenta en el modelo de
Tversky es la utilizacion de dos valores a3 los cuales deben ser propuestos por un experto,

en este caso un ser humano [DHCO09], se define como:

SIMTyersky (palabray, palabras) =

|palabra; N palabras |

|palabray N palabras| + o |palabra; — palabray| + B |palabray — palabray|’
(2.27)

SIMTyersky (palabray, palabra;) =

|palabra) N palabras| (2.28)

|palabray N palabras| + a |palabra; — palabray| + B |palabra, — palabras|’

Donde: o, >0






Capitulo 3

Métodos de Agrupamiento No
Supervisado

3.1 Introduccion

Reconocimiento de patrones puede verse de dos formas, aprendizaje de la variabilidad de
las propiedades de las muestras las cuales pueden caracterizar una clase en particular, y
decidir la clasificacién de una nueva muestra, la membresia a una clase se puede dar tan solo
por propiedades comunes entre los miembros. La clasificacién puede ser supervisado y no
supervisado, esto dependerd de la disponibilidad de etiquetas que identifican un patrén.

La clasificacion no supervisada (en inglés clustering) es una técnica donde un nimero de
patrones, usualmente vectores en un espacio multidimensional son agrupados en cimulos
(clusters) de tal forma que los patrones son similares en el mismo cimulo o cluster, similares
desde algin sentido y los patrones en distintos cimulos o clusters son disimilares. El
agrupamiento no supervisado (Clustering) es una tarea muy dificil puesto que existen una
gran variedad de medidas de similitud y conceptos de disimilitud [BPO7] [JMF99].

Para particionar un conjunto de datos en distintos grupos o ctimulos, uno tiene que definir
una medida de similitud o una medida de proximidad, para la identificaciéon de patrones
y membresias. Se observa que en general una de las caracteristicas fundamentales de las
formas de los objetos es simetria, la cual es importante para mejorar el reconocimiento de
patrones. La simetria es cominmente encontrada en la naturaleza y es importante utilizar
esta propiedad para la agrupacion no supervisada. Por otro lado, la asimetria es intrinseca a

la naturaleza ya que ningun objeto tiene exactamente los mismos patrones y es importante
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utilizar esta propiedad para la agrupacion no supervisada [AttSS5] [BSO07] [BS08] [CSLO2]
[SB13] [SBO8] [SCO1].

El problema de la agrupacion no supervisada es la seleccion de adecuados parametros
de similitud, asi como un modelo rdpido que procese grandes cantidades de datos. Se debe
contar con multiples objetivos los cuales pueden ejecutarse en paralelo para alcanzar una
Optima agrupacion no supervisada. Siendo un trabajo muy complejo e intensivo pudiendo
no alcanzar la solucién, pero si una solucién aproximada. El objetivo de la agrupacién no
supervisada es poder tener un algoritmo robusto, rapido de ejecucidon y que se aproxime a la
solucién ya sea a través del uso de una sola técnica o multiples técnicas.

En el presente trabajo usaremos el lema "cluster" y sus variaciones gramaticales para

referirse a "agrupacion no supervisada".

3.2 Definicion de Agrupamiento no Supervisado

Agrupamiento no Supervisado también conocido como Clustering o clasificacion no super-
visada. Es un problema importante en mineria de datos y reconocimiento de patrones. El cual
tiene un nimero grande de aplicativos en distintas dreas. El Agrupamiento no supervisado
es el proceso por el cual, dado un conjunto con patrones o caracteristicas no etiquetados,
organizados en un espacio vectorial y/o matricial, son agrupados en grupos o ctimulos de tal
forma que los patrones o caracteristicas sean similares en algin sentido y las caracteristicas
entre distintos grupos o cimulos sean disimiles en el mismo sentido. Matemdticamente, el
agrupamiento no supervisado o clustering particiona el espacio vectorial o matricial en K
regiones basados en alguna métrica de similitud o métricas de disimilitud, donde K podria
ser conocido a priori o no. El objetivo de los métodos de agrupamiento no supervisado o
clustering es de transformar un conjunto de datos en una matriz de grupos, donde cada grupo
represente un patrén en particular [JD88] [TG74].

3.2.1 Técnicas de Agrupamiento no Supervisado

Existe una gran cantidad de técnicas de agrupamiento no supervisado o clustering en la
literatura, Las técnicas tradicionales se pueden clasificar en 4 tipos o clases: jerdrquico,
particional, basado en la densidad y basado en mallas. algunos ejemplos de las técnicas
jerarquicas son "linkage clustering", "average linkage clustering", y "complete linkage
clustering". K-means es una técnica de particionamiento. DBSCAN es una técnica basada en
la densidad y STING es basado en mallas [TG74] [WYM™'97] [JMF99] [JD88] [EKS™196)].
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3.3 Técnicas de particionamiento

Este método produce un nimero de grupos donde cada valor pertenece a un grupo. Un grupo
es generalmente representado por punto central o centroide que es visto como el punto que
describe a todos los puntos en este grupo en particular. La definicién del punto central o
centroide dependerd en los tipos de datos que se estan agrupando. En el caso de valores
reales, el centroide es definido como la media aritmética de todos los elementos en el grupo.
En el caso de agrupamiento de documentos, un centroide puede ser una lista de aquellas
palabras que ocurren en los documentos en el grupo. Si el agrupamiento genera grupos
grandes, el grupo puede ser nuevamente particionado obteniendo nuevos centroides. Algunos
de los algoritmos mds populares en la literatura son K-means, K-medoids, fuzzy C-means

clustering, y expectation maximization clustering [BPO7].

3.3.1 K-Means Clustering

El algoritmo de K-Means es una técnica iterativa de agrupamiento no supervisado, el cual

transforma K datos en grupos de tal manera que en cada grupo el centroi se reduce al minimo.

k
7=y Yo x5z (.1

j=lk=1
Donde:
uyj es igual a 1; si el j — simo punto pertenece a k; y es igual a O caso contrario.
7k denota el centro del grupo k; y X; denota el punto j — simo de los datos.
K-Means inicialmente inicia una serie K de centroides de forma aleatoria, y la primera
particion es formada usando el criterio minimo de distancia. Subsecuentemente los centros
de cada grupo son actualizados con la media del grupo. una nueva particion se da después de

cada actualizacion. Este proceso se repite hasta que se cumpla uno de los siguientes puntos:

1. El centro del grupo no cambia con las subsecuentes iteraciones.
2. El valor de j es menor de un limite predefinido.

3. El méximo ndmero de iteraciones se ha agotado.
El objetivo es poder minimizar j.

dj 1
f:22”kj(fj—fk)(—1)=0,k=1,2,----k (3.2)
k

J=1
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Y ki -z Y, w; =0 (3.3)
j=1 j=1
Yy ukjXj
=L (3.4)
j=1Ukj

Para un agrupamiento no supervisado no superpuesto o "crisp clustering", 7:1 Ugj
el objetivo es la pertenencia de un elemento a un solo grupo, quedando la ecuacién de la
siguiente forma:

z = @ (3.5)

Para garantizar que j sea minimizado, la segunda derivada deberia ser positiva. Note que
la parte derecha de la ecuacion es positiva lo cual indica que en cada interacion j tendré el
valor minimo [ELLO1] [JD88].

2 . n
fl—z‘é =2j;lukj (3.6)

El algoritmo de K-means tiene varias limitaciones, como se muestra en [SI84], K-means
podria converger a un valor no optimo, esto dependerd de la seleccion de los centroides
iniciales, el cual es dado de forma aleatoria. Asi también una solucién para un problema de
grandes datos (big data), no podria ser alcanzado en un periodo de tiempo razonable [Spa80].
Mas aun este algoritmo asume que los grupos son de forma hiperesférica y mas o menos de

igual tamafio. K-means no es robusto para elementos aislados (outliers).

3.3.2 K-Medoid Clustering

El algoritmo de agrupamiento no supervisado K-medoid es entre otros uno de los mds usados
[TKO6]. Este es una extension del algoritmo K-means, donde el concepto de medoid es
usado en vez de la media. Medoid tiene un punto representativo de un conjunto de datos,
cuyo promedio de disimilitud a todos los puntos de datos es minimo. Se puede considerar
como el punto més centrado en el grupo.

Al igual que en K-means, K-medoid también trata de minimizar el error cuadratico total
de todo el conjunto de datos, la distancia entre los puntos marcados para estar en un grupo y
un punto designado como el centro del grupo. La técnica de agrupacion K-medoid minimiza
una suma de diferencias por pares en lugar de una suma de las distancias euclidianas al

cuadrado, es mds robusto al ruido y los valores atipicos en comparacién con las técnicas de
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K-means. La técnica de agrupacion K-medoid agrupa los datos en K grupos de los cuales K
es conocido [TK06] [BS12].
Los pasos son:

1. Numero de puntos de K son seleccionados al azar a partir del conjunto de n puntos.
2. Iniciar cuando los medoids K.

3. Cada punto de datos se asigna a la medoid mds cercana (aqui la medida de distancia

depende de las necesidades del usuario y el tipo de datos).
4. Calcular el error cuadratico total para la nueva particion.

5. Repetir los pasos 2,3 y 4 hasta que no exista ningliin cambio en las asignaciones o el

cambio llegue a un umbral.

3.3.3 Fuzzy C-Means Clustering

El algoritmo Fuzzy C-means es muy usado, el cual usa el principio de fuzzy set para mejorar
la particion de un conjunto dado [Bez13]. Las particiones difusas se representan como una
matriz asociando cada fila a uno de los ¢ grupos y cada columna a uno de los elementos de
X, de forma tal que el valor en la fila i y la columna j indique la pertenencia del elemento j al

grupo i. Més formalmente, el conjunto de las particiones difusas se puede definir como:

C n
Moy = {U € R | Z”ik: L, Z”ik >0,Viyugp €[0,1;1<i<c;1 <k<n}. (3.7)
i=1 k=1

Los algoritmos Fuzzy c-Means son algunos de los principales algoritmos utilizados en el
agrupamiento difuso y pertenecen a una clase de algoritmos basados en funciones objetivo.
Estos algoritmos definen un criterio de agrupamiento en la forma de una funcién objetivo que
depende de la particion difusa. El procedimiento, en sentido general, consiste en minimizar

iterativamente esta funcion hasta obtener una particion difusa dptima.

n
nW,z2)=Y Y (ua)*D*(zi, %) (3.8)
i=1k=1

U € M., es una particion de matriz fuzzy; donde: u € [1,o<| es la ponderada exponencial
de cada miembro fuzzy; Z = [, ..., Z] representa el centro de un grupo c; Z; € RV y D(Z;, %)

es la distancia de X; desde un i — simo centro de grupo [TK06]. Una estrategia comun para
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una aproximacion a la soluciéon de minimizar la ecuacion 3.8 es dada a través de la técnica
iterativa de Picard [Bez13].

La agrupacion resultante de la técnica de Fuzzy generalmente es fina, pero este tiene el
mismo problema que K-means, ambos se quedan atascados en 6ptimo local, dependiendo

del nimero de grupos a generar, el cual es un pardmetro a priori [ BMMO7].

3.4 Agrupacion basado en la distribucion

Este tipo de agrupamiento no supervisado asume que las caracteristicas de los grupos siguen
una distribucion particular. Uno de los mds prominentes algoritmos es la expectativa de
maximizacion (EM, expectation maximization), Este es un enfoque iterativo que se enfoca
en determinar los pardmetros de la distribucién de la probabilidad que tienen maximum
likehood. El objetivo de este algoritmo es de dividir los n puntos en K grupos, de tal forma
que el total de las probabilidades de ocurrencia de los grupos es maximizada. Los parametros
del algoritmo son: el conjunto de puntos n, el nimero de grupos K, el error de convergencia
aceptado E, y el mdximo nimero de iteraciones i. Dos pasos son ejecutados en cada iteracion
[DLR77]:

1. Expectativa: Calculo de probabilidad que cada punto pertenezca a cada grupo.

P(Cj|x) = RN (3.9)

Y E(0) |7 expmiPi()

2. Maximizacion: Volver a estimar las probabilidades de distribucion de cada grupo

después de la asignacion.

Yo P(C) ’Xk)xk
Yo P(Cj | x)

wi(t+1)= (3.10)

El algoritmo termina después de cumplir una serie de i iteraciones o cuando el pardmetro
de convergencia converja. La probabilidad e ocurrencia de cada grupo es calculado con la
media de probabilidades (C;):

1 N
Pi(t+1) _N; (Cj | xx). (3.11)
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Esta técnica asume que los grupos obtenidos siguen una distribucién normal. Si los
grupos no siguen esta distribucion normal, el algoritmo de EM no realizara la particion de
forma apropiada.

3.5 Las técnicas de agrupamiento jerarquico

El agrupamiento jerarquico es un método de anélisis de grupos el cual busca construir una

jerarquia de grupos, pueden ser de dos tipos:

1. Aglomerativas: Este es un acercamiento ascendente, cada observacion comienza en

su propio grupo, y los pares de grupos son mezclados mientras uno sube en la jerarquia.

2. Divisivas: Este es un acercamiento descendente, todas las observaciones comienzan

en un grupo, y se realizan divisiones mientras uno baja en la jerarquia.

Estas fusiones y fraccionamientos generan algunos nuevos grupos, los cuales se de-
terminan de una manera voraz. Los resultados de la agrupacion jerdrquica se presentan
habitualmente en un dendrograma [TKO06].

Linkage Clustering

La técnica de Linkage es un algoritmo no-iterativo basado en un criterio de conectividad
local. El algoritmo no usa un solo punto por el contrario usa un conjunto de relaciones r
entre un par de objetos. El valor de la relacion rj; representa el grado en que el objeto j y k
estdn relacionados, segin una relacion binaria p z.

El algoritmo inicia considerando cada punto como un grupo, y Single Linkage calcula
la distancia entre dos grupos C; y C; como:

8(CoC) = s e ¢, 1R} (3.12)

Dénde: d(x,y) es algin tipo de distancia entre objetos X y ¥, basado en la distancia se
pueden juntar dos grupos, donde su distancia es minima, sucesivamente la distancia del nuevo
grupo a los otros grupos es nuevamente calculado, estos pasos se repiten hasta que el nimero
deseado de grupos K es alcanzado. Lo positivo de este algoritmo es que es independiente de
la forma de los grupos y trabaja con atributos numéricos y categdricos; las desventajas son
su cdlculo computacional y la inhabilidad de generar grupos superpuestos.

En algoritmo de Average Linkage la distancia entre dos grupos C; y C; es definida como:
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xeC,yeCi{d(x,y
842(C1,Cj) = LA |Ay| - |f;|(x I} (3.13)

En el caso del algoritmo Complete Linkage la distancia entre dos grupos C; y C; es
definida como:

&r(CiC) = ¢t s o AT} (3.14)

Tanto Average Linkage como Complete Linkage tienen los mismos pasos que el algoritmo
Single Linkage. Complete Linkage identifica grupos compactos de tamafio similar, pero
es muy sensitivo a valores atipicos. Por otro lado Single Linkage genera grupos largos

encadenados [JMF99] [TKO06].

3.6 Agrupamiento basado en densidad

El algoritmo de Agrupamiento basado en densidad es una técnica que utiliza un criterio local
para la agrupacién. Grupos consisten de regiones en el espacio de datos, donde puntos forman
un drea densa los cuales estdn separados por puntos con una densidad baja, considerado
como ruido. Los grupos formados pueden tomar distintas formas y sus miembros pueden
estar distribuidos dentro de la region de forma aleatoria, es asi que este tipo de técnica puede
identificar un grupo de cualquier forma, pero el algoritmo depende de la densidad de los
puntos. Existen varios algoritmos enfocados en agrupamiento basado en densidad.
DBSCAN (Density-Based Spatial Clustering of Applications with Noise), algoritmo mas
popular, el cual se enfoca en identificar grupos bien definidos, el concepto que se considera
es el de "densamente alcanzable". El algoritmo estd basado en conectar puntos dentro de
cierto umbral de distancia. Aun asi, s6lo conecta aquellos puntos que satisfacen un criterio
de densidad. Otra propiedad interesante de DBSCAN es que su complejidad es bastante baja
O(nlogn), el cual requiere un nimero lineal de consultas de rango en la base de datos en
cada corrida, por tanto no hay ninguna necesidad de correrlo varias veces. Cabe mencionar
que la asignacién de membresia no es simétrica. El algoritmo debe satisfacer los dos criterios

siguientes:

1. Todos los puntos dentro de un grupo particular, deben ser mutuamente conectados

densamente.

2. Si un punto estd conectado densamente a cualquier punto de la agrupacion, entonces el

punto es incluido en el grupo.
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DBSCAN requiere dos pardmetros € la distancia requerida para calcular la alcanzabilidad
de densidad y el minimo de puntos requeridos para formar un grupo. El algoritmo selecciona
de forma aleatoria un punto con el que va ha trabajar, con este punto se calcula la densidad
con sus vecinos y de acuerdo a la distancia requerida &, se forma un grupo, se verifica el
minimo nimero de miembros para formar un grupo, si cumple esta condicion el grupo con el
punto y todos los vecinos, el grupo es formado, de lo contrario el punto es marcado como un
punto atipico. Posteriormente este punto podria ser considerado en la formacién de algin
otro grupo y ser parte de este nuevo grupo en un ambiente con una distancia requerida €’
Si un punto viene a formar parte de un grupo, todos sus vecinos que cumplan la distancia
requerida € también formaran parte del grupo. El proceso continta seleccionando puntos
aleatorios hasta que no existan puntos no asignados a un grupo [EKS*96] [EKS196].

GDBSCAN (Generalized Density-Based Spatial Clustering of Applications with Noise),
es una generalizacion de los mismos autores a los algoritmos basados en vecindad y densidad,
DBSCAN. Los parametros distancia requerida € y minimo nimero de miembros en un grupo
se eliminan del algoritmo original y se trasladan a los predicados. Por ejemplo, en los datos
del poligono, la vecindad podria ser cualquier poligono de interseccién, mientras que la
densidad utiliza las dreas de poligonos en lugar de sélo el contador de objeto [EKST96]
[SEKX98].

OPTICS (Ordering points to identify the clustering structure), este algoritmo es una
técnica basada en la agrupacion jerdrquica de densidad. Recordemos que DBSCAN detecta
grupos de densidad definida por el usuario. OPTICS aborda una de las principales debilidades
de DBSCAN, el problema de la deteccién de grupos significativos en los datos de densidad
variable. OPTICS trabaja de la siguiente manera, los puntos de la base de datos se ordenan
de forma lineal, de tal manera que los puntos que son espacialmente mds cerca se convierten
en vecinos. Ademads, una distancia especial se almacena para cada punto que representa la
densidad que necesita ser aceptado para un grupo con el fin de obtener que los dos puntos
pertenezcan al mismo grupo. OPTICA es capaz de producir una estructura jerarquica basada
en la densidad del conjunto de datos dado. El grafo generado mediante el uso de este
algoritmo se llama la traza de accesibilidad que muestra los grupos de diferentes densidades,
asi como agrupaciones jerarquicas [ABKS99].

3.7 Agrupamiento basado en mallas

Los algoritmos de agrupamiento basados en mallas son populares con grandes cantidades de
datos en un espacio multidimensional. La complejidad es similar a muchos algoritmos de

agrupacion el cual depende linealmente del tamafo de los datos, manejar gran cantidad de
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datos es uno de sus puntos fuertes, es similar a los algoritmos basados en densidad, pero no
toma en cuenta la densidad de los vecinos sino sus alrededores, puntos que se encuentran al
rededor. En términos generales existen 5 pasos [GMWO07] [GB02]:

1. La generacion de la estructura de malla, esto se puede hacer mediante la particion del

espacio de datos en un nimero finito de mallas.

2. La densidad de cada celda se calcula basandose en el ntimero total de puntos dentro de

la malla.
3. Las mallas son ordenadas segun sus densidades.
4. Se calculan los centros de cada grupo.

5. Las mallas vecinas se recorren.

STING (statistical information grid-based clustering method), este algoritmo es practica-
mente utilizado para agrupar datos espaciales, el algoritmo divide el espacio en mallas y las
mallas son representadas por una estructura jerarquica, la raiz de la jerarquia es considerada
como nivel 1, el cual estd constituida por sus mallas hijos, una celda en nivel i contiene la
union de sus hijos de nivel i 4 1, cada celda tiene cuatro hijos, representando un cuadrante
del padre. Informacién estadistica relativa a los atributos de cada celda de la malla, como la
media, mdximo y valores minimos son pre calculados y almacenados en cada celda.

STING ofrece varias ventajas, el cdlculo basado en mallas es de consulta independiente,
debido a que la informacion estadistica almacenada en cada celda representa la informacion de
resumen de los datos de la celda de la cuadricula, independientes de la consulta; otra ventaja
es la estructura de malla facilita el procesamiento en paralelo y actualizacion incremental; y
otra ventaja es la eficiencia del algoritmo el cual es una gran ventaja. STING pasa a través
de los datos una vez para calcular los parametros estadisticos de las células, y por lo tanto
la complejidad de tiempo de agrupaciones de generacion es O(n), donde n es el nimero
total de datos. Después de generar la estructura jerarquica, el tiempo de procesamiento de
consultas es O(g), donde g es el nimero total de celdas de la cuadricula en el nivel mas bajo,
que es por lo general mucho menor que n. STING es solo aplicable a datos bidimensionales
[WYMT97] [WYM99].

3.8 Mecanismo de division y combinacion

Los algoritmos de divisién y combinacion, de forma general trabajan de la siguiente manera;
dado un conjunto de datos, los datos que estdn ubicados en una regién local son parte del

mismo grupo. Esta es la forma como estos algoritmos trabajan, sus pasos son:
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1. El conjunto es dividido en subgrupos de tal forma que el subconjunto sea homogéneo

como sea posible.

2. Repetidamente combinar los subconjuntos vecinos con cierto criterio de combinacién

hasta que el niimero especificado de grupos es obtenido.

Los algoritmos basados en este mecanismo descomponen un problema complejo en
problemas simples, y son efectivos en conjuntos de datos complejos.

Chameleon [KHK99] y CSM (Cohesion Based Self-Merging) [DK82] son dos algoritmos
basados en la division y combinacién. Chameleon construye un grafo basado en k-nearest-
neighbor de los datos, y utiliza hMetis [KK98] para particionar el grafo, el cual minimiza
el corte de las aristas del grafo. Este define una similitud de los grupos, el cual consiste de
dos factores, interconectividad relativa y relativa proximidad, y se combina los pares de los
subgrupos mads similares, esto se realiza de forma repetitiva.

CSM utiliza K-means para dividir el conjunto de datos en una serie de subgrupos, define
la cohesién de los grupos para medir la similitud entre grupos y combina los subgrupos.
Ambos métodos pueden hacer frente a los problemas de agrupamiento complejo.

3.9 Medidas de validacion de agrupacion

La evaluacién del desempefio de la agrupacion efectuada por los distintos algoritmos de
agrupamiento es un drea de investigacion. A continuacion, presentaremos las medidas mas
comunmente utilizadas como criterios de evaluacion del desempefio para algoritmos de
agrupamiento. Una variedad de medidas se ha propuesto en la literatura.

La funcién més simple para medir la calidad de una particion es "cut" y la forma mas
directa para construir la particidn es resolver el problema mincut. Dado el nlimero k de

particiones, el enfoque mincut elige una particién Cy, ..., C; que reduce al minimo.

1 _
cut(Cy,Cy,...C) = EZW(C},CZ-). (3.15)
i=1

Para k = 2 mincut es relativamente simple y un problema fécil de resolver. Pero en la
préctica, las particiones no son a menudo satisfactorias. Mds especificamente, la solucién
tiende a separar un vértice individuo del resto de la grafica que no se espera. En la particion,
cada grupo debe ser lo suficientemente grande. Existen dos populares metodos para incluir
este aspecto de una particion, RatioCut y normalized cut.

Cut Ratio se define como, dado un grupo de vértices C es la suma de los pesos de las

aristas de conexion de C hacia al resto del grafo, normalizado por el tamafio de C.
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1 & w(c, G
RatioCut (Cy,...Cy) = 3 ) M.

3.16
S 1G] ( :

Probablemente la funcién de calidad mds popular para la particiéon de grafos es de
normalized cut. El normalized cut de un grupo de vértices C es la suma de los pesos de las
aristas de conexion C al resto del grafo, normalizado por peso total de las aristas en C y el

peso total de las aristas del resto de los vértices en el grafo.

1 W(C;,G)
NCut(Cy,...Cy) = Z ”.

3.17
l:1 l> ( )

Donde d(C;) es grado total del grupo C;.

El enfoque de RatioCut y Normalized Cut es que las particiones sean balanceadas.
Los grupos con baja Normalized Cut representan buenas comunidades porque estan bien
conectados entre si y escasamente conectados con el resto del grafo [Kin82] [HACCO04].

La conductancia es una medida relacionado y se define como:

ZieC,jeC_W(iJ)
min(Yiccd(i),¥iccd(i))

El Normalized Cut o conductancia de una particion de un grafo en k grupos C1,...,Ck es

Conductancia(C) = (3.18)

la suma del Normalized Cut o conductancia de las particiones individuales Ciparai=1,...,K.
Otra medida popular de la eficiencia de particion de un grafo es la modularidad. Esta
medida es la suma de las diferencias de cada grupo, entre la fraccion de las aristas internas y

la fraccién de aristas en el interior del grupo y se define como:

i c,,c d(C)\?
Pt 2e '
Donde C;s son grupos, e es el nimero de aristas, y d(C;) representa el grado total de

grupo C; [N125].

Por desgracia, la optimizacion de cualquiera de estas funciones es NP-hard.

(3.19)

Por otro lado la evaluacion de grafos de redes basado en Ground-Truth o conocimiento
previo de los sub grupos que deben de ser obtenidos. Jaewon Yang y Jure Leskovec [BB9S]
Identificaron una serie de métodos para la evaluacién de grafos de redes basados en Ground-
Truth, el cual identifica cuatro clases, basado en la conectividad interna (Internal Density,
Edges Inside, Average Degree, Fraction Over Median Degree, Triangle Participation Ratio),
basados en la conectividad externa (Expansion, Cut Ratio), combinacién de la conectividad
interna y externa (Conductance, Normalized Out Degree Fraction, Average Out Degree
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Fraction, Flake Out Degree Fraction), y basados en el modelo de la red (Modularity). [BB9S§]
argumenta que todas las técnicas estdn intimamente relacionadas y en particular para la
separabilidad la técnica de Conductance es la que tiene mejores resultados, mientras que
para densidad, cohesividad y agrupamiento la técnica Triangle Participation Ratio es la mas

adecuada.

3.10 Agrupacion no Supervisada Basado en Grafos

Recordando el problema bésico de Agrupacion no Supervisada, donde X = x1,...,x, es un
conjunto de puntos, S = (Sij);, j=1,...,n €8 la matriz de similitud en el que cada elemento indica
su similitud entre dos puntos x; y x; donde la similitud es S;; >= 0. Una forma de representar
estos datos es a través de la construccién de un grafo, en el cual cada vértice un punto del
conjunto de datos, y el peso de las aristas representan la similitud entre dos puntos o vértices.

El problema de Agrupacién no Supervisada con respecto a un grafo se formulada como
la particion del grafo en subgrafos, de tal manera que la cohesion interna es mayor que la
cohesion de los vértices y aristas hacia otro subgrafo.

Un grafo es un triple G = (V,E,W) donde V = vy,...,v, es el conjunto de vértices,
E CV xV esel conjunto de aristas, y W = (w; j) i,j=1,...,n €8 llamada una matriz adyacente en
el cual cada elemento representa un peso no negativo (w;;) > 0 entre dos vértices w; y w; .

La actual investigacion esta enfocada a un agrupamiento duro donde los subgrafos no se
sobrepone, los siguientes algoritmos son relacionados a este tipo de agrupacion.

Modelado de transformar un problema en un grafo, se define el significado del vértice
y aristas en el grafo, se calcula los pesos de las aristas para un grafo ponderado, Luxburg
[VLO7] declar6 tres métodos mas comunes para la construccion de un grafo: €-neighborhood
graph, k-nearest neighbor graph, and fully connected graph.

Se pueden categorizar los algoritmos de agrupamiento en dos clases: divisiéon y aglom-
eracion, a su vez cada uno tiene sub-clases. Los algoritmos de division tienen un mecanismo
top-down y recursivamente dividen el grafo en sub grafos. En contraposicion a los algoritmos
aglomerantes tienen un mecanismo bottom-up e iterativamente unen conjuntos unitarios
de vértices en sub grafos. estos dos algoritmos también son llamados jerdrquicos por que
producen grupos a diferentes niveles; un grupo es refinado por sus subgrafos y es mas
genérico en su grafo padre 3.1 [CJ10].

Los algoritmos cut-based se basan en el teorema max-flow y min-cut (Ford y Fulkerson,
1956), el cual establese que "el valor del flujo maxima es igual al costo de la reduccién
minima de corte". El algoritmo de Kernighan-Lin (Kernighan y Lin,1970) divide el grafo

en dos de forma recursiva, con el objetivo de minimizar la densidad inter-grupos. Flake
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et al. (2003) propone un algoritmo de corte basado en heuristicas el cual optimiza los
resultados, este algoritmo se clasifica como un algoritmo de agrupacién supervisado puesto
que parametriza el corte del grafo segtin algunas heuristicas, segtn el caso del grafo.

Los algoritmos basados en el teorema espectral de grafos y la matriz de Laplacian (L).
La conecion entre la agrupacion y espectro de la matriz Laplaciana, se basa en la siguiente
proposicién, La multiplicidad K de eigenvalue O de L es igual al niimero de componentes
conectados en el grafo. Luxburg (2006) argumenta tres formas de la matrices de Laplacian,
una no-normalizada el cual busca optimizar la taza de corte ratiocut, y dos normalizadas la
cual busca optimizar el nimero de cortes ncut.

El éxito de la agrupacion espectral se basa principalmente en el hecho de que no hace
suposiciones fuertes en la forma de los grupos y puede resolver problemas muy generales
como espirales entrelazadas, que el algoritmo agrupacion k-means no logra realizar la
agrupacion. Por desgracia, la agrupacion espectral podria ser inestable bajo diferentes
opciones de grafos y pardmetros, mds atn en un modelo de grandes datos llega no practico,
todo estd basado en el cdlculo del eigenvectors de matriz de Laplacian el cual es O(|V|?), sin
embargo, cuando la matriz tiene pocos datos la complejidad se reduce a O(|V||E|) aplicando
eficientemente el algoritmo de Lanczos. No obstante, la rdpida generacion de datos los cuales
requieren que sean agrupados, los algoritmos espectrales tendrian que procesar todos los
datos cuando un nuevo dato es incluido en el conjunto de datos, otro enfoque es requerido
como los algoritmos de agrupacién por flujo, como el presentado en esta investigacion PAC
[STCT15¢].

Los algoritmos basados en el paradigma de particién multiniveles de grafos (Karypis y
Kumar, 1999) el cual consiste en tres pasos, una particion inicial y dos de refinacion. Un
primer enfoque realiza una particién en dos sub grupos en multiniveles de forma recursiva;
un segundo enfoque realiza la particion en k grupos de forma genérica y posteriormente
realiza un afinamiento. El segundo enfoque tiene una menor complejidad en comparacion a
la primera, mds atn en algunos grafos el desempefio es mejor.

Los algoritmos basados en random walk es muy probable que visite varios vértices en un
sub grupo antes de moverse al siguiente sub grupo. Uno de los mejores enfoques es el de
Markov clustering algorithm (MCL) (Dogen, 2000). MCL iterativamente hace uso de dos
operaciones, expansion e inflacién, hasta que el grafo converja. La operacién de expansion
simula random walk y la operacion de inflacion modela el descenso inter-sub grupos. El
objetivo es reducir inter-subgrupos y aumentar intra-sub grupos, su complejidad es O(m?|V|)
donde m es el nimero de recursos utilizados en cada vértice.

Los algoritmos basados en la hipétesis, los enlaces entre subgrupos se encuentran en

el camino mas corto. Girvan y Newman (2003) propusieron el concepto de betweeness el
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cual es el nimero de caminos més cortos conectando cualquier par de vértices que pasa a
través de sus aristas. El algoritmo de forma iterativa retira la arista con mayor betweenees, el
algoritmo tiene una complejidad de O(|C||V|?). Fortunato et al. (2004) utiliza information
centrality un remplazo de betweenees, consiguiendo mejores resultados pero con un costo de
complejidad mayor O(|C||V[?).

Los algoritmos de aglomeracion como el propuesto por Newman (2004) el cual inicia
cada vértice como un subgrupo unitario y de forma iterativa une dos sub grupo unitario,
segun el resultante de la modularidad sea un incremento sustancial o un decremento minimo.
el algoritmo converge cuando s6lo queda un sé6lo grupo, luego se selecciona los sub grupos
con mayor modularidad, la complejidad es de O(|V||E|).

Los algoritmos basados en Division y Aglomeraciéon como el propuesto en este trabajo
de investigacién PAC el cual describiremos en detalle en el capitulo 5.

3.11 Medidas de Calidad y Evaluacion para Grafos

Una medida es una funcién objetivo que evalda la calidad de una agrupacion, asi llamado
medicion de calidad. Mediante la optimizacién de la medicion de la calidad, podemos obtener
la agrupacién "6ptima". Vale la pena sefialar que la medida de calidad no se debe confundir
con la medida de similitud de vértices. Por otra parte, hay que distinguir medida de calidad
de la medida de evaluacion.

La diferencia principal es que la medida de calidad de una agrupacién identifica direc-
tamente una agrupacién que cumple una propiedad deseable, mientras que la medida de
evaluacion valora la calidad de un agrupamiento mediante la comparacion de los grupos
generados con un resultado pre conocido o ground-truth.

En adicién a las medidas presentadas en el punto 3.9, existen algunas medidas utilizadas
en particular para grafos tales como medidas de densidad (intra-grupos, inter-grupos), medi-
das basadas en cut-based (ratio cut, ncut, performace, expansion, conductance, bicriteria), asi
como la modularidad. La optimizacion de cada una de las medidas es NP-hard, muchos algo-
ritmos que tratan de resolver el problema de optimizacién con una complejidad polinémial,
tienen resultados de agrupacion sub 6ptimos.

La medida de calidad no se traduce necesariamente en la efectividad en aplicaciones
reales con respecto al agrupacion pre conocida o ground — truth. Por lo tanto, una medida
de evaluacion desempeiia el papel de evaluar la efectividad del agrupamiento si coincide con
la agrupacion pre conocida o ground-truth.

Zheng Chen et al [CJ10] plantean dos preguntas: ;Qué restricciones (propiedades,

criterios) debe satisfacer una medida de evaluacion ideal? y ;Las medidas de evaluaciéon
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Tabla 3.1 Algoritmos de agrupamiento en grafos.

Categoria | Algoritmo | Complejidad
Division

Algoritmo Kernighan-Lin 3

cut-based (Kernighan and Lin, 1970) oV
Algoritmo cut-clustering

cut-based (Flake et al., 2003) o(vh
unnormalized spectral clustering

spectral (Luxburg, 2006) O(|V|IE|)
normalized spectral clustering I

spectral (Luxburg, 2006; Shi and Malik, 2000) | C{VIIED
normalized spectral clustering II

spectral (Luxburg, 2006; Ng, 2002) O(VIIED
iterative conductance cutting (ICC)

spectral (Kannan et al.,2000) O(VIIED
geometric MST clustering (GMC)

spectral (Brandes et al., 2007) O(VIIED
modularity oriented

spectral (White and Smyth,2005) O(VIIED

. multilevel recursive bisection
multilevel (Karypis and Kumar, 1999) O(|Vlogk)
. multilevel K-way partitioning _

multilevel (Karypis and Kumar, 1999) O(|V] = KlogK)
Markov Clustering Algorithm (MCL) )

random (Dongen, 2000) O(m=|V|)
betweenness ’

shortest path (Girvan and Newman, 2003) O(VIIE
information centrality 3

shortest path (Fortunato et al., 2004) O(VIIEP)

Aglomeracion
. modularity oriented
agglomerative (Newman, 2004) O(|V|IE|)
Division y Aglomeracion

Efggﬁii?lt";nc PAC (2015) O(V % AGV (degree)?)

Donde:

|V | es el nimero de vértices

|E| es el nimero de aristas

K es el numero de grupos

m es el nimero de recursos asignados a cada vértice
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Tabla 3.2 Medida de Evaluacién Zheng Chen et al [CJ10]

Categoria Medida de Evaluacion
set mapping purity, inverse purity, F-measure
pair counting rand index, Jaccard Coefficient,
Folks and Mallows FM
entropy entropy, mutual information, VI, V
editing distance editing distance

MUC (Vilain et al.,1995),
coreference resolution | B-Cubed (Bagga and Baldwin,
1998), CEAF (Luo, 2005)

propuesto que restricciones deben de satisfacer?, asi Zheng Chen et al argumenta. Para la
primera pregunta Dom (2001) desarrolla una técnica parametrizada para describir la calidad
de una agrupacion y propone cinco propiedades, Meila (2003) argumenta 12 propiedades
relacionadas con la medidas de entropia, Amigo et al. (2008) propuso cuatro restricciones
homogeneity,completeness,ragbag, and clustersizevs.quantity. Estas cuatro propiedades
tienen una ventaja sobre las propuestas de Dom (2001) y Meila (2003), por una razon,
estas cuatro propiedades pueden describir las mds importantes propiedades propuestas por
Dom (2001) y Meila (2003). Para responder la segunda pregunta Zheng Chen et al [CJ10]

concluye:

1. Todas las medidas excepto B-Cubed fallan la restriccion rag bag y unica medida

B-Cubed puede satisfacer todas las cuatro restricciones.

2. Las dos medidas basadas en entropia (VIy V) y MUC sélo fallan a la restriccion de
rag bag.

3. Todas las medidas en la categoria set mapping fallan restriccion de completeness.

4. Todas las medidas en la categoria pair counting fallan el agrupamiento de size vs.

quantity.
5. CEAF, por desgracia, falla en las restricciones de homogeneity, completeness, rag bag.

Estdndares de benchmarks para algoritmos de agrupamiento basados en grafos de redes,
como el de Girvan y Newman entre otros, no dan cuenta de las caracteristicas importantes
de las grafos de redes reales, como la fat-tailed distribuciones del grado de nodos y tamafio
de la comunidad. Por lo tanto, Santos Fortunato [Abn07] propuso una novedosa clase de
benchmark para grafos de redes, en la que las distribuciones del grado de los nodos y el

tamafio de la comunidad son exponenciales con un exponente parametrizado. La técnica
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propuesta por Santos Fortunato utiliza una variacion de normalized mutual information
NMI, conocido el Ground-Truth del grafo se utiliza NMI para comparar los subgrupos
generados por el algoritmo con los grupos que deberian haberse generado, basado esto en el
conocimiento previo de los subgrupos, Ground-Truth. El autor denota que la comparacion es
mucho mejor a diferencia de calcular la conectividad o densidad o la conductividad, puesto
que conocido el Ground-Truth del grafo, es mucho mas directa la evaluacion, ver cudn
preciso es el algoritmo.

Es esta dltima técnica que usaremos para realizar nuestras evaluaciones en distintos casos,

asi también nos valdremos de los utilitarios proveidas por el Dr. Santos Fortunato.



Capitulo 4

Agrupacion Paradigmatica

4.1 Introduccion

Las medidas de similitud son esencialmente para resolver muchos problemas de reconocimiento
de patrones como la clasificacion, agrupamiento y problemas de extraccion de datos. Muchas
medidas de similitud son categorizadas como relacionadas, sintacticas y semdnticas. En
esta tesis presentamos la incorporacion de una novedosa medida de similitud, Coeficiente
Unilateral Jaccard (uJaccard), el cual no sélo toma en consideracion el espacio entre dos
puntos sino la semdntica entre ellos.

(Cémo podemos extraer informacion significativa de un grafo grande y escaso? El
abordaje tradicional es enfocarse en técnicas genéricas de agrupamiento, descubriendo
cumulos densos en redes de grafos, no obstante, se omite patrones interesantes tales como
las relaciones paradigmaticas.

En esta tesis proponemos un novedoso algoritmo de agrupamiento no supervisado para
grafos, modelando las relaciones de los nodos y utilizando el andlisis paradigmatico. Nosotros
explotamos las relaciones de los nodos para extraer el conjunto de significantes. Los grupos
encontrados representan una vista diferente de los grafos, el cual proporciona informacién
detallada de la estructura de grafos y grafos escasos. Nuestro algoritmo propuesto PaC,
definido por las siglas en inglés “Paradigmatic Clustering” para la agrupacion de grafos
realiza un andlisis paradigmadtico el cual es soportado por una medida de similitud asimétrica
uJaccard. En contraste a los métodos de agrupacion tradicionales, nuestro algoritmo produce
resultados meritorios en las tareas de desambiguacion lingiiistica de palabras. Se han
realizado experimentos extensivos y se ha realizado un andlisis empirico para evaluar nuestro

algoritmo en datos reales y sintéticos.
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Desde Euclides hasta hoy, muchas medidas de similitud se han propuesto para considerar
diferentes escenarios en distintas areas. Particularmente en la dltima centuria, las medidas de
similitud son usadas para comparar diferentes tipos de datos, lo cual es fundamentalmente
importante para la clasificacion de patrones, agrupamiento, y problemas de extraccion de
informacién [DHS].

Relaciones de similitud generalmente han sido dominadas por modelos geométricos en
los cuales son representados por puntos en un modelo de espacio de Euclides [She74]. La
similitud es definida como “tener las mismas o casi las mismas caracteristicas” [Fel05b],
Mientras que las medidas de distancia son definidas como “La propiedad creado por el
espacio entre dos objetos o puntos”. Todas las funciones de distancia deben de satisfacer tres
axiomas bdsicos: minimalidad y la igualdad de auto-similitud, la simetria y la desigualdad
del tridngulo.

d(i,i) =d(j,j) <d(i,j) (4.1)
d(ivj) = d<]7l) 4.2)
d(i,j)—l—d(j,k) Zd(i,k) 4.3)

Para los objetos i, j y k, donde d(i, j) es la distancia entre objeto i y j. Bridge [Bri98]
argumenta que existe evidencia empirica de la violacién de los tres axiomas. M4s aun,
existen modelos geométricos de similitud que toman la asimetria en consideracion [Nos91].
Nosofsky sefiala que una serie de modelos bien conocidos para los datos de proximidad
asimétricos estan estrechamente relacionados con la similitud aditiva y modelo de sesgo
[Hol79]. Tversky [Tve77b] ha propuesto un modelo diferente con el fin de superar el supuesto
de métrica de modelos geométricos. Uno de los puntos fuertes de los modelos de contraste
es su capacidad para explicar los juicios de similitud asimétricos. La asimetria de Tversky
puede a menudo ser caracterizada en términos de sesgo de estimulo y se determina por la

prominencia relativa de los estimulos.

. |ANB|
b) = 4.4
sim(a,b) ANB|+alA—B|+B|B—A| @4
o,>0

Ay B presentan un conjunto de caracteristicas para los objetos a y b, respectivamente. El
término en el numerador es una funcion del conjunto de caracteristicas compartidas, Una
medida de similitud, y los dos dltimos términos en el denominador mide la disimilitud: (c)
y (B) son niimeros reales ponderados; donde (&)! = (B). [JBG12], [WWO05] y [LPCM99]

también propone una medida de similitud asimétrica basada en el trabajo de Tversky. Pero
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todas las propuestas incluyen un sesgo de estimulo, Juicio de similitud asimétrica, donde
Tversky se refiere a un juicio de un ser humano. Hoy en dia las medidas de similitud estan
incorporadas en muchos de los algoritmos para clasificacién, agrupacion y otras tareas. Todas
estas técnicas estdn dejando de lado la seméntica de cada vértice y sus relaciones con otros
vértices y aristas.

En un grafo dirigido, la similitud entre U y Z no es igual a la distanciade Z y U, esto es
debido a las caracteristicas intrinsecas de un grafo dirigido. Las similitudes son diferentes por
que los canales son distintos. De acuerdo con la teoria de informacién de Shannon nosotros
podriamos argumentar que cada vértice es fuente de energia con una entropia media que es
compartida entre sus canales, y mientras esa informacion fluye entre los canales del vértice,
nosotros tenemos que considerarlo en la similitud. Una similitud no es para todos los casos o
tareas.

En el procesamiento del lenguaje natural, donde la similitud entre dos palabras no es
simétrica sim(worda,wordb)! = sim(wordb,worda). WordNet [Fel05b] presenta 28 difer-
entes tipos de relaciones. Esas relaciones tiene direccion y no son simétricas, ellos ni siquiera
son sinénimos porque cada palabra sinénimo tiene una semantica particular, significado y uso,
pero son similares. Por lo tanto si dos palabras tienen similitudes o distancia simétrica, estas
dos palabras serian la misma. La caracteristica Paradigmatica es intrinseca al lenguaje, le
deja al hablante intercambiar palabras con otras, palabras semanticamente similares [Sah06].
En esta tesis nosotros nos enfocamos en un andlisis paradigmatico para proveer soporte a

nuestra propuesta de similitud Coeficiente de Similitud Unilateral Jaccard (uJaccard).

4.1.1 Agrupamiento

Datos de diferentes dominios, como de redes sociales, bio-informética, redes y procesamiento
del lenguaje natural pueden ser modelados como grafos. Cada grafo contiene comunidades
o grupos que representan el mundo real, cada grupo es caracterizado por una densidad de
los enlaces internos que de los enlaces externos; el problema es definir que es un grupo y
como identificarlo. [FC12] ha identificado tres diferentes categorias que define comunidades
o grupos dentro de un grafo: definicion Local, definicién Global y similitud de vértices. La
definicién local es cuando las comunidades son agrupadas basadas en sus vértices y sus
vecinos inmediatos, sin considerar el resto del grafo. La definicién global es cuando las
comunidades son agrupadas basadas en un andlisis de las caracteristicas de la comunidad
y con respecto a los otros nodos y/o comunidades en el grafo. Por ultimo, definicién de la
similitud de vértices es cuando una comunidad es agrupada basada en la similitud de sus
vértices, cuando un criterio cuantitativo es seleccionado para evaluar la similitud entre cada

par de vértices. El problema en este caso es identificar una medida adecuada de similitud.
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Figura 4.1 Equivalencia Estructural.

[YL15] ha identificado 13 medidas de agrupacion las cuales estan basadas en la conec-
tividad interna y externa de un grupo o comunidad en un grafo, asi como la conectividad de
interna y externa de los grupos o comunidades y el modelo de redes. Todos los algoritmos
analizan enlaces internos y externos en diferentes formas y miden el grado de correlacién de

todas los grupos o comunidades encontradas.

4.2 Definicion de Similitud Paradigmatica

4.2.1 Conceptos Basicos de las Estructuras Paradigmaticas

El andlisis paradigmatico es un proceso que identifica entidades que no son directamente
relacionadas, pero son relacionadas por sus propiedades, relacién entre entidades y su
capacidad de intercambio [DSB11]. En el lenguaje de la razén por la que se tienden a utilizar
formas morfolégicamente no relacionadas en oposicién comparativa es hacer hincapié en
la semdntica, esto se logra por medio de la sustitucidn y transposicion de palabras con una
significante similar. La similitud no es definida por las reglas sintacticas, pero sino mas bien
por su uso en el lenguaje. En algunos casos este uso no gramaticalmente o sintdcticamente
correcto, pero es de comun uso. Nosotros definimos el significante como el grado de relacién
entre entidades del mismo grupo, donde no todos los miembros del grupo tienen el mismo
grado de relacidn, esto es por el hecho de que un miembro de un grupo podria pertenecer a

mds de un grupo.

4.2.2 Extended Similitud Paradigmatica

Dos vértices en un grafo son equivalentes estructuralmente si comparten muchos de los
mismos vecinos de la red. Equivalencia regular es muy sutil, dos vértices no necesariamente
comparten los mismos vecinos, pero ellos tienen vecinos quienes que son similares entre
ellos, los vecinos pueden ser de profundidad n [LW71] [WR83]. Nosotros usaremos la
equivalencia regular como las bases de uJaccard.
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Coeficiente de Similitud Unilateral Jaccard

Para calcular la similitud paradigmaética nosotros iniciamos con una pregunta, ;es el coefi-
ciente de similitud entre los vértices Va a V¢ el mismo que el coeficiente de similitud entre
los vértices V¢ a Va ?. Si argumentamos que el coeficiente de similitud es el mismo, estamos
argumentado que vértices Va y V¢ son el mismo y es claro que no es el caso, los dos vértices
tienen diferentes aristas.

Un problema con la similitud de Tversky [Tve77b] es que los estimados para o y 3
son estimulos de tendencia, generalmente ser un factor proveido por un ser humano. Otras
medidas de similitud que estdn basadas en Tversky, tiene el mismo problema. Por otro lado
en esta tesis se propone el uso de un medida que no incluye esta tendencia, se propone una
versién modificada del coeficiente de Jaccard(4.5)(4.6), Coeficiente de Similitud Unilateral
Jaccard(4.7)(4.8), utilizado para identificar el coeficiente de similitud entre los vértices Va a
Ve y entre los vértices Ve a Va , donde uJaccard(Va,Vc) # uJaccard(Ve,Va).

N
Jaccard(a,c) = IaUC: 4.5)
alUc
N
Jaccard(c,a) = =cua: (4.6)
cUa
anc
uJaccard(a,c) = W 4.7)
cNa
uJaccard(c,a) = m (4.8)

Donde a y ¢ son vértices en un grafo de red. (aNc) es la interseccion de aristas entre
vértices a y b. El degree(a) es el grado del vértice a y degree(c) es el grado del vértice c.

Si uJaccard se acerca a 0, esto significa que no son similares en lo absoluto. El objetivo
de usar uJaccard es identificar cuan similar es el vértice a de ¢ y viceversa. uJaccard puede
calcularse entre dos vértices conectados, uJaccard también puede ser calculado entre vértices
que no estdn calculados directamente, pero que estdn conectados por un vértice intermediario.
El ndmero de vértices intermediarios pueden ser de 1 a n, no recomendamos comparaciones
muy profundas, puesto que la seméntica entre los vértices comienza a perder significado.
Por lo tanto, se sugiere max(n) = 3 para el caso de procesamiento del lenguaje natural. Para
las calculaciones no consideramos el nimero de vértices intermediarios puesto que nos
enfocamos en el flujo y no en la transformacion que sucede en cada vértice intermediario.

Siguiendo la teoria de informacién de Shannon, podriamos argumentar que cada vértice

es fuente de energia con una entropia media que es compartida entre sus canales. En
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Figura 4.2 Simple graph

figura 4.2 se muestra un grafo pequefo, la similitud entre vértice A y B es de la siguiente
forma uJaccard(A,B) =1/3 =0.333; uJaccard(B,A) =1/5=0.2y Jaccard(A,B) =1/7 =
0.143; Jaccard(B,A) = 1/7 = 0.143. El coeficiente de Jaccard provee una medida general de
similitud simétrico, entre vértices A — B = B — A, sin embargo uJaccard provee un coeficiente
de similitud asimétricoA —B# B—A .

4.3 Evaluacion Experimental de uJaccard

Figura 4.3 Toy graph.

4.3.1 Pruebas Pequeias

Usando el Coeficiente de Similitud Unilateral Jaccard (4.7)(4.8) podemos utilizar un enfoque
paradigmadtico, para agrupar vértices, Figura 4.3 muestra un grafo pequefio con 12 vértices
y 16 aristas, Siguiendo el andlisis paradigmatico, se ha determinado que vértice 12 y 7
pertenece a grupo P porque ellos tienen el mismo nimero de aristas conectadas al mismo
conjunto de vértices. Vértice 1 también pertenece al grupo P porque tiene 3 de sus 5 aristas
conectadas al mismo conjunto de vértices que 12y 7. El grado es menor al de 12y 7, por
tanto, el coeficiente uJaccard con mayor similitud del vértice 1 es el vértice 7. De la misma
manera podemos determinar que vértices 8,9, 10, y 11 pertenecen al grupo Q porque ellos

tienen el mismo ndmero de aristas conectadas al mismo conjunto de vértices. De la misma
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forma vértice 2,3 y 4 pertenecen al grupo R, y vértice 5 y 6 pertenecen al grupo O. En este
ejemplo se puede observar facilmente el enfoque paradigmatico, donde uno o mds vértices
pertenecen al mismo grupo si ellos tienen los mismos o similares vecinos, pero los vecinos

pertenecen a otro grupo.

Tabla 4.1 Calculos de uJaccard de la figura 4.3

uJaccard (V1,V7) = 3/5 = 0.600
uJaccard (V7,V1) = 3/7 =0.428
ulJaccard (V7,V12) =4/7 =0.571
uJaccard (V12,V7) = 4/4 = 1.000
Jaccard (V1,V7) =3/9 =0.333
Jaccard (V7,V1) =3/9 =0.333
Jaccard (V7,V12) =4/7=0.571
Jaccard (V12,V7) =4/7=0.571

Siguiendo el Coeficiente de Similitud Unilateral Jaccard y el enfoque paradigmaético, los
resultados del grafo en figura 4.3 se muestran en la Tabla 4.1. Se puede notar que la uJaccard
provee mejor informacion que Jaccard, esto es debido a que uJaccard considera la nocién
de similitud unilateral. Tabla 4.2 muestra tres ejemplos de pequefios grafos, en los cuales
presentamos una comparacion entre Jaccars y uJaccard. Como se muestra uJaccard mejora el
coeficiente de Jaccard.

Table 4.2 muestra tres grafos pequefios, en el cual presentamos una comparacion entre
Jaccard y uJaccars. Como se muestra uJaccard provee un coeficiente mds rico que el de

Jaccard, mejorando la calidad de similitud.

4.3.2 Cortando Grafos

En teoria de grafos, cortar es particionar los vértices de un grafo en dos subconjuntos
desconectados. Existen muchas técnicas y algoritmos para cortar un grafo, pero en muchos
casos los grafos son muy dificiles de cortar, debido a su distribucién simétrica de vértices.

Se muestra en figura 4.4 que el nodo 1 podria pertenecer a los subconjuntos 2,3,4 o al
subconjunto 5, 6; para resolver este problema nosotros usaremos Coeficiente de Similitud
Unilateral Jaccard para encontrar el subconjunto mas similar al nodo 1. Tabla 4.3 muestra las
similitudes del nodo 1 a otros nodos a un nivel de profundidad, el cual es igual para todos
los casos. Consecuentemente si utilizamos dos niveles de profundidad encontramos que
uJaccard(1,3) tiene una similitud fuerte sobre el resto de nodos. Podemos concluir que el
nodo 1 pertenece al subconjunto 2,3,4.

En la Figura 4.4 también el nodo 1 podria pertenecer al grupo 2,3,4 o al grupo 5,6,7 o
al grupo 8,9,10,11; es asi que usamos uJaccard, pudiendo resolver este problema. Tabla
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Tabla 4.2 pruebas de uJaccard en pequefios grafos

uJaccard
sim(2,5)=4/4
sim(5,2)=4/6

Jaccard
sim(2,5)=4/6
sim(5,2)=4/6

uJaccard
sim(7,5)=1/3
sim(5,7)=1/1

Jaccard
sim(7,5)=1/3
sim(5,7)=1/3

uJaccard
sim(2,4)=3/4
sim(4,2)=3/5

Jaccard
sim(2,4)=3/6
sim(4,2)=3/6

4.4 muestra los resultados de similitud para el nodo 1 a otros nodos en la red en diferentes
niveles. Grupo 8,9,10, 11 presenta las més fuerte similitud, es asi que podemos concluir que

nodo 1 pertenece al grupo 8,9,10,11.

4.3.3 Redes Sociales

Nosotros hemos probado uJaccard con dos redes sociales, los cuales se representan como

grafos, el primero es la rede de coautoria de cientificos [New06], la segunda es la rede de ac-

tores de Hollywood (The Internet Movie Database: ftp://ftp.fu-berlin.de/pub/misc/movies/database/).
La primera red es una red de coautoria de cientificos trabajando en teoria de redes,

compilada por [New06]. Queremos encontrar a quien es similar cientifico Newman, bajo

un enfoque paradigmatico. Como se muestra en tablas 4.5 Newman tiene una similitud

paradigmatica con 3 cientificos que son Callaway, Strogatz and Holme. Por otro lado, los

cientificos que son mds similares paradigméticamente a Newman son Adler, Aberg and
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Figura 4.4 Grafo Pequeio.

Tabla 4.3 Cortando el grafo (figura 4.4) usando uJaccard

1 level deep 2 levels deep
uJaccard(1,4) | 1/4 | uJaccard(1,2) | 1/4
ulJaccard(1,2) | 1/4 | uJaccard(1,3) | 2/4
uJaccard(1,5) | 1/4 | uJaccard(1,4) | 1/4
ulJaccard(1,6) | 1/4 | uJaccard(1,5) | 1/4
- - uJaccard(1,6) | 1/4

Aharony. uJaccard se ha calculado en 2,4 y 4 niveles de profundidad desde y hacia Newman.
Newmans es mds similar a Strogatz pero el cientifico que es mds similar a Newman es Adler
y Strogatz, mds aun Strogatz mayor similitud es hacia Newman.

Para la segunda red, hemos creado la segunda red social de actores de Hollywood, nos
basamos en “The Internet Movie Database”. Bajamos data de los actores y actrices, datos
que incluian titulos de las peliculas en los que ellos habian trabajado, también bajamos
datos de los mejores 1000 y 2500 actores y actrices. La red estd compuesta de nodos que
representan actores y actrices, las aristas representan las peliculas donde ellos han trabajado
juntos. Un nodo es creado por cada persona, con su nombre como llave, cuando dos personas
han trabajado en la misma pelicula, una arista es creada entre los dos nodos. La primera rede
representa los mejores 1000 actores y actrices quienes trabajaron en 41,719 peliculas con
un total de 113,478 aristas. La segunda red representa los mejores 250 actores y actrices
quienes trabajaron en 15,831 peliculas con un total de 14,096 aristas. Para esta prueba hemos
removido aristas duplicadas.

El resultado de busqueda en la rede de mejores 250 y 1000 actores y actrices, utilizando
uJaccard con el enfoque paradigmaético se presenta en Tabla 4.6 y Tabla 4.7. En la Tabla 4.6
nos enfocamos en Tom Cruise, encontramos que Tom Cruise es el mas similar a Julia Roberts
pero Julia Roberts es mas similar a John Travolta, Tom Cruise es el tercero en la lista de
Julia Roberts. Claramente no existe una similitud simétrica entre Julia Roberts 'y Tom Cruise.
Mas aun Julia Roberts no es la mas similar hacia Tom Cruise, €l mas similar hacia Tom
Cruise es Heath Ledger. Por lo tanto esto confirma que uJaccard ayuda en la identificacion

de similitud, particularmente con una similitud asimétrica. Tabla 4.6 muestra un escenario
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Figura 4.5 Grafo Pequeiio.

Tabla 4.4 Cortando el grafo (figura 4.5) usando uJaccard

2 levels deep 3 levels deep
uJaccard(1,4) 1/3 | uJaccard(1,4) | 1/3
uJaccard(1,2) 1/3 | wJaccard(1,2) | 1/3
uJaccard(1,6) | 1/3 | uJaccard(1,6) | 1/3
uJaccard(1,7) | 1/3 | uJaccard(1,7) | 2/3
uJaccard(1,9) | 1/3 | uJaccard(1,9) | 2/3
ulJaccard(1,11) | 1/3 | uJaccard(1,11) | 2/3
uJaccard(1,10) | 1/3 | uJaccard(1,10) | 1/3

similar entre Tom Cruise, Tom Hanks y Joan Allen en la rede de los 1000 mejores actores y

actrices, esto confirma la usabilidad de uJaccard.

* Dado un actor A

* Se busca por actores T donde el actor A sea similar a los actores T

* De la lista de actoresT extraer los actores con mayor similitud en actoresB
* Se busca por actores W donde el actorT, sea similar a los actores W

* De la lista de actoresW extraer los actores con mayor similitud en actoresA
* Esto es echo para analisar si actorA y actorB son reciprocamente similares

* Esto se realizo en la red de los 250 mejore actores y la red de los mejores 1000 actores.
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Figura 4.6 Coautoria rede de cientificos.

El nodo seleccionado es el del cientifico Newman, Callaway, Strogatz, Holme.

En la Tabla 4.7 presentamos los resultados de los mejores 250 actores y actrices, en este
caso no enfocamos en Anthony Quinn y Jack Nicholson. Nosotros comenzamos por buscar
actores que Anthony Quinn es similar, luego buscamos actores que son lo mas similar a
Anthony Quinn en 1y 2 niveles de profundidad. Podemos notar que Anthony Quinn es mds
similar a Tom Hanks pero el actor que es mas similar a Anthony Quinn es Antonio Banderas,
mientras Anthony Quinn estd en la posicion 153 de los mds similares a Tom Hanks. Antonio
Banderas es mas similar a Samuel Jackson y no a Anthony Quinn, mientras que Anthony
Quinn estd en la posicion 53 de los mas similares a Anfonio Banderas. Por consiguiente
podemos concluir que Anthony Quinn'y Tom Hanks no son similares simétricamente mas
bien son similares asimétricamente. Tabla 4.7 también muestra similar escenario para con
Jack Nicholson.

4.4 Agrupacion de grafos usando la estructura paradig-
matica

En esta tesis nosotros proponemos una propiedad sub-estructural entre dos vértices cual quiera
en un grafo, una propiedad paradigmética. En esta nueva propiedad vértices son equivalentes
si ellos estan conectados de la misma forma o similarmente, siendo esta una similitud
de vértices de acuerdo con [FC12], asi como una propiedad basada en una regularidad

estructural como ya lo definimos anteriormente, soportada por el andlisis paradigmatico.
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Tabla 4.5 Calculando uJaccard de la figure 4.5, bisqueda paradigmatica.

Busqueda paradigmatica del cientifico Newman

2 niveles de profundidad | 3 niveles de profundidad \ 4 niveles de profundidad
Cientifico Newman es similar a:
Callaway 0.15 Strogatz 1.63 Strogatz | 8.25
Strogatz 0.15 Holme 1.59 Callaway | 7.85
Watts 0.15 Kleinberg | 1.59 Watts 7.81
Hopcroft 0.11 Sole 1.59 Kleinberg | 7.18
Cientificos que son similares a Newman:
Adler 0.33 Aberg 0.50 Aberg 2.50
Aharony 0.33 Adler 0.66 Adler 14.0
Aleksiejuk 0.50 Aharony | 0.66 Aharony | 14.0
Ancelmeyers | 0.66 Alava 0.50 Alava 1.00
Araujo 0.33 Albert 0.10 Albert 0.50

Nosotros extendemos el concepto incorporando la similitud asimétrica propuesta en esta tesis
Coeficiente de Similitud Unilateral Jaccard, uJaccard.

El andlisis paradigmatico busca identificar los diferentes paradigmas o conjunto de
existentes significados los cuales manifiestan el contenido de los datos. Este aspecto de
analisis envuelve el descubrir la existencia de una similitud paradigmética subyacente. El
andlisis paradigmadtico involucra la comparacién y contrastar cada uno de los significantes
que estdn presente en los datos. La prueba de la conmutacion puede ser usada para identificar
distintivos significado y para definir su significante, determinando si a cambio en el nivel del
significado conlleva a un cambio en el nivel del significado [dS59]. El enfoque paradigmatico
es comun en lingiiistica, redes sociales y otros [CCGV10].

PaC por sus siglas en inglés Paradigmatic Clustering, Agrupamiento Paradigmatico, se
enfoca en la similitud paradigmética de los vértices. Vértices son similares si ellos comparten
o tienen el mismo nimero de aristas conectadas al mismo conjunto de vértices directa o
indirectamente.

En esta tesis presentamos un algoritmo original de agrupamiento para grafos basado
en un enfoque paradigmatico, asistido por un grafo bipartito [FB04] y mejorado por el
célculo de modularidad. El algoritmo PaC es rapido y no es complejo, este tiene un tiempo
de complejidad de O(n x avg(degree)?), este es adecuado para grandes grafos, altamente
paralelizable, incremental y realiza agrupacién por flujo. PaC es mejorado con el cdlculo de
modularidad para grafos el cual se realiza de arriba hacia abajo, la mejora se da después de
la primera corrida de PaC.
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Tabla 4.6 Similitud de uJaccard entre mejores 100 y 250 actores y actrices.

En busca de la similitud paradigmatica entre los mejores 1000 y 250 actores y actrices.
Top 1000 actors, cruise tom is similar to:

roberts julia
roberts julia 0.405 | travolta john 0.418
hanks tom 0.401 | hanks tom 0.412
jackson samuel | 0.399 | jackson samuel | 0.407
douglas michael | 0.397 | cruise tom 0.399
eastwood clint | 0.393 | spacey kevin 0.399

Top 250 actors, cruise tom is similar to:

hanks tom
hanks tom 0.430 | douglas michael | 0.425
douglas michael | 0.420 | cruise tom 0.421

eastwood clint | 0.420 | jackson samuel | 0.418

spacey kevin 0.413 | travolta john 0.414

jackson samuel | 0.410 | spacey kevin 0.411
Who is similar to cruise tom:

top 1000 actors top 250 actors
ledger heath 0.490 | allen joan 0.496
bacon kevin 0.488 | balk fairuza 0.495
crowe russell 0.482 | bello maria 0.488
gibson mel 0.482 | collins pauline | 0.487
benigni roberto | 0.482 | aiello danny 0.487

4.4.1 Estructura Paradigmatica

El andlisis paradigmatico es un proceso que identifica entidades las cuales no son relacionadas
directamente, pero son relacionadas por sus propiedades, la relacion entre entidades y si
son intercambiables [dS59]. En lenguaje, la razén por que nosotros tratamos de usar forma
morfoldgica no relacionada en comparaciones es para enfatizar la seméntica el cual se realiza
por substitucion y transposicion de palabras con un significante similar. La similitud no es
definida por el conjunto sintactico de reglas usadas en el lenguaje, en algunos casos su uso
no es correcto gramatical o sintdctico, pero es de uso comun.

PaC se basa en el principio de equivalencia regular, algunos vértices son paradigmaéti-
camente intercambiables si ellos estdn apoyados en el mismo conjunto de aristas y sus
sub-estructura son equivalentes a un cierto grado. Por ejemplo, en algunos contextos uno
podria usar la palabra family para referirse a tus friends, las palabras no son relacionadas
sintdcticamente o semdnticamente, pero en algunos contextos son comunes para intercambiar

las palabras para ampliar el significado. Pero la similitud de la palabra family a la palabra
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Tabla 4.7 Similitud de uJaccard de los mejores 250 actores y actrices en niveles.

en busqueda de la similitud paradigmatica entre los mejores 250 actores y actrices a2y 3
niveles de profundidad.
Top 250 actors, are similar to:

quinn anthony nicholson jack
hanks tom 0.451 | hanks tom 0.436
jackson samuel | 0.443 | eastwood clint 0.429
lemmon jack 0.443 | travolta john 0.417
cruise tom 0.435 | williams robin 0.417
de niro robert 0.435 | douglas michael | 0.414

Who are similar to quinn anthony:

1 level deep 2 levels deep
banderas antonio | 0.366 | banderas antonio | 21.866
bardem javier 0.350 | benigni roberto | 20.758

martin steve 0.333 | burns george 20.565

goodman john 0.320 | baldwin alec 20.413

allen woody 0.285 | mcqueen steve 20.244
Who are similar to nicholson jack:

1 level deep 2 levels deep
greene graham 0.484 | banderas antonio | 41.477
bronson charles | 0.482 | bacon kevin 41.133
brody adrien 0.480 | baldwin alec 41.0862
bale christian 0.476 | bronson charles | 40.982
baldwin alec 0.474 | benigni roberto | 40.948

friend es distinto a la similitud de la palabra friend a la palabra family, esto es por el uso
que las personas le dan a las palabras. La palabra family y la palabra friend no estdn conec-
tadas directamente, es decir conectadas por una arista, ellas podrian estar conectadas entre
vértices intermediarias. Identificar que palabras pueden ser intercambiables es el enfoque del
andlisis paradigmatico.

Nosotros definimos el significante! como la similitud entre vértices de un mismo grupo,
en que no todos los miembros del grupo tienen el mismo grado de similitud o relacién. Esto
es por el hecho que un miembro del grupo podria pertenecer a varios grupos con diferentes
grados de similitud.

'El término significante se utiliza en lingiifstica estructural y en la semidtica para denominar aquel com-
ponente material o casi material del signo lingiiistico y que tiene la funcién de apuntar hacia el significado
(representacién mental o concepto que corresponde a esa imagen fénica).
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4.4.2 Similitud Paradigmatic

PaC usa la equivalencia regular para agrupar vértices. Particularmente el Coeficiente de
Similitud Unilateral Jaccard seréd usado para definir esos vértices que tienen equivalencia
regular [STC15b], Unilateral Jaccard (4.7)(4.8).

4.4.3 Algoritmo

En esta seccién presentaremos un algoritmo original de agrupamiento PaC, nosotros nos
asistiremos en el uso de un grafo bipartito, para poder realizar un rapido y fécil andlisis
paradigmatico. Nuestro enfoque es comparar sélo filas que tienen por lo menos una columna
en comtin, el cual reduce el espacio de comparacién. Nuestro abordaje es anclar una fila hacia
sus filas mds similares. Si queremos extender el nivel de agrupacion, podriamos anclar una
fila a mas de una fila basado en el grado de similitud. PaC algoritmo puede procesar columnas
o filas indiferentemente, resultando en bi-clustering algoritmo. PaC da buenos resultados en
matrices escasas debido al bajo nivel de conectividad, su no dependencia permite ejecutar
PaC de forma paralela.

El grafo de ingreso debe de ser bipartito, si el grafo no es bipartito; nosotros podemos
transformar el grafo a un grafo bipartito en el momento del cdlculo, el modelo bipartito
permitird tener cada palabra en una fila o en una columna, podemos configurar el conjunto
de palabras como columna-palabra-xy y fila-palabra-xy. PaC puede ser aplicado a las filas o
columnas indistintamente.

4.4.4 PaC algoritmo

PaC usa el cdlculo de modularidad de grafos, el uso de la modularidad no es intensivo, puesto
que es un uso de arriba hacia abajo, el uso de la modularidad no es con el fin de identificar
los grupos, por el contrario es para optimizar los grupos encontrados. PaC recalculara su
umbral, para identificar el corte 6ptimo de los grupos. En cada iteracion de la modularidad
puede mejorar los grupos encontrados. Los grupos iniciales podrian ser o no del interés de la
aplicacion, pero para objetivos generales y comparativos trataremos de optimizar los grupos
encontrados. Los grupos dependerdn de cuan similar los grupos necesitan ser, modularidad
ayudard en encontrar el corte 6ptimo. El umbral es uno para todos, pero este cambiard segtin
sea el caso en cada grupo, esto quiere decir que cada grupo contard con su propio umbral.
La funcién de uJaccard ha sido presentado en (4.7)(4.8); y la modularidad de grafos es

introducido por Newman-Girvan [NG04] es dado por:
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Listing 4.1 PaC algoritmo

/1 The graph needs to be bipartite

// The graph needs to be an undirected graph
procedure PaC (graph, threshold)

for each vertex in the graph
similaritiesPairs|[ ] = ulJaccard (Vi,Vn,)

/!l ulaccard two levels out, all possible

// paths among Vi and Vn

sort similaritiesPairs[ ]

group vertices with similar structural
equivalence & ulJaccard score.

grouping up to a threshold

clusters [ ] = groups found

return clusters|[ ]

/! the grouping is done by selecting the elements
// up to a particular threshold

Listing 4.2 Algoritmo de Agrupacion

// we start with modularity of 0

// we start with a threshold = 0.5

// new modularity is nQ = 0

// last modularity is [Q = —I

// factor will be the step of reduction = 0.01
procedure clus (graph, clusters, threshold)
while nQ > IQ

1Q = nQ
threshold[ ] = threshold — factor
cluster[ ] = PaC(graph, threshold)

nQ = modularity (graph, clusters)

return cluster[ |

// threshold is a map <cluster id, threshold >
// some clusters will be improved

// based on its assigned threshold
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(eii —a?) (4.9)

-

0=

1

Donde eii = % aristas en el médulo i (probabilidad de las aristas es en modulo i), ai = %
aristas con al menos 1 en modulo i (probabilidad aleatoria de que una arista caiga dentro del
modulo i§).

La primera corrida genera un conjunto de grupos, ;pero estos grupos son los 6ptimos?
Para medir si los grupos generados es el 6ptimo corte del grafo, la modularidad [NG04]
es utilizada dado por (4.9). Modularidad correra después de PaC, se reducird el umbral y
correra nuevamente la modularidad, si se logré algin tipo de optimizacion se iterard caso
contrario se detendrd el algoritmo. Se mantendrd un umbral en cada grupo y en cada iteracion
se revisard si el grupo ha mejorado o no. Si ninguno de los grupos ha mejorado entonces
se detendré el algoritmo caso contrario se iterard nuevamente. Puesto que es un enfoque
de arriba hacia abajo el niimero de iteraciones es minima, y el uso de la modularidad no es
extensivo a diferencia de los modelos de abajo hacia arriba.

La complejidad de ejecucién del algoritmo es O(n * avg(degree)?). Podemos apuntar
que el algoritmo es altamente paralelizable, puesto que su cdlculo de similitud no depende de
célculos previos. Es un algoritmo por flujo, Por dltimo el algoritmo es incremental, puesto
que podemos adicionar nuevos vértices y aristas y solo re calcular el drea afectada y no todo

el grafo.

4.5 PaC Evaluacion Experimental

Se ha evaluado el algoritmo en grafos pequefios, conjunto de datos sintéticos, conjunto de
datos de Procesamiento del Lenguaje Natural y conjunto de datos reales. Para probar su
eficiencia PaC se ha utilizado la informacién mutua normalizada para compararlo con una

serie de algoritmos de agrupacién en grafos sintéticos [DDGDAOS].

4.5.1 Evaluacion con grafos pequeiios

El uso de PaC en grafos pequefios como se muestra en la Tabla 4.8, es claro observar que
los grupos generados por PaC son los deseados, mas aun los algoritmos del estado del arte
también generan los mismos grupos.

Los pequefios grafos en la Tabla 4.8 s6lo son ejemplos simples de la evaluacién del
algoritmo PaC, particularmente en casos especiales PaC es capaz de identificar los grupos

correctamente, como en el tercer grafo en el grupos 4,5, 6 ha sido identificado correctamente,
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Tabla 4.8 Agrupacion de pequenos grafos utilizando PaC

(1,2,3.4,5,6) (7.8,9)
(10,11,12,13)

(0,1,2,3,4,5.6) (7.8,9,10,11,12) | (1,2,3,4,5,6)
(13,14,15,16) (17,18,19,20) (7,8,9,10,11,12,13,14)

asi también el ultimo grafo en que dos grupos han sido identificados correctamente como se

esperaba.

4.5.2 Grafos reales

Zachary’s karate club: La red representa los patrones de amistad entre los miembros de un
club de Karate de una universidad de Norte América [Zac77].

Football: Red football Americano [GNO2].

Dolphins: Rede social de delfines de Nueva Zelanda [Lus03].

Les Miserables: Red de interaccién entre los caracteres mas importantes de la extensa
novela de la delincuencia y la redencién de Victor Hugo, Los Miserables [Knu].

Para medir nuestros resultados con un grafo del que se conoce los grupos, nosotros
hemos usado Informacién Mutua Normalizada (Normalized Mutual Information - NMI)
[FH61]. Es una medida de la similitud de particién tomada de la teoria de la informacion,
que ha demostrado ser fiable [DDGDAOS]. Utilizada por [For10] para comparar dos grafos
y obtener un puntaje de diferencia entre los dos grafos. Si la NMI es igual a 1 esto demuestra
que los grafos son iguales, 0 demuestra que los grafos con completamente diferentes.

Nuestros resultados se muestran en la Tabla 4.9, la columna PaC es comparada en la
columna C que muestra los grupos conocidos, la evaluacién se muestra en la columna NM1,

estos resultados demuestran que PaC provee buenos resultados.
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Tabla 4.9 Agrupacion de redes reales utilizando PaC

N |E C | NMI | PaC
Zachary’s karateclub | 34 |78 |2 | 0.652 | 4

Dolphins 62 | 159 |2 |0.527 |5
Football 115 | 613 | 12 | 0.907 | 15
Les Miserables 77 254 | 11 | 0.878 | 12

En la tabla 4.9, de izquierda a derecha, el nimero de vértices N, aristas E, normalizado
de informacion mutua NMI, nimero real de los grupos C (linea base) y el nimero grupos
generados por PAC.

PaC es capaz de identificar practicamente de forma correcta los grupos en el grafo de
Football con un NMI de 0.9, similarmente en el grafo Les Miserable con un NMI de 0.878,
pero no tan bien con el grafo de los delfines donde PaC identificé 5 grupos de los 2 existentes;
en el grafo de Zachary PaC identificé 4 grupos de los 5 existentes, pero este es un caso
particular porque los grupos conocidos eran 2 pero el estado del arte ha mostrado que existen

4 grupos con algunos vértices que podrian pertenecen a diferentes grupos.

4.5.3 Datos Sintéticos

Se ha evaluado PaC, basado en un andlisis comparativo con grafos construidos con grupos
conocidos de antemano, estindar Benchmark como el de Girvan and Newman no considera
caracteristicas importantes de grafos reales, como la distribucién fat-tailed del grado de
vértices y el tamafio de grupos [LFRO8]. Por esto, nosotros hemos utilizado una clase
diferente de comparacién de grafos de red, en el cual la distribucion del grado de vértices y
el tamafo de los grupos son tomadas en cuenta y configurables en el proceso de construccion
de los grafos.

Para comparar los grupos de encontrados por PaC y los grupos conocidos de antemano,
nosotros usaremos la Informacién Mutua Normalizada [For10], para nuestras evaluaciones
usaremos la configuracién usada en [LF09].

Para validar el desempefio de PaC, PaC se compar6 con 6 técnicas presentes en 1G-
graph [CNO06], Walktrap Community (wc), Spinglass Community (sc), Leading Eigenvector
Community (lec), Fastgreedy Community (fc), Label Propagation Community (Ipc) and
Multilevel Community (mc).

El parametro de mezcla en la figura 4.7 , 4.8 y 4.9 es el grado en el que los grupos se
mesclan con otros grupos, 0 significa que los grupos son completamente separados, cuando
se usa 0.5 esto significa que el 50% de las aristas en un grupo estdn conectadas a otros grupos.
El parametro de realizacion en las figuras 4.7 , 4.8 y 4.9 se refiere al nimero de evaluaciones
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Figura 4.7 Comparacién de PaC en datos sintéticos, N=5000

Comparando PaC con los algoritmos, grafo con comunidades entre 10 y 50 vértices; wc, sc,
lec, fc, Ipc, mc en datos sintéticos, el nimero de vértices es N=5000, cada punto corresponde
a 100 realizaciones de grafos. PaC claramente supera a los algoritmos sc, lec, fc.

se han realizado en cada punto, tales como 1000 , 5000, 1000 evaluaciones por punto. Esto
se realiza de esta forma que la generacion de los grafos es aleatoria.

PaC tiene un mayor desempefo que Multilevel Community (mc), Fastgreedy Community
(fc), Leading Eigenvector Community (lec) y Spinglass Community (sc) pero no es el mismo
caso para Walktrap Community (wc) y Label Propagation Community (Ipc). En el caso de
Walktrap Community (wc) este tiene un tiempo de ejecucion cuadratico O(nzlog x n) [PLO5]
el cual no es apropiado para grafos de gran escala, en comparacion con PaC que tiene un
tiempo de ejecucién de O(n x avg(degree)?). En el caso de Label Propagation Community
(Ipc), Ipc tiene un tiempo de ejecucién similar a PaC, la diferencia en desempefio es por
el hecho de que cada algoritmo usa diferente medidas de similitud, mientras que Ipc usa
una medida simétrica y PaC usa un coeficiente asimétrico, por consiguiente no podemos
compararlos ambos s6lo basados en el resultado, se debe de considerar también el tipo de
medida de similitud utilizada, PaC usa un anélisis paradigmatico, enfocado al Procesamiento
del Lenguaje Natural.

4.5.4 Evaluacion NLP

Uno de los desafios en las areas de trabajo del Procesamiento del Lenguaje Natural (NLP
por sus siglas en inglés) es la desambiguacion de sentidos, siendo esta mas compleja en un
enfoque no supervisado. Nosotros usaremos PaC para atacar este problema y usaremos un

andlisis empirico para valorar nuestros resultados. Para lograr esto PaC necesitara datos de
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Figura 4.8 Comparacién de PaC en datos sintéticos, N=1000

Comparando PaC con los algoritmos, grafos con comunidades entre 10 y 50 vértices; wc, sc,
lec, fc, Ipc, mc en datos sintéticos, el nimero de vértices es N=1000, cada punto corresponde
a 100 realizaciones de grafos. PaC claramente es superior que sc, lec, fc, mc.
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Figura 4.9 Comparacién de PaC en datos sintéticos, N=1000, comunidades grandes

Comparando PaC con los algoritmos, grafos con comunidades entre 20 y 100 vértices;
we, sc,lec, fc,lpc,mc en datos sintéticos, el numero de vértices es N=1000, cada punto
corresponde a 100 realizaciones de grafos. PaC claramente es superior que sc, lec, fc, mc.
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Tabla 4.10 Tamanos de los corpus

Corpus Google bi-gram | BNC Wikipedia
Size 1.5GB 539MB 11GB
bi-grams 314,843,401 | 842,162,318

Words 629,298,853 | 98,537,224 | 1,459,026,075
Vocabulary 5,827,772 354,374 3,990,248

ingreso en la forma de un grafo, un grafo donde los vértices son las palabras, con precision
los lemas y las aristas son las relacion de uso que tienen estas.

Para construir nuestros datos de entrada, nosotros seleccionamos tres fuentes de datos,
Google n-gram corpus [FB06], The British National Corpus, version 3, BNC XML Edition
[CT07] y en.Wikipedia® database backup dumps, cada cuerpo conformard un conjunto
separado de evaluacion.

Para construir un grafo de palabras se inici6é construyendo un modelo bi-grama, esto fue
muy directo con el dataset de Google n-gram, puesto que este son bi-gramas propiamente
dichos y no existié la necesidad de pre-procesarlos, pero si limpiarlos. En el caso de
en.Wikipedia y BNC se realizaron una serie de tares para limpiar los datos, en particular
los datos de en.Wikipedia, extraido los datos en formato texto se procedié a identificar
las oraciones, a través de un identificador de oraciones, €l cual es basado en una serie de
heuristicas. Una vez las oraciones fueron identificadas se analizaron para descubrir las partes
de la oracién, POS por sus siglas en inglés (part of speech), para esto utilizamos BLLIP
Parser con una configuracion de T50 [MCJ06]. Una vez analizado las oraciones e identificado
las POS de cada oracion, se removieron las palabras mds comunes (las 1000 palabras mas
comunes), posterior a esto se obtuvo el lema de cada palabra realizando una vista rdpida en
WordNet [Fel05a].

La construccién del modelo bi-grama sigui6 los siguientes pasos, se generaron varios
modelos de bi-gramas verb-verb, noun-noun, verb-noun, noun-verb, adverb-verb, verb-
adverb, adjective-noun, noun-adjective. Se utilizé una ventana de tamafio n para desplazarla a
la derecha y a la izquierda de la palabra a generar el bi-grama; después de varios experimentos
se observo que n no deberia exceder a 3, puesto que el significado de la palabra comienza a
perderse. Esto es una extension al trabajo de [JK95] and [Pan03].

Se selecciond dos medidas de colocacion del estado del arte, Log-likelihood Ratios LLR
[Dun93]. LLR ha sido seleccionado por que tiene un buen abordaje a los datos escasos y es
capaz de identificar bi-gramas raros con baja frecuencia.

Zversién en ingles
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La segunda medida de colocacion que seleccionamos es Pointwise Mutual Information
(PMI), del area de teoria de la informacion, mutual informacién se refiere a informacién
mutua que dos variables aleatorias tienen a diferencia de dos variables relacionadas. Esta es
una mala medida de dependencia porque esta no depende de la frecuencia. PMI es mala con
datos escasos, algunas palabras que s6lo ocurren una vez y aparecen juntas tienen una alta
anotacién de PMI. PMI también es mala con dependencias de palabras, donde dos palabras
son perfectamente dependientes de la otra, cuando una ocurre la otra también ocurre. Esto
quiere decir que las palabras mds raras obtienen una marcacion alta en el PMI. [Bou09]
muestra varios modelos de normalizacion para PMI, para lograr que sea menos sensitiva
a las frecuencias bajas, de los varios modelos presentados en [Bou09] y realizado algunas
evaluaciones, se seleccion6 la normalizada de PMI a la potencia de cubo (Normalized
Pointwise Mutual Information to the power of cube) NPMI?, puesto que reduce la marcacién

de palabras raras de forma apropiada en grandes cantidades de datos.

p(x,y)
p(x)p(y)

Se calculé LLR y NPMI? por cada bi-grama, dado una palabra se aline6 los resultados

PMI(x,y) = log (4.12)

de LLR y NPMI?, formando un vector caracteristico de la palabra dada. Sélo trabajamos
con 1/3 del vector caracteristico puesto que su marcacién de colocaciéon comienza a ser muy
baja e insignificante a partir de 2/3. Es interesante notar que en muchos casos el vector
caracteristico de una palabra tiene valores distintos para LLR y NPMI? pero el orden de la
palabras es el mismo o las variaciones son minimas. Esto da una clara indicacion que LLR y
NPM]I? estan trabajando como se esperaba.

Se construy6 una serie de grafos de palabras, uno por cada caso (verb-verb, noun-noun,
verb-noun, noun-verb, adverb-verb, verb-adverb, adjective-noun, noun-adjective) por cada
repositorio BNC, en.Wikipedia y Google n-gram.

Para la desambiguacion de palabras no es necesario correr PaC en todo el grafo, por
el contrario se obtuvo un subconjunto de palabras relacionadas de la palabra dada. Este
sub-grafo se construye de la siguiente forma: se obtiene el vector caracteristico de la palabra
dada y se carga en el grafo, luego por cada palabra en el vector caracteristico se carga el

vector caracteristico de la palabra relacionada y se carga en el grafo, de forma similar a
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president

Figura 4.10 Plabra "chair" de en.wikipedia

La palabra "chair" se extrajo del repositorio en.wikipedia (noun-noun), se muestran los
grupos mas grandes.

[FBO4]. Luego agrupamos el sub-grafo utilizando PaC, obteniendo grupos que representan
sentidos de la palabra dada.

PaC produce grupos que representan sentidos de las palabras, como se muestra en la
Figura4.9 ala4.12 y Tablas 4.11 y 4.12, el Coeficiente de Similitud Unilateral Jaccard ha
demostrado cuan bien relacionado estdn las palabras en cada grupo. El grosor de las aristas
demuestra el grado de similitud entre ambas palabras, el cual es generado por uJaccard.
Podemos Observar que cada corpus genera diferentes grupos de una misma palabra, esto
se debe a que los contextos son distintos, como en el caso de chair . Los resultados son
meritorios de considerar. Si consideramos comparar los resultados con un corpus reconocido
como el de WordNet u otro repositorio, este seria muy confuso y nada productivo porque
cada corpus es construido de forma distinta y tiene distintos contextos seglin argumenta
Aguirre [AADLO4].
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Figura 4.11 Palabra “chair” de BNC.

La palabra "chair" se extrajo del repositorio BNC (noun-noun), se muestran los grupos mas
grandes.

Figura 4.12 Palabra “sail” de BNC

La palabra "sail" se extrajo del repositorio BNC (noun-verb), se muestra los grupos mas
grandes.
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Figura 4.13 Palabra “god” de BNC

La palabra "god" se extrajo del repositorio BNC (noun-noun), se muestran los grupos mas
grandes.

Tabla 4.11 Grupos o sentidos de la palabr "apple".

Grupos que representan los sentidos de la palabra "apple", producido por PaC utilizando el repositorio
en.wikipedia. El grupo relacionado a la fruta es presente y otros grupos agrupan vértices basado en sus sentidos

de la pala "apple" tales como musica.

macintosh , os, macos, mac, desktop

notebook , laptop, asus, baterry

wireless, usb, memory, remote

release , announce, calendar, make

store, product, user

imac , emac, intel, macbook

cranberry , pectin, cinnamon

juice, cider, martini

software, final, pro, power, hardware, advisor, video, quicktime

music, cinema, aria, garage band, book, deal, vacation, dvd, lossless, itunes, ipod, insight, ipods, archos

valley, spring, orchard, avery, tree, blossom, newton, loop, airport

support, core, developer, weblog, inspiration, iie, iigs

powerbook, ibook, powermac, xserve
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Tabla 4.12 Grupos o sentidos de la palabra "god".

Grupos que representan los sentidos de la palabra "god", producido por PaC utilizando el repositorio de Google
bi-grams. Es claro observar que cada grupo representa un sentido los distintos sentidos que la palabra "god"

tiene.
punish, forgive, almighty, forbid, instruct, spake, ordain

play, free, man, smile, soldier, live, tv

incarnate, bless, forsaken, sake, fear, manifest

told, knew, father, hear

send, save, word, rulesnet

damned, damn, awful, ente

mode, speed, command, channel

brought, bring, giveth, meant, reveal, bring, make, awfuls, gave

desire, set, choose, expect, require, dwell, change, raise, intend, accord

government, church, grant, design, exist, heal, lead

PaC produce grupos que representan los sentidos de una palabra, como se muestra en
la Tabla 4.11 y 4.12, el Coeficiente de Similitud Unilateral Jaccard demuestra cuédn bien
estan relacionadas las palabras en el corpus Google bi-grams. Las palabras en el corpus
Google bi-grams no tienen ningun tipo de informacion sintactica o POS, sélo se utilizo las
frecuencias de las palabras, LLR, NPMI y PaC, esta es una observacion muy interesante que
a pesar de la falta de informacion sintéctica y POS los grupos generados por PaC son muy

significativos.

4.6 Conclusion

En esta tesis se presenta un novedoso algoritmo de agrupacién PaC, el cual identifica grupos
o comunidades basado en la propiedad paradigmatica y el Coeficiente de Similitud Unilateral
Jaccard. PaC es altamente paralelizable, incremental y es un algoritmo de agrupacion en flujo,
el cual es apropiado para gran cantidad de datos. PaC tiene una complejidad de ejecucion de
O(n x avg(degree)?). Los resultados muestran que PaC es capaz de encontrar los sentidos
de una palabra, asi como agrupar sin supervision alguna.

En esta tesis se ha presentado una serie de evaluaciones de diferentes casos, los cuales
han confirmado la usabilidad de uJaccard. Nosotros podriamos extender uJaccard a través de
inclusién de pesos o valores ponderados, con el objetivo de mejorar la asimetria. Trabajo que
se presenta en el siguiente capitulo.






Capitulo 5

Coeficiente Ponderado de Similitud
Unilateral Jaccard

5.1 Introduccion

Medidas de similitud son esenciales para resolver muchos problemas de reconocimiento de
patrones como los de clasificacion, agrupamiento, extraccion de informacion entre otros.
Las medidas de similitud son categorizadas en modelos de relacion sintictica y modelos
de relacion semdntica. En esta tesis se presenta un coeficiente de similitud novedoso y
original, Coeficiente Ponderado de Similitud Unilateral Jaccard, uwJaccard, el cudl toma en
consideracion no sélo el espacio entre dos puntos sino también la relacion semdntica entre
los puntos en un modelo de distribucién seméntica, el Coeficiente Ponderado de Similitud
Unilateral Jaccard, una medida de incertidumbre el cual mide la incertidumbre entre dos

oraciones, como manbitesdog 'y “dog bites man”.

5.2 Coeficiente Ponderado de Similitud Unilateral Jaccard

Los pesos para un modelo semdntico de distribucién, DSM por sus siglas en inglés (distributed
semantic model) es un problema abierto como lo muestra Grefenstette y Sadrzadeh [GS15],
siendo parte fundamental de un DSM. Es claro que la construccion de un modelo de pesos
esta relacionado a su contexto, asi que no se pueden comparar dos DSMs. En esta tesis
presentamos un proceso para generar pesos para un DSM y presentamos el Coeficiente

Ponderado de Similitud Unilateral Jaccard.
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Tabla 5.1 Vector de caracteristicas Normalizadas de una palabra Wi

Medida | Medida
original | Normalizada
234 0.558

123 0.294

23 0.055

11 0.026

28 0.067

Considérese un grafo de palabras, donde los vértices son las palabras y las aristas la
relacién que tienen entre ellas. Dos palabras son directamente conectadas, W; conectada
a W,. Cada conexién estd formada por un peso, se considerard el peso como si fuesen
las frecuencias o probabilidades o medida de colocacion, de tal forma la probabilidad
P(Wy,Wa), P(Wy,Wy), P(W, W, )yP(W,,W,). Consecuentemente aristas entre vértice W y
vértice W, tendran dos pesos. Puesto que vértice W estd conectado a W, con una probabilidad
o medida de colocacidn particular, direccional; asi también W, estd conectado a W; con una
probabilidad o medida de colocacion diferente. Por lo tanto, terminamos con una arista
entre vértice/palabra Wy y vértice/palabra W, con dos medidas de colocacion o medidas de
probabilidad. Cabe mencionar que la medida de colocacién o probabilidad entre ambos
objetos no es simétrica es asimétrica, no es lo mismo red — car que car — red. De este punto
en adelante trabajaremos con medidas de colocacién ya que brindan mejor informacién que
una probabilidad. Asi también llamaremos a este peso de la arista.

Una palabra es representada por un vector en un grafo, la palabra tendrd un vector
caracteristico que representan las palabras a las que es mds similar. El vector caracteristico
tendrd una medida que estd relacionada solo a la palabra dada. El vector caracteristico es muy
extenso y es necesario truncarlo para poder relacionar las palabras con mayor significancia
y obtener las palabras mds caracteristicas de la palabra dada, el cual puede ser alcanzado a
través de diferentes mecanismos, umbral, porcentaje, minimos 0 maximos.

Una vez se ha obtenido un vector caracteristico de tamafio maderable, se debe de nor-
malizar las medidas, de tal forma que la suma de las medidas es igual a 1, como se muestra en
la Tabla 5.1. Por lo tanto, la arista entre dos palabras W; y W, tendrén dos pesos normalizados,
como se muestra en la Figura 5.1. Sin embargo, cada peso normalizado estd relacionado a su
propia palabra. Por tanto podemos concluir que Peso(W;,W,) and Peso(W,, W) pertenecen
a diferentes modelos y no estén relacionadas. Para resolver este problema se propone el uso
del Coeficiente Ponderado de Similitud Unilateral Jaccard.

Para calcular Coeficiente Ponderado de Similitud Unilateral Jaccard se consideran dos
supuestos. Primero la entropia de la informacion del vértice es calculada basado en los pesos
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Figura 5.1 Aristas entre palabras W1 'y W2 con pesos.

Aristas entre la palabra W1 y la palabra W2 con pesos de 0.2 y 0.1 respectivamente.

del vector caracteristico de la palabra dada (5.1). Se considerara el vector de caracteristicas
como la distribucidn de probabilidad de la palabra dada. Para una variable aleatoria discreta X
que puede tomar valores x1, ..., x,, con una probabilidad p; respectivamente, define la entropia
H(X) de X. Donde X es la palabra y la probabilidad p;, ..., p, es el vector caracteristico con
pesos. La entropia de la informacién estd dada por:

H(X) :—iPi*logPi (5.1)
i—1

i

Segundo, nosotros usaremos la entropia cruzada, “cross-entropy” (5.2) para definir la
similitud entre sim(Wy,W,) y sim(W,,W;) como lo presenta Jurafsky, Martin (2009). La
entropia cruzada es también conocida como la entropia relativa de p con respecto de ¢ y la
entropia relativa de g con respecto a p, por tanto la entropia cruzada no es simétrica. Donde
x un elemento comiin en la distribucién de ¢ y p, P(x) es la probabilidad del elemento x
en la distribucién p, Q(x) es la probabilidad del elemento x en la distribucién ¢g. x es un
elemento comin en la distribucién p y g. Por tanto la entropia cruzada es dada solo en las
arista enlazando las palabras W y palabra W,. Por consiguiente, el Coeficiente Ponderado de
Similitud Unilateral Jaccard s6lo considera x como un enlace entre palabras W; y palabra W;.

La entropia cruzada es dada por:

H(P,0) = - Y. P(i)logQ() (52)

i=1
El Coeficiente Ponderado de Similitud Unilateral Jaccard, uwJaccard (5.3),(5.4) es la
suma de las entropias de los vértices H(W;) y la entropia cruzada en la arista H(W;,W>).
Tabla 5.2 muestra el Coeficiente Ponderado de Similitud Unilateral Jaccard, uwJaccard (W, W;)
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Tabla 5.2 uwJaccard ( Wi, W)

Coeficiente Ponderado de Similitud Unilateral Jaccard entre las palabras W y word W,.
H(W/) = 1.4855

H(W;) =2.1261

H(W,W,) =0.6644
H(W;,,W1) =0.2322
uwlJaccard (W{,W53) =2.1499
uwlJaccard (W,,W;) =2.3583

y uwJaccard(W,, W) para la arista entre palabras Wi y W, de la Figura 5.1. El Coeficiente
Ponderado de Similitud Unilateral Jaccard esta dado por:

uwlJaccard(p,q) = H(p) +H(p,q) (5.3)

uwlJaccard(q,p) = H(q) +H(q,p) (5.4)

Puesto que no podemos medir distintos modelos de distribucidn, nosotros argumenta-
mos que es mejor observar cuan incierta es la palabra W; de la palabra W) y cuan incierta
es la palabra W, de la palabra Wj. El Coeficiente Ponderado de Similitud Unilateral Jac-
card mide la incertidumbre de la similitud entre palabras Wy, Wa; uwJaccard(Wy,W;) y
uwJaccard(Wp, W), donde ambos incertidumbres son distintas. El Coeficiente Ponderado de
Similitud Unilateral Jaccard es un valor positivo, donde O representa una similitud perfecta y
cualquier valor mayor a 0 significa incertidumbre.

En consecuencia, el Coeficiente Ponderado de Similitud Unilateral Jaccard no es un peso
por el contrario mide el contenido de la informacidn, de ninguna manera no es una medida
de similitud més bien es un coeficiente de incertidumbre entre dos palabras.

La similitud no es considerada solo para enlaces directos, pero también para enlaces
indirectos, donde existen vértices intermediarios, en el caso de la existencia de multiples
caminos desde la palabra W; a la palabra W,, como se muestra en la Figura 5.2b. El
Coeficiente Ponderado de Similitud Unilateral Jaccard (5.5)(5.6) es ajuistado para considerar
los multiples caminos entre la palabra W; y la palabra W,. Se debe de considerar todos los
posibles caminos y sus segmentos, el cual llegaria a ser muy complejo y complicado de
llevar a cabo, es por esto que presentamos un enfoque simplificado. Se suma los caminos
al cédlculo, por cada camino de la palabra W, a la palabra W, se calcula la entropia cruzada

pero solo se considera la probabilidad saliente de la palabra W y la palabra W5, la entropia
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(b) Camino con pesos

Figura 5.2 Aristan entre palabras Wy y W, con multiples caminos

Aristas entre palabras W; y palabra W, con multiples caminos.

cruzada es multiplicada por 1 + A, donde A representa el nimero de vértices el camino, el
cual aumentara o disminuira la incertidumbre de acuerdo con el nimero de caminos. El

Coeficiente Ponderado de Similitud Unilateral Jaccard esta dado por:

uwlaccard(p,q) = H(p)—H(pO) Y. (1+2A)H(p,q) (5.5)
path 3 p<>q

uwJaccard(q,p) = H(q) —H(q0) ), (1+A)H(q,p) (5.6)
path 3 g<p

Donde A = 0.1 multiplicado por el niimero de vértices intermedias en el camino, H(p,q)
y H(q, p) es la entropia cruzada de un camino dado, H(p) y H(q) es la entropia del vértice
origen. H(pO) y H(qO) es la entropia de los enlaces de salida del vértice de salida. El
camino J g <> p son todos los caminos posibles que existe entre g y p, el camino puede ser
1 o n, pero para tareas relacionadas a NLP, procesamiento de lenguaje natural, no debe ser
mayor a 3, porque se comienza a perder significado. A podria incrementar la incertidumbre,
mayor la cantidad de vértices en camino, mayor es el decremento de similitud, mientras que
existen varios caminos, la similitud aumenta, por lo tanto, reducir la incertidumbre por que

las palabras estdn mds acopladas.
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Tabla 5.3 uwJaccard ( W, W,) con diferentes caminos.

Coeficiente Ponderado de Similitud Unilateral Jaccard entre las palabras W; y word W5, con
diferentes caminos segun el grafo en la figura 4b.
H(W ) =2.170950594
H(W,) =2.721928095
H(W; outbound) = 1.317668107
H(W, outbound) = 1.260964047
H(W-R-S-W,) = 0.557262743
H(W1-V-W,) = 1.096236271
H(W{-W3) =0.232192809
H(W;-R-S-W ;) =0.557262743
H(W;,-V-W[) =0.191066215
H(W;,-W1) =0.664385619
Including 3 paths
uwlJaccard(W,W;) = 3.661341986
uwlJaccard (W, W) = 3.756353458
Including 2 paths
uwlJaccard (W{,W,) = 3.367612865
uwlJaccard (W,,W;) = 3.451283524
Including a direct paths
uwlJaccard (W{,W») = 2.403143404
uwlJaccard (W,,W;) =3.386313714
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El nimero de caminos podrian introducir el concepto de acoplamiento, puesto que el
nimero conexiones aumenta, pero esto también introduce incertidumbre. Existe menos
incertidumbre cuando el enlace es directo, cuando el ndmero de vértices intermedias en el
camino entonces el aumenta la incertidumbre. Esto significa que la similitud disminuye adn

mas cuando introducimos mas rutas con vértices en el medio.

5.2.1 Construccion del Grafo de Palabras

Se requiere de un grafo de palabras, para esto se sigui6 los pasos presentados en el Capitulo

4, seccion 4.5.4.

5.2.2 Incertidumbre de “man bites dog” y ‘“‘dog bites man”

En los corpus de Google Bi-gram y en.wikipedia, se muestra la relacion entre dog“man tiene
menor incertidumbre 1.1715 y 1.1126 respectivamente, pero en el corpus BNC se muestra lo
contrario que la relacion man~dog es menos incierta 1.4038 que dog”man 2.8767. El corpus
de Google bi-grm es de enfoque genérico y se espera que tenga errores, mientras que el
corpus de en.wikipedia cobre un numero largo de topicos y podriamos argumentar que el
contexto es muy largo, por otro lado el corpus de BNC se enfoca en interacciones humanas.
Por lo tanto podemos concluir que el corpus de Google, el corpus en.wikipedia claramente
predicen la diferencia entre man — dog y dog — man asistidos con el Coeficiente Ponderado
de Similitud Unilateral Jaccard.

Para resolver la similitud entre “man bites dog” 'y “dog bites man”, primero se calcula la
incertidumbre utilizando uwJaccard, de izquierda a derecha siguiendo el trabajo realizado
por Grefenstette and Sadrzadeh [GS15]. Podemos encontrar que “man bites dog” es mas

incierto que “dog bites man” como se muestra en la Tabla 5.4.

5.3 Conclusion

Es dificil comparar similitudes asimétricas con medidas de similitud simétricas, no existe
un fuero comun de comparacion, una alternativa es compara uJaccard y uwJaccard con la
similitud de Tversky [Tve77a], pero para esto, se necesita un estimulo, en el caso de Tversky
se requiere un juicio humano. M4s ain Tversky no considera el concepto de manimos y
relaciones indirectas entre dos objetos. Por otro lado, uwJaccard si considera el concepto de
caminos y relaciones indirectas entre dos objetos en un grafo.

En esta tesis se presenta un novedoso Coeficiente Ponderado de Similitud Unilateral

Jaccard, uwJaccard, el cual es un coeficiente de similitud asimétrica, el cual mide la simil-
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Tabla 5.4 Incertibumbre entre man y dog

Incertidumbre entre palabras man and dog, utilizando 3 diferentes corpus.
en.wikipedia

H(dog) = 1.112468126,

H(man) = 2.902715177

H(dog,man) = 0.000188320
H(man,dog) = 0.544818488
uwlJaccard (dog,man) = 1.112656446
uwlJaccard (man,dog) = 3.447533665
BNC

H(dog) =2.870717650

H(man) = 1.393004613

H(dog,man) = 0.006037466
H(man,dog) = 0.010817212
uwlJaccard (dog,man) = 2.876755116
uwlJaccard (man,dog) = 1.403821825
googleBigram

H(dog) = 1.178393207

H(man) = 1.972395788

H(dog,man) = 0.000640365
H(man,dog) = 0.000857728
uwlJaccard (dog,man) = 1.171582092
uwlJaccard (man,dog) = 1.933390307

Tabla 5.5 “man bites dog” o “dog bites man”

incertidumbre entre “man bites dog” y “dog bites man” basado en el repositorio de datos de
Google bigram.

googleBigram

H(man) = 1.972395788

H(dog) = 1.178393207

H(bite) = 2.608230542

uwlJaccard(man,bite) = 1.972449690

uwlJaccard(bite,dog) = 3.011640027

uwlJaccard(dog,bite) = 1.179965631

uwlJaccard(bite,man) = 2.692521391

man-bites-dog = 4.984089717

dog-bite-man = 3.872487022
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itud basada en la entropia de dos palabras en un grafo. La similitud es la inversa de la
incertidumbre entre dos palabras Wi y W,. Se basa en la entropia cruzada para encon-
trar la incertidumbre, siendo la incertidumbre el coeficiente. uwJaccard(word,wordy) #
uwJaccard(wordy,wordy).

También demostramos que existe menor incertidumbre en la oraciéon “dog bites man”

que la oracion “man bites dog” la cual es calculada por uwJaccard.






Capitulo 6

Conclusiones

6.1 Introduccion
El presente trabajo de investigacion doctoral tiene 4 aportes al estado del arte:

1. Nuevo Coeficiente de Similitud Unilateral Jaccard, el cual es una extension del coefi-

ciente de Jaccard e incorpora el concepto de similitud asimétrica entre dos objetos.

2. Nueva propiedad Paradigmatica para grafos, el cual es definido como el conjunto de
vértices que son similares si ellos tienen una equivalencia regular y son intercambiables

por sustitucion o transposicion.
3. Nuevo algoritmo de agrupacion PaC (Paradigmatic Clustering) para grafos.

4. Nuevo Coeficiente Ponderado de Similitud Unilateral Jaccard, el cual es un coeficiente

de incertidumbre e incorpora el concepto de incertidumbre asimétrica entre dos objetos.

6.2 Conclusiones

Un elemento clave que se asume en la gran mayoria de los modelos de similitud es que la
relacion simétrica de similitud. El supuesto de simetria no es universal, y no es esencial para
todas las aplicaciones de similitud. La necesidad de la similitud asimétrica es importante y
central en la extraccion de informacion, redes de datos y grafos. Este puede mejorar métodos
actuales y proveer otro punto de vista.
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En esta tesis se estd presentando un novedoso coeficiente simétrico de similitud, el
Coeficiente de Similitud Unilateral Jaccard, uJaccard, donde la similitud entre a y b no es la
misma que la similitud entre b y a, uJaccard(A,B) # uJaccard(B,A), el cual estd basado en
el andlisis paradigmatico, en comparacién a Tversky [Tve77b] nuestro enfoque no requiere
un estimulo generado por un ser humano, el cual es el caso de Tversky.

Se ha podido demostrar como la deteccion de grupos o comunidades puede ser enfocado
desde un punto de vista paradigmatico y utilizando un coeficiente de similitud asimétrico. En
el cual, la idea principal es identificar cuan similar son dos objetos no adyacentes. El andlisis
paradigmaético es el proceso que identifica entidades que no son relacionadas directamente,
pero son similares porque sus propiedades y sus relaciones a otras entidades lo son, donde
son regularmente equivalentes.

Asi también en esta tesis se introduce una nueva propiedad de grafos, la propiedad
paradigmatica, la cual es definida como el conjunto de vértices que son similares si ellos
tienen una equivalencia regular y son intercambiables por sustitucion o transposicion.

En esta tesis se presenta un novedoso algoritmo de agrupacion PaC, el cual identifica
grupos o comunidades basado en la propiedad paradigmética y el Coeficiente de Similitud
Unilateral Jaccard. PaC es altamente paralelizable, incremental y es un algoritmo de agru-
pacion en flujo, el cual es apropiado para gran cantidad de datos. PaC tiene una complejidad
de ejecucién de O(n* avg(degree)?). Los resultados muestran que PaC es capaz de encontrar
los sentidos de una palabra, asi como agrupar sin supervision alguna.

En esta tesis se presenta un novedoso Coeficiente Ponderado de Similitud Unilateral
Jaccard, uwJaccard, el cual es un coeficiente de similitud asimétrica, el cual mide la simil-
itud basada en la entropia de dos palabras en un grafo. La similitud es la inversa de la
incertidumbre entre dos palabras Wi y W,. Se basa en la entropia cruzada para encon-
trar la incertidumbre, siendo la incertidumbre el coeficiente. uwJaccard(word,wordy) #

uwJaccard(wordy,wordy).

6.3 Trabajos Futuros

Uno de los aportes mas importantes de la tesis es poder introducir medidas asimétricas
al proceso de agrupamiento en grafos y en forma general al area de inteligencia artificial.
Se esta trabajando en el uso de uJaccard en la segmentacion de imégenes, el cual podra
segmentar figuras irregulares y entrelazadas. Se espera incorporar uJaccard en diferentes
areas.

Otro trabajo en el cual estamos trabajando es el uso de PaC en un contexto de agrupacién

paralela en modelo de sistemas distribuido con flujo de datos continuo e incremental.
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ABSTRACT

Similarity measures are essential to solve many pattern recog-
nition problems such as classification, clustering, and re-
trieval problems. Various similarity measures are catego-
rized in both syntactic and semantic relationships. In this
paper we present a novel similarity, Unilateral Jaccard Sim-
ilarity Coefficient (uJaccard), which doesn’t only take into
consideration the space among two points but also the se-
mantics among them.

Categories and Subject Descriptors

E.1 [Data Structures|: Graphs and networks; G.2.2 [Graph
Theory]: Graph algorithms

General Terms
Theory

Keywords

Jaccard, distance, similarity

1. INTRODUCTION

Since Euclid to today many similarity measures have been
developed to consider many scenarios in different areas, par-
ticularly in the last century. Similarity measures are used
to compare different kind of data which is fundamentally
important for pattern classification, clustering, and infor-
mation retrieval problems [3]. Similarity relations have gen-
erally been dominated by geometric models in which objects
are represented by points in a Euclidean space [12]. Simi-
larity is defined as “Having the same or nearly the same
characteristics” [4], while the metric distance is defined as
“The property created by the space between two objects or
points”. All metric distance functions must satisfy three ba-
sic axioms: minimality and equal self-similarity, symmetry,
and triangle inequality.

d(i,i) = d(j,j) < d(i, j) 1)
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d(l’j) = d(]v 7‘) (2)

d(i, j) + d(4, k) = d(i, k) ®3)

Here for objects i, j and k, where d() is the distance between
objects i and j. Bridge [1] argues that there exists empiri-
cal evidence of violations against each of the three axioms.
Yet, there also exists geometric models of similarity which
take asymmetry into account [10]. Nosofsky points out that
a number of well-known models for asymmetric proximity
data are closely related to the additive similarity and bias
model [5]. Tversky [13] has proposed a different model in or-
der to overcome the metric assumption of geometric models.
One of the strengths of contrast models is its capability to
explain asymmetric similarity judgments. Tversky’s asym-
metry may often be characterized in terms of stimulus bias
and determined by the relative prominence of the stimuli.

sim(a,b) = [AN B
T ANB+alA-Bl+BB-A]" (1)

a?/BZO

Here A and B represent feature sets for the objects a and b
respectively; the term in the numerator is a function of the
set of shared features, a measure of similarity, and the last
two terms in the denominator measure dissimilarity: « and
B are real-number weights; when « = . Jimenez et al. [6],
Weeds and Weir [14] and Lee [7] also propose an asymmet-
ric similarity measure based on Tversky’s work. However
all proposals include a stimulus bias, asymmetric similar-
ity judgments, which Tversky refers to as human judgment.
Today, similarity measure is deeply embedded into many of
the algorithms used for graph classification, clustering and
other tasks. Those techniques are leaving aside the seman-
tic of each vertex and it’s relation among other vertices and
edges.

In a direct graph, the similarity from U to Z is not the same
as the distance from Z to U, this due to the intrinsic features
of a direct graph. The similarities are different because the
channels are dissimilar. According to Shannon’s informa-
tion theory we could argue that each vertex is a source of
energy with an average entropy which is shared among it’s
channels, and while that information flow among the ver-
tex’s channels, we need to be consider it in the similarity. A
similarity does not fit all tasks or cases.

In Natural Langue Processing, where the similarity between
two words is not symmetric sim(word a,word b) != sim(word
b,word a). WordNet [4] presents 28 different types of rela-
tions; those relations have direction but are not symmetrical,
they are not even synonyms because each synonym word has



Figure 1: Structural Equivalence.

a particular semantic, meaning and usage, but are similar.
Hence if two words have symmetric distance or similarity,
those two words are the same. Paradigmatic is an intrinsic
feature in language, It lets the utterer exchange words with
other words, words with similar semantics [11]. In this paper
we focus on paradigmatic analysis to support our unilateral
Jaccard Similarity coefficient (uJaccard).

The rest of the paper is organized as follows. In section 2 we
will show the unilateral Jaccard Similarity coefficient (uJac-
card). In section 3 we will consider some cases; finally in
section 4 we conclude this work.

2. PARADIGMATIC SIMILARITY DEFINI-
TION

2.1 Basics Of Paradigmatic Structures

Paradigmatic analysis is a process that identifies entities
which are not related directly but are related by their prop-
erties, relatedness among other entities and interchangeabil-
ity [2]. In language the reason why we tend to use mor-
phologically unrelated forms in comparative oppositions is
to emphasize the semantics, this is done by substitution and
transposition of words with a similar signifier. Similarity is
not defined by a syntactic set of rules but rather by the use
of the language. In some cases this use is not grammatically
or syntactically correct but it is commonly used. We defined
the signifier as being the degree of relation among entities
of the same group, where not all members of the group have
the same degree of relatedness. This is due to the fact that
a member of a group might belong to more than one group.

2.2 [Extended Paradigmatic

Two vertices in a graph are structurally equivalent if they
share many of the same network neighbours. Figure 1 de-
picts a structural equivalence between two vertices y and x
who have the same neighbours. Regular equivalence is more
subtle, two regularly equivalent vertices do not necessarily
share the same neighbours, but they do have neighbours
who are themselves similar [8] [15]. We will use structural
equivalence as the bases of uJaccard.

2.2.1 Unilateral Jaccard Similarity

To calculate a paradigmatic similarity we start with a
question, is the similarity coefficient from vertex Va to Vc
the same to the similarity coefficient from vertex Vc to Va
?. If we argue that both similarity coefficients are the same,
we are arguing that the edges from the vertices Va and Vc
are the same, and it is clear that that is not usually the case.
Thus both vertices have different sets of edges. One problem
with Tversky [13] similarity is the estimation for o and
which are stimulus bias, generally a human factor. Similarly,
other similarities which are based on Tversky idea, have the
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same problem. On the other hand we propose a measure
that does not include this bias. We propose a modified ver-
sion of Jaccard Similarity coefficient (1), unilateral Jaccard
Similarity coefficient (uJaccard) (2)(3), used to identify the
similarity coefficient of Va to Vc With respect to vertex Va,
and to also identify the similarity coefficient of Vc to Va
With respect to vertex Ve.

Jaccard(Va, Ve) = :Z 8 zl (5)
alc

uJaccard(Vy, Vo) = m (©6)
cNa

uJaccard(Ve,V,) = m )

Here Va and Vc are the number of edges in vertex a and
¢, likewise the edges(Vc) are the number of edges in ver-
tex c. if uJaccard is close to 0, it means that they are not
similar at all. The objective of using uJaccard is to iden-
tify how similar a vertex is to other vertices in relation to
itself. uJaccard could be calculated among two connected
vertices, uJaccard could also be calculated among vertices
that are not connected directly, but which are connected
by in-between vertices. The number of in-between vertices
could be from 1 to n, we do not recommend a deep compar-
ison since the semantics of the vertex loosest its meaning.
Hence max(n)=3, it is suggested for NLP. For the calcula-
tions we do not consider the number of in-between vertices
since we focus on the information flow and not the informa-
tion transformation carried out on the intermediate vertices.

3. EXPERIMENTAL EVALUATION

Figure 2: Toy graph.

3.1 Toy Testing

Using similarity uJaccard (6),(7) we can build a paradig-
matic approach to group vertices. Figure 2 shows a toy
graph with 12 vertices and 16 edges, following the paradig-
matic analysis, we can determine that vertex 12 and 7 belong
to group P because they have the same number of edges to
a same set of vertices. Vertex 1 also belongs to group P
because vertex 1 has 3 of the 5 edges, the same as vertex 7,
the degree of membership of vertex 1 is lower than vertices 7
and 12 because vertex 1 has other edges that are not shared
by vertices 7 or 12. In the same manner we can determine
that vertex 8, 9, 10 and 11 belong to group Q because they
have an equal number of edges to the same set of vertices.
Similarly vertices 2, 3 and 4 belong to group R, and vertices
5 and 6 belong to group O. In this example we can eas-
ily identify the paradigmatic approach, where two or more



vertices belong to the same group if they have the same or
similar neighbours, but the neighbours in turn belong to an-
other group.

Following the uJaccard similarity and the paradigmatic

Table 1: uJaccard calculation from figure 3
uJaccard (V1,V7) = 3/5 = 0.600
uJaccard (V7,V1) = 3/7 = 0.428
uJaccard (V7,V12) = 4/7 = 0.571
uJaccard (V12,V7) = 4/4 = 1.000
Jaccard (V1,V7) = 3/9 = 0.333
Jaccard (V7,V1) = 3/9 = 0.333
Jaccard (V7,V12) = 4/7 = 0.571
Jaccard (V12,V7) = 4/7 = 0.571

approach, the results of the graph in figure 3 are shown in
table 3.1. we notice that uJaccard similarity provides bet-
ter information of similarity than Jaccard, this is because
uJaccard considers the notion of unilateral similarity. Table
3.1 shows three toy graphs, in which we present a compar-
ison between Jaccard and uJaccard. As show in table 3.1
uJaccard provides a unilateral similarity improving the sym-
metric similarity Jaccard.

Table 3.1 shows three toy graphs, in which we present a

Table 2: Test uJaccard in toy graphs
uJaccard

sim(2,5)=4/4
sim(5,2)=4/6

Jaccard
sim(2,5)=4/6
sim(5,2)=4/6

uJaccard
sim(7,5)=1/3
sim(5,7)=1/1

Jaccard
sim(7,5)=1/3
sim(5,7)=1/3

uJaccard
sim(2,4)=3/4
sim(4,2)=3/5

Jaccard
sim(2,4)=3/6
sim(4,2)=3/6

comparison among Jaccard and uJaccard. As show in table
3.1 uJaccard provide an unilateral similarity improving the
symmetric similarity Jaccard.

3.2 Cutagraph

In graph theory, a cut is a partition of the vertices of a
graph into two disjoint subsets. There are many techniques
and algorithms to cut a graph, but in some cases there are
graphs that are difficult to cut, due to their symmetric dis-
tribution of vertices.
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It is shown in figure 3.2 that node 1 might belong to clus-
ter {2,3,4} or cluster {5,6}; to resolve this problem we use
uJaccard similarity measure to find the similarity of node 1
to other nodes. Table 3 shows that similarities from node 1
to other nodes 1 level deep are the same, so we could not
allocate node 1 to a particular cluster. Table 3 also shows
that similarities from node 1 to other nodes 2 levels deep,
in which uJaccard(1,3) has a strong similarity over the rest.
We could conclude that node 1 belong to cluster {2,3,4}.

In figure 3.2 also node 1 might belong to cluster {2,3,4} or

Figure 3: Toy graph.

Table 3: Cut a graph 3.2 using uJaccard

1 level deep 2 levels deep
uJaccard(1,4) | 1/4 | uJaccard(1,2) | 1/4
uJaccard(1,2) | 1/4 | uJaccard(1,3) | 2/4
uJaccard(1,5) | 1/4 | uJaccard(1,4) | 1/4
uJaccard(1,6) | 1/4 | uJaccard(1,5) | 1/4
- - uJaccard(1,6) | 1/4

cluster {5,6,7} or cluster {8,9,10,11}; this is where uJaccard
comes in, being able to solve this problem. Table 4 shows
result of similarities from node 1 to all other nodes on the
network in different levels deep. cluster {8,9,10,11} presents
the highest number of strong similarities, therefor we can
conclude that node 1 belongs to cluster {8,9,10,11}.

Figure 4: Toy graph.

3.3 Social Network

We tested uJaccard against two social network graphs; the
first is the coauthorship network of scientists [9] the second
is the network of Hollywood’s actors®.

The first network is the coauthorship network of scientists
working on network theory and experiments, compiled by
M. Newman [9]. We want to find the top scientists that
Newman is similar to or that have paradigmatic similarity.
As shown in table 5 the 3 most of Newman’s paradigmatic
similar scientists are Callaway, Strogatz and Holme. On the

'The Internet Movie Database: ftp://ftp.fu-
berlin.de/pub/misc/movies/database/




Table 4: Cut a graph 3.2 using uJaccard

2 levels deep 3 levels deep
uJaccard(1,4) | 1/3 | uJaccard(1,4) | 1/3
uJaccard(1,2) | 1/3 | uJaccard(1,2) | 1/3
uJaccard(l,ﬁ) 1/3 uJaccard(l,G) 1/3
uJaccard(1,7) | 1/3 | uJaccard(1,7) | 2/3
uJaccard(1,9) | 1/3 | uJaccard(1,9) | 2/3
uJaccard(1,11) | 1/3 | uJaccard(1,11) | 2/3
uJaccard(1,10) | 1/3 | uJaccard(1,10) | 1/3

Figure 5: Coauthorship network of scientists, se-
lected nodes belong to scientists Newman, Callaway,
Strogatz, Holme.

other hand the top 3 scientists that are similar to Newman
are Adler, Aberg and Aharony. uJaccard has been calcu-
lated in 2,3 and 4 levels deep away from Newman. Newman
is more similar to Strogatz but the most similar scientist to
new Newman is Adler and not Strogatz, even that Strogatz
most similarity is toward Newman.

For the second network, we created the second social net-
work of Hollywood’s actors, we based on The Internet Movie
Database (note). We download actors and actresses data,
which includes title of movies in which they worked, we also
download a list of top 1000 (nota) and top 250 (nota) actors
and actresses. The network is composed of nodes represent-
ing actors and actresses, and vertices are the movies in which
those actors worked together. A node is created for every
person, with their names as the key, when two people are
in the same movie; a vertex is created between their nodes.
The first network presents 1000 top actors and actresses who
also work in 41,719 movies with a total 113,478 edges. The
second network presents 250 actors and actresses who work
in 15,831 movies with a total of 14,096 edges. For this test
we remove duplicated edges.

e From a given actor A
e We search for actors that actor A is similar to

e From the actor A’s similar actor list we get the most
similar actor B

e We search for actors that actor B is similar to

e This is done to analyse if actor A and actor B are
reciprocally similar

Then we look for actors that are most similar to actor

A

e We do this on the network top 250 actors and top 1000
actors.
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Table 5: uJaccard calculation from 3.3, in search
paradigmatic scientists to Newman

2 levels deep | 3levelsdeep | 4 levels deep

Scientist Newman is similar to:

Callaway 0.15 | Strogatz 1.63 | Strogatz 8.25
Strogatz 0.15 | Holme 1.59 | Callaway | 7.85
Watts 0.15 | Kleinberg | 1.59 | Watts 7.81
Hopcroft 0.11 | Sole 1.59 | Kleinberg | 7.18
Scientists that are similar to Newman:
Adler 0.33 | Aberg 0.50 | Aberg 2.50
Aharony 0.33 | Adler 0.66 | Adler 14.0
Aleksiejuk 0.50 | Aharony | 0.66 | Aharony | 14.0
Ancelmeyers | 0.66 | Alava 0.50 | Alava 1.00
Araujo 0.33 | Albert 0.10 | Albert 0.50

The results of the search on the network of top 250 actors
and top 1000 actors, using uJaccard and the paradigmatic
approach are presented in tables 6 and 7. In table 6 we focus
in Tom Cruise, we found that Tom Cruise is most similar
to Julia Roberts but Julia Roberts is most similar to John
Travolta, Tom Cruise is third in Julia Roberts’ similarity
list. clearly there is not a symmetric similarity among Julia
Roberts and Tom Cruise. Moreover Julia Roberts is not the
most similar toward Tom Cruise, the most similar towards
Tom Cruise is Heath Ledger. Hence this confirm that uJac-
card helps to identify similarities, particularly asymmetric
similarities. Table 6 also shows similar scenario among Tom
Cruise, Tom Hanks and Joan Allen in the network of top
250 actors and actresses, this confirm the usability of uJac-
card.

In Table 7 we use the network of top 250 actors and ac-

Table 6: uJaccard similarity among top 1000 and
top 250 actor and actresses, searching paradigmatic
similar actor

Top 1000 actors, cruise tom is similar to:
roberts julia

roberts julia 0.405 | travolta john 0.418
hanks tom 0.401 | hanks tom 0.412
jackson samuel | 0.399 | jackson samuel | 0.407
douglas michael | 0.397 | cruise tom 0.399
eastwood clint 0.393 | spacey kevin 0.399

Top 250 actors, cruise tom is similar to:

hanks tom
hanks tom 0.430 | douglas michael | 0.425
douglas michael | 0.420 | cruise tom 0.421
eastwood clint 0.420 | jackson samuel | 0.418
spacey kevin 0.413 | travolta john 0.414
jackson samuel | 0.410 | spacey kevin 0.411

to cruise tom:
top 250 actors

Who is similar
top 1000 actors

ledger heath 0.490 | allen joan 0.496
bacon kevin 0.488 | balk fairuza 0.495
crowe russell 0.482 | bello maria 0.488
gibson mel 0.482 | collins pauline 0.487
benigni roberto | 0.482 | aiello danny 0.487

tresses and we focus on Anthony Quinn and Jack Nicholson.
We start by searching for actors that Anthony Quinn is sim-




ilar to, then we search for actors that are most similar to An-
thony Quinn in 1 and 2 levels deep. We notice that Anthony
Quinn is most similar to Tom Hanks but most similar ac-
tor to Anthony Quinn is Antonio Banderas, while Anthony
Quinn is the 153th most similar for Tom Hanks. Antonio
Banderas is most similar to Samuel Jackson and not to An-
thony Quinn, while Anthony Quinn is the 53th most similar
for Antonio Banderas. Therefore we could conclude that
Anthony Quinn and Tom Hanks are not symmetric simi-
lar rather they are asymmetric similar. Table 7 also shows
similar scenario for Jack Nicholson.

Table 7: uJaccard similarity among top 250 actor
and actresses, searching paradigmatic actor, in 2 and
3 levels deep

Top 250 actors, are similar to:
quinn anthony nicholson jack

hanks tom 0.451 | hanks tom 0.436
jackson samuel 0.443 | eastwood clint 0.429
lemmon jack 0.443 | travolta john 0.417
cruise tom 0.435 | williams robin 0.417
de niro robert 0.435 | douglas michael 0.414

Who are similar
1 level deep

to quinn anthony:
2 levels deep

banderas antonio | 0.366 | banderas antonio | 21.866
bardem javier 0.350 | benigni roberto 20.758
martin steve 0.333 | burns george 20.565
goodman john 0.320 | baldwin alec 20.413
allen woody 0.285 | mcqueen steve 20.244

Who are similar to nicholson jack:
1 level deep

2 levels deep

greene graham 0.484 | banderas antonio | 41.477
bronson charles 0.482 | bacon kevin 41.133
brody adrien 0.480 | baldwin alec 41.0862
bale christian 0.476 | bronson charles 40.982
baldwin alec 0.474 | benigni roberto 40.948

4. CONCLUSION

A key assumption of most models of similarity is that a
similarity relation is symmetric. The symmetry assumption
is not universal, and it is not essential to all applications
of similarity. The need for asymmetric similarity is impor-
tant and central in Information Retrieval and Graph Data
Networks. It can improve current methods and provide an
alternative point of view.

We present a novel asymmetric similarity, Unilateral Jaccard
Similarity (uJaccard), where the similarity among A and B
is not same to the similarity among B and C, uJaccard(A,B)
/= uJaccard(B,A); this is based on the idea of paradigmatic
association. In comparison to Tversky [13] our approach
uJaccard does not need a stimulus bias, whereas in the case
of Tversky human judgement is needed.

We present a series of cases in which we confirmed its use-
fulness and we validated uJaccard. We could extend uJac-
card to include weights to improve the asymmetry, we could
also use uJaccard and the paradigmatic approach to clus-
ter Graph data Networks. These are tasks in which we are
working on.

In conclusion, the proposed uJaccard similarity proved to be
useful despite its simplicity and the few resources used.
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Abstract—Similarity measures are essential to solve many
pattern recognition problems such as classification, clustering,
and retrieval problems. Various similarity measures are catego-
rized in both syntactic and semantic relationships. In this paper
we present a novel similarity, Unilateral Weighted Jaccard Co-
efficient (uwJaccard), which takes into consideration not only
the space among two points but also the semantics among them
in a distributional semantic model, the Unilateral Weighted
Jaccard Coefficient provides a measure of uncertainty which
will be able to measure the uncertainty among sentences such
as “man bites dog” and “dog bites man”.

Keywords-Jaccard; distance;
tainty;

similarity; entropy; uncer-

I. INTRODUCTION

Since Euclid to today many similarity measures have been
developed to be used under many scenarios and in different
areas, particularly in the last century. Similarity measures
are used to compare different kinds of data which is fun-
damentally important for pattern classification, clustering,
and information retrieval problems [1]. Similarity relations
have generally been dominated by geometric models in
which objects are represented by points in a Euclidean space
[2]. Similarity is defined as “Having the same or nearly
the same characteristics” [3], while the metric distance is
defined as “The property created by the space between two
objects or points”. All metric distance functions must satisfy
three basic axioms: minimality and equal self-similarity,
symmetry, and triangle inequality [4].

Bridge [5] argues that there exists empirical evidence of
violations against each of the three axioms. Yet, there also
exists geometric models of similarity which take asymmetry
into account [6]. Nosofsky points out that a number of well-
known models for asymmetric proximity data are closely
related to the additive similarity and bias model [7]. Tversky
[8] has proposed a different model in order to overcome the
metric assumption of geometric models. One of the strengths
of contrast models is its capability to explain asymmetric
similarity judgments. Tversky’s asymmetry may often be
characterized in terms of stimulus bias and determined by
the relative prominence of the stimuli.

Jimenez et al. [9], Weeds and Weir [1] and Lee [10]
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also propose an asymmetric similarity measure based on
Tversky’s work. However all proposals include a stimulus
bias, asymmetric similarity judgments, which Tversky refers
to as human judgment.

Today, similarity measure is deeply embedded into many
of the algorithms used for graph classification, clustering
and other tasks. Those techniques left aside the semantic
of each vertex and it’s relation among other vertices and
edges [11],[12]. In a graph classification and clustering we
consider only the features of a vertex, edge and its cumu-
lus, from those basic measurements many techniques have
been developed for classification and clustering with very
good results. Most of those techniques explore a symmetric
distance or similarity among two points, leaving aside the
semantic of each vertex and it’s relation among other vertices
and edges.

In a direct graph, the distance from U to Z is not the same as
the distance from Z to U, it is because the intrinsic features
of a direct graph. The distance are different because the
channels are dissimilar. According to Shannon’s information
theory we could argue that the each vertex is a source
of energy with an average entropy which is shared among
it’s edges, hence that information flows among the vertex’s
edges therefore it needs to be consider in the distance or
similarity coefficient. The entropy been its meaning and
semantics. We will use the term similarity since we look
at vertex’s semantics and not just its location in the space.
A similarity does not fit all tasks or cases. In this paper
we try to focus on Natural Langue Processing, where the
similarity between two word is not symmetric sim(word
A,word B) != sim(word B,word A). WordNet [13] present 28
different types of relations, those relations have direction and
are not symmetrical, they are not even synonyms because
each synonym word has a particular semantic, meaning
and usage, but they are similar. Hence if two words have
symmetric distance or similarity, those two words are the
same.

The rest of the paper is organized as follows. In section 2 we
will review our previous work Unilateral Jaccard Coefficient
Similarity coefficient (uJaccard). In section 3 we will present
Unilateral Weighted Jaccard Coefficient and we will test it.

cps™
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Figure 1: Simple graph

Finally, we summarize and draw some conclusions in section
4.

II. UNILATERAL JACCARD COEFFICIENT SIMILARITY

To calculate the similarity we start with one question; is

the similarity coefficient from vertex Va to Vc the same as
the similarity coefficient from vertex Vc to Va? If we argue
that both similarity coefficients are the same, we are arguing
that the edges from the vertices Va and Vc are the same, and
it is clear that is not usually the case. Thus both vertices have
different sets of edges.
The Unilateral Jaccard Coefficient similarity coefficient is
used to find those vertices that have a structural equivalence
[14] [15]. Jaccard similarity consider just one coefficient
on the contrary Unilateral Jaccard Coefficient provides two
coefficients since it is an asymmetric similarity, which are
define by:

Jaccard(a,c) = % (1)
aUc
N
uJaccard(a,c) = % 2)
edges,
N
uJaccard(c,a) = % 3)
edges.

Where a and c are vertices in a network graph. a Nc is the
intersection of edges between vertices a and ¢, and edges,
is the number of edges in vertex a.

We review the propose modification version of Jaccard Sim-
ilarity (1), Unilateral Jaccard Coefficient Similarity (uJac-
card) (2)(3) [14], which identifies the similarity coefficient
of Va to Vc with respect to vertex Va, and also identifies the
similarity coefficient of Vc to Va with respect to vertex Vc.
Following Shannon’s information theory, we argue that
each vertex is a source of energy with an average entropy
which is shared among its edges, hence the information
flows through the vertex’s edges. Figure 1 shows a small
graph, the similarity among vertex A and B is as follow:
uJaccard(A,B) = 1/3 = 0.333; uJaccard(B,C)=1/5 = 0.2 and
the Jaccard(A,B) = 1/7 = 0.143; Jaccard(B,A) = 1/7 = 0.143
The Jaccard coefficient provides one general measure of
similarity among vertex A and B however uJaccard provides
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Figure 2: Toy graph

Table I: My caption

uJaccard similarity from toy graph Figure 2

uwJaccard (V1,V7) = 3/5 Jaccard (V1,V7) = 3/9
ulaccard (V7,V1) = 3/7 Jaccard (V7,V1) = 3/9
uwJaccard (V7,V12) = 4/7 | Jaccard (V7,V12)= 4/7
ulJaccard (V12,V7) = 4/4 | Jaccard (V12,V7)= 4/7

a unilateral measure of similarity in which A-B is different
to B-C.

A. N levels

uJaccard allows us to measure the similarity among two
vertices that are not directly linked like vertices A and B
in figure 1, but rather indirectly linked in a graph, in which
the levels of the indirect link would be 1 or n. like vertices
1, 7, 12 in figure 2 which are linked with level n = 2. The
semantic information will start losing its meaning among
linked vertices when n is greater than 3.
We argument that the paths in between the linked vertices
are considered in the calculations but the information of each
vertex found on that particular path is not considered, this
is done to make the model simpler. The focus is the linked
vertices not the in-between vertices even if they provide
some information for the calculations; we argue that such
information is minimal.
The objective of using uJaccard is to identify how similar
a vertex is to other vertices in relation to itself. uJaccard
is calculated among vertices that are not connected directly,
rather are connected by intermedia vertices, of one level.
Figure 2 shows a toy graph with /2 vertices and /6 edges,
using Jaccard and uJaccard to calculate its similarity as
shown in table 1.
As per the toy example in figure 2, we can notice that
Ujaccard similarity provides better information than Jaccard
similarity, this is because Ujaccard considers the notion of
unilaterally.
Following the results in table I we can conclude that vertices
1, 12, 7 are similar. Vertices 8, 9, 10, 11 are similar. Vertices
2, 3, 4 are similar and vertices 5, 6 are also similar. If
wJaccard is close to 1, it means that it is /00% similar, but
if it is close to 0, it means that they are not similar at all.



Table II: Comparison uJaccard and Jaccard in toy graph

uJaccard (7,5) = 1/3
uJaccard (5,7) =1/1
Jaccard (7,5) = 1/3
Jaccard (5,7) =1/3

ulJaccard (2,5) = 4/4
uJaccard (5,2) =4/6
Jaccard (2,5) = 4/6
Jaccard (5,2) =4/6

uJaccard (2,4) =3/4
uJaccard (4,2) =3/5
Jaccard (2,4) = 3/6
Jaccard (4,2) =3/6

Table III: Normalized feature vector of a given word Wi

Original | Normalize
measure | measure
234 0.558

123 0.294

23 0.055

11 0.026

28 0.067

B. Toy Testing

We evaluated the uJaccard on toy graphs and compared
it with its contender Jaccard as shown in table II. where
uJaccard provides a more meaningful similarity coefficient
that Jaccard.

III. UNILATERAL WEIGHTED JACCARD COEFFICIENT

Weights for a distributed semantic model(DSM) is an
open problem as shown by Grefenstette and Sadrzadeh [6],
being the key part for a DSM. It is clear that each constructed
weighted model is related to a particular context therefore
we could not compare two DSMs. In this article we present
a generic process to generate weights for a DSM and we also
present a Unilateral Weighted Jaccard Coefficient similarity.
Consider a graph of words, where two words are directly
linked WI linked to W2. We will consider the weights as
a its frequencies or probabilities or collocation measure
such as probabilities P(WI,W2), P(W2,W1), P(WI,Wn) and
P(W2,Wn). Consequently edge among vertex W1 and vertex
W2 will have two measures. Since word W1 is linked to word
W2 with a particular collocation measure, also word W2 is
linked with word W1 with a different collocation measure.
Hence we end up with a link between word W1 and word W2
with two collocations measures. The collocation measures
are not the same among red-car that car-red. from now on
we will start calling them weights.

A word represented by a vertex in a network graph, the
word will have a feature vector which will represent the
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Figure 3: Edge among word WI and word W2 with two
weights 0.2 and 0.1 respectively

words that are most similar to it. The feature vector will
also have a measure that is only related to the given word
and its related words. The feature vector is a large vector and
it needs to be truncate in order to get the more meaningful
feature words, this can be done by different means. Once
the smaller vector has been obtained we normalize the
measures, so that all the measures sum I as shown in table
III. Hence why edge among word W1 and word W2 will
have two normalize weights as show in figure 3. However
each normalized weight is only related to its word and is
not related to the linked word. Therefore we conclude that
P(WI,W2) and P(W2,WI) belong to two different models
and are not related. To solve this problem we use Unilateral
Weighted Jaccard Coefficient.

To calculate Unilateral Weighted Jaccard Coefficient we con-
sider two assumptions. First a vertex’s information entropy
is calculated based on its feature vector weights (4), we
will consider the vector’s feature weights as the distribu-
tion probability for the given word. For a discrete random
variable X that can take values x/, ....xn with probability
pi respectively, defines the entropy H(X) of X. Where X is
the word and probability pi, ...,pn are the vector’s feature
weights. The information entropy is given by:

H(X)=—Y PixlogPi

i=1

“

Secondly, we use the cross-entropy (5) to find the similarities
sim(WI1,W2) and sim(W2,WI) as presented by Jurafsky,
Martin (2009). The cross-entropy also known as the relative
entropy of p with respect to ¢ and the relative entropy of ¢
with respect to p, as a consequence the cross-entropy is not
symmetric. Where x is a common element in distribution
of g and p, P(x) is the probability of the element x on
distribution p, Q(x) is the probability of the element x on
distribution ¢. x is a common element in distribution p and
g, as a consequence the calculation for the cross-entropy
is done only with the edge(s) linking word WI and word
W2. Hence, the Unilateral Weighted Jaccard Coefficient only
considers x as the links among word W1 and word W2. The



Table IV: The Unilateral Weighted Jaccard Coefficient (uw-
Jaccard) among word W/ and word W2

H(WI1) = 1.4855

H(W2) = 2.1261

H(WI1,W2) = 0.6644
H(W2,W1) = 0.2322
uwlaccard (W1,W2) = 2.1499
uwlJaccard (W2,W1) = 2.3583

cross-entropy is given by:

n

H(P,Q) == P(i)log Q(i)

i=1

&)

The Unilateral Weighted Jaccard Coefficient (6),(7) is the
sum of the entropy of the vertex H(WI) and the cross-
entropy on the edge H(WI1,W2). Table 4 shows the Unilat-
eral Weighted Jaccard Coefficient (W1,W2) and Unilateral
Weighted Jaccard Coefficient (W2,W1) for the edge among
vertices word W1 and word W2 from figure 3. The Unilateral
Weighted Jaccard Coefficient is given by:

uwJaccard(p,q) = H(p) + H(p,q) (6)

wwJaccard(q,p) = H(q) + H(q,p) @)
Since we cannot measure two distinct vertices models. We
argue that it is superior to observe how uncertain is word
W1 to word W2 and how uncertain is word W2 to word W1.
Unilateral Weighted Jaccard Coefficient will measure the
uncertainty of a similarity among words W1 and word W2,
in a particular edge. Unilateral Weighted Jaccard Coefficient
measure is a positive value, where 0 means perfect similarity
and any value greater than 0 means uncertainty.

Thus, the Unilateral Weighted Jaccard Coefficient is not
a proper weight rather a measure of information content
among words, by no means it is a measure of similarity
rather the uncertainty of the link in between the words.
Similarity is not considered only by a direct link but also by
an indirect link, in the case of there existing multiple paths
from word WI and word W2, as shown in figure 4. The
Unilateral Weighted Jaccard Coefficient (8) is adjusted to
consider multiple paths among vertex W1 and vertex W2. We
might need to consider all possible paths and its segments,
which might be a bit complex and cumbersome to carry
out, which is why we present a simplified approach. We
sum each path to the calculation. For each path from vertex
WI to vertex W2 we calculate the cross-entropy but we
only consider the outbound probabilities from vertex W1 and
vertex W2, the cross-entropy is multiplied by 1 + A\. Where
A represents the number of vertices on the path, which
will increase and decrease the uncertainty in accordance to
the number of paths. The The Unilateral Weighted Jaccard
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(a) paths without weights

(b) paths with weights

Figure 4: Edge among word W1 and word W2 with multiple
paths

Coefficient is given by:

= H(p)—H(pO)

>

path 3 p<>q

(1+A)H(p, q)

®)

uwJaccard(p, q)

uwJaccard(q,p) = H(q)—H (qO)

>

path 3 g p

(1+X)H(q,p)

C))
Where A = 0.1 times the number of in-between vertices in a
path, H(p,q) and H(q,p) is the cross-entropy of a given path,
H(p) and H(q) is the entropy of the originating vertex. H(pO)
and H(qO) are the entropy of the outbound links from the
originating vertex. The path 3 ¢ <+ p are all possible paths
that exist between q and p, the path can be / or n, but for
NLP tasks we shouldn’t go further than 3, because we start
losing its meaning.
A will increase the uncertainty, the more vertices there are
on the path the more the meaning of the similarity decreases,
while if there are more number of paths, the similarity
increases, therefore reducing its uncertainty as the word is
more couple.
The number of paths might introduce the concept of cou-
pling, as the number of connections increase, but it also
introduces the uncertainty. There is less uncertainty when
the link is direct. As the number of paths increase and the
number of vertices on the paths increase the uncertainty also
increases. This mean that the similarity decreases even more
when we introduce more paths with in-between vertices.



Table V: The Unilateral Weighted Jaccard Coefficient (uw-
Jaccard) among word W1 and word W2, with different paths,
from graph in figure 4b

H(W1) = 2.170950594

H(W2) = 2.721928095

H(W1 outbound) = 1.317668107
H(W2 outbound) = 1.260964047
H(W1-R-S-W2) = 0.557262743
H(W1-V-W2) = 1.096236271
H(W1-W2) = 0.232192809
H(W2-R-S-W1) = 0.557262743
H(W2-V-W1) = 0.191066215
H(W2-W1) = 0.664385619
Including 3 paths
uwlJaccard(W1,W2) = 3.661341986
uwlJaccard

(W2,W1) = 3.756353458

Including 2 paths

uwJaccard (W1,W2) = 3.367612865
uwJaccard (W2,W1) = 3.451283524
Including a direct paths
uwlJaccard (W1,W2) = 2.403143404
uwJaccard (W2,W1) = 3.386313714

Table VI: Size of the used corpus

Corpus Google bi-gram | BNC Wikipedia
Size 1.5GB 539MB 11GB
bi-grams 314,843,401 | 842,162,318

Words 629,298,853 98,537,224 | 1,459,026,075
Vocabulary 5,827,772 354,374 3,990,248

A. Building a network graph of words

We start with a matrix of words and then we build a
graph of words. To build a matrix of words we source it
from three main corpus, Google n-gram corpus [16], The
British National Corpus, version 3, BNC XML Edition [17]
and en.wikipedia database backup dumps.

We start building a bi-grams model from each of the
corpus. The construction of bi-grams was straight forward
for Google n-gram as it was in fact a bi-gram dataset [16].
With the en.wikipedia and the BNC corpus we had to run a
sentence segmentation script against them in order to extract
sentences. Once the sentences were identified we parse them
to discover POS (part of speech), we use the BLLIP parser at
T50 [1]. Once the parsed sentences are obtained we remove
the stop words and we apply a lemmatization process; then
we start building bi-grams with the following forms, verb-
verb, noun-noun, verb-noun, noun-verb, adverb-verb, verb-
adverb, adjective-noun, noun-adjective. We use a window of
n to the left and/or right of a the working word to build the
bi-grams; after a few experiments we use n = 3, a window
larger than 3 produces meaningless semantics, this being an
extension work of Justeson and Katz [18] and Patrick Pantel.
[19].

The bi-grams frequency provides a generic collocation
measure, to improve the model we select two collocation
measures from the state of the art, Log-likelihood Ratios
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(LLR) and we assume a binomial distribution for a word in
the text. LLR has been selected because it is a good approach
to sparse data and it is able to identify rare bi-grams with a
low frequency. The Log-likelihood Ratios is given by:

L(Hy)
log\ = lo 10
9 gL(HZ) (10)
log = log b(c12, c1,p) b(ea — 12, N —c1,p) (11

b(ciz, c1,p1) blea — c12, N — ¢1,p2)

The second collocation measure we selected is the Pointwise
Mutual Information between two events. In information
theory, mutual information refers to the mutual information
between two random variables rather than between two
related events. The Log-likelihood Ratios is given by:

p(z,y)

PMI(z,y) = 1ogm

12)

PMI is bad with sparse data, some words that only occur
once, but appear together, score very high PMI. PMI is also
bad with word dependence, when two words are perfectly
dependent of each other, whenever one occurs, the other
occurs, so the rarer the word is, the higher the PMI it
gets. In these two cases a higher PMI doesn’t necessarily
indicate high collocation. Bouma, G. [20] presents several
normalized variants of PMI in order to make PMI less
sensitive to low frequency. For large sparse data sets like
ours the Normalized Pointwise Mutual Information to the
power of cube NPMI? is the best approach, as those low
frequencies do not surface easily.

We calculate LLR and NPM I3 for each bi-gram, given a
word we align the result from LLR and N PMI? forming a
feature vector of each given word, we truncate it to the top
1500 words.

We build a few matrices of word models, one for each case
(verb-verb, noun-noun,...) in each corpus. At the rows we
locate the feature vector of the given word, forming a sparse
matrix. From this we build a network graph in which a vertex
represents a word given by the head of the row on the matrix.

B. Uncertainty of “man bites dog” and “dog bites man”

Google Bigrams and en.wikipedia shows that the relation
dog — man has less uncertainty /.1715 and 1.1126 respec-
tively, but BNC shows the contrary that relation man — dog is
less uncertain /.4038 than dog — man 2.8767. The Google
Bigrams corpus is a generic approach and is expected to
have some error. While en.wikipedia corpus covers a large
number of topics and we might argue that the context is
too broad. Whereas BNC corpus focuses on the human
interaction. Hence we can conclude that BNC and uwlJaccard
clearly depict the differences among man-dog.

To solve the similarity among “man bites dog” and
“dog bites man”, we find uncertainty by summing the
uwlJacard from left to right following work by Grefenstette



Table VII: uncertainty among man and dog, using 3 different
corpus

en.wikipedia

H(dog) = 1.112468126,

H(man) = 2.902715177

H(dog,man) = 0.000188320
H(man,dog) = 0.544818488
uwlaccard (dog,man) =

1.112656446

uwlaccard (man,dog) = 3.447533665
BNC

H(dog) = 2.870717650

H(man) = 1.393004613

H(dog,man) = 0.006037466
H(man,dog) = 0.010817212
uwlaccard (dog,man) = 2.876755116
uwlaccard (man,dog) = 1.403821825
googleBigram

H(dog) = 1.178393207

H(man) = 1.972395788

H(dog,man) = 0.000640365
H(man,dog) = 0.000857728
uwlJaccard (dog,man) = 1.171582092
uwlJaccard (man,dog) = 1.933390307

Table VIII: uncertainty among “man bites dog” and “dog
bites man” using Google bigram

googleBigram

H(man) = 1.972395788

H(dog) = 1.178393207

H(bite) = 2.608230542
uwlJaccard(man,bite) = 1.972449690
uwlJaccard(bite,dog) = 3.011640027
uwlJaccard(dog,bite) = 1.179965631
uwlJaccard(bite,man) = 2.692521391
man-bites-dog = 4.984089717
dog-bite-man = 3.872487022

and Sadrzadeh [6]. We found that “man bites dog” is more
uncertain than “dog bites man” as shown in table 8.

IV. CONCLUSION

It is difficult to compare an asymmetric similarity against
a symmetric similarity, there is no ground of comparison,
one alternative is to compare uJaccard and uwJaccard against
Tversky [8] similarity but we will need a stimulus bias, in
the case of Tversky a human judgement. More over Tversky
similarity does not cover the concept of paths between two
objects. On the other hand uwlJaccard do consider paths
among vertices in a network graph.
We present a novel coefficient similarity, Unilateral
Weighted Jaccard Coefficient Similarity (uwJaccard), which
is an asymmetric similarity, which measure the similarities
base on the the entropy among two words in a network
graph. The similarity looks at the uncertainty between word
W1 and word W2. It use the cross-entropy to find the
uncertainty; been the uncertainty its coefficient. uwJac-
card(word2,wordl) != uwlaccard(wordl,word2).
We also present that there is less uncertainty in the sentence

“dog bites man” than “man bites dog” which is proved by
uwlJaccard under BNC corpus.
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Abstract—How can we retrieve meaningful information from
a large and sparse graph?. Traditional approaches focus on
generic clustering techniques and discovering dense cumulus
in a network graph, however, they tend to omit interesting
patterns such as the paradigmatic relations. In this paper,
we propose a novel graph clustering technique modelling the
relations of a node using the paradigmatic analysis. We exploit
node’s relations to extract its existing sets of signifiers. The
newly found clusters represent a different view of a graph,
which provides interesting insights into the structure of a sparse
network graph. Our proposed algorithm PaC (Paradigmatic
Clustering) for clustering graphs uses paradigmatic analysis
supported by a asymmetric similarity, in contrast to traditional
graph clustering methods, our algorithm yields worthy results
in tasks of word-sense disambiguation. In addition we propose a
novel paradigmatic similarity measure. Extensive experiments
and empirical analysis are used to evaluate our algorithm on
synthetic and real data.

Keywords-clustering; paradigmatic; asymmetric similarity;

I. INTRODUCTION

Data from different domains, such as social networks, bio-
informatics, network graph and natural processing language
can be modelled as graphs. Each graph contains communi-
ties or clusters which represent real groups, each cluster is
characterized by a density of inner links than outer links;
the main problem is defining what a cluster is and how to
identify it. Fortunato and Castellano [1] have identified three
main categories to define communities: Local definition,
Global definitions and Vertex similarity. A local definition
is when communities are grouped together based on their
vertices and their immediate neighbours, disregarding the
rest of the graph. A global definition is when communities
are grouped together based on the analysis of a community
with respect to the graph as a whole. Lastly, vertex similarity
is defined as communities that are grouped together based
on their vertices’ similarities, where a quantitative criterion
is chosen to evaluate the similarities between each pair
of vertices. The main problem in this case is identifying
adequate measures of similarity.

Yang and Leskovec [2] have identified 13 main measure-
ments for clustering which are based on internal and external
connectivity, a combination of internal and external con-
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nectivity and network model. All algorithms analyse inner
and outer links in several ways and measure the degree of
correctness of all different communities that are found.
This paper is organized as follow; in the next section we
will discuss the Paradigmatic approach for graph clustering.
The PaC algorithm is presented in section 3. In section 4 a
set of tests are presented, from toy tests to real world tests
and finally in section 4 we state the conclusions.

II. GRAPH CLUSTERING USING PARADIGMATIC
STRUCTURE

We propose another sub-structural property between any
two vertices in a graph, a paradigmatic property. In this new
property vertices are equivalent if they are connected the
same way or similarly, this being vertex similarity according
to Fortunato and Castellano’s definition [1]. We extended
concept with an asymmetric similarity coefficient, uJaccard,
section II.B.

Paradigmatic analysis seeks to identify the various
paradigms (or existing sets of signifiers) which manifest
the content of the data. This aspect of structural analysis
involves the discovery of the existence of underlying’ sim-
ilarity paradigms. Paradigmatic analysis involves comparing
and contrasting each of the signifiers that are present in
the data. The commutation test can be used in order to
identify distinctive signifiers and to define their significance
determining whether a change on the level of the signifier
leads to a change on the level of the signified [3]. The
paradigmatic approach is common in linguistics, social net-
works and others [4].

There are two kinds of equivalences, structurally equivalent
where two vertices in a graph are structurally equivalent if
they share many of the same network neighbours. Regular
equivalence is more subtle, two regularly equivalent vertices
do not necessarily share the same neighbours, but they do
have neighbours who are themselves similar [5],[6].

Some vertices are paradigmatically exchangeable if they
rely on the same set of edges and their sub-structures are
equivalent to a certain degree. For example in some contexts
you could use the word family to refer to your friends
and vice versa, the words are not related syntactically or

Eﬁcolr%EpEuter
= society



semantically but in some context are common to interchange
the words to extend the meaning. But the similarity from
word family to word friend is different to the similarity
from word friend to word family, this is because the usage
that people gives to the words. We address the similarity
in section I.LB. Words family and friend do not need to
be linked directly by an edge, they might be linked among
other vertex or vertices, be able to identify which two words
are used interchangeable is the focus of the paradigmatic
approach.

PaC focuses on paradigmatic vertices’ similarities. Vertices
are similar if they are equally shared or have a similar
number of edges connected to the same set of vertices
directly or indirectly.

In this paper we present a novel graph clustering algorithm
based on a paradigmatic approach supported by a bipartite
graph [7] and enhanced by modularity. PaC (Paradigmatic
Clustering) algorithm is fast and it isn’t complex, having a
time complexity of O(n * avg(degree)?), it is also suitable
for large graphs, highly parallelized and incremental. PaC is
enhanced with a graph’s modularity which is done from top
to bottom, after an initial cluster has been constructed.

A. Paradigmatic Structures

Paradigmatic analysis is a process that identifies entities

which are not related directly but are related by their
properties, the relatedness among other entities and whether
they are interchangeable [3]. In language the reason why we
tend to use morphologically unrelated forms in comparative
oppositions is to emphasize the semantics which is done
by substitution and transposition of words with a similar
signifier. Similarity is not defined by a syntactic set of rules
but rather by the use of the language. In some cases its
use is not grammatically or syntactically correct but it is
commonly used.
We defined the signifier as the similarity among vertices of
the same cluster, in which not all members of a cluster have
the same similarity of relatedness. This is due to the fact
that a member of a cluster might belong to more than one
cluster with different similarities.

B. Paradigmatic Similarity

PaC will use a structural equivalence to cluster vertices.
Particularly the Unilateral Jaccard similarity coefficient will
be used to find those vertices that have a structural equiva-
lence [8], Unilateral Jaccard is define by:

uJaccard(a,c) = % (1)
edges,

uJaccard(c,a) = ”ZLCL" (2)
edges,

Where @ and c are vertices in a network graph. a N c is the
intersection of edges between vertices a and ¢, and edges,
is the number of edges in vertex a.
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C. Algorithm

In this section, we will present a novel algorithm to

cluster graphs, and a Paradigmatic Clustering algorithm. We
propose to use a bipartite graph, to achieve a fast and easy
paradigmatic analysis. Our focus is to only compare rows
that have at least one column in common, which reduces
the space of comparison. Our approach will anchor a row
to its closest and most similar row. If we want to extend
the clustering level we could anchor a row to more than
one row based on a degree of similarity. PaC algorithm
can process rows or columns seamlessly, resulting in a bi-
clustering algorithm. PaC yielded better results in a sparse
matrix due to the low level of connectivity, also its non-
dependency allow to run it on a parallelized mode.
The input graph has to be bipartite graph, if the graph is not
a bipartite; we transform it on the flight, this is simple task
as we start working with a matrix in which column and row
will form the two sets of a bipartite graph, knowing that a
word might be in both sets we will label as set col-word-xy
and row-word-xy. PaC can be applied to the set columns or
set rows, getting a binary clustering.

D. PaC algorithm

Listing 1. PaC algorithm
// The graph needs to be bipartite
// The graph needs to be an undirected graph
procedure PaC (graph, threshold)
for each vertex in the graph
similaritiesPairs[ ] = uJdaccard
// udaccard two levels out,
// paths among Vi and Vn
sort similaritiesPairs[ ]
group vertices with similar structural
equivalence & uJaccard score.
grouping up to a threshold
clusters [ ] = groups found
return clusters[ ]
// the grouping is done by selecting the
elements
// up to a particular threshold

(Vi, Vn,)
all possible

Ne-CREN Ie NV IOV IN S

PaC will use modularity to optimize the found clusters.
The use of modularity is not intensive since it is a top to
bottom approach. PaC will recalculate the threshold used
to identify the cluster cut. In each iteration the modularity
can be improved providing a better clustering. The initial
cluster found might be or not of interest for the application,
but for general purpose and comparison we try to optimize
the clustering. The cluster will depend on how similar the
clusters need to be, modularity will help to find the optimal
cut.

Listing 2. Clustering algorithm

1 // we start with modularity of 0

2 // we start with a threshold = 0.5

3 // new modularity is nQ = 0

4 // last modularity 1is 1Q = -1

S // factor will be the step of reduction = 0.01
6 procedure clus (graph, clusters, threshold)



7 while nQ > 10

8 10 = nQ

9 threshold[ ] = threshold - factor
10 cluster[ ] = PaC(graph, threshold)
11 nQ = modularity (graph, clusters)
12 return cluster[ ]

13 // threshold is a map <cluster id, threshold >
14 // some clusters will be improved
15 // based on its assigned threshold

The uJaccard function has been presented at I1.B and equa-
tion 1 and 2; and graph modularity introduced by Newman-
Girvan [9] is given by:

k
Q="> (eii—a}) 3)
i=1

Where eii = % edges in module ¢ (probability edge is in
module ), ai = % edges with at least 1 end in module ¢
(probability a random edge would fall into module 7).
The first run produces a set of clusters, but are those clusters
the optimal cut?. To measure if the produced clusters are
the optimal cut we use the graph modularity presented by
Newman and Girvan [9] and equation 3. Modularity will
be run after PaC, to find out if it has been improved. If
not, we stop, otherwise we run PaC again with a lower
threshold. Since it is a top-down approach, the calculation of
modularity is not intensive like other algorithms; but rather
it is used few times to optimize PaC.
The time complexity of our algorithm PaC is O(n x
avg(degree)?). We can point out that PaC algorithm is
highly parallelized because its similarity calculation does
not depend on a previous calculation. Lastly it is incremental
since we can add additional vertices and calculate only the
vertices involved and not the whole graph.

III. EXPERIMENTAL EVALUATION

We evaluated the algorithm on toy graphs, synthetic data
sets, NLP (Natural Language processing) dataset and real
data sets. To prove its efficiency the PaC is compared with
the normalized mutual information bench mark in synthetic
graphs [10].

A. Toy Testing

The use of PaC in toy graphs, as show in Table I, it is

clear that the desired cluster from those graphs are obtained
by PaC, moreover the state of the art algorithms also find
the same clusters.
The toy graphs in Table I are just simple examples to
test PaC in particular cases, hence PaC is able to identify
cluster properly, in particularly in some special cases like
the third toy graph in which cluster 4,5,6 has been identify
correctly, also last toy graph in which 2 cluster are identify
as expected.

B. Real Data Sets

Zachary’s karate club: The network represents the pat-
tern of friendships among members of a karate club at a

Table 1
TOY GRAPHS CLUSTERED USING PAC

0,1,2.3.4,5,6) (7,8,9,10,11,12)
(13,14,15,16) (17,18,19,20)

(1,2,3,4,5,6) (7,8,9,10,11,12,13,14)

Table 1T
RESULTS ON REAL WORLD DATASETS PRODUCED BY PAC. FROM LEFT
TO RIGHT, THE NUMBER OF VERTICES N, EDGES E, NORMALIZED
MUTUAL INFORMATION NMI, ACTUAL NUMBER OF COMMUNITIES C
(BASE LINE) AND PAC NUMBER OF COMMUNITIES.

N E C | NMI | PaC
Zachary’s karate club | 34 78 2 0.652 | 4
Dolphins 62 159 | 2 0.527 | 5
Football 115 | 613 | 12 | 0.907 | 15
Les Miserables 77 254 | 11 | 0.878 | 12

North American University [11].

Football: A network of American football games [12].
Dolphins: A dolphins social network, New Zealand [13].
Les Miserables: The network of interactions between major
characters in Victor Hugo’s sprawling novel of crime and
redemption [14].

To measure our findings with a ground-truth graph, we have
used the Normalized Mutual Information - NMI [15]. A
measure of similarity of partitions borrowed from informa-
tion theory, which has proven to be reliable [10]. Used by
Fortunato Santo [16] to compare two graphs and get a score
of the differences between two graphs. NMI of 1 shows
equal graphs, 0 shows completely different graphs.

Our findings are shown in Table II, column PaC compared
against the baseline column C and the similarity measure
in column NMI, we have demonstrating that PaC provides
good results.

PaC is able to identify almost correctly clusters in the
Football graph with a NMI of 0.9, similarly with Les
Miserable graph with a NMI of 0.878, but no so well with
Dolphins graph where PaC identifies 5 cluster out of 2; on
the Zachary graph PaC has identify 4 out 5, but this is a
particular case since the original clustering is 2 but further
paper refer up to 4 cluster with some particular vertices that



might belong to different cluster.

C. Synthetic Data Sets

We have tested PaC, based on a benchmark graph with
a built-in community structure. Standard benchmarks, such
as the Girvan and Newman, do not account for important
features of real network graph, like the fat-tailed distribu-
tions of vertex degree and community size [17]. Therefore,
we have used a different class of benchmark network graph,
in which the distributions of vertex degree and community
size are both power laws, with tunable exponents.
To compare the communities found by PaC against a ground-
truth network, we use the Normalized Mutual Information
[16]. For our testing we followed the settings used by
Lancichinetti and Fortunato [18].
To validate the performance of PaC, we compare it against
6 clustering techniques present in iGgraph [19], Walk-
trap Community (wc), Spinglass Community (sc), Leading
Eigenvector Community (lec), Fastgreedy Community (fc),
Label Propagation Community (Ipc) and Multilevel Com-
munity (mc).
The mixing parameter in figure 1,2 and 3 is the degree of a
cluster is mix with other clusters, 0 means cluster completed
separated, where 0.5 means that 50% of the edges in a cluster
are linked to other clusters. The realization parameter in
figure 1,2 and 3 refers to the number of tests that has been
run at each point. such as 1000, 5000 and 10000 tests per
point.
PaC out performs mc, fc, lec, sc but it is not the same
case for wc and lpc. The wc has a quadratic running time
O(n’log x n) [20] which is not appropriate for very large
graphs in comparison to our PaC running time which is
O(n x avg(degree)?).
The Ipc has a similar running time as PaC. The differences
in performance are due to the fact that each algorithm uses
different similarity measures while lpc use a symmetric
measure and PaC use an asymmetric coefficient, hence we
cannot compare them only based on the outcomes, we also
have to consider the type of similarity they use. PaC uses a
paradigmatic approach focusing on NLP.

D. NLP Testing

One of the challenging tasks in NLP is word sense
disambiguation, making it even more complex if we use a
non-supervised technique. We use PaC to solve this problem
and we use empirical analysis to assess our results. PaC
will need a graph of words. To build a graph of words we
source it from three corpuses, Google n-gram corpus [21],
The British National Corpus, version 3, BNC XML Edition
[22] and en.wikipedia database backup dumps, each corpus
will form an independent set of testing. as shown in table
III.

To construct a graph of words we start by constructing a
bi-gram model, it was straight forward for Google n-gram
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Figure 1. Comparison of PaC with we, sc, lec, fc, Ipc, mc on synthetic
data set. The number of vertices is N = 5000, each point corresponds to
100 graph realizations. PaC clearly outperform sc, lec, fc.
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Figure 2.  Comparison of PaC with wc, sc, lec, fc, Ipc, mc on synthetic
data set. The number of vertices is N = 1000, each point corresponds to
100 graph realizations. PaC clearly outperform sc, lec, fc, me.
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Figure 3. Comparison of PaC with wc, sc, lec, fc, Ipc, mc on synthetic
data set. The number of vertices is N = 5000, each point corresponds to
100 graph realizations. PaC clearly outperforms sc, lec, fc, mc.




Table IIT
SIZE OF THE USED CORPUS

Corpus Google bi-gram | BNC Wikipedia
Size 1.5GB 539MB 11GB
bi-grams 314,843,401 | 842,162,318

Words 629,298,853 98,537,224 | 1,459,026,075
Vocabulary 5,827,772 354,374 3,990,248

as it was in fact a bi-gram dataset. We cleaned up the
text on the en.wikipedia and the BNC corpus, and then we
run a sentence segmentation script against the text in order
to extract sentences. Once the sentences were identified
we parse it to discover POS (part of speech), we used
the BLLIP parser at TS0 [23]. Once we have the parsed
sentences we remove stop words (first 1000 more common
words) and we apply a lemmatization process to each of
the remaining words by doing a look up on WordNet [24];
with a parsed and lemmatized sentence and its POS we start
building bi-grams as follows, verb-verb, noun-noun, verb-
noun, noun-verb, adverb-verb, verb-adverb, adjective-noun,
noun-adjective. We use a window of size n words to the
left and/or right of a the working word to build the bi-
grams; after a few experiments we use n = 3. This being
an extension work of Justeson and Katz [25] and Patrick
Pantel [26].

We select two collocation measures from the state of the
art, Log-likelihood Ratios LLR [27]. LLR has been selected
because it is a good approach to sparse data and it is able
to identify rare bi-grams with a low frequency.

The second collocation measure we selected is the Pointwise
Mutual Information (PMI) between two words. In informa-
tion theory, mutual information refers to the mutual informa-
tion between two random variables rather than between two
related events. It is a bad measure of dependence because
it does not dependent on the frequency. PMI is bad with
sparse data, some words that only occur once, but appear
together, score very high PMI. PMI is also bad with word
dependence, when two words are perfectly dependent of
each other, whenever one occurs; the other occurs, so the
rarer the word is, the higher the PMI it gets. Bouma [28]
shows several normalized variants of PMI in order to make
PMI less sensitive to a low frequency. We have selected the
Normalized Pointwise Mutual Information to the power of
cube (NPMT3) as it reduces the score for rare words.

We calculate LLR and NPMI? for each bi-gram, given a
word we align the result from LLR and NPMI® forming
a feature vector of the given word. We use the top 1/3 of
the characteristic vector as its collocation ratio is very low
and is meaningless on the other 2/3.

We build a few graphs of words, one for each case
(verb-verb, noun-noun, verb-noun, noun-verb, adverb-verb,
verb-adverb, adjective-noun, noun-adjective) for BNC,
en.wikipedia and Google n-gram.

For word sense disambiguation we do not cluster the whole
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Figure 4. word “chair” extracted from en.wikipedia (noun-noun), it shows
the largest cluster.

Figure 5.

word “chair” extracted from BNC (noun-noun), it shows the
largest clusters.

graph, instead we get a subset, the subset which is related
to the given word. The sub graph is constructed as follows:
we get the feature vector of the given word and load it to
the graph, then for each word in the feature vector we load
it’s feature vector to the graph. In a similar way to Fern and
Brodley approach [7]. Then we cluster the sub graph using
PaC to obtain clusters of senses of a given word.

PaC produces clusters that represent word’s senses, as shown
in figures 4 to 8 and Tables IV and V, the uJaccard similarity
shows how well related words are. Edge thickness denote
the collocation measure given by uJaccard. We notice that
each corpus shows different cluster as their contexts are
different, as in the case of chair. The results are worthy
to consider. Comparing with a base line such as WordNet
or another repository will be cumbersome and not very
productive because each corpus is completely different and
from a different context [29].

PaC produces clusters that represent word-senses, as shown
in Table IV and V, the uJaccard similarity shows how well
related the words are. Google bi-grams corpus does not have
any syntactic information or POS, we just use its frequency
to get words collocation and than apply PaC. It is interesting
to observe that even with lack of syntax information we get
very meaningful word-senses.



Figure 6. word “chair” extracted from en.wikipedia (noun-verb) it shows
largest cluster.

Figure 7.
clusters.

word “sail” extracted from BNC (noun-verb) shows largest

Figure 8.
cluster.

word “god” extracted from BNC( noun-noun) shows largest
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Table IV
SENSES/CLUSTER FOR WORD APPLE, PRODUCED BY PAC USING
EN.WIKIPEDIA. THE CLUSTER RELATED TO THE FRUIT IS PRESENTED
AND OTHER CLUSTERS ARE GROUPED BY ITS SENSES SUCH AS MUSIC.

macintosh , os, macos, mac, desktop

notebook , laptop, asus, baterry

wireless, usb, memory, remote

release , announce, calendar, make

store, product, user

imac , emac, intel, macbook

cranberry , pectin, cinnamon

juice, cider, martini

software, final, pro, power, hardware, advisor, video, quicktime
music, cinema, aria, garage band, book, deal, vacation, dvd,
lossless, itunes, ipod, insight, ipods, archos

valley, spring, orchard, avery, tree, blossom, newton, loop, airport
support, core, developer, weblog, inspiration, iie, iigs
powerbook, ibook, powermac, xserve

Table V
SENSES FOR THE WORD GOD, PRODUCED BY PAC USING GOOGLE
BI-GRAMS; IT IS CLEAR THAT EACH CLUSTER REPRESENTS DIFFERENT
ASPECTS RELATED TO GOD.

punish, forgive, almighty, forbid, instruct, spake, ordain

play, free, man, smile, soldier, live, tv

incarnate, bless, forsaken, sake, fear, manifest

told, knew, father, hear

send, save, word, rulesnet

damned, damn, awful, ente

mode, speed, command, channel

brought, bring, giveth, meant, reveal, bring, make, awfuls, gave

desire, set, choose, expect, require, dwell, change, raise, intend, accord

government, church, grant, design, exist, heal, lead

IV. CONCLUSION

We have shown how community detection can be ap-
proached using a paradigmatic analysis, in which the main
idea is to find how similar two non-adjacent vertices are.
Paradigmatic analysis is the process that identifies entities
which are not related directly, but are similar because of
their properties and their relatedness among other entities,
similar to the structural equivalence. We introduce a new
graph property, a paradigmatic property defined as the set of
vertices that are similar if they have a structural equivalence
and are interchangeable by substitution and transposition.
We also present a novel clustering algorithm PaC, which
finds clusters with similar structural equivalence. The struc-
tural equivalence is found by using uJaccard. PaC is highly
parallelized, incremental and it’s running time is O(n *
avg(degree)?). Results show that PaC is able to find word-
senses, as well as clusters on a ground-truth network.
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Introduction

model, however, we should not extend the idea of
similarity to be symmetric in all the models, such as natural

Clustering and classification is one of the most used
techniques in computer science and other fields, the key
element to group objects in the same community is the
measurement of similarity. Similarity is defined by
WordNet (Fellbaum, 2005) as “The quality of being
similar” and “Similarity in appearance, external or
superficial details”, it does not specify if the similarity is
symmetric or asymmetric. Understand by common sense
that similarity should be symmetric as in a geometrical

Copyright © 2016 Inderscience Enterprises Ltd.

language processing (NLP). In this paper, we present a
novel similarity coefficient, Unilateral Jaccard similarity
coefficient (uJaccard) which is an extension of Jaccard.
Also, we present a new paradigmatic property for graphs
which is extracted from the language field, vertices are
interchangeable if they are similar to some degree, the
paradigmatic property provides a way to measure their
similarity by means of a regular equivalent. The
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paradigmatic property will support uJaccard to be used in a
graph network.

Having this new approach to measure the similarity by
means of an asymmetric similarity and incorporate the
graph network’s paradigmatic property, we present a novel
clustering technique which focuses on NLP but it can be
extended to other fields. Paradigmatic clustering (PaC) is a
technique that uses an asymmetric and paradigmatic
approach to identify communities in a graph network, PaC
outperforms the state-of-the-art clustering techniques, PaC
is also capable of run in parallel and is a clustering
algorithm that supports data streaming, PaC’s running time
is O(n * avg(degree)?).

This paper is organised as follow: in the next section, we
will discuss the asymmetry of similarity. In Section 3, we
discuss the uJaccard. In Section 4, we present the uJaccard
experimental evaluation. The PaC algorithm is presented in
Section 5. In Section 6, a set of tests are presented, from toy
tests to real world tests and finally, in Section 7, we state
our conclusions and future work.

2 Similarity

Since Euclid to today several similarity measures have been
developed, those measures are used in different fields to
measure similarity in appearance, external or superficial
details, location and others properties of two or more
objects. Particularly in the last century with the advances in
computer science many new similarity measures have been
proposed. Similarity measures are used to compare different
kind of data which is fundamentally important for pattern
classification, clustering, and information retrieval problems
(Duda et al., 2001). Similarity relations have generally been
dominated by geometric models in which objects are
represented by points in a Euclidean space (Shepard, 1974).
Similarity is defined as “Having the same or nearly the
same characteristics” (Fellbaum, 2005), while the metric
distance is defined as “The property created by the space
between two objects or points”.

All metric distance functions must satisfy three basic
axioms: minimality and equal self-similarity, symmetry, and
triangle inequality.

d(i, j)=d(j, j) <d(, J) Q)
d(i, j)=d(j,1) 2
d(i, j)+d(j, k) =d(, k) 3

Here for objects 7, j and k, where d() is the distance between
objects i and j. Bridge (1998) argues that there exists
empirical evidence of violations against each of the three
axioms. Yet, there also exists geometric models of
similarity which take asymmetry into account (Nosofsky,
1991). Nosofsky (1991) points out that a number of
well-known models for asymmetric proximity data are
closely related to the additive similarity and bias model
(Holman, 1979). Tversky (1977) has proposed a different
model in order to overcome the metric assumption of

geometric models. One of the strengths of contrast models
is its capability to explain asymmetric similarity
judgements. Tversky’s (1977) asymmetry may often be
characterised in terms of stimulus bias and determined by
the relative prominence of the stimuli.

|4 B
[ANBl+aldA-Bl+plB- Al (4)

sim(a, b) =
o, 20

Here, 4 and B represent feature sets for the objects a and b,
respectively; the term in the numerator is a function of the
set of shared features, a measure of similarity, and the last
two terms in the denominator measure dissimilarity: ozand S
are real-number weights; when o != f. Jimenez et al.
(2012), Weeds and Weir (2005) and Lee et al. (1999) also
propose an asymmetric similarity measure based on
Tversky’s work.

However, all proposals include a stimulus bias,
asymmetric similarity judgements, which Tversky refers to
as human judgement. Today, similarity measure is deeply
embedded into many of the algorithms used for graph
classification, clustering and other tasks. Those techniques
are leaving aside the semantic of each vertex and its relation
among other vertices and edges.

In a direct graph, the similarity from U to Z is not the
same as the distance from Z to U, this due to the intrinsic
features of a direct graph. The similarities are different
because the channels are dissimilar. According to
Shannon’s information theory, we could argue that each
vertex is a source of energy with an average entropy which
is shared among its channels, and while that information
flow among the vertex’s channels, we need to be consider it
in the similarity. A similarity does not fit all tasks or cases.

In natural langue processing, where the similarity
between two words is not symmetric sim(worda, wordb) =
sim(wordb, worda). WordNet (Fellbaum, 2005) presents
28 different types of relations; those relations have direction
but are not symmetrical, they are not even synonyms
because each synonym word has a particular semantic,
meaning and usage, but are similar. Hence, if two words
have symmetric distance or similarity, those two words are
the same.

Paradigmatic is an intrinsic feature in language, it lets
the utterer exchange words with other words, words with
similar semantics (Sahlgren, 2006). In this paper, we focus
on paradigmatic analysis to support our uJaccard.

3 Unilateral Jaccard similarity coefficient
3.1 Paradigmatic similarity

Paradigmatic analysis is a process that identifies entities
which are not related directly but are related by their
properties, relatedness among other entities and
interchangeability (De Saussure et al., 2011). In language,
the reason why we tend to use morphologically unrelated
forms in comparative oppositions is to emphasise the
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semantics, this is done by substitution and transposition of
words with a similar signifier. Similarity is not defined by a
syntactic set of rules but rather by the use of the language.
In some cases, this use is not grammatically or syntactically
correct but it is commonly used. We defined the signifier as
being the degree of relation among entities of the same
group, where not all members of the group have the same
degree of relatedness. This is due to the fact that a member
of a group might belong to more than one group.

3.2 Extended paradigmatic

Two vertices in a graph are structurally equivalent if they
share many of the same network neighbours. Figure 1
depicts a structural equivalence between two vertices y and
x that have the same neighbours. Regular equivalence is
more subtle, two regularly equivalent vertices do not
necessarily share the same neighbours, but they do have
neighbours who are themselves similar (Lorrain and White,
1971; White and Reitz, 1983). We will use regular
equivalence as the bases of uJaccard. In Figure 2, vertices 1,
7 and 12 are regular equivalence vertices.

Figure 1 Structural equivalence

OAO

Figure 2 Toy graph example a

To calculate a paradigmatic similarity, we start with a
question, is the similarity coefficient from vertex V, to V.
the same to the similarity coefficient from vertex V. to V,?
If we argue that both similarity coefficients are the same, we
are arguing that the edges from the vertices V, and V, are
the same, and it is clear that that is not usually the case.
Thus, both vertices have different sets of edges.

One problem with Tversky (1977) similarity is the
estimation for ¢ and S which are stimulus bias, generally a
human factor. Similarly, other similarities which are based
on Tversky idea have the same problem. On the other hand,
we propose a measure that does not include this bias. We
propose a modified version of Jaccard similarity coefficient
(5) and (6), uJaccard (7) and (8), used to identify the

similarity coefficient of V, to V. With respect to vertex V,,
and to also identify the similarity coefficient of V, to V,
With respect to vertex V..

Jaccard(a, c) = lanc] Q)
lauc|
Jaccard(c, a) = lcnal (6)
lcual|
uJaccard(a, c) = _lane] @)
|degree(a)|
uJaccard(c, a) = _lenal ®)
|degree(c)|

where a and ¢ are vertices in a network graph. a M c is the
intersection of edges between vertices a and c. degree(a) is
the degree of vertex a and degree(c) is the degree of
vertex c.

If uJaccard is close to 0, it means that they are not
similar at all. The objective of using uJaccard is to identify
how similar a vertex is to other vertices in relation to itself.
uJaccard could be calculated among two connected vertices,
uJaccard could also be calculated among vertices that are
not connected directly, but which are connected by
in-between vertices. The number of in-between vertices
could be from 1 to n, we do not recommend a deep
comparison since the semantics of the vertex loosest its
meaning. Hence, max(n) = 3, it is suggested for NLP. For
the calculations, we do not consider the number of
in-between vertices since we focus on the information flow
and not the information transformation carried out on the
intermediate vertices.

4 The uJaccard experimental evaluation
4.1 Toy testing

Using similarity ulJaccard (7) and (8), we can build a
paradigmatic approach to group vertices. Figure 2 shows a
toy graph with 12 vertices and 16 edges, following the
paradigmatic analysis, we can determine that vertices 12
and 7 belong to group P because they have the same number
of edges to a same set of vertices. Vertex 1 also belongs to
group P because vertex 1 has 3 of the 5 edges, the same as
vertex 7, the degree of membership of vertex 1 is lower than
vertices 7 and 12 because vertex 1 has other edges that are
not shared by vertices 7 or 12. In the same manner, we can
determine that vertex 8, 9, 10 and 11 belong to group Q
because they have an equal number of edges to the same set
of vertices. Similarly, vertices 2, 3 and 4 belong to group R,
and vertices 5 and 6 belong to group O. In this example, we
can easily identify the paradigmatic approach, where two or
more vertices belong to the same group if they have the
same or similar neighbours, but the neighbours in turn
belong to another group.

Following the uJaccard similarity and the paradigmatic
approach, the results of the graph in Figure 2 are shown in
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Table 1. We notice that uJaccard similarity provides better
information of similarity than Jaccard; this is because
uJaccard considers the notion of unilateral similarity.
Table 1 shows three toy graphs, in which we present a
comparison between Jaccard and uJaccard. As shown in
uwJaccard provides a unilateral similarity improving the
symmetric similarity Jaccard.

Table 1 The uJaccard and Jaccard calculation from Figure 2

uJaccard (V1, V7) =3/5=0.600
wJaccard (V7, V1) =3/7=0.428
uJaccard (V7, V12) =4/7=0.571
uJaccard (V12, V7) =4/4 =1.000
Jaccard (V1, V7)=3/9=0.333
Jaccard (V7, V1) =3/9=10.333
Jaccard (V7, V12)=4/7=0.571
Jaccard (V12,V7)=4/7=0.571

Table 2 Test uJaccard in toy graphs

uJaccard
sim(2, 5) = 4/4
sim(5, 2) =4/6
Jaccard
sim(2, 5) =4/6
sim(5, 2) = 4/6
uJaccard
sim(7, 5)=1/3
sim(5, 7) = 1/1
Jaccard
sim(7,5)=1/3
sim(5, 7) = 1/3
uJaccard
sim(2, 4) = 3/4
sim(4, 2) = 3/5
Jaccard
sim(2, 4) = 3/6
sim(4, 2) = 3/6

Table 2 shows three toy graphs, in which we present a
comparison among Jaccard and uJaccard. As shown in
uJaccard provide an improving similarity over Jaccard.

4.2 Cut a graph

In graph theory, a cut is a partition of the vertices of a graph
into two disjoint subsets. There are many techniques and
algorithms to cut a graph, but in some cases there are graphs
that are difficult to cut, due to their symmetric distribution
of vertices.

It is shown in Figure 3 that node 1 might belong to
clusters {2, 3, 4} or clusters {5, 6}; to resolve this problem,
we use uJaccard similarity measure to find the similarity of

node 1 to other nodes. Table 3 shows that similarities from
node 1 to other nodes 1 level deep are the same, so we could
not allocate node 1 to a particular cluster.

Table 3 also shows that similarities from node 1 to other
node 2 levels deep, in which uJaccard(1, 3) has a strong
similarity over the rest. We could conclude that node 1
belong to clusters {2, 3, 4}.

Figure 3 Toy graph example b

Table 3 Cutting a graph (Figure 3) using uJaccard
1 level deep 2 levels deep
uJaccard(1, 4) 1/4 uJaccard(1, 2) 1/4
uJaccard(1, 2) 1/4 uJaccard(1, 3) 2/4
uJaccard(1, 5) 1/4 uJaccard(1, 4) 1/4
uJaccard(1, 6) 1/4 uwJaccard(1, 5) 1/4
- - uJaccard(1, 6) 1/4

In Figure 4, also node 1 might belong to clusters {2, 3, 4} or
clusters {5, 6, 7} or clusters {8, 9, 10, 11}; this is where
uJaccard comes in, being able to solve this problem. Table 4
shows result of similarities from node 1 to all other nodes
on the network in different levels deep. Clusters {8, 9, 10,
11} present the highest number of strong similarities,
therefore, we can conclude that node 1 belongs to clusters
{8,9, 10, 11}.

Figure 4 Toy graph example ¢

Table 4 Cutting a graph (Figure 4) using uJaccard

2 levels deep 3 levels deep

uJaccard(1, 4) 1/3 ulaccard(1, 4) 1/3
ulaccard(1, 2) 1/3 uJaccard(1, 2) 1/3
uJaccard(1, 6) 1/3 uJaccard(1, 6) 1/3
uJaccard(1, 7) 1/3 uJaccard(1, 7) 2/3
uJaccard(1, 9) 1/3 uJaccard(1, 9) 2/3
uJaccard(1, 11) 173 wJaccard(1, 11) 2/3
uJaccard(1, 10) 1/3 uJaccard(1, 10) 1/3
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4.3 Social network

We tested uJaccard against two social network graphs; the
first is the co-authorship network of scientists Newman
(2006), the second is the network of Hollywood’s actors.
The second is the network of Hollywood’s actors , we used
the public Internet Movie Database’s (IMDB). Edge
connections between actors were established according to
joint participation in at least one movie or TV episode.

Figure 5 Coauthorship network of scientists, selected nodes
belong to scientists Newman, Callaway, Strogatz,
Holme (see online version for colours)

Table 5 The uJaccard calculation from Figure 5, in search

paradigmatic scientists to Newman

2 levels deep 3 levels deep 4 levels deep

Scientist Newman is similar to:

Callaway 0.15

Strogatz  1.63 Strogatz ~ 8.25

Strogatz 0.15 Holme 1.59 Callaway 7.85
Watts 0.15 Kleinberg 1.59 Watts 7.81
Hopcroft 0.11 Sole 1.59 Kleinberg 7.18
Scientists that are similar to Newman:

Adler 0.33 Aberg  0.50 Aberg  2.50
Aharony 0.33 Adler  0.66 Adler 14.0
Aleksiejuk 0.50 Aharony 0.66 Aharony 14.0
Ancelmeyers  0.66 Alava  0.50 Alava 1.00
Araujo 0.33 Albert 0.10 Albert  0.50

The first network is the co-authorship network of scientists
working on network theory and experiments, compiled by
Newman (2006). We want to find the top scientists that
Newman is similar to or that have paradigmatic similarity.
As shown in Table 5, the three most of Newman'’s
paradigmatic similar scientists are Callaway, Strogatz and
Holme. On the other hand, the top 3 scientists that are
similar to Newman are Adler, Aberg and Aharony. uJaccard
has been calculated in 2, 3 and 4 levels deep away from
Newman. scientists Newman is more similar to Strogatz but
the most similar scientist to new Newman is Adler and not
Strogatz, even that Strogatz most similarity is toward
Newman.

For the second network, we created the second social
network of Hollywood’s actors, we based on The Internet
Movie Database. We download actors and actresses data,

which includes title of movies in which they worked; we
also download a list of top 1,000 and top 250 actors and
actresses. The network is composed of nodes representing
actors and actresses, and vertices are the movies in which
those actors worked together. A node is created for every
person, with their names as the key, when two people are in
the same movie; a vertex is created between their nodes.
The first network presents 1,000 top actors and actresses
who also work in 41,719 movies with a total 113,478 edges.
The second network presents 250 actors and actresses who
work in 15,831 movies with a total of 14,096 edges. For this
test, we remove duplicated edges.

e from a given actor A
e we search for actors that actor A is similar to

e from the actor A’s similar actor list we get the most
similar actor B

e we search for actors that actor B is similar to

e this is done to analyse if actor A and actor B are
reciprocally similar

e then we look for actors that are most similar to actor A

e we do this on the network top 250 actors and top 1,000

actors.
Table 6 The uJaccard similarity among top 1,000 and top
250 actor and actresses, searching paradigmatic
similar actor

Top 1,000 actors, cruise tom is similar to:

Roberts Julia
Roberts Julia 0.405 Travolta John 0.418
Hanks Tom 0.401 Hanks Tom 0.412
Jackson Samuel 0.399 Jackson Samuel 0.407
Douglas Michael 0.397 Cruise Tom 0.399

Eastwood Clint 0.393 Spacey Kevin 0.399

Top 250 actors, cruise tom is similar to:

hanks tom
Hanks Tom 0.430 Douglas Michael 0.425
Douglas Michael 0.420 Cruise Tom 0.421

Eastwood Clint 0.420
Spacey Kevin 0.413
Jackson Samuel 0.410

Jackson Samuel 0.418
Travolta John 0.414
Spacey Kevin 0.411

Who is similar to cruise tom:

top 1000 actors top 250 actors
Ledger Heath 0.490 Allen Joan 0.496
Bacon Kevin 0.488 Balk Fairuza 0.495
Crowe Russell 0.482 Bello Maria 0.488
Gibson Mel 0.482 Collins Pauline 0.487

Benigni Roberto 0.482 Aiello Danny 0.487

The results of the search on the network of top 250 actors
and top 1,000 actors, using uJaccard and the paradigmatic
approach are presented in Tables 6 and 7. In Table 6, we
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focus in Tom Cruise, we found that Tom Cruise is most
similar to Julia Roberts but Julia Roberts is most similar to
John Travolta, Tom Cruise is third in Julia Roberts’
similarity list. Clearly, there is not a symmetric similarity
among Julia Roberts and Tom Cruise. Moreover Julia
Roberts is not the most similar toward Tom Cruise, the most
similar towards Tom Cruise is Heath Ledger. Hence, this
confirms that uJaccard helps to identify similarities,
particularly asymmetric similarities. Table 6 also shows
similar scenario among Tom Cruise, Tom Hanks and Joan
Allen in the network of top 250 actors and actresses, this
confirm the usability of uJaccard.

Table 7 The uJaccard similarity among top 250 actor and
actresses, searching paradigmatic actor, in 2 and 3
levels deep

Top 250 actors, are similar to:

Quinn Anthony Nicholson Jack
Hanks Tom 0.451 Hanks Tom 0.436
Jackson Samuel 0.443 Eastwood Clint 0.429
Lemmon Jack 0.443 Travolta John 0.417
Cruise Tom 0.435 Williams Robin 0.417

De Niro Robert 0.435 Douglas Michael 0.414

Who are similar to Quinn Anthony:

1 level deep 2 levels deep
Banderas Antonio  0.366 Banderas Antonio 21.866
Bardem Javier 0.350 Benigni Roberto 20.758
Martin Steve 0.333 Burns George 20.565
Goodman John 0.320 Baldwin Alec 20.413
Allen Woody 0.285 Mcqueen Steve 20.244

Who are similar to Nicholson Jack:

1 level deep 2 levels deep
Greene Graham 0.484 Banderas Antonio 41.477
Bronson Charles 0.482 Bacon Kevin 41.133
Brody Adrien 0.480 Baldwin Alec 41.0862
Bale Christian 0.476 Bronson Charles 40.982
Baldwin Alec 0.474 Benigni Roberto 40.948

In Table 7, we use the network of top 250 actors and
actresses and we focus on Anthony Quinn and Jack
Nicholson. We start by searching for actors that Anthony
Quinn is similar to, then we search for actors that are most
similar to Anthony Quinn in 1 and 2 levels deep. We notice
that Anthony Quinn is most similar to Tom Hanks but most
similar actor to Anthony Quinn is Antonio Banderas, while
Anthony Quinn is the 153rd most similar for Tom Hanks.
Antonio Banderas is most similar to Samuel Jackson and
not to Anthony Quinn, while Anthony Quinn is the 53rd
most similar for Antonio Banderas. Therefore, we could
conclude that Anthony Quinn and Tom Hanks are not
symmetric similar rather they are asymmetric similar.
Table 7 also shows similar scenario for Jack Nicholson.

5 The PaC
5.1 Clustering

Data from different domains, such as social networks,
bio-informatics, network graph and natural processing
language can be modelled as graphs. Each graph contains
communities or clusters which represent real groups, each
cluster is characterised by a density of inner links than outer
links; the main problem is defining what a cluster is and
how to identify it. Fortunato and Castellano (2012) have
identified three main categories to define communities:
local definition, global definitions and vertex similarity. A
local definition is when communities are grouped together
based on their vertices and their immediate neighbours,
disregarding the rest of the graph. A global definition is
when communities are grouped together based on the
analysis of a community with respect to the graph as a
whole. Lastly, vertex similarity is defined as communities
that are grouped together based on their vertices’
similarities, where a quantitative criterion is chosen to
evaluate the similarities between each pair of vertices. The
main problem in this case is identifying adequate measures
of similarity (Hochreiter and Waldhauser, 2013; Real et al.,
2014).

Yang and Leskovec (2015) have identified 13 main
measurements for clustering which are based on internal
and external connectivity, a combination of internal and
external connectivity and network model. All algorithms
analyse inner and outer links in several ways and measure
the degree of correctness of all different communities that
are found.

5.2 Paradigmatic property

We propose another sub-structural property between any
two vertices in a graph, a paradigmatic property. In this new
property, vertices are regular equivalent if they are
connected the same way or similarly, this being vertex
similarity according to definition provide by Fortunato and
Castellano (2012). We extended concept with an
asymmetric similarity coefficient, uJaccard.

Paradigmatic analysis seeks to identify the various
paradigms (or existing sets of signifiers) which manifest the
content of the data. This aspect of structural analysis
involves the discovery of the existence of ‘underlying’
similarity paradigms. Paradigmatic analysis involves
comparing and contrasting each of the signifiers that are
present in the data. The commutation test can be used in
order to identify distinctive signifiers and to define their
significance determining whether a change on the level of
the signifier leads to a change on the level of the signified
(De Saussure et al., 2011). The paradigmatic approach is
common in linguistics, social networks and others
(Tejada-Carcamo et al., 2010).

PaC focuses on paradigmatic vertices’ similarities.
Vertices are similar if they are equally shared or have a
similar number of edges connected to the same set of
vertices directly or indirectly.



Clustering algorithm based on asymmetric similarity and paradigmatic features 249

In this paper, we present a novel graph clustering
algorithm based on a paradigmatic approach supported by a
bipartite graph (Fern and Brodley, 2004) and enhanced by
modularity. PaC algorithm is fast and it is not complex,
having a time complexity of O(n * avg(degree)?), it is also
suitable for large graphs, highly parallelised, incremental
and data stream clustering. PaC is enhanced with a graph’s
modularity which is done from top to bottom, after an initial
cluster has been constructed.

5.3 Paradigmatic structures

Paradigmatic analysis is a process that identifies entities
which are not related directly but are related by their
properties, the relatedness among other entities and whether
they are interchangeable (De Saussure et al., 2011). In
language, the reason why we tend to use morphologically
unrelated forms in comparative oppositions is to emphasise
the semantics which is done by substitution and
transposition of words with a similar signifier. Similarity is
not defined by a syntactic set of rules but rather by the use
of the language. In some cases, its use is not grammatically
or syntactically correct but it is commonly used.

We based PaC on the principle of regular equivalence,
some vertices are paradigmatically exchangeable if they rely
on the same set of edges and their sub-structures are regular
equivalent to a certain degree. For example, in some
contexts, you could use the word family to refer to your
friends and vice versa, the words are not related
syntactically or semantically but in some context are
common to interchange the words to extend the meaning.
But the similarity from word family to word friend is
different to the similarity from word friend to word family,
this is because the usage that people gives to the words.
Words family and friend do not need to be linked directly
by an edge, they might be linked among other vertex or
vertices, be able to identify which two words are used
interchangeable is the focus of the paradigmatic approach.

We defined the signifier as the similarity among vertices
of the same cluster, in which not all members of a cluster
have the same similarity of relatedness. This is due to the
fact that a member of a cluster might belong to more than
one cluster with different similarities.

5.4 Paradigmatic similarity

PaC will use a structural equivalence to cluster vertices.
Particularly, the uJaccard will be used to find those
vertices that have a regular equivalence (Santisteban and
Tejada-Carcamo, 2015b), unilateral Jaccard (7) (8).

5.5 Algorithm

In this section, we will present a novel algorithm to cluster
graphs, and a PaC algorithm. We propose to use a bipartite
graph, to achieve a fast and easy paradigmatic analysis. Our
focus is to only compare rows that have at least one column
in common, which reduces the space of comparison. Our
approach will anchor a row to its closest and most similar

row. If we want to extend the clustering level we could
anchor a row to more than one row based on a degree of
similarity. PaC algorithm can process rows or columns
seamlessly, resulting in a bi-clustering algorithm. PaC
yielded better results in a sparse matrix due to the low level
of connectivity, also its non-dependency allow to run it on a
parallelised mode (Santisteban and Tejada-Carcamo,
2015a).

The input graph has to be bipartite graph, if the graph is
not a bipartite; we transform it on the flight, this is simple
task as we start working with a matrix in which column and
row will form the two sets of a bipartite graph, knowing
that a word might be in both sets we will label as set
col-word-xy and row-word-xy. PaC can be applied to the set
columns or set rows, getting a binary clustering.

Listing 1  PaC algorithm (see online version for colours)

// ' The graph needs to be bipartite
// ' The graph needs to be an undirected graph
procedure PaC (graph, threshold)
for each vertex in the graph
similaritiesPairs[ | = uJaccard (Vi, Vn)
/I uJaccard two levels out, all possible
// paths among Vi and Vn
sort similaritiesPairs| ]
group vertices with similar structural
equivalence & uJaccard score.
grouping up to a threshold
clusters [ ] = groups found
return clusters| |
// the grouping is done by selecting the elements

//up to a particular threshold

Listing 2  Clustering algorithm (see online version for colours)

// we start with modularity of 0
// we start with a threshold = 0.5
// new modularity is nQ =0
/1 last modularity is 1Q = —1
// factor will be the step of reduction = 0.01
procedure clus (graph, clusters, threshold)
while nQ > 1Q
1Q=nQ
threshold[ ] = threshold — factor
cluster[ ] = PaC(graph, threshold)
nQ = modularity (graph, clusters)
Return cluster][ ]
// threshold is a map <cluster id, threshold >
// some clusters will be improved

// based on its assigned threshold
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5.6 PaC algorithm

PaC will use modularity to optimise the found clusters. The
use of modularity is not intensive since it is a top to bottom
approach. PaC will recalculate the threshold used to identify
the cluster cut. In each iteration, the modularity can be
improved providing a better clustering. The initial cluster
found might be or not of interest for the application, but for
general purpose and comparison we try to optimise the
clustering. The cluster will depend on how similar the
clusters need to be, modularity will help to find the optimal
cut.

The wuJaccard function has been presented in
equations (7) and (8); and graph modularity introduced by
Newman-Girvan (Newman and Girvan, 2004) is given by:

k
0= (ei-a?) ©)

where e; = % edges in module 7 (probability edge is in
module i), a? = % edges with at least 1 end in module i
(probability a random edge would fall into module 7).

Table 8 Toy graphs clustered using PaC

(1,2,3,4,5,6)(7,8,9) (10,
11, 12,13)

(0,1,2,3,4,5,6)(7,8,9, 10,
11,12) (13, 14, 15, 16) (17,
18, 19, 20)

(1,2,3,4,5,6) (7,8,9, 10, 11,
12, 13, 14)

The first run produces a set of clusters, but are those clusters
the optimal cut? To measure if the produced clusters are the
optimal cut we use the graph modularity presented by
Newman and Girvan (2004) and equation (9). Modularity
will be run after PaC, to find out if it has been improved. If
not, we stop, otherwise we run PaC again with a lower
threshold. Since it is a top-down approach, the calculation

of modularity is not intensive like other algorithms; but
rather it is used few times to optimise PaC.

The time complexity of our algorithm PaC is O(n *
avg(degree)®). We can point out that PaC algorithm is
highly parallelised because its similarity calculation does
not depend on a previous calculation. Lastly, it is
incremental since we can add additional vertices and
calculate only the vertices involved and not the whole
graph.

6 PaC experimental evaluation

We evaluated the algorithm on toy graphs, synthetic
datasets, NLP dataset and real datasets. To prove its
efficiency, the PaC is compared with the normalised mutual
information (NMI) bench mark in synthetic graphs (Danon
et al., 2005).

6.1 Toy testing

The use of PaC in toy graphs, as shown in Table 8, it is
clear that the desired cluster from those graphs are obtained
by PaC, moreover the state-of-the-art algorithms also find
the same clusters.

The toy graphs in Table 8 are just simple examples to
test PaC in particular cases, hence PaC is able to identify
cluster properly, in particularly in some special cases like
the third toy graph in which clusters 4, 5, 6 has been
identify correctly, also last toy graph in which two clusters
are identify as expected.

Table 9 Results on real world datasets produced by PaC
N E C NMI  PaC
Zachary’s karate 34 78 2 0.652 4
club
Dolphins 62 159 2 0.527 5
Football 115 613 12 0.907 15
Les Miserables 77 254 11 0.878 12

Note: From left to right, the number of vertices &, edges
E, NMI, actual number of communities C (base
line) and PAC number of communities.

6.2 Real datasets

To be able to validate our proposal, we select some of the
most common graphs that represent actual interactions such
as the social human interaction, dolphin social network and
characters interaction on the literature. This will help us to
understand the relevance of our proposal with the reality.

e Zachary’s karate club: The network represents the
pattern of friendships among members of a karate club
at a North American University (Zachary, 1977).

e Football: A network of American football games
(Girvan and Newman, 2002).
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e Dolphins: A dolphin’s social network, New Zealand
(Lusseau, 2003).

e Les Miserables: The network of interactions between
major characters in Victor Hugo’s sprawling novel of
crime and redemption (Knuth, 1993).

To measure our findings with a ground-truth graph, we have
used the NMI (Fano and Hawkins, 1961). A measure of
similarity of partitions borrowed from information theory,
which has proven to be reliable (Danon et al., 2005). Used
by Fortunato (2010) to compare two graphs and get a score
of the differences between two graphs. NMI of 1 shows
equal graphs, 0 shows completely different graphs.

Our findings are shown in Table 9, column PaC
compared against the baseline column C and the similarity
measure in column NMI, we have demonstrating that PaC
provides good results.

PaC is able to identify almost correctly clusters in the
Football graph with a NMI of 0.9, similarly with
Les Miserable graph with a NMI of 0.878, but no so well
with Dolphins graph where PaC identifies five cluster out of
two; on the Zachary graph PaC has identify four out five,
but this is a particular case since the original clustering is 2
but further paper refer up to four cluster with some
particular vertices that might belong to different cluster.

6.3 Synthetic datasets

We have tested PaC, based on a benchmark graph with a
built-in community structure. Standard benchmarks, such as
the Girvan and Newman (2002), do not account for
important features of real network graph, like the fat-tailed
distributions of vertex degree and community size
(Lancichinetti et al., 2008). Therefore, we have used a
different class of benchmark network graph, in which the
distributions of vertex degree and community size are both
power laws, with tunable exponents.

To compare the communities found by PaC against a
ground-truth network, we use the NMI (Fortunato, 2010).
For our testing, we followed the settings used by
Lancichinetti and Fortunato (2009).

To validate the performance of PaC, we compare it
against six clustering techniques present in iGgraph (Csardi
and Nepusz, 2006), walktrap community (wc), spinglass
community (sc), leading eigenvector community (lec),
fastgreedy community (fc), label propagation community
(Ipc) and multilevel community (mc).

The mixing parameter in Figures 1, 2 and 3 is the degree
of a cluster is mix with other clusters, 0 means cluster
completed separated, where 0.5 means that 50% of the
edges in a cluster are linked to other clusters. The realisation
parameter in Figures 1, 2 and 3 refers to the number of tests
that has been run at each point, such as 1,000, 5,000 and
10,000 tests per point.

PaC out performs mc, fc, lec, sc but it is not the same
case for wc and Ipc. The wc has a quadratic running time
O(n’log * n) (Pons and Latapy, 2005) which is not

appropriate for very large graphs in comparison to our PaC
running time which is O(n * avg(degree)?).

The lpc has a similar running time as PaC. The
differences in performance are due to the fact that each
algorithm uses different similarity measures while lpc use a
symmetric measure and PaC use an asymmetric coefficient,
hence, we cannot compare them only based on the
outcomes, we also have to consider the type of similarity
they use. PaC uses a paradigmatic approach focusing on
NLP.

Figure 6 Comparison of PaC with wc, sc, lec, fc, Ipc, mc on
synthetic dataset (see online version for colours)
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Figure 7 Comparison of PaC with wc, sc, lec, fc, Ipc, mc on
synthetic dataset (see online version for colours)
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Notes: The number of vertices is N = 1,000, each point
corresponds to 100 graph realisations. PaC
clearly outperforms sc, lec, fc, and mc.

6.4 NLP testing

One of the challenging tasks in NLP is word sense
disambiguation, making it even more complex if we use a
non-supervised technique. We use PaC to solve this
problem and we use empirical analysis to assess our results.
PaC will need a graph of words.

To build a graph of words, we source it from three
corpuses, Google n-gram corpus (Franz and Brants, 2006),
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The British National Corpus, version 3, BNC XML Edition
(Consortium et al., 2007) and en.wikipedia database backup
dumps, each corpus will form an independent set of testing.

To construct a graph of words we start by constructing a
bi-gram model, it was straight forward for Google n-gram
as it was in fact a bi-gram dataset. We cleaned up the text
on the en.wikipedia and the BNC corpus, and then we run a
sentence segmentation script against the text in order to
extract sentences. Once the sentences were identified we
parse it to discover part of speech (POS), we used the
BLLIP parser at TS0 (McClosky et al., 2006). Once we have
the parsed sentences we remove stop words (first 1,000
more common words) and we apply a lemmatisation
process to each of the remaining words by doing a look up
on WordNet (Fellbaum, 2005); with a parsed and
lemmatised sentence and its POS we start building bi-grams
as follows, verbverb, noun-noun, verb-noun, noun-verb,
adverb-verb, verb-adverb, adjective-noun, noun-adjective.
We use a window of size n words to the left and/or right of
a working word to build the bi-grams; after a few
experiments we use n = 3. This is being an extension work
of Justeson and Katz (1995) and Pantel (2003).

Figure 8 Comparison of PaC with wc, sc, lec, fc, Ipc, mc on
synthetic dataset (see online version for colours)
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Notes: The number of vertices is N = 5,000, each point
corresponds to 100 graph realisations. PaC
clearly outperforms sc, lec, fc, and mec.
Table 10  Size of the used corpus
Corpus Google bi-gram BNC Wikipedia
Size 1.5GB 539 MB 11 GB
bi-grams 314,843,401 842,162,318
Words 629,298,853 98,537,224  1,459,026,075
Vocabulary 5,827,772 354,374 3,990,248

We select two collocation measures from the
state-of-the-art, log-likelihood ratios (LLR) (Dunning,
1993). LLR has been selected because it is a good approach
to sparse data and it is able to identify rare bi-grams with a
low frequency.

L(H,)
L(H;)

log A =log (10)

b(cin, e, p)b(ca—cia, N=ci, p)
b(CIZaClp Pl)b(Cz —cp, N—ci, Pz)

log 2 =log (11)

The second collocation measure we selected is the
pointwise mutual information (PMI) between two words. In
information theory, mutual information refers to the mutual
information between two random variables rather than
between two related events. It is a bad measure of
dependence because it does not dependent on the frequency.
PMI is bad with sparse data, some words that only occur
once, but appear together, score very high PMI. PMI is also
bad with word dependence, when two words are perfectly
dependent of each other, whenever one occurs; the other
occurs, so the rarer the word is, the higher the PMI it gets.
Bouma (2009) shows several normalised variants of PMI in
order to make PMI less sensitive to a low frequency. We
have selected the normalised pointwise mutual information
(NPMF) to the power of cube as it reduces the score for rare
words.

PMI(x, y) = log P& 2) 12
e =loe (12

We calculate LLR and NPMF for each bi-gram, given a
word we align the result from LLR and NPMP forming a
feature vector of the given word. We use the top 1/3 of the
characteristic vector as its collocation ratio is very low and
is meaningless on the other 2/3.

We build a few graphs of words, one for each case
(verb-verb, noun-noun, verb-noun, noun-verb, adverbverb,
verb-adverb, adjective-noun, and noun-adjective) for BNC,
en.wikipedia and Google n-gram.

Figure 9 Word ‘chair’ extracted from en.wikipedia (noun-noun),
it shows the largest cluster

president

For word sense disambiguation we do not cluster the whole
graph, instead we get a subset, the subset which is related to
the given word. The sub graph is constructed as follows: we
get the feature vector of the given word and load it to the
graph, then for each word in the feature vector we load its
feature vector to the graph. In a similar approach to the
work presented in Fern and Brodley (2004). Then, we
cluster the sub graph using PaC to obtain clusters of senses
of a given word.
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Figure 10 Word ‘chair’ extracted from BNC (noun-noun), it shows the largest clusters

Figure 11  Word ‘sail’ extracted from BNC (noun-verb) shows largest clusters

Figure 12 Word ‘god’ extracted from BNC (noun-noun) shows largest cluster
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PaC produces clusters that represent word’s senses, as
shown in Figures 9 to 12 and Tables 11 and 12, the uJaccard
similarity shows how well related words are. Edge thickness
denotes the collocation measure given by uJaccard. We
notice that each corpus shows different cluster as their
contexts are different, as in the case of chair. The results are
worthy to consider. Comparing with a base line such as
WordNet or another repository will be cumbersome and not
very productive because each corpus is completely different
and from a different context (Agirre et al., 2004).

Table 11  Senses/cluster for word apple, produced by PaC

using en.wikipedia

macintosh, os, macos, mac, desktop

notebook, laptop, asus, baterry

wireless, usb, memory, remote

release, announce, calendar, make

store, product, user

imac, emac, intel, macbook

cranberry, pectin, cinnamon

juice, cider, martini

software, final, pro, power, hardware, advisor, video,
quicktime

music, cinema, aria, garage band, book, deal, vacation,
dvd, lossless, itunes, ipod, insight, ipods, archos
valley, spring, orchard, avery, tree, blossom, newton,
loop, airport

support, core, developer, weblog, inspiration, iie, iigs
powerbook, ibook, powermac, xserve

Note: The cluster related to the fruit is presented and
other clusters are grouped by its senses such as
music.

Table 12 Senses for the word god, produced by PaC using

Google bi-grams; it is clear that each cluster

represents different aspects related to god

punish, forgive, almighty, forbid, instruct, spake, ordain

play, free, man, smile, soldier, live, tv

incarnate, bless, forsaken, sake, fear, manifest

told, knew, father, hear

send, save, word, rulesnet

damned, damn, awful, ente

mode, speed, command, channel

brought, bring, giveth, meant, reveal, bring, make, awfuls, gave

desire, set, choose, expect, require, dwell, change, raise, intend,
accord

government, church, grant, design, exist, heal, lead

PaC produces clusters that represent word-senses, as shown
in Tables 11 and 12, the uJaccard similarity shows how well
related the words are. Google bi-grams corpus does not
have any syntactic information or POS, we just use its
frequency to get words collocation and than apply PaC. It is
interesting to observe that even with lack of syntax
information we get very meaningful word-senses.

7 Conclusions

A key assumption of most models of similarity is that a
similarity relation is symmetric. The symmetry assumption
is not universal, and it is not essential to all applications that
use similarity. The need for asymmetric similarity is
important and central in information retrieval and graph
data networks. It can improve current methods and provide
an alternative point of view.

We present a novel asymmetric similarity, uJaccard,
where the similarity among 4 and B is not same to the
similarity among B and C, uJaccard(A, B) = uJaccard(B,
A); this is based on the idea of paradigmatic association. In
comparison to Tversky (1977), our approach uJaccard does
not need a stimulus bias, whereas in the case of Tversky
human judgement is needed.

We present a series of cases in which we confirm its
usefulness and we validate uJaccard. We could extend
uJaccard to include weights to improve the asymmetry.
This is a task which we are working on Santisteban and
Tejada-Carcamo (2015¢).

We have also shown how community detection can be
approached using a paradigmatic analysis and uJaccard, in
which the main idea is to find how similar two non-adjacent
vertices are. Paradigmatic analysis is the process that
identifies entities which are not related directly, but are
similar because of their properties and their relatedness
among other entities, similar to the regular equivalence. We
introduce a new graph property, a paradigmatic property
defined as the set of vertices that are similar if they have a
regular equivalence and are interchangeable by substitution
and transposition.

We also present a novel clustering algorithm PaC, which
finds clusters with similar structural equivalence. The
structural equivalence is found by using uJaccard. PaC is
highly parallelised, incremental and its running time is
O(n * avg(degree)®). Results show that PaC is able to find
word-senses, as well as clusters on a ground-truth network.

In conclusion, the proposed wuJaccard similarity
coefficient is fundamental to several tasks, despite its
simplicity. We propose a new paradigmatic graph property.
Also, we proposed a PaC based on a uJaccard.

For future work, we would use uJaccard in different
scenarios and fields and see where it fits best. We are
working on a version of parallel PaC on a distributed system
feed with a constant data streaming. Also, we are working
on extending PaC in image segmentation. PaC is a general
clustering algorithm and it is easy to implement in different
scenarios and fields.
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Método de clusterizacion de textos basado
en la semdntica ontoldgica de la lengua inglesa

Resumen

Muchas técnicas del procesamiento del lenguaje natural son enfocadas en proce-
sos estadisticos y probabilisticos, convirtiendo un documento en una bolsa de
palabras con sus respectivas frecuencias estadisticas. Algunos métodos como n-
gramas, sindbnimos y otros, son mejorados. Por otro lado, la presente investigacion
se enfoca en un método de analisis léxico y sintactico con un enfoque semantico,
también se presenta un nuevo método de calculo de la similitud semantica entre
oraciones, parrafos y documentos; asimismo, se propone una técnica de parafra-

sis inversa. El objetivo de esta investigacion es identificar similitudes semanticas.
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En los ultimos afios se viene produciendo un gran interés en el analisis semantico de
textos, incluso, existen procesos de incorporacion de métodos semanticos en las paginas
web. La vision detras de estos métodos se fundamenta en la necesidad de poder identi-

ficar o reconocer lo que el autor de un documento trata de expresar.

Tres enfoques son los mas usados para hacer un analisis semantico de los textos, docu-
mentos y paginas web. The World Wide Web Consortinm (W3C) endosa la inclusion de eti-
quetas a las paginas web, etiquetas que incluyen atributos semanticos y ontologicos,
indicando, de forma estructurada, sobre qué se esta hablando. Con tecnologias tales
como Web Ontology Langnage (OWL) el método llega a ser un metadato de la pagina web,
de cierta forma un poco redundante, ya que se tendrfa que etiquetar o reescribir lo que
el autor intenta expresar. Sin embargo, el mismo lenguaje inglés o espafiol tiene su pro-

pia estructura formal.

Hoy en dia, la utilizacién de métodos estadisticos, en conjuncioén con correlaciones entre
palabras en uno o varios documentos o textos, es de uso comun en la mineria de datos.
La clusterizacién, método inicialmente propuesto hace mas de 35 afios por Salton, Wong
y Yang (1975), se basa en la frecuencia de palabras de un documento o texto, lo que pet-
mite agruparlos. Se debe considerar que los lenguajes son ricos para expresarse, que un
autor podria expresar la misma idea utilizando distintas palabras, lo que conllevaria a

tener una correlacion baja entre las mismas, resultando palabras no clusterizadas.

Las técnicas actuales de clusterizacion y clasificacion de textos usan métodos estadisti-
cos, buscando o agrupando textos segun la frecuencia de la ocurrencia de las palabras,

dejando de lado el Iéxico, la sintaxis y la semantica (de quien se habla y sobre qué).

Los métodos 1éxicos para la resolucion de la ambigiiedad de sustantivos son usados
como parte del nucleo de la presente investigacion, siendo este un enfoque lingtistico y
no meramente probabilistico. Asimismo, los métodos de parafrasis y parafrasis inversa,
también constituyen parte del nucleo. Estos tres elementos permiten proponer un mé-
todo novedoso de busqueda de textos similares en un grafo ontolégico, un grafo de la
lengua inglesa, dado por la base de datos léxica de WordNet.

El objetivo de esta investigacion es proponer un método novedoso de clusterizacion,

enfocandose en la semantica ontoldgica, utilizando métodos 1éxicos y sintacticos para

descubrir las similitudes entre textos.
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El presente documento esta estructurado de la siguiente forma, en el primer punto se
presentaran los distintos métodos del procesamiento del lenguaje natural. Luego, se ha-
blara del método de clusterizacion propuesto. En el siguiente punto, se presentaran dos
experimentos utilizando dicho método y se expondran sus resultados. Por ultimo, se

desarrollaran las conclusiones.

M¢étodos de procesamiento del lenguaje natural NLP

Meétodo de Vectorial Probabilistica. Xia, Zong y Li (2011) argumentan que los métodos de
representacion de texto en un documento se consideran como una bolsa de palabras,
la cual es representada por un vector que contiene todas las palabras que aparecen en
el documento con sus respectivas frecuencias. Sin embargo, una parte de la informa-
cién del documento original se descarta, se remueven las palabra de uso comuin (szop
words); as{ también, el orden de las palabras se altera y las estructuras sintacticas se

rompen.

Zhuge (2010) argumenta que, en un marco de inteligencia artificial y filoséfico, la se-
mantica se puede expresar en un modelo ontolégico, manifestando funcionalidad y re-
lacién entre cosas/objetos y simbolos. Con un arbol sintactico se procedera a la
identificacion de los hipénimos, hiperénimos y merénimos de cada grupo de palabras
que conforman la oracion. Estos seran extraidos de la base de datos léxica WordNet con
el objetivo de identificar relaciones semanticas y léxicas basadas en dependencias, las
cuales son utilizadas para procesatlas a través de SVM (Support VVector Machine) (Rink y Ha-
rabgiu, 2010). Se tiene que considerar que esta es una técnica probabilistica que usa la sin-

taxis linglifstica como extractor de datos.

El Analisis Semantico Latente (LSA) fue presentado por Deerwester, Dumais, Furnas,
Landauer y Harshman (1990) como un método para la gestion y recuperacion de docu-
mentos. La motivacion principal detras de LSA fue la utilizacion de la latente lingtifstica
para comparar palabras con el objetivo de calcular la similitud entre documentos. La téc-
nica matematica detras de LSA también se conoce como Analisis de los Componentes
Principales, una herramienta bien establecida en muchas areas de aprendizaje estadis-
tico. Los autores Seung y Lee (2000) y Landauer y Dumais (1997) sostienen que LSA es
uno de los métodos con mejores resultados en la comparacion de palabras. Se ha afir-
mado que los procesos de cognicién/conocimiento humano tienen una funcién muy si-

milar a la reduccién dimensional.
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Blei, Ng y Jordan (2003) introducen la Asignacion Latente de Dirichlet (LDA) como una
alternativa probabilistica a LSA. LDA es un modelo de latencia variable y se refiere, fre-
cuentemente, como un “modelo de temas”; su objetivo explicito es descubrir temas en
los datos, donde se define un tema como una distribucién multinomial sobre las palabras
relacionadas. Una manera simple de entender lo que hace LDA, es agrupar las palabras
en los temas y asignar a cada documento una distribucion sobre esos temas. Griffiths,
Steyvers y Tenenbaum (2007) demostraron que el modelo estandar de LDA tiene un
buen rendimiento de desempefio en la prediccion de los juicios humanos de la asocia-

cion de palabras, y supera a LSA en la tarea de sinonimia de opcidén maltiple.

La hipétesis de distribucion ha dado la base tedrica para la construcciéon de modelos del
procesamiento del lenguaje natural. Utilizando la informacién de frecuencias prima el
riesgo de que los tipos frecuentes de contexto puedan dominar la comparacion de vec-
tores, los tipos de contexto muy frecuentes pueden tener un alto grado de coocurrencia

de cada palabra en un vector de palabras. Pero, ¢cuan frecuente es la coocurrencia?

N-gramas. Fuchun, Dale y Shaojun (2003) proponen un método de categorizacion de
textos basado en un modelo de n-gramas, incorporando técnicas de Bayes Nativos, con
el objetivo de identificar similitudes entre n-gramas. Los autores Pang, I.ee y Vaithyana-
than (2002) sustentan que las relaciones entre las palabras de una oracién son usadas
ampliamente, estas relaciones son obtenidas haciendo un analisis sintactico de las ora-
ciones y organizandolas en n-gramas de 2-gramas, 3-gramas o mas. Sin embargo, su ren-
dimiento es mas bajo en comparacion a los uni-gramas. Siendo estos métodos los que

incorporan niveles estadisticos y probabilisticos en la categorizacion.

El modelo de analisis de contexto sintactico utiliza identificadores lingtifsticos para de-
pendencias linguisticas, tales como Objeto Directo, Objeto Indirecto, Modificador, Su-
jeto y Predicado. Tienen el objetivo de identificar n-gramas sintacticos usados en RASP
(Briscoe y Carroll, 2002), MINIPAR (Lin, 1998) v Stanford format.

Ambigiiedad. 1.a Real Academia Espafiola (2001a, 22.% ed.) define ambiguo como “Dicho
especialmente del lenguaje: Que puede entenderse de varios modos o admitir distintas
interpretaciones y dar, por consiguiente, motivo a dudas, incertidumbre o confusién”. Sea
el caso de San Martin que podria confundirse entre el santo San Martin de Porres, el li-
bertador José de San Martin y la Universidad de San Martin de Porres. La ambigtiedad

se da desde palabras sueltas a niveles mas complejos como oraciones.
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Costello, Veale y Dunne ( 2006 ) proponen un modelo de resoluciéon de ambigtiedad en
palabras compuestas, asighando una puntuacion de la Ocurrencia Relacién Proporcio-
nal (PRO). La PRO es la identificacién de palabras compuestas que tengan el mismo
tipo de relacion, estas palabras son generadas con los hiperénimos de las palabras cabe-
cera y modificador, de la palabra compuesta; sus resultados obtuvieron 92 % de acierto

en la identificacion de la correcta relacion.

En el Estudio de la expansion de consulta automatica de Recuperacion de Informacion
de Carpineto y Romano (2012), se argumenta que las propiedades globales del lenguaje,
tales como las relaciones morfoldgicas, 1éxicas, sintacticas y semanticas de palabras, son
usadas para ampliar o redefinir los términos; utilizando, normalmente, los diccionarios,
tesauros u otras fuentes similares de representacion del conocimiento, tales como Word-
Nez. Como las caracteristicas de expansion suelen generarse independientemente del sig-
nificado y de su contexto, por lo general, son mas sensibles a palabras con sentidos

ambiguos.

Tsang y Stevenson (2010) argumentan que la clasificaciéon de documentos es similar al
proceso de desambiguacion de palabras. Su propuesta esta basada en Red de Flujo (INer-
work Flow), la cual es una ontologia de WordNet, esta es cargada en un grafo que tiene
pesos en los arcos, estos pesos son frecuencias de relacion; la similitud se basa en iden-
tificar subgrafos similares con distribuciones también similares. En su propuesta, Tsang
y Stevenson consideran un documento como un vector de palabras cargadas en un grafo;
sus hallazgos fueron coherentes con una precision de 68,7 %, logrado por Rennie y Rif-
kin (2001), usando una SVM (Support Vector Machine). Asi también, Kozareva, Riloff y
Hovy (2008) proponen el uso de algoritmos de grafos para identificar las verdaderas re-
laciones de pertenencia de clase en una coleccion, de forma automatica, sin embargo, este

grafo utiliza frecuencias en las aristas, el cual es construido utilizando Bootstrap.

Pardfrasis. 1.a Real Academia Espafiola (2001b, 22.% ed.) define parafrasis como 1. f.: “Ex-
plicacién o interpretacion amplificativa de un texto para ilustrarlo o hacerlo mas claro o
inteligible”; 2: “Traduccion en verso en la cual se imita el original, sin verterlo con es-
crupulosa exactitud”. Madnani y Dorr (2010) definen parafrasis como el principio de
equivalencia semantica: una parafrasis es una forma alternativa de construir discursos
que expresan el mismo contenido semantico que la forma original. ILas unidades léxicas
que tienen el mismo significado, normalmente, se refieren como parafrasis léxicas o, mas
comunmente, sindénimos; sin embargo, parafraseando no puede limitarse estrictamente
al concepto de sinonimia. Hay varias otras formas, tales como hipénimos, hiperénimos

y otras. WordNet (Miller, 1995) define parafrasis como “Expresar el mismo mensaje con
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diferentes palabras”; “Reformulacion con el propésito de aclaracion”. Sin duda, el ser hu-
mano tiene la capacidad de elaborar versos/oraciones con caractetisticas mas genéricas
o mas especificas, y aun conservando el mismo significado semantico, el cual es un pro-

ceso cognoscitivo del hombre.

Harris (citado por Madnani y Dorr) hace unas observaciones empiricas “Las expresio-
nes y frases no son producidas en forma arbitraria reuniendo los elementos de la lengua.
De hecho, estos elementos suelen ocurrir solo en ciertas posiciones en relacion con otros
clementos” (p. 348). Harris indica que existe una relacion entre el uso de las palabras y
su significado, teniendo una correlaciéon de uso entre palabras; y concluye su observacion:
“No todos los miembros de cada clase pueden ocurrir con todos los miembros de otra
clase (sustantivos y adjetivos)” (p. 348). Harris denota que la parafrasis de un verso/ora-

cioén tiene un espacio finito, no siendo genérico.

Partes de la oracion. Morante y Daelemans ( 2009) proponen la utilizaciéon de PoS, partes
de la oracién, como base fundamental de un clasificador, orientado al trabajo basado en
oraciones y no solo en palabras o n-gramas. En su método de aprendizaje utilizan PoS
como base, y para clasificar los textos biomédicos, con el objetivo de identificar sefiales
de alto riesgo, utilizan métodos estadisticos y probabilisticas, tales como K-Nearest Neigh-
bor (Cover y Hart, 1967), Support 1 ector Machines SVM) y Conditional Random Fileds (CRFs).

El analisis léxico y sintactico de las partes de la oracion deberian ser indicadores signifi-
cativos del sentido semantico. Investigaciones en la deteccion de la subjetividad revelan
una alta correlacion entre la presencia de adjetivos y la subjetividad de la oracion (Hat-
zivassiloglou y Wiebe, 2000). Adicionalmente, las palabras mas relacionadas semantica-
mente aparecen en el mismo documento, es muy probable que compartan el mismo
sentido sobre un tema determinado, mas aun, cada documento tiene sus propios 1rasgos
en el estilo y la informacién sintactica es una de las mejores medidas para la captura de

estas divergencias (Gu, Zhu y Zhang, 2009).

Extraccion de relacion. Un area del procesamiento del lenguaje natural en la semantica com-
putacional tiene como tarea identificar las relaciones entre las entidades expresadas en
oraciones. La identificacion del nivel de relacidon entre oraciones se llama Extraccion de

Relacion, por ejemplo:

¢ Humar causa cancet.

e El cancer debido al tabaco va en aumento.
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Estas dos oraciones expresan una relacion causal entre el tabaquismo y el cancer.

En los procesos de SemEwval se presentan mayormente tres tipos de técnicas para la cla-

sificacion de las relaciones semanticas entre nominales y extraccion de relaciones.

o Las caracteristicas contextuales se extraen del contexto de las entidades en la sen-
tencia. Estas caracteristicas corresponden a las palabras en el contexto, o pueden
ser caracteristicas estructuradas tales como subsecuenciales o fragmentos de de-
pendencia.

 Las caracteristicas 1éxicas describen las entidades, las cuales solo pueden corres-
ponder al contenido de las entidades léxicas o también pueden codificar la infor-
macién sobre entidades de distribucién (O Saghdha y Copestake, 2009).

 Las caracteristicas de relacion utilizan las similitudes descubiertas por un sistema

de deteccion que codifica la informacién contextual.

El analisis Iéxico, sintactico y semantico es un area en la que existen varios enfoques
pero los mas usados son sindénimos, hipénimos, hiperénimos y merénimos (Yu et al.,
2010), asi como también métodos paradigmaticos y sintagmaticos (Tejada, 2009). El ob-
jetivo de estos métodos es encontrar palabras con el mismo significado, el resultado de
este analisis semantico es incorporado en los métodos que usan frecuencias de ocu-
rrencia de palabras, dando buenos resultados (Negri y Kouylekov, 2010). Por otro lado,
no se hace un analisis léxico, sintactico semantico de las oraciones que son base del sen-

tido de ideas que un autor quiere expresar.

Métodos de Similitud. E1 método de medida de similitud de Wu y Palmer (1994) es uno de
los métodos mas comunes en taxonomias léxicas, calcula la profundidad de dos pala-
bras en un arbol ontolégico, por medio de la medicion de la distancia a un hiperénimo
comun entre dos palabras distintas. Wu y Palmer no consideran relaciones tales como hi-

ponimos o merénimos que expresan también una correlacion entre palabras.

Algergawy, Mesiti, Nayak y Saake (2011) identifican medidas simples de similitud, como
ocurre en el caso en que las medidas semanticas y sintacticas son incluidas para deter-
minar el grado de similitud entre objetos y palabras; las medidas semanticas dependen,

en gran parte, de los diccionarios externos o corpus creados manualmente, tales como

WordNet.

Pedersen, Patwardhan y Michelizzi (2004) identificaron tres medidas de similitud gene-
rales: HSO (Hirst y St-Onge, 1998), Lesk (Banerjee y Pedersen, 2003) y el Vector (Pat-
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wardhan, 2003). La medida HSO clasifica las relaciones de WordNet como de direccion,
y después se establece la relacion entre dos conceptos mediante la busqueda de un ca-
mino mas corto en un grafo. Las medidas de Lesk y Vectoriales incorporan la informa-
cion de las glosas de WordNer. La medida Lesk encuentra coincidencias entre las glosas
de dos conceptos y las glosas de palabras vinculadas. L.a medida Vectorial crea una ma-
triz de coocurrencia de cada palabra dada de las glosas en WordNez, siendo este el vector

promedio de coocurrencia.

Los autores Banerjee y Pedersen extendieron el trabajo de Michael Lesk usando rela-
ciones de palabras, tales como hiperénimos, para extraer las glosas con sentidos simila-
res, su trabajo dio el mejor resultado en el SENSEVAL-2. Basado en el trabajo de Lesk
(1986) y Banerjee y Pedersen podemos concluir que el uso de la comparacion de glosas
para identificar el sentido de las palabras en una oracion, es ventajoso desde el punto de
vista que no se utiliza algin tipo de sintaxis del lenguaje, mas aun podra proveer mejo-

res resultados incorporando aspectos lingtiisticos.

Negri y Kouylekov (2010) utilizan un solo tipo de relacion, “IS A” (es un) derivada de
las formas hipénimos y merénimos para encontrar relaciones entre nominales de una
oracion. Adicionalmente, los autores mencionan el uso de hipénimos e hiperénimos
para encontrar una relacion transitiva, mediante la cual se podria encontrar una relacién

entre palabras tales como mwanada y animal.

WordNet. Es una gran base de datos 1éxica de inglés. Sustantivos, verbos, adjetivos y ad-
verbios se agrupan en conjuntos de sinbnimos (synsets cognitivas), cada uno expresando
un concepto distinto. Los synsets estan vinculados entre si por medio de las relaciones
conceptuales, semanticas y léxicas. Lo cual resulta en una red de las palabras y los con-

ceptos relacionados de manera significativa (Miller).

Marquez, Carreras, Litkowski y Stevenson (2008) argumentan que existen pocas inves-
tigaciones en las relaciones semanticas y el uso de corpus del conocimiento, tales como
WordNet u otros, los cuales podrian proporcionar mejoras en NLP y dejar de lado los mo-
delos cuantitativos. Adicionalmente, Clarke y Lapata (2010) argumentan que en la reso-
lucién de la correferencia o la identificacion de las relaciones gramaticales, las cadenas
léxicas pueden ser mas robustas utilizando un diccionario léxico como WordNet, el cual

provee relaciones léxicas, por ejemplo, hiponimia, sinonimia u otros.

La correlacion entre oraciones no solo se mide al utilizar hipénimos, hiperénimos o
merénimos sino también con hiperénimo, hipénimo, ejemplo-hiperénimo, ejemplo-hi-
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ponimo, holonym parte, merénimo parte, miembro holonym, miembro merénimo, sus-
tancia holonym, sustancia merénimo, implica, causa, antonimo, similares, también, atri-
buto, verbo grupo, participio, pertainym, derivacion, dominio de la categoria, categoria
de miembro de dominio, dominio de la region, dominio de la regién miembros, domi-
nio de uso, dominio de uso de los miembros, de dominio y miembros, los cuales son re-
laciones ontoldgicas en la base de datos léxica WordNer (Miller). Resultante en un red de

palabras, extrapolandolo en un grafo ontolégico.
Meétodo de clusterizacion de textos

Los autores Dragut, Fang, Sistla, Yu y Meng (2009) argumentan que se pueden utilizar
sinénimos e hiperénimos para extraer relaciones semanticas entre etiquetas en un do-
minio contextual, argumentan que la relaciéon de hiperonimia es transitiva, asimétrica e
irreflexiva y de sinonimia equivalente. Sus pruebas alcanzan un 95 % de precision en
contexto de etiquetas y palabras semanticas. La propuesta de Costello et al. (2006) de uti-
lizar hiperénimos con el fin de generar nuevas palabras compuestas que tengan el mismo
tipo de relacion pero mas genéricas, sustenta la utilizacion de hiperéonimos como medio
de extrapolacion del significado semantico. Mas aun, Wu y Palmer (1994) proponen la
utilizacion de relaciones hipénimos, hiperéonimos o merénimos con el objetivo de en-
contrar relaciones semanticas entre palabras; asi también concuerdan Banerjee y Peder-
sen; Costello et al.; Negti y Kouylekov; Madnani y Dorr; Clarke y Lapata; Yu et al. (2010);
Zhuge; Algergawy et al. (2011).

Los hipénimos e hiperénimos nos permiten extraer palabras mas genéricas y mas espe-
cificas, respectivamente. En un analisis empirico del ser humano podemos ver que al
construir oraciones se expresan de forma genérica y, en muchos casos, de forma mas es-
pecifica, esto es un proceso de parafrasear las ideas. Dado este enfoque podemos con-
cluir que es razonable usar hipénimos e hiperéonimos con el objetivo de buscar ideas
semanticamente iguales.

Hipénimos Hiperénimos

consume absorb coalesce

feast treat indulge

feline carnivore predator

cub lionet lion

Algunos hipénimos e hiperénimos del verbo ea? y el sustantivo cat.
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Se puede observar que usando hipénimos e hiperénimos es posible obtener palabras

(verbo y sustantivo) mas genéricas y mas especificas.

La utilizacion de grafos para encontrar hipénimos, hiperénimos, merénimos y demas re-
laciones sera una parte del nicleo de la implementacion de esta investigacion, los grafos re-
presentaran las relaciones ontologicas de la lengua, el grafo sera una extrapolacion de las
relaciones Iéxico sintacticas de WordNer (Miller). WordNet sera la fuente primaria de este
grafo ontoldgico, las relaciones se encontraran utilizando el algoritmo de busqueda en gra-
fos Dijkstra, que resuelve el problema de la ruta mas corta (Dijkstra, 1959), y BES (Breadth

First Search), los cuales identificaran las relaciones mas cercanas entre dos palabras.

Tsang y Stevenson (2010) argumentan que la clasificacién de documentos es similar al
proceso de resolucion de ambigiiedad de palabras. El nivel de ambigtiedad es mas alto
en textos que en una palabra. Hatzivassiloglou y Wiebe argumentan que existe una alta
correlacion entre la presencia de adjetivos y la subjetividad de la oracién, siendo un in-
dicador significativo del sentido; punto que disminuye la ambigtiedad en las oraciones,
puesto que existe un contexto en la oracion y es dada por el objeto directo, objeto indi-

recto, modificador, sujeto y predicado.

Parafrasis inversa es parte del nucleo de la clusterizacién propuesta, en este caso se rea-
liza un proceso inverso al del parafrasis. A diferencia de generar versos/oraciones con
diferentes palabras pero con el mismo significado, la propuesta de esta investigacion es
dada por la identificacion de versos/oraciones que tengan el mismo significado seman-
tico mas no usen las mismas palabras o, en algunos casos, no usen la misma estructura
gramatical, lo cual es el proceso inverso al de parafrasis. Este proceso se lograra al en-

contrar oraciones con el mismo sentido semantico, significado.

El proceso de la parafrasis inversa se alcanzara por medio de la descomposicion de las
partes de una oracién dada, tales como sujeto, verbo, adjetivos, adverbios de la oracion;
con estas palabras etiquetadas podremos utilizar un método de extracciéon de hiponimos
e hiperénimos (palabras mas genéricas y mas especificas). Se extraeran solo aquellos hi-
ponimos e hiperénimos dentro de un grado de profundidad no mayor a 4. Se debe con-
siderar que a este punto el grado de ambigtiedad es alto ya que la extraccion de hiponimos
e hiperénimos no distingue entre los distintos sentidos de cada palabra. Extraidos los hi-
ponimos e hiperénimos podremos construir oraciones, las cuales seran parafraseadas de

la original.
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diner
he near
. . ate . lunch . ata . cafe ‘ . Paris .
the man . : lose to
dined bistro clos
restaurant

Fuente: Madnani y Dorr, Figura 6.

Se puede observar que se puede generar un nimero de oraciones remplazando algunas

palabras en la oracion.

La construccion de las oraciones sera hecha en un grafo ontolégico, el cual esta definido
por palabras como vértices y relaciones como aristas; las relaciones seran extrapoladas
usando los 22 tipos de relaciones en WordNet. Cada parafrasis y cada parrafo de un texto
seran dados por un subgrafo(s). El objetivo de la parafrasis inversa es encontrar los gra-
fos similares o iguales, encontrado estos se podra afirmar que las oraciones, origen de

estas parafrasis, son semanticamente similares.

La clusterizacion se da en la agrupacion de los subgrafos resultantes de la parafrasis in-
versa, estos subgrafos se agrupan segiin su mismo significado semantico. El proceso de
clusterizacion semantica se basa en el analisis sintactico y léxico de las oraciones. Las
oraciones de textos, que seran analizadas por el utilitario Freeling 2.2 (Padré, Collado,
Reese, Lloberes y Castellon, 2010), proporcionan un analizador de idiomas morfologico,
generando un arbol sintactico de las oraciones, etiquetando las partes de la oracién
(POS), en el cual se identifican sustantivos, verbos, adjetivos, adverbios y otros. Un vez
obtenidas las PoS se someteran al grafo ontoldgico con el fin de encontrar oraciones
parafraseadas con el mismo significado semantico. Desde un enfoque de parafrasis in-
versa, Freeling también proporciona el sentido de las palabras que podran mejorar el
método, este usa técnicas como MES (Sentido Mas Frecuente) y UKB (Grafico de Tex-

tos Basado en Desambiguacion de Sentidos y Semejanzas).
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claus

form: chase
lemma: chase

tag: VB

sn-chunk sn-chunk

form: the n-chunk form: the n-chunk
lemma: the

tag: DT

lemma: the

tag: DT

form: cat
lemma: cat

tag: NN

Fuente: Generado con Freeling 2.2, “the bull chase the lion”.

claus

form: chase sn-chunk
lemma: chase

tag: VB

sn-chunk

form: the n-chunk form: the n-chunk
lemma: the
tag: DT

lemma: the
tag: DT

form: lion
lemma: lion

tag: NN

Fuente: Generado con Freeling 2.2,  the bull chase the caf”.

La oracién “the bull chase the caf” se relaciona mas a “the bull chase the lion” que a “the bull
chase the lionef”, ya que la relacion entre cat a lion es de 1 y la relacion de cat a lionet es de 2.
Asi también, podemos decir que “#he bull chase the caf”’ se relaciona mas a “the cattle chase
the lionef” que a “the jax chase the lion” ya que la relacion de bull a cattle que es de 1, mas la
relacion de cat a lionet que es de 2, la relacion de las dos oraciones es de 3, en compara-
cion, la relacion entre bull a jax es de 4 y la relacion entre cat a lion es de 1, la relacion de

las dos oraciones es de 5.

La relacion entre las oraciones sera la suma de las relaciones de sus palabras, mante-
niendo el orden de la oracién (orden del sujeto, verbo, adjetivo y sustantivo), las oracio-
nes mas relacionadas seran aquellas que tengan el mayor grado de relacion (ruta mas

corta en el grafo).
La relacién entre los parrafos sera la suma de las relaciones de sus oraciones, mante-

niendo el orden del parrafo, los parrafos mas relacionados seran aquellos que tengan el

mayor grado de relacién (ruta mas corta entre subgrafo).
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La relacion entre textos/documentos no se da entre texto/documento a texto/docu-
mento ya que podtian producir un alto grado de ambigtiedad, mas aun, en un texto/do-
cumento podremos encontrar un numero de temas que causarian mayor ambigtiedad. La

similitud entre textos/documentos se da por el grado de similitud de sus parrafos.

La clusterizacion esta dada por los subgrafos (parrafos) camulos en el grafo ontologico,
estos subgrafos son el numero de subgrafos adyacentes o proximos a un subgrafo dado;
se podria mejorar el algoritmo extrayendo subgrafos similares y no tan solo subgrafos
adyacentes. La clusterizacion es un término inglés, el término espafiol es racimo. La Real
Academia Espafiola (2001c, 22.* ed.) define racimo en su punto 3 como: “Conjunto de
cosas menudas dispuestas con alguna semejanza de racimo”. Los subgrafos caimulos se
agrupan en el grafo ontologico segun su significado semantico o tema(s), produciendo

camulos de parrafos.

Generacion de un grafo ontolégico:
» Extraer las palabras de WordNet
» Extraer los sentidos de cada palabra
e Extraer los 22 tipos de relaciones
e Generar relaciones “ISA” de la palabra base a la palabra con su sentido
 Extraer las palabras con sus respectivas relaciones
o Extraer las palabras con su sentido y sus respectivas relaciones
e Preparar una estructura de datos, un grafo bidireccional
o Cargar las palabras como vértices en el grafo
* Cargar las palabras con sus sentidos como vértices en el grafo
 Cargar las relaciones como aristas en el grafo
e Implementar el método de recorrido Dijkstra para el grafo

o Implementar el método de recorrido BES (Breadth First Search) para el grafo
Cargar el grafo con los textos/documentos:

Dado una serie de textos/documentos (en formato texto).
Para cada texto:
* Se le asignara un identificador tnico DoclD
 Se extraeran los parrafos
Para cada parrafo:
o Se le asignara un identificador unico ParID

e Se extraeran las oraciones

-189-



JULIO OMAR SANTISTEBAN PABLO

Para cada oracion (O):

 Se le asignara un identificador Gnico OralD

e Se deberan encontrar las partes de la oracion (PoS) utilizando Freel ing u otro ana-
lizador lingtistico

e En el resultado del analisis se identificara como minimo 1 verbo y 1 sustantivo o mas

=>0 O O

verbo “adverbio “sustantivo Oadjetivo

 El analizador identificara el sentido de la palabra usada en la oracién

=> Oyerly oSentidoX Oadverbiosentidox

O Sentido*O Sentido®

sustantivo adjetivo
//Este dependera del analizador

o Cargar PoS+SentidoX en el grafo como una ocurrencia del vértice

¢ (Cada ocurrencia esta identificada por DoclD, ParID, OralD, Posad

 Fin para cada texto

 Fin para cada parrafo

e Fin para cada oracién

Identificar oraciones similares:
Dado el grafo cargado con WordNet.
Dado el grafo cargado con los textos/documentos, en la forma de ocurrencias:
Para cada PoS:
 Utlizando BFS encontrar ocurrencias en una profundidad de 5
 Registrar las ocurrencias encontradas
e Fin para cada Pos
Dadas las ocurrencias de cada oracion:
o Identificar las oraciones en las ocurrencias
o Identificar las oraciones de interés, solo aquellas que tengan 2 o mas ocurrencias
e Descartar las otras ocurrencias
Para cada oracion de interés:
 Calcular el grado de similitud con la oracion Od
* Registrar el grado de similitud
e Fin para cada oracién de interés
e Fin para cada oracién [ DoclD, ParID, OralD | Od

Calcular el grado de similitud de oraciones:
Dada una oraciéon base Oq4
Dada una oracion de interés, la cual incluye mas de 2 ocurrencias O

Para cada PoS en la Oracion Od:
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Si O4_pys tiene una o mas ocurrencias en la oracion O
o Identificar la ocurrencia con menor grado de profundidad
 Calcular peso de similitud:
Si grado es de 0 => similitud es 100 %
Si grado es de 5 => similitud es 50 %
Si grado es de 10 => similitud es 0 %
// método simplista o porcentual
Registrar el grado de similitud O 4_ps.9/,
Si Od-Pos tiene una o mas ocutrrencia en la oracién Oo:
e Calcular la similitud de Od en relacion a Oo
Dado que la sumatoria de los PoS de O 4 * 100 % =T¢ = 100 % de similitud.
Para cada PoS de O.
e Si Od-Pos-% No tiene ocurrencia: Acumular 0 % en S1
e De lo contrario: Acumular Od-Pos-% en S1
 Fin para cada PoS de Od
Retornar S1;S1 <=T1
Fin para cada PoS en la Oracion Od

Identificar parrafos similares:

Dada una serie de oraciones Serie-Og

Dados los grados de similitud de cada oracion Oy con oraciones O,
Para cada parrafo [ DoclD, ParID] P4

Para cada oracion en el parrafo

e Basado en la similitud de oraciones

Utilizando BFS para encontrar ocurrencias en una profundidad 5

BFS buscara subgrafos

Dos subgrafos son relacionados si uno de sus PoS son cercanos en profundidad

// se podtia mejorar encontrado el centroide (verbo y sustantivo)

Registrar las ocurrencias encontradas
e Fin Para cada oracién en el parrafo
Dada las ocurrencias:
o Identificar los parrafos (subgrafos) en las ocurrencias
o Identificar los parrafos de interés, solo aquellos que tengan 2 0 mas ocurrencias
e Descartar las otras ocurrencias
Para cada parrafo de interés:
* Calcular el grado de similitud con el parrafos Pd
* Registrar el grado de similitud

e Fin para cada parrafo de interés
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Para cada parrafo [ DoclD, ParID] P4

o Calcular el grado de similitud de parrafos:
El calculo es el mismo que el “Calculo del grado de similitud de oraciones”, ex-
cepto que son parrafos.

 Calcular el grado de similitud de textos:
Se da en base a parrafos
No se calcula el texto en su totalidad, puesto que serfa muy ambiguo
Un documento es similar a otro por el nimero de parrafos similares
El grado de similitud de un documento a otro es la suma del grado de similitud

de sus parrafos sobre el numero de parrafos similares.

Calcular la clusterizacion:
e El grafo dado esta representando una ontologia lingtistica
e El grafo dado esta cargado con las similitudes de oraciones
 El grafo dado esta cargado con las similitudes de parrafos (subgrafos)
Para cada subgrafo:
¢ Calcular el nimero de subgrafos ubicados en las proximidades
// se podria mejorar el algoritmo ubicando subgrafos similares y sus proximos
 Fin para cada subgrafo
e Identificar los subgrafos cumulos
» Subgrafos con un alto numero de subgrafos alrededor de este
// se podtia mejorar el algoritmo extrayendo subgrafos similates cimulos

» Un cluster esta dado por los subgrafos camulo
Experimento

Los experimentos ejecutados fueron dos, el primero fue hecho con el objetivo de vali-
dar el proceso de Parafrasis Inversa que es parte esencial del nicleo de la propuesta. El
segundo experimento fue comparativo, se utiliz6 un corpus desarrollado por Rennie y

Rifkin, con el objetivo de poder tener un modo para comparar y validar los resultados.

Experimento 1. El objetivo del experimento fue de validar la Parafrasis Inversa con el fin
de procesar la extraccion de relaciones entre oraciones. En este experimento solo se pro-
cesaron oraciones sueltas, este método permite encontrar oraciones que tengan el mismo
significado. Lo que se busca es poder encontrar glosas semanticamente similares pero que
correspondan a distintos conceptos, se observaran las relaciones y grado de similitud

entre glOSZLS Yy COHCCptOS.
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Las glosas se obtendran de WordNet, con un total de 147 306 conceptos y un total de
117 659 glosas y 48 356 oraciones ejemplo; se debe considerar que cada palabra puede
tener mas de una glosa debido al sentido de la misma. Solo se tomaron 1000 glosas de
forma aleatoria.

Pasos en el experimento:
¢ Generaciéon de un grafo ontolégico
 Cargar el grafo con las oraciones
o Identificar oraciones similares
o Calcular el grado de similitud de oraciones
Validacion:
 Extraer los conceptos referidos a las glosas usadas
* Calcular similitud entre conceptos segun HSO (Hirst y St-Onge).
o Comparar grado de similitud entre conceptos y sus respectivas glosas

Resultados

Los resultados fueron razonables, teniendo 764 glosas con un grado de similitud mayor
a 66 %, se debe notar que no existen similitudes en el rango 91 %-100 % ya que esto in-
dicaria que la glosa es la misma. Existe una correlacion con los conceptos de las glosas,
de las 764 glosas, solo 592 conceptos (77.5 %) tienen un grado similar de similitud. Esto
indica un nivel de relevancia entre similitud de las glosas y la similitud de sus conceptos.
Son minimos los conceptos y glosas que tienen el mismo grado de similitud.

1000 Glosas
oot | s rlems 0% - 33% 33% - 66 % 66 % - 100 %
113 123 764

66% - 100% 17  66% - 100% 17 66 % - 100 % 17
Similitud entre conceptos 33% - 66% 9 33% - 66% 9 33% - 66% 9
0% - 33% 87 0% -33% 87 0% - 33% 87

Tabla 1
Resultados de similitud entre glosas con sus palabras concepto

Experimento 2. El objetivo del segundo experimento, fue la clusterizacion de textos, los datos
de nuestro corpus de escritos seran los del corpus preparado por Rennie y Rifkin para su in-
vestigacion “Improving multiclass text classification with the Support Vector Machine”; Tsang
y Stevenson también utilizaron el mismo corpus en su trabajo “A graph-theoretic framework
for semantic distance”, los cuales serviran como base de una comparacion.
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El corpus es una coleccion de articulos de 20 diferentes grupos de noticias de Usenet,
cada grupo de noticias corresponde a un tema, los articulos pueden ser clasificados con
la etiqueta de grupo de noticias. En la coleccion se han eliminado todas las copias (men-
sajes cruzados), dando como resultado 18 828 articulos. Los articulos son distribuidos
equitativamente entre los 20 grupos de noticias, aproximadamente. Las palabras vacias

y los encabezados de articulos se han retirado.

Solo se seleccionaron 500 articulos correspondientes a 10 temas de noticias, se utilizo
Unix: shell scripting para formatear y eliminar data no necesaria para la clusterizacion. Se
extrajeron parrafos con una longitud mayor a 400 caracteres, cada parrafo se dividié en
oraciones, se utilizaron los signos de puntuacion para separar las oraciones, tales como
punto final, punto y coma, comillas dobles y las conjunciones azd, or, but, for, so, yet, nor.
Pasos en el experimento:
» Generaciéon de un grafo ontolégico
» Cargar el grafo con los articulos
 Identificar oraciones similares
* Calcular el grado de similitud de oraciones
o Identificar parrafos similares
¢ Calcular el grado de similitud de parrafos
 Calcular el grado de similitud de textos
e Calcular la clusterizacion
Validacion:
o Identificar los c/usters generados

Comparar los c/usters con los temas de los grupos de noticias
Resultados

No es claro establecer una comparacion entre el presente método de clusterizacion y el
método de clasificacion trabajado por Rennie y Rifkin y Tsang y Stevenson, ya que los
métodos de clasificacion usados presumen la preexistencia de clases, de forma contra-
ria a los método de clusterizacion, en que los elementos se ordenan en grupos segin la

informacién que los datos representan.

El presente método puede compararse al trabajo de los autores nombrados en el pa-
rrafo anterior, en el nimero de c/usters generados, los cuales reflejan temas de clases de
noticias preexistentes; por otro lado, la identificaciéon de cumulos en el grafo propot-
ciona un namero variable de ¢/usters debido a la profundidad o expansion de los cimu-
los dentro del grafo, obteniendo cimulos con una dispersién baja o con una dispersion
alta, para este experimento se fij6 una profundidad de 5.
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| &gl el g 5| & il
S| <| 2| S| &|EB S| &
1 3 X X X
2 19 X X
3 5 X X
4 36 X X
5 6 X X
6 11 X
7 1 X
8 5 X
9 31 X X X
10 19 X X
11 26 X X
12 20 X X X
13 28 X X X
14 25 X X X
15 15 X X
16 36 X X
17 26 X
18 13 X
19 31 X X
20 18 X X
21 12 X X
22 11 X X
23 17 X
24 10 X
25 4 X
26 16 X
27 1 X
28 1 X
29 23 X
30 8 X
31 7 X X
32 9 X
33 7 X
Tabla 2

Resultados de clusterizacion
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En la Tabla 2 se observan 33 clusters obtenidos. En la columna 2 se muestran los articu-
los con mayor presencia en el c/uster correspondientes a temas de noticias, se debe con-
siderar que los clusters podrian incluir otros articulos si se extienden los cumulos
obtenidos, ¢/usters con mayor dispersion. En las columnas 3 a la 12 se muestra la perte-
nencia de los articulos en los custers a los temas de noticia. Se puede observar que, a
pesar de tener un mayor numero de clases (c/usters), estos pertenecen a un tema de noti-
cia, as{ también un custer puede contener mas de un articulo perteneciente a mas de un

tema de noticia.
Conclusion

En esta investigacion, se presenta un nuevo método de clusterizaciéon basado en la se-
mantica de la lengua inglesa, la idea principal es utilizar técnicas de analisis 1éxicos y sin-
tacticos para clusterizar textos o documentos. Dejando de lado los métodos estadisticos
y probabilisticos, la técnica de Parafrasis Inversa es introducida como mecanismo para
identificar oraciones similares, siendo esta una aportacion de esta investigacion. El uso
de analisis Iéxicos y sintacticos proporciona un enfoque cognoscitivo en el procesamiento
del lenguaje natural, clusterizando ideas y no tan solo vectores caracteristicos. Cabe men-
cionar que sin un adecuado thesaurus, como WordNet, este clusterizador no podria darse,
as{ también las limitaciones encontradas en el clusterizador son un reflejo de la cober-

tura que tiene WordNet, siendo una futura investigacion la expansion de este thesaurus.

Las aplicaciones de este método no solo se limitan a la clusterizacion sino también a va-
rias areas del procesamiento del lenguaje natural, tales como resimenes, sistemas de de-
teccion de plagios, indexadores de paginas web, deteccion de sistemas de opinion, entre

otras.

En este estudio se presentan las bases del método clusterizacién semantica, dejando al-
gunas mejoras por hacer en una investigacion futura. Los resultados de los experimen-
tos son aceptables, no obstante, mas adelante se podria tener una validacién mas
detallada. Aunque solo se usé una medida de profundidad en el grafo, no se descarta

utilizar otras medidas de similitud en trabajos futuros.
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