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Samenvatting

In de natuur lijkt een flexibel en doordringend communicatiesysteem tussen
individuen een voorwaarde te zijn voor complex sociaal gedrag en intelli-
gentie. Spraak —de gevocaliseerde vorm van intermenselijke communicatie—
speelt als dusdanig een centrale rol in de unieke mogelijkheden van de men-
selijke soort. Het toestaan van de mens om via spraak te communiceren
met machines zorgt dus niet alleen voor een meer natuurlijke interactie tus-
sen mens en machine, het kan ook helpen bij het begrijpen van een aantal
belangrijke aspecten van intelligentie in het algemeen. Een van de eerste
stappen die spraakgestuurde man-machine communicatie mogelijk maakt
is de omzetting van het spraaksignaal in een reeks woorden, een proces dat
gewoonlijk wordt aangeduid als spraakherkenning.

Een systeem dat ontworpen is voor het herkennen van menselijke spraak
heet een “automatisch spraakherkenningssysteem”, of afgekort, een ASR-
systeem [Automatic Speech Recognition]. ASR-systemen worden al op
grote schaal gebruikt in smartphones, GPS-navigatiesystemen, ondertite-
lingssystemen, enz. Het wordt ook gebruikt om mensen met een handi-
cap te helpen beter te communiceren met hun omgeving. Maar misschien
hebben velen onder ons al problemen ondervonden bij het gebruik van de
ASR-technologie. Bijvoorbeeld, het bellen van de juiste persoon via “voice
dialing” kan problematisch zijn in een omgeving met achtergrondgeluid
(bijvoorbeeld in een auto of op een feestje). De gevoeligheden aan spreker,
accent en emotie zijn gekende problemen. Verder verhoogt de onnauwkeu-
righeid dramatisch wanneer spontane spraak moet herkend worden in plaats
van formele spraak.

Al decennia lang zijn Gaussian mengselmodellen (GMM) [Gaussian
Mixture Models] erg populair, vooral in commerciéle producten. GMMs
gebruiken kansdichtheidsfuncties om te bepalen hoe groot de kans is dat
een waargenomen spraakfragment overeenkomt met een specifieke linguis-
tische eenheid (bv, foneem of een woord). De parameters van de kansdicht-
heidsfuncties worden bepaald door middel van een trainingsprocedure die
een grote hoeveelheid spraak nodig heeft waarvan de transcriptie in termen
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van die eenheden gekend is. GMMs zijn populair omdat ze op een efficiénte
wijze te ontwerpen zijn (er bestaat veel software voor) en omdat ze tijdens
het gebruik niet te veel berekeningen vereisen. Ondanks de enorme vooruit-
gang van de afgelopen jaren, zijn GMM-gebaseerde herkenners echter nog
geen concurrent voor de menselijke luisteraar. Vooral de grote degradatie
die optreedt wanneer men spraak dient te herkennen in omstandigheden die
niet aanwezig waren in de trainingsvoorbeelden blijft een groot probleem,
en dus, het verminderen van die gevoeligheid is nog steeds een uitdaging.

Veel van de reeds voorgestelde methodes focussen op het verwijderen
of compenseren van de effecten van ruis op de akoestische elementen. An-
deren streven ernaar om de akoestische modellen aan te passen aan de ruis
of om ze in te zetten op een meer lawaai-robuuste manier. GMMs vervan-
gen door alternatieve modellen, zoals neurale netwerken (ANNSs) [Artificial
Neural Networks] die geacht worden gelijkaardig te werken als een mense-
lijk brein, wordt eveneens als een veelbelovende aanpak beschouwd.

ANNSs bestaan uit artifici€le neuronen die aan elkaar gekoppeld zijn
door middel van gewogen verbindingen. De gewichten van deze verbin-
dingen zijn zodanig getraind dat de outputs van het ANN de a posteriori
kansen van de spraakeenheden benadert na waarneming van het akoestisch
signaal.

Hoewel de toepassing van ANNs voor het bepalen van de kans van een
spraakeenheid dateert uit de late jaren tachtig, was de techniek de laatste
jaren een beetje uit het beeld verdwenen. Krachtiger hardware en software
maken het nu echter mogelijk om ANNs bouwen met vele lagen en vele
neuronen per laag, en daarvoor veel meer geavanceerde en complexe trai-
ningsalgoritmes dan deze uit de jaren tachtig aan te wenden.

Deze nieuwe ANNs noemt men Deep Neural Networks (DNN). Deze
DNNs hebben recent reeds geleid tot een betere LVCSR en ze zullen ver-
moedelijk op termijn ook tot meer lawaai robuuste LVCSR leiden. Een
ander interessant ANN-type is de Recurrent Neuraal Netwerk (RNN) dat
vertraagde feedback introduceert door het opnemen van extra recurrente
verbindingen.

Deze vertraagde feedback stelt het RNN in staat om met lange termijn
afthankelijkheden tussen akoestische waarnemingen op een efficiénte ma-
nier om te gaan (zoals Infinite Impulse Response filters doen in lineaire
systeemtheorie). Ondanks de veelbelovende resultaten verkregen met re-
cente ANN-gebaseerde spraakherkenners, is er nog aarzeling om ze op
grote schaal te gebruiken, vooral omdat de trainingsprocedures meestal kri-
tisch en zeer tijdrovend zijn.
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In dit opzicht kunnen Reservoir Computing Networks (RCNs) een in-
teressant alternatief bieden. Dergelijke netwerken zijn immers zeer een-
voudig te trainen. De belangrijkste doelstelling van mijn onderzoek was
om de levensvatbaarheid van dit alternatief te bewijzen in de context van
ruisrobuustheid.

In het kort gezegd is een RCN een speciaal type RNN, namelijk een
waarin (1) de ingangsverbindingen en de recurrente verbindingen voor de
niet-lineaire neuronen willekeurig bepaald zijn, (2) het uitgangssignaal wordt
gegenereerd door een laag van lineaire neuronen en (3) alleen de gewichten
van deze neuronen worden getraind. Het ongetrainde niet-lineaire gedeelte
en de lineaire uitgangslaag worden respectievelijk het reservoir en de rea-
dout van het RCN genoemd. De gewichten van het reservoir worden eerst
genomen uit een normale verdeling met een gemiddelde nul en een varian-
tie één en ze waren daarna correct geschaald zodat een stabiel dynamisch
systeem verkregen wordt dat een goed evenwicht nastreeft tussen de effec-
ten die nieuwe en van vroegere inputs opleveren in de output van het RCN.

Het trainen van de uitvoerlaag van een RCN komt neer op het minima-
liseren van de gemiddelde kwadratische fout (MSE) [Mean Squared Error]
tussen de werkelijke en de gewenste output. Deze laatste wordt afgeleid
uit de sequentie van spraakeenheden die op haar beurt wordt afgeleid uit
de orthografische transcriptie van de spraak. De beoogde uitvoergewich-
ten zijn de oplossing van een stelsel lineaire vergelijkingen. Aangezien het
trainen van een conventioneel ANN gebaseerd is op een iteratieve gradiént-
afdalingsaanpak en aangezien een dergelijke aanpak niet gegarandeerd een
globale optimum bereikt, is het trainen van een RCN opvallend voordelig.

Dankzij de gemakkelijke en eenvoudige trainingsprocedure is het mo-
gelijk om de grootte van het reservoir te vergroten (dwz. het aantal knoop-
punten te vergroten) tot op een niveau dat ver buiten het bereik van een con-
ventioneel RNN ligt (reservoirs met 32K knooppunten zijn nog eenvoudig
te trainen). Hierdoor kan het reservoir een rijke, hoog-dimensionale toe-
standsruimte creéren die geschikt is voor het onderscheiden van de spraak-
eenheden met behulp van een eenvoudig lineair regressiemodel.

Doordat de signaaldynamiek ook in die ruimte gecodeerd wordt, en
doordat de spraak- en ruisdynamiek verschillend zijn, verwacht men dat
het RCN tot op zekere hoogte in staat is de effecten van de spraak en deze
van de ruis van elkaar te scheiden.

In dit werk worden RCNs voor de eerste keer (voor zover ik weet) toe-
gepast voor het akoestisch modelleren van spraakeenheden met het oog op
ruisrobuuste, continue spraakherkenning. Alhoewel het uiteindelijke doel
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is om ruisrobuuste LVCSR te realiseren, koos ik er voor om te beginnen
met het bestuderen van de lawaairobuustheid van RCN-gebaseerde syste-
men in de context van continue spraakherkenning met een kleine woor-
denschat (SVCSR) [Small Vocabulary Continuous Speech Recognition]. 1k
heb meer bepaald gefocust op continue cijferherkenning (CDR [Continious
Digit Recognition]). CDR is immers een relevante taak op zich, en er be-
staat een gekende dataset (Aurora-2) die speciaal ontworpen werd voor het
bestuderen van ruisrobuuste cijferherkenning. Deze dataset bevat zowel
ruisloze continue cijferreeksen als vele ruizige versies daarvan (inclusief
verschillende soorten ruis met verschillende signaal-tot-ruisverhoudingen
(SNR) [Signal-to-Noise Ratio]).

Aangezien de toepassing van RCN voor spraak(-herkenning) vrij nieuw
was toen dit werk begon, dienden alle mogelijke aspecten van RCNs bestu-
deerd te worden. In het bijzonder, diende ik mezelf vertrouwd te maken
met het opzetten van goede reservoirs. Aangezien alle reservoirgewichten
willekeurig worden ingesteld bij de start van het trainingsproces en vanaf
dat ogenblik ook vast blijven, is het initialiseren van het reservoir een cru-
ciale stap. De initialisatie van de gewichten bepaalt het vermogen van het
reservoir om de oorspronkelijke invoer te projecteren naar een interessante
hoog-dimensionale ruimte waarin zowel de tijdelijke verbanden op korte en
lange termijn gecodeerd worden.

Om een cijferherkenningssysteem te ontwikkelen, heb ik eerst veel ex-
perimenten naar de herkenning van geisoleerde gesproken cijfers uitge-
voerd en vervolgens experimenten naar de herkenning van continu gespro-
ken cijfers. Op een gegeven ogenblik had ik systemen die getraind waren op
ruisloze spraak en die state-of-the-art prestaties leverden op ruizige spraak.
Ze leverden echter nog geen competitieve prestaties in ruisloze omstandig-
heden.

Daarom onderzocht ik meer complexe RCN-architecturen met meer-
dere lagen. Elke laag bestaat uit een basis RCN, bestaande uit een reservoir
en een lineaire uitvoerlaag. Het eerste RCN wordt gestimuleerd door de
akoestische ingang, het tweede door de uitgangen van de eerste laag, en-
zovoort. De netwerken worden een-voor-een getraind, wat inhoudt dat er
geen gezamenlijke optimalisatie van het aaneengeschakelde netwerk wordt
uitgevoerd. Het aaneenschakelen van RCNs leidde tot verbeterde spraak-
herkenning in zowel ruisloze als ruizige omstandigheden. Ik meen dat de
belangrijkste redenen hiervoor de volgende zijn: (1) elk RCN induceert een
nieuwe willekeurige projectie en reduceert bijgevolg de kans op het missen
van interessante niet-lineaire projecties, (2) elk RCN kan fouten, waarge-
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nomen in de resultaten van de vorige laag, corrigeren, en (3) elk RCN voegt
dynamisch modelleringscapaciteit toe.

Om de systemen verder te kunnen verbeteren, introduceerde ik ook bi-
directionele reservoirs die het vermogen bezitten omzowel de linkse als de
rechtse context van een akoestische waarneming in rekening te brengen.
Hierdoor kunnen ze beter de co-articulaties modelleren die een gevolg zijn
van de eerstvolgende klanken die de spreker nog zal uitspreken.

Een vaak gebruikte oplossing om de invloed van ruis op de prestaties
te verminderen bestaat erin het spraakherkenningssysteem te trainen met
voorbeelden die reeds verschillende types toegevoegde ruis op verschil-
lende niveaus bevatten. Maar zelfs in dit scenario bestaat nog altijd de
kans dat men tijdens de werking geconfronteerd wordt met een nieuwe
toestand die tijdens het trainen niet voorkwam. Een praktische oplossing
hiervoor bestaat erin het spraakherkenningssysteem met een beperkte in-
spanning aan te passen aan een nieuwe toestand. In dit verband, heb ik aan-
getoond dat het mogelijk is zonder manuele interventie een kleine module
te trainen die in de gegeven omstandigheden de oorspronkelijke uitvoer van
het RCN kan verbeteren.

Een algemene conclusie van alle bovengenoemde stappen was dat zo-
wel de grootte en de architectuur van het reservoir op een belangrijke ma-
nier bijdragen tot het verkrijgen van nauwkeurige en ruisrobuuste systemen.
Echter, hoe complexer de architectuur is, hoe langer het duurt om een re-
servoir met geschikte reservoirparameters te kunnen identificeren. Daarom
was ik er van overtuigd dat er nood was aan een meer begrijpelijke, au-
tomatische procedure voor het bepalen van quasi-optimale waarden voor
de reservoirparameters. Mijn onderzoek leidde tot een nieuwe analyse van
RCN als een niet-lineair dynamisch systeem. Ik heb een aantal empirische
verbanden tussen de de reservoirparameters en de dynamica van de ingang
en de uitgang van het RCN kunnen afleiden, en deze verbanden hebben uit-
eindelijk geresulteerd in een recept voor het ontwerpen van reservoirs dat
tegelijk zeer efficiént, eenvoudige en begrijpelijk is.

Daar waar GMMs zeer goed presteren als ze in vergelijkbare omstan-
digheden getraind en gebruikt worden, leiden RCNs vooral tot superieure
prestaties in niet-vergelijkbare omstandigheden. Daarom was het volgende
doel van mijn onderzoek een manier vinden om de voordelen van beide
benaderingen te combineren.

Ik onderzocht twee verschillende strategieén: een fusie van waarschijn-
lijkheden en een tandemaanpak. In de waarschijnlijkheidsfusie wordt de
gewogen som van de waarschijnlijkheden die uit de GMM-gebaseerde en



XXVi SAMENVATTING

de RCN-gebaseerde akoestische modellen voortvloeien, aan de decoder
aangeboden. In de tandemaanpak wordt een conventioneel GMM-systeem
aangestuurd door de uitgangen van het RCN, of vice versa, krijgt een RCN-
systeem de uitgangen van de GMMs als input. Mijn werk toonde aan dat
de combinatie van deze twee systemen nuttig is, zolang de training- en de
testcondities vergelijkbaar zijn, maar een lichte prestatieverlies induceert in
situaties die sterk afwijken van de situaties die tijdens de training gezien
werden.

In plaats van een conventionele ruisrobuuste front-end te gebruiken,
zoals de ETSI geavanceerde front-end (AFE) [Advanced Front-End], heb
ik een eenvoudige front-end (pure MFCC [Mel-frequency cepstral coeffi-
cients]) getest en heb ik de features die door die front-end berekend wer-
den via een RCN omgevormd naar features die veel beter op de 'ruisvrije’
features lijken. Een systeem dat een dergelijk featuretransformatie beoogt
wordt algemeen een Denoising Auto-encoder (DAE) genoemd.

Uit mijn werk blijkt dat de introductie van een DAE na de MFCC front-
end wel de prestatie doe toenemen in het geval het akoestische model op
ruisvrije spraak werd aangeleerd, maar dat ze in het geval van een multi-
style training van het akoestisch model een degradatie van de prestatie ver-
oorzaakt. Dit kan alleen maar betekenen dat de DAE informatie verwijdert
die anders door de RCN-herkenner had kunnen gebruikt worden.

De laatste ASR die ik onderzocht heb is een RCN-gebaseerd akoes-
tisch model dat bestaat uit 3-lage bi-directionele reservoirs met 8K neuro-
nen per laag, en wordt aangestuurd door de zogenaamde AFEs. Wanneer
deze systemen worden getraind op schone spraak, leiden ze tot een gemid-
deld foutenpercentage (WER) [word error rate] over verschillende soorten
ruis en geluidsniveaus van 9.0% op Aurora-2, in vergelijking met de 13.2%
bereikt door een GMM-systeem. Wanneer ons systeem getraind wordt op
zowel schone als ruisbevattende spraak, dan daalt zijn gemiddelde WER
tot 5.8% in vergelijking met de 8.2% die met een GMM-gebaseerde ASR
bereikbaar is.

De belangrijkste conclusies van mijn werk op spraakherkenning wa-
ren dat (1) RCN-gebaseerde systemen kunnen worden ontworpen volgens
een eenvoudig recept, (2) vakkundig ontworpen RCN-gebaseerde systemen
kunnen concurreren met conventionele systemen in gelijke omstandigheden
en (3) RCN- gebaseerde systemen meer robuustheid bieden tegen verschil-
len tussen de leer- en de testomstandigheden.

De vraag bleef echter of deze conclusies ook standhouden in andere toe-
passingen, zoals b.v. beeldherkenning. Om dit te controleren heb ik beslist
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om een RCN-systeem voor de herkenning van geisoleerde handgeschre-
ven cijfers te ontwikkelen. Ik heb dit systeem getest op de internationaal
bekende MNIST dataset. Elk sample van deze dataset is gecodeerd in 28
x 28 grijswaarde pixels. Daarnaast, heb ik ook gebruik gemaakt van een
ruisbevattende versie van deze dataset, waarop andere auteurs reeds experi-
menten met Deep Belief Networks (DBNs) hebben uitgevoerd. Net als bij
mijn onderzoek naar ruisrobuuste spraakherkenning, gebruikte ik een RCN
op twee verschillende manieren, als classificator (herkenner) en als DAE
(ruisfilter).

De belangrijkste conclusie van mijn onderzoek was dat de voorgestelde
strategie voor het optimaliseren van de reservoirparameters, hoewel oor-
spronkelijk bedacht voor spraakherkenningstaken, ook toepasbaar is op hand-
schriftherkenning. Aangezien het een DER [Digit Error Rate] van 0.8%
bereikt, kan het concurreren met de state-of-the-art. Bij het testen op ruis-
beelden (met vijf types ruis), levert het RCN-gebaseerd systeem een ge-
middeld foutenpercentage van 37% op. Hetzelfde systeem, maar ditmaal
getraind op zowel schone als ruizige beelden levert een DER van 1.5% op
voor de schone en een van 3.5% voor de ruizige beelden op.

Door toevoeging van een RCN-gebaseerde DAE, getraind om vijf ver-
schillende types ruis te kunnen verwijderen uit de beelden, werd een drama-
tische daling van de DER verkregen na training van het systeem op schone
samples: de DER daalde van 37% tot minder dan 2.1%. De gerapporteerde
DER voor DBN-systeem op dezelfde gegevensreeks was 2.3%.

Tot slot wens ik te benadrukken dat mijn werk laat zien dat RCN-
gebaseerde akoestische modellering kan worden opgenomen in het statis-
tisch raamwerk van een ruisrobuuste spraakherkenner voor doorlopende
cijfers. De gepresenteerde modellen bereiken state-of-the-art prestaties in
schone omstandigheden en verbeteren de state-of-the-art in ruizige omstan-
digheden. Mijn werk toont ook aan dat er een eenvoudige maar effectieve
strategie bestaat voor het optimaliseren van de reservoirparameters op basis
van eenvoudig te verzamelen kennis omtrent de ingang en de gewenste uit-
gang van het systeem. Deze strategie lijkt zowel te werken voor de herken-
ning van gesproken als van handgeschreven cijfers. Blijkbaar is het idee
van het willekeurig vastleggen en het herhaaldelijk na elkaar aanwenden
van pools van niet-lineaire neuronen een goede basis voor het modelleren
van complexe temporele patronen (in spraakherkenning) of van complexe
lokale verbanden tussen aangrenzende pixels (in beeldherkenning). Gezien
het feit dat nog maar weinig onderzoek naar reservoirgebaseerde systemen
voor complexe taken gebeurd is, kan men het gebied nog als jong en in ont-
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wikkeling zijnde beschouwen. Bijgevolg is er nog voldoende ruimte voor
het verkennen van nieuwe ideeén en voor het maken van verdere vooruit-
gang in dit domein.



Abstract

In nature, a flexible and pervasive communication system among individu-
als seems to be a prerequisite for complex social behavior and intelligence.
As such, Speech —the vocalized form of inter-human communication— plays
a central role in the unique capabilities of the human species. Allowing hu-
mans to communicate with machines via speech thus not only provides for
a more natural man-machine interaction, it may also help in understand-
ing some key aspects concerning intelligence in general. One of the first
steps needed to allow speech-based man-machine communication is the
conversion of the speech signal into a sequence of words, a process which
is usually referred to as speech recognition.

A system that is designed to perform human speech recognition is called
an “Automatic Speech Recognition System”, or briefly, an ASR system.
ASR systems are already widely used in many devices such as smartphones,
GPS navigation systems, subtitling systems, etc. It is also utilized to help
people with disabilities to better communicate with their environment. Wide-
spread application of ASR-technology is however hampered by the fact that
ASR is far less robust than human speech recognition. The current genera-
tion ASR systems cannot cope very well with noisy speech, with the large
variability in human voices, nor with the variability in the speech due to ac-
cent or emotion. For instance, calling the correct person via ‘voice dialer’
can be problematic in an environment with background noise (e.g., inside a
car or in a party).

Traditionally, Gaussian Mixture Models (GMMs) were used to relate
the observed speech signal (represented by some features derived from
the speech signal) with the underlying linguistic units such as phoneme
or word. This procedure is called Acoustic Modeling.

The noise robustness of such systems could be improved by compen-
sating the effect of noise on the acoustic features or by adjusting the GMMs
so that they describe noisy instead of clean speech features. Adapting the
acoustic models is also proved to be useful when coping with other sources
of variability such as speaker variations or regional accents.
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The more recent approaches, and the one also adopted in this work,
consist of replacing the GMMs with alternative modeling techniques that
mimic the operation of the human brain more closely, such as Artificial
Neural Networks (ANNS5).

ANNSs are composed of artificial neurons that are linked to each other
by means of weighted connections. The connection weights are trained
such that the output neurons approximate the posterior probabilities of the
linguistic units given the acoustic observations. Although the application
of ANNS for speech unit probability estimation dates back to the late eight-
ies, the technique was over-shadowed by GMMs until very recently. More
powerful hardware and software make it possible now to construct ANNs
with many layers and many neurons per layer, and to employ more sophis-
ticated and complex training algorithms for the training of such networks.
These so-called Deep Neural Networks (DNN) have led to better LVCSR
and are believed to improve noise-robustness, as well. Another interest-
ing ANN type is the Recurrent Neural Networks (RNN5s) that add recurrent
connections to the network. These recurrent connections introduce a de-
layed feedback which permits the RNN to handle long-term dependencies
between acoustic observations in an efficient way (like Infinite Impulse Re-
sponse filters do in linear system theory). Despite the promising results
obtained with recent ANN-based speech recognition systems, there is still
hesitation in using them on a large scale, mainly because the training pro-
cedures are usually difficult and very time consuming.

In this respect, Reservoir Computing Networks (RCNs) may offer an
interesting alternative as the training of such systems is easy and robust.
The main objective of my research was to prove the viability of this alter-
native in the context of noise robustness mainly in speech recognition and
briefly in image recognition.

An RCN is a special type of RNN, namely, one in which (1) the input
connections and the recurrent connections entering the non-linear neurons
are set once to some random values, and (2) the outputs are generated by a
layer of linear neurons and (3) only the weights of these neurons are trained.
The untrained non-linear part and the linear output layer are called reservoir
and readout, respectively. The weights of the reservoir are first drawn from
anormalized Gaussian distribution and are then properly re-scaled to obtain
a stable dynamical system that offers a good balance between the impact of
new inputs and that of past inputs as attributed by the recurrent connections.

Training of the output layer of an RCN boils down to minimizing the
Mean Squared Error (MSE) between the actual network output and the de-
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sired output that follows from the presumed correct speech unit sequence,
retrievable from the orthographic transcription of the speech. The envi-
sioned output weights emerge as the solution of a set of linear equations.
Compared to the iterative gradient-descent based training of conventional
ANNSs and considering that such training is not guaranteed to reach the
global optimum, training of RCNs is remarkably advantageous.

Thanks to the easy and straightforward training procedure, it is possible
to enlarge the size of the reservoir (i.e., number of nodes) to a level that is
far beyond the scope of a conventional RNN (e.g., reservoirs with 32K
nodes are easy to deal with). Hence, the reservoir creates a rich and high-
dimensional state space that is suitable for distinguishing the speech units
by means of a simple linear regression model. As the signal dynamics are
represented in that space as well, and as the speech and the noise dynamics
are bound to be different, the RCN may also be a very tractable approach
for modeling noisy speech.

In this work, RCNs were (to my best knowledge) applied for the first
time to acoustic modeling for noise robust continuous speech recognition.
The aim of the work was to investigate continuous speech recognition with
RCNs, especially, their behavior in the presence of background noise in the
environment. Since the focus was on noise robustness, I opted for a small
vocabulary continuous speech recognition (SVCSR) task, more particularly
continuous digit recognition (CDR) on the well-known Aurora-2 dataset.
Aurora-2 contains clean samples of continuous digits as well as many noisy
versions thereof (different noise types and signal to noise ratios (SNRs)).

Since speech is a complex signal which shows a lot of variability related
to external factors such as noise, speaker, accent or emotion, the dimen-
sionality of the intermediate reservoir space had to be order of magnitude
higher than what was employed before for other tasks. Hence, some work
was needed to design a good strategy on how to develop and train such
large RCNs, efficiently. In a later stage, the empirical rules to optimize the
design parameters were converted to a more comprehensible procedure that
fixes the reservoir parameters to quasi-optimal values in an automatic way.
This research led to a novel analysis of an RCN as a non-linear dynamical
system. This, in combination with some sensible heuristics allowed me to
distill a number of empirical relations between the reservoir parameters and
the RCN input and output dynamics. The resulting recipe is very efficient
and at the same time very simple and highly comprehensible.

Instead of handling the full complexity of the speech signal in a single
layer (with a very high dimensional reservoir state), one could also dis-
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tribute this complexity to multiple layers leading to multi-layer RCN archi-
tectures. Each layer consisted of a basic RCN, including a reservoir and
a linear output layer. The first RCN was stimulated by the acoustic input,
the second one by the output of the first one, and so on. The networks
were trained one at the time and no joint optimization of the cascaded net-
work was performed. Cascading RCNs led to recognition improvements
both in clean and in noisy conditions. I argued that the main reasons for
this success are the following: (1) each RCN induces a new random projec-
tion and consequently reduces the chance of missing interesting non-linear
projections (2) each RCN can correct errors observed in the outputs of the
previous RCN, and (3) each RCN adds dynamical modeling capacity to
the overall dynamical model. To further improve the systems I also intro-
duced bi-directional reservoirs that have the capacity to consider both the
left and the right context of an acoustic observation. Due to this, they can
better handle co-articulation effects that are induced by the anticipation of
upcoming speech sounds which the speakers intend to articulate.

Although RCNs are expected to introduce some level of noise robust-
ness by themselves, I also investigated several strategies either to better
cope with noise or to find a better balance between noise robustness and
clean speech accuracy.

A known remedy to reduce the effect of noise on the performance, is to
train the recognizer with various samples comprising different added noise
types at different levels. However, even in this scenario, there is always
a chance to face a new condition that has not been seen during training.
A practical solution is to adapt the recognizer to a new conditio