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RESUMO

Numa empresa, os clientes alvo representam uma parcela de clientes que séo tidos
como foco em agdes de marketing para venda de determinado produto ou servigo. A
conversdo de clientes alvo a determinado produto ou servigo gera lucros para a empresa,
sendo por isso importante direcionar as acfes de marketing a clientes que sdo mais
propensos a conversdo. Neste sentido, este estudo tem como principal objetivo obter a
probabilidade da conversdo de clientes alvo a solugdo de pagamentos Digital Payment
Gateway DPG da SIBS, através de técnicas e algoritmos de Machine Learning. O
desenvolvimento deste estudo seguiu a metodologia Cross-Industry Standard Process for
Data Mining (CRISP-DM). No balanceamento da classe target, foram utilizadas as
técnicas SMOTE e SMOTETomek e os algoritmos de classificacdo implementados foram:
XGBoost, Random Forest e a Regressao Logistica.

O modelo estimado que apresentou melhor desempenho foi obtido através do
algoritmo Random Forest com recurso a dados balanceados através da técnica SMOTE.
Este modelo reflete um acerto de 60% das observagdes pertencentes a classe minoritaria.

Palavras-chave: Aprendizagem Supervisionada, Classe Desbalanceada, XGBoost,

Random Forest, Regressdo Logistica, Machine Learning
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ABSTRACT

In a company, target customers represent a portion of customers who are the focus
of marketing actions for the sale of a certain product or service. The conversion of target
customers to a certain product or service generates profits for the company, so it is
important to direct marketing actions to customers who are more likely to convert. In this
sense, this study's main objective is to obtain the probability of conversion of target
customers to the SIBS' Digital Payment Gateway DPG payment solution, through
Machine Learning techniques and algorithms. The development of this study followed
the Cross-Industry Standard Process for Data Mining (CRISP-DM) methodology. In the
balancing of the target class, the SMOTE and SMOTETomek techniques were used and
the classification algorithms implemented were: XGBoost, Random Forest and Logistic
Regression.

The estimated model that presented the best performance was obtained through
the Random Forest algorithm using balanced data through the SMOTE technique. This

model reflects a hit of 60% of the observations belonging to the minority class.

Keywords: Supervised Learning, Unbalanced Class, XGBoost, Random Forest,

Logistic Regression
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GLOSSARIO

AUC- Area Under the Curve

CRISP-DM - Cross- Industry Standard Process for Data Mining
CRM - Customer Relationship Management

CSV - Comma- Separated Values

CV- Cross-Validation

DPG — Digital Payment Gateway

ML - Machine Learning

PR- Precision-Recall

PS- Pagamento de Servigos

RF- Random Forest

ROC- Receiver Operating Characteristic

SMOTE- Synthetic Minority Over Sampling Technique
SPG — SIBS Payment Gateway

TPA — Terminais de Pagamento Automatico

TFM- Trabalho Final de Mestrado

XGBoost - Extreme Gradient Boosting
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1. INTRODUCAO

1.1. Enquadramento

Neste novo milénio, o Customer Relationship Management (CRM), em
portugués, Gestdo do Relacionamento com Cliente, tem demonstrado ser a peca-chave no
desenvolvimento de estratégias de marketing das empresas, ajudando ndo s6 a
compreender as necessidades dos clientes como também a gerir de forma mais eficiente
a relacdo com os mesmos (Pashaie et al., 2020). Neste sentido, 0 CRM tem vindo a
auxiliar na manutencéo de clientes existentes e na atracao de novos clientes, permitindo
ainda a reducdo de custos de marketing (Hassan et al., 2015).

Segundo Lamrhari et al. (2021), um dos grandes desafios que se vive atualmente
esta relacionado com o grande volume de dados de clientes que sdo gerados, e com 0
facto de ainda ndo existirem abordagens sistematicas e competéncias analiticas
suficientes para lidar com esta quantidade de dados. Deste modo, 0s autores apontam que
é fulcral que se desenvolvam novas abordagens que tratem um grande volume de dados
e que permitam melhorar os sistemas de CRM ja existentes através da integracao de novas
técnicas de andlise de dados.

De acordo com a literatura, uma das formas de processar grandes volumes de
dados € recorrendo a técnicas de Machine Learning (ML) (Qiu et al., 2016).
Comummente, designa-se ML como o conjunto de algoritmos estatisticos que sao
utilizados no processamento de grandes volumes de dados, permitindo detetar de forma
eficiente padrdes e relacionar variaveis com elevada precisdo. A implementacdo destes
algoritmos surge como uma abordagem moderna em problematicas de analise de negdcio
e no processo de tomada de decisdo (Hinermund et al., 2022).

No presente estudo pretende-se desenvolver, através da aplicacdo de algoritmos

de ML, um modelo que preveja a conversao de clientes alvo.

1.2. SIBS

A SIBS, fundada em 1983, é uma empresa portuguesa que oferece servicos
financeiros, modernos, fidveis e seguros, na area dos pagamentos. Para além de ser tida
em conta como uma das principais processadoras de pagamentos na Europa, é ainda

considerada uma referéncia nacional em Business Processing Outsourcing e ocupa o
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lugar de lider na Peninsula Ibérica na producdo e personalizacdo de cartbes. Os seus
clientes sdo empresas, comerciantes, instituices financeiras e consumidores. A SIBS tem
vindo a crescer enquanto fintech atraves da inovacgéo e utilizacdo da tecnologia como
driver. Atualmente, é responsavel pela gestdo das Redes ATM Express e
MULTIBANCO, tendo ainda na sua al¢ada, a gestdo de multiplos canais de pagamentos
digitais, desde os Terminais de Pagamento Automatico (TPA), aos meios online ou
telemdveis. Em 2015, lancou o MB WAY, uma app de pagamentos revolucionaria em
Portugal que permite fazer transferéncias imediatas, levantamentos e compras através do
telemdvel. A SIBS ¢ identificada como um importante player internacional que se
encontra em diversos mercados, nomeadamente Europa e Africa.

A SIBS tem como missédo ser o “parceiro de referéncia de entidades publicas e
privadas, criando valor para a Sociedade através do desenvolvimento e gestdo de
solugdes de pagamento, processos e servicos relacionados baseados em tecnologia que
combinam seguranc¢a, conveniéncia e inovacdo, respeitando os principios de bom

comportamento e as condi¢Oes de sustentabilidade”.

1.3. Objetivo do Estagio

Este Trabalho Final de Mestrado (TFM) realizado no @mbito do Mestrado em
Métodos Quantitativos para a Decisdo Econdémica e Empresarial teve como base a
realizacdo de um estagio com duracéo de 3 meses na empresa SIBS.

O estagio decorreu entre os meses de marco de 2021 e maio de 2021, tendo o
trabalho sido acompanhado pelo Departamento de Estratégia, Risco e Data Analitycs
(DERDAN). Definiu-se como principal objetivo o desenvolvimento de um modelo de
previsdo da conversdo de clientes para a SIBS Payment Gateway (SPG) que devolve a
probabilidade do cliente converter e as variaveis que melhor explicam essa mesma
probabilidade.

A SIBS Payment Gateway (SPG) é uma solucdo de pagamentos online
direcionada para comerciantes com loja online que pretendem disponibilizar aos seus
clientes opcdes de pagamento mais praticas e seguras, nomeadamente MB WAY,
Referéncias MULTIBANCO e/ou Cartdo Bancario.
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1.4. Estruturado TFM

Este Trabalho Final de Mestrado encontra-se dividido em cinco capitulos. No
presente capitulo, Capitulo 1, encontra-se a Introducéo, onde ¢ feita uma breve abordagem
aos temas de CRM e ML, uma breve apresentacdo da empresa SIBS, onde se realizou o
estagio, e ainda é apresentado o objetivo do estagio. No Capitulo 2 € feita a Revisdo de
Literatura, onde s&o apresentados os algoritmos de classifica¢do utilizados neste projeto,
técnicas de Machine Learning utilizadas e as métricas escolhidas para a avaliacdo dos
modelos estimados. No Capitulo 3 é apresentada a metodologia Cross Industry Standard
Process — Data Mining (CRISP-DM) que serviu de base no desenvolvimento dos
modelos. No Capitulo 4 é apresentado o trabalho empirico. Por fim, no Capitulo 5 sdo

referidas as conclusdes e propostas para futuros trabalhos.
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2. REVISAO DE LITERATURA

2.1. CRM e Clientes Alvo

Na sociedade moderna, o CRM (Customer Relationship Management) esta a
tornar-se cada vez mais relevante. A constante comunicacgao entre empresas e clientes
tem auxiliado na identificacdo dos perfis dos clientes através da obtencdo de dados
relativos a compras, em tempo quase real. Como consequéncia desta acumulagdo de
dados, a forma que as empresas tém de conhecer melhor o mercado em que atuam e, deste
modo conseguirem implementar estratégias de marketing eficazes passa por lidar com
bases de dados de clientes de grande dimensao.

Os clientes alvo resultam da identificacdo de clientes potencialmente lucrativos.
Esta identificacdo tem um papel fundamental no momento de escolha dos clientes a quem
devem ser aplicados campanhas promocionais ndo s6 de modo a converter novos clientes

como também a manter os atuais e, deste modo aumentar o lucro (Mizuno et al., 2008).

2.2. Machine Learning

O termo Machine Learning surgiu em 1959 através de Arthur Samuel que definiu
Machine Learning como 0 “campo de estudo que da aos computadores a capacidade de
aprender sem serem explicitamente programados” (Samuel, 1959).

A definicdo formal de Machine Learning dada por Tom Mitchel (1997) assume
que “Um programa aprende com a experiéncia E, em relacdo a uma determinada tarefa
T, com uma medida de desempenho P, se o seu desempenho na tarefa T, medido por P,
melhora com a experiéncia E” (Mitchel, 1997: pp 2).

Em concordancia com esta definicdo, mas de um modo menos formal, Flach
(2012) afirma que na grande maioria das aplicaces de Machine Learning é fundamental
relacionar a melhoria do desempenho com a experiéncia. Deste modo, ML consiste no
estudo sisteméatico de algoritmos e sistemas em que se considera que a experiéncia
contribui para a melhoria do conhecimento ou desempenho dos mesmos.

Do ponto de vista da aplicabilidade, ML é o conjunto de métodos que permitem
detetar automaticamente padrdes através dum conjunto de dados e usa-los na previsdo de

dados futuros ou na tomada de decisdo num ambiente de incerteza (Murphy, 2012).
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Atualmente, tem sido notdria a relevancia que Machine Learning tem na vida
quotidiana. Como exemplo desta importancia tem-se a utilizacdo de Machine Learning
em previsdes meteorologicas, exploracéo de energia e monitorizacdo ambiental tendo por
base a andlise de dados recolhidos através de satélites e sensores. No &mbito comercial,
as aplicacGes de Machine Learning tém auxiliado na anélise de vendas e dados de clientes
com o objetivo quer de otimizar os custos de inventario quer no desenvolvimento de

estratégias de vendas para grupos-alvo de clientes (Zhou, 2021).

2.3. Tipos de aprendizagem

A alto nivel, em Machine Learning identificam-se trés tipos de aprendizagem:

supervisionada, ndo-supervisionada e por refor¢co (Figura 1) (Swamynathan, 2019).

Machine

Learning

Aprendizagem o
Supervisionada .
P Supervisionada

Aprendizagem
por Reforco

Processo de
Decisdo Markov

. ; - i . Redugdo da
Regressio Classificacdo Clustering I s
g ~ X
> Dimensfo Anomalias

Figura 1- Tipos de aprendizagem em Machine Learning

As técnicas de modelacdo a serem utilizadas dependem dos dados utilizados na
aprendizagem. No caso da aprendizagem supervisionada requer-se que a aprendizagem
do algoritmo de ML seja feita através de dados rotulados (labelled data). Ou seja, no
conjunto de dados, cada observacédo apresenta uma label e a aplicacdo de algoritmos de
ML tem como principal objetivo a previsdo dessa label. De forma distinta, a
aprendizagem n&o-supervisionada ocorre a partir de dados ndo rotulados (unlabelled
data), ou seja, as observac@es do conjunto de dados ndo tém a referida label (Flach, 2012;
Burkov, 2019).

Focando na aprendizagem supervisionada, se a variavel de saida for continua,
entdo esta-se perante um problema de regressdo. Caso contrario, se a variavel de saida

for nominal ou discreta, o problema é de classificagdo (Swamynathan, 2019).
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2.4. Cross-Validation K-Fold Stratified

Cross-Validation é um método que pode ser utilizado para estimar o desempenho
dos algoritmos de Machine Learning. Nesta técnica a amostra € divida em k partes,
usualmente k=5 ou k=10, sendo cada uma dessas partes denominada como fold. Deste
modo, o algoritmo é treinado em k-1 folds e testado no fold que sobra, repetindo-se o
processo até que cada um dos k-folds tenha sido utilizado como amostra de teste. Cada
uma das k repeticdes terd um desempenho, por isso quando o processo de Cross-
Validation termina o desempenho do algoritmo é medido através da média e desvio
padrdo do desempenho das diferentes repeticdes. A escolha do nimero de partigdes, k,
deve ter conta que a dimensdo da amostra de teste seja razodvel (Brownlee, 2016). A

Figura 2 exemplifica a implementag&o da técnica CV K-Fold.

KFold
[ Testing set
[0 Training set
x
Q
©
k=
Qo
o
€
©
[Vp]
1 1 I 1 1 1
class 1 2 3 4 5
CV iteration

Figura 2- Exemplificagdo do método Cross Validation K-Fold
Fonte: (Maller 2020)

Num problema de classificacédo, se as classes nao estiverem balanceadas, ou seja,
se se verificar muito mais observagdes de uma das classes, justifica-se a utilizagdo do
método Cross-Validation K-Fold Stratified. A implementagdo desta técnica obriga a que
se utilize a mesma distribuicdo de classes em cada amostras de treino (Brownlee, 2016).

A Figura 3 exemplifica o funcionamento da técnica CV K-Fold Stratified.
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StratifiedKFold

I Testing set
I Training set
I I 1 I
2 3 4 5

1 1
class 1

Sample index

CV iteration
Figura 3- Cross Validation K-Fold Stratified
Fonte: (Mller 2020)
2.5. SMOTE

Num problema de classificagdo quando na amostra de dados se verifica que o
nimero de observacdes de uma das classes é bastante superior ao da outra classe,
identifica-se a existéncia de um problema de dados ndo balanceados (Chawla et al., 2004).
Por convencéo, num conjunto de dados ndo balanceados, a classe para a qual se observam
mais exemplos denomina-se classe maioritaria e, em contrapartida a classe que apresenta
menos exemplos denomina-se classe minoritaria (Han et al., 2005).

Uma possivel solugdo apontada para a resolucdo do problema de dados nédo
balanceados € a amostragem de dados que consiste na alteragdo da distribui¢do dos dados
de modo que estes fiqguem equilibrados. Genericamente, existem duas técnicas de
amostragem de dados, oversampling e undersampling. Oversampling consiste na
adicdo/duplicacdo de observacdes da classe minoritaria e undersampling consiste na
eliminac&o de observacdes da classe maioritaria. Deve notar-se que a eliminagdo aleatoria
de observagdes da classe maioritaria tem como consequéncia a perda de informacéo util
para o processo de classificacdo (Devi et al., 2017).

O algoritmo SMOTE (Synthetic Minority Over Sampling Technique) € um método
de oversampling. O aumento do numero de observacfes da classe minoritaria ocorre
tendo como base os k vizinhos mais proximos dessa classe (Figura 4) (Chawla et al.,2004;
Wei et al., 2020).
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Figura 4- Exemplo da aplicacéo da técnica SMOTE
Fonte: (Alencar, 2017)

2.6. SMOTETOMEK

SMOTETomek é uma técnica de reamostragem que combina as duas técnicas de
amostragem de dados, oversampling e undersampling. De forma mais concreta, as
técnicas de oversampling e undersampling que se combinam sdo a SMOTE e a Tomek-
Links, respetivamente (Wang et al., 2019).

Tomek-links € um método que identifica todas as observacdes da classe maioritaria
que se encontram mais proximas das observacbes da classe minoritaria. A classe
maioritaria sdo removidas as observacoes identificadas, criando assim uma fronteira mais
percetivel entre as duas classes, permitindo uma melhor decisao por parte do classificador
(Figura 5) (Tomek, 1976). Deste modo, este algoritmo tem como finalidade a remocéo de
observacdes cuja probabilidade de serem incorretamente classificadas € mais elevada,
potenciando assim a capacidade preditiva dos algoritmos de ML (Devi et al., 2017).

A desvantagem de recorrer a técnicas de undersampling no balanceamento do
conjunto de dados é a perda de informacdo de grande parte da amostra. Esta técnica ndo
permite que se utilize toda a informagdo existente no conjunto de dados. Também as
técnicas de oversampling tém desvantagens, neste caso, a replicacdo das amostras podera
dar origem a um problema de overfitting do classificador. Deste modo, como forma de
ultrapassar as desvantagens individuais mencionadas das técnicas de oversampling e
undersampling, na presenca de um conjunto de dados nédo balanceado, Wang et al. (2019)

sugerem que se recorra ao algoritmo SMOTETomek.
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Figura 5- Redugdo da classe maioritaria através da técnica Tomek-Links
Fonte: (Alencar, 2017)

2.7. Regressao Logistica

A Regressao Logistica € um método estatistico multivariado aplicado para
obtencdo de resultados dicotomicos, sendo bastante utilizado em problemas de
classificacdo binaria. Por ser um método simples e que possui grande interpretabilidade
¢ comummente escolhido para ser aplicado no tipo de problemas mencionado. No
entanto, € necessario ter em conta que a existéncia de colinearidade entre as variaveis
independentes deve ser nula ou quase nula (Hosmer & Stanley, 2000).

A Regressdo Logistica tem como base a funcéo logistica, podendo também ser
denominada como fungdo sigmoide. Visualmente, é descrita através de uma curva em

forma de “S” e definida através da seguinte funcéo,

1
1+e?
Onde z é o input da fungdo (z = mx + b). (Brownlee, 2016).

9(2) =

2.8. Ensemble Learning

Ensemble corresponde a classificagdo de dados que ocorre quando se combinam
multiplos modelos. Por norma, quando comparado com os classificadores bases, um
ensemble obtém melhores resultados de accuracy (Han et al., 2012). Para além disto,
revela-se como um classificador robusto em problemas de classes ndo balanceadas (Patel
et al., 2019).
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Os métodos Boosting e Bagging séo resultado da combinacéo de classificadores
(Freund & Shapire, 1996; Breiman ,1996). Estes métodos tém como finalidade combinar
varios weak learners num, expectavel, strong learner que apresente um elevado

desempenho preditivo (Freund & Shapire, 1997).

A figura 6 exemplifica o0 método ensemble.

m—
Combine
>
voles

Figura 6- Exemplificacdo do método ensemble
Fonte: (Boonkwang, 2018)

2.8.1. Random Forest

Random Forest (RF) é um algoritmo de ML proposto por Breiman cuja
classificacdo € resultado da utilizacdo de varias arvores de decisao (Breiman, 2001).

O Random Forest insere-se na categoria de algoritmos de ensemble mais
especificamente como um método de bagging, sendo um dos mais utilizados nesta
categoria. Uma das grandes vantagens deste algoritmo esta no facto de reduzir problemas
de overfitting. Apresenta como desvantagem, a incapacidade de lidar com outliers.
(Breiman, 2001; Burkov, 2019).

No algoritmo RF, cada arvore de decisdo que é gerada aleatoriamente prevé e
armazena o resultado da classificagéo. No final, a classificagdo mais votada corresponde
a previsdo final do algoritmo (Figura 7) (Kolhe et al., 2020; Gajowniczek et al., 2020).

Uma das vantagens apontadas para este algoritmo prende-se na sua capacidade
que este tem em lidar com conjuntos de dados que apresentem muitas variaveis e como

desvantagem reconhece-se 0 alto custo computacional que estd dependente ndo s6 do
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nimero de varidveis como também do nimero de arvores geradas e da dimensdo do

conjunto de treino (Baranauskas et al., 2018).

Dataset
N; Feature N, Feature N3 Feature
L L L
® O Q L ® Q
Q - Q Q Q Q ® Q L | @] Q Q
OO0 €0 OO0 OO OO0 OO O OO O® OO OO 00
Tree 1 Tree 2 Tree 3
Class A Class B Class A

L |

Majority Voting

Final Class

Figura 7- Esquema do algoritmo de classificacdo Random Forest
Fonte: (Tahmasebi et al., 2020)

2.8.2.XGBoost

O Extreme Gradient Boosting (XGBoost) foi proposto por Chen e Guestrin
(2016). E um algoritmo vantajoso do ponto de vista de velocidade computacional, da
eficiéncia e da escalabilidade.

A técnica Boosting é resultado da adicdo sequencial de novos modelos com o
intuito de corrigir erros cometidos pelos modelos existentes, até que nenhuma melhoria
possa ser feita. O Gradient Boosting é reconhecido como a técnica em que sdo
desenvolvidos 10 novos modelos de modo que se prevejam os residuos ou erros dos
modelos anteriores, sendo que a previsdo final resulta da soma dos mesmos. A
denominacdo de Gradient Boosting advém do facto deste algoritmo recorrer ao algoritmo
Gradient Descent como forma de minimizar a perda resultante da adicdo de novos
modelos. O XGBoost resulta da evolucdo do algoritmo Gradient Boosting e tem como
caracteristicas o processamento em modo paralelo, o recurso a técnica tree pruning e o

tratamento dos missing values, evitando overfitting (Brownlee, 2016).
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2.9. Meétricas de Avaliacao

No sentido de comparar e escolher o melhor modelo estimado é necessario
recorrer a métricas de avaliacdo.

Quando se esta perante um problema de classificacdo binaria as classes designam-
se por positivas ou negativas. As classificacdes obtidas podem ser refletidas através de
uma matriz de confus@o. A matriz de confusdo apresenta 4 categorias (Jeni et al.,2013):

e True Positives (TP) que correspondem as observagdes positivas que sao
corretamente classificadas como positivas;

e False Positives (FP) que correspondem as observacdes negativas que sao
incorretamente classificados como positivas;

e True Negatives (TN) que correspondem as observacdes negativas que sao
corretamente classificadas como negativas;

e False Negatives (FN) que correspondem as observac@es positivas que sao
incorretamente classificadas como negativas.

Estipulou-se que a classe minoritéria € positiva e a classe maioritéaria é negativa.
Através da matriz de confusdo (Figura 8) é possivel calcular diversas métricas de
avaliacdo de modelo de ML, tais como: accuracy, precision, recall e F1-score (Han et
al., 2005).

Prevista como Positiva Prevista como Negativa
Positiva Verdadeiro Positivo (TP) | Falso Negativo (FN)

Negativa | Falso Positivo (FP) Verdadeiro Negativo (TN)

Figura 8-Matriz de Confuséo

A accuracy determina o nimero de observagfes que sdo corretamente previstas

tendo em conta a amostra total, podendo ser calculada da seguinte forma:

(TP + TN)
(TP + FP + TN + FN)

Accuracy =

12
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A precision é determinada através do réacio entre o nimero de observacGes
positivas que sdo corretamente previstas e 0 nimero total de observagdes previstas como

positivas, podendo ser calculada da seguinte forma

TP

Precision = m

A recall é determinada através do racio entre niamero de observagdes positivas
corretamente previstas e 0 nimero total de observac6es positivas, podendo ser calculada

da seguinte forma:

TP

Recall = (TP+—FN)

A métrica F1 value é determinada através da média harmonica entre as métricas

precision e recall, podendo ser calculada da seguinte forma:

Precision X Recall

Flvalue =2 x Precision + Recall

Esta métrica tem especial utilidade em problemas de dados ndo balanceados, uma vez que
resulta do equilibrio entre as métricas precision e recall.

Em problemas de classificagao binaria em que se enfrenta um problema de dados
ndo balanceados, a accuracy ndo se revela como métrica adequada para avaliar o
desempenho dos modelos estimados. Nestes casos, 0 modelo prevé melhor a classe
maioritaria do que a classe minoritaria. Deste modo, em problemas de classes néo
balanceadas é comum recorrer-se a métrica Area Under Curve (AUC). Esta métrica mede
a sensibilidade do modelo de previsdo. O modelo preditivo sera considerado tanto melhor,
quanto maior for a AUC, ou seja, a area abaixo da curva. O célculo da AUC é
recorrentemente utilizado na analise do grafico da curva Receiver Operating
Characteristics (ROC), métrica AUC-ROC, e na analise do grafico da curva Precision-
Recall, métrica AUC-PR (Zheng, 2015).
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3. METODOLOGIA

A realizacdo de projetos de Machine Learning requerem o seguimento de uma
determinada metodologia onde séo definidas as etapas especificas que devem servir de
base durante o desenvolvimento de projetos de ML. Atualmente, para o desenvolvimento
de projetos de ML existem diversas abordagens metodologicas que podem ser tidas em
conta, sendo o CRISP-DM, KDD e SEMMA as que tém maior destaque no topico em
estudo (Costa & Aparicio, 2020).

A metodologia escolhida e que serve de base para o desenvolvimento do presente
trabalho foi a CRISP-DM, Cross-Industry Standard Process for Data Mining. Esta
escolha prende-se no facto desta abordagem metodoldgica ter como caracteristica a
vantagem de ser ciclica, tornando possivel o avango ou retrocesso no seguimento das
fases a qualquer momento. Para além da vantagem mencionada, € ainda uma das
metodologias mais adotadas e destaca-se por ser competitiva quando comparada com

outras metodologias existentes (Freire & Omar, 2020).

Data
Understanding

Business
Understanding

7

e
=
o
Data Modeling

7

Figura 9- Diagrama CRISP-DM
Fonte: (Chapman et al., 2000)

A metodologia CRISP- DM é constituida por 6 fases: compreensdo do negécio,

compreensdo dos dados, preparagdo dos dados, modelacéo, avaliacdo e implementacéo
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(Chapman et al, 2000). Esta metodologia permite que se recue ou avance entre as
diferentes fases.

A primeira fase, compreensdo do negdcio, iniciou-se com a entendimento da area
de negodcio da empresa e com a definigdo do principal objetivo do trabalho.
Posteriormente, determinou-se a linguagem de programacéo e ferramenta que iriam ser
utilizadas, neste caso, optou-se por recorrer ao Jupyter Notebook e Python,
respetivamente.

A segunda fase, compreenséo dos dados, e a terceira fase, preparacdo dos dados,
ficaram marcadas pelo tratamento e limpeza dos dados. O tratamento dos dados consistiu
na normalizacdo dos mesmos, na analise de correlacdes e tratamento de outliers. Foram
ainda aplicadas técnicas de aumento e limpeza de dados: SMOTE e SMOTETomek.

Na quarta fase, modelacdo, aplicaram-se os seguintes algoritmos: XGBoost,
Random Forest e Regressdo Logistica. Nesta fase, o conjunto de dados foi divido em
amostra de treino e de teste. A amostra de treino serviu de base para a criacdo do modelo
e a amostra de teste, para a avaliacdo do modelo.

Na quinta fase, avaliacdo, avaliou-se e comparou-se 0s resultados obtidos nos
diferentes modelos com recurso as métricas mencionadas no capitulo anterior.

Por fim, a quinta fase é a fase da implementacao onde se da a entrada em produgéo

do modelo. No presente estudo esta fase ndo se concretizou.
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4. TRABALHO EMPIRICO

4.1 Compreenséo do Negocio

A SIBS Payment Gateway (SPG) também denominada como Digital Payment
Gateway (DPG) é uma solucdo de pagamentos online direcionada a comerciantes com
loja online que pretendam disponibilizar opgdes de pagamento préaticas e seguras. Esta
solucéo de pagamentos tem como finalidade potenciar as vendas dos comerciantes online
através da simplificagdo do checkout. A data da realizacio do estagio, a SPG
disponibilizava 3 tipos de checkout: MB WAY, Referéncias MULTIBANCO e Cartéo
Bancario.

O principal objetivo deste trabalho prende-se no desenvolvimento de um modelo

de previsao da conversao de clientes para a SIBS Payment Gateway (SPG).

4.2 Compreensédo e Preparacdo dos Dados

Relativamente a recolha dos dados, esta foi feita pela equipa da SIBS responsavel
pela orientacdo do estagio e teve como fontes a SIP transacional com complemento a
CRM (Customer Relationship Management). Feita a recolha por parte da empresa, 0s
dados foram fornecidos através de um ficheiro CSV (Comma-Separated Values).
O conjunto de dados é composto por 41 variaveis e 143.056 observagdes que neste
caso, correspondem a comerciantes.
De modo ndo exaustivo, o conjunto de dados é composto pelas seguintes variaveis:
e Cadigo interno da SIBS que identifica o comerciante;
e Nome do comerciante;
e NIF do comerciante;
e Setor do comerciante;
e TEM _DPG: Variavel binaria que assume valor 1 caso o comerciante tenha
uma solucdo DPG com a SIBS;
e TEM_PS_SIBS: Variavel binaria que assume valor 1 caso o0 comerciante tenha
uma solucéo de Pagamento de Servicos (PS) com a SIBS;
e TEM_ONLINE_SIBS: Variavel binaria que assume valor 1 caso 0 comerciante

tenha solucéo online com a SIBS;
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e TEM_MBW_DPG_SIBS: Varidvel binaria que assume valor 1 caso o
comerciante tenha solu¢do MB WAY na DPG com a SIBS;

e TEM_MBW_SA SIBS: Variavel binaria que assume valor 1 caso o
comerciante tenha solucdo MB WAY fora da DPG com a SIBS;

e TEM_TPA SIBS: Variavel binaria que assume valor 1 caso o comerciante
tenha solucdo de Terminal de Pagamento Automatico (TPA) fisico com a
SIBS;

e TEM_ONLINE_N_SIBS: Varidvel binaria que assume valor 1 caso o
comerciante tenha uma solugéo online com outra entidade;

e TEM_TPA_N_SIBS: Variavel binaria que assume valor 1 caso o comerciante
tenha uma solugdo de TPA fisico com outra entidade;

e Quantidade de compras feitas no comerciante através de solucBes online
SIBS;

e Quantidade de compras feitas no comerciante através da solucdo MB WAY
na DPG SIBS;

e Quantidade de compras feitas através da solucdo MB WAY fora da DPG
SIBS;

e Quantidade de compras feitas através da solucdo de TPA fisico da SIBS;

e Quantidade de compras feitas através de solucdes online de outras entidades;

e Quantidade de compras feitas atraves de solugdes de TPA fisico de outras
entidades;

e Quantidade de potenciais compras MB WAY que podiam ter sido feitas em
solugdes online SIBS;

e Quantidade de potenciais compras MB WAY que podiam ter sido feitas em
solucBes de TPA fisico da SIBS;

e Quantidade de potenciais compras MB WAY que podiam ter sido feitas em
solucdes online de outras entidades;

e Quantidade de potenciais compras MB WAY que podiam ter sido feitas em
solucdes de TPA fisico de outras entidades.

De modo a clarificar o conceito de potenciais compras MB WAY, este refere-se

a compras que foram feitas em solu¢cfes de pagamento online SIBS, TPA fisico da SIBS,
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online de outras entidades ou TPA fisico de outras entidades, mas que poderiam ter sido
feitas utilizando a solucéo de pagamentos MB WAY.

As varidveis que representam as quantidades de compras feitas atraves das
diferentes solugdes de pagamentos e as quantidades de potenciais compras MB WAY tém
dados para 0s seguintes periodos temporais:

e 3M: julho de 2020 a setembro de 2020;
e 6M: abril de 2020 a junho de 2020;
e 12M: outubro de 2019 a margo 2019.

A descrigdo exaustiva das variaveis pode ser encontrada na Tabela 1, em Anexo.

Estatisticas Descritivas

Como forma de compreender melhor o comportamento dos dados, fez-se uma
primeira analise das estatisticas descritivas. Através da anélise dos valores obtidos para
1° quartil, mediana e 3° quartil, concluiu-se que a maioria das varidveis numéricas
apresentavam uma forte concentracdo de zeros. Foi ainda possivel perceber que os valores
observados para todas as variaveis variavam numa grande escala uma vez que as variaveis
eram caracterizadas por medias de baixo valor e desvios padrdo bastante elevados.

Ainda no decorrer da andlise das estatisticas descritivas, concluiu-se que estas ndo
espelhavam de forma correta 0 comportamento dos dados, uma vez que comerciantes que
ndo tenham uma determinada solucdo de pagamentos também ndo terdo quantidade
compras efetuadas através dessa mesma solucdo de pagamento. Por exemplo, 0s
comerciantes que ndo tém a solucdo de TPA fisico da SIBS, também n&o terdo compras
efetuadas através desta solucdo de pagamento. Neste sentido, justifica-se assim a forte
concentracdo de zeros para a maioria das variaveis numéricas. Posto isto, de modo a
contornar o aspeto mencionado, procedeu-se a criacdo de 6 conjuntos de dados referentes
a cada uma das solucdes de pagamentos: solucéo online SIBS, solu¢cdo MB WAY na DPG
SIBS, solucdo MB WAY fora da DPG SIBS, solucéo de TPA fisico SIBS, solucdo online
de outra entidade e solucdo de TPA fisico de outra entidade. Esta divisdo das solucdes de
pagamentos por diferentes conjuntos de dados permitiu obter estatisticas descritivas que
descrevessem melhor o comportamento dos dados. Note-se que comerciantes que nédo
tenham uma determinada solugdo de pagamentos ndo serdo contabilizados no calculo da

média, desvio padréo, 1° quartil, mediana e 3° quartil das respetivas variaveis numéricas.
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Em seguida, calculou-se as estatisticas descritivas para cada uma das diferentes
solucdes de pagamentos. Tal como ja foi referido, os calculos foram feitos considerando
apenas 0s comerciantes que tém determinada solugdo de pagamentos, de modo a evitar a
contabilizacdo das quantidades compradas iguais a zero para clientes que ndo tém essa
mesma solucéo de pagamentos.

Da analise do recalculo das estatisticas descritivas, concluiu-se que a excec¢do da
solucdo de TPA fisico SIBS, em que estatisticas apresentam valores semelhantes as
anteriores, todas as outras solucdes de pagamentos mencionadas anteriormente continuam
a verificar uma forte concentragdo de zeros, no entanto a média de todas as variaveis foi
bastante superior a que se obteve quando ndo se fez esta selecdo dos comerciantes por
solucdo de pagamentos que efetivamente detinham. Note-se que para a solucdo de TPA
fisico SIBS, os valores foram semelhantes em ambos os célculos porque quase todos o0s
comerciantes do conjunto de dados tinham solucéo de TPA fisico SIBS (Figura 10).
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Figura 10- Distribuicdo dos comerciantes por cada uma das 6 soluc6es de pagamentos

Relativamente a variavel target, TEM_DPG, apenas 541 de um total de 143.056
comerciantes, possuem a solucdo de pagamentos DPG SIBS. Ou seja, comerciantes que

tém DPG SIBS representam apenas 0,3782% do conjunto de dados. Este valor revela um
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claro problema de ndo balanceamento dos dados. Assim, sugere-se que na proxima fase,
modelacdo, se proceda a implementacdo de técnicas de balanceamento de dados,

oversampling e/ou undersampling.

Missing Values

O apuramento do numero de missing values permitiu concluir que alguns
comerciantes ndo apresentavam informacdo para determinadas variaveis. A distribuicéo
de missing values nas variaveis pode ser consultada na Figura 13, em Anexo.

Dos comerciantes presentes no conjunto de dados, sabe-se que 190 comerciantes
ndo tém relacdo comercial com a SIBS. Estes comerciantes sdo identificados através do
codigo de comerciante assumindo valor -1. Neste sentido, todas as variaveis binérias
referentes as solucdes de pagamento oferecidas pela SIBS apresentavam 190 missing
values. De forma ldgica, esses missing values foram preenchidos com valor O porque se
0 comerciante ndo tem relacdo comercial com a SIBS entdo ndo terd nenhuma das
solucdes de pagamento seguintes: solu¢do DPG SIBS, solucdo de TPA fisico SIBS,
solucdo online SIBS, solugdo MB WAY na DPG SIBS, solugdo MB WAY fora da DPG
SIBS e solugédo de Pagamento de Servicos SIBS.

Relativamente ao preenchimento dos missing values nas variaveis numeéricas,
seguiu-se 0 mesmo raciocinio l6gico. Para todos 0s casos em que o cddigo comerciante
era igual a -1, ou seja, 0 comerciante nao tinha relagdo comercial com SIBS, preencheu-
se com zero o numero de compras feitas através das diferentes solugdes de pagamentos
SIBS. No caso dos missing values na quantidade de compras feitas através de solugdes
SIBS gue o comerciante ndo detinha, também foi feito o seu preenchimento com zero, ou
seja, se 0 comerciante ndo tem determinada solucéo de pagamentos SIBS, entdo também
ndo tera compras feitas através desta solucdo de pagamentos.

Ainda na fase de tratamento de dados, verificou-se que alguns dos dados eram
inconsistentes e por isso foram eliminados. Por exemplo, comerciantes que ndo tinham
solucdo de pagamentos online SIBS, mas tinham compras realizadas através desta solucao
foram eliminados do conjunto de dados. Também foram eliminados do conjunto de dados,
0s comerciantes com missing values que ndo ficaram preenchidos através do raciocinio
I6gico explicado anteriormente. A decisdo de remover do conjunto de dados os

comerciantes que apresentassem as referidas caracteristicas foi tomada pela equipa da
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SIBS que fez o acompanhamento deste projeto, apds se concluir que ao eliminar os
comerciantes nas condicdes referidas, ndo se teria um decréscimo significativo na classe
minoritaria. Realca-se o facto de estarmos perante um problema de classes nao
balanceadas e a perda de informagao na classe minoritaria ndo é aconselhada.

Terminado o tratamento dos missing values, concluiu-se que foram eliminados
100 dos 541 comerciantes com DPG (variavel target), ou seja, aproximadamente 18%
dos comerciantes que tinham DPG. No final, o conjunto de dados permaneceu com
informagdo para 136.029 comerciantes e os comerciantes com DPG representavam
0.3242% do conjunto de dados.

Correlagdes
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Figura 11- Matriz de correlagBes das varidveis numéricas
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Da observacdo da matriz de correlagdes, concluiu-se que existe uma correlagéo
perfeita entre a quantidade de compras realizadas através de solucdes online de outras
entidades e as potenciais compras MB WAY através de solucdes online de outras
entidades. O mesmo acontece entre a quantidade de compras realizadas através de
solucdes de TPA fisico de outras entidades e as potenciais compras MB WAY efetuadas
através desta solucdo de pagamentos. Os valores das correlacdes sdo bastante elevados
entre a quantidade de compras realizadas através de solucdes online de outras entidades
nos diferentes periodos e as potenciais compras MB WAY através de soluc@es online de
outras entidades. Verifica-se 0 mesmo no caso das solu¢des de TPA fisico de outras
entidades.

Do ponto de vista da inferéncia estatistica, dever-se-ia remover as variaveis
preditivas altamente correlacionadas, evitando assim problemas de colineariedade
perfeita. No entanto, do ponto de vista das abordagens de ML, apesar de ser importante
detetar e solucionar o problema de colineariedade, o foco é mantido na qualidade da
capacidade preditiva dos modelos. Deste modo, para que nao haja perda de informacéo,

optou-se por ndo remover nenhuma variavel.

Outliers
Como jé foi referido anteriormente, as variaveis numéricas apresentam uma forte
concentracdo de zeros. Para cada variavel, a visualizagdo desta informacéo foi espelhada

através de boxplots (Figura 12)
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Figura 12- Boxplot das variaveis numéricas
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A identificacdo de outliers foi feita através da técnica z-score, onde se considerou

como outliers, os comerciantes para 0s quais o valor z-score se distancia do valor nulo

por mais ou menos 3. No total, 307 comerciantes foram identificados como outliers, dos

quais 71 ttm DPG. Nesta fase ndo se eliminaram os outliers por representarem

comerciantes de “elevado valor” do ponto de vista do negdcio e para ndo se eliminar mais

informacdo de comerciantes que pertencem a classe minoritaria.

Escalonamento dos dados

No presente estudo, apenas foi feita a normalizacdo dos dados na estimacédo de

modelos através da Regressdo Logistica. Os algoritmos Random Forest e XGBoost ndo

sdo sensiveis a escala dos dados, pelo que se optou pelo uso dos dados ndo escalonados

na estimacdo de modelos através destes algoritmos.
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Variaveis categoricas

O tratamento das varidveis categoricas, consistiu na eliminacdo das variaveis
referentes ao NIF e Codigo do Comerciante, dado que ndo apresentavam dados relevantes
para a fase de modelagéo.

A variavel referente aos setores foi transformada em varidveis dummies.

Deste modo, o conjunto de dados final que sera utilizado na fase de modelagéo é

composto por 76 variaveis e 136.029 observacoes.

4.3 Modelacao e Avaliacao

Terminada a recolha, analise e tratamento dos dados, inicia-se a quarta fase da
abordagem CRISP-DM que corresponde a modelagéo, ou seja, estimacdo dos modelos.

Tal como foi referido no Capitulo 3 referente a metodologia, uma das vantagens
de seguir a metodologia CRISP-DM prende-se no facto de esta permitir que 0 processo
seja iterativo, ou seja, que se possa recuar e avancar entre fases. Neste estudo houve a
necessidade de beneficiar desta vantagem. A fase da modelacao realizou-se 3 vezes dado
que nas 2 primeiras iteracdes, ao chegar a fase seguinte, avaliacao, os resultados obtidos
nas diferentes métricas ndo estavam de acordo com o esperado para um problema de
dados ndo balanceados. Em seguida sera explanado o processo.

Neste estudo foram testados 3 algoritmos de classificacdo: Regressdo Logistica,
Random Forest e XGBoost.

Na primeira iteracdo da fase de modelacdo, antes de se proceder a estimacgdo dos
modelos, recorreu-se a técnica de amostragem CV Stratified K- Fold, com K=5. Tal como
ja foi mencionado, os dados em estudo ndo estdo balanceados, pelo que se efetuou o seu
seu balanceamento através da técnica de oversampling, SMOTE. Note-se que nesta
iteracdo todos os modelos foram estimados tendo ndo sé em consideracdo os dados ndo
balanceados (sem SMOTE) como também os dados balanceados (com SMOTE). Apos a
estimacao de cada modelo foram calculadas as seguintes métricas: accuracy, precision,
recall, f1-score, AUC-ROC e AUC-PR. Também se considerou o calculo das variaveis
mais relevantes na estimacéo de cada um dos modelos.

O desempenho dos modelos medido através das métricas mencionadas, nesta

primeira iteracdo, pode ser consultado na Tabela 1.
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Tabela 1- Desempenho dos modelos estimados na 12 iteragdo

Algoritmo Accuracy Precision Recall f1- AUC- AUC-
score ROC PR
XGBoost  Sem SMOTE 1,0000 0,9933 0,9977 0,9955 1,0000 0,9989

ComSMOTE 09999  0,9954 09864 0,9908 1,0000 0,9910
Random  Sem SMOTE  0,9999  0,9931 0,9818 0,9874 1,0000 0,9979
Forest  comSMOTE 09999 09931 09795 0,9862 1,0000 0,9962
Regressio  Sem SMOTE ~ 0,9999  0,9954 09864 0,9908 1,0000 0,9962
Logistica  comSMOTE 0,991 0,7974  0,9864 0,8792 1,0000 0,9951

A anélise dos resultados obtidos para as diferentes métricas permitiram concluir
que todos os modelos estimados apresentavam um desempenho bastante elevado, ou seja,
nas condicOes atuais a capacidade preditiva do modelo era quase perfeita para ambas as
classes, maioritaria e minoritaria. Note-se que ndo seria expectavel que os modelos
estimados tendo em conta um conjunto de dados ndo balanceados (sem SMOTE)
apresentassem resultados tdo bons em todas as métricas, especialmente num conjunto de
dados com um desbalanceamento t&o elevado.

A esta analise do desempenho dos modelos, combinou-se a analise das variaveis
mais relevantes na estimacdo dos diferentes modelos onde se concluiu que as variaveis
binarias que indicam se o comerciante tem uma solucdo online SIBS e se 0 comerciante
tem uma solucdo MB WAY na DPG SIBS pertencem ao grupo de variaveis relevantes na
estimacdo do modelo. Uma vez que estas duas varidveis estdo diretamente relacionadas
com a variavel target, variavel binaria que indica se o comerciante tem solucdo DPG
SIBS, chega-se a conclusao de que estas variaveis ndo devem ser consideradas na fase de
modelacdo pois estdo a enviesar/facilitar a classificacdo das classes, tirando "robustez"
aos modelos. Realca-se, que neste contexto, se considera que as variaveis estdo
diretamente relacionadas e facilitam a classificacdo do varidvel target porque se o
comerciante tiver uma solugédo DPG SIBS entdo tem solucdo uma online SIBS, e se tiver
uma solucdo MB WAY na DPG SIBS entdo tem solucdo DPG SIBS.

Dadas as conclusbes desta primeira iteracdo, optou-se por eliminar as duas
variaveis mencionadas e realizar uma segunda iteracdo, procedendo exatamente da
mesma maneira.

O desempenho dos modelos medido através das métricas mencionadas, nesta

segunda iteracdo, pode ser consultado na Tabela 2.
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Tabela 2- Desempenho dos modelos estimados na 22 iteragdo

Algoritmo Accuracy Precision Recall f1- AUC- AUC-
score ROC PR

XGBoost Sem SMOTE ~ 0,9987 09740 0,6053 0,7454 0,9135 0,7426

ComSMOTE  0,9963 04641 0,7254 0,5596 0,9201  0,6962
Random  SemSMOTE  0,9988  0,9637 0,6552 0,7790 0,9003  0,7403
Forest  comSMOTE 09981  0,7242 06529 0,6861 0,9068 0,6871
Regressio  Sem SMOTE ~ 0,9975  0,7159 0,3785 0,4932 0,8993 0,5282
Logistica  comSMOTE 09905 02176 0,7436 0,3363 0,8885 0,5498

Em comparagdo com os resultados obtidos na primeira iteracdo, os resultados
obtidos nas diferentes métricas na segunda iteragdo ndo foram téo elevados, no entanto, a
capacidade preditiva dos modelos continuava igualmente boa, ndo havendo diferencas
significativas entre os modelos que tinham utilizado dados balanceados na sua estimacao
e 0s que nao tinham. Novamente, a combinacdo da anélise do desempenho dos modelos
com a andlise das varidveis que demonstravam ter mais relevancia na estimacao dos
modelos, permitiu concluir que para todos os modelos estimados, as variaveis mais
relevantes estavam diretamente relacionadas com as variaveis eliminadas e
consequentemente com a variavel target. Deste modo, de forma a ndo enviesar/facilitar a
classificacdo das classes optou-se por eliminar as variaveis numéricas referentes a
quantidade de compras feitas através de solucBes online SIBS, a quantidade de compras
feitas através da solucdo MB WAY na DPG SIBS, a quantidade de potenciais compras
MB WAY feitas através da solugédo online SIBS e ainda a variavel binaria que indica se
0 comerciante tem solucdo de Pagamento de Servicos SIBS.

Na realizacdo da terceira iteragdo, o processo foi semelhante com a Unica
diferenca de que se implementou a técnica de balanceamento de dados, SMOTETomek.

O desempenho dos modelos medido através das métricas mencionadas, nesta

terceira iteracdo, sao os explanados na Tabela 3.
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Tabela 3- Desempenho dos modelos estimados na 32 iteragdo

fl1- AUC- AUC-
score ROC PR

Sem SMOTE 0,9970 0,7629  0,1293 10,2201 0,8080 0,2365

Algoritmo Accuracy Precision Recall

XGBoost Com SMOTE 0,9041 0,0198 0,5760 0,0382 10,8326 0,1732

Com
SMOTETomek

Sem SMOTE 0,9970 0,7628  0,1407 10,2352 0,7213 0,1859

0,9685 0,0484 0,4399 0,0866 0,7961 0,1678

legfe‘;;“ Com SMOTE  0,9933 0,1506  0,2268 0,1808 0,8103 0,1652

Com
SMOTETomek

Sem SMOTE 0,9968 0,9500 0,0227 0,0439 0,6994 0,1353

0,9949 0,1844 0,1633 0,731 0,7349 0,1129

Regressao -, SMOTE 07993 00100 05874 00196 07754 0,0504
Logistica

Com

SMOTETomek 0,7078 0,0072 0,4895 0,0139 0,6969 0,0374

No sentido de se proceder & escolha do melhor modelo, e tendo em conta o que
foi enunciado no Capitulo 2, Revisdo de Literatura, as métricas mais adequadas para
medir o desempenho de modelos estimados a partir de dados nao balanceado sdo a AUC-
ROC e a AUC PR. Quanto maior for a area abaixo da curva, melhor sera o desempenho
do modelo. Deste modo, de todos os modelos estimados, o que apresenta maior AUC-
ROC é o modelo obtido através do algoritmo XGBoost considerando o balanceamento
dos dados com recurso a técnica SMOTE e o que apresenta maior AUC PR é o modelo
obtido atraves do algoritmo XGBoost, mas sem considerar nenhuma técnica de
balanceamento de dados. Neste contexto, considera-se um falso negativo (FN) quando o
modelo prevé que o comerciante ndo tem solugdo DPG SIBS mas na realidade o
comerciante tem essa solucdo, e considera-se um falso positivo (FP) quando o modelo
prevé que o comerciante tem solucdo DPG SIBS mas na realidade o comerciante ndo tem
essa solucéo. De forma a escolher apenas um dos modelos e havendo um trade-off entre
as métricas precision e recall, no contexto de negdcio da SIBS é preferivel optar por um
modelo que origine mais falsos positivos do que um modelo que origine mais falsos
negativos. Atualmente a SIBS ndo tem definida uma estratégia de abordagem a
comerciantes para divulgar a solugdo de pagamentos DPG SIBS, entrando em contacto
com o0 maior nimero de comerciantes possivel. Mesmo que o modelo ndo preveja de

forma correta os comerciantes que néo se vao converter a solucdo DPG, a utilizagdo deste
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modelo ajudaria a diminuir o numero de contactos feitos que ndo resultam numa
conversao.

Deste modo, de entre os dois modelos mencionados anteriormente, 0 modelo que
apresenta melhor desempenho segundo a métrica recall € o modelo obtido através do
algoritmo XGBoost no caso em que os dados foram balanceados atraves da técnica
SMOTE. Apesar deste ser o modelo que apresenta melhor qualidade preditiva, o seu

desempenho nao € razoavel.

Deste modo, e uma vez que os algoritmos XGBoost e Random Forest foram 0s
que deram origem aos modelos com melhor desempenho, fez-se o ajustamento dos
hiperparametros numa tentativa de obter modelos com melhor capacidade preditiva.
Nesta fase, descartou-se o balanceamento dos dados através da técnica SMOTETomek
dado que em nenhum dos modelos estimados verificou melhorias no desempenho quando
Se recorreu a esta técnica.

Para os modelos obtidos a partir do algoritmo XGBoost 0s ajustamentos feitos
nos hiperparametros foram referentes a taxa de aprendizagem e a profundidade maxima
da arvore atraves do método grid search. Para os modelos estimados atraves do algoritmo
Random Forest o ajustamento foi feito para os hiperparametros referentes ao nimero de
estimadores, profundidade méaxima da arvore e critério, também através do método grid

search. Os resultados obtidos encontram -se na Tabela 4.

Tabela 4-Desempenho dos modelos antes e apds o ajuste dos hiperparametros

f1- AUC- AUC-

Modelo Accuracy Precision Recall score  ROC PR
XGBoost sem SMOTE 0,9970 0,7629  0,1293 0,2201 0,8080 0,2365
XGBoost sem SMOTE apds
ajustamento dos 0,9971 0,7807  0,1338 0,2272 0,7784 10,2236
hiperparametros
XGBoost com SMOTE 0,9041 0,0198 0,5760 0,0382 0,8326 0,1732
XGBoost com SMOTE apés
ajustamento dos 0,9426 0,0315 0,4788 0,0583 0,8047 0,1874
hiperparametros
Random Forest sem SMOTE 0,9970 0,7628  0,1407 0,2352 10,7213 0,1859
Random Forest sem SMOTE
apos ajustamento dos 0,9968 0,5833 0,0136 0,0265 0,8156 0,1192
hiperparametros
Random Forest com SMOTE 0,9933 0,1506  0,2268 0,1808 0,8103 0,1652
Random Forest com SMOTE
apds ajustamento dos 0,9098 0,0214 0,6009 0,0414 0,8457 0,1238

hiperparametros
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Da andlise dos valores observados na tabela 4, conclui-se que o modelo com
melhor capacidade preditiva e que respeita as necessidades da empresa € 0 modelo
estimado atraves do algoritmo Random Forest, considerando o balanceamento dos dados
através da técnica SMOTE e com os hiperparametros ajustados da seguinte maneira:
critério = gini, nimero de estimadores =200 e profundidade maxima da arvore = 8. Tal
como ja foi referido, neste estudo, privilegia-se o desempenho do modelo dado pela
métrica recall, que no modelo mencionado reflete um acerto de 60% das observacdes
pertencentes a classe minoritaria. Real¢ca-se que mesmo este sendo o modelo com melhor
capacidade preditiva, o seu desempenho de um modo geral nao €é razoavel.

Tal como se referiu anteriormente, no presente estudo, ndo se realizou a ultima

fase da metodologia CRISP-DM, implementacéo.
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5. CONCLUSAO

Numa era em que o volume de dados das empresas tem vindo a aumentar de forma
abrupta, as técnicas de Machine Learning tém-se demonstrado cada vez mais Uteis no
processo de tomada de decisao.

O principal objetivo do presente estudo consistiu em estimar um modelo de previsdo
da conversdo de clientes alvo partindo de um conjunto de dados composto por 41
variaveis e 143.056 observages.

A metodologia adotada e que serviu de base no desenvolvimento deste projeto foi a
abordagem metodoldgica CRISP-DM. No seguimento desta abordagem, as duas
primeiras fases, Compreensao do Negocio e dos Dados revelaram-se bastante importantes
na identificagdo das técnicas e algoritmos a utilizar a fim de chegar ao objetivo
pretendido. Uma das caracteristicas mais relevantes acerca do conjunto de dados € o facto
deste ndo se encontrar balanceado e a classe que se pretende classificar, ou seja,
comerciante ter solucdo DPG SIBS, ser a classe minoritaria. Tendo em conta esta
caracteristica e de modo a balancear o conjunto de dados, optou-se por recorrer a técnica
SMOTE, uma técnica de oversampling e ainda a técnica SMOTETomek, uma técnica que
combina oversampling e undersampling. E de modo a contornar possiveis problemas de
overfitting, utilizou-se como método de amostragem a Stratified Cross Validation K-Fold
com K=5. Sendo este um problema de classificacdo binaria, os algoritmos escolhidos e
através dos quais se estimaram os varios modelos foram Regressdo Logistica, Random
Forest e XGBoost. As métricas de desempenho utilizadas na avaliagdo dos modelos
estimados foram a accuracy, precision, recall, fl1-score, AUC-ROC e AUC-PR. Ao
iniciar a fase de modelacédo, apés a realizacdo duma primeira iteracdo, a combinacdo da
analise dos resultados obtidos no desempenho dos modelos juntamente com a anélise das
varidveis mais relevantes na estimacdo dos modelos permitiu concluir que os modelos
estimados apesar de terem uma capacidade preditiva quase perfeita, ndo eram robustos.
Na fase de Preparacdo dos Dados ndo foram eliminadas variaveis que estavam
diretamente relacionadas com a varidvel target e que por este motivo facilitavam a
classificacdo. Posto isto, eliminaram-se as referidas variaveis e numa terceira iteracéo o
enviesamento do modelo deixou de se verificar.

O modelo que revelou melhor desempenho foi o modelo obtido a partir do

algoritmo Random Forest no caso em que a estimacdo foi feita com recurso a dados
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balanceados segundo a técnica SMOTE e cujos hiperparametros ajustados assumem 0s
seguintes valores: critério = gini, nimero de estimadores =200 e profundidade méaxima
da arvore = 8. Este modelo reflete um acerto de 60% das observacdes pertencentes a
classe minoritéria. Considera-se que estes foram os melhores resultados possiveis tendo
em conta os dados fornecidos pela empresa. Uma vez que a capacidade preditiva deste
modelo ndo é considerada razoavel, a empresa optou por ndo colocar o modelo em
producéo.

Neste sentido, em trabalhos futuros e como forma de melhorar a capacidade
preditiva do modelo atual poderd ser relevante o aprofundamento de técnicas de
ajustamento dos hiperparametros e/ou ajustamento dos tresholds. Sugere-se também que
se teste a introducéo de novas variaveis, por exemplo, peso do e-commerce que neste caso
é possivel calcular através de varidveis ja existentes. Dentro da aprendizagem
supervisionada, ressalva-se a pertinéncia da estimacdo de modelos através de outros

algoritmos de classificacéo, tais como, Support Vector Machine e Neural Networks.
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ANEXOS

Tabela 5- Descricdo exaustiva das varidveis do conjunto de dados

NOME DA VARIAVEL

DESCRICAO DA VARIAVEL

COMERCIANTE_COD
COMERCIANTE_DESC
NIF

SETOR

TEM_DPG

TEM_PS_SIBS

TEM_ONLINE_SIBS

TEM_MBW_DPG_SIBS

TEM_MBW._SA_SIBS

TEM_TPA_SIBS

TEM_ONLINE_N_SIBS

TEM_TPA_N_SIBS

Q_ONLINE_3M_A_SIBS

Q_ONLINE_6M_A_SIBS

Q_ONLINE_12M_A_SIBS

Q_MBW_DPG_3M_A SIBS

Cadigo interno da SIBS que identifica o comerciante
Nome do comerciante

NIF do comerciante

Setor do comerciante

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucdo DPG com a SIBS

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucé@o de Pagamento de Servigos com a SIBS

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucéo online com a SIBS

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucdo MB WAY na DPG com a SIBS

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucdo MB WAY fora da DPG com a SIBS

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucdo de TPA fisico com a SIBS

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solucdo online com outra entidade

Variavel binaria que assume valor 1 caso o comerciante tenha uma
solugdo de TPA fisico de outra entidade

Numero de compras feitas no comerciante através de solucdes
online SIBS de julho 2020 a setembro de 2020

Numero de compras feitas no comerciante através de solugcdes
online SIBS de abril 2020 a junho de 2020

Numero de compras feitas no comerciante através de solugdes
online SIBS de outubro 2019 a mar¢o 2020

Numero de compras feitas no comerciante através da solugdo MB
WAY na DPG SIBS de julho 2020 a setembro de 2020
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Q_MBW_DPG_6M_A_SIBS

Q_MBW_DPG_12M_A_SIBS

Q_MBW_SA_3M_A_SIBS

Q_MBW_SA_6M_A_SIBS

Q_MBW_SA_12M_A SIBS

Q_TPA_3M_A_SIBS

Q_TPA_6M_A_SIBS

Q_TPA_12M_A_SIBS

P_MB_WAY_ONLINE_3M_A_SIBS

P_MB_WAY_ONLINE_6M_A_SIBS

P_MB_WAY_ONLINE_12M_A_SIBS

P_MB_WAY_TPA 3M_A SIBS

P_MB_WAY_TPA 6M_A_SIBS

P_MB_WAY_TPA 12M_A_SIBS

Q_ONLINE_3M_A_N_SIBS

Q_ONLINE_6M_A_N_SIBS

Machine Learning na Previsdo da Converséo de Clientes Alvo

Numero de compras feitas no comerciante através da solucdo MB
WAY na DPG SIBS de abril 2020 a junho de 2020

Numero de compras feitas no comerciante através da solu¢cdo MB
WAY na DPG SIBS de outubro 2019 a marcgo 2020

Numero de compras feitas no comerciante através da solu¢cdo MB
WAY fora da DPG SIBS de julho 2020 a setembro de 2020

Numero de compras feitas no comerciante através da solu¢cdo MB
WAY fora da DPG SIBS de abril 2020 a junho de 2020

Numero de compras feitas no comerciante através da solu¢cdo MB
WAY fora da DPG SIBS de outubro 2019 a mar¢o 2020

Numero de compras feitas no comerciante atraves da solugdo de
TPA fisico SIBS de julho 2020 a setembro de 2020

Numero de compras feitas no comerciante atraves da solucdo de
TPA fisico SIBS de abril 2020 a junho de 2020

Numero de compras feitas no comerciante atraves da solugdo de
TPA fisico SIBS de outubro 2019 a margo 2020

Numero de potenciais compras MB WAY que podiam ter sido feitas
em solugdes online SIBS de julho 2020 a setembro de 2020

NUmero de potenciais compras MB WAY que podiam ter sido feitas
em solugdes online SIBS de abril 2020 a junho de 2020

Numero de potenciais compras MB WAY que podiam ter sido feitas
em solugGes online SIBS de outubro 2019 a margo de 2020

NuUmero de potenciais compras MB WAY que podiam ter sido feitas
em solucdes de TPA fisico SIBS de julho 2020 a setembro de 2020

NuUmero de potenciais compras MB WAY que podiam ter sido feitas
em solugGes de TPA fisico SIBS de abril 2020 a junho de 2020

NUmero de potenciais compras MB WAY que podiam ter sido feitas
em solucgdes de TPA fisico SIBS de outubro 2019 a margo de 2020

Numero de compras feitas no comerciante através de solucGes
online de outra entidade de julho 2020 a setembro de 2020

NUmero de compras feitas no comerciante através de solucOes
online de outra entidade de abril 2020 a junho de 2020
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Q_ONLINE_12M_A_N_SIBS

Q_FISICO_3M_A_N_SIBS

Q_FISICO_6M_A_N_SIBS

Q_FISICO_12M_A_N_SIBS

P_MB_WAY_ONLINE_3M_A_N_SIBS

P_MB_WAY_ONLINE_6M_A_N_SIBS

P_MB_WAY_ONLINE_12 A N_SIBS

P_MB_WAY_FISICO_3M_A_N_SIBS

P_MB_WAY_FISICO_6M_A_N_SIBS

P_MB_WAY_FISICO_12M_A_N_SIBS

Machine Learning na Previsdo da Converséo de Clientes Alvo

Numero de compras feitas no comerciante através de solugdes
online de outra entidade de outubro 2019 a mar¢o 2020

Numero de compras feitas no comerciante atraves da solucdo de
TPA fisico de outra entidade de julho 2020 a setembro de 2020

Numero de compras feitas no comerciante através da solugdo de
TPA fisico de outra entidade de abril 2020 a junho de 2020

Numero de compras feitas no comerciante atraves da solugdo de
TPA fisico de outra entidade de outubro 2019 a marco 2020

Numero de potenciais compras MB WAY que podiam ter sido feitas
em solugdes online de outra entidade de julho 2020 a setembro de
2020

NUmero de potenciais compras MB WAY que podiam ter sido feitas
em solucdes online de outra entidade de abril 2020 a junho de 2020

NUmero de potenciais compras MB WAY que podiam ter sido feitas
em solucdes online de outra entidade de outubro 2019 a marc¢o de
2020

Numero de potenciais compras MB WAY que podiam ter sido feitas
em solugcdes de TPA fisico de outra entidade de julho 2020 a
setembro de 2020

NuUmero de potenciais compras MB WAY que podiam ter sido feitas
em solucBes de TPA fisico de outras entidades de abril 2020 a junho
de 2020

Numero de potenciais compras MB WAY que podiam ter sido feitas
em solucdes de TPA fisico de outra entidade de outubro 2019 a
marco de 2020
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Total Percent

_P_MB_WAY_FISICO_1ZM_A_N_SIBS 142567 [.008582
_G_FISICO_12M_A_M_SIBS 142587 0.008532
_G_ONLINE_3M_A_N_SIBS 142557 0995582
_G_ONLINE_EM_A_M_SIBS 142527 0006582
_Q_FISICO_3M_A_N_SIBS 142567 0085532
_GQ_FISICO_EM_A_N_SIBS 142587 0.008532
_G_OMNLINE_12M_A_N_SIBS 142557 0008582

_P_ME_WAY_ONLINE_IM_A_MN_SIBS 143587 0.008532

_P_ME_WAY_ONLINE_GM_A_N_SIBS 142557 0.088582

_P_ME_WAY_OMLINE_12M_A_M_SIBS 142557 0.006582

_P_MB_WAY_FISICO_ZM_A_N_SIBS 142557 0.008582
_P_MB_WAY_FISICO_EM_A_N_SIBS 143587 0.008532
_Q_TPA_EM_A_SIBS  T002 [.045285
_P_ME_WAY_TPA_12M_A_SIBS 7002 0.0450233
_P_ME_WAY TPA_EM_A_SIBS 70023 0.045933
_P_MB_WAY_TPA_3M_A_SIBS 7002 0.045033
_P_ME_WAY_ONLINE_12M_A_SIBS  T002 0.045085
_P_MB_WAY_ONLINE_SM_A_SIES 7002 0.04503%
_P_MB_WAY_ONLINE_3M_A_SIBS 7002 0.04593%
_Q_TPA_12M_A_SIBS 7002 0.045083
_Q_TPA_2M_A_SIBS 7003 [(.04598%
_G_ONLINE_EM_A_SIBS 7003 0.045233
_O_MEW_SA_EM_A_SIBS 7002 0.04508%
_G_MEW_SA_IM_A_SIBS  T003 [.045285
_G_MBW_DPG_12M_A_SIBS 7002 0.045233
_GQ_MBW_DPG_SM_A_SIBS  T003 0.045885
_Q_MBW_DPG_3IM_A_SIBS 7002 0.048083
_G_ONLINE_12M_A_SIBS 7002 0.045283
_G_ONLINE_3M_A_SIBS 7002 0.045083
_G_MBW_SA_12M_A_SIBS 7003 0.045233

_TEM_MEW_SA_SIES 190 0.001328
_TEM_ONLINE_SIBS 180 0001325
_TEM_MEW _DPG_SIBS 100 0.001328
_NIF 190 0.001325

_TEM_TPA_SIBS 190 0.001328
_TEM_DPG 190 0.001325
_TEM_P5_SIES 100 0.001328
_SETOR 0 0000000
_TEM_TPA_N_SIES 0 0.000000
_TEM_OMLINE_N_SIES 0 0.000000
_COMERCIANTE_COD 0 0.000000

Figura 13- Distribuicdo dos missing values por cada variavel
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