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Resumo

O ritmo da evolução tecnológica e a sua relação com o ser humano tem aumentado significativamente ao

longo dos tempos, sendo que um dos ramos que mais impacto está a causar no quotidiano das pessoas

é a inteligência artificial. A grande ascensão desta área é um fenómeno transversal a praticamente todos

os setores da sociedade. Esta dissertação enquadra-se no setor da justiça.

Ao longo dos anos, um dos principais problemas nos sistemas judiciais por todo o mundo é a mo-

rosidade na resolução dos processos judiciais. Tendo por base esta problemática, as entidades governa-

mentais adotam cada vez mais reformas na área da justiça com recurso à tecnologia, desejando sistemas

judiciais cada vez mais eficientes.

Neste sentido, esta dissertação tem como objetivo o desenvolvimento de uma solução capaz de extrair

conhecimento a partir de dados jurídicos portugueses. Esta solução é caracterizada por um conjunto de

mecanismos, com recurso a técnicas de inteligência artificial, que vai desde a extração de dados até à

realização de duas grandes experiências: análise de sentimentos e previsão da decisão. Estes mecanismos

permitiram gerar diversas informações e conhecimento. Por um lado evidenciou-se a pouca relação entre

a carga emocional dos textos dos juízes e a decisão, por outro destaca-se o desenvolvimento de modelos

inteligentes capazes de prever a decisão com precisões de média de 76%, recorrendo ao conteúdo textual.

Além disso, ao longo de todo o processo, também foram extraídas outras informações, como por exemplo,

as palavras relacionadas com a procedência e improcedência de acórdãos, a legislação que é geralmente

citada em conjunto, entre outras. Em paralelo desenvolveu-se um protótipo de uma dashboard com a

apresentação de informações e conhecimento de alto nível sobre os dados.

Palavras-chave: Justiça, Decisões Judiciais, Inteligência Artificial, Processamento de Linguagem

Natural, Machine Learning
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Abstract

The pace of technological evolution and its relationship with the human being has increased over time.

One of the branches causing the most significant impact on people’s daily lives is artificial intelligence.

The remarkable rise in this area is a phenomenon that affects practically all sectors of society, but this

project fits in the area of justice.

Over the years, one of the significant problems in all countries’ judicial systems is the delay in resolving

judicial processes. Based on this problem, governmental entities have been adopting more and more

reforms in justice linked to technology, with a view to increasingly efficient judicial systems.

This master’s dissertation aims to build up a solution capable of extract knowledge from Portuguese

juridical data. This solution is characterized by a group of mechanisms that use artificial intelligence tech-

niques that go from the data extraction until the implementation of two experiences: sentimental analysis

and predict judicial decisions. These mechanisms allow generating information and knowledge. On the

one hand, there was a lack of connection between the emotional side of the text from the judges and

the decision of the verdict. On the other hand, an important matter was developing the innovative models

capable of predicting with a precision of 76%, using textual content extracted. Besides that, throughout

the entire process, another type of information was removed, for example, the words relate to the court

decisions, the legislation that was most of the time quoted together, among others. At the same time, was

developed a dashboard prototype with the presentation of the high-level information and the knowledge of

the data.

Keywords: Justice, Judicial Decisions, Artificial Intelligence, Machine Learning, Natural Language

Processing
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Capítulo 1

Introdução

O presente capítulo tem como objetivo apresentar o enquadramento e a motivação para a realização

deste projeto de dissertação, nomeadamente uma contextualização de um ponto de vista judicial. Para

além disso, identifica-se o principal problema que se pretende resolver com este projeto, a questão de

investigação à qual se procura obter uma resposta e uma visão dos objetivos a serem alcançados. O

capítulo termina com a apresentação da estrutura do documento.

1.1 Contextualização e motivação

Um sistema judicial é caracterizado pelo conjunto de tribunais e autoridades judiciárias de um país ou

organização soberana, que têm como principal compromisso resolver os litígios e garantir a aplicação

da lei de uma forma correta e coerente. Um sistema judicial é um pilar fundamental numa sociedade

e, portanto, existe uma relação direta entre um sistema judicial e o desenvolvimento social, político e

económico de um país. No que toca ao sistema político-social, a justiça apresenta um papel essencial,

visto que propicia a transparência e credibilidade pública que são duas características muito importantes

em ambientes democráticos. Relativamente ao desenvolvimento económico, ter uma justiça funcional,

eficaz e robusta aumenta a confiança e credibilidade dos cidadãos e propicia o ambiente de investimento

[49]. Os credores têm maior probabilidade de emprestar dinheiro, os custos das transações são reduzidos

e as novas empresas são mais propensas a captar investimentos estrangeiros [18].

Neste sentido, existem vários estudos e literatura científica que correlacionam os sistemas judiciais
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aos económicos. Por exemplo, em 2017, Vincenzo e Leandro concluíram que, no que toca à duração

de resolução de processos, uma redução de 1% permite aumentar em 0,04% a taxa de crescimento

do número de empresas [27]. Outro estudo, elaborado por Dogru em 2012, estabelece uma correlação

positiva entre a independência de um sistema judicial e o investimento estrangeiro na Europa Central e

Oriental [12].

Contudo, avaliar um sistema judicial é uma tarefa complexa, por esse motivo, a Comissão Europeia

estabeleceu três parâmetros de forma a comparar os sistemas judiciais dos vários Estados-Membros: a

qualidade, a eficiência e a independência. A qualidade está relacionada com vários fatores: a acessibi-

lidade da justiça aos cidadãos e empresas; os recursos financeiros e humanos adotados; a criação de

instrumentos de avaliação; a aplicação de normas de qualidade. Por outro lado, a independência é avali-

ada tendo em conta a autonomia e a imparcialidade de cada sistema judicial. Finalmente a eficiência, é

o parâmetro que está, efetivamente, relacionado com a problemática desta dissertação, e diz respeito à

morosidade da resolução processual [49].

Neste sentido, para qualificar a eficiência dos sistemas judiciais a Comissão Europeia definiu vários

indicadores, nomeadamente o tempo de resolução, que corresponde ao tempo estimado (em dias) neces-

sário para a resolução de um processo em tribunal, a taxa de resolução dos processos, que diz respeito

ao rácio entre o número de processos resolvidos e o número de processos iniciados e ainda o número

de processos pendentes ao fim de cada ano. Atendendo a estes indicadores, um sistema judicial diz-se

eficaz se gerir os processos iniciados e processos em atraso e emitir decisões em tempo útil [49].

Tendo por base todas estas métricas de comparação, anualmente, a Comissão Europeia emite um

relatório com estatísticas que permitem conferir o desenvolvimento dos sistemas judiciais de cada país.

Mediante estes relatórios é factual que todos os anos na Europa, milhões de processos judicias vêem

proferida a sua decisão final, para além de que muitos outros são iniciados e um número elevado deles

permanece no estado de pendência. De facto, estes últimos números são bastantes elevados e embora

variem consideravelmente entre os vários Estados-Membros da Europa, centram grande parte da atenção

das entidades competentes para assegurar a eficácia dos diversos sistemas judiciais europeus [49].

Enquadrando o país nesta matéria, Portugal encontra-se num patamar intermédio relativamente aos

outros Estados-Membros da Europa. Em 2019, a Direção Geral de Política da Justiça (DGPJ) divulgou

informação estatística sobre tribunais judiciais portugueses, apresentado uma taxa de resolução proces-

sual na ordem dos 124,61% e um tempo estimado para concluir um processo de, aproximadamente, 30

meses. Já no que toca à problemática da pendência de processos, Portugal segue a tendência da Europa

uma vez que o número de pendências judiciais tem sido bastante elevado ao longo dos anos, apesar de

em 2018 se verificar a mais baixa pendência desde 1996, com uma descida de 35% entre 2015 e 2018
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(menos de 463.273 processos), principalmente devido ao elevado movimento de processos de matéria

fiscal, que representavam uma grande quantidade dos processos findos nesses anos. [42].

Essencialmente é nestes números que as entidades governamentais se baseiam para definir as suas

reformas no área da justiça, perspetivando sistemas judiciais cada vez mais eficientes. São várias as áreas

onde as reformas judiciais se fazem sentir, no entanto, para o âmbito desta dissertação destacam-se as

medidas que os governos têm tomado relativamente às áreas de Tecnologia da informação e Comuni-

cação (TIC). Existe uma preocupação em investir nestes setores, pois acredita-se que aliar a justiça à

modernização, nomeadamente em utilizar mecanismos diferentes daqueles usados até então, conduzirá

os sistemas a umamaior produtividade. Portugal, tem adotado várias medidas neste sentido, que segundo

o relatório de Justiça de 2019, o trabalho da modernização tem sido reconhecido mundialmente, sendo

já elogiado pela Organização para a Cooperação e Desenvolvimento (OCDE) [44].

De todas as áreas que relacionam a tecnologia com a justiça aquela que mais se destaca é a Inteli-

gência Artificial (IA), que embora em alguns países os sistemas inteligentes sejam apenas uma questão

emergente e sem usabilidade, noutros já existem abordagens e leis para a aplicação dos mesmos, pois

estes sistemas trazem grande impacto na eficiência dos sistema judiciais, nomeadamente na rapidez de

resolução processual, na organização de informação e na aquisição de conhecimento sobre a grande

quantidade de dados, que é produzida todos os dias [40]. Esta dissertação enquadra-se nesta relação,

IA-justiça, no qual se pretende atingir todas estas vantagens, numa área ainda pouco explorada em Por-

tugal.

Neste sentido, a problemática à qual se pretende apresentar uma solução com este projeto consiste na

extração de conhecimento a partir de dados jurídicos portugueses semiestruturados. Não obstante, este

problema principal é desdobrado em problemas de menor dimensão ao longo do projeto, nomeadamente,

na estruturação e preparação dos dados para a aplicação de técnicas de inteligência artificial, na aplicação

propriamente dita de mecanismos de extração de conhecimento e na representação deste conhecimento.

Do ponto de vista académico, com este projeto de dissertação pretende-se aplicar todas as compe-

tências de cariz técnico e de investigação, adquiridas e desenvolvidas ao longo do curso.

1.2 Questão de investigação

O primeiro passo num projeto deste âmbito passa pela formulação de uma questão de investigação que

permita a definição de linhas de investigação e desenvolvimento do projeto.

Neste caso pretende-se dar resposta à seguinte questão de investigação: ”É possível um sistema,

com recurso a mecanismos inteligentes, gerar informação e conhecimento útil a partir de dados jurídicos
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portugueses?”.

Deste modo, com o decorrer do projeto pretende-se reunir evidências, sejam elas corroboradas pela

investigação ou pelos resultados obtidos com os mecanismos desenvolvidos, que permitam obter uma

resposta para esta questão.

1.3 Objetivos

Neste sentido, de forma a responder à questão de investigação e considerando as sentenças portuguesas

disponíveis nas base de dados jurídicas disponibilizadas online, pretende-se desenvolver um conjunto de

mecanismos baseados em dados para extrair, armazenar, gerir e processar as informações jurídicas e

contextuais necessárias para a modelação e previsão de decisões judiciais. Assim, prevê-se o desenvolvi-

mento dos seguintes objetivos:

• A agregação de dados jurídicos portugueses, semiestruturados, em larga escala;

• A aplicação dinâmica de algoritmos analíticos e de previsão para desvendar padrões que direcio-

nam as decisões judiciais;

• A análise e compreensão das variáveis que estão relacionadas com as decisões judicias;

• A visualização dos dados através de um painel de controle, apresentando um resumo de alto nível

dos dados e do conhecimento extraído. Para além disso, pretende-se que seja uma ferramenta de

otimização de tarefas diárias recorrentes dos profissionais da justiça.

1.4 Organização do documento

Este documento está dividido em cinco capítulos. No primeiro e presente capítulo é introduzido e contex-

tualizado o problema, apresentada a questão de investigação e os objetivos que se pretendem alcançar.

O segundo capítulo diz respeito à revisão da literatura, apresenta-se um estudo sobre o estado da arte do

tema deste projeto e abordam-se alguns conceitos que sustentam a solução proposta. Segue-se o capí-

tulo do desenho e implementação da solução, onde se apresenta todo o trabalho prático desenvolvido,

passando pelos processos de extração, análise, preparação e extração de características dos dados. Para

além disso apresentam-se os cenários de dados construídos e as experiências desenvolvidas. No capítulo

quatro, são apresentados e discutidos os resultados obtidos com as experiências anteriores. Finalmente,

no último capítulo, tecem-se as conclusões consoante os objetivos inicialmente propostos e os possíveis

trabalhos futuros desta dissertação.
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Capítulo 2

Revisão da literatura

A revisão da literatura é a tarefa responsável pelo levantamento exaustivo e avaliação crítica da literatura

relacionada com uma determinada área ou tema. É na revisão da literatura que também se apresenta e

analisa o estado da arte relacionado com o tema do projeto.

No contexto desta dissertação, para a realização da revisão da literatura, recorreu-se, principalmente, a

plataformas online que disponibilizam artigos, livros e dissertações, nomeadamente à Ieee Xplore, Google

Scholar, PeerJ Computer Science, RepositóriUM, Plos One e Researchgate. Para além disso ainda se

exploraram várias páginas Web que contêm conteúdo relevante no contexto deste problema.

Outro aspeto importante a ter em conta nesta tarefa é a qualidade do conteúdo selecionado. Uma re-

visão da literatura é tão boa quanto mais útil for o material. Neste sentido, adotaram-se várias estratégias

para avaliar o material recolhido: a data de publicação, com a preocupação de procurar documentos atua-

lizados, a relevância científica, tendo em conta o número de citações do documento e por fim analisando

o conteúdo do documento.

A presente revisão da literatura começou por um breve estudo da justiça em Portugal, nomeadamente

uma análise da organização judiciária, da hierarquia e funcionamento dos tribunais portugueses. É de

referir que, neste caso, recorreu-se a um profissional da área de direito para o auxílio na seleção e avaliação

do material usado. Seguiu-se uma análise das áreas resultantes da relação entre a inteligência artificial

e a justiça, assente em duas vertentes: uma mais genérica com a apresentação de projetos e empresas

com atividade nesta relação e, posteriormente, uma investigação dos trabalhos relacionados com uma

das áreas principais desta dissertação, a justiça preditiva, onde são apresentados vários casos de estudo.

5



CAPÍTULO 2. REVISÃO DA LITERATURA

Finalmente procedeu-se a uma revisão dos conceitos tecnológicos relacionados com o tema deste projeto,

partindo-se do mais genérico, descoberta de conhecimento em bases de dados até ao mais específico,

processamento de linguagem natural.

2.1 Organização judiciária portuguesa

Segundo o artigo 202º da Constituição da República Portuguesa (CRP), os tribunais são ”os órgãos de

soberania com competência para administrar a justiça em nome do povo (...)”. A definição é bem clara,

é nos tribunais que é aplicada a lei, através do julgamento de provas apresentadas pelas partes e sempre

com o propósito de alcançar a verdade.

A hierarquia dos tribunais portugueses é uma estrutura complexa e por isso, existe a organização

judiciária, a disciplina que estuda a estrutura e funcionamento dos órgãos que compõem o poder juris-

dicional na realização das seguintes funções: a categorização dos tribunais portugueses, as sedes e as

áreas onde exercem o poder jurisdicional; a divisão territorial de atuação de cada tribunal; determinação

da relação entre os tribunais, entre os tribunais e os outros órgãos de soberania (Presidente da República,

Assembleia da República e Governo) e entre os juízes de cada tribunal; a hierarquização dos tribunais

tendo em conta os seus recursos; e por fim a atribuição e divisão de competências a cada tribunal [5].

Em Portugal, são várias as categorias de tribunais existentes, com várias divisões e graus de decisão

judicial e organizados numa estrutura robusta, como esquematizado na Figura 2.1.No contexto desta

dissertação é essencial ter um conhecimento sobre esta divisão hierárquica, de forma a perceber a origem

e contexto dos dados que serão alvo de estudo.

Tribunais

Tribunal Constitucional

Tribunais Judiciais Tribunais Administrativos e Fiscais

Tribunal de Contas Outras Categorias

Julgado de Paz Tribunais Arbitrais

Supremo Tribunal de Justiça

Tribunais da Relação

Tribunais de 1ª Instância

Supremo Tribunal Administrativo

Tribunais Centrais Administrativos

Tribunais Administrativos e Fiscais

Figura 2.1: Categorização e hierarquia dos Tribunais. Adaptado de [9].
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O Tribunal Constitucional tem como competência principal ”administrar a justiça em matérias

de natureza jurídico-constitucional” segundo o artigo 30º da Lei da Organização do Sistema Judiciário

(LOSJ) [15]. Este órgão de soberania tem características semelhantes aos os outros tribunais, ainda assim

diferencia-se em alguns aspetos, um deles é que grande parte dos juízes são escolhidos pela Assembleia

da República. Este tribunal tem como principal objetivo fiscalizar a constitucionalidade de legislações

aprovadas pelo Parlamento ou pelo Governo e por isso é o órgão de soberania que garante o cumprimento

da Constituição.

Segundo o artigo 149º da LOSJ ao Tribunal de Contas compete a ”fiscalização da legalidade das

receitas e das despesas públicas e de julgamento das contas públicas” [15]. Além desta fiscalização,

cabe a este tribunal julgar as infrações financeiras que envolvam dinheiros públicos.

Os Tribunais Judiciais, conforme o artigo 40º da LOSJ, têm a ”competência para as causas que

não sejam atribuídas a outra ordem jurisdicional.” [15]. Estes tribunais são organizados segundo uma

hierarquia para efeitos de recurso, isto é, qualquer cidadão ou instituição que não concorde com a decisão

de um tribunal judicial, tem a oportunidade de recorrer da sentença para um tribunal superior, onde o

processo é reapreciado. Deste modo, um cidadão para resolver um conflito, numa fase inicial, recorre a

um tribunal de primeira instância, também chamado tribunal da comarca1. É nestes tribunais que ocorre

o ponto de partida de um processo judicial. Interessa também saber que, os tribunais da comarca ainda

são sujeitos a uma divisão segundo as suas competências, uns de competência mais genérica, outros

mais específica (Ex. Tribunais de Trabalho, de Comércio, Família, etc...). Numa fase posterior, o cidadão

pode recorrer da decisão para o tribunal de relação que está hierarquicamente definido, estes também

são chamados de tribunais de segunda instância. Em Portugal, existem 5 tribunais da relação, Tribunal

da Relação de Lisboa, Coimbra, Porto, Évora e Guimarães. A sua principal tarefa é, portanto, julgar os

recursos interpostos. Finalmente, no topo da hierarquia dos tribunais judiciais, encontra-se o Supremo

Tribunal de Justiça, responsável por julgar os recursos dos tribunais da relação. Este é o último órgão

onde um cidadão pode recorrer de uma decisão tomada num tribunal judicial. Destaca-se que qualquer

tribunal ao qual se recorreu e portanto, reapreciou o processo, pode tomar duas posições: 1) confirmar a

decisão anteriormente tomada; 2) revogar a decisão que foi objeto de recurso [5, 9].

Por fim, aos Tribunais Administrativos e Fiscais, de acordo com o artigo 212º da CRP ”compete o

julgamento das acções e recursos contenciosos que tenham por objecto dirimir os litígios emergentes das

relações jurídicas administrativas e fiscais.” Ou seja, estes tribunais têm como objetivo tratar das relações

entre os particulares e a Administração Pública. Estão organizados segundo a hierarquia apresentada na

Figura 2.1, sendo o Supremo Tribunal Administrativo que decide os recursos expostos nos outros tribunais
1Chama-se comarca à divisão do território que está sob o âmbito de funções de um tribunal judicial.
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de nível inferior [9].

2.2 Inteligência artificial na justiça

O crescente desenvolvimento da relação entre a IA e a justiça é tão evidente que, já levou a Comissão

Europeia para a Eficiência da Justiça (CEPEJ) a abordar esta questão, lançando em 2018, uma carta ética

europeia sobre o uso da IA na justiça [37]. A CEPEJ menciona que a utilização de instrumentos e serviços

de IA nos sistemas judiciais, nomeadamente, no tratamento de decisões e dados judiciais deve seguir os

seguintes princípios:

• Princípio do respeito dos direitos fundamentais: assegurar que a elaboração e a implemen-

tação de instrumentos e serviços de inteligência artificial respeitem os direitos fundamentais. Uma

aplicação prática deste princípio é, por exemplo, quando os sistemas inteligentes são usados para

resolver um caso, apoiar a tomada de decisão ou orientar o utilizador. Nestes casos, a garantia de

acesso a um juiz e de um julgamento justo, não pode ser posta em causa [37].

• Princípio da não discriminação: prevenir especificamente o desenvolvimento ou a intensifi-

cação de qualquer discriminação entre indivíduos ou grupos de indivíduos. É conhecido o alto

desempenho destes sistemas em encontrar padrões nos dados, nomeadamente, no agrupamento

ou classificação de dados relativos a grupos de indivíduos. Portanto, estes mecanismos inteligentes,

não devem reproduzir ou agravar as evidências discriminatórias entre pessoas [37].

• Princípio da qualidade e da segurança: no que diz respeito ao tratamento de decisões e

dados judiciais, utilizar fontes certificadas e dados intangíveis com modelos concebidos de forma

multidisciplinar, num ambiente tecnológico seguro. Isto é, os dados utilizados na construção desses

sistemas têm de partir de fontes certificadas e não devem ser modificados. Para além disso, os

modelos e algoritmos devem permanecer em locais seguros de forma a manter a integridade e

segurança do sistema [37].

• Princípio da transparência, imparcialidade e equidade: tornar os métodos de tratamento

de dados acessíveis e compreensíveis e ainda autorizar auditorias externas. Os sistemas devem ser

o mais transparente possíveis. Têm também de permitir a auditoria das autoridades competentes,

de forma a certificarem o produto [37].

• Princípio ”controlo do utilizador”: impedir uma abordagem prescritiva e garantir que os utili-

zadores sejam agentes informados e controlem as suas escolhas. O objetivo é que a autonomia dos
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utilizadores seja aumentada e não restringida com estes serviços. Devem poder rever as decisões

tomadas e serem informados da sua origem [37].

De facto, por todo o mundo, são várias as empresas e países que desenvolveram e utilizam sistemas

que aplicam a IA em várias áreas da justiça. Esta aplicabilidade pode assentar em diferentes áreas, como

por exemplo, motores de pesquisa de jurisprudência avançada, resolução de processos online também

designada Online Dispute Resolution (ODR), ferramentas de auxilio e elaboração de escrituras, análise pre-

ditiva também chamada de justiça preditiva, categorização e análise de contratos/processos/documentos

e até chatbots para fornecer apoio jurídico a cidadãos ou auxiliar os advogados e juízes nas tarefas do

seu dia-a-dia [47].

Nos Estados Unidos o investimento e aplicação destes serviços é grande, já na Europa as iniciativas

partem, essencialmente, por empresas privadas, o que torna a sua consolidação mais demorada [37].

Ainda assim, já se encontram bastantes sistemas implementados, como por exemplo, na área da análise

de documentos, o software Luminance2, uma ferramenta de análise de documentos para advogados

que entre inúmeras funcionalidades, permite a visualização e agrupamento simples dos dados e ainda

a deteção de anomalias nos documentos. Todas estas funcionalidades utilizam algoritmos de Machine

Learning (ML). Segundo o site da própria empresa, os seus sistemas conseguem reduzir em cerca de

85% o tempo de revisão por processo 3 [33, 47].

No Reino Unido, já existem ferramentas com o objetivo de prever o risco de um cidadão voltar a come-

ter um crime num determinado período de tempo, como é o caso da ferramenta HART (Harm Assessment

Risk Tool). Por exemplo, na Universidade de Cambridge foi desenvolvido um sistema, utilizando a HART,

baseado num historial de cerca de 104.000 cidadãos presos em Durham, contendo um conjunto vasto de

variáveis, como o historial de ofensas, idade, género, entre outras, para prever se num prazo de 2 anos,

existe grande probabilidade de cometer um crime grave, um crime moderado ou não cometer nenhum

crime [35].

Na França já são vários os produtos que estão no mercado. Em 2018, a empresa Charpentier Consul-

ting, emitiu uma lista4 com cerca de 94 empresas francesas com produtos de tecnologia ligados à área

da justiça. Um deles, a Doctrine5, uma ferramenta que disponibiliza motores de busca de jurisprudência

bastante robustos com inúmeros filtros, que permite, a pesquisa de casos judiciais semelhantes, compa-

rar leis e até oferece funcionalidades de recolha de informações, como por exemplo de noticias jurídicas

relacionadas com o processo em questão.
2https://www.luminance.com/
3Valor calculado tendo em conta os 50 maiores escritórios de advocacia do Reino Unido.
4https://media.wix.com/ugd/c21db1_14b04c49ba7f46bf9a5d88581cbda172.pdf
5https://www.doctrine.fr/
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Na área de ODR, são vários os países que já adotaram sistemas deste género, Holanda, Reino Unido,

Letónia e Estónia são alguns deles. Uns mais automatizados do que outros, uns com mais supervisão do

que outros e uns que resolvem litígios mais complexos que outros, mas todos com o objetivo de facilitar

o acesso à justiça, economizar e aumentar a rapidez de resolução processual [47]. Em 2015, no Reino

Unido, o Civil Justice Council (CJC) emitiu um relatório técnico a abordar esta questão e apresentou várias

empresas e sistemas que já usam mecanismos deste género, tanto no seu país como no resto do mundo.

Por exemplo, a empresa eBay, todos os anos resolve cerca de 60 milhões de casos de falta de paga-

mentos dos consumidores e de produtos entregues que não correspondem ao produto comprado, tudo

recorrendo a uma ferramenta ODR [19]. Já na Holanda, o e-Court, um serviço desenvolvido por empresas

privadas que resolve na integra um processo judicial. Ou seja, a decisão é calculada automaticamente na

íntegra, depois é enviada para um tribunal público onde os juízes analisam manualmente os resultados

e emitem a decisão final [47]. Ainda na Europa, a Comissão Europeia disponibiliza uma plataforma de

ODR para resolução de litígios sobre casos de compras online, absolutamente regulada segundo normas

Europeias[54].

Os avanços tecnológicos são maiores nos Estados Unidos, onde já existem ferramentas informáti-

cas para calcular as probabilidade de um cidadão voltar a cometer um crime e até algoritmos a decidir,

automaticamente, processos sobre infrações de trânsito. Destaca-se o COIN (Contract Intelligence), de-

senvolvido com IA, que tem o objetivo de analisar documentos, nomeadamente, empréstimos e contratos

bancários, de um dos maiores bancos dos Estados Unidos, o JP Morgan Chase & Co. Segundo os pro-

prietários, estima-se que esta ferramenta, substitui cerca de 360 mil horas de trabalho ao ano de um

advogado e diminui drasticamente os erros humanos normais na atribuição de empréstimos [30].

Em Portugal, começam-se a dar os primeiros passos neste sentido. No âmbito governamental, atual-

mente existem dois principais projetos desenvolvidos pelo Ministério da Justiça: uma ferramenta na área

da pesquisa, permite a rápida recolha de jurisprudência e a obtenção de processos e acórdãos correlacio-

nados. É baseada no serviço Watson da empresa IBM, um serviço que tem por base de funcionamento a

IA; uma outra aplicação, na área do registo de informações geográficas, uma plataforma de identificação

automática de proprietários através da matrizes geográficas [39, 46] .

Todos estes produtos resultantes da relação entre a IA e a justiça, têm em comum a constante procura

da melhoria da eficiência e da qualidade dos serviços judiciais. Não só permitem otimizar os processos

recorrentes dos profissionais de direito, como também organizar, interpretar e manipular os dados pro-

duzidos [37].

Ainda assim, analisando-se todas as áreas pertencentes à relação IA-justiça, a mais sensível e que

divide mais opiniões é a área do âmbito desta dissertação, a chamada justiça preditiva. Entende-se por
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justiça preditiva, a capacidade de um sistema determinar a probabilidade de sucesso de um caso futuro

tendo por base a análise das decisões tomadas em casos anteriores [32].

Universalmente, não é unânime a sua utilização. Enquanto que para uns, estes sistemas, têm como

propósito auxiliar os advogados a antecipar resultados dos casos dos seus clientes, obter padrões nas

decisões tomadas pelos tribunais e até auxiliar os juízes na tomada de decisão [37], para outros, o termo

”justiça preditiva”é perigoso, põe em causa o direito tal como o conhecemos até hoje e até há, quem já

tenha adotado leis para travar o desenvolvimento de sistemas deste tipo. Foi o caso da França, em 2019,

o primeiro país do mundo a criar uma lei que pune quem desenvolve sistemas que avaliem, analisem,

comparem ou prevejam as práticas profissionais de juízes [48].

Ainda assim, ao longo dos anos, são vários os estudos e trabalhos publicados relacionados com a

previsão de decisões judicias. São usadas diferentes metodologias, diferentes interpretações dos dados,

diferentes resultados e são várias as conclusões obtidas. Por este motivo, foi necessário efetuar uma aná-

lise exaustiva da maior parte dos estudos, de forma a verificar o que foi feito, as lacunas e potencialidade

de cada método e o que pode ser modificado e adaptado ao problema desta dissertação.

Em 2016, em Londres, um conjunto de investigadores apresentou um sistema para prever as decisões

judiciais do tribunal europeu dos direitos humanos apenas recorrendo a análise textual. O objetivo era

prever um valor binário, valor esse que representa se um processo viola ou não os direitos humanos. Para

isso usaram uma abordagem baseada em Processamento de Linguagem Natural (PLN), ou seja, os dados

de input dos modelos são fruto da aplicação de técnicas de PLN nos textos de processos já ajuizados.

Como resultados, obtiveram modelos com uma percentagem de 79% de precisão e ainda apresentaram

algumas conclusões descritivas dos dados, nomeadamente quais os fatores dos processos que mais

importância têm na decisão final [24].

Mais tarde, em 2017, Katz, Bommarito II e Blackman, nos Estados Unidos apresentaram uma aborda-

gem para prever a decisão do supremo tribunal perante as decisões dos tribunais inferiores. Neste caso,

definiram que a variável de resposta podia tomar três valores: revertida, confirmada ou outra. Isto é, o

supremo tribunal pode reverter ou confirmar a decisão anteriormente tomada e existe o caso quando não

se enquadra em nenhuma das anteriores. Para a construção do sistema usaram métodos de árvores de

decisão aleatórias, no inglês Random Forest Cassifier (RFC), que, de uma forma geral, definem-se como

conjuntos de árvores de decisão. A fonte dos dados é uma base de dados com cerca de 200 anos de

casos ajuizados no supremo tribunal. Cada caso contém cerca de 240 meta dados, como por exemplo,

11
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variáveis cronológicas e variáveis especificas de justiça. Como resultados, obtiveram modelos com pre-

cisões de cerca de 70%, que, comparados com modelos de base6, superam em 5% o seu desempenho

[31].

Outro exemplo, em 2018, na Tailândia, um grupo de académicos desenvolveu um sistema de previsão

de decisões do supremo tribunal da Tailândia em processos criminais, onde o objetivo passa por prever

se um pessoa é culpada ou não de um crime. Também ele baseado em dados textuais de processos já

ajuizados, sendo que a grande diferença para os anteriores é a introdução de modelos de Deep Learning

(DL) na classificação. O algoritmo é composto por 2 vertentes: uma de análise dos factos do caso e outra de

análise da legislação associada ao caso, com redes neuronais artificiais mais complexas, chamadas redes

recorrentes. Obtiveram resultados em média na ordem dos 66%, sendo que o modelo é mais assertivo

quando o suspeito é culpado (74%) [38]. Ainda neste ano, Dietrich, Enos e Sen, no âmbito da previsão da

decisão do supremo tribunal dos Estados Unidos, ao invés de usarem dados textuais, utilizaram dados do

tom vocal dos juízes durante o julgamento (cerca de 3000 horas de gravações), para prever o que será

o voto final do juiz relativamente ao caso. Resumidamente, descobriram que, quão maior é a agitação e

excitação emocional do juiz perante um advogado relativamente ao outro, menor é a probabilidade desse

advogado ter o voto favorável do juiz [34].

Mais recentemente, em 2020, Strickson e Beatriz, no Reino Unido, desenvolveram um estudo compa-

rativo de várias formas de prever as decisões dos tribunais. Para os testes usaram diversas combinações

de variáveis, sempre associadas a mecanismos de PLN aplicados ao texto. Os melhores resultados foram

obtidos utilizando um modelo de regressão logística, com dados de treino relativos à frequência das pala-

vras nos textos das decisões anteriores. O melhor modelo obteve uma taxa de precisão de cerca de 68%

[52].

De facto, existe um grande trade-off na comunidade de direito quanto à utilidade da justiça preditiva.

Para o comum cidadão as suas vantagens são evidentes, tais como a transparência, a previsibilidade e

normalização das decisões judiciais, uma vez que permitem antecipar uma possível decisão de uma ação

judicial e também analisar a discrepância das decisões de processos ajuizados em contextos semelhantes.

No entanto, nunca se pode descurar as desvantagens assumidas pelos entendidos do direito. Para estes,

as decisões judiciais, não são o resultado de decisões anteriores, existe uma variedade de fatores que

influenciam a tomada de decisão, como o contexto jurisdicional, político, social, profissional, família, entre

outros. E portanto, a incapacidade de transpor para um algoritmo estes critérios, faz com que este termo

não seja assumido de uma forma homogénea por toda a comunidade [32]. É por isso, que esta relação,
6Um modelo de base, no inglês baseline, é um modelo básico que serve como termo de comparação para outros resul-

tados.
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nunca deve ser interpretada como uma disputa entre Homem vs Máquina. Os profissionais de direito

devem trabalhar em conjunto com os da tecnologia, ambos devem assumir e transformar o modo da

existência da lei, compreender as potencialidades e limites associados a estes sistemas [41].

2.3 Descoberta de conhecimento em bases de dados

Estima-se que em 2020 a produção de dados foi cerca de 50 vezes superior a 2009, cerca de 40 triliões

de gigabytes de dados. Números ainda mais impressionantes são a quantidade estimada de dados que

cada pessoa gera por segundo, aproximadamente 1.7 megabytes [16]. De facto, não é por acaso que se

apelidou esta era como a era do Big Data [10, 16]. No entanto, em paralelo a este crescimento exponencial

de dados é essencial ter mecanismos de processamento computacionalmente robustos para tratar essa

grande quantidade de dados.

A descoberta de conhecimento em bases de dados, no inglês Knowledge Discovery in Database (KDD),

enquadra-se nesta temática, já que tem como objetivo a obtenção de conhecimento útil a partir dos dados.

Um conhecimento é considerado útil se for de fácil compreensão, apresentar informação acrescida àquela

que já existe sobre os dados, ou se validar/invalidar algum princípio anteriormente proposto. Trata-se de

um processo organizado, que pretende identificar padrões nos dados que sejam válidos, novos, úteis e

compreensíveis no contexto do problema em estudo. Sendo um processo, é constituído por várias fases,

começando no pré-processamento dos dados, passando pela mineração dos mesmos e terminando na

avaliação e representação do conhecimento gerado.

2.3.1 Pré-processamento de dados

Uma vez que os dados recolhidos do mundo real são em grande escala e provenientes de fontes hete-

rogéneas, apresentam indiscutivelmente, muitas inconsistências, contêm ”lixo”e são incompletos. Esta

fase do processo tem como objetivo preparar, transformar e organizar os dados para serem processados

na etapa seguinte.

• Integração dos dados

A fase de integração dos dados caracteriza-se pela recolha de dados de várias fontes, convertendo-

os numa única base de dados consistente, permitindo uma visão unificada dos dados. É um pro-

cesso pesado e interativo devido à heterogeneidade e desestruturação dos dados a recolher. Nesta

fase pretende-se detetar e resolver os conflitos entre os dados, nomeadamente as redundâncias
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e inconsistências. Para isso é necessário ter um conhecimento profundo das várias fontes, per-

mitindo decidir-se qual a mais fiável, por exemplo, no caso da existência de inconsistências [11,

43].

• Limpeza dos dados

A limpeza dos dados é a fase onde se analisam os dados, removendo ou modificando os que são

incorretos, irrelevantes, incompletos, duplicados ou que contém ruído. Neste ponto, os problemas

que maioritariamente surgem são relativos aos dados em falta e ao ruído. Relativamente ao pri-

meiro, existem várias técnicas para lidar com esta problemática, por exemplo, remover a entrada

nos dados que contém algum campo em falta, preencher o campo em falta com a média global,

ou até usar mecanismos matemáticos para calcular o valor mais provável para essa variável. No

que toca ao segundo, o ruído, que nada mais é que erros ou variações nos dados incompreensíveis

no contexto do problema, as técnicas usadas tem como objetivo suavizar a variância e tratar dos

outliers [11].

• Redução dos dados

Conjuntos de dados enormes tornam a tarefa de mineração de dados demorada e por vezes ine-

xequível. A redução tem como finalidade produzir uma representação do conjunto de dados redu-

zida, mas que mantenha a informação e não comprometa a integridade inicial dos dados. Isto é, a

obtenção de resultados para um conjunto de dados reduzido deverá ser mais eficiente e produzirá

os mesmos resultados, quando obtidos com o conjunto inicial [11]. De entre as inúmeras estra-

tégias para reduzir os dados, destacam-se as de redução de dimensionalidade que, por exemplo,

seleccionam o sub-conjunto de variáveis mais relevantes para o problema em estudo e as de com-

pressão que permitem compactar os dados, por exemplo recorrendo-se a dicionários de conversão

para reduzir o tamanho de uma variável.

• Transformação dos dados

Por vezes, os dados provenientes domundo real não apresentam as característicasmais adequadas

para a sua análise. Como tal, a transformação dos dados objetiva a aplicação de várias técnicas

para ajustar os dados ao mecanismo de mineração a usar, tornando-o mais eficiente. Existem

imensos tipos de transformações possíveis, destacam-se, a normalização, para diminuir a gama de

valores, a discretização, para atribuir labels a intervalos de valores e até Smoothing para remover

o ”ruído”dos dados. Esta fase é fundamental para o processo de KDD e não existe nenhuma
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metodologia predefinida, a aplicação destas técnicas depende sempre de projeto para projeto. [2,

11]

Resumidamente, o pré-processamento, como primeira fase do processo de KDD é essencial para um

bom desempenho das tarefas seguintes. Considera-se o estágio mais demorado do processo de KDD,

estima-se que 80% do tempo é despendido a tratar os dados [17]. As técnicas do pré-processamento

permitem tornar os mecanismos de Data Mining mais eficientes já que, ter dados com qualidade é um

ponto fulcral para o bom desempenho desses mecanismos.

2.3.2 Mineração de dados

A mineração de dados, mais conhecida no inglês por Data Mining (DM), trata-se da aplicação de diferentes

algoritmos para extrair padrões ou modelos dos dados. Muitas vezes, na comunidade científica, este termo

é usado, erradamente, como ML, no entanto, o DM contém um conjunto vasto de algoritmos dos quais,

os algoritmos de ML são apenas parte integrante (Sec 2.4) [26]. Esta fase inclui a escolha da família dos

algoritmos mais adequados para o problema, seguida da seleção do próprio algoritmo, implementação e

finalmente a otimização do método selecionado [2].

Existem inúmeros métodos que podem ser aplicados na fase de DM, assim sendo, é essencial ter um

conhecimento sobre a diversidade de algoritmos, bem como as diferenças e semelhanças entre eles. A

Figura 2.2 representa algumas das várias famílias de algoritmos existentes.

Paradigmas de Data Mining

Verificação Descoberta

DescriçãoPrevisão

Regras de AssociaçãoClusteringClassificaçãoRegressão

Redes Neuronais Modelos Bayesianos Árvores de Decisão Baseados em InstânciasMáquinas Vetoriais

Figura 2.2: Paradigmas de Data Mining. Adaptado de [2, 26].
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Para além destes, em que a maior parte é habitualmente associada ao ML, o DM usa ainda outras

áreas da inteligência artificial para a extração de padrões, como por exemplo a visualização de dados7.

Numa primeira instância existem dois tipos principais de paradigmas de DM: verificação e descoberta.

Quanto ao primeiro, a verificação, tem como objetivo testar hipóteses do utilizador relativamente aos da-

dos, usando diversas técnicas, como goodness of fit8, testes de hipótese e análise de variância. Por outro

lado, o segundo, descoberta (Sec 2.3), pretende obter conhecimento útil a partir de grandes conjuntos

de dados.

Por sua vez, no processo de KDD e de acordo com o objetivo do problema em estudo existem dois

objetivos da mineração de dados: descrição e previsão.

Os métodos de descrição são orientados à interpretação dos dados, ou seja, encontrar padrões nos

dados que representem conhecimento. Entre vários métodos existentes, destacam-se Clustering e Regras

de Associação.

Por outro lado, com a previsão pretende-se construir padrões relacionais entre os dados (mode-

los) que permitam prever o valor de alguns parâmetros a partir de outros. É de salientar que, dentro

dos problemas de previsão, existem ainda duas subcategorias: regressão e classificação. De uma forma

genérica, problemas de regressão caracterizam-se por previsão de valores numéricos, enquanto que na

classificação prevêm-se classes para uma determinada amostra [2].

2.3.3 Avaliação e representação do conhecimento

Posteriormente à fase de mineração é necessário efetuar uma avaliação dos padrões e modelos obtidos,

bem como representar essa informação. A informação é considerada conhecimento válido se for útil, de fá-

cil compreensão e validar/invalidar algum princípio anteriormente proposto. Evidentemente que o sucesso

desta fase depende das fases anteriores, portanto, existe uma interatividade entre as fases anteriores e

esta de forma a encontrar conhecimento com utilidade. Este conhecimento pode ser representado sob

diversas formas, como por exemplo, apresentação de tabelas, modelos de previsão, relatórios e regras. A

partir deste momento, o conhecimento pode ser usado por outros sistemas [2].

7As técnicas de visualização de dados têm como objetivo a representação dos dados por via de gráficos. Permitindo,
assim, uma fácil interpretação das correlações e padrões entre os eles

8O goodness of fit de um modelo estatístico representa o quão bem o modelo se ajusta aos dados, ou seja, a discrepância
entre os resultados observados e os esperados [7].
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2.4 Aprendizagem automática

Em 1997, Tom Michael Mitchell apresenta a seguinte definição de ML no seu livro ”Machine Learning”

[1]:

“ A computer program is said to learn from experience E with respect to some class of tasks T and

performance measure P, if its performance at tasks in T, as measured by P, improves with experience E. ”

Sendo assim, entende-se por aprendizagem automática, no inglês ML, a área da IA que confere aos

sistemas a capacidade de aprenderem com os dados, sendo estes considerados ”experiências passadas”.

Os algoritmos de ML podem ser classificados em três grandes paradigmas de aprendizagem:

• Aprendizagem supervisionada: Os métodos de aprendizagem supervisionada têm como obje-

tivo encontrar a relação entre os atributos de entrada e um de saída, habitualmente denominado

variável dependente. Estes relação resulta nummodelo que serve para prever o valor de saída tendo

a informação das variáveis de entrada [22]. Sendo assim, nestes sistemas há um conhecimento

sobre os resultados esperados e, por isso, é possível interferir-se para obter melhores resultados.

• Aprendizagem não supervisionada: Ao contrário do anterior, os modelos de aprendizagem não

supervisionada não têm variáveis de saída (variável dependente), portanto o objetivo é encontrar

relacionamentos e dependências entre as próprias variáveis de entrada [22].

• Aprendizagem por reforço: Neste paradigma não existe o conceito de pares de variáveis de

entrada/saída. O objetivo aqui é encontrar a solução para um problema, utilizando para isso um

mecanismo de tentativa-erro. Os sistemas possuem uma representação de cada estado possível

no ambiente e das ações que podem ser tomadas em cada estado. A partir das ações tomadas

e de acordo com as recompensas recebidas, o agente aprimora a ação a escolher em situações

futuras semelhantes [1].

Nos seguintes tópicos serão abordados, sucintamente, alguns algoritmos de ML que são comuns na

literatura relacionada com esta dissertação.

2.4.1 Máquinas de vetores de suporte

O termo máquina de vetores de suporte, no inglês Support Vector Machine (SVM), refere-se a um algoritmo

de aprendizagem supervisionada, tendo por objetivo a obtenção de modelos matemáticos adequados

para a resolução de determinados problemas, como a classificação de um input, associando-o a uma das

classes de dados em estudo [2].
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Assim, a solução deste algoritmo será um classificador não-probabilístico, uma vez que a sua utilização

apresenta um resultado que não tem associada uma probabilidade. Este classificador é dado na forma

de um hiperplano que divide os dados em classes [2].

SVMs são um melhoramento de dois classificadores, que são limitados a dados lineares: Maximal

Margin Classifier (MMC) e Support Vector Classifier (SVC). As SVMs vêm acrescentar a possibilidade de

classificação de datasets não-lineares e ainda a distinção de várias classes, ao invés da dualidade de

categorização imposta pelos algoritmos anteriores. Apesar de serem muito conectadas a problemas de

classificação, as SVMs podem também ser utilizadas em problemas de regressão.

Quanto à metodologia de funcionamento destes algoritmos, os mais simples classificam os dados

através de um hiperplano (uma reta), dividindo o espaço em duas categorias. No entanto, as SVMs pre-

tendem classificar dados que não sejam apenas lineares, através da introdução de kernels. Estes são

funções que atuam sobre os dados originais, criando um espaço em que os dados transformados são

divisíveis linearmente por um hiperplano [2]. Voltando ao espaço inicial, este hiperplano irá ser traduzido

numa divisão não-linear dos dados, como se pode visualizar através da Fig. 2.3.

Figura 2.3: Exemplo da aplicação de um kernel em dados não-lineares. Fonte: [2].

Para além disto, as SVMs permitem a categorização de dados em mais que duas classes. Para isso,

utiliza duas estratégias diferentes: One-versus-One e One-versus-All. Na primeira, as classes são com-

paradas aos pares e na segunda estratégia, cada classe é comparada assumindo que todas as outras

pertencem a uma só.
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2.4.2 Modelos bayesianos

Os modelos bayesianos são caracterizados por métodos de inferência com base no teorema de Bayes,

apresentando a probabilidade para um novo evento tendo em conta conhecimento relativo a eventos

anteriores relacionados.

O teorema de Bayes é dado pela seguinte fórmula:

𝑃 (𝐴|𝐵) = 𝑃 (𝐵 |𝐴) ∗ 𝑃 (𝐴)
𝑃 (𝐵) (2.1)

em que,

P(B|A): probabilidade de B ocorrer sabendo que A aconteceu;

P(A): probabilidade de A acontecer;

P(B): probabilidade de B acontecer.

Em termos de classificação, estes algoritmos pretendem atribuir, probabilisticamente, uma classe a

uma nova ocorrência, tendo em conta todas as classes das ocorrências anteriores.

Dentro dos modelos bayesianos existem várias vertentes, um dos algoritmos mais utilizados é o Naive

Bayes Classifier, aplicado a problemas onde uma instância (X) é descrita por um conjunto de atributos e

a função f(X), para a variável dependente, toma valores finitos. No entanto, este algoritmo adota um teoria

mais simplista, assumindo total independência entre os atributos. A aprendizagem é tão melhor quanto

maior for o conjunto de dados e mais qualidade estes dados apresentarem [1].

Estes métodos são bastante usados e até, segundo alguns estudos, comparados com outros algorit-

mos, como por exemplo, árvores de decisão e redes neuronais, apresentam tão bons resultados e, em

alguns casos, são mais eficazes [1].

2.4.3 Árvores de decisão

As árvores de decisão são um classificador que pretende representar funções através de uma árvore

abstrata. Uma árvore é um grafo acíclico direcional conectado com nós, que implementam testes a um

atributo, e com folhas que representam uma classe [26].

Habitualmente o desenvolvimento de uma árvore segue dois passos: a construção e a poda da árvore.

No primeiro passo, os algoritmos selecionam o melhor atributo para a raiz, depois dividem os dados em

subconjuntos segundo os valores da raiz e assim, recursivamente, até o subconjunto ter elementos só de

uma classe. De realçar que a escolha do melhor atributo para cada nó é consoante diversas medidas,
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sendo a mais usada a entropia9. No passo da poda da árvore, no inglês Pruning, o objetivo é simplificar

o modelo, removendo alguns ramos que representem lixo ou ruído, aumentando a eficiência do modelo.

Figura 2.4: Exemplo de uma árvore de decisão construída usando o algoritmo C4.5. Fonte: [8]

Estes métodos são um dos algoritmos mais populares entre os algoritmos de inferência. São usados

em diversas áreas, como por exemplo, na avaliação de risco de empréstimos e até no diagnóstico de

casos médicos [1].

2.4.4 K-Vizinhos mais próximos

O algoritmo k-Nearest Neighbors (KNN) é um algoritmo baseado em distâncias. Tem como objetivo clas-

sificar um novo dado, tendo em conta as semelhanças com os dados existentes. Isto deve-se ao facto

deste algoritmo considerar que dados semelhantes estão espacialmente mais próximos do que dados

diferentes. Portanto, a classificação de um novo dado é calculada consoante a predominância de uma

classe na vizinhança [8].

Existem alguns critérios a ter em conta no desenvolvimento deste algoritmo: 1) a distância ou métrica

de similaridade que é usada para calcular a distância entre objetos; 2) o valor de 𝐾 , ou seja, o número

de vizinhos mais próximos que é considerado; 3) o método usado para determinar a classe dos dados de

input com base nas classes e distâncias dos 𝐾 vizinhos [8].

De facto, a escolha 𝐾 é o fator mais importante neste método, e está diretamente relacionado com

o desempenho do mesmo. Não existe um número pré-definido que se ajuste a cada problema. Um valor

de 𝐾 pequeno pode enviesar o modelo segundo pontos de ruído, se for grande, a vizinhança pode conter

diversas classes e por isso, diminuir a precisão do modelo. Geralmente este valor é calculado com pro-

cessos de iteração que avaliam o desempenho do modelo, por exemplo, a validação cruzada. Quando o

valor de 𝐾 > 1, para selecionar a classe, habitualmente, estabelece-se uma relação entre as distâncias
9Grandeza que mede o grau de impureza de um conjunto de dados. É considerado o melhor atributo o que tiver menor

entropia.
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dos 𝐾 vizinhos e as classes. Relativamente à distância, na maior parte dos casos é utilizada a distância

Euclidiana, representada na seguinte fórmula [8]:

𝑑 (𝑥,𝑦) =

√√√ 𝑛∑
𝑖=1

(𝑥𝑖 − 𝑦𝑖 )2 (2.2)

onde, 𝑥𝑖 e 𝑦𝑖 representam as várias variáveis (atributos) de cada objeto.

2.4.5 Redes neuronais artificiais

As redes neuronais, no inglês Artificial Neural Network (ANN) são modelos computacionais baseados

no sistema nervoso central do ser humano. São estruturas extremamente interconectadas de unidades

computacionais, designadas neurónios ou nodos, com capacidade de aprendizagem. Estas redes, tal

como o cérebro humano apresentam duas capacidades distintas [4]:

• A aptidão para adquirir conhecimento a partir do ambiente, através de um processo de aprendiza-

gem.

• A capacidade para armazenar o conhecimento nos seus componentes, nomeadamente nas cone-

xões dos neurónios.

Na biologia um neurónio é uma célula do sistema nervoso que responde a sinais eletro-químicos,

sendo composto por um núcleo, por um conjunto de dendrites que recebem sinais de outros neurónios

via sinapses e ainda um axónio que transmite o sinal entre neurónios [4].

Segundo a informática um nodo, ou neurónio artificial, é a unidade mais importante no funcionamento

de uma ANN, sendo composto por um conjunto de conexões indexadas com um peso (𝑤𝑖 ), podendo estas

ter um papel excitatório ou inibitório, um integrador ou valor de ativação (
∑
), que transforma os vários

valores de entrada em um único valor e ainda uma função de ativação (Θ) que tem a função de condicionar

o sinal de saída [4].

As funções de ativação são importantes para otimizar o treino das redes neuronais e apresentam

diferentes fórmulas e são usadas em contextos diferentes, dependendo do problema em questão. As

funções mais usadas são a ReLU10 e sigmoid11 [13].

Para além disso, tal como no cérebro humano, os nodos artificiais são organizados de diferentes

formas. Nas ANN as disposições dos nodos podem ser classificadas de três diferentes maneiras:

10Fórmula matemática da função ReLU: f(x) =

{
0 if 𝑥 < 0
𝑥 if 𝑥 ≥ 0

11Fórmula matemática da função sigmoid: f(x) = 1
1+𝑒−𝑥
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Figura 2.5: Modelo de um nodo artificial. Adaptado de [4].

• Redes Feedforward de uma só camada: são organizadas por apenas duas camadas, uma de

entrada e uma de saída. Não existem ciclos pois as conexões são todas unidirecionais. Realça-se

ainda que apenas são efetuados cálculos na camada de saída [4].

• Redes Feedforward Multicamada: ao contrário das anteriores apresentam camadas intermé-

dias que permitem à rede usar funções mais complexas quando o número de nodos iniciais é

elevado. Isto acarreta como consequência o aumento do tempo de treino da rede [4].

• Redes Recorrentes: de maneira oposta às arquiteturas anteriores, surgem as redes recorren-

tes que apresentam ciclos, isto é, a saída de alguns nodos pode estimular neurónios da mesma

camada, inclusive o mesmo nodo [4].

A propriedade mais importante das ANN é a sua capacidade de aprender a partir do seu ambiente.

Esta aprendizagem assenta em 3 passos: a ANN recebe estímulos do ambiente, isto é, recebe dados de

treino; os pesos das sinapses são alterados em resultado deste estímulo; e finalmente uma ANN é capaz

de responder ao ambiente graças às alterações na sua estrutura interna. Esta aprendizagem é realizada

consoante um algoritmo de treino selecionado. Existem diversos algoritmos de treino, o mais usado atu-

almente é o back-propagation, faz parte dos paradigmas supervisionados e baseia-se na alteração dos

pesos das sinapses. Este algoritmo utiliza dois passos [13]:

• Em frente, onde o vetor de entrada é propagado ao longo da rede até à última camada e no fim

é calculado um erro em função do resultado obtido e o desejado. Nesta fase os pesos não são

alterados.

• Retropropagação, onde o erro é propagado desde a última camada até à inicial segundo al-

gumas funções de alteração dos pesos das sinapses, por exemplo, a mais usada é o gradiente

descendente12.
12O gradiente descendente é um método para otimizar a alteração dos valores dos pesos das sinapses que tem o objetivo

de encontrar os valores que minimizam o valor da função de erro.
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Para o bom desenvolvimento de uma Rede Neuronal Artificial é necessário que se faça um estudo

com o objetivo de selecionar os melhores métodos a implementar. Ou seja, é fundamental selecionar

uma topologia de rede, quantidade de neurónios nas diversas camadas, função de ativação, função de

transferência, algoritmos de treino e tarefa de aprendizagem.

2.5 Aprendizagem profunda

Entende-se por aprendizagem profunda, no inglês DL, uma área do ML caracterizada pela maior com-

plexidade dos modelos e capacidade de aprender as representações dos dados. Os modelos de DL são

baseados em ANN estruturadas em diversas camadas de processamento, com neurónios e arquitetu-

ras de diferentes tipos. Estes modelos podem ser aplicados em qualquer paradigma de aprendizagem:

supervisionado, não supervisionado e por reforço [28].

Os modelos de DL mais populares são as Convolutional Neural Networks (CNN), Recurrent Neural

Networks (RNN) e Long Short-Term Memory Networks (LSTM). Atualmente, estes modelos já são aplicados

em inúmeras áreas com bons resultados, como por exemplo na classificação de imagem, reconhecimento

de texto, transcrição de textos, tradução automática e até em jogos.

2.6 Processamento de linguagem natural

O PLN é um dos termos mais frequentes da literatura relacionada com esta dissertação. Na generalidade,

os dados judiciais disponíveis são de tipologia textual e, portanto, a área do PLN é essencial para o

desenvolvimento de sistemas que têm por base este tipo de dados.

O PLN caracteriza-se por um ramo das áreas da ciência da computação e inteligência artificial que

estuda as formas das máquinas processarem, interpretarem emanipularem a linguagem natural. Entende-

se por linguagem natural, ou humana, o tipo de linguagem que nós, humanos, utilizamos no nosso dia-

a-dia. As máquinas e algoritmos conhecidos até então, são incapazes de entender texto, portanto, cabe

às técnicas de PLN converter estas informações textuais em dados passíveis de serem compreendidos

pelas máquinas [45].

Embora o interesse pelo estudo desta área não seja efetivamente recente, os rápidos avanços têm-se

verificado nos últimos anos, não só pela era em que vivemos, do Big Data, como também pelo crescente

interesse na comunicação homem-máquina. Devido a estes grandes avanços, atualmente, são várias

as áreas de uso do PLN. Áreas que vão desde a conversão de fala em texto e vice-versa, a tradução de
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textos, a sumarização13, extração de entidades dos textos (nomes próprios, locais, adjetivos, etc.), análise

de sentimentos14, a marcação de classes gramaticais 15(Part of Speech (POS)), a extração de tópicos de

textos e finalmente, a área desta dissertação, que é a categorização de textos e documentos tendo em

conta o seu conteúdo.

O desenvolvimento de um sistema de PLN, geralmente, assente em 3 etapas: o pré-processamento

do texto bruto, a extração de variáveis e, por fim, a aplicação de algoritmos, que podem ser de ML,

estatísticos, ou simplesmente de análise dos dados.

2.6.1 Técnicas de pré-processamento de texto

O pré-processamento do texto é a primeira etapa num processo de PLN e apresenta um papel indispen-

sável para a obtenção de bons resultados nos estágios seguintes. O objetivo é remover dados irrelevantes

e organizar as informações de uma forma mais estruturada que sirva de input para as fases seguintes

[6, 23]. Existem inúmeras técnicas de pré-processar os dados textuais dependendo dos algoritmos que

se pretendem usar posteriormente. A seguir apresentam-se algumas das mais importantes técnicas.

2.6.1.1 Tokenização (Tokenization)

A tokenização é um processo de normalização do texto, fundamental em qualquer mecanismo de PLN.

Tem como objetivo separar um texto em blocos de símbolos, palavras, frases ou outros elementos textuais

mais pequenos, aos quais se dá o nome de tokens [45]. A dificuldade da tokenização difere de linguagem

para linguagem, tendo em conta as suas características. Na generalidade dos casos, como acontece com

as linguagens europeias, as palavras são delimitadas por espaços, e portanto usa-se esse caracter para

efetuar a divisão dos tokens. No entanto, em linguagens não segmentadas, como a chinesa, requerem

mais informações para se efetuar este processo [6].

Exemplo: A frase ”Como está o tempo hoje?”depois de tokenizada resultaria na seguinte lista de

tokens:

[”Como”, ”está”, ”o”, ”tempo”, ”hoje”, ”?”]
13Uma técnica que permite efetuar resumos de textos ou documentos, as principais abordagens passam pela descoberta

das palavras-chaves dos textos e organiza-las [6].
14O principal objetivo das técnicas desta área, são a categorização de textos ou documentos tendo em conta a sua carga

emocional, negativa, positiva ou neutra [45]
15Uma técnica caracterizada pela atribuição de rótulos às palavras contendo as suas classes gramaticais, o objetido é

diminuir a ambiguidade normal das línguas. Por exemplo, uma palavra numa frase pode ser um verbo e noutra pode ser um
substantivo [45].
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2.6.1.2 Remoção de palavras irrelevantes (Removing Stop Words)

Este método trata-se de remover do texto aquelas palavras que têm muito pouco significado, que são,

consequentemente, as palavras mais frequentes numa determinada língua [45]. Estas palavras não apre-

sentam valor semântico no texto onde estão inseridas, e por esse motivo, não têm qualquer importância

na classificação e extração de informações dos dados textuais. Geralmente, para se proceder à remoção

das palavras irrelevantes, recorre-se a listas genéricas de ”stop words” disponíveis de cada língua, no

entanto, é necessário efetuar uma análise prévia das listas, já que dependendo do contexto do problema,

tem de se remover ou adicionar palavras a essas listas [29]. Este processo é importante, pois permite

diminuir significativamente o conjunto de dados (estima-se que entre 30%-50%) e, por isso, aumentar o

desempenho dos algoritmos posteriormente aplicados [6].

Exemplo: A frase ”Hoje está um dia de sol.”sujeita ao processo de tokenização e remoção das

palavras irrelevantes resultaria na seguinte lista de tokens:

[”Hoje”, ”dia”, ”sol”, ”.”]

2.6.1.3 Remoção de pontuação (Removing Ponctuation)

A remoção da pontuação e caracteres especiais é outra prática frequentemente utilizada para pré-processar

dados textuais. Existem casos de estudo onde a manutenção da pontuação é importante para as análi-

ses, como por exemplo, os hashtags na análise de dados do Twitter [29]. No entanto, na maior parte

dos casos, a pontuação é removida porque não adiciona informação nenhuma ao problema. Tal como no

caso anterior, este processo ajuda a diminui o tamanho do conjunto dos dados e, por isso, a aumentar a

eficiência computacional dos algoritmos [45].

Exemplo: A frase ”Como vai estar o tempo sábado, dia 15?”sujeita ao processo de tokenização e

remoção da pontuação resultaria na seguinte lista de tokens:

[”Como”, ”vai”, ”estar”, ”o”, ”tempo”, ”sábado”, ”dia”, ”15”]

2.6.1.4 Stemming

Stemming é uma técnica de pré-processamento que tem como objetivo diminuir o número de palavras

indexadas num documento. Caracteriza-se pela redução de uma palavra à sua forma mais básica (stem),

isto é, palavras que se encontrem em formas derivadas são convertidas para a sua forma base. Por

exemplo, as variações do tipo plural, gerúndio, prefixos e sufixos de uma palavra são mapeadas na mesma

raiz, e por isso diminui, significativamente, o vocabulário do problema [23, 29].
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Exemplo: As palavras ”Corrida”, ”Correr”e ”Correria”são transformadas no stem ”Corr” referente à

ação de correr.

2.6.1.5 Lematização (Lemmatization)

O processo de lematização é muito semelhante ao anterior e tem o mesmo objetivo, reduzir as palavras

à sua forma original (lema). No entanto, esta técnica é mais complexa, enquanto no stemming, resumi-

damente, são removidos os sufixos e prefixos das palavras e não existe nenhum conhecimento sobre o

contexto da palavra, na lematização têm-se em conta um vocabulário e a análise morfológica das pala-

vras. O resultado da lematização é sempre uma palavra válida enquanto que na outra, pode resultar como

stem uma palavra que não existe no dicionário [45].

Exemplo: Comparando as duas técnicas, enquanto na lematização as palavras ”Carro”, ”Carros”e

”Automóvel”são mapeadas no mesmo lema ”Carro”, no stemming apenas são mapeadas as palavras

”Carro”e ”Carros”, com o stem ”Carro”.

2.6.1.6 N-Grams

Em grande parte dos projetos, as palavras são usadas de forma individual, no entanto, algumas delas têm

um significado ambíguo quando são retiradas do contexto [29]. Por exemplo, a palavra ”processo”, nas

frases ”Processo judicial”e ”Processo criativo”, apresenta significados diferentes. Por este motivo, surgiu

a técnica n-grams, caracterizada pela criação de uma sequência contígua de tokens de comprimento n.

Esta técnica permite melhorar a análise dos dados, mas também aumenta o número de tokens quando

adicionados aos tokens individuais, e portanto, o mais comum nestes casos, é filtrar os n-grams de maior

relevância [23].

Exemplo: A frase ”Amanhã vai estar sol.”, quando submetida a uma técnica de 2-grams, resultaria

na seguinte lista de tokens:

[”Amanhã vai”, ”vai estar”, ”estar sol”]

2.6.2 Extração de variáveis

O estágio da extração de variáveis é o principal em qualquer processo de PLN. Não podendo as máquinas

entender o texto na sua forma bruta, é nesta etapa que os documentos são convertidos em formatos

capazes de serem interpretadas por máquinas, que maioritariamente são números. Este processo, de

conversão de texto em números, também é muitas vezes denominado de feature engineering, pois são

usadas diversas competências da engenharia de dados para a estruturação dos dados. Logicamente, o
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desempenho dos mecanismos posteriormente usados está diretamente relacionado com a técnica de

engenharia de dados usada [45]. A seguir são apresentadas algumas das técnicas mais usadas, com um

sucinto resumo da sua metodologia.

2.6.2.1 Representação binária

A representação binária, também conhecida como One Hot Encoding, é das técnicas mais simples de

PLN, o objetivo é representar a presença de um termo num determinado documento de forma binária.

Isto é, se o termo ocorre no documento uma ou mais vezes, na matriz [documentos x termos]16, a sua

presença é classificada como 1, caso contrário é atribuído o número 0 [23].

doc1

doc2

doc3

Eu gosto de NLP.

NLP é o futuro.

Eu vou estudar NLP.

Eu gosto de NLP vou é o estudar futuro

doc1 1 1 1 1 0 0 0 0 0

doc2 1 0 0 1 1 0 0 1 0

doc3 0 0 0 1 0 1 1 0 1

Figura 2.6: Exemplo da aplicação da técnica One Hot Encoding. Cada frase é considerada um documento. Adaptado
de [45].

2.6.2.2 Representação por frequência do termo

A representação por frequência, também conhecida como Count Vectorizer, acrescenta mais informação

que a técnica anterior. Enquanto que na representação binária, não se tem em consideração a frequência

com que a palavra ocorre num determinado documento, aqui, o funcionamento, é precisamente o con-

trário. O facto de contarmos as vezes que um termo ocorre num documento, ganha-se a informação da

relevância daquele termo no universo do problema [23, 45].

doc1

doc2

doc3

Eu gosto de NLP porque 
o NLP é o futuro.

NLP é o futuro.

Eu vou aprender NLP.

1 Eu gosto de NLP vou é o aprender futuro e porque

doc1 1 1 1 2 0 1 2 0 1 0 1

doc2 1 0 0 1 1 0 0 1 0 0 0

doc3 0 0 0 1 0 1 1 0 1 0 0

Figura 2.7: Exemplo da aplicação da técnica Count Vetorizer. Cada frase é considerada um documento. Adaptado
de [45].

16A matriz [documentos x termos] é caracterizada pela relação entre os documentos(textos) e os termos(tokens). Ao con-
junto de termos chama-se vocabulário, que é o conjunto único de tokens existente em todo o universo dos documentos. Com
isto resulta uma matriz, onde as linhas representam os documentos e as colunas os termos do vocabulário.
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2.6.2.3 Representação por TF-IDF

A representação por TF-IDF é das mais utilizadas no PLN e tem como objetivo determinar a importância

de um termo relativamente aos outros. Esta técnica invalida a suposição de que termos que aparecem

com muita frequência são os mais importantes para o problema. Por exemplo, uma palavra que apareça

muitas vezes e em muitos documentos deixa de ter valor informativo, diminuindo assim a sua importância

[23] no contexto do problema em questão. Por isso, esta técnica resulta do produto de duas métricas:

a Term Frequency (TF) e a Inverse Document Frequency (IDF) [20].

• Term Frequency: mede a frequência com que um termo aparece num documento e é dada pela

seguinte fórmula [20]:

𝑇𝐹𝑡 =
𝑛

𝑁𝑡
(2.3)

onde,

𝑛 é o número de vezes que o termo aparece no documento;

𝑁𝑡 é o número de termos do documento.

• Inverse Document Frequency: mede a importância do termo, relativamente a todos os docu-

mentos e é dada pela seguinte fórmula [20]:

𝐼𝐷𝐹𝑡 = log
𝐷

𝑁𝑡
(2.4)

onde,

𝐷 é número total de documentos;

𝑁𝑡 é o número de documentos onde o termo 𝑡 aparece.

Com a representação por TF-IDF é possível tecer algumas conclusões importantes, tais como: quando

um termo tem alta frequência em poucos documentos, o TF-IDF aumenta; quando um termo aparece em

muitos documentos, deixa de ser relevante, e por isso o TF-IDF diminui; quando um termo aparece em

todos os documentos o TF-IDF é nulo [23].

doc1

doc2

doc3

Eu gosto de NLP porque 
o NLP é o futuro.

NLP é o futuro.

Eu vou aprender NLP.

1 Eu gosto de NLP vou é o aprender futuro e porque

doc1 0.017 0.048 0.048 0 0 0.048 2 0 0.018 0 0.048

doc2 0.044 0 0 0 0.119 0 0 0.119 0 0 0

doc3 0 0 0 0 0 0.044 0.044 0 0.044 0 0

Figura 2.8: Exemplo da aplicação da técnica TF-IDF. Cada frase é considerada um documento. Repare-se, que neste
exemplo, como o termo ”NLP”aparece em todos os documentos a sua cotação é 0.
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2.6.2.4 Word Embeddings

Na generalidade dos problemas, as técnicas anteriormente abordadas são suficientes para obter os resul-

tados esperados. No entanto, quando é necessário obter as relações semânticas entre as palavras já não

são tão competentes. Essas técnicas baseiam-se, essencialmente, na frequência dos termos nos docu-

mentos, não contendo nenhuma informação sobre o contexto do termo [45]. Neste sentido, surgiram os

mecanismos de word embeddings onde uma palavra é mapeada num vetor de números que representam

o significado da mesma no conjunto dos dados [25].

Num exemplo prático, imagine-se que se tem um vocabulário com cinco palavras: ”Rei”, ”Rainha”,

”Homem”, ”Mulher”e ”Realeza”. Numa abordagem de One Hot Encoding, a palavra ”Rei”seria codificada

no vetor representado na tabela 2.1.

Rainha Rei Princesa Mulher

0 1 0 0

Tabela 2.1: Exemplo da representação da palavra ”Rei”, segundo o método de One Hot Encoding. Adap-
tado de [25].

De facto, através desta representação não é possível extrair informação nenhuma, para além da

constatação do facto, da ocorrência ou não ocorrência dos termos, nem tão pouco é possível obter com-

parações significativas entre vetores, a não ser os que são, efetivamente, iguais (mesma palavra) [25].

Em contrapartida, apareceram os word embeddings, que passam a representar cada termo com

um vetor, que permite inferir as relações semânticas entre as palavras. Ainda no contexto do exemplo

anterior, se assumirmos algumas dimensões contextuais, apenas exemplificativas, a representação dos

termos resultaria nos vetores representados na Figura 2.9. É claro que, na resolução algoritmica, estas

dimensões contextuais não existem, fica a carga da rede neuronal defini-las [25].

Princesa

0.98

0.02

0.94

0.1

Mulher

0.02

0.01

0.99

0.5

Realeza

Masculino

Feminino

Idade

Rainha

0.99

0.05

0.93

0.6

Rei

0.99

0.99

0.05

0.7

... ... ... ... ...

Figura 2.9: Exemplo da representação de um vocabulário segundo vetores de palavras (word embeddings). Adaptado
de [25].

Com esta metodologia já é possível efetuar comparações semânticas entre palavras. Termos seman-

ticamente relacionados terão vetores (embeddings) semelhantes. Por exemplo, ”Rei”e ”Rainha”são mais
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próximos no contexto do termo ”Realeza”e portanto, os vetores são mais próximos. Para além disso,

como os termos são representados por vetores, matematicamente, é possível efetuar operações aritmé-

ticas entre eles, adicionando e subtraindo significados de diferentes termos, permitindo a extração de

novos contextos, por exemplo, 𝑅𝑒𝑖 − 𝐻𝑜𝑚𝑒𝑚 +𝑀𝑢𝑙ℎ𝑒𝑟 = 𝑅𝑎𝑖𝑛ℎ𝑎 [25].

Quanto á implementação dos word embeddings, eles são baseados em sistemas de previsão e por

isso, usam redes neuronais, maioritariamente algoritmos de DL, para treinar os modelos (aprender os

pesos) e assim representarem os vetores das palavras. Neste sentido, o modelo mais usada é o word2vec,

um modelo baseado em DL desenvolvido pela Google [45]. Resumidamente, este modelo, durante o

processo de aprendizagem da rede, tem como objetivo aprender os pesos dos neurónios de uma camada

intermédia (oculta), que na verdade, corresponderão aos embeddings das palavras. O processo é simples,

são passados dados para a rede, sempre rotulados, e durante a aprendizagem a rede ajusta os pesos da

camada intermédia. Existem dois tipos de word2vec, embora sejam semelhantes, diferem na forma como

efetuam a previsão [36]:

• Modelo Skip-Gram: O modelo skip-gram dada uma palavra prevê as palavras circundantes. O

intervalo de palavras vizinhas é um hiperparâmetro, isto é, cabe ao utilizador escolher quantas

palavras vizinhas (tanto à esquerda como à direita) é que deseja ter em conta. Repare-se que

este valor está diretamente relacionado com a complexidade de computação e a qualidade dos

embeddings [36].

• Modelo CBOW (Continuous Bag-of-Words): O modelo CBOW, tem o funcionamento oposto,

ou seja, prevê a palavra central dando como input as palavras circundantes. Na verdade, a camada

intermédia acaba por ser igual ao modelo anterior, no entanto as dimensões da camada de entrada

e saída mudam.

Figura 2.10: Esquema das arquiteturas dos modelos CBOW e Skip-Gram. Fonte: [45].
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2.7 Conclusão

Terminada a revisão da literatura elabora-se agora uma análise crítica daquilo que foi investigado.

No diz que diz respeito à organização judiciária portuguesa, é possível concluir que o estudo realizado

permitiu ter uma visão unificada do sistema judicial português, que, a partir deste momento possibilita

contextualizar os dados que servirão de base para este projeto.

Relativamente ao estudo da inteligência artificial aplicada na área da justiça, para além de uma apre-

sentação dos princípios elaborados pela CEPEJ, que serão tidos em conta no desenvolvimento do projeto,

também se apresentaram vários estudos resultantes da interligação destas duas áreas. De facto, existe

uma panóplia de estudos científicos relacionados com o tema deste projeto, e como tal, é importante re-

alizar uma correlação entre os mesmos e a solução a ser desenvolvida. Uma das palavras-chave comum

à maior parte da literatura é PLN. Visto que os dados jurídicos são maioritariamente de tipologia textual

esta área de computação apresenta um papel fundamental na extração de conhecimento. Outro aspeto

importante que foi analisado é que as taxas de precisão dos estudos de previsão da decisão são, predo-

minantemente, valores entre os 70% e 80%, que desde logo, permitirá, no término do projeto, estabelecer

uma relação de qualidade entre a solução desenvolvida e os trabalhos relacionados.

Para além disso, todos os estudos são associados a dados específicos, geralmente de tribunais supe-

riores dos locais onde os estudos são efetuados. Neste sentido, aplicados a dados jurídicos portugueses

ainda não se efetuaram trabalhos relacionados, portanto este é um fator diferenciador da solução que

se pretende desenvolver. Por outro lado, as soluções existentes são muito técnicas com produtos finais

com pouca utilidade e transparência para o utilizador. Neste projeto, para além da parte de extração de

conhecimento, a solução que se pretende desenvolver destaca-se pela apresentação, ao utilizador final,

de informações de alto nível que serão úteis no seu quotidiano.
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de análise de dados judiciais

O principal problema, o qual se pretende apresentar uma solução com este projeto, passa pela necessi-

dade de estruturação e extração de conhecimento a partir de dados jurídicos portugueses. Neste sentido,

tenciona-se desenvolver uma solução caracterizada por um conjunto de mecanismos, que permita atingir

todos os objetivos inicialmente propostos.

O primeiro passo no desenvolvimento de uma solução técnica passa pela definição da arquitetura do

sistema. O objetivo desta arquitetura é facilitar a compreensão e organização das várias componentes da

solução. A Figura 3.1 apresenta a arquitetura da solução desenvolvida neste projeto.

Preparação, estruturação e
extração de conhecimento

1. Extração dos dados

2. Análise exploratória

3. Preparação dos dados

4. Extração de características

Experiências

Análise sentimentosSentimentos

Emoções

Tópico

Legislação

Termos frequentes

Previsão da decisão
Conhecimento

Visualização de informação

Figura 3.1: Arquitetura conceptual da solução desenvolvida.
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Nesta arquitetura destacam-se quatro componentes: a origem dos dados, que são os dados disponibi-

lizados pelo Instituto de Gestão Financeira e Equipamentos da Justiça (IGFEJ); a componente relativa aos

métodos e materiais; a componente que diz respeito às experiências realizadas com os dados; e a com-

ponente de apresentação e visualização de informações dos dados. Para além disso, também é possível

visualizar o conjunto de mecanismos cronológicos desenvolvidos, bem como os resultados obtidos atra-

vés dos mesmos, nomeadamente o conjunto de informações e conhecimentos intermédios: sentimentos,

emoções, tópico, legislação e termos frequentes.

Neste sentido, no presente capítulo é apresentado todo o trabalho prático desenvolvido. A divisão do

mesmo diz respeito ao conjunto de componentes apresentados na arquitetura de Figura 3.1.

3.1 Preparação, estruturação e extração de conhecimento a

partir dos dados judiciais

Esta secção visa apresentar as primeiras e fundamentais etapas do processo de extração de conheci-

mento. A divisão das secções segue um processo cronológico que passa por várias fases, nomeada-

mente a extração e agregação dos dados, seguindo-se a etapa de análise exploratória, onde são apre-

sentadas as principais características dos dados. Posteriormente, expõem-se os mecanismos usados no

pré-processamento e finalmente, umas das fases mais importante do projeto, a extração de característi-

cas, onde se apresentam as metodologias usadas na extração de informações e conhecimento dos dados.

A secção termina com uma síntese das tecnologias usadas neste projeto de dissertação.

3.1.1 Extração dos dados

A extração de dados é a primeira etapa de um processo de KDD que dependa dos dados de fontes

externas. Recolher os dados de diferentes fontes e integrá-los num único local permite ter uma visão

unificada e homogénea dos mesmos. Para isso, é preponderante estudar as fontes dos dados antes de se

efetuar o processo de extração. Deste modo, nesta secção apresenta-se a fonte, o processo de extração

e finalmente o sub-conjunto de dados que vai ser objeto de estudo.

Os dados que estão na origem deste projeto são provenientes do IGFEJ. O IGFEJ é um instituto público,

fundado em 2012, que tem como principal propósito a prestação de serviços fundamentais para o bom

funcionamento do sistema judiciário português. As suas responsabilidades assentam em várias áreas,

nomeadamente na gestão financeira e orçamental do Ministério da Justiça, monitorização das custas

processuais, gestão e manutenção do património do Ministério da Justiça e gerir, dinamizar e desenvolver
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os sistemas de informação relacionados com a justiça [50]. É, sobretudo, em consequência desta última

área de intervenção, que esta entidade disponibiliza uma base de dados jurídico-documental que contém

dados de acórdãos dos tribunais judiciais e administrativos superiores, dados de acórdãos do tribunal

constitucional, do tribunal de contas e julgado de paz, de vários anos1. Este instituto disponibiliza a base

de dados gratuitamente na internet no seu website. A organização da interface que contém a base de

dados é apresentada no esquema da Figura 3.2.

A B C

Figura 3.2: Organização do website que contém a base de dados. Numa primeira página são apresentados a
lista de tribunais (A) e o número de acórdãos de cada um. Selecionando um tribunal, é apresentada uma lista
com um número X de acórdãos, ordenados cronologicamente, com alguns metadados de cada processo (data,
descritores, relator, número do processo) (B). Para além da lista, apresenta-se um cabeça-lho que permite filtrar
processos e avançar para as páginas seguintes. Finalmente, ao selecionar um processo é exibida uma página com
as informações do processo, na forma de uma tabela (C).

Esta base de dados online apenas contém os dados para efeitos de rápida consulta e visualização via

uma interface web. Deste modo, a primeira etapa deste projeto de dissertação passou pela extração dos

dados de modo a tornarem-se passíveis de serem trabalhados e processados. Numa primeira instância

contactou-se o Conselho Superior da Magistratura, entidade responsável pelo esclarecimento de dúvidas

relativas aos dados, solicitando um método mais simples e rápido para obter os dados num outro for-

mato, por exemplo uma API, no entanto, a resposta foi de que não existia outra forma externa de acesso

aos dados. Neste sentido e já que o único acesso a esta base de dados é por via de um browser, as

possibilidades de extração dos dados são limitadas. Assim sendo decidiu recorrer-se a mecanismos de

web scrapping para esse efeito.

Apesar do termo web scrapping não ser recente, segundo Ryan Mitchell, este conceito de extração

automática de dados da internet tem vindo a apresentar designações diferentes, como por exemplo, screen

scraping e data mining. Este conceito é caracterizado pelo desenvolvimento de um programa automático

que acede a um servidor web, solicita dados (maioritariamente páginas na forma de HyperText Markup

Language (HTML)) e posteriormente extrai e armazena as informações selecionadas [21]. Tendo por base

este processo de web scrapping, desenvolveu-se um algoritmo, ajustável a cada tribunal, para extrair os
1http://www.dgsi.pt/home.nsf?OpenDatabase

34

http://www.dgsi.pt/home.nsf?OpenDatabase


CAPÍTULO 3. DESENHO E IMPLEMENTAÇÃO DE UM PIPELINE DE ANÁLISE DE DADOS JUDICIAIS

acórdãos e armazená-los no formato Comma-separated values (CSV). Apesar de esteticamente as páginas

de cada tribunal serem semelhantes, a sua estrutura HTML apresenta pequenas diferenças, que fez com

que o algoritmo tivesse de sofrer algumas alterações consoante o tribunal em questão, no entanto, a

formulação do mesmo foi igual em todos os casos e baseou-se no seguinte algoritmo:

1. Em primeiro lugar solicita-se a página inicial da lista de acórdãos do tribunal X.

2. De seguida entra-se num ciclo que itera sobre todas as páginas dessa lista.

3. Em cada página recorre-se às ferramentas da biblioteca BeautifulSoup para extrair a lista de urls

dos acórdãos.

4. Seguidamente itera-se sobre essa lista e para cada url solicita-se a página com a informação

detalhada do acórdão. Recorrendo à biblioteca BeautifulSoup extrai-se a informação do acórdão e

guarda-se numa estrutura de dados global.

5. Terminado o ciclo que percorre todas as páginas de listas de acórdãos, a estrutura de dados global

é convertida num ficheiro de formato CSV.

Este processo foi repetido para todos os tribunais e por conseguinte foi bastante moroso e computa-

cionalmente pesado, uma vez que entre cada solicitação ao servidos que contém os dados foi feito um

sleep de 8 segundos, isto é, um compasso de espera, para que o mesmo não fosse sobrecarregado. O

tempo de execução do programa para cada tribunal foi proporcional à quantidade de acórdãos do mesmo,

e portanto, no fim, a média de tempo de extração de todos os acórdãos de um tribunal foi aproximada-

mente 26 horas. Como resultado deste processamento obteve-se o conjunto de datasets representados

na tabela 3.1, perfazendo um total de 11 datasets com um tamanho acumulado de cerca de 9 GB.

Numa primeira análise superficial dos dados, verificou-se que, apesar de alguns parâmetros serem

diferentes de tribunal para tribunal, na generalidade, apresentam a mesma estrutura, ou seja são dados

semiestruturados. Por este motivo e porque os recursos computacionais são limitados, decidiu-se basear

todo o projeto de dissertação apenas nos dados dos tribunais da relação, nomeadamente, no tribunal da

relação do Porto, Évora, Lisboa, Coimbra e Guimarães. Note-se que, tudo o que se desenvolveu para estes

dados é facilmente replicável para todos os outros.
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Tabela 3.1: Tabela representativa dos datasets obtidos com o processo de extração. Contém o tamanho
em GigaBytes de cada dataset e o número de acórdãos presente em cada um.

3.1.2 Análise exploratória dos dados

A fase de exploração dos dados é crucial para o bom desenvolvimento de projetos de descoberta de conhe-

cimento. Antes de se efetuar qualquer processamento nos dados é essencial visualizá-los e interpretá-los

de forma a poder tomar-se as melhores decisões nas etapas seguintes. Nesta secção apresenta-se o

conteúdo e as principais características do conjunto de dados a ser estudado.

O dataset inicial é constituído pelas variáveis representadas na tabela 3.2.

Tabela 3.2: Constituição do dataset inicial.
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Na realidade, aquando da extração dos dados, foi identificado um maior número de variáveis, no

entanto, estavam presentes num número muito reduzido de acórdãos, o que não adjudicaria informação

relevante num cômputo geral. Deste modo aquelas que em mais de 90% dos acórdãos não tinham valor,

foram removidas de imediato, dando origem à constituição presente tabela anterior.

Este dataset é constituído por 130870 acórdãos e as datas da escritura dos acórdãos variam entre

06-04-1965 e 25-10-2019. As figuras 3.3 e 3.4 representam a distribuição de acórdãos por ano e mês.

Figura 3.3: Número de acórdãos ao longo dos anos. Figura 3.4: Número de acórdãos por mês.

De facto, o número de acórdãos inseridos na base de dados até ao ano de 1995, seguiu sempre uma

tendência de crescimento, isto deveu-se, possivelmente, aos avanços da tecnologia e informatização da

informação ao longo desses anos. Já nos últimos anos, a tendência tem sido de decréscimo.

Quanto à distribuição de acórdãos por mês observa-se quase uma constante ao longo dos meses do

ano, exceptuando uma clara diminuição nos meses de verão: julho, agosto e setembro. Isto, seguramente,

deve-se ao facto de os tribunais estarem fechados devido a férias laborais.

Por outro lado, analisando a distribuição de acórdãos pelos tribunais onde foram ajuizados os recursos,

Figura 3.5, constata-se que os tribunais de regiões com mais população, Porto e Lisboa, são os que,

efetivamente, reapreciam mais recursos, como já era espectável.

Figura 3.5: TRP - Tribunal da Relação do Porto; TRL - Tribunal da Relação de Lisboa; TRC - Tribunal da Relação de
Coimbra; TRE - Tribunal da Relação de Évora; TRG - Tribunal da Relação de Guimarães;
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Quanto aos descritores, palavras-chave associadas a cada acórdão, são extremamente importantes

no processo de pesquisa, uma vez que através dos mesmos é possível filtrar os acórdãos tendo em conta

as matérias tratadas. Segundo o IGFEJ os descritores são termos pré-definidos que constam numa tabela

sujeita a permanente atualização com vista a evitar uma expansão desmedida. No entanto, numa primeira

fase de análise exploratória, investigou-se a variabilidade deste campo e obteve-se um total de 30724

diferentes descritores usados neste dataset, que de facto, é um número bastante elevado, não permitindo

uma rápida categorização dos acórdãos. A Figura 3.6 apresenta os 15 descritores mais frequentes no

dataset.

Figura 3.6: Frequência dos 15 descritores com maior ocorrência no dataset.

Através da figura, pode destacar-se que existem pelo menos 4090 acórdãos que, de alguma forma,

estão relacionados com acidentes de viação, e que 4020 serão alusivos a indemnizações.

Por outro lado, observou-se a decisão do acórdão, que é a variável objetivo deste projeto. Como à

partida se pretende que esta seja uma variável categórica, analisou-se também a variabilidade da mesma

e constatou-se que existem 2799 tipos de decisão diferentes. A Figura 3.7 apresenta os 10 tipos de

decisão mais frequentes no dataset. Através do gráfico pode auferir-se desde logo que apesar de alguns

tipos apresentarem grafia diferente, semanticamente têm o mesmo significado.

Finalmente fez-se uma análise muito superficial do texto integral da decisão e verificou-se que na
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Figura 3.7: Número de ocorrência dos 10 tipos de decisões mais frequentes no dataset.

maior parte dos acórdãos o texto está subdividido em três partes: o relatório, que contém uma síntese

do processo e dos termos recorridos; a fundamentação onde o juiz fundamenta a decisão e apresenta a

legislação em que se baseou; e finalmente a decisão que contém objetivamente a decisão propriamente

dita. Apesar desta divisão ser quase transversal a todos os acórdãos, em alguns casos é mais explícita do

que em outros. Um exemplo do texto integral da decisão de um acórdão pode ser consultado em apêndice

na Figura A.1.

3.1.3 Preparação dos dados

A etapa de preparação dos dados tem como objetivo preparar, organizar e transformar os dados para

serem processados nas fases seguintes. Os procedimentos adotados nesta fase, apresentados nas se-

guintes secções, foram selecionados tendo em conta um conhecimento do domínio do problema e dos

mecanismos a serem aplicados posteriormente.

3.1.3.1 Valores em falta

Os números de valores em falta no dataset estão apresentados na tabela 3.3.

De facto, o campo com mais valores em falta é o texto integral da decisão. Sabendo à partida para

este projeto, que a principal fonte de conhecimento é o texto da decisão, todos aqueles acórdãos que não

apresentam texto não têm relevância no problema, deste modo, foram removidos. O mesmo se aplicou

ao campo decisão, já que, todos os acórdãos que não têm uma decisão não serão passíveis de serem

categorizados, e por isso também foram removidos. Todas as outras variáveis com valores em falta,

permaneceram com os valores NaN.
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Tabela 3.3: Valores em falta do dataset.

Como resultado deste processamento, originou-se um dataset com 79758 acórdãos.

3.1.3.2 Adição do ECLI

O European Case Law Identifier (ECLI) é um identificador de documentos jurídicos, normalizado, reco-

nhecível e compreensível tanto por humanos como por computadores. É um sistema de identificação

comum a todos os Estados-Membros da Europa que tem como principais objetivos facilitar a utilização de

bases de dados, otimizar a pesquisa de jurisprudência nacional e europeia e ainda simplificar a citação

de jurisprudência. É constituído, obrigatoriamente, pelas seguintes 5 partes [51, 53]:

• A sigla ”ECLI”: que caracteriza o identificador como sendo europeu de jurisprudência;

• O código do país;

• O código do órgão jurisdicional que proferiu a decisão;

• O ano em que a decisão foi proferida;

• Um numeral ordinal com um formato a decidir por cada país, nunca excedendo 25 caracteres. Em

Portugal, tem por base o número de processo.

Cada Estado-Membro é responsável por designar uma entidade governamental ou judicial para coor-

denar o ECLI a nível nacional. Uma das tarefas desta entidade é a criação da lista dos códigos para os

orgãos jurisdicionais, que no caso português, corresponde à identificação do Supremo Tribunal de Justiça -

«STJ» e aos Tribunais das Relações de Lisboa, Porto, Coimbra, Évora e Guimarães - «TRL», «TRP», «TRC»,

«TRE», «TRG», respetivamente. O coordenador deste identificador em Portugal é o Concelho Superior da

Magistratura [53].
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Um exemplo de um ECLI português é o seguinte:

ECLI:PT:TRL:2017:1062/14.9TVLSB.L1-2,

que corresponde à decisão proferida em Portugal, pelo Tribunal da Relação de Lisboa, em 2017, no

processo 1062/14.9TVLSB.L1-2.

No caso do projeto desta dissertação a fonte de dados não contém o ECLI como metadado dos

acórdãos. Portanto, para acompanhar a adesão de Portugal a esta identificação e todas as suas vantagens,

elaborou-se um script para adicionar o ECLI aos dados do dataset.

O intuito deste script foi cruzar os dados deste projeto com uma fonte externa que contenha o ECLI. A

fonte externa selecionada foi o portal e-Justice, um portal europeu da justiça, criado para tirar o máximo

partido da tecnologia na justiça que disponibiliza o melhor e mais eficiente acesso à justiça e à informação.

Uma das características deste portal é que disponibiliza um motor de busca ECLI, ou seja, que permite a

procura de decisões judiciais/sentenças através do identificador ECLI.

Tendo por base este motor, para cada acórdão, fez-se um pedido Web com o filtro de identificador

simples do acórdão (Número do processo) e a data do acórdão. Como resultado obtém-se uma página

com a informação do processo e através de mecanismos de web scraping (Secção 3.1.1) extraiu-se o

ECLI correspondente.

3.1.3.3 Categorização da variável dependente

Como se verificou na secção 3.1.2, ao analisar os valores únicos da decisão observou-se um valor extre-

mamente mais elevado do que era expectável, e por outro lado, como um dos principais objetivos deste

projeto de dissertação passa pela análise da correlação entre as várias variáveis de um acórdão com a de-

cisão tomada, uma das primeiras fases de pré-processamento foi obter uma categorização desta variável

que seja passível de ser processada.

De facto, a heterogeneidade da variável impossibilita a aprendizagem de qualquer modelo de ML. No

entanto, como já referido, verificou-se que na maior parte dos casos apesar da grafia das decisões ser

diferente, apresentam valores semânticos semelhantes. Ainda assim, como o know how no que toca a

termos jurídicos não é muito elevado recorreu-se a um advogado para esclarecer as expressões que são

juridicamente semelhantes e que nos possibilitam a categorização do mesmo modo, diminuindo assim a

diversidade de decisões.

Geralmente, os juízes aquando da análise do recurso, podem tomar uma das seguintes decisões:

• Aceitar o recurso e portanto reformular a sentença nos pontos recorridos;
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• Não aceitar o recurso e assim, manter a sentença do tribunal inferior;

• Aceitar parcialmente o recurso;

• Recusar parcialmente o recurso;

O esquema da Figura 3.8 apresenta a categorização da variável decisão bem como alguns dos sinó-

nimos que foram agrupados em cada categoria.

Decisões

Procedente Improcedente Parcialmente
procedente

Parcialmente
improcedente

Provido
Julgado Procedente
Alterada a decisão

Revogada a decisão
Provimento
Procedência

Anulada a decisão
Sentença anulada

Apelação improcedente
Negado provimento

Improvido
Decisão confirmada

Recurso improcedente
Não provido

Julgado improcedente
Sentença confirmada

Procedência parcial
Provido parcialmente

Provido parcial
Revogada parcialmente

Revogada em parte
Provimento parcial

Improcedência parcial
Confirmada parcialmente

Confirmada em parte
Parcialmente alterada

Não provido parcialmente
Sentença em parte alterada

Figura 3.8: Categorização das decisões dos acórdãos. A cada categoria correspondem alguns dos sinónimos que
foram agrupados.

Todos os outros tipos de decisão que não se enquadrem nestes 4, foram categorizados como ”Outra”

uma vez que não apresentam relevância no contexto do nosso problema.

Portanto, como consequência deste pré-processamento o número de acórdãos de cada categoria é o

que está apresentado na tabela 3.4. Reduziu-se drasticamente a variância dos valores o que permite, a

partir deste momento, aplicar mecanismos de descoberta de conhecimento.

Tabela 3.4: Número de acórdãos por categoria.
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3.1.3.4 Pré-processamento do texto

Como em todos os casos de análise e processamento de textos, antes de aplicar qualquer modelo de

aprendizagem é necessário efetuar um pré-processamento para adaptá-lo aos mecanismos a usar.

Antes de qualquer processamento, retirou-se do texto integral da decisão a parte correspondente à

decisão propriamente dita para não conter informação da decisão nas variáveis, tornando os modelos

posteriores mais realistas.

Neste caso de estudo foram implementados os seguintes mecanismos, de forma a limpar e adequar

a representação do texto para a posterior análise.

1. Tokenização: Aplicou-se um mecanismo de tokenização simples, ou seja, usou-se o delimitador

espaço para dividir o texto em tokens.

2. Remoção de palavras irrelevantes: Também se utilizou o procedimento de remoção das pa-

lavras que são muitas vezes repetidas num texto e são irrelevantes para o problema. Para além de

usar as listas de stopwords da língua portuguesa já existentes, também se adicionar palavras que

neste contexto não têm importância para o problema. A lista de palavras removidas está apresen-

tada no apêndice B.2.

3. Remoção de pontuação: Outra técnica adotada foi a remoção da pontuação.

4. Lematização: Finalmente, e de modo a reduzir substancialmente o vocabulário, foi aplicado o

processo de lematização a cada token.

3.1.4 Extração de características

A presente secção diz respeito à extração de características dos dados, que no inglês é designada por

”features extraction”. É uma das etapas mais relevantes deste projeto. Partindo do facto que a base de ex-

tração de conhecimento é o texto da decisão dos acórdãos judiciais, é importante transformar estes dados

textuais brutos numa forma passível de ser processada sem que haja perda de informação. Neste sen-

tido, as quatro subdivisões desta secção, representam as quatro principais informações e conhecimentos

extraídos do texto, que serão usados nas experiências posteriormente desenvolvidas.

43



CAPÍTULO 3. DESENHO E IMPLEMENTAÇÃO DE UM PIPELINE DE ANÁLISE DE DADOS JUDICIAIS

3.1.4.1 Termos mais frequentes

A principal fonte de conhecimento dos dados é o texto da decisão e portanto, uma forma de obter esse

conhecimento é obter uma representação do texto através dos dos termos mais utilizados pelos juízes

nos seus textos das decisões.

Neste sentido, foi feita uma vectorização do texto segundo uma técnica de PLN, denominada TF-

IDF, explicada na secção 2.6.2.3. Optou-se por esta técnica uma vez que, para além de permitir obter

a frequência dos termos, permite ainda o cálculo da relevância de cada um, sendo que o resultado é o

produto destas duas variáveis. Neste sentido, no contexto jurídico onde os termos são muito específicos,

ter conhecimento da importância de cada um é muito relevante. Para além disso o resultado da aplicação

desta técnica é uma matriz que serve de input para os mecanismos usados posteriormente.

Os parâmetros que foram ajustados são os seguintes:

• Min_df : parâmetro que representa o valor mínimo da frequência de um termo para este pertencer

ao vocabulário. Neste caso foi 10%, ou seja, os termos que apenas aparecem em menos de 10%

dos acórdãos são ignorados.

• Max_df : parâmetro que representa o valor máximo da frequência de um termo para este pertencer

ao vocabulário. Neste caso foi 90%, ou seja, os termos que aparecem emmais de 90% dos acórdãos

são ignorados, uma vez que são termos muito repetidos e por esse motivo deixam de contribuir

para qualquer conhecimento.

• Ngram_range: propriedade que representa o intervalo de limite inferior e superior dos n-grams

a serem extraídos. Neste contexto usou-se o intervalo (1,3), isto é, apenas foram tidos em conta

unigrams, bigrams e trigrams.

• Max_features: valor representativo do número limite de termos que são tidos em conta para a

construção do vocabulário. Neste projeto o número escolhido foi 2500 termos, tendo em conta o

número total de termos em todos os acórdãos e o limite computacional disponível.

Ainda que o limite de termos selecionado tenha sido 2500, no final da aplicação desta técnica, obteve-

se a matriz:

𝐷𝑇𝑎𝑥𝑡 (3.1)

onde,

𝑎 é o número total de acórdãos;

𝑡 são os 2305 termos mais frequentes nos textos.
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Deste modo, cada célula da matriz DT representa a frequência do termo 𝑡 no acórdão 𝑎.

3.1.4.2 Tópico

Uma das formas de extração de conhecimento de dados textuais é a categorização dos textos consoante

o conteúdo semântico que tratam. Neste projeto de dissertação o único campo que à partida permitiria

categorizar os acórdãos segundo a área temática seria os descritores. No entanto, como se chegou à

conclusão na análise exploratória, existem 30724 tipos de descritores diferentes, o que, com os recursos

de computação e temporais que se dispõe, impossibilita o uso de qualquer mecanismo de agrupamento

e categorização. Neste sentido, procedeu-se à classificação de acórdãos tendo em conta o conteúdo

semântico do texto da decisão.

Assim sendo, decidiu-se utilizar mais uma técnica de PLN, denominada topic modeling, uma vez que

esta técnica tem como objetivo obter tópicos abstratos associados a cada documento, e como consequên-

cia a associação semântica entre os documentos, que é o desejado neste problema. Um dos algoritmos

mais usados neste âmbito e portanto, que também se usou neste projeto foi o Latent Dirichlet Allocation

(LDA). O LDA é um modelo estatístico iterativo que tem como principio que um tópico é um conjunto de

palavras e um documento é uma mistura de tópicos. Portanto, tendo por base um número K de tópicos,

no final das iterações do algoritmo, a cada acórdão correspondem K associações, no entanto, no contexto

deste problema apenas se associa o tópico cujo valor de associação é mais elevado.

Neste sentido, partindo da matriz anterior DT 3.1, este algoritmo agrupa os acórdãos tendo em conta

as frequências dos termos nos mesmos, ou seja, acórdãos cujas frequências dos mesmos termos são

semelhantes terão uma classificação no mesmo tópico também ela semelhante.

O principal hyperparâmetro do LDA é o K, que é o número de tópicos que se espera como resultado

do algoritmo. Sendo um hyperparâmetro, trata-se de um valor que precisa de ser ajustado tendo em

conta o conhecimento profundo do domínio dos dados, para se perceber o que melhor se ajusta aos

mesmos. Ainda que existam algumas métricas de avaliação destes algoritmos, a mais usada continua a

ser a técnica manual, ou seja, treinar o algoritmo com vários valores de K e escolher o que melhor se

adapta ao domínio dos dados. No contexto do projeto desta dissertação testaram-se valores do intervalo

de 10 a 100, e tendo por base os termos que pertencem a cada tópico o que obteve melhores resultados

foi o valor K=20.

No final do algoritmo ainda se fez uma nova avaliação e os tópicos que apresentavam um conjunto

de palavras semanticamente semelhantes foram agrupados, foi o caso do 0-9-10 e o 2-18. O resultado

deste processamento está apresentado na tabela 3.5.
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Em síntese, no fim da aplicação desta técnica, a cada acórdão corresponde um número que caracte-

riza o seu tópico, ou seja, a categoria do conteúdo semântico do seu texto.

Tabela 3.5: Resultado do processo de modelação de tópicos. A cada tópico correspondem as 10 palavras
mais frequentes. A descrição foi atribuída manualmente, tendo em conta a semântica do conjunto de
palavras pertencentes ao tópico, bem como o conjunto de descritores mais frequente por tópico.

3.1.4.3 Legislação

Os textos das decisões estão repletos de citações de legislação, principalmente na parte da fundamentação

da decisão. Neste sentido, uma das formas de obter conhecimento a partir dos dados, é identificar as

citações no texto.
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Uma citação básica apresenta a seguinte norma: ”Artigo X, alínea Y do Z”, onde X é o número do

artigo, Y o número/letra da alínea e Z o código legislativo. No entanto, numa primeira análise dos textos

verificou-se que, apesar de seguirem a base da norma, existe muita variedade na forma de citações da

legislação, por exemplo: ”artigo 368.°-A, n.° 1 e n.° 2, do Código Penal”, ”Artº 87.°, n.° 1 e n.° 2, alíneas

a) e b), da Lei n.° 5/2006” e ”arts 25.°, alínea a) e 21.°, n.° 1, ambos do Decreto-Lei n.° 15/93”.

Deste modo, para extrair as citações dos textos foi elaborada uma expressão regular bastante com-

plexa, apresentada no apêndice B.1. Apesar da complexidade da expressão devido à heterogeniedade das

citações, na prática um dos objetivos é captar todas as expressões textuais que começam com um dos

seguintes termos: ”artº”, ”artigo”, ”arts”, ”art”. No que diz respeito ao caso de paragem é que gera mais

dificuldade uma vez que o nome do código legislativo pode apresentar muitas formas diferentes, como

por exemplo, ”Código Civil”, ”CC”, ”Decreto - Lei”, ”Lei nº”, ”C.P.C”, ”c.proc.civil” etc... Portanto todas

estas formas foram tidas em conta e no final, com esta expressão, alcançou-se uma eficácia de 90-95%

de filtragem das referências dos textos da decisão.

Chegados a esta ponto, associado a cada acórdão tem-se as expressões textuais referentes às citações

na sua forma bruta, ou seja, tal e qual como o juiz as citou. No entanto, ainda não é possível categorizar

esta variável já que, neste ponto, citações do mesmo artigo podem estar escritas de formas diferentes,

por exemplo, ”artigo 5 do código civil”, terá de ter a mesma correspondência que ”artigo 5 do cc”, ”art.

5 do C.Civil” ou até ”Art 5 do Cod. Civ.”.

Neste sentido, desenvolveu-se um sistema de padronização de referências com o objetivo de uniformi-

zar as citações numa forma passível de ser categorizada. Para esse efeito, criou-se uma base de dados em

ficheiro Json, onde se associou a cada legislação portuguesa2 as diferentes formas como estas surgem

nos textos. O excerto exemplificativo 3.1.4.3 é um trecho da base de dados do Código Civil.

Listagem 3.1: Excerto da base de dados de códigos legislativos e as diferentes formas que surgem no

textos.

{

”Sigla”: ”CC”,

”Nome”: ”Código Civil”,

”Sinónimos”: [ ”cc”, ”cciv”, ”código civil”, ”c civil”, ”c c”, ”c civ”, ”códcivil”, ”ccv”,

”cód civ”, ... ]

}

2Para elaborar a lista da legislação consultou-se diferentes bases de dados de direito online, nomeadamente: Diário da
República Eletrónico - https://dre.pt/; Base de dados Juridica Almedina - http://bdjur.almedina.net/; Autoridade
Tributária e aduaneira - https://info.portaldasfinancas.gov.pt/; Procuradia Geral Distrital de Lisboa - http://www.
pgdlisboa.pt/.
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A lista final dos códigos legislativos pertencentes à base de dados pode ser consultada em apêndice

na tabela B.1.

Construída a base de dados, o passo seguinte foi, para cada acórdão, estabelecer uma correlação

entre a citação propriamente dita e a base de dados. No final, e ignorando as alíneas dos artigos legislativos

citados, uma vez que são muito distintas e impossíveis de serem tratadas, para cada processo tem-se

uma lista das suas citações, por exemplo, da seguinte forma:

Listagem 3.2: Exemplo a lista final de citações associadas a um acórdão.

[

'Artigo_734_Código de Processo Civil',

'Artigo_527_Código de Processo Civil',

'Artigo_1362_Código Civil',

'Artigo_868_Código da Estrada',

'Artigo_70_Lei n 98/2009'

]

Como resultado deste processamento, obteve-se um total de 28985 artigos legislativos diferentes

citados em todo o dataset. Como tal, para se poder usar esta informação em contextos de aprendizagem

e previsão, mais uma vez, foi necessário reduzir a dimensionalidade da mesma. O conceito para esse

efeito foi baseado no agrupamento de artigos legislativos consoante a sua ocorrência simultânea nos

acórdãos. Isto é, artigos que aparecem maioritariamente citados juntos, pertencerão à mesma categoria.

Neste sentido efetuou-se o seguinte pipeline:

1. Construiu-se uma matriz de coocorrência de artigo vs artigo. Ou seja, cada célula representa o

número de vezes que os dois artigos aparecem citados em simultâneo no mesmo texto.

2. Aplicou-se a métrica de similaridade por cosseno3 à matriz anterior. Desta forma obteve-se uma

nova matriz, agora com as similaridades entre os artigos segundo a sua ocorrência.

3. De seguida foi aplicado um algoritmo de clustering, nomeadamente o spectral clustering4, à matriz

de similaridade para reduzir a dimensionalidade. O número de clusters é um hyperparâmetro e

por isso foi alvo de avaliação tendo em conta o desempenho final dos modelos. O número que, em

média, proporcionou melhores resultados em todos os tópicos foi o 15.
3A similaridade por cosseno é uma métrica que calcula a similaridade entre vetores tendo em conta o cosseno do ângulo

compreendido entre eles. Caso os vetores sejam iguais a similaridade é 1.
4O spectral clustering é umas das técnicas mais utilizadas no agrupamento de dados baseados em matrizes e que

proporciona melhores resultados.
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4. Finalmente, como em cada acórdão são citados inúmeros artigos e cada artigo tem uma categoria

correspondente, para associar uma categoria geral àquele acórdão, calculou-se a categoria mais

representada no mesmo.

Em suma, o resumo do pipeline do processamento de extração do conhecimento relativo aos artigos

citados está presente na Figura 3.9. Note-se que este pipeline foi desenvolvido para cada tópico. Isto é,

para o conjunto de acórdãos de cada tópico passam a existir 15 clusters de artigos legislativos.

Extração das expressões
textuais filtradas com a 

expressão regular.

Padronização das citações,
recorrendo-se à base de

dados criada.

Redução da dimensonalidade:

1. Matriz co-ocorrência;
2. Similaridade;

3. Cluster;
4. Associação de um cluster.

Figura 3.9: Resumo do processo usado para a extração do conhecimento relativo aos artigos legislativos citados
nos textos.

3.1.4.4 Sentimentos e emoções

Outra forma de obtenção de conhecimento dos dados é identificar a carga emocional e sentimental pre-

sente nos textos da decisão para depois verificar a correlação com a decisão. Neste sentido, recorreu-se

ao NRC Emotional Lexicon em português, um léxico com uma lista de 14182 palavras e as suas asso-

ciações a dois sentimentos: positivo e negativo; e a oito emoções básicas: raiva, medo, tristeza, alegria,

surpresa, confiança, entusiasmo e repulsa. Cada associação é representada por 1 ou 0, caso a palavra

esteja ou não associada à emoção ou sentimento [14].

Posteriormente, efetuou-se uma correspondência entre o dataset deste projeto e este NRC Emotional

Lexicon. O algoritmo de correlação foi simples: para cada palavra do texto extraiu-se o vetor de associações,

no final do texto somaram-se todas as associações de cada emoção/sentimento e dividiu-se pelo número

total de associações, por forma a obter a percentagem de cada emoção presente no texto e a sua carga

sentimental (positiva ou negativa).

Portanto no fim da aplicação desta técnica, obteve-se a matriz:

𝐷𝑆𝑎𝑥𝑒 (3.2)
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onde,

𝑎 é o número total de acórdãos;

𝑒 são as 8 emoções e os 2 sentimentos.

Deste modo, cada célula da matriz DS representa a percentagem da emoção/sentimento 𝑒 no acórdão

𝑎.

3.1.5 Tecnologias

Este projeto de dissertação foi maioritariamente desenvolvido recorrendo à linguagem de programação

Python. Esta linguagem teve um papel fundamental em todas as etapas do projeto, tanto na extração

dos dados, análise e preparação dos mesmos, como também na construção e avaliação dos modelos.

Além de Python ser uma linguagem prática, simples e versátil, uma das suas principais características é

o conjunto enorme de bibliotecas que podem ser usadas e que nos fornecem, de uma maneira rápida,

várias funcionalidades já implementadas. Portanto, como em todos os projetos baseados nesta linguagem,

usaram-se várias bibliotecas, destacam-se algumas mais relevantes, tais como: BeautifulSoup, Spacy,

Pandas, Seaborn, Nltk, Numpy, Gensim, etc.

Por outro lado, no que toca a recursos computacionais, devido ao volume elevado de dados e, prin-

cipalmente, por grande parte ser de tipologia textual, a computação requerida é elevada. Deste modo,

recorreu-se à computação na cloud, mais propriamente à Google Cloud Platform para desenvolver o tra-

balho. Apesar de se variar entre ambientes de desenvolvimento, grande parte do trabalho foi desenvolvido

numa máquina virtual com um CPU Intel Haswell com o sistema operativo Debian e 45Gb de RAM.

3.2 Experiências

Nesta secção é apresentada a componente da solução desenvolvida referente às experiências realizadas

com os dados. Aqui pretende-se expor o conjunto de mecanismos aplicados aos dados para extrair co-

nhecimento. A divisão da secção está relacionada com as duas grandes experiências realizadas: análise

de sentimentos e previsão da decisão.

A primeira caracteriza-se pela análise da carga emocional e sentimental presente nos textos e a sua

relação com a decisão do juiz. O estudo destas relações é importante, uma vez que vai de encontro

aos objetivos definidos, nomeadamente à aplicação de algoritmos analíticos e descritivos para desvendar

padrões nos dados que direcionem as decisões judiciais.

A segunda experiência passa pelo desenvolvimento de um sistema capaz de prever as decisões ju-

diciais, partindo das informações e conhecimentos extraídos dos dados anteriormente. Para além disso,
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como resultado desta modelação, pretende-se analisar e compreender a relação entre as informações

extraídas dos textos com a decisão do juiz, visando, mais uma vez, atingir os objetivos propostos.

3.2.1 Análise de sentimentos

Nesta secção é apresentada a primeira experiência realizada, que foi subdividida em dois ensaios. O

primeiro caracteriza-se pelo estudo da relação entre a carga emocional e sentimental e o segundo passa

pela análise da relação entre a carga emocional e a decisão do acórdão.

3.2.1.1 Relação emoções-sentimento

Segundo a psicologia o sentimento é o resultado de uma experiência emocional, ou seja, é caracterizado

pela interpretação do cérebro à experiência, física ou não, que a emoção proporcionou. Por exemplo, numa

situação do quotidiano em que uma pessoa sinta pânico de algo, normalmente, é gerado um sentimento

negativo.

Neste sentido, o primeiro ensaio passou pela análise da relação entre a carga emocional presente no

texto e o sentimento global do texto, que neste caso apenas pode ser um sentimento positivo, negativo

ou neutro.

Para esse efeito elaborou-se um gráfico de dispersão bidimensional de forma a poder-se visualizar a

relação entre essas duas componentes. O objetivo passa por verificar se existe uma dispersão espacial no

gráfico, que possibilite associar determinadas emoções a sentimentos. Cada ponto do gráfico representa

as emoções e a sua cor é representativa do sentimento do texto, como demonstra a Figura 3.10.

Raiva 0.14

Medo 0.25

Tristeza 0.06

Alegria 0.12

Surpresa 0.01

Confiança 0.12

Entusiasmo 0.02

Repulsa 0.54

pca_2d [0.12, 0.23]

Negativo 0.56

Positivo 0.44

Polaridade Negativo

+

+

B

A

C

Figura 3.10: Processo de construção do gráfico de dispersão para análise da relação emoções-sentimento. Numa
primeira fase, reduziu-se a dimensionalidade das emoções de 8 para 2, usando a técnica de Principal Components
Analysis (PCA) (A). Em paralelo calculou-se a polaridade do texto, ou seja, aquele sentimento commais percentagem
é o que é atribuído (B). No fim, tendo as coordenadas e a polaridade, construiu-se o gráfico de dispersão (C).

51



CAPÍTULO 3. DESENHO E IMPLEMENTAÇÃO DE UM PIPELINE DE ANÁLISE DE DADOS JUDICIAIS

3.2.1.2 Relação emoções-decisão

O segundo ensaio passou pelo estudo da relação entre a carga emocional do texto e a decisão do juiz,

que foi subdividido em duas experiências.

A primeira forma de estudo desta relação foi, tal como no caso anterior, através de um gráfico de

dispersão entre as duas componentes. O processo da construção do gráfico foi o mesmo da Figura 3.10,

no entanto, neste caso, cada ponto do gráfico representa as emoções e a sua cor é representativa da

decisão do juiz.

A segunda forma de estudo desta relação consistiu numa análise mais exaustiva da correlação entre

o conjunto de emoções e a decisão. Para tal definiu-se o problema como um problema de classificação,

isto é, de previsão da decisão tendo como principais variáveis explicativas, isto é, input dos modelos, o

vetor de emoções presentes no texto.

Como a variável decisão é categórica usaram-se alguns modelos de classificação simples para auferir

aquele que se ajustava melhor aos dados e, consequentemente apresentaria melhores resultados na

previsão, tais como:

• SVM (Support Vector Machine): O primeiro modelo construído foi um SVM (Secção 2.4.1)

recorrendo-se ao módulo SVC da biblioteca Sklearn.

• DT (Decision Tree): O segundo modelo foi uma árvore de decisão (Secção 2.4.3), usando-se o

módulo DecisionTreeClassifier da biblioteca Sklearn.

• MLP (MLP Classifier): O terceiro modelo implementado foi MLP, uma rede neuronal artificial

feedforward multicamada (Secção 2.4.5), recorrendo-se ao módulo MLPClassifier da biblioteca

Sklearn.

• KNN (K Neighbors Classifier): O quarto e último modelo treinado e testado, foi o KNN (Secção

2.4.4), utilizando-se o módulo KNeighborsClassifier também da biblioteca Sklearn.

Todos os modelos foram treinados e testados segundo o modelo de validação cruzada K-Fold. Esta

técnica caracteriza-se pela divisão do conjunto de dados em K subconjuntos e em cada iteração do

procedimento, os (k-1) subconjuntos são usados para treino e o restante para teste do modelo. A principal

vantagem deste método é a sua generalização, já que permite que todos os dados façam parte, pelo

menos uma vez, do conjunto de treino. Neste projeto de dissertação foi usado um valor de K igual a 10.

Para além disso, de forma obter os melhores modelos, efetuou-se um ajuste dos hiperparâmetros de

cada modelo, recorrendo-se a um método de pesquisa bruta, nomeadamente, ao módulo GridSearch da
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biblioteca Sklearn. É um método que avalia o modelo com todas as combinações possíveis de hiperparâ-

metros pré-estabelicidos, tabela 3.6.

Tabela 3.6: Conjunto de parâmetros usados para ajustar os modelos.

A métrica de avaliação usada em cada iteração do processo de validação cruzada foi a métrica simples

Accuracy, que contabiliza a percentagem de acerto do modelo, isto é, as vezes que o modelo previu de

forma correta a decisão do acórdão.

3.2.2 Previsão da decisão

A segunda grande experiência realizada passou pelo desenvolvimento de um sistema geral de previsão

da decisão judicial, tendo em conta todo o conhecimento extraído do texto.

Neste sentido, definiu-se o problema de previsão como um problema de classificação binária, isto é,

previsão da decisão como procedente ou improcedente. Todos os acórdãos com outro tipo de decisão

foram ignorados, já que, contêm muita variedade de tipos de decisão e não permitem a criação de bons

modelos preditivos e consequente extração de conclusões.

Para efeitos de análise posterior definiu-se a decisão dos acórdãos improcedentes com -1 e proce-

dentes com 1, o que permitiu analisar os pesos resultantes do treino do modelo, isto é, variáveis com

pesos positivos serão maioritariamente indicativas de procedência e as variáveis com pesos negativos

serão mais indicativas de improcedência.

Quanto ao desenvolvimento dos modelos, optou-se por implementar um sistema distribuído, isto é,

treinar um modelo para cada tópico, o que permite auferir, para cada área temática de acórdãos, as

variáveis que mais influenciam a decisão.
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Posteriormente, para encontrar a melhor combinação de variáveis que permitem a previsão da deci-

são, para cada tópico foram definidos, treinados e testados vários cenários, tabela 3.7.

Tabela 3.7: Combinações de variáveis usadas para a previsão da decisão.

Todos estes cenários foram usados para treinar e testar modelos de SVM. Ao contrário da experiência

anterior, onde se testaram diferentes modelos de ML, neste caso, apenas se implementaram modelos

SVM, por várias razões:

• São modelos que apresentam bons resultados em problemas de classificação usando variáveis

textuais;

• Em grande parte da literatura relacionada com o projeto desta dissertação, estes modelos são os

que apresentam melhores resultados;

• São modelos que, usando um kernel linear, permitem obter várias conclusões explicativas, per-

mitindo interpretar os resultados [3]. Neste problema não se pretende um sistema ”caixa negra”,

ou seja, que não permita entender o porquê dos resultados. Portanto, este ponto foi fundamental

nesta escolha.

Tal como na experiência anterior, todos estes modelos foram treinados e testados segundo omodelo de

validação cruzada K-Fold. Quanto à hyperparametrização, como o kernel usado é linear, apenas se ajustou

o parâmetro de regularização do erro, C, que se fez variar entre os valores do intervalo [1, 10, 100].

A precisão dos modelos foi calculada segundo a métrica simples de Accuracy que contabiliza a per-

centagem de acerto do modelo, ou seja, o rácio entre o número de vezes que o algoritmo acertou na

previsão da decisão e o número de amostras. A Accuracy final corresponde à media do resultado obtido

nos 10 folds.

Em suma, o pipeline do desenvolvimento dos modelos está exemplificado no esquema da Figura 3.11.
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Figura 3.11: Pipeline de desenvolvimento dos modelos preditivos. Depois de se computar e associar a cada processo
o seu tópico, separou-se o dataframe inicial tendo em conta o tópico correspondente. Posteriormente, para cada
tópico foi calculado o número de acórdãos da menor classe da variável decisão, e feito um balanceamento, isto é,
definir o mesmo número de acórdãos procedentes e improcedentes. Seguidamente, passou-se à criação das três
combinações de variáveis e finalmente treinaram-se e testaram-se os modelos recorrendo ao modelo de validação
cruzada, ajustando o hyperparâmetro C, para que no fim se obtive-se o cenário e o modelo commelhores resultados.

3.3 Visualização de informação

Em paralelo ao processo de modelação e previsão das decisões judiciais, desenvolveu-se um protótipo de

uma dashboard, indo de encontro ao objetivo inicialmente definido onde se pretendia uma visualização

dos dados através de um painel de controle.

No cômputo geral, as dashboards são painéis que exibem métricas e indicadores para a monitoriza-

ção dos resultados de uma entidade ou empresa. No entanto, no contexto desta dissertação a dashboard

desenvolvida tem como finalidade a otimização da pesquisa de jurisprudência, a pesquisa de legislação,

a visualização de estatística sobre os tribunais nacionais e ainda a correlação de vários parâmetros apre-

sentada graficamente.

O principal propósito destes sistemas de auxílio dos profissionais de direito, sejam eles advogados,

juízes ou procuradores é essencialmente a otimização das tarefas diárias que são demoradas e repetitivas.

Neste caso, para além disso, pretende-se que este também seja, num futuro, um sistema de apoio à

tomada de decisão já que contempla várias informações de decisões passadas, que podem servir de

auxílio para decisões futuras semelhantes.
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3.3.1 Desenvolvimento

No que toca ao desenvolvimento deste sistema, optou-se por dividi-lo em duas aplicações: o frontend e o

backend. O frontend é a aplicação responsável pela interação com o utilizador, enquanto que o backend

trata de todo o processamento dos dados. Quando às tecnologias e frameworks optou-se por utilizar a

stack tecnológica apresentada na Figura 3.12.

Frontend

Backend

Base de dados

Figura 3.12: Stack tecnológica utilizada no desenvolvimento do sistema.

Relativamente à camada de dados, decidiu usar-se MongoDB para a persistência dos dados, uma vez

que este motor está bem integrado com a framework utilizada na camada intermédia e por isso permite

uma fácil conexão. Para além disso utiliza base de dados orientadas a documentos, que são as que mais

se ajustam à tipologia dos dados deste projeto. Os dados são os mesmos que se usaram na previsão, ou

seja, os acórdãos dos tribunais da relação já pré-processados e com a adição do conhecimento extraído,

que foi apresentado na secção 3.1.4.

No que diz respeito ao backend, utilizou-se NodeJS, uma framework de javascript. Esta escolha deveu-

se ao facto da grande familiarização com a mesma e ainda porque permite a fácil criação de uma API

REST. Por fim, na camada de apresentação, no frontend, utilizou-se ReactJs, uma framework muito usada

nos dias de hoje no desenvolvimentoweb. Para além disso apresenta uma robusta documentação emuitas

bibliotecas que permitem a replicação de componentes de uma forma rápida.

3.3.2 Principais funcionalidades

Esta secção tem como objetivo apresentar as principais características do protótipo desenvolvido. Decidiu

dividir-se a aplicação em quatro principais funcionalidades que são abordadas mais detalhadamente nas

secções seguintes.
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3.3.2.1 Estatísticas globais

Partindo do conceito de disponibilizar ao utilizador uma ampla gama de estatística sobre o estado da

justiça em Portugal, ao entrar na aplicação é apresentada uma página inicial contendo estatísticas globais

sobre os dados presentes na base de dados e ainda sobre a eficácia dos tribunais portugueses, estas

últimas são informações recolhidas da fonte externa PORDATA5.

A Figura 3.13 apresenta parte da página inicial onde é exibido o número de acórdãos da base de

dados, o número de juízes, o número de tribunais e um gráfico que contém a evolução da taxa de eficácia

dos tribunais da relação ao longo dos anos. A restante informação apresentada nesta página pode ser

consultada em apêndice na Figura D.1.

Figura 3.13: Excerto da página inicial da aplicação.

3.3.2.2 Pesquisa simples

Uma das funcionalidades da aplicação é um motor de busca simples. Este motor caracteriza-se pela

aplicação de filtros simples aos dados, nomeadamente, a filtragem dos acórdãos por número de processo,

ano, juiz, tribunal, ECLI e área temática. Como resultado da pesquisa é apresentada uma lista com a

meta informação de cada acórdão correspondentes ao filtro. Além disto também se dá a possibilidade ao

utilizador de, para cada acórdão, expandir a sua informação mais detalhada, como exemplifica a Figura

3.14.

5https://www.pordata.pt/Home

57

https://www.pordata.pt/Home


CAPÍTULO 3. DESENHO E IMPLEMENTAÇÃO DE UM PIPELINE DE ANÁLISE DE DADOS JUDICIAIS

Figura 3.14: Excerto da página da funcionalidade de pesquisa simples com a aplicação do filtro de ano igual a 2008.

3.3.2.3 Pesquisa avançada

Ao contrário do motor de busca simples, esta funcionalidade permite conjugar vários filtros obtendo-se

uma informação mais precisa daquilo que é desejado. Neste sentido, é possível combinar filtros de quatro

variáveis: área temática, descritores, tribunal e juiz.

Como resultado, para além da lista dos acórdãos selecionados através do filtro, são apresentados grá-

ficos que, dependendo da conjugação escolhida, podem ser diferentes. Por exemplo, no caso do utilizador

apenas selecionar a área temática e o tribunal, são fornecidos três gráficos: o primeiro sobre os oito juizes

que mais decidiram nos acórdãos filtrados e a percentagem de cada tipo de decisão que tomaram, Figura

3.15, o segundo sobre os descritores mais frequentes e ainda um mais genérico com a percentagem

global de cada tipo de decisão, estes últimos podem ser consultados em apêndice na Figura D.3.

Figura 3.15: Excerto da página da funcionalidade de pesquisa avançada com a aplicação do filtro da área temática
igual a ”Família/Parentalidade/Menores”e o tribunal igual a Tribunal da Relação de Guimarães.
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3.3.2.4 Legislação

Por fim, implementou-se uma funcionalidade para apresentar informações da relação de artigos citados

e decisão do acórdão. Deste modo, é possível procurar por acórdãos de uma área temática nos quais

um determinado artigo legislativo foi referenciado. Tal como nos casos anteriores é apresentada a lista de

acórdãos selecionados pelo filtro mas também dois gráficos: um referente à percentagem de cada tipo

de decisão nos acórdãos filtrados e outro relativo aos artigos legislativos mais referenciados em acórdãos

da área temática selecionada. A Figura 3.16 apresenta um exemplo desta funcionalidade.

Figura 3.16: Excerto da página da funcionalidade de pesquisa de legislação com a aplicação do filtro de área temática
igual a ”Família/Parentalidade/Menores”com o artigo 5 do Regime Geral do Processo Tutelar Cível. Através desta
informação pode-se tecer várias conclusões, como por exemplo, a de que em 43% dos acórdãos desta área temática
em que este artigo foi referenciado a decisão tomada foi Procedente, e que o artigo legislativo mais usado pelos
juízes, na sua fundamentação, em acórdãos desta área é o 1906 do Código Civil.
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Capítulo 4

Resultados e discussão

O presente capítulo visa apresentar, interpretar e discutir os resultados obtidos neste projeto. Neste sen-

tido o capítulo divide-se em três partes: a primeira relativa à experiência de análise de sentimentos, a

segunda diz respeito aos resultados obtidos na experiência de previsão da decisão e termina com um

tópico referente à componente de visualização de informação.

4.1 Análise de sentimentos

Nesta secção são apresentados os resultados obtidos com a realização da primeira experiência. A divisão

da secção diz respeito aos dois ensaios realizados.

4.1.1 Relação emoções-sentimento

Como resultado do primeiro ensaio que foi realizada e que diz respeito à análise da relação entre a carga

emociona e sentimental no texto, obteve-se o gráfico de dispersão da figura 4.1.

De facto, à primeira vista é possível verificar uma ligeira diferença das distribuições das duas polari-

dades (Negativa, Positiva), isto é, uma concentração de acórdãos com carga negativa mais à esquerda,

e positiva mais à direita do gráfico.

No nosso quotidiano é normal que várias emoções estejam geralmente relacionadas com sentimentos.

No entanto, no mundo judicial é natural que assim não o seja. Os juízes são por norma muito pouco
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Figura 4.1: Distribuição no espaço bidimensional dos processos segundo a sua carga emocional e polaridade sen-
timental (Negativa, Positiva, Neutra)

expressivos sentimentalmente. Deste modo, se por um lado se verifica uma ligeira diferença no gráfico,

também é notório que não é possível identificar um padrão muito explicativo que nos permitam tecer

conclusões mais concretas relativamente a esta relação. Para tal acontecer, os dados das diferentes

categorias, graficamente, teriam de apresentar uma dispersão maior entre as polaridades o que permitia

concluir, por exemplo, que as emoções x,y,z estão, maioritariamente relacionadas com o sentimento

positivo ou negativo. Com este resultado tal não é possível, já que a diferença é muito diminuta.

4.1.2 Relação emoções-decisão

Já no que toca ao segundo ensaio, o gráfico de dispersão que se obteve foi o da figura 4.2.

Figura 4.2: Distribuição no espaço bidimensional, dos processos segundo a sua carga emocional e a decisão do
tribunal.

Os resultados foram semelhantes aos anteriores, o que vem reforçar a ideia de que não é possível
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auferir padrões nos dados. Neste caso, ainda é mais vincada a aleatoriedade dos dados, o que nos

demonstra a pouca correlação existente entre as emoções e a decisão.

Ainda assim, efetuou-se a análise mais exaustiva recorrendo a modelos preditivos e os resultados

obtidos foram os presentes na tabela 4.1.

Tabela 4.1: Precisão dos diferentes modelos implementados. A coluna ”3 categorias”corresponde aos
resultados com as 3 variáveis dependentes (Procedente, Improcedente, Outra), a coluna ”2 categorias”diz
respeito aos resultados dos modelos cujos dados apenas contêm as 2 variáveis principais (Procedente,
Improcedente). A negrito está assinalado o melhor resultado.

De facto, analisando a tabela dos resultados verifica-se que o desempenho dos modelos não é muito

favorável ao compararmos com os modelos base de aleatoriedade. Ainda assim, é de destacar que a

remoção dos processos cuja decisão pertence à categoria ”Outra”, melhorou cerca de 10% a precisão

dos modelos. Isto deve-se ao facto desta variável englobar uma grande heterogeneidade de decisões e

como tal introduz enviesamento nos modelos.

Na prática, o melhor modelo implementado, com 62.1% de precisão, permite auferir que, em cerca

de 62.1% dos casos de teste, o modelo acerta na decisão do tribunal, tendo por base apenas a carga

emocional do texto de decisões passadas. Como existem duas variáveis outputs, o valor de accuracy de

referência seria 50%, e portanto com os resultados obtidos, pode-se afirmar que o melhor modelo supera

o modelo base em 12%, que, de facto, é pouco satisfatório.

Deste modo, o modelo não é explicativo o que não permite afirmar que, a carga emocional presente

no conteúdo textual de um processo está diretamente relacionada com a decisão tomada. Na verdade,
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os maus resultados obtidos já eram esperados. À partida para este estudo, já se tinha uma ideia pré-

concebida da prevalência da racionalidade sobre a emoção dos juízes no ato de julgar. No entanto, o

objetivo passava por investigar se, computacionalmente, seria possível extrair a carga emocional dos textos

e encontrar correlações nos dados, corroboradas pelos resultados da investigação, que permitissem tecer

conclusões sobre a relação emoção-decisão.

Uma explicação jurídica para estes resultados é que um dos princípios mais relevantes de um juiz é

o equilíbrio emocional, isto é, o juiz deve ter um domínio sobre as suas emoções, não se deixando levar

por elas. Um juiz tem de ser sensato, sereno e principalmente imparcial, nunca tomando partido de um

dos lados, permitindo uma abstração emocional que lhe permite decidir.

4.2 Previsão da decisão

No que toca à segunda grande experiência efetuada, os resultados do pipeline da figura 3.11 estão apre-

sentados na tabela 4.2.

Tabela 4.2: Precisão dos modelos de cada tópico tendo em conta os diferentes cenários de conjuntos de
variáveis.
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Partindo destes resultados, o primeiro facto a ser auferido é que o cenário 1 de combinações de

variáveis é aquele que proporcionou modelos com melhores resultados. Em consequência deste facto

pode-se afirmar que tanto a variável ”Ano”, no cenário 2, e a variável ”Juiz”, no cenário 3, não acres-

centam conhecimento ao modelo, ou seja, a decisão do acórdão não é influenciada pelo ano em que foi

escrito, nem pelo juiz que relatou o acórdão.

Para além disto é notório que tópicos cuja quantidade de dados é maior apresentam melhores resul-

tados, o que indica que a accuracy dos modelos depende do número acórdãos usado no processo de

treino. Por este motivo, estes modelos serão passíveis de serem melhorados ao longo do tempo com o

treino de novas entradas de dados. Ainda assim, explorando a accuracy obtida, atingir uma média de

76% e ter modelos em tópicos a ultrapassar os 80%, já é matéria substancial para se poder assumir

que as informações textuais extraídas estão algo relacionados com a decisão do juiz. Para além disso ao

estabelecer uma relação com outros trabalhos relacionados, nomeadamente de previsão de decisões judi-

ciais, apresentados na revisão da literatura, é percetível que estes resultados estão num patamar idêntico,

superando até grande parte deles.

Como o cenário que proporcionoumelhores resultados foi o 1, decidiu-se analisar mais exaustivamente

esses modelos, em duas vertentes: relação da legislação citada com a decisão e a relação dos termos

mais frequentes com a decisão.

No que diz respeito à primeira relação, analisou-se a correlação entre os clusters de legislação e a

categoria da decisão. Note-se, mais uma vez, que cada cluster de legislação representa o conjunto de

artigos que geralmente são citados em conjunto. Deste modo, construíram-se gráficos de barras para cada

tópico, onde a cada cluster corresponde o número de acórdãos procedentes (vermelho) e improcedentes

(verde). As figuras 4.3 e 4.4, representam esses gráficos para o tópico 1 - ”Insolvência / Crédito”e 19 -

”Arrendamento / Obras”, respetivamente.

Figura 4.3: Distribuição dos acórdãos pelos diferen-
tes clusters de legislação e pelas duas categorias de
decisão no tópico 1.

Figura 4.4: Distribuição dos acórdãos pelos diferen-
tes clusters de legislação e pelas duas categorias de
decisão no tópico 19.
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Como é possível visualizar nestes gráficos, existe uma distribuição uniforme das duas categorias de

decisão em cada cluster de artigos citados. Isto é, a maior parte dos clusters apresenta o mesmo número

de acórdãos com decisão procedente e improcedente. Deste modo é possível concluir que a citação dos

artigos legislativos não está diretamente associada à procedência ou improcedência dos recursos. Os

gráficos dos outros tópicos podem ser consultados no apêndice C.

Quanto à segunda relação, termos mais frequentes com a decisão, tirando partido do uso de um

kernel linear no modelo implementado, é possível analisar os termos que mais influenciam, tanto na

previsão de procedência como de improcedência de recursos. Neste sentido, a tabela 4.3 apresenta, para

cada tópico, os quatro termos com maiores e menores pesos. Aqueles termos com maiores pesos, são

os que têm maior relação com o facto do acórdão ser ajuizado como procedente e, por outro lado, os

que têm menores pesos são os que têm mais influência na decisão improcedente. À primeira vista, estes

termos não apresentam informação e apenas são encarados como palavras soltas, uma vez que não se

tem o conhecimento sobre o motivo que deu origem ao recurso. No entanto, num trabalho futuro, se

fosse possível saber o que levou uma das partes a recorrer da decisão de um tribunal inferior, teríamos

um contexto perfeito que nos permitiria perceber a associação das palavras à decisão.
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Tabela 4.3: Análise dos pesos dos modelos implementados. Apresentação dos termos com maiores e
menores pesos do melhor modelo SVM obtido, ou seja, aqueles que têm maior influência na decisão
procedente e improcedente.
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4.3 Visualização de informação

No que diz respeito à componente da visualização de informação, a dashboard apresentada surge no

contexto do objetido definido inicialmente que pretendia a implementação de um painel de controle para

visualizar os dados. É de ressaltar que a dashboard ainda está numa fase embrionária, podendo até, ser

considerada um protótipo, por isso é passível de melhoramentos e aumento das suas funcionalidades.

Ainda assim o que se implementou já se considera bastante útil no quotidiano dos profissionais de di-

reito, pois se por um lado esta plataforma permite uma visualização de alto nível dos dados, por outro

permite gerar informações e conhecimento a partir dos dados recorrendo a mecanismos gráficos de fácil

interpretação. Ainda assim é importante, no futuro, ter uma apreciação crítica de um profissional da área

da justiça, para saber as potenciais melhorias a serem aplicadas.
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Conclusões e trabalho futuro

A integração da tecnologia nos sistemas judiciais está cada vez mais presente da realidade atual. Também

é factual que a inteligência artificial está intrinsecamente ligada aos sistemas tecnológicos que se vão

desenvolvendo, e por isso, é inevitável a sua presença nos sistemas judiciais. É percetível que a tecnologia

tem um poder transformacional em várias áreas da justiça, no entanto, a mais sensível, aquela que divide

opiniões e que está em diferentes fases de implementação nos vários países é a justiça preditiva. Como

um dos principais focos desta dissertação é precisamente nessa área, é de notar que se deu um passo

importante no que toca a esta matéria, especificamente em Portugal.

No que diz respeito aos ojetivos que foram inicialmente propostos, cabe agora avaliar se foram ou não

atingidos.

Num primeiro objetivo pretendia-se agregar dados semiestruturados em larga escala. Este objetivo foi

atingido na medida em que a grande quantidade de dados, mais propriamente, dos diferentes tribunais foi

extraída e agregada em formatos passíveis de serem processados. É de realçar que, depois de definidas

as fontes dos dados, as primeiras etapas do desenvolvimento do projeto, nomeadamente a extração e

preparação dos dados foram as mais morosas, tal como já é normal acontecer em projetos deste âmbito.

O segundo objetivo consistia na aplicação dinâmica de algoritmos analíticos e de previsão para des-

vendar padrões que direcionam as decisões judiciais. Se por um lado se fez uma análise exploratória dos

dados, examinando as principais características dos mesmos, por outro efetuaram-se duas experiências

que permitiram desvendar padrões nos dados. Enquanto que na primeira experiência, análise de senti-

mentos, se obtiveram resultados pouco satisfatórios, o que já era expectável, nomeadamente a pouca
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relação entre a carga emocional dos textos dos juízes e a decisão do acórdão, na segunda experiência,

previsão da decisão, obtiveram-se resultados bastante satisfatórios, uma média de accuracy de 76%, que

permitiu auferir relações entre as variáveis textuais e a decisão judicial. Neste sentido, pode-se concluir

que este objetivo também foi atingido com sucesso.

No que toca ao terceiro objetivo que passava pela análise e compreensão das variáveis relacionadas

com a decisão do juiz, de facto, neste projeto não se limitou apenas à apresentação dos resultados, foi

também analisado o porquê dos mesmos e deste modo, foram escrutinadas as variáveis que mais ou

menos influenciavam o resultado. Portanto, este objetivo também foi alcançado.

Finalmente, o último objetivo proposto consistia no desenvolvimento de um painel de controlo com

informações dos dados. A dashboard desenvolvida surgiu no âmbito deste objetivo. Para além de ser uma

plataforma com inúmeras estatísticas dos dados, apresenta funcionalidades que vêem otimzar as tarefas

recorrentes dos profissionais do direito, principalmente na pesquisa de jurisprudência e legislação.

Tendo em conta todos os objetivos atingidos e estando o projeto concluído é agora possível responder

à questão de investigação inicialmente proposta, nomeadamente, ”É possível um sistema, com recurso a

mecanismos inteligentes, gerar informação e conhecimento útil a partir de dados jurídicos portugueses?”.

A resposta a esta questão começa na revisão da literatura, quando se aborda a relação da inteligência

artificial com a justiça e se expõem vários casos de estudo, que desde logo, demonstram esta possibili-

dade. Para além disso, a resposta está patente em todo o desenvolvimento prático do projeto, uma vez

que os mecanismos desenvolvidos, usando a inteligência artificial, permitiram a extração de inúmeras

informações e conhecimentos a partir dos dados, tais como:

• As informações recolhidas na análise exploratória, como por exemplo, os descritores mais frequen-

tes, os vários tipos de decisões dos juízes, a distribuição dos acórdãos por ano e mês, entre outras.

• Categorização dos acórdãos a partir do conteúdo textual.

• A extração da legislação citada nos textos dos acórdãos.

• O conhecimento dos artigos legislativos que geralmente são citados simultaneamente nos textos

de cada área temática.

• A carga emotiva e sentimental presente nos textos dos juízes.

• A baixa relação entre a carga sentimental e emotiva com a decisão.

• Modelos inteligentes capazes de prever a decisão tendo em conta os termos frequentes e a legis-

lação.
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• Os termos que mais estão relacionados com a decisão procedente e improcedente.

• A baixa relação entre os artigos legislativos e a decisão.

• A visualização gráfica, através da dashboard, de várias informações sobre os juízes, tribunais e

artigos legislativos.

Outro aspeto importante a ter em consideração, após o término do projeto, é a análise do trabalho de-

senvolvido, de modo a verificar se respeita os princípios elaborados pela CEPEJ sobre o uso da inteligência

artificial na justiça:

• Princípio do respeito dos direitos fundamentais: Todos os mecanismos tanto de modelação

como previsão não põem em causa os direitos fundamentais. Não substituem qualquer decisão

jurídica nem afetam o direito a um julgamento justo.

• Princípio da não discriminação: Os padrões que foram detetados nos dados, tanto na análise

exploratória como no resultado da aplicação de mecanismos de ML não demonstram padrões

discriminatórios. Um dos principais motivos para isto, é o facto dos acórdãos omitiram a informação

da identificação dos intervenientes nos mesmos.

• Princípio da qualidade e da segurança: No que diz respeito à qualidade dos mecanismos

desenvolvidos, de facto, pode dizer-se que não houve um ambiente multidisciplinar no desen-

volvimento do projeto, no entanto, existiram troca de ideias com os supervisores do projeto que

permitiram avaliar a qualidade do mesmo. Quanto à segurança, os dados utilizados são de fon-

tes seguras, nomeadamente de instituições oficiais portuguesas. Para além disso, o ambiente de

desenvolvimento foi a Google Cloud, que usa infraestruturas altamente monitorizadas ao nível da

segurança.

• Princípio da transparência, imparcialidade e equidade: Este princípio é maioritariamente

aplicado a sistemas já difundidos e implementados no quotidiano, uma vez que diz respeito, princi-

palmente, à possibilidade de efetuar auditorias aos sistemas. Como tal, neste momento não existe

uma forma concreta de avaliar se este princípio é ou não respeitado.

• Princípio ”controlo do utilizador”: Tal como o anterior, este princípio também é aplicado a

sistemas já difundidos, ainda assim, durante o desenvolvimento optou-se por implementar meca-

nismos que permitissem explicar os resultados, o que, na possibilidade de expansão deste sistema

para a realidade jurídica, permitiria respeitar este princípio.
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Tecnicamente, os principais desafios encontrados neste projeto foram a extração, preparação e estru-

turação dos dados e ainda o treino e validação dos modelos implementados, mais propriamente, devido à

grande quantidade de tempo e recursos computacionais exigidos nestas tarefas. Não obstante, finalizado

o trabalho, é importante salientar o grande poder das tecnologias de inteligência artificial, do processa-

mento de linguagem natural e da análise de dados, aplicadas a dados judiciais. Por este motivo é de

extrema importância a cooperação entre os profissionais da justiça e da tecnologia para acompanhar a

evolução da relação justiça-tecnologia.

Como trabalho futuro pretende transformar-se todos os mecanismos desenvolvidos num sistema efe-

tivo de apoio ao processo de tomada de decisão, mais propriamente, na incorporação na dashboard de

um sistema de previsão. Para além disso, como foi referido durante o projeto, o mesmo foi desenvolvido

com os dados dos tribunais da relação, por isso, outro trabalho futuro importante seria aplicar todo o

pipeline aos acórdãos de outros tribunais, repare-se que, tecnicamente, o trabalho está preparado para

esse efeito. Por outro lado, também se pretende uma futura cooperação com colaboradores da área da

justiça para saber, efetivamente, as vantagens e as limitações deste projeto, nomeadamente, nas tarefas

do seu quotidiano.
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Apêndice A

Estrutura do texto integral da decisão

Relatório

Fundamentação

Decisão

Figura A.1: Exemplo do texto integral da decisão de um acórdão do Tribunal da Relação de Coimbra, com o destaque
das diferentes partes: relatório, fundamentação e decisão.
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Apêndice B

Preparação dos dados

Listagem B.1: Expressão regular usada para filtrar as citaçaões de artigos legislativos.

regex = r”((artº|artigo|arts|art\.|art°).{1,50}?)(d[aeo]s?)(\ +((\b[A-Z][\.a-zçõóéèíãêáàõ]+

[nº°\”\. ]*?[0-9/-A-Z]+)|(\b[A-Z][A-Z]+ [nº°\”\. ]*?[0-9/-A-Z]+)|(\b[A-Z][A-Z]+)|(\b[A-Z]

[\.a-zçõóéèíãêáàõ\-\,]+([nº°\”\. ]*?[0-9/-A-Z]+)?)|(\bd[aeo]s? [A-Z][a-zçõóéêèíãõáà\. ]

+)\b)+)+”
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APÊNDICE B. PREPARAÇÃO DOS DADOS

Listagem B.2: Lista de palavras irrelevantes que foram removidas do texto.

stopwords = ['de', 'a', 'o', 'que', 'e', 'é', 'do', 'da', 'em', 'um', 'para', 'com', 'não',

'uma', 'os', 'no', 'se', 'na', 'por', 'mais', 'as', 'dos', 'como','mas', 'ao',

'ele', 'das', 'à', 'seu', 'sua', 'ou', 'quando', 'muito', 'nos', 'já', 'eu', 'também',

'só', 'pelo', 'pela', 'até', 'isso', 'ela', 'sem', 'mesmo', 'aos', 'seus', 'quem',

'nas', 'me', 'esse', 'eles','você', 'essa', 'num', 'nem', 'suas', 'meu', 'às',

'minha', 'numa', 'pelos', 'elas', 'qual', 'nós', 'lhe', 'deles', 'essas', 'esses',

'pelas', 'este', 'dele', 'tu', 'te', 'vocês', 'vos', 'lhes', 'meus', 'minhas',

'teu', 'tua', 'teus', 'tuas', 'nosso', 'nossa', 'nossos', 'nossas', 'dela',

'delas', 'esta', 'estes', 'estas', 'aquele', 'aquela', 'aqueles', 'aquelas', 'isto',

'aquilo','estou', 'está', 'estamos', 'estão', 'estive', 'esteve', 'estivemos', 'estiveram',

'estava', 'estávamos', 'estavam', 'estivera', 'estivéramos','esteja',

'estiver', 'estivermos', 'estiverem','hei', 'há', 'havemos', 'hão', 'houve',

'houvemos', 'houveram', 'houvera', 'houvéramos','haja', 'hajamos', 'hajam',

'houvesse', 'houvéssemos', 'houvessem', 'houver','houvermos', 'houverem', 'houverei',

'houverá', 'houveremos', 'houverão', 'houveria', 'houveríamos','houveriam',

'sou', 'somos', 'são', 'era', 'éramos', 'eram', 'fui', 'foi', 'fomos', 'foram',

'fora', 'fôramos', 'seja','sejamos', 'sejam', 'fosse', 'fôssemos', 'fossem',

'for', 'formos', 'forem', 'serei', 'será', 'seremos', 'serão', 'seria', 'seríamos',

'seriam', 'tenho', 'tem', 'temos', 'tém', 'tinha', 'tínhamos', 'tinham', 'tive', 'teve',

'tivemos', 'tiveram', 'tivera', 'tivéramos', 'tenha','tenhamos', 'tenham',

'tivesse', 'tivéssemos', 'tivessem', 'tiver','depois', 'entre', 'terei',

'artigo', 'dl', 'terá', 'teremos', 'terão', 'teria', 'teríamos', 'teriam' 'ii',

'iii', 'iv', 'ix', 'nº', 'artº', 'art', 'aa', 'rr', 'ré']
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APÊNDICE B. PREPARAÇÃO DOS DADOS

Tabela B.1: Lista de legislação portuguesa inserida na base de dados.
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APÊNDICE B. PREPARAÇÃO DOS DADOS
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Apêndice C

Relação entre os clusters de legislação e a

decisão

Figura C.1: Distribuição dos acórdãos pe-
los diferentes clusters de legislação e pelas
duas categorias de decisão no tópico 0.

Figura C.2: Distribuição dos acórdãos pe-
los diferentes clusters de legislação e pelas
duas categorias de decisão no tópico 2.
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APÊNDICE C. RELAÇÃO ENTRE OS CLUSTERS DE LEGISLAÇÃO E A DECISÃO

Figura C.3: Distribuição dos acórdãos pe-
los diferentes clusters de legislação e pelas
duas categorias de decisão no tópico 3.

Figura C.4: Distribuição dos acórdãos pe-
los diferentes clusters de legislação e pelas
duas categorias de decisão no tópico 4.

Figura C.5: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 5.

Figura C.6: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 6.

Figura C.7: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 7.

Figura C.8: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 8.
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APÊNDICE C. RELAÇÃO ENTRE OS CLUSTERS DE LEGISLAÇÃO E A DECISÃO

Figura C.9: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 11.

Figura C.10: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 12.

Figura C.11: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 13.

Figura C.12: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 14.

Figura C.13: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 15.

Figura C.14: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 16.
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APÊNDICE C. RELAÇÃO ENTRE OS CLUSTERS DE LEGISLAÇÃO E A DECISÃO

Figura C.15: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 17.

Figura C.16: Distribuição dos acórdãos pelos diferentes
clusters de legislação e pelas duas categorias de deci-
são no tópico 19.

86



Apêndice D

Dashboard

A figura D.1 apresenta um dos gráficos apresentado na página inicial da aplicação. Contém informação

do número de processos entrados, findos e pendentes nos tribunais da relação portugueses. De referir

que estes são dados provenientes da fonte externa PORDATA.

Figura D.1: Segundo excerto da página inicial da aplicação.
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APÊNDICE D. DASHBOARD

A figura D.1 apresenta os gráficos finais apresentados na página inicial da aplicação. O primeiro

contém informação do número total de cada tipo de decisão tomada nos diferentes tribunais da relação,

enquanto que o segundo é mais genérico pois apresenta a percentagem de cada tipo de decisão presente

na base de dados.

Figura D.2: Terceiro excerto da página inicial da aplicação.

A figura D.3 apresenta dois gráficos que resultam de uma pesquisa avançada na aplicação. Enquanto

que o primeiro corresponde ao número total de cada tipo de decisão nos acórdãos filtrados, o segundo

apresenta os 10 descritores mais frequentes e o número de acórdãos em que aparecem.

Figura D.3: Segundo excerto da página correspondente à funcionalidade de pesquisa avançada.

88


	Lista de Figuras
	Lista de Tabelas
	Introdução
	Contextualização e motivação
	Questão de investigação
	Objetivos
	Organização do documento

	Revisão da literatura
	Organização judiciária portuguesa
	Inteligência artificial na justiça
	Descoberta de conhecimento em bases de dados
	Pré-processamento de dados
	Mineração de dados
	Avaliação e representação do conhecimento

	Aprendizagem automática
	Máquinas de vetores de suporte
	Modelos bayesianos
	Árvores de decisão
	K-Vizinhos mais próximos
	Redes neuronais artificiais

	Aprendizagem profunda
	Processamento de linguagem natural
	Técnicas de pré-processamento de texto
	Extração de variáveis

	Conclusão

	Desenho e implementação de um pipeline de análise de dados judiciais
	Preparação, estruturação e extração de conhecimento a partir dos dados judiciais
	Extração dos dados
	Análise exploratória dos dados
	Preparação dos dados
	Extração de características
	Tecnologias

	Experiências
	Análise de sentimentos
	Previsão da decisão

	Visualização de informação
	Desenvolvimento
	Principais funcionalidades


	Resultados e discussão
	Análise de sentimentos
	Relação emoções-sentimento
	Relação emoções-decisão

	Previsão da decisão
	Visualização de informação

	Conclusões e trabalho futuro
	Bibliografia
	Apêndices
	Estrutura do texto integral da decisão
	Preparação dos dados
	Relação entre os clusters de legislação e a decisão
	Dashboard

