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Abstract

Today, in healthcare, there is a growing interest in considering Artificial Intelligence
techniques, specifically Machine Learning techniques, which have been providing good
results in different fields such as industry, e-commerce, education, etc., since a long ti-
me ago. However, in the field of healthcare there is an even greater challenge because
it is needed both highly tested systems, since their results will have a direct impact on
people's health, and a good level in terms of interpretability. This is very important since
with black box methods, which can be very precise, it will be dificult to know what mo-
tivated the automatic system to take one decision or any other. This fact can generate
rejection among healthcare professionals due to the insecurity they may feel because
they cannot explain a clinical decision taken on the basis of a decision support system.

In this context, from the very begining we established that the interpretability of the
results should be one of the premises leading all the work carried out in this doctoral
thesis. In this sense, all the developments carried out generate either classification trees
(which produce interpretable rules) or association rules that describe relationships bet-
ween existing data.

On the other hand, colorectal cancer is a malignant neoplasia with a high morbidity
and mortality rate in both men and women, which unquestionably requires multidiscipli-
nary care in which different healthcare professionals (family doctors, gastroenterologists,
radiologists, surgeons, oncologists, pharmacists, nursing staff, etc.) take a joint approach
to the pathology in order to offer the best possible care to the patient. But it would al-
so be very interesting to incorporate data scientists into this multidisciplinary team in
the future, as they can make the most of all the information that is generated on this
pathology daily.

In this doctoral thesis, it has been proposed the study of a dataset of patients with
colorectal cancer with a set of artificial intelligence techniques and the development of

new machine learning models for it. The results are shown below:

= A literature review on the use of Machine Learning applied to colorectal cancer,
from which a taxonomy of the existing works has been produced. This taxonomy

classifies the different works of the state-of-the-arte according to different criteria

Xi



such as the type of dataset that has been used, the type of algorithm that has been
implemented, the size of the dataset and its public availability, the use or not of

feature selection algorithms and the use or not of feature extraction techniques.

= A class association rule extraction model with the intention of better understan-
ding why some patients might experience complications after surgery or recurren-
ce of their cancer. This work has given rise to a methodology for obtaining interpre-
table and manageable descriptions (it isimportant that the generated rules have a

reduced size so that they are useful for practitioners).
m Afeature and instance selection model to induce better classification trees.

= A Grammatical Evolution algorithm to induce a wide variety of classification trees
as accurate as those obtained by the well-known C4.5 and CART methods. In this
case, the PonyGE2 Python library has been used and, due to its low specificity for
applicationtoour problem, a series of operators have been developed, which allow
inducing more interpretable trees compared to those produced by PonyGE2 in a

standard way.

The results obtained in each of the developments carried out have been compared
with the results provided by well known methods existing in the literature, both in the
field of classification and in the field of association rule mining, demonstrating a better
fit of our models to the features of the dataset, which can be applied to other cases.

great efficiency in our models. This demonstrates that it is possible to reach a good

balance between precision and interpretability.
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Resumen

En la actualidad, en el &ambito sanitario, hay un interés creciente en la consideracion
de técnicas de Inteligencia Artificial, en concreto técnicas de Aprendizaje Automatico o
Machine Learning, que tan buenos resultados estan proporcionando desde hace tiempo
en diferentes ambitos, como la industria, el comercio electrénico, la educacion, etc. Sin
embargo, en el &mbito de la sanidad hay un reto alin mayor ya que, ademas de nece-
sitar sistemas muy probados, puesto que sus resultados van a repercutir directamente
en la salud de las personas, también es necesario alcanzar un buen equilibrio en cuan-
to a interpretabilidad. Esto es de gran importancia ya que, actualmente, con métodos
de caja negra, que pueden llegar a ser muy precisos, es dificil saber qué motivé que el
sistema automatico tomara una decision y no otra. Esto puede generar rechazo entre
los profesionales sanitarios debido a la inseguridad que pueden llegar a sentir por no
poder explicar una decisién clinica tomada en base a un sistema de apoyo a la toma de
decisiones.

En este contexto, desde el primer momento establecimos que la interpretabilidad
de los resultados debia ser una de las premisas que gobernara transversalmente todo el
trabajo que se desarrollara en esta tesis doctoral. En este sentido, todos los desarrollos
realizados generan bien arboles de clasificacion (los cuales dan lugar a reglas interpre-
tables) o bien reglas de asociacién que describen relaciones entre los datos existentes.

Por otro lado, el cancer colorrectal es una neoplasia maligna con una alta morbimor-
talidad tanto en hombres como en mujeres. Esta requiere, indiscutiblemente, de una
atencion multidisciplinar en la que diferentes profesionales sanitarios (médicos de fa-
milia, gastroenterélogos, radidlogos, cirujanos, oncélogos, farmacéuticos, personal de
enfermeria, etc.) realicen un abordaje conjunto de la patologia para ofrecer la mejor aten-
cion posible al paciente. Pero ademas, en adelante, seria muy interesante incorporar a
cientificos de datos en ese equipo multidisciplinar, ya que se puede sacar un gran parti-
do a toda la informacion que se genera diariamente sobre esta patologia.

En esta tesis doctoral se ha planteado, precisamente, el estudio de un conjunto de
datos de pacientes con cancer colorrectal con un un conjunto de técnicas de inteligencia

artificial y el desarrollo de nuevos modelos de aprendizaje automatico para el mismo.
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Los resultados han sido los que se exponen a continuacion:

= Unarevision bibliografica sobre el uso de Machine Learning aplicado a cancer colo-
rrectal, a partir de la cual se ha realizado una taxonomia de los trabajos existentes
a fecha de realizacion del estudio del estado del arte. Esta taxonomia clasifica los
diferentes trabajos estudiados atendiendo a diferentes criterios como son el tipo
de dataset utilizado, el tipo de algoritmo implementado, el tamafio del dataset y
su disponibilidad publica, el uso o no de algoritmos de seleccion de caracteristicas

y el uso o no de técnicas de extraccién de caracteristicas.

= Un modelo de extraccion de reglas de asociacion de clases con la intencién de
entender mejor por qué algunos pacientes podrian sufrir complicaciones tras una
intervencién quirurgica o recidivas de su cancer. Este trabajo ha dado lugar a una
metodologia para la obtencion de descripciones interpretables y manejables (es
importante que las reglas generadas tengan un tamafo reducido de manera que

asi sea Util para los sanitarios).

= Un modelo de seleccion de caracteristicas y de instancias para poder inducir me-

jores arboles de clasificacion.

= Un algoritmo de Evoluciéon Gramatical para inducir una gran variedad de arboles
de clasificacion tan precisos como los obtenidos por los conocidos métodos C4.5
y CART. En este caso, se ha utilizado la libreria PonyGE2 de Python y, debido a su
escasa especificidad para aplicacion a nuestro problema, se han desarrollado una
serie de operadores que permiten inducir arboles mas interpretables en compara-

cion con los que produce PonyGE2 de forma estandar.

Los resultados obtenidos en cada uno de los desarrollos realizados se han compa-
rado con los resultados proporcionados por métodos existentes en la literatura y de re-
conocido prestigio, tanto del campo de la clasificacién como del campo de la mineria
de reglas de asociacién, demostrandose una mejor adaptaciéon de nuestros modelos a
las caracteristicas que presentaba el conjunto de datos de estudio, y que pueden ser de

aplicacion a otros casos.
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Acrénimos y abreviaturas

Acrénimo Significado

AG Algoritmo Genético

ALl Axis of Least Inertia

BNF Bacus-Naur Form

CART Classification And Regression Trees

CBA2 Classification Based Association

CCR Céancer Colorrectal

CFS Correlation based Feature Selection

CIE Clasificacion Internacional de Enfermedades

CNN Convolutional Neural Network

CPAR Classfication based on Predictive Association Rules

CTMCM Complex Textural Microstructure Coocurrence Matrix

DT Decision Tree

EG Evolucién Gramatical

EHR Electronic Health Record

EML Extreme Machine Learning

EOCM Edge Orientation Coocurrence Matrix

FA Factor Analysis

FARCHD Fuzzy Association Rule-based Classification for High-
Dimensional problems

FS Feature Selection

FSPF Fuzzy Signed Pressure Force

FURIA Fuzzy Unordered Rule Induction Algorithm

GLCM Gray Level Coocurrence Matrix

GLM Generalized Linear Model

HOG Histogram of Oriented Gradient

IALO Improved Ant Lion Optimizer

KMO Kaiser-Meyer-Olkin

kNN k-Nearest Neighbors

(Continla en pagina siguiente)
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Acronimo

Significado

LBP
LDA
LSTM
MARS
MKF
ML
MR
MRMR
MRMS
MSE
NBI
NIH
PCA
PLN
PLS
PTC
RF
RISTRE

SFS
SFFS
SMO
SNP
SVM
TAC
TMCM
TNM
OPT
WAI
WOA

Local Binary Patterns

Linear Discriminant Analysis

Long Short-Term Memory

Multivariate Adaptive Regression Splines
Mixed Kernel Function

Machine Learning

Misclasification Rejection

minimum Redundancy Maximum Relevance
Maximum Relevance Maximum Significance
Mean Squared Error

Narrow Band Imaging

National Institutes of Health

Principal Component Analysis
Procesamiento de Lenguaje Natural

Partial Least Square

Principal Component Transform

Random Forest

RISTRE, Recursive Induction of Supervised Trees and subse-
quent Rule Extraction

Sequential Forward Selection
Sequential Floating Forward Selection
Sequential Minimal Optimization
Single Nucleotide Polymorphism
Support Vector Machine

Tomografia Axial Computerizada
Textura Microstructure Coocurrence Matrix
Tumor - Nodes - Metastasized

Optical Projection Tomography
Weighted Average Intensity

Whale Optimization Algorithm
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“La mayoria de las ideas fundamentales de la ciencia son esencialmente sencillas y, por

regla general, pueden ser expresadas en un lenguaje comprensible para todos” .

(Albert Einstein)
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Capitulo 1

Introduccion

‘La salud es un estado completo de bienestar fisico, mental y social, y no solamente la
ausencia de afecciones o enfermedades’, seglin establece la Organizacién Mundial de la
Salud en su constitucion [128]. En este sentido, el sistema sanitario publico, ya sea auto-
nomico o estatal, tiene un gran reto por delante ya que no sélo tiene que curar o prevenir
enfermedades sino que debe tener una visién holistica de la persona que integre y dé
estabilidad al bienestar fisico, mental y social.

La salud de la poblacion es fundamental para propiciar el desarrollo social y econo-
mico que toda sociedad desea como sefia de prosperidad. En este sentido, los poderes
publicos tienen la obligacion social de que la sanidad sea accesible a cualquier perso-
na con independencia de su razén econdmica, cultural, social o racial. Pero no sélo eso,
sino que también tienen la obligacién de que la prestacién sanitaria se haga en térmi-
nos de eficacia (prestando el servicio que se espera que se preste) y de eficiencia (con el
menor consumo de recursos posible), y aqui es donde es necesario centrar muchos es-
fuerzos para tratar de anticipar actuaciones en aras de prevenir enfermedades o eventos
adversos en determinados tratamientos o técnicas diagnosticas y/o terapéuticas.

En nuestro caso, nos hemos centrado en una patologia de especial relevancia en la
sociedad actual,como es el Cancer Colorrectal (CCR). Este tipo de canceresun problema
sanitario de primera magnitud debido a su elevada morbimortalidad. A nivel mundial,
segln el Global Cancer Observatory (GLOBOCAN)[164], centrandonos en la mortalidad,
en el afio 2020 fue la tercera causa de muerte por cancer en hombres, con un 9,3% de
las defunciones, por detras del cancer de pulmon (21,5 %) y del cancer hepatico (10,5 %),

mientrasque en el caso de las mujeres fue también la tercera causa de muerte por cancer,
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con un 9,5% de las defunciones, por detras del cancer de mama (15,5 %) y del cancer de
pulmon (13,7%). En lo que respecta a la morbilidad, en el caso de los hombres también
fue el tercer tipo de cdncer mas diagnosticado, con un 10,6 % de los nuevos casos, por
detras del cancer de pulmon (14,3 %) y del cancer de prostata (14,1 %), mientras que en
el caso de las mujeres, el diagnéstico de CCR ocupa el segundo lugar con un 9,4 % de los
nuevos casos, por detras del cancer de mama con el 24,5 %.

Existen diversos factores de riesgo que pueden aumentar las probabilidades de que
una persona presente pélipos y/o CCR. Algunos de estos factores no son modificables,
como es el caso de la edad (la mayoria de los casos aparecen por encima de los 50 afios)
y el sexo (es mas frecuente en hombres que en mujeres). Sin embargo, existe evidencia
a favor de que la modificacion de diversos factores de riesgo, como la dieta, el estilo de
vida, los antioxidantes y/o la quimioprevencion, pueden incidir en las diversas etapas
del desarrollo del CCR, ya sea previamente a la aparicién de los adenomas (lesion pre-
cursora en la mayoria de casos), durante el crecimiento de estos y/o en el proceso de
transformacién a carcinoma [30]. En cuanto a la dieta, los expertos recomiendan redu-
cir laingesta de carnes rojas, carnes procesadas y promover una dieta rica en fibra, fruta
y pescado. También se recomienda una dieta pobre en grasas y la practica de ejercicio
fisico de forma habitual. Por Gltimo, el consumo de alcohol debe ser moderado mientras
que el tabaco debe ser abandonado.

Concretando, podemos decir que el CCR es una neoplasia maligna para la que es
necesario un abordaje multidisciplinar en el que se unan los esfuerzos de médicos de
familia, oncologos, cirujanos, radidlogos, gastroenterélogos, farmacéuticos, enfermeras,
etc. con el fin Ultimo de ofrecer a los pacientes que la sufren la mejor atencion sanitaria
posible.

También es conocido que en ocasiones la evolucién de un paciente que ha sido in-
tervenido quirdrgicamente por CCR (al igual que en otras patologias) depende en cierta
medida de la presencia o no de fallos en la asistencia que le ha sido prestada. En este
sentido, desde hace mucho tiempo, diversas organizaciones profesionales y asociacio-
nes cientificas insisten en la necesidad de que los profesionales sanitarios auditen peri6-
dicamente sus resultados [110] [124] [178] como oportunidad para identificar posibles

fallos en la practica asistencial y asi corregir problemas que permitan una mejor asisten-



cia a los pacientes futuros. En este sentido, para que las auditorias se puedan llevar a
cabo con la calidad deseada, es necesario contar con sistemas de registro especificos
que permitan recoger todas las variables necesarias para poder realizar dichas audito-
rias. Los sistemas de registro existentes en la mayoria de los hospitales son insuficientes
para este propésito dado que no contemplan la especificidad necesaria para cada una
de las posibles patologias a auditar.

Por otro lado, Machine Learning (o Aprendizaje Automatico) es la disciplina que estu-
dia cémo los ordenadores pueden “aprender” a partir de los datos disponibles, con el
proposito de reconocer patrones ocultos en dichos datos que puedan servir para tomar
decisiones [67]. Esta disciplina esta teniendo un crecimiento exponencial en los Gltimos
tiempos, ya que estd aportando grandes avances en casi cualquier area, como puede ser
el comercio electrénico, la educacion o la salud, entre otras muchas.

En nuestro caso, diferentes técnicas de Machine Learning pueden ayudarnos en el
proceso de auditoria comentado anteriormente, ya que nos pueden ayudar a descubrir
automaticamente patrones de comportamiento que puedan identificar posibles causas
que anticipen alglin problema de salud, ya sean bien por errores humanos en la asisten-
cia sanitaria prestada bien por la evolucién de la propia patologia.

Nosotros hemos tenido la gran suerte de contar con una base de datos de CCR que
almacena una gran cantidad de variables sobre la evolucién de cada paciente. Esta base
de datos, que sera descrita en la siguiente seccion, ha sido recogida durante mas de 10
anos porel Dr. Gémez Barbadillo en el H.U. Reina Sofia y serd la utilizada en el desarrollo
de esta tesis doctoral. Sobre este conjunto de datos aplicaremos diferentes técnicas de
machine learning, tanto del campo de la clasificacion como del campo de la mineria de
reglas de asociacién, que seran las que constituyan el nicleo central del desarrollo de
esta tesis doctoral.

La organizacion de este capitulo es la siguiente: en la primera seccion se dara una
descripcién de la base de datos disponible sobre pacientes con cancer colorrectal, aun-
que después se desarrollard con mayor detalle en el capitulo 3. En la segunda seccion se
harad una breve mencion al proceso de extraccion de conocimiento a partir de datos. En
la tercera, se expondran los objetivos de esta tesis y, ya por Ultimo, en la cuarta seccion

se describird la estructura de la misma.
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1. Base de datos de pacientes con Cancer Colorrectal

El desarrollo de esta tesis doctoral ha sido posible, tal y como se ha comentado sobre
estas lineas, gracias a la existencia de una base de datos de pacientes con cancer colo-
rrectal. El uso de esta base de datos cuenta con la autorizacion del Comité de Etica de
la Investigacion de Cordoba (Acta n°261, ref. 3428) y ademas se ha manejado con todas
las garantias exigidas por la normativa vigente en materia de proteccién de datos.

Esta base de datos ha sido recogida durante mas de 10 afios por el Dr. Gémez Bar-
badillo, cirujano general y del aparato digestivo, experto en cancer de colon y recto. Di-
cha base de datos contaba inicialmente con un total de 1826 pacientesy 172 variables
o caracteristicas’. Sin embargo, una vez realizados los trabajos de depuracién de datos
previos a poder usarla, en los que se han descartado algunos pacientes que no cumplian
los requisitos minimos de calidad, algunas variables que estaban en desuso y también
se han creado algunas nuevas variables como agregacién de varias de ellas, el nimero
total de pacientes disponibles es de 1516 y el niimero de variables usadas es 126.

Esta base de datos, asi como el proceso seguido para su depuracion, sera objeto de

desarrollo en mayor profundidad en el capitulo 3.

2. Mineria de datos y knwoledge discovery

En la actualidad nos encontramos inmersos en la era de la informacién o, mejor di-
cho, en la era de los datos tal y como matizan Han et al. [67]. Este matiz es muy impor-
tante ya que lo que hay en gran cantidad son datos gracias a los cuales, con las técnicas
adecuadas y usadas convenientemente, podemos llegar a obtener informacion que dé
lugar, posteriormente, a conocimiento Util. Esto, en el &mbito de la salud, es de gran im-
portancia ya que existen multiples registros de datos sobre un mismo paciente que, en
muchos casos, no estan interconectados entre si generando de este modo islas de infor-

macion, las cuales hacen que se pierda gran parte del valor potencial que podrian tener

A lo largo de este documento, los términos atributo, variable y caracteristica se utilizardn como sinéni-
mos.
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si dichos registros estuvieran integrados unos con otros.

En este sentido, la labor del cientifico de datos, término que estéd tan de moda en la
actualidad, es crucial ya que con su trabajo se pueden extraer relaciones entre diferentes
datos provenientes de distintas fuentes que de forma nativa no estan conectadas.

La mineria de datos o data mining es, de modo global, la herramienta que el cientifico
de datos tiene a su alcance para convertir ingentes cantidades de datos en informacién.
Hay personas que consideran que data mining es un sinonimo de knowledge discovery,
pero sin embargo, otros autores, entre los que nos incluimos, entendemos que data mi-
ning es una fase mas del proceso de knowledge discovery, el cual tiene las siguientes

etapas [67]:
1. Limpieza de datos: eliminacién de ruido y de datos inconsistentes.

2. Integracion de datos: combinacién de multiples origenes de datos.

3. Seleccion de datos: obtencidn de datos concretos que son relevantes para la tarea

de analisis que se quiere llevar a cabo.

4. Transformacion de datos: se realizan transformaciones sobre los datos y se con-
solidan en formatos adecuados realizando operaciones de resumen o de agrega-
cion.

5. Data mining: proceso esencial en el que se aplican métodos inteligentes para ex-

traer patrones a partir de los datos.

6. Evaluacion de patrones: se identifican, a partir de métricas de interés, los patro-

nes que son realmente interesantes para representar el conocimiento.

7. Representacion del conocimiento: se utilizan técnicas de visualizacion y de re-

presentacién para mostrar a los usuarios el conocimiento extraido.

A la vista de estas etapas, pensamos que queda claro el lugar que ocupa el data mi-
ning dentro del proceso de knowledge discovery, siendo una de las tareas mas importan-
tesya que gracias a ellasale a la luzinformacién que se encuentra oculta en los datos. De
este modo, basandonos en la definicion dada por Frawley et al. [49], podemos concluir

que:
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Knowledge Discovery es la extraccion no trivial de informacién implicita, previa-
mente desconocida y potencialmente Util que se encuentra en los datos. De este
modo, se podria decir que Data Mining hace referencia concretamente a la ex-
traccion de patrones a partir de los datos, mientras que Knowledge Discovery se
refiere al proceso global de descubrimiento de conocimiento Gtil a partir de los

datos.

En el proceso de mineria de datos se hace uso de diferentes herramientas corres-
pondientes al mundo de la estadistica o de la inteligencia artificial. En relacién con los
modelos de inteligencia artificial, existen dos campos principales en los que se englo-
ban algunas de las técnicas mas ampliamente utilizadas. Por un lado, encontramos las
técnicas descriptivas que, tal y como su nombre indica, tratan de describir los datos dis-
ponibles, extrayendo informacién a partir de los mismos para especificar qué ocurrié en
eventos pasados. Dicho de otro modo, las técnicas descriptivas tratan de extraer patro-
nes interesantes o asociaciones entre diferentes variables que serviran para responder
a la pregunta ¢qué paso?.

Porotrolado, estan las técnicas predictivas que se utilizan para predecir sucesos futu-
ros. Estas predicciones ayudaran a mejorar un determinado proceso ya que favoreceran
que la toma de decisiones sea lo mas acertada posible, teniendo en cuenta que siem-
pre hay un determinado nivel de incertidumbre. Por tanto, estas técnicas serviran para
responder a la pregunta ;qué pasara?.

En esta tesis doctoral se hara uso de herramientas que pertenecen tanto a las técni-
cas descriptivas como a las técnicas predictivas. En relacién con las primeras, se aplicara
descubrimiento de reglas de asociacion y, en relacion con las segundas, se utilizaran
métodos de clasificacion.

El descubrimiento de reglas de asociacidn puede ser visto como un proceso que

tiene dos etapas:

1. En la primera etapa, se hallan los conjuntos de elementos que satisfacen ciertas
condiciones establecidas por el cientifico de datos, como por ejemplo una frecuen-

cia minima de aparicion.
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2. Enlasegunda etapa, se generan reglas de asociacion fuerte a partir de los conjun-
tos frecuentes de elementos. Por definicidn, estas reglas deben satisfacer el sopor-

te minimo y la confianza minima que se hayan establecido en los parametros.

Adicionalmente, se pueden aplicar otras métricas de interés a las reglas de asocia-
cion para descubrir otras correlaciones entre las variables.

Por otro lado, los métodos de clasificacidn centran el esfuerzo en inferir, a partir de
los datos disponibles, una funcién desde un conjunto de variables de entrada hacia una
variable objetivo. Basdndonos en el libro de Han et al. [67], la clasificacion de datos es

un proceso que también consta de dos etapas consecutivas:

1. Enla primera etapa, llamada etapa de aprendizaje (o fase de entrenamiento), se
construye un clasificador que describe un conjunto predeterminado de clases de
datos, haciendo uso de un algoritmo de clasificacion que se basa en un conjunto
de datos disponibles llamados datos de entrenamiento, los cuales estan formados
por una serie de tuplas que tienen asignada una etiqueta de clase. Como dicha
etiqueta de clase es proporcionada junto con los datos, a este proceso también
se le conoce como aprendizaje supervisado. De este modo, esta primera etapa
en el proceso de clasificacién puede ser vista como el aprendizaje de una funcién
y = f(X) que prediga la etiqueta de clase y asociada a una tupla X dada. Es decir,

con esta visién, esta funcién separa los datos en clases.

2. Enla segunda etapa, el clasificador creado en la primera etapa se utiliza sobre un
conjunto de datos con etiqueta, que no han sido utilizados en la fase de entrena-
miento, para evaluar su calidad en base a una o varias medidas de rendimiento.
Cuando las medidas de rendimiento obtenidas indican un nivel de confianza acep-
table, el clasificador esta listo para ser utilizado para clasificar datos de los que no

se conoce la etiqueta de la clase a la que pertenece.

La diferencia entre ambas técnicas estriba en que la clasificacion busca un Ginico mo-
delo con una buena precisién para predecir el valor de la variable objetivo sin tener en
cuenta otras posibles conexiones existentes entre los datos, mientras que el descubri-

miento de reglas de asociacion se centra en hallar muchas conexiones posibles entre
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los datos sin pretender generar un modelo que prediga una variable objetivo. Concreta-
mente, podemos considerar que el descubrimiento de reglas de asociacion es una téc-
nica descriptiva (trata de dar descripciones de los datos) mientras que la clasificacion
es una herramienta predictiva, es decir, trata de predecir la clase a la que perteneceran

nuevos datos.

3. Objetivos

Con este trabajo se pretende iniciar, tanto en el grupo de investigacion Knowled-
ge Discovery and Intelligent Systems (KDIS)? de la Universidad de Cérdoba como en el
propio Hospital Universitario Reina Sofia, una linea de investigacién relacionada con el
Aprendizaje Automatico (Machine Learning) y el Cancer Colorrectal, que posteriormente
se podria ampliar a otras patologias. La intencion con la que nos embarcamos en este
proyecto no podia ser otra que intentar aportar nuestro granito de arena a la mejora de
la asistencia sanitaria que el Sistema Sanitario PUblico de Andalucia presta a los pacien-
tes. Creemos, y estamos convencidos, que la Inteligencia Artificial puede generar gran-
des avances en la mejora de la sanidad, de igual modo que se esté haciendo en otros
ambitos como por ejemplo la industria, la banca o el comercio electrénico.

Son numerosas las experiencias que ya existen de Machine Learning aplicado a sani-
dad, tal y como se podra comprobar en el capitulo 2 de revisién bibliografica y muchas
otras no incluidas en ese capitulo por no estar relacionadas con la tematica de esta tesis
doctoral.

Concretamente, los objetivos que se plantean para el desarrollo de este trabajo son

los que se enumeran a continuacién:

1. Revisién bibliografica sobre el estado del arte de los modelos de Mineria de Datos
aplicados a cancer colorrectal. Es fundamental realizar esta revision para conocer
profundamente lo que ya se ha hecho por otros investigadores y utilizarlo, si es

posible, como punto de partida para el desarrollo de nuestro trabajo.

2. Aplicacién de los modelos de Mineria de Datos mas frecuentemente usados en la

https://www.uco.es/kdis/
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4. Organizacion y estructura del documento 9

bibliografia revisada para determinar su comportamiento con la informaciéon de la

que disponemos sobre pacientes con cancer colorrectal.

3. Definicién e implementacién de nuestro propio modelo de extraccion de conoci-
miento para el caso de pacientes con cancer colorrectal. La motivacién de este ob-
jetivo estriba en poder predecir la ocurrencia de complicaciones postquirirgicas
y de posibles recidivas en los pacientes. Esto tiene un claro beneficio tanto para
el paciente como para el sistema sanitario, ya que la recuperacion del paciente se
hace con una mayor calidady el coste de la asistencia sanitaria se podria optimizar

al poder anticipar la ocurrencia de ambas situaciones.

4. Comparacién de los modelos de mineria de datos que desarrollemos con los ya
existentes para poder determinar la bondad de los mismos e identificar sus puntos

fuertes y débiles.

4. Organizacion y estructura del documento

Este documento esta constituido por 6 capitulos (incluyendo este capitulo de intro-
duccién) en los que se van desarrollando y exponiendo los diferentes trabajos de inves-
tigacion realizados y se culmina con una exposicién de conclusiones y posibles trabajos
futuros.

En el capitulo 1, que es en el que nos encontramos, se expone una introduccién al
cancer colorrectal, se presenta la base de datos que se ha utilizado, se da una vision muy
general (a modo introductorio) sobre Mineria de Datos y Aprendizaje Automatico y por
ultimo se exponen los objetivos que enmarcan el desarrollo de esta tesis doctoral.

En el capitulo 2 se detallalarevision bibliografica realizada, que nos da una visién glo-
bal del estado del arte sobre aprendizaje automatico en relacién con el cancer colorrec-
tal. Dicha revision bibliografica se expone a modo de taxonomia en la que se clasifican
los trabajos revisados atendiendo a diversos criterios como son el tipo de dataset usa-
do (imagenes, datos tabulares y microarrays), el tipo de algoritmo utilizado (caja negra
y caja blanca, con su respectiva subclasificacion en funcién de la/s técnica/s usada/s en

el trabajo), el tamafio del dataset asi como la disponibilidad publica del mismo, el uso
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de técnicas de seleccion de caracteristicas y el uso de técnicas de extraccion de caracte-
risticas.

En el capitulo 3 se describe en profundidad la base de datos de pacientes con CCR
que ha sido utilizada para el desarrollo de esta tesis doctoral. Este capitulo describira la
base de datos en si, asi como todo el proceso seguido para la depuraciény limpieza de
la misma para obtener una base de datos que permita obtener resultados mas precisos
en los trabajos de investigacion que se lleven a cabo.

En el capitulo 4 se expone una metodologia que hemos desarrollado, la cual estable-
ce un procedimiento para la obtencion de descripciones interpretables y manejables,
desde el punto de vista de su tamafio, para casos de pacientes con CCR que presentan
complicaciones y/o recidivas. Esta metodologia utiliza, ademas de diversas heuristicas,
herramientas de mineria de datos que pertenecen a dos campos muy ampliamente co-
nocidos, como son la clasificacion y el descubrimiento de reglas de asociacion.

En el capitulo 5 se ha analiza la posibilidad de generar arboles de clasificacién mas
precisos, a partir de nuestra base de datos de pacientes con CCR, mediante la aplicacion
previa de métodos de seleccidn de caracteristicas y de seleccién de instancias. En el de-
sarrollo de esta propuesta se hace uso de la libreria Scikit - learn y, a partir de ella, se
aborda el problema con algoritmos evolutivos y métodos heuristicos.

En el capitulo 6 se da un giro metodolégico introduciendo una aproximacién de
Grammatical Evolution para la induccion de arboles de clasificacion a partir de nuestra
base de datos, con el objetivo de hallar descripciones para casos con complicaciones. En
el desarrollo de esta propuesta se ha utilizado el paquete PonyGE2 de Python al que se
han incorporado una serie de operadores desarrollados especificamente para obtener
arboles mas interpretables y efectivos que los que genera PonyGE2 por defecto.

Por Gltimo, en el capitulo 7 se exponen una serie de conclusiones en las que se re-
visan los resultados obtenidos con esta tesis doctoral y se exponen, como colofén, una

serie de posibles lineas de investigacion que podrian abordarse en el futuro.



Capitulo 2

Revision bibliografica de ML
aplicado a Cancer Colorrectal

Este capitulo pretende exponer la revision bibliografica realizada sobre el estado del
arte de la aplicacién de modelos de aprendizaje automatico a bases de datos relaciona-
das con cancer colorrectal.

Veremos que son diversos los modelos de ML aplicados a bases de datos de esta pa-
tologia y también son diversos los tipos de datos utilizados, siendo mayoritariamente

utilizadas las iméagenes.

1. Introduccion

Como ya se expuso en el capitulo 1, el Cancer Colorrectal (CCR) es una patologia de
particular relevancia debido a su alta prevalenciay morbi-mortalidad, siendo la segunda
causa de muerte porcanceren Espafia. Este tipo de canceresel que se originaen el colon
o0 en el recto, pero se suelen agrupar bajo la denominacién colorrectal porque tienen
muchas caracteristicas comunes.

Tal y como expone la American Cancer Society en su pagina web dedicada al cancer
colorrectal’, la mayoria de los canceres colorrectales comienzan como un crecimiento
en el revestimiento interno del colon o del recto que se denomina pdlipo. Con el paso

del tiempo, algunos de estos pélipos pueden convertirse en cancer, y eso va a depender

"https://www.cancer.org/es/cancer/cancer-de-colon-o-recto/acerca/
que-es-cancer-de-colon-o-recto.html
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del tipo de pélipo. Existen dos tipos principales:

= Adenomatosos (adenomas): se producen por un crecimiento de células que pa-
recen glandulas en el tejido epitelial”. Este tipo de pdlipo puede llegar a transfor-

marse en cancer, de ahi que se denominen afecciones precancerosas.

= Hiperplasicos: se producen por un aumento del nimero de células de un érgano

o tejido. Estos polipos son mas frecuentesy, en general, no son precancerosos.

Entre los factores que pueden hacer que un pélipo se convierta en cancer, se encuen-
tra el hallazgo de displasio después de la extirpacion del mismo. Esto implica la existencia
de un drea del polipo en la que las células tienen un aspecto anormal, pero sin llegar a
tener apariencia de células cancerosas verdaderas.

Existen distintos tipos de cancer colorrectales. Los adenocarcinomas® representan
el 96 % de los canceres colorrectales y se originan en las células que producen muco-
sidad para lubricar el interior del colon y del recto. Otros tipos canceres mucho menos
comunes son los linfomas, que surgen en las células del sistema inmunologico, los sar-
comas, que pueden originarse en los vasos sanguineos, en las capas musculares o en
otros tejidos conectivos de la pared del colon y el recto, los tumores carcinoides, que
se originan a partir de células especializadas productoras de hormonas en el intestinoy
los tumores estromales”, que se originan en unas células especializadas de la pared del
colon llamadas células intersticiales de Cajal.

El Aprendizaje Automatico o Machine Learning cada vez tiene una mayor penetracion
en los negocios y en la sociedad y, cada vez mds, como no podia ser de otra manera,
también se estd introduciendo en la asistencia sanitaria.

La aplicacion de técnicas de aprendizaje automatico en salud tiene un gran potencial
ya que puede ayudar a transformar el modo en el que actualmente se presta esa asis-

tencia sanitaria. En concreto, los avances que se estan produciendo en el campo de la

2El epitelio es una capa delgada de tejido que cubre drganos, glandulas y otras estructuras del interior
del cuerpo.

3Un carcinoma es un cancer que comienza en la piel o en los tejidos que revisten o cubren los érganos
internos.

*Estroma son las células y tejidos que sostienen y dan estructura a los 6rganos, glandulas y otros teji-
dos del cuerpo. En su mayor parte el estroma esta formado por tejido conjuntivo, vasos sanguineos, vasos
linfaticos y nervios.
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inteligencia artificial parecen vislumbrar que el uso del aprendizaje automatico comple-
menta al profesional sanitario en algunas tareas, como por ejemplo en el diagnéstico de
enfermedades. En este sentido, el médico puede tener un sistema de apoyo al diagnds-
tico que le ayude a ser mucho mas preciso y rapido en el diagnostico de determinados
procesos patolégicos.

El diagndsticoy el tratamiento de enfermedades ha estado en el foco de la inteligen-
cia artificial desde, al menos, la década de los 70 del sigo pasado, cuando la Universidad
de Stanford desarroll6 MYCIN para el diagndstico de infecciones bacterianas de la sangre
[34].

Quiza, uno de los aspectos mas complejos en la introduccion del aprendizaje auto-
matico en la asistencia sanitaria es la interpretabilidad. Los resultados de muchos de
los algoritmos utilizados, particularmente maquinas de vectores de soporte o deep lear-
ning, que tan de moda esta en la actualidad, son practicamente imposibles de explicar.
Esdecir, el algoritmo da un resultado concreto, que puede ser muy preciso, pero el profe-
sional sanitario no tiene informacién alguna sobre por qué se ha llegado a ese resultado
y no a otro.

De cualquier modo, estamos convencidos de que la llegada del aprendizaje automa-
tico a la asistencia sanitaria ha sido definitiva y proporcionara grandes avances, no sélo
en el diagnostico y tratamiento de enfermedades, sino también en otros dmbitos como
por ejemplo en la prediccion de qué evolucidn tendrad un determinado suceso asisten-
cial o qué resultado tendré la aplicacién de una determinada técnica terapéutica antes
de su aplicacion.

En este capitulo se va a exponer la revision bibliografica realizada sobre el estado del
arte de ML aplicado a CCR con el objetivo de que podamos tener una vision global de
las publicaciones cientificas existentes hasta la fecha de realizacion de este trabajo, sus
principales caracteristicas, los tipos de algoritmos aplicados, los tipos de datos utiliza-
dos mas frecuentemente, etc.

El resto de este capitulo se desarrollara de la siguiente manera: la seccién 2 desarro-
llara la taxonomia que se acaba de exponer sobre estas lineas, entrando en una mayor
profundidad para cada una de las categorias expuestas, y en la seccion 3 se expondran

una serie de consideraciones finales a modo de conclusiones sobre la revision bibliogra-
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fica realizada.

2. Taxonomiade larevision bibliograficade ML aplicadaa CCR

Podemos decir que los modelos de ML aplicados a CCR son una disciplina sobre la
que no se han publicado demasiados trabajos, estando por debajo de 60 (concretamen-
te 59) las referencias bibliograficas halladas hasta la fecha de realizacion de este estudio
bibliografico.

El comienzo de la aplicacion de modelos de Machine Learning al Cancer Colorrectal
es relativamente reciente, datando del afio 2006 el primer trabajo cientifico encontrado
en la bibliografia, dedicado a la identificacién de grupos de riesgo asociados con CCR
[26]. Posteriormente se ha ido incrementando gradualmente el interés por este campo,
publicAndose trabajos cada vez con mas asiduidad. En el grafico mostrado en la figura
2.1 serepresenta la distribucion de publicaciones realizadas cada afio en esta disciplina.
Taly como se puede observar, no es hasta 2015 cuando empieza a realizarse una mayor
produccion cientifica en el campo de ML aplicado a CCR, publicAndose en ese afio 9
trabajos, cifra que no volvera a alcanzarse hasta 2019 y que se vera superada en 2020
con un total de 10 trabajos publicados (la Ultima actualizacién de los datos corresponde
a febrero de 2021).

Sin embargo, esta cantidad de trabajos que han sido hallados en la revisién biblio-
grafica aplican técnicas de ML a CCR desde diferentes perspectivas (a imagenes de colo-
noscopia, imagenes de ecografia, datos de microarrays, datos de EHR, etc.), por lo que,
al haberse abordado los trabajos desde diferentes prismas, en realidad no se ha profun-
dizado tanto en cada uno de ellos a lo largo de estos 14 afios desde que se publicé el
primer trabajo.

Después de revisar todas las referencias halladas, hemos extraido una serie de carac-
teristicas de cada una de ellos que seran las que utilicemos en las siguientes secciones
para realizar una clasificacién de las mismas. Esta clasificacién nos ayudara a tener una
vision global, pero al mismo tiempo detallada, de la produccion cientifica en el campo
de ML aplicado a CCR a lo largo de los afios. Las caracteristicas que se han utilizado para

realizar la taxonomia son las siguientes:
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# trabajos

2006 2007 2008 2009 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020

Figura 2.1: Distribucién de las publicaciones por afios

= Tipo de dataset: hemos encontrado que los datasets utilizados en los trabajos
pueden contener imagenes, datos tabulares o datos de microarrays. Un desglose

de estos tipos es el que se expone a continuacion:

- Imagenes: pueden ser de los siguientes tipos:

o Colonoscopia/videocolonoscopia.

Ecografia.

(e]

Espectrografia.

o

Histopatologia.

o

(¢]

Microscopia laser confocal.

o

Tomografia de proyeccion optica (OPT).
- Datos tabulares: pueden ser de los siguientes tipos:

o Cuestionarios.

o Registros médicos.

- Microarray/expresion de genes.
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= Tipo de algoritmo utilizado: esta va a constituir la categoria taxonémica princi-
pal ya que la gran mayoria de los trabajos publicados se desarrollan en base al
algoritmo o algoritmos aplicados, haciendo comparativas entre ellos y entre los
ya existentes en otras publicaciones previas. Las categorias consideradas son las

siguientes:

Caja Negra: esta categoria podriamos desglosarla en las siguientes:
o RedesNeuronales: en esta clasificacion dedicaremos un apartado concre-
to para Deep Learning.
o Maquinas de vectores de soporte (SVM).
o Ensembles.
Caja Blanca: esta categoria podriamos desglosarla en las siguientes:
o Algoritmos basados en Reglas.

Algoritmos basados en Arboles.

(e]

o}

Algoritmos basados en Funciones.
o Regresion lineal.
o Regresion logistica.

o Método polinémico.

(e]

Algoritmos perezosos.

Métodos de clasificacién Bayesianos.

o

o Otros.

= Tamafio del dataset y disponibilidad publica del mismo: en el conjunto de pu-
blicaciones cientificas revisadas para este trabajo de tesis doctoral nos hemos en-
contrado que el tamafio de los datasets utilizados es muy variable, desde datasets
con algo menos de 30 registros hasta datasets masivos con mas de 100.000 regis-
tros. Nosotros, atendiendo al niUmero de registros, hemos establecido una serie de

rangos para poder clasificar los trabajos en funcion del tamafio del dataset en:

Pequeno: menos de 100 registros.

Mediano: entre 100y 999 registros.
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Grande: entre 1000 y 9999 registros.

Muy grande: 10.000 registros o mas.

Por otro lado, la disponibilidad publica del dataset hace referencia a si para la rea-
lizacion del trabajo publicado han utilizado un dataset que puede ser accesible
de forma publica o no. Es de gran interés poder disponer de datasets pUblicos ya
que permiten la reproduccion de los algoritmos publicados o incluso probar otros

distintos para estudiar su comportamiento con los mismos datos.

= Seleccion de caracteristicas: muchos de los trabajos publicados hacen uso de
algoritmos de seleccién de caracteristicas dada la gran dimensionalidad de atri-
butos incluidos en el dataset que hayan utilizado. Hemos considerado interesante
considerar el uso o no de algoritmos de seleccidn de caracteristicas como un crite-

rio de clasificacion de las referencias revisadas.

= Extraccion de caracteristicas: al igual que en el caso anterior, consideramos de
gran utilidad discriminar aquellos trabajos cientificos que utilizan algoritmos de

extraccion de caracteristicas de aquellos que no lo hacen.

2.1. Tipo de dataset

La gran mayoria de los trabajos cientificos dedicados a ML (con independencia de
la disciplina a la que se apliquen) utilizan uno o varios datasets para probar la eficien-
cia/rendimiento del algoritmo/s que estan exponiendo o para comparar diferentes al-
goritmos entre si. En el caso concreto de la revisién bibliografica que hemos realizado,
basada en ML aplicado a CCR, hemos encontrado que los datasets utilizados se pueden
agrupar en tres grandes categorias: los que utilizan imagenes (de muy diferentes tipos
como veremos a continuacion), los que utilizan datos tabulares y los que utilizan datos

de microarrays.

2.1.1. Imagenes

Laimagen médica es el resultado de aplicar diferentes procedimientos para la obten-

cion deiméagenes del cuerpo humano, bien sea del interior del mismo o bien del exterior.
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Estas imagenes se utilizan para el diagnéstico o el seguimiento de diferentes patologias.
Hay una amplia variedad de técnicas que generan imagenes médicas durante la asisten-
cia sanitaria a los pacientes, algunas muy conocidas por todo el mundo como puede ser
el TAC, la resonancia magnética, la ecografia, etc., y otras no tan conocidas como por
ejemplo la espectrografia o la microscopia laser confocal.

Durante el estudio de la bibliografia dedicada a la aplicacién de técnicas de ML a CCR

hemos identificado las siguientes categorias de imagenes en los trabajos revisados:

= Colonoscopia/videocolonoscopia: son imagenes y/o videos obtenidos durante la
realizacion de esta técnica diagnostico-terapéutica. La colonoscopia es una técni-
ca muy utilizada para el diagndstico y tratamiento de patologias del colon. Realiza-
da correctamente, es una técnica generalmente segura y precisa y durante la reali-
zacion de la misma es posible la eliminacion de polipos reduciendo asi el riesgo de
padecer cancer de colon (CCR) [145]. También es posible obtenerimagenes/videos

gracias a una camara que tiene incorporada el endoscopio.

En la bibliografia revisada existen diversos trabajos que utilizan estas imagenes o
videos. Bae et al. y Hwang utilizan imagenes de colonoscopia en sendos trabajos
para tratar de diferenciar automaticamente aquellas que tienen pélipos de las que
no [13], [75]. En esta misma linea, Fu et al. basan su trabajo en utilizar lasimagenes
para tratar de clasificar pélipos en diferentes categorias (hiperplasia y adenoma)
[51]. Por otro lado, Oliva et al. también utilizan imagenes de colonoscopia para cla-
sificarlas en patologicas y no-patologicas [125]. Mohammed et al. y Singh et al. uti-
lizan en sus respectivos trabajos videos de colonoscopia, el primero para tratar de
clasificar diferentes enfermedades colorrectales [116] y el segundo con un doble
objetivo: por un lado realiza clasificacién multi-clase (hiperplasia, adenomay ade-
noma dentado) de lesiones gastrointestinales y por otro lado hace clasificacion
binaria de los videos (contiene imagenes benignas o malignas) [158]. Por ultimo,
Tamaki et al. también realizan clasificacién multi-clase pero en este caso a partir
de imagenes de colonoscopia NBI (Narrow Band Imaging) correspondientes a tu-

mores [168].

= Ecografia: son imagenes obtenidas durante la realizacién de esta técnica diagnds-
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tica que utiliza ondas de ultrasonidos para obtener imagenes del interior del cuer-
po humano (6rganos, tejidos, etc.). En este caso, la bibliografia es menos extensa,
habiendo localizado tres trabajos que hacen uso de este tipo de imagenes para

aplicar técnicas de ML a CCR.

En las referencias localizadas se han utilizado estas imagenes para ofrecer una al-
ternativa no invasiva al diagnéstico del cancer hepatocelulary del cancer de colon
(al contrario que la biopsia, que es la técnica que se utiliza normalmente) [113],
[114], [115]. En estos trabajos se comparan las imagenes de cancer con imagenes
de otro tipo de patologias con las que se pueden confundir al utilizar imagenes
de ultrasonidos, como la enfermedad inflamatoria intestinal [113], [114], [115], la
parénquima cirrética [115] y tumores benignos como la hiperplasia nodular focal

[113].

= Espectrografia: son imagenes de espectro obtenidas a partir de la cantidad de luz
dediferentes longitudes de onda que absorbe, despide o refleja un objeto®, en este

caso, tejidos humanos.

Liao et al. centran su trabajo en definir un método para analizar datos obtenidos
de lasimanges del espectrograma de autofluorescencia del carcinoma colorrectal
[99]. Rodriguez-Diaz et al. utilizan imagenes de espectroscopia elastic-scattering pa-
ra detectar neoplasia de colon [152]. Por Gltimo, Dragicevic et al. hacen uso de la
espectroscopia de imagen opto-magenética para clasificar en sano o canceroso el

tejido del epitelio del colon [41].

= Histopatologia: son imagenes obtenidas a partir de la visualizacion de cortes finos
de biopsias o piezas quirlrgicas dispuestas sobre un cristal a través de un micros-

copio. Este tipo de imagenes es el mas utilizado en la bibliografia revisada.

La primera referencia que las utiliza data del afio 2015. En ella, Chaddad et al. tra-
tan de caracterizar las estructuras bioldgicas en tres tipos de células anormales
(hiperplasia benigna, neoplasia intraepitelial y carcinoma) [24]. De modo similar,

Sengar et al. proponen un sistema automatico para determinar el grado del cancer

Shttps://www.cancer.gov/espanol/publicaciones/diccionarios/diccionario-cancer/def/
espectroscopia
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colorrectal a partir de imagenes histoldgicas, clasificdindolas en benigno, benigno
adenomatoso, maligno moderadamente diferenciado y maligno pobremente di-
ferenciado [157]. Asimismo, Xu et al. realizan una clasificacion automatica de los
tejidos en dos clases diferenciadas, epiteliales y estroma [187]. En esta misma linea,
Morkunas et al. tienen el mismo objetivo, es decir, clasificar los tejidos en epitelia-
les o estroma, pero parten de imagenes histologicas que contienen anotaciones
realizadas de forma automatica a partir de pardmetros de colory textura extraidos
de lasimagenes. Por su parte, Budinska et al. intentan caracterizar la heterogenei-
dad intertumoral, construyendo predictores de subtipos moleculares basandose
en imagenes histopatologicas [20]. Ponzio et al. centran su trabajo en diferenciar
de modo automatico los adenocarcinomas de los tejidos sanos o de lesiones be-
nignas [138]. Abdelsamea et al. proponen un método para diferenciar epitelio tu-
moral de epitelio normal en los tejidos reduciendo previamente los artefactos que
pueden aparecer en las imagenes histolégicas debidos a diferencias en la tincion
del tejido o a variaciones en la iluminacién [4]. Ribeiro et al. asocian técnicas frac-
tales multidimensionales, transformaciones curvelet y descriptores Haralick para
el estudio y reconocimiento de patrones en CCR, aplicando todo ello a la clasifi-
cacién de las imagenes para determinar cuéles son benignas y cudles malignas
[146]. De igual manera, Roberto et al. también utilizan técnicas fractales con el mis-
mo objetivo de clasificar las imagenes en benignas y malignas [149]. Siguiendo en
esta linea, Taino et al. también aplican técnicas fractales y descriptores Haralick
y a continuacion aplican un algoritmo genético para reconocer patrones de CCR
[166]. Abbas et al. incorporan el concepto de transfer learning (un modelo de apren-
dizaje desarrollado para una primera tarea se reutiliza como punto de partida para
el modelo de aprendizaje de una segunda tarea [169]) para definir un modelo de
clasificacién de imagenes histoldgicas en tres clases (epitelio tumoral, estroma'y
glandulas mucosas) [1]. Javed et al. clasifican las imagenes en 5 clases diferentes
basandose el concepto de comunidad celular, utilizando un representacion basada
en grafos [78]. Karhan et al. hacen una comparativa entre métodos convencionales
de clasificacion y deep learning para clasificar las imagenes histolégicas en 8 cla-

ses diferentes —tumor, estroma, linfoma, restos celulares, mucosa, tejido adiposo,
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background y mixed— [81]. Finalmente, Tennakoon et al. abordan el problema de
determinar quéimagenes corresponden a casos positivos de CCR como un proble-

ma multi-instancia [172].

= Microscopia laser confocal: son iméagenes obtenidas con un microscopio confocal
cuyo fundamento estriba en eliminar la luz procedente de los planos que estan

fuera del plano focal®.

En la revision bibliografica realizada tan sélo hemos encontrado un trabajo en el
que Gessert et al. utilizanimagenes de un microscopio laser confocal para clasificar
los tejidos en dos clases, colon y peritoneo, y también para clasificarlo en tejido

sano o patologico [56].

= Tomografia de proyeccion éptica (OPT): son imagenes obtenidas con una técnica
similar a latomografia computerizada (TAC) pero que, a diferencia de esta, en lugar

de utilizar rayos X utiliza haces de luz.

Respecto a este tipo de imagenes, la bibliografia hallada sobre técnicas de ML apli-
cadas a CCRtambién es muy reducida, habiéndose localizado tan sélo dos referen-
cias. En la primera de ellas, Li et al. tratan de clasificar de forma automatica regio-
nes de imagenes 3D OPT de pdlipos colorrectales para discriminar entre regiones
condisplasia de bajo grado y regiones con cancer invasivo [97]. En la segunda refe-
rencia, Li et al. abundan en la misma idea del anterior trabajo intentando verificar
la factibilidad de clasificar imagenes OPT de polipos colorrectales en tres niveles

de displasia (bajo grado, alto grado y cancer invasivo) [96].

El grafico de la figura 2.2 resume el porcentaje de trabajos que hacen uso de cada
uno de los anteriores tipos de imagenes, respecto al total de trabajos que utilizan ima-
genes. Taly como se puede observar, el 70 % de los trabajos utilizan o bien imagenes de
histopatologia (Anatomia Patoldgica) o bien imagenes de colonoscopia. Esto se debe,
en gran medida, a que la colonoscopia es la técnica mas utilizada para el diagnéstico
de CCRYy, cuando este se produce, siempre se toma una biopsia que da lugar a varias

imagenes histopatolégicas. Estas son imagenes de muy alta calidad y con fronteras muy

®https://www.ubu.es/parque-cientifico-tecnologico/servicios-cientifico-tecnicos/
microscopia/microscopia-laser-confocal-mlcf
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bien definidas, lo que las hace muy Utiles para aplicar sobre ellas técnicas de machine

learning.

Microscopia laser kJexL%
OPT 6,67%
Espectrografia 10%
Ecografia 10%
Colonoscopia 23,33%

Histopatologia 46,67%

Figura 2.2: Distribucién del uso de cada tipo de imagen

2.1.2. Datos tabulares

Cada contacto asistencial de un paciente con el centro de salud o con el hospital ge-
nera una serie de datos que se almacenan en la historia clinica de ese paciente. Estos
datos pueden ser de muy diferente indole, desde datos estructurados (analiticas, esca-
las de valoracion, etc.) hasta datos no estructurados escritos en lenguaje natural, todo
ello sin mencionar las imagenes médicas y los datos de microarrays que son objeto de
desarrollo de otras secciones de este capitulo (existe otro tipo de informacién sanita-
ria, como por ejemplo informacion relacionada con codificaciones estdndar como CIE y
SNOMED-CT, pero en la revisidn bibliogréfica realizada no han aparecido trabajos que la
utilicen).

Centrandonos en los tipos de datos utilizados en los trabajos revisados, todos utili-
zan datos estructurados procedentes de diversas fuentes. No se ha hallado, hasta la fe-
cha derealizacién de la revision bibliografica, ninglin trabajo que haya aplicado técnicas
de procesamiento de lenguaje natural. Las categorias de datos tabulares identificadas

han sido las siguientes:
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= Cuestionarios: corresponden a datos provenientes de encuestas pasadas a los pa-
cientes por los profesionales sanitarios. Es muy normal en el entorno sanitario rea-
lizar cuestionarios de muy distintos tipos, como encuestas de satisfaccién sobre un
determinado servicio, cuestionarios sobre habitos de vida o escalas de valoracién

clinica, entre otros.

Concretamente, en la bibliografia revisada s6lo se ha encontrado un trabajo que
utiliza un dataset cuyos datos provienen de un cuestionario que se pasa a los pa-
cientes sobre habitos alimentarios. En este trabajo, Li et al. utilizan estos datos para

explorar el impacto que tiene la dieta en los biomarcadores clave del CCR [95].

= Registros médicos: son datos que se obtienen a partir del registro de informacién
que los profesionales sanitarios realizan en la historia clinica de los pacientes (EHR
- Electronic Health Record). También se incluyen en esta categoria todos aquellos
datos que se generan de forma automatica por los equipos electromédicos, como
por ejemplo datos de monitorizaciones de diversos tipos (cardiaca, respiratoria,

etc.), datos bioquimicos, hematolégicos, microbioldgicos, inmunoldgicos, etc.

En la revisién bibliogréfica realizada sobre modelos de ML aplicados a CCR, la pri-
mera referencia hallada que utiliza este tipo de datos se remonta al afio 2006. En
ella, Chen et al. tratan de identificar y describir grupos de pacientes con riesgo de
padecer CCR, utilizando para ello un dataset que contiene datos tanto demografi-
cos como sanitarios [26]. En esta misma linea, Cenggoro et al. se basan en utilizar
factores no genéticos (habitos alimentarios, tabaco, sintomas como diarrea, san-
gre en heces, etc.) para la prediccion del riesgo de padecer CCR en Indonesia [23].
Saleema et al. utilizan un dataset que contiene variables clinicas tanto numéricas
como nominales, para predecir el pronostico del cancer de colon, de mamay res-
piratorio utilizando para ello clasificacion multi-etiqueta[156]. Siguiendo en esta
linea de prediccién, Roadknight et al. también utilizan un dataset con variables cli-
nicas tanto de condicién fisica como celulares para predecir la supervivencia en
pacientes de CCR [147] [148], utilizando el concepto de anti-learning [89]. Relacio-
nado también con la prediccion de la supervivencia, Li et al. estudian qué impor-

tancia puede tener la etnia de las personas a la hora de sobrevivir a un episodio de
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CCR [94]. Wang et al. también abordan el problema de predecir la supervivencia
en pacientes con CCR, pero dan un paso mas tratando de hacer una prediccién de
la esperanza de vida (en meses) para aquellos pacientes en los que la prediccion
hasido “muerte” [184]. Thongkam et al. centran su trabajo en comparar seis téc-
nicas de clasificacion basada en reglas para predecir también la supervivencia de
los pacientes [175]. Stoean et al. usan datos de registros médicos para predecir,
en este caso, la duracion de la estancia hospitalaria después de una intervencién
quirurgica en pacientes con CCR [163]. Por otro lado, Ting et al. intentan predecir
la ocurrencia de un segundo tumor primario en pacientes diagnosticados de CCR
[176]. Otro tipo de trabajo hallado corresponde al realizado por Skravseth et al., en
el que se trata de determinar la utilidad de los andlisis de sangre en el contexto de
la cirugia de CCRy del que se desprende que determinados pardmetros analiticos
(c-reactiva, albimina, sodio y hemoglobina) pueden estar directamente relaciona-
dos con alguna complicacion [161]. Por otro lado, Delgado et al. en 2019 proponen
una metodologia para hallar descripciones interpretables y manejables (tamafios
de reglas reducidos) para casos de pacientes con complicaciones en CCR [37]. Pos-
teriormente, en 2020, estos mismos autores proponen 4 operadores heuristicos y
amplian dicha metodologia para que, ademas de hallar reglas interesantes que
describan casos de pacientes con complicaciones en CCR, también describan ca-
sos de pacientes con recidivas de este tipo de cancer [36]. Por Ultimo, French et
al. centran su trabajo en identificar combinaciones de prescripciones de fArmacos
que podrian actuarcomo sefiales “pre-cancer” ,yaquealgunosestudiosen Dina-
marca, en los que han utilizado modelos de regresion clasica, han mostrado que la
prescripcion de algunos farmacos concretos se incrementa unos meses antes del

diagnéstico de cancer de pulmény de colon [50].

2.1.3. Microarrays

A mediados de los afios 90 surgid la técnica de los microarrays de ADN. Esta técni-

ca permite monitorizar simultaneamente el nivel de expresion de miles de genes en un

conjunto de células baséandose en la miniaturizacién de procesos biolégicos [118].



2. Taxonomia de la revision bibliogrdfica de ML aplicada a CCR 25

Segln NIH', una muestra que contiene ADN 0 ARN se pone en contacto con un porta-
objetos de vidrio llamado chip. El apareamiento de las bases complementarias entre la
muestra y las secuencias de genes en el chip produce una cantidad de luz que se puede
medir. Las areas del chip que producen luz identifican los genes que se expresan en esa
muestra.

En larevision bibliografica que hemos realizado sobre técnicas de ML aplicadas a CCR
son numerosos los trabajos que utilizan datos procedentes de microarrays. Podemos
encontrar tres grupos de trabajos que utilizan datos de microarrays.

Enelprimergrupo, lostrabajos encontrados tratan de clasificar los datos en positivos
0 negativos (con CCR o sanos, respectivamente). El primer trabajo, publicado por Venka-
tesh et al., data del afio 2010 [180]. También los trabajos de Zhao et al. y de Pirmoradi et
al. se centran en el mismo objetivo de clasificar los casos en sanos y patoldgicos [190]
[137]. Estos tres trabajos tienen en comin que abordan el problema de la alta dimen-
sionalidad que tienen los datos de expresién de genes y aplican técnicas de seleccién
de caracteristicas. Ademas, es frecuente el desbalanceo de clases en los datos de micro-
arrays [190]. Un trabajo que también se centra en predecir, en este caso la recurrencia de
CCR, es el de Cui et al. que presentan un método de aprendizaje semi-supervisado que
utiliza ejemplos tanto etiquetados como sin etiquetar, utilizando una representacion dis-
persa ‘sparse” en la que un ejemplo etiquetado se representa como una combinacion de
ejemplos sin etiquetar elegidos de forma apropiada [31].

El segundo grupo de trabajos tiene por objetivo extraer relaciones entre determina-
dos genesy la posibilidad de padecer CCR. En este sentido, Li et al. tratan de encontrar
las funciones y propiedades que contienen normalmente los genes relacionados con
CCR[93]y para ello se basan en un recurso bioinformatico denominado “Gene Ontology”,
que utiliza ontologias para respaldar la anotacién biolégicamente significativa de genes
[70]. En un sentido similar, Othman et al. exploran las relaciones que existen entre los
genes responsables de CCR utilizando para ello diferentes métodos clasicos de clasifica-
cion [129]. Paul et al. presentan en su trabajo un nuevo método para identificar genes
asociados con el CCR, integrando la informacién de los perfiles de expresion de genes

con informacién de redes de interaccidn entre proteinas [132]. Siguiendo con este gru-

"https://www.genome.gov/es/genetics-glossary/Tecnologia-de-microarrays
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po de trabajos, Le et al. intentan predecir asociaciones entre microRNA y CCR utilizando
dos grupos de caracteristicas: el primero contiene similitudes funcionales entre cada mi-
croRNAy asociaciones ya conocidas entre CCRy microRNA, y el segundo grupo contiene
similitudes fenotipicas entre cada fenotipo de CCR que tiene al menos una asociacién
con microRNA conocida [91]. Ding et al. proponen un framework computacional para
identificar, integrando datos de protedmicay transcriptomica, biomarcadores altamen-
te fiables y facilmente detectables que son secretados en la orina, sangre y saliva [39].
Por Gltimo, para terminar con el grupo de trabajos que extraen relaciones entre genes
y CCR, tenemos el trabajo de Li et al. en el que construyen una red de genes del CCR,
analizan los cambios en la estructura de la red durante el desarrollo del cancery extraen
caracteristicas de dicha red [98].

En el tercer grupo podemos encontrar dos trabajos que se centran en desarrollar
métodos especificos para la seleccién de los genes (caracteristicas) mas importantes
en relaciéon con CCR. Elkhani et al. proponen un método de seleccién de caracteristicas
‘membrane-inspired” [43] con el que tratan de aprovechar todo el potencial de ‘'membro-
ne computing’, que es una rama de la computacién natural inspirada en la arquitectura
y funcionamiento de las células [133]. Por su parte, Syafiandini et al. proponen un mé-
todo basado en redes neuronales con el mismo objetivo de hallar genes importantes

relacionados con CCR [165].

2.2. Tipode algoritmo utilizado

La gran mayoria de los trabajos publicados se desarrollan en base a uno o varios
algoritmos como nucleo central de la publicacidn, describiendo sus caracteristicas, su
potencial, etc., de ahi que esta seccidn constituya la categoria taxondmica principal de
la revisién bibliografica realizada.

Hemos considerado dividir la seccién en dos grandes categorias, algoritmos de ca-
ja negray algoritmos de caja blanca, para facilitar al lector. Estas dos categorias son, a
nuestro criterio, fundamentales, ya que en funcién del resultado que se quiera conse-
guir (precision vs. interpretabilidad) serd necesario utilizar un tipo u otro de algoritmo, o
incluso una combinacién de ambos.

En la figura 2.3 podemos observar graficamente la clasificacion que se ha realizado
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Taxonomia
ML aplicado a CCR

Caja Negra
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Redes Neuronales Ensemble Reglas
Clasificacién
. SVM Asociacién Otros
Deep Learning Bayes
Arboles Grafos
Perezoso Alg. Genéticos
Regresion
Clasificacion
Funciones
Reg. Lineal Polinémico

Reg. Logistica
Figura 2.3: Taxonomia realizada a partir de la bibliografia revisada

a partir de los diferentes trabajos cientificos revisados.

A continuacién, desarrollaremos cada uno de estos dos grandes grupos y podremos
comprobar como, en muchos casos, un mismo trabajo utiliza algoritmos de ambos gru-
pos, bien porque se estén combinando por alguna razén o bien porque se esté haciendo

una comparativa de algoritmos.

2.2.1. Algoritmos de caja negra

Un algoritmo de caja negra es un sistema que no revela su mecanismo interno de
funcionamiento. Por tanto, en machine learning el concepto “caja negra” hace refe-
rencia a modelos que no se pueden entender mirando sus parametros (por ejemplo una

red neuronal o una maquina de vectores de soporte) [117].

Entrada Salida

Y

Y

Figura 2.4: Interpretabilidad de los modelos de caja negra
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Este tipo de algoritmos suelen tener una precision mas alta que los algoritmos de
caja blanca y son Utiles en aquellas situaciones en las que saber como se ha llegado al
resultado no es relevante, sino que lo que interesa realmente es el propio resultado y
que este sea lo mas preciso posible.

En la revision bibliografica que hemos realizado sobre ML aplicado a CCR son nume-
rosas las referencias halladas que utilizan modelos de caja negra. Todas ellas se clasifi-

can en tres grandes grupos en base al/los tipo/s de algoritmo/s que utilizan:
= Redes neuronalesy Deep Learning como un caso particular de red neuronal.
» Maquinas de Vectores de Soporte (SVM).
= Ensembles.

A continuacién, desglosaremos cada uno de estos tres grandes grupos exponiendo

las publicaciones que se han hallado que hacen uso de algoritmos de estos tipos.

Redes neuronalesy deep learning

Una red neuronal es un modelo computacional inspirado biolégicamente en la es-
tructura neuronal y conexiones nerviosas del cerebro de los seres vivos. Consta de una
serie de elementos de procesamiento que simulan a las neuronas y que reciben una se-
rie de entradas y, a partir de ellas, producen unas salidas basadas en las funciones de
activacion que tienen predefinidas.

La primera generacién de redes neuronales data de los afios 60 del siglo pasado 'y
fue Fank Rosenblatt quien las dio a conocer. Posteriormente los algoritmos basados en
redes neuronales han evolucionado muchisimo hasta llegar a convertirse en la base del
aprendizaje profundo o deep learning que tan de moda esta en la actualidad. Por su
parte, las primeras referencias a deep learning datan de 2006 [72][16] las cuales se cen-
traron en el problema de clasificacion de digitos manuscritos MNIST, llegando a superar
la supremacia que hasta ese momento tenia las maquinas de vectores de soporte (SVMs)
[15].

En los trabajos cientificos que hemos revisado, la mayoria de las referencias que ha-
cen uso de redes neuronales las aplican a datasets constituidos por imagenes. Esto se

debe al buen manejo que las redes neuronales hacen de estos tipos de datos para el
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reconocimiento de objetosy la capacidad que tienen para extraer conocimiento a partir
deellas.

La primera referencia hallada en nuestra revision bibliografica de ML aplicada a CCR
que hace uso de redes neuronales data del afio 2012. En ella, Mitrea et al. utilizan ima-
genes de ultrasonidos para buscar una alternativa no invasiva al diagnéstico del cancer
de colony para ello hacen una comparativa de varios algoritmos, siendo el perceptron
multicapa uno de los tres que dan mejores resultados entre los comparados [113][114].
Por su parte, Oliva et al. han creado, utilizando la API de Weka, un software grafico para
el andlisis de imagenes de colonoscopia con el propdsito de clasificar las imagenes en
normales y patoldgicas. Han comparado el rendimiento de varios algoritmos, entre los
que se encuentra el perceptrén multicapa aunque no ha sido este el que mejores resul-
tados ha dado, sino que el mejor fue J48 [125]. Dragicevic et al. en su trabajo tratan de
clasificarimagenes del tejido del epitelio del colon en sanas o cancerosasy para ello han
hecho una comparativa entre el perceptron multicapa y Naive Bayes, siendo el percep-
trén multicapa el que arroja mejores resultados [41]. Con una intencion similar, Roberto
et al. aplican diversos algoritmos para clasificarimagenes histologicas de colon y de ma-
ma en sanasy malignas, siendo el perceptrén multicapa el que mejores resultados ha
dado en el caso de las imagenes de colon no normalizadas (originales) [149]. En esta
misma linea, Abdelsamea et al. proponen un método para diferenciar epitelio tumoral
de epitelio normal en los tejidos utilizando para ello un tipo de red neuronal denomi-
nada mapa auto-organizado (self-organizing map) [4]. Por otro lado, existen otras dos
referencias que utilizan redes neuronales con datos tabulares en lugar de con imagenes.
Li et al. hacen una comparativa de diferentes métodos de ML, aplicando previamente
dos técnicas (random undersampling [71] y cost-sensitive learning) para el manejo de
bases de datos desbalanceadas, para predecir la supervivencia de pacientes con cancer
colorrectal y ver cémo la etnia influye en dicha supervivencia, siendo el método basado
en red neuronal el que mejores resultados ha dado [94]. Finalmente, Ting et al. presen-
tan un esquema predictivo desarrollado para predecir factores de riesgo asociados con
segundos tumores primarios en pacientes con CCR. Este esquema combina 5 técnicas
de clasificacion de machine learning [176] entre las que se encuentra Extreme Machine

Learning, que es una red neuronal feed-forward de una Unica capa oculta que selecciona
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aleatoriamente los pesos de entrada y determina analiticamente los pesos de salida de
la red [73].

A continuacion, nos vamos a centrar en exponer las referencias halladas que hacen
uso especifico de deep learning. Este método es un caso particular de red neuronal que
tiene varias capas de neuronas conectadas que permiten que el procesamiento de los
datos se vaya haciendo de forma jerérquica, de manera que cada capa obtiene caracte-
risticas de un nivel cada vez mas alto hasta llegar a la respuesta final®.

El uso de deep learning en el campo del CCR es relativamente reciente, ya que la pri-
mera referencia hallada data del aflo 2016. En ella, Xu et al. utilizan una red neuronal
convolucional profunda para clasificar imagenes de tejidos colorrectales en dos clases
(epitelialesy estroma) [187]. Asimismo, Morkunas et al. buscan el mismo objetivo de cla-
sificar las imagenes histologicas en las mismas dos clases y para ello describen varias
posibilidades utilizando super-pixeles anotados para entrenar diferentes algoritmos de
ML, entre los que se encuentra un algoritmo de deep learning en el que cada capa con-
volucional de una CNN (Convolutional Neural Network) transforma un volumen de ac-
tivaciones en otro a través de una funcion diferenciable, teniendo las neuronas de una
capa conectadas sélo a una pequefia region de la capa anterior a través de un conjunto
de pesos (realizan un filtro) [119]. Ponzio et al. proponen en su trabajo también un al-
goritmo de deep learning basado en CNN para diferenciar los adenocarcinomas de los
tejidos sanosy de lesiones benignas. Comparan los resultados que se obtienen con una
CNN completamente entrenada con imagenes histoldgicas de CCR (lo cual es muy cos-
to) frente a hacer uso de transfer learning utilizando asi CNNs pre-entrenadas con otros
datasets, lo cual proporciona resultados sensiblemente mejores y con un menor coste
[138]. De modo similar, Gessert et al. también proponen el uso de deep learning basado
en CNNs'y de transfer learning aplicandolo a imagenes de tejidos de colon y peritoneo
procedentes de microscopia laser confocal para diferenciar entre los dos tipos de teji-
dosy entre tejido maligno y benigno [56]. Karhan et al. realizan una comparativa entre
métodos tradicionales de clasificacion frente a deep learning basado en transfer lear-
ning aplicado a la clasificacion de imagenes histoldgias de colon en 8 clases posibles

(background —no hay tejido—, tejido adiposo, mucosa, restos celulares, linfoma, mez-

8https://blogthinkbig.com/redes-neuronales-deep-learning
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cla, estromay tumor) [81]. Por su parte, Mohammed et al. exponen un modelo de deep
learning también basado en CCN para la deteccién de anomalias a nivel de framey pa-
ra la realizacion de clasificacion multi-etiqueta de distintas enfermedades de colon a
partir de imagenes de endoscopia obtenidas mediante video capsula [116]. Abbas et al.
presentan un método que hace uso de una arquitectura novedosa de CNN para mejorar
el rendimiento en la clasificacién de iméagenes histoldgicas de colon utilizando transfer
learning y descomposicion de clases [1]. Javed et al. proponen un novedoso algoritmo
semisupervisado de deteccion de comunidades celulares para el fenotipado de tejidos
basado en la deteccidn y clasificacion de células, y la agrupacién de regiones de image-
nes histoldgicas en comunidades bioldgicamente significativas, haciendo uso para ello
de deep learning [78]. Por otro lado, se han hallado tres referencias bibliograficas que
hacen uso de métodos de deep learning con datos de expresion de genes. Syafiandini
et al. utilizan deep learning (maquinas de Boltzmann profundas), para realizar seleccion
de caracteristicas en datos de expresion de genes, en concreto para identificar los genes
mas importantes relacionados con CCR [165]. Por su lado, Li et al. hacen uso de deep
learning para estudiar la deteccion de genes patégenos de CCR de forma mas cientifica
y precisa de modo que proporcione una guia técnica para el diagnostico de CCR [98].
Por Ultimo, Pirmoradi et al. proponen un método eficiciente para identificar SNPs (Sin-
gle Nucleotide Polymorphisms) y clasificar los casos en sanos o patologicos, haciendo
uso para ello de un método denominado “deep autoencoder” , el cual es un método
de deep learning que adapta su estructura automaticamente basandose en los datos de

entrada [137].

Maquinas de vectores de soporte (SVM)

El algoritmo de Maquina de Vectores de Soporte (SVM) fue propuesto originalmente
por Vladimir Vapnik [179]. Es un algoritmo basado en kernels que ha sido ampliamente
utilizado para realizar tareas tanto de clasificacion como de regresion. El método defi-
ne un hiper-plano que actuara como frontera de decision para clasificar un conjunto de
objetos que pertenecen a diferentes clases. En funcién de silos objetos son separables li-
nealmente o no, se tendra que utilizar un tipo de kernel u otro [144]. Entre las principales

ventajas de SYM podemos encontrar que tiene muy baja probabilidad de sobre-ajustarse
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(over-fitting), tiene una buena capacidad de generalizacion no cayendo en éptimos loca-
lesy es capaz de manejar datos con una alta dimensionalidad (alto nimero de variables)
[144][45]. Entre sus desventajas podemos encontrar la caida de rendimiento cuando se
utilizan grandes conjuntos de datos debido al incremento en el tiempo necesario para el
entrenamiento del algoritmo asi como la dificultad para elegir la funcion de kernel apro-
piada [144]. Ademas, SVM es muy sensible al ruido en los datos, de ahi que su capacidad
predictiva se reduzca considerablemente cuando el conjunto de datos contiene ruido
[159].

En la revisién bibliografica realizada, la primera referencia sobre ML aplicado a CCR
que hace uso de SVM data del afio 2010. En ella, Venkatesh et al. utilizan SVM para cla-
sificar ejemplos de un conjunto datos de expresién de genes en patologicos o sanos.
Ademas, utilizan el algoritmo SMO (Sequential Minimal Optimizacién) para entrenar al
SVM [180]. Siguiendo con datos de expresidn de genes, Ding et al. proponen en su traba-
jo un framework computacional para identificar biomarcadores altamente fiables y fa-
cilmente detectables secretados en orina, sangre y saliva, integrando ademas datos de
protedmica y de transcriptomica, utilizando SVM tanto para la seleccién de caracteristi-
cas (algoritmo RFE-SVM) como para la implementacion del modelo de prediccién [39].
Por su parte, Zhao et al. clasifican los ejemplos de un conjunto de datos de expresion de
genes en sanos y patologicos utilizando un modelo basado en SVM llamado MKF-SVM
(Mixed Kernel Function-SVM) al que aplican el algoritmo Whale Optimization Algorithm
(WOA) para hallar los pardmetros 6ptimos del modelo [190].

Por otro lado, existe otro conjunto de trabajos que hacen uso de algoritmos basados
en SVM para el tratamiento de imagenes médicas, siendo este conjunto el mas nume-
roso. En este sentido, Hwang et al. tratan de distinguir en videos de colonoscopia las
imagenes que tienen pélipos de aquellas que no los tienen, y para ello aplican el mé-
todo bag-of-visual-words utilizando como clasificador el algoritmo SVM [75]. De modo
similar, Tamaki et al. también aplican el método bag-of-visual-words para representar ca-
racteristicas locales de lasimagenes seguido de un conjunto de clasificadores SVM con 5
kernes distintos para clasificar imagenes de colonoscopia NBI de tumores colorrectales
en tres tipos (A, By C3) [168]. Fu et al. también hacen uso de imagenes de colonosco-

pia para clasificar por tipos los polipos colorrectales, realizando un proceso de realce de
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imagenes, extraccion de caracteristicas, seleccién de caracteristicas y, por Gltimo, clasi-
ficacién mediante SVM [51]. Sing et al., por su parte, realizan una clasificacién eficiente
y efectiva de lesiones gastrointestinales mediante SVM, utilizando previamente el algo-
ritmo IALO (Improved Ant Lion Optimizer) para buscar los mejores parametros de SVM.
Ademas, abordan el problema desde una doble perspectiva: binaria, clasificando los
ejemplos en benignos o malignos, y multi-clase, clasificando las lesiones intestinales en
hiperplasia, adenomay adenoma dentado [158]. En relacion con imagenes histolégicas,
Budinska et al. tratan de extraer informacién relevante de la morfologfa del tumor usan-
do un novedoso método llamado bag-of-features de dos niveles y esta informacién la
usan para crear patrones que posteriormente utilizan en un clasificador basado en SYM
[20]. Por otro lado, Sengar et al. aplican un clasificador basado en SVM para determinar,
a partir deimagenes histolégicas, el grado del cancer colorrectal (benigno, benigno ade-
nomatoso, maligno moderadamente diferenciadoy maligno pobremente diferenciado),
utilizando para ello segmentacion automatica de las glandulas a partir de umbrales de
intensidad y de propiedades organizacionales [157]. Otro tipo de iméagenes a las que se
han aplicado clasificadores basados en SVM son las iméagenes de tomografia de proyec-
cion dptica (OPT), que han dado lugar a dos trabajos cientificos. En el primero de ellos,
Li et al. se centran en hacer una clasificacién automatica, basdndose en el método bag-
of-visual-words, de imagenes 3D que contienen pélipos colorrectales para discriminar
entre regiones con displasia de bajo grado y regiones con cancer invasivo [97]. En el se-
gundo trabajo, Li et al. dan un paso mas intentando clasificar las imagenes de pdlipos
colorrectales en tres niveles de displasia (bajo grado, alto grado y cancer invasivo) utili-
zando para ello caracteristicas de textura [96]. Por Ultimo, encontramos dos trabajos de
Mitrea et al., que utilizan imagenes de ultrasonidos para dar una alternativa no invasiva,
a diferencia de la biopsia, para el diagndstico del cancer de colon; en el primero de ellos
se basan en caracteristicas seleccionadas a partir de la textura, usando para ello tanto
métodos de tipo filter como métodos de tipo wrapper y a continuacion utilizando como
clasificador, entre otros, SVM [113]; en el segundo, se basan en caracteristicas seleccio-
nadas también a partir de la textura, pero en esta ocasion utilizan como método CFS
(Correlation based Feature Selection) combinado con Genetic Search'y, a continuacion,

utilizan varios clasificadores comparativamente, entre los que se encuentra SVM, siendo
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ademas el que mejores resultados arroja [114].

Para finalizar con los trabajos de ML aplicados a CCR que hacen uso de SVM, encon-
tramos dos trabajos que hacen uso de datos de cuestionarios por un lado, y de datos de
espectroscopia fluorescente de sangre, por otro. En el primer caso, Li et al. se centran en
explorar los biomarcadores clave de CCR estudiando el impacto que tiene en ellos la die-
ta, analizando la correlacion existente entre caracteristicas mediante el uso del test KMO
(Kaiser-Meyer-Olkin) y aplicando SVM como clasificador [95]. En el segundo caso, Soares
et al. se centran enidentificar cancer a partir de datos de espectroscopia fluorescente de
la sangre ya que esta técnica proporciona informacion molecular detallada a un coste
muy bajo y no es invasiva (a diferencia de la colonoscopia) y para ello, en primer lugar
realizan una clasificacion binaria mediante SVM para discriminar los casos entre CCRy
los no-CCRYy, en segundo lugar, para los ejemplos clasificados como no-CCR, se vuelve a
utilizar SVM para clasificarlos en dos tipos, los que tienen hallazgos que no son malignos

y los que no tienen ninglin hallazgo [162].

Ensembles

Los métodos ensemble surgen como una combinacion de algoritmos de aprendizaje
individuales para obtener un mejor rendimiento predictivo que el que se obtendria de
manera individual con cualquiera de los algoritmos que lo constituyen. Por tanto, utili-
zando la definicion de ensemble dada en [67], podemos decir que un ensemble combina
una serie de k modelos de aprendizaje (clasificadores base) My, Ms, ..., My, con el objeti-
vo de crear un modelo de clasificacion compuesto, Mx*, que obtenga mejores resultados.
De este modo, el conjunto de datos D se utiliza para generar k conjuntos de entrenamien-
to, D1, Do, ..., D, donde D; (1 < i < k — 1) es utilizado para generar el clasificador M;.
Dado un nuevo caso a clasificar, cada clasificador baserealizaun “voto” sobrelaclase
predicha para ese nuevo caso y el ensemble combina la prediccion de cada clasificador
base para dar la prediccion.

La primera referencia hallada sobre métodos ensemble aplicados a clasificacién en
CCRseremontaal afio 2011. En ella, Rodriguez-Diaz et al. construyen un ensemble com-
puesto por clasificadores SVM para discriminar pélipos en dos clases (neoplasicos y no

neoplasicos) [152] haciendo uso ademaés del concepto de misclassification-rejection (MR)
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Figura 2.5: Esquema de funcionamiento de un ensemble

[27] en base al cual el clasificador identifica ejemplos con alto riesgo de ser clasifica-
dos erréneamente, en la mayoria de casos los que se encuentran cerca de la frontera
de decision y se abstiene de tomar una decision sobre ellos. Roadknight et al. en sus
trabajos tratan de predecir la supervivencia de los pacientes de CCR en base a la estadifi-
cacién TNMy para ello, en 2013 desarrollaron un trabajo [147] en el que combinaban en
un ensemble los métodos SVM, red neuronal y anti-learning [88] y en 2015 proponen la
construccion de un ensemble con los métodos CART, SVM, J48 y regresidn logistica [148]
utilizando ademas el concepto de anti-learning. En la misma linea de predecir la supervi-
vencia en pacientes con CCR, Wang et al. proponen un modelo con dos etapas en el que,
en la primera etapa, usan un ensemble de arboles de decision no balanceados para pre-
decir “supervivencia” o “muerte” ,y, en la segunda etapa, utilizan un ensemble de
métodos de regresion para predecir la esperanza de vida [184]. Stoean et al., por su parte,
construyen un ensemble de clasificadores SVM, red neuronal y arboles de decision (DT)
para predecir la duracién de la estancia hospitalaria después de una intervencién por

CCR[163]. Le et al. proponen un método llamado RFMDA, que consiste en un ensemble
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basado en random forest (RF), el cual se constituye a partir de multiples arboles de deci-
sidn, para predecir microRNA asociados a enfermedades [91]. Por otro lado, Roberto et
al. utilizan una serie de métodos, entre los que se encuentran los ensembles DECORATE
y rotation forest para clasificar tumores colorrectales en malignos y benignos a partir de
imagenes histologicas [149]. Cenggoro et al. tratan de predecir la ocurrencia de CCR en
Indonesia a partir de factores no genéticos y para ello utilizan dos métodos, uno de los
cuales es XGBoost que consiste en un ensemble de arboles de decision [23]. Ting et al.
definen un esquema para predecir factores de riesgo asociados con segundos tumores
primarios en pacientes con CCR, combinando 5 técnicas de clasificacién (SVM, RF, MARS,

EML y XGBoost) [176].

2.2.2. Algoritmos de caja blanca

Un algoritmo de caja blanca es un sistema que pone de manifiesto su mecanismo de
funcionamiento interno de modo que el resultado que ofrece puede ser interpretable.
Basandonos en la obra de Han et al., “Data mining: concepts and techniques’, podemos
decir que la interpretabilidad hace referencia al nivel de comprensién y conocimiento
que proporciona el clasificador o el predictor. Sin embargo, la interpretabilidad es sub-
jetivay, por tanto, dificil de evaluar. Los arboles de decision y las reglas de clasificacion
pueden ser facilmente interpretables, aunque su interpretabilidad se puede ver reduci-
da a medida que se vuelven mas complejos [67]. En otras palabras y seglin Doshi-Velez
etal, lainterpretabilidad de los modelos de ML puede verse como la capacidad que tiene
un algoritmo de explicar o presentar en términos comprensibles para un ser humano [40].

Por tanto, los modelos de ML que pertenecen al grupo de algoritmos de caja blanca
sacrifican poder predictivo a cambio de ser mas interpretables y, ademas, no siempre
son capaces de modelar toda la complejidad inherente al dataset, es decir, puede dar-
se el caso de que no sean capaces de modelar todas las relaciones existentes entre la
diferentes caracteristicas del dataset.

En la revision bibliografica que hemos realizado sobre ML aplicado a CCR son nume-
rosas las referencias halladas que utilizan modelos de caja blanca. Todas ellas se clasifi-

can en seis grandes grupos en base al/los tipo/s de algoritmo/s que utilizan:
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= Algoritmos basados en Reglas.

Algoritmos basados en Arboles.

Algoritmos basados en Funciones.

Regresién lineal.
Regresion logistica.

Método Polindmico.

Algoritmos perezosos.

Métodos de clasificacién Bayesianos.

Otros.

A continuacion, desglosaremos cada uno de estos grandes grupos exponiendo las

publicaciones que se han hallado que hacen uso de algoritmos de estos tipos.

Algoritmos basados en reglas

Un regla, normalmente, adopta la forma IF (condiciones) THEN (predicciém), €S
decir, SI se satisfacen ciertas condiciones sobre determinadas variables ENTONCES se rea-
liza una prediccion concreta. Probablemente, las reglas son los modelos de prediccién
que tienen una mayor interpretabilidad ya que su estructura IF-THEN se asemeja al len-
guaje naturaly alaformaenlaque pensamos [117]. La utilidad de una regla normalmen-
te se resume en dos conceptos o métricas: soporte de la regla (porcentaje de instancias
que cumplen la condicién de la regla) y confianza de la regla (mide como de precisa
es la regla al predecir la clase correcta de aquellas instancias que cumplen la condicién
de la regla), o quizas otras similares. Sin embargo, nétese que la evaluacién de un cla-
sificador basado en reglas es diferente. En este caso, puede ser necesario incluir alglin
mecanismo de resolucion de conflictos entre reglas y contar el nimero de aciertos del
clasificador.

La mineria de reglas de asociacion es la disciplina de la mineria de patrones cuyo ob-
jetivo es descubrir relaciones interesantes entre las variables de grandes bases de datos

[189]. Cuando el objetivo son reglas con el valor de una determinada variable categérica
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en el consecuente, la variable objetivo, entonces hablamos de reglas de asociacion de
clases [182].

En larevision bibliografica que hemos realizado sobre ML aplicada CCR, el primer tra-
bajo que hace uso de reglas se remonta al afio 2006. En él, Chen et al. exploran diferen-
tes técnicas de mineria de datos (reglas de asociacion, clasificacion asociativa y scalable
cluster analysis) para identificar y describir grupos de riesgo de padecer CCR, obtenien-
do resultados consistentes en la aplicacién de las tres técnicas, aunque con las reglas
de asociaciény con la clasificacion asociativa se obtienen resultados mas interpretables
que con scalable clustering analysis [26]. A partir de 2006 no hemos encontrado ningln
otro trabajo publicado que haga uso de reglas hasta el afio 2015, cuando Li et al. pre-
sentan un algoritmo basado en JRIP [29] para predecir los genes relacionados con CCR
[93], codificando dichos genes mediante la notacion Gene Ontology [11][22]. En una li-
nea similar, Othman et al. exploran en su trabajo las relaciones existentes entre los genes
responsables del CCR [129], comparando varios algoritmos entre los que se encuentra
el algoritmo de reglas de clasificacién RIPPER [29], que es un algoritmo que utiliza la
estrategia divide y venceras para distinguir las instancias de las clases positiva y nega-
tiva [10]. Thongkam y Sukmak comparan 6 técnicas de clasificacién basada en reglas
(Conjunctive Rule, Decision Table, FURIA, One Rule, PART y RIPPER) para desarrollar mo-
delos precisos de prediccién de supervivencia en CCR, siendo el algoritmo FURIA (Fuzzy
Unordered Rule Induction Algorithm) [74] mas robusto y balanceado que el resto de téc-
nicas [175]. Por otro lado, Roberto et al. utilizan una serie de métodos, entre los que se
encuentran los clasificadores basados en reglas One-R y Decision Table, para clasificar
tumores colorrectales en malignos y benignos a partir de imagenes histolégicas [149].
Delgado-Osuna et al. en 2019 proponen en su trabajo una metodologia para encontrar
descripcionesinterpretablesy manejables (tamafios de reglas reducidos) para casos con
complicaciones en CCR utilizando, entre otros, métodos basados en reglas tanto para
clasificacién, algoritmo JRIP, como de descubrimiento de reglas de asociacion utilizan-
do paraello el algoritmo Apriori [6][18] el cual busca conjuntos de atributos-valores que
aparecen con frecuencia en la base de datos y que se pueden utilizar para generar reglas
que describan estos patrones recurrentes [37]. Por Gltimo, también Delgado-Osuna et al.

en 2020 extienden su trabajo de 2019 proponiendo 4 operadores heuristicos y una meto-
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dologia completa para buscar reglas interesantes que describan casos de pacientes con
CCR que presentan, por un lado, complicacionesy, por otro, recidivas [36], y realizan una
comparativa entre la metodologia propuesta y conocidos algoritmos basados en reglas
de asociacién como Aprioriy otros tres representativos de clasificacion asociativa como

CBA2[101], CPAR[188] y FARCHD [76].

Algoritmos basados en arboles

Los arboles de decision son unas estructuras de arbol similares a un diagrama de
flujo y pueden ser transformados facilmente en reglas de clasificacion [67]. Tal y como
describe Susmita Ray, son métodos de aprendizaje automatico supervisado que pue-
den ser utilizados para resolver problemas de clasificacion o de regresion mediante la
separacion continua de los datos en base a un determinado parametro. Las decisiones
tomadas estan en las hojas y los datos son divididos en los nodos intermedios. Cuan-
do los arboles se utilizan para tareas de clasificacion, la variable objetivo es categorica,
mientras que si se utilizan para tareas de regresion, la variable es continua. Entre sus
principales ventajas podemos encontrar su facilidad de interpretacion, su capacidad pa-
ra manejar valores tanto numéricos como categéricosy su alto rendimiento. En cambio,
entre sus principales inconvenientes tenemos la dificultad para controlar el tamafio del
arboly, ademas, puede ser propenso a errores de muestreo que provoquen soluciones
6ptimas localmente y no globalmente [144].

Centrdndonos en nuestra revision bibliografica sobre ML aplicada a CCR, en 2012 Sa-
leema et al. publican un trabajo cuyo objetivo es identificar etiquetas destacadas en ba-
ses de datos de cancer (entre ellas una base de datos de CCR) para después usarlas en
un proceso de clasificacion multi-etiqueta, utilizando en el proceso de identificacion de
dichas etiquetas tres algoritmos entre los que se encuentra un algoritmo de arboles de
decisién (no detallan cual) que es el que mejores resultados ha proporcionado [156]. Por
su lado, Mitrea et al. tratan de desarrollar métodos computerizados para el diagnostico
automaticoy no invasivo de tumores abdominales a partir de imagenes de ultrasonidos,
aplicando varias técnicas de ML (SVM, RF, C4.5y AdaBoost+C4.5) obteniendo los mejores
resultados con el esquema de combinacion AdaBoost utilizando como clasificador ba-

sico el algoritmo C4.5 [115], combinacién esta que es bien conocida por su rendimiento
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[177]. Oliva et. al en su trabajo presenta un sistema cuyo objetivo es ayudar a los expertos
a estudiary analizar imagenes de tejido de colon, extrayendo inicialmente un conjunto
de caracteristicas de dichas imagenes para realizar anotaciones sobre ellas y, a conti-
nuacion, las clasifican en dos clases, normales y anormales, utilizando 5 técnicas de ML
entre las que se encuentra el algoritmo J48 [125] que consiste en una implementacién
existente en WEKA[65] del algoritmo C4.5. Ya en 2018, Othman et al. publican un estu-
dio en el que exploran las relaciones existentes entre los genes responsables del CCR a
través de la aplicacién de varias técnicas de ML entre las que se encuentra el algoritmo
J48, el cual, después de un proceso de seleccion de caracteristicas, obtuvo resultados
similares que el algoritmo de Naive Bayes pero tiene la ventaja de que produce descrip-
ciones legibles de los datos [129]. Por otro lado, Delgado-Osuna et al. en 2019 proponen
un metodologia para hallar descripciones interpretables de casos con CCR generando
iterativamente un arbol de clasificacion, utilizando para ello CART [19], a partir del cual
se obtienen reglas y se elimina la caracteristicas de mayor influencia (la que esté en la
raizdel arbol) para a continuacion generar un nuevo arbol que dard lugar a nuevas reglas,
repitiendo este proceso hasta que no se obtengan nodos hoja con el nivel de profundi-
dad méaximo previamente establecido [37]. En 2020 Delgado-Osuna et al. extienden su
trabajo de 2019 ya que la metodologia propuesta en este tenia la limitacion de que las
caracteristicas de mayor influencia aparecian en muy pocas reglas junto con muy pocas
otras caracteristicasy, para resolverlo, proponen en su nuevo trabajo la induccién recur-
siva de arboles, lo cual permite la generacién de muchas combinaciones beneficiosas

de caracteristicas con influencia [36].

Algoritmos basados en funciones

Dentro de esta categoria vamos a englobar tres tipos de métodos (regresion lineal,
regresion logistica y método polindmico) cuyo mecanismo de funcionamiento esta ba-
sado en funciones matematicas y de ahi que se puedan interpretar “facilmente” los
resultados obtenidos asi como por qué se obtiene un resultado u otro. Aunque son muy
simples, los métodos basados en funciones dan buenos resultados para muchas apli-
caciones. Basicamente, estos métodos tratan de buscar una funcion matematica que

modele los valores de los datos. A continuacidn, describimos cada uno de ellos:
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= Regresion lineal: la regresion lineal es un modelo matemaético que se utiliza para
modelar la relacion de dependencia que existe entre unavariable dependiente My
pvariablesindependientes z, con p € ZT. De este modo, la regresién lineal predice
el objetivo como una suma ponderada de las caracteristicas de entrada, por lo que

las relaciones aprendidas son lineales y se pueden escribir del siguiente modo:

M = By + Brx1 + ... + Bpxp + € (2.1)

donde los coeficientes 3; son los pesos de cada una de las caracteristicas z;, B €s la
interseccién con el eje de abscisasy e es el error que se comete en la aproximacion

[117].

Enlarevision bibliografica realizada tan sélo se ha encontrado un trabajo cientifico,
que data del afio 2019, en el que se hace uso de regresion lineal. En él, Cenggoro et
al. basan su trabajo en la prediccion de ocurrencia de CCR en Indonesia 'y para ello
utilizan, ademas de XGBoost, Generalized Linear Model (GLM) con regularizacion
Elastic Net [191] la cual se utiliza con mucha frecuencia en anélisis estadistico para

seleccién de caracteristicas [23].

= Regresion logistica: la regresion logistica modela las probabilidades para proble-
mas de clasificacion con dos salidas posibles. En lugar de utilizar una linea recta pa-
ra modelar la relacién entre variables, como ocurre en la regresion lineal, se utiliza
la funcion logistica para obtener un valor de salida entre 0y 1. La funcion logistica

se define del siguiente modo:

1

1+ exp(—n) (22)

logistic(n) =

Como en la regresién logistica lo que necesitamos de salida es una probabilidad
entre 0y 1, si partimos de la ecuacion 2.1 la definicion matematica de un modelo

de regresion logistica seria la siguiente [117]:

1

P(M) = 1+ exp(_(ﬁo 4+ fix1+ ...+ 5})'7517))
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En nuestra revision bibliografica de ML aplicada a CCR, el primer trabajo que hace
uso de regresion logistica data del afio 2010. En él, Venkatesh et al. tratan de clasi-
ficar ejemplos de un conjunto datos de expresidn de genes en patolégicos o sanos
y para ello aplican, entre otras técnicas, la regresion logistica [180]. Este es el Unico
trabajo que se ha encontrado (hasta la fecha de revision) que haga uso de regre-
sién logistica con datos de expresidn de genes (microarrays). El resto de trabajos
revisados hacen uso o bien de imagenes histoldgicas o bien de datos procedentes

de registros médicos.

En el caso de imagenes histoldgicas, en 2015 Chaddad et al. publicaron un trabajo
en el que aplicaban Linear Discriminant Analysis para tratar de caracterizar en tres
tipos de células anormales (hiperplasia benigna, neoplasia intraepitelial y carci-
noma) las estructuras biologicas contenidas en las imagenes[24]. Posteriormente,
Roberto et al. en 2019 utilizan una serie de métodos, entre los que se encuentra
la regresion logistica, para clasificar tumores colorrectales en malignos y benignos
[149]. Por su parte, ya en 2020, Karhan et al., como ya se comento anteriormente
en la seccién 2.2.1, hacen una comparativa entre métodos convencionales de cla-
sificacién, entre los que se encuentra la regresion logistica, y deep learning para
clasificar las imagenes colorrectales en 8 clases diferentes —tumor, estroma, linfo-

ma, restos celulares, mucosa, tejido adiposo, background y mixed— [81].

Por otro lado, en el caso de datos procedentes de registros médicos, Li et al. en
2019 investigan sobre la influencia de la etnia en la prediccién de supervivencia
en CCRYy para ello utilizan diferentes técnicas de ML entre las que se encuentra la
regresion logistica [94]. Ting et al., en 2020, presentan un esquema predictivo pa-
ra predecir factores de riesgo asociados con la posibilidad de padecer segundos
tumores primarios en pacientes con CCR, combinando 5 técnicas de ML entre las
que se encuentra Multivariate Adaptive Regression Splines (MARS), siendo usada
esta técnica tanto en la fase de seleccién de caracteristicas como en la fase de pre-

dicciéon [176].

Método Polindmico: el clasificador polindmico se ha utilizado ampliamente para

tareas de clasificacion debido a que tiene la ventaja de proporcionar un sélo mo-
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delo para la separacion éptima de clases. Este tipo de clasificador es un mapa no
lineal parametrizado que expande de forma no lineal una secuencia de vectores de
entrada a una dimensién superior y los mapea a una secuencia de salida deseada.
El proposito de esta expansion es mejorar la separacion de las diferentes clases en
el espacio vectorial expandido. Los vectores polindmicos expandidos se utilizan

para definir una secuencia de salida ideal minimizando una funcién objetivo [122].

En nuestra revision bibliografica de ML aplicada a CCR tan sélo se ha hallado una
referencia que haga uso de un clasificador polindmico. Esta referencia data del afio
2019y enella, Ribeiro et al. proponen un método para el estudio y reconocimiento
de patrones en CCR aplicando técnicas fractales multidimensionales y aplicando,
entre otros métodos, un clasificador polindmico que es el que mejores resultados

ha arrojado [146].

Algoritmos perezosos

Los métodos de aprendizaje perezoso son aquellos que retrasan el procesamiento
de los datos de entrenamiento hasta el momento en el que necesitan dar respuesta a
una pregunta. Esto, normalmente, implica almacenar en memoria los datos de entre-
namiento para después encontrar datos relevantes en la base de datos que ayuden a
responder una pregunta concreta. La relevancia se suele medir utilizando una funcion
de distancia (medida de similitud) de modo que datos que estén “cercanos” (sean
similares) tienen una alta relevancia [7]. A partir de esto, podemos determinar que los
algoritmos de aprendizaje perezoso presentan tres caracteristicas que los diferencian
de otros tipos de algoritmos de aprendizaje. En primer lugar, retrasan el procesamiento
de sus datos de entrada (datos de entrenamiento) hasta que reciben una pregunta (sim-
plemente almacenan las entradas para un uso futuro). En segundo lugar, responden a
las preguntas realizando una combinacién de los datos que tienen almacenados. Por
ultimo, descartan cada respuesta construida y cualquier resultado intermedio [7]. De lo
anterior, se puede deducir que los algoritmos de aprendizaje perezoso tienen muy poco
coste computacional en el entrenamiento vs. un mayor coste computacional durante la
construccion de la respuesta a la pregunta recibida y ademas requieren mayor capaci-
dad de almacenamiento de informacion que los algoritmos no perezosos debido a que

tienen que almacenar los datos de entrenamiento en memoria.
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En la revision bibliografica que hemos realizado, la primera referencia que hace uso
de algoritmos de aprendizaje perezoso se publicé en el afio 2007. En ella, Liao et al. pre-
sentan un método para analizar carcinoma colorrectal, utlizando para ello el algoritmo
Counting kNN al que le incluyen una mejora basada en utilizar un arbol como indice pa-
ra reducir el tiempo requerido en el procesamiento de los datos [99]. No serd hasta 2012
cuando se publica el siguiente trabajo que hace uso de algoritmos de aprendizaje pe-
rezoso aplicado a CCR. En él, Saleema et al. intentan predecir el prondstico del cancer
de colon (ademas del cancer de mamay respiratorio) basandose en clasificacion multi-
etiquetay para ello han comparado tres algoritmos entre los que se encuentra kNN [156].
Yaen 2016, Paul et al. publican un trabajo con un método para identificar genes patologi-
cosasociadosa CCRutilizando el algoritmo kNN en la etapa que se encarga de identificar
el conjunto inicial de genes efectivos [132]. Syafiandini et al. tratan de hallar genes im-
portantes relacionados con CCR utilizando redes neuronales y, debido a que el dataset
utilizado tiene valores perdidos, hacen uso del algoritmo kNN para estimar el niUmero
de valores perdidos [165]. Por su parte, Ribeiro et al. en su trabajo para el estudio y re-
conocimiento de patrones en CCR, expuesto anteriormente, en la fase de clasificacién
hacen uso de diversos métodos entre los que se encuentra el algoritmo de aprendizaje
perezoso KStar [146]. Roberto et al. comparan diversos métodos entre los que se encuen-
tran kNN y KStar para clasificar tumores colorrectales en malignos y benignos [149]. Por
ultimo, en 2020 Karhan et al. realizan una comparativa de algoritmos entre los que se

encuentra kNN para clasificar imagenes colorrectales en 8 clases diferentes [81].

Métodos de clasificacién Bayesianos

Seglin Han et al. [67] los clasificadores Bayesianos son clasificadores estadisticos que
pueden predecir las probabilidades de pertenencia a una clase. La clasificacion Bayesia-
na esta basada en el teorema de Bayes. Sea X una tupla de datos que es considerada
como “evidencia” .Sea H alguna hipétesistal como que la tupla de datos X pertenece
a una clase especifica C. Para problemas de clasificacién se quiere determinar P(H|X),
la probabilidad de que la hipdtesis H se cumpla dadala “evidencia” o latupla de da-
tos observados X . En otras palabras, se estd buscando la probabilidad de que la tupla X

pertenezca a la clase C dado que es conocida la descripcién de los atributos X. P(H|X)
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es la probabilidad de H condicionada a X:

X|H)P(H)

P(H|X) = P BIX) (2.4)

Han et al. [67] indican que algunos estudios comparativos entre algoritmos de clasi-
ficacién han concluido que un clasficador Bayesiano simple conocido como clasficador
Naive Bayes es comparable en rendimiento con los arboles de clasificacion y con redes
neuronales seleccionadas, proporcionando una alta precisién y rendimiento cuando se
utilizan con grandes bases de datos. Los clasificadores Naive Bayes asumen que el efec-
to del valor de un atributo en una clase dada es independiente de los valores de otros
atributos. Esta asuncion se denomina independencia condicional de clase [67].

En palabras de Christoph Molnar [117], el clasificador Naive Bayes calcula las pro-
babilidades de clase para cada atributo de forma independiente, lo que equivale a una
suposicion fuerte de independencia de los atributos. Naive Bayes es un modelo de pro-
babilidad condicional y modela la probabilidad de una clase Cy, de la siguiente manera:

n

P(CIX) = 5P [] PXICH) 2.5)

=1

siendo el término Z un pardmetro de escalado que asegura que la suma de probabilida-
des paratodaslas clases es 1,y que depende Unicamente de los valores X;. La probabili-
dad condicional de una clase P(Cx|X) es la probabilidad de la clase P(Cy) multiplicada
por la probabilidad de cada atributo dada la clase P(X;|Cy), normalizada por Z.

En nuestra revisién bibliografica de ML aplicado a CCR se han encontrado algunos
trabajos que hacen uso de clasificadores Bayesianos. Todos los trabajos hallados utili-
zan el clasificador Naive Bayes. El primer trabajo se remonta al afio 2012. En él, Saleema
et al. utilizan Naive Bayes, ademas de otros métodos de clasificacion, para predecir el
prondstico de CCR [156]. En una linea similar, Thongkman y Sukmak comparan 6 téc-
nicas de mineria de datos, entre las que se encuentra el método de tablas de decision
Naive Bayes, para desarrollar modelos precisos para predecir la supervivencia en CCR
[175]. Por otro lado, Othman et al. exploran las relaciones que existen entre los genes
responsables de CCR utilizando diferentes técnicas de mineria de datos, entre las que

se encuentra Naive Bayes que ademas es la técnica que arrojé mejores resultados [129].
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Dragicevic et al. abordan la clasificacion de imagenes del tejido del epitelio del colon en
tejido sano o canceroso y para ello realizan una comparativa entre Naive Bayes y el per-
ceptron multicapa [41]. Por su parte, Ribeiro et al., tal y como se expuso anteriormente,
se centran en el estudio y reconocimiento de patrones en CCR aplicando diversas técni-
cas de clasificacién entre las que se encuentra Naive Bayes [146]. Por Gltimo, Roberto et
al. comparan diversos métodos, incluidos Naive Bayes y redes Bayesianas, para clasifi-

car tumores colorrectales en malignos y benignos [149].

Otros trabajos que hacen uso de algoritmos de caja blanca

En este apartado se van a incluir aquellas referencias bibliograficas que hacen uso de
técnicas de ML que no tienen entidad para ser incluidas en una categoria propia debido
al escaso nimero de referencias que hacen uso de esas técnicas. En esta clasificacion en-
contraremos referencias que hacen uso de algoritmos basados en grafos, de algoritmos
genéticos y de algoritmos de clustering.

Centrdndonos en los trabajos que hacen uso de algoritmos basados en grafos pode-
mos encontrar dos referencias. En la primera de ellas, Paul y Maji presentan un método
para idenficar genes patolégicos asociados con CCR 'y para ello, en primer lugar, iden-
tifican, mediante un método de seleccion de genes, un conjunto de genes expresados
diferencialmente y, posteriormente, esos genes identificados se utilizan para construir
una red de asociacién de proteinas a partir de la cual se utiliza el algoritmo de Dijkstra
para construir el camino mas corto entre un par de genes [132]. En la segunda referencia,
Elkhaniy Muniyandi proponen un método de seleccién de caracteristicas “membrane-
inspired” paraaprovecharel potencialde “membrane computing” (verseccion2.1.3)
haciendo uso de un grafo dinamico [43].

En cuanto a referencias que hagan uso de algoritmos genéticos, sélo hemos halla-
do una en la que Taino et al., en 2020, realizan una propuesta basada en un algoritmo
genético capaz de evaluar un numero significativo de caracteristicas, métodos de selec-
cion vy clasificadores para proporcionar una asociacion razonable entre ellos con el fin
de realizar el diagnéstico y reconocimiento de patrones de linfomas no-hodgkin y can-
cer colorrectal. El algoritmo genético que proponen, como es habitual, consta de tres

etapas, siendo la primera de ellas la que se dedica a definir la estructura del cromoso-
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may la poblacién inicial, la segunda se centra en realizar la evaluacién y la seleccién de
la poblacion para la siguiente generacion vy, ya en la tercera etapa, se realiza el cruce y
la mutacién, repitiendo este proceso hasta que se alcanza un determinado nimero de

iteraciones [166].

Cajanegra Cajablanca Caja negra +blanca

W Imégenes Datos tabulares Microarrays ® Total

Figura 2.6: Tipo de datos utilizados en cada tipo de algoritmo

Por Gltimo, tan sélo se ha encontrado una referencia que haga uso de algoritmos de
clustering. Concretamente, Syafiandini et al. tratan de identificar los genes mdas impor-
tantes relacionados con CCR utilizando iterativamente el algoritmo k-means para obte-
ner el nimero 6ptimo de biomarcadores [165].

El grafico 2.6 resume en cifras los tipos de datos utilizados en funcién del tipo de
algoritmo, pudiéndose observar claramente que las imagenes son utilizadas con una
mayor frecuencia en los algoritmos de caja negra, mientras que los algoritmos de caja

blanca se aplican mayoritariamente sobre datos datos tabulares o de microarrays.

2.3. Tamafio del dataset y disponibilidad publica del mismo

En las publicaciones que constituyen nuestra revision bibliografica de ML aplicado
a CCR el tamafio del dataset utilizado en los experimentos es muy variable, pudiendo ir
desde pocas de decenas de registros hasta datasets masivos con mas de 100.000. Aten-
diendo al niUmero de registros, hemos establecido una serie de rangos para poder clasi-

ficar los trabajos en funcion del tamafio del dataset en:
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Pequefio: menos de 100 registros.

Mediano: entre 100 y 999 registros.

Grande: entre 1000 y 9999 registros.

Muy grande: 10.000 registros o mas.

Asimismo, es de gran utilidad conocer si el dataset utilizado por los diferentes tra-
bajos publicados es accesible pUblicamente o si por el contrario es un dataset privado
que no esta disponible. El hecho de disponer de datasets publicos tiene un gran impac-
to en el desarrollo de nuevos métodos ya que permite comparar el desempefio de estos
métodos con otros ya existentes que utilizaron esos mismos conjuntos de datos.

En la siguiente tabla se expone una vision global que permite conocer para cada re-
ferencia bibliografica las dos dimensiones expuestas, es decir, el tamafio del dataset uti-
lizado y si éste es accesible publicamente (se agrupan como N.E. aquellos trabajos que

no especifican el tamafio y/o su accesibilidad publica):

TAMANO DEL DATASET
Pequefio Mediano Grande Muy grande N.E.
[4] [31] [39]
[51] [91] [93]
[98] [116]
.| [132] [138] | [137] [146] | [1] [13] [81]
S | ST | [(se1r80) | 149) [157] | [184][187] | 126 [156] [175]
@ [162] [163]
=z [165]  [166]
E [190]
2 [20] [23] [41]
= [113] [114] | [37] [36] [50]
0O | No | [96][97][125] | [115] [147] | [56][99][168] [75]
[148] [152] | [176]
[172]
N.E.| [129] [95] [161] [78] [94] [24] [43] [119]

Tabla 2.1: Clasificacion de trabajos por tamafio del dataset y disponibilidad publica

Taly como se puede observaren latabla 2.1, la mayoria de los trabajos estudiados en
nuestra revision bibliografica utilizan datasets que tienen un tamafio mediano (entre 100

y 999 registros). Esto pone de manifiesto que la gran mayoria de investigadores utilizan



2. Taxonomia de la revision bibliogrdfica de ML aplicada a CCR 49

datos clinicos recogidos por ellos mismos o por sus colegas ex profeso para el estudio
que quieren llevar a cabo. De esta forma, debido al esfuerzo prolongado en el tiempo
que conlleva recoger esos datos, se entiende que los datasets utilizados en la mayoria
de los trabajos tengan este tamafio.

Por Gltimo, el grafico 2.7 muestra, para cada tipo de dato, la distribucién de tama-
fios de dataset utilizados. Tal y como se puede observar en él, en el caso de los dataset
que contienen imagenes, la mayoria son conjuntos de datos de tamafio mediano. Es-
to puede deberse a que no es facil conseguir grandes conjuntos de imagenes (sélo hay
7 trabajos que usan un dataset grande y tan sélo 1 muy grande). Respecto a los datos
tabulares, la mayoria son pequefios 0 medianos. Esto se debe a que la mayoria de los
trabajos han utilizado datos que son recogidos manualmente, lo cual conlleva un tra-
bajo muy alto. Por Ultimo, en relacién con los datos de microarrays, la mayoria utilizan
datasets medianos. El hecho de que no haya trabajos que utilicen datasets grandes o
muy grandes puede ser debido a lo costoso de la obtencidén de datos de expresién de

genes.

Imagenes Datos tabulares Microarrays

H Pequefio mediano Grande Muy grande mTotal

Figura 2.7: Distribucion de tamafios de dataset en funcion del tipo de dato

2.4. Seleccidn de caracteristicas

En numerosas ocasiones, y cada vez con mas frecuencia, los datasets que se utilizan
en el ambito sanitario contienen una gran cantidad de variables (caracteristicas) bien

porque se recoge informacion en exceso, bien porque son datos que se generan automa-
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ticamente por diferentes equipos de electromedicina (electrocardiografos, TACs, anali-
zadores bioquimicos, etc.), bien porque son datos de procedencia “émica” (gendmica,
protedmica, radiémica, etc.) o por cualquier otro motivo. Todo esto hace que se generen
datasets con una alta dimensionalidad lo cual hace que se dificulte su manejo.

Desafortunadamente, muchas de las caracteristicas de estos datasets con tan alta
dimensionalidad son parcial o completamente irrelevantes o redundantes para alcan-
zar el objetivo de aprendizaje y, por tanto, si se excluyeran de ser utilizadas, el proceso
de aprendizaje no se veria afectado. Ademas, reducir el nimero de caracteristicas irre-
levantes/redundantes reduce el tiempo de ejecucidn de un algoritmo de aprendizaje y
ademas se favorece que se consiga una mayor precision.

Segln Dash y Liu [33], muchos autores definen la seleccién de caracteristicas des-
de varios prismas, pero al final la mayoria de ellos tienen una intencién similar. A conti-
nuacion, se exponen 4 definiciones que son conceptualmente distintas y que cubren un

mayor rango:

1. Idealizada: encontrar el subconjunto de caracteristicas de tamafio minimo que es

necesario y suficiente para alcanzar el objetivo de aprendizaje [84].

2. Clasica: seleccionar un subconjunto de M caracteristicas de un conjunto de N ca-
racteristicas, con M < N, de modo que el valor de una funcién de criterio sea

6ptimo respecto a todos los subconjuntos de tamafio M [121].

3. Mejora de la precision predictiva: el objetivo de la seleccion de caracteristicas
es elegir un subconjunto de ellas para mejorar la precisién predictiva o para dismi-
nuir el tamafio del dataset sin reducir significativamente la precisién predictiva del

clasificador utilizando sélo las caracteristicas seleccionadas [87].

4. Aproximacion de la distribucion de clases original: el objetivo de la seleccién
de caracteristicas es seleccionar un pequefio subconjunto de modo que la distri-
bucion de clases resultante, dados sélo los valores de las caracteristicas seleccio-
nadas, sea lo mas cercana posible a la distribucion de clases original dados todos

los valores de las caracteristicas [87].

La terceray cuarta definiciones son bastante diferentes conceptualmente de ahi que



2. Taxonomia de la revision bibliogrdfica de ML aplicada a CCR 51

Dash y Liu consideren ambas para dar su propia definicion [33]: la seleccidn de caracte-
risticas trata de seleccionar el subconjunto minimo de ellas de acuerdo a los dos criterios

siguientes:

1. La precisién de la clasificacion no se reduce significativamente.

2. La distribucion de clases resultante, dados sélo los valores de las caracteristicas
seleccionadas, eslo més parecida posible a la distribucion de clases original, dadas

todas las caracteristicas.

En relacién con los métodos existentes para la seleccién de caracteristicas (en ade-
lante FS), podemos clasificarlos en dos categorias: Filter y Wrapper.

Respecto a los métodos de tipo Filter, generalmente se utilizan como etapa de pre-
procesamiento. En este caso, la seleccion de caracteristicas es independiente de cual
sea el algoritmo de ML. Las caracteristicas son seleccionadas en base a la puntuacion
(score) obtenida en varios test estadisticos realizados para determinar su correlacion con
la variable objetivo [82]. En la figura 2.8 se puede observar el esquema general de uso de

estos tipos de métodos.

Conjunto de todas Seleccién del o Algoritmo de

T X X o > Ev ion
las caracteristicas mejor subconjunto d aprendizaje aluacié

Figura 2.8: Esquema de métodos de FS tipo Filter [82]

Entre los métodos de tipo Filter podemos encontrar Information Gain, Gain Ratio, Chi-
Cuadrado, CFS (Correlation-based Feature Selection), consistency-based feature subset
evaluation, Relief-F, PCA (Principal Component Analysis), mRMR (minimum Redundancy
Maximum Relevance), IFS (Incremental Feature Selection), f-MRMS (Maximum Relevance
Maximum Significance), ECCD, etc.

Los métodos de tipo Wrapper, por su lado, utilizan un subconjunto de caracteristicas
y entrenan un modelo de ML con dicho subconjunto. En funciéon del resultado que se
obtenga, se decide si se afiaden o eliminan caracteristicas a/de dicho subconjunto. Tal
y como se puede observar, el problema se reduce, esencialmente, a un problema de

busqueda [82]. En la figura 2.9 se puede observar el esquema general de uso de estos
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tipos de métodos.

Seleccién del mejor subconjunto

:

Conjunto de todas
las caracteristicas

Generacién de un
g subconjunto de
caracteristicas

Algoritmo de

g > Evaluacion
aprendizaje

f |

Figura 2.9: Esquema de métodos de FS tipo Wrapper [82]

Entre los métodos de tipo Wrapper podemos encontrar SFS (Sequential Forward Se-

lection), SFFS (Sequential Floating Forward Selection), SYM-RFE, RFEIR 6, etc.

Las principales diferencias entre ambos tipos de métodos son las que se enumeran

a continuacion [82]:

Los métodos Filter calculan la relevancia de las caracteristicas en base a su corre-
lacién con la variable dependiente mientras que los métodos Wrapper calculan la
utilidad de un subconjunto de caracteristicas entrenando un modelo de ML con

dicho subconjunto.

Los métodos Filter son mucho mas rapidos que los Wrapper ya que los primeros
no tienen que entrenar ningln modelo de ML, lo cual hace que estos Ultimos sean

computacionalmente costosos.

Los métodos Filter utilizan métodos estadisticos para la evaluacién del subconjun-

to de caracteristicas mientras que los métodos Wrapper utilizan cross-validation.

Los métodos Filter pueden no encontrar el mejor subconjunto de caracteristicas
en muchas ocasiones en contraposicion con los métodos Wrapper, que siempre

pueden proporcionarlo.

Utilizar el subconjunto de caracteristicas obtenido con los métodos Wrapper hace
que el modelo de ML sea mas propenso a producir sobreajuste que si se utiliza el

subconjunto obtenido con los métodos de tipo Filter.

Existe una Ultima categoria de métodos, lamada Embedded, en la que se combinan

las cualidades de los métodos tipo Filter y Wrapper y se implementan mediante algorit-
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mos que tienen sus propios métodos de seleccién de caracteristicas incoporados [82].
Entre los métodos de tipo Embedded podemos encontrar los de seleccién de caracteris-
ticas basados en arboles, XGBoost, Elastic Net, etc.

En nuestra revisién bibliografica sobre ML aplicado a CCR son numerosas las referen-
cias que hacen uso de algoritmos de FS. En numerosas ocasiones, dichas referencias no
utilizan una Unica técnica de FS, sino que hacen uso de varias de ellas. Mitrea et al., en
sus trabajos tratan de obtener un diagnéstico automatico no invasivo del CCR para lo
cual extraen caracteristicas a partir de imagenes de ultrasonidos y, dada la alta dimen-
sionalidad de las mismas, las someten a un proceso de FS aplicando diferentes méto-
dos como CFS [66], Information Gain [66], Consistency-based feature subset evaluation
[66], Decision Trees, Primero el mejor, Gain Ratio asi como una combinacién de méto-
dos como CFS con Genetic Search y Gain Ratio con Ranker [113][114][115]. Saleema et
al., para predecir la supervivencia en cancer de mama, CCRy respiratorio hacen uso del
método Information Gain Ratio para reducir el nimero de variables del dataset utiliza-
do [156]. Por su lado, Roadknight et al., en su trabajos relacionados con la supervivencia
en pacientes con CCR utilizan los métodos SVM recursivo, Chi-Cuadrado, Gain Ratio, In-
formation Gain y SVM ranking para limitar el nimero de caracteristicas existentes en el
dataset utilizado [147][148]. Fu et al., en su trabajo sobre clasificacion de pdlipos colo-
rrectales extraen caracteristicas a partir de las imagenes de colonoscopia y, para reducir
su dimensionalidad, aplican FS haciendo uso de los métodos SFS (Sequential Forward
Selection) y SFFS (Sequential Floating Forward Selection) [51]. Por su parte, Li et al. ex-
ploran, a partir de datos procedentes de cuestionarios, los biomarcadores clave de CCR
estudiando el impacto que tiene la dieta en ellos y para reducir la dimensionalidad, en
primer lugar aplican el test KMO (Kaiser-Meyer-Olkin) y si el resultado es mayor de 0.7
se considera que la correlacién entre variables es muy alta por lo cual hace uso del al-
goritmo Relief [66] para realizar la seleccién de caracteristicas [95]. En relacidn con la
prediccién de genes relacionados con CCR, Li et al. hacen uso de datos de expresion de
genes que, como ya sabemos, contienen una alta dimensionalidad y por tanto es ne-
cesario realizar un procedimiento de seleccion de caracteristicas. Para ello, aplican el
método mMRMR [136] (minimum Redundancy Maximum Relevance) para obtener un ran-

king de variables y a continuacién, utilizando IFS [102](Incremental Feature Selection)
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eliminan variables en base al ranking dado por mRMR [93]. También Paul y Maji hacen
uso de datos de expresién de genes para determinar genes patoldgicos en relacion con
CCRy hacen uso f-MRMS (Maximum Relevance Maximum Significance) para seleccionar
las caracteristicas mas relevantes [132]. Syafiandini et al., en su trabajo para determinar
genes importantes relacionados con CCR aplican la métrica MSE (Mean Squared Error) a
los resultados obtenidos tanto del aprendizaje como del test y el resultado de esta mé-
trica permite ordenar las caracteristicas de mayor a menor valor de MSE, siendo este
valor el que se utiliza como base para la seleccién de caracteristicas aplicando iterativa-
mente clustering con el método k-means [165]. Soares et al. hacen uso de imagenes de
espectroscopia fluorescente para detectar automaticamente CCRy para reducir la alta
dimensionalidad del dataset hacen uso del método SVM-RFE [62] (SVM-Recursive Featu-
re Elimination) [162]. Elkhani y Muniyandi proponen en su trabajo un método de selec-
cion de caracteristicas inspirado en membrane computing [43]. Othman et al. exploran las
relaciones que existen entre los genes responsables del CCR haciendo uso de datos de
expresion de genesy reducen su dimensionalidad utilizando el método CFS, pasando de
2000 genes a tan s6lo 26 [129]. Por su parte, Morkunas et al. utilizan imagenes histolégi-
cas para clasificar los tejidos en epiteliales y estroma'y, para reducir la dimensionalidad
de las caracteristicas de cada imagen aplican PCA (Principal Component Analysis) como
método de FS[119]. Ribeiro et al. tratan de realizar reconocimiento de patrones sobre
imagenes histolégicas de CCR para clasificarlas en benignas y malignas y, dada la alta
dimensionalidad de las caracteristicas de cada imagen aplican Relief-F como método de
FS[146]. Con un objetivo equivalente, Roberto et al. también usan imagenes histolégicas
y en este caso, para la reduccién de la alta dimensionalidad de las caracteristicas hacen
uso de los métodos Relief-Fy PCA, obteniendo mejores resultados con Relief-F [149]. Por
otro lado, Cenggoro et al. estudian la importancia de las caracteristicas en modelos de
clasificacién para casos de CCRYy, en su caso, aplican XGBoost para obtener el ranking de
caracteristicas mas influyentesy, a continuacion, utilizan Elastic Net para seleccionar las
caracteristicas mas relevantes [23]. Ding et al. tratan de obtener biomarcadores de CCR
a partir de datos de protedmicay transcriptomica, los cuales tienen una altisima dimen-
sionalidady, para reducirla, utilizan SVM-RFE [39]. Dragicevic et al. tratan de clasificar el

tejido del epitelio en sano o canceroso a partir de datos de espectroscopia de imagen
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opto-magnética, los cuales son previamente sometidos a un proceso de FS mediante
el algoritmo RFEIR 6 (Recursive Featuring Elimination with Incorporating Resample) [41].
Zhao et al. se centran en clasificar datos de microarrays relacionados con CCR en grupos
de sanos o patoldgicos, realizando en la primera etapa del modelo propuesto un proce-
so de seleccién de caracteristicas utilizando el método mRMR para reducir la alta dimen-
sionalidad de los datos [190]. Wang et al., en la linea de prediccién de supervivencia en
pacientes con CCR como ya se ha expuesto también para otros autores, aplican a priori
knowledge para la seleccidén de caracteristicas [184]. French et al. hacen uso de datos de
registros médicos para identificar combinaciones de fArmacos que podrian actuar como
sefiales “pre-cancer” vy para seleccionar las caracteristicas mas adecuadas para este
estudio utilizan como método de FS el método ECCD (Entropy based Category Coverage
Difference) [50]. Singh y Singh tratan de realizar una clasificacién efectiva y eficiente de
lesiones gastrointestinales a partir de imagenes obtenidas de videos de colonoscopia
y, dada la alta dimensionalidad de los datos, aplican IALO como método para asignar
pesos a las variables del dataset dentro del proceso de feature weighting [158]. Pirmoradi
et al. intentan clasificar los ejemplos del dataset, proveniente de datos de expresion de
genes, en sanos y patolégicos y se encuentran como principal problema la alta dimen-
sionalidad de los mismos de modo que para reducirla aplican un método de seleccién
de caracteristicas de tipo Filter (no explicitan cual) que consta de dos etapas, calculando,
en primer lugar, la relevancia de cada caracteristica utilizando medidas de dispersién y,
en segundo lugar, calculando la redundancia utilizando medidas de similaridad [137].
Por Ultimo, Ting et al., en su trabajo para predecir factores de riesgo asociados con la
aparicion de segundos tumores primarios, aplican como método de FS una combina-
cion de los métodos Random Forest, MARS y XGBoost de modo que cada uno de ellos
identifica un conjunto de factores de riesgo importantesy, a continuacion, se aplica una
media simple para obtener un ranking combinado que determina los factores de riesgo

mas importantes [176].

2.5. Extraccion de caracteristicas

La extraccidon de caracteristicas es el proceso a través del cual los datos disponibles

se transformany se representan de la forma més adecuada posible. Implica una combi-
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nacion de conocimiento de la materia, intuicion y habilidades matematicas fundamen-
tales. En realidad, lo que se esta haciendo es transformar las propiedades de los datos
en caracteristicas de dichos datos [80], obteniendo asi un conjunto mas pequefio de
nuevas caracteristicas siendo cada una de ellas una combinacién de las caracteristicas
originales y conteniendo basicamente la misma informacion.

En los problemas de ML del mundo real, a menudo hay demasiados factores (carac-
teristicas) en base a los cuales se realiza la prediccion final. Cuanto mayor sea el nimero
de caracteristicas mas dificil serad procesar el conjunto de datos de entrenamiento. La
idea principal que subyace detras de la extraccion de caracteristicas, en la mayoria de
los casos, es reducir la dimensionalidad del conjunto de datos inicial, sin perder mucha
de lainformacién que contienen. De aqui se deduce facilmente que mientras que los al-
goritmos de seleccion de caracteristicas no modifican los datos originales sino que los
reducen, los algoritmos de extraccién de caracteristicas generan nuevas caracteristicas

a partir de los datos originales. En la figura 2.107 se ilustra esta idea.

Figura 2.10: Extraccion de Caracteristicas Vs. Seleccion de Caracteristicas

En el campo de ML aplicado a medicina, la extraccidn de caracteristicas se emplea
con mucha frecuencia cuando se trabaja con imagenes, ya que su manejo es mas cos-
toso que el manejo de datos numéricos o categdricos. Por este motivo, a partir de las

imagenes se extraen numerosos tipos de caracteristicas, como pueden ser caracteristi-

9Fuente:https://www.analyticsvidhya.com/blog/2021/04/guide-for-feature-extraction-techniques/
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cas relacionadas con textura, color, fronteras, etc., que preservan la informacion subya-
cente en la imagen y cuyo manejo es mucho mas eficiente.

En nuestra revision bibliografica sobre ML aplicado a CCR, todos los trabajos que ha-
cen uso de técnicas de extraccion de caracteristicas se aplican sobre imagenes médicas
de diferentes tipos (histolégicas, colonoscopia, ecografia, etc.).

Eltipo deimagen mas utilizado en los trabajos que hacen uso de extraccién de carac-
teristicas es laimagen histologica. En esta linea, Chaddad et al. realizan un anélisis efecti-
vo de la textura de imagenes histolégicas extrayendo caracteristicas de textura mediante
unfiltro Laplacion of Gaussiany aplicando LDA (Linear Discriminant Analysis) [24]. Budins-
ka et al. extraen informacion relevante de la morfologia del tumor colorrectal utilizando
para ello un método de extraccién de caracteristicas de tipo bag-of-features que genera
bloques que posteriormente se agrupan utilizando el algoritmo k-means [20]. Sengar et
al., a partir de las regiones de interés de las imagenes (consideran las glandulas como
regiones de interés) extraen caracteristicas estadisticas y de textura de la matriz GLRL
(Gray-Level Run Length) que posteriormente normalizan con Z-score [157]. Por su par-
te, Xu et al. hacen uso de DCNN (Deep CNN), que es un extractor de caracteristicas end-
to-end entrenado directamente con los valores de intensidad de cada pixel original de
tejido de epitelio y estroma, con dos capas alternativas de convolucion y max-pooling
(calculan el maximo valor de cada patch del mapa de caracteristicas) [187]. De modo si-
milar, Ponzio et al. también utilizan CNN para extraer caracteristicas de textura y color
siendo los bloques de mas bajo nivel de la CNN los que se encargan de esta tarea [138].
Tennakoon et al. utilizan imagenes volumétricas que son muy Utiles para el diagndstico
pero ladisponibilidad de imagenes anotadas es muy reducida por lo que hacen uso tam-
bién de CNN para extraer caracteristicas que palien este problema [172]. También Abbas
et al. hacen uso de una CNN pre-entrenada (ImageNet) como método de extraccion de
caracteristicas locales en cada imagen y a continuacion utilizan PCA para proyectar el
espacio de caracteristicas de alta dimension en una dimensién menor descartando las
caracteristicas con una alta correlacion [1]. Morkunas et al. extraen caracteristicas de tex-
turay de color de imagenes histologicas de tumores colorrectales y para ello segmentan
las imagenes utilizando el algoritmo SLIC (Simple Linear Iterative Clustering) [5], a con-

tinuacién utilizan FA (Factor Analysis) para obtener descriptores de textura y de colory
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por Ultimo hacen uso de PCA para reducir la dimensionalidad [119]. Abdelsamea et al.
segmentan las imagenes del epitelio utilizando FSPF (Fuzzy Signed Pressure Force) pa-
ra a continuacién obtener un conjunto de caracteristicas morfométricas basandose en
ALI (Axis of Least Inertia) y un conjunto de descriptores de apariencia basandose en WAI
(Weighted Average Intensity) [4]. Por su lado, Ribeiro et al. extraen caracteristicas de tex-
tura haciendo uso de técnicas fractales como Lacunarity, Percolation, Fractal Dimension
y descriptores Haralick [146]. También Roberto et al. utilizan técnicas fractales para la ex-
traccién de caracteristicas siendo Percolation la técnica utilizada [149]. Siguiendo con
el uso de técnicas fractales, Taino et al. también utilizan Lacunarity, Percolation, Fractal
Dimension y descriptores Haralick para extraer caracteristicas de las imagenes histolé-
gicas coloreadas y de las sub-imagenes curvelet [166]. Karhan y Akal, por otra parte, tra-
tan de clasificar imagenes de tejido colorrectal en diferentes clases y para ello extraen
caracteristicas de textura utilizando GLCM (Gray Level Coocurrence Matrix), DCT (Discre-
te Cosine Transformation), que extrae los cambios que se producen en laimagen, y LBP
(Local Binary Pattern) [81]. Por Ultimo, en relacion con imagenes histologicas, Javed et al.
utilizan para la extraccién de caracteristicas una técnica basada en grafos de modo que,
utilizando el concepto de comunidad celular introducido en la seccion 2.1.1, se asignan
conexiones potenciales célula-célula utilizando triangulacion Delaunay dando lugar a
un grafo a nivel de célula (grafo celular) que se utiliza para calcular un vector de carac-
teristicas que captura las conexiones potenciales célula-célula de diferentes tipos de cé-
lulasy, por Ultimo, estos vectores de caracteristicas se utilizan para construir un grafo a
nivel de patch (patch-leves) basado en la distancia chi-cuadrado [78].

El otro tipo de imagen mas utilizado en los trabajos que hacen uso de extraccion de
caracteristicas es la imagen procedente de la colonoscopia. Hwang en su trabajo para
la deteccion de pdlipos colorrectales hace uso de un algoritmo de extraccién de carac-
teristicas basado en un modelo bag-of-words construido mediante el algoritmo de clus-
tering k-means y, a continuacion, la imagen se representa mediante el histograma de
visual-words, el cual es el vector de caracteristicas de dicha imagen (cada visual-word es
una caracteristica local representativa de la imagen) [75]. De un modo similar, Tamaki
et al,, en su trabajo para clasificar las imagenes NBI de tumores colorrectales, también

hacen uso de un método bag-of-visual-words para la extraccién de caracteristicas. Por su
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parte, Fu et al,, para clasificar pélipos colorrectales en distintos tipos, utilizan las image-
nes que han sido previamente mejoradas con PCT y extraen caracteristicas de textura,
dominio espacial y dominio espectral a partir de la primera componente de PCT [51].
Baey Yoon utilizan el histograma de gradiente orientado (HOG) [32] para extraer carac-
teristicas que representan a laimagen gracias a su poder discriminatorio y a su robustez
para manejar ruido o cambios de iluminacion en las imagenes y, a continuacion, reali-
zan un analisis PLS (Partial Least Square) [153] para modelar relaciones entre conjuntos
de variables observadas y variables latentes [13]. Por otro lado, Oliva et al. desarrollan
un prototipo para la extraccion de caracteristicas de textura (y posterior clasificacion) de
imagenes médicas, utilizando para ello Gray-Level Coocurrence Matrices, Neighborhood
Gray-tone difference matrixy Laws’ texture energy [125]. Por Ultimo, Mohammed et al.,
en su modelo impulsado por aprendizaje profundo de multiples instancias basado en
la atencién para hallar anomalias gastrointestinales, extraen caracteristicas espaciales
y temporales utilizando ResNet50 y residual LSTM (Long Short-Term Memory), respecti-
vamente [116].

En relacion con la extraccion de caracteristicas a partir de imagenes de ecografia (ul-
trasonidos), tan sélo se han encontrado en nuestra revision bibliogréafica tres trabajos,
que ademas pertenecen al mismo autor, en los que se trata de obtener un método no
invasivo para la deteccién de CCR. En el primero de ellos, Mitrea et al. extraen caracte-
risticas de textura utilizando una matriz de co-ocurrencia de niveles de gris de orden
superior (GLCM) y una matriz de co-ocurrencia de orientaciones de aristas (EOCM) [113].
Por otro lado, en el segundo trabajo hallado, para la extraccién de caracteristicas de tex-
tura aplican filtros de convolucion de Law obteniendo microestructuras de textura para,
a continuacion, obtener los valores de intensidad de los pixeles correspondientes dan-
do lugar a la matriz de co-ocurrencia de microestructuras de textura (TMCM) [115]. Por
ultimo, en el tercer trabajo encontrado, Mitrea et al. utilizan como método para la extrac-
cion de caracteristicas de textura CTMCM (Complex Textural Microstructure Coocurrence
Matrix) [114].

Por Ultimo, Li et al. publicaron dos trabajos en los que, para clasificar polipos colo-
rrectales, también realizaron un proceso de extraccion de caracteristicas a partir de ima-

genes de tomografia de proyeccion 6ptica. En dichos trabajos, utilizaron para ello, en
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primer lugar, ISA (Independent Subspace Analysis) para extraer caracteristicas locales;
a continuacién, utilizaron Raw Patches, que también extraen caracteristicas locales con
una muy alta dimensionalidady, para reducirla, aplicaron Random Projection [17]; y, por
ultimo, aplicaron 3D LBP (Local Binary Patterns) que tiene un alto poder discriminatorio
[97] [96].

Enlafigura2.11 se representa como se distribuye la aplicacion de técnicas de extrac-
cion de caracteristicas en funcion del tipo de imagen sobre el que se aplican. Taly como
se puede observar, mayoritariamente se aplican sobre imagenes histologicas (56 % de
los casos), siendo lasimagenes de colonoscopia el segundo tipo de imagen sobre el que
mas se aplican, con el 24 % de los casos. Con imagenes de ultrasonidos se utilizan en

12 % de los casos y, por ultimo, con imagenes de tomografia de proyeccion optica se

usan en el 8 % restante.

OPT 8%

Ultrasonidos 12%

24%

Colonoscopia

Histoldgicas 56%

Figura 2.11: Frecuencia de uso de técnicas de extraccién de caracteristicas por tipo de imagen

3. Conclusiones de este capitulo

Unavezexpuesta en laseccion anterior el detalle de larevision bibliogréfica realizada,
se hace necesario extraer una serie de conclusiones sobre la misma, que nos den una
vision general del estado del arte en el ambito de Machine Learning aplicado a Cancer
Colorrectal.

Por un lado, tal y como puede observarse en la figura 2.12, el tipo de datos mas fre-
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cuentemente utilizado en los trabajos revisados son las iméagenes, ya que estan presen-
tesen el 51,72 % de las publicaciones. Dentro de lasimagenes, el tipo mas utilizado es la
imagen histologica, que supone un 46,67 % de los trabajos que usan imagenes, mientras
que el 53,33 % restante se reparte entre imagenes de colonoscopia (23,34 %), imagenes
de ultrasonidos o ecografica (10 %) y otras imagenes como tomografia de proyeccién
dptica, espectrografia de autofluorescencia, espectroscopia de imagen opto-magnética,
microscopio laser, etc., que, entre todas ellas, completan el 19,99 % restante. Respecto a
otros tipos de datos utilizados, en el global de trabajos revisados los datos procedentes
de registros médicos se utilizan en el 24,14 % de las publicaciones y los datos de expre-
sién de genes (microarrays) en el 20,69 %. El 3,45 % restante corresponde a trabajos que

hacen uso de cuestionarios y de datos de espectroscopia fluorescente.

10,34%
5%

12,07%

24,14%

Imégenes Registros médicos Microarrays Otros

Histolégica m Colonoscopia ' Ultrasonidos ~ Otras

Figura 2.12: Frecuencia de uso por tipo de datos

Considerando el tipo de algoritmo principal de cada trabajo, en la figura 2.13 se pue-
de observar que aquellos que hacen uso de Redes Neuronales (incluido Deep Learning)
se aplican normalmente sobre datasets de imagenes (75% de los casos) y esto es de-
bido al buen manejo que las Redes Neuronales hacen de las imagenes y, en general,
de los datos que tienen una alta dimensionalidad. Del 25 % restante, en el 18,75% de
las ocasiones las Redes Neuronales se aplican sobre datos de expresion de genes'y el
6,25 % restante a datos procedentes de registros médicos. De modo similar, los trabajos
que aplican Maquinas de Vectores de Soporte también se aplican mayoritariamente so-

bre datasets de imagenes (64,29 %), mientras que el 21,43 % se aplica sobre datasets de
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datos de expresién de genes. Esto es debido a la misma razén que con las Redes Neu-
ronales, es decir, SVM hace muy buen manejo de datos con una alta dimensionalidad.
En el caso de los trabajos que aplican algoritmos basados en arboles, también se usan
mayoritariamente con datasets de imagenes (50 %) estando el otro 50 % repartido entre
datasets de registros médicos (37,5 %) y datos de microarrays (12,5 %). Sin embargo, en
el caso de las publicaciones que hacen uso de algoritmos basados en reglas, esta ten-
dencia a utilizar datasets con imagenes se invierte. Tan solo un 14,28 % de los trabajos
hacen uso de ellas, mientras que los registros médicos son los datasets mas ampliamen-
te utilizados suponiendo un 57,14 %. El 28,58 % restante utilizan datos de expresion de
genes. En el caso de los trabajos que utilizan ensembles, el 57,14 % se aplica sobre da-
tos procedentes de registros médicos mientras que el 42,86 % restante se aplica sobre
datasets compuestos porimagenes. Respecto a los trabajos que hacen uso de regresion
logistica, el 50 % utilizan datos procedentes de registros médicos, el 37,5 % imagenes y el
12,5 % restante hacen uso de datos de expresién de genes. Considerando las publicacio-
nes existentes que hacen uso de algoritmos perezosos, el 50 % se utilizan con imagenes,
el 33,3 % con datos de expresion de genesy el 16,7 % restante con datos procedentes de

registros médicos.

6,25%

14,28% 16,70%
0,
Lo 37,50%
0, 0,
21,43% 57,14% 57,14% 0%
33,30%
12,50%
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4,299
64,29% 28,58%
50% 50%
42,86% 37,50%
14,28%
Redes Neuronales SVM Arboles Reglas Ensembles Reg. Logistica Perezosos

Imagenes ® Microarrays ' Registro Médicos  Otras

Figura 2.13: Tipo de datos utilizados en funcién del algoritmo

Centrémonos ahora en los trabajos que hacen uso de algoritmos de seleccién de ca-
racteristicas. Ya sabemos que este tipo de algoritmos tienen un mayor sentido cuando

la dimensionalidad de los datos es alta o cuando hay una alta correlacién entre varia-
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bles. En nuestra revision hemos encontrado que la seleccién de caracteristicas se aplica
sobre imagenes, sobre datos de expresidn de genesy sobre datos procedentes de regis-
tros médicos, suponiendo cada uno de ellos el 31,03 % de los casos, quedando el 6,91 %
restante para otro tipo de datos como cuestionarios o espectroscopia fluorescente.

Respecto a la extraccidén de caracteristicas, como se explico anteriormente en este ca-
pitulo, se utiliza para generar nuevas variables a partir de las ya existentes en los datos
originales. Esta técnica se aplica mayoritariamente a datasets compuestos de imagenes,
ya que es muy frecuente la generacién de nuevas caracteristicas a partir de informacién
de textura, de color o de fronteras. Por este motivo, en el 96,15 % de los casos se utilizan
datasets compuestos porimagenes quedando el 3,85 % restante para datasets compues-
tos por datos de expresion de genes.

En cuanto al tipo de algoritmo (caja negra o caja blanca), en la figura 2.14 se puede
observar que es mucho mas frecuente el uso métodos que pertenecen a los algoritmos
de cajanegra. De los trabajos revisados, el 50 % utilizan solo técnicas de caja negra frente
al 15,52 % que utilizan sélo técnicas de caja blanca. El 34,48 % restante utilizan técnicas
tanto de caja negra como de caja blanca. Esta distribucién pone de manifiesto que, hasta
el momento, los investigadores se han centrado mucho més en obtener algoritmos muy
precisos dejando a un lado la interpretabilidad. En este sentido, se abre la posibilidad
a realizar estudios que se centren en la aplicacién de técnicas cuyos resultados puedan
serinterpretables 'y, por qué no, con el objetivo de conseguir que esas técnicas puedan

alcanzar un rendimiento que se acerque al de los métodos de caja negra.

Caja Negra + Blanca 34,48%

Caja Negra 50%

Figura 2.14: Frecuencia por tipo de algoritmo






Capitulo 3

Base datos de pacientes con Cancer
Colorrectal

Como ya se expuso sucintamente en el capitulo 1, el proceso de Knwoledge Disco-
very comprende varias etapas. Una de esas etapas es la mineria de datos o data mining,
que puede ser considerada la herramienta que el cientifico de datos tiene a su alcance
para convertir gran cantidades de datos en elementos de informacién. Pero antes de
llegar a poder utilizar Data Mining, existen una serie de etapas previas que ayudaran a
preparar correctamente el conjunto de datos para después poder extraer conocimiento
a partir de él. Si consideramos el proceso completo de Knowledge Discovery, la etapas

que lo componen serian las siguientes [67]:

LI 2 Integra- 3 ” * Transfor- > Data 6 Eval. ! Repres.
Limpieza y; Seleccién » - -
cién macién Mining patrones conocim.

Pre-procesado

Figura 3.1: Proceso completo de Knowledge Discovery

Alavistadelafigura3.1 podemoscomprobar que el proceso de Knowledge Discovery
no es un proceso lineal, sino que en numerosas ocasiones requiere volver a una etapa
anterior para hacer una retroalimentacion o algiin ajuste concreto que no habia sido con-
siderado anteriormente. Se considera que las fases 1-4 son fases de pre-procesamiento

ya que son las etapas orientadas a la preparacién de los datos para que después pue-

65
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dan ser procesados con calidad en la etapa de Data Mining. El tiempo dedicado a estas
fases de pre-procesado suele ser muy elevado y su importancia es crucial para después
obtener modelos de ML que sean lo mas precisos posible.

Las labores que se realizan en cada una de ellas son las que se detallaron en el capi-

tulo 1 que, a modo de recordartorio, volvemos a citar a continuacién:

1. Limpieza de datos: eliminacién de ruido y de datos inconsistentes.
2. Integracion de datos: combinacién de multiples origenes de datos.

3. Seleccion de datos: obtencién de datos concretos que son relevantes para la tarea

de analisis que se quiere llevar a cabo.

4. Transformacion de datos: se realizan transformaciones sobre los datos y se con-
solidan en formatos adecuados realizando operaciones de resumen o de agrega-

cion.

5. Data mining: proceso esencial en el que se aplican métodos inteligentes para ex-

traer patrones a partir de los datos.

6. Evaluacidn de patrones: se identifican, a partir de métricas de interés, los patro-

nes que son realmente interesantes para representar el conocimiento.

7. Representacion del conocimiento: se utilizan técnicas de visualizacion y de re-

presentacién para mostrar a los usuarios el conocimiento extraido.

A continuacion, haremos una descripcion profunda de la base de datos de pacientes
con CCR que hemos utilizado para el desarrollo de esta tesis doctoral. Ademas, describi-
remos los trabajos realizados en cada una de las etapas de la fase de pre-procesamiento
representadas en la figura 3.1.

Como ya se expuso en el capitulo 1, el desarrollo de esta tesis doctoral ha sido po-
sible gracias a la existencia de una base de datos de pacientes con cancer colorrectal
que fueron atendidos en el Servicio de Cirugia General y Digestiva del H.U. Reina Sofia
de Cérdoba. Esta base de datos fue recogida durante méas de 10 afios por el Dr. Gémez

Barbadillo, cirujano general y del aparato digestivo, experto en cancer de colon y recto.
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Inicialmente, esta base de datos contaba con mas pacientes y atributos de los que
después se han utilizado. Eso se debe al profundo pre-procesado que ha habido que
realizar a los datos. En concreto, la base de datos contaba con 1826 pacientes 'y 172 va-
riables. Después de hacer todas las tareas necesarias de pre-procesamiento, que mas
adelante se detallaran, hubo que descartar algunos pacientes que no cumplian los re-
quisitos minimos de calidad (tenian muchas variables perdidas) y algunas variables que
estaban en desuso. Por todo esto, el nimero final de pacientes disponibles es de 1516 y

el nimero de variables 126.

1. Estructura de la base de datos

La base de datos disponible agrupa las variables en tres grandes categorias:
= Datos quirlrgicos.

= Datos relacionados con anatomia patolégica.

= Datos relacionados con el tratamiento oncologico.

A continuacion, se describen sucintamente cada una de estas categorias. Esta des-
cripcién ayudara al lector a valorar la dimension de esta base de datos asi como lo valio-
sa que es la informacion que contiene, tanto por su especificidad como por el nimero

de pacientesy de variables recogidas.

1.1. Datos Quirurgicos

Este subconjunto de datos recoge toda la informacién quirdrgica de los pacientes,
siempre y cuando hayan sido intervenidos (no todos los pacientes con CCR son some-
tidos a un intervencion quirdrgica). En aquellos casos en los que la cirugia no era facti-
ble, existe una variable que indica que el paciente ha sido sometido a un tratamiento
quimioterdpico con intencion paliativa. Por mencionar algunas de estas variables, se re-
coge informacion relacionada con la localizacion del tumor, la técnica quirurgica utiliza-
da, diversas medidas de calidad (reseccion, exéresis, etc.), presencia o no de metastasis,
complicaciones, recidivas, reintervenciones, demoras, datos bioquimicos, hematolégi-

cos, etc.
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1.2. Datos de Anatomia Patoldgica

Este subconjunto de datos recoge toda la informacion resultante de las pruebas rea-
lizadas en el servicio de Anatomia Patolégica, siempre y cuando el paciente haya sido
intervenido quirlrgicamente, ya que en caso contrario, esta informacién no esté rellena.
Mencionando algunas de estas variables, podemos encontrar datos sobre estructura tu-
moral, tipo histologico del tumor, presencia o no de pélipos en la pieza resecada, estadio
del tumor segln la clasificacién TNM!, afectacion o no de ganglios, tamafio de la pieza

resecada, tamafo del tumor, etc.

1.3. Datos de Tratamiento Oncoldgico

Este subconjunto de datos estd compuesto por variables que recogen toda la infor-
macién relacionada con el tratamiento oncoldgico que ha recibido el paciente, ya sea
con intencion curativa o paliativa. Algunas de las variables que se recogen estan rela-
cionadas con el tipo de tratamiento quimioterapico administrado, suspension del trata-
miento por intolerancia, presencia o no de recidivas locales o a distancia asi como su
localizacion, tiempo transcurrido hasta la aparicion de dichas recidivas, desarrollo o no

de tumores metacronicos, etc.

1.4. Algunas caracteristicas del dataset

Hay dos aspectos que hacen que este conjunto de datos utilizado sea especialmente
complejo para fines de clasificacion. Por un lado, la alta tasa de valores perdidos, que
ronda el 12.5%, v, por otro, que la variedad de valores existente en las caracteristicas
categbricas es alta.

La figura 3.2 muestra la distribucion de los valores perdidos (no se muestran 37 ca-
racteristicas sin valores perdidos). Podemos observar que muchas caracteristicas tienen
un pequefio nimero de valores perdidos (menos del 10 % de los casos), algunas tienen
valores perdidos en mas de un tercio de los casos, y un grupo significativo tiene un nu-

mero de valores perdidos que abarca entre el 10% vy el 30 % de los casos. Este hecho

!El sistema de estadificacién TNM es el més ampliamente utilizado, donde la T indica el tamafio y la ex-
tension del tumor primario, la N indica la extensién del cdncer que se ha diseminado a los ganglios linfaticos
cercanosy la M indica si el cancer ha tenido metéstasis (se ha diseminado a otras partes del cuerpo).
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hace que el beneficio de utilizar métodos de imputacion de valores perdidos sea muy
limitado.

La figura 3.3 muestra una parte de la distribucién del nimero de posibles valores
para las caracteristicas categoricas. Podemos observar que la mayoria de ellas tienen
entre dos y cinco valores diferentes, seis tienen siete u ocho posibilidades, otros seis tie-
nen entre trece y veinte valores, y dos tienen 25. Ademas, hay dos caracteristicas fuera
del histograma, con 51y 53 posibles valores, respectivamente. Esto hace que las carac-
teristicas categdricas tengan que ser tratadas de forma independiente. Por ejemplo, no

pueden codificarse en el mismo rango de los enteros.
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Figura 3.2: Histograma de caracteristicas con valores per- Figura 3.3: Histograma n° posibilidades en caracteristicas
didos categéricas

1.5. Dependencia entre variables

Dentro de la base de datos existen algunas variables que pueden ser consideradas
“llave” para la existencia o no de valores en otras variables.
En concreto son dos las variables que van a marcar qué datos tendra el dataset en

funcion del valor que tomen. Estas variables son las siguientes:

» ({0 gt _paliativo: esta variable indica si un paciente ha recibido un tratamiento qui-
mioterapico paliativo. En caso que asi sea (tto_qt_paliativo = Si) ese paciente no
ha sido intervenido quirdrgicamente. En ese caso, todas las variables relacionadas
con Anatomia Patoldgica no tendran ninguin valor (no son valores perdidos, sino
que en ese caso no puede haber valores), y un subconjunto de las variables rela-

cionadas con el proceso quirirgico que tampoco tendran valores (por ejemplo el
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tipo de intervencidn, la duracién de la intervencion, etc.).

m reseccion: esta variable indica que el paciente ha sido intervenido quirtrgicamente
pero no se le ha hecho ninguna reseccion. En ese caso, todas las variables relacio-

nadas con Anatomia Patolégica no tendran ningln valor.

A la vista de lo anterior, la figura 3.4 resume qué variables se incorporan en funcion

de los valores de tto_qgt paliativoy reseccion.

tto_qgt_paliativo=No
AND -

reseccion = Si Dataset
completo

tto_qt_paliativo=Si —_—%—
OR —_— x—X

reseccion = No Eliminamos
Anat. Pat.y

algunas var.
quirdrgicas

Figura 3.4: Composicion del dataset en funcion de tto_qt_paliativo y reseccién

Otro aspecto a tener en cuenta a la hora de interpretar los resultados es la tempora-
lidad de las variables, es decir, el momento en el que se recoge cada variable dentro del
proceso de atencién al paciente. No todas las variables se recogen en el mismo instan-
te, sino que los diferentes eventos que se van produciendo ocasionan que las diferentes
variables vayan rellendndose. Por ejemplo, la variable relacionada con la colonoscopia

“ocurre” en el tiempo antes que la variable relacionada con la excision del mesorrecto.
Portanto, serd de gran importancia considerar esta linea temporal para evitar relaciones
“caprichosas” entre las diferentes variables.

Dado que el espacio temporal es lineal, cada una de las variables puede asociarse
a otras situadas detras en la linea del tiempo. Por ello, en fases posteriores habra que
tener esto en cuenta para no realizar predicciones de hechos pasados en base a hechos

futuros. De esta manera, lasvariables que se asocian a laintervencién quirtrgica pueden
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asociarse causalmente a variables posteriores en el marco temporal. Por ejemplo, anato-
mia patoldgica, complicaciones, tratamiento post-operatorio y resultados a largo plazo.
Sin embargo, pardmetros pertenecientes al dominio de “resultados a largo plazo” no
pueden asociarse de manera causa-efecto a parametros del dominio “tratamiento qui-
rdrgico” .

Podriamos definir las siguientes etapas en el espacio temporal comentado (ver figura

3.5):
1. Paciente: estd formada por los datos demograficos.

2. Diagnéstico: estd formada por los datos clinicos.

3. Tratamiento pre-operatorio: estd formada por parte de los datos denominados
“oncolégicos” , concretamente los datos de tratamiento administrados antes de

la cirugia.

4. Tratamiento quirdrgico: esta formada por los datos quirtrgicos propiamente di-

chos.

5. Anatomia patoldgica: esta formada por los datos generados a partir del estudio

de anatomia patolégica.

6. Complicaciones: estd formada por parte de los datos quirtrgicos y que hacen refe-

rencia a resultados de la intervencion quirdrgica en términos de eventos adversos.

7. Tratamiento post-operatorio: estd formada por parte de los datos “oncolégi-
cos” , concretamente los datos de los tratamientos administrados después de la

cirugia.

8. Resultados a largo plazo: estd formada por los datos que se generan durante el

seguimiento del paciente.

En la figura 3.5 se detalla el marco temporal en el que suceden las distintas fases de
atencion de los pacientes con cancer colorrectal y una muestra de las variables asocia-

das a cada una deellas.
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2. Pre-procesamiento de la base de datos

Siguiendo el esquema propuesto en la figura 3.1, en concreto el conjunto de etapas
incluidas dentro del pre-procesado, las tareas realizadas en cada una de esas etapas son
las que se exponen en los siguientes epigrafes. Se afiade una etapa adicional, correspon-
diente a la anonimizaciéon de la base de datos, ya que es un paso obligatorio al estar tra-
tando con datos de salud, los cuales estan especialmente protegidos por la normativa

en materia de proteccion de datos.

2.1. Limpieza de datos

La base de datos en bruto tenia una gran cantidad de informacion no estandarizada,
es decir, un mismo valor estaba introducido de diferentes maneras. Esto se debia prin-
cipalmente a la no definicion de variables categdricas que tuvieran un conjunto cerrado
de posibles valores, aunque también habia otros factores.

En este caso, lo que se hizo fue estandarizar los posibles valores que podia tomar
cada unade esas variablesy crear listas cerradas de posibilidades, transformandose esa
informacién en tablas maestras.

Por otro lado, también nos encontramos con variables numéricas en las que el indi-
cador decimal era, en ocasiones un punto y, en ocasiones una coma. Esto también fue
estandarizado dejando el punto como indicador decimal.

Otro de los aspectos que hubo que corregir era la presenciade “outliers” , es decir,
valores numéricos que presentan un valor anormalmente elevado o reducido. En estos

casos, se realizaron dos acciones:

1. En todos los casos en los que fue posible, el Dr. Gémez Barbadillo consulté los
sistemas de informacién que eran la fuente para esas variables y corrigié el valor

existente por el correcto.

2. Enaquellos casos en los que no fue posible, se dejé ese valor como valor perdido.

Este proceso fue realizado en varias ocasiones corrigiendo datos a partir de la retro-
alimentacion que se iba obteniendo de las etapas posteriores.

Otras correcciones que hubo que hacer a los datos fueron las siguientes:
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= Modificar las fechas para que tuvieran todas el mismo formato. Se decidié dejarlas
como “mm/dd/aaaa” , para después poder calcular una serie de nuevas varia-

bles, como se vera a continuacion en la seccién 2.4.
= Eliminar espacios en blanco del principio y/o del final del valor de las variables.

= Eliminar la coma que aparecia en muchos Nimero de Historia Clinica.

La Gltima correccién que hubo que hacer consistié en asegurar que todos los pa-
cientes tuvieran un identificador valido y Unico, ya que este seria el que se utilizara para
realizar la integracion que se explica en la siguiente etapa. Nos encontramos algunos pa-
cientes que tenian un identificador no estandarizado, pero todos pudieron ser obtenidos

consultando sus registros oficiales.

2.2. Integracion de datos

La base de datos original estaba constituida por un conjunto de tablas independien-
tes que fue necesario integrar. Este paso fue determinante puesto que era la Unica via
de la que disponiamos para relacionar con un paciente concreto toda la informacién
relacionada con él que estaba repartida en cada una de esas tablas.

Para la integracién se hizo uso del Nimero de Historia Clinica como identificador

Unico de cada paciente.

2.3. Seleccion de datos

Una vez que se culminaron las dos etapas anteriores (limpieza e integracién), se reali-
z0 la seleccion de los datos concretos que serian necesarios para poder llevar a cabo el
analisis que desedbamos hacer.

Como no podia ser de otra manera, en esta fase fue determinante la ayuda del Dr. G6-
mez Barbadillo, ya que tuvimos que desechar algunas variables que estaban en desuso,
otras variables que no tenian ningln interés y otras que contenian informacion redun-
dante. También hubo que desechar pacientes que tenian un porcentaje muy alto de va-
lores perdidos.

Después de esta fase, el nimero de pacientes definitivo quedd en 1516 de los 1826
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originales, y el nUmero de variables quedd en 116 (aunque este no sera el nimero defi-

nitivo) de las 172 que habia inicialmente.

2.4. Transformacion de datos

Como Ultima etapa de pre-procesamiento de datos, se hicieron algunas transforma-
ciones consistentes en obtener una serie de campos calculados a partir de otros existen-
tes originalmente en la base de datos.

En concreto, todas estas transformaciones se realizaron sobre campos de tipo  “fe-
cha” , obteniendo valores calculados correspondientes al tamafio de los periodos. Por
ejemplo, a partirde lafecha de nacimientoy de la fecha de diagndstico se calculo la edad
a la que fue diagnosticado cada paciente, o a partir de la fecha de alta y de la fecha de
la cirugia se calcul¢ la estancia post-operatoria. De este modo se obtuvieron variables
relacionadas con demoras (por ejemplo quirlrgica, neoadyuvancia, etc.) y periodos de
tiempo transcurridos entre dos eventos concretos (por ejemplo tiempo transcurrido has-
ta la aparicién de una recidiva o hasta el exitus).

Después de realizar todas estas transformaciones, el nimero total de variables pa-
sé de las 116 indicadas anteriormente, a la cifra definitiva de 126. Por tanto, finalmente

disponemos de 1516 pacientesy 126 variables.

2.5. Anonimizacion de datos

Otra transformacién muy importante que hubo que realizar, por imperativo legal y
para cumplir con los principios éticos, fue la anonimizacion de toda la base de datos,
tanto en lo que respecta a los pacientes como a los profesionales sanitarios (cirujanos,
cirujanos ayudantes, patologos y oncélogos).

La ley 14/2007, de 3 de julio, de investigacion biomédica, define la anonimizacion
como el proceso por el cual deja de ser posible establecer por medios razonables el nexo
entre un dato y el sujeto al que se refiere.

En este sentido, se realizaron un conjunto de acciones para reducir lo maximo posible

elriesgo deidentificacién de cualquier persona. Entre ellas, se encuentran las siguientes:

= Asignacion de un nimero secuencial a cada paciente, eliminando cualquier dato
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de caracter personal existente. Se elimind el nimero de historia clinica, el nombre
y apellidos y la fecha de nacimiento (se transformé en edad). No existen otros da-
tos personales en la base de datos. Sin embargo, para mayor garantia, las demas
fechas existentes (diagnostico, tratamiento, intervencién quirdrgica, etc.) también
se eliminaron para evitar que por esas referencias alguien pudiera tener acceso a
re-identificar alglin paciente. En estos casos, tal y como se ha mencionado en la
seccion 2.4, a partir de las fechas se calcularon nuevas variables que se correspon-
den con el tamafio de los periodos a los que hacen referencia (tiempo de ingreso,

tiempo transcurrido hasta la aparicion de un nuevo tumor, etc.).

= Asignacion de un nimero secuencial a cada profesional sanitario (cirujano, ciru-
jano ayudante, oncélogo y patélogo), eliminando el nombre y apellidos que era el
Unico dato de caracter personal que se recogia. En total hay 49 cirujanos, 47 ciruja-

nos ayudantes, 20 patologosy 22 oncdélogos.

De este modo, a partir de este momento, toda la informacién se manejé con las ga-

rantias que exige la normativa vigente.

3. Conclusiones de este capitulo

En este capitulo se ha presentado la base de datos de pacientes con CCR que ha sido
utilizada. Esta base de datos constade 1516 pacientesy 126 variables, obtenidas después
de las fases de limpieza de datos, integracion, seleccién y transformacién. Asimismo, se
han presentado las variables “llave” que hacen que el dataset contenga unos datos u
otros.

Por otro lado, se ha dado una descripcién de cada uno de los grupos de variables
que contiene la base de datos (quirlrgicos, de anatomia patologica y de tratamiento on-
colégico) y por ultimo se ha establecido una linea temporal que muestra de forma muy
clara en qué momento tiene lugar la recogida de cada conjunto de variables. Esta infor-
macién serd muy Util para evitar que se establezcan relaciones de causa-efecto entre

unas variables y otras que se generaron en una etapa anterior.



Capitulo 4

Heuristicas para la mineria de reglas
de asociacion de clases interesantes
en una base de datos de CCR

En el &mbito del cancer colorrectal, desde la perspectiva de esta tesis doctoral, una
complicacién lavamos a definir como un evento adverso que tiene lugar después de una
cirugia de CCR. Este evento adverso puede afectar a la recuperacién del paciente, a su
estancia postquirdrgica, a su estado funcional, al tratamiento necesario o, incluso, a su
supervivencia. Es de interés, para los gestores y coordinadores de la asistencia sanitaria,
conocer las condiciones por las cuales es probable que un paciente sufra complicacio-
nes después de una intervencion quirdrgica.

A partir de la base de datos utilizada que contiene informacion sobre pacientes diag-
nosticados de CCR, se va a exponer el trabajo realizado sobre ella con la intencion de
obtener descripciones interesantes y manejables’ de casos de pacientes de CCR con
complicaciones y/o recidivas. La “complicacién” esunade lasvariables de la base da-
tos que determina si un paciente ha tenido alguna complicacién postquirtrgica o no, al
igual que la “recidiva” , que también es una de las variables que indica si un paciente
ha tenido una recidiva o no. En concreto, el objetivo del trabajo que se expone en este
capitulo es obtener conjuntos de reglas que contengan conexiones relevantes con com-
plicaciones y/o recidivas y que, al mismo tiempo, tenga un nimero reducido de reglas

con un pequefio nimero de condiciones en los antecedentes de dichas reglas, de forma

'Eltérmino “manejable” se utiliza para expresar que el nimero de descripciones obtenido tiene un
tamafio reducido y adecuado (nimero reducido de reglas)

rr
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que el estudio posterior de las mismas sea manejable.

Como resultado, nuestro estudio nos ha servido para identificar los desafios a abor-
dar en nuestro empefio cuando la base de datos contiene demasiadas variables influ-
yentes, y al mismo tiempo también triviales, y disefiar una metodologia que nos permi-
ta detectar rapidamente dichas variables y continuar con la blusqueda de otras reglas
interesantes.

La mineria de reglas de asociacion [189] es precisamente el proceso de descubrir
relaciones entre las variables de una base de datos en forma de reglas IF-THEN.

En este capitulo proponemos cuatro operadores, un proceso de examen guiado y el
flujo de trabajo completo para obtener reglas de asociacion de clases interesantes [182],
es decir, reglas con condiciones concretas en sus consecuentes que muestren algun ti-
po de interés para los expertos en CCR. Los experimentos que hemos realizado sobre
la base de datos mencionada para encontrar complicaciones quirdrgicas y recidivas, en
particular, han demostrado que nuestro enfoque tiene algunas ventajas frente Apriori
[6], que es el estandar para la mineria de reglas de asociacion y la mineria de reglas de
asociacion de clases, y otros algoritmos potenciales de la literatura. Ademas, nos ha per-
mitido identificar reglas interesantes entre la gran cantidad de asociaciones triviales y
ocasionales que han ido hallandose.

A diferencia de la mayoria de los trabajos que aplican métodos de aprendizaje auto-
matico en el ambito de CCR, en los que se utilizan como datos conjuntos de iméagenes
médicas o datos de expresién de genes procedentes de microarrays tal y como se ex-
puso extensamente en el capitulo 2, nuestro conjunto de datos es una base de datos
tabulada con pares atributo-valor para cada paciente. Ademas, a diferencia también de
los trabajos que utilizan estos tipos de datos, en los que o bien se analizan cambios de
comportamiento concretos o pruebas médicas [95] [161] o bien se construyen modelos
predictivos [163] [175], nuestra intencidn es hallar en la base de datos conexiones entre
cualquier combinacién de pares atributo-valor con la ocurrencia de complicaciones o
recidivas que pueda ser de interés para los expertos en la materia.

El resto de este capitulo estd organizado de las siguiente manera. En la seccién 1
se exponen los antecedentes de la mineria de reglas de asociacién segln los tipos de

algoritmos empleados, la busqueda de reglas interesantes y el campo de la clasificacion
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asociativa. En la seccion 2 se describen nuestros operadores heuristicos para obtener re-
glas interesantes asi como el flujo de trabajo propuesto. En la seccién 3 se exponen los
experimentos realizados asi como los resultados obtenidos. En la seccién 4 se resumen
las ventajas observables de nuestro enfoque frente a otras alternativas. Y, por Gltimo, en
la seccion 5 se exponen las publicaciones derivadas del trabajo presentado en este ca-

pitulo.

1. Antecedentes sobre la mineria de reglas de asociacion

La minerfa de reglas de asociacién es el campo de la mineria de patrones cuyo ob-
jetivo es descubrir relaciones interesantes entre las variables de grandes bases de da-
tos [189]. Estas relaciones se expresan en forma de reglas IF-THEN, es decir, SI se cum-
plen algunas condiciones sobre los valores de ciertas variables, ENTONCES otras también.
Cuando el objetivo son reglas con el valor de una determinada variable categérica en el
consecuente, que se seria la variable objetivo, hablamos de reglas de asociacion de clases
[182], aunque aqui el progreso estd muy relacionado con el caso general.

Elinterés de investigacion en la mineria de reglas de asociacion surgi6 en 1993 con
la presentacién de Apriori [6], el método mas popular para extraer patrones frecuentes
de una base de datos. Actualmente, la bibliografia sobre este campo asciende a mas de
seis mil documentos segln el servicio Elsevier Scopus, en muchos casos mejorando o
solucionando algunas deficiencias de este método. Se remite al lector interesado a las
siguientes referencias bibliogréaficas [57] [181] [182]. Dos de estos aspectos son el tipo
de algoritmo de busqueda utilizado y el concepto de interés de las reglas, comentados
en las secciones 1.1y 1.2, respectivamente. Ademas, revisamos el campo de clasificacion
asociativa en la seccion 1.3 que es una aplicacién concreta de la mineria de reglas de

asociacién de clases.

1.1. Tipos de algoritmos para mineria de reglas de asociacion

Existe una gran cantidad de técnicas para extraer reglas de asociacién de bases de
datosy, a menudo, se catalogan como algoritmos completos por un lado, o evolutivos

y algoritmos basados en enjambres (swarm-based), por otro. Algunas propuestas no en-
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cajan exactamente en ninguna de estas categorias, como [120]. Los primeros son algo-
ritmos, como Apriori [6] o FP-growth [68], que pueden recuperar todos los conjuntos de
elementos o reglas que satisfacen algunos requisitos dados y computables. En el caso
de la mineria de reglas, estos requisitos suelen ser una proporcién minima de patrones
que satisfacen las condiciones del antecedente y/o del consecuente de la regla, es decir,
soporte y soporte LHS (soporte del lado izquierdo), respectivamente, y una proporcion
minima entre el nimero de estos patrones y todos aquellos con las condiciones en el
antecedente, es decir, la confianza. Los argumentos mas esgrimidos en contra de los mé-
todos completos son sus requerimientos de célculo, y que, sin un ajuste de parametros
precisoy exigente, obtienen o muy pocas reglas o tantas que hacen extremadamente la-
boriosa la posterior revision por un humano experto. Como exponian Guillet et al. (1999),
generando muchas reglas se ocultan las mds interesantes [61].

Por otro lado, en los métodos aproximados, como los algoritmos evolutivos y los al-
goritmos basados en enjambres [35] [106] [108] [126], no se espera que devuelvan to-
dos los conjuntos de elementos o reglas que satisfagan los criterios proporcionados,
sino una buena muestra de ellos. Este hecho les permite abordar los dos inconvenien-
tes anteriormente mencionados de los métodos completos, es decir, los requisitos de
calculoy la exigente configuracién de pardmetros. Estos métodos componen un conjun-
to de agentes que iterativamente producen soluciones para el problema, conjuntos de
elementos o reglas en mineria de asociacion. Estas soluciones se evallan seglin unos
criterios, promoviendo que los agentes generen nuevas soluciones similares a aquellas
con buenos valores de calidad [52] [151].

Sin embargo, existe otra familia de métodos de aproximacién que no ha sido consi-
derada en profundidad para ser utilizada en mineria de reglas de asociacion, o al menos
considerada especificamente para ello. Nos estamos refiriendo a los operadores heuristi-
cos los cuales, en contraste con las metaheuristicas mencionadas, son dependientes del
problema [167]. Los operadores heuristicos son procedimientos que explotan algunas
propiedades del problema, los cuales requieren normalmente pocos recursos compu-
tacionales, para guiar la generacion de soluciones, que se espera que cumplan con los
criterios de calidad finales. Respecto a operadores heuristicos para mineria de reglas pa-

ra diferentes problemas, podemos mencionar RIPPER [29], IG-Miner [134] o FOIL [140],
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parainducir clasificadores,y una extension del Gltimo para clasificacién asociativa, CPAR
[188]. Este ultimo es comparado con la propuesta que hacemos en este capitulo. Pero
con mayor frecuencia, este tipo de heuristicos se encuentran dentro de metaheuristicas,
tales como algoritmos evolutivos o algoritmos de optimizacién basados en enjambres,
en forma de constructores basados en gramaticas [109] (consultar capitulo 6) o como
operadores de reparacién, entre otros, en lugar de ser utilizados especificamente para
producir reglas.

Precisamente, en este capitulo presentamos cuatro operadores heuristicos para mi-
neria de reglas de asociacion de clases. Estos operadores explotan algunas ideas para
generar y manipular reglas que se espera que sean de un gran interés para los expertos.
Como se expondra posteriormente, estas ideas consisten en, por un lado, considerar la
ganancia de informacion obtenida de un potente inductor de clasificacion interpretable

y, por otro, hacer que las reglas sean lo mas interpretables posible.

1.2. Interésde las reglas

A menudo, el objetivo de la mineria de reglas de asociacion no es producir conoci-
miento a partir de datos, sino conocimiento interesante. La dificultad es que el interés no
suele estar bien definido en términos cuantificables. Mas atin, por lo general es subjetivo.

Hay muchos intentos de modelar el interés a través de una formula matematica que
lo asocie con ladistribucion de frecuencias de los patrones. Dos ejemplos son bien cono-
cidos: /ift [143]y, el mas reciente, la métrica netconf [8], la cual se muestra en la ecuacion
4.1. Algunos estudios interesantes que comparan las propiedades de muchas de estas

métricas son [55] [107] [170].

soporte(A and B) — soporte(A)soporte(B)

netconf(A — B) = soporte(A)(1 — soporte(A))

(4.1)

En la mayoria de los casos, estas métricas miden cuanto varia la distribucién de fre-
cuencias del consecuente con la presencia del antecedente y/o sugieren que una regla
es interesante si esta respaldada por suficientes casos, pero no tantos como para que el
conocimiento asociado debiera haber sido trivial, como se muestra en la ecuacion 4.1.

En cualquier caso, en general, se acepta que estas métricas a menudo pueden diferir de
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la evaluacion subjetiva del experto, quien, por tanto, tendra que evaluar los resultados
al final [92].

Alternativamente, hay algunos intentos de incorporar la opinién subjetiva del exper-
to en el proceso semiautomatico de busqueda de reglas de asociacion interesantes [25],
o al menos para facilitarle la labor posterior de examinarlos. Por ejemplo, Ju et al. (2015)
proponen una métrica que incorpora el beneficio y el coste de explotar el conocimiento
asociado a las reglas [79]. El interés de las reglas estd, por tanto, asociado al valor mone-
tario objetivo de su aplicacién. Las dificultades aparecen cuando esa funcion monetaria
tiene alglin grado de incertidumbre, o cuando el interés deberia estar asociado a otras
caracteristicas que son intrinsecamente dificiles de medir, como el caracter inesperado
para el experto o el enriquecimiento del conocimiento. Otro ejemplo es la definicion
de una gramatica para modelar la forma de reglas interesantes, segln el criterio de ex-
pertos, como los patrones de reglas en [111] [112] [139]. Esta idea permite al experto
expresar algunas semanticas que pueden ser explotadas por el algoritmo. Por otro lado,
se han propuesto varias técnicas y pautas de post-poda y post-seleccién para el examen
experto posterior. Algunos ejemplos interesantes son la agrupacion jerarquica de reglas
similares [64] y el uso de entornos de computo interactivos y visuales [58].

Realizamos algunos experimentos iniciales utilizando este tipo de métricas intere-
santes que, sin embargo, no nos ayudaron a destacar reglas que posteriormente llega-
ron a ser interesantes para los expertos. En nuestro caso, se priorizaron reglas triviales
o con valores de soporte excesivamente bajos. Asi, hemos optado por una metodologia
guiada y simple hecha a medida que facilita, sin necesidad de una gramatica ni de téc-
nicas avanzadas, el andlisis de posibles condiciones triviales y el filtrado de las reglas

asociadas 2.5.

1.3. Clasificacion asociativa

La clasificacién asociativa es la tarea de producir un buen clasificador basado en re-
glas de un conjunto de reglas de asociacion, a menudo reglas de asociacion de clases.
Consta principalmente de dos fases previas a la evaluacion [3] [173]. En primer lugar, un
método de mineria de reglas de asociacién produce un conjunto de candidatos para el

clasificador final basado en reglas. En segundo lugar, los candidatos se procesan y se
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combinan para componer el clasificador final. Esta Ultima etapa suele implicar procesos
de ranking, poday ajuste. Al final, el clasificador obtenido puede ser evaluado en base a
métricas estandar con nuevos casos de prueba alin no considerados.

Las ventajas de la clasificacidén asociativa sobre otras técnicas son las siguientes: por
un lado, explota mas correlaciones entre las caracteristicas de entraday la clase que los
clasificadores tradicionales basados en reglas o que los arboles de decision, por lo que
se espera que tenga una mayor precision [2] [14] [77]; por otro lado, puede ser interpre-
tada mas facilmente por el experto ya que las reglas activas muestran una explicacién
completa de la prediccidn, es decir, las reglas son menos dependientes de otros aspec-
tos del clasificador, como el orden de las reglas en los clasificadores basados en reglas
o la inspeccién visual en los arboles de decision [3].

La clasificacion asociativa busca especificamente un conjunto apropiado de reglas
que prediga elvalorde unavariable objetivo, por lo que, a diferencia de los algoritmos de
mineria de reglas de asociacién, es usual que todas las reglas tengan esa variable en sus
consecuentes. Este aspecto hace que el progreso en las reglas de asociacién de clases
y en la clasificacion asociativa esté estrechamente ligado. Las diferencias provienen del
hecho de que el objetivo de las reglas de asociacion de clases es producir conocimiento
individual, reglas, de acuerdo con algunos criterios de calidad, en lugar de un clasifica-
dor, cuya calidad es medida globalmente. Sin embargo, ya que las reglas seleccionadas
pueden ser realmente buenas para nuestro proposito, consideraremos tres representan-

tes de este campo en nuestros experimentos (seccién 3.1.2).

2. Heuristicas para la mineria de reglas de asociacion de cla-

ses interesantes

En esta seccidén presentamos cuatro operadores para obtener reglas de asociacion
de clases conjuntivas potencialmente interesantes a partir de bases de datos, es decir,
el antecedente consiste en la conjuncion de condiciones y el consecuente es fijo. Estos

operadores son los siguientes:

= [nduccién recursiva de arboles supervisados y posterior extraccion de reglas (RIS-

TRE, Recursive Induction of Supervised Trees and subsequent Rule Extraction).
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= Simplificacion de reglas.
m Generacion de reglas de una Unica alternativa categorica.
= Reduccion adicional de reglas mediante la eliminacion de condiciones.

A continuacion, se describen cada uno de estos operadores, en las secciones 2.1, 2.2,

2.3y 2.4, respectivamente.

2.1. RISTRE: Induccion recursiva de arboles supervisados y posterior ex-

traccion de reglas

En [37] se present6 una técnica para mineria de reglas de clases basada en la induc-
cion de arboles supervisados. Iterativamente se generaba un arbol de clasificacién, a
partir del cual se obtenian reglas y se eliminaba la variable mas influyente para gene-
rar un nuevo arbol diferente del anterior, a partir del cual se generaban mas reglas. Si
bien esta idea nos permitié centrar intensamente la busqueda entre el enorme conjunto
de posibilidades y obtener una regla interesante a la opinién de los expertos, esa inten-
sa orientacidén supuso un inconveniente importante: las caracteristicas mas influyentes
aparecian en pocas reglas junto con muy pocas otras caracteristicas. Esto implicaba que
para los casos de interés se generaban pocas descripciones distintas. La razén fue que
las caracteristicas influyentes se eliminaron rapidamente del conjunto de datos y ya no
fue posible ninguna combinacion alternativa con otras condiciones.

Para superar esa limitacién, proponemos en este capitulo la induccién recursiva de
arboles, que permite la generacién de muchas combinaciones beneficiosas de carac-
teristicas influyentes. La idea principal es, no solo eliminar la caracteristica que se en-
cuentra en la raiz del arbol y repetir la induccidn del arbol, sino también inducir arboles
cuando se eliminan otras caracteristicas a diferentes profundidades. Para mantenerlo
computacionalmente manejable, todas las caracteristicas a la misma profundidad se
eliminan en cada paso, en lugar de una en cada iteracion. El pseudocddigo de este ope-
rador es el que se muestra en el Algoritmo 1.

Para inducir los arboles (linea 1 del Algoritmo 1) aplicamos la implementacion de
la metodologia CART [19] existente en la libreria rpart [12] de R. Esta aproximacién es

una herramienta muy poderosa porque explora de manera eficiente las caracteristicas
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Algoritmo 1 Pseudocddigo de RISTRE
ENTRADAS:

dataset: conjunto de datos desde el que se generan las reglas

variable__de__clase: atributo para el que se buscan descripciones
prof_max: profundidad méxima del arbol inducido, o condiciones en las reglas
max__recursion: profundidad maxima a la que se eliminan las caracteristicas y nuevos
arboles son inducidos. Si se omite, max_recursion = prof__max
SALIDA:

reglas: reglas que describen los casos positivos de variable_de_ clase

1: arbol < inducir arbol CART a partir del dataset con max_depth;

2: Sl profundidad del arbol > 0 ENTONCES

3:  reglas < obtener reglas del arbol para casos positivos de variable_de_ clase;
4:  FOR i« 1,max_recursion HACER

5: caracteristicas_influyentes <— caracteristicas en el arbol a profundidad i;

6: dataset_actual < dataset sin caraceristicas_influyentes;

7: nuevas_reglas <— RISTRE(dataset_actual, prof_max, max_recursion - 1);
8: reglas < reglas U nuevas_reglas;

9:  FIN FOR

10: FIN SI

11: DEVOLVER reglas;

mas influyentes y puede generar arboles de decisién pequefios con nodos internos que
tienen condiciones decisivas. En caso de utilizar caracteristicas continuas, determina el
valordiscriminante que mejor distribuye los patrones correspondientes. En el caso de ca-
racteristicas categéricas, divide las alternativas en dos conjuntos disjuntos con el mismo
objetivo. Ademas, la condicion de la linea 2 del Algoritmo 1 comprueba si la induccién
del arbol fue exitosa. De lo contrario, el conjunto de datos no tiene mas caracteristicas
influyentes para inducir otros arboles y obtener nuevas reglas, por lo que se convierte

en la condicion de parada de la recursion.

2.2. Simplificacion de reglas

Aunque la metodologia CART produce muy buenos arboles de decisién, la simple

traduccion de las ramas interesantes en reglas a menudo puede contener condiciones
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o alternativas cuya eliminacion produciria reglas ain mejores. Esto es asi porque la cons-
truccion del arbol requiere estas condiciones o alternativas para una buena divisién de
clasificacion, pero las reglas no porque se les permite superponerse al dominio de otras
reglas. Por tanto, este operador revisa sila eliminacion de condiciones o alternativas sim-
plifica la comprension de la regla, es decir, la acorta, sin afectar a su calidad. En caso de
eliminar condiciones, otros patrones pueden quedar cubiertos por la regla conjuntiva,
por lo que la nueva regla reemplaza a la actual sélo si su confianza no empeora. En ca-
so de eliminar alternativas de las condiciones categdricas, algunos patrones cubiertos
por la regla actual pueden quedar excluidos, por lo que la nueva regla se acepta soélo
si ninglin patrén positivo cubierto presenta esa alternativa, lo que también mantiene la
confianza de la regla.

En experimentos preliminares que buscaban el espacio de posibilidades de elimi-
nacién, cuyo tamano se puede aproximar por el doble del nimero de particiones bina-
rias del conjunto de condicionesy alternativas, observamos que procesos de hill-climbing
multiples a menudo producian el mismo resultado que hill-climbing individual aleatorio
y sin embargo requerian muchos mas recursos computacionales. En particular, permiti-
mos rutas de acuerdo con un nimero maximo de estados hijos diferentes y que produz-
can mejora (5 en la raiz del rbol de busqueda, 4 en profundidad uno, 3 en profundidad
dos, 2 en profundidad uno y sélo uno para el resto). Esa configuracién, que se eligié
después de darnos cuenta que permitir siempre al menos dos hijos requeria demasia-
do tiempo, implica que se examinaron como maximo 120 caminos de mejora diferentes
(los estados de no mejoray los generados previamente se descartan para una mayor ex-
ploracion). De acuerdo con los resultados, sélo cinco de las 189 reglas proporcionadas
por RISTRE en la seccidn 3.2 permitieron que los procesos de hill-climbing multiples pro-
dujeran mas de una regla simplificada final (2, 3, 3, 6 y 6, en realidad). Por lo tanto, se

optd por el proceso de hill-climbing individual.

2.3. Reglas de una alternativa

Las reglas que consideran sélo una alternativa para sus condiciones categoricas son
particularmente interesantes debido a su alta interpretabilidad y a su potencial utilidad.

Sin embargo, rara vez son generadas por RISTRE o por el operador de simplificacion de
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reglas porque tienen una valoracién inferior que otras reglas seglin las métricas de cali-
dad. En concreto, puesto que normalmente cubren menos casos positivos, el operador
de simplificacién no las acepta. Por lo tanto, tenemos que disefiar un operador especifi-
Cco para generar este tipo de reglas.

En este caso, las condiciones categbricas de las reglas son revisadas, comprobando
la calidad de la regla con cada alternativa por separado. El proceso se repite recursiva-
mente para el resto de condiciones categdricas. Hay que destacar que, en este caso, el
espacio de blsqueda es suficientemente pequefio como para poder realizar una busque-
dacompleta, O(L?-A?),siendo L el nimero de condicionesy A el niimero de alternativas
enellas (L < 5and A = 8 en nuestro caso; el cuadrado es por la llamada recursiva para
una mayor reduccion de alternativas en otras condiciones). Por lo tanto, todas las posi-
bilidades son exploradas y se consideran todas las reglas que satisfacen el soporte y la

confianza minimos.

2.4. Eliminacion de condiciones

En algunas ocasiones, las reglas producidas por RISTRE y por el operador de simpli-
ficacion contienen algunas condiciones cuya eliminacion produce otra regla que pue-
de ser interesante para el experto por alguna razén. Por lo general, estas reglas pueden
proporcionar una mayor cobertura o una mejora en la interpretabilidad. Por tanto, este
operador revisa todas las condiciones de la regla evaluando la calidad de esta después
de la eliminacién de la condicion. Hay que destacar que la diferencia entre el operador
de simplificacion de reglasy este estriba en que el primero nunca empeora la calidad de
la regla en cuanto a nimero de casos positivos cubiertos y en cuanto a confianza. Sin
embargo, este nuevo operador produce reglas que podrian cubrir patrones negativos
por lo que su confianza podria empeorar.

Como en el caso de reglas de una alternativa, este espacio de busqueda es suficiente-
mente pequefio para realizar una busqueda recursiva completa, O(L?), por lo que todas
las posibilidades son exploradas y todas las reglas con un nivel de confianza suficiente

son devueltas.
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2.5. Metodologia completa

Elflujo de trabajo completo para obtener reglas de asociacién de clases interesantes,

a partir de un conjunto de datos procesado apropiadamente, es el que se muestra en la

figura 4.1
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Figura 4.1: Workflow para obtener reglas de asociacion de clases interesantes

1. En primer lugar, el criterio del experto es utilizado para eliminar algunas caracte-
risticas que no deberian aparecer en las condiciones de las reglas finales. Esta fase
se incluye en este punto, y no en la fase de pre-procesado de los datos, ya que
nuestros experimentos preliminares fueron precisamente Utiles para guiar la se-
leccion de tales caracteristicas. Esta es la razon de la flecha discontinua y roja que
cierra el bucle desde la fase 3 hasta la fase 1 en la figura 4.1, lo cual permite mas de
una iteracién del proceso. En concreto, nuestros experimentos preliminares a me-
nudo destacaron reglas confiables pero triviales o inUtiles, tales como SI exitus
= Verdadero, ENTONCES complicaciones = Verdadero. Estas reglas indican cla-

ramente que tales caracteristicas deberian serignoradas.

2. En segundo lugar, los heuristicos descritos anteriormente son aplicados para ge-
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nerar un conjunto de potenciales reglas interesantes. Tal y como se muestra en

los experimentos realizados, es interesante que este conjunto no llegue a ser exce-

sivamente grande, lo cual haria que la posterior evaluacién por parte del experto

fuera muy laboriosa oinclusoimposible. Hay que destacar que todas las reglas pro-

ducidas por RISTRE pasan por una simplificacién antes de ser almacenadas en el

almacén intermedio. Ademas, hay que tener en cuenta que tanto las reglas simplifi-

cadas como lasreglas de una alternativa son sometidas al operador de eliminacién

de condiciones.

3. Alfinal, las reglas son evaluadas por el experto para filtrar finalmente aquellas que

tienen un interés real. En esta etapa, proponemos el siguiente proceso hecho ad-

hoc, el cual se puede implementar facilmente en una hoja de célculo.

)

1)

Se evallan las reglas de acuerdo con su soporte LHS, confianza y complejidad
extendida. Definimos la complejidad extendida de una regla como el nimero
de posibilidades virtuales que tiene el experto que considerar para activar la
regla. Nosotros la calculamos como el producto de las alternativas que hay

en sus condiciones categoricas.

Se ordenan las reglas en orden descendente del valor resultante de la division
del producto de su soporte LHS y su confianza entre la complejidad extendi-
da. De este modo, el experto evalla primero las reglas potencialmente mas
interesantes, aquellas asociadas a evidencias mas solidas y que sean mas in-

terpretables.

Junto con cada regla, se muestra no sélo métricas de calidad estandar, tales
como el soporte LHS y la confianza, sino también la confianza de las reglas
con cada una de sus condiciones individuales y la confianza de la regla si esa
condicién fuera eliminada. Para cada condicion, el primer valor podria suge-
rir que la condicidn es trivial, si es excesivamente grande, y el segundo, si la
condicién puede ser eliminada para obtener otra regla que también sea in-

teresante.

En elmomento que el experto identifica una condicién trivial o una caracteris-

tica que no deberia haber sido considerada, esta se puede marcary aquellas
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reglas que usan esa condicién o esa caracteristica pueden ser filtradas auto-
maticamente. Se espera que estas condiciones o caracteristicas aparezcan en
la parte superior de la ordenacion antes mencionada, por lo que se identifican
rapidamente. Una vez mas, esto se puede implementar facilmente en la hoja

de célculo.

Finalmente, la tabla 4.1 muestra los pardmetros de nuestra propuesta y los valores

utilizados en los siguientes estudios.

Parametro Etapa en la que se usa Valor usado
Max. long. de reglas RISTRE 5

Confianza Minima RISTRE, Reglas una Alternativa y Eliminacién Condiciones 70 %
Cobertura minima casos positivos  Reglas una Alternativa 1%

Tabla 4.1: Parametros de la propuesta

3. Experimentos

Esta seccion describe los experimentos que hemos realizado para probar nuestra pro-
puesta para mineria de reglas de asociacién de clases interesantes. La seccion 3.1 pre-
senta las caracteristicas concretas del dataset presentado en el capitulo 1 que aplican a
estos experimentos, los algoritmos de la literatura que se han utilizado para comparar
nuestra metodologia y las métricas de rendimiento utilizadas. Las secciones 3.2y 3.3 ex-
ponen los resultados obtenidos para casos de CCR con complicacionesy para casos con

recidivas, respectivamente.

3.1. Entorno experimental

Esta seccion describe de manera somera algunas caracteristicas concretas de la ba-
se de datos utilizada, algoritmos de la literatura que tendrian aplicacion para nuestro

propoésito y las métricas utilizadas para evaluar los resultados obtenidos.
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3.1.1.

Conjunto de datos de CCR

Como conjunto de datos se ha utilizado la base de datos que ya se expuso en el ca-

pitulo 3, que consta de 57 atributos relacionados con el proceso quirlrgico, 36 atributos

relacionados con el resultado de anatomia patoldgicay 33 atributos relacionados con el

proceso de seguimiento y tratamiento oncolégico. Ademas, es necesario destacar que

hay un alto nimero de valores perdidos entre los diferentes datos recogidos (mas de

30.000). La tabla 4.2 describe algunos de los atributos de la base de datos, en concreto,

aquellos que han aparecido en las reglas mas interesantes.

Atributo  Significado

AGE Edad del paciente

ALN NUmero de ganglios linfaticos afectados

AS Cirujano ayudante

AT Tratamiento adyuvante

BL Pérdida de sangre durante la cirugia

BMI indice de masa corporal

CF Frecuencia cardiaca antes de la cirugia

CcM Estado del margen circunferencial

DA Distancia al ano

DM Margen distal

END Indica si el paciente ha sufrido dehiscencia de sutura tratada con procedimiento transanal endosponge

HC Clasificacién histolégica del tumor resecado

ILN Identifica si hay ganglios linfaticos aislados

LK NUmero de leucocitos antes de la cirugia

LOC Localizacion del tumor

LS Duracién de la cirugia

LTR Nivel de regresion del tumor después del tratamiento

NS Es el estado N. Identifica si hay ganglios linfaticos locales afectados

ONC Oncélogo

PL Indica si el tejido resecado contiene pélipos aparte del tumor primario

PNI Indica si ha tenido lugar invasién peri-neural

RTAS Indica si el paciente fue tratado con radioterapia después de la cirugia

SRT Tamafio del tejido resecado

ST Técnica quirlrgica utilizada

MT Espesor méaximo del tumor en un corte axial

SUR Cirujano

WUS Periodo de tiempo que el paciente ha esperado entre el diagndstico y la cirugia

C Uno de los atributos objetivo. Indica si el paciente tuvo alguna complicacion. Hay 616 pacientes
con C=Verdaderoy 900 con C=Ffalso

R Uno de los atributos objetivo. Indica si el paciente tuvo una recidiva. Hay 487 pacientes
con R=Verdaderoy 1029 con R=Falso

Tabla 4.2: Atributos que aparecen en las reglas obtenidas mas interesantes
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3.1.2. Algoritmos

Los algoritmos existentes en la literatura para la mineria de reglas de asociacién de
clases pertenecen a la familia de métodos Aprioriy completos, o al grupo de algoritmos
evolutivos o basados en enjambres. Sin embargo, estos Ultimos estdn mas enfocados a
tipos especificos de reglas, como pueden ser las raras [105] o las que son dependientes
del contexto [106]. Por otro lado, los métodos de clasificacién asociativa, ya sea Apriori
o los evolutivos, son enfoques claramente potenciales para nuestro caso, dado que uti-
lizan internamente reglas de asociacion de clases. De este modo, para evaluar la calidad
de las reglas producidas por nuestro enfoque y la posterior carga de trabajo de examen
del experto, las comparamos con las reglas producidas por Aprioriy tres representantes
de la clasificacién asociativa: CBA2, CPAR y FARCHD. A continuacion, describimos muy

brevemente cada uno de ellos:

= Apriori: hemos utilizado la implementacion existente en la libreria orules de R [6]
[63], que permite buscar casos de interés en el consecuente, junto con la discreti-
zacion de atributos numéricos de la misma libreria. Este método de discretizacion
genera cortesdeigual frecuencia, excepto para 5 atributos para los que esta estrate-
gia produjo cortes repetidos. Con estos atributos se utilizaron cortes con intervalos
deigual longitud. Ademas, se eliminaron las reglas redundantes, que son aquellas
que tienen condiciones adicionales y que no obtuvieron mejores resultados en las
métricas. Se utilizd la configuracion predeterminada de este método en todos los
parametros, con la excepcion de que se buscan reglas con hasta cinco condiciones,
como en nuestro enfoque, el uso del soporte LHS en lugar del soporte simple, un
tiempo de ejecucion maximo de una horay un consumo maximo de memoria RAM

de 18GB.

= CBA2 (Classification Based Association) [101]: es una versiéon mejorada del primer
enfoque de clasificacién asociativa, CBA [100], para problemas desbalanceados. La
idea es aplicar Apriori en primer lugar para obtener un conjunto de asociaciones
entre pares atributo-valor y el atributo objetivo y, después, un procedimiento de

seleccion para componer el clasificador.

m CPAR (Classification based on Predictive Association Rules) [188]: esta basado en
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un método greedy para generar iterativamente reglas efectivas para aquellos pa-
trones que no han sido suficientemente cubiertos por las reglas previas. Después,
la clasificacién implica la evaluacion de las k mejores reglas, para cada clase, que
cubren el patrén de entrada. CPAR ha reportado mejores resultados que CBAy que

otros procedimientos de clasificacion asociativa [188].

= FARCHD (Fuzzy Association Rule-Based Classification for High-Dimensional problems)
[76]: En primer lugar, extrae reglas de asociacién difusa, lo cual facilita su inter-
pretacién en términos linglisticos y evita fronteras no naturales en la particion
de los dominios de caracteristicas numéricas. Posteriormente, las reglas son pre-
seleccionadas, seleccionadasy ajustadas con un algoritmo evolutivo, con el fin de
obtener un conjunto compacto, eficiente y eficaz como clasificador final. A diferen-
cia de los enfoques anteriores, que funcionan con atributos categéricos y, por lo
tanto, requieren discretizar la base de datos, FARCHD puede trabajar con atributos

numéricos generando y ajustando sus propios términos lingiisticos difusos.

Hay que destacar que hemos considerado algunos métodos representativos de cla-
sificacion asociativa en aras de ser exhaustivos, incluso aunque su objetivo (producir un
buen clasficador) sea distinto del nuestro, que es producir reglas interesantes de mo-
do individual. De hecho, sus clasificadores basados en reglas podrian ser, de hecho, in-
teresantes para la posterior revision de reglas individuales por parte del experto. Se ha
utilizado la implementacion existente en KEEL [9] de CBA2, CPAR y FARCHD, utilizando
10-fold cross-validation. Ademas, para cumplir con sus requisitos, los atributos numéri-
cos se discretizaron con una frecuencia uniforme para CBA2 y CPAR, y se aplicaron dos
alternativas para manejar la presencia de valores perdidos en cada uno de los algorit-

MOos:

= Determinar un valor no valido y filtrar las reglas que lo usan. En este caso cada

algoritmo es nombrado simplemente como CBA2, CPAR'y FARCHD.

= Aplicar el método de imputacién k-means existente en KEEL [9] [38]. En este caso,

cada algoritmo es nombrado como CBA2.KM, CPAR.KM y FARCHD.KM.
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3.1.3. Métricas de rendimiento

El objetivo final de nuestro trabajo es producir conocimiento interesante para el ex-
perto que requerira precisamente de su revision dado el caracter subjetivo del concepto
“interesante” . Sin embargo, para poder hacer comparativas, intentaremos evaluar el
atractivo de los conjuntos de reglas generados por los diferentes algoritmos antes de
someter al experto a la laboriosa tarea de la revisién de reglas individuales. Para llevar
a cabo esta evaluacién, analizaremos los valores de soporte LHS y de confianza de las
reglas, el valor minimo y la media de los conjuntos de reglas, junto con las siguientes

métricas objetivas:

= NUmero de reglas producidas: ni su minimizacion ni su maximizacién hacen atrac-
tivo al conjunto de reglas. Esto es asi porque conjuntos de reglas demasiado pe-
quefios perderan con frecuencia relaciones interesantes existentes en los datos,
mientras que conjuntos demasiado grandes requeriran que los expertos hagan un
esfuerzo enorme. En el caso ideal, se encontrarian todas las reglas relevantes y nin-

guna mas, pero el nUmero no es conocido a priori.

= Complejidad simple: se calculard como el nimero de condiciones de las reglas.
Esta métrica deberia ser minimizada, dado que obtener reglas cortas produce una
mejorinterpretaciony comprension de las mismas. Ademas, hay que destacar que
mientras menos condiciones tenga la regla, mayor sera el soporte y menor la con-

fianza esperada.

= NUmero de caracteristicas distintas en las condiciones y distribucion de frecuen-
cias ({max, 3°, media, 1°, min}): cuando evaluamos los conjuntos de reglas, es parti-
cularmente interesante observar si se proporcionan diferentes descripciones para
los casos de interés, utilizando distintas condiciones y diferentes combinaciones
dentro de las reglas. En cuanto al nimero de reglas, es interesante obtener un con-
junto suficientemente amplio de descripciones diferentes, es decir, condiciones
distintas y caracteristicas utilizadas, pero no demasiadas como para dificultar en

exceso la revisién posterior de las mismas por parte del experto.

= Porcentaje de casos positivos no cubiertos: es posible que las reglas producidas no
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cubran todos los casos de interés. Por tanto, esta métrica deberia ser minimizada

para que el porcentaje de casos positivos no cubiertos sea el menor posible.

Como se mencion6 anteriormente, con posterioridad al calculo de estas métricas, el
experto realiza una evaluacion de las reglas. Durante esta evaluacién, el experto asigna
a las reglas un significado semantico que no esta presente en la base de datos. Esto le

permite juzgar cada regla como:

= Trivial: la regla representa conocimiento comun, o que no es Util, porque implica

intrinsecamente que nada puede ser mejorado.

» Absurda: la regla parece haber sido generada por asociaciones esporadicas en los

datos.

» (Quizds) interesante: la regla muestra alguna utilidad o requiere una revision mas

profunda.

3.2. Experimentos sobre el atributo “complicaciones”

En esta seccidn se analizan los resultados obtenidos en el caso de la busqueda de
reglas para casos con complicaciones (atributo C = Verdadero). Como se comento ante-
riormente, en nuestro trabajo consideramos que una complicacion es un evento adverso
que tiene lugar con posterioridad a la intervencién quirlrgica. Puede afectar a la recu-
peracion del paciente, a su estancia post-operatoria, a la necesidad de un tratamiento
completo o, en el peor de los casos, incluso a su supervivencia. De los 1516 pacientes
existentes en nuestra base de datos, hay 616 para los que se registraron complicaciones.
A continuacion, en la seccién 3.2.1 se presentan los resultados obtenidos y en la seccion

3.2.2 se exponen algunas de las reglas interesantes obtenidas.

3.2.1. Resultados

En la tabla 4.3 se muestran los estadisticos de las reglas obtenidas, es decir, el so-
porte LHS, la confianza, el nimero de reglas, cudntas reglas hay con 1-5 condiciones en
el antecedente, el nimero de atributos distintos utilizados en el conjunto de reglas asi

como su distribucién y el porcentaje de casos positivos no cubiertos por ninguna regla.
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Los valores Min de soporte LHS y de confianza para Apriori indican su ajuste de para-
metros. Para evitar la cobertura difusa de las reglas de FARCHD, que no es familiar para
el experto, hemos calculado su soporte LHSy su confianza considerando la coincidencia
exacta para las condiciones categoricasy los limites del intervalo correspondientes a un
umbral minimo de 0.5 para las funciones de pertenencia de las condiciones numéricas.
En el caso de la propuesta que nosotros hemos desarrollado, la Gltima columna muestra
el porcentaje de casos positivos no cubiertos por las reglas generadas en la etapa indi-

caday por todas las reglas generadas hasta esa etapa. De la tabla 4.3 podemos destacar

que:
Algoritmo %Sop. LHS  %Conf. Nam. ‘Antecedente‘ Atrib. Atrib. %Pos.
Min:Media Min:Media reglas {1,2,3,4,5} usados  %frec.uso  nocub.
Apriori 5:- 90:- 0 No obtiene reglas
5:- 80:- 0 No obtiene reglas
5:5.8 70:72 996 {0,0,17,178,801} 52 {60,15,4,1,0} 39
2.5:2.6 90:96 2 {1,0,0,0,1} 6 {50,...,50} 89
2.52.8 80:82 907 {1,0,21,129,756} 65 {42,104,1,0} 36
2.5:3.1 70:73 3et {1,23,492,5¢3 3¢} 85 {27,8,4,1,0} 3
1.0:12 90:94 711 {1,17,101,592,0*} 82 {36,6,3,1,0 37
1.0:1.3 80:84 let {3,48,1e3,1¢e%,0%} 85 {20,6,4,2,0} 3
1.0:1.5 70:75 9e {4,236,6e3,8¢*,0%} 86 {13,6,4,3,0} 0
0.5:0.7 90:94 2e? {3,90,2¢3,2¢*,0%} 86 {18,6,4,3,0} 3
0.5:0.7 80:86 1eb {5,246,8¢3,1e°,0*} 86 {13,6,4,3,0} 0
0.5:0.8 70:77 4e® {7,759,3e%,4€%,0%} 86 {10,6,5,3,0} 0
Resultados de los métodos de Clasificacion Asociativa
CBA2 0.46:2.89 60:77 17 {17,0,0,0,0} 13 {24,6,6,6,6} 53
CBA2.KM 0.46:2.72 51:74 20 {20,0,0,0,0} 16 {20,10,5,5,5} 51
CPAR 0:0.86 0:90 1ed {5,120,439,397,198}* 84 {36,7,42,00 292
CPAR.KM 0:0.37 0:92 4¢3 {6,170,772,2¢3,13}* 86 {32,10,4,2,0 1.14
FARCHD 0:5.24 0:58 277 {11,266,0,0,0} 83 {16,6,32,00  2.27
FARCHD.KM 0:3.32 0:57 479 {11,2,466,0,0} 85 {20,6,3,1,0} 1.46
Resultados de nuestra propuesta
1. RISTRE 2.5:3.9 70:74 189 {1,12,42,60,74} 58 {31,10,5,3,1} 20
2.Simpl.regl.  1.0:4.2 70:73 156 {0,13,38,60,45} 56 {32,10,5,3,1} 17:14
3.Unaaltern.  0.5:1.0 70:88 179 {1,23,65,67,23} 53 {27,9,3,2,1} 37:14
4.Elim.cond. 0.6:2.3 70:76 217 {0,39,115,63,0} 52 {25,7,3,2,1} 23:12
Total 0.5:2.8 70:78 741 {2,87,260,250,142} 63 {28,7,3,2,0} 12

Nota: * indica que la ejecucion fue interrumpida debido al consumo de memoria RAM disponible (18GB)
Nota: ¢ indica que CPAR generd reglas con hasta 9 condiciones

Tabla 4.3: Estadisticos de los conjuntos de reglas obtenidos para casos con complicaciones

= Soporte y confianza: Apriori y nuestra propuesta producen reglas con unos va-
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lores de soporte y confianza medios por encima de los minimos deseados. Cabe
mencionar que algunas de las reglas evaluadas como interesantes por el experto
estan asociadas a valores de confianza de entre el 70 %y el 80 %, por lo que ambos
enfoques tuvieron que ajustarse en consecuencia para producirlas. Ademas, el nu-
mero de patrones con complicaciones en el conjunto de datos no es mayoritario

por lo que se requieren valores bajos para el soporte.

En cuanto a los enfoques de clasificacion asociativa, podemos observar que CBA2
y CBA2.KM obtienen resultados similares a los de Aprioriy a los de nuestra propues-
ta, aunque algunas de las reglas producidas tienen valores de confianza inferiores
al 70 %. CPAR y CPAR.KM generan o bien reglas no validas, porque sus valores de
soporte o confianza son iguales a 0, o bien reglas demasiado especificas con una
confianza muy alta pero un soporte minimo. Las reglas no vélidas se deben al he-
cho de haber generado reglas a partir de un conjunto de datos con muchos valo-
res perdidos imputados artificialmente. Por Gltimo, FARCHD y FARCHD.KM también
producen reglas no validas, pero ademas, muchas otras con valores de confianza
bajos. En este caso, la razon se debe en parte a los valores perdidos imputados arti-
ficialmentey en parte a la interpretacion no difusa que hemos hecho. No obstante,

la interpretacion difusa no ha sido Gtil para nuestro proposito.

= Numero de reglas: Apriori devuelve o bien muy pocas reglas o bien demasiadas,
con la excepcion de los casos con 2,5%Yy 1%,y 80 %Yy 90 %, para el soportey la con-
fianza, respectivamente. Esto significa que Apriori a menudo o bien pasa por alto
muchas posibles reglas interesantes o bien sobrecarga excesivamente al experto
que debe revisar e interpretar posteriormente las reglas. CBA2 devuelve muy po-
cas reglas y CPAR, demasiadas. Sélo FARCHD y nuestra propuesta han producido
conjuntos de tamafio medio. En el caso de nuestro enfoque, el conjunto completo
puede ser un poco grande, pero el experto ha mostrado con frecuencia estar in-
teresado en reglas generadas por una alternativa y eliminacion de condiciones, por

lo que la revision que tiene que realizar puede verse aliviada.

= NUmero de condiciones en las reglas: Apriori experimenta un crecimiento expo-

nencial en el nimero de reglas a medida que se permiten mas condiciones en el
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antecedente, mientras que el resto de los enfoques generan reglas con pocas con-
diciones (CBA2, CBA2.KM, FARCHD y FARCHD.KM) o una distribucion con forma de
campana. Esto se debe a que Apriori es un método completo, es decir, busca to-
das las posibles combinaciones que satisfagan los valores de soporte y confianza
establecidos. En cambio, los métodos de clasificacion asociativa buscan un con-
junto reducido de reglas para un buen clasificador, y asi evitan el crecimiento ex-
ponencial, al igual que nuestra propuesta, que aplica operadores heuristicos que
van guiando la bdsqueda manteniéndola orientada. Gracias a la generacidén con-
tenida de reglas CPAR, CPAR.KM y nuestra propuesta pueden generar reglas con

cinco condiciones en el antecedente con los recursos de memoria disponibles.

Numero y distribucion de caracteristicas relevantes: Apriori y los métodos de
clasificacion asociativa, con la excepcion de CBA2 y CBA2.KM que producen muy
pocas reglas, devuelven conjuntos de reglas que utilizan mas caracteristicas distin-
tas en sus antecedentes que nuestra propuesta. Esto, junto con el mayor niimero
de reglas en Apriori, CPAR y CPAR.KM, significa que los casos positivos se asocian
con mas descripciones diferentes. Ademas, la distribucién del uso de atributos in-
dica que las descripciones de CPAR y CPAR.KM comparten algunas de las caracte-
risticas con mas frecuencia que nuestra propuesta, y de forma mas uniforme para
Apriori, FARCHD y FARCHD.KM. En el caso de Apriori, esto se debe a su exhaustivi-

dad en la busqueda.

Aunque la presencia de diferentes descripciones para los casos aumenta la pro-
babilidad de descubrir nuevo conocimiento interesante, dificulta la posterior revi-
sién del experto. Ademas, hemos observado que muchas de las reglas generadas
por Apriori, CPAR, CPAR.KM, FARCHD y FARCHD.KM se deben a ocurrencias espora-
dicas de tuplas de pares atributo-valor (recordemos el tratamiento de los valores
perdidos mencionado anteriormente). Esto da lugar a reglas que el experto evalla
como absurdas, y eso ocurre con mas frecuencia cuando se utilizan mas atributos

distintos.

Positivos no cubiertos: Aprioriy los métodos de clasificacién asociativa, con la ex-

cepcion de CBA2 y CBA2.KM que producen muy pocas reglas, pueden cubrir mas
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casos que nuestra propuesta. Esto se debe, porunlado, a la exhaustividad de Aprio-
riy, por otro, a que los métodos de clasificacién asociativa buscan reglas que den
lugar a buenos clasificadores y, de este modo, se maximiza la correcta clasificacion
de los casos. Sin embargo, cabe destacar que muchos de los patrones menos fre-
cuentes reciben descripciones por asociaciones esporadicas, con bajos valores de
soporte LHS y significados absurdos o triviales segin la opinion del experto. Un

ejemplo que refleja este hecho es el siguiente antecedente:
{ECO_ENDORRECTAL=No Aplicable & EXERESIS_MESORRECTO=Total & POTASSIUM in [3.46,4.41]}

que fue hallado por FARCHD.KM y tiene valores de 0.2% y 67 % para el soporte
LHS y la confianza, respectivamente. Nuestra propuesta no cubre estos patrones
tan poco frecuentes ya que la heuristica RISTRE guia el proceso de busqueda en
base a las condiciones mas discriminantes y, de este modo, se evitan algunas de
estas asociaciones esporadicas. Por ejemplo, nuestra propuesta no generd ningu-

na regla con una condicion relativa a los niveles de potasio del paciente,

= Conclusion: llegamos a la conclusion de que el conjunto de reglas producido por
nuestra propuesta es el mas atractivo para la posterior revisién del experto. No es
de tamafio medio (genera bastantes reglas), con buenos valores de soporte LHS y
confianza, y centran las diferentes descripciones en caracteristicas relevantes que

evitan asociaciones esporadicas en los datos.

3.2.2. Algunasreglasinteresantesy de otros tipos

Las reglas generadas por nuestros operadores heuristicos han sido ordenadas vy fil-
tradas de acuerdo con la revision guiada expuesta en la seccion 2.5. De este modo se
han podido destacar varias reglas, que se exponen en la tabla 4.4 con distintos aspectos

deinterés:

= Confirmatorias: algunas reglas sacan a laluz conocimiento que ya ha sido reporta-
do en otras publicaciones. Por ejemplo, la regla R1 (tabla 4.4) se destacé como una

regla facil de interpretar (reducida en nimero de condiciones y alternativas), que
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Id  Antecedente de laregla Evaluacion del experto
R1  ST=Intervencién de Hartmann baja & DA > 8.5 Confirmatoria

R2  SEX=Hombre & WUS > 137.5& CF > 70.5& LK <8040  Util

R3  PL=Falso &AS=30&LOC = Recto inferior Util

R4 ST=Amputacién abdominoperineal & AS =30 Util

R5  SUR=29&AS € {14, 15, 50, 56, 57} Util

R6  PL=Verdadero &AGE > 63.5 & LK <6150 Interesante

R7  LOC=Recto inferior & AGE > 66.5 & BMI| > 28.55 Interesante

R8  BL>1000 ml Trivial

R9  SURe{14,17,2,26, 39, 46} & SRT > 27.5 Trivial

Tabla 4.4: Algunas reglas obtenidas para casos con complicaciones

cubria el 3,9 % de los casos positivos y con una confianza superior al 77 %. Esta re-
gla fue evaluada entonces no como trivial sino como confirmatoria por el experto,
dado que otras publicaciones exponen la desventaja de ese procedimiento quirdr-

gico en particular [28] [131].

Utiles: Algunas reglas sugieren auditary cambiar la gestion de los pacientes, como
la R2 con 33 complicaciones en 47 casos (70 %). Esta regla destaca una situacion
en la que transcurrieron demasiados dias antes de intervenir quirirgicamente al
paciente. Esto se ha puesto de manifiesto junto con otros pares atributo-valor que
no parecen ser muy significativos debido a coincidencias caprichosas en el con-
junto de datos, como que la frecuencia cardiaca sea superior a 70,5. No obstante,

sugiere una revision de la gestién de dichos pacientes.

Otros ejemplos son la R3 con 13 complicaciones de 16 casos (81 %) o la R4 con 10
complicaciones de 13, lo que sugiere que ese cirujano sea supervisado y realice
cursos de especializacion en la técnica y localizacion asociada. Y la R5 con 7 com-
plicaciones de 9, lo que sugiere la ocurrencia de situaciones en las que se produce
una mala comunicacién y/o cooperacion entre el cirujano y los ayudantes. Para
este caso, es interesante destacar dos cosas. En primer lugar, esta regla no sefiala
al cirujano 29 como fuente Unica de complicaciones. De hecho, este cirujano ope-
ré con éxito en mas del 60 % de los casos. En segundo lugar, este tipo de regla no
puede obtenerse con ninguno de los otros métodos porque no pueden devolver

reglas con mas de una alternativa en sus condiciones.

Como ultimos ejemplos, otras reglas parecen interesantes segun el criterio del ex-



3. Experimentos 101

perto porque ponen de manifiesto situaciones merecedoras de futuros estudios,
que pueden explicar la aparicién posterior de complicaciones, como la R6 con 29
complicaciones en 39 casos (74 %), o la R7 con 21 complicaciones en 28 casos

(75 %).

= Triviales o absurdas: en aras de dar transparencia, nuestro procedimiento tam-
bién encontré reglas triviales y absurdas, que, como en casi todos los métodos,
resultan ser la mayoria. Dos ejemplos de reglas triviales son R8 o R9. Cabe des-
tacar que la presencia de caracteristicas que no son ni BL (pérdida de sangre) ni
SRT (tamafio del tejido resecado) no hace que la regla sea trivial por si misma, por
lo que no se eliminaron del conjunto de datos en la primera etapa (figura 4.1). Sin
embargo, los pares atributo-valor que aparecen en la regla hacen que esta sea real-
mente trivial. En la segunda (R9), el experto considera conocimiento comdn que la
necesidad de extraer un tejido de gran tamafio suele producir complicaciones. Re-
glas como éstas son facilmente filtradas por nuestra propuesta segln los pasos
comentados en el examen guiado. Por otro lado, en algunas ocasiones, las reglas
evaluadas por el experto como absurdas implicaban el uso de una caracteristica
que posteriormente fue eliminada del conjunto de datos en la etapa 1. Un ejemplo
de este tipo de caracteristicas es el ORIGEN, que es el centro al que acude el pacien-
te antes del diagndstico. El experto indicd que esa informacion apenas debia tener
relacién con la aparicién de complicaciones posteriores, por lo que las reglas con

esta caracteristica no se considerarian interesantes.

3.3. Experimentos sobre el atributo “recidivas”

En esta seccion se presentan los resultados que se han obtenido en casos de pacien-
tes que han tenido recidivas. Una recidiva es una reapariciéon de un tumor después del
tratamiento. Como se describe en la tabla 4.2, en la base de datos hay 487 pacientes
que presentaron recidivas, de los 1516 existentes. A continuacion, en la seccién 3.3.1 se

muestran los resultadosy en la seccién 3.3.2 se describen algunas reglas interesantes.
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3.3.1. Resultados

En la tabla 4.5 se muestran los estadisticos de las reglas generadas. Podemos obser-
var que se han obtenido resultados similares a los anteriores, pero con tres diferencias
notorias. En primer lugar, nuestra propuesta ha generado muchas mas reglas, mas que
CPAR 'y CPAR.KM, pero aun lejos de las que Apriori suele generar. En segundo lugar, las
reglas generadas por nuestra propuesta ahora cubren casi todos los casos positivos. Y
en tercer lugar, la mayoria de las reglas generadas por CPAR y CPAR.KM utilizan la misma
caracteristica (ver en la tabla 4.5 la distribucion de atributos) y, por tanto, descripciones
de los casos positivos no muy distintas. Esto se debe al hecho de que esa caracteristica
tiene una fuerte correlacion con los casos, que es lo que estos métodos explotan para
generar un buen clasificador. Nuestra propuesta evita esto ya que RISTRE elimina esa
caracteristica en la primera iteracién y busca descripciones distintas sin ella.

El anélisis individual del resto de los aspectos proporciona las mismas conclusiones,
es decir, una distribucion en forma de campana del nimero de condiciones en las re-
glas en lugar de la exponencial de Apriori, el uso de menos caracteristicas distintas y no
distribuidas uniformemente, y niveles de soporte LHS y de confianza superiores a los
minimos requeridos.

En este caso, seguimos pensando que el conjunto producido por nuestra propues-
ta es el méas atractivo para la posterior revision del experto. Apriori proporciona dema-
siadas reglas y los métodos de clasificacién asociativa devuelven o bien muy pocas re-
glas (CBA2 y CBA2.KM), o bien pocas, simples y con bajo nivel de confianza (FARCHD y
FARCHD.KM), o bien demasiadas y muy especificas (CPAR y CPAR.KM).

3.3.2. Algunasreglasinteresantesy de otros tipos

Las reglas generadas han sido ordenadasyfiltradas de acuerdo con la revisién guiada
expuesta en la seccién 2.5. De este modo se han detectado, entre otras, las reglas de la

tabla 4.6 que merece la pena destacar:

= Confirmatorias: varias reglas fueron clasificadas como conocidas, aunque no tri-
viales, por el experto. Presentan conocimiento general para los expertos en la ma-

teria, que podria ser desconocido para los que estan adquiriendo la competencia
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Algoritmo %Sop. LHS  %Conf. Num. ‘Antecedente‘ Atrib. Atrib. %Pos.
Min:Media Min:Media reglas {1,2,3,4,5} usados  %frec.uso  nocub.
Apriori 5:5.5 90:91 255 {1,3,39,116,96} 30 {63,23,8,2,0} 57
5:5.9 80:87 1le3 {3,46,198,452,545} 52 {70,10,4,0,0} 38
5:6.3 70:75 9e3 {3,79,522,2¢3 6¢3} 71 {36,10,2,1,0 22
2534 90:93 3e3 {3,51,509,2¢3,0*} 73 {53,6,3,2,0} 45
2.5:35 80:88 7€3 {6,152,1¢3,6€3,0%} 83 {40,6,3,1,00 23
2.53.7 70:79 2¢4 {7,268,3e3,2¢*,0%} 95 {29,5,3,1,0} 9
117 90:94 2et {3,198,3¢3,2¢*,0*} 97 {41,4,3,1,0} 14
1:1.7 80:88 6et {7,433,7¢3,5¢*,0%} 99 {25,5,4,1,0} 4
1:1.8 70:80 1e5 {8,803,1e%,1e%,0} 101 {18,5,4,2,0} 0
0.5:0.9 90:95 9et {4,461,9¢3,8¢4,0%} 102 (28,432,001
0.5:0.9 80:89 2eb {13,903,2¢4,2¢%,0*} 102 {17,5,3,2,0} 0
0.5:1.0 70:81 5e° (16,2¢3 4e4,5¢5,0*} 102 {14542,00 0
Resultados de los métodos de Clasificacion Asociativa
CBA2 0.32:2.21 58:87 19 {19,0,0,0,0} 13 {16,11,5,55} 44.06
CBA2.KM 0.19:2.08 58:87 21 {21,0,0,0,0} 15 {14,7,5,5,5} 42.45
CPAR 0:0.78 0:94 1e3 {3,55,226,438,265}* 102 {77,52,1,0f  3.82
CPAR.KM 0:0.44 0:94 3e3 {4,83,461,1€3 870} 101 {75,6,3,1,0} 0.40
FARCHD 0:3.17 0:67 183 {6,177,0,0,0} 84 {19,5,3,2,1} 4.43
FARCHD.KM 0:2 0:61 365 {6,359,0,0,0} 93 {14,5,3,1,0} 161
Resultados de nuestra propuesta
1. RISTRE 1.6:34 70:76 3e3 {9,135,537,1¢€3,2¢3} 84 {23,8,3,0,0} 1
2.Simpl.regl.  1.0:4.2 70:77 4e? {13,423,2¢3,13,191} 83 {24,7,2,0,0} 2:1
3.Unaaltern. 0.5:1.1 70:89 5e3 {7,444,3¢3,2¢3,169} 80 {33,6,2,0,0} 31
4. Elim.cond. 0.5:2.7 70:77 6e3 {63,2¢3,3¢3,518,0} 80 {25,5,1,0,0} 2:1
Total 0.5:2.7 70:80 2¢4 {92,3¢3,8¢3,5¢3,2¢3} 85 (27,6200 1

Nota: * indica que la ejecucion fue interrumpida debido al consumo de memoria RAM disponible (18GB)
Nota: * indica que CPAR generd reglas con hasta 9 condiciones

Tabla 4.5: Estadisticos de los conjuntos de reglas obtenidos para casos que presentan recidivas

Id  Antecedente de laregla Evaluacion del experto
R1  NS=pN2&PNI=Verdadero Confirmatoria
R2 DM <0.005&ILN <2.5 Confirmatoria
R3 AT € {XELOX/Bevazucimab, FOLFOX/Bevazucimab}  Confirmatoria
R4  WUS>1725 util
R5 ALN>25&SUR=12 Util
R6 CM>1.1&ONC=3 Util
R7  SRT >0.75&RTAS € {No, Si} & Interesante
& LTR € {4, 5, No valorable} & MT > 0.65
R8 HC=Pendiente & CM <0.55 Trivial

Tabla 4.6: Algunas reglas obtenidas para casos que presentan recidivas
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necesaria. Dos ejemplos son R1 con 84 casos positivos de 116 (72 %) y R2 con 35
positivos de 49 (71 %). Como en el caso anterior en el que la variable objetivo eran
las complicaciones, hay publicaciones que respaldan los conocimientos obteni-
dos por estas reglas [83] [86] [54]. Otro caso particularmente interesante es la re-
gla R3, con 48 casos positivos de 50 (96 %). Aunque es trivial para el experto, su
alta confianza hizo que el resto de los autores de este estudio (no somos expertos
en cancer colorrectal) infiriéramos que estos tratamientos debian proporcionarse
precisamente a los pacientes con recidivas, lo cual esta respaldado por otras pu-

blicaciones [59] [60] [85].

Utiles: algunas de las reglas interesantes que podrian revelar la necesidad de una
auditoria y/o cambios en la gestion fueron la R4 (demasiado tiempo de espera en-
tre el diagndstico y la cirugia), con 27 casos positivos de 37 (73 %), la R5 (un ciru-
jano concreto y varios ganglios linfaticos infectados), con 23 casos positivos de 30
(77%), y la R6 (un oncdlogo concreto y el margen circunferencial superior a 1.1),
con 8 positivos de 8 casos (100 %). Aunque la R4 puede considerarse trivial, reve-
la indicios que hacen suponer que es necesaria una inspeccién de la gestion de
los tiempos de espera de algunos casos. Las otras dos sugieren que los profesio-
nales pueden haber tenido dificultades a la hora de tratar los casos, por ejemplo,
extirpando completamente los trozos de tejido maligno o proporcionando trata-
mientos no 6ptimos, respectivamente. Por lo tanto, se podria sugerir la realizacion

de seminarios formativos especializados.

Hay otras reglas que sugieren una mayor inspeccion de los casos segln la revision
del experto. Una de ellas es la R7, con 30 casos positivos de 42 (71 %). Aparte del
interés del experto, debemos recordar que ninguno de los otros algoritmos podria
haber producido esta regla, ya que no trabajan con diferentes alternativas en las

condiciones.

Triviales o absurdas: por Gltimo, un ejemplo de una regla trivial es la R8, con 15 ca-
sos positivos de 17 (88 %). Segln el experto, es conocimiento basico que la recidiva

es muy frecuente si el margen circunferencial es menor de 1 [142].
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4. Conclusiones de este capitulo

A partir de los resultados expuestos anteriormente, podemos concluir que los con-
juntos de reglas generados por nuestra propuesta son mas interesantes para la posterior

revision por parte del experto debido a los siguientes motivos:

» Nuestra propuesta es la Unica que ha sido capaz de utilizar el conjunto de datos
original sin requerir la discretizacion de atributos numéricos o la imputacién de
valores artificiales para los casos en los que se presentan datos perdidos. Ademas,
unarevisién de las reglas muestra que es el Unico enfoque que ha producido reglas
con alternativas para algunos de los atributos categoricos, pudiendo condensar la

informacion.

= Apriori pasa por alto relaciones interesantes o produce demasiadas reglas, es de-
cir, la bdsqueda no se centra en las asociaciones mas interesantes. Esto hace que
la evaluacién del experto sea mas tediosa que si se utilizan las reglas de nuestra

propuesta.

= CBA2y CBA2.KM han generado muy pocas reglas y muy simples que ademas con-
tienen informacidn trivial o absurda. La razén principal es que este método de cla-
sificacion asociativa busca correlaciones entre el atributo objetivo y los atributos

de entrada.

= CPARY CPAR.KM han generado demasiadas reglas muy especificas, con niveles de
confianza muy altos pero con un bajo soporte, lo cual dificulta el descubrimien-
to de conocimiento general. La razén es que estos métodos intentan obtener un
buen clasificador afiadiendo reglas mas complejas que cubran patrones menos

frecuentes en lugar de generar reglas diferentes que sean buenas por si solas.

= FARCHD y FARCHD.KM han producido, con mucha frecuencia, reglas que tienen
unos bajos niveles de confianza. Esto puede ser debido, principalmente, a dos ra-
zones: la imputacion artificial de valores en el conjunto de datos debido a la exis-
tencia de valores perdidos y la interpretacién no difusa de la confianza que hemos

llevado a cabo para hacer que las reglas sean mas interpretables para el experto.
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Una vez mas, FARCHD y FARCHD.KM intentan generar un buen clasificador con el
poder de la logica difusa. Sin embargo, las reglas producidas no parecen ser indi-

vidualmente interesantes en la revision del experto.

Finalmente, nos gustaria destacar que el trabajo presentado en este capitulo ha de-
sarrollado una linea de investigacién no especialmente cubierta en la literatura, como
es el uso de operadores heuristicos para la mineria de reglas de asociacién de clases. Su
ventaja sobre los métodos estandar de mineria de reglas de asociacion de clases es que
orientan la busqueda de forma heuristica, lo cual evita perderse entre la gran cantidad
de posibilidades. Ademas, hemos observado que los enfoques de clasificacion asociati-
va no son apropiados para esta tarea porque se centran principalmente en producir un
buen clasificador y eso puede hacer que sus reglas no representen adecuadamente el

conocimiento interesante.

5. Publicaciones asociadas a este capitulo

Las publicaciones a las que ha dado lugar el trabajo expuesto en este capitulo son

las siguientes:

= JA. Delgado - Osuna, C. Garcia - Martinez, J. Gémez - Barbadillo, and S. Ventura.
Heuristics for interesting class association rule mining a colorectal cancer da-

tabase. Information Processing and Management, 57(3), 2020.

= J.A. Delgado - Osuna, C. Garcia - Martinez, S. Ventura, and J. Gémez Barbadillo.
Obtaining tractable and interpretable descriptions for cases with complica-
tions from a colorectal cancer database. In 2019 IEEE 32nd International Sym-

posium on Computer-Based Medical Systems (CBMS), pages 459-464, 2019.



Capitulo 5

Seleccion de caracteristicas en una
base de datos sobre CCR

Como ya se expuso en el capitulo 1, el cancer colorrectal es una neoplasia maligna
con una alta morbi-mortalidad, que requiere de un abordaje multidisciplinar entre dife-
rentes especialistas. Estos deben trabajar de una forma coordinada para intentar reducir
la tasa de complicaciones. Una complicacion, tal y como se definid en el capitulo 4, es
un evento adverso que tiene lugar después de una cirugia de CCRy que puede afectar
a la recuperacion del paciente, a su estancia postquirdrgica, a su estado funcional, al
tratamiento necesario o, incluso, a su supervivencia.

En el capitulo 4 se propusieron métodos de extraccion de reglas de asociacién intere-
santes que se aplicaron sobre dicha base de datos para la descripcién de los casos con
complicaciones. En el nlcleo de dichos métodos se inducian arboles de clasificacién, a
partir de los cuales se generaban las reglas iniciales. Sin embargo, las caracteristicas pro-
pias de la base de datos, la correlacién baja entre atributos y la prediccién de complica-
ciones y la presencia de muchos valores perdidos, dificultaban la obtencién de arboles
de clasificacién con un alto nivel de acierto.

La seleccion de caracteristicas es el proceso por el cual, en una base de datos de alta
dimensionalidad (alto niUmero de caracteristicas), se seleccionan las caracteristicas que
son mas relevantes, con el claro proposito de mejorar el rendimiento del algoritmo al
reducirelruido que producen todas las variables menos importantes. Ademas, se reduce
el tiempo necesario para el entrenamiento de dicho algoritmo.

En el trabajo que se presenta en este capitulo, nos planteamos analizar el efecto de
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aplicar diversos métodos de seleccién de caracteristicas, algunos de los cuales estan
basados en algoritmos genéticos, para la generacion de arboles mas fiables a partir de
esta base datos.

Como ya se expuso anteriormente, la base de datos utilizada contiene informacién
de 1516 pacientes caracterizados por 126 atributos. De estos 126 atributos, sélo el valor
de 87 de ellos se establece con anterioridad a la aparicién de complicaciones (ver linea
temporal de recogida de variables en la figura 3.5 del capitulo 3), por lo que seran estos
los que realmente se utilicen en la generacion de los arboles de clasificacion. Ademas,
la base de datos presenta un 12,36 % de valores perdidos, lo cual también dificulta la
generacion de arboles de clasificacion con un elevado nivel de acierto.

Algunos de los atributos de la base de datos que mas relevancia tienen en este capi-

tulo son los que se representan en la tabla 5.1

Atributo  Significado

AS Cirujano ayudante

DSD N° de dias transcurridos entre la cirugia y el fallecimiento del paciente. Si el paciente continta vivo,
representa el nimero de dias entre la cirugia y la dltima revision

END Indica si el paciente ha sufrido dehiscencia de sutura tratada con procedimiento transanal endosponge

HC Clasificacién histologica del tumor resecado

KS Tipo de cirugia (urgente o programada)

ND N° de dias que el paciente ha permanecido ingresado en el hospital tras la intervencién quirlrgica

NS N° de cirugias a las que se ha sometido el paciente

PSCI Estado del paciente respecto al nivel de invasion del cancer en la pared del intestino

QOR Calidad de la reseccion en pacientes con cancer de recto (en pacientes con cancer de colon este atributo
esta en blanco)

SR Estado de los anillos después de la sutura intestinal

ST Técnica quirdrgica utilizada

SUR Cirujano

WPD Indica donde fue diagnosticado el paciente

C Variable objetivo. Indica si el paciente tuvo alguna complicacién. Hay 616 pacientes con C=Verdadero

y 900 con C=Falso

Tabla 5.1: Atributos relevantes

El resto de este capitulo se desarrollara de la siguiente manera. En la seccién 1 se
hace una introduccion a los algoritmos genéticos, los operadores clasicos utilizados en
la codificacion binaria, asi como una breve descripcion del algoritmo CHC [44]. En la sec-
cion 2 se describe el proceso de seleccién de caracteristicas basado en algoritmos gené-

ticos, uno generacionaly el algoritmo CHC. En la seccidn 3 se exponen los experimentos
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realizadosy los resultados obtenidos. En la seccion 4 se detallan las conclusiones que se
pueden extraer. Por Ultimo, la seccidn 5 expone las publicaciones derivadas del trabajo

presentado en este capitulo.

1. Algoritmos genéticos

En 1859 vio la luz el libro On the origin of species de Charles Darwin. En él se plasma-
ba la teoria de la evolucidn natural, la cual indicaba que los seres vivos que existen en
la actualidad son el resultado de millones de afios de adaptacion al entorno en el que
viven. Los organismos que mejor se han adaptado a su entorno son aquellos que han
sobrevivido y han ido pasando de generacion en generacion.

Las técnicas de computacién evolutiva adoptan estas principios de la teoria de la evo-
lucién para desarrollar diferentes algoritmos que son utilizados para buscar soluciones
6ptimas a un problema (o lo més cercanas posibles al 6ptimo). La técnica méas popular
dentro de la computacién evolutiva es el algoritmo genético (AG) [160].

Elalgoritmo genético tradicional estd formado por una poblacién de individuos (nor-
malmente, la poblaciéninicial se construye de forma aleatoria) que evoluciona a lo largo
de las generaciones mediante el cruce de unosindividuos con otros o mediante mutacio-
nesdeindividuos concretos. La representacion originaria utilizaba una cadena de bits de
longitud fija, en la que cada posicién de la cadena representa una caracteristica concreta
de unindividuo, y el valor almacenado en esa posicidén representa cémo esa caracteristi-
ca es expresada en la solucion. La analogia con la naturaleza nos conduce directamente
a que cada posicion de la cadena de bits se corresponde con un gen de los organismos
bioldgicos [160].

La bondad de cada uno de los individuos de la poblacion se calcula con una medida
de calidad llamada funcién de fitness, que es la que se utiliza para seleccionar a aquellos
individuos que, dada su calidad, deben continuar en la siguiente generacion.

La figura 5.1 muestra el esquema de funcionamiento de un algoritmo genético*.

YImagen inspirada en http://www.pohlheim. com/Papers/mpga_gal95/gal2_2.html
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{Alcanzado
criterio de
parada?

Evaluacion del
fitness de cada
individuo

Generacion Resultado:

Poblacién Inicial

Mejor individuo

Creacién de una
nueva poblacién

Mutacién

Figura 5.1: Esquema general de un algoritmo genético

1.1. Operadores clasicos

Los operadores existentes en un algoritmo genético son, tradicionalmente, los de
seleccion, cruce y mutacion. A continuacién se describe la utilidad de estos operadores

y se presenta alglin ejemplo de cada uno de ellos.

1.1.1. Operador de seleccion

El operador de seleccién es el que se utiliza para garantizar que los mejores indivi-
duos tengan una mayor probabilidad de ser padres frente a los que no son tan buenos,
aunque siempre aportara riqueza dar alguna opcién de reproduccion a estos ultimos,
puesto que aportara diversidad en la nueva generacion.

Uno de los principales operadores de seleccién en codificacién binaria es la selec-
cion por torneo. Este operador, para cada progenitor a seleccionar, escoge aleatoria-
mente K individuos (a K se le denomina tamafio del torneo) y se selecciona el mejor de

ellos. Este proceso es el que se representa en la figura 5.2.



1. Algoritmos genéticos 111

Poblacién

Se escogen K=4 individuos

aleatoriamente
|
Ind3 | I . .
[ Se selecciona el mejor
! 1

Figura 5.2: Seleccién por torneo para K=4

Otro de los operadores de seleccién ampliamente utilizado es la seleccion por ruleto.
Este operador representa a los individuos en una ruleta y cada uno de ellos ocupa en
dicha ruleta un tamafio proporcional a su medida de fitness. Para elegir a un individuo
se simula la rotacion de la ruleta y, cuando se pare, el individuo ubicado en el punto de

seleccion sera el seleccionado. Este proceso puede observarse en la figura 5.3.

34,375% k 31,25%

Punto de seleccién

Figura 5.3: Seleccion por ruleta
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1.1.2. Operador de cruce

Eloperadorde cruce es el que se utiliza para transmitir el material genético de padres
a hijos, es decir, mediante este operador los hijos heredan algunas caracteristicas de
cada uno de los padres. Este cruce se suele utilizar con una probabilidad alta sobre cada
pareja de padres a cruzar. En caso de que la probabilidad indique que este operador no
debe aplicarse a los padres, los propios padres seran los descendientes del proceso de
cruce.

Uno de los operadores clasicos utilizados en codificacion binaria es el cruce en N
puntos. En este caso, cada individuo se divide en N partes que son recombinadas. En la

figura 5.4 se representa el operador de cruce en un punto (N=1).

Punto de cruce Punto de cruce

Padres 1(0of1]1})1]j0jo(f1]1 0j1j1]0j1]0|1]1{0

Hijos rjof1j1frfofzfzr]of [o]r]1|OofL1]ofof1]1

Figura 5.4: Cruce en un punto

1.1.3. Operador de mutacion

El operador de mutacion se utiliza para introducir diversidad en la poblacion. Consis-
te en cambiar aleatoriamente el valor de uno o varios genes del individuo. Este operador
se aplica con una probabilidad muy baja sobre cada hijo generado tras aplicar el opera-
dor de cruce.

En la figura 5.5 se representa el operador de mutacién de un gen.

1.2. AG generacional y estacionario

La estrategia elegida para el reemplazo de la poblacion entre una generacién y otra

determinara el tipo de algoritmo genético, generacional o estacionario.
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lGen mutado

1{Oj1[O0f1]J0J0f1f1

Figura 5.5: Mutacion de un gen

Un algoritmo genético generacional es aquel en el que la poblacién de una genera-
cion es completamente reemplazada por los individuos generados mediante la aplica-
cion de los operadores de cruce y de mutacion, para formar la poblacion de la nueva
generacién.

Sin embargo, un algoritmo genético estacionario es aquel en el que durante cada ge-
neracion sélo se reemplaza una parte de la poblacién. Por tanto, no sélo se tendrén que
seleccionar los individuos que seran padres, sino que también habra que seleccionar a

los individuos de la poblacién que seran reemplazados por los descendientes.

1.3. Algoritmo CHC

Elalgoritmo CHC [44] es un algoritmo genético no tradicional que combina una estra-
tegia de seleccién conservadora (siempre se mantienen los mejores individuos encon-
trados) con un cruce altamente disruptivo (HUX) que produce descendientes que son
maximamente diferentes de sus dos padres. Durante el cruce, dos padres intercambian
exactamente la mitad de sus bits no coincidentes elegidos al azar. La idea tradicional de
preferir un operador de cruce que sea conservador puede no ser valida cuando se opta
por una estrategia de seleccion tan conservadora. Sin embargo, este operador de cruce
proporciona una estrategia de busqueda mas efectiva para muchos problemas, siendo
esta la idea central del algoritmo CHC”.

Por otro lado, este algoritmo introduce un nuevo sesgo contra el cruce de individuos

demasiado similares (prevencion del incesto) para evitar la convergencia prematura. En

https://neo.lcc.uma.es/mallba/easy-mallba/html/algorithms . html#chc
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este sentido, no esta permitido el cruce entre dos individuos que sean similares, es decir,
que estén separados por una distancia de Hamming pequefia (este umbral es un paréa-
metro del algoritmo y determina el nUmero de genes distintos entre ambos individuos).

Por Gltimo, no se realiza ninglin proceso de mutaciony, en su lugar, se aplica un pro-
ceso de reinicio de la poblacién que introduce de nuevo diversidad cuando el algoritmo

se queda estancado.

2. Seleccion de caracteristicas y de instancias con algoritmos

genéticos

Para la seleccion de caracteristicas de la base de datos, se han utilizado dos algorit-
mos evolutivos, uno generacional y el algoritmo CHC [44], totalmente elitista. En ambos
casos, se han implementado los métodos de la libreria de computacién evolutiva deap
[48] y se han parametrizado tanto la funcion de evaluacién de los individuos como la
posibilidad de usar seleccién de caracteristicas en conjuncién con la seleccion de ins-

tancias:

= Algoritmo evolutivo generacional (AEG): consiste en una poblacién de 50 solucio-
nes que se generan inicialmente de forma aleatoria. Se aplica el operador de selec-
cion por torneo con k=3, el operador de cruce uniforme con una probabilidad del
50% v el operador de mutacién con una probabilidad del 20 %, el cual invierte el
valor de cada gen con una probabilidad del 5%. Cuando no se aplica ninguno de
los operadores, se copian las soluciones padre. Al final de cada iteracion, la pobla-

cion de descendientes reemplaza completamente a la poblacién actual.

m CHC [44]: consiste en una poblacion de 20 soluciones que se generan inicialmente
de forma aleatoria. Se forman parejas con las soluciones de la poblacién mediante
una seleccién aleatoria sin reemplazamiento, pero sélo se les permite generar nue-
vas soluciones a aquellas cuya diferencia supera un umbral dado. Dicho umbral se
inicializa a un tercio del tamafio del problema'y se reduce, el maximo entre el 1%
y el 2,5% del tamafio del problema, cada vez que no se han producido parejas de

soluciones con la distancia requerida. En caso de que el umbral llegue a ser igual
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o inferior a seis, se reinicializa la poblacion con N-1 soluciones aleatorias y se le

aflade la mejor solucién hasta el momento.

En ambos casos, se ha utilizado una codificacion binaria en la que primero se co-
difican las caracteristicas seleccionadas, si es el caso, y a continuacién las instancias
seleccionadas, igualmente si es el caso.

Para la evaluacion de las soluciones se utiliza la métrica de calidad con la que se
instancia el algoritmo, sobre un arbol de clasificacién y una validacién cruzada de 10
grupos, devolviendo bien la media o el menor valor, dependiendo de la instanciacion
del algoritmo. Se ha usado la libreria Scikit-learn [135], tanto para la induccion del arbol
de clasificacién como para el célculo de las métricas de calidad. Para la generacién del
arbol, se ha ajustado la reduccién minima de la impureza para realizar divisiones a 0.005.
Las métricas de calidad utilizadas han sido el porcentaje de patrones bien clasificados
(CCR), la métrica F1, la media de la precision segln la certeza de clasificacion (MPCC), la
media de la exhaustividad sobre cada clase (MEEC), el coeficiente de similitud Jaccard
(Jac), uno menos el coeficiente de Brier (Br) y el area bajo la curva ROC (AUC).

Por Ultimo, ambos métodos se han ejecutado durante 10000 evaluaciones, devol-

viendo al final la mejor solucion generada.

3. Experimentos

Se han realizado experimentos con los anteriores algoritmos evolutivos y los siguien-
tes algoritmos heuristicos de la biblioteca Scikit-learn® [135], con sus valores por defec-
to: genérico univariable (GUS), seleccién por percentil (SP), seleccion de los k-mejores
(SKBest), seleccidn segln ratio de falsos positivos (SFpr), seleccion segln el error pro-
mediado por familias (SFwe), seleccion segln la ratio de falsos descubiertos (SFdr), se-
leccién guiada por modelo de clasificacién (SFromModel(Tree)), seleccion recursiva y
guiada por modelo de clasificacién (RFE(Tree)), seleccion recursiva con validacion cru-
zada (RFECV(Tree)), seleccidén seglin umbral de varianza (VarianceThreshold), seleccién
secuencial voraz hacia adelante (SequentialFS_forward) y seleccién secuencial voraz

hacia atras (SequentialFS_backward). Es importante indicar que el uso de esta libreria,

*https://scikit-learn.org/stable/modules/classes.html#module-sklearn.feature_selection
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Scikit-learn, ha requerido que se utilice la codificacion one-hot para las variables catego-
ricas de la base de datos.

Para la evaluacidon de los modelos se han considerado la media, sobre una valida-
cion cruzada de 5 grupos y 2 repeticiones, del CCR, la métrica F1, el AUC de un arbol de
clasificacién entrenado con las caracteristicas seleccionadas, y del tiempo de ejecucién
del método de seleccion.

La tabla 5.2 muestra los resultados medios de los métodos. Para el caso de los mo-
delos evolutivos, se muestran Unicamente los resultados de su mejor instanciacién con
o sin seleccién de caracteristicas y de instancias, que son el generacional con la media
del MPCC, el CHC con el minimo del Br para el caso en el que se hace seleccion de ins-
tancias, y el CHC con la media del CCR para el caso en el que no se hace seleccion de
instancias. Ademas, se ha considerado el arbol de clasificacion entrenado con la base
de datos original (No_sel_caracteristicas). La tabla 5.2 muestra también el resulado del
test de wilcoxon de diferencias emparejadas entre el método con mejor media, en negri-
ta'y para cada métrica, y cada uno de los otros. Se utiliza el simbolo | cuando el p-valor
del test es inferior a 0.05, y ~ en cualquier otro caso. Ademas, para simplificar el anélisis,
se ha afiadido una columna en la que se cuenta el nimero de veces que el método ha

obtenido resultados inferiores de acuerdo al criterio del test estadistico utilizado (#]).

Método CCR F1 AUC T #
GUS 0.683, 037, 0612} 0s 3
SP 0.696~ 0.529~ 0.653] 0s 1
SKBest 0.699~ 0.526~  0.655] 0s 1
SFpr 0.696~ 0.529~  0.653] 0s 1
SFwe 0.699~ 0.531~ 0.656] 0s 1
SFdr 0.696~ 0529~  0.653) 0s 1
SFromModel(Tree) 0702~ 0.526]  0.656~ 0.08s 1
RFE(Tree) 0.702~ 0.526]  0.656~ 17.19s 1
RFECV(Tree) 0702~ 0.526] 0.656=~ 2m 1
VarianceThreshold 0.702~ 0.526]  0.656~ 0s 1
SequentialFS_forward 0.67) 0.523), 0.635, 33m53s 3
SequentialFS_backward 0.622, 0537~ 0.609] 39m50s 2
AEG(Sel_instancias,Sel_caracteristicas) 0.703~ 0544~ 0.661~ 48m 0
AEG(No_sel_instancias,Sel_caracteristicas) 0.714 0.514) 0.661~ 1h17m 1
CHC(Sel_instancias,No_sel_caracteristicas) 0.711~ 0.56 0.671 1h23m 0
CHC(No_sel_instancias,Sel_caracteristicas)  0.703~  0.517]  0.655] 1h2m 2
No_sel_caracteristicas 0.702~ 0.526)  0.656~ 0s 1

Tabla 5.2: Resultados de los métodos de seleccién
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Podemos observar que los algoritmos evolutivos que realizan seleccion de instancias
son los que han obtenido discretamente mejores resultados, ya que el resto de métodos
consiguen resultados inferiores bien en F1 0 en AUC. Por tanto, los métodos evolutivos
no sélo estan obteniendo clasificadores con elevadas tasas de acierto, sino que ademas
estan balanceando mejor las prediccionesincorrectas entre los casos con y sin complica-
ciones. Por contra, se observa que dicha mejora se obtiene, por normal general, a costa
de haber requerido mayores recursos computacionales.

Es particularmente curioso observar que el método que obtiene mejores resultados
para las métricas F1 y AUC no utiliza seleccién de caracteristicas, sino Unicamente se-
leccién de instancias, por lo que la obtencién de reglas de asociacion propuesta en 4
también puede beneficiarse de este tipo de filtrado.

Por Gltimo, debemos indicar que somos conscientes de que los métodos heuristicos
utilizados permiten un ajuste de sus pardametros que podrian haber ofrecido mejores re-
sultados. En cualquier caso, el trabajo presentado en este capitulo muestra que nos ha
sido mas sencillo obtener buenos resultados con los algoritmos evolutivos que ajustan-

do los métodos heuristicos.

4. Conclusiones de este capitulo

En este capitulo se ha analizado la posibilidad de generar arboles de clasificacion
mMas precisos, para nuestra base de datos con informacién de pacientes con cancer co-
lorrectal, mediante la aplicacion previa de métodos de seleccidn de caracteristicas y de
seleccién deinstancias. Se haabordado el problema con dos algoritmos evolutivosy con
métodos heuristicos presentes en la biblioteca Scikit-learn [135]. Los resultados mues-

tran una ligera ventaja para algunas de las instanciaciones de los métodos evolutivos.

5. Publicaciones asociadas a este capitulo

Las publicaciones a las que ha dado lugar el trabajo expuesto en este capitulo son

las siguientes:

= JA. Delgado-Osuna, D. Ranchal-Parrado, C. Garcia-Martinez and S. Ventura. Selec-
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cion de caracteristicas en una base de datos sobre el cancer colorrectal. In XIX
Conferencia de la Asociacion Espafiola para la Inteligencia Artificial (CAEPIA), pa-

ges 753-756, 2021.



Capitulo 6

Operadores inteligentes para
inducir arboles de clasificacion para
CCR mediante Evolucion Gramatical

Como ya vimos en el capitulo 4, a partir de nuestra base de datos de CCR el interés
era poder conseguir diversos clasificadores interpretables que pudieran predecir la ocu-
rrencia de complicacionesy recidivas. Estos clasificadores se utilizarian posteriormente
para obtener descripciones de los casos con complicaciones o recidivas en forma de re-
glas IF-THEN. Sin embargo, la diversidad de caracteristicas, su heterogeneidad vy, tal y
como se expuso en el capitulo anterior, el alto nimero de valores perdidos hace que
este cometido sea especialmente dificil. Como ejemplo, el método presentado en el ca-
pitulo 4 para la mineria de reglas de clases se basaba en la generacion de arboles de
decisién que no eran capaces de predecir correctamente mas del 67,6 % de los casos. A
partir de ahi, el objetivo del trabajo que se expone en este capitulo es, por tanto, obtener
una variedad de arboles sin necesidad de utilizar el procedimiento recursivo planteado
en dicho capitulo.

Evolucion Gramatical (EG) [127] es un tipo de algoritmo evolutivo capaz de produciry
evolucionar programas [90] en los que se utiliza una gramatica formal para decodificar
los genotipos de las soluciones para obtener los fenotipos, los cuales son las soluciones
potenciales al problema. Para ello, los genotipos suelen ser arrays de enteros que indi-

can la secuencia de reglas de produccién que hay que utilizar para pasar de un simbolo

119
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inicial no terminal a una estructura de datos que contenga sélo simbolos terminales. Es-
tos pueden ser cadenas, arboles, funciones o cualquier miembro del lenguaje definido
por la gramatica. En particular, EG ha sido utilizado ampliamente en contextos de ma-
chine learning [155] [104] [130] [183] tales como redes neuronales, seleccién e ingenieria
de caracteristicas y también arboles de decisién [123] [154] [53] [21].

En este capitulo presentamos un nuevo estudio en el que aplicamos EG para la in-
duccién de arboles de clasificacion a partir de la base de datos de CCR con el objetivo
de describir casos con complicaciones. A diferencia de los enfoques tradicionales y am-
pliamente utilizados, como son C4.5 [141] y CART [19], el proceso de busqueda de EG
estd gobernado por decisiones estocasticas, lo cual le permite producir mas de un arbol
de decisién diferente, a partir del cual se podrian generar posteriormente descripciones
de casos con complicaciones. Para ello, hemos utilizado el paquete PonyGE2, que es un
paquete existente en Python para GE, y ademéas hemos desarrollado nueve operadores
que no sélo permiten la induccion de arboles mas interpretables en comparacion con
los de PonyGE2, sino que también mejoran los resultados iniciales y alcanzan rendimien-
tos similares a los métodos C4.5 y CART mencionados anteriormente.

El resto de este capitulo tiene la siguiente estructura. En la seccidn 1 se expone una
descripcion somera sobre programacion genética y evolucién gramatical. La seccién 2
introduce el paquete de Python para EG, PonyGE2, que es el entorno que hemos elegi-
do para el disefio de los algoritmos de EG presentados en este capitulo. La seccion 3
describe los operadores desarrollados para enriquecer la aplicacion de PonyGE?2 para la
generacion de arboles de clasificacion. La seccion 4 datalla la experimentacién llevada
a cabo, describiendo previamente las variables del conjunto de datos que son intere-
santes en dicha experimentacion. En la seccidn 6 se exponen las conclusiones a las que
hemos llegado. Y, por Ultimo, en la seccién 7 se incluyen las publicaciones derivadas del

trabajo presentado en este capitulo.

1. Programacion genéticay evolucion gramatical

En esta seccidn se va a exponer una breve introduccion a la Programacién Genética,

que es uno de los paradigmas existentes dentro del campo de la Computacion Evolutiva.
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Asimismo, también se daran unas breves nociones de Programacion Genética basadaen
Gramaticas y la Evolucién Gramatical, como herramienta que incorpora a la programa-
cién genética una gramatica que establezca la estructura que deben tener las solucio-

nes.

1.1. Programacion genética

John R. Koza, a principio de la década de los 90 del siglo pasado, propuso el para-
digma de la Programacion Genética [90], que, tal y como se ha comentado sobre estas
lineas, se engloba dentro de la Computacién Evolutiva. Su caracteristica principal estriba
en que los individuos de la poblacién representan programas de ordenador de longitud
variable, capaces de solucionar un problema concreto. Del mismo modo que en los al-
goritmos genéticos, los individuos de la poblacion son sometidos a los operadores de
seleccion, cruce y mutacion, adaptados convenientemente para que las nuevos indivi-
duos generados sigan siendo soluciones validas para el problema en cuestion.

Los individuos codificados en programacién genética no siguen un esquema fijo co-
mo sucede en otros paradigmas de la computacion evolutiva, sino que se generan a par-
tir de los operadores o funciones apropiadas para el dominio del problemay los datos
o variables sobre los que actlan, llamados terminales. En la figura 6.1 se representa un
ejemplo de individuo en programacién genética, el cual representa un programa de or-

denador que se encarga de realizar una operacion matematica.

Figura 6.1: Ejemplo de individuo en programacién genética

Elesquema general de un algoritmo de programacion genética es el se expone a con-
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tinuacion:

1. Se genera una poblacion inicial aleatoria de individuos que representan progra-

mas.
2. Seitera sobre los siguientes pasos hasta que se alcance el criterio de parada:

) Seleccion de padres para generar los descendientes.

Il) Creaciénde nuevosindividuos (programas) mediante la aplicacién de los ope-

radores de cruce y mutacion
1) Calculo del fitness de cada individuo (programa). Evaluacion.

IV) Actualizacion de la poblacién a partir de la actual y de los nuevos descendien-

tes, aplicando la estrategia adecuada de reemplazo.

3. Elresultado final es el mejor individuo (programa) obtenido en cualquiera de las

generaciones.

Las posibles estructuras de losindividuos de la poblacion serdn aquellas que puedan
generarse mediante todas las posibles combinaciones de funciones y terminales (que
pueden ser valores constantes o variables) propios del dominio del problema.

Algunos ejemplos de funciones pueden ser los siguientes:

*

» Operadores matematicos: +, -, /,

Operadores l6gicos: AND, OR, NOT, etc.

Funciones matematicas: exp, sin, cos, log, etc.

Funciones iterativas: while, repeat-until, etc.

Operadores condicionales: if-else.

Funciones especificas definidas ad-hoc para el problema en cuestion.
m Etc.

Aligual que en los algoritmos evolutivos, el operador de cruce se utiliza para generar

descendientes a partir de los progenitores, de forma que cada uno de los hijos contenga
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material genético heredado de los padres. En la figura 6.2 se muestra un ejemplo de ope-
racion de cruce en programacion genética en el que, a partir de dos padres, se generan

dos hijos.

Padres

RN

Figura 6.2: Ejemplo de cruce en programacién genética

Por Gltimo, el operador de mutacion es el que se utiliza para introducir diversidad
genética en la poblacién, que evite el estancamiento prematuro del algoritmo. Este tipo
de operador puede ser simple (se muta un Unico nodo del arbol) o sobre un sub-arbol
completo, siendo este Ultimo mas agresivo que el primero. En la figura 6.3 se muestra un
ejemplo de ambos tipos de mutacion en programacion genética.

En numerosas ocasiones, la programacion genética presenta un problema denomi-
nado problema del cierre. Este hace referencia a que un operador o funcion deberia poder
aceptar como entrada cualquier salida producida por cualquier operador o funcién del
dominio del problema, pero no esraro encontrar situaciones en las que esto no se satisfa-
ce. Para resolver este problema tenemos como herramienta la Programacion Genética

Gramatical y la Evolucién Gramatical [186].
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Hijo

Mutacidn simple
—

Figura 6.3: Ejemplo de mutacién en programacion genética

1.2. Programacion Genética Gramatical y Evolucidon Gramatical

Como acabamos de escribir sobre estas lineas, la Programacién Genética Gramatical
y la Evolucién Gramatical [186] surge como herramienta para completar la programacién
genética estableciendo una definicion formal, mediante gramaticas de contexto libre, de
las restricciones sintacticas del problema.

Mientras la programacion genética tradicional no utiliza gramaticas, la evolucion gra-
matical si las usa y esta es la diferencia fundamental entre ambas, de la que se derivan
las otras dos diferencias que se exponen a continuacion.

Por un lado, en evolucion gramatical la generacion inicial de la poblacién debe ha-
cerse de tal forma que los individuos tengan una estructura acorde a la definida por la
gramatica. Sin embargo esto no ocurre con la programacion genética tradicional en la
que los individuos se generan aleatoriamente a partir del conjunto de operadores, fun-
ciones y terminales del dominio del problemay esto puede dar lugar a individuos no

validos que impidan que el algoritmo evolucione hacia la solucion.
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Porotrolado, estas mismas restricciones deben tenerse en cuenta a lahorade aplicar
los operadores genéticos para que el resultado de los mismos sean individuos validos
seglin la gramatica definida.

En la figura 6.4 se muestra un ejemplo del cromosoma de un individuo de una solu-
cion de evolucion gramatical, la gramatica que rige su representacion y el proceso que

se sigue hasta que el cromosoma es transformado en una expresién valida [103].

(A) <expr> = O<expr<op><expr>| l(<expr><op><expr>)

| 2<pre-op>(<expr>) | 3<var>

(B) <op> := °AND | !OR | 2XOR
(C) <pre-op> == ONOT
(D) <var> == OINI1 | N2 | 2IN3

Lectura del cromosoma de solucién

|10]18]40[27] 6 |39|21|47|13|31|19T8 |

<expr> A2

<pre-op><expr> C0
NOT(<expr>) A0

NOT(<expr><op><expr>) A3

NOT(<var><op><expr>) DO

NOT(IN1<op><expr>) B0

NOT(IN1 AND<expr>) Al

NOT(IN1 AND (<expr><op><expr>)) A3

NOT(IN1 AND (<var><op><expr>)) D1
NOT(IN1 AND (IN2 <op><expr>)) Bl

NOT(IN1 AND (IN2 OR <expr>)j A3

NOT(IN1 AND (IN2 OR <var>)) D2
\ 4 -
NOT(IN1 AND (IN2 OR IN3))

Desarrollo de la expresién

(Fuente: [103))

Figura 6.4: Ejemplo de evolucidn gramatical

El proceso representado en la figura 6.4 es el que se detalla a continuacion. En cada
etapa, la regla actual de la gramatica es determinada por el simbolo no terminal que
aparece mas a la izquierda (resaltado en negrita) y la transicién se obtiene como el mo-
dulo del valor actual del cromosoma divido por el nUmero de transiciones que contiene
la regla actual. Por ejemplo, en el comienzo de la transformacién, la regla A viene de-

terminada por <expr> Yy la transicién 2 (<expr>: : =<pre-op><expr>) se obtiene como el
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resto de la division entera de 10/4 [103].

2. PonyGE2, un entorno en Python para Evolucion Gramatical

PonyGE2 [46] [47] es una implementacidn en Python de GE, una version reestructu-
raday extendida del desarrollo original “pony-sized” , que puede leer gramaticas BNF
(Bacus-Naur Form) desde ficheros de texto. De este modo, PonyGE2 conecta esta poten-
te tecnologia con, quizas, la mayor comunidad actual de cientificos de datos. De hecho,
y en parte gracias a lo mucho que Python ha reducido la brecha entre el tratamiento de
datos y la codificacion, PonyGE2 esta recibiendo continuamente mas seguidores y par-
tidarios, ganando ventaja sobre otras alternativas en el caso de los desarrollos de GE.
En cifras, a dia de hoy, el repositorio de Github asociado ha sido destacado mas de 100
veces, enlazado mas de 60, y sus publicaciones recogen alrededor de 100 citas.

En PonyGE2, las representaciones lineales del genomay de los arboles se mantienen
al mismo tiempo, permitiendo el usoy la mezcla de operadores de cualquiera de los dos
tipos. Asi, PonyGE2 no soélo puede ajustarse a ambos tipos de problemas, aquellos en
los que la representacion lineal o arbdrea es mas beneficiosa respectivamente, sino que
también puede promover sinergias entre sus aplicaciones.

Con los ejemplos provistos actualmente por PonyGE2 (a dia de hoy hay 41 gramati-
cas BNF para trabajar con cadenas, nimeros, funciones, aprendizaje supervisado, etc.),
los que estan empezando tienen la posibilidad de inducir arboles de clasificacién pa-
ra conjuntos de datos etiquetados utilizando la gramatica if_else_classifier, que se
muestra en la figura 6.5. Es necesario destacar que, aparte de las etiquetas GE_RANGE, el
lenguaje es codigo Python que puede ser evaluado directamente con el paquete Numpy
[69], siemprey cuando x almacene el conjunto de datos de entrenamiento como un ob-
jeto ndarray de Numpy.

Las etiquetas GE_RANGE hacen referencia a las propiedades de la funcién de fitness
asociada if_else_classifier, que se esperaba que se pasasen como parametros adi-
cionales, y son sustituidas por conjuntos numeéricos con las posibilidades e indices de
las caracteristicas de entrada y las posibles etiquetas de destino, en cédigo Python.

Hay que tener en cuenta que la gramatica proporcionada no puede tratar de forma
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adecuada las caracteristicas numéricas, que probablemente requieran condiciones de
desigualdad (<, > ...), ni gestionar eficazmente las caracteristicas categoéricas con dife-
rentes nimeros de posibles valores. Ademas, los nombres y valores de las caracteristi-
cas se codifican con nimeros enteros, lo que reduce la interpretabilidad de la solucién.
Estos problemas no pueden resolverse con gramaticas BNF potencialmente mejores pe-
ro generales, ya que los nombres de las caracteristicas y las posibilidades de las mismas
tienen que estar emparejadas correctamente. Estos aspectos se abordan con los opera-

dores inteligentes desarrollados que se exponen en la seccién 3.

<cf>::= np.where(<cond>,<cf>,<cf>) |
<os>
<cond>::= (<Kvar>== <is>) |
<cond> & (Kvar>== <is>)
<is>::= GE_RANGE:dataset_n_is
<os>::= GE_RANGE:dataset_n_os
<var>::= x[:, <varidx>]

<varidx>::= GE_RANGE:dataset_n_vars

Figura 6.5: Gramatica de ejemplo en PonyGE2 para inducir arboles de clasificacion

3. Operadoresinteligentes paralainduccion de arboles de cla-

sificacion en PonyGE2

En esta seccién se exponen los nueve operadores que hemos desarrollado con el
objetivo de mejorar las capacidades de PonyGE?2 para la induccién de arboles de clasifi-
cacion sobre conjuntos de datos tabulares con caracteristicas heterogéneas (numéricas
y categoricas con diferentes conjuntos de posibilidades). Estos operadores se agrupan

en dos familias, las cuales son descritas en las siguientes secciones.

3.1. Reglas de produccion basadas en el conjunto de datos

En GE, el programa suele recibir la gramatica antes de su ejecucion. Esto es adecuado

cuando el tipo de las caracteristicas de entrada provenientes del conjunto de datos es
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homogéneo, como valores numéricos del mismo conjunto de posibilidades, tal y como
espera la gramatica del clasificador if _else_classifier expuesta en la seccion 2, o las
mismas posibilidades categodricas para cada caracteristica (por ejemplo, caracteristicas
binarias). Sin embargo, esto es problematico en el resto de los casos. Consideremos un
conjunto de datos que contiene sélo caracteristicas categéricas con diferentes valores,
como el color de los ojos y la lengua materna de las personas. En este caso, utilizar la
gramatica anterior no es apropiado ya que se introducen condiciones no vélidas que ha-
cen que el algoritmo pierda tiempo evaluando dichas condiciones, que no lo van a guiar
hacia buenas soluciones (por ejemplo, x['eye_color']=="'English', usando los corres-
pondientes cddigos numéricos en el caso de la gramatica anterior). En contraposicién,
las condiciones potenciales deberian asegurar que las caracteristicas y los valores son
emparejados correctamente, de modo que cada caracteristica sea comparada con su
rango de posibilidades valido. Pero la situacién podria ser alin peor cuando el conjun-
to de datos contenga caracteristicas tanto numéricas como categoéricas. En este caso,
es probable que la ejecucién del algoritmo produzca excepciones, por ejemplo cuando
evalle una condicion less-than del tipo height_cm < 'November'.

Para resolver este problema, una posibilidad es proporcionar una gramatica especi-
fica para el conjunto de datos, pero esa solucion no podria exportarse a otros conjuntos
de datos distintos. Nosotros, en cambio, hemos mejorado PonyGE2 con dos nuevas ca-

pacidades:

1. La posibilidad de trabajar con Dataframes de la libreria pandas [185] de Python,
que mejora la interpretabilidad permitiendo etiquetas de tipo cadena de caracte-

res tanto para el nombre de las caracteristicas como para el valor de las mismas.

2. Laposibilidad de ampliarautomaticamente la gramatica con reglas de produccién

basadas en el conjunto de datos para las condiciones adecuadas.
Esta Ultima capacidad se divide en los siguientes casos simples y elaborados:

= Reglas de produccion simples basadas en el conjunto de datos: consideramos
eneste grupo las condiciones deigualdady de desigualdad (==y |=) para caracteris-

ticas categdricas y las condiciones menor_o_igual_que y mayor_que (<y >) para
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caracteristicas numéricas. Para estos casos, se han definido los siguientes simbo-

los no-terminales especiales:

* <GE_GENERATE:dataset_eq_conditions>
* <GE_GENERATE:dataset_neq_conditions>
* <GE_GENERATE:dataset_lessequal_conditions>

* <GE_GENERATE:dataset_greater_conditions>

Cuando nuestra PonyGE2 extendida esta leyendo la gramética y encuentra uno
de estos simbolos, lee el conjunto de datos y afiade nuevas reglas de produccién
a la gramatica, como las de la figura 6.6 (s6lo se muestra el caso de la igualdad
para abreviar; los términos que aparecen entre barras representan los nombres
y valores de las caracteristicas leidos desde el conjunto de datos, no simbolos no-
terminales,y los puntos suspensivos representan construcciones similares con otros

nombres y/o valores de caracteristicas).

<GE_GENERATE:dataset_eq_conditions>::=
x[/feature_1/] == <value_feature_1>|

x[/feature_2/] == <value_feature_2>|

<value_feature_1>::=
/value_ 1 feature 1/ |
/value 2 feature 1/ |

<value_feature_2>::=

/value_1 feature 2/ |

Figura 6.6: Nuevas reglas de produccidn para condiciones de igualdad

Un ejemplo concreto de reglas de produccion para condiciones de igualdad es el

que se muestra en la figura 6.7.

= Reglas de produccion elaboradas basadas en el conjunto de datos: este grupo
consiste en condiciones que comprueban si una caracteristica toma o no valores
de un conjunto de posibilidades, para caracteristicas categéricas, y condiciones

que implican expresiones numéricas con caracteristicas numéricas:
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<GE_GENERATE:dataset_eq_conditions>::=
x['SEX'] == <values_feature_0>|

x['COLONOSCOPY'] == <values_feature_ 3>|

<values_feature 0>::= 'Male' | 'Female'
<values_feature_3>::= 'Complete' | 'Incomplete'
| 'Not possible' | 'Not done'

Figura 6.7: Ejemplo de reglas de produccion para condiciones de igualdad

- Para el caso de un conjunto de posibilidades categdricas hemos definido los

siguientes simbolos no terminales:

o <GE_GENERATE:dataset_inset_conditions>

o <GE_GENERATE:dataset_notin_conditions>

PonyGE2 produce entonces automaticamente las reglas de la figura 6.8 (s6lo
se muestra el caso not in por abreviar). Subconjuntos con cardinalidades supe-
riores a ocho no se generan por defecto debido a la naturaleza exponencial
de la funcién powerset y a los recursos computacionales que serian necesa-
rios. Ademas, los subconjuntos con cardinalidad igual a uno son descartados
ya que son un caso especial de condiciones de igualdad.

Un ejemplo concreto de reglas de produccion para condiciones not in es el

que se muestra en la figura 6.9.

<GE_GENERATE:dataset_notin_conditions>::= ...|
(~np.isin(x['COLONOSCOPY'], <subset_cat_feat_3>))
I

<subset_cat_feat_3>::= ('Complete', 'Incomplete')
| ('Complete', 'Not possible') | ... |
('Incomplete', 'Not possible', 'Not done')

Figura 6.9: Ejemplo de reglas de produccién para condiciones not in

- Parael caso de expresiones numéricas sélo ha sido necesario definir el simbo-
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<GE_GENERATE:
dataset_notin_conditions>::=
(~np.isin(x[/feature_1/1,

<subset_values_feature_1>)) |

(~np.isin(x[/feature_2/],

<subset_values_feature_2>)) |

# Para cada caracteristica categdrica, subconjuntos
# con cardinalidad en [2,8], por defecto
<subset_values_feature_1>::=
(/value_1 feature 1/,
/value 2 feature_ 1/) |
<subset_values_feature_2>::=
(/value_1_feature_2/,
/value 2 feature 2/) |

Figura 6.8: Nuevas reglas de produccién para condiciones not in

lo no-terminal <GE_GENERATE:dataset_numeric_labels>, que puede utilizar-
se en expresiones definidas por el usuario y, automaticamente, genera una
regla de produccion con las etiquetas de las caracteristicas numéricas que
pueden utilizarse en otras reglas de produccién como se muestra en la figura
6.10. En este caso, aunque PonyGE?2 tiene la capacidad de producir expresio-
nes con referencias a valores constantes que posteriormente se pueden opti-
mizar, nosotros hemos utilizado valores constantes especificos. Esto se debe
a que el operador de poda de la siguiente seccidén no puede trabajar con esta

capacidad actualmente.

Entodos los casos, hemos comprobado que las nuevas reglas de produccion no se
generan mas de una vez, por si los simbolos especiales no-terminales se utilizaban

en varios lugares de la gramatica.
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<cond>::= /previous-rules/ |
(e><= <e>)
<e>::= (Ke><op><e>) | <c>|
(x[<GE_GENERATE:
dataset _numeric_labels>])
<op>::=+ | x | - |

<c>::= /user-defined-constants/

# Regla de produccidén generada automaticamente
<GE_GENERATE:dataset_numeric_labels>::=
/numeric_feature_1/ |

/numeric_feature_2/ |

Figura 6.10: Reglas de produccidn para expresiones aritméticas numéricas

3.2. Operadores de poday correccion

En los algoritmos evolutivos clasicos, incluida la programacién genética, el Unico
operador que introduce algln sesgo en el proceso de busqueda es el operador de selec-
cion, que favorece las soluciones méas adecuadas frente a las menos Utiles. El resto de
los operadores aplican principalmente decisiones aleatorias. En el caso de la induccion
de arboles de clasificacion, este hecho es muy ineficiente porque el algoritmo produce

y evalla frecuentemente arboles con nodos irrelevantes. Distinguimos cuatro casos:

= Nodos inalcanzables: las soluciones intermedias probablemente contienen sub-
arboles que no se utilizan en el proceso de clasificacion porque ningln patréon del
conjunto de datos cumple la conjuncion de las condiciones previas. Por ejemplo,
sino hay patrones en nuestro conjunto de datos con color de ojos azul y altura in-
feriora 1.5, no tiene sentido comprobar condiciones adicionales que el algoritmo
podria haber producido, como el nivel de oxigeno en sangre. Poniendo otro ejem-
plo, lo mismo ocurre con las ramas con condiciones incompatibles (altura inferior

a 1.5y altura superior a 1.9, por ejemplo).

= Mismadecision: algunos sub-arboles, especialmente los que conducen alas hojas
(nodos de decision), pueden producir la misma prediccion para todas sus ramas.

Por ejemplo, la solucion podria tener un sub-arbol que indique que la prediccion
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para ‘cararedonda’ eslamismaquepara ‘caranoredonda’ .

= Condiciones irrelevantes: los nodos internos pueden contener condiciones que
no tienen en cuenta las caracteristicas del dataset, como (3%4) <= (7-1). Este
problema se debe a la existencia de reglas de produccion que pueden sustituir
el simbolo no-terminal <cond> sin hacer nunca referencia a las caracteristicas del
conjunto de datos. Esto podria ocurrir, por ejemplo, con las reglas de produccién
introducidas en la figura 6.10. Aunque este problema podria evitarse con una defi-

nicién cuidadosa de la gramatica, requeriria disefios mas complejos.

= Divisiones pobres: algunos nodos internos pueden estar distinguiendo los patro-
nes a su alcance de forma poco eficaz. La idea es que el sub-arbol correspondiente
esté mejorando las medidas de calidad de todo el arbol en una cantidad insigni-
ficante. Precisamente, estas divisiones estan probablemente sobre-entrenando el
arbol, mejorando la clasificacion de los patrones de entrenamiento, pero deterio-
rando la de los patrones de test. Por ejemplo, supongamos que el porcentaje de
clasificacién correcta de los ejemplos de entrenamiento sélo disminuye un 0,01 %
sin el sub-arbol. Entonces, es probable que la condicion esté destacando una dife-
rencia espuria entre los patrones de entrenamiento que no es habitual en el mun-

do real.

= Decision erronea: la prediccidn final es la equivocada segln el conjunto de entre-
namiento. Tal vez, la prediccion no es la mas comun entre los patrones de entre-

namiento que cumplen la conjuncién de las condiciones de la rama.

Hemos disefiado operadores heuristicos para todos estos casos, que pueden aplicar-
se después de los de cruce o mutacién. Para los nodos inalcanzables, nuestro operador
de poda simplemente sustituye al padre del nodo inalcanzable por una hoja con la clase
mas comun de los patrones que llegan a ese nodo padre. Para el caso de misma decision,
repetimos la estrategia y sustituimos el sub-arbol por una hoja con la clase méas comun.
En el caso de las condiciones irrelevantes, su valor de verdad sera siempre verdadero o fal-
s0, por lo que el operador de poda sustituye el sub-arbol por el sub-arbol hijo en larama

verdadera o falsa, respectivamente. Para detectar divisiones pobres, el operador aplica la
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estrategia de los arboles CART [19], que evalla la reduccién de la impureza gini del con-
junto de patrones que llegan al nodo. Si esta reduccion de la impureza es inferior a un
umbral definido por el usuario, el sub-arbol se sustituye por una hoja con la clase mas
comun. Por Gltimo, la decisién en las hojas con decisiones erréneas es simplemente cam-

biada.

4. Experimentos

En esta seccion exponemos los resultados de los experimentos que hemos lleva-
do a cabo. En la seccion 4.2 se comparan los resultados de varias instancias de nues-
tro método con los resultados de la instancia inicial de PonyGE2, pero con el soporte
de pandas y sélo condiciones de igualdad (este seria el caso mas similar al ejemplo
if_else_classifier de la seccién 2). En la seccidon 4.3 se compara la mejor instancia
con dos técnicas estandar de induccion de arboles de clasificacion, C4.5 [141] y la me-
todologia CART [19]. Para estos algoritmos, hemos utilizado las implementaciones de
Weka [42] y R [171] con la configuracién de parametros por defecto, es decir, J48y rpart
[174] respectivamente. Y ya en la seccion 4.4 se analiza el efecto de los operadores intro-
ducidos, los que proporcionan reglas de produccion basadas en el conjunto de datos y

los que podan las soluciones.

4.1. Conjunto de datos de cancer colorrectal

Aligual que en los capitulos anteriores, se ha utilizado la base de datos de pacientes
con cancer colorrectal, que contiene 1526 pacientes y 126 atributos. De estos atributos,
tan sélo 87 toman su valor antes de la aparicién de complicaciones (ver linea temporal
de recogida de variables en la figura 3.5 del capitulo 3). De este modo, esos seran los
atributos que realmente se utilicen.

En la tabla 6.1 se muestran algunos de los atributos del conjunto de datos que son

relevantes en el trabajo presentado en este capitulo.
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Caracteristica  Significado

AS Cirujano ayudante

BH Hemoglobina en sangre antes de la intervencién

BL Pérdida de sangre durante la cirugia

CcD Causa de la muerte del paciente

DSD N° de dias entre la cirugia y el fallecimiento del paciente. Si atin continta con vida,

es el nimero de dias entre la cirugia y la Ultima revision

DSMCD N° de dias entre la cirugia y el diagndstico de un tumor metacrénico. Si el paciente
no ha desarrollado tumor metacrénico, indica el tiempo transcurrido entre la cirugia y la
altima revision.

END Indica si el paciente ha sufrido dehiscencia de sutura tratada con procedimiento
transanal endosponge

HC Clasificacién histolégica del tumor resecado

IG NUmero de ganglios linfaticos extirpados

KC Tipo de quimioterapia utilizada

KS Tipo de cirugia (programada o urgente)

LS Duracién de la cirugia

MR Localizacion del tumor con respecto a la reflexion peritoneal

MT Espesor méximo del tumor en un corte axial

ND N° de dias que el paciente ha permanecido en el hospital después de la cirugia

NS N° de cirugias del paciente

ocC Indica si el paciente ha sido revisado en la consulta de oncologfa

PLR Lugar en el que se produce la recidiva local

PSCI Situacién del paciente respecto al grado de penetraciéon del tumor en la pared del intestino

QOR Calidad de la reseccion en pacientes que han tenido cancer de recto (en pacientes con
cancer de colon esté en blanco)

SR Estado de los anillos después de una sutura intestinal

ST Técnica quirdrgica utilizada

SUR Cirujano

TS Indica si el tumor se ha resecado en varios fragmentos

TSLRD N° dfas entre la cirugia y el diagnéstico de una recidiva local. Si el paciente no ha presentado
recidiva local, indica tiempo transcurrido entre la cirugfa y la Gltima revision.

TSRD Tiempo transcurrido entre la cirugfa y la ocurrencia de una recidiva. Si no se ha presentado
recidiva, indica el tiempo entre la cirugia y la Gltima revision

WCR Lugar en el que se ha producido una recidiva del cancer

WPD Dénde fue diagnosticado el paciente

C Atributo objetivo. Indica si el paciente tuvo alguna complicacién.

Hay 616 pacientes con C=Verdaderoy 900 con C=Falso

Tabla 6.1: Caracteristicas relevantes de este estudio

4.2. Experimentos iniciales

En el primer experimento, comparamos varias instancias del algoritmo, en las que se
han activado o desactivado los operadores. Por brevedad, sélo se considera una selec-

cion de los casos mas interesantes, los cuales se describen en la tabla 6.2,y se han elegi-
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Nombre Descripcién

PonyGE2’ Representa el caso inicial PonyGE2, pero con el soporte pandas. Sélo se usan condicio-
nes de igualdad, similares a las de la seccion 2. No se aplican operadores de poda ni de
correccion.

GE-1 Aplica cada operador nuevo.

GE-2~* Como GE-1, pero sin expresiones numéricas en reglas de produccion elaboradas basadas

en el conjunto de datos (sin <e> <= <e>). Esta instancia obtuvo los mejores valores de
precision con el conjunto de test. La otra instancia GE-* seleccionada se diferencia de
GE-2 en sblo una, 0 muy pocas, caracteristicas.

GE-3 Como GE-2, pero sin condiciones categbdricas en reglas de produccién elaboradas basa-
das en el conjunto de datos (sin conjuntos de posibilidades categéricas).

GE-4 Como GE-2, pero sin ningln operador de poda o correccion.

GE-5 Como GE-2, pero se le desactiva la poda de division pobre. El resto de los operadores de
poday de correccidn estan activos.

GE-6 En este caso, los valores perdidos no se han reemplazado. Por lo demés, es igual que GE-
2.

GE-7 También hemos probado una instancia con la métrica F1-Score como funcién de fitness,

que es la predeterminada de PonayGE?2. Por lo demés, es igual que GE-2.

Tabla 6.2: Instancias consideradas

Parametro Valor

Tamafio de la poblacién 100

N° de generaciones 500

Funcion de fitness Accuracy

Inicializacién Pl Grow

Seleccion Torneo binario

Operador de cruce Intercambio de sub-arbol (75 %)
Operador de mutacion Regeneracion de sub-arbol

Reemplazo Generacional (sin elitismo)

Max codon size 105

Long. max. del genoma 500

Prof. max. del &rbol de genoma | 20 (No la prof. del arbol de clasificacion)
Imputacién de valores perdidos | Medias (numérico) y modas (categérico)

Tabla 6.3: Parametros comunes

do en funcion de su similitud con la instancia que tiene los mejores resultados. Hemos
realizado 30 ejecuciones independientes para cada instancia, cada una de ellas conside-
rando una division aleatoria del conjunto de datos en training y test. Ademas, la tabla
6.3 muestra los ajustes de los pardmetros comunes.

La tabla 6.4 muestra los valores de precisién y F1-Score para training y test de los
métodos, junto con el p-value del test estadistico Mann-Whitney que evalla la hipotesis
nula de un rendimiento similar al de la instancia con mejor precision de test (GE-2). Los
casos con un p-value menor de 0.05 se destacan en negrita.

Se observa que la mejorinstancia, en términos de precision sobre el conjunto de test,
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Método Precisién Training | Precisién Test | F1 Training F1 Test
GE-1 0.7086(0.06) 0.682(0.49) 0.666(0.03) | 0.6358(0.25)
GE-2 0.7124 0.6851 0.6744 0.6431
GE-3 0.7128(0.95) 0.6785(0.24) 0.6729(0.76) | 0.6322(0.15)
GE-4 0.7092(0.76) 0.6662(0.03) 0.6705(0.70) | 0.6229(0.10)
GE-5 0.728(0.00) 0.6801(0.42) 0.6988(0.00) | 0.6449(0.66)
GE-6 0.711(0.35) 0.6845(0.91) 0.6692(0.22) | 0.6373(0.77)
GE-7 0.7183(0.02) 0.6805(0.49) 0.7029(0.00) | 0.6614(0.07)

PonyGE2’ 0.7044(0.09) 0.6577(0.00) 0.6708(0.89) | 0.6157(0.02)

Tabla 6.4: Resultados iniciales

que es nuestro objetivo de calidad, es GE-2, que aplica todos los operadores expuestos

pero sin expresiones numéricas en lareglas de produccién elaboradas basadas en el con-

junto de datos. El mejor de todos sobre el conjunto de training es GE-5, el cual no realiza

poda dedivision pobre. Aparte de eso, todos los resultados son similares en términos ab-

solutos, y modestos, lo que demuestra la dificultad del problema. En particular, el test

estadistico solo produce p-value menor que 0.05 cuando compara GE-2 con la propues-

ta incial, PonyGE2" , o GE-4. Por lo tanto, concluimos que los operadores introducidos

realmente permiten que la biblioteca PonyGE2 consiga mejores resultados.
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Figura 6.11: Evolucidn de la precision de GE-2 Vs. PonyGE2’

Por otro lado, la figura 6.11 muestra la evolucién de la métrica de precision de GE-2

frente a la de PonyGE2" como referencia. Esta claro que el uso de los operadores inteli-
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gentes permite al método producir buenos arboles de clasificacién en una fase tempra-
na del proceso de bUsqueda. Aunque PonyGE2’  casialcanza los valores de precisién de
GE-2 durante la fase de training, sus resultados en la fase de test son claramente peores.
Ademas, una revision de los resultados producidos muestra que PonyGE2"  sélo puede
alcanzar esos valores de precision con arboles mucho mas complejos, con una media
de hasta 80 condiciones respecto a las 52 de GE-2 (nimero de nodos internos del arbol).
Esto se debe principalmente a la posibilidad de GE-2 de utilizar reglas de produccién
basadas en conjuntos de datos, lo cual mejora su vocabulario para generar arboles de

decision.

4.3. Comparacion con métodos de generacion de arboles de clasificacion

bien conocidos

En este caso, comparamos los resultados de la instancia previa con los mejores re-
sultados de precision sobre el conjunto de test, GE-2, con dos métodos de induccién
de arboles de clasificacién bien conocidos, C4.5 y CART. Al igual que antes, los valores
perdidos han sido imputados como se indica en la tabla 6.3y cada algoritmo ha sido eje-
cutado 30 veces con conjuntos independientes de training y de test. En el caso de GE-2,
se probaron ejecuciones mas largas, 1000 generaciones, buscando resultados posible-
mente mejores y estables. La tabla 6.5 muestra los resultados y los p-values inferiores a
0.05 se exponen en negrita.

Se puede observar que C4.5 obtiene muy buenos resultados con el conjunto de trai-
ning, tanto en precision como en F1-Score, pero sin embargo sus resultados en precision
sobre el conjunto de test son los mas bajos. Por otro lado, CART obtiene los mejores re-
sultados absolutos sobre el conjunto de test, tanto en precision como en F1-Score. Final-
mente, nuestra instancia GE-2 estd obteniendo resultados considerablemente peores
sobre el conjunto de entrenamiento, pero si que obtiene resultados comparables con el
conjunto de test.

La figura 6.12 muestra la evolucién de la métrica de precisién de GE-2 con respecto
a la de C4.5 y CART, tanto con el conjunto de training como con el de test. Las lineas
representan las medias de las 30 ejecuciones, mientras que las dreas cubren los corres-

pondientes intervalos de confianza del 90 %. Observamos que, aunque GE-2 no puede
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Método | Precisidn Training | Precisién Test | F1 Training F1 Test
GE-2 0.7205 0.6915 0.6852 0.6519
C4.5 0.8524(0.00) 0.6865(0.96) | 0.8474(0.00) | 0.6776(0.01)
CART 0.7565(0.00) 0.6961(0.33) | 0.7687(0.00) | 0.7117(0.00)

Tabla 6.5: Resultados de GE-2, C4.5y CART

alcanzar los altos valores de precision que alcanzan sus competidores en el conjunto
de training, se sitla rapidamente en el intervalo de confianza del 90 % de C4.5, para el
conjunto de test, con un intervalo de confianza mas estrecho. Después, GE-2 mejora len-
tamente sus resultados con el conjunto de training y su rendimiento sobre el conjunto
de test oscila en torno al de C4.5. Luego, en las Ultimas etapas de la ejecucidn, se esta-
biliza con un rendimiento medio entre el de C4.5y CART, un intervalo de confianza més
estrecho, es decir, con menos variabilidad en las 30 ejecuciones, y dentro del intervalo

de confianza de ambos algoritmos de referencia.
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Figura 6.12: Evolucion de la precision de GE-2 Vs. C4.5y CART

Por otro lado, frente a C4.5y CART, GE-2 es capaz de proporcionar varios arboles de
clasificacion diferentes, los cuales se pretenden utilizar para producir descripciones del
CCR con complicaciones en un trabajo posterior, aplicando ideas similares a las expues-
tas en [36]. En cuanto a la interpretabilidad, CART es el que produce los arboles mas

condensados, con sélo 17 condiciones de media, mientras que C4.5 produce los mas
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grandes, con 74 condiciones de media (ya se comenté anteriormente que GE-2 produ-
cia arboles con 52 condiciones). Hay que destacar que aunque los arboles de CART son
mas pequefios que los de GE-2, este Ultimo serd mas interesante para producir descrip-
ciones diferentes de los casos con complicaciones en forma de reglas IF-THEN, ya que

se pueden producir mas reglas variadas.

4.4, Efecto de los operadores inteligentes

En esta seccion vamos a analizar en detalle el efecto de los diferentes operadores
sobre la instancia del algoritmo GE-2, que es la que ha dado los mejores resultados en
precisién sobre el conjunto de test. Para ello, comparamos la evolucién de los resultados

de precision de GE-2 con respecto a los de las demas instancias anteriores.

1. Reglas de produccion elaboradas basadas en el conjunto de datos: la figura
6.13 compara la evolucion de la métrica de precision de GE-1 (aplica todos los ope-
radores) y GE-2 (este método es como GE-1 pero sin expresiones numéricas). Co-
mo anteriormente, las lineas representan la mediay las dreas cubren los intervalos
de confianza del 90 %. Observamos que ambos métodos progresan hacia mejores
resultados durante el entrenamiento. Sin embargo, sus resultados con el conjunto
de test, en las primeras generaciones, son muy diferentes. Creemos que, en el caso
de nuestro conjunto de datos, la posibilidad de que evolucionen las condiciones
con expresiones aritméticas estd promoviendo que el algoritmo aprenda, en estas
primeras generaciones, algunas conexiones espurias en los valores de los datos de
entrenamiento, que no parecen existir en el mundo real. Después de las primeras

generaciones, deshacerse de estas relaciones aprendidas es dificil.
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Figura 6.13: Evolucion de la precisidon de GE-1 Vs. GE-2

Por otro lado, la figura 6.14 compara la misma evolucién pero en esta ocasion para
GE-2 (sin expresiones numéricas) y GE-3 (este método es igual que GE-2, pero sin
expresiones categoricas elaboradas). En este caso, la imposibilidad de producir
condiciones con un conjunto de posibles valores, o prohibiciones, para caracteris-
ticas categdricas esta dificultando claramente al método en el aprendizaje en la
evaluacion sobre los patrones de entrenamiento. Esto es comprensible porque la
simulacion de este tipo de condiciones con sélo expresiones de igualdad y de des-
igualdad requiere construcciones mucho mas complejas. Sin embargo, también
observamos que un mayor progreso sobre los datos de entrenamiento se esta tra-
duciendo en peores resultados sobre el conjunto de test. Por lo tanto, podemos
concluir que estas construcciones complejas, aunque producen mejores resulta-
dos con el conjunto de entrenamiento, no estan ayudando al método a captar real-

mente la realidad.
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Figura 6.14: Evolucién de la precisién de GE-2 Vs. GE-3

2. Operadores de poda y correccion: la figura 6.15 compara la evolucién de la pre-
cisién de GE-2 y GE-4 (este método es igual que GE-2 salvo que no aplica ningln
operador de poda ni de correcciéon). Podemos observar que ambos métodos tie-
nen un buen progreso con el conjunto de entrenamiento, pero el progreso de GE-4
con el conjunto de test es claramente inferior durante las 500 generaciones consi-
deradas. Esto significa que los operadores de poday de correccién estan realmente

ayudando al método a generalizar desde el principio de la ejecucion.
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Figura 6.15: Evolucidn de la precision de GE-2 Vs. GE-4
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Figura 6.16: Evolucion de la precision de GE-2 Vs. GE-5

Por otro lado, la figura 6.16 compara la evolucién de la métrica de precision entre
GE-2 y GE-5 (este método es igual que GE-2 salvo que no aplica poda de divisién
pobre). Observamos que GE-5 es capaz de obtener buenos resultados sobre el con-
junto de entrenamiento. Sin embargo, sus resultados sobre el conjunto de test son
peores al principio y al final de las ejecuciones. Este comportamiento era espera-
doya que la poda de la divisién pobre fue especificamente disefiada para evitar el

sobre-entrenamiento del algoritmo.

3. Imputacién de valores perdidos: la figura 6.17 muestra la evolucion de la pre-
cision de GE-2 frente a GE-6 (este método es igual que GE-2 salvo que no realiza
imputacién de valores perdidos). Se muestra que los rendimientos son muy simi-
lares durante toda la ejecucion, tanto con el conjunto de entrenamiento como con
el detest, conunalevediferenciaal principio a favor de GE-2 con el conjunto de test.
Por lo tanto, podemos concluir que el método no es muy sensible a la presencia

de valores perdidos.
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Figura 6.17: Evolucién de la precisién de GE-2 Vs. GE-6
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Figura 6.18: Evolucion de la precision de GE-2 Vs. GE-7

4. Uso de F1-Score como funcion de fitness: finalmente, la figura 6.18 compara la
evolucion de la precisién de GE-2 (cuando usa la precision como funcién de fit-
ness) frente a GE-7, que es igual que GE-2 con la salvedad de que utiliza F1-Score
como funcién de fitness. Se observa que GE-7 experimenta un proceso de apren-
dizaje mas lento, ya que sus resultados con el conjunto de entrenamiento y con el
conjunto de test son inferiores al principio de la ejecucién. Posteriormente, GE-7

alcanza mejores resultados con el conjunto de entrenamiento pero eso no ayuda
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a que el algoritmo obtenga mejores resultados que GE-2 en cuanto a precision con

el conjunto de test.

5. Reglas de asociacion de clases obtenidas

Por Ultimo, en esta seccién exponemos la adaptacién que hemos realizado al algo-
ritmo con los operadores inteligentes para obtener las reglas de asociacion de clases
asociadas.

Para favorecer alin mas la diversidad de los arboles generados, se ha implementado
una técnica de comparticion del valor de fitness entre individuos que usan caracteris-
ticas del conjunto de datos similares y se ha restringido el reemplazo de nuevos indivi-
duos sobre sus padres. Concretamente, se cuenta cuantas veces se utiliza cada atributo
del conjunto de datos en las reglas asociadas al arbol y se mide la similitud entre dos
arboles como la suma del minimo, entre cada par de soluciones, del nimero de veces
que se utiliza cada atributo.

Se ha ejecutado una propuesta con un tamafio de poblacién de 200, durante 100
generacionesy un tamafio maximo del arbol de 10 para asi obtener reglas cortas.

La tabla 6.6 compara los resultados de la propuesta con los de métodos estandar de
mineria de reglas de asociacion, algunos basados en algoritmos evolutivos, y la propues-
ta de operadores heuristicos. Como se puede observar en ella, nuestro método basado
en evolucién gramatical produce un conjunto muy reducido de descripciones de los ca-
sos de interés, pero que cubre aproximadamente el mismo porcentaje de patrones de
interés con reglas con una elevada confianzay utilizando un conjunto diverso de atribu-
tos del conjunto de datos, haciendo que el que aparece en mas ocasiones no lo haga en
mas de una cuarta parte de las reglas. Por todo ello, podemos concluir que la propues-
ta es bastante competitiva para generar un conjunto de descripciones de los casos de

interés, a la vez diverso y de tamafio manejable.
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Algoritmo %Sop. LHS  %Conf. Num. ‘Antecedente‘ Atrib. Atrib. %Pos.
Min:Media Min:Media reglas {1,2,3,4,5} usados  %frec.uso  nocub.
Apriori 5:- 90:- 0 No obtiene reglas
5:- 80:- 0 No obtiene reglas
5:5.8 70:72 996 {0,0,17,178,801} 52 {60,15,4,1,0} 39
2.5:2.6 90:96 2 {1,0,0,0,1} 6 {50,...,50} 89
2528 80:82 907 {1,0,21,129,756} 65 {42,10,4,1,0} 36
2.53.1 70:73 3et {1,23,492,5¢3,3e} 85 {27,8,4,1,0} 3
1.0:12 90:94 711 {1,17,101,592,0*} 82 {36,6,3,1,0 37
1.0:1.3 80:84 let {3,48,1e3,1¢*,0%} 85 {20,6,4,2,0} 3
1.0:1.5 70:75 9e {4,236,6e3,8¢*,0%} 86 {13,6,4,3,0} 0
0.5:0.7 90:94 2¢et {3,90,2¢3,2¢4,0%} 86 {18,6,4,3,0} 3
0.5:0.7 80:86 1ed {5,246,8¢3,1e°,0*} 86 {13,6,4,3,0} 0
0.5:0.8 70:77 4e® {7,759,3e%,4€%,0%} 86 {10,6,5,3,0} 0
Resultados de los métodos de Clasificacion Asociativa
CBA2 0.46:2.89 60:77 17 {17,0,0,0,0} 13 (246,666} 53
CBA2.KM 0.46:2.72 51:74 20 {20,0,0,0,0} 16 {20,10,5,5,5} 51
CPAR 0:0.86 0:90 1e3 {5,120,439,397,198}* 84 {36,742,00  2.92
CPAR.KM 0:0.37 0:92 4e3 {6,170,772,2¢3,1e3}* 86 {32,10,4,2,0} 1.14
FARCHD 0:5.24 0:58 277 {11,266,0,0,0} 83 {16,6,32,00  2.27
FARCHD.KM 0:3.32 0:57 479 {11,2,466,0,0} 85 {20,6,3,1,0} 1.46
Resultados de la propuesta de operadores heuristicos
1. RISTRE 2.5:3.9 70:74 189 {1,12,42,60,74} 58 {31,10,5,3,1} 20
2.Simpl.regl.  1.0:4.2 70:73 156 {0,13,38,60,45} 56 {32,10,5,3,1} 17:14
3.Unaaltern.  0.5:1.0 70:88 179 {1,23,65,67,23} 53 {27,9,3,2,1} 37:14
4.Elim.cond. 0.6:2.3 70:76 217 {0,39,115,63,0} 52 {25,7,3,2,1} 23:12
Total 0.5:2.8 70:78 741 {2,87,260,250,142} 63 {28,7,3,2,0} 12
Resultados con Evolucién Gramatical
0.1:1.3 70:95.2 37 {10,7,9,9,2} 41 {22,5,0,0,0} 14

Nota: * indica que la ejecucion fue interrumpida debido al consumo de memoria RAM disponible (18GB)

Nota: ¢ indica que CPAR generd reglas con hasta 9 condiciones

Tabla 6.6: Comparacion de resultados de los conjuntos de reglas obtenidos para casos con complicaciones

En la tabla 6.7 se exponen algunas reglas obtenidas con la propuesta basada en evo-
lucién gramatical. Como ocurre con todos los métodos, se detectan todas las relaciones
entre los datos, incluidas las triviales. De ahi, que aparezca la regla R1, que es trivial, ya
que parece logico que pueda haber alguna complicacién si un paciente pierde mucha
sangre. Ademas de esta regla, aparecen otras dos que pueden despertar interés en los
expertos. Porun lado, la regla R2 estd poniendo de manifiesto que pueden aparecer com-
plicaciones, con una altisima probabilidad (confianza del 100 %) si una intervencién qui-
rdrgica tiene una duracion elevada (méas de 200 minutos), el espesor maximo del tumor

es mayor de 2.2 cm y la hemoglobina en sangre antes de la intervencion es menor de
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11.9. Por otro lado, es de especial interés la regla R3, la cual tiene una confianza superior
al 80 %, ya que relaciona la ocurrencia de complicaciones con la localizacion del tumor
respecto a la reflexién peritoneal, con la seccion tumoral en varios fragmentos y con un
numero de ganglios linfaticos extirpados superior a 47. Esta regla sugiere un estudio en

profundidad por parte del cirujano experto.

Id  Antecedente de laregla Evaluacidn del experto
R1  BL>1000 ml Trivial

R2  LS>200&MT>2.2&BH<=11.9 Interesante

R3  RM<>Debajo & TS<>No & IG>47  Interesante

Tabla 6.7: Algunas reglas obtenidas con EG para casos con complicaciones

6. Conclusiones de este capitulo

En este capitulo se ha expuesto la aplicacion de GE para la induccion de arboles de
clasificacion a partir de nuestro conjunto de datos de CCR. Para ello, hemos utilizado el
conocido paquete de Python para Gramatical Evolution PonyGE2 y hemos desarrollado
nueve operadores especificos. Estos operadores han permitido inducir, no sélo arboles
de clasificacién mas interpretables en contraste con la solucién inicial de PonyGE2, sino
también soluciones con una calidad comparable a las producidas por los algoritmos
C4.5y CART, ampliamente conocidos. Por Ultimo, hemos comparado los resultados ob-
tenidos utilizando evolucién gramatical con los obtenidos por métodos estandar de mi-
neria de reglas de asociacion y por nuestro método basado en operadores heuristicos,

con un resultado muy competitivo en favor de la propuesta de evolucién gramatical.

7. Publicaciones asociadas a este capitulo

Las publicaciones realizadas del trabajo expuesto en este capitulo son las siguientes:

» J. A Delgado-Osuna, C. Garcia-Martinezand S. Ventura. Smart Operators for Indu-
cing Colorectal Cancer Classification Trees with PonyGE2 Grammatical Evolu-
tion Python Package. In 2022 IEEE Congress on Evolutionary Computation (CEC),
pages 1-9, 2022.






Capitulo 7

Conclusiones y trabajo futuro

Esta tesis doctoral se ha centrado en el desarrollo de modelos de aprendizaje auto-
maético para la extraccion de conocimiento a partir de una base de datos de pacientes
con céancer colorrectal.

Los objetivos que nos marcamos al inicio fueron los siguientes:

1. Revision bibliogréfica del estado del arte de modelos de data mining aplicados a

CCR.

2. Aplicacion a nuestra base de datos de CCR de modelos de mineria de datos fre-

cuentemente usados en la bibliografia.
3. Desarrollo de nuevos modelos de extraccion de conocimiento en CCR.

4. Comparaciéndelos nuevos modelos desarrollados con los previamente existentes

en la bibliografia.

Esimportante destacar que, dado nuestro interés por la extraccién de conocimiento,
nuestro trabajo se ha centrado en modelos que comUnmente se denominan interpreto-
bles, es decir, que permiten que un ser humano pueda entender por qué un algoritmo
ha dado un resultado y no otro. El concepto de “interpretabilidad” tiene ain mayor
importancia, si cabe, cuando estamos hablando de algoritmos que se aplican a datos
de salud.

El resto del capitulo se desarrolla de la siguiente manera: en la seccién 1 se analizan
los resultados alcanzados con este trabajo de tesis de doctoral. En la seccion 2 se expo-

nen una serie de lineas futuras de trabajo que podrian desarrollarse en adelante y se

149
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cierra el capitulo con la seccidn 3, en la que se enumeran las publicaciones asociadas a

la tesis y otras dos no relacionadas con la misma.

1. Resultados

Como no podia ser de otra manera, todo estudio de investigaciéon debe comenzar
con una profunda revision bibliografica del estado del arte en relacion con la materia
en estudio y concretamente ese era nuestro primer objetivo. En concreto, en esta te-
sis doctoral se ha realizado una revision bibliografica muy exhaustiva de técnicas de ML
aplicadas a CCR que ha sido plasmada en el capitulo 2. Dicha revisién se ha planteado
a modo de taxonomia que clasifica los diferentes trabajos estudiados atendiendo a dife-
rentes criterios como son el tipo de dataset utilizado (imagenes, datos tabulares o datos
de microarrays), el tipo de algoritmo utilizado, el tamafio del dataset y su disponibilidad
publica, el uso o no de algoritmos de seleccién de caracteristicas y el uso o no de algo-
ritmos de extraccion de caracteristicas. Esta forma de plantear la revisién bibliografica
da amplias posibilidades al lector puesto que le permite tener una vision del estado del
arte desde el punto de vista de aquel o aquellos aspectos que mas le interesen.

Aparte de la revision bibliografica, para los tres objetivos restantes los resultados ob-

tenidos son los siguientes:

1. Un modelo de extraccion de reglas de asociacién de clases con la intencion de
entender mejor por qué algunos pacientes podrian sufrir complicaciones tras una

intervencién quirlrgica o recidivas del cancer sufrido.

2. Un modelo de seleccién de caracteristicas y de instancias para poder inducir me-

jores arboles de clasificacion.

3. Un algoritmo de Evolucién Gramatical para inducir una gran variedad de arboles
de clasificacion tan precisos como los obtenidos por los conocidos métodos C4.5

y CART.

En todos estos casos, nuestras propuestas han sido comparadas con los métodos
estado-del-arte de la literatura, sobre nuestro conjunto de datos de cancer colorrectal.

A continuacién, describimos en mas detalle dichos avances.
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En el capitulo 4, hemos presentado un modelo para la extraccion de conocimiento
en los casos de CCR que tenian complicaciones y recidivas. Para ello, se realiz6 una revi-
sién de la literatura relacionada con la extraccion de reglas de asociacién y se propuso
una metodologia novedosa basada en la aplicacién de 4 operadores heuristicos desa-
rrollados por nosotros. En este trabajo se hace uso de herramientas que pertenecen a
dos de los principales campos de la mineria de datos, como son la clasificacion vy el
descubrimiento de reglas de asociacion. En la fase experimental, se han obtenido los
resultados generados con cada uno de los 4 operadores propuestos asi como con la apli-
cacién de todos ellos en el marco de la metodologia completa desarrollada y han sido
comparados con los resultados del algoritmo Apriori y con los de tres representantes
de la clasificacién asociativa, como son CBA2, CPAR y FARCHD, llegando a la conclusién
de que los conjuntos de reglas generados por nuestra propuesta son mas interesantes
para la posterior revision por parte del cirujano experto por diversos motivos como los
siguientes: nuestra propuesta ha sido la Unica capaz de utilizar el conjunto de datos ori-
ginal sin hacer modificaciones en los datos (discretizaciones o imputaciones artificiales
de datos perdidos), Apriori no detecta algunas relaciones interesantes o produce dema-
siadas reglas que son superficiales, CBA2 y CBA2.KM generaron muy pocas reglasy muy
simples con informacion trivial o absurda, CPAR y CPAR.KM generaron demasiadas re-
glas muy especificas con altos niveles de confianza pero con bajo soportey, por ultimo,
FARCHD y FARCHD.KM produjeron, con mucha frecuencia, reglas con bajos niveles de
confianza.

En el capitulo 5 se ha analizado la posibilidad de generar arboles de clasificacion
Mas precisos, para nuestra base de datos con informacion de pacientes con cancer co-
lorrectal, mediante la aplicacion previa de métodos de seleccidn de caracteristicas y de
seleccién deinstancias. Se haabordado el problema con dos algoritmos evolutivosy con
métodos heuristicos presentes en la biblioteca Scikit - learn. En concreto, los algoritmos
evolutivos utilizados han sido el Algoritmo Evolutivo Generacional (AEG) y el algoritmo
CHC. En cuanto a los métodos heuristicos que se han utilizado, estos son GUS, SP, SK-
Best, SFpr, SFwe, SFdr, SFromModel(Tree), RFE(Tree), RFECV(Tree), VarianceThreshold,
SquentialFS_foward y SequentialFS_backward. Los resultados obtenidos muestran una

ligera ventaja para algunas de las instanciaciones de los métodos evolutivos.
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Por Ultimo, en el capitulo 6, se ha descrito una aproximacion de Evoluciéon Gramatical
para la induccion de arboles de clasificacion a partir de nuestra base datos de CCR, con
el objetivo de hallar descripciones de casos con complicaciones. Como punto de parti-
da se ha utilizado el paquete PonyGE2 de Python, pero ademas se han desarrollado 9
operadores con la intencidn de obtener arboles mas interpretables que los que genera
PonyGE2 por defecto, sin que ello suponga obtener rendimientos peores que los de los
métodos C4.5 y CART, que son, como ya sabemos, métodos de referencia en la induc-
cion de arboles de clasificacién. En la fase experimental hemos podido comprobar que,
efectivamente, los arboles de clasificacién obtenidos utilizando los 9 operadores desa-
rrollados son mas interpretables en comparacion con la solucion inicial de PonyGE2 y,
ademas, con una calidad comparable a las soluciones producidas por los algoritmos

C4.5y CART.

2. Trabajo futuro

Tras el trabajo realizado y presentado en esta memoria de tesis doctoral, considera-
mos que se pueden abrir nuevas lineas de trabajo similares que seria interesante explo-
raren un futuro. Como ya sabemos, el uso de Machine Learning aplicado a salud tiene un
potencial enorme en el desarrollo de la medicina personalizada y de precision, algo que
en la actualidad tiene tanto interés por su gran potencial. Tal y como se indica en la web
de una prestigiosa farmacéutica [150] cada persona es unica y, en muchos sentidos, tam-
bién lo son las enfermedades. La revolucion digital en la medicina ofrece nuevas formas de
recopilar datos de alta calidad de cada persona y conectarlos a datos de grupos mas gran-
des para su posterior andlisis. Esto nos permite llegar a un mayor conocimiento de como
tratar a cada persona. Solo asi podremos ver queé nos distingue a cada uno como individuos
v traducirlo en una atencion mas personalizada y, por lo tanto, mejorada para cada persona.
En este sentido, el analisis de grandes cantidades de informacién permite sacar patro-
nes de comportamiento que, sin duda, ayudaran a anticipar determinadas actuaciones
sobre los ciudadanos (y digo ciudadanos porque quiza alin no se hayan convertido en
pacientes) para evitar determinadas enfermedades o, al menos, reducir sus efectos ne-

gativos. Esto entronca directamente con el fundamento de la medicina preventiva: todo
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aquello que se pueda evitar siempre sera mejor que tener que corregirlo, tanto desde un
punto de vista puramente de salud como desde un punto de vista de la eficiencia en la
gestidn sanitaria, ya que se permitira actuar sobre el ciudadano de forma proactiva, lo
mas personalizada posible y con el menor coste.

En esta tesis doctoral, como ya hemos visto, se ha utilizado una base de datos que
contiene registros de algo mas de 1500 de pacientes con cancer colorrectal. Sin embar-
go, la cantidad de datos que se generan es cada vez mayory de mejor calidad, y ademas
proveniente de multiples fuentes, por lo que la precisién de las conclusiones que se pue-
dan extraer haciendo uso de técnicas de Machine Learning también sera mayor.

Por tanto, teniendo en cuenta lo comentado sobre estas lineas y teniendo en cuen-
ta el trabajo realizado, seria muy interesante poder abordar en un futuro las siguientes

propuestas.

= Aplicacién de los modelos de ML desarrollados a otras patologias para las que se
puedan conseguir datos tabulares. De este modo se podrian generalizar los mo-
delos obtenidos, haciéndole los ajustes necesarios, para que se puedan aplicar a

cualquier patologia.

= Otralinea que seria interesante explorar consistiria en aplicar los modelos desarro-
llados sobre historias clinicas escritas en lenguaje natural. Para ello, seria necesario
realizar previamente un procesamiento que permita convertir esos textos en datos
tabularesy, de ese modo, se estaria introduciendo la aplicacion de técnicas de PLN

(Procesamiento de Lenguaje Natural).

= Elcampo de laimagen médica también tiene un gran potencial gracias a la canti-
dad de informacion que contiene cada una de las iméagenes, ya sean radiologicas,
de anatomia patologica o de cualquier otro tipo. Por ello, seria muy interesante am-
pliar este trabajo para que no sélo se consideren datos tabulares sino que también

se permita el uso de imagenes.

= Algo mucho mas ambicioso, y muy interesante, seria estudiar la posibilidad de
generar un sistema para la creacion de digital twins (gemelos digitales) en pacien-
tes con cancer colorrectal. Un digital twin es un técnica de ingenieria que pretende

obtener, usando inteligencia artificial, un modelo digital de un sistema complejo
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3.

3.1.

(por ejemplo un motor de un avién) que permita realizar simulaciones virtuales
del comportamiento que tendria dicho sistema complejo real en determinadas si-
tuaciones. Esto mismo se estd empezando a explorar aplicado a la medicina. En
esta linea, seria de gran valor la obtencion de gemelos digitales para pacientes con
CCR de modo que se pueda conocer, de forma virtual y con una alta precisién, si
la aplicacion de una determinada técnica terapéutica o de un determinado trata-
miento quimioterapico puede dar lugar a complicaciones antes de que se aplique
realmente, con el objetivo de reducir los posibles eventos adversos y de aumentar
la eficiencia en el proceso terapéutico. Para ello, seria de gran valor poder ofrecer al
facultativo descripciones interpretables que justifiquen por qué el sistema experto

predijo (o no) la ocurrencia de una complicacion.

Publicaciones

Directamente relacionadas con la tesis doctoral

Como resultado del trabajo de investigacion de estos afios, se han realizado las si-

guientes publicaciones directamente relacionadas con la tesis:

m Revista Internacional

J.A. Delgado - Osuna, C. Garcia - Martinez, J. Gémez - Barbadillo, and S. Ven-
tura. Heuristics for interesting class association rule mining a colorectal
cancer database. Information Processing and Management, 57(3), 102207,
2020.

m Conferencias Internacionales

J.A. Delgado - Osuna, C. Garcia - Martinez, S. Ventura, and J. Gémez Barbadi-
llo. Obtaining tractable and interpretable descriptions for cases with com-
plications from a colorectal cancer database. In 2019 IEEE 32nd Internatio-
nal Symposium on Computer-Based Medical Systems (CBMS), pages 459-464,
2019.
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J. A. Delgado-Osuna, C. Garcia-Martinez and S. Ventura. Smart Operators for
Inducing Colorectal Cancer Classification Trees with PonyGE2 Grammati-
cal Evolution Python Package. In 2022 IEEE Congress on Evolutionary Compu-

tation (CEC), pages 1-9, 2022.
m Conferencias Nacionales

J.A. Delgado-Osuna, D. Ranchal-Parrado, C. Garcia-Martinez and S. Ventura.
Seleccion de caracteristicas en una base de datos sobre el cancer colorrec-
tal. In XIX Conferencia de la Asociacién Espafiola para la Inteligencia Artificial

(CAEPIA), pages 753-756, 2021.

3.2. Otras publicaciones

Otras publicaciones que no estan directamente relacionadas con la tesis son las si-

guientes:

m Revista Internacional

J.A. Delgado - Osuna, M. Lozano and C. Garcia - Martinez. An alternative arti-
ficial bee colony algorithm with destructive-constructive neighbourhood
operator for the problem of composing medical crews. Information Scien-

ces 326, pages 215-226, 2016.
» Conferencias Nacionales

J.A. Delgado - Osuna, M. Lozano and C. Garcia - Martinez. Algoritmo de colo-
nias de abejas artificiales para la composicion de equipos médicos. In XII|
Conferencia de la Asociacién Espafiola para la Inteligencia Artificial (CAEPIA),

pages 199-208, 2015.
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