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El trabajo realizado por el doctorando ha sido satisfactorio, habiéndose producido 
diversos modelos de aprendizaje automático para el estudio de una base de datos de 
cáncer colorrectal, que a su vez se han publicado en diferentes foros de investigación. 
En paralelo se trabajó en la preparación de los datos de los que se disponía y la 
revisión de la literatura en materia de modelos de aprendizaje automático para casos 
de cáncer colorrectal. Se detectó que el análisis de datos tabulares en estos casos no 
eran los predominantes y que, además, no estaban orientados a la detección de 
factores que habían influido en la aparición de complicaciones posteriores a una 
intervención quirúrgica, uno de los mayores intereses del equipo que proveyó el 
conjunto de datos. Se consiguió entonces diseñar un nuevo modelo de extracción de 
reglas de asociación con clase, que se publicó en la revista Information Processing & 
Management (2020), y una versión preliminar en el Simposio Internacional IEEE 
Computer Based Medical Systems (2019). A partir de ahí, se continuó con la mejora 
de los modelos utilizados para el análisis de dicho conjunto de datos mediante reglas 
de asociación con clase. Para ello, se presentó un método evolutivo para la selección 
de características e instancias para la inducción de árboles de clasificación, más 
eficaces que los anteriormente utilizados, en el Congreso de la Asociación Española 
para la Inteligencia Artificial de 2021, y un método de programación genética orientado 
a la generación diversa de árboles de inducción, a partir de los cuales se obtendrían 
posteriormente conjuntos de reglas de asociación con clase más interesantes de 
analizar, en el Congreso Internacional IEEE de Computación Evolutiva (2022). 
 
 
Por todo ello, se autoriza la presentación de la tesis doctoral. 
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Abstract

Today, in healthcare, there is a growing interest in considering Artificial Intelligence
techniques, specifically Machine Learning techniques, which have been providing good
results in different fields such as industry, e‑commerce, education, etc., since a long ti‑
me ago. However, in the field of healthcare there is an even greater challenge because
it is needed both highly tested systems, since their results will have a direct impact on
people's health, and a good level in terms of interpretability. This is very important since
with black box methods, which can be very precise, it will be dificult to know what mo‑
tivated the automatic system to take one decision or any other. This fact can generate
rejection among healthcare professionals due to the insecurity they may feel because
they cannot explain a clinical decision taken on the basis of a decision support system.

In this context, from the very begining we established that the interpretability of the
results should be one of the premises leading all the work carried out in this doctoral
thesis. In this sense, all the developments carried out generate either classification trees
(which produce interpretable rules) or association rules that describe relationships bet‑
ween existing data.

On the other hand, colorectal cancer is a malignant neoplasia with a high morbidity
andmortality rate in bothmenandwomen,whichunquestionably requiresmultidiscipli‑
nary care inwhichdifferenthealthcareprofessionals (familydoctors, gastroenterologists,
radiologists, surgeons, oncologists, pharmacists, nursing staff, etc.) take a joint approach
to the pathology in order to offer the best possible care to the patient. But it would al‑
so be very interesting to incorporate data scientists into this multidisciplinary team in
the future, as they can make the most of all the information that is generated on this
pathology daily.

In this doctoral thesis, it has been proposed the study of a dataset of patients with
colorectal cancer with a set of artificial intelligence techniques and the development of
newmachine learning models for it. The results are shown below:

A literature review on the use of Machine Learning applied to colorectal cancer,
from which a taxonomy of the existing works has been produced. This taxonomy
classifies the different works of the state‑of‑the‑arte according to different criteria
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such as the type of dataset that has been used, the type of algorithm that has been
implemented, the size of the dataset and its public availability, the use or not of
feature selection algorithms and the use or not of feature extraction techniques.

A class association rule extraction model with the intention of better understan‑
ding why some patients might experience complications after surgery or recurren‑
ce of their cancer. This work has given rise to amethodology for obtaining interpre‑
table andmanageable descriptions (it is important that the generated rules have a
reduced size so that they are useful for practitioners).

A feature and instance selection model to induce better classification trees.

A Grammatical Evolution algorithm to induce a wide variety of classification trees
as accurate as those obtained by the well‑known C4.5 and CART methods. In this
case, the PonyGE2 Python library has been used and, due to its low specificity for
application toourproblem,a seriesof operatorshavebeendeveloped,whichallow
inducing more interpretable trees compared to those produced by PonyGE2 in a
standard way.

The results obtained in each of the developments carried out have been compared
with the results provided by well known methods existing in the literature, both in the
field of classification and in the field of association rule mining, demonstrating a better
fit of our models to the features of the dataset, which can be applied to other cases.

great efficiency in our models. This demonstrates that it is possible to reach a good
balance between precision and interpretability.
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Resumen

En la actualidad, en el ámbito sanitario, hay un interés creciente en la consideración
de técnicas de Inteligencia Artificial, en concreto técnicas de Aprendizaje Automático o
Machine Learning, que tan buenos resultados están proporcionandodesde hace tiempo
en diferentes ámbitos, como la industria, el comercio electrónico, la educación, etc. Sin
embargo, en el ámbito de la sanidad hay un reto aún mayor ya que, además de nece‑
sitar sistemas muy probados, puesto que sus resultados van a repercutir directamente
en la salud de las personas, también es necesario alcanzar un buen equilibrio en cuan‑
to a interpretabilidad. Esto es de gran importancia ya que, actualmente, con métodos
de caja negra, que pueden llegar a ser muy precisos, es difícil saber qué motivó que el
sistema automático tomara una decisión y no otra. Esto puede generar rechazo entre
los profesionales sanitarios debido a la inseguridad que pueden llegar a sentir por no
poder explicar una decisión clínica tomada en base a un sistema de apoyo a la toma de
decisiones.

En este contexto, desde el primer momento establecimos que la interpretabilidad
de los resultados debía ser una de las premisas que gobernara transversalmente todo el
trabajo que se desarrollara en esta tesis doctoral. En este sentido, todos los desarrollos
realizados generan bien árboles de clasificación (los cuales dan lugar a reglas interpre‑
tables) o bien reglas de asociación que describen relaciones entre los datos existentes.

Por otro lado, el cáncer colorrectal es una neoplasiamaligna con una altamorbimor‑
talidad tanto en hombres como en mujeres. Esta requiere, indiscutiblemente, de una
atención multidisciplinar en la que diferentes profesionales sanitarios (médicos de fa‑
milia, gastroenterólogos, radiólogos, cirujanos, oncólogos, farmacéuticos, personal de
enfermería, etc.) realicenunabordaje conjuntode lapatologíaparaofrecer lamejor aten‑
ción posible al paciente. Pero además, en adelante, sería muy interesante incorporar a
científicos de datos en ese equipo multidisciplinar, ya que se puede sacar un gran parti‑
do a toda la información que se genera diariamente sobre esta patología.

En esta tesis doctoral se ha planteado, precisamente, el estudio de un conjunto de
datos depacientes con cáncer colorrectal conunun conjuntode técnicas de inteligencia
artificial y el desarrollo de nuevos modelos de aprendizaje automático para el mismo.
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Los resultados han sido los que se exponen a continuación:

Una revisión bibliográfica sobre el uso deMachine Learning aplicado a cáncer colo‑
rrectal, a partir de la cual se ha realizado una taxonomía de los trabajos existentes
a fecha de realización del estudio del estado del arte. Esta taxonomía clasifica los
diferentes trabajos estudiados atendiendo a diferentes criterios como son el tipo
de dataset utilizado, el tipo de algoritmo implementado, el tamaño del dataset y
su disponibilidad pública, el uso o no de algoritmos de selección de características
y el uso o no de técnicas de extracción de características.

Un modelo de extracción de reglas de asociación de clases con la intención de
entender mejor por qué algunos pacientes podrían sufrir complicaciones tras una
intervención quirúrgica o recidivas de su cáncer. Este trabajo ha dado lugar a una
metodología para la obtención de descripciones interpretables y manejables (es
importante que las reglas generadas tengan un tamaño reducido de manera que
así sea útil para los sanitarios).

Un modelo de selección de características y de instancias para poder inducir me‑
jores árboles de clasificación.

Un algoritmo de Evolución Gramatical para inducir una gran variedad de árboles
de clasificación tan precisos como los obtenidos por los conocidos métodos C4.5
y CART. En este caso, se ha utilizado la librería PonyGE2 de Python y, debido a su
escasa especificidad para aplicación a nuestro problema, se han desarrollado una
serie de operadores que permiten inducir árboles más interpretables en compara‑
ción con los que produce PonyGE2 de forma estándar.

Los resultados obtenidos en cada uno de los desarrollos realizados se han compa‑
rado con los resultados proporcionados por métodos existentes en la literatura y de re‑
conocido prestigio, tanto del campo de la clasificación como del campo de la minería
de reglas de asociación, demostrándose una mejor adaptación de nuestros modelos a
las características que presentaba el conjunto de datos de estudio, y que pueden ser de
aplicación a otros casos.
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Acrónimos y abreviaturas

Acrónimo Significado

AG Algoritmo Genético
ALI Axis of Least Inertia
BNF Bacus‑Naur Form
CART Classification And Regression Trees
CBA2 Classification Based Association
CCR Cáncer Colorrectal
CFS Correlation based Feature Selection
CIE Clasificación Internacional de Enfermedades
CNN Convolutional Neural Network
CPAR Classfication based on Predictive Association Rules
CTMCM Complex Textural Microstructure Coocurrence Matrix
DT Decision Tree
EG Evolución Gramatical
EHR Electronic Health Record
EML Extreme Machine Learning
EOCM Edge Orientation Coocurrence Matrix
FA Factor Analysis
FARCHD Fuzzy Association Rule‑based Classification for High‑

Dimensional problems
FS Feature Selection
FSPF Fuzzy Signed Pressure Force
FURIA Fuzzy Unordered Rule Induction Algorithm
GLCM Gray Level Coocurrence Matrix
GLM Generalized Linear Model
HOG Histogram of Oriented Gradient
IALO Improved Ant Lion Optimizer
KMO Kaiser‑Meyer‑Olkin
kNN k‑Nearest Neighbors

(Continúa en página siguiente)
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Acrónimo Significado

LBP Local Binary Patterns
LDA Linear Discriminant Analysis
LSTM Long Short‑Term Memory
MARS Multivariate Adaptive Regression Splines
MKF Mixed Kernel Function
ML Machine Learning
MR Misclasification Rejection
mRMR minimum Redundancy Maximum Relevance
MRMS Maximum Relevance Maximum Significance
MSE Mean Squared Error
NBI Narrow Band Imaging
NIH National Institutes of Health
PCA Principal Component Analysis
PLN Procesamiento de Lenguaje Natural
PLS Partial Least Square
PTC Principal Component Transform
RF Random Forest
RISTRE RISTRE, Recursive Induction of Supervised Trees and subse‑

quent Rule Extraction
SFS Sequential Forward Selection
SFFS Sequential Floating Forward Selection
SMO Sequential Minimal Optimization
SNP Single Nucleotide Polymorphism
SVM Support Vector Machine
TAC Tomografía Axial Computerizada
TMCM Textura Microstructure Coocurrence Matrix
TNM Tumor ‑ Nodes ‑ Metastasized
OPT Optical Projection Tomography
WAI Weighted Average Intensity
WOA Whale Optimization Algorithm

xvi



“Lamayoría de las ideas fundamentales de la ciencia son esencialmente sencillas y, por
regla general, pueden ser expresadas en un lenguaje comprensible para todos”.

(Albert Einstein)
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Capítulo 1

Introducción

“La salud es un estado completo de bienestar físico, mental y social, y no solamente la

ausencia de afecciones o enfermedades”, según establece la Organización Mundial de la
Salud en su constitución [128]. En este sentido, el sistema sanitario público, ya sea auto‑
nómico o estatal, tiene un gran reto por delante ya que no sólo tiene que curar o prevenir
enfermedades sino que debe tener una visión holística de la persona que integre y dé
estabilidad al bienestar físico, mental y social.

La salud de la población es fundamental para propiciar el desarrollo social y econó‑
mico que toda sociedad desea como seña de prosperidad. En este sentido, los poderes
públicos tienen la obligación social de que la sanidad sea accesible a cualquier perso‑
na con independencia de su razón económica, cultural, social o racial. Pero no sólo eso,
sino que también tienen la obligación de que la prestación sanitaria se haga en térmi‑
nos de eficacia (prestando el servicio que se espera que se preste) y de eficiencia (con el
menor consumo de recursos posible), y aquí es donde es necesario centrar muchos es‑
fuerzos para tratar de anticipar actuaciones en aras de prevenir enfermedades o eventos
adversos en determinados tratamientos o técnicas diagnósticas y/o terapéuticas.

En nuestro caso, nos hemos centrado en una patología de especial relevancia en la
sociedadactual, comoes el CáncerColorrectal (CCR). Este tipode cáncer es unproblema
sanitario de primera magnitud debido a su elevada morbimortalidad. A nivel mundial,
según el Global Cancer Observatory (GLOBOCAN)[164], centrándonos en la mortalidad,
en el año 2020 fue la tercera causa de muerte por cáncer en hombres, con un 9,3% de
las defunciones, por detrás del cáncer de pulmón (21,5%) y del cáncer hepático (10,5%),
mientrasqueenel casode lasmujeres fue también la tercera causademuertepor cáncer,
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con un 9,5%de las defunciones, por detrás del cáncer demama (15,5%) y del cáncer de
pulmón (13,7%). En lo que respecta a la morbilidad, en el caso de los hombres también
fue el tercer tipo de cáncer más diagnosticado, con un 10,6% de los nuevos casos, por
detrás del cáncer de pulmón (14,3%) y del cáncer de próstata (14,1%), mientras que en
el caso de lasmujeres, el diagnóstico de CCR ocupa el segundo lugar con un 9,4%de los
nuevos casos, por detrás del cáncer de mama con el 24,5%.

Existen diversos factores de riesgo que pueden aumentar las probabilidades de que
una persona presente pólipos y/o CCR. Algunos de estos factores no son modificables,
como es el caso de la edad (lamayoría de los casos aparecen por encima de los 50 años)
y el sexo (es más frecuente en hombres que en mujeres). Sin embargo, existe evidencia
a favor de que la modificación de diversos factores de riesgo, como la dieta, el estilo de
vida, los antioxidantes y/o la quimioprevención, pueden incidir en las diversas etapas
del desarrollo del CCR, ya sea previamente a la aparición de los adenomas (lesión pre‑
cursora en la mayoría de casos), durante el crecimiento de estos y/o en el proceso de
transformación a carcinoma [30]. En cuanto a la dieta, los expertos recomiendan redu‑
cir la ingesta de carnes rojas, carnes procesadas y promover una dieta rica en fibra, fruta
y pescado. También se recomienda una dieta pobre en grasas y la práctica de ejercicio
físico de formahabitual. Por último, el consumode alcohol debe sermoderadomientras
que el tabaco debe ser abandonado.

Concretando, podemos decir que el CCR es una neoplasia maligna para la que es
necesario un abordaje multidisciplinar en el que se unan los esfuerzos de médicos de
familia, oncólogos, cirujanos, radiólogos, gastroenterólogos, farmacéuticos, enfermeras,
etc. con el fin último de ofrecer a los pacientes que la sufren la mejor atención sanitaria
posible.

También es conocido que en ocasiones la evolución de un paciente que ha sido in‑
tervenido quirúrgicamente por CCR (al igual que en otras patologías) depende en cierta
medida de la presencia o no de fallos en la asistencia que le ha sido prestada. En este
sentido, desde hace mucho tiempo, diversas organizaciones profesionales y asociacio‑
nes científicas insisten en la necesidad de que los profesionales sanitarios auditen perió‑
dicamente sus resultados [110] [124] [178] como oportunidad para identificar posibles
fallos en la práctica asistencial y así corregir problemas que permitan unamejor asisten‑
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cia a los pacientes futuros. En este sentido, para que las auditorías se puedan llevar a
cabo con la calidad deseada, es necesario contar con sistemas de registro específicos
que permitan recoger todas las variables necesarias para poder realizar dichas audito‑
rías. Los sistemas de registro existentes en lamayoría de los hospitales son insuficientes
para este propósito dado que no contemplan la especificidad necesaria para cada una
de las posibles patologías a auditar.

Por otro lado,Machine Learning (o Aprendizaje Automático) es la disciplina que estu‑
dia cómo los ordenadores pueden“aprender”apartir de los datos disponibles, con el
propósito de reconocer patrones ocultos en dichos datos que puedan servir para tomar
decisiones [67]. Esta disciplina está teniendo un crecimiento exponencial en los últimos
tiempos, ya que está aportando grandes avances en casi cualquier área, comopuede ser
el comercio electrónico, la educación o la salud, entre otras muchas.

En nuestro caso, diferentes técnicas de Machine Learning pueden ayudarnos en el
proceso de auditoría comentado anteriormente, ya que nos pueden ayudar a descubrir
automáticamente patrones de comportamiento que puedan identificar posibles causas
que anticipen algún problema de salud, ya sean bien por errores humanos en la asisten‑
cia sanitaria prestada bien por la evolución de la propia patología.

Nosotros hemos tenido la gran suerte de contar con una base de datos de CCR que
almacena una gran cantidad de variables sobre la evolución de cada paciente. Esta base
de datos, que será descrita en la siguiente sección, ha sido recogida durante más de 10
años por el Dr. Gómez Barbadillo en el H.U. Reina Sofía y será la utilizada en el desarrollo
de esta tesis doctoral. Sobre este conjunto de datos aplicaremos diferentes técnicas de
machine learning, tanto del campo de la clasificación como del campo de la minería de
reglas de asociación, que serán las que constituyan el núcleo central del desarrollo de
esta tesis doctoral.

La organización de este capítulo es la siguiente: en la primera sección se dará una
descripción de la base de datos disponible sobre pacientes con cáncer colorrectal, aun‑
que después se desarrollará conmayor detalle en el capítulo 3. En la segunda sección se
hará una breve mención al proceso de extracción de conocimiento a partir de datos. En
la tercera, se expondrán los objetivos de esta tesis y, ya por último, en la cuarta sección
se describirá la estructura de la misma.
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1. Base de datos de pacientes con Cáncer Colorrectal

El desarrollo de esta tesis doctoral ha sidoposible, tal y como se ha comentado sobre
estas líneas, gracias a la existencia de una base de datos de pacientes con cáncer colo‑
rrectal. El uso de esta base de datos cuenta con la autorización del Comité de Ética de
la Investigación de Córdoba (Acta nº261, ref. 3428) y además se ha manejado con todas
las garantías exigidas por la normativa vigente en materia de protección de datos.

Esta base de datos ha sido recogida durante más de 10 años por el Dr. Gómez Bar‑
badillo, cirujano general y del aparato digestivo, experto en cáncer de colon y recto. Di‑
cha base de datos contaba inicialmente con un total de 1826 pacientes y 172 variables
o características1. Sin embargo, una vez realizados los trabajos de depuración de datos
previos a poder usarla, en los que se handescartadoalgunospacientes queno cumplían
los requisitos mínimos de calidad, algunas variables que estaban en desuso y también
se han creado algunas nuevas variables como agregación de varias de ellas, el número
total de pacientes disponibles es de 1516 y el número de variables usadas es 126.

Esta base de datos, así como el proceso seguido para su depuración, será objeto de
desarrollo en mayor profundidad en el capítulo 3.

2. Minería de datos y knwoledge discovery

En la actualidad nos encontramos inmersos en la era de la información o, mejor di‑
cho, en la era de los datos tal y como matizan Han et al. [67]. Este matiz es muy impor‑
tante ya que lo que hay en gran cantidad son datos gracias a los cuales, con las técnicas
adecuadas y usadas convenientemente, podemos llegar a obtener información que dé
lugar, posteriormente, a conocimiento útil. Esto, en el ámbito de la salud, es de gran im‑
portancia ya que existen múltiples registros de datos sobre un mismo paciente que, en
muchos casos, no están interconectados entre sí generando de estemodo islas de infor‑
mación, las cuales hacen que se pierda gran parte del valor potencial que podrían tener

1A lo largo de este documento, los términos atributo, variable y característica se utilizarán como sinóni‑
mos.
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si dichos registros estuvieran integrados unos con otros.
En este sentido, la labor del científico de datos, término que está tan de moda en la

actualidad, es crucial ya que con su trabajo se pueden extraer relaciones entre diferentes
datos provenientes de distintas fuentes que de forma nativa no están conectadas.

Laminería de datos o data mining es, demodoglobal, la herramienta que el científico
de datos tiene a su alcance para convertir ingentes cantidades de datos en información.
Hay personas que consideran que data mining es un sinónimo de knowledge discovery,
pero sin embargo, otros autores, entre los que nos incluimos, entendemos que data mi‑
ning es una fase más del proceso de knowledge discovery, el cual tiene las siguientes
etapas [67]:

1. Limpieza de datos: eliminación de ruido y de datos inconsistentes.

2. Integración de datos: combinación de múltiples orígenes de datos.

3. Seleccióndedatos:obtencióndedatos concretosque son relevantespara la tarea
de análisis que se quiere llevar a cabo.

4. Transformación de datos: se realizan transformaciones sobre los datos y se con‑
solidan en formatos adecuados realizando operaciones de resumen o de agrega‑
ción.

5. Data mining: proceso esencial en el que se aplican métodos inteligentes para ex‑
traer patrones a partir de los datos.

6. Evaluación de patrones: se identifican, a partir de métricas de interés, los patro‑
nes que son realmente interesantes para representar el conocimiento.

7. Representación del conocimiento: se utilizan técnicas de visualización y de re‑
presentación para mostrar a los usuarios el conocimiento extraído.

A la vista de estas etapas, pensamos que queda claro el lugar que ocupa el data mi‑
ningdentrodel procesode knowledgediscovery, siendounade las tareasmás importan‑
tes ya que gracias a ella sale a la luz informaciónque se encuentra oculta en los datos. De
este modo, basándonos en la definición dada por Frawley et al. [49], podemos concluir
que:
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Knowledge Discovery es la extracción no trivial de información implícita, previa‑
mente desconocida y potencialmente útil que se encuentra en los datos. De este
modo, se podría decir que Data Mining hace referencia concretamente a la ex‑
tracción de patrones a partir de los datos, mientras que Knowledge Discovery se
refiere al proceso global de descubrimiento de conocimiento útil a partir de los
datos.

En el proceso de minería de datos se hace uso de diferentes herramientas corres‑
pondientes al mundo de la estadística o de la inteligencia artificial. En relación con los
modelos de inteligencia artificial, existen dos campos principales en los que se englo‑
ban algunas de las técnicas más ampliamente utilizadas. Por un lado, encontramos las
técnicas descriptivas que, tal y como su nombre indica, tratan de describir los datos dis‑
ponibles, extrayendo información a partir de losmismos para especificar qué ocurrió en
eventos pasados. Dicho de otro modo, las técnicas descriptivas tratan de extraer patro‑
nes interesantes o asociaciones entre diferentes variables que servirán para responder
a la pregunta ¿qué pasó?.

Por otro lado, están las técnicaspredictivas que seutilizanparapredecir sucesos futu‑
ros. Estas predicciones ayudarán amejorar un determinado proceso ya que favorecerán
que la toma de decisiones sea lo más acertada posible, teniendo en cuenta que siem‑
pre hay un determinado nivel de incertidumbre. Por tanto, estas técnicas servirán para
responder a la pregunta ¿qué pasará?.

En esta tesis doctoral se hará uso de herramientas que pertenecen tanto a las técni‑
cas descriptivas comoa las técnicas predictivas. En relación con las primeras, se aplicará
descubrimiento de reglas de asociación y, en relación con las segundas, se utilizarán
métodos de clasificación.

El descubrimiento de reglas de asociación puede ser visto como un proceso que
tiene dos etapas:

1. En la primera etapa, se hallan los conjuntos de elementos que satisfacen ciertas
condiciones establecidas por el científicodedatos, comopor ejemplo una frecuen‑
cia mínima de aparición.
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2. En la segunda etapa, se generan reglas de asociación fuerte a partir de los conjun‑
tos frecuentes de elementos. Por definición, estas reglas deben satisfacer el sopor‑
te mínimo y la confianza mínima que se hayan establecido en los parámetros.

Adicionalmente, se pueden aplicar otras métricas de interés a las reglas de asocia‑
ción para descubrir otras correlaciones entre las variables.

Por otro lado, los métodos de clasificación centran el esfuerzo en inferir, a partir de
los datos disponibles, una función desde un conjunto de variables de entrada hacia una
variable objetivo. Basándonos en el libro de Han et al. [67], la clasificación de datos es
un proceso que también consta de dos etapas consecutivas:

1. En la primera etapa, llamada etapa de aprendizaje (o fase de entrenamiento), se
construye un clasificador que describe un conjunto predeterminado de clases de
datos, haciendo uso de un algoritmo de clasificación que se basa en un conjunto
de datos disponibles llamados datos de entrenamiento, los cuales están formados
por una serie de tuplas que tienen asignada una etiqueta de clase. Como dicha
etiqueta de clase es proporcionada junto con los datos, a este proceso también
se le conoce como aprendizaje supervisado. De este modo, esta primera etapa
en el proceso de clasificación puede ser vista como el aprendizaje de una función
y = f(X) que prediga la etiqueta de clase y asociada a una tuplaX dada. Es decir,
con esta visión, esta función separa los datos en clases.

2. En la segunda etapa, el clasificador creado en la primera etapa se utiliza sobre un
conjunto de datos con etiqueta, que no han sido utilizados en la fase de entrena‑
miento, para evaluar su calidad en base a una o varias medidas de rendimiento.
Cuando lasmedidas de rendimiento obtenidas indican un nivel de confianza acep‑
table, el clasificador está listo para ser utilizado para clasificar datos de los que no
se conoce la etiqueta de la clase a la que pertenece.

La diferencia entre ambas técnicas estriba en que la clasificación busca un únicomo‑
delo con una buena precisión para predecir el valor de la variable objetivo sin tener en
cuenta otras posibles conexiones existentes entre los datos, mientras que el descubri‑
miento de reglas de asociación se centra en hallar muchas conexiones posibles entre
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los datos sin pretender generar un modelo que prediga una variable objetivo. Concreta‑
mente, podemos considerar que el descubrimiento de reglas de asociación es una téc‑
nica descriptiva (trata de dar descripciones de los datos) mientras que la clasificación
es una herramienta predictiva, es decir, trata de predecir la clase a la que pertenecerán
nuevos datos.

3. Objetivos

Con este trabajo se pretende iniciar, tanto en el grupo de investigación Knowled‑
ge Discovery and Intelligent Systems (KDIS)2 de la Universidad de Córdoba como en el
propio Hospital Universitario Reina Sofía, una línea de investigación relacionada con el
Aprendizaje Automático (Machine Learning) y el Cáncer Colorrectal, que posteriormente
se podría ampliar a otras patologías. La intención con la que nos embarcamos en este
proyecto no podía ser otra que intentar aportar nuestro granito de arena a la mejora de
la asistencia sanitaria que el Sistema Sanitario Público de Andalucía presta a los pacien‑
tes. Creemos, y estamos convencidos, que la Inteligencia Artificial puede generar gran‑
des avances en la mejora de la sanidad, de igual modo que se está haciendo en otros
ámbitos como por ejemplo la industria, la banca o el comercio electrónico.

Son numerosas las experiencias que ya existen de Machine Learning aplicado a sani‑
dad, tal y como se podrá comprobar en el capítulo 2 de revisión bibliográfica y muchas
otras no incluidas en ese capítulo por no estar relacionadas con la temática de esta tesis
doctoral.

Concretamente, los objetivos que se plantean para el desarrollo de este trabajo son
los que se enumeran a continuación:

1. Revisión bibliográfica sobre el estado del arte de los modelos de Minería de Datos
aplicados a cáncer colorrectal. Es fundamental realizar esta revisión para conocer
profundamente lo que ya se ha hecho por otros investigadores y utilizarlo, si es
posible, como punto de partida para el desarrollo de nuestro trabajo.

2. Aplicación de los modelos de Minería de Datos más frecuentemente usados en la
2https://www.uco.es/kdis/

https://www.uco.es/kdis/
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bibliografía revisada para determinar su comportamiento con la información de la
que disponemos sobre pacientes con cáncer colorrectal.

3. Definición e implementación de nuestro propio modelo de extracción de conoci‑
miento para el caso de pacientes con cáncer colorrectal. Lamotivación de este ob‑
jetivo estriba en poder predecir la ocurrencia de complicaciones postquirúrgicas
y de posibles recidivas en los pacientes. Esto tiene un claro beneficio tanto para
el paciente como para el sistema sanitario, ya que la recuperación del paciente se
hace con unamayor calidad y el coste de la asistencia sanitaria se podría optimizar
al poder anticipar la ocurrencia de ambas situaciones.

4. Comparación de los modelos de minería de datos que desarrollemos con los ya
existentes para poder determinar la bondadde losmismos e identificar sus puntos
fuertes y débiles.

4. Organización y estructura del documento

Este documento está constituido por 6 capítulos (incluyendo este capítulo de intro‑
ducción) en los que se van desarrollando y exponiendo los diferentes trabajos de inves‑
tigación realizados y se culmina con una exposición de conclusiones y posibles trabajos
futuros.

En el capítulo 1, que es en el que nos encontramos, se expone una introducción al
cáncer colorrectal, se presenta la base de datos que se ha utilizado, se da una visiónmuy
general (a modo introductorio) sobre Minería de Datos y Aprendizaje Automático y por
último se exponen los objetivos que enmarcan el desarrollo de esta tesis doctoral.

En el capítulo 2 sedetalla la revisiónbibliográfica realizada, quenosdauna visiónglo‑
bal del estado del arte sobre aprendizaje automático en relación con el cáncer colorrec‑
tal. Dicha revisión bibliográfica se expone a modo de taxonomía en la que se clasifican
los trabajos revisados atendiendo a diversos criterios como son el tipo de dataset usa‑
do (imágenes, datos tabulares y microarrays), el tipo de algoritmo utilizado (caja negra
y caja blanca, con su respectiva subclasificación en función de la/s técnica/s usada/s en
el trabajo), el tamaño del dataset así como la disponibilidad publica del mismo, el uso
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de técnicas de selección de características y el uso de técnicas de extracción de caracte‑
rísticas.

En el capítulo 3 se describe en profundidad la base de datos de pacientes con CCR
que ha sido utilizada para el desarrollo de esta tesis doctoral. Este capítulo describirá la
base de datos en sí, así como todo el proceso seguido para la depuración y limpieza de
la misma para obtener una base de datos que permita obtener resultados más precisos
en los trabajos de investigación que se lleven a cabo.

En el capítulo 4 se expone unametodología que hemos desarrollado, la cual estable‑
ce un procedimiento para la obtención de descripciones interpretables y manejables,
desde el punto de vista de su tamaño, para casos de pacientes con CCR que presentan
complicaciones y/o recidivas. Esta metodología utiliza, además de diversas heurísticas,
herramientas de minería de datos que pertenecen a dos campos muy ampliamente co‑
nocidos, como son la clasificación y el descubrimiento de reglas de asociación.

En el capítulo 5 se ha analiza la posibilidad de generar árboles de clasificación más
precisos, a partir de nuestra base de datos de pacientes con CCR,mediante la aplicación
previa de métodos de selección de características y de selección de instancias. En el de‑
sarrollo de esta propuesta se hace uso de la librería Scikit‐learn y, a partir de ella, se
aborda el problema con algoritmos evolutivos y métodos heurísticos.

En el capítulo 6 se da un giro metodológico introduciendo una aproximación de
Grammatical Evolution para la inducción de árboles de clasificación a partir de nuestra
basededatos, conel objetivodehallar descripcionespara casos con complicaciones. En
el desarrollo de esta propuesta se ha utilizado el paquete PonyGE2 de Python al que se
han incorporado una serie de operadores desarrollados específicamente para obtener
árboles más interpretables y efectivos que los que genera PonyGE2 por defecto.

Por último, en el capítulo 7 se exponen una serie de conclusiones en las que se re‑
visan los resultados obtenidos con esta tesis doctoral y se exponen, como colofón, una
serie de posibles líneas de investigación que podrían abordarse en el futuro.



Capítulo 2

Revisión bibliográfica de ML
aplicado a Cáncer Colorrectal

Este capítulo pretende exponer la revisión bibliográfica realizada sobre el estado del
arte de la aplicación demodelos de aprendizaje automático a bases de datos relaciona‑
das con cáncer colorrectal.

Veremos que son diversos los modelos de ML aplicados a bases de datos de esta pa‑
tología y también son diversos los tipos de datos utilizados, siendo mayoritariamente
utilizadas las imágenes.

1. Introducción

Como ya se expuso en el capítulo 1, el Cáncer Colorrectal (CCR) es una patología de
particular relevancia debidoa sualta prevalencia ymorbi‑mortalidad, siendo la segunda
causademuertepor cáncer enEspaña. Este tipodecáncer es el que seoriginaenel colon
o en el recto, pero se suelen agrupar bajo la denominación colorrectal porque tienen
muchas características comunes.

Tal y como expone la American Cancer Society en su página web dedicada al cáncer
colorrectal1, la mayoría de los cánceres colorrectales comienzan como un crecimiento
en el revestimiento interno del colon o del recto que se denomina pólipo. Con el paso
del tiempo, algunos de estos pólipos pueden convertirse en cáncer, y eso va a depender

1https://www.cancer.org/es/cancer/cancer-de-colon-o-recto/acerca/
que-es-cancer-de-colon-o-recto.html

11

https://www.cancer.org/es/cancer/cancer-de-colon-o-recto/acerca/que-es-cancer-de-colon-o-recto.html
https://www.cancer.org/es/cancer/cancer-de-colon-o-recto/acerca/que-es-cancer-de-colon-o-recto.html
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del tipo de pólipo. Existen dos tipos principales:

Adenomatosos (adenomas): se producen por un crecimiento de células que pa‑
recen glándulas en el tejido epitelial2. Este tipo de pólipo puede llegar a transfor‑
marse en cáncer, de ahí que se denominen afecciones precancerosas.

Hiperplásicos: se producen por un aumento del número de células de un órgano
o tejido. Estos pólipos son más frecuentes y, en general, no son precancerosos.

Entre los factores que pueden hacer que un pólipo se convierta en cáncer, se encuen‑
tra el hallazgodedisplasiadespuésde la extirpacióndelmismo. Esto implica la existencia
de un área del pólipo en la que las células tienen un aspecto anormal, pero sin llegar a
tener apariencia de células cancerosas verdaderas.

Existen distintos tipos de cáncer colorrectales. Los adenocarcinomas3 representan
el 96% de los cánceres colorrectales y se originan en las células que producen muco‑
sidad para lubricar el interior del colon y del recto. Otros tipos cánceres mucho menos
comunes son los linfomas, que surgen en las células del sistema inmunológico, los sar‑
comas, que pueden originarse en los vasos sanguíneos, en las capas musculares o en
otros tejidos conectivos de la pared del colon y el recto, los tumores carcinoides, que
se originan a partir de células especializadas productoras de hormonas en el intestino y
los tumores estromales4, que se originan en unas células especializadas de la pared del
colon llamadas células intersticiales de Cajal.

El AprendizajeAutomáticooMachine Learning cadavez tieneunamayorpenetración
en los negocios y en la sociedad y, cada vez más, como no podía ser de otra manera,
también se está introduciendo en la asistencia sanitaria.

La aplicaciónde técnicasde aprendizaje automático en salud tieneungranpotencial
ya que puede ayudar a transformar el modo en el que actualmente se presta esa asis‑
tencia sanitaria. En concreto, los avances que se están produciendo en el campo de la

2El epitelio es una capa delgada de tejido que cubre órganos, glándulas y otras estructuras del interior
del cuerpo.

3Un carcinoma es un cáncer que comienza en la piel o en los tejidos que revisten o cubren los órganos
internos.

4Estroma son las células y tejidos que sostienen y dan estructura a los órganos, glándulas y otros teji‑
dos del cuerpo. En su mayor parte el estroma está formado por tejido conjuntivo, vasos sanguíneos, vasos
linfáticos y nervios.
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inteligencia artificial parecen vislumbrar que el uso del aprendizaje automático comple‑
menta al profesional sanitario en algunas tareas, comopor ejemplo en el diagnóstico de
enfermedades. En este sentido, el médico puede tener un sistema de apoyo al diagnós‑
tico que le ayude a ser mucho más preciso y rápido en el diagnóstico de determinados
procesos patológicos.

El diagnóstico y el tratamiento de enfermedades ha estado en el foco de la inteligen‑
cia artificial desde, almenos, la década de los 70 del sigo pasado, cuando la Universidad
deStanforddesarrollóMYCINpara el diagnósticode infecciones bacterianas de la sangre
[34].

Quizá, uno de los aspectos más complejos en la introducción del aprendizaje auto‑
mático en la asistencia sanitaria es la interpretabilidad. Los resultados de muchos de
los algoritmos utilizados, particularmentemáquinas de vectores de soporte o deep lear‑
ning, que tan de moda está en la actualidad, son prácticamente imposibles de explicar.
Es decir, el algoritmodaun resultado concreto, quepuede sermuypreciso, pero el profe‑
sional sanitario no tiene información alguna sobre por qué se ha llegado a ese resultado
y no a otro.

De cualquier modo, estamos convencidos de que la llegada del aprendizaje automá‑
tico a la asistencia sanitaria ha sido definitiva y proporcionará grandes avances, no sólo
en el diagnóstico y tratamiento de enfermedades, sino también en otros ámbitos como
por ejemplo en la predicción de qué evolución tendrá un determinado suceso asisten‑
cial o qué resultado tendrá la aplicación de una determinada técnica terapéutica antes
de su aplicación.

En este capítulo se va a exponer la revisión bibliográfica realizada sobre el estado del
arte de ML aplicado a CCR con el objetivo de que podamos tener una visión global de
las publicaciones científicas existentes hasta la fecha de realización de este trabajo, sus
principales características, los tipos de algoritmos aplicados, los tipos de datos utiliza‑
dos más frecuentemente, etc.

El resto de este capítulo se desarrollará de la siguiente manera: la sección 2 desarro‑
llará la taxonomía que se acaba de exponer sobre estas líneas, entrando en una mayor
profundidad para cada una de las categorías expuestas, y en la sección 3 se expondrán
una serie de consideraciones finales amodo de conclusiones sobre la revisión bibliográ‑
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fica realizada.

2. Taxonomíade la revisiónbibliográficadeMLaplicadaaCCR

Podemos decir que los modelos de ML aplicados a CCR son una disciplina sobre la
que no se han publicado demasiados trabajos, estando por debajo de 60 (concretamen‑
te 59) las referencias bibliográficas halladas hasta la fecha de realización de este estudio
bibliográfico.

El comienzo de la aplicación de modelos de Machine Learning al Cáncer Colorrectal
es relativamente reciente, datando del año 2006 el primer trabajo científico encontrado
en la bibliografía, dedicado a la identificación de grupos de riesgo asociados con CCR
[26]. Posteriormente se ha ido incrementando gradualmente el interés por este campo,
publicándose trabajos cada vez con más asiduidad. En el gráfico mostrado en la figura
2.1 se representa la distribución de publicaciones realizadas cada año en esta disciplina.
Tal y como se puede observar, no es hasta 2015 cuando empieza a realizarse unamayor
producción científica en el campo de ML aplicado a CCR, publicándose en ese año 9
trabajos, cifra que no volverá a alcanzarse hasta 2019 y que se verá superada en 2020
con un total de 10 trabajos publicados (la última actualización de los datos corresponde
a febrero de 2021).

Sin embargo, esta cantidad de trabajos que han sido hallados en la revisión biblio‑
gráfica aplican técnicas de ML a CCR desde diferentes perspectivas (a imágenes de colo‑
noscopia, imágenes de ecografía, datos de microarrays, datos de EHR, etc.), por lo que,
al haberse abordado los trabajos desde diferentes prismas, en realidad no se ha profun‑
dizado tanto en cada uno de ellos a lo largo de estos 14 años desde que se publicó el
primer trabajo.

Después de revisar todas las referencias halladas, hemos extraído una serie de carac‑
terísticas de cada una de ellos que serán las que utilicemos en las siguientes secciones
para realizar una clasificación de las mismas. Esta clasificación nos ayudará a tener una
visión global, pero al mismo tiempo detallada, de la producción científica en el campo
deML aplicado a CCR a lo largo de los años. Las características que se han utilizado para
realizar la taxonomía son las siguientes:
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Figura 2.1: Distribución de las publicaciones por años

Tipo de dataset: hemos encontrado que los datasets utilizados en los trabajos
pueden contener imágenes, datos tabulares o datos de microarrays. Un desglose
de estos tipos es el que se expone a continuación:

・ Imágenes: pueden ser de los siguientes tipos:

◦ Colonoscopia/videocolonoscopia.
◦ Ecografía.
◦ Espectrografía.
◦ Histopatología.
◦ Microscopía láser confocal.
◦ Tomografía de proyección óptica (OPT).

・ Datos tabulares: pueden ser de los siguientes tipos:

◦ Cuestionarios.
◦ Registros médicos.

・ Microarray/expresión de genes.
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Tipo de algoritmo utilizado: esta va a constituir la categoría taxonómica princi‑
pal ya que la gran mayoría de los trabajos publicados se desarrollan en base al
algoritmo o algoritmos aplicados, haciendo comparativas entre ellos y entre los
ya existentes en otras publicaciones previas. Las categorías consideradas son las
siguientes:

・ Caja Negra: esta categoría podríamos desglosarla en las siguientes:

◦ RedesNeuronales: en esta clasificacióndedicaremosunapartado concre‑
to para Deep Learning.
◦ Máquinas de vectores de soporte (SVM).
◦ Ensembles.

・ Caja Blanca: esta categoría podríamos desglosarla en las siguientes:

◦ Algoritmos basados en Reglas.
◦ Algoritmos basados en Árboles.
◦ Algoritmos basados en Funciones.
⋄ Regresión lineal.
⋄ Regresión logística.
⋄ Método polinómico.

◦ Algoritmos perezosos.
◦ Métodos de clasificación Bayesianos.
◦ Otros.

Tamaño del dataset y disponibilidad pública del mismo: en el conjunto de pu‑
blicaciones científicas revisadas para este trabajo de tesis doctoral nos hemos en‑
contrado que el tamaño de los datasets utilizados esmuy variable, desde datasets
con algo menos de 30 registros hasta datasets masivos con más de 100.000 regis‑
tros. Nosotros, atendiendo al número de registros, hemos establecido una serie de
rangos para poder clasificar los trabajos en función del tamaño del dataset en:

・ Pequeño:menos de 100 registros.

・ Mediano: entre 100 y 999 registros.
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・ Grande: entre 1000 y 9999 registros.

・ Muy grande: 10.000 registros o más.

Por otro lado, la disponibilidad pública del dataset hace referencia a si para la rea‑
lización del trabajo publicado han utilizado un dataset que puede ser accesible
de forma pública o no. Es de gran interés poder disponer de datasets públicos ya
que permiten la reproducción de los algoritmos publicados o incluso probar otros
distintos para estudiar su comportamiento con los mismos datos.

Selección de características: muchos de los trabajos publicados hacen uso de
algoritmos de selección de características dada la gran dimensionalidad de atri‑
butos incluidos en el dataset que hayan utilizado. Hemos considerado interesante
considerar el uso o no de algoritmos de selección de características como un crite‑
rio de clasificación de las referencias revisadas.

Extracción de características: al igual que en el caso anterior, consideramos de
gran utilidad discriminar aquellos trabajos científicos que utilizan algoritmos de
extracción de características de aquellos que no lo hacen.

2.1. Tipo de dataset

La gran mayoría de los trabajos científicos dedicados a ML (con independencia de
la disciplina a la que se apliquen) utilizan uno o varios datasets para probar la eficien‑
cia/rendimiento del algoritmo/s que están exponiendo o para comparar diferentes al‑
goritmos entre sí. En el caso concreto de la revisión bibliográfica que hemos realizado,
basada en ML aplicado a CCR, hemos encontrado que los datasets utilizados se pueden
agrupar en tres grandes categorías: los que utilizan imágenes (de muy diferentes tipos
como veremos a continuación), los que utilizan datos tabulares y los que utilizan datos
de microarrays.

2.1.1. Imágenes

La imagenmédica es el resultado de aplicar diferentes procedimientos para la obten‑
ción de imágenes del cuerpo humano, bien sea del interior delmismoobien del exterior.
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Estas imágenes se utilizan para el diagnóstico o el seguimiento de diferentes patologías.
Hay una amplia variedad de técnicas que generan imágenesmédicas durante la asisten‑
cia sanitaria a los pacientes, algunasmuy conocidas por todo elmundo comopuede ser
el TAC, la resonancia magnética, la ecografía, etc., y otras no tan conocidas como por
ejemplo la espectrografía o la microscopía láser confocal.

Durante el estudio de la bibliografía dedicada a la aplicación de técnicas deML aCCR
hemos identificado las siguientes categorías de imágenes en los trabajos revisados:

Colonoscopia/videocolonoscopia: son imágenes y/o vídeos obtenidos durante la
realización de esta técnica diagnóstico‑terapéutica. La colonoscopia es una técni‑
camuy utilizada para el diagnóstico y tratamiento de patologías del colon. Realiza‑
da correctamente, es una técnica generalmente segura y precisa y durante la reali‑
zación de lamisma es posible la eliminación de pólipos reduciendo así el riesgo de
padecer cáncer de colon (CCR) [145]. También es posible obtener imágenes/vídeos
gracias a una cámara que tiene incorporada el endoscopio.

En la bibliografía revisada existen diversos trabajos que utilizan estas imágenes o
vídeos. Bae et al. y Hwang utilizan imágenes de colonoscopia en sendos trabajos
para tratar de diferenciar automáticamente aquellas que tienen pólipos de las que
no [13], [75]. En estamisma línea, Fu et al. basan su trabajo en utilizar las imágenes
para tratar de clasificar pólipos en diferentes categorías (hiperplasia y adenoma)
[51]. Por otro lado, Oliva et al. también utilizan imágenes de colonoscopia para cla‑
sificarlas en patológicas y no‑patológicas [125]. Mohammed et al. y Singh et al. uti‑
lizan en sus respectivos trabajos vídeos de colonoscopia, el primero para tratar de
clasificar diferentes enfermedades colorrectales [116] y el segundo con un doble
objetivo: por un lado realiza clasificaciónmulti‑clase (hiperplasia, adenoma y ade‑
noma dentado) de lesiones gastrointestinales y por otro lado hace clasificación
binaria de los vídeos (contiene imágenes benignas o malignas) [158]. Por último,
Tamaki et al. también realizan clasificación multi‑clase pero en este caso a partir
de imágenes de colonoscopia NBI (Narrow Band Imaging) correspondientes a tu‑
mores [168].

Ecografía: son imágenes obtenidas durante la realización de esta técnica diagnós‑
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tica que utiliza ondas de ultrasonidos para obtener imágenes del interior del cuer‑
po humano (órganos, tejidos, etc.). En este caso, la bibliografía es menos extensa,
habiendo localizado tres trabajos que hacen uso de este tipo de imágenes para
aplicar técnicas de ML a CCR.

En las referencias localizadas se han utilizado estas imágenes para ofrecer una al‑
ternativa no invasiva al diagnóstico del cáncer hepatocelular y del cáncer de colon
(al contrario que la biopsia, que es la técnica que se utiliza normalmente) [113],
[114], [115]. En estos trabajos se comparan las imágenes de cáncer con imágenes
de otro tipo de patologías con las que se pueden confundir al utilizar imágenes
de ultrasonidos, como la enfermedad inflamatoria intestinal [113], [114], [115], la
parénquima cirrótica [115] y tumores benignos como la hiperplasia nodular focal
[113].

Espectrografía: son imágenes de espectro obtenidas a partir de la cantidad de luz
dediferentes longitudesdeondaqueabsorbe, despideo refleja unobjeto5, en este
caso, tejidos humanos.

Liao et al. centran su trabajo en definir un método para analizar datos obtenidos
de las imánges del espectrograma de autofluorescencia del carcinoma colorrectal
[99]. Rodríguez‑Díaz et al. utilizan imágenes de espectroscopia elastic-scattering pa‑
ra detectar neoplasia de colon [152]. Por último, Dragicevic et al. hacen uso de la
espectroscopia de imagen opto‑magenética para clasificar en sano o canceroso el
tejido del epitelio del colon [41].

Histopatología: son imágenes obtenidas a partir de la visualización de cortes finos
de biopsias o piezas quirúrgicas dispuestas sobre un cristal a través de un micros‑
copio. Este tipo de imágenes es el más utilizado en la bibliografía revisada.

La primera referencia que las utiliza data del año 2015. En ella, Chaddad et al. tra‑
tan de caracterizar las estructuras biológicas en tres tipos de células anormales
(hiperplasia benigna, neoplasia intraepitelial y carcinoma) [24]. De modo similar,
Sengar et al. proponen un sistema automático para determinar el grado del cáncer

5https://www.cancer.gov/espanol/publicaciones/diccionarios/diccionario-cancer/def/
espectroscopia

https://www.cancer.gov/espanol/publicaciones/diccionarios/diccionario-cancer/def/espectroscopia
https://www.cancer.gov/espanol/publicaciones/diccionarios/diccionario-cancer/def/espectroscopia
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colorrectal a partir de imágenes histológicas, clasificándolas en benigno, benigno
adenomatoso, maligno moderadamente diferenciado y maligno pobremente di‑
ferenciado [157]. Asimismo, Xu et al. realizan una clasificación automática de los
tejidos endos clasesdiferenciadas, epiteliales y estroma [187]. Enestamisma línea,
Morkunas et al. tienen el mismo objetivo, es decir, clasificar los tejidos en epitelia‑
les o estroma, pero parten de imágenes histológicas que contienen anotaciones
realizadas de forma automática a partir de parámetros de color y textura extraídos
de las imágenes. Por su parte, Budinska et al. intentan caracterizar la heterogenei‑
dad intertumoral, construyendo predictores de subtipos moleculares basándose
en imágenes histopatológicas [20]. Ponzio et al. centran su trabajo en diferenciar
de modo automático los adenocarcinomas de los tejidos sanos o de lesiones be‑
nignas [138]. Abdelsamea et al. proponen un método para diferenciar epitelio tu‑
moral de epitelio normal en los tejidos reduciendo previamente los artefactos que
pueden aparecer en las imágenes histológicas debidos a diferencias en la tinción
del tejido o a variaciones en la iluminación [4]. Ribeiro et al. asocian técnicas frac‑
tales multidimensionales, transformaciones curvelet y descriptores Haralick para
el estudio y reconocimiento de patrones en CCR, aplicando todo ello a la clasifi‑
cación de las imágenes para determinar cuáles son benignas y cuáles malignas
[146]. De igualmanera, Roberto et al. también utilizan técnicas fractales con elmis‑
mo objetivo de clasificar las imágenes en benignas y malignas [149]. Siguiendo en
esta línea, Taino et al. también aplican técnicas fractales y descriptores Haralick
y a continuación aplican un algoritmo genético para reconocer patrones de CCR
[166]. Abbas et al. incorporan el concepto de transfer learning (unmodelo de apren‑
dizaje desarrollado para una primera tarea se reutiliza comopunto de partida para
el modelo de aprendizaje de una segunda tarea [169]) para definir un modelo de
clasificación de imágenes histológicas en tres clases (epitelio tumoral, estroma y
glándulas mucosas) [1]. Javed et al. clasifican las imágenes en 5 clases diferentes
basándose el concepto de comunidad celular, utilizando un representación basada
en grafos [78]. Karhan et al. hacen una comparativa entremétodos convencionales
de clasificación y deep learning para clasificar las imágenes histológicas en 8 cla‑
ses diferentes —tumor, estroma, linfoma, restos celulares, mucosa, tejido adiposo,



2. Taxonomía de la revisión bibliográfica de ML aplicada a CCR 21

background y mixed— [81]. Finalmente, Tennakoon et al. abordan el problema de
determinar qué imágenes corresponden a casos positivos de CCR comoun proble‑
mamulti‑instancia [172].

Microscopía láser confocal: son imágenes obtenidas con unmicroscopio confocal
cuyo fundamento estriba en eliminar la luz procedente de los planos que están
fuera del plano focal6.

En la revisión bibliográfica realizada tan sólo hemos encontrado un trabajo en el
queGessert et al. utilizan imágenesdeunmicroscopio láser confocal para clasificar
los tejidos en dos clases, colon y peritoneo, y también para clasificarlo en tejido
sano o patológico [56].

Tomografía de proyección óptica (OPT): son imágenes obtenidas con una técnica
similar a la tomografía computerizada (TAC) pero que, a diferencia de esta, en lugar
de utilizar rayos X utiliza haces de luz.

Respecto a este tipo de imágenes, la bibliografía hallada sobre técnicas deML apli‑
cadas a CCR también esmuy reducida, habiéndose localizado tan sólo dos referen‑
cias. En la primera de ellas, Li et al. tratan de clasificar de forma automática regio‑
nes de imágenes 3D OPT de pólipos colorrectales para discriminar entre regiones
con displasia de bajo grado y regiones con cáncer invasivo [97]. En la segunda refe‑
rencia, Li et al. abundan en la misma idea del anterior trabajo intentando verificar
la factibilidad de clasificar imágenes OPT de pólipos colorrectales en tres niveles
de displasia (bajo grado, alto grado y cáncer invasivo) [96].

El gráfico de la figura 2.2 resume el porcentaje de trabajos que hacen uso de cada
uno de los anteriores tipos de imágenes, respecto al total de trabajos que utilizan imá‑
genes. Tal y como se puede observar, el 70% de los trabajos utilizan o bien imágenes de
histopatología (Anatomía Patológica) o bien imágenes de colonoscopia. Esto se debe,
en gran medida, a que la colonoscopia es la técnica más utilizada para el diagnóstico
de CCR y, cuando este se produce, siempre se toma una biopsia que da lugar a varias
imágenes histopatológicas. Estas son imágenes demuy alta calidad y con fronterasmuy

6https://www.ubu.es/parque-cientifico-tecnologico/servicios-cientifico-tecnicos/
microscopia/microscopia-laser-confocal-mlcf

https://www.ubu.es/parque-cientifico-tecnologico/servicios-cientifico-tecnicos/microscopia/microscopia-laser-confocal-mlcf
https://www.ubu.es/parque-cientifico-tecnologico/servicios-cientifico-tecnicos/microscopia/microscopia-laser-confocal-mlcf
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bien definidas, lo que las hace muy útiles para aplicar sobre ellas técnicas de machine
learning.

Figura 2.2: Distribución del uso de cada tipo de imagen

2.1.2. Datos tabulares

Cada contacto asistencial de un paciente con el centro de salud o con el hospital ge‑
nera una serie de datos que se almacenan en la historia clínica de ese paciente. Estos
datos pueden ser de muy diferente índole, desde datos estructurados (analíticas, esca‑
las de valoración, etc.) hasta datos no estructurados escritos en lenguaje natural, todo
ello sin mencionar las imágenes médicas y los datos de microarrays que son objeto de
desarrollo de otras secciones de este capítulo (existe otro tipo de información sanita‑
ria, como por ejemplo información relacionada con codificaciones estándar como CIE y
SNOMED‑CT, pero en la revisión bibliográfica realizada no han aparecido trabajos que la
utilicen).

Centrándonos en los tipos de datos utilizados en los trabajos revisados, todos utili‑
zan datos estructurados procedentes de diversas fuentes. No se ha hallado, hasta la fe‑
cha de realización de la revisión bibliográfica, ningún trabajo que haya aplicado técnicas
de procesamiento de lenguaje natural. Las categorías de datos tabulares identificadas
han sido las siguientes:
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Cuestionarios: corresponden a datos provenientes de encuestas pasadas a los pa‑
cientes por los profesionales sanitarios. Esmuy normal en el entorno sanitario rea‑
lizar cuestionarios demuydistintos tipos, comoencuestas de satisfacción sobreun
determinado servicio, cuestionarios sobre hábitos de vida o escalas de valoración
clínica, entre otros.

Concretamente, en la bibliografía revisada sólo se ha encontrado un trabajo que
utiliza un dataset cuyos datos provienen de un cuestionario que se pasa a los pa‑
cientes sobrehábitos alimentarios. En este trabajo, Li et al. utilizanestosdatospara
explorar el impacto que tiene la dieta en los biomarcadores clave del CCR [95].

Registros médicos: son datos que se obtienen a partir del registro de información
que los profesionales sanitarios realizan en la historia clínica de los pacientes (EHR
‑ Electronic Health Record). También se incluyen en esta categoría todos aquellos
datos que se generan de forma automática por los equipos electromédicos, como
por ejemplo datos de monitorizaciones de diversos tipos (cardíaca, respiratoria,
etc.), datos bioquímicos, hematológicos, microbiológicos, inmunológicos, etc.

En la revisión bibliográfica realizada sobre modelos de ML aplicados a CCR, la pri‑
mera referencia hallada que utiliza este tipo de datos se remonta al año 2006. En
ella, Chen et al. tratan de identificar y describir grupos de pacientes con riesgo de
padecer CCR, utilizando para ello un dataset que contiene datos tanto demográfi‑
cos como sanitarios [26]. En esta misma línea, Cenggoro et al. se basan en utilizar
factores no genéticos (hábitos alimentarios, tabaco, síntomas como diarrea, san‑
gre en heces, etc.) para la predicción del riesgo de padecer CCR en Indonesia [23].
Saleema et al. utilizan un dataset que contiene variables clínicas tanto numéricas
como nominales, para predecir el pronóstico del cáncer de colon, de mama y res‑
piratorio utilizando para ello clasificación multi‑etiqueta[156]. Siguiendo en esta
línea de predicción, Roadknight et al. también utilizan un dataset con variables clí‑
nicas tanto de condición física como celulares para predecir la supervivencia en
pacientes de CCR [147] [148], utilizando el concepto de anti-learning [89]. Relacio‑
nado también con la predicción de la supervivencia, Li et al. estudian qué impor‑
tancia puede tener la etnia de las personas a la hora de sobrevivir a un episodio de



24 Capítulo 2. Revisión bibliográfica

CCR [94]. Wang et al. también abordan el problema de predecir la supervivencia
en pacientes con CCR, pero dan un pasomás tratando de hacer una predicción de
la esperanza de vida (en meses) para aquellos pacientes en los que la predicción
ha sido“muerte” [184]. Thongkamet al. centran su trabajo en comparar seis téc‑
nicas de clasificación basada en reglas para predecir también la supervivencia de
los pacientes [175]. Stoean et al. usan datos de registros médicos para predecir,
en este caso, la duración de la estancia hospitalaria después de una intervención
quirúrgica en pacientes con CCR [163]. Por otro lado, Ting et al. intentan predecir
la ocurrencia de un segundo tumor primario en pacientes diagnosticados de CCR
[176]. Otro tipo de trabajo hallado corresponde al realizado por Skrøvseth et al., en
el que se trata de determinar la utilidad de los análisis de sangre en el contexto de
la cirugía de CCR y del que se desprende que determinados parámetros analíticos
(c‑reactiva, albúmina, sodio y hemoglobina) pueden estar directamente relaciona‑
dos con alguna complicación [161]. Por otro lado, Delgado et al. en 2019 proponen
una metodología para hallar descripciones interpretables y manejables (tamaños
de reglas reducidos) para casos de pacientes con complicaciones en CCR [37]. Pos‑
teriormente, en 2020, estos mismos autores proponen 4 operadores heurísticos y
amplían dicha metodología para que, además de hallar reglas interesantes que
describan casos de pacientes con complicaciones en CCR, también describan ca‑
sos de pacientes con recidivas de este tipo de cáncer [36]. Por último, French et
al. centran su trabajo en identificar combinaciones de prescripciones de fármacos
quepodríanactuar comoseñales“pre‑cáncer”, yaquealgunos estudios enDina‑
marca, en los que han utilizadomodelos de regresión clásica, hanmostrado que la
prescripción de algunos fármacos concretos se incrementa unos meses antes del
diagnóstico de cáncer de pulmón y de colon [50].

2.1.3. Microarrays

A mediados de los años 90 surgió la técnica de los microarrays de ADN. Esta técni‑
ca permite monitorizar simultáneamente el nivel de expresión de miles de genes en un
conjunto de células basándose en la miniaturización de procesos biológicos [118].
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SegúnNIH7, unamuestra que contiene ADNo ARN se pone en contacto con un porta‑
objetos de vidrio llamado chip. El apareamiento de las bases complementarias entre la
muestra y las secuencias de genes en el chip produce una cantidad de luz que se puede
medir. Las áreas del chip que producen luz identifican los genes que se expresan en esa
muestra.

En la revisiónbibliográficaquehemos realizado sobre técnicasdeMLaplicadasaCCR
son numerosos los trabajos que utilizan datos procedentes de microarrays. Podemos
encontrar tres grupos de trabajos que utilizan datos de microarrays.

Enel primer grupo, los trabajos encontrados tratandeclasificar losdatos enpositivos
o negativos (con CCR o sanos, respectivamente). El primer trabajo, publicado por Venka‑
tesh et al., data del año 2010 [180]. También los trabajos de Zhao et al. y de Pirmoradi et
al. se centran en el mismo objetivo de clasificar los casos en sanos y patológicos [190]
[137]. Estos tres trabajos tienen en común que abordan el problema de la alta dimen‑
sionalidad que tienen los datos de expresión de genes y aplican técnicas de selección
de características. Además, es frecuente el desbalanceo de clases en los datos demicro‑
arrays [190]. Un trabajo que también se centra en predecir, en este caso la recurrencia de
CCR, es el de Cui et al. que presentan un método de aprendizaje semi‑supervisado que
utiliza ejemplos tanto etiquetados como sin etiquetar, utilizandouna representacióndis‑
persa “sparse” en la que un ejemplo etiquetado se representa comouna combinación de
ejemplos sin etiquetar elegidos de forma apropiada [31].

El segundo grupo de trabajos tiene por objetivo extraer relaciones entre determina‑
dos genes y la posibilidad de padecer CCR. En este sentido, Li et al. tratan de encontrar
las funciones y propiedades que contienen normalmente los genes relacionados con
CCR [93] y para ello se basan en un recurso bioinformático denominado “Gene Ontology”,
que utiliza ontologías para respaldar la anotación biológicamente significativa de genes
[70]. En un sentido similar, Othman et al. exploran las relaciones que existen entre los
genes responsables de CCR utilizando para ello diferentesmétodos clásicos de clasifica‑
ción [129]. Paul et al. presentan en su trabajo un nuevo método para identificar genes
asociados con el CCR, integrando la información de los perfiles de expresión de genes
con información de redes de interacción entre proteínas [132]. Siguiendo con este gru‑

7https://www.genome.gov/es/genetics-glossary/Tecnologia-de-microarrays

https://www.genome.gov/es/genetics-glossary/Tecnologia-de-microarrays
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po de trabajos, Le et al. intentan predecir asociaciones entremicroRNA y CCR utilizando
dos grupos de características: el primero contiene similitudes funcionales entre cadami‑
croRNA y asociaciones ya conocidas entre CCR ymicroRNA, y el segundo grupo contiene
similitudes fenotípicas entre cada fenotipo de CCR que tiene al menos una asociación
con microRNA conocida [91]. Ding et al. proponen un framework computacional para
identificar, integrando datos de proteómica y transcriptómica, biomarcadores altamen‑
te fiables y fácilmente detectables que son secretados en la orina, sangre y saliva [39].
Por último, para terminar con el grupo de trabajos que extraen relaciones entre genes
y CCR, tenemos el trabajo de Li et al. en el que construyen una red de genes del CCR,
analizan los cambios en la estructura de la red durante el desarrollo del cáncer y extraen
características de dicha red [98].

En el tercer grupo podemos encontrar dos trabajos que se centran en desarrollar
métodos específicos para la selección de los genes (características) más importantes
en relación con CCR. Elkhani et al. proponen un método de selección de características
“membrane-inspired” [43] con el que tratan de aprovechar todo el potencial de “membra-

ne computing”, que es una rama de la computación natural inspirada en la arquitectura
y funcionamiento de las células [133]. Por su parte, Syafiandini et al. proponen un mé‑
todo basado en redes neuronales con el mismo objetivo de hallar genes importantes
relacionados con CCR [165].

2.2. Tipo de algoritmo utilizado

La gran mayoría de los trabajos publicados se desarrollan en base a uno o varios
algoritmos como núcleo central de la publicación, describiendo sus características, su
potencial, etc., de ahí que esta sección constituya la categoría taxonómica principal de
la revisión bibliográfica realizada.

Hemos considerado dividir la sección en dos grandes categorías, algoritmos de ca‑
ja negra y algoritmos de caja blanca, para facilitar al lector. Estas dos categorías son, a
nuestro criterio, fundamentales, ya que en función del resultado que se quiera conse‑
guir (precisión vs. interpretabilidad) será necesario utilizar un tipo u otro de algoritmo, o
incluso una combinación de ambos.

En la figura 2.3 podemos observar gráficamente la clasificación que se ha realizado
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Figura 2.3: Taxonomía realizada a partir de la bibliografía revisada

a partir de los diferentes trabajos científicos revisados.
A continuación, desarrollaremos cada uno de estos dos grandes grupos y podremos

comprobar como, en muchos casos, un mismo trabajo utiliza algoritmos de ambos gru‑
pos, bien porque se estén combinando por alguna razón o bien porque se esté haciendo
una comparativa de algoritmos.

2.2.1. Algoritmos de caja negra

Un algoritmo de caja negra es un sistema que no revela su mecanismo interno de
funcionamiento. Por tanto, en machine learning el concepto “caja negra” hace refe‑
rencia amodelos que no se pueden entendermirando sus parámetros (por ejemplo una
red neuronal o una máquina de vectores de soporte) [117].

Figura 2.4: Interpretabilidad de los modelos de caja negra
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Este tipo de algoritmos suelen tener una precisión más alta que los algoritmos de
caja blanca y son útiles en aquellas situaciones en las que saber cómo se ha llegado al
resultado no es relevante, sino que lo que interesa realmente es el propio resultado y
que este sea lo más preciso posible.

En la revisión bibliográfica que hemos realizado sobre ML aplicado a CCR son nume‑
rosas las referencias halladas que utilizan modelos de caja negra. Todas ellas se clasifi‑
can en tres grandes grupos en base al/los tipo/s de algoritmo/s que utilizan:

Redes neuronales y Deep Learning como un caso particular de red neuronal.

Máquinas de Vectores de Soporte (SVM).

Ensembles.

A continuación, desglosaremos cada uno de estos tres grandes grupos exponiendo
las publicaciones que se han hallado que hacen uso de algoritmos de estos tipos.

Redes neuronales y deep learning
Una red neuronal es un modelo computacional inspirado biológicamente en la es‑

tructura neuronal y conexiones nerviosas del cerebro de los seres vivos. Consta de una
serie de elementos de procesamiento que simulan a las neuronas y que reciben una se‑
rie de entradas y, a partir de ellas, producen unas salidas basadas en las funciones de
activación que tienen predefinidas.

La primera generación de redes neuronales data de los años 60 del siglo pasado y
fue Fank Rosenblatt quien las dio a conocer. Posteriormente los algoritmos basados en
redes neuronales han evolucionadomuchísimo hasta llegar a convertirse en la base del
aprendizaje profundo o deep learning que tan de moda está en la actualidad. Por su
parte, las primeras referencias a deep learning datan de 2006 [72][16] las cuales se cen‑
traron en el problema de clasificación de dígitosmanuscritos MNIST, llegando a superar
la supremacía quehasta esemomento tenía lasmáquinas de vectores de soporte (SVMs)
[15].

En los trabajos científicos que hemos revisado, la mayoría de las referencias que ha‑
cen uso de redes neuronales las aplican a datasets constituidos por imágenes. Esto se
debe al buen manejo que las redes neuronales hacen de estos tipos de datos para el
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reconocimiento de objetos y la capacidad que tienen para extraer conocimiento a partir
de ellas.

La primera referencia hallada en nuestra revisión bibliográfica de ML aplicada a CCR
que hace uso de redes neuronales data del año 2012. En ella, Mitrea et al. utilizan imá‑
genes de ultrasonidos para buscar una alternativa no invasiva al diagnóstico del cáncer
de colon y para ello hacen una comparativa de varios algoritmos, siendo el perceptrón
multicapa uno de los tres que dan mejores resultados entre los comparados [113][114].
Por su parte, Oliva et al. han creado, utilizando la API de Weka, un software gráfico para
el análisis de imágenes de colonoscopia con el propósito de clasificar las imágenes en
normales y patológicas. Han comparado el rendimiento de varios algoritmos, entre los
que se encuentra el perceptrón multicapa aunque no ha sido este el que mejores resul‑
tados ha dado, sino que el mejor fue J48 [125]. Dragicevic et al. en su trabajo tratan de
clasificar imágenes del tejido del epitelio del colon en sanas o cancerosas y para ello han
hecho una comparativa entre el perceptrón multicapa y Naive Bayes, siendo el percep‑
trónmulticapa el que arrojamejores resultados [41]. Con una intención similar, Roberto
et al. aplican diversos algoritmos para clasificar imágenes histológicas de colon y dema‑
ma en sanas y malignas, siendo el perceptrón multicapa el que mejores resultados ha
dado en el caso de las imágenes de colon no normalizadas (originales) [149]. En esta
misma línea, Abdelsamea et al. proponen un método para diferenciar epitelio tumoral
de epitelio normal en los tejidos utilizando para ello un tipo de red neuronal denomi‑
nada mapa auto-organizado (self‑organizing map) [4]. Por otro lado, existen otras dos
referencias que utilizan redes neuronales con datos tabulares en lugar de con imágenes.
Li et al. hacen una comparativa de diferentes métodos de ML, aplicando previamente
dos técnicas (random undersampling [71] y cost‑sensitive learning) para el manejo de
bases de datos desbalanceadas, para predecir la supervivencia de pacientes con cáncer
colorrectal y ver cómo la etnia influye en dicha supervivencia, siendo el método basado
en red neuronal el que mejores resultados ha dado [94]. Finalmente, Ting et al. presen‑
tan un esquema predictivo desarrollado para predecir factores de riesgo asociados con
segundos tumores primarios en pacientes con CCR. Este esquema combina 5 técnicas
de clasificación de machine learning [176] entre las que se encuentra Extreme Machine

Learning, que es una red neuronal feed‑forward de una única capa oculta que selecciona
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aleatoriamente los pesos de entrada y determina analíticamente los pesos de salida de
la red [73].

A continuación, nos vamos a centrar en exponer las referencias halladas que hacen
uso específico dedeep learning. Estemétodo es un caso particular de red neuronal que
tiene varias capas de neuronas conectadas que permiten que el procesamiento de los
datos se vaya haciendo de forma jerárquica, de manera que cada capa obtiene caracte‑
rísticas de un nivel cada vez más alto hasta llegar a la respuesta final8.

El uso de deep learning en el campo del CCR es relativamente reciente, ya que la pri‑
mera referencia hallada data del año 2016. En ella, Xu et al. utilizan una red neuronal
convolucional profunda para clasificar imágenes de tejidos colorrectales en dos clases
(epiteliales y estroma) [187]. Asimismo, Morkunas et al. buscan elmismo objetivo de cla‑
sificar las imágenes histológicas en las mismas dos clases y para ello describen varias
posibilidades utilizando super‑píxeles anotados para entrenar diferentes algoritmos de
ML, entre los que se encuentra un algoritmo de deep learning en el que cada capa con‑
volucional de una CNN (Convolutional Neural Network) transforma un volumen de ac‑
tivaciones en otro a través de una función diferenciable, teniendo las neuronas de una
capa conectadas sólo a una pequeña región de la capa anterior a través de un conjunto
de pesos (realizan un filtro) [119]. Ponzio et al. proponen en su trabajo también un al‑
goritmo de deep learning basado en CNN para diferenciar los adenocarcinomas de los
tejidos sanos y de lesiones benignas. Comparan los resultados que se obtienen con una
CNN completamente entrenada con imágenes histológicas de CCR (lo cual es muy cos‑
to) frente a hacer uso de transfer learning utilizando así CNNs pre‑entrenadas con otros
datasets, lo cual proporciona resultados sensiblemente mejores y con un menor coste
[138]. Demodo similar, Gessert et al. también proponen el uso de deep learning basado
en CNNs y de transfer learning aplicándolo a imágenes de tejidos de colon y peritoneo
procedentes de microscopía láser confocal para diferenciar entre los dos tipos de teji‑
dos y entre tejido maligno y benigno [56]. Karhan et al. realizan una comparativa entre
métodos tradicionales de clasificación frente a deep learning basado en transfer lear-

ning aplicado a la clasificación de imágenes histológias de colon en 8 clases posibles
(background —no hay tejido—, tejido adiposo, mucosa, restos celulares, linfoma, mez‑

8https://blogthinkbig.com/redes‑neuronales‑deep‑learning
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cla, estroma y tumor) [81]. Por su parte, Mohammed et al. exponen un modelo de deep
learning también basado en CCN para la detección de anomalías a nivel de frame y pa‑
ra la realización de clasificación multi‑etiqueta de distintas enfermedades de colon a
partir de imágenes de endoscopia obtenidas mediante video cápsula [116]. Abbas et al.
presentan unmétodo que hace uso de una arquitectura novedosa de CNN paramejorar
el rendimiento en la clasificación de imágenes histológicas de colon utilizando transfer

learning y descomposición de clases [1]. Javed et al. proponen un novedoso algoritmo
semisupervisado de detección de comunidades celulares para el fenotipado de tejidos
basado en la detección y clasificación de células, y la agrupación de regiones de imáge‑
nes histológicas en comunidades biológicamente significativas, haciendo uso para ello
de deep learning [78]. Por otro lado, se han hallado tres referencias bibliográficas que
hacen uso de métodos de deep learning con datos de expresión de genes. Syafiandini
et al. utilizan deep learning (máquinas de Boltzmann profundas), para realizar selección
de características en datos de expresión de genes, en concreto para identificar los genes
más importantes relacionados con CCR [165]. Por su lado, Li et al. hacen uso de deep
learning para estudiar la detección de genes patógenos de CCR de forma más científica
y precisa de modo que proporcione una guía técnica para el diagnóstico de CCR [98].
Por último, Pirmoradi et al. proponen un método eficiciente para identificar SNPs (Sin‑
gle Nucleotide Polymorphisms) y clasificar los casos en sanos o patológicos, haciendo
uso para ello de un método denominado “deep autoencoder”, el cual es un método
de deep learning que adapta su estructura automáticamente basándose en los datos de
entrada [137].

Máquinas de vectores de soporte (SVM)
El algoritmo de Máquina de Vectores de Soporte (SVM) fue propuesto originalmente

por Vladimir Vapnik [179]. Es un algoritmo basado en kernels que ha sido ampliamente
utilizado para realizar tareas tanto de clasificación como de regresión. El método defi‑
ne un hiper‑plano que actuará como frontera de decisión para clasificar un conjunto de
objetos quepertenecen adiferentes clases. En funciónde si los objetos son separables li‑
nealmente o no, se tendrá que utilizar un tipo de kernel u otro [144]. Entre las principales
ventajasdeSVMpodemosencontrarque tienemuybajaprobabilidadde sobre‑ajustarse
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(over-fitting), tiene una buena capacidad de generalización no cayendo en óptimos loca‑
les y es capaz demanejar datos conuna alta dimensionalidad (alto número de variables)
[144][45]. Entre sus desventajas podemos encontrar la caída de rendimiento cuando se
utilizan grandes conjuntos de datos debido al incremento en el tiemponecesario para el
entrenamiento del algoritmo así como la dificultad para elegir la función de kernel apro‑
piada [144]. Además, SVM esmuy sensible al ruido en los datos, de ahí que su capacidad
predictiva se reduzca considerablemente cuando el conjunto de datos contiene ruido
[159].

En la revisión bibliográfica realizada, la primera referencia sobre ML aplicado a CCR
que hace uso de SVM data del año 2010. En ella, Venkatesh et al. utilizan SVM para cla‑
sificar ejemplos de un conjunto datos de expresión de genes en patológicos o sanos.
Además, utilizan el algoritmo SMO (Sequential Minimal Optimización) para entrenar al
SVM [180]. Siguiendo con datos de expresión de genes, Ding et al. proponen en su traba‑
jo un framework computacional para identificar biomarcadores altamente fiables y fá‑
cilmente detectables secretados en orina, sangre y saliva, integrando además datos de
proteómica y de transcriptómica, utilizando SVM tanto para la selección de característi‑
cas (algoritmo RFE‑SVM) como para la implementación del modelo de predicción [39].
Por su parte, Zhao et al. clasifican los ejemplos de un conjunto de datos de expresión de
genes en sanos y patológicos utilizando un modelo basado en SVM llamado MKF‑SVM
(Mixed Kernel Function‑SVM) al que aplican el algoritmo Whale Optimization Algorithm
(WOA) para hallar los parámetros óptimos del modelo [190].

Por otro lado, existe otro conjunto de trabajos que hacen uso de algoritmos basados
en SVM para el tratamiento de imágenes médicas, siendo este conjunto el más nume‑
roso. En este sentido, Hwang et al. tratan de distinguir en vídeos de colonoscopia las
imágenes que tienen pólipos de aquellas que no los tienen, y para ello aplican el mé‑
todo bag‑of‑visual‑words utilizando como clasificador el algoritmo SVM [75]. De modo
similar, Tamaki et al. tambiénaplicanelmétodobag‑of‑visual‑wordspara representar ca‑
racterísticas locales de las imágenes seguido de un conjunto de clasificadores SVM con 5
kernes distintos para clasificar imágenes de colonoscopia NBI de tumores colorrectales
en tres tipos (A, B y C3) [168]. Fu et al. también hacen uso de imágenes de colonosco‑
pia para clasificar por tipos los pólipos colorrectales, realizando un proceso de realce de
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imágenes, extracción de características, selección de características y, por último, clasi‑
ficación mediante SVM [51]. Sing et al., por su parte, realizan una clasificación eficiente
y efectiva de lesiones gastrointestinales mediante SVM, utilizando previamente el algo‑
ritmo IALO (Improved Ant Lion Optimizer) para buscar los mejores parámetros de SVM.
Además, abordan el problema desde una doble perspectiva: binaria, clasificando los
ejemplos en benignos omalignos, ymulti‑clase, clasificando las lesiones intestinales en
hiperplasia, adenoma y adenoma dentado [158]. En relación con imágenes histológicas,
Budinska et al. tratan de extraer información relevante de la morfología del tumor usan‑
do un novedoso método llamado bag‑of‑features de dos niveles y esta información la
usan para crear patrones que posteriormente utilizan en un clasificador basado en SVM
[20]. Por otro lado, Sengar et al. aplican un clasificador basado en SVM para determinar,
a partir de imágenes histológicas, el grado del cáncer colorrectal (benigno, benigno ade‑
nomatoso,malignomoderadamente diferenciado ymaligno pobremente diferenciado),
utilizando para ello segmentación automática de las glándulas a partir de umbrales de
intensidad y de propiedades organizacionales [157]. Otro tipo de imágenes a las que se
han aplicado clasificadores basados en SVM son las imágenes de tomografía de proyec‑
ción óptica (OPT), que han dado lugar a dos trabajos científicos. En el primero de ellos,
Li et al. se centran en hacer una clasificación automática, basándose en el método bag‑
of‑visual‑words, de imágenes 3D que contienen pólipos colorrectales para discriminar
entre regiones con displasia de bajo grado y regiones con cáncer invasivo [97]. En el se‑
gundo trabajo, Li et al. dan un paso más intentando clasificar las imágenes de pólipos
colorrectales en tres niveles de displasia (bajo grado, alto grado y cáncer invasivo) utili‑
zando para ello características de textura [96]. Por último, encontramos dos trabajos de
Mitrea et al., que utilizan imágenes de ultrasonidos para dar una alternativa no invasiva,
a diferencia de la biopsia, para el diagnóstico del cáncer de colon; en el primero de ellos
se basan en características seleccionadas a partir de la textura, usando para ello tanto
métodos de tipo filter como métodos de tipo wrapper y a continuación utilizando como
clasificador, entre otros, SVM [113]; en el segundo, se basan en características seleccio‑
nadas también a partir de la textura, pero en esta ocasión utilizan como método CFS
(Correlation based Feature Selection) combinado con Genetic Search y, a continuación,
utilizan varios clasificadores comparativamente, entre los que se encuentra SVM, siendo
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además el que mejores resultados arroja [114].
Para finalizar con los trabajos de ML aplicados a CCR que hacen uso de SVM, encon‑

tramos dos trabajos que hacen uso de datos de cuestionarios por un lado, y de datos de
espectroscopia fluorescente de sangre, por otro. En el primer caso, Li et al. se centran en
explorar los biomarcadores clave de CCR estudiando el impacto que tiene en ellos la die‑
ta, analizando la correlación existente entre característicasmediante el uso del test KMO
(Kaiser‑Meyer‑Olkin) y aplicando SVM como clasificador [95]. En el segundo caso, Soares
et al. se centran en identificar cáncer a partir de datos de espectroscopia fluorescente de
la sangre ya que esta técnica proporciona información molecular detallada a un coste
muy bajo y no es invasiva (a diferencia de la colonoscopia) y para ello, en primer lugar
realizan una clasificación binaria mediante SVM para discriminar los casos entre CCR y
los no‑CCR y, en segundo lugar, para los ejemplos clasificados como no‑CCR, se vuelve a
utilizar SVMpara clasificarlos en dos tipos, los que tienen hallazgos que no sonmalignos
y los que no tienen ningún hallazgo [162].

Ensembles
Los métodos ensemble surgen como una combinación de algoritmos de aprendizaje

individuales para obtener un mejor rendimiento predictivo que el que se obtendría de
manera individual con cualquiera de los algoritmos que lo constituyen. Por tanto, utili‑
zando la definición de ensemble dada en [67], podemos decir que un ensemble combina
una serie de k modelos de aprendizaje (clasificadores base)M1,M2, ...,Mk con el objeti‑
vo de crear unmodelo de clasificación compuesto,M∗, que obtengamejores resultados.
Deestemodo, el conjuntodedatosD seutilizaparagenerark conjuntosdeentrenamien‑
to, D1, D2, ..., Dk donde Di (1 ≤ i ≤ k − 1) es utilizado para generar el clasificador Mi.
Dado un nuevo caso a clasificar, cada clasificador base realiza un“voto”sobre la clase
predicha para ese nuevo caso y el ensemble combina la predicción de cada clasificador
base para dar la predicción.

La primera referencia hallada sobre métodos ensemble aplicados a clasificación en
CCR se remonta al año 2011. En ella, Rodríguez‑Díaz et al. construyen un ensemble com‑
puesto por clasificadores SVM para discriminar pólipos en dos clases (neoplásicos y no
neoplásicos) [152] haciendo uso además del concepto de misclassification-rejection (MR)
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Figura 2.5: Esquema de funcionamiento de un ensemble

[27] en base al cual el clasificador identifica ejemplos con alto riesgo de ser clasifica‑
dos erróneamente, en la mayoría de casos los que se encuentran cerca de la frontera
de decisión y se abstiene de tomar una decisión sobre ellos. Roadknight et al. en sus
trabajos tratan de predecir la supervivencia de los pacientes de CCR en base a la estadifi‑
cación TNM y para ello, en 2013 desarrollaron un trabajo [147] en el que combinaban en
un ensemble los métodos SVM, red neuronal y anti-learning [88] y en 2015 proponen la
construcción de un ensemble con losmétodos CART, SVM, J48 y regresión logística [148]
utilizando además el concepto de anti-learning. En lamisma línea de predecir la supervi‑
vencia en pacientes con CCR, Wang et al. proponen unmodelo con dos etapas en el que,
en la primera etapa, usan un ensemble de árboles de decisión no balanceados para pre‑
decir “supervivencia” o “muerte”, y, en la segunda etapa, utilizan un ensemble de
métodosde regresiónparapredecir la esperanzade vida [184]. Stoean et al., por suparte,
construyen un ensemble de clasificadores SVM, red neuronal y árboles de decisión (DT)
para predecir la duración de la estancia hospitalaria después de una intervención por
CCR [163]. Le et al. proponen un método llamado RFMDA, que consiste en un ensemble
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basado en random forest (RF), el cual se constituye a partir demúltiples árboles de deci‑
sión, para predecir microRNA asociados a enfermedades [91]. Por otro lado, Roberto et
al. utilizan una serie demétodos, entre los que se encuentran los ensembles DECORATE
y rotation forest para clasificar tumores colorrectales enmalignos y benignos a partir de
imágenes histológicas [149]. Cenggoro et al. tratan de predecir la ocurrencia de CCR en
Indonesia a partir de factores no genéticos y para ello utilizan dos métodos, uno de los
cuales es XGBoost que consiste en un ensemble de árboles de decisión [23]. Ting et al.
definen un esquema para predecir factores de riesgo asociados con segundos tumores
primarios en pacientes con CCR, combinando 5 técnicas de clasificación (SVM, RF, MARS,
EML y XGBoost) [176].

2.2.2. Algoritmos de caja blanca

Un algoritmo de caja blanca es un sistema que pone demanifiesto sumecanismo de
funcionamiento interno de modo que el resultado que ofrece puede ser interpretable.
Basándonos en la obra de Han et al., “Data mining: concepts and techniques”, podemos
decir que la interpretabilidad hace referencia al nivel de comprensión y conocimiento
que proporciona el clasificador o el predictor. Sin embargo, la interpretabilidad es sub‑
jetiva y, por tanto, difícil de evaluar. Los árboles de decisión y las reglas de clasificación
pueden ser fácilmente interpretables, aunque su interpretabilidad se puede ver reduci‑
da a medida que se vuelven más complejos [67]. En otras palabras y según Doshi‑Velez
et al., la interpretabilidad de losmodelos deML puede verse como la capacidad que tiene

un algoritmo de explicar o presentar en términos comprensibles para un ser humano [40].
Por tanto, los modelos de ML que pertenecen al grupo de algoritmos de caja blanca

sacrifican poder predictivo a cambio de ser más interpretables y, además, no siempre
son capaces de modelar toda la complejidad inherente al dataset, es decir, puede dar‑
se el caso de que no sean capaces de modelar todas las relaciones existentes entre la
diferentes características del dataset.

En la revisión bibliográfica que hemos realizado sobre ML aplicado a CCR son nume‑
rosas las referencias halladas que utilizanmodelos de caja blanca. Todas ellas se clasifi‑
can en seis grandes grupos en base al/los tipo/s de algoritmo/s que utilizan:
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Algoritmos basados en Reglas.

Algoritmos basados en Árboles.

Algoritmos basados en Funciones.

・ Regresión lineal.

・ Regresión logística.

・ Método Polinómico.

Algoritmos perezosos.

Métodos de clasificación Bayesianos.

Otros.

A continuación, desglosaremos cada uno de estos grandes grupos exponiendo las
publicaciones que se han hallado que hacen uso de algoritmos de estos tipos.

Algoritmos basados en reglas
Un regla, normalmente, adopta la forma IF (condiciones) THEN (predicción), es

decir, SI se satisfacen ciertas condiciones sobre determinadas variables ENTONCES se rea‑
liza una predicción concreta. Probablemente, las reglas son los modelos de predicción
que tienen una mayor interpretabilidad ya que su estructura IF‑THEN se asemeja al len‑
guaje natural y a la forma en la quepensamos [117]. La utilidad de una regla normalmen‑
te se resume en dos conceptos ométricas: soporte de la regla (porcentaje de instancias
que cumplen la condición de la regla) y confianza de la regla (mide cómo de precisa
es la regla al predecir la clase correcta de aquellas instancias que cumplen la condición
de la regla), o quizás otras similares. Sin embargo, nótese que la evaluación de un cla‑
sificador basado en reglas es diferente. En este caso, puede ser necesario incluir algún
mecanismo de resolución de conflictos entre reglas y contar el número de aciertos del
clasificador.

Laminería de reglas de asociación es la disciplina de laminería de patrones cuyo ob‑
jetivo es descubrir relaciones interesantes entre las variables de grandes bases de datos
[189]. Cuando el objetivo son reglas con el valor de una determinada variable categórica
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en el consecuente, la variable objetivo, entonces hablamos de reglas de asociación de
clases [182].

En la revisión bibliográfica que hemos realizado sobreML aplicada CCR, el primer tra‑
bajo que hace uso de reglas se remonta al año 2006. En él, Chen et al. exploran diferen‑
tes técnicas deminería de datos (reglas de asociación, clasificación asociativa y scalable
cluster analysis) para identificar y describir grupos de riesgo de padecer CCR, obtenien‑
do resultados consistentes en la aplicación de las tres técnicas, aunque con las reglas
de asociación y con la clasificación asociativa se obtienen resultadosmás interpretables
que con scalable clustering analysis [26]. A partir de 2006 no hemos encontrado ningún
otro trabajo publicado que haga uso de reglas hasta el año 2015, cuando Li et al. pre‑
sentan un algoritmo basado en JRIP [29] para predecir los genes relacionados con CCR
[93], codificando dichos genes mediante la notación Gene Ontology [11][22]. En una lí‑
nea similar, Othmanet al. exploran en su trabajo las relaciones existentes entre los genes
responsables del CCR [129], comparando varios algoritmos entre los que se encuentra
el algoritmo de reglas de clasificación RIPPER [29], que es un algoritmo que utiliza la
estrategia divide y vencerás para distinguir las instancias de las clases positiva y nega‑
tiva [10]. Thongkam y Sukmak comparan 6 técnicas de clasificación basada en reglas
(Conjunctive Rule, Decision Table, FURIA, One Rule, PART y RIPPER) para desarrollar mo‑
delos precisos de predicción de supervivencia en CCR, siendo el algoritmo FURIA (Fuzzy
Unordered Rule Induction Algorithm) [74] más robusto y balanceado que el resto de téc‑
nicas [175]. Por otro lado, Roberto et al. utilizan una serie de métodos, entre los que se
encuentran los clasificadores basados en reglas One‑R y Decision Table, para clasificar
tumores colorrectales en malignos y benignos a partir de imágenes histológicas [149].
Delgado‑Osuna et al. en 2019 proponen en su trabajo una metodología para encontrar
descripciones interpretables ymanejables (tamañosde reglas reducidos) para casos con
complicaciones en CCR utilizando, entre otros, métodos basados en reglas tanto para
clasificación, algoritmo JRIP, como de descubrimiento de reglas de asociación utilizan‑
do para ello el algoritmo Apriori [6][18] el cual busca conjuntos de atributos‑valores que
aparecen con frecuencia en la base de datos y que se pueden utilizar para generar reglas
que describan estos patrones recurrentes [37]. Por último, también Delgado‑Osuna et al.
en 2020 extienden su trabajo de 2019 proponiendo 4 operadores heurísticos y unameto‑
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dología completa para buscar reglas interesantes que describan casos de pacientes con
CCRque presentan, por un lado, complicaciones y, por otro, recidivas [36], y realizan una
comparativa entre la metodología propuesta y conocidos algoritmos basados en reglas
de asociación como Apriori y otros tres representativos de clasificación asociativa como
CBA2 [101] , CPAR [188] y FARCHD [76].

Algoritmos basados en árboles
Los árboles de decisión son unas estructuras de árbol similares a un diagrama de

flujo y pueden ser transformados fácilmente en reglas de clasificación [67]. Tal y como
describe Susmita Ray, son métodos de aprendizaje automático supervisado que pue‑
den ser utilizados para resolver problemas de clasificación o de regresión mediante la
separación continua de los datos en base a un determinado parámetro. Las decisiones
tomadas están en las hojas y los datos son divididos en los nodos intermedios. Cuan‑
do los árboles se utilizan para tareas de clasificación, la variable objetivo es categórica,
mientras que si se utilizan para tareas de regresión, la variable es continua. Entre sus
principales ventajas podemos encontrar su facilidad de interpretación, su capacidad pa‑
ramanejar valores tanto numéricos como categóricos y su alto rendimiento. En cambio,
entre sus principales inconvenientes tenemos la dificultad para controlar el tamaño del
árbol y, además, puede ser propenso a errores de muestreo que provoquen soluciones
óptimas localmente y no globalmente [144].

Centrándonos en nuestra revisión bibliográfica sobre ML aplicada a CCR, en 2012 Sa‑
leema et al. publican un trabajo cuyo objetivo es identificar etiquetas destacadas en ba‑
ses de datos de cáncer (entre ellas una base de datos de CCR) para después usarlas en
un proceso de clasificaciónmulti‑etiqueta, utilizando en el proceso de identificación de
dichas etiquetas tres algoritmos entre los que se encuentra un algoritmo de árboles de
decisión (nodetallan cuál) que es el quemejores resultados ha proporcionado [156]. Por
su lado, Mitrea et al. tratan de desarrollar métodos computerizados para el diagnóstico
automático y no invasivo de tumores abdominales a partir de imágenes de ultrasonidos,
aplicando varias técnicas deML (SVM, RF, C4.5 y AdaBoost+C4.5) obteniendo losmejores
resultados con el esquema de combinación AdaBoost utilizando como clasificador bá‑
sico el algoritmo C4.5 [115], combinación esta que es bien conocida por su rendimiento
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[177]. Oliva et. al en su trabajopresentaun sistemacuyoobjetivo es ayudar a los expertos
a estudiar y analizar imágenes de tejido de colon, extrayendo inicialmente un conjunto
de características de dichas imágenes para realizar anotaciones sobre ellas y, a conti‑
nuación, las clasifican en dos clases, normales y anormales, utilizando 5 técnicas de ML
entre las que se encuentra el algoritmo J48 [125] que consiste en una implementación
existente en WEKA[65] del algoritmo C4.5. Ya en 2018, Othman et al. publican un estu‑
dio en el que exploran las relaciones existentes entre los genes responsables del CCR a
través de la aplicación de varias técnicas de ML entre las que se encuentra el algoritmo
J48, el cual, después de un proceso de selección de características, obtuvo resultados
similares que el algoritmo de Naïve Bayes pero tiene la ventaja de que produce descrip‑
ciones legibles de los datos [129]. Por otro lado, Delgado‑Osuna et al. en 2019 proponen
un metodología para hallar descripciones interpretables de casos con CCR generando
iterativamente un árbol de clasificación, utilizando para ello CART [19], a partir del cual
se obtienen reglas y se elimina la características de mayor influencia (la que está en la
raíz del árbol) para a continuacióngenerar unnuevoárbol quedará lugar anuevas reglas,
repitiendo este proceso hasta que no se obtengan nodos hoja con el nivel de profundi‑
dad máximo previamente establecido [37]. En 2020 Delgado‑Osuna et al. extienden su
trabajo de 2019 ya que la metodología propuesta en este tenía la limitación de que las
características demayor influencia aparecían enmuy pocas reglas junto conmuy pocas
otras características y, para resolverlo, proponen en su nuevo trabajo la inducción recur‑
siva de árboles, lo cual permite la generación de muchas combinaciones beneficiosas
de características con influencia [36].

Algoritmos basados en funciones
Dentro de esta categoría vamos a englobar tres tipos de métodos (regresión lineal,

regresión logística y método polinómico) cuyo mecanismo de funcionamiento está ba‑
sado en funciones matemáticas y de ahí que se puedan interpretar “fácilmente” los
resultados obtenidos así como por qué se obtiene un resultado u otro. Aunque sonmuy
simples, los métodos basados en funciones dan buenos resultados para muchas apli‑
caciones. Básicamente, estos métodos tratan de buscar una función matemática que
modele los valores de los datos. A continuación, describimos cada uno de ellos:
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Regresión lineal: la regresión lineal es un modelo matemático que se utiliza para
modelar la relacióndedependenciaqueexiste entreunavariabledependienteM y
p variables independientes xp con p ∈ Z+. De estemodo, la regresión lineal predice
el objetivo comouna sumaponderada de las características de entrada, por lo que
las relaciones aprendidas son lineales y se pueden escribir del siguiente modo:

M = β0 + β1x1 + ...+ βpxp + ϵ (2.1)

donde los coeficientesβi son lospesosde cadaunade las característicasxi,β0 es la
intersección con el eje de abscisas y ϵ es el error que se comete en la aproximación
[117].

En la revisiónbibliográfica realizada tan sólo sehaencontradoun trabajo científico,
que data del año 2019, en el que se hace uso de regresión lineal. En él, Cenggoro et
al. basan su trabajo en la predicción de ocurrencia de CCR en Indonesia y para ello
utilizan, además de XGBoost, Generalized Linear Model (GLM) con regularización
Elastic Net [191] la cual se utiliza conmucha frecuencia en análisis estadístico para
selección de características [23].

Regresión logística: la regresión logística modela las probabilidades para proble‑
masde clasificación condos salidas posibles. En lugar deutilizar una línea rectapa‑
ramodelar la relación entre variables, como ocurre en la regresión lineal, se utiliza
la función logística para obtener un valor de salida entre 0 y 1. La función logística
se define del siguiente modo:

logistic(η) =
1

1 + exp(−η)
(2.2)

Como en la regresión logística lo que necesitamos de salida es una probabilidad
entre 0 y 1, si partimos de la ecuación 2.1 la definición matemática de un modelo
de regresión logística sería la siguiente [117]:

P (M) =
1

1 + exp(−(β0 + β1x1 + ...+ βpxp))
(2.3)
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En nuestra revisión bibliográfica de ML aplicada a CCR, el primer trabajo que hace
uso de regresión logística data del año 2010. En él, Venkatesh et al. tratan de clasi‑
ficar ejemplos de un conjunto datos de expresión de genes en patológicos o sanos
y para ello aplican, entre otras técnicas, la regresión logística [180]. Este es el único
trabajo que se ha encontrado (hasta la fecha de revisión) que haga uso de regre‑
sión logística con datos de expresión de genes (microarrays). El resto de trabajos
revisados hacen uso o bien de imágenes histológicas o bien de datos procedentes
de registros médicos.

En el caso de imágenes histológicas, en 2015 Chaddad et al. publicaron un trabajo
en el que aplicaban Linear Discriminant Analysis para tratar de caracterizar en tres
tipos de células anormales (hiperplasia benigna, neoplasia intraepitelial y carci‑
noma) las estructuras biológicas contenidas en las imágenes[24]. Posteriormente,
Roberto et al. en 2019 utilizan una serie de métodos, entre los que se encuentra
la regresión logística, para clasificar tumores colorrectales enmalignos y benignos
[149]. Por su parte, ya en 2020, Karhan et al., como ya se comentó anteriormente
en la sección 2.2.1, hacen una comparativa entre métodos convencionales de cla‑
sificación, entre los que se encuentra la regresión logística, y deep learning para
clasificar las imágenes colorrectales en 8 clases diferentes —tumor, estroma, linfo‑
ma, restos celulares, mucosa, tejido adiposo, background y mixed— [81].

Por otro lado, en el caso de datos procedentes de registros médicos, Li et al. en
2019 investigan sobre la influencia de la etnia en la predicción de supervivencia
en CCR y para ello utilizan diferentes técnicas de ML entre las que se encuentra la
regresión logística [94]. Ting et al., en 2020, presentan un esquema predictivo pa‑
ra predecir factores de riesgo asociados con la posibilidad de padecer segundos
tumores primarios en pacientes con CCR, combinando 5 técnicas de ML entre las
que se encuentra Multivariate Adaptive Regression Splines (MARS), siendo usada
esta técnica tanto en la fase de selección de características como en la fase de pre‑
dicción [176].

Método Polinómico: el clasificador polinómico se ha utilizado ampliamente para
tareas de clasificación debido a que tiene la ventaja de proporcionar un sólo mo‑
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delo para la separación óptima de clases. Este tipo de clasificador es un mapa no
lineal parametrizadoque expandede formano lineal una secuencia de vectores de
entrada a una dimensión superior y los mapea a una secuencia de salida deseada.
El propósito de esta expansión esmejorar la separación de las diferentes clases en
el espacio vectorial expandido. Los vectores polinómicos expandidos se utilizan
para definir una secuencia de salida ideal minimizando una función objetivo [122].

En nuestra revisión bibliográfica de ML aplicada a CCR tan sólo se ha hallado una
referencia quehagausodeun clasificador polinómico. Esta referencia data del año
2019 y en ella, Ribeiro et al. proponen unmétodo para el estudio y reconocimiento
de patrones en CCR aplicando técnicas fractales multidimensionales y aplicando,
entre otros métodos, un clasificador polinómico que es el que mejores resultados
ha arrojado [146].

Algoritmos perezosos
Los métodos de aprendizaje perezoso son aquellos que retrasan el procesamiento

de los datos de entrenamiento hasta el momento en el que necesitan dar respuesta a
una pregunta. Esto, normalmente, implica almacenar en memoria los datos de entre‑
namiento para después encontrar datos relevantes en la base de datos que ayuden a
responder una pregunta concreta. La relevancia se suele medir utilizando una función
de distancia (medida de similitud) de modo que datos que estén “cercanos” (sean
similares) tienen una alta relevancia [7]. A partir de esto, podemos determinar que los
algoritmos de aprendizaje perezoso presentan tres características que los diferencian
de otros tipos de algoritmos de aprendizaje. En primer lugar, retrasan el procesamiento
de sus datos de entrada (datos de entrenamiento) hasta que reciben una pregunta (sim‑
plemente almacenan las entradas para un uso futuro). En segundo lugar, responden a
las preguntas realizando una combinación de los datos que tienen almacenados. Por
último, descartan cada respuesta construida y cualquier resultado intermedio [7]. De lo
anterior, se puede deducir que los algoritmos de aprendizaje perezoso tienenmuy poco
coste computacional en el entrenamiento vs. unmayor coste computacional durante la
construcción de la respuesta a la pregunta recibida y además requieren mayor capaci‑
dad de almacenamiento de información que los algoritmos no perezosos debido a que
tienen que almacenar los datos de entrenamiento en memoria.
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En la revisión bibliográfica que hemos realizado, la primera referencia que hace uso
de algoritmos de aprendizaje perezoso se publicó en el año 2007. En ella, Liao et al. pre‑
sentan un método para analizar carcinoma colorrectal, utlizando para ello el algoritmo
Counting kNN al que le incluyen unamejora basada en utilizar un árbol como índice pa‑
ra reducir el tiempo requerido en el procesamiento de los datos [99]. No será hasta 2012
cuando se publica el siguiente trabajo que hace uso de algoritmos de aprendizaje pe‑
rezoso aplicado a CCR. En él, Saleema et al. intentan predecir el pronóstico del cáncer
de colon (además del cáncer de mama y respiratorio) basándose en clasificación multi‑
etiqueta y para ello han comparado tres algoritmos entre los que se encuentra kNN [156].
Ya en 2016, Paul et al. publican un trabajo con unmétodo para identificar genes patológi‑
cos asociados aCCRutilizandoel algoritmokNNen la etapaque se encargade identificar
el conjunto inicial de genes efectivos [132]. Syafiandini et al. tratan de hallar genes im‑
portantes relacionados con CCR utilizando redes neuronales y, debido a que el dataset
utilizado tiene valores perdidos, hacen uso del algoritmo kNN para estimar el número
de valores perdidos [165]. Por su parte, Ribeiro et al. en su trabajo para el estudio y re‑
conocimiento de patrones en CCR, expuesto anteriormente, en la fase de clasificación
hacen uso de diversos métodos entre los que se encuentra el algoritmo de aprendizaje
perezosoKStar [146]. Roberto et al. comparandiversosmétodos entre los que se encuen‑
tran kNN y KStar para clasificar tumores colorrectales enmalignos y benignos [149]. Por
último, en 2020 Karhan et al. realizan una comparativa de algoritmos entre los que se
encuentra kNN para clasificar imágenes colorrectales en 8 clases diferentes [81].

Métodos de clasificación Bayesianos
SegúnHanet al. [67] los clasificadoresBayesianos sonclasificadores estadísticosque

pueden predecir las probabilidades de pertenencia a una clase. La clasificación Bayesia‑
na está basada en el teorema de Bayes. Sea X una tupla de datos que es considerada
como“evidencia”. SeaH algunahipótesis tal comoque la tupla dedatosX pertenece
a una clase específica C. Para problemas de clasificación se quiere determinar P (H|X),
la probabilidad de que la hipótesisH se cumpla dada la “evidencia” o la tupla de da‑
tos observadosX . En otras palabras, se está buscando la probabilidad de que la tuplaX
pertenezca a la claseC dado que es conocida la descripción de los atributosX . P (H|X)
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es la probabilidad deH condicionada aX :

P (H|X) =
P (X|H)P (H)

P (X)
(2.4)

Han et al. [67] indican que algunos estudios comparativos entre algoritmos de clasi‑
ficación han concluido que un clasficador Bayesiano simple conocido como clasficador
Naïve Bayes es comparable en rendimiento con los árboles de clasificación y con redes
neuronales seleccionadas, proporcionando una alta precisión y rendimiento cuando se
utilizan con grandes bases de datos. Los clasificadores Naïve Bayes asumen que el efec‑
to del valor de un atributo en una clase dada es independiente de los valores de otros
atributos. Esta asunción se denomina independencia condicional de clase [67].

En palabras de Christoph Molnar [117], el clasificador Naïve Bayes calcula las pro‑
babilidades de clase para cada atributo de forma independiente, lo que equivale a una
suposición fuerte de independencia de los atributos. Naïve Bayes es un modelo de pro‑
babilidad condicional y modela la probabilidad de una clase Ck de la siguiente manera:

P (Ck|X) =
1

Z
P (Ck)

n∏
i=1

P (Xi|Ck) (2.5)

siendo el términoZ un parámetro de escalado que asegura que la suma de probabilida‑
des para todas las clases es 1, y que depende únicamente de los valoresXi. La probabili‑
dad condicional de una clase P (Ck|X) es la probabilidad de la clase P (Ck)multiplicada
por la probabilidad de cada atributo dada la clase P (Xi|Ck), normalizada por Z.

En nuestra revisión bibliográfica de ML aplicado a CCR se han encontrado algunos
trabajos que hacen uso de clasificadores Bayesianos. Todos los trabajos hallados utili‑
zan el clasificador Naïve Bayes. El primer trabajo se remonta al año 2012. En él, Saleema
et al. utilizan Naïve Bayes, además de otros métodos de clasificación, para predecir el
pronóstico de CCR [156]. En una línea similar, Thongkman y Sukmak comparan 6 téc‑
nicas de minería de datos, entre las que se encuentra el método de tablas de decisión
Naïve Bayes, para desarrollar modelos precisos para predecir la supervivencia en CCR
[175]. Por otro lado, Othman et al. exploran las relaciones que existen entre los genes
responsables de CCR utilizando diferentes técnicas de minería de datos, entre las que
se encuentra Naïve Bayes que además es la técnica que arrojómejores resultados [129].
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Dragicevic et al. abordan la clasificación de imágenes del tejido del epitelio del colon en
tejido sano o canceroso y para ello realizan una comparativa entre Naïve Bayes y el per‑
ceptrón multicapa [41]. Por su parte, Ribeiro et al., tal y como se expuso anteriormente,
se centran en el estudio y reconocimiento de patrones en CCR aplicando diversas técni‑
cas de clasificación entre las que se encuentra Naïve Bayes [146]. Por último, Roberto et
al. comparan diversos métodos, incluidos Naïve Bayes y redes Bayesianas, para clasifi‑
car tumores colorrectales en malignos y benignos [149].

Otros trabajos que hacen uso de algoritmos de caja blanca
En este apartado se van a incluir aquellas referencias bibliográficas que hacen uso de

técnicas de ML que no tienen entidad para ser incluidas en una categoría propia debido
al escasonúmerode referencias quehacenusode esas técnicas. En esta clasificación en‑
contraremos referencias que hacen uso de algoritmos basados en grafos, de algoritmos
genéticos y de algoritmos de clustering.

Centrándonos en los trabajos que hacen uso de algoritmos basados en grafos pode‑
mos encontrar dos referencias. En la primera de ellas, Paul y Maji presentan un método
para idenficar genes patológicos asociados con CCR y para ello, en primer lugar, iden‑
tifican, mediante un método de selección de genes, un conjunto de genes expresados
diferencialmente y, posteriormente, esos genes identificados se utilizan para construir
una red de asociación de proteínas a partir de la cual se utiliza el algoritmo de Dijkstra
para construir el caminomás corto entre un par de genes [132]. En la segunda referencia,
Elkhani y Muniyandi proponen unmétodo de selección de características“membrane‑
inspired”para aprovechar el potencial de“membrane computing” (ver sección 2.1.3)
haciendo uso de un grafo dinámico [43].

En cuanto a referencias que hagan uso de algoritmos genéticos, sólo hemos halla‑
do una en la que Taino et al., en 2020, realizan una propuesta basada en un algoritmo
genético capaz de evaluar un número significativo de características, métodos de selec‑
ción y clasificadores para proporcionar una asociación razonable entre ellos con el fin
de realizar el diagnóstico y reconocimiento de patrones de linfomas no‑hodgkin y cán‑
cer colorrectal. El algoritmo genético que proponen, como es habitual, consta de tres
etapas, siendo la primera de ellas la que se dedica a definir la estructura del cromoso‑
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ma y la población inicial, la segunda se centra en realizar la evaluación y la selección de
la población para la siguiente generación y, ya en la tercera etapa, se realiza el cruce y
la mutación, repitiendo este proceso hasta que se alcanza un determinado número de
iteraciones [166].

Figura 2.6: Tipo de datos utilizados en cada tipo de algoritmo

Por último, tan sólo se ha encontrado una referencia que haga uso de algoritmos de
clustering. Concretamente, Syafiandini et al. tratan de identificar los genes más impor‑
tantes relacionados con CCR utilizando iterativamente el algoritmo k‑means para obte‑
ner el número óptimo de biomarcadores [165].

El gráfico 2.6 resume en cifras los tipos de datos utilizados en función del tipo de
algoritmo, pudiéndose observar claramente que las imágenes son utilizadas con una
mayor frecuencia en los algoritmos de caja negra, mientras que los algoritmos de caja
blanca se aplican mayoritariamente sobre datos datos tabulares o de microarrays.

2.3. Tamaño del dataset y disponibilidad pública del mismo

En las publicaciones que constituyen nuestra revisión bibliográfica de ML aplicado
a CCR el tamaño del dataset utilizado en los experimentos es muy variable, pudiendo ir
desde pocas de decenas de registros hasta datasets masivos con más de 100.000. Aten‑
diendo al número de registros, hemos establecido una serie de rangos para poder clasi‑
ficar los trabajos en función del tamaño del dataset en:
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Pequeño:menos de 100 registros.

Mediano: entre 100 y 999 registros.

Grande: entre 1000 y 9999 registros.

Muy grande: 10.000 registros o más.

Asimismo, es de gran utilidad conocer si el dataset utilizado por los diferentes tra‑
bajos publicados es accesible públicamente o si por el contrario es un dataset privado
que no está disponible. El hecho de disponer de datasets públicos tiene un gran impac‑
to en el desarrollo de nuevosmétodos ya que permite comparar el desempeño de estos
métodos con otros ya existentes que utilizaron esos mismos conjuntos de datos.

En la siguiente tabla se expone una visión global que permite conocer para cada re‑
ferencia bibliográfica las dos dimensiones expuestas, es decir, el tamaño del dataset uti‑
lizado y si éste es accesible públicamente (se agrupan como N.E. aquellos trabajos que
no especifican el tamaño y/o su accesibilidad pública):

TAMAÑO DEL DATASET
Pequeño Mediano Grande Muy grande N.E.

DA
TA

SE
TP

ÚB
LIC

O Sí [132] [138]
[158] [180]

[4] [31] [39]
[51] [91] [93]
[98] [116]
[137] [146]
[149] [157]
[162] [163]
[165] [166]
[190]

[1] [13] [81]
[184] [187] [26] [156] [175]

No [96] [97] [125]

[20] [23] [41]
[113] [114]
[115] [147]
[148] [152]
[172]

[37] [36] [50]
[56] [99] [168]
[176]

[75]

N.E. [129] [95] [161] [78] [94] [24] [43] [119]

Tabla 2.1: Clasificación de trabajos por tamaño del dataset y disponibilidad pública

Tal y comosepuedeobservar en la tabla 2.1, lamayoría de los trabajos estudiados en
nuestra revisiónbibliográficautilizandatasets que tienenun tamañomediano (entre 100
y 999 registros). Esto pone de manifiesto que la gran mayoría de investigadores utilizan
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datos clínicos recogidos por ellos mismos o por sus colegas ex profeso para el estudio
que quieren llevar a cabo. De esta forma, debido al esfuerzo prolongado en el tiempo
que conlleva recoger esos datos, se entiende que los datasets utilizados en la mayoría
de los trabajos tengan este tamaño.

Por último, el gráfico 2.7 muestra, para cada tipo de dato, la distribución de tama‑
ños de dataset utilizados. Tal y como se puede observar en él, en el caso de los dataset
que contienen imágenes, la mayoría son conjuntos de datos de tamaño mediano. Es‑
to puede deberse a que no es fácil conseguir grandes conjuntos de imágenes (sólo hay
7 trabajos que usan un dataset grande y tan sólo 1 muy grande). Respecto a los datos
tabulares, la mayoría son pequeños o medianos. Esto se debe a que la mayoría de los
trabajos han utilizado datos que son recogidos manualmente, lo cual conlleva un tra‑
bajo muy alto. Por último, en relación con los datos de microarrays, la mayoría utilizan
datasets medianos. El hecho de que no haya trabajos que utilicen datasets grandes o
muy grandes puede ser debido a lo costoso de la obtención de datos de expresión de
genes.

Figura 2.7: Distribución de tamaños de dataset en función del tipo de dato

2.4. Selección de características

En numerosas ocasiones, y cada vez conmás frecuencia, los datasets que se utilizan
en el ámbito sanitario contienen una gran cantidad de variables (características) bien
porque se recoge información en exceso, bien porque sondatos que se generan automá‑
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ticamente por diferentes equipos de electromedicina (electrocardiógrafos, TACs, anali‑
zadoresbioquímicos, etc.), bienporque sondatosdeprocedencia“ómica”(genómica,
proteómica, radiómica, etc.) o por cualquier otromotivo. Todo esto hace que se generen
datasets con una alta dimensionalidad lo cual hace que se dificulte su manejo.

Desafortunadamente, muchas de las características de estos datasets con tan alta
dimensionalidad son parcial o completamente irrelevantes o redundantes para alcan‑
zar el objetivo de aprendizaje y, por tanto, si se excluyeran de ser utilizadas, el proceso
de aprendizaje no se vería afectado. Además, reducir el número de características irre‑
levantes/redundantes reduce el tiempo de ejecución de un algoritmo de aprendizaje y
además se favorece que se consiga una mayor precisión.

Según Dash y Liu [33], muchos autores definen la selección de características des‑
de varios prismas, pero al final la mayoría de ellos tienen una intención similar. A conti‑
nuación, se exponen 4 definiciones que son conceptualmente distintas y que cubren un
mayor rango:

1. Idealizada: encontrar el subconjunto de características de tamañomínimo que es
necesario y suficiente para alcanzar el objetivo de aprendizaje [84].

2. Clásica: seleccionar un subconjunto deM características de un conjunto deN ca‑
racterísticas, con M < N , de modo que el valor de una función de criterio sea
óptimo respecto a todos los subconjuntos de tamañoM [121].

3. Mejora de la precisión predictiva: el objetivo de la selección de características
es elegir un subconjunto de ellas paramejorar la precisión predictiva o para dismi‑
nuir el tamaño del dataset sin reducir significativamente la precisión predictiva del
clasificador utilizando sólo las características seleccionadas [87].

4. Aproximación de la distribución de clases original: el objetivo de la selección
de características es seleccionar un pequeño subconjunto de modo que la distri‑
bución de clases resultante, dados sólo los valores de las características seleccio‑
nadas, sea lo más cercana posible a la distribución de clases original dados todos
los valores de las características [87].

La tercera y cuarta definiciones son bastante diferentes conceptualmente de ahí que
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Dash y Liu consideren ambas para dar su propia definición [33]: la selección de caracte‑
rísticas tratade seleccionar el subconjuntomínimodeellas deacuerdoa losdos criterios
siguientes:

1. La precisión de la clasificación no se reduce significativamente.

2. La distribución de clases resultante, dados sólo los valores de las características
seleccionadas, es lomásparecidaposiblea ladistribucióndeclasesoriginal, dadas
todas las características.

En relación con los métodos existentes para la selección de características (en ade‑
lante FS), podemos clasificarlos en dos categorías: Filter yWrapper.

Respecto a los métodos de tipo Filter, generalmente se utilizan como etapa de pre‑
procesamiento. En este caso, la selección de características es independiente de cual
sea el algoritmo de ML. Las características son seleccionadas en base a la puntuación
(score) obtenida en varios test estadísticos realizadosparadeterminar su correlación con
la variable objetivo [82]. En la figura 2.8 se puede observar el esquema general de uso de
estos tipos de métodos.

Figura 2.8: Esquema demétodos de FS tipo Filter [82]

Entre losmétodosde tipo Filter podemos encontrar InformationGain, Gain Ratio, Chi‑
Cuadrado, CFS (Correlation‑based Feature Selection), consistency‑based feature subset
evaluation, Relief‑F, PCA (Principal Component Analysis),mRMR (minimumRedundancy
MaximumRelevance), IFS (Incremental Feature Selection), f‑MRMS (MaximumRelevance
Maximum Significance), ECCD, etc.

Losmétodosde tipoWrapper, por su lado, utilizanun subconjuntode características
y entrenan un modelo de ML con dicho subconjunto. En función del resultado que se
obtenga, se decide si se añaden o eliminan características a/de dicho subconjunto. Tal
y como se puede observar, el problema se reduce, esencialmente, a un problema de
búsqueda [82]. En la figura 2.9 se puede observar el esquema general de uso de estos
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tipos de métodos.

Figura 2.9: Esquema demétodos de FS tipoWrapper [82]

Entre los métodos de tipoWrapper podemos encontrar SFS (Sequential Forward Se‑
lection), SFFS (Sequential Floating Forward Selection), SVM‑RFE, RFEIR 6, etc.

Las principales diferencias entre ambos tipos de métodos son las que se enumeran
a continuación [82]:

Los métodos Filter calculan la relevancia de las características en base a su corre‑
lación con la variable dependiente mientras que los métodosWrapper calculan la
utilidad de un subconjunto de características entrenando un modelo de ML con
dicho subconjunto.

Los métodos Filter son mucho más rápidos que los Wrapper ya que los primeros
no tienen que entrenar ningúnmodelo de ML, lo cual hace que estos últimos sean
computacionalmente costosos.

Los métodos Filter utilizan métodos estadísticos para la evaluación del subconjun‑
to de características mientras que los métodosWrapper utilizan cross-validation.

Los métodos Filter pueden no encontrar el mejor subconjunto de características
en muchas ocasiones en contraposición con los métodos Wrapper, que siempre
pueden proporcionarlo.

Utilizar el subconjunto de características obtenido con los métodosWrapper hace
que el modelo de ML sea más propenso a producir sobreajuste que si se utiliza el
subconjunto obtenido con los métodos de tipo Filter.

Existe una última categoría demétodos, llamada Embedded, en la que se combinan
las cualidades de los métodos tipo Filter y Wrapper y se implementan mediante algorit‑
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mos que tienen sus propios métodos de selección de características incoporados [82].
Entre los métodos de tipo Embedded podemos encontrar los de selección de caracterís‑
ticas basados en árboles, XGBoost, Elastic Net, etc.

En nuestra revisión bibliográfica sobreML aplicado a CCR son numerosas las referen‑
cias que hacen uso de algoritmos de FS. En numerosas ocasiones, dichas referencias no
utilizan una única técnica de FS, sino que hacen uso de varias de ellas. Mitrea et al., en
sus trabajos tratan de obtener un diagnóstico automático no invasivo del CCR para lo
cual extraen características a partir de imágenes de ultrasonidos y, dada la alta dimen‑
sionalidad de las mismas, las someten a un proceso de FS aplicando diferentes méto‑
dos como CFS [66], Information Gain [66], Consistency‑based feature subset evaluation
[66], Decision Trees, Primero el mejor, Gain Ratio así como una combinación de méto‑
dos como CFS con Genetic Search y Gain Ratio con Ranker [113][114][115]. Saleema et
al., para predecir la supervivencia en cáncer de mama, CCR y respiratorio hacen uso del
método Information Gain Ratio para reducir el número de variables del dataset utiliza‑
do [156]. Por su lado, Roadknight et al., en su trabajos relacionados con la supervivencia
en pacientes con CCR utilizan los métodos SVM recursivo, Chi‑Cuadrado, Gain Ratio, In‑
formation Gain y SVM ranking para limitar el número de características existentes en el
dataset utilizado [147][148]. Fu et al., en su trabajo sobre clasificación de pólipos colo‑
rrectales extraen características a partir de las imágenes de colonoscopia y, para reducir
su dimensionalidad, aplican FS haciendo uso de los métodos SFS (Sequential Forward
Selection) y SFFS (Sequential Floating Forward Selection) [51]. Por su parte, Li et al. ex‑
ploran, a partir de datos procedentes de cuestionarios, los biomarcadores clave de CCR
estudiando el impacto que tiene la dieta en ellos y para reducir la dimensionalidad, en
primer lugar aplican el test KMO (Kaiser‑Meyer‑Olkin) y si el resultado es mayor de 0.7
se considera que la correlación entre variables es muy alta por lo cual hace uso del al‑
goritmo Relief [66] para realizar la selección de características [95]. En relación con la
predicción de genes relacionados con CCR, Li et al. hacen uso de datos de expresión de
genes que, como ya sabemos, contienen una alta dimensionalidad y por tanto es ne‑
cesario realizar un procedimiento de selección de características. Para ello, aplican el
métodomRMR [136] (minimum Redundancy Maximum Relevance) para obtener un ran‑
king de variables y a continuación, utilizando IFS [102](Incremental Feature Selection)
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eliminan variables en base al ranking dado por mRMR [93]. También Paul y Maji hacen
uso de datos de expresión de genes para determinar genes patológicos en relación con
CCR y hacen uso f‑MRMS (Maximum Relevance Maximum Significance) para seleccionar
las características más relevantes [132]. Syafiandini et al., en su trabajo para determinar
genes importantes relacionados con CCR aplican lamétrica MSE (Mean Squared Error) a
los resultados obtenidos tanto del aprendizaje como del test y el resultado de esta mé‑
trica permite ordenar las características de mayor a menor valor de MSE, siendo este
valor el que se utiliza como base para la selección de características aplicando iterativa‑
mente clustering con el método k‑means [165]. Soares et al. hacen uso de imágenes de
espectroscopía fluorescente para detectar automáticamente CCR y para reducir la alta
dimensionalidad del dataset hacen uso del método SVM‑RFE [62] (SVM‑Recursive Featu‑
re Elimination) [162]. Elkhani y Muniyandi proponen en su trabajo un método de selec‑
ciónde características inspiradoenmembrane computing [43]. Othmanet al. exploran las
relaciones que existen entre los genes responsables del CCR haciendo uso de datos de
expresiónde genes y reducen sudimensionalidad utilizando elmétodoCFS, pasandode
2000 genes a tan sólo 26 [129]. Por su parte, Morkunas et al. utilizan imágenes histológi‑
cas para clasificar los tejidos en epiteliales y estroma y, para reducir la dimensionalidad
de las características de cada imagen aplican PCA (Principal Component Analysis) como
método de FS[119]. Ribeiro et al. tratan de realizar reconocimiento de patrones sobre
imágenes histológicas de CCR para clasificarlas en benignas y malignas y, dada la alta
dimensionalidadde las características de cada imagen aplican Relief‑F comométodode
FS [146]. Conunobjetivo equivalente, Roberto et al. tambiénusan imágeneshistológicas
y en este caso, para la reducción de la alta dimensionalidad de las características hacen
uso de losmétodos Relief‑F y PCA, obteniendomejores resultados con Relief‑F [149]. Por
otro lado, Cenggoro et al. estudian la importancia de las características en modelos de
clasificación para casos de CCR y, en su caso, aplican XGBoost para obtener el ranking de
característicasmás influyentes y, a continuación, utilizan Elastic Net para seleccionar las
características más relevantes [23]. Ding et al. tratan de obtener biomarcadores de CCR
a partir de datos de proteómica y transcriptómica, los cuales tienen una altísima dimen‑
sionalidad y, para reducirla, utilizan SVM‑RFE [39]. Dragicevic et al. tratan de clasificar el
tejido del epitelio en sano o canceroso a partir de datos de espectroscopia de imagen
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opto‑magnética, los cuales son previamente sometidos a un proceso de FS mediante
el algoritmo RFEIR 6 (Recursive Featuring Eliminationwith Incorporating Resample) [41].
Zhao et al. se centran en clasificar datos demicroarrays relacionados con CCR en grupos
de sanos o patológicos, realizando en la primera etapa del modelo propuesto un proce‑
so de selección de características utilizando elmétodomRMRpara reducir la alta dimen‑
sionalidad de los datos [190]. Wang et al., en la línea de predicción de supervivencia en
pacientes con CCR como ya se ha expuesto también para otros autores, aplican a priori

knowledge para la selección de características [184]. French et al. hacen uso de datos de
registrosmédicos para identificar combinaciones de fármacos que podrían actuar como
señales “pre‑cáncer” y para seleccionar las características más adecuadas para este
estudio utilizan comométodo de FS elmétodo ECCD (Entropy based Category Coverage
Difference) [50]. Singh y Singh tratan de realizar una clasificación efectiva y eficiente de
lesiones gastrointestinales a partir de imágenes obtenidas de vídeos de colonoscopia
y, dada la alta dimensionalidad de los datos, aplican IALO como método para asignar
pesos a las variables del dataset dentro del proceso de feature weighting [158]. Pirmoradi
et al. intentan clasificar los ejemplos del dataset, proveniente de datos de expresión de
genes, en sanos y patológicos y se encuentran como principal problema la alta dimen‑
sionalidad de los mismos de modo que para reducirla aplican un método de selección
de características de tipo Filter (no explicitan cuál) que consta de dos etapas, calculando,
en primer lugar, la relevancia de cada característica utilizando medidas de dispersión y,
en segundo lugar, calculando la redundancia utilizando medidas de similaridad [137].
Por último, Ting et al., en su trabajo para predecir factores de riesgo asociados con la
aparición de segundos tumores primarios, aplican como método de FS una combina‑
ción de los métodos Random Forest, MARS y XGBoost de modo que cada uno de ellos
identifica un conjunto de factores de riesgo importantes y, a continuación, se aplica una
media simple para obtener un ranking combinado que determina los factores de riesgo
más importantes [176].

2.5. Extracción de características

La extracción de características es el proceso a través del cual los datos disponibles
se transforman y se representan de la formamás adecuada posible. Implica una combi‑
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nación de conocimiento de la materia, intuición y habilidades matemáticas fundamen‑
tales. En realidad, lo que se está haciendo es transformar las propiedades de los datos
en características de dichos datos [80], obteniendo así un conjunto más pequeño de
nuevas características siendo cada una de ellas una combinación de las características
originales y conteniendo básicamente la misma información.

En los problemas de ML del mundo real, a menudo hay demasiados factores (carac‑
terísticas) en base a los cuales se realiza la predicción final. Cuantomayor sea el número
de características más difícil será procesar el conjunto de datos de entrenamiento. La
idea principal que subyace detrás de la extracción de características, en la mayoría de
los casos, es reducir la dimensionalidad del conjunto de datos inicial, sin perder mucha
de la información que contienen. De aquí se deduce fácilmente quemientras que los al‑
goritmos de selección de características no modifican los datos originales sino que los
reducen, los algoritmos de extracción de características generan nuevas características
a partir de los datos originales. En la figura 2.109 se ilustra esta idea.

Figura 2.10: Extracción de Características Vs. Selección de Características

En el campo de ML aplicado a medicina, la extracción de características se emplea
con mucha frecuencia cuando se trabaja con imágenes, ya que su manejo es más cos‑
toso que el manejo de datos numéricos o categóricos. Por este motivo, a partir de las
imágenes se extraen numerosos tipos de características, como pueden ser característi‑

9Fuente:https://www.analyticsvidhya.com/blog/2021/04/guide-for-feature-extraction-techniques/

https://www.analyticsvidhya.com/blog/2021/04/guide-for-feature-extraction-techniques/
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cas relacionadas con textura, color, fronteras, etc., que preservan la información subya‑
cente en la imagen y cuyo manejo es muchomás eficiente.

En nuestra revisión bibliográfica sobre ML aplicado a CCR, todos los trabajos que ha‑
cen uso de técnicas de extracción de características se aplican sobre imágenes médicas
de diferentes tipos (histológicas, colonoscopia, ecografía, etc.).

El tipo de imagenmás utilizado en los trabajos que hacen uso de extracción de carac‑
terísticas es la imagenhistológica. En esta línea, Chaddad et al. realizan un análisis efecti‑
vo de la textura de imágenes histológicas extrayendo características de texturamediante
unfiltro Laplacian of Gaussian y aplicandoLDA (LinearDiscriminant Analysis) [24]. Budins‑
ka et al. extraen información relevante de la morfología del tumor colorrectal utilizando
para ello un método de extracción de características de tipo bag-of-features que genera
bloques que posteriormente se agrupan utilizando el algoritmo k‑means [20]. Sengar et
al., a partir de las regiones de interés de las imágenes (consideran las glándulas como
regiones de interés) extraen características estadísticas y de textura de la matriz GLRL
(Gray‑Level Run Length) que posteriormente normalizan con Z‑score [157]. Por su par‑
te, Xu et al. hacen uso de DCNN (Deep CNN), que es un extractor de características end‑
to‑end entrenado directamente con los valores de intensidad de cada píxel original de
tejido de epitelio y estroma, con dos capas alternativas de convolución y max‑pooling
(calculan el máximo valor de cada patch del mapa de características) [187]. De modo si‑
milar, Ponzio et al. también utilizan CNN para extraer características de textura y color
siendo los bloques de más bajo nivel de la CNN los que se encargan de esta tarea [138].
Tennakoon et al. utilizan imágenes volumétricas que sonmuy útiles para el diagnóstico
pero la disponibilidad de imágenes anotadas esmuy reducida por lo que hacenuso tam‑
bién de CNNpara extraer características que palien este problema [172]. También Abbas
et al. hacen uso de una CNN pre‑entrenada (ImageNet) como método de extracción de
características locales en cada imagen y a continuación utilizan PCA para proyectar el
espacio de características de alta dimensión en una dimensión menor descartando las
características con una alta correlación [1]. Morkunas et al. extraen características de tex‑
tura y de color de imágenes histológicas de tumores colorrectales y para ello segmentan
las imágenes utilizando el algoritmo SLIC (Simple Linear Iterative Clustering) [5], a con‑
tinuación utilizan FA (Factor Analysis) para obtener descriptores de textura y de color y
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por último hacen uso de PCA para reducir la dimensionalidad [119]. Abdelsamea et al.
segmentan las imágenes del epitelio utilizando FSPF (Fuzzy Signed Pressure Force) pa‑
ra a continuación obtener un conjunto de características morfométricas basándose en
ALI (Axis of Least Inertia) y un conjunto de descriptores de apariencia basándose en WAI
(Weighted Average Intensity) [4]. Por su lado, Ribeiro et al. extraen características de tex‑
tura haciendo uso de técnicas fractales como Lacunarity, Percolation, Fractal Dimension
y descriptores Haralick [146]. También Roberto et al. utilizan técnicas fractales para la ex‑
tracción de características siendo Percolation la técnica utilizada [149]. Siguiendo con
el uso de técnicas fractales, Taino et al. también utilizan Lacunarity, Percolation, Fractal
Dimension y descriptores Haralick para extraer características de las imágenes histoló‑
gicas coloreadas y de las sub‑imágenes curvelet [166]. Karhan y Akal, por otra parte, tra‑
tan de clasificar imágenes de tejido colorrectal en diferentes clases y para ello extraen
características de textura utilizando GLCM (Gray Level Coocurrence Matrix), DCT (Discre‑
te Cosine Transformation), que extrae los cambios que se producen en la imagen, y LBP
(Local Binary Pattern) [81]. Por último, en relación con imágenes histológicas, Javed et al.
utilizan para la extracción de características una técnica basada en grafos demodo que,
utilizando el concepto de comunidad celular introducido en la sección 2.1.1, se asignan
conexiones potenciales célula‑célula utilizando triangulación Delaunay dando lugar a
un grafo a nivel de célula (grafo celular) que se utiliza para calcular un vector de carac‑
terísticas que captura las conexiones potenciales célula‑célula de diferentes tipos de cé‑
lulas y, por último, estos vectores de características se utilizan para construir un grafo a
nivel de patch (patch‑leves) basado en la distancia chi‑cuadrado [78].

El otro tipo de imagen más utilizado en los trabajos que hacen uso de extracción de
características es la imagen procedente de la colonoscopia. Hwang en su trabajo para
la detección de pólipos colorrectales hace uso de un algoritmo de extracción de carac‑
terísticas basado en un modelo bag-of-words construido mediante el algoritmo de clus‑
tering k‑means y, a continuación, la imagen se representa mediante el histograma de
visual-words, el cual es el vector de características de dicha imagen (cada visual-word es
una característica local representativa de la imagen) [75]. De un modo similar, Tamaki
et al., en su trabajo para clasificar las imágenes NBI de tumores colorrectales, también
hacen uso de unmétodo bag-of-visual-words para la extracción de características. Por su
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parte, Fu et al., para clasificar pólipos colorrectales en distintos tipos, utilizan las imáge‑
nes que han sido previamente mejoradas con PCT y extraen características de textura,
dominio espacial y dominio espectral a partir de la primera componente de PCT [51].
Bae y Yoon utilizan el histograma de gradiente orientado (HOG) [32] para extraer carac‑
terísticas que representan a la imagen gracias a su poder discriminatorio y a su robustez
para manejar ruido o cambios de iluminación en las imágenes y, a continuación, reali‑
zan un análisis PLS (Partial Least Square) [153] paramodelar relaciones entre conjuntos
de variables observadas y variables latentes [13]. Por otro lado, Oliva et al. desarrollan
un prototipo para la extracción de características de textura (y posterior clasificación) de
imágenesmédicas, utilizandopara elloGray‑Level CoocurrenceMatrices, Neighborhood
Gray‑tone differencematrix y Laws’ texture energy [125]. Por último, Mohammed et al.,
en su modelo impulsado por aprendizaje profundo de múltiples instancias basado en
la atención para hallar anomalías gastrointestinales, extraen características espaciales
y temporales utilizando ResNet50 y residual LSTM (Long Short‑Term Memory), respecti‑
vamente [116].

En relación con la extracción de características a partir de imágenes de ecografía (ul‑
trasonidos), tan sólo se han encontrado en nuestra revisión bibliográfica tres trabajos,
que además pertenecen al mismo autor, en los que se trata de obtener un método no
invasivo para la detección de CCR. En el primero de ellos, Mitrea et al. extraen caracte‑
rísticas de textura utilizando una matriz de co‑ocurrencia de niveles de gris de orden
superior (GLCM) y unamatriz de co‑ocurrencia de orientaciones de aristas (EOCM) [113].
Por otro lado, en el segundo trabajo hallado, para la extracción de características de tex‑
tura aplican filtros de convolución de Law obteniendomicroestructuras de textura para,
a continuación, obtener los valores de intensidad de los píxeles correspondientes dan‑
do lugar a la matriz de co‑ocurrencia de microestructuras de textura (TMCM) [115]. Por
último, en el tercer trabajo encontrado, Mitrea et al. utilizan comométodo para la extrac‑
ción de características de textura CTMCM (Complex Textural Microstructure Coocurrence
Matrix) [114].

Por último, Li et al. publicaron dos trabajos en los que, para clasificar pólipos colo‑
rrectales, también realizaron un proceso de extracción de características a partir de imá‑
genes de tomografía de proyección óptica. En dichos trabajos, utilizaron para ello, en



60 Capítulo 2. Revisión bibliográfica

primer lugar, ISA (Independent Subspace Analysis) para extraer características locales;
a continuación, utilizaron Raw Patches, que también extraen características locales con
unamuy alta dimensionalidad y, para reducirla, aplicaronRandomProjection [17]; y, por
último, aplicaron 3D LBP (Local Binary Patterns) que tiene un alto poder discriminatorio
[97] [96].

En la figura 2.11 se representa cómo se distribuye la aplicación de técnicas de extrac‑
ción de características en función del tipo de imagen sobre el que se aplican. Tal y como
se puede observar, mayoritariamente se aplican sobre imágenes histológicas (56% de
los casos), siendo las imágenes de colonoscopia el segundo tipo de imagen sobre el que
más se aplican, con el 24% de los casos. Con imágenes de ultrasonidos se utilizan en
12% de los casos y, por último, con imágenes de tomografía de proyección óptica se
usan en el 8% restante.

Figura 2.11: Frecuencia de uso de técnicas de extracción de características por tipo de imagen

3. Conclusiones de este capítulo

Unavezexpuestaen la secciónanterior el detallede la revisiónbibliográfica realizada,
se hace necesario extraer una serie de conclusiones sobre la misma, que nos den una
visión general del estado del arte en el ámbito de Machine Learning aplicado a Cáncer
Colorrectal.

Por un lado, tal y como puede observarse en la figura 2.12, el tipo de datos más fre‑
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cuentemente utilizado en los trabajos revisados son las imágenes, ya que están presen‑
tes en el 51,72%de las publicaciones. Dentro de las imágenes, el tipomás utilizado es la
imagenhistológica, que supone un 46,67%de los trabajos que usan imágenes,mientras
que el 53,33% restante se reparte entre imágenes de colonoscopia (23,34%), imágenes
de ultrasonidos o ecográfica (10%) y otras imágenes como tomografía de proyección
óptica, espectrografía de autofluorescencia, espectroscopia de imagen opto‑magnética,
microscopio láser, etc., que, entre todas ellas, completan el 19,99% restante. Respecto a
otros tipos de datos utilizados, en el global de trabajos revisados los datos procedentes
de registros médicos se utilizan en el 24,14% de las publicaciones y los datos de expre‑
sión de genes (microarrays) en el 20,69%. El 3,45% restante corresponde a trabajos que
hacen uso de cuestionarios y de datos de espectroscopia fluorescente.

Figura 2.12: Frecuencia de uso por tipo de datos

Considerando el tipo de algoritmo principal de cada trabajo, en la figura 2.13 se pue‑
de observar que aquellos que hacen uso de Redes Neuronales (incluido Deep Learning)
se aplican normalmente sobre datasets de imágenes (75% de los casos) y esto es de‑
bido al buen manejo que las Redes Neuronales hacen de las imágenes y, en general,
de los datos que tienen una alta dimensionalidad. Del 25% restante, en el 18,75% de
las ocasiones las Redes Neuronales se aplican sobre datos de expresión de genes y el
6,25% restante a datos procedentes de registros médicos. Demodo similar, los trabajos
que aplican Máquinas de Vectores de Soporte también se aplican mayoritariamente so‑
bre datasets de imágenes (64,29%), mientras que el 21,43% se aplica sobre datasets de
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datos de expresión de genes. Esto es debido a la misma razón que con las Redes Neu‑
ronales, es decir, SVM hace muy buen manejo de datos con una alta dimensionalidad.
En el caso de los trabajos que aplican algoritmos basados en árboles, también se usan
mayoritariamente con datasets de imágenes (50%) estando el otro 50% repartido entre
datasets de registros médicos (37,5%) y datos de microarrays (12,5%). Sin embargo, en
el caso de las publicaciones que hacen uso de algoritmos basados en reglas, esta ten‑
dencia a utilizar datasets con imágenes se invierte. Tan sólo un 14,28% de los trabajos
hacen uso de ellas, mientras que los registrosmédicos son los datasetsmás ampliamen‑
te utilizados suponiendo un 57,14%. El 28,58% restante utilizan datos de expresión de
genes. En el caso de los trabajos que utilizan ensembles, el 57,14% se aplica sobre da‑
tos procedentes de registros médicos mientras que el 42,86% restante se aplica sobre
datasets compuestos por imágenes. Respecto a los trabajos que hacen uso de regresión
logística, el 50%utilizandatos procedentes de registrosmédicos, el 37,5% imágenes y el
12,5% restante hacen uso de datos de expresión de genes. Considerando las publicacio‑
nes existentes que hacen uso de algoritmos perezosos, el 50% se utilizan con imágenes,
el 33,3% con datos de expresión de genes y el 16,7% restante con datos procedentes de
registros médicos.

Figura 2.13: Tipo de datos utilizados en función del algoritmo

Centrémonos ahora en los trabajos que hacen uso de algoritmos de selección de ca‑
racterísticas. Ya sabemos que este tipo de algoritmos tienen un mayor sentido cuando
la dimensionalidad de los datos es alta o cuando hay una alta correlación entre varia‑
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bles. En nuestra revisión hemos encontrado que la selección de características se aplica
sobre imágenes, sobre datos de expresión de genes y sobre datos procedentes de regis‑
trosmédicos, suponiendo cada uno de ellos el 31,03%de los casos, quedando el 6,91%
restante para otro tipo de datos como cuestionarios o espectroscopia fluorescente.

Respecto a la extracciónde características, como se explicó anteriormente en este ca‑
pítulo, se utiliza para generar nuevas variables a partir de las ya existentes en los datos
originales. Esta técnica se aplicamayoritariamente a datasets compuestos de imágenes,
ya que es muy frecuente la generación de nuevas características a partir de información
de textura, de color o de fronteras. Por estemotivo, en el 96,15% de los casos se utilizan
datasets compuestospor imágenesquedandoel 3,85%restanteparadatasets compues‑
tos por datos de expresión de genes.

En cuanto al tipo de algoritmo (caja negra o caja blanca), en la figura 2.14 se puede
observar que es mucho más frecuente el uso métodos que pertenecen a los algoritmos
de caja negra. De los trabajos revisados, el 50%utilizan sólo técnicasde caja negra frente
al 15,52% que utilizan sólo técnicas de caja blanca. El 34,48% restante utilizan técnicas
tantode caja negra comodecajablanca. Estadistribuciónponedemanifiestoque, hasta
elmomento, los investigadores se han centradomuchomás en obtener algoritmosmuy
precisos dejando a un lado la interpretabilidad. En este sentido, se abre la posibilidad
a realizar estudios que se centren en la aplicación de técnicas cuyos resultados puedan
ser interpretables y, por qué no, con el objetivo de conseguir que esas técnicas puedan
alcanzar un rendimiento que se acerque al de los métodos de caja negra.

Figura 2.14: Frecuencia por tipo de algoritmo





Capítulo 3

Base datos de pacientes con Cáncer
Colorrectal

Como ya se expuso sucintamente en el capítulo 1, el proceso de Knwoledge Disco‑
very comprende varias etapas. Una de esas etapas es la minería de datos o data mining,
que puede ser considerada la herramienta que el científico de datos tiene a su alcance
para convertir gran cantidades de datos en elementos de información. Pero antes de
llegar a poder utilizar Data Mining, existen una serie de etapas previas que ayudarán a
preparar correctamente el conjunto de datos para después poder extraer conocimiento
a partir de él. Si consideramos el proceso completo de Knowledge Discovery, la etapas
que lo componen serían las siguientes [67]:

Figura 3.1: Proceso completo de Knowledge Discovery

A la vistade lafigura3.1podemoscomprobarqueel procesodeKnowledgeDiscovery
no es un proceso lineal, sino que en numerosas ocasiones requiere volver a una etapa
anterior parahacer una retroalimentaciónoalgúnajuste concretoquenohabía sido con‑
siderado anteriormente. Se considera que las fases 1‑4 son fases de pre‑procesamiento
ya que son las etapas orientadas a la preparación de los datos para que después pue‑

65
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dan ser procesados con calidad en la etapa de Data Mining. El tiempo dedicado a estas
fases de pre‑procesado suele ser muy elevado y su importancia es crucial para después
obtener modelos de ML que sean lo más precisos posible.

Las labores que se realizan en cada una de ellas son las que se detallaron en el capí‑
tulo 1 que, a modo de recordartorio, volvemos a citar a continuación:

1. Limpieza de datos: eliminación de ruido y de datos inconsistentes.

2. Integración de datos: combinación de múltiples orígenes de datos.

3. Seleccióndedatos:obtencióndedatos concretosque son relevantespara la tarea
de análisis que se quiere llevar a cabo.

4. Transformación de datos: se realizan transformaciones sobre los datos y se con‑
solidan en formatos adecuados realizando operaciones de resumen o de agrega‑
ción.

5. Data mining: proceso esencial en el que se aplican métodos inteligentes para ex‑
traer patrones a partir de los datos.

6. Evaluación de patrones: se identifican, a partir de métricas de interés, los patro‑
nes que son realmente interesantes para representar el conocimiento.

7. Representación del conocimiento: se utilizan técnicas de visualización y de re‑
presentación para mostrar a los usuarios el conocimiento extraído.

A continuación, haremos una descripción profunda de la base de datos de pacientes
con CCR que hemos utilizado para el desarrollo de esta tesis doctoral. Además, describi‑
remos los trabajos realizados en cada una de las etapas de la fase de pre‑procesamiento
representadas en la figura 3.1.

Como ya se expuso en el capítulo 1, el desarrollo de esta tesis doctoral ha sido po‑
sible gracias a la existencia de una base de datos de pacientes con cáncer colorrectal
que fueron atendidos en el Servicio de Cirugía General y Digestiva del H.U. Reina Sofía
de Córdoba. Esta base de datos fue recogida durante más de 10 años por el Dr. Gómez
Barbadillo, cirujano general y del aparato digestivo, experto en cáncer de colon y recto.



1. Estructura de la base de datos 67

Inicialmente, esta base de datos contaba con más pacientes y atributos de los que
después se han utilizado. Eso se debe al profundo pre‑procesado que ha habido que
realizar a los datos. En concreto, la base de datos contaba con 1826 pacientes y 172 va‑
riables. Después de hacer todas las tareas necesarias de pre‑procesamiento, que más
adelante se detallarán, hubo que descartar algunos pacientes que no cumplían los re‑
quisitosmínimos de calidad (teníanmuchas variables perdidas) y algunas variables que
estaban en desuso. Por todo esto, el número final de pacientes disponibles es de 1516 y
el número de variables 126.

1. Estructura de la base de datos

La base de datos disponible agrupa las variables en tres grandes categorías:

Datos quirúrgicos.

Datos relacionados con anatomía patológica.

Datos relacionados con el tratamiento oncológico.

A continuación, se describen sucintamente cada una de estas categorías. Esta des‑
cripción ayudará al lector a valorar la dimensión de esta base de datos así como lo valio‑
sa que es la información que contiene, tanto por su especificidad como por el número
de pacientes y de variables recogidas.

1.1. Datos Quirúrgicos

Este subconjunto de datos recoge toda la información quirúrgica de los pacientes,
siempre y cuando hayan sido intervenidos (no todos los pacientes con CCR son some‑
tidos a un intervención quirúrgica). En aquellos casos en los que la cirugía no era facti‑
ble, existe una variable que indica que el paciente ha sido sometido a un tratamiento
quimioterápico con intención paliativa. Por mencionar algunas de estas variables, se re‑
coge información relacionada con la localización del tumor, la técnica quirúrgica utiliza‑
da, diversasmedidas de calidad (resección, exéresis, etc.), presencia o no demetástasis,
complicaciones, recidivas, reintervenciones, demoras, datos bioquímicos, hematológi‑
cos, etc.
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1.2. Datos de Anatomía Patológica

Este subconjunto de datos recoge toda la información resultante de las pruebas rea‑
lizadas en el servicio de Anatomía Patológica, siempre y cuando el paciente haya sido
intervenido quirúrgicamente, ya que en caso contrario, esta información no está rellena.
Mencionando algunas de estas variables, podemos encontrar datos sobre estructura tu‑
moral, tipohistológicodel tumor, presencia onodepólipos en la pieza resecada, estadío
del tumor según la clasificación TNM1, afectación o no de ganglios, tamaño de la pieza
resecada, tamaño del tumor, etc.

1.3. Datos de Tratamiento Oncológico

Este subconjunto de datos está compuesto por variables que recogen toda la infor‑
mación relacionada con el tratamiento oncológico que ha recibido el paciente, ya sea
con intención curativa o paliativa. Algunas de las variables que se recogen están rela‑
cionadas con el tipo de tratamiento quimioterápico administrado, suspensión del trata‑
miento por intolerancia, presencia o no de recidivas locales o a distancia así como su
localización, tiempo transcurrido hasta la aparición de dichas recidivas, desarrollo o no
de tumores metacrónicos, etc.

1.4. Algunas características del dataset

Hay dos aspectos que hacen que este conjunto de datos utilizado sea especialmente
complejo para fines de clasificación. Por un lado, la alta tasa de valores perdidos, que
ronda el 12.5%, y, por otro, que la variedad de valores existente en las características
categóricas es alta.

La figura 3.2 muestra la distribución de los valores perdidos (no se muestran 37 ca‑
racterísticas sin valores perdidos). Podemos observar quemuchas características tienen
un pequeño número de valores perdidos (menos del 10% de los casos), algunas tienen
valores perdidos en más de un tercio de los casos, y un grupo significativo tiene un nú‑
mero de valores perdidos que abarca entre el 10% y el 30% de los casos. Este hecho

1El sistema de estadificación TNM es el más ampliamente utilizado, donde la T indica el tamaño y la ex‑
tensióndel tumorprimario, laN indica la extensióndel cáncer que sehadiseminadoa los ganglios linfáticos
cercanos y la M indica si el cáncer ha tenido metástasis (se ha diseminado a otras partes del cuerpo).
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hace que el beneficio de utilizar métodos de imputación de valores perdidos sea muy
limitado.

La figura 3.3 muestra una parte de la distribución del número de posibles valores
para las características categóricas. Podemos observar que la mayoría de ellas tienen
entre dos y cinco valores diferentes, seis tienen siete u ocho posibilidades, otros seis tie‑
nen entre trece y veinte valores, y dos tienen 25. Además, hay dos características fuera
del histograma, con 51 y 53 posibles valores, respectivamente. Esto hace que las carac‑
terísticas categóricas tengan que ser tratadas de forma independiente. Por ejemplo, no
pueden codificarse en el mismo rango de los enteros.

Figura 3.2: Histograma de características con valores per‑
didos

Figura3.3:Histogramanºposibilidadesencaracterísticas
categóricas

1.5. Dependencia entre variables

Dentro de la base de datos existen algunas variables que pueden ser consideradas
“llave” para la existencia o no de valores en otras variables.

En concreto son dos las variables que van a marcar qué datos tendrá el dataset en
función del valor que tomen. Estas variables son las siguientes:

tto_qt_paliativo: esta variable indica si un paciente ha recibido un tratamiento qui‑
mioterápico paliativo. En caso que así sea (tto_qt_paliativo = Sí) ese paciente no
ha sido intervenido quirúrgicamente. En ese caso, todas las variables relacionadas
con Anatomía Patológica no tendrán ningún valor (no son valores perdidos, sino
que en ese caso no puede haber valores), y un subconjunto de las variables rela‑
cionadas con el proceso quirúrgico que tampoco tendrán valores (por ejemplo el
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tipo de intervención, la duración de la intervención, etc.).

resección: esta variable indica que el paciente ha sido intervenido quirúrgicamente
pero no se le ha hecho ninguna resección. En ese caso, todas las variables relacio‑
nadas con Anatomía Patológica no tendrán ningún valor.

A la vista de lo anterior, la figura 3.4 resume qué variables se incorporan en función
de los valores de tto_qt_paliativo y resección.

Figura 3.4: Composición del dataset en función de tto_qt_paliativo y resección

Otro aspecto a tener en cuenta a la hora de interpretar los resultados es la tempora‑
lidad de las variables, es decir, el momento en el que se recoge cada variable dentro del
proceso de atención al paciente. No todas las variables se recogen en el mismo instan‑
te, sino que los diferentes eventos que se van produciendo ocasionan que las diferentes
variables vayan rellenándose. Por ejemplo, la variable relacionada con la colonoscopia

“ocurre” en el tiempo antes que la variable relacionada con la excisión del mesorrecto.
Por tanto, será de gran importancia considerar esta línea temporal para evitar relaciones
“caprichosas” entre las diferentes variables.

Dado que el espacio temporal es lineal, cada una de las variables puede asociarse
a otras situadas detrás en la línea del tiempo. Por ello, en fases posteriores habrá que
tener esto en cuenta para no realizar predicciones de hechos pasados en base a hechos
futuros. De estamanera, las variables que se asocian a la intervenciónquirúrgicapueden
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asociarse causalmente a variables posteriores en elmarco temporal. Por ejemplo, anato‑
mía patológica, complicaciones, tratamiento post‑operatorio y resultados a largo plazo.
Sin embargo, parámetros pertenecientes al dominio de“resultados a largo plazo” no
pueden asociarse demanera causa‑efecto a parámetros del dominio“tratamiento qui‑
rúrgico”.

Podríamosdefinir las siguientes etapas en el espacio temporal comentado (ver figura
3.5):

1. Paciente: está formada por los datos demográficos.

2. Diagnóstico: está formada por los datos clínicos.

3. Tratamiento pre‑operatorio: está formada por parte de los datos denominados
“oncológicos”, concretamente los datos de tratamiento administrados antes de
la cirugía.

4. Tratamiento quirúrgico: está formada por los datos quirúrgicos propiamente di‑
chos.

5. Anatomía patológica: está formada por los datos generados a partir del estudio
de anatomía patológica.

6. Complicaciones: está formadapor parte de los datos quirúrgicos y que hacen refe‑
rencia a resultados de la intervención quirúrgica en términos de eventos adversos.

7. Tratamiento post‑operatorio: está formada por parte de los datos “oncológi‑
cos”, concretamente los datos de los tratamientos administrados después de la
cirugía.

8. Resultados a largo plazo: está formada por los datos que se generan durante el
seguimiento del paciente.

En la figura 3.5 se detalla el marco temporal en el que suceden las distintas fases de
atención de los pacientes con cáncer colorrectal y una muestra de las variables asocia‑
das a cada una de ellas.
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Figura 3.5: Línea temporal de las distintas fases de atención a los pacientes con CCR
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2. Pre‑procesamiento de la base de datos

Siguiendo el esquema propuesto en la figura 3.1, en concreto el conjunto de etapas
incluidas dentro del pre‑procesado, las tareas realizadas en cada una de esas etapas son
las que se exponen en los siguientes epígrafes. Se añade una etapa adicional, correspon‑
diente a la anonimización de la base de datos, ya que es un paso obligatorio al estar tra‑
tando con datos de salud, los cuales están especialmente protegidos por la normativa
en materia de protección de datos.

2.1. Limpieza de datos

La base de datos en bruto tenía una gran cantidad de información no estandarizada,
es decir, un mismo valor estaba introducido de diferentes maneras. Esto se debía prin‑
cipalmente a la no definición de variables categóricas que tuvieran un conjunto cerrado
de posibles valores, aunque también había otros factores.

En este caso, lo que se hizo fue estandarizar los posibles valores que podía tomar
cada una de esas variables y crear listas cerradas de posibilidades, transformándose esa
información en tablas maestras.

Por otro lado, también nos encontramos con variables numéricas en las que el indi‑
cador decimal era, en ocasiones un punto y, en ocasiones una coma. Esto también fue
estandarizado dejando el punto como indicador decimal.

Otro de los aspectos que hubo que corregir era la presencia de“outliers”, es decir,
valores numéricos que presentan un valor anormalmente elevado o reducido. En estos
casos, se realizaron dos acciones:

1. En todos los casos en los que fue posible, el Dr. Gómez Barbadillo consultó los
sistemas de información que eran la fuente para esas variables y corrigió el valor
existente por el correcto.

2. En aquellos casos en los que no fue posible, se dejó ese valor como valor perdido.

Este proceso fue realizado en varias ocasiones corrigiendo datos a partir de la retro‑
alimentación que se iba obteniendo de las etapas posteriores.

Otras correcciones que hubo que hacer a los datos fueron las siguientes:
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Modificar las fechas para que tuvieran todas elmismo formato. Se decidió dejarlas
como “mm/dd/aaaa”, para después poder calcular una serie de nuevas varia‑
bles, como se verá a continuación en la sección 2.4.

Eliminar espacios en blanco del principio y/o del final del valor de las variables.

Eliminar la coma que aparecía en muchos Número de Historia Clínica.

La última corrección que hubo que hacer consistió en asegurar que todos los pa‑
cientes tuvieran un identificador válido y único, ya que este sería el que se utilizara para
realizar la integración que se explica en la siguiente etapa. Nos encontramos algunos pa‑
cientesque teníanun identificadornoestandarizado, pero todospudieron ser obtenidos
consultando sus registros oficiales.

2.2. Integración de datos

La base de datos original estaba constituida por un conjunto de tablas independien‑
tes que fue necesario integrar. Este paso fue determinante puesto que era la única vía
de la que disponíamos para relacionar con un paciente concreto toda la información
relacionada con él que estaba repartida en cada una de esas tablas.

Para la integración se hizo uso del Número de Historia Clínica como identificador
único de cada paciente.

2.3. Selección de datos

Una vez que se culminaron las dos etapas anteriores (limpieza e integración), se reali‑
zó la selección de los datos concretos que serían necesarios para poder llevar a cabo el
análisis que deseábamos hacer.

Comonopodía ser de otramanera, en esta fase fue determinante la ayuda del Dr. Gó‑
mez Barbadillo, ya que tuvimos que desechar algunas variables que estaban en desuso,
otras variables que no tenían ningún interés y otras que contenían información redun‑
dante. También hubo que desechar pacientes que tenían un porcentaje muy alto de va‑
lores perdidos.

Después de esta fase, el número de pacientes definitivo quedó en 1516 de los 1826
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originales, y el número de variables quedó en 116 (aunque este no será el número defi‑
nitivo) de las 172 que había inicialmente.

2.4. Transformación de datos

Como última etapa de pre‑procesamiento de datos, se hicieron algunas transforma‑
ciones consistentes en obtener una serie de campos calculados a partir de otros existen‑
tes originalmente en la base de datos.

En concreto, todas estas transformaciones se realizaron sobre campos de tipo “fe‑
cha”, obteniendo valores calculados correspondientes al tamaño de los períodos. Por
ejemplo, apartir de la fechadenacimiento yde la fechadediagnóstico se calculó la edad
a la que fue diagnosticado cada paciente, o a partir de la fecha de alta y de la fecha de
la cirugía se calculó la estancia post‑operatoria. De este modo se obtuvieron variables
relacionadas con demoras (por ejemplo quirúrgica, neoadyuvancia, etc.) y períodos de
tiempo transcurridos entredos eventos concretos (por ejemplo tiempo transcurridohas‑
ta la aparición de una recidiva o hasta el exitus).

Después de realizar todas estas transformaciones, el número total de variables pa‑
só de las 116 indicadas anteriormente, a la cifra definitiva de 126. Por tanto, finalmente
disponemos de 1516 pacientes y 126 variables.

2.5. Anonimización de datos

Otra transformación muy importante que hubo que realizar, por imperativo legal y
para cumplir con los principios éticos, fue la anonimización de toda la base de datos,
tanto en lo que respecta a los pacientes como a los profesionales sanitarios (cirujanos,
cirujanos ayudantes, patólogos y oncólogos).

La ley 14/2007, de 3 de julio, de investigación biomédica, define la anonimización
como el proceso por el cual deja de ser posible establecer por medios razonables el nexo

entre un dato y el sujeto al que se refiere.
Eneste sentido, se realizaronunconjuntodeaccionespara reducir lomáximoposible

el riesgode identificaciónde cualquier persona. Entre ellas, se encuentran las siguientes:

 Asignación de un número secuencial a cada paciente, eliminando cualquier dato
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de carácter personal existente. Se eliminó el número de historia clínica, el nombre
y apellidos y la fecha de nacimiento (se transformó en edad). No existen otros da‑
tos personales en la base de datos. Sin embargo, para mayor garantía, las demás
fechas existentes (diagnóstico, tratamiento, intervención quirúrgica, etc.) también
se eliminaron para evitar que por esas referencias alguien pudiera tener acceso a
re‑identificar algún paciente. En estos casos, tal y como se ha mencionado en la
sección 2.4, a partir de las fechas se calcularon nuevas variables que se correspon‑
den con el tamaño de los períodos a los que hacen referencia (tiempo de ingreso,
tiempo transcurrido hasta la aparición de un nuevo tumor, etc.).

Asignación de un número secuencial a cada profesional sanitario (cirujano, ciru‑
jano ayudante, oncólogo y patólogo), eliminando el nombre y apellidos que era el
único dato de carácter personal que se recogía. En total hay 49 cirujanos, 47 ciruja‑
nos ayudantes, 20 patólogos y 22 oncólogos.

De este modo, a partir de este momento, toda la información se manejó con las ga‑
rantías que exige la normativa vigente.

3. Conclusiones de este capítulo

En este capítulo se ha presentado la base de datos de pacientes con CCR que ha sido
utilizada. Estabasededatosconstade1516pacientes y126variables, obtenidasdespués
de las fases de limpieza de datos, integración, selección y transformación. Asimismo, se
han presentado las variables“llave” que hacen que el dataset contenga unos datos u
otros.

Por otro lado, se ha dado una descripción de cada uno de los grupos de variables
que contiene la base de datos (quirúrgicos, de anatomía patológica y de tratamiento on‑
cológico) y por último se ha establecido una línea temporal que muestra de forma muy
clara en qué momento tiene lugar la recogida de cada conjunto de variables. Esta infor‑
mación será muy útil para evitar que se establezcan relaciones de causa‑efecto entre
unas variables y otras que se generaron en una etapa anterior.



Capítulo 4

Heurísticas para laminería de reglas
de asociación de clases interesantes
en una base de datos de CCR

En el ámbito del cáncer colorrectal, desde la perspectiva de esta tesis doctoral, una
complicación la vamosadefinir comounevento adversoque tiene lugar despuésdeuna
cirugía de CCR. Este evento adverso puede afectar a la recuperación del paciente, a su
estancia postquirúrgica, a su estado funcional, al tratamiento necesario o, incluso, a su
supervivencia. Es de interés, para los gestores y coordinadores de la asistencia sanitaria,
conocer las condiciones por las cuales es probable que un paciente sufra complicacio‑
nes después de una intervención quirúrgica.

A partir de la base de datos utilizada que contiene información sobre pacientes diag‑
nosticados de CCR, se va a exponer el trabajo realizado sobre ella con la intención de
obtener descripciones interesantes y manejables1 de casos de pacientes de CCR con
complicaciones y/o recidivas. La“complicación”es una de las variables de la base da‑
tos que determina si un paciente ha tenido alguna complicación postquirúrgica o no, al
igual que la “recidiva”, que también es una de las variables que indica si un paciente
ha tenido una recidiva o no. En concreto, el objetivo del trabajo que se expone en este
capítulo es obtener conjuntos de reglas que contengan conexiones relevantes con com‑
plicaciones y/o recidivas y que, al mismo tiempo, tenga un número reducido de reglas
con un pequeño número de condiciones en los antecedentes de dichas reglas, de forma

1El término “manejable” se utiliza para expresar que el número de descripciones obtenido tiene un
tamaño reducido y adecuado (número reducido de reglas)

77
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que el estudio posterior de las mismas sea manejable.
Como resultado, nuestro estudio nos ha servido para identificar los desafíos a abor‑

dar en nuestro empeño cuando la base de datos contiene demasiadas variables influ‑
yentes, y al mismo tiempo también triviales, y diseñar una metodología que nos permi‑
ta detectar rápidamente dichas variables y continuar con la búsqueda de otras reglas
interesantes.

La minería de reglas de asociación [189] es precisamente el proceso de descubrir
relaciones entre las variables de una base de datos en forma de reglas IF-THEN.

En este capítulo proponemos cuatro operadores, un proceso de examen guiado y el
flujo de trabajo completo para obtener reglas de asociación de clases interesantes [182],
es decir, reglas con condiciones concretas en sus consecuentes que muestren algún ti‑
po de interés para los expertos en CCR. Los experimentos que hemos realizado sobre
la base de datos mencionada para encontrar complicaciones quirúrgicas y recidivas, en
particular, han demostrado que nuestro enfoque tiene algunas ventajas frente Apriori
[6], que es el estándar para la minería de reglas de asociación y la minería de reglas de
asociación de clases, y otros algoritmos potenciales de la literatura. Además, nos ha per‑
mitido identificar reglas interesantes entre la gran cantidad de asociaciones triviales y
ocasionales que han ido hallándose.

A diferencia de la mayoría de los trabajos que aplican métodos de aprendizaje auto‑
mático en el ámbito de CCR, en los que se utilizan como datos conjuntos de imágenes
médicas o datos de expresión de genes procedentes de microarrays tal y como se ex‑
puso extensamente en el capítulo 2, nuestro conjunto de datos es una base de datos
tabulada con pares atributo‑valor para cada paciente. Además, a diferencia también de
los trabajos que utilizan estos tipos de datos, en los que o bien se analizan cambios de
comportamiento concretos o pruebas médicas [95] [161] o bien se construyenmodelos
predictivos [163] [175], nuestra intención es hallar en la base de datos conexiones entre
cualquier combinación de pares atributo‑valor con la ocurrencia de complicaciones o
recidivas que pueda ser de interés para los expertos en la materia.

El resto de este capítulo está organizado de las siguiente manera. En la sección 1
se exponen los antecedentes de la minería de reglas de asociación según los tipos de
algoritmos empleados, la búsqueda de reglas interesantes y el campo de la clasificación
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asociativa. En la sección 2 se describen nuestros operadores heurísticos para obtener re‑
glas interesantes así como el flujo de trabajo propuesto. En la sección 3 se exponen los
experimentos realizados así como los resultados obtenidos. En la sección 4 se resumen
las ventajas observables de nuestro enfoque frente a otras alternativas. Y, por último, en
la sección 5 se exponen las publicaciones derivadas del trabajo presentado en este ca‑
pítulo.

1. Antecedentes sobre la minería de reglas de asociación

La minería de reglas de asociación es el campo de la minería de patrones cuyo ob‑
jetivo es descubrir relaciones interesantes entre las variables de grandes bases de da‑
tos [189]. Estas relaciones se expresan en forma de reglas IF-THEN, es decir, SI se cum‑
plen algunas condiciones sobre los valores de ciertas variables, ENTONCES otras también.
Cuando el objetivo son reglas con el valor de una determinada variable categórica en el
consecuente, que se sería la variable objetivo, hablamos de reglas de asociación de clases

[182], aunque aquí el progreso está muy relacionado con el caso general.
El interés de investigación en la minería de reglas de asociación surgió en 1993 con

la presentación de Apriori [6], el método más popular para extraer patrones frecuentes
de una base de datos. Actualmente, la bibliografía sobre este campo asciende amás de
seis mil documentos según el servicio Elsevier Scopus, en muchos casos mejorando o
solucionando algunas deficiencias de este método. Se remite al lector interesado a las
siguientes referencias bibliográficas [57] [181] [182]. Dos de estos aspectos son el tipo
de algoritmo de búsqueda utilizado y el concepto de interés de las reglas, comentados
en las secciones 1.1 y 1.2, respectivamente. Además, revisamos el campo de clasificación

asociativa en la sección 1.3 que es una aplicación concreta de la minería de reglas de
asociación de clases.

1.1. Tipos de algoritmos para minería de reglas de asociación

Existe una gran cantidad de técnicas para extraer reglas de asociación de bases de
datos y, a menudo, se catalogan como algoritmos completos por un lado, o evolutivos
y algoritmos basados   en enjambres (swarm-based), por otro. Algunas propuestas no en‑
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cajan exactamente en ninguna de estas categorías, como [120]. Los primeros son algo‑
ritmos, como Apriori [6] o FP‑growth [68], que pueden recuperar todos los conjuntos de
elementos o reglas que satisfacen algunos requisitos dados y computables. En el caso
de la minería de reglas, estos requisitos suelen ser una proporción mínima de patrones
que satisfacen las condiciones del antecedente y/o del consecuente de la regla, es decir,
soporte y soporte LHS (soporte del lado izquierdo), respectivamente, y una proporción
mínima entre el número de estos patrones y todos aquellos con las condiciones en el
antecedente, es decir, la confianza. Los argumentosmás esgrimidos en contra de losmé‑
todos completos son sus requerimientos de cálculo, y que, sin un ajuste de parámetros
preciso y exigente, obtienen omuy pocas reglas o tantas que hacen extremadamente la‑
boriosa la posterior revisión por un humano experto. ComoexponíanGuillet et al. (1999),
generando muchas reglas se ocultan las más interesantes [61].

Por otro lado, en los métodos aproximados, como los algoritmos evolutivos y los al‑
goritmos basados en enjambres [35] [106] [108] [126], no se espera que devuelvan to‑
dos los conjuntos de elementos o reglas que satisfagan los criterios proporcionados,
sino una buena muestra de ellos. Este hecho les permite abordar los dos inconvenien‑
tes anteriormente mencionados de los métodos completos, es decir, los requisitos de
cálculo y la exigente configuración de parámetros. Estosmétodos componen un conjun‑
to de agentes que iterativamente producen soluciones para el problema, conjuntos de
elementos o reglas en minería de asociación. Estas soluciones se evalúan según unos
criterios, promoviendo que los agentes generen nuevas soluciones similares a aquellas
con buenos valores de calidad [52] [151].

Sin embargo, existe otra familia de métodos de aproximación que no ha sido consi‑
derada en profundidad para ser utilizada enminería de reglas de asociación, o almenos
consideradaespecíficamentepara ello. Nos estamos refiriendoa los operadores heurísti‑
cos los cuales, en contraste con lasmetaheurísticasmencionadas, son dependientes del
problema [167]. Los operadores heurísticos son procedimientos que explotan algunas
propiedades del problema, los cuales requieren normalmente pocos recursos compu‑
tacionales, para guiar la generación de soluciones, que se espera que cumplan con los
criterios de calidad finales. Respecto a operadores heurísticos paraminería de reglas pa‑
ra diferentes problemas, podemos mencionar RIPPER [29], IG‑Miner [134] o FOIL [140],
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para inducir clasificadores, y unaextensióndel últimopara clasificaciónasociativa, CPAR
[188]. Este último es comparado con la propuesta que hacemos en este capítulo. Pero
conmayor frecuencia, este tipo de heurísticos se encuentran dentro demetaheurísticas,
tales como algoritmos evolutivos o algoritmos de optimización basados en enjambres,
en forma de constructores basados en gramáticas [109] (consultar capítulo 6) o como
operadores de reparación, entre otros, en lugar de ser utilizados específicamente para
producir reglas.

Precisamente, en este capítulo presentamos cuatro operadores heurísticos para mi‑
nería de reglas de asociación de clases. Estos operadores explotan algunas ideas para
generar y manipular reglas que se espera que sean de un gran interés para los expertos.
Como se expondrá posteriormente, estas ideas consisten en, por un lado, considerar la
ganancia de información obtenida de un potente inductor de clasificación interpretable
y, por otro, hacer que las reglas sean lo más interpretables posible.

1.2. Interés de las reglas

A menudo, el objetivo de la minería de reglas de asociación no es producir conoci‑
miento a partir de datos, sino conocimiento interesante. La dificultad es que el interés no
suele estar bien definido en términos cuantificables.Más aún, por lo general es subjetivo.

Haymuchos intentos demodelar el interés a través de una fórmulamatemática que
lo asocie con la distribuciónde frecuencias de los patrones. Dos ejemplos sonbien cono‑
cidos: lift [143] y, el más reciente, lamétrica netconf [8], la cual semuestra en la ecuación
4.1. Algunos estudios interesantes que comparan las propiedades de muchas de estas
métricas son [55] [107] [170].

netconf(A→ B) =
soporte(A and B)− soporte(A)soporte(B)

soporte(A)(1− soporte(A))
(4.1)

En la mayoría de los casos, estas métricas miden cuánto varía la distribución de fre‑
cuencias del consecuente con la presencia del antecedente y/o sugieren que una regla
es interesante si está respaldada por suficientes casos, pero no tantos como para que el
conocimiento asociado debiera haber sido trivial, como se muestra en la ecuación 4.1.
En cualquier caso, en general, se acepta que estas métricas amenudo pueden diferir de



82 Capítulo 4. Heurística para minería de reglas de asociación

la evaluación subjetiva del experto, quien, por tanto, tendrá que evaluar los resultados
al final [92].

Alternativamente, hay algunos intentos de incorporar la opinión subjetiva del exper‑
to en el proceso semiautomático de búsqueda de reglas de asociación interesantes [25],
o al menos para facilitarle la labor posterior de examinarlos. Por ejemplo, Ju et al. (2015)
proponen unamétrica que incorpora el beneficio y el coste de explotar el conocimiento
asociado a las reglas [79]. El interés de las reglas está, por tanto, asociado al valormone‑
tario objetivo de su aplicación. Las dificultades aparecen cuando esa funciónmonetaria
tiene algún grado de incertidumbre, o cuando el interés debería estar asociado a otras
características que son intrínsecamente difíciles de medir, como el carácter inesperado
para el experto o el enriquecimiento del conocimiento. Otro ejemplo es la definición
de una gramática para modelar la forma de reglas interesantes, según el criterio de ex‑
pertos, como los patrones de reglas en [111] [112] [139]. Esta idea permite al experto
expresar algunas semánticas que pueden ser explotadas por el algoritmo. Por otro lado,
se han propuesto varias técnicas y pautas de post‑poda y post‑selección para el examen
experto posterior. Algunos ejemplos interesantes son la agrupación jerárquica de reglas
similares [64] y el uso de entornos de cómputo interactivos y visuales [58].

Realizamos algunos experimentos iniciales utilizando este tipo de métricas intere‑
santes que, sin embargo, no nos ayudaron a destacar reglas que posteriormente llega‑
ron a ser interesantes para los expertos. En nuestro caso, se priorizaron reglas triviales
o con valores de soporte excesivamente bajos. Así, hemos optado por unametodología
guiada y simple hecha a medida que facilita, sin necesidad de una gramática ni de téc‑
nicas avanzadas, el análisis de posibles condiciones triviales y el filtrado de las reglas
asociadas 2.5.

1.3. Clasificación asociativa

La clasificación asociativa es la tarea de producir un buen clasificador basado en re‑
glas de un conjunto de reglas de asociación, a menudo reglas de asociación de clases.
Consta principalmente de dos fases previas a la evaluación [3] [173]. En primer lugar, un
método de minería de reglas de asociación produce un conjunto de candidatos para el
clasificador final basado en reglas. En segundo lugar, los candidatos se procesan y se
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combinan para componer el clasificador final. Esta última etapa suele implicar procesos
de ranking, poda y ajuste. Al final, el clasificador obtenido puede ser evaluado en base a
métricas estándar con nuevos casos de prueba aún no considerados.

Las ventajas de la clasificación asociativa sobre otras técnicas son las siguientes: por
un lado, explotamás correlaciones entre las características de entrada y la clase que los
clasificadores tradicionales basados en reglas o que los árboles de decisión, por lo que
se espera que tenga una mayor precisión [2] [14] [77]; por otro lado, puede ser interpre‑
tada más fácilmente por el experto ya que las reglas activas muestran una explicación
completa de la predicción, es decir, las reglas son menos dependientes de otros aspec‑
tos del clasificador, como el orden de las reglas en los clasificadores basados en reglas
o la inspección visual en los árboles de decisión [3].

La clasificación asociativa busca específicamente un conjunto apropiado de reglas
quepredigael valor deuna variableobjetivo, por loque, adiferenciade los algoritmosde
minería de reglas de asociación, es usual que todas las reglas tengan esa variable en sus
consecuentes. Este aspecto hace que el progreso en las reglas de asociación de clases
y en la clasificación asociativa esté estrechamente ligado. Las diferencias provienen del
hecho de que el objetivo de las reglas de asociación de clases es producir conocimiento
individual, reglas, de acuerdo con algunos criterios de calidad, en lugar de un clasifica‑
dor, cuya calidad es medida globalmente. Sin embargo, ya que las reglas seleccionadas
pueden ser realmente buenas para nuestro propósito, consideraremos tres representan‑
tes de este campo en nuestros experimentos (sección 3.1.2).

2. Heurísticas para la minería de reglas de asociación de cla‑
ses interesantes

En esta sección presentamos cuatro operadores para obtener reglas de asociación
de clases conjuntivas potencialmente interesantes a partir de bases de datos, es decir,
el antecedente consiste en la conjunción de condiciones y el consecuente es fijo. Estos
operadores son los siguientes:

Inducción recursiva de árboles supervisados y posterior extracción de reglas (RIS‑
TRE, Recursive Induction of Supervised Trees and subsequent Rule Extraction).
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Simplificación de reglas.

Generación de reglas de una única alternativa categórica.

Reducción adicional de reglas mediante la eliminación de condiciones.

A continuación, se describen cada uno de estos operadores, en las secciones 2.1, 2.2,
2.3 y 2.4, respectivamente.

2.1. RISTRE: Inducción recursiva de árboles supervisados y posterior ex‑
tracción de reglas

En [37] se presentó una técnica para minería de reglas de clases basada en la induc‑
ción de árboles supervisados. Iterativamente se generaba un árbol de clasificación, a
partir del cual se obtenían reglas y se eliminaba la variable más influyente para gene‑
rar un nuevo árbol diferente del anterior, a partir del cual se generaban más reglas. Si
bien esta idea nos permitió centrar intensamente la búsqueda entre el enorme conjunto
de posibilidades y obtener una regla interesante a la opinión de los expertos, esa inten‑
sa orientación supuso un inconveniente importante: las características más influyentes
aparecían en pocas reglas junto conmuy pocas otras características. Esto implicaba que
para los casos de interés se generaban pocas descripciones distintas. La razón fue que
las características influyentes se eliminaron rápidamente del conjunto de datos y ya no
fue posible ninguna combinación alternativa con otras condiciones.

Para superar esa limitación, proponemos en este capítulo la inducción recursiva de
árboles, que permite la generación de muchas combinaciones beneficiosas de carac‑
terísticas influyentes. La idea principal es, no solo eliminar la característica que se en‑
cuentra en la raíz del árbol y repetir la inducción del árbol, sino también inducir árboles
cuando se eliminan otras características a diferentes profundidades. Para mantenerlo
computacionalmente manejable, todas las características a la misma profundidad se
eliminan en cada paso, en lugar de una en cada iteración. El pseudocódigo de este ope‑
rador es el que se muestra en el Algoritmo 1.

Para inducir los árboles (línea 1 del Algoritmo 1) aplicamos la implementación de
la metodología CART [19] existente en la librería rpart [12] de R. Esta aproximación es
una herramienta muy poderosa porque explora de manera eficiente las características
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Algoritmo 1 Pseudocódigo de RISTRE
ENTRADAS:

dataset: conjunto de datos desde el que se generan las reglas
variable_de_clase: atributo para el que se buscan descripciones
prof_max: profundidad máxima del árbol inducido, o condiciones en las reglas
max_recursion: profundidad máxima a la que se eliminan las características y nuevos

árboles son inducidos. Si se omite, max_recursion = prof_max
SALIDA:

reglas: reglas que describen los casos positivos de variable_de_clase

1: árbol ← inducir árbol CART a partir del dataset con max_depth;
2: SI profundidad del árbol > 0 ENTONCES
3: reglas ← obtener reglas del árbol para casos positivos de variable_de_clase;
4: FOR i ← 1,max_recursion HACER
5: características_influyentes ← características en el árbol a profundidad i;
6: dataset_actual ← dataset sin caracerísticas_influyentes;
7: nuevas_reglas ← RISTRE(dataset_actual, prof_max, max_recursion - 1);
8: reglas ← reglas ∪ nuevas_reglas;
9: FIN FOR

10: FIN SI
11: DEVOLVER reglas;

más influyentes y puede generar árboles de decisión pequeños con nodos internos que
tienen condiciones decisivas. En caso de utilizar características continuas, determina el
valordiscriminantequemejordistribuye lospatrones correspondientes. Enel casodeca‑
racterísticas categóricas, divide las alternativas en dos conjuntos disjuntos con elmismo
objetivo. Además, la condición de la línea 2 del Algoritmo 1 comprueba si la inducción
del árbol fue exitosa. De lo contrario, el conjunto de datos no tiene más características
influyentes para inducir otros árboles y obtener nuevas reglas, por lo que se convierte
en la condición de parada de la recursión.

2.2. Simplificación de reglas

Aunque la metodología CART produce muy buenos árboles de decisión, la simple
traducción de las ramas interesantes en reglas a menudo puede contener condiciones
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oalternativas cuya eliminaciónproduciría reglas aúnmejores. Esto es así porque la cons‑
trucción del árbol requiere estas condiciones o alternativas para una buena división de
clasificación, pero las reglas no porque se les permite superponerse al dominio de otras
reglas. Por tanto, este operador revisa si la eliminaciónde condiciones o alternativas sim‑
plifica la comprensión de la regla, es decir, la acorta, sin afectar a su calidad. En caso de
eliminar condiciones, otros patrones pueden quedar cubiertos por la regla conjuntiva,
por lo que la nueva regla reemplaza a la actual sólo si su confianza no empeora. En ca‑
so de eliminar alternativas de las condiciones categóricas, algunos patrones cubiertos
por la regla actual pueden quedar excluidos, por lo que la nueva regla se acepta sólo
si ningún patrón positivo cubierto presenta esa alternativa, lo que también mantiene la
confianza de la regla.

En experimentos preliminares que buscaban el espacio de posibilidades de elimi‑
nación, cuyo tamaño se puede aproximar por el doble del número de particiones bina‑
rias del conjuntode condiciones y alternativas, observamosqueprocesosdehill-climbing

múltiples a menudo producían el mismo resultado que hill-climbing individual aleatorio
y sin embargo requerían muchos más recursos computacionales. En particular, permiti‑
mos rutas de acuerdo con un númeromáximo de estados hijos diferentes y que produz‑
canmejora (5 en la raíz del árbol de búsqueda, 4 en profundidad uno, 3 en profundidad
dos, 2 en profundidad uno y sólo uno para el resto). Esa configuración, que se eligió
después de darnos cuenta que permitir siempre al menos dos hijos requería demasia‑
do tiempo, implica que se examinaron comomáximo 120 caminos demejora diferentes
(los estados de nomejora y los generados previamente se descartan para unamayor ex‑
ploración). De acuerdo con los resultados, sólo cinco de las 189 reglas proporcionadas
por RISTRE en la sección 3.2 permitieron que los procesos de hill-climbingmúltiples pro‑
dujeran más de una regla simplificada final (2, 3, 3, 6 y 6, en realidad). Por lo tanto, se
optó por el proceso de hill-climbing individual.

2.3. Reglas de una alternativa

Las reglas que consideran sólo una alternativa para sus condiciones categóricas son
particularmente interesantes debido a su alta interpretabilidad y a su potencial utilidad.
Sin embargo, rara vez son generadas por RISTRE o por el operador de simplificación de
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reglas porque tienen una valoración inferior que otras reglas según las métricas de cali‑
dad. En concreto, puesto que normalmente cubren menos casos positivos, el operador
de simplificación no las acepta. Por lo tanto, tenemos que diseñar un operador específi‑
co para generar este tipo de reglas.

En este caso, las condiciones categóricas de las reglas son revisadas, comprobando
la calidad de la regla con cada alternativa por separado. El proceso se repite recursiva‑
mente para el resto de condiciones categóricas. Hay que destacar que, en este caso, el
espaciodebúsquedaes suficientementepequeñocomoparapoder realizarunabúsque‑
dacompleta,O(L2·A2), siendoLel númerodecondiciones yAel númerodealternativas
en ellas (L ≤ 5 and Ā = 8 en nuestro caso; el cuadrado es por la llamada recursiva para
una mayor reducción de alternativas en otras condiciones). Por lo tanto, todas las posi‑
bilidades son exploradas y se consideran todas las reglas que satisfacen el soporte y la
confianza mínimos.

2.4. Eliminación de condiciones

En algunas ocasiones, las reglas producidas por RISTRE y por el operador de simpli‑
ficación contienen algunas condiciones cuya eliminación produce otra regla que pue‑
de ser interesante para el experto por alguna razón. Por lo general, estas reglas pueden
proporcionar una mayor cobertura o una mejora en la interpretabilidad. Por tanto, este
operador revisa todas las condiciones de la regla evaluando la calidad de esta después
de la eliminación de la condición. Hay que destacar que la diferencia entre el operador
de simplificación de reglas y este estriba en que el primero nunca empeora la calidad de
la regla en cuanto a número de casos positivos cubiertos y en cuanto a confianza. Sin
embargo, este nuevo operador produce reglas que podrían cubrir patrones negativos
por lo que su confianza podría empeorar.

Comoen el caso de reglas de una alternativa, este espacio de búsqueda es suficiente‑
mente pequeño para realizar una búsqueda recursiva completa,O(L2), por lo que todas
las posibilidades son exploradas y todas las reglas con un nivel de confianza suficiente
son devueltas.
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2.5. Metodología completa

El flujo de trabajo completo para obtener reglas de asociación de clases interesantes,
a partir de un conjunto de datos procesado apropiadamente, es el que se muestra en la
figura 4.1:

Figura 4.1: Workflow para obtener reglas de asociación de clases interesantes

1. En primer lugar, el criterio del experto es utilizado para eliminar algunas caracte‑
rísticas que no deberían aparecer en las condiciones de las reglas finales. Esta fase
se incluye en este punto, y no en la fase de pre‑procesado de los datos, ya que
nuestros experimentos preliminares fueron precisamente útiles para guiar la se‑
lección de tales características. Esta es la razón de la flecha discontinua y roja que
cierra el bucle desde la fase 3 hasta la fase 1 en la figura 4.1, lo cual permitemás de
una iteración del proceso. En concreto, nuestros experimentos preliminares a me‑
nudo destacaron reglas confiables pero triviales o inútiles, tales como SI exitus

= Verdadero, ENTONCES complicaciones = Verdadero. Estas reglas indican cla‑
ramente que tales características deberían ser ignoradas.

2. En segundo lugar, los heurísticos descritos anteriormente son aplicados para ge‑
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nerar un conjunto de potenciales reglas interesantes. Tal y como se muestra en
los experimentos realizados, es interesante que este conjunto no llegue a ser exce‑
sivamente grande, lo cual haría que la posterior evaluación por parte del experto
fueramuy laboriosao incluso imposible. Hayquedestacar que todas las reglas pro‑
ducidas por RISTRE pasan por una simplificación antes de ser almacenadas en el
almacén intermedio. Además, hayque tener en cuentaque tanto las reglas simplifi‑
cadas como las reglasdeunaalternativa son sometidas al operadordeeliminación
de condiciones.

3. Al final, las reglas son evaluadas por el experto para filtrar finalmente aquellas que
tienen un interés real. En esta etapa, proponemos el siguiente proceso hecho ad‑
hoc, el cual se puede implementar fácilmente en una hoja de cálculo.

I) Se evalúan las reglas de acuerdo con su soporte LHS, confianza y complejidad

extendida. Definimos la complejidad extendida de una regla como el número
de posibilidades virtuales que tiene el experto que considerar para activar la
regla. Nosotros la calculamos como el producto de las alternativas que hay
en sus condiciones categóricas.

II) Se ordenan las reglas en ordendescendente del valor resultante de la división
del producto de su soporte LHS y su confianza entre la complejidad extendi‑
da. De este modo, el experto evalúa primero las reglas potencialmente más
interesantes, aquellas asociadas a evidencias más sólidas y que sean más in‑
terpretables.

III) Junto con cada regla, se muestra no sólo métricas de calidad estándar, tales
como el soporte LHS y la confianza, sino también la confianza de las reglas
con cada una de sus condiciones individuales y la confianza de la regla si esa
condición fuera eliminada. Para cada condición, el primer valor podría suge‑
rir que la condición es trivial, si es excesivamente grande, y el segundo, si la
condición puede ser eliminada para obtener otra regla que también sea in‑
teresante.

IV) En elmomento que el experto identifica una condición trivial o una caracterís‑
tica que no debería haber sido considerada, esta se puede marcar y aquellas
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reglas que usan esa condición o esa característica pueden ser filtradas auto‑
máticamente. Se espera que estas condiciones o características aparezcan en
laparte superior de laordenaciónantesmencionada, por loque se identifican
rápidamente. Una vez más, esto se puede implementar fácilmente en la hoja
de cálculo.

Finalmente, la tabla 4.1 muestra los parámetros de nuestra propuesta y los valores
utilizados en los siguientes estudios.

Parámetro Etapa en la que se usa Valor usado
Máx. long. de reglas RISTRE 5
Confianza Mínima RISTRE, Reglas una Alternativa y Eliminación Condiciones 70%
Cobertura mínima casos positivos Reglas una Alternativa 1%

Tabla 4.1: Parámetros de la propuesta

3. Experimentos

Esta seccióndescribe los experimentosquehemos realizadoparaprobarnuestrapro‑
puesta para minería de reglas de asociación de clases interesantes. La sección 3.1 pre‑
senta las características concretas del dataset presentado en el capítulo 1 que aplican a
estos experimentos, los algoritmos de la literatura que se han utilizado para comparar
nuestra metodología y las métricas de rendimiento utilizadas. Las secciones 3.2 y 3.3 ex‑
ponen los resultados obtenidos para casos de CCR con complicaciones y para casos con
recidivas, respectivamente.

3.1. Entorno experimental

Esta sección describe de manera somera algunas características concretas de la ba‑
se de datos utilizada, algoritmos de la literatura que tendrían aplicación para nuestro
propósito y las métricas utilizadas para evaluar los resultados obtenidos.
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3.1.1. Conjunto de datos de CCR

Como conjunto de datos se ha utilizado la base de datos que ya se expuso en el ca‑
pítulo 3, que consta de 57 atributos relacionados con el proceso quirúrgico, 36 atributos
relacionados con el resultado de anatomía patológica y 33 atributos relacionados con el
proceso de seguimiento y tratamiento oncológico. Además, es necesario destacar que
hay un alto número de valores perdidos entre los diferentes datos recogidos (más de
30.000). La tabla 4.2 describe algunos de los atributos de la base de datos, en concreto,
aquellos que han aparecido en las reglas más interesantes.

Atributo Significado
AGE Edad del paciente
ALN Número de ganglios linfáticos afectados
AS Cirujano ayudante
AT Tratamiento adyuvante
BL Pérdida de sangre durante la cirugía
BMI Índice de masa corporal
CF Frecuencia cardíaca antes de la cirugía
CM Estado del margen circunferencial
DA Distancia al ano
DM Margen distal
END Indica si el paciente ha sufrido dehiscencia de sutura tratada con procedimiento transanal endosponge
HC Clasificación histológica del tumor resecado
ILN Identifica si hay ganglios linfáticos aislados
LK Número de leucocitos antes de la cirugía
LOC Localización del tumor
LS Duración de la cirugía
LTR Nivel de regresión del tumor después del tratamiento
NS Es el estado N. Identifica si hay ganglios linfáticos locales afectados
ONC Oncólogo
PL Indica si el tejido resecado contiene pólipos aparte del tumor primario
PNI Indica si ha tenido lugar invasión peri‑neural
RTAS Indica si el paciente fue tratado con radioterapia después de la cirugía
SRT Tamaño del tejido resecado
ST Técnica quirúrgica utilizada
MT Espesor máximo del tumor en un corte axial
SUR Cirujano
WUS Período de tiempo que el paciente ha esperado entre el diagnóstico y la cirugía
C Uno de los atributos objetivo. Indica si el paciente tuvo alguna complicación. Hay 616 pacientes

con C=Verdadero y 900 con C=Falso
R Uno de los atributos objetivo. Indica si el paciente tuvo una recidiva. Hay 487 pacientes

con R=Verdadero y 1029 con R=Falso

Tabla 4.2: Atributos que aparecen en las reglas obtenidas más interesantes
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3.1.2. Algoritmos

Los algoritmos existentes en la literatura para la minería de reglas de asociación de
clases pertenecen a la familia demétodos Apriori y completos, o al grupo de algoritmos
evolutivos o basados en enjambres. Sin embargo, estos últimos están más enfocados a
tipos específicos de reglas, como pueden ser las raras [105] o las que son dependientes
del contexto [106]. Por otro lado, los métodos de clasificación asociativa, ya sea Apriori
o los evolutivos, son enfoques claramente potenciales para nuestro caso, dado que uti‑
lizan internamente reglas de asociación de clases. De estemodo, para evaluar la calidad
de las reglas producidas por nuestro enfoque y la posterior carga de trabajo de examen
del experto, las comparamos con las reglas producidas por Apriori y tres representantes
de la clasificación asociativa: CBA2, CPAR y FARCHD. A continuación, describimos muy
brevemente cada uno de ellos:

Apriori: hemos utilizado la implementación existente en la librería arules de R [6]
[63], que permite buscar casos de interés en el consecuente, junto con la discreti‑
zación de atributos numéricos de la misma librería. Este método de discretización
genera cortesde igual frecuencia, exceptopara5atributospara losqueesta estrate‑
gia produjo cortes repetidos. Con estos atributos se utilizaron cortes con intervalos
de igual longitud. Además, se eliminaron las reglas redundantes, que son aquellas
que tienen condiciones adicionales y que no obtuvieronmejores resultados en las
métricas. Se utilizó la configuración predeterminada de este método en todos los
parámetros, con la excepcióndeque se buscan reglas conhasta cinco condiciones,
como en nuestro enfoque, el uso del soporte LHS en lugar del soporte simple, un
tiempode ejecuciónmáximode una hora y un consumomáximodememoria RAM
de 18GB.

CBA2 (Classification Based Association) [101]: es una versión mejorada del primer
enfoquedeclasificaciónasociativa, CBA [100], paraproblemasdesbalanceados. La
idea es aplicar Apriori en primer lugar para obtener un conjunto de asociaciones
entre pares atributo‑valor y el atributo objetivo y, después, un procedimiento de
selección para componer el clasificador.

CPAR (Classification based on Predictive Association Rules) [188]: está basado en
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un método greedy para generar iterativamente reglas efectivas para aquellos pa‑
trones que no han sido suficientemente cubiertos por las reglas previas. Después,
la clasificación implica la evaluación de las k mejores reglas, para cada clase, que
cubren el patrón de entrada. CPAR ha reportadomejores resultados que CBA y que
otros procedimientos de clasificación asociativa [188].

FARCHD(FuzzyAssociationRule‑BasedClassification forHigh‑Dimensionalproblems)
[76]: En primer lugar, extrae reglas de asociación difusa, lo cual facilita su inter‑
pretación en términos lingüísticos y evita fronteras no naturales en la partición
de los dominios de características numéricas. Posteriormente, las reglas son pre‑
seleccionadas, seleccionadas y ajustadas con un algoritmo evolutivo, con el fin de
obtener un conjunto compacto, eficiente y eficaz como clasificador final. A diferen‑
cia de los enfoques anteriores, que funcionan con atributos categóricos y, por lo
tanto, requieren discretizar la base de datos, FARCHD puede trabajar con atributos
numéricos generando y ajustando sus propios términos lingüísticos difusos.

Hay que destacar que hemos considerado algunos métodos representativos de cla‑
sificación asociativa en aras de ser exhaustivos, incluso aunque su objetivo (producir un
buen clasficador) sea distinto del nuestro, que es producir reglas interesantes de mo‑
do individual. De hecho, sus clasificadores basados en reglas podrían ser, de hecho, in‑
teresantes para la posterior revisión de reglas individuales por parte del experto. Se ha
utilizado la implementación existente en KEEL [9] de CBA2, CPAR y FARCHD, utilizando
10‑fold cross‑validation. Además, para cumplir con sus requisitos, los atributos numéri‑
cos se discretizaron con una frecuencia uniforme para CBA2 y CPAR, y se aplicaron dos
alternativas para manejar la presencia de valores perdidos en cada uno de los algorit‑
mos:

Determinar un valor no válido y filtrar las reglas que lo usan. En este caso cada
algoritmo es nombrado simplemente como CBA2, CPAR y FARCHD.

Aplicar el método de imputación k‑means existente en KEEL [9] [38]. En este caso,
cada algoritmo es nombrado como CBA2.KM, CPAR.KM y FARCHD.KM.
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3.1.3. Métricas de rendimiento

El objetivo final de nuestro trabajo es producir conocimiento interesante para el ex‑
perto que requerirá precisamente de su revisión dado el carácter subjetivo del concepto
“interesante”. Sin embargo, para poder hacer comparativas, intentaremos evaluar el
atractivo de los conjuntos de reglas generados por los diferentes algoritmos antes de
someter al experto a la laboriosa tarea de la revisión de reglas individuales. Para llevar
a cabo esta evaluación, analizaremos los valores de soporte LHS y de confianza de las
reglas, el valor mínimo y la media de los conjuntos de reglas, junto con las siguientes
métricas objetivas:

Número de reglas producidas: ni su minimización ni su maximización hacen atrac‑
tivo al conjunto de reglas. Esto es así porque conjuntos de reglas demasiado pe‑
queños perderán con frecuencia relaciones interesantes existentes en los datos,
mientras que conjuntos demasiado grandes requerirán que los expertos hagan un
esfuerzo enorme. En el caso ideal, se encontrarían todas las reglas relevantes y nin‑
guna más, pero el número no es conocido a priori.

Complejidad simple: se calculará como el número de condiciones de las reglas.
Estamétrica debería ser minimizada, dado que obtener reglas cortas produce una
mejor interpretación y comprensión de lasmismas. Además, hay que destacar que
mientras menos condiciones tenga la regla, mayor será el soporte y menor la con‑
fianza esperada.

Número de características distintas en las condiciones y distribución de frecuen‑
cias ({max, 3º,media, 1º,min}): cuando evaluamos los conjuntos de reglas, es parti‑
cularmente interesante observar si se proporcionan diferentes descripciones para
los casos de interés, utilizando distintas condiciones y diferentes combinaciones
dentro de las reglas. En cuanto al número de reglas, es interesante obtener un con‑
junto suficientemente amplio de descripciones diferentes, es decir, condiciones
distintas y características utilizadas, pero no demasiadas como para dificultar en
exceso la revisión posterior de las mismas por parte del experto.

Porcentaje de casos positivos no cubiertos: es posible que las reglas producidas no
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cubran todos los casos de interés. Por tanto, esta métrica debería ser minimizada
para que el porcentaje de casos positivos no cubiertos sea el menor posible.

Como semencionó anteriormente, con posterioridad al cálculo de estasmétricas, el
experto realiza una evaluación de las reglas. Durante esta evaluación, el experto asigna
a las reglas un significado semántico que no está presente en la base de datos. Esto le
permite juzgar cada regla como:

Trivial: la regla representa conocimiento común, o que no es útil, porque implica
intrínsecamente que nada puede ser mejorado.

Absurda: la regla parece haber sido generada por asociaciones esporádicas en los
datos.

(Quizás) interesante: la regla muestra alguna utilidad o requiere una revisión más
profunda.

3.2. Experimentos sobre el atributo“complicaciones”

En esta sección se analizan los resultados obtenidos en el caso de la búsqueda de
reglas para casos con complicaciones (atributo C = Verdadero). Como se comentó ante‑
riormente, ennuestro trabajo consideramosqueunacomplicaciónesuneventoadverso
que tiene lugar con posterioridad a la intervención quirúrgica. Puede afectar a la recu‑
peración del paciente, a su estancia post‑operatoria, a la necesidad de un tratamiento
completo o, en el peor de los casos, incluso a su supervivencia. De los 1516 pacientes
existentes en nuestra base de datos, hay 616 para los que se registraron complicaciones.
A continuación, en la sección 3.2.1 se presentan los resultados obtenidos y en la sección
3.2.2 se exponen algunas de las reglas interesantes obtenidas.

3.2.1. Resultados

En la tabla 4.3 se muestran los estadísticos de las reglas obtenidas, es decir, el so‑
porte LHS, la confianza, el número de reglas, cuántas reglas hay con 1‑5 condiciones en
el antecedente, el número de atributos distintos utilizados en el conjunto de reglas así
como su distribución y el porcentaje de casos positivos no cubiertos por ninguna regla.
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Los valoresMin de soporte LHS y de confianza para Apriori indican su ajuste de pará‑
metros. Para evitar la cobertura difusa de las reglas de FARCHD, que no es familiar para
el experto, hemos calculado su soporte LHS y su confianza considerando la coincidencia
exacta para las condiciones categóricas y los límites del intervalo correspondientes a un
umbral mínimo de 0.5 para las funciones de pertenencia de las condiciones numéricas.
En el caso de la propuesta que nosotros hemosdesarrollado, la última columnamuestra
el porcentaje de casos positivos no cubiertos por las reglas generadas en la etapa indi‑
cada y por todas las reglas generadas hasta esa etapa. De la tabla 4.3 podemos destacar
que:

Algoritmo %Sop. LHS %Conf. Núm. Antecedente Atrib. Atrib. %Pos.
Min:Media Min:Media reglas {1,2,3,4,5} usados %frec. uso no cub.

Apriori 5:‑ 90:‑ 0 No obtiene reglas
5:‑ 80:‑ 0 No obtiene reglas
5:5.8 70:72 996 {0,0,17,178,801} 52 {60,15,4,1,0} 39
2.5:2.6 90:96 2 {1,0,0,0,1} 6 {50,...,50} 89
2.5:2.8 80:82 907 {1,0,21,129,756} 65 {42,10,4,1,0} 36
2.5:3.1 70:73 3e4 {1,23,492,5e3,3e4} 85 {27,8,4,1,0} 3
1.0:1.2 90:94 711 {1,17,101,592,0∗} 82 {36,6,3,1,0} 37
1.0:1.3 80:84 1e4 {3,48,1e3,1e4,0∗} 85 {20,6,4,2,0} 3
1.0:1.5 70:75 9e4 {4,236,6e3,8e4,0∗} 86 {13,6,4,3,0} 0
0.5:0.7 90:94 2e4 {3,90,2e3,2e4,0∗} 86 {18,6,4,3,0} 3
0.5:0.7 80:86 1e5 {5,246,8e3,1e5,0∗} 86 {13,6,4,3,0} 0
0.5:0.8 70:77 4e5 {7,759,3e4,4e5,0∗} 86 {10,6,5,3,0} 0

Resultados de los métodos de Clasificación Asociativa
CBA2 0.46:2.89 60:77 17 {17,0,0,0,0} 13 {24,6,6,6,6} 53
CBA2.KM 0.46:2.72 51:74 20 {20,0,0,0,0} 16 {20,10,5,5,5} 51
CPAR 0:0.86 0:90 1e3 {5,120,439,397,198}♦ 84 {36,7,4,2,0} 2.92
CPAR.KM 0:0.37 0:92 4e3 {6,170,772,2e3,1e3}♦ 86 {32,10,4,2,0} 1.14
FARCHD 0:5.24 0:58 277 {11,266,0,0,0} 83 {16,6,3,2,0} 2.27
FARCHD.KM 0:3.32 0:57 479 {11,2,466,0,0} 85 {20,6,3,1,0} 1.46
Resultados de nuestra propuesta
1. RISTRE 2.5:3.9 70:74 189 {1,12,42,60,74} 58 {31,10,5,3,1} 20
2. Simpl. regl. 1.0:4.2 70:73 156 {0,13,38,60,45} 56 {32,10,5,3,1} 17:14
3. Una altern. 0.5:1.0 70:88 179 {1,23,65,67,23} 53 {27,9,3,2,1} 37:14
4. Elim. cond. 0.6:2.3 70:76 217 {0,39,115,63,0} 52 {25,7,3,2,1} 23:12
Total 0.5:2.8 70:78 741 {2,87,260,250,142} 63 {28,7,3,2,0} 12
Nota: * indica que la ejecución fue interrumpida debido al consumo dememoria RAM disponible (18GB)
Nota: ♦ indica que CPAR generó reglas con hasta 9 condiciones

Tabla 4.3: Estadísticos de los conjuntos de reglas obtenidos para casos con complicaciones

Soporte y confianza: Apriori y nuestra propuesta producen reglas con unos va‑
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lores de soporte y confianza medios por encima de los mínimos deseados. Cabe
mencionar que algunas de las reglas evaluadas como interesantes por el experto
están asociadas a valores de confianza de entre el 70% y el 80%, por lo que ambos
enfoques tuvieron que ajustarse en consecuencia para producirlas. Además, el nú‑
mero de patrones con complicaciones en el conjunto de datos no es mayoritario
por lo que se requieren valores bajos para el soporte.

En cuanto a los enfoques de clasificación asociativa, podemos observar que CBA2
yCBA2.KMobtienen resultados similares a los deApriori y a los denuestra propues‑
ta, aunque algunas de las reglas producidas tienen valores de confianza inferiores
al 70%. CPAR y CPAR.KM generan o bien reglas no válidas, porque sus valores de
soporte o confianza son iguales a 0, o bien reglas demasiado específicas con una
confianza muy alta pero un soporte mínimo. Las reglas no válidas se deben al he‑
cho de haber generado reglas a partir de un conjunto de datos con muchos valo‑
resperdidos imputadosartificialmente. Porúltimo, FARCHDyFARCHD.KM también
producen reglas no válidas, pero además, muchas otras con valores de confianza
bajos. En este caso, la razón se debe en parte a los valores perdidos imputados arti‑
ficialmente y en parte a la interpretación no difusa que hemos hecho. No obstante,
la interpretación difusa no ha sido útil para nuestro propósito.

Número de reglas: Apriori devuelve o bien muy pocas reglas o bien demasiadas,
con la excepciónde los casos con2,5%y1%, y 80%y90%, para el soporte y la con‑
fianza, respectivamente. Esto significa que Apriori a menudo o bien pasa por alto
muchas posibles reglas interesantes o bien sobrecarga excesivamente al experto
que debe revisar e interpretar posteriormente las reglas. CBA2 devuelve muy po‑
cas reglas y CPAR, demasiadas. Sólo FARCHD y nuestra propuesta han producido
conjuntos de tamañomedio. En el caso de nuestro enfoque, el conjunto completo
puede ser un poco grande, pero el experto ha mostrado con frecuencia estar in‑
teresado en reglas generadas por una alternativa y eliminación de condiciones, por
lo que la revisión que tiene que realizar puede verse aliviada.

Número de condiciones en las reglas: Apriori experimenta un crecimiento expo‑
nencial en el número de reglas a medida que se permiten más condiciones en el
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antecedente, mientras que el resto de los enfoques generan reglas con pocas con‑
diciones (CBA2, CBA2.KM, FARCHD y FARCHD.KM) o una distribución con forma de
campana. Esto se debe a que Apriori es un método completo, es decir, busca to‑
das las posibles combinaciones que satisfagan los valores de soporte y confianza
establecidos. En cambio, los métodos de clasificación asociativa buscan un con‑
junto reducido de reglas para un buen clasificador, y así evitan el crecimiento ex‑
ponencial, al igual que nuestra propuesta, que aplica operadores heurísticos que
van guiando la búsqueda manteniéndola orientada. Gracias a la generación con‑
tenida de reglas CPAR, CPAR.KM y nuestra propuesta pueden generar reglas con
cinco condiciones en el antecedente con los recursos de memoria disponibles.

Número y distribución de características relevantes: Apriori y los métodos de
clasificación asociativa, con la excepción de CBA2 y CBA2.KM que producen muy
pocas reglas, devuelven conjuntos de reglas que utilizanmás características distin‑
tas en sus antecedentes que nuestra propuesta. Esto, junto con el mayor número
de reglas en Apriori, CPAR y CPAR.KM, significa que los casos positivos se asocian
con más descripciones diferentes. Además, la distribución del uso de atributos in‑
dica que las descripciones de CPAR y CPAR.KM comparten algunas de las caracte‑
rísticas con más frecuencia que nuestra propuesta, y de forma más uniforme para
Apriori, FARCHD y FARCHD.KM. En el caso de Apriori, esto se debe a su exhaustivi‑
dad en la búsqueda.

Aunque la presencia de diferentes descripciones para los casos aumenta la pro‑
babilidad de descubrir nuevo conocimiento interesante, dificulta la posterior revi‑
sión del experto. Además, hemos observado que muchas de las reglas generadas
por Apriori, CPAR, CPAR.KM, FARCHD y FARCHD.KM se deben a ocurrencias esporá‑
dicas de tuplas de pares atributo‑valor (recordemos el tratamiento de los valores
perdidosmencionado anteriormente). Esto da lugar a reglas que el experto evalúa
como absurdas, y eso ocurre conmás frecuencia cuando se utilizanmás atributos
distintos.

Positivos no cubiertos: Apriori y losmétodos de clasificación asociativa, con la ex‑
cepción de CBA2 y CBA2.KM que producen muy pocas reglas, pueden cubrir más



3. Experimentos 99

casosquenuestrapropuesta. Esto sedebe, por un lado, a la exhaustividaddeAprio‑
ri y, por otro, a que los métodos de clasificación asociativa buscan reglas que den
lugar a buenos clasificadores y, de estemodo, semaximiza la correcta clasificación
de los casos. Sin embargo, cabe destacar que muchos de los patrones menos fre‑
cuentes reciben descripciones por asociaciones esporádicas, con bajos valores de
soporte LHS y significados absurdos o triviales según la opinión del experto. Un
ejemplo que refleja este hecho es el siguiente antecedente:

{ECO_ENDORRECTAL=No Aplicable & EXERESIS_MESORRECTO=Total & POTASSIUM in [3.46,4.41]}

que fue hallado por FARCHD.KM y tiene valores de 0.2% y 67% para el soporte
LHS y la confianza, respectivamente. Nuestra propuesta no cubre estos patrones
tan poco frecuentes ya que la heurística RISTRE guía el proceso de búsqueda en
base a las condiciones más discriminantes y, de este modo, se evitan algunas de
estas asociaciones esporádicas. Por ejemplo, nuestra propuesta no generó ningu‑
na regla con una condición relativa a los niveles de potasio del paciente.

Conclusión: llegamos a la conclusión de que el conjunto de reglas producido por
nuestra propuesta es el más atractivo para la posterior revisión del experto. No es
de tamaño medio (genera bastantes reglas), con buenos valores de soporte LHS y
confianza, y centran las diferentes descripciones en características relevantes que
evitan asociaciones esporádicas en los datos.

3.2.2. Algunas reglas interesantes y de otros tipos

Las reglas generadas por nuestros operadores heurísticos han sido ordenadas y fil‑
tradas de acuerdo con la revisión guiada expuesta en la sección 2.5. De este modo se
han podido destacar varias reglas, que se exponen en la tabla 4.4 con distintos aspectos
de interés:

Confirmatorias:algunas reglas sacana la luz conocimientoque yaha sido reporta‑
do en otras publicaciones. Por ejemplo, la regla R1 (tabla 4.4) se destacó comouna
regla fácil de interpretar (reducida en número de condiciones y alternativas), que
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Id Antecedente de la regla Evaluación del experto
R1 ST = Intervención de Hartmann baja & DA≥ 8.5 Confirmatoria
R2 SEX = Hombre & WUS≥ 137.5 & CF≥ 70.5 & LK <8040 Útil
R3 PL = Falso & AS = 30 & LOC = Recto inferior Útil
R4 ST = Amputación abdominoperineal & AS = 30 Útil
R5 SUR = 29 & AS ∈ {14, 15, 50, 56, 57} Útil
R6 PL = Verdadero & AGE≥ 63.5 & LK <6150 Interesante
R7 LOC = Recto inferior & AGE≥ 66.5 & BMI≥ 28.55 Interesante
R8 BL >1000 ml Trivial
R9 SUR ∈ {14, 17, 2, 26, 39, 46} & SRT≥ 27.5 Trivial

Tabla 4.4: Algunas reglas obtenidas para casos con complicaciones

cubría el 3,9% de los casos positivos y con una confianza superior al 77%. Esta re‑
gla fue evaluada entonces no como trivial sino como confirmatoria por el experto,
dado que otras publicaciones exponen la desventaja de ese procedimiento quirúr‑
gico en particular [28] [131].

Útiles: Algunas reglas sugieren auditar y cambiar la gestión de los pacientes, como
la R2 con 33 complicaciones en 47 casos (70%). Esta regla destaca una situación
en la que transcurrieron demasiados días antes de intervenir quirúrgicamente al
paciente. Esto se ha puesto demanifiesto junto con otros pares atributo‑valor que
no parecen ser muy significativos debido a coincidencias caprichosas en el con‑
junto de datos, como que la frecuencia cardíaca sea superior a 70,5. No obstante,
sugiere una revisión de la gestión de dichos pacientes.

Otros ejemplos son la R3 con 13 complicaciones de 16 casos (81%) o la R4 con 10
complicaciones de 13, lo que sugiere que ese cirujano sea supervisado y realice
cursos de especialización en la técnica y localización asociada. Y la R5 con 7 com‑
plicaciones de 9, lo que sugiere la ocurrencia de situaciones en las que se produce
una mala comunicación y/o cooperación entre el cirujano y los ayudantes. Para
este caso, es interesante destacar dos cosas. En primer lugar, esta regla no señala
al cirujano 29 como fuente única de complicaciones. De hecho, este cirujano ope‑
ró con éxito en más del 60% de los casos. En segundo lugar, este tipo de regla no
puede obtenerse con ninguno de los otros métodos porque no pueden devolver
reglas con más de una alternativa en sus condiciones.

Como últimos ejemplos, otras reglas parecen interesantes según el criterio del ex‑
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perto porque ponen de manifiesto situaciones merecedoras de futuros estudios,
que pueden explicar la aparición posterior de complicaciones, como la R6 con 29
complicaciones en 39 casos (74%), o la R7 con 21 complicaciones en 28 casos
(75%).

Triviales o absurdas: en aras de dar transparencia, nuestro procedimiento tam‑
bién encontró reglas triviales y absurdas, que, como en casi todos los métodos,
resultan ser la mayoría. Dos ejemplos de reglas triviales son R8 o R9. Cabe des‑
tacar que la presencia de características que no son ni BL (pérdida de sangre) ni
SRT (tamaño del tejido resecado) no hace que la regla sea trivial por sí misma, por
lo que no se eliminaron del conjunto de datos en la primera etapa (figura 4.1). Sin
embargo, los pares atributo‑valor que aparecen en la regla hacen que esta sea real‑
mente trivial. En la segunda (R9), el experto considera conocimiento común que la
necesidad de extraer un tejido de gran tamaño suele producir complicaciones. Re‑
glas como éstas son fácilmente filtradas por nuestra propuesta según los pasos
comentados en el examen guiado. Por otro lado, en algunas ocasiones, las reglas
evaluadas por el experto como absurdas implicaban el uso de una característica
que posteriormente fue eliminada del conjunto de datos en la etapa 1. Un ejemplo
de este tipo de características es el ORIGEN, que es el centro al que acude el pacien‑
te antes del diagnóstico. El experto indicó que esa información apenas debía tener
relación con la aparición de complicaciones posteriores, por lo que las reglas con
esta característica no se considerarían interesantes.

3.3. Experimentos sobre el atributo“recidivas”

En esta sección se presentan los resultados que se han obtenido en casos de pacien‑
tes que han tenido recidivas. Una recidiva es una reaparición de un tumor después del
tratamiento. Como se describe en la tabla 4.2, en la base de datos hay 487 pacientes
que presentaron recidivas, de los 1516 existentes. A continuación, en la sección 3.3.1 se
muestran los resultados y en la sección 3.3.2 se describen algunas reglas interesantes.
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3.3.1. Resultados

En la tabla 4.5 se muestran los estadísticos de las reglas generadas. Podemos obser‑
var que se han obtenido resultados similares a los anteriores, pero con tres diferencias
notorias. En primer lugar, nuestra propuesta ha generado muchas más reglas, más que
CPAR y CPAR.KM, pero aún lejos de las que Apriori suele generar. En segundo lugar, las
reglas generadas por nuestra propuesta ahora cubren casi todos los casos positivos. Y
en tercer lugar, lamayoría de las reglas generadas por CPAR y CPAR.KM utilizan lamisma
característica (ver en la tabla 4.5 la distribución de atributos) y, por tanto, descripciones
de los casos positivos no muy distintas. Esto se debe al hecho de que esa característica
tiene una fuerte correlación con los casos, que es lo que estos métodos explotan para
generar un buen clasificador. Nuestra propuesta evita esto ya que RISTRE elimina esa
característica en la primera iteración y busca descripciones distintas sin ella.

El análisis individual del resto de los aspectos proporciona lasmismas conclusiones,
es decir, una distribución en forma de campana del número de condiciones en las re‑
glas en lugar de la exponencial de Apriori, el uso de menos características distintas y no
distribuidas uniformemente, y niveles de soporte LHS y de confianza superiores a los
mínimos requeridos.

En este caso, seguimos pensando que el conjunto producido por nuestra propues‑
ta es el más atractivo para la posterior revisión del experto. Apriori proporciona dema‑
siadas reglas y los métodos de clasificación asociativa devuelven o bien muy pocas re‑
glas (CBA2 y CBA2.KM), o bien pocas, simples y con bajo nivel de confianza (FARCHD y
FARCHD.KM), o bien demasiadas y muy específicas (CPAR y CPAR.KM).

3.3.2. Algunas reglas interesantes y de otros tipos

Las reglasgeneradashansidoordenadasyfiltradasdeacuerdocon la revisiónguiada
expuesta en la sección 2.5. De este modo se han detectado, entre otras, las reglas de la
tabla 4.6 que merece la pena destacar:

Confirmatorias: varias reglas fueron clasificadas como conocidas, aunque no tri‑
viales, por el experto. Presentan conocimiento general para los expertos en la ma‑
teria, que podría ser desconocido para los que están adquiriendo la competencia
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Algoritmo %Sop. LHS %Conf. Núm. Antecedente Atrib. Atrib. %Pos.
Min:Media Min:Media reglas {1,2,3,4,5} usados %frec. uso no cub.

Apriori 5:5.5 90:91 255 {1,3,39,116,96} 30 {63,23,8,2,0} 57
5:5.9 80:87 1e3 {3,46,198,452,545} 52 {70,10,4,0,0} 38
5:6.3 70:75 9e3 {3,79,522,2e3,6e3} 71 {36,10,2,1,0} 22
2.5:3.4 90:93 3e3 {3,51,509,2e3,0∗} 73 {53,6,3,2,0} 45
2.5:3.5 80:88 7e3 {6,152,1e3,6e3,0∗} 83 {40,6,3,1,0} 23
2.5:3.7 70:79 2e4 {7,268,3e3,2e4,0∗} 95 {29,5,3,1,0} 9
1:1.7 90:94 2e4 {3,198,3e3,2e4,0∗} 97 {41,4,3,1,0} 14
1:1.7 80:88 6e4 {7,433,7e3,5e4,0∗} 99 {25,5,4,1,0} 4
1:1.8 70:80 1e5 {8,803,1e4,1e5,0∗} 101 {18,5,4,2,0} 0
0.5:0.9 90:95 9e4 {4,461,9e3,8e4,0∗} 102 {28,4,3,2,0} 1
0.5:0.9 80:89 2e5 {13,903,2e4,2e5,0∗} 102 {17,5,3,2,0} 0
0.5:1.0 70:81 5e5 {16,2e3,4e4,5e5,0∗} 102 {14,5,4,2,0} 0

Resultados de los métodos de Clasificación Asociativa
CBA2 0.32:2.21 58:87 19 {19,0,0,0,0} 13 {16,11,5,5,5} 44.06
CBA2.KM 0.19:2.08 58:87 21 {21,0,0,0,0} 15 {14,7,5,5,5} 42.45
CPAR 0:0.78 0:94 1e3 {3,55,226,438,265}♦ 102 {77,5,2,1,0} 3.82
CPAR.KM 0:0.44 0:94 3e3 {4,83,461,1e3,870}♦ 101 {75,6,3,1,0} 0.40
FARCHD 0:3.17 0:67 183 {6,177,0,0,0} 84 {19,5,3,2,1} 4.43
FARCHD.KM 0:2 0:61 365 {6,359,0,0,0} 93 {14,5,3,1,0} 1.61
Resultados de nuestra propuesta
1. RISTRE 1.6:3.4 70:76 3e3 {9,135,537,1e3,2e3} 84 {23,8,3,0,0} 1
2. Simpl. regl. 1.0:4.2 70:77 4e3 {13,423,2e3,1e3,191} 83 {24,7,2,0,0} 2:1
3. Una altern. 0.5:1.1 70:89 5e3 {7,444,3e3,2e3,169} 80 {33,6,2,0,0} 3:1
4. Elim. cond. 0.5:2.7 70:77 6e3 {63,2e3,3e3,518,0} 80 {25,5,1,0,0} 2:1
Total 0.5:2.7 70:80 2e4 {92,3e3,8e3,5e3,2e3} 85 {27,6,2,0,0} 1
Nota: * indica que la ejecución fue interrumpida debido al consumo dememoria RAM disponible (18GB)
Nota: ♦ indica que CPAR generó reglas con hasta 9 condiciones

Tabla 4.5: Estadísticos de los conjuntos de reglas obtenidos para casos que presentan recidivas

Id Antecedente de la regla Evaluación del experto
R1 NS = pN2 & PNI = Verdadero Confirmatoria
R2 DM <0.005 & ILN <2.5 Confirmatoria
R3 AT ∈ {XELOX/Bevazucimab, FOLFOX/Bevazucimab} Confirmatoria
R4 WUS≥ 172.5 Útil
R5 ALN≥ 2.5 & SUR = 12 Útil
R6 CM≥ 1.1 & ONC = 3 Útil
R7 SRT≥ 0.75 & RTAS ∈ {No, Sí} & Interesante

& LTR ∈ {4, 5, No valorable} & MT≥ 0.65
R8 HC = Pendiente & CM <0.55 Trivial

Tabla 4.6: Algunas reglas obtenidas para casos que presentan recidivas
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necesaria. Dos ejemplos son R1 con 84 casos positivos de 116 (72%) y R2 con 35
positivos de 49 (71%). Como en el caso anterior en el que la variable objetivo eran
las complicaciones, hay publicaciones que respaldan los conocimientos obteni‑
dos por estas reglas [83] [86] [54]. Otro caso particularmente interesante es la re‑
gla R3, con 48 casos positivos de 50 (96%). Aunque es trivial para el experto, su
alta confianza hizo que el resto de los autores de este estudio (no somos expertos
en cáncer colorrectal) infiriéramos que estos tratamientos debían proporcionarse
precisamente a los pacientes con recidivas, lo cual está respaldado por otras pu‑
blicaciones [59] [60] [85].

Útiles: algunas de las reglas interesantes que podrían revelar la necesidad de una
auditoría y/o cambios en la gestión fueron la R4 (demasiado tiempo de espera en‑
tre el diagnóstico y la cirugía), con 27 casos positivos de 37 (73%), la R5 (un ciru‑
jano concreto y varios ganglios linfáticos infectados), con 23 casos positivos de 30
(77%), y la R6 (un oncólogo concreto y el margen circunferencial superior a 1.1),
con 8 positivos de 8 casos (100%). Aunque la R4 puede considerarse trivial, reve‑
la indicios que hacen suponer que es necesaria una inspección de la gestión de
los tiempos de espera de algunos casos. Las otras dos sugieren que los profesio‑
nales pueden haber tenido dificultades a la hora de tratar los casos, por ejemplo,
extirpando completamente los trozos de tejido maligno o proporcionando trata‑
mientos no óptimos, respectivamente. Por lo tanto, se podría sugerir la realización
de seminarios formativos especializados.

Hay otras reglas que sugieren unamayor inspección de los casos según la revisión
del experto. Una de ellas es la R7, con 30 casos positivos de 42 (71%). Aparte del
interés del experto, debemos recordar que ninguno de los otros algoritmos podría
haber producido esta regla, ya que no trabajan con diferentes alternativas en las
condiciones.

Triviales o absurdas:por último, un ejemplo de una regla trivial es la R8, con 15 ca‑
sos positivos de 17 (88%). Segúnel experto, es conocimientobásicoque la recidiva
es muy frecuente si el margen circunferencial es menor de 1 [142].
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4. Conclusiones de este capítulo

A partir de los resultados expuestos anteriormente, podemos concluir que los con‑
juntos de reglas generados por nuestra propuesta sonmás interesantes para la posterior
revisión por parte del experto debido a los siguientes motivos:

Nuestra propuesta es la única que ha sido capaz de utilizar el conjunto de datos
original sin requerir la discretización de atributos numéricos o la imputación de
valores artificiales para los casos en los que se presentan datos perdidos. Además,
una revisiónde las reglasmuestra que es el único enfoquequehaproducido reglas
con alternativas para algunos de los atributos categóricos, pudiendo condensar la
información.

Apriori pasa por alto relaciones interesantes o produce demasiadas reglas, es de‑
cir, la búsqueda no se centra en las asociaciones más interesantes. Esto hace que
la evaluación del experto sea más tediosa que si se utilizan las reglas de nuestra
propuesta.

CBA2 y CBA2.KM han generado muy pocas reglas y muy simples que además con‑
tienen información trivial o absurda. La razón principal es que este método de cla‑
sificación asociativa busca correlaciones entre el atributo objetivo y los atributos
de entrada.

CPAR y CPAR.KM han generado demasiadas reglas muy específicas, con niveles de
confianza muy altos pero con un bajo soporte, lo cual dificulta el descubrimien‑
to de conocimiento general. La razón es que estos métodos intentan obtener un
buen clasificador añadiendo reglas más complejas que cubran patrones menos
frecuentes en lugar de generar reglas diferentes que sean buenas por sí solas.

FARCHD y FARCHD.KM han producido, con mucha frecuencia, reglas que tienen
unos bajos niveles de confianza. Esto puede ser debido, principalmente, a dos ra‑
zones: la imputación artificial de valores en el conjunto de datos debido a la exis‑
tencia de valores perdidos y la interpretación no difusa de la confianza que hemos
llevado a cabo para hacer que las reglas sean más interpretables para el experto.
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Una vez más, FARCHD y FARCHD.KM intentan generar un buen clasificador con el
poder de la lógica difusa. Sin embargo, las reglas producidas no parecen ser indi‑
vidualmente interesantes en la revisión del experto.

Finalmente, nos gustaría destacar que el trabajo presentado en este capítulo ha de‑
sarrollado una línea de investigación no especialmente cubierta en la literatura, como
es el uso de operadores heurísticos para laminería de reglas de asociación de clases. Su
ventaja sobre losmétodos estándar deminería de reglas de asociación de clases es que
orientan la búsqueda de forma heurística, lo cual evita perderse entre la gran cantidad
de posibilidades. Además, hemos observado que los enfoques de clasificación asociati‑
va no son apropiados para esta tarea porque se centran principalmente en producir un
buen clasificador y eso puede hacer que sus reglas no representen adecuadamente el
conocimiento interesante.

5. Publicaciones asociadas a este capítulo

Las publicaciones a las que ha dado lugar el trabajo expuesto en este capítulo son
las siguientes:

J.A. Delgado‐Osuna, C. García‐Martínez, J. Gómez‐Barbadillo, and S. Ventura.
Heuristics for interesting class association rule mining a colorectal cancer da‑
tabase. Information Processing and Management, 57(3), 2020.

J.A. Delgado‐Osuna, C. García‐Martínez, S. Ventura, and J. Gómez Barbadillo.
Obtaining tractable and interpretable descriptions for cases with complica‑
tions from a colorectal cancer database. In 2019 IEEE 32nd International Sym‑
posium on Computer‑Based Medical Systems (CBMS), pages 459–464, 2019.



Capítulo 5

Selección de características en una
base de datos sobre CCR

Como ya se expuso en el capítulo 1, el cáncer colorrectal es una neoplasia maligna
con una alta morbi‑mortalidad, que requiere de un abordaje multidisciplinar entre dife‑
rentes especialistas. Estos deben trabajar de una forma coordinadapara intentar reducir
la tasa de complicaciones. Una complicación, tal y como se definió en el capítulo 4, es
un evento adverso que tiene lugar después de una cirugía de CCR y que puede afectar
a la recuperación del paciente, a su estancia postquirúrgica, a su estado funcional, al
tratamiento necesario o, incluso, a su supervivencia.

En el capítulo 4 se propusieronmétodos de extracción de reglas de asociación intere‑
santes que se aplicaron sobre dicha base de datos para la descripción de los casos con
complicaciones. En el núcleo de dichos métodos se inducían árboles de clasificación, a
partir de los cuales se generaban las reglas iniciales. Sin embargo, las características pro‑
pias de la base de datos, la correlación baja entre atributos y la predicción de complica‑
ciones y la presencia de muchos valores perdidos, dificultaban la obtención de árboles
de clasificación con un alto nivel de acierto.

La selección de características es el proceso por el cual, en una base de datos de alta
dimensionalidad (alto número de características), se seleccionan las características que
son más relevantes, con el claro propósito de mejorar el rendimiento del algoritmo al
reducir el ruidoqueproducen todas las variablesmenos importantes. Además, se reduce
el tiempo necesario para el entrenamiento de dicho algoritmo.

En el trabajo que se presenta en este capítulo, nos planteamos analizar el efecto de
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aplicar diversos métodos de selección de características, algunos de los cuales están
basados en algoritmos genéticos, para la generación de árboles más fiables a partir de
esta base datos.

Como ya se expuso anteriormente, la base de datos utilizada contiene información
de 1516 pacientes caracterizados por 126 atributos. De estos 126 atributos, sólo el valor
de 87 de ellos se establece con anterioridad a la aparición de complicaciones (ver línea
temporal de recogida de variables en la figura 3.5 del capítulo 3), por lo que serán estos
los que realmente se utilicen en la generación de los árboles de clasificación. Además,
la base de datos presenta un 12,36% de valores perdidos, lo cual también dificulta la
generación de árboles de clasificación con un elevado nivel de acierto.

Algunos de los atributos de la base de datos que más relevancia tienen en este capí‑
tulo son los que se representan en la tabla 5.1

Atributo Significado
AS Cirujano ayudante
DSD Nº de días transcurridos entre la cirugía y el fallecimiento del paciente. Si el paciente continúa vivo,

representa el número de días entre la cirugía y la última revisión
END Indica si el paciente ha sufrido dehiscencia de sutura tratada con procedimiento transanal endosponge
HC Clasificación histológica del tumor resecado
KS Tipo de cirugía (urgente o programada)
ND Nº de días que el paciente ha permanecido ingresado en el hospital tras la intervención quirúrgica
NS Nº de cirugías a las que se ha sometido el paciente
PSCI Estado del paciente respecto al nivel de invasión del cáncer en la pared del intestino
QOR Calidad de la resección en pacientes con cáncer de recto (en pacientes con cáncer de colon este atributo

está en blanco)
SR Estado de los anillos después de la sutura intestinal
ST Técnica quirúrgica utilizada
SUR Cirujano
WPD Indica dónde fue diagnosticado el paciente
C Variable objetivo. Indica si el paciente tuvo alguna complicación. Hay 616 pacientes con C=Verdadero

y 900 con C=Falso

Tabla 5.1: Atributos relevantes

El resto de este capítulo se desarrollará de la siguiente manera. En la sección 1 se
hace una introducción a los algoritmos genéticos, los operadores clásicos utilizados en
la codificación binaria, así comouna breve descripción del algoritmoCHC [44]. En la sec‑
ción 2 se describe el proceso de selección de características basado en algoritmos gené‑
ticos, uno generacional y el algoritmo CHC. En la sección 3 se exponen los experimentos
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realizados y los resultados obtenidos. En la sección 4 se detallan las conclusiones que se
pueden extraer. Por último, la sección 5 expone las publicaciones derivadas del trabajo
presentado en este capítulo.

1. Algoritmos genéticos

En 1859 vio la luz el libro On the origin of species de Charles Darwin. En él se plasma‑
ba la teoría de la evolución natural, la cual indicaba que los seres vivos que existen en
la actualidad son el resultado de millones de años de adaptación al entorno en el que
viven. Los organismos que mejor se han adaptado a su entorno son aquellos que han
sobrevivido y han ido pasando de generación en generación.

Las técnicasdecomputaciónevolutivaadoptanestasprincipiosde la teoríade la evo‑
lución para desarrollar diferentes algoritmos que son utilizados para buscar soluciones
óptimas a un problema (o lo más cercanas posibles al óptimo). La técnica más popular
dentro de la computación evolutiva es el algoritmo genético (AG) [160].

El algoritmo genético tradicional está formado por una población de individuos (nor‑
malmente, la población inicial se construyede formaaleatoria) que evolucionaa lo largo
de las generacionesmediante el crucedeunos individuos conotrosomediantemutacio‑
nesde individuos concretos. La representaciónoriginaria utilizabaunacadenadebits de
longitudfija, en la que cadaposiciónde la cadena representauna característica concreta
de un individuo, y el valor almacenado en esa posición representa cómo esa característi‑
ca es expresada en la solución. La analogía con la naturaleza nos conduce directamente
a que cada posición de la cadena de bits se corresponde con un gen de los organismos
biológicos [160].

La bondad de cada uno de los individuos de la población se calcula con unamedida
de calidad llamada funciónde fitness, que es la que se utiliza para seleccionar a aquellos
individuos que, dada su calidad, deben continuar en la siguiente generación.

La figura 5.1 muestra el esquema de funcionamiento de un algoritmo genético1.

1Imagen inspirada en http://www.pohlheim.com/Papers/mpga_gal95/gal2_2.html

http://www.pohlheim.com/Papers/mpga_gal95/gal2_2.html
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Figura 5.1: Esquema general de un algoritmo genético

1.1. Operadores clásicos

Los operadores existentes en un algoritmo genético son, tradicionalmente, los de
selección, cruce y mutación. A continuación se describe la utilidad de estos operadores
y se presenta algún ejemplo de cada uno de ellos.

1.1.1. Operador de selección

El operador de selección es el que se utiliza para garantizar que los mejores indivi‑
duos tengan una mayor probabilidad de ser padres frente a los que no son tan buenos,
aunque siempre aportará riqueza dar alguna opción de reproducción a estos últimos,
puesto que aportará diversidad en la nueva generación.

Uno de los principales operadores de selección en codificación binaria es la selec‑
ción por torneo. Este operador, para cada progenitor a seleccionar, escoge aleatoria‑
mente K individuos (a K se le denomina tamaño del torneo) y se selecciona el mejor de
ellos. Este proceso es el que se representa en la figura 5.2.
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Figura 5.2: Selección por torneo para K=4

Otro de los operadores de selección ampliamente utilizado es la selección por ruleta.
Este operador representa a los individuos en una ruleta y cada uno de ellos ocupa en
dicha ruleta un tamaño proporcional a su medida de fitness. Para elegir a un individuo
se simula la rotación de la ruleta y, cuando se pare, el individuo ubicado en el punto de
selección será el seleccionado. Este proceso puede observarse en la figura 5.3.

Figura 5.3: Selección por ruleta
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1.1.2. Operador de cruce

El operador de cruce es el que se utiliza para transmitir elmaterial genéticodepadres
a hijos, es decir, mediante este operador los hijos heredan algunas características de
cada uno de los padres. Este cruce se suele utilizar con una probabilidad alta sobre cada
pareja de padres a cruzar. En caso de que la probabilidad indique que este operador no
debe aplicarse a los padres, los propios padres serán los descendientes del proceso de
cruce.

Uno de los operadores clásicos utilizados en codificación binaria es el cruce en N
puntos. En este caso, cada individuo se divide en N partes que son recombinadas. En la
figura 5.4 se representa el operador de cruce en un punto (N=1).

Figura 5.4: Cruce en un punto

1.1.3. Operador demutación

El operador demutación se utiliza para introducir diversidad en la población. Consis‑
te en cambiar aleatoriamente el valor de uno o varios genes del individuo. Este operador
se aplica con una probabilidad muy baja sobre cada hijo generado tras aplicar el opera‑
dor de cruce.

En la figura 5.5 se representa el operador de mutación de un gen.

1.2. AG generacional y estacionario

La estrategia elegida para el reemplazo de la población entre una generación y otra
determinará el tipo de algoritmo genético, generacional o estacionario.
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Figura 5.5: Mutación de un gen

Un algoritmo genético generacional es aquel en el que la población de una genera‑
ción es completamente reemplazada por los individuos generados mediante la aplica‑
ción de los operadores de cruce y de mutación, para formar la población de la nueva
generación.

Sin embargo, un algoritmogenéticoestacionario es aquel en el quedurante cada ge‑
neración sólo se reemplaza una parte de la población. Por tanto, no sólo se tendrán que
seleccionar los individuos que serán padres, sino que también habrá que seleccionar a
los individuos de la población que serán reemplazados por los descendientes.

1.3. Algoritmo CHC

El algoritmoCHC [44] es un algoritmogenético no tradicional que combina una estra‑
tegia de selección conservadora (siempre se mantienen los mejores individuos encon‑
trados) con un cruce altamente disruptivo (HUX) que produce descendientes que son
máximamente diferentes de sus dos padres. Durante el cruce, dos padres intercambian
exactamente lamitad de sus bits no coincidentes elegidos al azar. La idea tradicional de
preferir un operador de cruce que sea conservador puede no ser válida cuando se opta
por una estrategia de selección tan conservadora. Sin embargo, este operador de cruce
proporciona una estrategia de búsqueda más efectiva para muchos problemas, siendo
esta la idea central del algoritmo CHC2.

Por otro lado, este algoritmo introduce un nuevo sesgo contra el cruce de individuos
demasiado similares (prevención del incesto) para evitar la convergencia prematura. En

2https://neo.lcc.uma.es/mallba/easy-mallba/html/algorithms.html#chc

https://neo.lcc.uma.es/mallba/easy-mallba/html/algorithms.html#chc
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este sentido, no está permitido el cruce entre dos individuos que sean similares, es decir,
que estén separados por una distancia de Hamming pequeña (este umbral es un pará‑
metro del algoritmo y determina el número de genes distintos entre ambos individuos).

Por último, no se realiza ningún proceso demutación y, en su lugar, se aplica un pro‑
ceso de reinicio de la población que introduce de nuevo diversidad cuando el algoritmo
se queda estancado.

2. Selección de características y de instancias con algoritmos
genéticos

Para la selección de características de la base de datos, se han utilizado dos algorit‑
mos evolutivos, uno generacional y el algoritmo CHC [44], totalmente elitista. En ambos
casos, se han implementado los métodos de la librería de computación evolutiva deap

[48] y se han parametrizado tanto la función de evaluación de los individuos como la
posibilidad de usar selección de características en conjunción con la selección de ins‑
tancias:

Algoritmo evolutivo generacional (AEG): consiste en una población de 50 solucio‑
nes que se generan inicialmente de forma aleatoria. Se aplica el operador de selec‑
ción por torneo con k=3, el operador de cruce uniforme con una probabilidad del
50% y el operador de mutación con una probabilidad del 20%, el cual invierte el
valor de cada gen con una probabilidad del 5%. Cuando no se aplica ninguno de
los operadores, se copian las soluciones padre. Al final de cada iteración, la pobla‑
ción de descendientes reemplaza completamente a la población actual.

CHC [44]: consiste en una población de 20 soluciones que se generan inicialmente
de forma aleatoria. Se formanparejas con las soluciones de la poblaciónmediante
una selección aleatoria sin reemplazamiento, pero sólo se les permite generar nue‑
vas soluciones a aquellas cuya diferencia supera un umbral dado. Dicho umbral se
inicializa a un tercio del tamaño del problema y se reduce, el máximo entre el 1%
y el 2,5% del tamaño del problema, cada vez que no se han producido parejas de
soluciones con la distancia requerida. En caso de que el umbral llegue a ser igual
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o inferior a seis, se reinicializa la población con N‑1 soluciones aleatorias y se le
añade la mejor solución hasta el momento.

En ambos casos, se ha utilizado una codificación binaria en la que primero se co‑
difican las características seleccionadas, si es el caso, y a continuación las instancias
seleccionadas, igualmente si es el caso.

Para la evaluación de las soluciones se utiliza la métrica de calidad con la que se
instancia el algoritmo, sobre un árbol de clasificación y una validación cruzada de 10
grupos, devolviendo bien la media o el menor valor, dependiendo de la instanciación
del algoritmo. Se ha usado la librería Scikit‑learn [135], tanto para la inducción del árbol
de clasificación como para el cálculo de las métricas de calidad. Para la generación del
árbol, se ha ajustado la reducciónmínima de la impureza para realizar divisiones a 0.005.
Las métricas de calidad utilizadas han sido el porcentaje de patrones bien clasificados
(CCR), la métrica F1, la media de la precisión según la certeza de clasificación (MPCC), la
media de la exhaustividad sobre cada clase (MEEC), el coeficiente de similitud Jaccard
(Jac), uno menos el coeficiente de Brier (Br) y el área bajo la curva ROC (AUC).

Por último, ambos métodos se han ejecutado durante 10000 evaluaciones, devol‑
viendo al final la mejor solución generada.

3. Experimentos

Se han realizado experimentos con los anteriores algoritmos evolutivos y los siguien‑
tes algoritmos heurísticos de la biblioteca Scikit‑learn3 [135], con sus valores por defec‑
to: genérico univariable (GUS), selección por percentil (SP), selección de los k‑mejores
(SKBest), selección según ratio de falsos positivos (SFpr), selección según el error pro‑
mediado por familias (SFwe), selección según la ratio de falsos descubiertos (SFdr), se‑
lección guiada por modelo de clasificación (SFromModel(Tree)), selección recursiva y
guiada por modelo de clasificación (RFE(Tree)), selección recursiva con validación cru‑
zada (RFECV(Tree)), selección según umbral de varianza (VarianceThreshold), selección
secuencial voraz hacia adelante (SequentialFS_forward) y selección secuencial voraz
hacia atrás (SequentialFS_backward). Es importante indicar que el uso de esta librería,

3https://scikit-learn.org/stable/modules/classes.html#module-sklearn.feature_selection

https://scikit-learn.org/stable/modules/classes.html#module-sklearn.feature_selection
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Scikit‑learn, ha requerido que se utilice la codificación one-hot para las variables categó‑
ricas de la base de datos.

Para la evaluación de los modelos se han considerado la media, sobre una valida‑
ción cruzada de 5 grupos y 2 repeticiones, del CCR, la métrica F1, el AUC de un árbol de
clasificación entrenado con las características seleccionadas, y del tiempo de ejecución
del método de selección.

La tabla 5.2 muestra los resultados medios de los métodos. Para el caso de los mo‑
delos evolutivos, se muestran únicamente los resultados de su mejor instanciación con
o sin selección de características y de instancias, que son el generacional con la media
del MPCC, el CHC con el mínimo del Br para el caso en el que se hace selección de ins‑
tancias, y el CHC con la media del CCR para el caso en el que no se hace selección de
instancias. Además, se ha considerado el árbol de clasificación entrenado con la base
de datos original (No_sel_características). La tabla 5.2 muestra también el resulado del
test de wilcoxon de diferencias emparejadas entre el método conmejormedia, en negri‑
ta y para cada métrica, y cada uno de los otros. Se utiliza el símbolo ↓ cuando el p‑valor
del test es inferior a 0.05, y≈ en cualquier otro caso. Además, para simplificar el análisis,
se ha añadido una columna en la que se cuenta el número de veces que el método ha
obtenido resultados inferiores de acuerdo al criterio del test estadístico utilizado (#↓).

Método CCR F1 AUC T #↓
GUS 0.683↓ 0.37↓ 0.612↓ 0s 3
SP 0.696≈ 0.529≈ 0.653↓ 0s 1
SKBest 0.699≈ 0.526≈ 0.655↓ 0s 1
SFpr 0.696≈ 0.529≈ 0.653↓ 0s 1
SFwe 0.699≈ 0.531≈ 0.656↓ 0s 1
SFdr 0.696≈ 0.529≈ 0.653↓ 0s 1
SFromModel(Tree) 0.702≈ 0.526↓ 0.656≈ 0.08s 1
RFE(Tree) 0.702≈ 0.526↓ 0.656≈ 17.19s 1
RFECV(Tree) 0.702≈ 0.526↓ 0.656≈ 2m 1
VarianceThreshold 0.702≈ 0.526↓ 0.656≈ 0s 1
SequentialFS_forward 0.67↓ 0.523↓ 0.635↓ 33m 53s 3
SequentialFS_backward 0.622↓ 0.537≈ 0.609↓ 39m 50s 2
AEG(Sel_instancias,Sel_caracteristicas) 0.703≈ 0.544≈ 0.661≈ 48m 0
AEG(No_sel_instancias,Sel_caracteristicas) 0.714 0.514↓ 0.661≈ 1h 17m 1
CHC(Sel_instancias,No_sel_caracteristicas) 0.711≈ 0.56 0.671 1h 23m 0
CHC(No_sel_instancias,Sel_caracteristicas) 0.703≈ 0.517↓ 0.655↓ 1h 2m 2
No_sel_caracteristicas 0.702≈ 0.526↓ 0.656≈ 0s 1

Tabla 5.2: Resultados de los métodos de selección
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Podemosobservarque los algoritmosevolutivosque realizan selecciónde instancias
son los que han obtenido discretamentemejores resultados, ya que el resto demétodos
consiguen resultados inferiores bien en F1 o en AUC. Por tanto, los métodos evolutivos
no sólo están obteniendo clasificadores con elevadas tasas de acierto, sino que además
estánbalanceandomejor las predicciones incorrectas entre los casos con y sin complica‑
ciones. Por contra, se observa que dicha mejora se obtiene, por normal general, a costa
de haber requerido mayores recursos computacionales.

Es particularmente curioso observar que el método que obtiene mejores resultados
para las métricas F1 y AUC no utiliza selección de características, sino únicamente se‑
lección de instancias, por lo que la obtención de reglas de asociación propuesta en 4
también puede beneficiarse de este tipo de filtrado.

Por último, debemos indicar que somos conscientes de que losmétodos heurísticos
utilizados permiten un ajuste de sus parámetros que podrían haber ofrecidomejores re‑
sultados. En cualquier caso, el trabajo presentado en este capítulo muestra que nos ha
sido más sencillo obtener buenos resultados con los algoritmos evolutivos que ajustan‑
do los métodos heurísticos.

4. Conclusiones de este capítulo

En este capítulo se ha analizado la posibilidad de generar árboles de clasificación
más precisos, para nuestra base de datos con información de pacientes con cáncer co‑
lorrectal, mediante la aplicación previa de métodos de selección de características y de
selecciónde instancias. Sehaabordadoel problemacondosalgoritmosevolutivos y con
métodos heurísticos presentes en la biblioteca Scikit‑learn [135]. Los resultados mues‑
tran una ligera ventaja para algunas de las instanciaciones de los métodos evolutivos.

5. Publicaciones asociadas a este capítulo

Las publicaciones a las que ha dado lugar el trabajo expuesto en este capítulo son
las siguientes:

J.A. Delgado‑Osuna, D. Ranchal‑Parrado, C. García‑Martínez and S. Ventura. Selec‑
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ción de características en una base de datos sobre el cáncer colorrectal. In XIX
Conferencia de la Asociación Española para la Inteligencia Artificial (CAEPIA), pa‑
ges 753‑756, 2021.



Capítulo 6

Operadores inteligentes para
inducir árboles de clasificación para
CCRmediante Evolución Gramatical

Como ya vimos en el capítulo 4, a partir de nuestra base de datos de CCR el interés
era poder conseguir diversos clasificadores interpretables que pudieran predecir la ocu‑
rrencia de complicaciones y recidivas. Estos clasificadores se utilizarían posteriormente
para obtener descripciones de los casos con complicaciones o recidivas en forma de re‑
glas IF-THEN. Sin embargo, la diversidad de características, su heterogeneidad y, tal y
como se expuso en el capítulo anterior, el alto número de valores perdidos hace que
este cometido sea especialmente difícil. Como ejemplo, el método presentado en el ca‑
pítulo 4 para la minería de reglas de clases se basaba en la generación de árboles de
decisión que no eran capaces de predecir correctamente más del 67,6% de los casos. A
partir de ahí, el objetivo del trabajo que se expone en este capítulo es, por tanto, obtener
una variedad de árboles sin necesidad de utilizar el procedimiento recursivo planteado
en dicho capítulo.

Evolución Gramatical (EG) [127] es un tipo de algoritmo evolutivo capaz de producir y
evolucionar programas [90] en los que se utiliza una gramática formal para decodificar
los genotipos de las soluciones para obtener los fenotipos, los cuales son las soluciones
potenciales al problema. Para ello, los genotipos suelen ser arrays de enteros que indi‑
can la secuencia de reglas de producción que hay que utilizar para pasar de un símbolo

119
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inicial no terminal a una estructura de datos que contenga sólo símbolos terminales. Es‑
tos pueden ser cadenas, árboles, funciones o cualquier miembro del lenguaje definido
por la gramática. En particular, EG ha sido utilizado ampliamente en contextos de ma‑
chine learning [155] [104] [130] [183] tales como redes neuronales, selección e ingeniería
de características y también árboles de decisión [123] [154] [53] [21].

En este capítulo presentamos un nuevo estudio en el que aplicamos EG para la in‑
ducción de árboles de clasificación a partir de la base de datos de CCR con el objetivo
de describir casos con complicaciones. A diferencia de los enfoques tradicionales y am‑
pliamente utilizados, como son C4.5 [141] y CART [19], el proceso de búsqueda de EG
está gobernado por decisiones estocásticas, lo cual le permite producir más de un árbol
de decisión diferente, a partir del cual se podrían generar posteriormente descripciones
de casos con complicaciones. Para ello, hemos utilizado el paquete PonyGE2, que es un
paquete existente en Python para GE, y además hemos desarrollado nueve operadores
que no sólo permiten la inducción de árboles más interpretables en comparación con
los dePonyGE2, sino que tambiénmejoran los resultados iniciales y alcanzan rendimien‑
tos similares a los métodos C4.5 y CARTmencionados anteriormente.

El resto de este capítulo tiene la siguiente estructura. En la sección 1 se expone una
descripción somera sobre programación genética y evolución gramatical. La sección 2
introduce el paquete de Python para EG, PonyGE2, que es el entorno que hemos elegi‑
do para el diseño de los algoritmos de EG presentados en este capítulo. La sección 3
describe los operadores desarrollados para enriquecer la aplicación de PonyGE2 para la
generación de árboles de clasificación. La sección 4 datalla la experimentación llevada
a cabo, describiendo previamente las variables del conjunto de datos que son intere‑
santes en dicha experimentación. En la sección 6 se exponen las conclusiones a las que
hemos llegado. Y, por último, en la sección 7 se incluyen las publicaciones derivadas del
trabajo presentado en este capítulo.

1. Programación genética y evolución gramatical

En esta sección se va a exponer una breve introducción a la Programación Genética,
que es uno de los paradigmas existentes dentro del campode la Computación Evolutiva.
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Asimismo, también sedaránunasbrevesnocionesdeProgramaciónGenéticabasadaen
Gramáticas y la Evolución Gramatical, como herramienta que incorpora a la programa‑
ción genética una gramática que establezca la estructura que deben tener las solucio‑
nes.

1.1. Programación genética

John R. Koza, a principio de la década de los 90 del siglo pasado, propuso el para‑
digma de la Programación Genética [90], que, tal y como se ha comentado sobre estas
líneas, se englobadentrode laComputaciónEvolutiva. Su característicaprincipal estriba
en que los individuos de la población representan programas de ordenador de longitud
variable, capaces de solucionar un problema concreto. Del mismo modo que en los al‑
goritmos genéticos, los individuos de la población son sometidos a los operadores de
selección, cruce y mutación, adaptados convenientemente para que las nuevos indivi‑
duos generados sigan siendo soluciones válidas para el problema en cuestión.

Los individuos codificados en programación genética no siguen un esquema fijo co‑
mo sucede en otros paradigmas de la computación evolutiva, sino que se generan a par‑
tir de los operadores o funciones apropiadas para el dominio del problema y los datos
o variables sobre los que actúan, llamados terminales. En la figura 6.1 se representa un
ejemplo de individuo en programación genética, el cual representa un programa de or‑
denador que se encarga de realizar una operación matemática.

Figura 6.1: Ejemplo de individuo en programación genética

El esquema general de un algoritmode programación genética es el se expone a con‑
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tinuación:

1. Se genera una población inicial aleatoria de individuos que representan progra‑
mas.

2. Se itera sobre los siguientes pasos hasta que se alcance el criterio de parada:

I) Selección de padres para generar los descendientes.

II) Creacióndenuevos individuos (programas)mediante la aplicaciónde losope‑
radores de cruce y mutación

III) Calculo del fitness de cada individuo (programa). Evaluación.

IV) Actualización de la población a partir de la actual y de los nuevos descendien‑
tes, aplicando la estrategia adecuada de reemplazo.

3. El resultado final es el mejor individuo (programa) obtenido en cualquiera de las
generaciones.

Lasposibles estructurasde los individuosde lapoblación seránaquellas quepuedan
generarse mediante todas las posibles combinaciones de funciones y terminales (que
pueden ser valores constantes o variables) propios del dominio del problema.

Algunos ejemplos de funciones pueden ser los siguientes:

Operadores matemáticos: +, ‑, /, *

Operadores lógicos: AND, OR, NOT, etc.

Funciones matemáticas: exp, sin, cos, log, etc.

Funciones iterativas: while, repeat‑until, etc.

Operadores condicionales: if‑else.

Funciones específicas definidas ad‑hoc para el problema en cuestión.

Etc.

Al igual que en los algoritmos evolutivos, el operador de cruce se utiliza para generar
descendientes a partir de los progenitores, de forma que cada uno de los hijos contenga
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material genético heredado de los padres. En la figura 6.2 semuestra un ejemplo de ope‑
ración de cruce en programación genética en el que, a partir de dos padres, se generan
dos hijos.

Figura 6.2: Ejemplo de cruce en programación genética

Por último, el operador de mutación es el que se utiliza para introducir diversidad
genética en la población, que evite el estancamiento prematuro del algoritmo. Este tipo
de operador puede ser simple (se muta un único nodo del árbol) o sobre un sub‑árbol
completo, siendo este últimomás agresivo que el primero. En la figura 6.3 semuestra un
ejemplo de ambos tipos de mutación en programación genética.

En numerosas ocasiones, la programación genética presenta un problema denomi‑
nadoproblema del cierre. Este hace referencia aqueunoperador o funcióndebería poder
aceptar como entrada cualquier salida producida por cualquier operador o función del
dominiodelproblema,peronoes raroencontrar situacionesen lasqueestonose satisfa‑
ce. Para resolver este problema tenemos como herramienta la Programación Genética
Gramatical y la Evolución Gramatical [186].
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Figura 6.3: Ejemplo demutación en programación genética

1.2. Programación Genética Gramatical y Evolución Gramatical

Comoacabamos de escribir sobre estas líneas, la ProgramaciónGenética Gramatical
y la EvoluciónGramatical [186] surge comoherramientapara completar laprogramación
genética estableciendounadefinición formal,mediante gramáticas de contexto libre, de
las restricciones sintácticas del problema.

Mientras la programación genética tradicional no utiliza gramáticas, la evolución gra‑
matical sí las usa y esta es la diferencia fundamental entre ambas, de la que se derivan
las otras dos diferencias que se exponen a continuación.

Por un lado, en evolución gramatical la generación inicial de la población debe ha‑
cerse de tal forma que los individuos tengan una estructura acorde a la definida por la
gramática. Sin embargo esto no ocurre con la programación genética tradicional en la
que los individuos se generan aleatoriamente a partir del conjunto de operadores, fun‑
ciones y terminales del dominio del problema y esto puede dar lugar a individuos no
válidos que impidan que el algoritmo evolucione hacia la solución.
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Porotro lado, estasmismas restriccionesdeben tenerseencuentaa lahoradeaplicar
los operadores genéticos para que el resultado de los mismos sean individuos válidos
según la gramática definida.

En la figura 6.4 se muestra un ejemplo del cromosoma de un individuo de una solu‑
ción de evolución gramatical, la gramática que rige su representación y el proceso que
se sigue hasta que el cromosoma es transformado en una expresión válida [103].

Figura 6.4: Ejemplo de evolución gramatical

El proceso representado en la figura 6.4 es el que se detalla a continuación. En cada
etapa, la regla actual de la gramática es determinada por el símbolo no terminal que
aparece más a la izquierda (resaltado en negrita) y la transición se obtiene como el mó‑
dulo del valor actual del cromosoma divido por el número de transiciones que contiene
la regla actual. Por ejemplo, en el comienzo de la transformación, la regla A viene de‑
terminada por <expr> y la transición 2 (<expr>::=<pre-op><expr>) se obtiene como el
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resto de la división entera de 10/4 [103].

2. PonyGE2, un entorno en Python para Evolución Gramatical

PonyGE2 [46] [47] es una implementación en Python de GE, una versión reestructu‑
rada y extendida del desarrollo original “pony‑sized”, que puede leer gramáticas BNF
(Bacus‑Naur Form) desde ficheros de texto. De este modo, PonyGE2 conecta esta poten‑
te tecnología con, quizás, la mayor comunidad actual de científicos de datos. De hecho,
y en parte gracias a lo mucho que Python ha reducido la brecha entre el tratamiento de
datos y la codificación, PonyGE2 está recibiendo continuamente más seguidores y par‑
tidarios, ganando ventaja sobre otras alternativas en el caso de los desarrollos de GE.
En cifras, a día de hoy, el repositorio de Github asociado ha sido destacado más de 100
veces, enlazadomás de 60, y sus publicaciones recogen alrededor de 100 citas.

En PonyGE2, las representaciones lineales del genoma y de los árboles semantienen
almismo tiempo, permitiendo el uso y lamezcla de operadores de cualquiera de los dos
tipos. Así, PonyGE2 no sólo puede ajustarse a ambos tipos de problemas, aquellos en
los que la representación lineal o arbórea esmás beneficiosa respectivamente, sino que
también puede promover sinergias entre sus aplicaciones.

Con los ejemplos provistos actualmente por PonyGE2 (a día de hoy hay 41 gramáti‑
cas BNF para trabajar con cadenas, números, funciones, aprendizaje supervisado, etc.),
los que están empezando tienen la posibilidad de inducir árboles de clasificación pa‑
ra conjuntos de datos etiquetados utilizando la grámatica if_else_classifier, que se
muestra en la figura 6.5. Es necesario destacar que, aparte de las etiquetas GE_RANGE, el
lenguaje es código Python que puede ser evaluado directamente con el paquete Numpy
[69] , siempre y cuando x almacene el conjunto de datos de entrenamiento como un ob‑
jeto ndarray de Numpy.

Las etiquetas GE_RANGE hacen referencia a las propiedades de la función de fitness
asociada if_else_classifier, que se esperaba que se pasasen como parámetros adi‑
cionales, y son sustituidas por conjuntos numéricos con las posibilidades e índices de
las características de entrada y las posibles etiquetas de destino, en código Python.

Hay que tener en cuenta que la gramática proporcionada no puede tratar de forma
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adecuada las características numéricas, que probablemente requieran condiciones de
desigualdad (≤, > ...), ni gestionar eficazmente las características categóricas con dife‑
rentes números de posibles valores. Además, los nombres y valores de las característi‑
cas se codifican con números enteros, lo que reduce la interpretabilidad de la solución.
Estos problemas no pueden resolverse con gramáticas BNF potencialmentemejores pe‑
ro generales, ya que los nombres de las características y las posibilidades de lasmismas
tienen que estar emparejadas correctamente. Estos aspectos se abordan con los opera‑
dores inteligentes desarrollados que se exponen en la sección 3.

<cf>::= np.where(<cond>,<cf>,<cf>) |
<os>,

<cond>::= (<var>== <is>) |
<cond>,& (<var>== <is>)

<is>::= GE_RANGE:dataset_n_is
<os>::= GE_RANGE:dataset_n_os
<var>::= x[:, <varidx>]
<varidx>::= GE_RANGE:dataset_n_vars

Figura 6.5: Gramática de ejemplo en PonyGE2 para inducir árboles de clasificación

3. Operadores inteligentespara la induccióndeárbolesde cla‑
sificación en PonyGE2

En esta sección se exponen los nueve operadores que hemos desarrollado con el
objetivo demejorar las capacidades de PonyGE2 para la inducción de árboles de clasifi‑
cación sobre conjuntos de datos tabulares con características heterogéneas (numéricas
y categóricas con diferentes conjuntos de posibilidades). Estos operadores se agrupan
en dos familias, las cuales son descritas en las siguientes secciones.

3.1. Reglas de producción basadas en el conjunto de datos

EnGE, el programasuele recibir la gramática antesde suejecución. Esto es adecuado
cuando el tipo de las características de entrada provenientes del conjunto de datos es
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homogéneo, como valores numéricos del mismo conjunto de posibilidades, tal y como
espera la gramática del clasificador if_else_classifier expuesta en la sección 2, o las
mismas posibilidades categóricas para cada característica (por ejemplo, características
binarias). Sin embargo, esto es problemático en el resto de los casos. Consideremos un
conjunto de datos que contiene sólo características categóricas con diferentes valores,
como el color de los ojos y la lengua materna de las personas. En este caso, utilizar la
gramática anterior no es apropiado ya que se introducen condiciones no válidas que ha‑
cen que el algoritmo pierda tiempo evaluando dichas condiciones, que no lo van a guiar
hacia buenas soluciones (por ejemplo, x['eye_color']=='English', usando los corres‑
pondientes códigos numéricos en el caso de la gramática anterior). En contraposición,
las condiciones potenciales deberían asegurar que las características y los valores son
emparejados correctamente, de modo que cada característica sea comparada con su
rango de posibilidades válido. Pero la situación podría ser aún peor cuando el conjun‑
to de datos contenga características tanto numéricas como categóricas. En este caso,
es probable que la ejecución del algoritmo produzca excepciones, por ejemplo cuando
evalúe una condición less-than del tipo height_cm <,'November'.

Para resolver este problema, una posibilidad es proporcionar una gramática especí‑
fica para el conjunto de datos, pero esa solución no podría exportarse a otros conjuntos
de datos distintos. Nosotros, en cambio, hemos mejorado PonyGE2 con dos nuevas ca‑
pacidades:

1. La posibilidad de trabajar con DataFrames de la librería pandas [185] de Python,
que mejora la interpretabilidad permitiendo etiquetas de tipo cadena de caracte‑
res tanto para el nombre de las características como para el valor de las mismas.

2. La posibilidadde ampliar automáticamente la gramática con reglas deproducción
basadas en el conjunto de datos para las condiciones adecuadas.

Esta última capacidad se divide en los siguientes casos simples y elaborados:

Reglas de producción simples basadas en el conjunto de datos: consideramos
eneste grupo las condicionesde igualdad ydedesigualdad (== y !=) para caracterís‑
ticas categóricas y las condiciones menor_o_igual_que y mayor_que (≤ y>) para
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características numéricas. Para estos casos, se han definido los siguientes símbo‑
los no‑terminales especiales:

・ <GE_GENERATE:dataset_eq_conditions>

・ <GE_GENERATE:dataset_neq_conditions>

・ <GE_GENERATE:dataset_lessequal_conditions>

・ <GE_GENERATE:dataset_greater_conditions>

Cuando nuestra PonyGE2 extendida está leyendo la gramática y encuentra uno
de estos símbolos, lee el conjunto de datos y añade nuevas reglas de producción
a la gramática, como las de la figura 6.6 (sólo se muestra el caso de la igualdad
para abreviar; los términos que aparecen entre barras representan los nombres
y valores de las características leídos desde el conjunto de datos, no símbolos no‑
terminales, y lospuntos suspensivos representanconstrucciones similares conotros
nombres y/o valores de características).

<GE_GENERATE:dataset_eq_conditions>::=
x[/feature_1/] == <value_feature_1>|
x[/feature_2/] == <value_feature_2>|
...

<value_feature_1>::=
/value_1_feature_1/ |
/value_2_feature_1/ | ...

<value_feature_2>::=
/value_1_feature_2/ | ...

...

Figura 6.6: Nuevas reglas de producción para condiciones de igualdad

Un ejemplo concreto de reglas de producción para condiciones de igualdad es el
que se muestra en la figura 6.7.

Reglas de producción elaboradas basadas en el conjunto de datos: este grupo
consiste en condiciones que comprueban si una característica toma o no valores
de un conjunto de posibilidades, para características categóricas, y condiciones
que implican expresiones numéricas con características numéricas:
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<GE_GENERATE:dataset_eq_conditions>::=
x['SEX'] == <values_feature_0>|
x['COLONOSCOPY'] == <values_feature_3>|
...

<values_feature_0>::= 'Male' | 'Female'
<values_feature_3>::= 'Complete' | 'Incomplete'

|'Not possible' | 'Not done'
...

Figura 6.7: Ejemplo de reglas de producción para condiciones de igualdad

・ Para el caso de un conjunto de posibilidades categóricas hemos definido los
siguientes símbolos no terminales:

◦ <GE_GENERATE:dataset_inset_conditions>

◦ <GE_GENERATE:dataset_notin_conditions>

PonyGE2 produce entonces automáticamente las reglas de la figura 6.8 (sólo
semuestra el casonot inpor abreviar). Subconjuntos concardinalidades supe‑
riores a ocho no se generan por defecto debido a la naturaleza exponencial
de la función powerset y a los recursos computacionales que serían necesa‑
rios. Además, los subconjuntos con cardinalidad igual a uno son descartados
ya que son un caso especial de condiciones de igualdad.
Un ejemplo concreto de reglas de producción para condiciones not in es el
que se muestra en la figura 6.9.

<GE_GENERATE:dataset_notin_conditions>::= ...|
(∼np.isin(x['COLONOSCOPY'], <subset_cat_feat_3>))
| ...

...
<subset_cat_feat_3>::= ('Complete', 'Incomplete')

| ('Complete', 'Not possible') | ... |
('Incomplete', 'Not possible', 'Not done')

Figura 6.9: Ejemplo de reglas de producción para condiciones not in

・ Para el caso de expresiones numéricas sólo ha sido necesario definir el símbo‑



3. Operadores inteligentes para la inducción de árboles de clasificación en PonyGE2 131

<GE_GENERATE:
dataset_notin_conditions>::=

(∼np.isin(x[/feature_1/],
<subset_values_feature_1>)) |

...
(∼np.isin(x[/feature_2/],

<subset_values_feature_2>)) |
...

# Para cada característica categórica, subconjuntos
# con cardinalidad en [2,8], por defecto
<subset_values_feature_1>::=

(/value_1_feature_1/,
/value_2_feature_1/) | ...

<subset_values_feature_2>::=
(/value_1_feature_2/,
/value_2_feature_2/) | ...

Figura 6.8: Nuevas reglas de producción para condiciones not in

lo no‑terminal <GE_GENERATE:dataset_numeric_labels>, que puede utilizar‑
se en expresiones definidas por el usuario y, automáticamente, genera una
regla de producción con las etiquetas de las características numéricas que
pueden utilizarse en otras reglas de producción como se muestra en la figura
6.10. En este caso, aunque PonyGE2 tiene la capacidad de producir expresio‑
nes con referencias a valores constantes que posteriormente se pueden opti‑
mizar, nosotros hemos utilizado valores constantes específicos. Esto se debe
a que el operador de poda de la siguiente sección no puede trabajar con esta
capacidad actualmente.

En todos los casos, hemos comprobadoque las nuevas reglas de producción no se
generanmás de una vez, por si los símbolos especiales no‑terminales se utilizaban
en varios lugares de la gramática.
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<cond>::= /previous-rules/ |
(<e><= <e>)

<e>::= (<e><op><e>) | <c>|
(x[<GE_GENERATE:

dataset_numeric_labels>])
<op>::= + | * | - | ...
<c>::= /user-defined-constants/

# Regla de producción generada automáticamente
<GE_GENERATE:dataset_numeric_labels>::=
/numeric_feature_1/ |
/numeric_feature_2/ | ...

Figura 6.10: Reglas de producción para expresiones aritméticas numéricas

3.2. Operadores de poda y corrección

En los algoritmos evolutivos clásicos, incluida la programación genética, el único
operador que introduce algún sesgo en el proceso de búsqueda es el operador de selec‑
ción, que favorece las soluciones más adecuadas frente a las menos útiles. El resto de
los operadores aplican principalmente decisiones aleatorias. En el caso de la inducción
de árboles de clasificación, este hecho es muy ineficiente porque el algoritmo produce
y evalúa frecuentemente árboles con nodos irrelevantes. Distinguimos cuatro casos:

Nodos inalcanzables: las soluciones intermedias probablemente contienen sub‑
árboles que no se utilizan en el proceso de clasificación porque ningún patrón del
conjunto de datos cumple la conjunción de las condiciones previas. Por ejemplo,
si no hay patrones en nuestro conjunto de datos con color de ojos azul y altura in‑
ferior a 1.5, no tiene sentido comprobar condiciones adicionales que el algoritmo
podría haber producido, como el nivel de oxígeno en sangre. Poniendo otro ejem‑
plo, lo mismo ocurre con las ramas con condiciones incompatibles (altura inferior
a 1.5 y altura superior a 1.9, por ejemplo).

Mismadecisión:algunos sub‑árboles, especialmente losqueconducena lashojas
(nodos de decisión), pueden producir la misma predicción para todas sus ramas.
Por ejemplo, la solución podría tener un sub‑árbol que indique que la predicción
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para‘cara redonda’ es la misma que para‘cara no redonda’.

Condiciones irrelevantes: los nodos internos pueden contener condiciones que
no tienen en cuenta las características del dataset, como (3*4) <= (7-1). Este
problema se debe a la existencia de reglas de producción que pueden sustituir
el símbolo no‑terminal <cond> sin hacer nunca referencia a las características del
conjunto de datos. Esto podría ocurrir, por ejemplo, con las reglas de producción
introducidas en la figura 6.10. Aunque este problema podría evitarse con una defi‑
nición cuidadosa de la gramática, requeriría diseños más complejos.

Divisiones pobres: algunos nodos internos pueden estar distinguiendo los patro‑
nes a su alcance de forma poco eficaz. La idea es que el sub‑árbol correspondiente
esté mejorando las medidas de calidad de todo el árbol en una cantidad insigni‑
ficante. Precisamente, estas divisiones están probablemente sobre‑entrenando el
árbol, mejorando la clasificación de los patrones de entrenamiento, pero deterio‑
rando la de los patrones de test. Por ejemplo, supongamos que el porcentaje de
clasificación correcta de los ejemplos de entrenamiento sólo disminuye un 0,01%
sin el sub‑árbol. Entonces, es probable que la condición esté destacando una dife‑
rencia espuria entre los patrones de entrenamiento que no es habitual en el mun‑
do real.

Decisión errónea: la predicción final es la equivocada según el conjunto de entre‑
namiento. Tal vez, la predicción no es la más común entre los patrones de entre‑
namiento que cumplen la conjunción de las condiciones de la rama.

Hemos diseñado operadores heurísticos para todos estos casos, que pueden aplicar‑
se después de los de cruce o mutación. Para los nodos inalcanzables, nuestro operador
de poda simplemente sustituye al padre del nodo inalcanzable por una hoja con la clase
más común de los patrones que llegan a ese nodo padre. Para el caso demisma decisión,
repetimos la estrategia y sustituimos el sub‑árbol por una hoja con la clase más común.
En el caso de las condiciones irrelevantes, su valor de verdad será siempre verdadero o fal‑
so, por lo que el operador de poda sustituye el sub‑árbol por el sub‑árbol hijo en la rama
verdadera o falsa, respectivamente. Para detectar divisiones pobres, el operador aplica la
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estrategia de los árboles CART [19], que evalúa la reducción de la impureza gini del con‑
junto de patrones que llegan al nodo. Si esta reducción de la impureza es inferior a un
umbral definido por el usuario, el sub‑árbol se sustituye por una hoja con la clase más
común. Por último, la decisión en las hojas con decisiones erróneas es simplemente cam‑
biada.

4. Experimentos

En esta sección exponemos los resultados de los experimentos que hemos lleva‑
do a cabo. En la sección 4.2 se comparan los resultados de varias instancias de nues‑
tro método con los resultados de la instancia inicial de PonyGE2, pero con el soporte
de pandas y sólo condiciones de igualdad (este sería el caso más similar al ejemplo
if_else_classifier de la sección 2). En la sección 4.3 se compara la mejor instancia
con dos técnicas estándar de inducción de árboles de clasificación, C4.5 [141] y la me‑
todología CART [19]. Para estos algoritmos, hemos utilizado las implementaciones de
Weka [42] y R [171] con la configuración de parámetros por defecto, es decir, J48 y rpart

[174] respectivamente. Y ya en la sección 4.4 se analiza el efecto de los operadores intro‑
ducidos, los que proporcionan reglas de producción basadas en el conjunto de datos y
los que podan las soluciones.

4.1. Conjunto de datos de cáncer colorrectal

Al igual que en los capítulos anteriores, se ha utilizado la base de datos de pacientes
con cáncer colorrectal, que contiene 1526 pacientes y 126 atributos. De estos atributos,
tan sólo 87 toman su valor antes de la aparición de complicaciones (ver línea temporal
de recogida de variables en la figura 3.5 del capítulo 3). De este modo, esos serán los
atributos que realmente se utilicen.

En la tabla 6.1 se muestran algunos de los atributos del conjunto de datos que son
relevantes en el trabajo presentado en este capítulo.
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Característica Significado
AS Cirujano ayudante
BH Hemoglobina en sangre antes de la intervención
BL Pérdida de sangre durante la cirugía
CD Causa de la muerte del paciente
DSD Nº de días entre la cirugía y el fallecimiento del paciente. Si aún continúa con vida,

es el número de días entre la cirugía y la última revisión
DSMCD Nº de días entre la cirugía y el diagnóstico de un tumor metacrónico. Si el paciente

no ha desarrollado tumor metacrónico, indica el tiempo transcurrido entre la cirugía y la
última revisión.

END Indica si el paciente ha sufrido dehiscencia de sutura tratada con procedimiento
transanal endosponge

HC Clasificación histológica del tumor resecado
IG Número de ganglios linfáticos extirpados
KC Tipo de quimioterapia utilizada
KS Tipo de cirugía (programada o urgente)
LS Duración de la cirugía
MR Localización del tumor con respecto a la reflexión peritoneal
MT Espesor máximo del tumor en un corte axial
ND Nº de días que el paciente ha permanecido en el hospital después de la cirugía
NS Nº de cirugías del paciente
OC Indica si el paciente ha sido revisado en la consulta de oncología
PLR Lugar en el que se produce la recidiva local
PSCI Situación del paciente respecto al grado de penetración del tumor en la pared del intestino
QOR Calidad de la resección en pacientes que han tenido cáncer de recto (en pacientes con

cáncer de colon está en blanco)
SR Estado de los anillos después de una sutura intestinal
ST Técnica quirúrgica utilizada
SUR Cirujano
TS Indica si el tumor se ha resecado en varios fragmentos
TSLRD Nº días entre la cirugía y el diagnóstico de una recidiva local. Si el paciente no ha presentado

recidiva local, indica tiempo transcurrido entre la cirugía y la última revisión.
TSRD Tiempo transcurrido entre la cirugía y la ocurrencia de una recidiva. Si no se ha presentado

recidiva, indica el tiempo entre la cirugía y la última revisión
WCR Lugar en el que se ha producido una recidiva del cáncer
WPD Dónde fue diagnosticado el paciente
C Atributo objetivo. Indica si el paciente tuvo alguna complicación.

Hay 616 pacientes con C=Verdadero y 900 con C=Falso

Tabla 6.1: Características relevantes de este estudio

4.2. Experimentos iniciales

En el primer experimento, comparamos varias instancias del algoritmo, en las que se
han activado o desactivado los operadores. Por brevedad, sólo se considera una selec‑
ción de los casosmás interesantes, los cuales se describen en la tabla 6.2, y se han elegi‑
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Nombre Descripción
PonyGE2’ Representa el caso inicial PonyGE2, pero con el soporte pandas. Sólo se usan condicio‑

nes de igualdad, similares a las de la sección 2. No se aplican operadores de poda ni de
corrección.

GE‑1 Aplica cada operador nuevo.
GE‑2 * ComoGE‑1, pero sinexpresionesnuméricasen reglasdeproducciónelaboradasbasadas

en el conjunto de datos (sin <e>,<= <e>). Esta instancia obtuvo los mejores valores de
precisión con el conjunto de test. La otra instancia GE‑* seleccionada se diferencia de
GE‑2 en sólo una, o muy pocas, características.

GE‑3 Como GE‑2, pero sin condiciones categóricas en reglas de producción elaboradas basa‑
das en el conjunto de datos (sin conjuntos de posibilidades categóricas).

GE‑4 Como GE‑2, pero sin ningún operador de poda o corrección.
GE‑5 Como GE‑2, pero se le desactiva la poda de división pobre. El resto de los operadores de

poda y de corrección están activos.
GE‑6 En este caso, los valores perdidos no se han reemplazado. Por lo demás, es igual que GE‑

2.
GE‑7 También hemos probado una instancia con lamétrica F1‑Score como función de fitness,

que es la predeterminada de PonayGE2. Por lo demás, es igual que GE‑2.

Tabla 6.2: Instancias consideradas

Parámetro Valor
Tamaño de la población 100
Nº de generaciones 500
Función de fitness Accuracy
Inicialización PI Grow
Selección Torneo binario
Operador de cruce Intercambio de sub‑árbol (75%)
Operador de mutación Regeneración de sub‑árbol
Reemplazo Generacional (sin elitismo)
Max codon size 105
Long. máx. del genoma 500
Prof. máx. del árbol de genoma 20 (No la prof. del árbol de clasificación)
Imputación de valores perdidos Medias (numérico) y modas (categórico)

Tabla 6.3: Parámetros comunes

do en función de su similitud con la instancia que tiene los mejores resultados. Hemos
realizado 30 ejecuciones independientes para cada instancia, cada una de ellas conside‑
rando una división aleatoria del conjunto de datos en training y test. Además, la tabla
6.3 muestra los ajustes de los parámetros comunes.

La tabla 6.4 muestra los valores de precisión y F1‑Score para training y test de los
métodos, junto con el p‑value del test estadístico Mann‑Whitney que evalúa la hipótesis
nula de un rendimiento similar al de la instancia con mejor precisión de test (GE‑2). Los
casos con un p‑value menor de 0.05 se destacan en negrita.

Se observa que lamejor instancia, en términos de precisión sobre el conjunto de test,
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Método Precisión Training Precisión Test F1 Training F1 Test
GE‑1 0.7086(0.06) 0.682(0.49) 0.666(0.03) 0.6358(0.25)
GE‑2 0.7124 0.6851 0.6744 0.6431
GE‑3 0.7128(0.95) 0.6785(0.24) 0.6729(0.76) 0.6322(0.15)
GE‑4 0.7092(0.76) 0.6662(0.03) 0.6705(0.70) 0.6229(0.10)
GE‑5 0.728(0.00) 0.6801(0.42) 0.6988(0.00) 0.6449(0.66)
GE‑6 0.711(0.35) 0.6845(0.91) 0.6692(0.22) 0.6373(0.77)
GE‑7 0.7183(0.02) 0.6805(0.49) 0.7029(0.00) 0.6614(0.07)

PonyGE2’ 0.7044(0.09) 0.6577(0.00) 0.6708(0.89) 0.6157(0.02)

Tabla 6.4: Resultados iniciales

que es nuestro objetivo de calidad, es GE‑2, que aplica todos los operadores expuestos
pero sin expresionesnuméricas en la reglasdeproducciónelaboradasbasadasenel con‑
junto de datos. El mejor de todos sobre el conjunto de training es GE‑5, el cual no realiza
podadedivisiónpobre. Aparte de eso, todos los resultados son similares en términos ab‑
solutos, y modestos, lo que demuestra la dificultad del problema. En particular, el test
estadístico sólo produce p‑value menor que 0.05 cuando compara GE‑2 con la propues‑
ta incial, PonyGE2’, o GE‑4. Por lo tanto, concluimos que los operadores introducidos
realmente permiten que la biblioteca PonyGE2 consiga mejores resultados.

Figura 6.11: Evolución de la precisión de GE‑2 Vs. PonyGE2’

Por otro lado, la figura 6.11 muestra la evolución de la métrica de precisión de GE‑2
frente a la de PonyGE2’ como referencia. Está claro que el uso de los operadores inteli‑
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gentes permite al método producir buenos árboles de clasificación en una fase tempra‑
na del proceso debúsqueda. AunquePonyGE2’casi alcanza los valores de precisión de
GE‑2 durante la fase de training, sus resultados en la fase de test son claramente peores.
Además, una revisión de los resultados producidosmuestra que PonyGE2’ sólo puede
alcanzar esos valores de precisión con árboles mucho más complejos, con una media
de hasta 80 condiciones respecto a las 52 de GE‑2 (número de nodos internos del árbol).
Esto se debe principalmente a la posibilidad de GE‑2 de utilizar reglas de producción
basadas en conjuntos de datos, lo cual mejora su vocabulario para generar árboles de
decisión.

4.3. Comparación con métodos de generación de árboles de clasificación
bien conocidos

En este caso, comparamos los resultados de la instancia previa con los mejores re‑
sultados de precisión sobre el conjunto de test, GE‑2, con dos métodos de inducción
de árboles de clasificación bien conocidos, C4.5 y CART. Al igual que antes, los valores
perdidos han sido imputados como se indica en la tabla 6.3 y cada algoritmo ha sido eje‑
cutado 30 veces con conjuntos independientes de training y de test. En el caso de GE‑2,
se probaron ejecuciones más largas, 1000 generaciones, buscando resultados posible‑
mente mejores y estables. La tabla 6.5 muestra los resultados y los p‑values inferiores a
0.05 se exponen en negrita.

Se puede observar que C4.5 obtiene muy buenos resultados con el conjunto de trai‑
ning, tanto enprecisión comoen F1‑Score, pero sin embargo sus resultados en precisión
sobre el conjunto de test son los más bajos. Por otro lado, CART obtiene los mejores re‑
sultados absolutos sobre el conjunto de test, tanto en precisión comoen F1‑Score. Final‑
mente, nuestra instancia GE‑2 está obteniendo resultados considerablemente peores
sobre el conjunto de entrenamiento, pero sí que obtiene resultados comparables con el
conjunto de test.

La figura 6.12 muestra la evolución de la métrica de precisión de GE‑2 con respecto
a la de C4.5 y CART, tanto con el conjunto de training como con el de test. Las líneas
representan las medias de las 30 ejecuciones, mientras que las áreas cubren los corres‑
pondientes intervalos de confianza del 90%. Observamos que, aunque GE‑2 no puede
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Método Precisión Training Precisión Test F1 Training F1 Test
GE‑2 0.7205 0.6915 0.6852 0.6519
C4.5 0.8524(0.00) 0.6865(0.96) 0.8474(0.00) 0.6776(0.01)
CART 0.7565(0.00) 0.6961(0.33) 0.7687(0.00) 0.7117(0.00)

Tabla 6.5: Resultados de GE‑2, C4.5 y CART

alcanzar los altos valores de precisión que alcanzan sus competidores en el conjunto
de training, se sitúa rápidamente en el intervalo de confianza del 90% de C4.5, para el
conjunto de test, con un intervalo de confianzamás estrecho. Después, GE‑2mejora len‑
tamente sus resultados con el conjunto de training y su rendimiento sobre el conjunto
de test oscila en torno al de C4.5. Luego, en las últimas etapas de la ejecución, se esta‑
biliza con un rendimiento medio entre el de C4.5 y CART, un intervalo de confianza más
estrecho, es decir, con menos variabilidad en las 30 ejecuciones, y dentro del intervalo
de confianza de ambos algoritmos de referencia.

Figura 6.12: Evolución de la precisión de GE‑2 Vs. C4.5 y CART

Por otro lado, frente a C4.5 y CART, GE‑2 es capaz de proporcionar varios árboles de
clasificación diferentes, los cuales se pretenden utilizar para producir descripciones del
CCR con complicaciones en un trabajo posterior, aplicando ideas similares a las expues‑
tas en [36]. En cuanto a la interpretabilidad, CART es el que produce los árboles más
condensados, con sólo 17 condiciones de media, mientras que C4.5 produce los más
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grandes, con 74 condiciones de media (ya se comentó anteriormente que GE‑2 produ‑
cía árboles con 52 condiciones). Hay que destacar que aunque los árboles de CART son
más pequeños que los de GE‑2, este último será más interesante para producir descrip‑
ciones diferentes de los casos con complicaciones en forma de reglas IF‑THEN, ya que
se pueden producir más reglas variadas.

4.4. Efecto de los operadores inteligentes

En esta sección vamos a analizar en detalle el efecto de los diferentes operadores
sobre la instancia del algoritmo GE‑2, que es la que ha dado los mejores resultados en
precisión sobre el conjuntode test. Para ello, comparamos la evoluciónde los resultados
de precisión de GE‑2 con respecto a los de las demás instancias anteriores.

1. Reglas de producción elaboradas basadas en el conjunto de datos: la figura
6.13 compara la evolución de lamétrica de precisión de GE‑1 (aplica todos los ope‑
radores) y GE‑2 (este método es como GE‑1 pero sin expresiones numéricas). Co‑
mo anteriormente, las líneas representan lamedia y las áreas cubren los intervalos
de confianza del 90%. Observamos que ambosmétodos progresan haciamejores
resultados durante el entrenamiento. Sin embargo, sus resultados con el conjunto
de test, en las primeras generaciones, sonmuy diferentes. Creemos que, en el caso
de nuestro conjunto de datos, la posibilidad de que evolucionen las condiciones
con expresiones aritméticas está promoviendo que el algoritmo aprenda, en estas
primeras generaciones, algunas conexiones espurias en los valores de los datos de
entrenamiento, que no parecen existir en el mundo real. Después de las primeras
generaciones, deshacerse de estas relaciones aprendidas es difícil.
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Figura 6.13: Evolución de la precisión de GE‑1 Vs. GE‑2

Por otro lado, la figura 6.14 compara lamisma evolución pero en esta ocasión para
GE‑2 (sin expresiones numéricas) y GE‑3 (este método es igual que GE‑2, pero sin
expresiones categóricas elaboradas). En este caso, la imposibilidad de producir
condiciones con un conjunto de posibles valores, o prohibiciones, para caracterís‑
ticas categóricas está dificultando claramente al método en el aprendizaje en la
evaluación sobre los patrones de entrenamiento. Esto es comprensible porque la
simulación de este tipo de condiciones con sólo expresiones de igualdad y de des‑
igualdad requiere construcciones mucho más complejas. Sin embargo, también
observamos que unmayor progreso sobre los datos de entrenamiento se está tra‑
duciendo en peores resultados sobre el conjunto de test. Por lo tanto, podemos
concluir que estas construcciones complejas, aunque producen mejores resulta‑
dos con el conjunto de entrenamiento, no están ayudando almétodo a captar real‑
mente la realidad.
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Figura 6.14: Evolución de la precisión de GE‑2 Vs. GE‑3

2. Operadores de poda y corrección: la figura 6.15 compara la evolución de la pre‑
cisión de GE‑2 y GE‑4 (este método es igual que GE‑2 salvo que no aplica ningún
operador de poda ni de corrección). Podemos observar que ambos métodos tie‑
nen un buen progreso con el conjunto de entrenamiento, pero el progreso de GE‑4
con el conjunto de test es claramente inferior durante las 500 generaciones consi‑
deradas. Esto significaque losoperadoresdepodaydecorrecciónestán realmente
ayudando al método a generalizar desde el principio de la ejecución.

Figura 6.15: Evolución de la precisión de GE‑2 Vs. GE‑4



4. Experimentos 143

Figura 6.16: Evolución de la precisión de GE‑2 Vs. GE‑5

Por otro lado, la figura 6.16 compara la evolución de la métrica de precisión entre
GE‑2 y GE‑5 (este método es igual que GE‑2 salvo que no aplica poda de división
pobre). Observamos queGE‑5 es capaz de obtener buenos resultados sobre el con‑
junto de entrenamiento. Sin embargo, sus resultados sobre el conjunto de test son
peores al principio y al final de las ejecuciones. Este comportamiento era espera‑
do ya que la poda de la división pobre fue específicamente diseñada para evitar el
sobre‑entrenamiento del algoritmo.

3. Imputación de valores perdidos: la figura 6.17 muestra la evolución de la pre‑
cisión de GE‑2 frente a GE‑6 (este método es igual que GE‑2 salvo que no realiza
imputación de valores perdidos). Se muestra que los rendimientos son muy simi‑
lares durante toda la ejecución, tanto con el conjunto de entrenamiento como con
elde test, conuna levediferenciaal principioa favordeGE‑2 conel conjuntode test.
Por lo tanto, podemos concluir que el método no es muy sensible a la presencia
de valores perdidos.
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Figura 6.17: Evolución de la precisión de GE‑2 Vs. GE‑6

Figura 6.18: Evolución de la precisión de GE‑2 Vs. GE‑7

4. Uso de F1‑Score como función de fitness: finalmente, la figura 6.18 compara la
evolución de la precisión de GE‑2 (cuando usa la precisión como función de fit‑
ness) frente a GE‑7, que es igual que GE‑2 con la salvedad de que utiliza F1‑Score
como función de fitness. Se observa que GE‑7 experimenta un proceso de apren‑
dizaje más lento, ya que sus resultados con el conjunto de entrenamiento y con el
conjunto de test son inferiores al principio de la ejecución. Posteriormente, GE‑7
alcanza mejores resultados con el conjunto de entrenamiento pero eso no ayuda
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a que el algoritmo obtengamejores resultados que GE‑2 en cuanto a precisión con
el conjunto de test.

5. Reglas de asociación de clases obtenidas

Por último, en esta sección exponemos la adaptación que hemos realizado al algo‑
ritmo con los operadores inteligentes para obtener las reglas de asociación de clases
asociadas.

Para favorecer aúnmás la diversidad de los árboles generados, se ha implementado
una técnica de compartición del valor de fitness entre individuos que usan caracterís‑
ticas del conjunto de datos similares y se ha restringido el reemplazo de nuevos indivi‑
duos sobre sus padres. Concretamente, se cuenta cuántas veces se utiliza cada atributo
del conjunto de datos en las reglas asociadas al árbol y se mide la similitud entre dos
árboles como la suma del mínimo, entre cada par de soluciones, del número de veces
que se utiliza cada atributo.

Se ha ejecutado una propuesta con un tamaño de población de 200, durante 100
generaciones y un tamañomáximo del árbol de 10 para así obtener reglas cortas.

La tabla 6.6 compara los resultados de la propuesta con los demétodos estándar de
minería de reglas de asociación, algunosbasados en algoritmos evolutivos, y la propues‑
ta de operadores heurísticos. Como se puede observar en ella, nuestro método basado
en evolución gramatical produce un conjunto muy reducido de descripciones de los ca‑
sos de interés, pero que cubre aproximadamente el mismo porcentaje de patrones de
interés con reglas con una elevada confianza y utilizando un conjunto diverso de atribu‑
tos del conjunto de datos, haciendo que el que aparece enmás ocasiones no lo haga en
más de una cuarta parte de las reglas. Por todo ello, podemos concluir que la propues‑
ta es bastante competitiva para generar un conjunto de descripciones de los casos de
interés, a la vez diverso y de tamañomanejable.
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Algoritmo %Sop. LHS %Conf. Núm. Antecedente Atrib. Atrib. %Pos.
Min:Media Min:Media reglas {1,2,3,4,5} usados %frec. uso no cub.

Apriori 5:‑ 90:‑ 0 No obtiene reglas
5:‑ 80:‑ 0 No obtiene reglas
5:5.8 70:72 996 {0,0,17,178,801} 52 {60,15,4,1,0} 39
2.5:2.6 90:96 2 {1,0,0,0,1} 6 {50,...,50} 89
2.5:2.8 80:82 907 {1,0,21,129,756} 65 {42,10,4,1,0} 36
2.5:3.1 70:73 3e4 {1,23,492,5e3,3e4} 85 {27,8,4,1,0} 3
1.0:1.2 90:94 711 {1,17,101,592,0∗} 82 {36,6,3,1,0} 37
1.0:1.3 80:84 1e4 {3,48,1e3,1e4,0∗} 85 {20,6,4,2,0} 3
1.0:1.5 70:75 9e4 {4,236,6e3,8e4,0∗} 86 {13,6,4,3,0} 0
0.5:0.7 90:94 2e4 {3,90,2e3,2e4,0∗} 86 {18,6,4,3,0} 3
0.5:0.7 80:86 1e5 {5,246,8e3,1e5,0∗} 86 {13,6,4,3,0} 0
0.5:0.8 70:77 4e5 {7,759,3e4,4e5,0∗} 86 {10,6,5,3,0} 0

Resultados de los métodos de Clasificación Asociativa
CBA2 0.46:2.89 60:77 17 {17,0,0,0,0} 13 {24,6,6,6,6} 53
CBA2.KM 0.46:2.72 51:74 20 {20,0,0,0,0} 16 {20,10,5,5,5} 51
CPAR 0:0.86 0:90 1e3 {5,120,439,397,198}♦ 84 {36,7,4,2,0} 2.92
CPAR.KM 0:0.37 0:92 4e3 {6,170,772,2e3,1e3}♦ 86 {32,10,4,2,0} 1.14
FARCHD 0:5.24 0:58 277 {11,266,0,0,0} 83 {16,6,3,2,0} 2.27
FARCHD.KM 0:3.32 0:57 479 {11,2,466,0,0} 85 {20,6,3,1,0} 1.46
Resultados de la propuesta de operadores heurísticos
1. RISTRE 2.5:3.9 70:74 189 {1,12,42,60,74} 58 {31,10,5,3,1} 20
2. Simpl. regl. 1.0:4.2 70:73 156 {0,13,38,60,45} 56 {32,10,5,3,1} 17:14
3. Una altern. 0.5:1.0 70:88 179 {1,23,65,67,23} 53 {27,9,3,2,1} 37:14
4. Elim. cond. 0.6:2.3 70:76 217 {0,39,115,63,0} 52 {25,7,3,2,1} 23:12
Total 0.5:2.8 70:78 741 {2,87,260,250,142} 63 {28,7,3,2,0} 12
Resultados con Evolución Gramatical

0.1:1.3 70:95.2 37 {10,7,9,9,2} 41 {22,5,0,0,0} 14
Nota: * indica que la ejecución fue interrumpida debido al consumo dememoria RAM disponible (18GB)
Nota: ♦ indica que CPAR generó reglas con hasta 9 condiciones

Tabla 6.6: Comparación de resultados de los conjuntos de reglas obtenidos para casos con complicaciones

En la tabla 6.7 se exponen algunas reglas obtenidas con la propuesta basada en evo‑
lución gramatical. Como ocurre con todos losmétodos, se detectan todas las relaciones
entre los datos, incluidas las triviales. De ahí, que aparezca la regla R1, que es trivial, ya
que parece lógico que pueda haber alguna complicación si un paciente pierde mucha
sangre. Además de esta regla, aparecen otras dos que pueden despertar interés en los
expertos. Por un lado, la regla R2 estáponiendodemanifiestoquepuedenaparecer com‑
plicaciones, con una altísima probabilidad (confianza del 100%) si una intervención qui‑
rúrgica tiene una duración elevada (más de 200 minutos), el espesor máximo del tumor
es mayor de 2.2 cm y la hemoglobina en sangre antes de la intervención es menor de
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11.9. Por otro lado, es de especial interés la regla R3, la cual tiene una confianza superior
al 80%, ya que relaciona la ocurrencia de complicaciones con la localización del tumor
respecto a la reflexión peritoneal, con la sección tumoral en varios fragmentos y con un
número de ganglios linfáticos extirpados superior a 47. Esta regla sugiere un estudio en
profundidad por parte del cirujano experto.

Id Antecedente de la regla Evaluación del experto
R1 BL >1000 ml Trivial
R2 LS >200 & MT >2.2 & BH <=11.9 Interesante
R3 RM <>Debajo & TS <>No & IG >47 Interesante

Tabla 6.7: Algunas reglas obtenidas con EG para casos con complicaciones

6. Conclusiones de este capítulo

En este capítulo se ha expuesto la aplicación de GE para la inducción de árboles de
clasificación a partir de nuestro conjunto de datos de CCR. Para ello, hemos utilizado el
conocido paquete de Python para Gramatical Evolution PonyGE2 y hemos desarrollado
nueve operadores específicos. Estos operadores han permitido inducir, no sólo árboles
de clasificaciónmás interpretables en contraste con la solución inicial de PonyGE2, sino
también soluciones con una calidad comparable a las producidas por los algoritmos
C4.5 y CART, ampliamente conocidos. Por último, hemos comparado los resultados ob‑
tenidos utilizando evolución gramatical con los obtenidos por métodos estándar de mi‑
nería de reglas de asociación y por nuestro método basado en operadores heurísticos,
con un resultado muy competitivo en favor de la propuesta de evolución gramatical.

7. Publicaciones asociadas a este capítulo

Las publicaciones realizadas del trabajo expuesto en este capítulo son las siguientes:

J. A. Delgado‑Osuna, C. García‑Martinez and S. Ventura.SmartOperators for Indu‑
cing Colorectal Cancer Classification Trees with PonyGE2 Grammatical Evolu‑
tion Python Package. In 2022 IEEE Congress on Evolutionary Computation (CEC),
pages 1‑9, 2022.





Capítulo 7

Conclusiones y trabajo futuro

Esta tesis doctoral se ha centrado en el desarrollo de modelos de aprendizaje auto‑
mático para la extracción de conocimiento a partir de una base de datos de pacientes
con cáncer colorrectal.

Los objetivos que nos marcamos al inicio fueron los siguientes:
1. Revisión bibliográfica del estado del arte de modelos de data mining aplicados a

CCR.

2. Aplicación a nuestra base de datos de CCR de modelos de minería de datos fre‑
cuentemente usados en la bibliografía.

3. Desarrollo de nuevos modelos de extracción de conocimiento en CCR.

4. Comparaciónde losnuevosmodelosdesarrollados con lospreviamenteexistentes
en la bibliografía.

Es importante destacar que, dado nuestro interés por la extracción de conocimiento,
nuestro trabajo se ha centrado en modelos que comúnmente se denominan interpreta-

bles, es decir, que permiten que un ser humano pueda entender por qué un algoritmo
ha dado un resultado y no otro. El concepto de “interpretabilidad” tiene aún mayor
importancia, si cabe, cuando estamos hablando de algoritmos que se aplican a datos
de salud.

El resto del capítulo se desarrolla de la siguiente manera: en la sección 1 se analizan
los resultados alcanzados con este trabajo de tesis de doctoral. En la sección 2 se expo‑
nen una serie de líneas futuras de trabajo que podrían desarrollarse en adelante y se

149
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cierra el capítulo con la sección 3, en la que se enumeran las publicaciones asociadas a
la tesis y otras dos no relacionadas con la misma.

1. Resultados

Como no podía ser de otra manera, todo estudio de investigación debe comenzar
con una profunda revisión bibliográfica del estado del arte en relación con la materia
en estudio y concretamente ese era nuestro primer objetivo. En concreto, en esta te‑
sis doctoral se ha realizado una revisión bibliográfica muy exhaustiva de técnicas de ML
aplicadas a CCR que ha sido plasmada en el capítulo 2. Dicha revisión se ha planteado
amodo de taxonomía que clasifica los diferentes trabajos estudiados atendiendo a dife‑
rentes criterios como son el tipo de dataset utilizado (imágenes, datos tabulares o datos
demicroarrays), el tipo de algoritmo utilizado, el tamaño del dataset y su disponibilidad
pública, el uso o no de algoritmos de selección de características y el uso o no de algo‑
ritmos de extracción de características. Esta forma de plantear la revisión bibliográfica
da amplias posibilidades al lector puesto que le permite tener una visión del estado del
arte desde el punto de vista de aquel o aquellos aspectos que más le interesen.

Aparte de la revisión bibliográfica, para los tres objetivos restantes los resultados ob‑
tenidos son los siguientes:

1. Un modelo de extracción de reglas de asociación de clases con la intención de
entender mejor por qué algunos pacientes podrían sufrir complicaciones tras una
intervención quirúrgica o recidivas del cáncer sufrido.

2. Un modelo de selección de características y de instancias para poder inducir me‑
jores árboles de clasificación.

3. Un algoritmo de Evolución Gramatical para inducir una gran variedad de árboles
de clasificación tan precisos como los obtenidos por los conocidos métodos C4.5
y CART.

En todos estos casos, nuestras propuestas han sido comparadas con los métodos
estado‑del‑arte de la literatura, sobre nuestro conjunto de datos de cáncer colorrectal.

A continuación, describimos en más detalle dichos avances.
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En el capítulo 4, hemos presentado un modelo para la extracción de conocimiento
en los casos de CCR que tenían complicaciones y recidivas. Para ello, se realizó una revi‑
sión de la literatura relacionada con la extracción de reglas de asociación y se propuso
una metodología novedosa basada en la aplicación de 4 operadores heurísticos desa‑
rrollados por nosotros. En este trabajo se hace uso de herramientas que pertenecen a
dos de los principales campos de la minería de datos, como son la clasificación y el
descubrimiento de reglas de asociación. En la fase experimental, se han obtenido los
resultados generados con cada unode los 4 operadores propuestos así como con la apli‑
cación de todos ellos en el marco de la metodología completa desarrollada y han sido
comparados con los resultados del algoritmo Apriori y con los de tres representantes
de la clasificación asociativa, como son CBA2, CPAR y FARCHD, llegando a la conclusión
de que los conjuntos de reglas generados por nuestra propuesta son más interesantes
para la posterior revisión por parte del cirujano experto por diversos motivos como los
siguientes: nuestra propuesta ha sido la única capaz de utilizar el conjunto de datos ori‑
ginal sin hacer modificaciones en los datos (discretizaciones o imputaciones artificiales
de datos perdidos), Apriori no detecta algunas relaciones interesantes o produce dema‑
siadas reglas que son superficiales, CBA2 y CBA2.KM generaronmuy pocas reglas y muy
simples con información trivial o absurda, CPAR y CPAR.KM generaron demasiadas re‑
glas muy específicas con altos niveles de confianza pero con bajo soporte y, por último,
FARCHD y FARCHD.KM produjeron, con mucha frecuencia, reglas con bajos niveles de
confianza.

En el capítulo 5 se ha analizado la posibilidad de generar árboles de clasificación
más precisos, para nuestra base de datos con información de pacientes con cáncer co‑
lorrectal, mediante la aplicación previa de métodos de selección de características y de
selecciónde instancias. Sehaabordadoel problemacondosalgoritmosevolutivos y con
métodos heurísticos presentes en la biblioteca Scikit‐learn. En concreto, los algoritmos
evolutivos utilizados han sido el Algoritmo Evolutivo Generacional (AEG) y el algoritmo
CHC. En cuanto a los métodos heurísticos que se han utilizado, estos son GUS, SP, SK‑
Best, SFpr, SFwe, SFdr, SFromModel(Tree), RFE(Tree), RFECV(Tree), VarianceThreshold,
SquentialFS_foward y SequentialFS_backward. Los resultados obtenidosmuestran una
ligera ventaja para algunas de las instanciaciones de los métodos evolutivos.
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Porúltimo, enel capítulo 6, se hadescritounaaproximacióndeEvoluciónGramatical
para la inducción de árboles de clasificación a partir de nuestra base datos de CCR, con
el objetivo de hallar descripciones de casos con complicaciones. Como punto de parti‑
da se ha utilizado el paquete PonyGE2 de Python, pero además se han desarrollado 9
operadores con la intención de obtener árboles más interpretables que los que genera
PonyGE2 por defecto, sin que ello suponga obtener rendimientos peores que los de los
métodos C4.5 y CART, que son, como ya sabemos, métodos de referencia en la induc‑
ción de árboles de clasificación. En la fase experimental hemos podido comprobar que,
efectivamente, los árboles de clasificación obtenidos utilizando los 9 operadores desa‑
rrollados son más interpretables en comparación con la solución inicial de PonyGE2 y,
además, con una calidad comparable a las soluciones producidas por los algoritmos
C4.5 y CART.

2. Trabajo futuro

Tras el trabajo realizado y presentado en esta memoria de tesis doctoral, considera‑
mos que se pueden abrir nuevas líneas de trabajo similares que sería interesante explo‑
rar enun futuro. Comoya sabemos, el usodeMachine Learning aplicadoa salud tieneun
potencial enorme en el desarrollo de lamedicina personalizada y de precisión, algo que
en la actualidad tiene tanto interés por su gran potencial. Tal y como se indica en la web
de una prestigiosa farmacéutica [150] cada persona es única y, en muchos sentidos, tam-

bién lo son las enfermedades. La revolución digital en la medicina ofrece nuevas formas de

recopilar datos de alta calidad de cada persona y conectarlos a datos de grupos más gran-

des para su posterior análisis. Esto nos permite llegar a un mayor conocimiento de cómo

tratar a cada persona. Solo así podremos ver qué nos distingue a cada uno como individuos

y traducirlo en una atención más personalizada y, por lo tanto, mejorada para cada persona.
En este sentido, el análisis de grandes cantidades de información permite sacar patro‑
nes de comportamiento que, sin duda, ayudarán a anticipar determinadas actuaciones
sobre los ciudadanos (y digo ciudadanos porque quizá aún no se hayan convertido en
pacientes) para evitar determinadas enfermedades o, al menos, reducir sus efectos ne‑
gativos. Esto entronca directamente con el fundamento de lamedicina preventiva: todo
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aquello que se pueda evitar siempre serámejor que tener que corregirlo, tanto desde un
punto de vista puramente de salud como desde un punto de vista de la eficiencia en la
gestión sanitaria, ya que se permitirá actuar sobre el ciudadano de forma proactiva, lo
más personalizada posible y con el menor coste.

En esta tesis doctoral, como ya hemos visto, se ha utilizado una base de datos que
contiene registros de algo más de 1500 de pacientes con cáncer colorrectal. Sin embar‑
go, la cantidad de datos que se generan es cada vezmayor y demejor calidad, y además
proveniente demúltiples fuentes, por lo que la precisión de las conclusiones que se pue‑
dan extraer haciendo uso de técnicas de Machine Learning también será mayor.

Por tanto, teniendo en cuenta lo comentado sobre estas líneas y teniendo en cuen‑
ta el trabajo realizado, sería muy interesante poder abordar en un futuro las siguientes
propuestas.

Aplicación de los modelos de ML desarrollados a otras patologías para las que se
puedan conseguir datos tabulares. De este modo se podrían generalizar los mo‑
delos obtenidos, haciéndole los ajustes necesarios, para que se puedan aplicar a
cualquier patología.

Otra línea que sería interesante explorar consistiría en aplicar losmodelos desarro‑
llados sobrehistorias clínicas escritas en lenguajenatural. Para ello, sería necesario
realizar previamente un procesamiento que permita convertir esos textos en datos
tabulares y, de esemodo, se estaría introduciendo la aplicaciónde técnicas dePLN
(Procesamiento de Lenguaje Natural).

El campo de la imagen médica también tiene un gran potencial gracias a la canti‑
dad de información que contiene cada una de las imágenes, ya sean radiológicas,
de anatomíapatológicaode cualquier otro tipo. Por ello, seríamuy interesante am‑
pliar este trabajo para que no sólo se consideren datos tabulares sino que también
se permita el uso de imágenes.

Algo mucho más ambicioso, y muy interesante, sería estudiar la posibilidad de
generar un sistema para la creación de digital twins (gemelos digitales) en pacien‑
tes con cáncer colorrectal. Un digital twin es un técnica de ingeniería que pretende
obtener, usando inteligencia artificial, un modelo digital de un sistema complejo
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(por ejemplo un motor de un avión) que permita realizar simulaciones virtuales
del comportamiento que tendría dicho sistema complejo real en determinadas si‑
tuaciones. Esto mismo se está empezando a explorar aplicado a la medicina. En
esta línea, sería de gran valor la obtención de gemelos digitales para pacientes con
CCR de modo que se pueda conocer, de forma virtual y con una alta precisión, si
la aplicación de una determinada técnica terapéutica o de un determinado trata‑
miento quimioterápico puede dar lugar a complicaciones antes de que se aplique
realmente, con el objetivo de reducir los posibles eventos adversos y de aumentar
la eficiencia en el proceso terapéutico. Para ello, sería de gran valor poder ofrecer al
facultativo descripciones interpretables que justifiquen por qué el sistema experto
predijo (o no) la ocurrencia de una complicación.

3. Publicaciones

3.1. Directamente relacionadas con la tesis doctoral

Como resultado del trabajo de investigación de estos años, se han realizado las si‑
guientes publicaciones directamente relacionadas con la tesis:

Revista Internacional

・ J.A. Delgado‐Osuna, C. García‐Martínez, J. Gómez‐Barbadillo, and S. Ven‑
tura. Heuristics for interesting class association rule mining a colorectal
cancer database. Information Processing and Management, 57(3), 102207,
2020.

Conferencias Internacionales

・ J.A. Delgado‐Osuna, C. García‐Martínez, S. Ventura, and J. Gómez Barbadi‑
llo.Obtaining tractable and interpretable descriptions for caseswith com‑
plications from a colorectal cancer database. In 2019 IEEE 32nd Internatio‑
nal SymposiumonComputer‑BasedMedical Systems (CBMS), pages 459–464,
2019.
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・ J. A. Delgado‑Osuna, C. García‑Martinez and S. Ventura. Smart Operators for
Inducing Colorectal Cancer Classification Trees with PonyGE2 Grammati‑
calEvolutionPythonPackage. In 2022 IEEECongressonEvolutionaryCompu‑
tation (CEC), pages 1‑9, 2022.

Conferencias Nacionales

・ J.A. Delgado‑Osuna, D. Ranchal‑Parrado, C. García‑Martínez and S. Ventura.
Seleccióndecaracterísticas enunabasededatos sobreel cáncer colorrec‑
tal. In XIX Conferencia de la Asociación Española para la Inteligencia Artificial
(CAEPIA), pages 753‑756, 2021.

3.2. Otras publicaciones

Otras publicaciones que no están directamente relacionadas con la tesis son las si‑
guientes:

Revista Internacional

・ J.A. Delgado‐Osuna,M. Lozano andC. García‐Martínez.Analternative arti‑
ficial beecolonyalgorithmwithdestructive–constructiveneighbourhood
operator for the problem of composing medical crews. Information Scien‑
ces 326, pages 215‑226, 2016.

Conferencias Nacionales

・ J.A. Delgado‐Osuna, M. Lozano and C. García‐Martínez. Algoritmo de colo‑
nias de abejas artificiales para la composición de equiposmédicos. In XIII
Conferencia de la Asociación Española para la Inteligencia Artificial (CAEPIA),
pages 199‑208, 2015.
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