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Resumen 

Los estudiantes universitarios están expuestos a distintos factores económicos, sociales y 

académicos que afectan su estado emocional, adicionalmente estos tienden a ignorar su salud 

mental lo que es perjudicial a largo plazo. Debido a esto, en la presente investigación se 

pretende construir una aplicación móvil a través de la cual los escolares puedan llevar un control 

de su estado anímico con tan solo responder unas simples preguntas. Para poder identificar estas 

emociones en las respuestas se desarrolló un modelo con una técnica de Machine Learning 

denominada redes neuronales de tipo Transformer y se desplegó en un servicio web. Este 

modelo tiene la capacidad de clasificar texto en 6 emociones diferentes como son: tristeza, 

alegría, enojo, miedo, amor y sorpresa.  En la validación se alcanzó una exactitud de 93%, un 

promedio en la precisión de 89% y en el promedio del puntaje F1 un 88%. Así mismo se creó 

una aplicación móvil para los estudiantes y una plataforma web de administración en donde se 

pueda observar el historial de las emociones registradas.  

 

Palabras clave: Machine Learning, Deep Learning, Transformers, Clasificación 

Multiclase de Texto. 
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Abstract 

University students are exposed to different economic, social and academic factors that 

affect their emotional state, additionally they tend to ignore their mental health which is 

detrimental in the long term. Because of this, this research aims to provide a mobile application 

through which students can keep track of their mood by answering a few simple questions. To 

identify these emotions in the answers, a model was developed with a Machine Learning 

technique called Transformer neural networks and deployed in a web service. This model has 

the ability to classify text in 6 different emotions such as: sadness, joy, anger, fear, love and 

surprise.  The validation achieved an accuracy of 93%, an average accuracy of 89% and an 

average F1 score of 88%. Likewise, a mobile application was created for students and a web 

administration platform where the history of recorded emotions can be observed.  

 

Keywords: Machine Learning, Deep Learning, Transformers, Multiclass Text 

Classification. 
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Introducción 

Las emociones juegan un importante papel en la persona. Se ha demostrado que las 

emociones son capaces de influir en la toma de decisiones [1], en la regulación de la actividad 

física [2], en la salud mental y comportamiento [3]. La salud mental, por su parte, cuenta con 

factores de riesgo como situaciones estresantes, antecedentes de enfermedad mental, consumo 

de alcohol o drogas, relaciones poco saludables y experiencias traumáticas [4], [5] que van 

desgastando nuestra salud mental y aumentando el riesgo de sufrir una enfermedad mental [6]. 

Una población que comúnmente vive bajo factores de riesgo y tiene descuidada su salud 

mental es la comunidad universitaria. A nivel internacional podemos observar esto en la 

encuesta del 2021 realizada por la Asociación Americana de Salud Universitaria en donde se 

aprecia que el 27.3% de estudiantes fueron diagnosticados de ansiedad y el 21.5% de depresión, 

además, a través un cuestionario, se detectó un comportamiento suicida en el 28% de los 

escolares, de los cuales el 3.1% tuvo un intento de suicido en los últimos 12 meses [7]. A nivel 

nacional, en el artículo “Determinantes de la salud mental en estudiantes universitarios de Lima 

y Huánuco” se encontró como resultado que los factores determinantes en la salud eran: estrés, 

estilo de afrontamiento evitativo, centro de estudios y área interpersonal. También se menciona 

que una de las causas que hace de la vida universitaria estresante en el Perú es la mezcla de 

factores como el nivel académico, financiero y social del estudiante universitario [8]. Por otro 

lado, el Ministerio de Educación (Minedu) ha alertado que el 85% de la comunidad educativa 

peruana presenta problemas de salud mental y los casos más recurrentes son de ansiedad, estrés 

y violencia [9]. Adicionalmente en el Perú, en la publicación del Consorcio de Universidades, 

se reportaron presencia de síntomas extremadamente severos de ansiedad (28%), depresión 

(25%) y estrés (12%) junto con una idealización suicida del 30.8% [10]. 

Por esta razón es necesario prestar atención al estado emocional de los estudiantes. La OMS 

menciona que entre los síntomas de un trastorno emocional pueden estar las reacciones 

excesivas de irritabilidad o cambios inesperados en el estado de ánimo [11]. Además, de 

acuerdo con la Clínica Mayo, cuando estos los síntomas se vuelven permanentes es probable 

que evidencien un problema de salud mental y así afecten nuestro desempeño en la sociedad y 

nuestras relaciones interpersonales. En concordancia con esto se encuentran los resultados de 

la encuesta realizada en esta investigación a estudiantes universitarios, en dónde se encontró 

que el 54.3% afirma haber vivido situaciones de intensa tristeza y estrés por causas 

universitarias, de entre las cuales las más señaladas fueron: exámenes (68.6%), calificaciones 

(62.9%) y tareas (62.9%) [12]. Asimismo, el 87.1% considera que su estado anímico afecta su 
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rendimiento académico lo cual indica una relación directa de causalidad entre estos factores, 

que se traduce en mejor rendimiento si se tiene un mejor estado de ánimo [12]. 

Ahora bien, aunque las emociones tengan un papel clave en la persona, los estudiantes 

parecen no tomar conciencia de su propio estado emocional.  Es el estilo de afrontamiento 

evitativo el más popular entre los jóvenes que normalmente consideran otras actividades como 

más importantes, descuidando así su bienestar emocional [8]. Este estilo de afrontamiento 

aumenta el riesgo de desarrollar trastornos o enfermedades psicológicas más adelante [13]. Es 

por esto por lo que el problema que se presenta es el poco control y monitoreo que los 

estudiantes universitarios tienen de sus emociones.  

Para abordar esta problemática se planteó como objetivo general implementar una aplicación 

móvil basada en técnicas de clasificación de Machine Learning como apoyo en el 

reconocimiento de emociones en textos de estudiantes universitarios. Y como objetivos 

específicos: determinar la técnica de clasificación de Machine Learning adecuada para el 

reconocimiento de emociones basadas en textos, desarrollar el modelo predictivo basado en la 

técnica de clasificación de Machine Learning previamente identificada para reconocer 

emociones en textos, validar el modelo de clasificación para verificar su precisión en el 

reconocimiento de emociones en textos y desplegar el modelo de clasificación validado en una 

aplicación móvil como apoyo en el reconocimiento de emociones en textos de estudiantes 

universitarios.  

Esta investigación encuentra justificaciones desde diversas perspectivas. De manera 

científica porque se ha realizado una investigación de las diferentes técnicas de clasificación de 

texto en Machine Learning desarrollándose así un modelo basado en la arquitectura de 

Transformers capaz de clasificar texto, además que se propone un nuevo uso para estos modelos 

que comúnmente son usados por empresas para analizar los comentarios de sus productos. 

Socialmente debido a que el estado anímico juega un papel importante en el desenvolvimiento 

de una persona en la sociedad y el tomar conciencia sobre este genera un mayor autocuidado. 

Económicamente debido a que se buscó minimizar los costos de esta investigación usando 

recursos de código abierto y herramientas gratuitas.   

Revisión de literatura 

En esta sección se identifican trabajos de investigación con una problemática relacionada en 

los que también se realizó la tarea de clasificar texto. Adicionalmente se revisan conceptos 

fundamentales para el entendimiento del problema y el desarrollo de la solución. 

 

 



12 

  

Antecedentes 

Se han considerado para esta investigación antecedentes nacionales, internacionales y 

locales. 

Antecedentes Internacionales 

Sailunaz y Alhajj [14] en su investigación se proponen analizar tweets con el objetivo de 

generar recomendaciones a partir de la detección de sentimientos y emociones de estos. la 

clasificación tanto en el análisis de sentimientos como en el de emociones se utilizó el algoritmo 

Naive Bayes (NB) para clasificar los textos dentro de las emociones definidas, las cuales fueron: 

enojo, disgusto, alegría, miedo, tristeza, sorpresa y neutral. También se comparó la exactitud 

de este algoritmo con el de Support Vector Machine (SVM) y Random Forest (RF) dando como 

resultado una mayor precisión por parte del algoritmo de Naive Bayes. Esta investigación 

contribuye con una perspectiva diferente de cómo abordar el problema de la clasificación de 

textos, específicamente aplicando el algoritmo probabilístico de NB. 

Cao et al. [15] realiza una investigación con el objetivo de analizar el texto de publicaciones 

en la red social Weibo para identificar emociones en los habitantes de Wuhan en China durante 

la cuarentena por COVID-19. En este trabajo se utilizó una red neuronal Bi-LSTM 

(Bidireccional Long Short Term Memory) que clasificó la data en siete emociones: admiración, 

esperanza, alegría, neutro, miedo, reprobación y angustia. También se comparó este método 

con otros como: SVM, RNN, CNN y Single-LSTM dando como resultado que este modelo 

tenía una mejor performance. Las métricas obtenidas fueron una precisión de 0.714, un recall 

de 0.704 y un F1-score 0.706. El valor agregado que se distingue en este trabajo es como se 

propone una solución diferente que da mejores resultados.    

En el trabajo de Graterol et al. [16] se plantea implementar la detección de emociones en 

robots sociales basándose en Transformers. Para esta implementación debido al trabajo que 

realizan los robots se ve necesario que puedan procesar distintos tipos de fuentes como 

imágenes, textos, voz. La cantidad de emociones a detectar se definieron en: enojo, 

anticipación, disgusto, miedo, alegría, amor, optimismo, pesimismo, tristeza, sorpresa y 

confianza. Con el objetivo de detectar emociones en el texto, primero realizaron una tarea de 

clasificación identificando si el texto poseía una emoción o no. Como segunda tarea, los textos 

que sí poseían una emoción se procesaron con Transformers preentrenados y posteriormente se 

procesan con un perceptrón multicapa. Este modelo presenta una precisión de 0.535. En este 

caso el valor agregado que lo diferencia es la manera de aproximarse a una solución tomando 
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en consideración la existencia de textos neutros y su previa filtración para que no interfieran 

con la clasificación en emociones.  

Antecedentes Nacionales 

En la tesis de Morzán [17] se logra la elaboración de una aplicación capaz de detectar el 

estado de ánimo del usuario a través de una conversación en español. Aquí a través del 

procesamiento del lenguaje natural (NLP, por sus siglas en inglés) se emplea una técnica 

llamada Reconocimiento de Palabras Clave y como resultado de un total de 49 pruebas se 

alcanzó el éxito de 70% de aciertos en el estado de ánimo. La contribución de este trabajo es 

que se puede apreciar la utilización de esta técnica clásica de NLP. 

En otro trabajo de la misma universidad de Reyes-Paredes [18] se encarga de clasificar textos 

de titulares periodísticos en sentimientos positivos o negativos con el fin de determinar si las 

buenas noticias tenían un impacto beneficioso en el estado de ánimo. Para lograr su objetivo 

usó una red neuronal Long Short Term Memory (LSTM) para la clasificación de texto. Para la 

implementación de la red neuronal se comparó su “accuracy” con el método Naive Bayes, 

dando como resultado que la primera mencionada presentaba una mejor performance con 

87,98%. Lo que se puede apreciar de este trabajo es que se demuestra una superioridad de la 

precisión que pueden ofrecer las redes neuronales LSTM sobre el método Naive Bayes si estas 

son implementadas correctamente.  

En la investigación de Cuzcano [19] se requiere comparar modelos de clasificación con el 

objetivo de detectar ciberbullying en tweets. Se entrenaron y compararon modelos de 

Multinomial Logistic Regression, SVM, NB y Random Forest. Se obtuvo que el clasificador 

de mejor performance fue el Support Vector Machine con una precisión de 0.687 con el uso de 

Tri-grams y TFIDF. El valor que aporta esta investigación es que se considera el entrenamiento 

de Multinomial Logistic Regression que no es considerado en las investigaciones anteriores. 

Antecedentes locales 

En el trabajo de grado de Segura [20], se afronta la tarea de evaluar distintos mecanismos de 

clasificación para el minado de opinión en la plataforma web de Twitter. Se realizó la 

comparación de algoritmos como Naive Bayes, Support Vector Machine y Regression Tree. 

Estos se compararon usando la métrica de precisión usando diferentes escenarios. De lo cual se 

concluyó que la técnica de SVM fue más precisa con 74%. El valor agregado que se rescata de 
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esta investigación es la diferente propuesta de solución que se plantea con estos algoritmos de 

ML. 

Bases teórico-científicas 

En esta sección se conceptualizan los términos de los componentes que forman parte de la 

solución propuesta. Para la realización de esta investigación se utilizaron conocimientos del 

campo de NLP y ML.  

Procesamiento del Lenguaje Natural 

El procesamiento del lenguaje natural (NLP) es una rama de la Inteligencia Artificial (IA) 

que tiene el objetivo de dotar a las computadoras con la capacidad de comunicarse con las 

personas en un lenguaje natural [21]. Por lenguaje natural se hace referencia a un lenguaje 

humano y no a lenguajes formales como los lenguajes de programación [22]. Este campo 

alcanza su objetivo a través de la investigación y desarrollo de técnicas computacionales [23] 

que utiliza para el entendimiento del lenguaje natural (NLU, Natural Language Understanding) 

y la generación del lenguaje natural (NLG, Natural Language Generation) [24]. 

Para entender el lenguaje el NLP hace 6 distintos tipos de análisis del lenguaje. El análisis 

morfológico que se centra en buscar la palabra origen de la palabra ingresada; también 

encuentra su género, número y persona [24]. El análisis léxico que realiza un análisis a nivel de 

palabra; en este proceso se fragmenta el texto ingresado en palabras y se omiten los espacios en 

blanco para poder tokenizar estas palabras [24]. El análisis semántico que se encarga del 

significado de cada palabra; acá nos aseguramos de que el significado que tienen sea claro y 

coherente [22]. El análisis sintáctico que es el encargado de evaluar si la estructura sintáctica 

de la frase es correcta [23]. El análisis pragmático que es en dónde buscamos extraer algún tipo 

de información del texto ingresado [24]. Y finalmente el análisis de discurso que se centra en 

la colección de oraciones y en la coherencia que tienen entre sí [22]. 

Dentro de este campo encontramos diversas tareas de acuerdo a [25]. De estas podemos 

mencionar al modelamiento del lenguaje que consiste en predecir la siguiente palabra de una 

oración; también a la clasificación de texto que busca clasificar a un texto dentro de un set de 

categorías previamente conocidas; a la extracción de información que se basa en extraer 

información relevante de un texto; a la creación de agentes conversacionales que consiste en 

construir sistemas de diálogo que puedan comunicarse en lenguaje humano, ejemplo de esto 

tenemos a los asistentes virtuales como Siri, Asistente de voz, Alexa, etc. ; a la recuperación de 
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información en donde se pretende devolver como resultado de una consulta un documento 

relevante dentro una gran colección, esto se materializa en los buscadores como Google o Bing; 

y a la traducción automática que su objetivo es traducir de un idioma humano a otro, producto 

de esta tarea son las herramientas de traducción como DeepL, Traductor de Google. 

Para poder llevar a cabo las tareas de procesamiento de lenguaje natural es necesario que el 

texto pueda ser entendido por estas soluciones. Este es el primer reto para poder crear cualquier 

modelo que implique procesar texto, y actualmente existen diversos métodos para poder 

representar el texto en números o estructuras numéricas [26]. Entre las representaciones más 

famosas tenemos a label encoding, one hot encoding y word embeddings. Esta última es la 

utilizada en esta investigación Aquí se usan redes neuronales que buscan encontrar similitudes 

entre palabras por el contexto en que son ingresadas [25]. Inicialmente se definen los vectores 

de una dimensionalidad determinada (10,500,800) con pesos al azar para cada palabra, estos 

pesos irán variando conforme la red neuronal mejore en encontrar similitudes [27]. Finalmente, 

estos pesos pueden ser guardados para ser utilizados posteriormente [27]. Actualmente 

contamos con herramientas como Word2Vect o GloVe que son embeddings preentrenados que 

podemos utilizar en distintas soluciones [28]. 

Machine Learning 

El Machine Learning (ML) es un campo de la IA que puede ser descrito o explicado de 

diversas maneras. Una de las maneras más típicas y de fácil entendimiento es describirla como 

el campo que busca que un sistema aprenda a hacer determinada tarea sin ser explícitamente 

programado para hacerla, es decir dotar a este sistema de la capacidad de aprender por sí solo 

[29]. Otra forma más detallada explica que es una disciplina que usa algoritmos capaces de 

mejorar su performance basándose en encontrar patrones en los datos o aprender de 

experiencias previas mediante prueba y error [30]. 

Dentro del Machine Learning existen 3 formas populares de entrenar a un modelo para que 

aprenda automáticamente: la manera supervisada, no supervisada y reforzada. En esta 

investigación se utilizó el aprendizaje supervisado que consiste en brindarle tanto los datos de 

entrada como de salida al modelo, es decir le darás los datos que quieres ingresar y también los 

datos que deseas recibir como resultado [31]. Esto con el objetivo de que en la fase de 

entrenamiento el modelo descubra la relación entre estos datos y la aprenda [30]. Así al aprender 

la relación será capaz de dar resultados cuando se le ingresen datos nuevos. 
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Las redes neuronales son un método dentro del Deep Learning (DL) que tienen la capacidad 

de aprender automáticamente. La arquitectura del modelo utilizado en este trabajo es la 

arquitectura que se describe a continuación: 

• Transformers 

Los Transformers es la arquitectura del modelo preentrenado que se utiliza en el presente 

trabajo. Estos constan de dos grandes secciones: los codificadores y decodificadores [32] y se 

caracterizan porque se basan en la utilización del mecanismo de atención resultando en un 

entrenamiento más rápido y de mejor resultado [32]. Este proceso de atención se lleva a cabo 

en la capa de atención y lo que se busca específicamente es que cada palabra calcule su relación 

con las otras palabras de la oración. Ahora, debido a que esta arquitectura posee 8 cabezas de 

atención este proceso se realiza ocho veces paralelamente obteniendo 8 matrices resultantes 

[32]. No obstante, la siguiente capa espera solo una matriz por lo cual se concatena todas las 

matrices y se multiplican por otra matriz de pesos que es entrenada juntamente con el modelo 

[32]. Un detalle en la arquitectura de los Transformers es que cada capa de atención y 

prealimentada es seguida por una capa de normalización. Esta capa ayuda a reducir el tiempo 

de entrenamiento y a normalizar las salidas ayudando así a reducir pesos muy elevados que 

pueden ocasionar un sesgo en la red neuronal [33].  

Machine Learning, Deep Learning y NLP 

Estos son 3 campos que pertenecen a la Inteligencia Artificial y se relacionan entre ellos para 

afrontar distintos problemas. Esta relación se observa de manera gráfica en Fig. 4. 

 

Fig.  1 Relación entre ML, DL y NLP [34] 

Esta relación se evidencia de manera práctica en que ciertas técnicas del ML y DL son 

utilizadas para resolver tareas del NLP. Dentro del campo del ML se observan técnicas como 

Naive Bayes, Support Vector Machine, Hidden Markv Model, Conditional Random Fields [25]. 
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Y en el campo del DL específicamente se hace uso de los diferentes tipos de redes neuronales 

que existen, entre ellas: Recurrent Neural Networks, Long Short-Term Memory, Convolutional 

Neural Networks y Transformers [25].  

Materiales y métodos 

En esta sección se indica el tipo de investigación, los métodos, técnicas y procedimientos 

que se llevaron a cabo en la realización de este proyecto. 

Tipo de investigación 

Esta investigación es de tipo aplicada y cuasiexperimental. Aplicada debido a que está 

dirigida explícitamente a cumplir con un objetivo práctico [35] y cuasiexperimental se cuenta 

con un solo grupo de control [36]. 

Método de investigación 

Los métodos de investigación empleados son los mencionados en la TABLA I. 

TABLA I  

MÉTODOS DE INVESTIGACIÓN 

Método Descripción 

Analítico [37] Estudio y análisis del problema que se presenta 

Deductivo [37] Estrategia para el planteamiento de la propuesta de solución al problema 

Implementación [38] Despliegue del modelo de clasificación de texto en producción 

Técnicas e instrumentos de recolección de datos 

En la TABLA II se muestran las técnicas e instrumentos que fueron útiles para la recolección 

de datos con el objetivo de obtener datos confiables para su procesamiento y análisis. 

TABLA II  

TÉCNICAS E INSTRUMENTOS DE RECOLECCIÓN DE DATOS 

Técnicas Instrumentos Elementos de la población Propósito 

Análisis documental Ficha de registro 
Informes estadísticos, 

artículos científicos 

Identificar el problema y sus 

características 

Juicio por expertos 
Plantilla Juicio de 

expertos 
Preguntas elaboradas 

Validar el formulario 

elaborado para los 

estudiantes 

Encuesta Plantilla de encuesta  Estudiantes Comprensión del problema 

Procedimientos 

Metodología de desarrollo 

Para el desarrollo del modelo se considerará a ‘Machine Learning Project Checklist’ de 

Aurélien Géron  [34] y para la aplicación móvil a ‘Scrum’ [39] de Schwaber y Sutherland. Las 
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actividades que se realizaron en la primera metodología son: definir el problema; obtener la 

data; descubrir y visualizar los datos para obtener información; preparación de los datos; elegir 

y entrenar un modelo; afinar el modelo; y finalmente desplegar el modelo. Después de tener el 

modelo listo se procedió con la construcción de la aplicación móvil. Para esto se realizó 

inicialmente la creación de un product backlog [40] que se observa en la TABLA III, tal como 

indica la metodología Scrum.  

TABLA III 

PRODUCT BACKLOG 

Ítem Product backlog 

1 Autenticar al usuario 

2 Implementar agente chatbot 

3 Enviar mensajes al agente chatbot 

4 Identificar y registrar emociones 

5 Mostrar estadísticas de los registros de emociones 

6 Editar datos del usuario 

7 Iniciar sesión en aplicación web 

8 Visualizar datos de los estudiantes en aplicación web 

9 
Crear, eliminar y actualizar estado de usuarios para la 

aplicación web  

10 Cambiar contraseña del usuario en la aplicación web 

 

Las actividades designadas dentro de cada Sprint son:  

• Planeamiento del Sprint: Esta es una etapa clave en la realización de un sprint. Es aquí 

en donde se definirá el ‘Objetivo del Sprint’ que es el indicador que nos avisa cuando 

la iteración ha terminado, también se seleccionarán elementos del Product Backlog para 

incluirlos en el Sprint actual [41]. 

• Reuniones diarias: Estas reuniones son una actividad común pero importante. Son de 

corta duración y sirven para revisar el progreso realizado y adaptar el Sprint Backlog 

[41]. 

• Revisión del Sprint: Esta etapa se dará con el objetivo de revisar el resultado del Sprint 

y determinar si cumplió con el objetivo o no. 

• Retrospectiva del Sprint: Esta etapa final se utilizará para determinar o planificar formas 

de mejorar la calidad o efectividad. 

Consideraciones éticas 

En esta sección se listan las atenciones éticas que se tuvieron para la realización de la 

solución, desde la recolección de información hasta el desarrollo de la aplicación: 

• Protección de los derechos de autor: se respetó la propiedad intelectual y no se omitió 

ninguna cita.   
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• Confidencialidad de los datos: se respetó la privacidad de los estudiantes que 

participaron de la encuesta y se elaboró una política de privacidad en la aplicación 

detallando que la aplicación no podrá compartir los datos con terceros.  

• Seguridad de la información: se tomó en cuenta la seguridad de los datos almacenados 

en la base de datos a través de reglas para la lectura y escritura de los datos. 

• Protección de contraseñas y datos registrados:  las contraseñas son encriptadas al 

momento de guardarse en la base de datos.  

Resultados y discusión 

En esta sección se presentarán los resultados obtenidos de acuerdo con los objetivos 

planteados, además se mencionan los impactos que se espera tener. Se apoyarán los resultados 

con evidencias como imágenes, métricas y descripciones.  

OE1: Determinar la técnica de clasificación de Machine Learning adecuada para el 

reconocimiento de emociones basadas en textos. 

Este primer objetivo se estableció con la finalidad de contar con el mejor método de 

clasificación que se adapte a los objetivos y necesidades de esta investigación. Esto debido a 

que se requiere un modelo que logre una gran performance, pero al mismo tiempo no requiera 

mucha capacidad computacional debido a que se aloja en un servidor de pocos recursos y será 

la base de un servicio web.  

Para cumplir con este fin se seleccionaron técnicas de clasificación de texto, se compararon 

y se eligió la más adecuada. Así, después de una extensa investigación y tomando en 

consideración los antecedentes, se seleccionaron 4 técnicas de clasificación para ser 

comparadas. Las técnicas consideradas fueron: 

• Naive Bayes: Es un clasificador probabilístico basado en el teorema de Bayes que se 

entrena de manera supervisada. Este algoritmo de Machine Learning durante el 

entrenamiento estima la probabilidad de que cada característica pertenezca a cada clase 

[42]. Al momento de analizar reconoce características en el texto y multiplica su 

probabilidad de pertenencia para todas las clases y finalmente elige la mayor [25]. Este 

es un modelo generativo, lo que indica que se fija en la distribución del dataset para 

retornar la probabilidad. 

• Support Vector Machine: Este al igual que el Naive Bayes es un algoritmo de Machine 

Learning, sin embargo se diferencia porque es un clasificador discriminativo [43]. Su 

objetivo es encontrar un hiperplano que separe las clases con el mayor margen posible, 



20 

  

cabe resaltar que estas separaciones pueden ser no lineales [25]. Además añadir que algo 

característico de esta técnica es que toma como soportes a los vectores de los casos que 

se encuentran más cerca de la frontera entre las clases y a partir de estos halla la 

dirección y la posición del hiperplano [42]. 

• LSTM: Este modelo es un tipo de red neuronal recurrente las cuales pertenecen a los 

modelos discriminativos [43]. Esta arquitectura pertenece específicamente al campo del 

Deep Learning y al ser un tipo de modelo recurrente analiza los datos de manera 

secuencial, algo que es muy conveniente cuando trabajamos con texto ya que este es 

naturalmente una secuencia de palabras ordenadas [44]. Al mismo tiempo algo que las 

caracteriza dentro de las redes recurrentes es que poseen un tipo especial de neuronal 

llamada “memory cell” la cual ayuda a mantener cierta información pasada debido a 

que se encarga de manejar que información será recordada y cuál será olvidada [45]. 

• Transformer: Este modelo también pertenece específicamente al campo del Deep 

Learning y, a diferencia de la arquitectura LSTM, no es un tipo de red neuronal 

recurrente. En este modelo lo característico es que analiza las oraciones de manera 

paralela, posibilitando que el entrenamiento sea más rápido, además está basado en el 

mecanismo de atención, el cual se describió a detalle en la sección de bases científicas, 

que en síntesis busca relaciones entre las palabras que componen la sentencia y analiza 

de diferentes maneras esta relación [32]. Gracias a este tipo de análisis se logra una 

mejor comprensión del texto y por lo tanto performance. 

A continuación, se describirán los criterios que se establecieron para realizar la comparación: 

• Tipo de modelo: Dentro de este criterio nos encontramos con modelos discriminativos 

y generativos, que se diferencian por la manera en que resuelven la tarea de la 

clasificación [43]. Los discriminativos, o también conocidos como condicionales, se 

centran en crear límites que separen correctamente a las clases. Una de sus ventajas es 

que frente a los valores atípicos estos son mejores que los generativos, y una de sus 

desventajas es que este tipo de modelos no puede generar nuevos puntos de datos [46]. 

Por otro lado, los modelos generativos se centran más en la distribución de las clases, y 

comúnmente usan el teorema de Bayes para hallar la probabilidad conjunta [47]. Cabe 

resaltar que estos últimos si son capaces de generar nuevos datos por lo que son usados 

para una variedad de tareas, mientras que los discriminativos solo para clasificación. Se 

valorará en este caso a los discriminativos debido a que han demostrado una mejor 

performance al momento de clasificar tanto en los antecedentes como en otras 

investigaciones comparativas [43], [47]. 
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TABLA IV 

VALORACIÓN DE TIPO DE MODELO 

Categoría Valoración numérica 

Generativo 1 
Discriminativo 2 

 

• Tipo de aprendizaje: En este criterio se hace referencia al Machine Learning y Deep 

Learning. Algo que aclarar en este punto es que todos los algoritmos presentados 

pertenecen al campo del Machine Learning, por lo tanto lo que se pretende aquí es 

discernir cuáles técnicas pertenecen al subcampo del aprendizaje profundo y cuáles 

otras solo al aprendizaje automático [25]. El Deep Learning es un campo dentro del ML 

que se caracteriza porque hace uso de las redes neuronales y es así capaz de resolver 

problemas de clasificación más complejos que los algoritmos solo pertenecientes al ML 

[48], [49]. Una desventaja de este subcampo es que necesita un gran dataset para ser 

entrenado y mayor poder computacional. Sin embargo, al momento de trabajar con 

imágenes, texto o audio es capaz de realizar un mejor trabajo [25], [50]. En 

consecuencia, y tomando en cuenta los antecedentes, se valorará a las técnicas de DL 

debido a que este es un problema complejo ya que se trabaja con texto y múltiples clases. 

TABLA V 

VALORACIÓN DE TIPO DE APRENDIZAJE 

Categoría Valoración numérica 

Machine Learning 1 

Deep Learning 2 

 

• Tipo de procesamiento: Este criterio es para analizar si el procesamiento de los datos se 

da de manera secuencial o paralela. El análisis secuencial va procesando en orden 

elemento por elemento lo que ocasiona que se demore mucho más al momento del 

entrenamiento. Por otro lado, el análisis paralelo lidia con todos los elementos de una 

oración al mismo tiempo [51]. Se tendrá en cuenta a los modelos que ofrecen un 

procesamiento paralelo debido a que es más rápido y favorece a los tiempos de la 

investigación. 

TABLA VI 

VALORACIÓN DE TIPO DE PROCESAMIENTO 

Categoría Valoración numérica 

Secuencial 1 

Paralelo 2 

El cuadro de comparación se muestra en la TABLA VII. 



22 

  

TABLA VII 

CUADRO COMPARATIVO DE TÉCNICAS DE CLASIFICACIÓN 

Criterio NB SVM LSTM Transformer  

Tipo de modelo Generativo (1) Discriminativo (2) Discriminativo (2) Discriminativo (2)  

Tipo de 
aprendizaje 

Machine 
Learning (1) 

Machine Learning  
(1) Deep Learning (2) Deep Learning (2)  

Tipo de 

procesamiento Secuencial (1) Secuencial  

(1) 
Secuencial  

(1) 
Paralelo  

(2) 
 

TOTAL 3 4 5 6  

 

Como resultado a la elección de los modelos se ha determinado implementar un modelo 

Transformer puesto que es el más prometedor. Ahora bien, debido al alto costo de entrenar un 

Transformer se previó utilizar la técnica de Transfer Learning que consiste en el uso de modelos 

preentrenados para posteriormente afinarlos en una sola tarea y así agilizar la creación de un 

modelo que cumpla las expectativas del proyecto. En esta investigación se consideraron los 

siguientes: 

• BERT: Sus siglas corresponden a “Bidirectional Encoder Representations from 

Transformers”. Es un modelo basado en la arquitectura Transformers, la cual se explicó 

a detalle en la sección de bases científicas. Un Transformer está compuesto por un 

codificador y decodificador, BERT sin embargo solo hace uso del codificador para 

aprender a representar el texto [51]. Este modelo en su versión base cuenta con 12 

bloques de Transformers que contienen 12 capas de atención y 768 capas ocultas, 

resultando en 110 millones de parámetros [51].  

• DistilBERT: Es una versión destilada de BERT que conserva el 97% de su rendimiento 

tan solo utilizando 66 millones de parámetros y es 60% más rápida [52]. Su tiempo de 

entrenamiento se reduce 4 veces al de BERT y fue entrenado con la misma cantidad de 

datos (16 GB) [52]. Los beneficios que ofrece es que mantiene una gran performance 

ahorrando tiempo de entrenamiento y recursos [53]. 

• RoBERTa: Por sus siglas en inglés Robustly optimized BERT approach. Esta es una 

propuesta más robusta y optimizada de BERT que presenta una mejora de hasta 20% en 

la performance. Este modelo está entrenado con 160 GB de información y se hicieron 

cambios en su método de entrenamiento para alcanzar una mejor propuesta [54]. Es 

bueno resaltar que este modelo aunque tiene mejores métricas que BERT es también 

más grande y costoso de entrenar [53], [55].  

Así pues, para establecer los criterios con los que serán comparados estos modelos se tomó 

en cuenta las consideraciones iniciales, donde afirmamos que este modelo se alojará en un 

servidor y será parte de un servicio por lo que es más conveniente contar con un modelo ligero 
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y rápido que pueda atender peticiones. Por lo tanto, los criterios a comparar serán performance, 

tamaño, y rapidez.  

TABLA VIII 

CUADRO COMPARATIVO DE MODELOS PREENTRENADOS 

Criterio BERT DistilBERT RoBERTa 

Tamaño 110 millones parámetros 66 millones parámetros 110 millones parámetros 

Performance (GLUE 

benchmark) 
79.6 % 3% menor a BERT 2-20% mejor a BERT 

Tiempo entrenamiento 8 GPU x V100 x 12 días 4 veces menos que BERT 4 veces más que BERT 

 

De esta manera se concluyó que el modelo a utilizar es el modelo DistilBERT debido a la 

gran performance que nos puede ofrecer sin tener que contar con grandes recursos para poder 

obtener buenos resultados. 

OE2: Desarrollar el modelo predictivo basado en la técnica de clasificación de Machine 

Learning previamente identificada para reconocer emociones en textos. 

Lo que se buscó como resultado de este objetivo es contar con un modelo, capaz de alcanzar 

un alto rendimiento en el entrenamiento, que se pueda considerar apto para poder pasar a la 

etapa de validación. En este objetivo se llevaron a cabo las 6 primeras fases de la metodología 

escogida; la validación y la última etapa de despliegue se verán en los objetivos 

correspondientes. Una consideración importante es que, para mantener un control de la 

performance, durante el entrenamiento, se utilizó la métrica “Accuracy” que se calculaba al 

final de cada ciclo, esto es importante debido a que nos indicó que tan afinado estaba el modelo 

con respecto a la data de entrenamiento y con esta confianza dar el siguiente paso a una data 

nueva que es la de prueba. A continuación, el desarrollo de las etapas:  

Definir el problema 

En esta etapa se tuvo que adoptar una visión global de lo que nuestro modelo iba a solucionar 

en el mundo real. Antes de definir un objetivo para el modelo, primero se tuvo en cuenta cuál 

será su utilidad en la práctica: lo que se busca es poder tener un servicio capaz de recibir texto, 

identificar una emoción en él y devolver una respuesta; este estará en un servidor en la nube 

atendiendo peticiones.  Por lo tanto, el objetivo a nivel técnico fue desarrollar un modelo que 

sea capaz de clasificar texto en distintas emociones, lo que se corresponde con el problema de 

NLP ‘clasificación de texto multiclase’. Además, debido a que estará en un servidor, por temas 

de recursos, será preferible que este sea ligero y rápido.  
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Con todo lo anteriormente definido se procedió a decidir por la elección de una métrica para 

problemas de clasificación multiclase para el objetivo de validación. Se tuvieron en cuenta las 

siguientes métricas: precisión, recall, puntaje F1 [56]. Estas métricas fueron obtenidas de una 

matriz de confusión previamente elaborada y se explica un poco de ellas a continuación: 

• La precisión nos responde a la pregunta ‘¿Qué proporción de positivos predichos son 

realmente positivos?’ la cual se tiene que preguntar por cada clase con respecto a las 

demás y su fórmula es: 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

• El recall toma en cuenta a los verdaderos positivos (TP) y los falsos negativos. Su 

fórmula es: 

𝑟𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

• El puntaje F1 toma en cuenta tanto a la precisión como al recall. Una de sus ventajas es 

que toma en cuenta a los falsos tanto negativos como positivos. Esto se ve a 

continuación: 

𝐹1 𝑠𝑐𝑜𝑟𝑒 =  
2 ∗ 𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∗ 𝑟𝑒𝑐𝑎𝑙𝑙

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑟𝑒𝑐𝑎𝑙𝑙
 

Se decidió tomar en cuenta la medida puntaje-F1 porque es importante no solo tener en 

cuenta la cantidad de veces que se aciertan sino también la cantidad de veces que el modelo se 

equivocó para poder reducir estos errores. Además, el F1es fundamental cuando se cuenta con 

clases desbalanceadas en el dataset. Sin embargo, la métrica F1 se calcula por clase, es decir en 

nuestro caso calcularemos esta medida cinco veces; para esto existen técnicas para poder 

obtener un promedio de este puntaje: 

• Macro promedio F1 (Macro-F1): Este es el promedio simple, se calcula sumando 

todas las métricas F1 y dividiendo el resultado entre el número de clases.  

• Peso promedio F1 (Weighted-F1):  Este es el promedio con pesos, estos se sacan de 

acuerdo con las proporciones de cada clase. Se calcula multiplicando cada F1 con el 

porcentaje que representa de la data de prueba y luego sumando estos resultados. 

• Micro promedio F1 (Micro-F1): Esta métrica se calcula sumando todos los verdaderos 

positivos, falsos positivos y falsos negativos de todas las clases para con estos datos 

calcular un F1 global.  
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Finalmente se consideró utilizar la métrica Macro-F1 debido a que al no usar pesos, 

considera a todas las clases por igual, y nos da un promedio más realista si contamos con clases 

desbalanceadas [57]. 

Obtener la data 

En esta etapa estableció que datos serán necesarios para el entrenamiento del modelo y se 

consiguió un conjunto de datos de calidad. Esta etapa, al igual que la anterior, es clave en todo 

el proceso debido a que de esta depende el entendimiento que tenga nuestro modelo. Por 

ejemplo, si la data está mal etiquetada nuestro modelo no predecirá correctamente. Así mismo 

su calidad también depende del tamaño, suciedad o errores en el texto y un desbalance entre 

sus clases.  

Primero se procedió a determinar qué datos se necesitan para un entrenamiento supervisado. 

En el entrenamiento supervisado es necesario poseer una entrada y una salida para que nuestro 

modelo pueda aprender a producirla por sí mismo. Como entrada se vio correspondiente que se 

ingrese el texto y como salida la emoción que se contiene en él.  

 

Fig.  2 Entrada y salida del modelo 

Se procedió a buscar conjuntos de datos con estas características y se obtuvieron los 

siguientes: 

• Dataset “GoEmotions”: Este conjunto de post de Reddit es resultado de la investigación 

“GoEmotions: A Dataset of Fine-Grained Emotions” [58] que se ha hecho de dominio 

público. Este dataset cuenta con 27 emociones más una neutral y 58.000 registros. En 

la investigación advierten que el dataset contiene biases porque está muy 

desbalanceado. Dentro de las pruebas que realizaron sus métricas de puntaje-F1 no 

superaron el 70%.   

• Dataset “CARER”: Es un conjunto de tweets resultado de una investigación [59] 

“CARER: Contextualized Affect Representations for Emotion Recognition” que puede 

ser utilizado para fines educativos y de investigación. Este dataset cuenta con 6 

emociones básicas: enojo, miedo, amor, tristeza y sorpresa, además cuenta con 20.000 

registros. Dentro de las pruebas que realizaron con distintos modelos sus puntaje-F1 

superaron al 70%.  
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Posteriormente se evaluaron mediante criterios para establecer cuál era el más conveniente 

para esta investigación. Los criterios establecidos fueron: 

• Tamaño del dataset: Importante debido a que mientras más data tenemos podemos 

entrenar más a nuestro modelo. 

TABLA IX 

VALORACIÓN DE TAMAÑO DEL DATASET 

Tamaño Valoración 

10000+ 4 

5000-10000 3 

1000-5000 2 

0 – 1000 1 

• Limpieza: Se valorará que los datos estén limpios eso agilizará y facilitará el 

preprocesamiento de la data. Se toman en consideración los signos, las comas, emojis, 

palabras mal escritas, etc. 

TABLA X 

VALORACIÓN DE LIMPIEZA DEL DATASET 

Limpieza Valoración 

Muy limpio 4 

Regular limpio 3 

Poco limpio 2 

Sin limpiar 1 

• Desbalance: Importante para no causar que nuestro modelo presente sesgos por la clase 

predominante del dataset. Se tomó en cuenta la diferencia que existe entre la clase 

predominante y la clase menor. 

TABLA XI 

VALORACIÓN DE DESBALANCE DEL DATASET 

Diferencia entre la clase mayoritaria y 

minoritaria 
Desbalance Valoración 

0-1000 No desbalanceada 4 

1000-5000 Poco desbalance 3 

5000-10000 Regular desbalance 2 

10000+ Muy desbalanceada 1 

• Cantidad de emociones: Se valorará que el modelo presente mínimamente las 

emociones básicas.  

TABLA XII 

VALORACIÓN DE CANTIDAD DE EMOCIONES DEL DATASET 

Cantidad de emociones Valoración 

10+ 4 

7-10 3 

4-7 2 

0-4 1 

Teniendo en cuenta los criterios se procedió a valorar y comparar los conjuntos de datos en 

la TABLA XIII. 
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TABLA XIII 

COMPARACIÓN ENTRE DATASETS 

Criterios GoEmotions CARER 

Tamaño 58.000 (4) 20.000 (4) 

Limpieza Sin limpiar (1) Muy limpio (4) 

Balance Muy desbalanceado (1) Poco desbalanceado (3) 

Cantidad de emociones 27 (4) 6 (2) 

TOTAL 10 13 

 

Con esta comparación, y teniendo en cuenta que en el artículo de GoEmotions se reconoce 

que su dataset posee sesgos debido a su desbalance, es que se concluye en esta iteración que la 

data a utilizar será la de CARER debido a que la información se encuentra mucho más limpia 

y balanceada, lo cual se puede traducir en mejores resultados para el modelo. 

Después se procedió a descargar el dataset de HuggingFace con el uso de la librería 

“datasets” y se revisó ligeramente su estructura de acuerdo con la metodología. A primera 

impresión notamos que la data ya está separada, y se decidió respetar y mantener esta división 

para trabajar en adelante. También se comprobó que consiste satisfactoriamente con lo 

requerido: una columna con el texto y otra con la etiqueta del sentimiento en formato de número 

entero.  

Descubrir y visualizar los datos para obtener información 

En esta etapa se exploró la data con el objetivo de conocerla a fondo. Solo se tomará 

consideración la data de entrenamiento como indica la metodología debido a que se quiere 

evitar el sesgo de data snooping. Primero revisamos las características de la data. 

 
Fig.  3 Características del conjunto de datos 

Se observa que se cuenta efectivamente con 6 clases que están ordenadas en un array. Para 

una mejor exploración se creó un Dataframe con la data de entrenamiento y se imprimieron los 

datos.   



28 

  

 
Fig.  4 Vista general del conjunto de datos 

Así mismo se revisó los tipos de datos de cada columna. La columna “label” tiene un formato 

entero, el cual es adecuado para que pueda ser procesada por la red neuronal, sin embargo, para 

la exploración se consideró usar el nombre de la emoción a la que corresponde. La columna 

“text” cuenta con el tipo de dato “object” que es indicado para la exploración. Se creó una nueva 

columna con los nombres de las emociones para que los gráficos sean más entendibles.  

 

Fig.  5 Distribución de las emociones en el conjunto de datos 

La emoción que tiene menos ejemplos es la emoción de sorpresa seguida por la emoción de 

amor, y la que tiene más es alegría y tristeza. También para extraer las palabras más comunes 

por cada emoción se creó una variable que contenga todo el texto de los registros de una 

emoción en particular y se utilizará la librería Wordcloud para mostrar las palabras más 

comunes en una nube. Este proceso se realizará para todas las emociones. 

 
Fig.  6 Palabras más comunes por cada emoción 
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Fig.  7 Wordcloud de felicidad 

Después de la exploración se revisó la calidad de los datos. Es necesario tener certeza de que 

no existen datos nulos tanto en la columna de texto como en las etiquetas.  

 

Fig.  8 Verificando la calidad de los datos 

Preparación de la data 

En esta etapa se limpió la data, específicamente la columna de texto debido a que es común 

encontrar textos con puntuaciones, signos, números, errores ortográficos, etc. y posteriormente 

se la tokenizó para que pueda ingresar en la red neuronal. En la exploración de datos se ha 

observado que el texto de los ejemplos luce limpio sin embargo se volverá a ejecutar una 

limpieza para garantizar que todos los registros cumplan con las condiciones de limpieza 

necesarias. Para limpiarla se vio necesario excluir todos los caracteres que no sean letras (a-z), 

convertir el texto a minúsculas y extraer las palabras vacías, mejor conocidas como 

“stopwords”. Este proceso se realizó para la data de entrenamiento, validación y test.  

 
Fig.  9 Función para limpiar los datos 
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Después de la limpieza se procedió a tokenizar al texto en embeddings. En este caso debido 

a que usaremos como base el modelo Distilbert y este cuenta con su propio tokenizador, se hará 

uso de este. El tokenizador, tanto como el modelo se pueden encontrar en la librería 

Transformers.  

 
Fig.  10 Función para tokenizar los datos 

Elegir un modelo 

En esta etapa lo que se busca es elegir el tipo de técnica de ML que más se corresponda con 

el tipo de tarea que debemos realizar, y hacer que logre un desempeño básico para 

posteriormente afinarlo. Parte del desarrollo de esta etapa se corresponde con el primer objetivo, 

en donde se buscó seleccionar a la técnica más adecuada, es así que para no redundar en la 

misma información se tomaron las conclusiones del primer objetivo y se prosiguió con la 

obtención del modelo base DistilBERT el cual se obtuvo de la librería “transformers”.  

 
Fig.  11 Importación de DistilBERT 

Este modelo cuenta con 6 capaz de codificadores de Transformer, con una última capa linear 

de decodificación y además con 12 cabezas de atención. Su configuración inicial es la que se 

muestra en la TABLA XIV y es la que viene por defecto en el modelo. Se consideró mantener 

inicialmente estos parámetros debido a que son producto de una previa investigación en la que 

se concluyó que estos eran los más adecuados [52]. 

TABLA XIV 

CONFIGURACIÓN INICIAL DEL MODELO 

Parámetros Valor 

vocab_size 30522 
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max_position_embeddings 512 

n_layers 6 

n_heads 12 

Hidden_dim 3072 

dropout 0.1 

activation gelu 

 

Los parámetros de configuración se describen a continuación: 

• Vocab_size: El número máximo de tokens únicos que pueden ser ingresados en el 

modelo. 

• Max_position_embeddings: La longitud máxima de la oración con la que se puede 

utilizar este modelo. 

• N_layers: Número de capas ocultas en el codificador del Transformer. 

• Hidden_dim: El número de capas intermedias que tiene la red neuronal “feed-forward” 

de cada codificador. 

• N_heads: Número de cabezas de atención por cada capa de atención en el Transformer. 

• Dropout: Indica la probabilidad total de dropout para todas las capas conectadas. 

Asignar un dropout es un método utilizado para evitar que las redes neuronales se 

sobreajusten. Consiste en ignorar los resultados de unas neuronas en un ciclo de 

entrenamiento de un cierto conjunto de unidades que se elige al azar.  

• Activation: Se indica la función de activación que se va a utilizar. En este caso “gelu” 

hace referencia a “Gaussian Error Linear Unit”. Esta función es la utilizada en todos los 

modelos BERT por ser un poco más eficiente que Relu [60]. 

Después de la obtención del modelo base se elaboró la función de evaluación que se ejecutará 

después de cada ciclo de entrenamiento. Las métricas por utilizar se importaron con el módulo 

de “load_metric” desde la librería “datasets”.  De igual manera las métricas fueron guardadas 

para su futura evaluación. 
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Fig.  12 Función para calcular las métricas 

Posteriormente se importó la clase “Trainer” y “TrainingArguments”. En Trainer se agrupan 

los elementos involucrados en el entrenamiento como son el tokenizador, el modelo a utilizar, 

la función que calculará las métricas, los parámetros del entrenamiento, el dataset de 

entrenamiento y el de prueba. En TrainingArguments se encuentran los parámetros propios del 

entrenamiento y que son los que se modifican para alcanzar métricas más elevadas.  

Inicialmente en la clase TrainingArguments solo se especificaron los parámetros que no 

consideramos modificar posteriormente, los cuales son: 

• Evaluation_strategy: Con este parámetro indicamos en que etapa dentro del 

entrenamiento se va a realizar la evaluación. En este caso deseamos que se haga una 

evaluación después de completar un ciclo de entrenamiento. 

• Output_dir: Especifica el directorio en que queremos que se guarden los resultados del 

entrenamiento. 

• Load_best_model_at_end: Especificamos si queremos que al finalizar el 

entrenamiento nos cargue el modelo con mejor métrica.  

• Metric_for_best_model: Especificamos que métrica usaremos para la evaluación del 

modelo que se hace al final de cada ciclo. 

• Save_strategy: Especificamos la estrategia con la que guardaremos los avances del 

entrenamiento del modelo. En este caso se decidió guardar el modelo después de cada 

ciclo. 

Afinar el modelo 

En esta etapa el objetivo es afinar nuestro modelo base para que aprenda a hacer la tarea de 

clasificación multiclase y lograr el performance esperado. Se realizaron una serie de cambios 

en los siguientes parámetros de entrenamiento: 

• batch_size: Es la cantidad de muestras que se usan para el entrenamiento por lotes.  

• num_train_epochs: Es el número de ciclos que se va a entrenar a un modelo. 

• weight_decay: Es el decaimiento que le aplicaremos a los pesos del modelo. Este 

parámetro nos ayuda a que nuestro modelo pueda generalizar y no se sobre ajuste.  

• learning_rate: Es la taza de aprendizaje de nuestro modelo que indica que tanto 

cambiaremos el modelo con el objetivo de minimizar el error. 
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Fig.  13 Clase Trainer y TrainingArguments 

Para asignar los parámetros primero se consideraron los argumentos por defecto de la clase 

Trainer y luego se fueron modificando de acuerdo con los resultados obtenidos. Inicialmente 

obtenemos resultados satisfactorios con un accuracy de 94.15% en el último ciclo de 

entrenamiento. Con intención de mejorar esta métrica se aumentó el tamaño del batch y los 

ciclos, además se redujo la ratio de aprendizaje. Los resultados los observamos en la TABLA 

XV. 

TABLA XV 

COMPARACIÓN DE VALORES DE PARÁMETROS DEL ENTRENAMIENTO 

Pruebas 
Batch 

Size 
Epochs 

Learning 

Rate 

Weight 

Decay 
Accuracy 

Best 

epoch 

1 8 3 5e-5 0 0.9415 3 

2 16 40 2e-5 0.01 0.944 15 

3 32 40 2e-5 0.01 0.943 11 

4 16 20 5e-5 0.01 0.941 14 

 

En el cuadro notamos que los resultados son muy parecidos y que el mejor modelo es el que 

cuenta con un batch de 16 y una ratio de aprendizaje de 2e-5 debido a que es con el que se 

consiguió una mejor exactitud. Otro dato importante es que se evidenció que el modelo no 

necesita muchos ciclos de entrenamiento debido a que sus mejores resultados los logró obtener 

antes de llegar a la mitad de los ciclos programados y de ahí en adelante su performance fue 

decayendo. Concluimos así que el modelo a utilizar será el modelo que obtuvimos de la prueba 

2. 

OE3: Validar el modelo de clasificación para verificar su precisión en el reconocimiento de 

emociones en textos. 
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La finalidad de este objetivo es brindarle al modelo desarrollado una nueva data que no 

conozca previamente y así comprobar su desempeño frente a nuevos datos. Para medir su 

performance se usó la métrica Macro-f1 que es un promedio simple de entre las métricas F1 

obtenidas por cada clase.  

𝑀𝑎𝑐𝑟𝑜 𝐹1 =
1

𝑄
∑

2 × 𝑃𝑘 × 𝑅𝑘

𝑃𝑘 + 𝑅𝑘

𝑄

𝑘=1

 

Donde:  

• Q = Cantidad de categorías de clasificación 

• K = Representa a una categoría, en este caso a una emoción 

• Pk = Precisión obtenido en la categoría k 

• Rk = Recall obtenido en la categoría k 

Para calcular Macro-F1 inicialmente importamos el modelo entrenado que se encuentra en 

el directorio ‘custom-model’. Con el modelo que se obtuvo de la fase entrenamiento se predijo 

una emoción para cada entrada de la data test y cada predicción obtenida se comparó con el 

resultado verdadero.  

 

Fig.  14 Código para la validación del modelo entrenado 

Como se puede observar en Fig. 14, después de importar el modelo entrenado, contamos con 

dos arreglos importantes: 

• Y_preds: Aquí guardaremos las predicciones que hizo nuestro modelo. 

• Y_trues: Aquí se encuentran los resultados correctos que vienen en el dataset. 

Con estos datos ya se puede realizar la matriz de confusión y representarla a través de un 

mapa de calor que se muestra en Fig. 15. En esta figura podemos observar que contamos con 

un eje Y en donde están las etiquetas verdaderas, en el eje X las predichas y sus coincidencias 

numéricas. Este cuadro responde a la pregunta ‘¿Cuántas etiquetas predichas de predijeron 

correctamente por emoción?’.  
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Fig.  15 Matriz de confusión 

Ahora que ya tenemos una vista gráfica proseguiremos con el reporte de clasificación (Fig. 

16) que nos dará las métricas para determinar si cumplimos o no con el objetivo. En este caso 

utilizamos el módulo “metrics” de la librería “Sklearn”. 

 

Fig.  16 Reporte de clasificación del modelo 

Finalmente podemos observar que los puntajes F1 para cada clase van desde 75% hasta el 

97%, esto probablemente debido al desbalance de las clases que se observó durante la 

exploración de datos. Pese a esto el macro-F1 es 88% lo cual nos indica que se ha superado 

satisfactoriamente el umbral establecido y cumplimos así el objetivo establecido. 

OE4: Desplegar el modelo de clasificación validado en una aplicación móvil como apoyo 

en el reconocimiento de emociones en textos de estudiantes universitarios. 

Lo que se buscó en este objetivo es desplegar el modelo en un servicio web y construir una 

aplicación móvil que se comunique con este para que los usuarios lo puedan usar. Aquí se 

culminó el despliegue del modelo como un servicio y para la construcción de la aplicación se 

utilizó la metodología SCRUM.  
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Para desarrollar el servicio se utilizó un Framework de Python llamado Flask conocido por 

su simplicidad al momento de crear servicios API Rest. La app se alojó en un droplet de Digital 

Ocean con la intención de que esté siempre disponible. El servicio está activo con el nombre 

‘emotion-analysis-api.service’ como se observa en Fig. 17. 

 

Fig.  17 Estado del servicio desplegado 

Con el servicio activo se procedió a verificar su correcto funcionamiento con pruebas desde 

la aplicación Postman. Los criterios con los que se evaluó se encuentran en TABLA XVI. 

TABLA XVI 

CRITERIOS DE FUNCIONALIDAD 

Criterio Descripción Valores 

El código HTTP de la 

respuesta debe ser 200 

Recibir el código 200 significa que la 

petición se realizó exitosamente 

0: No cumplido 

1: Cumplido 

La respuesta debe tener la 

estructura JSON esperada 

El JSON esperado debe tener como key 

a los nombres de las emociones y en sus 

valores la probabilidad calculada  

0: No cumplido 

1: Cumplido 

El tiempo de respuesta debe 

ser menor a 1s 

El tiempo de respuesta debe ser menor a 

1s para que no se pierda la atención del 

usuario 

0: No cumplido 

1: Cumplido 

Para que se considere que se ha logrado el objetivo se deberán cumplir satisfactoriamente 

todos los criterios de la TABLA XVI, es decir se deberá obtener un puntaje total de 3. Después 

de realizar las pruebas como se evidencia en Fig. 18 se procedió a calificar en TABLA XVII. 

 

Fig.  18 Test realizados al servicio desplegado 

De acuerdo a las consideraciones anteriores se asignaron los puntajes y se obtuvo un total de 

3 puntos lo cual indicó que se cumplió el objetivo satisfactoriamente. 
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TABLA XVII 

CUMPLIMIENTO DE CRITERIOS DE FUNCIONALIDAD 

Criterio Cumplimiento Calificación Total 

El código HTTP de la respuesta debe ser 200 Cumplido 1 

3 de 3 
La respuesta debe tener la estructura JSON 

esperada 
Cumplido 1 

El tiempo de respuesta debe ser menor a 1s Cumplido 1 

 

Después de demostrar que el servicio funciona correctamente, se procedió a desarrollar la 

aplicación móvil con la metodología planteada. Las evidencias del desarrollo se encuentran en 

el Anexo 4. Adicionalmente, como complemento, al logro de este objetivo, se realizó una 

validación funcional por parte de un profesional de la carrera que se puede observar en el Anexo 

1.  

Discusión 

Esta investigación se planteó con el objetivo de apoyar a los estudiantes en el control y 

monitoreo de sus emociones debido a que estos están expuestos a distintos factores sociales, 

económicos y académicos que llegan a mermar su salud mental; además regularmente los 

universitarios tienen a no prestar atención de sus estados emocionales y evitan afrontar este tipo 

de problemas. Por lo antes mencionado es que se buscó crear una aplicación que esté al alcance 

de ellos de manera inmediata y que así pudieran, a través de unas simples preguntas, llevar un 

monitoreo de sus emociones. Consecuentemente a este planteamiento se buscó entrenar un 

modelo de entendimiento del lenguaje que pudiera detectar emociones en las respuestas que 

nos sean brindadas por los escolares y con los resultados poder brindarles estadísticas para su 

fácil monitoreo. A continuación, se discutirán los resultados obtenidos y se evaluarán en 

referencia a los antecedentes. 

Con respecto al primer objetivo se buscó encontrar una técnica adecuada para esta 

investigación. Y como resultado se obtuvo que la más acertada era las redes neuronales de tipo 

Transformer. De entre los tipos de mecanismos a comparar se tomó en consideración a los 

utilizados en los antecedentes Naive Bayes [14], Support Vector Machine [19], [20], LSTM 

[18], Bi-LSTM [15] y Transformers [16], [61]. Comparaciones entre estas técnicas podemos 

encontrar en investigaciones como [49] en donde se comparan modelos como Naive Bayes, 

Support Vector Machine, entre otros clásicos de ML, junto con Deep Neural Networks (DNN); 

esta comparativa se da mediante 7 métricas, siendo F1-score de nuestro interés, en exactamente 

8 conjuntos de datos diferentes; resultando que son las DNN las que obtienen mejores 

resultados, seguidas de SVM. Además en [62] se comparó para la tarea de clasificación de texto 

a los modelos SVM, LSTM, CNN, NB con modelos Transformer como Bert y XLM-RoBERTa 
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utilizando las métricas de Accuracy y F1; y teniendo como resultado que los Transformers 

superan a los otros modelos. Adicionalmente esto se demuestra también el artículo [51] en 

donde es BERT quien sobrepasa a técnicas como Bi-LSTM en pruebas de entendimiento del 

lenguaje. Por todo lo mencionado se infiere que la utilización de modelos de tipo Transformer 

es una de las mejores de opciones.  

Con respecto al segundo objetivo, lo que se busca es el desarrollo del modelo clasificador. 

En este caso su desarrollo durante el entrenamiento se verá reflejado en la métrica de exactitud, 

mejor conocida como “accuracy”, que es la que indica cuantas predicciones son correctas con 

respecto al total. Es necesario aclarar que esta métrica no toma en cuenta si contamos con 

desbalance en las clases del conjunto de datos por lo que no debe ser considerada como una 

métrica para validación del modelo sino simplemente como un indicador de que contamos con 

un modelo lo suficiente ajustado a los datos y que ya contando con un valor alto puede pasar a 

la fase de validación. Este también es el motivo por el cual se propuso un umbral tan alto ya 

que al ser más propenso a verse sesgado por el desbalance es fácil alcanzar valores altos. 

Con respecto al tercer objetivo, la finalidad fue validar el modelo entrenado con una métrica 

confiable. El indicador elegido fue macro-F1, este como promedio simple a la métrica F1 que 

será calculada para cada emoción. El cálculo de F1 se considera más confiable cuando estamos 

tratando con clases desbalanceadas, así también se afirma en [56]. En [14], [17], [18] sin 

embargo se utiliza la métrica “accuracy” para evaluar su modelo dando como resultado 0.473, 

0.70 y 0.879 correspondientemente; aquí nuestro modelo supera a los tres ya que obtuvo un 

0.944 en esta métrica. En [15] se obtiene 0.706 en F1 y 0.714 en la precisión para la clasificación 

de 6 emociones y un estado neutral. En [16] se obtiene un macro-F1 de 0.481 para 11 emociones 

con el uso de Transformers. En [19] se obtuvo 0.750 de F1 con la utilización de SVM en un 

conjunto de datos desbalanceado para una clasificación binaria. En [62] se utilizó el 

Transformer XLMRoBERTa y se obtuvo 0.706 en la métrica F1 para clasificar comentarios de 

Youtube en 5 emociones. Teniendo esto en consideración y como base se pudo establecer el 

umbral de 0.80, el cual se superó satisfactoriamente con 0.88. También se cree necesario resaltar 

que este resultado también depende de la calidad y cantidad de los datos con los que entrenamos 

al modelo, debido a que, si no brindamos suficientes datos de entrenamiento a un modelo de 

Redes Neuronales Profundas como son los Transformers o LSTM, estos no serán capaces de 

alcanzar su potencial. En caso se cuente con data reducida sería mejor optar por un modelo 

clásico de ML [43], [48], [63].  

Con respecto al cuarto objetivo, se planteó la creación del servicio y de las plataformas que 

serán utilizadas por los usuarios que quieran hacer uso del modelo desarrollado.  Se trabajaron 



39 

  

dos servicios en la nube, una aplicación móvil y una plataforma de administración. Para los 

servicios en la nube se esperó que el tiempo de respuesta sea menor a 1s de acuerdo con Jakob 

Nielsen en [64] en donde establece 3 tiempos, siendo 1s el tiempo intermedio; los dos servicios 

cumplen con responder en menos de un segundo lo demostrado previamente. Adicionalmente 

se hicieron pruebas para verificar que el servicio responda a las solicitudes correctamente. 

También es bueno mencionar que se realizaron pruebas de carga a la API que atenderá las 

consultas de los usuarios llegando a poder responder hasta 10.000 solicitudes simultáneas. Para 

la validación de las aplicaciones se realizaron pruebas de caja negra y blanca. Otra 

consideración es que la mayoría de los antecedentes de esta investigación no llevaron a cabo 

un despliegue de su modelo; y las que sí cuentan con una aplicación no brindaron más detalle 

de esta. 

Conclusiones 

Se describirán lo que se logró y concluyó por cada objetivo establecido del proyecto. 

1. Se identificó a la técnica de redes neuronales de tipo Transformer, específicamente 

al modelo preentrenado DistilBERT. La evaluación se realizó estableciendo criterios 

que garantizaran que se adecue a los objetivos del proyecto.  

2. Se desarrolló un modelo predictivo de acuerdo con la técnica previamente 

identificada. Para su correcto desarrollo se siguió una metodología de Machine 

Learning y se entrenó al modelo hasta alcanzar o superar el 90% en la métrica de 

entrenamiento “accuracy”, la cual se sobrepasó con el 94.4%. 

3. Se validó el modelo de clasificación de textos entrenado utilizando la métrica macro-

F1 en la cual se estableció el umbral de 80% y se superó alcanzando el 88%. 

4. Se desplegó el modelo validado en un servicio web y se desarrolló una aplicación 

móvil para que los usuarios puedan hacer uso del servicio. Se validó un correcto 

funcionamiento mediante pruebas de carga y de caja negra y blanca. 

Recomendaciones 

Al igual que las conclusiones, las recomendaciones deben ser claras, breves y concisas sin 

profundizar en mayores detalles. 

1. Se recomienda evaluar los nuevos conjuntos de datos con mayor diversidad de 

emociones para poder abarcar la gran gama que se presentan en los estudiantes.  

2. Analizar las nuevas técnicas de clasificación de Machine Learning que ofrezcan 

buena performance en entendimiento del lenguaje natural con el fin de comparar 

los resultados obtenidos y alcanzar mejoras. 
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3. Considerar los nuevos métodos de selección de datos para reducir el consumo de 

recursos utilizados en el entrenamiento de los modelos de Machine Learning. 
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Anexos 

Anexo 01: Informe de validación del producto acreditable por experto 

Documento para medir la funcionalidad 
Elaborado por: Sara María Benel Ramírez 
Revisado por: Ing. Chavarry Chankay Mariana 
Aprobado por:  Ing. Chavarry Chankay Mariana 

Objetivo de la Ficha  
Calificar la funcionalidad de la aplicaciones móvil y web desarrolladas y el modelo 
clasificador. 

Procedimiento 
El experto debe evaluar la funcionalidad de la aplicación móvil desarrollada.  
Nombre del Experto: Ing. Guadalupe Teresa Lip Curo 
Indicación: Calificación de la funcionalidad de la 

aplicación móvil. 
Criterios de evaluación: Si: Se marca cuando el requerimiento indicado 

se esté cumpliendo en un 100% 
No: Se marca cuando el requerimiento 
indicado no se está cumpliendo en su totalidad. 

 
Para el módulo de autenticación responda la siguiente pregunta 

N° Pregunta Criterio 
Si No 

1 
¿Se validó el inicio de 
sesión en la aplicación 

móvil? 

X  

2 
¿Se validó el inicio de 

sesión en la aplicación web 
de administración? 

X  

3 
¿Se validó el registro de 

usuarios? 
X  

4 
¿Se validó que se guarden 
correctamente los datos 

del usuario? 

X  

5 
¿Se validó que no se pueda 

registrar un correo 
previamente guardado? 

X  

6 
¿Se validó que se llenen 

obligatoriamente todos los 
campos en el registro? 

X  

7 
¿Se validó que se cierre 
sesión correctamente? 

X  

8 
¿Se validó que se 

encriptan las contraseñas 
de los usuarios? 

X  

Para el módulo de Chat responda la siguiente pregunta 
N° Pregunta Criterio 

Si No 
9 ¿Se validó que el chatbot 

responda correctamente a 
los saludos? 

X  



45 

  

10 ¿Se validó que el chatbot 
realice las preguntas en el 

orden correcto? 

X  

11 ¿Se validó que el chatbot 
realice las preguntas que 
se validaron por juicio de 

expertos? 

X  

12 ¿Se validó que el chatbot 
esté preparado para 

recibir mensajes 
imprevistos?  

X  

Para el módulo de Clasificación de texto y estadísticas responda la 
siguiente pregunta 

N° Pregunta Criterio 
Si No 

13 
¿Se visualizan las 

estadísticas de emociones 
diarias? 

X  

14 

En caso no haya registrado 
emociones ¿Se validó que 

se muestre un aviso en 
lugar de los gráficos 

estadísticos?  

X  

15 

¿Se validó que se 
visualicen las estadísticas 

de emociones de los 
últimos 7 días? 

X  

16 
¿Se clasifica el texto en 
una de las 6 emociones 

planteadas? 

X  

17 
¿Se registra correctamente 
el resultado del modelo en 

la base de datos? 

X  

18 
¿Se lista correctamente el 
historial de emociones por 

fecha? 

X  

Para el módulo de Perfil responda la siguiente pregunta 
N° Pregunta Criterio 

Si No 

19 
¿Se visualizan 

correctamente los datos 
del usuario? 

X  

20 
¿Se cambia correctamente 

el nombre del usuario? 
X  

21 
¿Se cambia correctamente 
la contraseña del usuario? 

X  

Para el módulo de Administrador responda la siguiente pregunta 
N° Pregunta Criterio 

Si No 

21 
¿Se listan correctamente 
los usuarios registrados? 

X  

22 
¿Se listan correctamente el 
historial de emociones de 

cada usuario? 

X  
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23 
¿Se crean correctamente 

nuevas cuentas de 
administrador? 

X  

24 
¿Se crean correctamente 

nuevas cuentas de 
usuario? 

X  

25 
¿Se elimina correctamente 

una cuenta de 
administrador? 

X  

26 
¿Se actualiza 

correctamente la 
contraseña de una cuenta? 

X  

27 
¿Se cambia correctamente 
el estado de un usuario? 

X  

Observaciones 

Se recomienda que la pantalla de inicio muestre un mensaje para que el usuario 
comprenda la dinámica del chatbot, además sería conveniente que las listas con 

muchos datos se paginen en lugar de solo usar el scroll. 

Conclusión 

Yo como experto valido que se ha revisado todo el sistema y se concluye que cumple 
con las funcionalidades esperadas 

Firma del 
experto: 

 

Firma del tesista: 
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Anexo 02: Encuesta para medir la salud mental de los estudiantes universitarios 
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Anexo 03: Recolección de datos 
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Anexo 04: Evidencias de la aplicación desarrollada 

Aplicación móvil 
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Aplicación web 
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