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El proceso de asimilación de datos (DA) ha cobrado importancia en los últimos años
debido a la mejora que ofrece en modelos numéricos complejos. Aun así, la mayo-
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condiciones reales.

HTTPS://WWW.UNINORTE.EDU.CO/
https://www.uninorte.edu.co/web/ingenierias
https://www.uninorte.edu.co/web/departamento-de-ingenieria-de-sistemas-y-computacion
https://www.uninorte.edu.co/web/departamento-de-ingenieria-de-sistemas-y-computacion
https://www.uninorte.edu.co/web/departamento-de-ingenieria-de-sistemas-y-computacion




IX

Agradecimientos
En primer lugar, quiero agradecer a Dios por darme la sabiduría para lograr todo
lo que he logrado. A mis amados padres, cuyo apoyo y confianza me inspiraron a
lograrlo, a mis hermanas por su apoyo constante, y a mi sobrino quien es mi fuerza
impulsora cada día. Estoy profundamente agradecido al asesor Ph.D. Elias Niño, por
la confianza depositada en mí y en mis capacidades, por toda la enseñanza, paciencia
y oportunidades brindadas.





XI

Índice general

Declaración de Autoría III

Resumen VII

Agradecimientos IX

1. Introducción 1

2. Marco Teórico 3
2.1. Asimilación de datos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3

2.1.1. Asimilación Variacional de Datos . . . . . . . . . . . . . . . . . . 5
2.1.2. Asimilación Secuencial de Datos . . . . . . . . . . . . . . . . . . 6
2.1.3. Ensemble Kalman Filter . . . . . . . . . . . . . . . . . . . . . . . 8

Ensemble Kalman Filter basado en la descomposicion de Cho-
lesky Modificada . . . . . . . . . . . . . . . . . . . . . . 9

Local Ensemble Kalman Filter . . . . . . . . . . . . . . . . . . . 10
Local Ensemble transform Kalman Filter . . . . . . . . . . . . . 13

2.2. Numerical Model SPEEDY . . . . . . . . . . . . . . . . . . . . . . . . . . 14

3. Objetivos 17
3.1. Planteamiento del problema . . . . . . . . . . . . . . . . . . . . . . . . . 17
3.2. Contribuciones Esperadas . . . . . . . . . . . . . . . . . . . . . . . . . . 17
3.3. Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

3.3.1. Objetivo General . . . . . . . . . . . . . . . . . . . . . . . . . . . 17
3.3.2. Objetivos Específicos . . . . . . . . . . . . . . . . . . . . . . . . . 18

3.4. Metodología . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

4. Implementación 19
4.1. Diseñar e implementar herramienta de captura y redimensionado de

datos reales para modelo SPEEDY . . . . . . . . . . . . . . . . . . . . . 19
4.1.1. Captura de datos reales . . . . . . . . . . . . . . . . . . . . . . . 19
4.1.2. Interpolación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

Redimensionado . . . . . . . . . . . . . . . . . . . . . . . . . . . 21
Hallar hora 01 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 21

4.2. Probar diferentes implementaciones de asimilación secuencial de da-
tos con datos reales redimensionados a la resolución de una malla. . . 21
4.2.1. Ejecución de SPEEDY . . . . . . . . . . . . . . . . . . . . . . . . 22

Preparación del modelo . . . . . . . . . . . . . . . . . . . . . . . 22
Ejecución del modelo con Asimilación de datos . . . . . . . . . 23

5. Resultados 25
5.1. Ensemble Kalman Filter basado en la descomposición de Cholesky . . 29

5.1.1. EnKF p = 100 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 29
5.1.2. EnKF p = 100 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 30



XII

5.1.3. EnKF p = 100 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 32
5.1.4. EnKF p = 100 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 33
5.1.5. EnKF p = 25 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 35
5.1.6. EnKF p = 25 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 36
5.1.7. EnKF p = 25 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 38
5.1.8. EnKF p = 25 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 39
5.1.9. EnKF p = 11 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 41
5.1.10. EnKF p = 11 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 42
5.1.11. EnKF p = 11 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 44
5.1.12. EnKF p = 11 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 45
5.1.13. EnKF p = 6 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . . 47
5.1.14. EnKF p = 6 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . . 48
5.1.15. EnKF p = 6 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . . 50
5.1.16. EnKF p = 6 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . . 51
5.1.17. EnKF p = 4 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . . 53
5.1.18. EnKF p = 4 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . . 54
5.1.19. EnKF p = 4 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . . 56
5.1.20. EnKF p = 4 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . . 57

5.2. Local Ensemble Transform Kalman Filter . . . . . . . . . . . . . . . . . 59
5.2.1. LETKF p = 100 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . 59
5.2.2. LETKF p = 100 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . 60
5.2.3. LETKF p = 100 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . 62
5.2.4. LETKF p = 100 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . 63
5.2.5. LETKF p = 25 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 65
5.2.6. LETKF p = 25 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 66
5.2.7. LETKF p = 25 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 68
5.2.8. LETKF p = 25 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 69
5.2.9. LETKF p = 11 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 71
5.2.10. LETKF p = 11 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 72
5.2.11. LETKF p = 11 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 74
5.2.12. LETKF p = 11 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 75
5.2.13. LETKF p = 6 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 77
5.2.14. LETKF p = 6 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 78
5.2.15. LETKF p = 6 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 80
5.2.16. LETKF p = 6 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 81
5.2.17. LETKF p = 4 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 83
5.2.18. LETKF p = 4 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 84
5.2.19. LETKF p = 4 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 86
5.2.20. LETKF p = 4 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 87

5.3. Local Ensemble Kalman Filter . . . . . . . . . . . . . . . . . . . . . . . . 89
5.3.1. LEnKF p = 100 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . 89
5.3.2. LEnKF p = 100 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . 90
5.3.3. LEnKF p = 100 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . 92
5.3.4. LEnKF p = 100 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . 93
5.3.5. LEnKF p = 25 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 95
5.3.6. LEnKF p = 25 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 96
5.3.7. LEnKF p = 25 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 98
5.3.8. LEnKF p = 25 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 99
5.3.9. LEnKF p = 11 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 101
5.3.10. LEnKF p = 11 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 102
5.3.11. LEnKF p = 11 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 104



XIII

5.3.12. LEnKF p = 11 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 105
5.3.13. LEnKF p = 6 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 107
5.3.14. LEnKF p = 6 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 108
5.3.15. LEnKF p = 6 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 110
5.3.16. LEnKF p = 6 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 111
5.3.17. LEnKF p = 4 % alpha = 1,02 . . . . . . . . . . . . . . . . . . . . 113
5.3.18. LEnKF p = 4 % alpha = 1,04 . . . . . . . . . . . . . . . . . . . . 114
5.3.19. LEnKF p = 4 % alpha = 1,06 . . . . . . . . . . . . . . . . . . . . 116
5.3.20. LEnKF p = 4 % alpha = 1,08 . . . . . . . . . . . . . . . . . . . . 117

6. Conclusions 119

Bibliografía 121





XV

Índice de figuras

2.1. Premisas iniciales de Asimilación . . . . . . . . . . . . . . . . . . . . . . 3
2.2. Inferencia Bayesiana . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
2.3. Modelo de predictivo basado en las observaciones . . . . . . . . . . . . 5
2.4. Asimilación secuencial de Datos . . . . . . . . . . . . . . . . . . . . . . 7
2.5. Etiquetado . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
2.6. Localización . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
2.7. Dominios locales para diferentes radios de influencia r. . . . . . . . . . 13
2.8. Componentes del modelo para algunas resoluciones espectrales . . . . 15

4.1. AMLCS-main . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
4.2. Paquete data . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20
4.3. Paquete AMLCS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22





XVII

Índice de cuadros

2.1. Variables físicas del modelo AT-GCM Speedy . . . . . . . . . . . . . . . 14

5.1. Parámetros utilizados en los experimentos . . . . . . . . . . . . . . . . 25
5.2. Nivel Superficie Temperatura . . . . . . . . . . . . . . . . . . . . . . . . 26
5.3. Nivel Superficie componente V del viento . . . . . . . . . . . . . . . . . 27
5.4. Nivel Superficie componente U del viento . . . . . . . . . . . . . . . . . 28





XIX

Lista de Abreviaciones

EnKF Ensemble Kalman Filter
LEnKF Local Ensemble Kalman Filter
LETKF Local Ensemble Transform Kalman Filter
SPEEDY Simplified Parameterizations, privitivE-Equation DYnamics
NOAA National Oceanic and Atmospheric Administration
NCAR National Center for Atmospheric Research





XXI

Lista de Simbolos

δ Error del modelo
M Numero de observaciones en una ventana de tiempo
ϵ Error de las observaciones
L(·, ·) Vecindad
B Matriz de covarianza de fondo
R Matriz de covarianza de las observaciones
A Matriz de covarianza del análisis
H Operador Observacional
H Operador observacional linealizado
⟨·⟩ Esperado





XXIII

A mis compañeros, profesores y todos aquellos que me
apoyaron, gracias. . .





1

Capítulo 1

Introducción

La Predicción Numérica del Clima es de gran relevancia en la actualidad, ya que
nos permite modelizar la dinámica y evolución del clima global y local en una ven-
tana de tiempo determinada, lo cual es fundamental en la prevención de desastres
naturales, así como en la planificación agronómica, entre otras áreas de interés. Para
realizar dichas previsiones, podemos utilizar Modelos de Circulación Global Atmos-
férica (AT-GCM) que son una discretización de un sistema de ecuaciones dinámicas
que describe la física y dinámica atmosférica.(Hurrell, Deser y Phillips, 2019; Teixei-
ra et al., 2014; Bauer, Thorpe y Brunet, 2015; Lorenc, 1986). Pero incluso los mejores
modelos tienen incertidumbre asociada a sus estimaciones (ruido en la fuente de
la observación, condiciones iniciales incorrectas, representación computacional, co-
nocimiento incompleto sobre las leyes que rigen la dinámica del sistema, etc.), ya
que es imposible capturar toda la variabilidad de los fenómenos de la vida real, es
decir, cierto nivel de error está asociado al modelo y a la compleja dinámica de los
fenómenos. (Liu et al., 2019; Verstraete, Aghezzaf y Desmet, 2020). Para mejorar la
calidad de esas previsiones, podemos emplear técnicas de asimilación de datos que
nos permitan gestionar esa incertidumbre y producir mejores estimaciones del es-
tado futuro, dada la dinámica del sistema (Ott et al., 2004a; Saetrom y Omre, 2013;
Kwiatkowski y Mandel, 2015; Wikle y Berliner, 2007) y las observaciones.

La estructura de esta propuesta es la siguiente, en la sección 2 se discuten temas
relacionados con la Asimilación de Datos en métodos basados en conjuntos y su
formulación, así como una breve descripción del modelo SPEEDY, en la sección 3
se detallan los resultados esperados de esta investigación y se establece el objetivo
de la misma, En la sección 4 se presenta el método propuesto, el funcionamiento
del paquete de descarga de datos que inyecta observaciones reales al modelo AT-
GCM, finalmente en ls sección 5 se presentan experimentos numéricos utilizando
el Modelo de Circulación General Atmosférica SPEEDY; se comparan los resultados
de la implementación propuesta frente a los obtenidos por las formulaciones de la
literatura. Finalmente, en la sección 6 se presentan las conclusiones.
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Capítulo 2

Marco Teórico

2.1. Asimilación de datos

En esta sección, presentamos una formulación del problema de asimilación de
datos, en un marco bayesiano.

(A) Componentes del
Modelo

(B) Observaciones

FIGURA 2.1: Premisas iniciales de Asimilación

Dado un modelo matemático o físico M(xk) donde xk+1 = M(xk)tk→tk+1 , donde
M es una discretización no lineal de los fenómenos reales (2.1a) que puede evolu-
cionar dinámicamente en el tiempo, podemos prever el estado futuro del sistema
(xk+1, también conocido como realización de modelos).

Estas previsiones se ven afectadas por su naturaleza caótica y estocástica, por lo
que, incluso con unas condiciones iniciales perfectas, el sistema puede divergir de la
realidad en unos pocos pasos de ejecución libre por numerosas razones, como ya se
ha mencionado.

Además, tenemos algunas observaciones con ruido del estado del sistema, no-
tadas como yk, normalmente desde satélites o sensores. Teniendo en cuenta que no
todos los componentes observados coinciden con los componentes del modelo (co-
mo en 2.1b).

Con ese modelo y las observaciones, podemos obtener una mejor estimación del
estado futuro mezclando esas dos fuentes en una nueva. Este proceso también se
conoce como inferencia. Formalmente, tenemos:

xk+1 = M(xk)tk→tk+1 + δ (2.1)

Donde δ es el error del modelo computacional y se supone insesgado (⟨δ⟩ = 0).
A esta realización del modelo la llamamos background, que será utilizado como Prior
para estimar el estado futuro del sistema. Las observaciones pueden representarse
mediante y = H(x) + ϵo donde ϵo es un término estocástico (error de observación) y
el operador observacional H(x) : Rn×1 → Rm×1 que mapea desde el espacio de los
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estados al espacio de las observaciones. Las observaciones se asimilan al pronóstico
del modelo (background) por inferencia, utilizando el teorema de Bayes (Chen, 2003;
Vetra-Carvalho et al., 2018):

P(x|y) = P(x) · P(y|x)
P(y)

(2.2)

Donde:

P(x) conocimiento previo sobre el estado del sistema (Prior).

P(y|x) = L (x|y) cuantifica la distribución de los errores de las observaciones.

P(y) =
∫
P(y|x) · P(x)dx es una constante normalizadora.

P(x|y) da la estimación actualizada del estado verdadero, también llamada
Posterior

Suponiendo que ambos se distribuyen normalmente. Esto nos da la mejor esti-
mación (estado óptimo) x∗, basado en las observaciones yk y la realización del mo-
delo xb

k

FIGURA 2.2: Inferencia Bayesiana

Esto se conoce como asimilación de datos: el proceso por el cual una previsión
numérica imperfecta xb

k se ajusta en función de las observaciones ruidosas reales yk
(Nino-Ruiz, 2018; Nino-Ruiz, Cheng y Beltran, 2018), donde xb

k ∈ Rn×1 y yk ∈ Rm×1

son el estado de fondo (background) y las observaciones en el paso k, para 0 ≤ k ≤ M,
donde, n es el tamaño del modelo o resolución del modelo, m denota el número de
observaciones por paso de asimilación y M es el tamaño de la ventana de asimilación
(el número de veces en que se dispone de observaciones).
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(D) y =
H(x) + ε

FIGURA 2.3: Modelo de predictivo basado en las observaciones

Mediante esta técnica, y el supuesto de gaussianidad, se obtiene una fórmula
cercana para minimizar P(x|y) i.e, minimizar la diferencia entre las observaciones
y las predicciones, ya se conoce. Llamamos a esta estimación Analysis. En este con-
texto, resolvemos el problema inverso, en el que utilizamos las observaciones para
estimar la mejor condición inicial, que minimiza el error. Recordemos la ecuación
2.2 se utiliza para cuantificar la incertidumbre en nuestro modelo (Berger y Smith,
2019) mediante la actualización de los modelos. Al realizar estas actualizaciones,
esperamos realizar pequeñas actualizaciones en las previsiones del modelo. Si las
actualizaciones difieren demasiado de la previsión, podemos sospechar que el mo-
delo no está funcionando como se esperaba. Podemos realizar esas actualizaciones
utilizando dos enfoques:

2.1.1. Asimilación Variacional de Datos

Dadas las múltiples observaciones, podemos asimilarlas en un solo paso de asi-
milación. El resultado posterior viene dado por

P
(

x0| {yk}M
k=0

)
∝ P (x0) ·

M

∏
k=0

L (xk|yk) (2.3)

Y el proceso de optimización se realiza en una sola toma.

xa
0 = arg máx

x0
P
(

x0| {yk}M
k=0

)
(2.4)
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(A) Ob-
serva-

ciones

(B) Esti-
mación

(C)
Analy-

sis

Teniendo J (x) como (Lorenc, 2003b; Lorenc, 2003a):

J (x0) =
∥∥∥x0 − xb

0

∥∥∥2

B−1
0

+
M

∑
k=0

∥yk −Hk (xk)∥2
R−1

k
, (2.5)

Para resolver este problema de optimización, se requiere el uso de Adjoints que
son computacionalmente caros de calcular y complejos, más aún, de validar. Por lo
cual se usa la asimilación de datos secuencial.

2.1.2. Asimilación Secuencial de Datos

Teniendo la ecuación 2.2, se puede decir que:

P(x|y) ∝ P(x) · P(y|x) (2.6)

Esto significa que las actualizaciones del estado del modelo se realizan a medida
que las observaciones están disponibles, y luego, se propaga la estimación. Recor-
demos la suposición gaussiana que hicimos, el Analysis xa

k se calcula resolviendo el
siguiente problema de optimización

xa = arg máx
x

P (x|y) . (2.7)

Con:

x ∼ N
(

xb , B
)

, (2.8)

y ∼ N (H(x), R) (2.9)

y errores:

δ ∼ N (0 , B) , (2.10)
ϵ ∼ N (0, R) (2.11)

Donde B ∈ Rn×n es la matriz de covarianza del error de fondo, y R ∈ Rm×m es la
matriz de covarianza del error de las observaciones. Poniendo todo esto junto, nos
queda:
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P(x) =
1

(2π)n/2 · |B|(1/2)
· exp

(
−1

2
· ||x − xb||2B−1

)
∼ exp

(
(x − xb)T · B−1 · (x − xb)

) (2.12)

P(y|x) = 1
(2π)m/2 · |R|(1/2)

· exp
(
−1

2
· ||y −H(x)||2R−1

)
∼ exp

(
(y −H(x))T · R−1 · (y −H(x))

) (2.13)

Usando las ecuaciones 2.12 y 2.13 podríamos reescribir la ecuación 2.6 como
P(x|y) ∼ exp(−J (x)) donde J (x) es:

J (x) =
1
2
· ||x − xb||2B−1 +

1
2
· ||y −H(x)||2R−1 (2.14)

Convirtiendo el problema de optimización de la ecuación 2.7 en:

xa = argmax
x

P(x|y) = argmax
x

J (x) (2.15)

Una vez resuelto este problema, la moda posterior de la distribución de errores
puede calcularse como:

xa = xb + A · HT · R−1 ·
[
y − H · xb

]
∈ Rn×1 (2.16)

En el cual H′(x) ≈ HT ∈ Rn×m es un operador lineal observacional (with H(x) ≈
H(xb) + H ·

[
x − xb

]
). La matriz de covarianza del análisis A queda como,

A =
[
B−1 + HT · R−1 · H

]−1
∈ Rn×n (2.17)

Resolver el problema de optimización dado en la ecuación cuadrática descrita en
2.14 es equivalente a resolver el problema de Interpolación Óptima en una dimen-
sión(Barker et al., 2004).

FIGURA 2.4: Asimilación secuencial de Datos
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2.1.3. Ensemble Kalman Filter

Si se tiene un modelo M con 106 componentes, para calcular B se tendrian , en
el peor de los casos, una complejidad de O(n3) y un espacio de memoria de 8Tb.
Podemos ver que, a medida que el modelo crece en tamaño, es más inviable el cálcu-
lo explícito de esta matriz (Pourahmadi, 2011; Fan, Liao y Liu, 2016). Además, para
resolver la ecuación 2.4 requerimos el uso de Adjoints y el cálculo del modelo Tan-
gente, que son laboriosos y costosos computacionalmente (Gustafsson y Bojarova,
2014; Stengel et al., 2009). Así que, para tratar esto, consideremos N realizaciones del
modelo de un estado inicial con una pequeña perturbación, que se llamará Miembros
del conjunto, y estimamos la matriz de covarianza y su inversa o Matriz de precisión.
Evitando así resolver el modelo Tangente o utilizar Adjoints (Kalnay, 2002). En el
contexto del EnKF, se utiliza un conjunto de realizaciones del modelo, (Houtekamer
y Mitchell, 1998; Stroud, Katzfuss y Wikle, 2018).

El filtro de Kalman, propuesto por primera vez en (Kalman, 1960; Kalman y Bucy,
1961) como resultado de la teoría de control, proporciona una descripción matemá-
tica del problema de asimilación, pero sufre de inconvenientes el Ensemble Kalman
Filter (EnKF) trata de resolver (Evensen, 1994; Ito et al., 2016). Al igual que antes,
el supuesto de gaussianidad debe cumplirse, para que el proceso de asimilación de
datos sea significativo, y la predicción es la media de la posterior, y los momentos de
la función de densidad de probabilidad gaussiana se estiman a partir de conjuntos
de pequeño tamaño respecto a las dimensiones del espacio de estados (Nino Ruiz,
Sandu y Anderson, 2014; Godinez y Moulton, 2012)

La popularidad del EnKF viene dada por su sencilla formulación y su relativa
facilidad de aplicación (Lorenc, 2003b; Gillijns et al., 2006).En el EnKF, un conjunto
de realizaciones del modelo N,

Xb =
[
xb[1], xb[2], . . . , xb[N]

]
∈ Rn×N , (2.18)

Donde xb[i]
k ∈ Rn×1 se refiere al i-esimo miembro del conjunto, para 1 ≤ i ≤ N, en

el momento k, para 0 ≤ k ≤ M. Utilizamos este conjunto para estimar la distribución
de errores a priori,

x ∼ N
(

xb, B
)

a través de los momentos empíricos del conjunto, en el que la media del conjunto
es:

xb ≈ xb =
1
N

·
N

∑
e=1

xb[e] ∈ Rn×1 , (2.19)

B ≈ Pb =
1

N − 1
· ∆X · ∆XT ∈ Rn×n , (2.20)

Donde ∆X ∈ Rn×N es la matriz de desviaciones de los miembros dada por,

∆X = Xb − xb · 1T
N . (2.21)

El paso de asimilación se realiza en realidad en el espacio abarcado por los miem-
bros del conjunto, ya que esta es toda la información que realmente tenemos del mo-
delo numérico. Cualquier elemento del espacio del conjunto puede escribirse como
sigue:

x = xb + ∆X · α , (2.22)
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El proceso de asimilación puede realizarse de la siguiente manera:

Xa = Xb + K · D ∈ Rn×N , (2.23)

K se conoce como la ganancia de Kalman, C se conoce como la Matriz de la Inno-
vación y D ∈ Rm×N es la matriz de innovaciones sobre las observaciones sintéticas:

K = Pb · HT · C−1 ,

C =
[
R + H · Pb · HT

]
,

D = y · 1T
N − H · Xb + E , (2.24)

en el que las columnas de E ∈ Rm×N son muestras de una distribución normal
de media cero con una matriz de covarianza de datos y errores R ∈ Rm×m (Dovera
y Della Rossa, 2011; Abaza et al., 2017).

Obteniendo como solucion alternativa:

Xa = Xb +
[
B−1 + HT · R−1 · H

]−1
· HT · R−1 · D

Xa =
[
B−1 + HT · R−1 · H

]−1
·
[
B−1 · Xb + HT · R−1 · Y

]
Una forma eficiente de calcular esas actualizaciones es la siguiente,

Xa = Xb + Z ∈ Rn×N , (2.25)

Donde Z ∈ Rn×N se puede obtener mediante la solución del sistema lineal de
ecuaciones, [

[B]−1 + HT · R−1 · H
]
· Z = HT · R−1 · ∆Y (2.26)

Ensemble Kalman Filter basado en la descomposicion de Cholesky Modificada

Otra implementación eficiente es un Filtro Kalman Ensemble basado en una des-
composición Cholesky modificada (EnKF-MC). Esta implementación utiliza el con-
cepto de predecesores espaciales para obtener estimadores dispersos de las matrices
de precisión (Levina, Rothman, Zhu et al., 2008). Los predecesores del componente i
del modelo, a partir de ahora Π(i, r), para 1 ≤ i ≤ n y un radio de influencia r ∈ Z+,
vienen dadas por el conjunto de componentes cuyas etiquetas son menores que la
del i-ésimo.

Esta idea se explota en la formulación EnKF propuesta en (Nino-Ruiz, Sandu
y Deng, 2017; Nino-Ruiz, Sandu y Deng, 2018) donde se emplea el siguiente estima-
dor para aproximar la matriz de precisión (Bickel, Levina et al., 2008)

B̂−1 = LT · D−1 · L ∈ Rn×n , (2.27)

Donde L ∈ Rn×n es una matriz triangular inferior unitaria, yD ∈ Rn×n es una
matriz diagonal.

donde el factor Cholesky Lk ∈ Rn×n es una matriz triangular inferior,

{Lk}i,v =


−βi,v,k , v ∈ P(i, r)
1 , i = v
0 , otros casos

, (2.28)
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cuyos elementos triangulares inferiores estrictos βi,v,k se obtienen ajustando los
parámetros de diferentes modelos dados por,

xT
[i]k

= ∑
v∈P(i, δ)

βi,v,k · xT
[v]k

+ γik ∈ RN×1 , 1 ≤ i ≤ n , (2.29)

Donde xT
[i]k

∈ RN×1 denota la i-ésima fila (componente del modelo) del conjunto,

componentes del vector γik ∈ RN×1 son muestras de una distribución normal con
media cero y varianza desconocida σ2

k , y Dk ∈ Rn×n es una matriz diagonal cuyos
elementos diagonales son los siguientes

{Dk}i,i = v̂ar

(
xT
[i]k

− ∑
v∈P(i, δ)

βi,v,k · xT
[j]k

)−1

≈ var (γik)
−1 =

1
σ2

k
> 0 ,

con {Dk}1,1 = v̂ar
(

xT
[1]k

)−1
,

Donde var(•) y v̂ar(•) denotan las varianzas real y empírica, respectivamente. En
Dk se almacenan los residuos del modelo de regresión que hemos utilizado. La es-
tructura de L puede ser dispersa, lo que implica un gran ahorro en términos de uso
de memoria en las configuraciones actuales de asimilación de datos operativas en
las que n puede ser muy grande. Además, B̂−1 puede ser representado en términos
de sus factores de Cholesky y por lo tanto, se pueden derivar maneras eficientes de
calcular el conjunto Nino Ruiz, Sandu y Anderson, 2014.

En este contexto, el conjunto posterior se calcula como sigue:

Xa = Xb + Â · ∆Y ∈ Rn×N , (2.30)

donde la matriz de covarianza del error de análisis dice

Â =
[
B̂−1 + HT · R−1 · H

]−1
∈ Rn×n , (2.31)

Usando identidades algebraicas podemos obtener:

B̂ = L−1 · D · L−T ∈ Rn×n ,

La estructura tanto de B̂ como de B̂−1 está estrictamente relacionada con la es-
tructura dispersa de L, por lo que podemos aprovechar para obtener ambas sin su
cómputo explícito, que es prohibitivo en contextos de mayor dimensión.

Local Ensemble Kalman Filter

Para reducir los efectos del ruido de muestreo, se proponen técnicas de locali-
zation, tales métodos tratan las correlaciones espurias que podrían desarrollarse en
el proceso de asimilación. (Houtekamer y Mitchell, 1998; Anderson, 2001; Buehner,
2011; Kondo y Miyoshi, 2016). Estas técnicas se basan en funciones de localización
que definen la longitud de localización. En estos métodos, para cada componente
del modelo 1 ≤ i ≤ n , se define una vecindad P(i , δ) basada en algún etiquetado
de los componentes del modelo y un radio de influencia r ∈ R+ (Nino-Ruiz, Sandu
y Deng, 2018), por lo tanto,
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j ∈ P(i, r) ⇔ d
(
xi, xj

)2 ≤ r2, y j < i , (2.32)

Donde d(•, •) denota una función de distancia. En la práctica, este etiquetado
puede hacerse de muchas maneras diferentes, siendo la más común la de fila mayor
y columna mayor. Esta definición se aplica para descartar componentes muy distan-
ciados que no están relacionados, según los supuestos del modelo. De este modo,
se impone una estructura matricial dispersa de la matriz de covarianza estimada.
Esta técnica se basa en un conocimiento previo de la estructura de la covarianza. Por
ejemplo, la distancia geográfica podría hacernos creer que los componentes distantes
no están correlacionados.

FIGURA 2.5: Etiquetado

Una forma tradicional de conseguirlo es utilizando el producto de Schur denota-
do por ◦. Dada la matriz Λ̂, que se define por

{
Λ̂
}

i,j
= exp

(
−1

2
· d (i, j)2

r2

)
, para 1 ≤ i, j ≤ n , (2.33)

Podemos localizar Pb aplicando

P̃b = Λ̂ ◦ Pb ∈ Rn×n , (2.34)

La función de distancia suele ser la distancia euclidiana. Este enfoque filtra las
correlaciones espurias de largo alcance.
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(A) Pb (B) L

(C) P̃b

FIGURA 2.6: Localización

La selección correcta del radio de influencia es el núcleo en esta técnica, ya que un
rango de influencia amplio significaría que mantenemos esas correlaciones espurias,
pero si es demasiado corto, entonces las correlaciones dinámicas podrían perderse.
En la práctica, los métodos de localización se utilizan comúnmente para aumentar
artificialmente el rango de Pb y para mitigar el impacto de las correlaciones espurias
durante los pasos del análisis (Hamill, Whitaker y Snyder, 2001). Estos métodos de
localización pueden ser: localización de la matriz de covarianza (B-localizacion) (Lei,
Whitaker y Bishop, 2018), localización de dominios, y localización de observaciones
(R-localizacion) (Anderson, 2001; Han, Zhang y Sun, 2018; Anderson, 2019).

También podemos pensar en una localización espacial en la que cada componen-
te está rodeada por una caja local, y para cada caja local realizamos una asimilación
local con toda la información contenida en ella, luego mapeada de nuevo al dominio
global donde se realiza el análisis. Un ejemplo en 2D se puede ver en 2.7 donde el
punto rojo es el componente y el cuadrado rojo son los componentes vecinos.
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(A) r = 1 (B) r = 2

(C) r = 3

FIGURA 2.7: Dominios locales para diferentes radios de influencia r.

El local ensemble Kalman filter (LEnKF) (Ott et al., 2004b; Tong, 2018) explota
la información local a través de una longitud de radio δ para mitigar el impacto
de las correlaciones espurias. Equivale a aplicar las ecuaciones EnKF (2.23) a cada
componente del modelo dentro de su correspondiente caja local.

Local Ensemble transform Kalman Filter

Otros métodos deterministas, como el filtro de Kalman de transformación de
conjunto local (LETKF). El Filtro de Kalman de Transformación Local de Conjuntos,
una formulación determinista del EnKF funciona utilizando esta técnica de locali-
zación, y ha sido ampliamente utilizado en los centros de asimilación de datos ope-
racionales (Hunt, Kostelich y Szunyogh, 2007; Tippett et al., 2003). La media de la
distribución de análisis se estima en el espacio del ensemble de la siguiente manera,
evitando el uso de datos sintéticos para evitar inducir más error de muestreo duran-
te los pasos de asimilación. En la formulación global del LETKF, el modo posterior
se calcula como sigue:

xa = xb + ∆Xb ·
[
(N − 1) · I + QT · R−1 · Q

]−1
· QT · R−1 ·

[
y − H · xb

]
∈ Rn×1 ,

(2.35a)
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Donde Q = H · ∆X ∈ Rm×N . El conjunto posterior se construye entonces sobre
(2.35a) como sigue:

Xa = xa · 1T + ∆X ·
[
(N − 1) · I + QT · R−1 · Q

]−1/2
. (2.35b)

De forma similar al LEnKF, el conjunto de ecuaciones (2.35) se aplica a cada compo-
nente del modelo dentro de su caja local.

El paso de asimilación se aplica a cada componente del modelo para un radio
de influencia determinado r, con el que se obtendrá el estado de análisis global.
Dado que el cálculo más costoso es la inversión de P̃a, el esfuerzo computacional del
LETKF se lee,

O
(

φ · n · N3) ,

donde φ denota el tamaño de las cajas locales.

2.2. Numerical Model SPEEDY

Los experimentos se realizan utilizando el Simplified Parameterizations, privitivE-
Equation DYnamics model (SPEEDY) (Molteni, 2003a; Bracco et al., 2004). El mode-
lo SPEEDY es un modelo de circulación general atmosférica (AT-GCM) que imita el
comportamiento de la atmósfera en ocho niveles de presión (Miyoshi, 2011): 30mb,
100mb, 200mb, 300mb, 500mb, 700mb, 850mb, y 925mb.Por defecto, este modelo em-
plea una resolución espectral T-30 (96 componentes zonales y 48 meridionales) en
ocho capas numéricas Molteni, 2003b; Kucharski, Molteni y Bracco, 2006 pero, esta
resolución puede ser modificada, por ejemplo, para utilizar T-21 (32 × 64 compo-
nentes de la red), T-47 (72 × 144), T-63 (96 × 192) y T-103 (160 × 320), cada uno con
8 capas numéricas. Este modelo implementa una integración de salto de dos pasos
y los componentes de la malla espacial se muestran en la figura 2.8 para una sola
capa y diferentes resoluciones numéricas. Para todas las resoluciones del modelo,
las variables físicas se detallan en la Tabla 2.1 con sus correspondientes unidades y
el número de capas numéricas.

Nombre Notación Unidad Numero de Niveles
Temperatura T K 8

Componente Zonal del Viento u m/s 8
Componente Meridional del Viento v m/s 8

Humedad Especifica Q g/kg 8
Presión P hPa 1

CUADRO 2.1: Variables físicas del modelo AT-GCM Speedy .
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(A) T-21 (B) T-30 (C) T-47

FIGURA 2.8: Componentes del modelo para algunas resoluciones es-
pectrales

La resolución del modelo T-21 (32 × 64 componentes de malla) es la utilizada
para la discretización espacial horizontal en estos experimentos. Cinco variables del
modelo forman parte del proceso de asimilación: la temperatura (K), las componen-
tes del viento zonal y meridional (m/s), la humedad específica (g/kg) y la presión
superficial (hPa). El número total de componentes del modelo es n = 67,584. El
número de miembros del conjunto es de N = 80 para todos los escenarios. El espa-
cio de estados del modelo es aproximadamente 844 veces mayor que el número de
miembros del conjunto (n ≫ N), lo cual es muy común en los escenarios operativos
de DA. A continuación se describen otros detalles de la configuración experimental,
algunos de los cuales son similares a los detallados en (Miyoshi, Kondo e Imamura,
2014):

Partiendo de un sistema en equilibrio, el modelo se integra durante un largo
período de tiempo para obtener una condición inicial cuya dinámica es consis-
tente con la del modelo SPEEDY.

La condición inicial se perturba N veces y se propaga durante un largo período
de tiempo a partir del cual se obtiene el conjunto inicial de fondo.

Empleamos la trayectoria de la condición inicial como la de referencia. Esta
trayectoria de referencia sirve para construir observaciones sintéticas.

Dejamos las desviaciones estándar de los errores en las observaciones como

• Temperatura 1 K.

• Componente del viento zonal 1 m/s.

• Componente del viento meridional 1 m/s.

• Humedad específica 10−3 g/kg.

• Presión 100 hPa.

Los experimentos se realizan bajo supuestos de modelo perfecto.

El número de pasos de asimilación se lee M = 30.

Las diferentes formulaciones de EnKF se implementaron utilizando Python y
bibliotecas especializadas como scipy, numpy y NetCDF, con los parámetros utiliza-
dos δ, p y α. Donde δ son los radios de influencia, p es el operador observacional, el
que determina el peso de las observaciones y α es la influencia. Consideramos redes
observacionales dispersas y variamos el radio de influencia y la inflación para las
formulaciones mencionadas anteriormente (EnKF-MC, LETKF, LEnKF), y para cada
una de ellas, realizamos la asimilación teniendo en cuenta el paso Leapfrog (Leap) y
asimilamos utilizando sólo el estado observado (NoLeap).
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Capítulo 3

Objetivos

3.1. Planteamiento del problema

Teniendo en cuenta investigaciones anteriormente mencionadas, podemos des-
tacar los siguientes problemas:

Alta demanda computacional para realizar simulaciones meteorológicas.

Alta sensibilidad a ruido de muestreo en metodos basados en conjuntos.

Los datos reales que ajusten exactamente a la resolución de un modelo son
difíciles de obtener.

Debido a la alta complejidad computacional de los modelos replicar pruebas
con diferentes modelos se vuelve muy complejo.

El acceso rápido o en tiempo real a los datos meteorológicos en Colombia es
difícil. Los datos comúnmente son obtenidos mediante peticiones a agencias
como INVEMAR e IDEAM los cuales son cargados mensualmente.

No existen suficientes modelos que permitan estimar componentes meteoroló-
gicas en Colombia lo que dificulta comprender mayormente nuestro ecosiste-
mas.

3.2. Contribuciones Esperadas

Las contribuciones que se esperan obtener en esta propuesta son:

Comparar las diferentes implementaciones del EnKF en cuestiones de tiempo
y resultados.

Implementar una forma sencilla de modificar el modelo numérico, asi como
las herramientas de captura de datos.

Desarrollar una herramienta que permita obtener datos con poco retraso desde
la NCAR para la resolución de malla especificada.

3.3. Objetivos

3.3.1. Objetivo General

Comparar resultados de diferentes formulaciones eficientes de métodos basados
en conjuntos para asimilación secuencial de datos reales ajustados a la resolución de
la malla.
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3.3.2. Objetivos Específicos

1. Diseñar e implementar herramienta de captura y redimensionado de datos
reales para modelo SPEEDY.

2. Probar diferentes implementaciones de asimilación secuencial de datos con da-
tos reales redimensionados a la resolución de una malla.

3. Validar las formulaciones a través de métricas de la literatura especializada.

3.4. Metodología

En esta sección, describimos brevemente los pasos para lograr los objetivos de la
Sección 3.3.

1. Para diseñar e implementar herramienta de captura y redimensionado de da-
tos reales para modelo SPEEDY.

Los datos son descargados mediante una petición FTP a la pagina de la
NCAR descargando datos utilizados para entrenamientos de un Modelo
Troposférico Global usado por la NCEP (National Centers for Environ-
mental Prediction). Basado en (Li et al., 2012)

Se redimensiona los datos a la resolución de la malla especificada para el
modelo usando interpolación lineal.

Los datos son organizados como observaciones y condiciones iniciales
para la ventana de tiempo de los últimos 3 meses.

2. Probar diferentes implementaciones de asimilación secuencial de datos con da-
tos reales redimensionados a la resolución de una malla.

3. Validar las formulaciones a través de métricas de la literatura especializada.
Para validar los métodos de asimilación utilizados en este modelo.

Se compara el error entre las observaciones reales y los datos predichos
por el modelo a partir de una condición inicial real. (Conway et al., 1994)
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Capítulo 4

Implementación

4.1. Diseñar e implementar herramienta de captura y redi-
mensionado de datos reales para modelo SPEEDY

Para llevar a cabo este proceso de obtener los datos reales, redimensionarlos e
interpolarlos a las horas y resoluciones para la ejecución del modelo SPEEDY fue
necesario realizar los siguientes pasos:

4.1.1. Captura de datos reales

Inicialmente, se selecciono un repositorio web donde se pudiera realizar peti-
ciones seguidas sobre archivos que contengan la mayor cantidad de información
en el menor tiempo posible, para esto fue seleccionada el archivo de datos de in-
vestigación de la NCAR/UCAR con los datos brindados por la base de datos de
la NCEP FNL Operational Model Global Tropospheric Analyses (National Centers
for Environmental Prediction, National Weather Service, NOAA, U.S. Department
of Commerce, 2000).

Estos datos constan con caracteristicas que son utiles para esta implementación,
como lo son:

Datos reales alrededor del globo cada 6 horas, desde Julio de 1999.

Resolución espectral bastante fina, y punto por cada grado de latitud y longi-
tud (180 × 360).

Los análisis están disponibles en la superficie, en 26 niveles de presión obliga-
torios desde 1000 milibares hasta 10 milibares.

Los parámetros incluyen la presión en superficie, la presión a nivel del mar,
la altura geopotencial, la temperatura, la temperatura de la superficie del mar,
los valores del suelo, la cubierta de hielo, la humedad relativa y especifica, los
vientos en u y v, el movimiento vertical, la vorticidad y el ozono.

Los datos están en formato grib2 lo que los hace fácil de manejar y convertir
en NETCDF4.

Para la captura de estos datos es necesario, tener una cuenta creada en la pagi-
na de NCAR/UCAR.

Para esto se utiliza el paquete AMLCS-main que consta con el modelo y las tres
implementaciones del Ensemble Kalman Filter y el paquete data que es la imple-
mentación desarrollada para usar los datos reales en el modelo.
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FIGURA 4.1: AMLCS-main

Para la descarga de estos archivos se utilizo el archivo que brinda la pagina de la
NCAR para descargar los archivos que se seleccionen en Python, el cual fue modi-
ficado para descargar los archivos en las horas 00 y 06 de la fecha especificada (este
archivo fue nombrado download.py dentro del paquete data).

FIGURA 4.2: Paquete data

Todos los archivos descargados desde esta herramienta son almacenados en la
carpeta grib-data. Posteriormente, se ejecuta el archivo grib2speedy.py especificando la
fecha de los datos a seleccionar, esto teniendo en cuenta las variables utilizadas por
SPEEDY para su funcionamiento como lo son Temperatura, Presión en la superficie,
componente u, componente v del viento y humedad especifica
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4.1.2. Interpolación

Una vez se tienen seleccionada cada variable, se procede a hacer el redimensio-
nado de la malla y hallar la hora 01 para esto se hace uso de la interpolación cubica
y lineal respectivamente.

Redimensionado

Para el redimensionado en el archivo grib2speedy.py se tiene una función que con
la ayuda de la librería XArray, redimensiona la malla numérica de 180 × 360 a las
medidas T-21 del modelo SPEEDY 32 × 64 haciendo uso del método dataset.interp
que interpola la malla mediante una aproximación cubica. Guardando estos datos
en archivos de Numpy, por el nombre de la variable (variable.npy), recordando que
esto para las horas 00 y 06.

Hallar hora 01

En este paso se usa el archivo create_speedy_file.py , el cual dada una fecha y el
nombre del archivo (initial_condition.nc o reference_solution_i.nc donde i es el identifi-
cador del miembro del conjunto) realiza los pasos indicados previamente, luego de
esto realiza una interpolación lineal sencilla para hallar los valores de cada variable
en la hora 01 teniendo como datos iniciales las hora 00 y 01. Después de realizado
este paso, se procede a la creación del archivo con la estructura de los archivos de
SPEEDY, guardándolos en su formato respectivo (NETCDF4) y en la carpeta corres-
pondiente teniendo en cuenta el nombre del archivo.

Todo este proceso se puede automatizar ejecutando el archivo create_real_data.py
creando los archivos de las oluciones de referencia para cada paso de asimilación y
la condición inicial en sus respectivas carpetas para una ejecución para el día actual
en las horas 00 y 01.

4.2. Probar diferentes implementaciones de asimilación se-
cuencial de datos con datos reales redimensionados a la
resolución de una malla.

Una vez creado las soluciones de referencia para cada paso de asimilación reales
y la condición inicial real, se procede a ejecutar la preparación del modelo. En la cual
se crea la carpeta NLD_Paper y dentro de esta la carpeta t21_80_0.05_30 donde se
almacenan los datos de configuración y ejecución del modelo previamente configu-
rado, una vez realizado esto se cargan las soluciones de referencia para cada paso
de asimilación y condición inicial, luego se crea el conjunto o ensemble inicial y los
miembros de los conjuntos que se usaran en los pasos de asimilación. Para esto se
hará uso del paquete AML-CS mencionado en (Consuegra Ortega et al., 2021).
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FIGURA 4.3: Paquete AMLCS

Para esto se realizaran pruebas con las siguientes configuraciones, para las imple-
mentaciones de EnKF basado en la descomposición de Cholesky modificada, LEnKF
y LETKF. Guardando los resultados de cada ejecución para posteriormente ser ana-
lizados, tanto en tiempo de ejecución como en el error que hay entre las soluciones
de referencia para cada paso de asimilación y lo predicho por el modelo.

4.2.1. Ejecución de SPEEDY

Preparación del modelo

El paquete AMLCS consta de 2 archivos fundamentales para la ejecución de
SPEEDY usando (o no) asimilación de datos, los cuales son amlcs_pre.py y amlcs_da.py.

Configuración de preparación del modelo Para la configuración de prepara-
ción del modelo se usa el archivo amlcs_pre_t21.csv en el cual se especifica:

• Nens, define el número de miembros del ensemble a utilizar en el proceso
de asimilación.

• M, define la ventana de tiempo en la que se ejecutará el modelo.
• res_name, elige la resolución (o especificación) del modelo que se puede

utilizar.
• per, establece el valor de la perturbación para las observaciones.
• obs_steps, establece cuantas veces se tomarán las observaciones. Puede

ser horas, días o cualquier otra unidad del modelo.
• inisteps, esto se refiere al número de días a utilizar en la construcción de

las condiciones iniciales.
• initimes, se refiere al número de veces que se propagará la condición ini-

cial.
• syn_tests, establece si se utilizarán observaciones sintéticas o no (un boo-

leano).
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• f older_prep, la ruta en la que se colocará la inicialización. Puede ser abso-
luta o relativa.

• par define si los conjuntos pueden propagarse en paralelo durante su
construcción.

Ejecutar script de preparación Una vez configurado el archivo anterior, se eje-
cuta el archivo amlcs_pre.py el que se encarga de construir lo siguiente:

• Condición inicial del modelo (carpeta initial_condition)

• Ejecución libre del modelo sin Asimilación de datos (carpeta free_run)

• Solución de referencia para cada paso de asimilación (carpeta snapshots)

• Miembros del conjunto (carpeta ensemble_0)

• Archivos del modelo con sus respectivas configuraciones.

Ejecución del modelo con Asimilación de datos

Configuración de asimilación del modelo Para configurar el archivo amlcs_da_t21.csv
se debe tener en cuenta los siguientes parametros:

• r, el radio de influencia utilizado en el proceso de localización

• s, la escasez de observaciones.

• res_name, la resolución del modelo que ha sido compilada y ajustada pre-
viamente.

• method, el nombre del método, según el disponible.

• exp_settings, la ruta en la que se ha realizado el pretratamiento. Puede ser
relativa o absoluta.

• in f la, la inflación utilizada en el método (si se requiere)

• err_obs, el error en las observaciones de cada variable. Se utiliza para
construir R.

• La lista obs_plc denotan qué variables se observan en:

[u0, v0, T0, q0, ρ0, u1, v1, T1, q1, ρ1] ,

por ejemplo, una lista de la forma: [1 , 1 , 1 , 1 , 1 , 0 , 0 , 0 , 0 , 0] significa que
se observan todas las variables del primer paso (en el sentido de salto)

• list_snapshots, una lista elegida de momentos en el proceso de asimilación
para ser almacenada, guardando el Análisis y el fondo para cada uno.

• option_mask, cuál de los ajustes de localización se utilizará, con respecto
a lo mencionado en la sección anterior.

Ejecutar script del modelo con asimilación de datos Este módulo produce los
resultados de la asimilación para una configuración determinada, creando:

• Ejecución libre del modelo (sin DA).

• Condición inicial utilizada.

• Los errores para cada variable y para cada nivel, en su respectivo archivo
CSV.

• Solución de referencia utilizada.
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• Las instantáneas para cada tiempo en list_snapshots.

Una vez construida la configuración experimental, estamos listos para probar
los métodos de asimilación de datos. Como hemos mencionado antes, en este
paquete se utilizan tres métodos secuenciales: LEnKF, LETKF y EnKF-MC.
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Capítulo 5

Resultados

Los resultados obtenidos en la ejecución del modelo SPEEDY fueron obtenidos
con la siguiente configuración y sus distintas combinaciones, esto teniendo en cuenta
que para cada predicción del modelo se uso datos reales, obtenidos de la pagina web
de la NCAR.

Los parámetros utilizados son los indicados en la tabla 5.1

Parámetros Valores
δ 1
p 100 %,25 %,11 %,6 %,4 %
α 1.02,1.04,1.06,1.08

CUADRO 5.1: Parámetros utilizados en los experimentos

Donde δ son los radios de influencia, p es el operador observacional, el que de-
termina el peso de las observaciones y α es la influencia.

A continuación se muestran gráficas a nivel global de la diferencia entre lo pre-
dicho por el modelo, usando el método de asimilación mencionado (con la parame-
trización correspondiente) y los datos reales observados.
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P a Metodo Asimilacion Predicho Observado

100

1.02
EnKF 196.587466 206.417383
LETKF 201.950946 210.333133
LEnKF 215.948973 222.419507

1.04
EnKF 180.434960 194.134779
LETKF 201.950946 210.333133
LEnKF 215.948973 222.419507

1.06
EnKF 168.061928 185.841462
LETKF 201.950946 210.333133
LEnKF 215.948973 222.419507

1.08
EnKF 158.586618 180.510092
LETKF 201.950946 210.333133
LEnKF 215.948973 222.419507

11

1.02
EnKF 1278.749364 1245.282725
LETKF 487.302564 487.803084
LEnKF 1259.160822 1234.650558

1.04
EnKF 1690.321243 1631.910018
LETKF 487.302564 487.803084
LEnKF 1259.160822 1234.650558

1.06
EnKF 2293.126996 2192.649841
LETKF 487.302564 487.803084
LEnKF 1259.160822 1234.650558

1.08
EnKF 3205.281702 3028.983424
LETKF 487.302564 487.803084
LEnKF 1259.160822 1234.650558

25

1.02
EnKF 1664.815292 1611.908754
LETKF 457.041578 458.170030
LEnKF 1670.990508 1638.634431

1.04
EnKF 2286.061498 2191.092349
LETKF 457.041578 458.170030
LEnKF 1670.990508 1638.634431

1.06
EnKF 3206.386843 3048.221588
LETKF 457.041578 458.170030
LEnKF 1670.990508 1638.634431

1.08
EnKF 4579.865026 4319.782901
LETKF 457.041578 458.170030
LEnKF 1670.990508 1638.634431

4

1.02
EnKF 787.586615 778.004703
LETKF 496.437040 496.581468
LEnKF 870.671082 858.208413

1.04
EnKF 960.262177 933.537273
LETKF 496.437040 496.581468
LEnKF 870.671082 858.208413

1.06
EnKF 1234.865856 1166.289203
LETKF 496.437040 496.581468
LEnKF 870.671082 858.208413
EnKF 835.008822 812.117905

1.08
EnKF 1683.444635 1531.357016
LETKF 496.437040 496.581468
LEnKF 870.671082 858.208413

6

1.02
EnKF 835.008822 812.117905
LETKF 496.393236 496.667490
LEnKF 986.419519 968.129072

1.04
EnKF 1070.149382 1014.878959
LETKF 496.393236 496.667490
LEnKF 986.419519 968.129072

1.06
EnKF 1516.239956 1399.868390
LETKF 0.000000 0.000000
LEnKF 986.419519 968.129072

1.08
EnKF 2295.923665 2079.633459
LETKF 496.393236 496.667490
LEnKF 986.419519 968.129072

CUADRO 5.2: Nivel Superficie Temperatura
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P a Metodo Asimilacion Predicho Observado

100

1.02
EnKF 353.364343 365.208414
LETKF 357.916263 366.402133
LEnKF 363.298993 369.682731

1.04
EnKF 342.108507 361.637186
LETKF 357.916263 366.402133
LEnKF 363.298993 369.682731

1.06
EnKF 330.584341 359.372467
LETKF 357.916263 366.402133
LEnKF 363.298993 369.682731

1.08
EnKF 319.443958 358.350652
LETKF 357.916263 366.402133
LEnKF 363.298993 369.682731

11

1.02
EnKF 455.507861 456.622574
LETKF 455.413098 456.144702
LEnKF 456.108728 456.659985

1.04
EnKF 455.530782 457.589960
LETKF 455.413098 456.144702
LEnKF 456.108728 456.659985

1.06
EnKF 456.757865 460.028793
LETKF 455.413098 456.144702
LEnKF 456.108728 456.659985

1.08
EnKF 459.201892 465.222106
LETKF 455.413098 456.144702
LEnKF 456.108728 456.659985

25

1.02
EnKF 442.141168 444.578646
LETKF 440.191941 441.968887
LEnKF 443.368064 444.784337

1.04
EnKF 441.398839 445.049571
LETKF 440.191941 441.968887
LEnKF 443.368064 444.784337

1.06
EnKF 444.211518 449.276663
LETKF 440.191941 441.968887
LEnKF 443.368064 444.784337

1.08
EnKF 454.918903 460.304126
LETKF 440.191941 441.968887
LEnKF 443.368064 444.784337

4

1.02
EnKF 463.573643 463.862669
LETKF 464.145204 464.381631
LEnKF 464.046069 464.179554

1.04
EnKF 463.416251 463.964003
LETKF 464.145204 464.381631
LEnKF 464.046069 464.179554

1.06
EnKF 463.153898 463.992680
LETKF 464.145204 464.381631
LEnKF 464.046069 464.179554

1.08
EnKF 463.098428 464.348526
LETKF 464.145204 464.381631
LEnKF 464.046069 464.179554

6

1.02
EnKF 458.099328 459.180739
LETKF 457.948477 458.534792
LEnKF 459.110388 459.633387

1.04
EnKF 458.011120 459.846782
LETKF 457.948477 458.534792
LEnKF 459.110388 459.633387

1.06
EnKF 458.845277 461.283189
LETKF 0.000000 0.000000
LEnKF 459.110388 459.633387

1.08
EnKF 461.984995 464.346462
LETKF 457.948477 458.534792
LEnKF 459.110388 459.633387

CUADRO 5.3: Nivel Superficie componente V del viento
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P a Metodo Asimilacion Predicho Observado

100

1.02
EnKF 302.862056 313.811636
LETKF 309.329772 317.436827
LEnKF 315.256790 321.393230

1.04
EnKF 289.609751 306.982901
LETKF 309.329772 317.436827
LEnKF 315.256790 321.393230

1.06
EnKF 276.837728 301.671983
LETKF 309.329772 317.436827
LEnKF 315.256790 321.393230

1.08
EnKF 264.906123 297.692274
LETKF 309.329772 317.436827
LEnKF 315.256790 321.393230

11

1.02
EnKF 432.619426 433.107160
LETKF 427.935129 428.639947
LEnKF 430.500566 430.834159

1.04
EnKF 435.843582 436.819741
LETKF 427.935129 428.639947
LEnKF 430.500566 430.834159

1.06
EnKF 438.465748 439.927364
LETKF 427.935129 428.639947
LEnKF 430.500566 430.834159

1.08
EnKF 446.990477 448.573132
LETKF 427.935129 428.639947
LEnKF 430.500566 430.834159

25

1.02
EnKF 418.726778 420.512689
LETKF 418.501267 419.674031
LEnKF 419.345013 420.276907

1.04
EnKF 418.972719 421.868055
LETKF 418.501267 419.674031
LEnKF 419.345013 420.276907

1.06
EnKF 422.881003 426.494175
LETKF 418.501267 419.674031
LEnKF 419.345013 420.276907

1.08
EnKF 437.260484 439.967733
LETKF 418.501267 419.674031
LEnKF 419.345013 420.276907

4

1.02
EnKF 435.767361 436.113827
LETKF 435.683831 436.022443
LEnKF 435.353419 435.536566

1.04
EnKF 436.176105 436.565191
LETKF 435.683831 436.022443
LEnKF 435.353419 435.536566

1.06
EnKF 437.182807 437.708739
LETKF 435.683831 436.022443
LEnKF 435.353419 435.536566

1.08
EnKF 438.976094 439.332201
LETKF 435.683831 436.022443
LEnKF 435.353419 435.536566

6

1.02
EnKF 437.457655 437.763446
LETKF 435.271672 435.525011
LEnKF 436.463234 436.648003

1.04
EnKF 438.057032 438.513012
LETKF 435.271672 435.525011
LEnKF 436.463234 436.648003

1.06
EnKF 438.157412 438.846244
LETKF 0.000000 0.000000
LEnKF 436.463234 436.648003

1.08
EnKF 439.814167 440.087956
LETKF 435.271672 435.525011
LEnKF 436.463234 436.648003

CUADRO 5.4: Nivel Superficie componente U del viento
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5.1. Ensemble Kalman Filter basado en la descomposición de
Cholesky

5.1.1. EnKF p = 100 % alpha = 1,02
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5.1.2. EnKF p = 100 % alpha = 1,04
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5.1.3. EnKF p = 100 % alpha = 1,06



5.1. Ensemble Kalman Filter basado en la descomposición de Cholesky 33

5.1.4. EnKF p = 100 % alpha = 1,08
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5.1.5. EnKF p = 25 % alpha = 1,02
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5.1.6. EnKF p = 25 % alpha = 1,04
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5.1.7. EnKF p = 25 % alpha = 1,06
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5.1.8. EnKF p = 25 % alpha = 1,08
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5.1.9. EnKF p = 11 % alpha = 1,02
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5.1.10. EnKF p = 11 % alpha = 1,04



5.1. Ensemble Kalman Filter basado en la descomposición de Cholesky 43



44 Capítulo 5. Resultados

5.1.11. EnKF p = 11 % alpha = 1,06
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5.1.12. EnKF p = 11 % alpha = 1,08
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5.1.13. EnKF p = 6 % alpha = 1,02
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5.1.14. EnKF p = 6 % alpha = 1,04
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5.1.15. EnKF p = 6 % alpha = 1,06
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5.1.16. EnKF p = 6 % alpha = 1,08
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5.1.17. EnKF p = 4 % alpha = 1,02
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5.1.18. EnKF p = 4 % alpha = 1,04
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5.1.19. EnKF p = 4 % alpha = 1,06
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5.1.20. EnKF p = 4 % alpha = 1,08
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5.2. Local Ensemble Transform Kalman Filter

5.2.1. LETKF p = 100 % alpha = 1,02
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5.2.2. LETKF p = 100 % alpha = 1,04
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5.2.3. LETKF p = 100 % alpha = 1,06



5.2. Local Ensemble Transform Kalman Filter 63

5.2.4. LETKF p = 100 % alpha = 1,08
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5.2.5. LETKF p = 25 % alpha = 1,02



66 Capítulo 5. Resultados

5.2.6. LETKF p = 25 % alpha = 1,04
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5.2.7. LETKF p = 25 % alpha = 1,06
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5.2.8. LETKF p = 25 % alpha = 1,08
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5.2.9. LETKF p = 11 % alpha = 1,02
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5.2.10. LETKF p = 11 % alpha = 1,04
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5.2.11. LETKF p = 11 % alpha = 1,06
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5.2.12. LETKF p = 11 % alpha = 1,08
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5.2.13. LETKF p = 6 % alpha = 1,02
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5.2.14. LETKF p = 6 % alpha = 1,04
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5.2.15. LETKF p = 6 % alpha = 1,06
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5.2.16. LETKF p = 6 % alpha = 1,08
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5.2.17. LETKF p = 4 % alpha = 1,02
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5.2.18. LETKF p = 4 % alpha = 1,04
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5.2.19. LETKF p = 4 % alpha = 1,06
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5.2.20. LETKF p = 4 % alpha = 1,08
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5.3. Local Ensemble Kalman Filter

5.3.1. LEnKF p = 100 % alpha = 1,02
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5.3.2. LEnKF p = 100 % alpha = 1,04
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5.3.3. LEnKF p = 100 % alpha = 1,06
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5.3.4. LEnKF p = 100 % alpha = 1,08
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5.3.5. LEnKF p = 25 % alpha = 1,02
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5.3.6. LEnKF p = 25 % alpha = 1,04
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5.3.7. LEnKF p = 25 % alpha = 1,06
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5.3.8. LEnKF p = 25 % alpha = 1,08
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5.3.9. LEnKF p = 11 % alpha = 1,02



102 Capítulo 5. Resultados

5.3.10. LEnKF p = 11 % alpha = 1,04
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5.3.11. LEnKF p = 11 % alpha = 1,06
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5.3.12. LEnKF p = 11 % alpha = 1,08
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5.3.13. LEnKF p = 6 % alpha = 1,02
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5.3.14. LEnKF p = 6 % alpha = 1,04
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5.3.15. LEnKF p = 6 % alpha = 1,06
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5.3.16. LEnKF p = 6 % alpha = 1,08
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5.3.17. LEnKF p = 4 % alpha = 1,02



114 Capítulo 5. Resultados

5.3.18. LEnKF p = 4 % alpha = 1,04
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5.3.19. LEnKF p = 4 % alpha = 1,06



5.3. Local Ensemble Kalman Filter 117

5.3.20. LEnKF p = 4 % alpha = 1,08
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Capítulo 6

Conclusions

Después de realizadas distintas pruebas se llego a la conclusión que para un ra-
dio de uno y un peso del 100 % a las observaciones, nos da resultados con gran can-
tidad de ruido, algo que no pasa para un peso menor como lo es el 25 %. También
se obtuvo que algoritmos como el Local Ensemble Transform Kalman Filter tuvo un
tiempo de ejecución menor a diferencia de los otros algoritmos de asimilación como
el Ensemble Kalman Filter basado en la descomposición de Cholesky Modificada y
el Local Ensemble Kalman Filter, por lo cual se podría sugerir que para una mayor
profundidad en este estudio o estudios próximos, se aconseja ampliar el radio de
localización para las pruebas, así como también realizar estas en entornos compu-
tacionales con mayor capacidad, esto debido a que fue una limitante al momento de
llevar a cabo los experimentos.

Por ultimo se recomienda en caso de usar esta implementación para una herra-
mienta de alerta temprana configurar esta con los parámetros más óptimos obteni-
dos. Teniendo en cuenta que únicamente se mencionan la inflación de los datos, el
radio de localización y el peso de la red observacional, podrían cambiar datos como
el tiempo entre cada paso, o el tiempo entre la condición inicial y las observaciones.
Para este caso, se obtuvo que algoritmo de asimilación Local Ensemble Transform
Kalman Filter con α = 1,04 y p = 25 % obtuvo buenos resultados, además del poco
tiempo que este lleva en realizar esta predicción en comparación de los otros algorit-
mos de asimilación previamente mencionados. En el trabajo utilizamos 30 miembros
del conjunto para lograr un error bajo en las predicciones debido a las limitaciones
de hardware que teníamos, pero se recomienda aumentar el paso en la medida de lo
posible para lograr mejores resultados.
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