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ÖZET 
Protein sentezi sürecinde meydana gelen farklılaşmaların metabolik hastalıklar, kanser gibi kompleks 

hastalıklara neden olduğu farklı çalışmalarda belirtilmiştir. Protein sentezindeki değişimlerin anlaşılması için 

proteinleri oluşturan genlerin belirlenmesi ve bu genlerin diğer genlerle ilişkilerin ortaya çıkarılması 

gerekmektedir. Yeni nesil dizileme teknikleriyle hastalıklara neden olan moleküler düzeyde ilişkilerin 

doğruluklu olarak belirlenmesi kolaylaşmıştır. Gen birlikte ifade edilme (GBİE) ağları düzenleyen-düzenleyici 

ilişkisi içermeden benzer biyolojik süreçlere katılan genler arasındaki ilişkileri araştırmacılara göstermektedir. 

Çalışmamızda RNA-Seq verileri kullanılarak prostat kanseriyle ilişkili GBİE ağları elde edilmiştir. RNA- Seq 

verileri farklı nükleotit uzunluğundaki genlerden ve farklı sayıda okumalar içeren örneklerden oluştuğu için 

normalizasyon teknikleri moleküler ilişki çıkarımında önem taşımaktadır. Çalışmamızda gen birlikte ifade 

edilme ağları ham veri ve farklı iki normalizasyon yaklaşımı olan M- Değerinin Kırpılmış Ortalaması (MDKO), 

Göreceli Log İfadesi (GLİ) hesaplamalarıyla ayrı ayrı oluşturulmuş veriler üzerinde çıkartılarak örtüşme analizi 

ve topolojik performans değerlendirilmesi yapılmıştır. Örtüşme analizine göre normalize edilmiş RNA- Seq 

verileri kullanarak elde edilmiş gen birlikte ifade edilme ağlarının ham verilere göre daha fazla literatürde 

bulunan ilişkileri tahmin ettiği gözlemlenmiştir. İki normalizasyon yöntemiyle elde edilen GBİE'lere ait örtüşme 

analizi performans metrikleri değerleri ise birbirlerine yakın çıkmıştır. Topolojik değerlendirme sonuçlara göre 

normalize edilmiş veriler üzerinde elde edilen GBİE ağlarının ölçeksiz ağ tanımına daha yakın olduğu 

gözlemlenmiştir. Çalışmamızda aynı zamanda ham ve normalize edilmiş veriler üzerinde GBİE ağ çıkarım 

algoritmaları olan C3NET, ARACNE ve WGCNA yaklaşımlarının performansları da karşılaştırılmıştır. 

 

Anahtar Kelimeler: RNA- Seq, Normalizasyon, Gen Ağı Çıkarımı, Gene Birlikte İfade Ağları 

 

 

Effect of Normalization Methods on the Performance of Gene Co-

expression Networks Inferred on RNA-Seq Data 
 

ABSTRACT 
Different studies prove that differentiation on protein synthesis causes different metabolic disorders such as 

cancer and diabetics. The inference of disease related genes and to derive their interactions enable us to 

understand the differentiation on protein synthesis. Next generation sequencing techniques can reveal relations 

of diseases more precisely at molecular level. Gene co-expression networks can reveal interactions between 

genes without regulator-regulatee information. We utilized RNA- Seq data to infer gene co-expression networks 

of prostate cancer in our study. RNA- Seq data consists of genes whose nucleotide size may be different from 

sample to sample. Sample sizes of RNA- Seq data also vary for each samples. RNA- Seq data normalization is 

an important task to infer robust and reliable gene co-expression networks. We utilized normalized RNA- Seq 
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data that are obtained using two different normalization methods ,which are Trimmed Mean of M- values 

(TMM) and Relative Log Expression (RLE), and raw RNA- Seq data to infer gene co-expression networks for 

the performance comparison. We applied overlap and topological analyses to evalaute the performance of raw 

data based GCN, normalized data based GCNs in our study. Normalization on RNA-Seq data leads to predict 

more validated gene- gene relations, which are evaluated in overlap analysis, than gene- gene relations on raw 

dataset. Two normalization methods based gene co-expression networks present similar performance results in 

overlap analysis. GCNs that are derived from TMM and RLE normalizations resemble scale free topology more 

than raw based GCN in topological assessment. We also compare the performance results of gene network 

inference algorithms, which are C3NET, ARACNE and WGCNA, on raw and normalized datasets.  

 

Keywords: RNA- Seq, Normalization, Gene Network Inference, Gene Co-expression Networks 

 

 

I. GİRİŞ 
 

Hastalıklara neden olan genlerin keşfi ve bu genler arasındaki ilişkiler sonucunda ortaya çıkan 

biyolojik süreçler hastalıkları anlamak açısından önem taşımaktadır. Yeni nesil dizileme teknikleri ile 

elde edilen veriler hücrelerde farklı fenotiplere neden olan proteinler ve o proteinlerle ilişkili genlerin 

keşfinde sıklıkla kullanılmaktadır. Yeni nesil dizileme tekniklerinde ilk ve en sık kullanılanılan veri 

kümeleri mRNA gen ifadesi verileridir. Farklı fenotiplere ait örneklerdeki mRNA ifade değerlerindeki 

değişimler kullanılarak hastalıklara ait farklı ifade edilen genler (differentially expressed genes) 

belirlenebilmekte ve hastalıkla ilişkili genler çıkarılmaktadır [1]. Dizileme verileriyle farklı biyolojik 

örneklerdeki mRNA değerleri kullanılarak gen- gen, transkripsiyon faktörü- gen, miRNA- gen gibi 

ilişkiler belirlenerek hastalıklara neden olan ilişkileri molekül seviyede anlaşılmasını sağlamaktadır 

[2].  

 

RNA-Seq analizi transkriptoma kapsamlı bir bakış açısı sağlamasının yanı sıra RNA'yı üreten DNA 

alanlarının belirlenmesi ve bu alanların genlerle ilişkilendirilmesinde de sıklıkla kullanılmaktadır. 

RNA-Seq analizi, RNA moleküllerinden DNA dizilimi parçalarını elde etmeye yarayan deneysel 

adımları içerir. RNA-Seq ile genom üzerinde genlere ait daha keşfedilmemiş gen izoformlarının 

belirlenmesi mümkündür [3]. RNA-Seq analiziyle tek nükleotit polimorfizmi, mutasyon, yeni gen 

izoformların keşfi ve gen birleşimi gibi pek çok çalışma alanında kullanılmaktadır [4]. RNA- Seq 

analizinin temel adımları Şekil 1'de gösterilmiştir. Bu örnek aynı zamanda sağlıklı ve kanserli 

dokulardan alınan örneklerin fenotiplere göre okuma sayılarındaki değişimi de sunmaktadır. Kanserli 

ve normal dokulardan RNA izolasyonuyla hücrelerden çıkarıldıktan sonra RNA'lar, genellikle 

mRNA'lar, parçalanmasıyla fragman denilen küçük parçalarına ayrılır. Tersine transkripsiyonla RNA 

parçaları ile cDNA'lar oluşturulur ve Polimeraz Zincirleme Tepkimesiyle 10-100 milyonlarca 

çoğaltılarak okumalar (read) oluşturulur. Okuma 25-125 baz çift uzunluğundaki DNA parçalarıdır ve 

referans genomla örtüştürülerek genome üzerindeki ilişkili olduğu genler bulunur [4-7]. 

 

 
 

Şekil 1. RNA- Seq analiz adımları 
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Literatürde hastalıklara göre farklı ifade edilen genlerin keşfinde mRNA gen ifadesi verileriyle birlikte 

RNA- Seq verilerini de kullanan pek çok çalışma yer almaktadır. Bu çalışmalarda RNA- Seq 

verileriyle farklı fenotiplere neden olan genler bulunarak farklı biyolojik veri setleri kullanılarak elde 

edilen genlerle karşılaştırılmakta veya entegre edilerek hastalıkla ilişkili aday genler belirlenmektedir 

[8-10].  

 

Fenotiplerin belirlenmesinde sadece farklı ifade edilen genlerin belirlenmesi yetersiz kalabilmektedir. 

Hastalığa neden olan biyolojik süreçlerde yer alan ilişkili genlerin belirlenmesiyle hastalığın biyolojik 

değerlendirilmesi daha doğruluklu yapılmaktadır. Birbiriyle ilişkili genlerde düzenleyici- düzenlenen 

bilgisi bulunuyorsa bu ağlar gen düzenleyici ağ, bulunmuyorsa gen birlikte ifade edilme ağı (GBİEA, 

gene co-expression network) olarak adlandırılmaktadır. mRNA gen ifadesi verilerinde olduğu gibi 

RNA-Seq verileri de kullanarak gen- gen ilişkilerini içeren gen ağları literatürde son yıllarda 

moleküler seviyede ilişkilerin incelenmesinde kullanılmaktadır [10].  

 

RNA- Seq ham okuma verileri veri kümesindeki örneklere sayısı ve genlerin uzunluğuna göre 

değişmesi nedeniyle normalize edilerek çalışmalarda kullanılmaktadır. Aghababazadeh [11] kütüphane 

boyutu ve örneklerdeki gürültüyü gidermek için normalizasyon yöntemlerini kullanarak farklı ifade 

edilen genlerin analizini göğüs kanseriyle ilgili mRNA mikrodizin verileri, RNA- Seq verileri ve 

RNA- Seq simülasyon verileri üzerinde gerçekleştirilmiştir. Smid ve arkadaşları [12] Kanser Genom 

Atlas (The Cancer Genome Atlas, TCGA) verileri üzerinde farklı ifade edilen genlerin bulunmasında 

normalizasyon yöntemlerini karşılaştırmıştır. Robinson [13] karaciğerde farklı fenotipe neden olan 

RNA- Seq verileri üzerinde farklı ifade edilen genlerin çıkarımı için normalizasyon yöntemi seçiminin 

etkisini incelemiştir[14]. Dillies [15] ve arkadaşları insan, a. fumigatos ve m. musculus 

organizmalarina ait ham ve normalize edilmiş RNA- Seq verileri üzerinde farklı ifade edilen genleri 

bulmaya çalışmışlardır. İlgili çalışmada da normalizasyon işlemi gerçekleştirilen verilerin ham 

verilerden daha başarılı sonuçlar verdiği gözlemlenmiştir. Mandelboum ve arkadaşları 35 farklı RNA- 

Seq veri kümesinde farklı normalizasyon yöntemleri ve ham veriyi kullanarak karşılaştırma yaparak 

gen kümesi zenginleştirme analizinde yanlış pozitif tahmin sayılarının MDKO ve GLİ normalizasyonu 

kullandığında azaldığını sonucuna varmıştır [16]. Bir başka çalışmada iki farklı RNA- Seq veri kümesi 

üzerinde farklı ifade edilen genlerin keşfinde normalizasyon yöntemleri karşılaştırılmış ve 

normalizasyon yöntemlerinin farklı ifade edilen genlerin keşfine etkisinin kısıtlı olduğu sonucu ortaya 

konmuştur [17]. Benzer bir çalışma zebrabalığına ait RNA- Seq verileri üzerine yapılarak farklı ifade 

edilen genlerin normalize verilerle daha başarılı bir şekilde keşfedildiği belirtilmiştir [18]. Paşmina 

keçisine ait RNA- Seq verileri ile paşmina keçisine ait özel yünün diğer hayvanlardaki biyolojik 

süreçlerden ayıran farklı ifade edilen genleri MDKO normalizasyonu kullanılarak elde edilmiştir [19]. 

Bir diğer çalışmada RNA- Seq verileri üzerinde sadece MKDO normalizasyonu yapıldıktan sonra gen 

düzenleyi ağlar elde edilerek yeni transkripsiyon faktör- gen ilişkileri bulunmuştur [20]. 

 

RNA Seq verileri üzerinde normalizasyon gerçekleştiren çalışmalar büyük çoğunlukla farklı ifade 

edilen genlerin keşfi için kullanılmıştır. Belirttiğimiz çalışmalarda M- değerlerinin kırpılmış 

ortalaması (MDKO) ve Göreceli log ifadesi (GLİ) normalizasyon yöntemleri total okuma sayısı 

normalizasyonu, üst çeyrek normalizasyonu, medyan normalizasyonu, örtüşen milyon adet okuma 

sayısı normalizasyonu gibi farklı normalizasyon yöntemlerinden daha başarılı sonuçlar verdiği 

gözlemlenmiştir [12-16]. 

 

Normalizasyon yöntemlerinin RNA- Seq verileri üzerinde GBİEA çıkarımına etkisi üzerine çalışmalar 

yetersizdir. Çalışmamız normalizasyonun GBİEA'ların performansına etkisini incelediği için özgün bir 

çalışmadır. Farklı ifade edilen genlerin belirlenmesiyle ilgili tüm çalışmalarda en başarılı iki 

normalizasyon yöntem olan GDİ ve MDKO çalışmamızda kullanılarak GBİEA çıkarımları 

gerçekleştirilmiştir. Normalizasyonun GBİEA'ların performansına etkisini gözlemleyebilmek için 

çalışmamızda ham RNA - Seq verileri kullanılarak da GBİEA çıkarımı yapılmıştır. Tüm sonuçlar 

literatür verileri kullanılarak örtüşme ve topolojik analizlere göre değerlendirilmiştir. 

 

Giriş bölümünden sonra sonra malzeme ve yöntem bölümünde çalışmamızda kullanılan veri kümesi, 

GBİEA çıkartma algoritmaları ve normalizasyon tekniklerine yer verilmiştir. Bölüm 3'te GBİEA'ların 
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örtüşme analizi ve topolojik değerlendirilmesi yapılmıştır. Bölüm 4'te ise sonuçlarımız özetlenmiş ve 

literatürde yer alan diğer çalışmalarla karşılaştırılarak değerlendirmemiz tamamlanmıştır. 

 

 

II. MATERYAL VE METHOD 
 

A. VERİ KÜMESİ 

 
Çalışmamızda The Cancer Genome Atlas (TCGA) [21] projesinin prostat kanseriyle ilişkili RNA- Seq 

veri kümesi GBİE ağları çıkarımında kullanılmıştır. TCGA veri kümesi 495 prostat kanseri örnekten 

oluşmakta ve her bir örneğin 20,502 gen parçası (probe) içermektedir. TCGA veri kümesi 

normalizasyon uygulanmamış ham verilerden oluşmaktadır.  

 

B. GEN BİRLİKTE İFADE EDİLME AĞI ÇIKARIM ALGORİTMALARI 
 

GBİEA çıkarımında regresyon tabanlı, Bayes tabanlı ve bilgi teorisi tabanlı yaklaşımlar sıklıkla 

kullanılmaktadır. Çalışmamızda bilgi teorisi tabanlı üç farklı algoritma ile gen ağı çıkarımı 

gerçekleştirilmiştir. Kullanılan gen ağı çıkarım algoritmalarından ortak bilgi değeri (mutual 

information) ile gen ağı çıkaran ARACNE ve C3NET algoritmalarının ön adımı olan Relevance 

Network yaklaşımı da ayrıca açıklanmıştır. Gen ağı çıkarımında kullandığımız bir diğer algoritma ise 

ilişki skoru değerine göre ağ oluşturan WGCNA algoritmasıdır.  

 

Relevance Network (RelNet): RelNet, RNA- Seq verileri üzerinde tüm gen ikilileri arasında ortak bilgi 

değeri hesaplayarak ilişkileri belirler. Denklem 1'de görüldüğü gibi X ve Y genlerinin arasındaki ortak 

bilgi değeri çıkarım formulü gösterilmiştir. Ortak bilgi değeri bir değişkenin bilgi değerinin bir başka 

değişkene göre değişimini entropi hesabıyla göstermektedir. RelNet'te eşik değeri belirlenmesi  için 

veriler permütasyon test için yüzlerce/binlerce defa karıştırıldıktan (shuffle) sonra eşik ilişki değeri 

belirlenir [22]. Eşik değerinden büyük ortak bilgi değerine sahip gen çiftleri ile GBİEA oluşturulur. 

Denklem 1'e göre X ve Y değişkenlerinin tüm değerleri göz önüne alınarak X ve Y'nin birleşik olasılık 

(p(x,y)) değeri, X ve Y'nin olasılık değerlerini (p(x) ve p(y)) kullanılarak ortak bilgi değeri 

çıkartılmaktadır. Ortak bilgi değeri bir rassal değişkenin başka bir rassal değişken ile değerinin 

belirlenebilmesi durumunu göstermektedir ve değişkenler arası doğrusal olmayan ilişkileri de 

belirleyebilmektedir. 

 

 MI(X, Y) = ∑ ∑ p(x, y) log
p(x,y)

p(x)p(y)y∈𝒴x∈𝒳                                                                                             (1) 

   

Conservative Causal Core Networks(C3NET): İki adımdan oluşmakla birlikte ilk adımı RelNet 

yaklaşımını içermektedir. Genler arasındaki ilişkiler ortak bilgi değeriyle hesaplandıktan sonra ortak 

bilgi değeri için eşik değeri belirlenmesi için permütasyon test uygulanır. Belirlenen eşik değerinin 

altında ortak bilgi değerine sahip genler arasındaki ilişkiler GBİEA oluşumunda kullanılmaz. 

 

İkinci adımda bir genin sadece en yüksek ortak bilgi değerine sahip gen ile ilişkisinin belirlenip diğer 

genlerle olan ilişkilerinin elenerek gen ağı oluşturulmaktadır. Böylece ikinci adımda en yüksek ortak 

bilgi değerine göre eleme işlemi gerçekleştirilmiş olur. C3NET algoritması için c3net R paketi [23] 

kullanılarak GBİEA çıkarımı gerçeklenmiştir. C3NET algoritmik karmaşıklık açısından basit ve 

başarılı bir algoritma olduğu için çalışmamızda kullanılmıştır. 

 

Accurate Cellular Networks (ARACNE): C3NET gibi ilk adımı RelNet yaklaşımından oluşmaktadır. 

Permütasyon testi ile genler arası ortak bilgi değeri için bir eşik değeri hesaplanır. İkinci adımda ise 

dolaylı ilişkilerin elenmesiyle geride kalan gen- gen ilişkilerinin seçilmiyle gen ağı oluşturulur. 

 

 MI(X, Z)≤  argmin {MI(X, Y), MI(Y, Z)}                                                                                             (2) 
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Denklem 2'ye göre X ve Z genleri arasındaki ilişkinin iki genin de Y geniyle olan ilişkisinden dolaylı 

olarak ortaya çıkıp çıkmadığı kontrol edilmiştir. X ile Y veya Y ile Z genleri arasındaki ortak ilişki 

değerlerinden en küçük olanı X ile Z genleri arasındaki ortak ilişki değerinden büyükse X ile Z 

arasındaki ilişki dolaylı ilişki olarak belirlenir ve ağ çıkarımında kullanılmaz. ARACNE dolaylı 

ilişkisi olan gen ilişkilerini eleyerek daha kuvvetli ilişkilerle bir GBİEA elde etmeye çalışmaktadır. 

Literatürde yapılan çalışmalarda ARACNE ile elde edilen GBİEA'ların farklı değerlendirme 

tekniklerine göre başarılı olduğu gözlemlenmiştir [6,24]. ARACNE algoritması ikinci adım olarak 

dolaylı ilişkileri elemiştir. ARACNE algoritması için minet R paketinden yararlanılmıştır. [25,26] 

 

Weighted Gene Co-expression Network Analysis (WGCNA):  WGCNA bundan önce anlatılan üç gen 

ağı çıkarım yaklaşımından farklı olarak ortak bilgi değeri yerine genler arasındaki ilişki skorunu 

Denklem 3'te gösterildiği gibi Pearson ilişki katsayısı formülüyle hesaplamaktadır. Denklemde x ve y 

genlerinin farklı örneklerdeki değerleri, ortalamaları ve bu değerlerin kareleri kullanılarak Pearson 

ilişki katsayısı hesaplanmaktadır. 

 

  rxy =
∑ xiyi−nx̅y̅

√(∑ xi
2−nx̅2)((∑ yi

2−ny̅2))
                                                                                                               (3) 

 

WGCNA GBİEA çıkarımında ölçeksiz ağ (scale free network) tanımına uygun ağlar belirlemek için 

ilişki skoru eşik değeri belirler. Ölçeksiz ağ tanımına uyması için Pearson ilişki katsayılarının belirli 

sayıda üssü alınarak GBİEA oluşturulmaya çalışılır. WGCNA R paketi kapsamlı bir paket olmakla 

birlikte GBİEA çıkarımının dışında Pearson ilişki değerleri kullanılarak birbiriyle ilişki modüllerin 

bulunması ve bu modüllerin biyolojik süreçlerle incelenmesi gibi farklı çalışmalarda kullanılmaktadır 

[6]. WGCNA algoritması için aynı isimli R paketi [27] çalışmamızda kullanılmıştır. 

 
C. NORMALİZASYON YÖNTEMLERİ 
 

RNA-Seq verileri dizileme sonucunda genlerle eşleşen okuma sayılarını göstermektedir. Burada 

okuma sayılarını etkileyen iki önemli faktör bulunmaktadır. Bunlardan ilki RNA- Seq verilerindeki 

toplam okuma sayısının örnekten örneğe değişebilmesidir. İkinci önemli faktör ise uzun nükleotit 

diziliminden oluşan genlere ait okuma sayılarının kısa nükleotit diziliminden oluşan genlere ait okuma 

sayılarından fazla olabilmesidir. 

 

Çalışmamızda ham okuma verileri, M- değerlerinin kırpılmış ortalaması (MDKO)ve Göreceli Log 

İfadesi (GLİ) normalizasyon yöntemleri ayrı ayrı kullanılarak elde edilmiş GBİEA'ların performansları 

karşılaştırılmıştır.                         

                                                                                      

C. 1. M- Değerinin Kırpılmış Ortalaması (MDKO) Normalizasyonu 
 

RNA- Seq verilerinde bir örnekteki toplam okuma sayısı, okuma sayısı fazla olan az sayıda gene ait 

okuma sayısından oldukça etkilenmektedir. Bu nedenle normalizasyon gerçekleştirilmeyen durumda 

örnekler arasında farklı ifade edilen genlerin bulunması ve genler arasındaki ilişkilerin çıkarılması 

problematiktir. MDKO, okuma sayısı fazla olan az sayıdaki genler ile ve az okuma sayısı olan 

genlerin toplam okuma sayına etkisini normalize etme varsayımına dayanmaktadır. MDKO, Log- 

Örnek Değişikliği (M-değeri) ve Mutlak İfade Seviyesi (A- değeri) gibi iki metriği kullanarak 

normalizasyon gerçekleştirmektedir. Bir genin M-değeri bir örneğin referans örneğe göre okuma 

sayısındaki değişimini gösterirken, A-değeri ise genin örnek ve referans değerdeki ortalamasını 

belirtmektedir. Referans örnek belirlenirken tüm örneklerdeki toplam okuma sayıları küçükten büyüğe 

sıralandıktan sonra kutu grafiğinde üçüncü çeyrek (Q3) değere karşılık gelen okuma değeri referans 

örnek değeri olarak belirlenir. 
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Mg(j, r) = log2 (
Kgj

Dj
) − log2 (

Kgr

Dr
) 

 Ag(j, r) = 0.5 ∗ (log2 (
Kgj

Dj
) + log2 (

Kgr

Dr
)) 

 

 

                                                                      (4) 

 

G genine ait M ve A değerleri Denklem 4'de gösterilmiştir. Kgj değeri g geninin j örneğindeki okuma 

sayısını, Kgr değeri g geninin referans örnekteki okuma sayısını, Dj j örneğindeki toplam okuma 

sayısını, Dr referans örnekteki toplam okuma sayısını göstermektedir. Genlerin okuma değerleri 

kullanıcı tarafından belirlenen M ve A değerlerinden düşük veya yüksek ise genlerin okuma değerleri 

sıfır olarak atanır. Örneğin M değeri %10 olarak belirlendiği taktirde tüm genlerin M değerleri 

belirlendikten sonra bu değerin en yüksek %10 ve en düşük %10'luk diliminden M değerine sahip olan 

genler veri kümesinden çıkartılır ve GBİEA oluşumunda kullanılmamaktadır.  

 

wg(j, r) = (
Dj − Kgj

DjKgj
+  

Dr − Dgr

DrDgr
) 

fj =
∑ wg(j, r). Mg(j, r)g ε G

wg(j, r)
 

 

 

                                                                      (5) 

 

Denklem 5'te g tüm genleri, Mg(j, r) değeri g geninin j örneğindeki M- değerini, wg(j, r) değeri g 

genin j örneği ve r referans değerlerine göre aldığı yeni normalizasyon katsayı değerlerini 

göstermektedir. Bu hesaplama g geninde olduğu gibi tüm genler için hesaplandıktan sonra fj düzeltme 

değeri elde edilir ve bu değer j örneğindeki tüm genlerin okuma sayılarına uygulanarak MDKO 

normalizasyonu gerçekleştirilmiş olur. Çalışmamızda MDKO normalizasyonu için edgeR R paketi 

[28] sabit tanımlı M ve A değeri parametreleriyle birlikte kullanılmıştır. M değeri için sabit parametre 

değeri %30, A değeri için ise %5 olarak belirlenmiştir. Buna göre M değeri %30'luk üst ve alt sınarda 

olan genler ile A değeri %5'in üstünde ve altında olan genler normalizasyonda kullanılmamaktadır. 

 

C. 2. Göreceli Log İfadesi (GLİ) Normalizasyonu 
 

Genlerin okuma sayıları farklı örneklerdeki ifade değerine göre değişkenlik gösterebilmektedir. Farklı 

fenotiplere veya zamana göre belirleyici olmayan genlerin okuma sayısı örneklere ait düzeltme 

değerleriyle orantılıdır. GLİ okuma sayılarını, ifade seviyesi ve sıralama derinliği ile orantılı olduğu 

varsayımına dayanmaktadır. GLİ genlerin okuma değerlerinin aynı genlerin tüm örneklerdeki okuma 

değerlerinin geometrik ortalamasına oranını alarak normalizasyon işlemi gerçekleştirir. Örneklerin 

düzeltme faktör değeri (Cj), j örneği için düzeltme değeri, hesaplanırken örnekte geçen tüm genlerin 

okuma sayısı aynı genlerin tüm örneklerdeki geometrik ortalamasına bölünmesiyle elde edilen 

değerlerin medyan değeri olarak elde edilmektedir. Buradaki yaklaşımla farklı durumlarda sıklık 

değeri istatistiksel olarak değişmeyen genlerin tüm örneklerdeki gen okuma sayıları birbirine 

benzeyecek ve denklem 6'da ilgili genler için sonuç sıfıra yakınsayacaktır. Denklem 6'da j örneğinde 

örnekteki tüm genlere uygulanacak düzeltme katsayı değerinin (örneğe ait normalizasyon katsayı 

değeri) hesaplanması gösterilmiştir. 

 

Cj = medyani(
kij

(πv=1
m kiv)

1
m⁄

)                                                                                                                   (6) 

 

Burada  kij, j örneğindeki i genine ait okuma sayısını, m değeri RNA- Seq verisindeki tüm örnek 

sayısını göstermektedir. kiv, tüm örneklerdeki i geninin okuma sayısını göstermektedir. Bir örneğin 

düzeltme değeri olan düzeltme faktör değeri (Cj), j örneğindeki tüm genler için okuma değerinin aynı 

genlerin tüm örneklerde yer alan okuma değerinin geometrik ortalamasına olan oranı olarak alınır. Bu 

oran tüm genler için çıkarıldıktan sonra tüm genlerin için elde edilen değerin medyan değeri alınarak j 

örneğinin düzeltme faktör değeri bulunur ve bu değer ile j örneğindeki genlerin okuma değeri çarpılır, 

GLİ normalizasyonu j örneğindeki tüm genler için tamamlanmış olur. GLİ normalizasyonunu 
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uygulamak için DESeq2 R paketi [29] sabit parametreleriyle birlikte çalışmamız kapsamında 

kullanılmıştır. 

 

 

III. DENEY SONUÇLARI 
 

Elde edilen GBİE ağlarının performansı ilk olarak örtüşme analizi ile değerlendirilmiştir. GAnet R 

paketindeki [30] 1,599,366 protein- protein (gen- gen) ilişkisini içeren literatür verisi örtüşme 

analizinde doğrulama veri kümesi olarak kullanılmıştır. GBİE ağında ve literatür verisinde yer alan 

ilişkiler doğru pozitif (DP), GBİE ağında yer alan literatür verisinde yer almayan gen- gen ilişkileri 

yanlış pozitif (YP) olarak örtüşme analizinde kullanılmıştır. Literatür verisinde yer alan GBİE ağında 

yer almayan ilişkiler ise yanlış negatif (YN) olarak örtüşme analizinde kullanılmaktadır. Hem GBİE 

ağlarında hem de literatüre verisinde olmayan ilişkiler ise doğru negatif (DN) olarak gösterilmektedir. 

Çalışmamızda doğrulama veri kümesinin 1.5 milyonun üzerinde ilişki içermesi nedeniyle YN değeri 

yüksek olacağı için örtüşme analizinde DP ve kesinlik değerleri performans metrikleri olarak 

kullanılmıştır. Kesinlik DP sayısının (DP+YP) sayısına bölümü olarak elde edilmektedir.  

 

Gen ağı çıkarım algoritmaları ham veri, MDKO ve GLİ normalizasyonu uygulanmış verilere 

uygulanarak GBİE ağları üç farklı veri kümesi için de elde edilmiştir. GBİE ağlarının örtüşme 

analizindeki performans değerleri Şekil 2'de gösterilmiştir. Örtüşme analizinin istatistiksel olarak 

anlamlı olup olmadığı Fisher Kesinlik Testi kullanılarak gerçeklenmiştir.  

 

p =  
(DP+YN

DP ) (YP+DN
YP )

(DP+YN+YP+DN
DP+YP )

                                                                                                                                (7)                                                                                                       

 

Denklem 7'de Fisher Kesinlik Testi'nde elde edilen sonuçların istatistiksel olarak anlamlılığının 

hesaplanmasında kullanılan p değerinin çıkarımı gösterilmiştir. Çalışmamızda Fisher Kesinlik Testi 

için GAnet R paketi kullanılmıştır [30]. Eşik değeri olan p değeri 0.05 seçilerek bu değerin üzerinde 

bir değer elde edildiğinde GBİE ağına ait ilişkiler rastlantısal olarak elde edildiği kabul edilmiş ve 

performans analizinde değerlendirilmemiştir. Çalışmamızdaki tüm GBİE ağlarına ait en yüksek p 

değeri ham veri üzerinde ARACNE algoritmasıyla 6.42e-17 olarak elde edilmiştir. Diğer ağlara ait p 

değerleri ise bu değerden daha küçüktür. Bu nedenle çalışmamızda elde edilen ve örtüşme analizine 

göre değerlendirilen GBİE ağlarının sonuçları Fisher Kesinlik Testine göre istatistiksel olarak 

anlamlıdır. 

 

 
 

Şekil 2. Örtüşme analizi sonuçları 
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Şekil 2'de gösterilen örtüşme analizi değerlerine göre en yüksek kesinlik değeri C3NET algoritmasıyla 

ham veriler üzerinden elde edilen GBİEA'dan elde edilmiştir. Ham veriler üzerinden elde edilen gen 

GBİEA'ların kesinlik değerleri normalizasyon verileri üzerinde elde edilen GBİE'ların kesinlik 

değerlerinden daha yüksek çıkmıştır. Bununla birlikte MDKO ve GLİ normalizasyonu uygulandıktan 

sonra elde edilen veriler kullanılarak elde edilmiş GBİEA'ların DP değerleri ham veri kullanılarak elde 

edilen GBİEA'ların DP değerlerinden daha yüksek çıkmıştır. Ham verilerden elde edilen GBİEA'lara 

ait DP değerleri 16-30 aralığında iken bu değerler MDKO ve GLİ normalizasyonlarıyla elde edilen 

veriler üzerinde özellikle WGCNA algoritmasıyla elde edilen GBİEA'lar için 4000'nin üzerinde çıktığı 

gözlemlenmiştir. Ham ve 2 farklı yöntemle normalize edilmiş veriler üzerinde en yüksek kesinlik 

değerleri sırasıyla C3NET, ARACNE ve WGCNA gen ağı çıkarım algoritmalarıyla elde edilmiştir. 

WGCNA algoritması ham ve normalize verilerde en yüksek DP değerlerini veren GBİEA'ları 

çıkarmasına rağmen aynı zamanda tüm veri kümelerinde en düşük kesinlik değerine sahip 

GBİEA'ların da çıkarımını sağlamıştır. Şekil 2'de elde edilen sonuçlara göre ARACNE algoritması 

ham ve normalizasyon uygulanmış veri üzerinde benzer kesinlik değerleri elde ederek kesinlik sonucu 

değerlenmesine göre normalizasyondan en az etkilenen GBİEA çıkarım algoritması olmuştur. 

Örtüşme analizinde normalizasyon yöntemlerini karşılaştırdığımızda MDKO normalizasyonuyla elde 

edilen GBİEA'ların kesinlik değeri GLİ normalizasonu uygulanan veriler üzerinde elde edilmiş 

GBİEA'ların kesinlik değerinden yüksek çıkmıştır. Her iki normalizasyon yöntemiyle oluşturulmuş 

GBİEA'lara ait DP değerleri birbirlerine yakın olduğu gözlemlenmiştir. Çalışmamızda elde edilen 

kesinlik ve DP değerleri literatürde yer alan gen ağı çıkarım çalışmalarıyla örtüşmektedir [9,10,31]. 

 

Farklı normalizyon yaklaşımlarının GBİEA çıkarımına etkisini incelemek için kullandığımız ikinci 

yaklaşım topolojik değerlendirmedir. GBİE ağlarında yer alan düğümlerin (genler) komşuluk değerini 

gösteren derece değerlerinin dağılımı kuvvet yasası dağılımıdır. Kuvvet yasası dağılımına göre az 

sayıda genin derece değeri fazlayken geri kalan çoğu genin derece değeri düşüktür ve elde edilen bu 

ağlar ölçeksiz ağlardır.  

 

P(derece) = β x derece−α 

log P(derece)= log β - α x log derece 
                                                                       (8) 

 

Denklem 8'de P olasılık fonksiyonu, β olasılık fonksiyonun ölçekleme katsayısı, α ise üssel parametre 

olup GBİE ağlarındaki genlerin düğüm derecelerinin kuvvet yasası dağılımına uyması için iki ile üç 

arasında bir sabit olarak alınmaktadır [32]. Denklem 8'in alt satırındaki eşitlikte denklemin her iki 

tarafının da doğal logaritması alınarak denklem üssel değerden kurtarılmış ve doğrusal regresyon ile 

düğümlerin derece değerleri modellenebilir hale gelmiştir. Burada düğümlerin derece değerlerinin 

olasılık değerleri bağımlı değişken, düğüm derece değerleri ise bağımsız değişken olarak alınarak en 

küçük kareler yöntemini kullanan regresyon modeliyle modellenmiştir. Regresyon ile elde edilen 

doğrusal modelin başarısı uygunluk iyiliği belirleme katsayısı (coefficient of determination), R2, 

değeri ile belirlenmiştir. GBİE ağlarının genlerine ait derece değerlerinin doğrusal modellenmesi elde 

edildikten sonra modelin başarısı R2 değerine göre değerlendirilmiştir. R2 değeri bire yakınsa GBİEA 

ölçeksiz ağ tanımına uygun bir ağ olmakla birlikte bu değer sıfır değerine yakınsa GBİEA rassal ağ 

özelliği taşımaktadır. Biyolojik ağlarda R2 değerinin bire yakın olması beklenmektedir. Şekil 3'te ham 

ve farklı normalizasyon yöntemleri ile oluşturulmuş RNA- Seq veri kümesi üzerinde elde edilen GBİE 

ağlarının R2 değeri verilmiştir. 
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Şekil 3. Topolojik değerlendirme sonuçları 

 

Şekil 3'teki sonuçlara göre RNA- Seq verilerinin normalizasyonu ile ARACNE ve C3NET tarafından 

elde edilen GBİE ağları ölçeksiz ağ tanımına daha uygun hale gelmiştir. WGCNA ölçeksiz ağ 

tanımına uygun GBİE ağları çıkartması nedeniyle normalizasyonun topolojik değerlendirmede etkisi 

daha kısıtlı olmuştur. MDKO normalizasyonuyla elde edilen GBİE ağlarının R2 değerleri ham veri ve 

GLİ normalizasyonu uygulanan verilerden daha yüksek çıkmıştır. Şekil 3'e göre C3NET tabanlı GBİE 

ağlarının ölçeksiz ağ tanımına daha uygun olduğu gözlemlenmiştir. 

 

 

IV. TARTIŞMA ve ÖNERİLER 
 

Dizileme teknolojilerindeki ilerlemelerle birlikte farklı fenotipe neden olan moleküler seviyedeki 

ilişkilerin belirlenmesi daha doğruluklu olarak belirlenmeye başlamıştır. Moleküler ilişkilerin 

çıkarımında uzun süredir kullanılan mRNA mikrodizin verileriyle birlikte son yıllarda RNA- Seq 

verileri gen ağlarının çıkarımında sıklıkla kullanılmaktadır. RNA- Seq verileri farklı nükleotit 

sayılarına sahip genler ve veri kümesindeki örneklerin farklı sayıda okumalarından oluşması nedeniyle 

normalizasyon işlemleri uygulanarak kullanılmaktadır. RNA-Seq verileri üzeride normalizasyonun 

etkisi önemli olduğu farklı ifade edilen genlerin çıkarımıyla ilgili çalışmalarda anlaşılmıştır [4,5]. 

Farklı ifade edilen genlerle ilgili yapılan çalışmalarda [13,14] M- değerlerinin kırpılmış ortalaması 

(MDKO) ve Göreceli log ifadesi (GLİ) normalizasyon yöntemleri kullanılarak elde edilmiş farklı ifade 

edilen genlerin değerlendirme aşamasında total okuma sayısı normalizasyonu, üst çeyrek 

normalizasyonu, medyan normalizasyonu, örtüşen milyon adet okuma sayısı normalizasyonu ve ham 

veriler kullanılarak elde edilmiş farklı ifade edilen genlerin performansından daha iyi olduğu sonucu 

elde edilmiştir. 

 

Literatürde normalizasyon yöntemlerinin karşılaştırılması farklı ifade edilen genlerin çıkarımında 

kullanılmakla birlikte GBİEA'ların çıkarımıyla ilgili çalışma sayısı çok kısıtlıdır. Çalışmamızda ham 

veri ve farklı iki normalizasyon yaklaşımlarıyla elde edilmiş GBİEA'ların performansları örtüşme 

analizi ve topolojik değerlendirme ile karşılaştırılmıştır.  

 

Örtüşme analizine göre her ne kadar en yüksek kesinlik değerleri ham veri kullanarak elde edilmiş 

GBİEA'lar üzerinde elde edilmiş olsa da bu ağlara ait DP değerleri normalize veriler kullanılarak elde 

edilen GBİEA'ların DP değerinden oldukça düşük olduğu gözlemlenmiştir. Bu sonuç bize normalize 

edilmiş veri üzerinde GBİEA çıkarım algoritmalarının çok daha fazla sayıda gen- gen ilişkisi 

belirleyebildiği sonucunu vermektedir. Elde edilen sonuçlara göre normalizasyonun GBİEA 

çıkarımına etkisi ile ilgili çalışma olmadığı için sonuçlarımızla karşılaştırma fırsatımız olmamıştır. 

Örtüşme analizinde GBİEA çıkarım algoritmaları karşılaştırmasında ise C3NET algoritmasıyla elde 

edilen GBİEA'ların kesinlik değeri üç farklı veri üzerinde de diğer gen ağı çıkarım algoritmalarından 

yüksek çıkmıştır. WGCNA algoritmasıyla elde edilen GBİEA'ların ise tüm veriler üzerinde DP 
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değerlerinin en yüksek DP değerleri olduğu gözlemlenmiştir. MDKO ve GLİ normalizasyon 

yöntemlerinin performansları karşılaştırıldığında kesinlik değerlerinde MDKO yaklaşımıyla elde 

edilen GBİEA'ların az da olsa yüksek olduğu gözlemlenmiştir. Elde ettiğimiz sonuçlar farklı ifade 

edilen genlerle ilgili yapılan çalışmalardaki [11-21] normalizasyonun performansa olumlu etkisiyle 

paralellik göstermektedir. 

 

Normalizasyonun GBİE ağlarının topolojik yapısına etkisi de çalışmamız kapsamında incelenmiştir. 

GBİE ağlarında yer alan düğümlerin komşuluk değeri olan derece değerleri kuvvet yasası dağılımına 

göre dağılması ve buna göre ağların ölçeksiz ağ tanımına uygun olması beklenmektedir. Çalışmamızda 

düğümlerin derece olasılık değerleri regresyon ile doğrusal olarak modellenmiş ve modellin başarısı 

R2 değeriyle ölçülmüştür. R2 değeri yüksek olan, bire yakın, GBİE ağları ölçeksiz tanımına uygundur. 

Elde ettiğimiz sonuçlara göre normalizasyon uygulanarak elde edilmiş GBİE ağları ölçeksiz ağ 

tanımına ham veri ile elde edilen GBİE ağlarına göre daha uygun olarak belirlenmiştir. En başarılı R2 

değerleri MDKO normalizasyonu yöntemiyle elde edilmiştir ve topolojik değerlendirmede en başarılı 

gen ağı çıkarım algoritmaları C3NET olarak belirlenmiştir.   

 

Çalışmamızın sonucunda ham veri, MDKO ve GLİ normalizasyonu uygulanmış veriler örtüşme 

analizi ve topolojik değerlendirmelere göre karşılaştırılmıştır. Elde edilen sonuçlara göre normalize 

edilmiş veriler üzerinde gen çıkarım ağlarının örtüşme analizinde GBİE ağlarının DP değerlerinde 

yükselme sağladığı gözlemlenmiştir. Normalize edilmiş veriler üzerinde elde edilen GBİE ağları aynı 

zamanda ölçeksiz ağ tanımına daha uygun olarak elde edilmiştir. Bundan sonraki çalışmamızda 

normalizasyonun GBİE ağlarındaki biyolojik süreçleri belirlemedeki etkisinin incelenmesi 

hedeflenmektedir.  
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