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ÖZ 
Günümüzde bilişim teknolojilerinin yaygınlaşması sebebiyle dijital içerik ihtiyacı artmıştır. Bu içeriklerin 

oluşturulması zaman alıcı ve maliyetli bir süreçtir. İçerik oluşturulurken öğrenme nesnelerinden 

faydalanılmaktadır. Bu nesnelerin bilgisayarlar tarafından keşfedilebilir ve okunabilir olması yeniden 

kullanılabilirlik ve paylaşılabilirlik açısından önemlidir. Bu sebeple nesneler tanımlayıcı kimlik bilgilerini içeren 

üstveriler ile bütünleşik olarak kullanılmaktadırlar. Bu üstveriler ne kadar düzgün oluşturulup sınıflandırılırsa 

nesnelerin kullanılabilirliği o derece artmış olmaktadır. Bu sebeple nesnelerden otomatik üstveri çıkartan birçok 

yöntem geliştirilmiştir. Bu çalışmada da Konvolüsyonel Sinir Ağları (KSA), Tekrarlayan Sinir Ağları (TSA) gibi 

derin öğrenme ve Doğal Dil İşleme (DDİ) yöntemleri kullanılarak öğrenme nesnelerindeki içeriklerden otomatik 

olarak üstveri çıkartılması ve sınıflaması yapılmıştır. Sistemin başarısı ve doğruluğu örnek öğrenme nesneleri ile 

test edilmiştir. Sonuçlar sistemin başarılı bir şekilde kullanılabileceğini göstermiştir. 

 

Anahtar Kelimeler: Üstveri çıkartma, Konvolüsyonel sinir ağları, Tekrarlayan sinir ağları 

 

 

Automatic Metadata Extraction and Classification by using Deep 

Learning Algorithms 
 

ABSTRACT 
The need for digital content has increased due to the widespread use of information technologies today. Creating 

these contents is a time consuming and costly process. Learning objects are used while creating the content. It is 

important that these objects can be discovered and readable by computers in terms of reusability and shareability. 

For this reason, objects are used in integration with metadata containing identifying information. The more 

properly these metadata are created and classified, the greater the usability of the objects. For this reason, many 

methods have been developed that automatically extract metadata from objects. In this study, metadata 

extraction and classification from the contents of learning objects were made automatically by using deep 

learning methods such as Convolutional Neural Networks (CNN), Recurrent Neural Networks (RNN) and 

Natural Language Processing (NLP). The success and accuracy of the system has been tested with sample 

learning objects. The results showed that the system can be used successfully. 
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I. GİRİŞ 
 

Uzaktan eğitim bireylerin kendi kendilerine geleneksel eğitime göre daha esnek olarak öğrenmelerini 

desteklemektedir [1]. Uzaktan eğitim geleneksel eğitime alternatif olmamakla birlikte yüz yüze 

eğitim-öğretim olanaklarından kısıtlı kişilere fırsat tanımaktadır [2]. Bu tür eğitimler genellikle 

internet üzerinden yapılmakta ve web tabanlı eğitim olarak ta tanımlanmaktadır [3]. Günümüzde 

bilgisayar, tablet ve akıllı telefonların çok sık kullanılması gerek eğitim gerekse eğlence amaçlı birçok 

içerik ihtiyacına sebep olmuştur [4]. Bu içeriklerin oluşturulması için öğrenme nesnelerinden 

faydalanılmaktadır [5]. Öğrenme nesnesi; içerik nesnesi, eğitsel nesne, bilgi nesnesi, öğrenme kaynağı, 

medya nesnesi ve yeniden kullanılabilir öğrenme kaynağı olarak tanımlanmaktadır [6,7]. Diğer bir 

tanımla öğrenme nesnesi; eğitsel olarak anlamı olan, sayısal veya sayısal olmayan film, video, ses, 

animasyon, simülasyon, resim, grafik, metin, harita, kitap gibi kaynaklar olarak tanımlanmaktadır [8]. 

Bu nesneler IEEE LOM, IMS, DCMI gibi birçok standart tarafından da desteklenmektedir [9]. 

Öğrenme nesnelerinde olması gereken özellikler erişilebilirlik, birlikte çalışabilirlik, uyumluluk, 

yeniden kullanılabilirlik ve değiştirilebilirlik olarak tanımlanmıştır [10,11]. Millar [12] öğrenme 

nesnesini içeriğin kendisi ve onun tanımlayıcı bilgisini içeren üstveri (metadata) olarak tanımlamıştır. 

Bu üstveriler kullanılarak öğrenme nesneleri çok farklı platformlar tarafından desteklenmektedir [13]. 

Ayrıca üstveri sayesinde bilgisayarlar ve diğer cihazlar tarafından da okunabilirlik sağlanmaktadır. 

 

Öğrenme nesnelerinin içerikleri ve bunların tümleşik üstverileri öğrenme nesne ambarı denilen 

veritabanlarında saklanmaktadır [14]. İçeriklerin üstverileriyle depolanmaları erişilebilirliği, birlikte 

çalışabilirliği ve yeniden kullanılabilirliği sağlamaktadır [15,16]. Ayrıca bir nesne hem matematik hem 

fizik hem de diğer başka bir alan için de kullanılabilmektedir. Böylece kaynakların veri tekrarı 

yapılmadan farklı amaçlar için kullanılması sağlanmakta ve verimlilik artmaktadır [17]. Öğrenme 

nesne ambarları gerek üzerinde bulunan araçlar gerekse diğer servisler tarafından üstveri üzerinden 

sorgulanarak, uygun nesnelerin bulunup birleştirilmesi ve yeni içeriklerin oluşturulması 

sağlanmaktadır [18]. Bu içerik oluşturma işlemi kullanıcılar tarafından yapılabildiği gibi bilgisayarlar 

tarafından kullanıcının belirlediği kurallara göre de otomatik olarak yapılabilmektedir. Örneğin; 

bilgisayar bir metnin görselini dokümanları taratarak oluşturulabilmektedir. Önerilen bu çalışmada 

sisteme yüklenen web ya da diğer dokümanlardaki resim türündeki içeriklerin derin öğrenme ve doğal 

dil işleme gibi yapay zeka yöntemleri ile anlamlandırılması ve yorumlanması yapılmaktadır. Elde 

edilen anlama göre öğrenme nesnesinin üstverileri doldurulmakta ve hangi konu alanı ile olduğu 

belirlenerek sınıflandırılmaktadır. 

 

Makalenin geri kalanı şu şekilde düzenlenmiştir. Bölüm 2’de kullanılan yöntem ve metotlar 

açıklanmıştır. Bölüm 3’de önerilen sistem anlatılmıştır. Bölüm 4’de hesaplamalar tartışılmış ve son 

bölümde sonuçlar verilmiştir. 
 

 

II. MATERYAL VE METOT 
 

A. OTOMATİK ÜSTVERİ OLUŞTURMA 

 
Dijital kaynakların verimli bir şekilde kullanılması için sistemler ve bilgisayarlar tarafından 

keşfedilebilir, okunabilir, paylaşılabilir ve değişim yapılabilir olması gerekmektedir [19]. Bu işlemler 

üstveriler tarafından kolaylıkla sağlanabilmektedir. Kaynak sayısının günümüzde çok fazla olması ve 

bunların üstverilerinin el ile doldurulmasının oldukça zaman alıcı bir işlem olması sebebiyle otomatik 

üstveri çıkarma sistemleri geliştirilmiştir [20]. Bu amaçla kural tabanlı ve makine öğrenmesi gibi farklı 

sistemler kullanılmıştır. Roy vd. [21] öğrenme içeriklerinden pedagojik üstverileri çıkarmışlardır. 

Cortez vd. [22] bilgi tabanlı veritabanlarından kendi etiketledikleri verileri kıyaslama yaparak üstveri 

oluşturmuşlardır. Cardineleas vd. [23] ise ARIADNE üzerinde çalışan ve makine öğrenmesi 

yöntemleri kullanarak IEEE LOM üstverisi dolduran bir sistem geliştirmişlerdir. Han vd. [24] ise 

destek vektör makinesi ile Dublin Core (DC) üstverilerini doldurmuşlardır. Diğer bir çalışmada 
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istatistiki yöntemler kullanılarak metinlerin üstverileri çıkarılmıştır [25]. Bazı çalışmalarda ise ontoloji 

tabanlı semantik üstveriler oluşturulmuştur [26]. Üstveri çıkarmada kullanılan diğer bir yöntem ise 

doğal dil işlemedir [27-29]. Bu çalışmalar incelendiğinde webdeki içeriklerden ve nesne 

ambarlarındaki öğrenme nesnelerinden faydalandıkları görülmektedir. Önerilen çalışmada derin 

öğrenme yöntemleri ile görüntü işleme, metin oluşturma, doğal dil işleme ve sınıflama gibi birçok 

yöntem bir arada kullanılarak IEEE LOM üstveri bilgileri doldurulup sınıflanmaktadır. 

 

B. DERİN ÖĞRENME ALGORİTMALARI 

 
Derin öğrenme algoritmaları günümüzde görüntü işleme, sınıflandırma, doğal dil işleme gibi birçok 

alanda sıklıkla kullanılmaktadır [30]. Derin öğrenme ağları da diyebileceğimiz bu yöntemler klasik 

yapay sinir ağlarından katman sayılarının uygulanışı gibi birkaç yönden farklılık göstermektedir [31]. 

Konvolüsyonel (Evrişimli) Sinir Ağı (KSA) en bilinen derin öğrenme algoritmalarından biridir 

[32,33]. KSA ileri beslemeli sinir ağı olmasına karşın evrişim, ortaklama, tam bağlantı gibi birçok 

başka katman içermektedir [34]. KSA en çok görüntü işlemede resimlerin boyutlarının düşürülmesi, 

özniteliklerin çıkarılması ve sınıflandırılması amacıyla kullanılmaktadır [35]. Diğer sık kullanılan 

derin öğrenme algoritması ise Tekrarlayan Sinir Ağı (TSA)’dır [36]. TSA’lar aynı fonksiyonu her bir 

giriş için uygularken bir önceki çıkışta hesaplanan değeri ilişkilendirmektedir [37,38]. Bir çıkış değeri 

alınınca bu değer hafızaya kopyalanmakta ve TSA’ ya giriş olarak gönderilmektedir. Böylece mevcut 

işlem adımındaki giriş bir önceki öğrenilen giriş değerine göre hesaplanmaktadır. TSA’lar geri 

beslemeli ağlardan farklı olarak kendi iç hafızasını kullanarak işlem yapmaktadır [39]. Diğer ağlarda 

girişler birbirinden bağımsız iken TSA’ larda girişler birbirine bağımlıdır. Bu sebeple el yazısı tanıma, 

ses tanıma, resim etiketleme gibi alanlarda kullanılmaktadır [40,41]. 

 

C. DOĞAL DİL İŞLEME 
 

Yapay zekanın popüler uygulamalarından biri olan doğal dil işleme (DDİ), dilin belirli kurallara göre 

analiz edilip anlanması ve yeniden yapılandırılmasıdır [42]. DDİ işlemleri çoğunlukla metin ön işleme, 

morfolojik analiz, sözdizimsel analiz ve anlamsal analiz kısımlarını içerir [43]. Morfolojik analiz 

kısmında kelimelerin eklerinin ayrıştırılarak köklerinin bulunması işlemlerini içerir. Böylece 

kelimenin isim, sıfat, fiil gibi hangi tipe ait olduğu belirlenir [44]. Söz dizimsel analiz kısmında ise 

kelimelerin cümle içerisindeki özne, nesne, zarf gibi kullanım amaçları belirlenir [45]. Bu kelimelerin 

cümlede farklı yerde ve sayıda kullanılması farklı anlamlar içerebilmektedir. Anlamsal analiz ise ayrık 

kelimelerin uygun nesnelerle ilişkilendirilmesini inceler [46]. Kelimelerin birbirleriyle olan anlamsal 

bağlantıların ortaya çıkarılması ve kavram haritalarının ortaya çıkarılması sağlanır. Böylece eş 

anlamlılar, yakın anlamlılar gibi kelimeler belirlenir [47]. Bu işlemlerden sonra metin normalizasyonu 

yapılır. Bunun için NLTK [48] ve Zemberek [49] gibi doğal dil işleme araçları kullanılarak büyük 

küçük harf dönüştürme, sayıları metne dönüştürme, noktalama ve işaretlemelerin kaldırılması, 

boşlukların kaldırılması, kısaltmaların açılması ve gereksiz kelimelerin kaldırılması gibi işlemler 

uygulanır [50].  

 

D. PERFORMANS DEĞERLENDİRME METRİKLERİ 

 
Doğal dil işleme yöntemlerinde oluşturulan ya da çevrilen metinlerin değerlendirilmesi gerekmektedir. 

Bunun için sık kullanılan yöntemlerden birisi BLEU’ dur [51]. Bu yöntemde istenilen referans metin 

ile test edilecek olan üretilen ya da çevrilen metin arasındaki benzerliğe bakılmaktadır [52]. Metinler 

arası benzerlik yakınsa değer 1’e yakınlaşmakta, benzerlik uzaksa 0’a yaklaşmaktadır. Bu işlem 

yapılırken referans metin ile test edilen metin arasındaki n-gramların metinler içerisinde kaçar defa 

geçtiğinin frekansına göre hesaplanmaktadır. Sınıflandırma sonuçlarının performansının 

değerlendirilmesinde doğruluk oranı sıklıkla kullanılmaktadır [53]. Söz konusu performans ölçüm 

parametrelerinden doğruluk oranı değeri, bir testin ilgili sınıfa ait olanları söz konusu sınıfta bulanma 

oranıdır [54]. 
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III. OTOMATİK ÜSTVERİ DOLDURMA VE SINIFLAMA 

SİSTEMİ 
 

Bu çalışmada sisteme yüklenen öğrenme nesnelerinin içindeki resimlerin ve metinlerin derin öğrenme 

ve doğal dil işleme yöntemleri ile özelliklerinin çıkarılması, üstverilerinin doldurulması ve ilgili konu 

alanına göre sınıflandırılmasını sağlayan web tabanlı bir yazılım geliştirilmiştir (Şekil 1). Sisteme 

yüklenen nesnenin içindeki resim KSA ile kodlanıp, TSA ile de bu kodlanan özelliklerin çözümü ve 

metinsel olarak karşılığının bulunması sağlanmaktadır. KSA’ da resimler giriş katmanında 240 x 240 

x 3 olarak kodlanmış ve VGG16 ön eğitim özellikleri kullanılmıştır. Bunun için MS-COCO veri 

setindeki resimler ve açıklamaları kullanılmıştır. MS-COCO veri seti 300.000 ‘den fazla resim ve 

bunların metinsel açıklamalarını içermektedir [55]. Elde edilen metin Google translate servisi ile ilgili 

dile çevrilmektedir. Daha sonra ise ilgili metin üzerinde temel DDİ yöntemleri uygulanmaktadır. 

Bunun için Zemberek kütüphanesi kullanılmıştır. Elde edilen metin ile IEEE LOM üstverisine ait ad, 

açıklama gibi bilgiler otomatik olarak doldurulmaktadır. Ayrıca bu metin sosyal bilimler (Coğrafya, 

Tarih), fen bilimleri (Fizik, Kimya, Biyoloji, Matematik) alanlarını içeren metinler ile eğitilmiş yeni 

bir KSA’ ya sokularak hangi konu alanına ait olduğu gibi sınıflama bilgileri otomatik olarak 

doldurulmaktadır. Üstverilerin doğru bir şekilde doldurulması sayesinde öğrenme nesneleri 

bilgisayarlar ve diğer sistemler tarafından keşfedilebilir, okunabilir ve kullanılabilir olmaktadır. 

 

 
 

Şekil 1. Üstveri doldurma sistemi şeması 

 

 

IV. HESAPLAMALAR VE TARTIŞMA 
 

Önerilen otomatik üstveri doldurma ve sınıflama sistemi 130 adet öğrenme nesnesi ile test edilmiştir. 

Sistem tarafından resimlere ait olarak oluşturulan metinler Bleu yöntemi ile benzerlik oranları test 

edilmiştir (Tablo 1). Her konu alanına ait olan öğrenme nesnelerinin Bleu karşılaştırmaları 

hesaplanmıştır (Şekil 2, Şekil 3, Şekil 4, Şekil 5, Şekil 6, Şekil 7). Sonuçlara bakıldığında en düşük 

Bleu benzerlik ortalaması Fizik alanı nesnelerinde, en yüksek Bleu benzerlik ortalaması ise Biyoloji 

alanı nesnelerinde bulunmuştur. Biyoloji alanındaki Bleu puanlarının diğerlerine göre yüksek 

olmasının sebebi içerdikleri resimlerin MS-COCO veri setindeki resimlere daha çok yakın 

olmasından kaynaklanmaktadır.  

 
Tablo 1. Nesne sayıları ve Bleu puanları 

 

Konu Nesne Sayısı Bleu Puan Ortalaması 

Coğrafya 26 0,72996 

Tarih 24 0,71563 

Fizik 16 0,69772 

Kimya 14 0,74464 

Biyoloji 20 0,75454 

Matematik 30 0,73346 
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Şekil 2. Coğrafya Bleu puanları 

 

 
 

Şekil 3. Tarih Bleu puanları 

 

 
 

Şekil 4. Fizik Bleu puanları  
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Şekil 5. Kimya Bleu puanları  

 

 
 

Şekil 6. Biyoloji Bleu puanları 

 

 
 

Şekil 7. Matematik Bleu puanları 

 

 

Sistem tarafından oluşturulan metinlerin DDİ yöntemleri sonrasında ilgili konu alanına ait olduğunun 

belirlenmesi için sınıflandırma işlemi yapılmıştır. Bu sonuçlara ait karışıklık matrisi (Şekil. 8) 

oluşturulmuştur. Ayrıca doğruluk, kesinlik ve duyarlılık değerleri hesaplanmıştır (Tablo 2). Bu 

sonuçlara göre en düşük sınıflama doğruluk oranı yine Fizik alanında bulunmuşken, en yüksek 

sınıflama doğruluk oranı ise yine Biyoloji alanında bulunmuştur. Bleu ve sınıflama oranlarının 

birbiriyle paralel olması, resimden metin oluşturulma başarısının sınıflama sonuçlarını doğrudan 

etkilediğini göstermektedir. 
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Şekil 8. Karışıklık matrisi 

 

Tablo 2. Nesne sayıları ve doğruluk oranları 

 

Konu Toplam Doğruluk  Kesinlik  Duyarlılık f1-score 

Coğrafya 26 0,846  0.880 0.846 0,863 

Tarih 24 0.833  0.909 0.833 0.870 

Fizik 16 0.687  0.611 0.688 0.647 

Kimya 14 0.785  0.647 0.786 0.710 

Biyoloji 20 0.900  0.857 0.900 0.878 

Matematik 30 0.866  0.963 0.867 0.912 

 

 

V. SONUÇ 
 

Artan içerik ve görselleştirme ihtiyaçları için otomatik sistemler kullanılmakta ve bunun için yapay 

zeka tekniklerinden faydalanılmaktadır. Derin öğrenme ve doğal dil işleme algoritmaları bunlardan 

bazılarıdır. Bu çalışmada da öğrenme nesnelerinin üstverilerinin KSA ve TSA ile görsel özelliklerinin 

metine dönüştürülmesi sağlanmaktadır. Oluşturulan metin üzerinde ise DDİ metotları uygulanarak 

IEEE LOM üstverisi doldurulmakta ve hangi konu alanına ait olduğu sınıflandırılmaktadır. Böylece 

üstveriler hızlı, kolay ve başarılı bir şekilde doldurulmakta ve bilgisayar gibi diğer sistemler 

tarafından otomatik olarak okunabilir ve kullanılabilir olmaktadır. Gelecek çalışmalarda otomatik 

olarak doldurulmuş ve sınıflandırılmış olan bu üstveriler kullanılarak otomatik içerik üretimi 

sağlanabilecektir. 
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