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Introducción 

 

Desde diciembre de 2019, la enfermedad por coronavirus 2019 (COVID-19) ha 

representado un desafío para los gobiernos del mundo una vez que exigía un 

balance entre estrategias e infraestructuras de control epidemiológico, garantía de 

bienestar económico así como para la administración de servicios de salud 

rutinarios.1 La COVID-19 se transmite por contacto directo e indirecto (fómites) con 

gotas contaminadas o por aerosoles, siendo esta última vía la principal y más difícil 

de contener.2,3  

Factores ambientales como el material particulado (PM en inglés particulate matter), 

con efectos adversos para la salud humana,4,5 favorecen el contagio por aerosoles 

y el aumento de mortalidad por COVID-19.6–8 El material particulado, clasificado en 

PM10 y PM2.5 de acuerdo con su diámetro aerodinámico, sirve de protector y 

transporte; induce daños en los neumocitos y sobrexpresión de la enzima 

convertidora de angiotensina 2 que facilita el ingreso del coronavirus.6 Factores 

sociodemográficos como la densidad poblacional, el número de centros de salud, la 

edad, la prexistencia de comorbilidades, entre otros, también inciden en la 

morbimortalidad por COVID-19.9 

Modelos epidemiológicos de autocorrelación espacial han sido utilizados para 

comprender mejor las rutas de propagación de las enfermedades, a través de la 

búsqueda de aglomerados entre factores ambientales y sociodemográficos, que 

ayuden a implementar medidas efectivas de mitigación del riesgo de contagio, sobre 

todo, en la zonas más comprometidas.8,10 Aunque se han reportado previamente 

estudios espaciales sobre COVID-19 en Colombia11–13, ninguno ha empleado 

técnicas predictivas de aprendizaje de máquinas (ML en inglés machine learning) 

incluyendo contaminantes ambientales. 

Por tanto, el propósito del presente manuscrito fue: i) establecer la existencia de 

autocorrelación espacial entre el número de casos por COVID-19 y la concentración 

de PM10 y PM2.5 y ii) determinar el mejor modelo predictivo de ML para los casos 

de acuerdo con variables socioambientales, en Bogotá (Colombia). 

 

Materiales y Métodos 

 

Se realizó un estudio descriptivo-predictivo de corte transversal, en una muestra de 

111 unidades de planeamiento zonal (UPZ) del perímetro urbano,14 sobre el número 

de casos en función de contaminantes ambientales y variables sociodemográficas, 

para el periodo de observación: marzo de 2020 – febrero de 2021.  



Las variables sociodemográficas (casos, densidad poblacional y centros de salud) 

se extrajeron o construyeron a partir de datos de las Secretarías Distritales de Salud 

y Planeación.15,16 Las variables ambientales (PM10 y PM2.5), durante el mismo 

periodo de tiempo, fueron tomadas de Índice Bogotano de Calidad del Aire y Riesgo 

en Salud (IBOCA).17 

Para establecer la existencia de autocorrelación espacial entre los casos y los 

contaminantes, se llevó a cabo el siguiente procedimiento: a) se utilizó la técnica de 

interpolación espacial (IDW en inglés inverse distance weight) para generar capas 

de los valores medios de los contaminantes por UPZ; b) con estos valores y los 

casos, se computaron el índice global de autocorrelación espacial o de Moran (IM) 

bivariado y el índice de asociación espacial local (LISA en inglés local spatial 

association index), empleando la configuración Queen de orden 1.18  

Para definir el modelo predictivo, se realizó lo siguiente: a) se eliminaron los valores 

atípicos o extremos de las variables; b) se seleccionaron las variables explicativas 

de mayor incidencia en la variable respuesta (casos), según los resultados de la 

matriz de correlación; c) se probaron tres modelos ML: árbol de decisión; bosques 

aleatorios y regresión lineal del paquete sklearn, dividiendo los datos en 80 % para 

entrenamiento y 20 % para prueba; d) se escogió el modelo con el mayor coeficiente 

de determinación (r2) y menor error cuadrático medio (ECM) y e) se interpretaron 

los resultados usando el método shap (en inglés shapley additive explanation).19 

Para la interpolación espacial y el cálculo del IM y el LISA se utilizaron Qgis 3.14.16 

y Geoda 1.18.0.0, respectivamente. Para la predicción, fue empleado Python de 

Google Colab (MS Windows 10 Intel Core i7-8550U CPU, 2.00 GHz, 12 Gb). 

 

Resultados y Discusión 

 

La media de los casos fue de 4395,6 (DE: 3047,8); la de la densidad poblacional 

fue 18078,8 (DE: 10216,1) hab./km2; la de centros de salud fue 3,2 (DE: 3,1). Para 

los contaminantes PM10 y PM2.5, la media fue de 31,6 (DE: 7,5) y 16 (DE: 2,9) 

µg/m3, respectivamente. 

Los coeficientes de correlación entre los casos; la densidad poblacional; centros de 

salud; PM10 y PM2.5 fueron, correspondientemente, 0,75; 0,41; 0,31 y 0,21, 

deduciéndose que las variables sociodemográficas deberían impactar más en la 

modelación. 

En la Figura 1 se visualiza la autocorrelación espacial entre los casos y el material 

particulado, analizada a partir del IM y LISA. 

 

 

 

 

 



 
Figura 1. Gráficos de autocorrelación espacial local, de LISA (a), y global, de Moran, 

(b) entre los casos, PM10 y PM2.5. Fuente: elaboración propia. 

 

El IM para el PM10 fue de 0,303 (p-valor = 0,001) mientras que para el PM2.5 fue 

de 0,159 (p-valor = 0,002). Esto indica la existencia de correlación espacial positiva 

de los casos con los PM, toda vez que IM > 0,20–22 siendo superior para el PM10. 

Según el LISA, las UPZ del suroccidente de la ciudad, reportaron alto número de 

casos y altas concentraciones de PM10 y PM2.5 (agrupaciones alto-alto), 

mostradas en color escarlata. Por otro lado, las agrupaciones bajo-bajo (color azul) 

de PM2.5 y casos se localizaron en UPZ del norte de la ciudad; para PM10, se 

ubicaron en el norte y el oriente de esta.20,21 Esto puede obedecer a que la zona 

nororiental de la ciudad tiene menor densidad poblacional, está más arborizada por 

su cercanía con los cerros orientales y posee un menor nivel de contaminantes. 



En la Tabla I, se consignan las métricas de los distintos modelos ML empleados 

para predecir los casos, en función de la densidad poblacional, los centros de salud 

y el PM10. 

 

Tabla I. Métricas de modelos de predicción de casos por COVID-19 como función 

de la densidad poblacional y número de centros de salud y concentración de PM10 

en Bogotá, de marzo de 2020 a febrero de 2021. 

 

Modelo Predictivo de ML Coeficiente de 
Determinación (r2) 

Error cuadrático medio (ECM) 

Regresión Lineal 0,781 1379 

Bosques Aleatorios 0,143 2735 

Árbol de Decisión 0,047 2881 

Fuente: elaboración propia. 

 

De la tabla, se constata que la regresión lineal múltiple arrojó la mejor predicción, 

con un ECM equivalente al 31% del promedio de casos y un coeficiente de 

determinación que explica, aproximadamente, el 80% de la varianza de los casos. 

Aunque el PM2.5 se correlacionó positivamente con los casos, estuvo por debajo 

del PM10, además el r2 de modelo predictivo, considerando su inclusión (0,754), 

disminuyó respecto a cuando se obvió (0,781). Por tal motivo, se decidió excluirlo 

de la modelación. 

 

En la Figura 2 se muestra la contribución, en orden descendente, de cada una de 

las variables según el método shap.  

 
Figura 2. Interpretación del modelo predictivo de los casos mediante la metodología 

shap-value. Las variables explicativas están ordenadas descendentemente, según 

su impacto. Fuente: elaboración propia. 

 

La densidad poblacional y los centros de salud contribuyeron más en el modelo y 

por tanto impactaron más en los casos. Como, para ambas variables, los valores 

altos están en el semieje positivo del shap-value, la relación entre estas y los casos 

es directamente proporcional.19 Igual sucedió para el PM10, pero en menor medida.  



En zonas altamente pobladas suele ser difícil mantener el distanciamiento físico; en 

aquellas con mayor presencia de servicios de salud se esperan más registros y en 

lugares poluídos es más proclive la incidencia de enfermedades respiratorias, entre 

ellas, la COVID-19. 

 

Estos hallazgos coinciden con los de trabajos hechos en Cuba,23 Chile,24 Estados 

Unidos25  y Colombia11,12 donde la densidad poblacional incidió marcadamente en 

la cantidad de casos. Asimismo, concuerda con lo hallado en investigaciones 

llevadas a cabo en Italia,6 Austria7 y Francia26, en las que altas concentraciones de 

PM10 se relacionaron con mayor cantidad de casos por COVID-19. 

 

Las limitaciones del estudio son no haber considerado variables sociodemográficas 

como edad, sexo, ingresos, demás contaminantes y condiciones meteorológicas. 

Adicionalmente, como los datos no se recolectaron a la misma escala espacial ni 

estaban disponibles de tal forma, se recurrió a técnicas de interpolación y suavizado 

de datos.27 Como perspectiva, se proyecta agregar más variables, realizar el 

modelamiento para decesos o utilizar stat-models para obtener una regresión lineal 

más robusta. 

Conclusión 

Mediante técnicas de autocorrelación espacial se verificó la asociación positiva 

entre casos de COVID-19 y concentración de PM10, concentrados, en unidades de 

planeamiento zonal del suroccidente de Bogotá.  

Utilizando un modelo de regresión lineal múltiple y el método shap se encontró que, 

en orden, la densidad poblacional, el número de centros de salud y la concentración 

de PM10 impactaron positivamente en los casos. 
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