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”Do you know the parable about the frog in the cream? Two frogs landed in a pail of cream. One,
thinking rationally, understood straight away that there was no point in resistance and that you

can’t deceive destiny. But then what if there’s an afterlife – why bother jumping around,
entertaining false hopes in vain? He crossed his legs and sank to the bottom. The second, the fool,

was probably an atheist. And she started to flop around. It would seem that she had no reason to
flail about if everything was predestined. But she flopped around and flopped around anyway . . .

Meanwhile, the cream turned to butter. And she crawled out. We honour the memory of this second
frog’s friend, eternally damned for the sake of progress and rational thought.” - Metro 2033

Dmitri Alekséievich Glujovski.
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Resumen

Este TFG se centra en el estudio, desarrollo y evaluación de un sistema inteligente, donde conocidos
los diferentes elementos que rodean a un vehículo y su contextualización respecto a la vía, permite
evaluar la presencia inminente de una intersección y clasificarla según su tipología. Para ello, se
desarrolla un identificador-clasificador inteligente mediante la herramienta de computación conocida
como MATLAB, junto a la toolbox de Fuzzy, a partir de la cual se analizan, diseñan y simulan
escenarios con alta complejidad. Todo ello, a través de reglas que incluyen operadores lógicos, que
plasman razonamientos cercanos a la heurística humana, llevando a cabo un sistema basado en lógica
difusa.

En el transcurso del trabajo, se estudiarán y utilizarán diferentes tipos de entradas para nuestro
identificador-clasificador, obtenidas de algoritmos de deep learning, como puede ser la segmentación
semántica de la vía a través de imágenes, que nos permite generar modelos donde se da relevancia a
diferentes elementos del entorno.

Palabras clave: MATLAB, Fuzzy, Deep learning, Sensor LiDAR, Nube de puntos, Heurística,
Lógica difusa, Borrrosificación, Desborrosificación, Inferencia, Mamdani, Sugeno, Redes Neuronales,
YOLO, DriveNet, Visión artificial, Segmentación.
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Abstract

This TFG focuses on the study, development and evaluation of an intelligent system, where knowing
the different elements that surround a vehicle and its contextualization with respect to the road,
allows to evaluate the imminent presence of an intersection and classify it according to its typology.
To do this, an intelligent identifier-classifier is developed using the computer tool known as MATLAB,
together with the Fuzzy toolbox, from which scenarios with high complexity are analyzed, designed
and simulated. All this, through rules that include logical operators, which reflect reasoning close to
human heuristics, carrying out a system based on fuzzy logic.

In the course of the work, different types of inputs for our identifier-classifier will be studied
and used, obtained from deep learning algorithms, such as the semantic segmentation of the path
through images, which allows us to generate models where relevance is given to different elements of
the environment.

Keywords: MATLAB, Fuzzy, Deep learning, LiDAR sensor, Point clouds, Heuristics, Fuzzy
logic, Fuzzification, Defuzzification, Inference, Mamdani, Sugeno, Neural networks, YOLO, DriveNet,
Computer vision, Segmentation.
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Resumen extendido

La gran variedad de situaciones en la vía representan un reto constante para los sistemas inteligentes
de conducción autónoma. Por lo tanto, es fundamental identificar el tipo de vía para poder clasificarla
y evaluar las posibles amenazas durante la conducción autónoma de los vehículos inteligentes.

Para que el vehículo autónomo pueda desempeñar la función de control sobre todo aquello que
acontece durante la conducción, el sistema debe ser capaz de reemplazar cada una de las tareas que
desempeña el conductor, como la visualización y comprensión del entorno que rodea el vehículo y su
respuesta en proporción a través de los parámetros de velocidad, dirección y sentido de circulación.

En este TFG, se persigue desarrollar un sistema inteligente que, al conocer los elementos que ro-
dean al vehículo y su posición en relación a otros automóviles, permita identificar si se está acercando
a una intersección. El objetivo final es determinar la tipología de la intersección en trabajos futuros.

Para ello, se desarrollará un identificador-clasificador inteligente mediante la utilización de la
toolbox de Fuzzy, que nos permite analizar, diseñar y simular comportamientos complejos mediante
reglas lógicas cercanas a la heurística humana, llevando a cabo un sistema basado en lógica difusa.

Se comenzará buscando bases de datos sobre variables esenciales para contextualizar el vehículo
en la vía. Estas variables se obtendrán de ensayos externos que utilizan la técnica de segmentación
semántica de imágenes, lo que resultará en diferentes categorías de datos que permitirán clasificar el
contenido de la imagen.

Tras esto, se seleccionarán diferentes entradas para nuestro modelo. Luego, mediante el proceso
de borrosificación, que utiliza los rangos establecidos en nuestro diseño, se evaluarán estas entradas
con el mecanismo de inferencia siguiendo reglas lógicas. Esto resultará en una salida borrosa que, tras
la fase de desborrosificación, proporcionará la respuesta del sistema inteligente sobre si el vehículo
se encuentra cerca de una intersección o no. Si el sistema determina que se encuentra ante una
intersección, mostrará información orientativa sobre su proximidad.

Por último, se extraerán los resultados del modelo y se comparará con los de otros sistemas de
identificación utilizando redes neuronales convolucionales. Luego, se llegará a conclusiones sobre su
rendimiento en comparación con otros sistemas, explorando si un modelo basado en lógica difusa es
capaz de identificar y categorizar intersecciones de manera efectiva.
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Capítulo 1

Introducción del proyecto

1.1 Motivación

En la actualidad, el auge y desarrollo tecnológico de los países asiáticos ha supuesto una nueva etapa
en el sector de la automoción. En el año 2009 China superó a los Estados Unidos de América como
mayor productor de vehículos a nivel mundial, ampliando dicha diferencia a lo largo de la segunda
década del siglo XXI.

La cifra de véhiculos fabricados a nivel mundial en el año 2020 se situó en 77.621.582, con una
variación en el volumen de producción del -15,8 % respecto al periodo anterior [1].

Esta tendencia bajista en la producción mundial conlleva múltiples consecuencias, como son:

• Reducción del comercio del sector industrial a nivel mundial.

• Estancamiento de las previsiones de crecimiento en volumen de ventas.

• Bajadas en los ingresos y mano de obra especializada en el sector del automóvil.

• Reducción de los ingresos de los principales fabricantes de automóviles.

• Envejecimiento del parque automovilístico de países desarrollados de la Unión Europea.

• Abandono de las tecnologías de combustión en favor del desarrollo de la pila de hidrógeno,
sistemas híbridos o completamente eléctricos.

• Cambios en las políticas de ventas de los fabricantes, abandonando el modelo de gran volumen
de ventas y bajos beneficios por unidad vendida, por un modelo centrado en la venta de vehículos
más caros con mayor margen de venta y un elevado nivel tecnológico.

En el año 2022, esta tendencia continúa con mayor intensidad, con el agravante de que el número
de usuarios en la carretera sigue aumentando, lo que resulta en una tasa alarmante de muertes en
las carreteras.

En el año 2021 en España el número de usarios de vehículos aumentó, situando el volumen de
automóviles matriculados en 29.875.896, un 0,6 % superior al año previo [2].

1
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Figura 1.1: Parque nacional de vehículos de España1

Estos datos coinciden con los de la Unión Europea (UE), que se encuentra centrada en el proceso
de transformación de la movilidad y seguridad vial.

Para el año 2016 la European Road Safety Observatory (ERSO) situa los accidentes de tráfico en
la UE en 1.099.032, frente a los 1.319.969 del año 2007, logrando una reducción del -16,738 % [3].

Figura 1.2: Víctimas mortales en la UE, 2007-20162

1Fuente: https://anfac.com/publicaciones/informe-anual-2021/
2Fuente: https://road-safety.transport.ec.europa.eu/system/files/2021-07/asr2018.pdf

https://anfac.com/publicaciones/informe-anual-2021/
https://road-safety.transport.ec.europa.eu/system/files/2021-07/asr2018.pdf
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Esta tendencia bajista en el número de accidentes de tráfico se ve reflejada de igual manera en el
número de victimas, que hasta el año 2021 sigue reduciéndose de forma gradual [4].

Figura 1.3: Cambio en el número de fallecidos en accidentes en la UE, 2010-20201

Si desglosamos las siguientes cifras [5], la Dirección General de Tráfico (DGT) nos advierte que
entre el número de accidentes en las carreteras españolas, las intersecciones representan el segundo
tipo de vía donde más accidentes se producen, tanto en vías urbanas como interurbanas, con un total
de 7.583 y 26.604 incidencias registradas respectivamente.

Para abordar este problema, la UE ha estado trabajando en colaboración con los principales
grupos automotrices en la investigación y desarrollo de nuevos sistemas avanzados de asistencia
al conductor, Advanced Driver-Assistance Systems (ADAS). Además de estos sistemas, también se
están desarrollando otros sistemas complementarios que permitan mejorar la seguridad y optimizar
la circulación vial en general. Estos sistemas se están centrando cada vez más en la idea de crear
vehículos inteligentes con navegación autónoma, lo que podría contribuir a reducir la cantidad de
accidentes en las carreteras en un futuro próximo.

1Fuente: https://road-safety.transport.ec.europa.eu/system/files/2022-05/ERSO_annual_
report_20220509.pdf

https://road-safety.transport.ec.europa.eu/system/files/2022-05/ERSO_annual_report_20220509.pdf
https://road-safety.transport.ec.europa.eu/system/files/2022-05/ERSO_annual_report_20220509.pdf
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Vía Accidentes con víctimas Accidentes mortales
INTERSECCIÓN

En T o Y 2.852 65
En X o + 879 25
Giratoria 2.871 36
Otro tipo 675 24

Se desconoce 306 10
Total 7.583 160

FUERA DE INTERSECCIÓN
Recta 11.599 472
Curva 6.867 367

Se desconoce 5.731 30
Total 24.197 869

TOTAL 31.780 1.029

Tabla 1.1: Accidentes con víctimas según las características de la vía, en vías interurbanas.
España - Año 20211

Vía Accidentes con víctimas Accidentes mortales
INTERSECCIÓN

En T o Y 7.617 56
En X o + 12.370 49
Giratoria 6.092 20
Otro tipo 416 4

Se desconoce 109 0
Total 26.604 129

FUERA DE INTERSECCIÓN
Recta 1.277 16
Curva 355 17

Se desconoce 29.846 246
Total 31.478 279

TOTAL 58.082 408

Tabla 1.2: Accidentes con víctimas según las características de la vía, en vías urbanas.
España - Año 20211

Actualmente los niveles de conducción autónoma se recogen dentro del marco SAE, dividiendo
el nivel de complejidad y autonomía del vehículo en 6 niveles [6]. Siendo desde el 0 al 2, los niveles
en los que el vehículo cuenta con sistemas que asisten a la conducción, pero en ningún caso, pueden
realizar tareas de manera completamente autónoma y sin supervisión del conductor.

Los niveles del 3 al 4 son aquellos en los que se certifica que el vehículo puede desempeñar ciertas
funciones con autonomía, hasta alcanzar el nivel 5 o vehículo completamente autónomo [7].

La Comisión Europea ha establecido a los fabricantes de automóviles, la obligación de instalar
8 sistemas ADAS a todos los vehículos homologados en territorio europeo a partir del 6 de julio de

1Fuente: https://www.dgt.es/menusecundario/dgt-en-cifras/dgt-en-cifras-resultados/
dgt-en-cifras-detalle/?id=00834

https://www.dgt.es/menusecundario/dgt-en-cifras/dgt-en-cifras-resultados/dgt-en-cifras-detalle/?id=00834
https://www.dgt.es/menusecundario/dgt-en-cifras/dgt-en-cifras-resultados/dgt-en-cifras-detalle/?id=00834
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2022. No obstante, su implementación no será obligatoria debido a la falta de precisión en condiciones
adversas. Los sistemas ADAS implementados son [8]:

1. Asistente de velocidad inteligente: conecta el Adaptive Cruise Control (ACC) con el sistema
de reconocimiento de señales por medio de un software, controlando su posición en la vía en
relación con el límite de velocidad.

2. Cámara trasera con detección de tráfico cruzado: ayuda a maniobrar marcha atrás mediante
líneas auxiliares de guía, que marcan la trayectoria del vehículo cuanto el conductor inserta la
marcha atrás.

3. Alerta de cambio involuntario de carril: avisa al conductor que el coche se está saliendo del carril.
Para ello utiliza cámaras o sensores, por medio de señales luminosas, acústicas o hápticas.

4. Detector de fatiga y somnolencia: emite una señal luminosa en el cuadro de la instrumentación
que avisa al conductor que ha superado el tiempo de conducción sin detenerse, informando que
debe realizar una parada para descansar.

5. Sistema de frenada de emergencia Brake Assist (BAS) y Emergency Brake Assist (EBA): mide
la intensidad con la que el conductor pisa el pedal del freno a la vez que la velocidad con la que
se libera el acelerador para detectar una situación de peligro y reducir al máximo la distancia
de frenado.

6. Bloqueo del vehículo, con alcoholímetro: permite conocer el grado de alcoholemia del conductor,
impidiéndole arrancar el vehículo si supera la tasa máxima de alcohol establecida.

7. Caja negra: grabará todos los datos durante los 30 segundos previos al siniestro y los cinco
posteriores.

8. Alerta de cinturón en las plazas traseras: una alarma acústica y/o visual de que los cinturones
traseros no van abrochados.

Figura 1.4: Sistemas ADAS con instalación obligatoria en vehículos nuevos en Europa1

1Fuente: https://revista.dgt.es/es/motor/tecnologia-seguridad/2021/

https://revista.dgt.es/es/motor/tecnologia-seguridad/2021/
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Estos sistemas ADAS proporcionan un incremento en la seguridad de los pasajeros frente a
posibles incidentes, pero sin llevar a cabo un diagnóstico predictivo sobre las variaciones y estado
de la vía. Nuestro cometido con la realización de este proyecto se centra en desempeñar una función
enmarcada dentro del sistema de seguridad activa del vehículo autónomo DRIVERTIVE del grupo
INVETT de la Universidad de Alcalá (UAH), para la detección de determinados escenarios de riesgo,
como resultan ser las intersecciones.

Durante los últimos 15 años, ha habido una notable evolución en el desarrollo, prueba y validación
de métodos de procesamiento de datos e imágenes a través de redes neuronales. Sin embargo, un
inconveniente de estos métodos es que, a veces, son impredecibles y no siempre es posible conocer la
lógica utilizada para llegar a una respuesta acorde con la entrada dada. Por lo tanto, aunque las redes
neuronales son impresionantes en términos de procesamiento, rendimiento y versatilidad, tienen el
inconveniente de que no siempre es posible rastrear el camino que siguieron para llegar a la respuesta
proporcionada.

En nuestro sistema de detección de intersecciones, se utilizan cámaras de visión que proporcionan
imágenes Red, Green and Blue (RGB) [9], es decir, imágenes con dos dimensiones y color. Además, en
futuros trabajos, se incluirán mapas de puntos del sensor Light Detection And Ranging (LiDAR) para
clasificar las intersecciones según el número y la forma de las vías. La combinación de ambos tipos de
datos es la más eficiente y preciso, ya que se ha demostrado que las limitaciones de ambos sistemas
[10], se compensan al fusionarlos y normalizarlos antes de ser procesados por una red neuronal
especializada en la segmentación y categorización de elementos del entorno.

En este proyecto, se desarrollará un sistema de partida que utilizará solo los datos proporcionados
por las cámaras en forma de imágenes RGB. Estas imágenes se ingresarán en dos redes neuronales
distintas previamente diseñadas y entrenadas para detectar, localizar y clasificar elementos, que se
utilizarán como entrada para el modelo de lógica difusa para identificar intersecciones viales.

El sistema de identificación y clasificación propuesto trabaja con las salidas de las redes neuronales
y puede adecuarse a la cantidad de elementos que se puedan detectar, y resulten relevantes. En el
cápitulo 4.1 se anlizan los elementos detectados que son relevanes para el sistema.
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Figura 1.5: Diagrama de funcionamiento e integración del sistema de lógica difusa actual, en el
sistema general de detección de intersecciones

Figura 1.6: Diagrama de funcionamiento e integración del sistema de lógica difusa futuro, en el
sistema general de detección de intersecciones
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1.2 Objetivos

El objetivo que se persigue en el proyecto, es desarrollar un sistema inteligente basado en lógica
difusa, capaz de proporcionar una metodología formal intuitiva y similar a la heurística humana,
teniendo en cuenta todos los datos proporcionados por los sistemas de extracción de carcaterísticas
de la vía. Este sistema evaluará los datos y emitirá una respuesta que indique si el vehículo autónomo
está cerca de una intersección y, en caso afirmativo, cualitativamente calcule la distancia hasta ella,
permitiendo anticipar situaciones de riesgo para el vehículo autónomo.

Para poder desarrollar nuestro proyecto, se necesita contextualizar al vehículo autónomo y por
tanto, conocer los elementos que lo rodean, mediante: la ubicación de los peatones, las señales de
tráfico, los márgenes de la calzada, las señales horizontales en los carriles, el número de carriles en
cada sentido, los semáforos, los árboles, los edificios limítrofes, el límite de velocidad de la vía y otras
variables. Se asume que algunos de estos datos ya han sido obtenidos en fases previas de identificación
y localización de elementos.

Actualmente existen numerosos ensayos e investigaciones sobre la identificación y clasificación de
elementos mediante etiquetado. Los sistemas inteligentes encargados de la segmentación y etiquetado
del entorno del vehículo autónomo, se basan en la utilización de redes neuronales con porcentajes de
precisión en la detección del 90 % para elementos a una distancia cercana de 0-40m [11] [12]. Si los
elementos que se buscan detectar, se encuentran a una distancia mayor, la eficiencia disminuye hasta
el 25 % a los 60m y por debajo del 5 % para aquellos que están a más de 70m.

Los sistemas de segmentación de carreteras basados en redes neuronales nos proporcionan salidas
que mayormente son funciones matemáticas o parámetros que deben ser convertidos al formato de
entrada requerido por nuestro modelo de lógica difusa. Las entradas deben tener un formato que
indique si los elementos están presentes en el entorno y su cantidad. Además, las salidas de las redes
neuronales tienen un margen de error, por lo que es necesario un sistema que tenga en cuenta toda
esta información a través del parámetro que definiremos como confianza de detección.

Tras la implementación exitosa del sistema de detección y clasificación de intersecciones en función
de su localización, se podrán tomar medidas en respuesta a los eventos detectados. No obstante, es
importante tener en cuenta que el sistema es todavía una propuesta inicial y requiere de una validación
exhaustiva de la metodología propuesta para asegurar su efectividad.

Una vez se hayan validado los resultados del sistema, se podrán implementar en un futuro acciones
como la reducción de la velocidad en la zona o la incorporación a alguna de las vías aledañas. Esto
permitiría mejorar la seguridad de los conductores y peatones en dicha intersección.
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En resumen, los objetivos del proyecto son:

- Definir el término de intersección.

- Analizar e identificar las principales características de una intersección frente a otras variaciones
en una vía.

- Evaluación de los tipos de intersecciones según sus diseños.

- Selección de entradas o variables del identificador-clasificador con sus rangos, diseño del meca-
nismo de inferencia mediante diferentes reglas lógicas, y establecimiento de la salida del sistema
inteligente con sus funciones de pertenencia.

- Implementación del sistema, con datos proporcionados por bases de datos existentes.

- Evaluación del funcionamiento del sistema de detección de intersecciones mediante el software
de simulación ‘Matrix Laboratory (MATLAB)’, y la herramienta ‘Fuzzy’.

- Discusión de los resultados obtenidos y comparación del modelo de lógica difusa frente a los
sistemas de redes neuronales.
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1.3 Organización de la memoria

Este documento está organizado en seis capítulos:

1. Capítulo 1. Introducción del proyecto. Recoge la motivación del estudiante para la selección de
la temática del trabajo, los objetivos que plantea alcanzar partiendo de una base previa y la
estructura organizativa del documento.

2. Capítulo 2. Estado del arte. Recoge información documentada (revistas científicas y artículos de
investigación) para desarrollar la base teórica sobre la utilización de redes neuronales destinadas
a la segmentación de imágenes RGB y/o nubes de puntos mediante reconocimiento y etiquetado
de elementos, la clasificación de intersecciones según su topología, la normativa vigente sobre
la señalización de éstas y la metodología para la implementación del sistema de lógica difusa.

3. Capítulo 3. Descripción del sistema. Recopila toda la información técnica de los elementos de
medida implementados en el vehículo autónomo que intervienen o intervendrán a futuro para
la detección e identificación de intersecciones. Especificaciones técnicas y funcionalidades de la
sensórica y otros recursos del vehículo autónomo.

4. Capítulo 4. Planteamiento y diseño del sistema difuso. Reune todos los parámetros del
identificador-clasificador. Las variables de entrada requeridas para poder identificar las cua-
lidades específicas de cada intersección, las reglas lógicas que establecen múltiples respuestas
frente a diferentes entradas y los conjuntos difusos de la variable de salida.

5. Capítulo 5. Pruebas y resultados. Reune el conjunto de datos de salida obtenidos como respuesta
a la base de datos.

6. Capítulo 6. Comparación de resultados. Se comparan el rendimiento del sistema propuesto, el
identificador difuso, y otros sistemas de detección de intersecciones mediante redes neuronales.

7. Capítulo 7. Conclusiones y líneas futuras. Se analizan los resultados obtenidos en el capítulo 6,
explicando el razonamiento detrás del ensayo y añadiendo ideas para aplicar a futuro.



Capítulo 2

Estado del arte

El objetivo de automatizar un proceso, se basa, en que una máquina o sistema, se encargue de realizar
completa o parcialmente, aquellas tareas que lo componen y que previamente realizaban una o varias
personas.

El vehículo autónomo, se trata de un automóvil que ha sido adaptado para la incorporación de
sistemas avanzados encargados de automatizar cada una de las acciones que involucran al conductor
durante la conducción. La obligación de realizar cada una de las tareas del conductor ha sido trans-
ferida a los distintos sistemas ADAS. Para ello, el vehículo autónomo debe desempeñar el papel de
nexo de la sensórica, las unidades de memoria y procesamiento del ordenador central (centralita),
los sistemas de señalización, advertencia y monitorización del vehículo, el motor, la caja de cambios,
la dirección, la suspensión y el sistema de frenado. Para poder gestionar todos estos recursos, los
vehículos autónomos deben ser capaces de interpretar diversas situaciones de su alrededor y ajustar
su comportamiento mediante sistemas con tareas específicas.

Figura 2.1: Diagrama de la arquitectura del sistema automático SAE (Underwood, 2016)1

1Fuente: https://www.nhtsa.gov/sites/nhtsa.gov/files/documents/13882-automateddrivingsystems_
092618_v1a_tag.pdf

11

https://www.nhtsa.gov/sites/nhtsa.gov/files/documents/13882-automateddrivingsystems_092618_v1a_tag.pdf
https://www.nhtsa.gov/sites/nhtsa.gov/files/documents/13882-automateddrivingsystems_092618_v1a_tag.pdf
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Para la correcta identificación y localización de elementos fijos y móviles de la vía, cada uno de
los sistemas especializados del vehículo autónomo, debe contar con un algoritmo matemático que le
permita discernir entre múltiples elementos según su tamaño, forma y color.

Es por esta razón, que el modelo de detección y clasificación de intersecciones en el que estamos
trabajando actualmente, se complementa con el sistema de escaneado y etiquetado del entorno que
equipa el vehículo de la UAH.

En dichos sistemas, el uso de redes neuronales tienen como finalidad, extraer las características
de los elementos viales que aparecen en una imagen RGB para posteriormente diferenciarlos. A este
proceso se le conoce como reconocimiento o detección.

Cuando la red neuronal detecta un elemento al que etiqueta mediante una etiqueta general, como
podría ser ’señal de tráfico’, se dice que esa red neuronal tiene la capacidad de detectar y clasificar
elementos en una imagen. Solo aquellas redes neuronales que resultan más complejas y por tanto,
más lentas y pesadas son capaces de clasificar aquellos elementos que habían sido agrupados por
una red neuronal de detección mediante una misma etiqueta, a través de su significado exacto, como
podría ser ’señal de tráfico de ceda el paso’.

Por esta razón, para poder desarrollar un sistema inteligente de lógica difusa que nos permita
detectar y clasificar intersecciones en función de su distancia, previamente debemos contar con los
datos de entrada requeridos que se han obtenido mediante el procesamiento de las imágenes a través
de las redes neuronales que utilizan los métodos de extracción y clasificación de características que
se ha mencionado anteriormente.

En el capítulo de revisión del estado del arte, se desarrollarán los conceptos teóricos y funcionales
relacionados con la utilización de redes neuronales para detectar y localizar elementos en imágenes y
mapas de puntos. Se explicará cómo estos elementos serán incluidos en el proyecto con el objetivo de
mejorar su robustez. Se describirán las metodologías empleadas por estas redes para lograr la detec-
ción y localización deseada. Luego, se describirán los elementos viales que, de acuerdo con el estudio
previo, son relevantes para el modelo. Se explicarán sus características principales y funcionalidades.

Por último, en la metodología se describirán los recursos utilizados para obtener los datos de
entrada del modelo difuso, y se explicará el proceso seguido con las redes neuronales para lograrlos.
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2.1 Redes neuronales

2.1.1 Reconocimiento, detección, localización y segmentación

Las redes neuronales profundas han revolucionado el campo de la visión artifical durante la última
década, mediante la clasificación de imágenes.

Existen tres niveles de profundidad en la clasificación:

1. La clasificación de elementos, se agrupa en un listado acotado por el diseñador de la red, donde
no hay variaciones posibles en los grupos de clasificación. Debido a esto, la clasificación de los
elementos que componen las imágenes puede tener múltiples errores, ya que los elementos de
menor tamaño o adyacentes a otros con mayor presencia, son ignorados y enmarcados dentro
de la clasificación del elemento con mayor presencia.

2. La detección y localización de elementos como una unidad específica que debe ser enmarcada.
La mayoría de redes neuronales destinadas a la detección y localización de elementos de la
vía, utilizan este sistema de clasificación, al ser más exacto que el método anterior permitiendo
profundizar más en las imágenes, identificando elementos más pequeños y con la posibilidad de
encontrarse superpuestos a otros.

3. La segmentación de los elementos a través del agrupamiento de píxeles. Es el método más
pesado pero más utilzado cuando lo que se busca es implementar un sistema de clasificación
lo más exacto posible para un campo o ámbito muy particular. Al tratarse de sistemas más
pesados, se han desarrollado múltiples métodos para la optimización de recursos del sistema,
permitiendo conservar un elevado nivel de acierto aunque no con demasiada flexibilidad en la
variación de grupos de clasificación.
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2.1.2 Segmentación de imágenes RGB

La segmentación de imágenes es una de las tareas fundamentales en la visión artificial, junto con el
reconocimiento y la detección de elementos. En la segmentación semántica, el objetivo es clasificar
cada píxel de la imagen en una categoría específica. La diferencia con la clasificación de imágenes
reside en que durante la segmentación no se clasifica la imagen completa en un grupo, sino cada uno
de los píxeles por separado. De esta manera, se tiene un conjunto de clases predefinidas queriendo
asignar una etiqueta a cada píxel de la imagen basándose en la variable del contexto.

Figura 2.2: Agrupación de píxeles en nodos o ’píxeles grandes’ que representan el mapa de
características de la imagen1

La segmentación que aplican las redes neuronales profundas para realizar la identificación de los
elementos que sirven como entrada de nuestro modelo de lógica difusa, es la segmentación semántica,
debido a que solo interesa la clasificación en categorías, sin necesidad de dicernir individualmente
entre elementos del mismo tipo mediante algún tipo de numeración o referencia.

- Ejemplo de segmentación semántica implementada: señal de tráfico de paso de peatones.

- Ejemplo de segmentación de instancia no implementada: señal de tráfico de paso de peatones
número 12.

La segmentación semántica genera información adicional dentro de las categorías, mediate los
contornos y ubicaciones de los conjuntos donde se agrupan los píxeles. No obstante, la clasificación
pixel a pixel resulta muy intensiva y requiere información contextual sobre un gran campo, respecto
del cual inferir la categoría y la ubicación de cada píxel para identificar los contornos de los elementos.

1Fuente: https://ieeexplore.ieee.org/document/9103557

https://ieeexplore.ieee.org/document/9103557
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Figura 2.3: Niveles de clasificación profunda en imágenes1

Las Convolutional Neural Network (CNN) han acabado resultando un algoritmo de deep learning
muy eficiente para la segmentación de imágenes, con gran capacidad para extraer características
profundas que incrementan el rendimiento del clasificador semántico.

Como inconveniente, las CNN hacen uso de capas convolucionales consecutivas que agrupan las
características profundas de la imágen, a costa de la información de ubicación y la reducción del
tamaño de la imagen. Esto provoca que se pierda más información de bordes (localización) cada vez
que queramos obtener características más profundas, reduciendo su número en consecuencia [13].

Una vez la CNN ha logrado alcanzar el número suficiente de características profundas, las ca-
tegorías de clasificación de los elementos de la imagen quedan lo suficientemmente definidas para
la identificación y etiquetado de los diferentes elementos, mediante una capa fully connected, don-
de se genera un vector de probabilidades que contiene la probabilidad estadística de que la imagen
pertenezca a cada una de las categorías a estudiar. Por otro lado, mencionar que las redes neuro-
nales encargadas de la segmentación del entorno están altamente influenciadas por el campo de las
imágenes (distribuición y escala) que han sido proporcionadas en la fase de entrenamiento.

Figura 2.4: Estructura de una red CNN2

1Fuente: https://upcommons.upc.edu/handle/2117/345282
2Fuente: https://programmerclick.com/article/23651927681/

https://upcommons.upc.edu/handle/2117/345282
https://programmerclick.com/article/23651927681/
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Por todo lo mencionado anteriormente, las redes neuronales convolucionales se incluyen dentro
de los métodos tradicionales para tratar y segmentar imágenes, aunque en la mayoría de casos se
requiera de otros tipos de redes neuronales para obtener una mayor eficacia en la segmentación de
píxeles y reconocimiento de elementos, como resultan las Fully Convolutional Network (FCN) [14].

Las redes neuronales completas (FCN) son la solución a este problema, ya que pueden clasificar
pixel a pixel. En ellas tras realizar el análisis profundo mediante las capas convolucionales, el mapa
de carcaterísitcas que recoge toda la información, sufre una desconvolución, que en función de la
clasificación previa de cada pixel, se acaba obteniendo a la salida una respresentación de igual tamaño
que la imagen de entrada pero con la segmentación realizada a través de los píxeles que la componen.

De esta manera la información obtenida es mediante clasificación de píxeles, arrojando directa-
mente su nivel de error. Esta técnica resulta mucho más gráfica y al contar con una codificación
y descodificación a nivel de pixel, se pueden introducir imágenes de entrada con cualquier tipo de
tamaño o resolución, que se mantendrá a la salida.

En resumen, para conseguir un buen rendimiento y una alta eficiencia en la segmentación de las
imágenes de intersecciones, debemos tener en consideración los siguientes puntos:

- Cada píxel de la imagen debe asignarse a una clase y colorearse en consecuencia.

- La imagen de entrada y salida deben tener exactamente el mismo tamaño.

- Cada píxel de la entrada debe corresponder a un píxel en la misma ubicación exacta de la
salida.

- Se necesita precisión a nivel de píxel para distinguir entre diferentes clases.

Todo ello, buscando siempre que la red neuronal implementada para nuestro proyecto, cuente con
un equilibrio entre buen rendimiento, velocidad moderada y especialización en elementos de interés
para la contextualización vial (número de salidas reducido).

Figura 2.5: Estructura de una red FCN1

Otras fuentes que ayudarán en trabajos futuros a identificar elementos del entorno, en dicho
caso, a través de distribuciones sobre el plano, son las nubes de puntos, que otorgan información del
contexto geométrico y de distribución vial, mediante la segmentación vial.

1Fuente: https://programmerclick.com/article/23651927681/

https://programmerclick.com/article/23651927681/
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2.1.3 Identificación y localización en imágenes RGB

Tras la justificación del uso de redes neuronales para la identificación, localización y clasificación de
instancias (elementos) en imágenes RGB, se debe hacer una distinción entre la identificación y la
localización de objetos, que se explicará a continuación en relación a la segmentación de imágenes,
desarrollada en el punto anterior.

Figura 2.6: (a) Esquema de detección de objetos totalmente supervisados (FSOD), mediante el uso
de imágenes con anotaciones de instancias a identificar. (b) Esquema de detección de objetos con
supervisión débil (WSOD), mediante la utilización de anotaciones de las instancias a identificar1

Uno de los hitos que se persiguen con los sistemas de visión ineligentes es lograr la capacidad
de poder identificar y clasificar objetos en un entorno, pudiendo contabilizar su frecuencia de apari-
ción, en que zona de la imagen se encuentran y mediante diferentes técnicas, suposiciones, modelos
matemáticos, aproximaciones y conocimientos técnicos sobre los equipos de visión, poder estimar las
coordenadas y dimensiones de los elementos captados.

Los métodos de identificación de objetos convencionales mediante redes neuronales, tienen como
objetivo reconocer instancias con delimitación utilizando solo etiquetas semánticas a nivel de imagen,
indicando los objetos reconocidos con puntos de ubicación de una zona de interés (ROI), pudiéndo-
los representar tras su identificación y clasificación en imágenes donde ya se incluyen las ventanas
denominadas (bounding box). Sobre la localización de elementos, el proceso se ve ampliado a otros
métodos que nos arrojan su posición relativa respecto de la cámara y por tanto, conocidas las dimen-
siones del vehículo, la distancia para rebasar o alcanzar dicho elemento. No obstante, la aparición
de otros elementos de fondo, las condiciones climáticas, la escala, el ángulo de visión, la distorsión
de la lente, la orientación de las señales y su desplazamiento con respecto a un lado de la carretera
(como sucede con las señales viales) pueden causar el ruido que conduce a errores en la localización
de elementos. [15].

1Fuente: https://www.sciencedirect.com/science/article/pii/S0925231222001175

https://www.sciencedirect.com/science/article/pii/S0925231222001175
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Figura 2.7: Esquema del nivel de complejidad de los sistemas identificadores y localizadores de
instancias según el nivel de etiquetado y supervisión. El área azul en el bloque superior indica las

tareas de aprendizaje totalmente supervisadas, mientras que el área roja indica las tareas de
aprendizaje débilmente supervisadas, a su vez los ejes de coordenadas muestran diferentes niveles

de anotación humana o requisitos de supervisión (de bajo coste a alto coste)1

WSOD (Weakly Supervised Object Detection), es una metodología utilizada en el campo del
aprendizaje automático y la visión por computadora. Consiste en entrenar un modelo de detección de
objetos utilizando un conjunto de datos etiquetados de forma débil, es decir, en lugar de proporcionar
la ubicación precisa de cada objeto en una imagen, solo se proporciona una etiqueta que indica la
presencia de ciertos tipos de objetos en la imagen. Esto permite entrenar el modelo utilizando un
conjunto de datos mucho más grande que si se requiriese una etiquetación precisa, lo que a su vez
puede mejorar la precisión del modelo.

FSOD (Fully Supervised Object Detection), es una metodología similar, pero en lugar de utilizar
etiquetado débil, se utiliza etiquetado completo, es decir, se proporciona la ubicación precisa de cada
objeto en la imagen. Esto puede proporcionar una precisión aún mayor en la detección de objetos,
pero requiere un conjunto de datos etiquetados mucho más pequeño y más laborioso de obtener.

Hasta hace relativamente poco, la literatura existente se centraba en el desarrollo de redes neu-
ronales convolucionales que contaban con una configuración completamente supervisada (FSOD), lo
que provocaba que fuesen muy costosas de desarrollar debido al elevado coste de tiempo que suponía
el etiquetado de todas las instancias que puede comprender una imagen de la vía pública como resulta

1Fuente: https://ieeexplore.ieee.org/document/9409690

https://ieeexplore.ieee.org/document/9409690
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en este caso, además de que el mal etiquetado o impreciso, podía provocar un mal rendimiento por
parte de la red neuronal en la identificación. Por esta razón el procedimiento extendido para iden-
tificación y localización de elementos mediante visión es el uso y entrenamiento de redes neuronales
con un nivel de etiquetado y/o supervisión débil (WSOD).

Figura 2.8: Gráfico de la evolución del número de publicaciones de los diferentes enfoques existentes
sobre la localización y detección de objetos en imágenes1

Como metodología de reconocimiento, identificación y localización de elementos en imágenes,
WSOD se compone de dos procesos independientes de análisis y extracción de características de las
imágenes. En primer lugar, el proceso WSOD implica la detección de elementos a través del uso
de etiquetas añadidas a las imágenes utilizadas para entrenar las redes neuronales convolucionales
profundas. Normalmente estas bases de datos cuentan con un sistema de etiquetado por categorías
de elementos muy estandarizados, y generalizado para los principales grupos de estudio, que en el
caso de los elementos viales resultan ser los peatones, marcas y señales viales, árboles, semáforos y
otros vehículos. El proceso WSOD también suele estar ligado a la localización de cada uno de esos
elementos que conforman la imagen, Weakly Supervised Object Localization (WSOL), pero a través
de un proceso iterativo de elementos por instancia, lo que acaba resultando una tarea con mayor
carga computacional [16].

Figura 2.9: Esquema de los enfoques existentes para la localización y detección de objetos
débilmente supervisados (WSOD)1

1Fuente: https://ieeexplore.ieee.org/document/9409690

https://ieeexplore.ieee.org/document/9409690
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Los rendimientos de WSOD y FSOD pueden variar en función de varios factores, como el conjunto
de datos utilizado para entrenar el modelo, la arquitectura del modelo y el tipo de objetos que
se están tratando de detectar. En general, se espera que un modelo entrenado con FSOD tenga
un rendimiento superior en términos de precisión en la detección de objetos, ya que cuenta con
información más precisa sobre la ubicación de los objetos en las imágenes. Sin embargo, debido a que
FSOD requiere un conjunto de datos más pequeño y más laborioso de etiquetar, puede ser más difícil
obtener un rendimiento óptimo en comparación con WSOD. En general, la elección entre WSOD y
FSOD dependerá de las necesidades y recursos específicos de cada situación.

La literatura señala que el sistema WSOD es más fácil de desarrollar para una amplia variedad de
elementos en diferentes condiciones y situaciones en comparación con el sistema FSOD. Sin embargo,
su rendimiento disminuye significativamente si se comparan ambos modelos cuando están limitados a
un pequeño campo de estudio, como en el caso de este sistema inteligente de identificación de señales
viales verticales y semáforos. Según la literatura más reciente, los sistemas WSOD tienen un gran
potencial y están en constante evolución, con un rendimiento generalmente del 70 % frente al 90 %
de FSOD [15].

Figura 2.10: Comparación del acierto en la detección de la instancia (pájaro) entre el modelo sin un
identificador refinado (izquierda) y el modelo con un identificador refinado (derecha)1

La literatura define como sistema más extendido y prometedor a futuro, las redes neuronales
que siguen la metodología WSOD, que a su vez se basan en las técnicas MIL y/o CAM para la
categorización, identificación y clasificación de elementos captados por sistemas de visión.

Multiple Instance Learning (MIL) y Class Activation Map (CAM) son técnicas utilizadas en el
campo del aprendizaje automático y la visión por computadora, y pueden ser utilizadas en conjunto
con la metodología WSOD.

MIL es un enfoque de aprendizaje automático en el que se asume que cada conjunto de datos
(llamado ’instancia’) contiene varias subinstancias (llamadas ’muestras’) y se etiqueta en función de
la presencia o ausencia de ciertos tipos de patrones en las subinstancias. Esto permite entrenar un
modelo utilizando un conjunto de datos etiquetado de forma débil, lo que a su vez puede mejorar la
precisión del modelo en la detección de objetos.

1Fuente: https://www.sciencedirect.com/science/article/pii/S0925231222001175

https://www.sciencedirect.com/science/article/pii/S0925231222001175
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Las redes basadas en la metodología MIL predicen instancias a través del aprendizaje de instancias
múltiples. En las redes MIL las imágenes se interpretan como una bolsa de propuestas, donde una
etiqueta, significa que al menos una de las propuestas está estrechamente relacionada con dicha
etiqueta que simboliza que la imagen contiene dicha instancia. De lo contrario, si ninguna región de
la imagen contiene una instancia, no aparecerá su etiqueta.

La red basada en MIL consta de un generador de propuestas, una red troncal y un cabezal de
detección. Dada una imagen, primero la ingresamos al generador de propuestas y la red troncal, para
generar propuestas y mapas de características, respectivamente. Luego, los mapas de características
y las propuestas se envían a una agrupación de pirámide espacial (SPP) para generar regiones de
tamaño fijo. Finalmente, estas regiones se introducen en el cabezal de detección para clasificar,
identificar y localizar instancias de objetos.

CAM es una técnica utilizada para visualizar cómo una red neuronal convolucional (CNN) toma
decisiones en una tarea de clasificación de imágenes. Se crea un mapa de activación de clase que
muestra qué partes de la imagen son más relevantes para la red al tomar una decisión. Esto puede
ayudar a comprender cómo funciona un modelo de detección de objetos y a identificar posibles áreas
de mejora en su diseño.

Las redes basadas en la metodología CAM predicen instancias a través de la segmentación de los
mapas de activación de clases. La red basada en CAM consta de una red troncal, un clasificador y los
mapas de activación de clases. Dada una imagen, primero la ingresamos a la red troncal para generar
mapas de características de esa imagen. Luego, los mapas de características se envían al clasificador
para clasificar las clases de la imagen. Mientras tanto, multiplicamos en matriz el peso de la capa
totalmente conectada a los mapas de características de la última capa convolucional para producir
mapas de activación de clase. Finalmente, segmentamos el mapa de activación de la clase de mayor
probabilidad para generar cuadros delimitadores para la localización de objetos.

Para ello las redes neuronales convolucionales se entrenan primero para la clasificación semántica
de escenas, y luego determinar la categoría de objetos en la imagen.
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2.1.4 Segmentación por nube de puntos

La segmentación por nube de puntos 3D (PCS) tiene como objetivo agrupar puntos con caracte-
rísticas geométricas/espectrales similares, sin considerar la información semántica. La segmentación
semántica por nube de puntos 3D (PCSS), es una técnica que asocia píxeles con etiquetas semánticas,
en la que se utilizan puntos distribuidos de manera regular o irregular en el espacio 3D en lugar de
píxeles distribuidos regulares en una imagen 2D. La nube de puntos puede adquirirse directamen-
te de sensores que miden la distancia a los elementos de estudio o generarse a partir de imágenes
estereoscópicas o multivista [17].

En la actualidad se ha producido un gran avance en el desarrollo de algoritmos de estereovisión
y el despliegue de todo tipo de sensores 3D como el sensor LiDAR, altamente implementado en
vehículos autónomos con necesidad de reconocimiento de las carcaterísticas de la vía en tiempo real.

Figura 2.11: Esquema de funcionamiento de la segmentación semántica por nube de puntos 3D
(PCSS)1

La segmentación semántica por nube de puntos 3D del sensor LiDAR resulta un proceso de
análisis de datos en el que se utiliza un sensor LiDAR para escanear un entorno en tres dimensiones,
se aplican técnicas de segmentación y de aprendizaje automático, buscando dividir las mediciones
del LiDAR en grupos o segmentos, que representan diferentes objetos o superficies en el escenario
escaneado. La diferencia con la segmentación tradicional de nubes de puntos del LiDAR es que en
la segmentación semántica se busca asignar una etiqueta semántica a cada uno de los segmentos
creados, por ejemplo: árbol, calle, edificio, etc.

Para poder reconocer dichos elementos, se require previamente la realización de la tarea de pro-
cesar a nivel de instancia o de clase, cada uno de los elementos que deseamos incorporar en nuestro
estudio, para su posterior reconocimiento y evaluación. En el caso de los sistemas de navegación para
vehículos autónomos su uso está enfocado en el desarrollo de mapas de alta definición.

El sensor LiDAR resulta una tecnología muy conveniente para la obtención de datos en formato
de nube de puntos, pero como todas las tecnologías, se pude implementar en sistemas con múltiples
enfoques, como resulta al modificar los sensores, su número, la plataforma donde se colocan y su
resolución, donde cuanto menor sea, más rápido es la velocidad de muestreo del entorno, pero más
dificil es extraer conclusiones con alta precisión en el análisis semántico.

1Fuente: https://ieeexplore.ieee.org/document/9028090

https://ieeexplore.ieee.org/document/9028090
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Figura 2.12: Segmentación por nube de puntos 3D (PCS) de la carretera. a) Representación de la
carretera sin segmentar por nube de puntos. b) Segementación de la calzada de la carretera en color

rojo. c) Representación de la carretera segmentada por nube de puntos. d) Segmentación de los
elementos alrededor de la calzada.1

De todos los sistemas LiDAR, en la literatura resaltan principalmente las aplicaciones que desem-
peñan acciones parcial o completamente autónomas. Los sistemas que integran los sensores LiDAR,
implementan diferentes plataformas, destacando:

- Sistemas de escaneo LiDAR móvil (MLS).

MLS opera desde un vehículo en movimiento en tierra, siendo los automóviles las plataformas más
comunes. Actualmente, la investigación y el desarrollo en conducción autónoma es un tema candente,
para el cual la generación de mapas HD es, por tanto, la aplicación más importante de MLS.

- Sistemas de escaneo LiDAR no tripulados (ULS).

Los sistemas ULS generalmente se implementan en drones u otros vehículos no tripulados. Debido
a su bajo coste y flexibilidad, este novedoso sistema de la familia LiDAR se está volviendo cada vez
más popular. ULS funciona situándose por encima de los objetos, proporcionando una base de datos
sobre elementos a corta distancia y obteniendo nubes de puntos más densas con mayor precisión [17].

En conclusión, los métodos PCS y PCSS son los encargados de identificar, caracterizar y repre-
sentar los entornos de trabajo mediante las nubes de puntos. Los entornos más estudiados son los
urbanos, forestales, industriales y de interior. El escaneado de estructuras mediante la composición
y segmentación de planos 2D, nos permite crear modelos 2.5D que han sido ampliamente utilizados
para segmentar edificios (ambientes urbanos) y árboles (bosques).

1Fuente: https://ieeexplore.ieee.org/document/6871365

https://ieeexplore.ieee.org/document/6871365
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2.2 Definición y tipos de intersección

Como se mencionó al inicio del proyecto, la finalidad es desarrollar un sistema inteligente que úni-
camente mendiante los sensores que incorpora el vehículo autónomo, podamos extraer los datos del
entorno, permitiendo discriminar cualquier situación de un tramo de vía en la que se encuentre el
vehículo, que no se considere una intersección. Para poder crear un sistema que nos permita identif-
car y clasificar intersecciones eficientemente, debemos enfocar el problema en torno a dicho tipo de
distribución vial, identificando sus singularidades.

Por norma general los organismos compententes en la construcción y gestión de carreteras de la
mayoría de paises del mundo, dividen la red de carreteras en dos grandes grupos:

- Carreteras urbanas. Se situan dentro del área de edificación de una ciudad o pueblo y su finalidad
es la comunicación de todas la zonas dentro de dicho área. Cuentan con una distribución que
se ajusta a los edificios y espacios públicos construidos, delimitando los espacios de circulación
en la mayoría de casos por líneas pintadas a ambos extremos de la calzada y/o elevaciones del
terreno destinado a peatones, también conocido como aceras. Su normativa y señalización está
adaptada para la optimización del tráfico y la mejora de la seguridad de peatones.

- Carreteras interurbanas. Su función es conectar núcleos de población, emplazamientos y zonas
de interés para la población. Su distribución se ajusta a la del terreno y los espacios naturales,
delimitando los espacios de circulación por líneas pintadas en los extremos de la calzada. La
normativa y señalización tiene como objetivo reducir los tiempos de llegada entre puntos, sin
compromenter la seguridad del conductor y los pasajeros.

Las intersecciones se ven altamente influenciadas por la clasificación anterior, al contar con una
gran variedad de elementos que nos facilitan la predicción de que nos estamos aproximando a una
intersección. Gracias a la sensórica del vehículo autónomo, encabezada por la cámara de visión y el
sensor LiDAR, se obtienen datos de manera periódica sobre las caraterísticas de la vía y los elementos
que se encuentran en ella.

(a) Carretera urbana. (b) Carretera interurbana.

Figura 2.13: Clasifiación de carreteras según su localización1

1Fuente: https://todosobretrafico.files.wordpress.com/2014/03/conceptos-basicos.pdf

https://todosobretrafico.files.wordpress.com/2014/03/conceptos-basicos.pdf


2.2 Definición y tipos de intersección 25

2.2.1 Tipos de intersección

Una intersección es el área donde dos o más calles se unen o se cruzan al mismo nivel.

Otras características claves del diseño de intersecciones son:

• Número de carriles en cada sentido.

• El ancho de cada rama.

• La concentración de señales de destinos de viaje.

• Señales de obligación del sentido de circulación y prohibición al acceso a determinadas ramas.

• Control de tráfico mediante semáforos con indicadores del sentido de conducción.

• Control del orden de preferencia del tráfico con señales de ceda el paso y STOP.

• Colocación de barreas, pivotes y áreas rayadas de delimitación de carriles.

La clasificación de los tipos de intersección, se establece según el criterio que desea evaluar,
destacando:

- La localización de la intersección.

- El control de acceso.

- La distribución de los márgenes viales.

- El número de ramas.

- El volumen de carriles.

- La geometría.
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2.2.1.1 Localización

Las intersecciones se puden situar tanto fuera como dentro de ciudad. Esto de se debe a que en ambas
situaciones, los vehículos que circulan en una dirección y sentido quieren cambiar a otra, teniendo que
atravesar carreteras intermedias hasta intersectar con la carretera donde se circula en la dirección y
sentido deseados.

Las intersecciones dentro y fuera de la ciudad incluyen diferentes áreas para diferentes usuarios de
la vía. En las intersecciones urbanas, se encuentran peatones, vehículos motorizados y no motorizados,
mientras que en las intersecciones interurbanas solo participan vehículos.

Por lo tanto, en las intersecciones urbanas se incluye no solo el área del pavimento, sino también
las aceras adyacentes, las ramas peatonales, los pasos de cebra, los edificios y las zonas arboladas o
ajardinadas del entorno.

(a) Intersección urbana. (b) Intersección interurbana.

Figura 2.14: Clasificación de intersecciones según su localización1

2.2.1.2 Control de acceso

Se define como control de acceso, a todos los sistemas o elementos que, a través de una reglamentación
impuesta por la autoridad competente y de obligado conocimiento por parte de los usarios de la vía,
establece las normas de uso para la convivencia y seguridad de los usuarios de la vía.

En el caso de las intersecciones, las modificaciones que han recibido con el paso del tiempo, así
como la actualización de la vía, pueden resultar en una señalización, gestión del control y diseño de
prioridades confusos. Esto sucede cuando existe una disparidad en la señalización de acceso a las
intersecciones, especialmente entre intersecciones de zonas edificadas de cierta antiguedad y zonas
recientemente construidas y pavimentadas.

En el caso de las zonas con un elevado uso de tráfico, se puede observar un alto desgaste de las
marcas viales o una falta de señales de control de tráfico para regular el orden de preferencia de los
vehículos.

1Fuentes: https://tinyurl.com/2ppkh9fn y https://tinyurl.com/2nac7fpa

https://tinyurl.com/2ppkh9fn
https://tinyurl.com/2nac7fpa
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En el lado opuesto, se encuentran intersecciones de zonas recién pavimentadas o reasfaltadas, o
con poco tiempo de uso. En estas intersecciones, se observan señales de tráfico en perfecto estado, el
uso de semáforos con indicadores claros del sentido de cada carril, marcas viales bien conservadas, y
todo ello siguiendo un diseño que no ha sido modificado posteriormente.

(a) Intersección señalizada con cedas y líneas
discontinuas.

(b) Intersección semaforizada.

(c) Intersección señalizada con STOP. (d) Intersección no señalizada.

Figura 2.15: Clasificación de intersecciones según sus señales de acceso1

De los escenarios descritos anteriormente, en los que se implementan señales o dispositivos para el
control del acceso y la circulación de los vehículos en intersecciones, las intersecciones semaforizadas
son las más características en las áreas urbanas. Esto se debe a que proporcionan reglas de paso
simples y universales. Se recomiendan a partir de ciertos niveles de intensidad de tráfico, ya que en
niveles superiores a ellos, las intersecciones convencionales no pueden funcionar adecuadamente sin
regulación o debido a su mala visibilidad [18].

Los avances en la gestión del tráfico y la seguridad vial han llevado a una mayor implementación
de semáforos que indican el sentido de circulación en múltiples carriles y sistemas inteligentes para
medir la longitud de cola de vehículos en cada ramal y las solicitudes de paso de peatones. Estos
sistemas actúan otorgando prioridad de paso según sea necesario.

Por otro lado, la utilización de intersecciones gestionadas por semáforos resulta casi inexistente
en vías interurbanas, debido a que entorpecen y ralentizan el régimen de circulación continua.

1Fuentes: https://tinyurl.com/2fczd6nf, https://tinyurl.com/2kz5mgvm,
https://tinyurl.com/27dltzcz y https://tinyurl.com/2nggprcf

https://tinyurl.com/2fczd6nf
https://tinyurl.com/2kz5mgvm
https://tinyurl.com/27dltzcz
https://tinyurl.com/2nggprcf
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2.2.1.3 Márgenes y marcas viales

Las marcas viales son elementos que tienen como objetivo regular la circulación y avisar o guiar a
los usuarios de la vía. En concreto, cumplen una o más de las siguientes funciones:

- Delimitan los carriles de circulación.

- Separan los carriles de circulación.

- Indican el borde de la calzada.

Los márgenes de la calzada adquieren importancia a medida que mejoran las carreteras y au-
mentan los estudios sobre la gestión de sistemas de diagnóstico e identificación de dichos límites,
independientemente de su color, trazo o geometría. Se debe tener en cuenta la percepción visual del
entorno, que influye en la actitud del usuario y, por lo tanto, en su forma de conducir [19].

De igual manera, esto se ve reflejado en los sistemas de detección de carriles que utilizan métodos
basados en características de la carretera como por ejemplo el color, el gradiente o el ángulo [20], o
por otro lado, usan coordenadas geométricas tanto de la carretera como de la cámara para obtener
la distancia a dichos elementos y sus dimensiones a través de una calibración previa [21].

Por ello, un diseño apropiado de la carretera es esencial para prevenir posibles errores por parte de
los sistemas inteligentes, lo que resultaría en la necesidad de realizar una gran cantidad de cálculos
de manera ineficiente para determinar los patrones básicos de los límites de la carretera. Se debe
diseñar la carretera de manera tal que se eviten estos errores y, en caso de que ocurran, se minimicen
las consecuencias en la medida de lo posible [19].

Como antecedentes para hablar y describir sobre las características de los sistemas de reconoci-
miento de márgenes de las vias, nos referimos a investigaciones realizadas sobre la detección de carriles
y bordes de carretera mediante la computación de imágenes RGB [22]. Los sistemas de reconocimien-
to de límites viales tienen como principal inconveniente, los cambios bruscos en la iluminación, así
como la presencia de obstáculos en la carretera, como la suciedad, sombras, brillos, reflejos, grietas,
agujeros, vehículos que obstaculicen la visibilidad, entre otros. Estos factores dificultan en gran medi-
da el tratamiento e interpretación de la imagen. Para solucionar este problema, los sistemas aplican
una región de interés (ROI) a la imagen de entrada, que permite eliminar la información que no
pertenece a la carretera. Luego, delimitan la región de visión y aplican un algoritmo de detección
de segmentos de línea para identificar todos los segmentos de línea en la imagen. Finalmente, se
aplica un filtro para eliminar los segmentos de línea falsos y se distinguen las áreas con marcas de la
carretera basadas en sus características.

Los sistemas de identificación hacen uso de una serie de bases de datos que almacenan las ca-
racterísticas propias de cada trazado de la carretera. Estas características se recogen en la Orden
FOM/2523/2014, que ha sido modificada por la Orden FOM/510/2018. Esta normativa establece el
significado y la función de cada marca vial, y regula su geometría y disposición [23].
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Para distinguir las marcas y márgenes viales se utiliza el reconocimiento cromático, obteniéndose
como principales grupos [24]:

- Las marcas viales de color blanco que se utilizan por regla general.

- Las marcas viales de color amarillo que se utilizan como prohibición de parada o estacionamiento
(discontinua, continua, en zigzag y en cuadrícula).

En el caso de las intersecciones, en la marcación de áreas muy amplias se representa una cuadrícula
de color amarillo en el centro de ésta, mientras que en las esquinas entre dos carriles que cruzan se
utilizan franjas amarillas, evitando de esa manera la colocación de vehículos que pueden obstaculizar
la visión de los vehículos que se encuentran circulando dentro de la intersección.

(a) Intersección con cuadrícula de prohibido parar. (b) Intersección con línea de prohibido aparcar.

Figura 2.16: Marcas y márgenes viales amarillos en intersecciones1

Otra propiedad para distinguir las marcas y márgenes viales es su morfología, obteniendo como
principales grupos:

- Marcas longitudinales.

- Marcas transversales.

- Flechas.

- Líneas paralelas oblicuas (cebreado).

- Bordillos.

- Otras marcas.

1Fuentes: https://tinyurl.com/2ppkh9fn y https://tinyurl.com/2lt9acba

https://tinyurl.com/2ppkh9fn
https://tinyurl.com/2lt9acba
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(a) Intersección con marcas longitudinal y transversal
continuas.

(b) Intersección con marcas longitudinal y transversal
discontinuas.

(c) Intersección con flechas de dirección de
circulación.

(d) Intersección con marca de área cebrada.

(e) Intersección con bordillos como márgenes. (f) Intersección con marca de paso para ciclistas.

Figura 2.17: Márgenes y marcas viales en intersecciones1

1Fuentes: https://tinyurl.com/2hlhnpp6, https://tinyurl.com/2n88fzwu,
https://tinyurl.com/2od3qhmt, https://tinyurl.com/2z6y346w,
https://tinyurl.com/2m5cs4r4 y https://tinyurl.com/2xwweevr

https://tinyurl.com/2hlhnpp6
https://tinyurl.com/2n88fzwu
https://tinyurl.com/2od3qhmt
https://tinyurl.com/2z6y346w
https://tinyurl.com/2m5cs4r4
https://tinyurl.com/2xwweevr
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2.2.1.4 Número de ramas

El número de ramas que se cruzan en una intersección es una forma intuitiva de clasificar las intersec-
ciones. Esta clasificación se realiza distinguiendo grupos en función del volumen de carriles presentes
y la fluencia de vehículos que pueden aparecer en la escena.

A mayor cantidad de ramas, mayor será el área de intersección, el número de vehículos que circulan
y mayor utilización de señales verticales, semáforos y marcas viales que permitan descongestionar el
tráfico en horas punta.

En la mayoría de estudios se establece una clasifiación de intersecciones en función del numéro
de ramas hasta un máximo de 5, considerándose a partir de esa cantidad sistemas ineficientes para
la distribución y gestión del tráfico.

De esta manera, se obtiene la siguiente clasificación [25] [26]:

- Tres ramas.

- Cuatro ramas.

- Cinco ramas o más.

Comúnmente, en las zonas fuera de poblado, las intersecciones en carreteras principales y se-
cundarias suelen formarse en cruces de tres ramas, donde normalmente una carretera secundaria se
incorpora a otra principal. Las intersecciones de cuatro, cinco o más ramas son menos frecuentes
debido a la necesidad de construir otras infraestructuras adicionales para gestionar el cambio de
dirección sin afectar la velocidad y circulación del tráfico, como es el caso de las circunvalaciones.

En núcleos urbanos, la utilización de intersecciones con mayor cantidad de ramas aumenta, ya
que en este grupo, se incluyen rotondas, que pueden tener carriles de sentido único o doble.

(a) Intersección de 3 ramas. (b) Intersección de 4 ramas.

(c) Intersección de 5 ramas. (d) Intersección de 6 ramas o más.

Figura 2.18: Número de ramas en intersecciones1

1Fuentes: https://tinyurl.com/2md4t2kc, https://tinyurl.com/2hbn8en6,
https://tinyurl.com/2gngl74f y https://tinyurl.com/2prol4v2

https://tinyurl.com/2md4t2kc
https://tinyurl.com/2hbn8en6
https://tinyurl.com/2gngl74f
https://tinyurl.com/2prol4v2
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2.2.1.5 Volumen de carriles

El tamaño de las carreteras viene condicionado por el espacio disponible para la circulación de
vehículos y peatones en zonas donde el acceso de ambos es compartido.

Esto genera que el número de carriles y sus sentidos de circulación estén limitados por la sección
transversal de la calle.

Cuando pocas calles con un bajo número de carriles de un solo sentido se cruzan en una inter-
sección, se considera que se trata de una intersección simple, con una capacidad reducida de giro
o movimiento. Por otro lado, en las vías donde la sección transversal es mayor y las ramas están
compuestas por múltiples carriles de un mismo sentido que se cruzan con otras ramas similares,
la capacidad de giro es mayor, ya que se pueden destinar diferentes carriles para realizar giros en
distintos sentidos sin obstaculizar la circulación del tráfico. Estas intersecciones, conocidas como
’acampanadas’, también suelen asignar carriles específicos a vehículos más vulnerables como motoci-
cletas, bicicletas o patinetes.

Figura 2.19: Volumen y funcionalidad de carriles en intersecciones1

1Fuente: https://tinyurl.com/28od8gzv

https://tinyurl.com/28od8gzv
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2.2.1.6 Geometría

Cuando se hace referencia a la geometría de una intersección, se debe enfocar en los tres parámetros
principales que permiten definir su forma:

- Las ramas.

- Los ángulos entre ramas.

- El área de intersección.

Para establecer un modelo aproximado de una intersección, se procede de la siguiente manera: en
primer lugar, se observa el número de ramas que intervienen en la intersección. Luego, se identifica
el número de carriles que tiene cada rama, así como su función y distribución en el ancho de la
vía. A continuación, se analiza el ángulo de intersección entre las ramas en función del número de
ramas previamente identificado. Este análisis permite obtener múltiples combinaciones de ángulos,
que pueden ser estrechos, amplios o repartidos de manera similar, lo que resulta en intersecciones
simétricas o no simétricas.

Definir el área de intersección puede resultar difícil, ya que los vehículos de diferentes carriles
pueden cruzar por espacios comunes a todas las ramas o por espacios compartidos por pequeños gru-
pos de ellas, lo que resulta en varias zonas que se encuentran alejadas entre sí. Para generalizar todas
estas zonas como una única intersección y no como pequeños cruces, los sistemas de identificación y
clasificación de intersecciones establecen un rango de aparición de carriles que se consideran parte de
un mismo cruce. De esta manera, se simplifica la identificación y clasificación de intersecciones.

El área también permite distinguir entre las formas que toman las áreas de intersección. La forma
rectangular es la más común para la mayoría de los tipos de intersecciones, mientras que la forma
circular u ovalada se utiliza en las rotondas. Estas últimas se caracterizan por manipular el tráfico
a través de un sistema de circulación unidireccional en sentido antihorario, girando alrededor de
un islote no accesible. Las rotondas pueden tener uno o más carriles y son una alternativa a las
intersecciones semaforizadas o controladas por señales de tráfico, ya que son fáciles de interpretar en
cuanto a la prioridad de circulación.

En la documentación y bibliografía técnica sobre el estudio de intersecciones, se definen 7 grandes
grupos de intersecciones según su geometría, basados en la combinación de los tres parámetros men-
cionados anteriormente: número de ramas, ángulo de intersección y área de intersección. [25] [27],
cada combinación de estos parámetros da lugar a una distribución geométrica distinta y única, que
se agrupan en uno de estos 7 grandes grupos:
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- Intersección en T.

- Intersección en Y.

- Intersección en +.

- Intersección en X.

- Intersección decalada.

- Intersección de 5 ramas o más.

- Rotondas.

Figura 2.20: Diseños geométricos comunes en intersecciones1

1Fuentes: https://uomustansiriyah.edu.iq/media/lectures/5/5_2020_10_07!01_19_06_PM.pdf y
https://portal.ct.gov/-/media/DOT/documents/dpolicy/NorwalkTranspMgmtPlanDOT01020336/

NorwalkTMPChapter14IntersectionDesignpdf.pdf?la=en

https://uomustansiriyah.edu.iq/media/lectures/5/5_2020_10_07!01_19_06_PM.pdf
https://portal.ct.gov/-/media/DOT/documents/dpolicy/NorwalkTranspMgmtPlanDOT01020336/NorwalkTMPChapter14IntersectionDesignpdf.pdf?la=en
https://portal.ct.gov/-/media/DOT/documents/dpolicy/NorwalkTranspMgmtPlanDOT01020336/NorwalkTMPChapter14IntersectionDesignpdf.pdf?la=en
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Según los antecedentes previos de varios artículos de investigación, la clasificación de las intersec-
ciones se basa en su geometría y se enfoca en la implementación de sistemas LiDAR. Esto permite
analizar con mayor facilidad las propiedades descritas anteriormente, al caracterizar los elementos
que se encuentran en un plano mediante sensores 2D o en volúmenes mediante sensores 3D [26].

En el caso de los sistemas de identifiación por visión, los grupos de clasificación se centran más
en la intencionalidad de giro del vehículo, es decir, no se busca contabilizar todas las ramas o su
distribución mediante ángulos, sino su identificación para proceder a realizar una maniobra de giro
o circular en línea recta [28].

2.2.2 Señalización de intersecciones

Se puede ver en apartados previos que las intersecciones son una distribución específica de la carretera
que puede ser fácilmente clasificada por su geometría, ubicación, número de carriles y marcas viales.
La cantidad de carriles y marcas viales permiten regular el flujo de tráfico y prevenir situaciones
de riesgo y accidentes. Además, las señales y marcas viales delimitan el tráfico en ciertos tramos,
estableciendo así un sistema de prioridades que ayuda a descongestionar el tráfico.

Los recursos encargados de marcar las normas de circulación, reciben el nombre de señalización
vial.

Por lo tanto, las señales son un sistema de comunicación en el que el lenguaje hablado es sustituido
por el lenguaje de las formas, los colores, las siluetas, los símbolos o signos diversos. Mediante ellas
se emiten mensajes a unos receptores que son los conductores y usuarios de las vías, los cuales deben
responder con un comportamiento adecuado [29].

Su colocación tiene como objetivo:

- Incrementar la seguridad. Advirtiendo a los usarios de posibles peligros, modificaciones tempo-
rales y la presencia de distribuciones que requieren de especial atención.

- Facilitar la circulación. Indicando las direcciones que se deben tomar para llegar al destino,
estableciendo límites de velocidad adecuados para cada escenario y recordar que normas se
deben cumplir en cada momento.

- Incrementar la eficacia. Distribuyendo el tráfico según la que conveniencia de cada situación.

En el siguiente apartado del trabajo de final de grado, se describirá la metodología utilizada para
recopilar los datos necesarios para el sistema de inferencia y la estructura que se ha implementado
para detectar y clasificar las intersecciones. Entre los datos y parámetros que se recopilarán en las
fases previas a la inferencia difusa, se destacan la detección, reconocimiento y medición de la distancia
de las señales verticales captadas por la cámara de visión.
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El Ministerio del Interior de España en colaboración con la Dirección General de Tráfico (DGT)
recientemente emitió un documento en el que se incluyen todas las señales de tráfico, que se dividen
en tres grandes categorías o grupos [30] [31]:

- Señales verticales.

- Marcas viales.

- Otras señales.

Las señales verticales forman un grupo amplio de señales de tráfico, que son fácilmente recono-
cidas por estar sostenidas por postes, pórticos o incluso farolas de iluminación, siempre y cuando la
superficie donde estén inscritos los símbolos gráficos y señales (normalmente una placa) estén visi-
ble para los usuarios de la vía, independientemente del carril en el que se encuentren. Las señales
solo deben representar normas o indicaciones que no sean ambiguas y sin sobrecargar la vista de los
usuarios de la vía con una gran cantidad de señalizaciones en una misma área.

Las señales verticales se caracterizan por tener un diseño y estructura distintiva, lo que las hace
fácilmente detectables mediante la visión por computadora. Según la normativa, los colores de estas
señales están pre-establecidos y resaltan sobre el fondo. Además, su forma es conocida y fija, como
por ejemplo hexágonos, triángulos, círculos y rectángulos. Gracias a estas características, se pueden
implementar métodos de segmentación o identificación en proyectos o estudios, como la identificación
de señales a una distancia que permita alertar al conductor de la aproximación a una intersección y
adaptar la velocidad en consecuencia [32].

En el caso particular de las intersecciones, no todas las señales verticales desempeñan un papel
relevante en la anticipación de la identificación y posterior clasificación de éstas. Esto se debe a que
no existe una norma que obligue a colocar una determinada señalización en cada cruce de la red de
carreteras. En el caso de los núcleos urbanos-rurales, la señalización de la vía y su mantenimiento
están a cargo de los ayuntamientos. Sin embargo, es aquí donde se presenta la mayor cantidad de
intersecciones sin señalización. En el caso de los tramos interturbanos la señalización de las inter-
secciones está cubierta en la mayoría de las carreteras que se encuentran entre grandes núcleos de
población, a diferencia de las zonas rurales donde esta señalización puede ser más limitada.

Después de un análisis realizado por el estudiante, que consistió en tomar un significativo número
de muestras de intersecciones (incluidas rotondas), se llegó a la conclusión de que las señales viales
verticales varían no solo en tipo, sino también en número, en función del tipo de intersección y de la
distancia respecto al vehículo.

A continuación, se enumerarán todas las señales que pueden indicar la presencia lejana o inmi-
nente de una intersección y aquellas que, debido a su función, tienen un papel crucial dentro de la
intersección y aparecen con frecuencia.
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1.1 Señales verticales (externas):

1.1.1 Señales a larga y media distancia:

1.1.1.1 Señales de advertencia de peligro: P-1, P-1a, P-1b, P-1c, P-1d, P-2, P-3, P-4 y P-20

Son señales verticales que se caracterizan por tener forma triangular y compuestas por una com-
binación de colores de rojo, blanco y negro. Estas señales como su nombre indica, se encargan de
avisar a los usarios de la carretera sobre la presencia de intersecciones a excepción de la señal P-20,
que lo hace para pasos de peatones (pero que son muy frecuentes en cruces), con un anticipación
bastante grande, que se puede situar entorno a los 50m en vías urbanas y 200m en interurbanas [33],
por lo que son señales que se pueden llegar a colocar en puntos donde todavia la intersección resulte
difícil de reconocer.

(a) Intersección con prioridad
(P-1).

(b) Intersección con prioridad
sobre vía a la derecha (P-1a).

(c) Intersección con prioridad
sobre vía a la izquierda (P-1b).

(d) Intersección con prioridad
sobre incorporación por la

derecha (P-1c).

(e) Intersección con prioridad
sobre incorporación por la

izquierda (P-1d).

(f) Intersección con prioridad de
la derecha (P-2).

(g) Semáforos (P-3). (h) Intersección con circulación
giratoria (P-4).

(i) Paso para peatones (P-20).

Figura 2.21: Señales de advertencia de peligro para intersecciones1

1Fuente: https://www.mitma.es/recursos_mfom/1110900.pdf

https://www.mitma.es/recursos_mfom/1110900.pdf
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1.1.2 Señales a corta distancia:

1.1.2.1 Señales de prioridad: R-1, R-2, R-3 y R-4

Son señales verticales que se caracterizan por tener forma de triangulo invertida, hexágono y
cuadrado rotado 45º entorno al eje del plano horizontal respectivamente. Sus colores son el rojo,
blanco y negro para R-1 y R-2, mientras que en el caso de R-3 y R-4 cuentan con tono amarillo
en vez de rojo. Su funcionalidad consiste en asignar un orden de prioridad a los vehículos que se
encuentran a pocos metros de una intersección, pero todavía sin haber entrado en la zona de cruce.
Estas señales se colocan en la entrada a la intersección [33], y permiten una visibilidad total del cruce
y de los vehículos que se encuentran allí.

(a) Ceda el paso (R-1). (b) Detención obligatoria
(R-2).

(c) Calzada con prioridad
(R-3).

(d) Fin de prioridad de la
calzada (R-4).

Figura 2.22: Señales de control de acceso para intersecciones1

1.1.2.2 Señales de prohibición: R-302, R-303 y R-304

Son señales verticales circulares que combinan los colores rojo, blanco y negro. Estas señales tienen
como objetivo recordar al conductor que las maniobras simbolizadas están prohibidas en ese tramo
de la vía. En el caso de R-302 y R-303 anticipan que en el cruce puden existir ramas de un único
sentido, mientras que la señal R-304 nos informa que está prohibido realizar un cambio de sentido
en la intersección aunque no haya una barrera física que lo impida. Se suelen colocar a pocos metros
de una intersección, pero no existe una norma que establezca un margen de distancia, no obstante,
en nuestro estudio de campo extraimos que estas se suele situar en un margen de 5 a 10 metros de
la boca de acceso a la intersección.

(a) Giro a la derecha
prohibido (R-302).

(b) Giro a la izquierda
prohibido (R-303).

(c) Media vuelta prohibida
(R-304).

Figura 2.23: Señales de prohibición de cambio de dirección y sentido1

1Fuente: https://www.mitma.es/recursos_mfom/1110900.pdf

https://www.mitma.es/recursos_mfom/1110900.pdf
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1.1.2.3 Señales de indicación general: S-13

Es una señal vertical cuadrada de color azul, blanco y negro. Sirven para indicar al conductor
que se está aproximando a un paso de peatones. Esta señal resulta especialmente interesante para el
identificador-clasificador de intersecciones debido a su ubicación versátil a lo largo de la vía. La señal
puede colocarse en cualquier punto donde sea necesario sin obstaculizar gravemente el tráfico. Por
esta razón, su presencia en intersecciones es muy común y su número en estos puntos es mayor que
en una simple vista de una calle. La normativa establece que la señal debe colocarse a una distancia
comprendida entre 0,5 y 1 metro de la marca transversal M-4.3 (paso de cebra) y con una distancia
de visibilidad mínima de 30 metros. La concentración de señales S-13 en una misma zona puede
indicar la presencia de una intersección y por ello, para visualizarlas todas, es necesario acercarse lo
más posible al cruce.

Figura 2.24: Señal de indicaciones generales1

1Fuente: https://www.mitma.es/recursos_mfom/1110900.pdf

https://www.mitma.es/recursos_mfom/1110900.pdf
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1.2 Señales verticales (internas):

1.2.1 Señales de obligación: R-400a, R-400b, R-400c, R-400d, R-400e, R-401a, R-401b, R-401c,
R-402, R-403a, R-403b y R-403c

Las señales verticales en forma circular y con colores azul y blanco tienen como objetivo indicar a
los vehículos la dirección o sentido de circulación que deben seguir al entrar en una intersección. En el
caso de la señalización R-402, las rotondas son la única forma en que se distribuyen las intersecciones
que se caracterizan por una trayectoria circular. Por lo tanto, es importante que las señales sean
claramente visibles e interpretables por los usuarios de la vía, y se colocan al menos tres unidades
por rotonda. La señal se coloca en el centro de la isleta en las rotondas pequeñas, y cerca del borde
del pavimento en las rotondas de mayor radio, con una señal por cada rama de acceso a la rotonda.
Las señales se encuentran siempre en el área de la intersección, en el límite entre la acera y la calzada,
y están orientadas hacia los vehículos que entran en el cruce para evitar confusiones entre ramas.

(a) Sentido obligatorio a
la derecha (R-400a).

(b) Sentido obligatorio a
la izquierda (R-400b).

(c) Sentido obligatorio
recto (R-400c).

(d) Sentido obligatorio a
la derecha (R-400d).

(e) Sentido obligatorio a
la izquierda (R-400e).

(f) Paso obligatorio a la
derecha (R-401a).

(g) Paso obligatorio a la
izquierda (R-401b).

(h) Paso obligatorio a
ambos lados (R-401c).

(i) Intersección de
sentido giratorio

obligatorio (R-402).

(j) Únicas direcciones y
sentidos permitidos
(derecha y recto)

(R-403a).

(k) Únicas direcciones y
sentidos permitidos
(izquierda y recto)

(R-403b).

(l) Únicas direcciones y
sentidos permitidos

(derecha e izquierda)
(R-403c).

Figura 2.25: Señales de obligación de dirección y sentido1

1Fuente: https://www.mitma.es/recursos_mfom/1110900.pdf

https://www.mitma.es/recursos_mfom/1110900.pdf
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1.2.2 Señales de prohibición de entrada: R-100 y R-101

Las señales verticales circulares de color rojo y blanco están diseñadas para denegar el paso a los
conductores en un tramo de la vía donde solo está permitido el acceso a vehículos autorizados. Estas
señales son útiles para recopilar información sobre una zona de estudio y determinar si se trata de
una intersección o no, ya que suelen aparecer con frecuencia en los cruces. Actualmente, no existe una
normativa sobre su colocación, pero según las imágenes analizadas, suelen situarse a una distancia
comprendida entre 0 y 5 metros de cada boca de acceso a la intersección, dependiendo de si está
permitido o prohibido circular en ese sentido de la vía.

Se consideran señales internas porque la información que recibe el conductor solo es efectiva
cuando todas las señales están en su campo de visión. En el caso de las intersecciones muy amplias,
como las glorietas, es necesario acceder primero al cruce.

(a) Circulación prohibida
(R-100).

(b) Entrada prohibida (R-101).

Figura 2.26: Señales de prohibido el acceso y la circulación1

1Fuente: https://www.mitma.es/recursos_mfom/1110900.pdf

https://www.mitma.es/recursos_mfom/1110900.pdf
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1.2.3 Señales de indicación general: S-15a, S-15b, S-15c, S-15d y S-22

Las señales verticales rectangulares son un tipo de señalización que indica al conductor que se
encuentra en la entrada de una calle sin salida. Estas señales son de color azul, blanco y rojo y tienen
la función de indicar que se está en una intersección. La señalización se coloca a una distancia de 0
a 5 metros de cada boca de acceso a la intersección y su colocación puede variar dependiendo de si
se puede circular en ese sentido de la vía o está prohibido hacerlo.

Estas señales se consideran internas porque el conductor recibe la información solo cuando intenta
acceder a la vía sin salida. En intersecciones muy amplias, como las glorietas, es necesario acceder
primero al cruce antes de recibir la información. Aunque no existe una normativa clara sobre su
colocación, estas señales suelen situarse según las imágenes analizadas. La colocación de estas señales
simboliza que estamos ante una intersección con una estructura aun por definir.

(a) Preseñalización de
calzada sin salida (S-15a).

(b) Preseñalización de
calzada sin salida (S-15b).

(c) Preseñalización de
calzada sin salida (S-15c).

(d) Preseñalización de
calzada sin salida (S-15d).

Figura 2.27: Señales de indicaciones generales1

1Fuente: https://www.mitma.es/recursos_mfom/1110900.pdf

https://www.mitma.es/recursos_mfom/1110900.pdf
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2 Marcas viales:

2.1 Marcas transversales

2.1.1 Marca transversal continua

Las líneas continuas están dispuestas a lo ancho de uno o varios carriles en el mismo sentido de
la circulación. Su función es evitar que los vehículos las franqueen, a menos que cumplan con las
indicaciones u obligaciones impuestas por señales de STOP, paso para peatones, semáforos, pasos a
nivel o agentes de tráfico [34].

Estas líneas suelen implementarse en intersecciones, especialmente en los accesos a las vías donde
hay suficiente visibilidad para otros usuarios que se encuentran en el cruce.

(a) Marca transversal continua (M-4.1). (b) Ejemplo de utilización de
marca transversal continua.

Figura 2.28: Marcas transversales continuas en intersecciones1

2.1.2 Marca transversal discontinua

Las lineas discontinuas se distribuyen a lo ancho de uno o varios carriles del mismo sentido,
donde su funcionalidad consiste en ningún vehículo debe franquearla, sin cumplir las indicaciones u
obligaciones impuestas por una señal de ceda el paso, un paso para peatones o un semáforo [34].

Al igual que en el caso anterior su implementación es corriente en las intersecciones, especialmente
en los accesos de las rotondas o intersecciones donde ciertos carriles tienen prioridad frente a otros.

(a) Marca transversal discontinua (M-4.2). (b) Ejemplo de utilización de
marca transversal discontinua.

Figura 2.29: Marcas transversales discontinuas en intersecciones1

1Fuente: https://www.mitma.gob.es/recursos_mfom/1120100.pdf

https://www.mitma.gob.es/recursos_mfom/1120100.pdf
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2.2 Marca de paso para peatones

Consisten en una serie de líneas de gran anchura (50cm según normativa) paralelas al eje de la
calzada, formando un conjunto transversal a la misma. Los pasos de peatones también conocidos
como pasos de cebra marcan el punto, donde los conductores deben ceder el paso a aquellos usarios
que lo atraviesen caminando, debiendo frenar [34].

Estas líneas se encuentran comunmente en las ramas de las intersecciones, y en algunos casos, se
colocan semáforos encima de ellas para advertir a los conductores en situaciones donde la visibilidad
es nula o reducida.

Figura 2.30: Paso de peatones1

2.3 Flechas de dirección y sentido

Las flechas pintadas en la calzada dividida en carriles representan los sentidos que se deben seguir
en el carril por el que circula o los movimientos permitidos en el cruce.

El número de flechas (únicas o dobles) depende de la visibilidad y velocidad de la vía. Se repiten
antes de llegar a una línea continua de detención transversal, y también se dibujan a 5 metros de la
línea en el lugar donde se realiza el cambio de dirección, es decir, en las intersecciones con múltiples
ramas de doble sentido.

(a) Flechas en vías interurbanas (M-5.1). (b) Flechas en vías urbanas (M-5.2).

Figura 2.31: Flechas de dirección en intersecciones1

1Fuente: https://www.mitma.gob.es/recursos_mfom/1120100.pdf

https://www.mitma.gob.es/recursos_mfom/1120100.pdf
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2.4 Inscripciones

2.4.1 Señales horizontales

2.4.1.1 STOP

Es una señal cuya función es indicar al conductor, la obligación de detener su vehículo ante la
línea de detención (marca transversal continua), o si ésta no existiera, inmediatamente antes de la
calzada a la que se aproxima. De esta manera se cede el paso a los vehículos que circulen en ese
momento por la intersección.

Por normativa esta señal debe de situarse a la misma altura que la marca transversal continua y
por tanto en la entrada de la intersección.

(a) Señal de STOP en vías interurbanas (M-6.3). (b) Señal de STOP en vías urbanas (M-6.4).

Figura 2.32: Señal de STOP en intersecciones1

2.4.1.2 Ceda el paso

Es una señal que indica al conductor la obligación de ceder el paso a los vehículos que circulan
en un cruce y que tienen prioridad sobre él, o que ya se encuentran dentro del cruce. En este caso, el
conductor debe detenerse si es necesario en la marca discontinua transversal.

Figura 2.33: Señal de ceda el paso1

1Fuente: https://www.mitma.gob.es/recursos_mfom/1120100.pdf

https://www.mitma.gob.es/recursos_mfom/1120100.pdf
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2.5 Cebreado

El marcado de una zona de la calzada con franjas oblicuas paralelas, delimitadas por una línea
continua o discontinua, significa que ningún vehículo debe ingresar a esa zona. Esto se debe a que
existe la posibilidad de que en un cruce, se presente una situación peligrosa al intentar girar y entrar
en una de las ramas transversales situadas en el lado opuesto de la calzada. Esto se aplica a todos
los casos, excepto los pasos para peatones.

De esta manera se logra un incremento de la visibilidad en la zona de pavimento excluida de
la circulación de vehículos y con la indicación mediante las bandas diagonales, la dirección que se
deberá tomar, haciendo la función de punto divergente o convergente según conveniencia.

(a) Cebreado de doble sentido
interurbano (M-7.1).

(b) Cebreado divergente
interurbano (M-7.1).

(c) Cebreado convergente
interurbano (M-7.1).

(d) Cebreado de doble sentido
urbano (M-7.2).

(e) Cebreado divergente urbano
(M-7.2).

(f) Cebreado convergente urbano
(M-7.2).

Figura 2.34: Marca de cebreado1

2.6 Cuadrícula

Marca la zona de cruce transversal que los conductores no pueden ocupar al imposibilitar el paso
de otros vehículos. Está conformada por líneas de color amarillo que se trazan a 90º respecto al eje
horizontal de la calzada y cortándose con su transpuesta respecto el eje vertical.

(a) Contorno de la cuadrícula
(M-7.10).

(b) Cuadrícula en una intersección
en + (M-7.10).

Figura 2.35: Cuadrículas en intersecciones1

1Fuente: https://www.mitma.gob.es/recursos_mfom/1120100.pdf

https://www.mitma.gob.es/recursos_mfom/1120100.pdf
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2.3 Teoría de lógica difusa

La lógica difusa es un método matemático utilizado para modelar problemas con incertidumbre o
imprecisión elevada. Se basa en la idea de que una variable o idea puede tener un grado de verdad
que puede variar según la situación y es difícilmente cuantificable con un valor exacto. El grado de
verdad se expresa como un número en un intervalo continuo representado por funciones difusas o
curvas de pertenencia que describen el grado de verdad de un concepto.

Figura 2.36: Estructura funcional del sistema de lógica difusa1

1Fuente: Proporcionado por el profesorado
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Un ejemplo de entrada difusa sería: para el caso en el que se quiera diseñar un sistema de lógica
difusa para evaluar la eficiencia energética del edificio. Una entrada difusa podría ser el ’consumo
de luz mensual de las zonas comunes’, que puede ser ’elevado’, ’medio’ o ’bajo’, dependiendo de los
valores del consumo que nos arroja el contador. Cada uno de estos conceptos puede tener su propia
curva de pertenencia, por ejemplo, ’elevado’ puede ser representado por una curva de pertenencia
difusa que arroje que cuando el consumo de luz mensual de las zonas comunes del edificio es mayor
a 700kWh, la pertenencia a ’elevado’ es 1, y cuando el consumo es menor a 500kWh, la pertenencia
a ’elevado’ es 0, pero a ’medio’ es 0.6.

Además de los adjetivos calificativos, también existen expresiones lingüísticas que se utilizan para
describir las relaciones entre las entradas difusas. Por ejemplo, "temperatura del hogar es moderada-
mente fría", es una expresión lingüística que se puede utilizar para describir la entrada "temperatura
del hogar". Estas expresiones lingüísticas se utilizan en conjunto con las curvas de pertenencia para
obtener una salida de lógica difusa más precisa.

La lógica difusa permite representar la incertidumbre y la imprecisión de tareas o problemas
compuestos por múltiples fuentes de información debido a su estructura basada en el razonamiento
humano. Sin embargo, su funcionamiento requiere un sistema diseñado por expertos en el campo. El
sistema consiste en analizar entradas con incertidumbre y estudiarlas antes de introducirlas en un
módulo conocido como ’caja negra’ que tiene reglas lingüísticas diseñadas según la relación deseada
entre las entradas imprecisas y sus valores de pertenencia difusos, lo que permite obtener una salida.

Figura 2.37: Representación del funcionamiento interno de la lógica difusa como una caja negra que
asigna un espacio de entrada a un espacio de salida1

1Fuente: https://es.mathworks.com/help/fuzzy/what-is-fuzzy-logic.html

https://es.mathworks.com/help/fuzzy/what-is-fuzzy-logic.html
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La lógica difusa se utiliza comúnmente en sistemas de control para filtrar perturbaciones o ruido no
deseado y es más rápida que los métodos de inteligencia artificial. También es utilizada para la toma
de decisiones en tiempo real y para interpretar salidas proporcionadas por sistemas de inteligencia
artificial, como los sistemas de detección y segmentación semántica basados en CNNs.

Figura 2.38: Configuración básica del controlador lógico difuso (FLC)1

1Fuente: https://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=52551

https://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=52551
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2.3.1 Virtudes y desventajas de la lógica difusa

La lógica difusa fue planteada en 1965, desarrollada por el matemático Lotfi A. Zadeh. Su objetivo con
la lógica difusa era obtener un enfoque alternativo a la lógica clásica que se basa en valores booleanos
de verdadero o falso, que no servía para la resolución de problemas dificilmente cuantificables y con
un trasfondo subjetivo. Si comparamos ambos métodos, se obtienen los siguientes puntos.

Ventajas de la lógica difusa frente a la lógica clásica [35]:

- La lógica difusa permite modelar conceptos subjetivos, que resultan difíciles de definir de manera
clara y objetiva y concisa, como sucede con los parámetros que están relacionados con la idea
de requisitos por parte de los usarios, como puede ser algo ’bueno’, ’bonito’ y ’barato’. Mientras
que la lógica clásica requiere definiciones sin posible interpretación.

- La lógica difusa permite tomar decisiones basadas en opiniones subjetivas o inciertas, lo que es
útil en situaciones en las que no existe suficiente información objetiva, siempre que se planteen
con rigurosidad y experiencia previa.

- La lógica difusa puede utilizarse para simular sistemas complejos que incluyen incertidumbre y
subjetividad, que permite filtrar la aparción de componentes de error, en sistemas de control,
diagnóstico y clasificación.

- La lógica difusa puede ampliarse con facilidad sin necesidad de tener que empezar de nuevo
para añadir una nueva función o variable.

- La lógica difusa puede crear un sistema para que coincida cualquier conjunto de datos de
entrada y salida, debido a que la incetidumbre permite generar múltiples soluciones a través de
modelos no lineales.

- La lógica difusa puede integrase en cualquier sistema, ya que es compatible con la lógica con-
vencional.

Desventajas de la lógica difusa frente a la lógica clásica:

- La lógica difusa puede ser difícil de interpretar para algunos usuarios debido a su naturaleza
subjetiva. Por consiguiente, para paliar en la medida de lo posible dicha barrera, se hace uso
de un lenguaje humano para marcar una estructura de funcionamiento definida y simplificada
(reglas if-then).

- La lógica difusa puede ser difícil de validar debido a la falta de datos objetivos y la naturaleza
subjetiva de los conceptos modelados. Por eso se recurre a otros sistemas para validar sus
respuestas, como puede ser la valoración de técnicos expertos o datos obtenidos de manera
empírica. Esto se debe a su curva de aprendizaje.

- La lógica difusa puede ser más compleja que la lógica clásica debido a su naturaleza subjetiva y
la necesidad de modelar y trabajar con conceptos inciertos, por lo que cuenta con una estructura
matemática especializada y con más etapas donde en cada una de ellas se realizan una o varias
acciones que se debe desempeñar en un determinado orden.
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Actualmente, se está retomando su aplicación otra vez en proyectos donde anteriormente la in-
teligencia artificial acaparaba todo el protagonismo. Esto ha conllevado a la realización de nuestro
proyecto, para ver si resulta factible su implementación para la detección de intersecciones, previa-
mente gestionado por una red neuronal.

2.3.2 Borrosificación

La borrosificación es un concepto fundamental en la lógica difusa que se utiliza para representar la
incertidumbre y la imprecisión en un sistema de inferencia difuso. Se trata del acto de asignar un
valor numérico a una función de pertenencia difusa para un valor de entrada determinado.

El procedimiento para borrosificar una variable en un sistema de inferencia difuso es el siguiente:

1. Definir las variables de entrada.

2. Definir los conjuntos borrosos y sus valores lingüísticos.

3. Para cada valor lingüístico, definir la función de pertenencia que asigna un valor de pertenencia
entre 0 y 1 que indica la pertenencia de un elemento a un conjunto difuso. Este valor de
pertenencia se utiliza para calcular la inferencia difusa y para tomar decisiones en el sistema.

2.3.2.1 Variables de entrada

Las variables de entrada son aquellas que se utilizan como información de entrada para el sistema de
inferencia difuso. Estas variables pueden ser cualquier tipo de información que se considere relevante
para el sistema, bajo la condición que se puedan definir dentro de alguno de los dominios de entrada,
de manera clara y precisa para que el sistema de inferencia difuso pueda utilizarlas de manera efectiva.
Esto incluye establecer un rango o conjunto de valores posibles para cada variable.

Para definir las variables de entrada, es importante identificar qué información es útil y cómo se
puede representar de manera adecuada a través del lenguaje humano, para agrupar la información
según conjuntos que se representan como valores lingüísticos que describan una idea. Un ejemplo
sería, el nivel de velocidad, ’baja’, ’media’ y ’alta’.

Figura 2.39: Borrosificación del valor de entrada de velocidad, en el nivel de pertenecia del conjunto
difuso baja1

1Fuente: https://es.mathworks.com/help/fuzzy/fuzzy-inference-process.html

https://es.mathworks.com/help/fuzzy/fuzzy-inference-process.html


52 Capítulo 2. Estado del arte

2.3.2.2 Conjuntos difusos y funciones de pertenencia

El término ’conjunto difuso’ hace referencia al conjunto donde una función de pertenencia asigna
un valor numérico que varía entre 0 y 1, denominado como ’grado de pertenencia’ a una variable
difusa o subjetiva que se encuentra dentro de dicho conjunto. El grado de pertenencia que define la
función de pertenencia de la variable en el conjunto, permite cuantificar una idea que se encuentra
incluida dentro de un marco de aceptación donde existen valores intermedios entre el 1, ’es verdadera
la aceptación’ y el 0, ’es falsa la aceptación’, realizándose para todos los conjuntos difusos en función
de las distintas funciones de pertenencia que tenga agregado cada uno. Para ello, es necesario que los
conjuntos dfusos y sus respectivas funciones de pertenencia asocidas cubran todo el intervalo definido
por el dominio, pudiendose solaparse entre ellas o no.

Al resultado de este proceso se le conoce como borrosificación. En el caso de las variables de
entrada, nos permite posteriormente valorar en qué medida se cumplen una serie de ideas compuestas
o reglas.

En la lógica difusa, cada declaración se evalúa en términos de su grado de verdad.

Los conjuntos difusos son aquellos que no tienen límites abruptos o precisos, sino que cada uno
puede contar con un grado de pertenencia distinto. Estos conjuntos están vinculados a un valor
lingüístico que se representa mediante una palabra, un adjetivo o una etiqueta lingüística.

Para ejemplificarlo, imaginemos que tenemos una variable de entrada de tipo velocidad, que en
nuestro caso sería la velocidad actualizada del coche DRIVERTIVE.

El dominio ’velocidad’ se acota entre los valores que representan los límites físicos: situación
estática y velocidad de la luz.

Dominio velocidad → V =
[
0, 2.998 · 108

] (
m

s

)
(2.1)

El valor que toma la variable ’velocidad actualizada’ en cada instante, debe estar comprendido
siempre dentro del dominio ’V’.

Velocidad actualizada = v ∈
[
0, 2.998 · 108

] (
m

s

)
(2.2)

Dentro del dominio ’V’ se establecen tres conjuntos difusos.

Baja = B, Media = M y Alta = A (2.3)
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Si estamos ante un modelo de lógica clásica, la función de pertenencia de los tres conjuntos ’B’,
’M’ y ’A’ sobre el dominio ’V’, valores de pertenencia distintos a los que se obtendrían con un modelo
de lógica difusa.

- Modelo de lógica clásica.

µB(v) =

1, si v ∈ B

0, si v /∈ B
µM (v) =

1, si v ∈ M

0, si v /∈ M
µA(v) =

1, si v ∈ A

0, si v /∈ A
(2.4)

- Modelo de lógica difusa.

µB(v) =


1, si v es un miembro completo de B

[0, 1] , si v es un miembro parcial de B

0, si v no es un miembro de B

(2.5)

µM (v) =


1, si v es un miembro completo de M

[0, 1] , si v es un miembro parcial de M

0, si v no es un miembro de M

(2.6)

µA(v) =


1, si v es un miembro completo de A

[0, 1] , si v es un miembro parcial de A

0, si v no es un miembro de A

(2.7)
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Como ya se ha explicado, las funciones de pertenencia son imprescindibles para describir el grado
de pertenencia de una idea a un conjunto difuso. Estas funciones matemáticas que toman valores
entre 0 y 1, se caracterizan por sus diversas formas en función del contexto del problema que se desea
resolver. Por ello destacamos las tres funciones de pertenencia más implementadas en los modelos de
lógica difusa, que son a su vez las utilizadas en este modelo de detección de intersecciones:

- La función gaussiana tiene forma de campana de Gauss y se utiliza para describir el grado de
pertenencia de un objeto a una categoría basado en su distancia a un punto central o medio. Se
define mediante los parámetros de mediana y varianza. Su utlización es muy recurrente debido
a que sus límites son muy suaves, al cubrir casos fuera del 95 % de confianza.

Figura 2.40: Funciones de pertenencia con distribución gaussiana en zona central y extremos1

1Fuente: Proporcionado por el profesorado
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- Como su nombre indica, la función triangular tiene forma de tríangulo y sirve para describir un
grado de pertenencia que sigue un sistema lineal. Son las más recomendadas cuando el nivel de
incertidumbre de la entrada es bajo o se busca obtener una salida donde el valor cuantitativo
sea lo más exacto posible. Su inconveniente es que resultan demasiado abruptas y no son las
más indicadas para definir ideas que no siguen un modelo lineal.

- La función trapezoidal tiene forma de trapecio y se utiliza principalmente para describir el
grado de pertenencia a conjuntos difusos que se encuentran en los extremos del dominio de las
variables de entrada y que permiten recoger los grados de pertenencia de los valores límites
correctamente, y no introducir errores relevantes que provocan que el modelo de lógica difusa
falle para dicho valores.

Figura 2.41: Funciones de pertenencia con distribución triangular en zona central y trapezoidal en
extremos1

En términos de cuándo conviene usar una función en lugar de otra, depende del contexto y la
naturaleza del problema que se está tratando de resolver.

1Fuente: Proporcionado por el profesorado
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2.3.3 Proceso de inferencia

El proceso de inferencia difusa en la lógica difusa es un mecanismo que permite determinar el grado
de verdad de una afirmación basada en ideas difusas y subjetivas.

Para poder ejecutar el proceso de inferencia es indispensable que éste, esté compuesto por los
siguientes elementos, directa o indirectamente:

- Conjuntos difusos.

- Funciones de pertenencia.

- Reglas if-then.

- Operadores lógicos.

- Conjuntos difusos con sus funciones de pertenencia para los dominios de salida.

Figura 2.42: Respuesta de sistema de lógica difusa para problema con dos entradas dificilmente
cuantificables1

Como ya se mencionó anteriormente en el (2.3.2.2), los conjuntos difusos son aquellos que se
representan mediante una etiqueta lingüística que no tienen límites abruptos o precisos y que pueden
contar con grados de libertad variables dentro de diferentes dominios. Para cada conjunto difuso se
incluye una función de pertenencia que nos asigna un grado de verdad de su respectivo conjunto. Una
vez se conocen los grados de verdad de los conjuntos difusos, son las funciones de pertenencia y sus
grados de verdad los encargados de definir las áreas de pertenencia de los conjuntos de un dominio
concreto.

Las reglas ’if then’ que en español significa ’si entonces’ en la lógica difusa describen una relación
entre valores lingüísticos, con el antecedente como la parte ’if’ de la regla y la consecuente como la
parte ’then’.

1Fuente: https://es.mathworks.com/help/fuzzy/fuzzy-inference-process.html

https://es.mathworks.com/help/fuzzy/fuzzy-inference-process.html
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La interpretación de una regla if then consiste en dos pasos: la evaluación del antecedente y la
aplicación del resultado al consecuente. La evaluación del antecedente involucra la fuzzificación de
las entradas y la aplicación de los operadores borrosos necesarios, mientras que la aplicación del
resultado al consecuente se conoce como implicación. La implicación es el proceso de modificar el
conjunto borroso de salida en función del grado de verdad especificado por el antecedente.

El antecedente y el consecuente de una regla si-entonces, pueden tener varias partes, con las
partes del antecedente resolviéndose en un solo número y las partes del consecuente siendo igualmente
afectadas por el resultado del antecedente. La forma más común de modificar el conjunto borroso
de salida es a través del truncamiento usando la función ’min’. Finalmente, el conjunto borroso
defuzzificado se asigna a la salida.

Una vez se conocen las áreas de verdad de los conjuntos difusos de los distintos dominios y la
estructura de las reglas if-then, se implementa el uso de los operadores lógicos ’and’, ’or’ y ’not’.
Mencionar que la lógica difusa no permite dentro de una misma afirmación, combinar el uso de
los operadores ’and’ y ’or’, pero sí ’and’ con ’not’ y ’or’ con ’not’. En caso contrario aumentaría
exponencialemente la complejidad y dificultaría su interpretación de los modelos.

El operador ’and’ representa la condición ’y’ en español, del cumplimiento parcial o total de todas
las ideas que componen la regla if-then. Por lo tanto, para que se cumpla la afirmación general de la
regla, las diferentes ideas difusas evaluadas en la regla deben de cumplirse parcial o totalmente. En
el caso, que alguna de las afirmaciones no se cumpla, el valor resultante del operador ’and’ será un
área de valor 0 y la condición de la regla no se cumplirá [36].
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En el caso, que todas las condiciones de tipo ’and’ se cumplan parcial o completamente, se
procesan sus áreas de dos maneras posibles:

- Método del valor mínimo ’min’.

En los puntos de coincidencia o solapamiento de las áreas de pertenencia de las ideas de entrada,
se extrae el valor menor de ambas, obteniendo a la salida un área de afirmación con un valor de
pertenencia menor o igual al más pequeño de las ideas de entrada.

Figura 2.43: Área de verdad resultante del valor mínimo de dos afirmaciones1

Figura 2.44: Nivel de verdad de la afirmación con operador ’and’ y método ’min’1

- Método del valor producto ’prod’.

En los puntos de coincidencia o solapamiento de las áreas de pertenencia de las ideas de entrada,
se extrae el valor de multiplicación de ambas, obteniendo a la salida un área de afirmación con un
valor de pertenencia menor o igual al más pequeño de las ideas de entrada.

Figura 2.45: Área de verdad resultante de la multiplicación de dos afirmaciones1

1Fuente: Proporcionado por el profesorado
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Figura 2.46: Nivel de verdad de la afirmación con operador ’and’ y método ’prod’1

El operador ’or’ representa la condición ’o’ en español, del cumplimiento parcial o total de alguna
de las ideas que componen la regla if-then. Por lo tanto, para que se cumpla la afirmación general
de la regla, alguna de las diferentes ideas difusas evaluadas en la regla deben de cumplirse parcial o
totalmente [36].

En el caso, que alguna de las condiciones de tipo ’or’ se cumpla parcial o completamente, se
procesan sus áreas de dos maneras posibles:

- Método del valor máximo ’max’.

En los puntos de coincidencia o solapamiento de las áreas de pertenecia de las ideas de entrada,
se extrae el valor mayor de ambas, obteniendo a la salida un área de afirmación con un valor de
pertenencia mayor o igual al más pequeño de las ideas de entrada.

Figura 2.47: Área de verdad resultante del valor máximo de dos afirmaciones1

Figura 2.48: Nivel de verdad de la afirmación con operador ’or’ y método ’max’1

1Fuente: Proporcionado por el profesorado
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- Método del valor suma ’probor’.

En los puntos de coincidencia o solapamiento de las áreas de pertenecia de las ideas de entrada,
se extrae el valor de la suma de ambas, obteniendo a la salida un área de afirmación con un valor de
pertenencia mayor o igual al más pequeño de las ideas de entrada. En el caso de que la suma de los
valores de las áreas de pertenecia sea mayor que 1, el valor se limita a 1.

Figura 2.49: Área de verdad resultante de la suma de dos afirmaciones1

Figura 2.50: Nivel de verdad de la afirmación con operador ’or’ y método ’probor’1

En el caso, que una afirmación incluya el operador ’not’, la función de pertenencia se invierte
verticalmente, por lo que su nivel y área de pertenencia se ven modificadas.

Figura 2.51: Área de verdad de una afirmación con idea negada1

1Fuente: Proporcionado por el profesorado
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2.3.4 Desborrosificación

La desborrosificación es el proceso de convertir un conjunto difuso de salida en un solo valor numérico.
La entrada para este proceso es el conjunto difuso de salida del sistema de inferencia, y la salida es
un valor numérico. Existiendo diferentes métodos para descomponer un conjunto difuso que abarca
un rango de valores de salida y convertirlo en un único valor de salida preciso.

Hay cinco métodos incorporados de desborrosificación [37]:

- El centroide.

El proceso de desborrosificación por centroide determina el centro de masas del conjunto borroso
agregado a lo largo del eje x.

- La bisectriz.

El proceso de desborrosificación por bisectriz encuentra el punto que divide verticalmente el
conjunto borroso agregado en dos secciones con idénticas áreas.

- El menor del máximo ’SOM’.

En el caso de que el conjunto borroso agregado tenga una meseta en su valor máximo, el resultado
de la desborrosificación es el valor menor de la meseta.

- El medio del máximo ’MOM’.

En el caso de que el conjunto borroso agregado tenga una meseta en su valor máximo, el resultado
de la desborrosificación es el valor medio de la meseta.

- El mayor del máximo ’LOM’.

En el caso de que el conjunto borroso agregado tenga una meseta en su valor máximo, el resultado
de la desborrosificación es el valor mayor de la meseta.

Añadir que, en el caso que el conjunto borroso agregado tenga un único valor máximo, los resul-
tados de SOM, MOM y LOM serán iguales.



62 Capítulo 2. Estado del arte

Figura 2.52: Métodos de desborrosificación para el cálculo del valor de salida1

Figura 2.53: Proceso complejo de entrada y salida de datos en un modelo de lógica difusa2

1Fuente: https://es.mathworks.com/help/fuzzy/defuzzification-methods.html
2Fuente: https://es.mathworks.com/help/fuzzy/fuzzy-inference-process.html

https://es.mathworks.com/help/fuzzy/defuzzification-methods.html
https://es.mathworks.com/help/fuzzy/fuzzy-inference-process.html
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2.3.5 Sistemas: Sugeno y Mamdani

Los sistemas de tipo Mamdani y Sugeno son dos tipos de sistemas de lógica difusa que se carcaterizan
por utilizar distintos métodos de inferencia.

El sistema de inferencia tipo Mamdani fue introducido para implementar un conjunto de reglas
definidas lingüísticamente, para que la salida de cada una de ellas sea al igual que sus entradas, un
conjunto difuso. Por esta razón, el sistema de inferencia de tipo Mamdani es adecuado para aquellos
sistemas donde las salidas también son definidas por grupos de expertos, quienes se encargan de
estudiar y crear modelos más flexibles e intuitivos para entender la salida. Al final, los conjuntos
difusos obtenidos como resultado de la salida de cada regla se fusionan en un solo conjunto difuso y,
mediante el proceso de desborrosificación, se traducen en un valor de salida escalar.

Figura 2.54: Proceso de inferencia en sistema tipo Mamdani1

El sistema de inferencia tipo Takagi-Sugeno se destaca por la utilización de funciones de perte-
nencia, donde la consecuencia de las reglas resulta en funciones que dependen de los antecedentes.
Estas funciones de consecuencia se pueden expresar como ecuaciones lineales o, en su forma más
simplificada, como constantes.

Al simplificar las salidas resultantes de cada regla, el proceso de desborrosificación es más rápido
que en el sistema de tipo Mamdani, ya que no se trabaja con áreas y, por lo tanto, no se aplican los
métodos de desborrosificación explicados en el (capítulo: 2.3.4). En su lugar, se utiliza el promedio
ponderado o una suma ponderada de las consecuencias de las reglas y el grado de relevancia de cada
una de ellas.

1Fuente: Proporcionado por el profesorado
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El resultado final del sistema es el promedio ponderado de todos los resultados de cada regla.

El método Sugeno es adecuado para actuar como supervisor en sistemas de control donde se
busca linealizar sistemas no lineales que se encuentran bien definidos y acotados. Pero no resulta
recomendable para procesar ideas poco definidas, o donde la salida no queda perfectamente acotada.

Figura 2.55: Estructura de sistema tipo Sugeno1

Figura 2.56: Proceso de inferencia en sistema tipo Sugeno2

1Fuente: https://es.mathworks.com/help/fuzzy/types-of-fuzzy-inference-systems.html
2Fuente: Proporcionado por el profesorado

https://es.mathworks.com/help/fuzzy/types-of-fuzzy-inference-systems.html
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2.4 Metodología

2.4.1 Adquisición de datos

La adquisición de datos es la etapa inicial de un proceso cuyo objetivo es captar datos, analizarlos,
procesarlos y transformarlos en otras variables. Estas variables, una vez introducidas en el sistema
de lógica difusa, permiten determinar si un vehículo autónomo equipado con el sistema integrado se
está acercando a una intersección.

En este proyecto se han utilizado algunos de los recursos del vehículo autónomo de la UAH
conocido como DRIVERTIVE (capítulo 3).

El uso de cámaras de visión es uno de los sistemas más tradicionales para la detección de elementos
a corta y media distancia, debido a sus buenos resultados y bajo costo, así como a las numerosas
herramientas de software que permiten extraer todo tipo de información de ellas.

Para desarrollar este proyecto, se han extraído imágenes de un vídeo grabado durante un trayecto
previo por carreteras dentro y fuera del recinto de la Escuela Politécnica de la Universidad de Alcalá,
obteniendo una gran variedad de escenarios donde la cantidad de vehículos, señales viales y otros
usuarios, varía.

La grabación que se ha utilizado, fue realizada por el profesorado del proyecto BRAVE que forma
parte del grupo de investigación INVETT [38], liderado por el profesor posdoctoral Augusto Luis
Ballardini.

La implementación de nuestro sistema identificador-clasificador de lógica difusa, se centra en
proporcionar un sistema más accesible y modificable para los miembros del grupo de desarrollo
y pruebas de INVETT, que permita reemplazar el uso de redes neuronales para la detección de
intersecciones [39].

Para el proyecto, se han utilizado los datos proporcionados por la cámara central de las tres
instaladas en el techo del vehículo DRIVERTIVE (ver figura 3.5). El modelo de la cámara es la
Grasshopper3 USB 3 GS3-U3-23S6C-C [40], que es capaz de grabar vídeos con color (RGB) en
formato panorámico (WUXGA), con una resolución de 1920 píxeles de ancho por 1200 píxeles de
alto y un aspecto de 16:10. Cada frame que compone el total de los 163 realizados por cada segundo
de grabación cuenta con 2,3 megapíxeles (millones de píxeles). Posteriormente, se determinó que
era necesario realizar una segunda grabación para contar con una cantidad de muestras con mayor
rango de situaciones y escenarios. Esta última grabación se realizó con los mismos instrumentos de
grabación que en el caso anterior, pero en otro vehículo con dimensiones parecidas, un día y una hora
distintos y con diferentes condiciones climáticas.

El uso de la cámara central del vehículo proporciona una amplia capacidad de visión frontal del
vehículo a una altura próxima a los 1,8m sobre el nivel de la calzada. Todo ello unido a la alta calidad
del sensor, da como resultado que la señal de vídeo obtenida cuenta con un buen nivel de detalle a
la salida, una amplia paleta cromática y un gran contraste entre zonas oscuras y bien iluminadas.
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Aunque, como se verá más adelante, todas las características anteriores deben ser consideradas
junto con ciertos condicionantes externos que pueden afectar el rendimiento de la cámara, tales como
la calibración previa que se realizó hace algún tiempo y que ha sido alterada, los problemas en el ajuste
de los soportes, que pueden introducir errores de inclinación y orientación de la imagen en relación
al plano horizontal, la ausencia de estabilizadores que mitiguen las distorsiones o vibraciones y las
diversas condiciones meteorológicas que pueden surgir durante las grabaciones. Todo esto provoca
que, en la mayoría de las ocasiones, los videos obtenidos tengan una calidad insuficiente para capturar
fotogramas de forma periódica, lo que es necesario para el monitoreo del entorno frente al vehículo.
En nuestro TFG, el monitoreo se enfoca en la mayoría de los casos en señales viales de tamaño inferior
a 1 metro de alto por 1 metro de ancho. Cuando estos elementos se encuentran a una distancia de
más de 40 metros, se vuelven poco diferenciables del entorno.

La base de datos [41] proporcionada por el profesor Augusto Luis Ballardini, cuenta con un total
de 54324 imágenes, de las cuales, tras descartar las que proporcionan información redundante, se
utilizan 11836 imágenes divididas en 12 bloques, según su procedencia y el uso que desempeñan en
nuestro proyecto, ya sea a través de las redes neuronales de visión artificial utilizadas, como en el
sistema de lógica borrosa diseñado.

Imágenes de entrenamiento de las redes neuronales:

- Carpeta 120445AA: recoge 1740 imágenes procedentes del vídeo complementario.

- Carpeta 122302AA: recoge 2141 imágenes procedentes del vídeo complementario.

- Carpeta 164002AA: recoge 2238 imágenes procedentes del vídeo del DRIVERTIVE.

- Carpeta 165810AA: recoge 1443 imágenes procedentes del vídeo del DRIVERTIVE.

Imágenes de validación de las redes neuronales:

- Carpeta 120445AA: recoge 744 imágenes procedentes del vídeo complementario.

- Carpeta 122302AA: recoge 651 imágenes procedentes del vídeo complementario.

- Carpeta 164002AA: recoge 782 imágenes procedentes del vídeo del DRIVERTIVE.

- Carpeta 165810AA: recoge 493 imágenes procedentes del vídeo del DRIVERTIVE.

Imágenes de testeo de las redes neuronales:

- Carpeta 120445AA: recoge 279 imágenes procedentes del vídeo complementario.

- Carpeta 122302AA: recoge 443 imágenes procedentes del vídeo complementario.

- Carpeta 164002AA: recoge 670 imágenes procedentes del vídeo del DRIVERTIVE.

- Carpeta 165810AA: recoge 212 imágenes procedentes del vídeo del DRIVERTIVE.
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2.4.2 Redes neuronales utilizadas para extracción de datos

Para poder clasificar las intersecciones de las imágenes tomadas con la cámara del vehículo DRI-
VERTIVE, es necesario en una primera instancia conocer las características que se pueden extraer
de dichas imágenes. Para ello, se utiliza el uso de redes neuronales enfocadas en la rama de la vi-
són artificial, que como se vio en el (capítulo: 2.1), están diseñadas para adquirir las imágenes de
la base de datos y extraer las características de los elementos detallados en el (capítulo: 2.2.2) que
son relevantes para predecir, mediante el sistema de lógica difusa diseñado en este proyecto, si la
distribución vial que tiene el vehículo autónomo delante es una intersección o no, y en caso afirma-
tivo, establecer cualitativamente una etiqueta sobre su proximidad. Tras el estudio de la literatura
enfocada en el reconocimiento de elementos viales con redes neuronales, para su posterior uso como
entrada para detectar intersecciones, se ha concluido que los elementos que más peso tienen en la
identificación de intersecciones son aquellos que intervienen de alguna manera en la circulación. En
consecuencia, se pueden acotar muchos de los elementos planteados inicialmente para este proyecto,
como los peatones, los árboles y zonas verdes, las farolas u otras fuentes de luz, ya que se definen
como elementos que generan una mayor distorsión a la entrada y, por consiguiente, mayor tasa de
error en los sistemas de detección de intersecciones.

En este punto se decidió enfocar la búsqueda de aquellos elementos que si tienen peso en la
contextualización de intersecciones, por lo que se decidió recopilar dicha información realizando nu-
merosos trayectos en coche a lo largo de las carreteras de las ciudades de Alcalá de Henares, Torrejón
de Ardoz, Coslada y los tramos de autovía que las comunica, concluyendo que aquellos elementos
más relevantes son: los coches que se encuentran en el campo de visión del conductor, a través de su
distribución, los ciclistas y otros tipos de vehículos que se encuentran dentro de la calzada. El otro
y más importante elemento con gran relevancia son las señales de tráfico verticales, los márgenes de
la calzada y su desnivel respecto de las aceras, las marcas viales de las (fijuras: 2.28, 2.29, 2.31, 2.33
y 2.35).

Las redes neuronales que se han implementado en este proyecto son la redes YOLOv7 [42] y Dri-
veNet [43]. Ambas tienen ya varios años de recorrido en el uso de proyectos de conducción autónoma,
principalmente debido a su gran relación entre alta velocidad de ejecución, al ser capaces de arrojar
resultados de varias imágenes por segundo, y elevado porcentaje de acierto de clasificación.

A continuación se van a explicar en detalle, las caracterísitcas principales de ambas redes, su
estructura funcional, sus metodos de clasificación, su evolución, la modificación de sus pesos y capas
convolucionales para adapartar las salidas a las requeridas en cada caso.
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2.4.2.1 YOLOv7

You Only Look Once (YOLO) es un modelo de detección de objetos de aprendizaje profundo basado
en una arquitectura de Red neuronal Convolucional (CNN). La arquitectura consiste en una serie
de bloques computacionales concatenados, que incluyen capas de convolución, capas de aumento
de características y capas de clasificación. Estos bloques trabajan juntos para analizar imágenes y
detectar objetos dentro de ellas. Es decir, se encarga de la división de la imagen de entrada en una
malla de celdas pequeñas, y cada celda es responsable de predecir la presencia de objetos en su región
correspondiente. Dicha predicción de detección en cada celda, predice las coordenadas de los bordes
del objeto, la clase del objeto y la confianza en la detección. La confianza representa la probabilidad
de que el objeto realmente exista en la imagen. Después de la predicción, se aplican reglas para
eliminar detecciones duplicadas y seleccionar las detecciones más precisas [44].

Figura 2.57: Arquitectura de YOLO en 2015. Red de detección de 24 capas convolucionales
seguidas de 2 capas totalmente conectadas. La alternancia de capas convolucionales de 1×1 reduce

el mapa de características de las capas anteriores. El resultado final la red es el tensor de
predicciones 7×7×30.1

Figura 2.58: YOLO modela la detección como un problema de regresión. Divide la imagen en una
cuadrícula S×S y para cada celda de cuadrícula predice un número cuadros delimitadores, la

confianza para esos cuadros y las probabilidades de clase 1

1Fuente: https://arxiv.org/pdf/1506.02640.pdf

https://arxiv.org/pdf/1506.02640.pdf


2.4 Metodología 69

Figura 2.59: Detección de objetos, con cuadros delimitadores, etiquetas de clase y su probabilidad
en YOLOv31

Esta digamos sería la definición general de la estructura funcional de YOLO, pero su carcaterísit-
ca principal y por lo que se ha decidido aplicarla al proyecto es que se trata de una red neuronal cuyo
algoritmo se especializa en la detección de objetos en tiempo real, utilizando la técnica denominada
’división de celdas’ para predecir la ubicación de objetos en una imagen mediante una probabilidad
de detección que se asigna a cada una de las regiones en las que se divide la imagen. Dicha probabi-
lidad se establece incialmente como parte de un sistema predictivo que posteriormente compara los
porcentajes iniciales con las identficaciones obtenidas en cada zona, consiguiendo ajustar el error de
detección al mínimo [45].

El 6 de julio del 2022, YOLOv7 salió al público como la nueva versión de YOLO, tras las versiones
previas de YOLO en 2015 [45], YOLO9000 [46] en 2016 y Fast YOLO [47] en 2017 siendo esta última,
una red mucho más simple y rápida que consigue aumentar el número de muestras por segundo a
cambio de reducir su precisión. Los modelos Fast YOLO al igual que los sistemas completos han ido
evolucionando, por lo que en la actualidad la versión más actualizada deriva de YOLOv7.

En el año 2018 se lanzó YOLOv3 [42], pasando por YOLOv4 [48] en 2020 y finalmente alcanzar
la versión más moderna, rápida y eficiente del algoritmo ’You Only Look Once versión 7’.

1Fuente: https://towardsdatascience.com/yolo-v3-explained-ff5b850390f

https://towardsdatascience.com/yolo-v3-explained-ff5b850390f
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YOLO resulta del diseño de una arquitectura flexible programada en bajo nivel, destaca por
contar con una única etapa que está compuesta por un total de 4 grupos de capas esenciales [48].

- Las entradas: son los datos de entrada que se proporcionan a la red neuronal para su procesa-
miento.

- La columna vertebral: es la parte principal de una red neuronal que extrae características de los
datos de entrada, especialmente en tareas de visión artificial, como la clasificación de imágenes.

- El cuello: son las capas intermedias encargadas de recopilar los mapas de características de las
rutas de la etapa.

- La cabeza: son las capas finales de la red neuronal encargadas de la predicción clases y cuadros
delimitadores de objetos, es decir, la detección de objetos.

Figura 2.60: Arquitectura del detector de objetos de YOLOv4 de una etapa (línea verde).
Arquitectura detectores de objetos de dos etapas (línea morada)1

Todos los sistemas YOLO cuentan con las 3 partes mencionadas anteriormente, donde las arqui-
tecturas y los componentes que están asociados a ellas van variando en función del enfoque y las
necesidades de implantación que buscan cubrir cada una de las diferentes versiones.

Las novedades de YOLOv7 frente a versiones previas es que se ha reparametrizado y reducido
el modelo que combina múltiples módulos computacionales de la etapa de inferencia en uno solo, lo
que nos da un mejor tiempo de inferencia.

Las técnicas de reparametrización que se incluían en versiones anteriores se dicidían entre: con-
junto a nivel de modelo y conjunto a nivel de módulo. No obstante, con YOLOv7 se introduce un
nuevo tipo de reparametrización que se encarga paliar las limitaciones de las dos técnicas previas
mencionadas [49].

1Fuente: https://arxiv.org/pdf/2004.10934.pdf

https://arxiv.org/pdf/2004.10934.pdf
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Métodos de reparametrización de pesos, en modelos YOLO:

- Por conjunto de pesos a nivel de modelo: se entrena un único modelo YOLO con diferentes
conjuntos de datos, generando pesos distintos para cada uno de ellos. Luego, se realiza la media
ponderada de los pesos obtenidos para actualizar los pesos del modelo.

- Por conjunto de pesos a nivel de módulo: se entrena un único modelo YOLO con diferentes
entradas, lo que genera distintos pesos en cada iteración. Posteriormente, se realiza la media
ponderada de los pesos obtenidos para actualizar los pesos del modelo.

El nuevo método de reparametrización, introducido en la versión 7, se denomina, ’escalado de
modelo’. Con este nuevo método de reparametrización se puede escalar un modelo ya diseñado previa-
mente, ya sea en la escala de resolución (tamaño de la imagen de entrada), la escala de profundidad
(número de capas), la escala de ancho (número de canales) y la escala de etapa (número de pirá-
mides de entidades). Permitiendo que el modelo se pueda ajustar, obteniendo un equilibrio óptimo
entre velocidad y precisión del modelo YOLOv7 y compatibilidad y adaptación a las especificaciones
técnicas que tengan los diferentes sistemas de computación que lo ejecuten.

Figura 2.61: Detección de objetos con misma etiqueta y diferentes escalas en YOLOv31

Por otro lado, una de las mayores ventajas del modelo YOLO es su gran prestigio como uno de los
sistemas de detección más completos del mundo, utilizado como punto de refencia para la creación de
diversos sistemas que comparan, los métodos de reparametrización de sus arquitecturas, como puede
ser el método "sistema de búsqueda de arquitectura de red"(NAS), que consigue mejorar los factores
de escala del modelo de detección en el sistema de computación a costa de incrementar la carga
computacional y reducir la velocidad. También se comparan modelos que modifican los parámetros
de la arquitectura, como son el número de canales de entrada y salida, el número de ramas o la
velocidad de operación, buscando un modelo que pueda aprender y converger más rapidamente, y
por tanto hacerlo más estable frente a diferentes tipos de entradas, como en el caso de E-ELAN [49].

1Fuente: https://towardsdatascience.com/yolo-v3-explained-ff5b850390f

https://towardsdatascience.com/yolo-v3-explained-ff5b850390f
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Resumen de puntos clave por los que hemos implementado YOLOv7:

- Muy consolidada: YOLO al llevar bastante tiempo en el mercado, cuenta con numerosas con-
figuraciones de pesos, capas y bases de datos, que le permiten identificar una mayor variedad
de grupos de objetos en YOLOv7.

- Buena precisión: YOLOv7 ha mejorado significativamente su precisión de detección, lo que
supone una diferencia relevante en comparación con versiones anteriores. La red tiene una
buena capacidad para detectar objetos pequeños y complejos, aunque aún se encuentra muy
por detrás de otras redes convolucionales más lentas. (figura: 2.63).

- Máxima velocidad: YOLOv7 es más rápido que versiones previas, superando cualquier otro
modelo de detección de objetos que no sea YOLO, lo que lo hace ideal para aplicaciones en
tiempo real (figura: 2.62).

- Alta escalabilidad: YOLOv7 ahora es más escalable y se puede ejecutar en una amplia gama
de dispositivos con diferentes capacidades de computación.

- Gran flexibilidad: YOLOv7 destaca al ser capaz de detectar simultáneamente múltiples clases de
objetos, lo que lo convierte en una opción más adecuada para escenarios con una alta cantidad
de elementos.

Figura 2.62: Comparación de YOLOv7 con YOLOv3 y otros detectores de objetos en tiempo real1

1Fuentes: https://arxiv.org/pdf/2207.02696.pdf y https://arxiv.org/pdf/1804.02767.pdf

https://arxiv.org/pdf/2207.02696.pdf
https://arxiv.org/pdf/1804.02767.pdf
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Figura 2.63: Comparación de rendimiento de YOLO en la tabla de clasificación de detectores de
objetos del 6 de noviembre de 2015. Se muestran la precisión media media y la precisión media por

clase. YOLO es el único detector en tiempo real1

1Fuente: https://arxiv.org/pdf/1506.02640.pdf

https://arxiv.org/pdf/1506.02640.pdf
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2.4.2.2 DriveNet (NVIDIA DriveWorks)

Antes de explicar las funcionalidades y el uso de DriveNet, debemos de contextualizar su papel dentro
del sistema de conducción autónoma diseñado NVIDIA.

En el año 2015 la empresa tecnológica NVDIA saca al mercado NVIDIA DRIVE, su plataforma
de inteligencia artificial, cuya infraestructura es capaz de ofrecer una solución integral y altamente
escalable capaz de cubrir todo lo necesario en términos de hardware, software y gestión del flujo de
trabajo desde el centro de almacenamiento de datos, para el desarrollo de la tecnología de conducción
autónoma. Las partes software y de datos agrupan todos los componentes clave para el desarrollo,
entrenamiento y validación de principio a fin de las redes neuronales, así como para las pruebas en
simulación, que posteriormente tras la inclusión del hardware para la adquisición de datos, procesa-
miento y gestión de recursos, permitirá su implementación para adaptar un vehículo comercial en un
sistema con capacidad de conducción autónoma [50].

Figura 2.64: Integración del sistema NVIDIA DRIVE en un Mercedes Benz Clase S1

El proyecto se centra en las herramientas de software desarrolladas por NVIDIA dentro del sis-
tema NVIDIA DRIVE, que se distribuyen en forma de SDK (kits de desarrollo de software). Estas
herramientas permiten a los desarrolladores e investigadores crear aplicaciones a partir del software
de NVIDIA. El software se distribuye con fines específicos para el sistema NVIDIA DRIVE, ya sea
para desarrollar aplicaciones exclusivas para él o para fines de investigación. El objetivo del proyecto
es utilizar el sistema de detección de objetos de NVIDIA para extraer características y validar la
eficacia de un modelo fuzzy para la detección de intersecciones en comparación con el uso de redes
neuronales profundas. [51].

1Fuente: https://blogs.nvidia.com/blog/2021/11/09/drive-concierge-parking-urban-mobility/

https://blogs.nvidia.com/blog/2021/11/09/drive-concierge-parking-urban-mobility/
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Las herramientas software que nos proporciona NVIDIA DRIVE se dividen en cuatro grupos:

- Software de procesamiento. DRIVE OS es el software encargado de acceder a los datos propor-
cionados por los sensores, su procesamiento y comprensión, utilizando la tecnología de inteli-
gencia artificial.

- Software de desarrollo de aplicaciones y herramientas. DriveWorks es el software de tipo midd-
leware encargado de ofrecer funciones básicas de bajo nivel, modulares, de código abierto y
fácilmente personalizables, a los desarrolladores para poder utilizarlos e integrarlos dentro de
sus sistemas de alto nivel. Entre estas funciones se encuentran numerosas tecnologías de in-
teligencia artificial para procesamiento de imágenes y nubes de puntos, posicionamiento del
vehículo, autocalibración de recursos críticos, etc [52].

- Software de control y gestión de recursos. DRIVE AV es el software encargado de planificar y
controlar la seguridad e integridad del vehículo tomando decisiones y controlando los actuadores
del vehículo. También existe el software DRIVE Chauffeur basado en DRIVE AV y que se
especializa en la asistencia de conducción bajo condiciones de mucho tráfico.

- Software de simulación. DRIVE Sim es el software encargado de crear campos de prueba vir-
tuales mediante entornos 3D de alta fidelidad. Entre sus capacidad se encuentra la de simular
las capacidades y acciones de DRIVE AV [53].

Figura 2.65: Esquema de bloques de las herramientas software de NVIDIA DRIVE1

1Fuente: https://tinyurl.com/2dxlugzk

https://tinyurl.com/2dxlugzk
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Figura 2.66: Reconstrucción 3D de conducción autónoma interactiva en la plataforma de simulación
NVIDIA DRIVE Sim1

De todas las herramientas mencionadas anteriormente, el software NVIDIA DriveWorks es el
que proporciona la facilidad de implementar en el proyecto de otra red neuronal destinada a la
visión, localización y detección de objetos en tiempo real. Otras funciones y módulos que proporciona
NVIDIA DriveWorksh entre todo su recopilatorio software que podrían llegar a resultar interesantes
para facilitar el desarrollo y la integración del proyecto en el vehículo autónomo, son módulos de
mapeo, planificación de rutas, validación y la simulación de otros sistemas de conducción autónoma
[54].

De todos los módulos, vamos a mencionar dos de gran interés, siendo el último el que hemos
incluido en el proyecto:

- Detector y clasificador de condiciones de espera. Este módulo está conformado por las redes
neuronales: LightNet [55] que detecta y clasifica los semáforos según sus estados y dirección en
el que permite la circulación. SignNet [56] que detecta las señales de tráfico y las clasifica según
la información que comunican a los usarios. WaitNet [57] que es capaz de detectar de manera
simultanea intersecciones, señales de tráfico y semáforos.

- Detector de objetos. Este módulo está conformado por la red neuronal DriveNet que detecta
semáforos, señales de tráfico, coches, bicicletas y peatones.

De los dos módulos mencionados, el detector y clasificador de condiciones de espera, es el que
parece mas interesante y completo a simple vista. Sin embargo, las redes neuronales que lo confor-
man, no proporcionan ninguna medida de confianza en la detección y clasificación realizada, lo que
acaba resultando un parámetro de entrada con demasiada incertidumbre para nuestro identificador-
clasificador difuso, ya que la incertidumbre de los datos es dificilmente cuantificable.

1Fuente: https://www.nvidia.com/es-es/self-driving-cars/simulation/

https://www.nvidia.com/es-es/self-driving-cars/simulation/
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Por esta razón hemos decidido implementar el módulo de detección de objetos, donde la red
DriveNet ofrece las detecciones realizadas con sus correspondientes clasificaciones según la clase de
objeto, y un grado de confianza que varía entre 0 y 1 según la distancia, el tamaño del objetos y las
condiciones climatológicas en las que se relaizó la detección [55].

Figura 2.67: Detección de objetos de varias clases con DriveNet1

1Fuente: https://docs.nvidia.com/drive/driveworks-3.5/drivenet_mainsection.html

https://docs.nvidia.com/drive/driveworks-3.5/drivenet_mainsection.html
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2.4.3 Salidas de las redes neuronales

Tras la enumeración y explicación de las características principales de las redes neuronales YOLOv7
y DriveNet para la identificación y clasificación de elementos de la vía a través del procesamiento de
imágenes RGB como entrada, se detallan las configuraciones utilizadas sobre cada red, su entrena-
miento y el formato de la salida arrojada para las imágenes de testeo del modelo de lógica difusa de
diseño propio.

2.4.3.1 Configuración de YOLOv7 y DriveNet

En el estudio del estado del arte relacionado con la detección de intersecciones a través de elementos
de contextualización, se llega a la conclusión de que el sistema debe ser capaz de identificar algunos de
los elementos mencionados en el (capítulo: 2.2.2). No obstante, a lo largo del proyecto se ha hablado en
numerosas ocasiones que la finalidad del desarrollo de un identificador-clasificador de lógica difusa, se
centra en proporcionar un método mas rápido, intuitivo, con gran capacidad de mejora y adpatación
frente a posibles escenarios donde la información no resulte tan exacta, obteniendo una respuesta
estable, frente a condiciones variantes en la captación del escenario frente al vehículo autónomo a
través de una cámara de visión. Por esa razón se decidió reducir el área de trabajo sobre las señales
de tráfico verticales, los márgenes de la calzada y su desnivel con respecto a las aceras, así como
marcas viales como se muestra en las (figuras: 2.28, 2.29, 2.31, 2.33 y 2.35).

Para la obtención de las entradas del modelo de lógica difusa, se decidió aplicar la implementación
de las redes neuronales de detección de objetos DriveNet y YOLOv7, ambas con capacidad de detectar
objetos en tiempo real, consumiendo una cantidad de recursos computacionales asumibles y ofreciendo
resultados con un nivel de precisión aceptable e información borrosa como es el nivel de confianza
arrojado en la clasificación de cada uno de los objetos indentificados, que puede ser procesada e
interpretada por nuestro modelo de lógica difusa. Debido a nuestras limitaciones técnicas y conocidos
los datos de interés para el diseño de nuestro modelo, se ha tomado la decisión de enfocar el proyecto
mediante la identificación de los siguientes elementos:

- Tipos de señales verticales según su significado.

- Señales verticales.

- Semáforos.

- Peatones.

- Coches.

- Bicicletas.

Para la detección y clasificación de las señales viales según su significado, se utiliza la red neuronal
YOLOv3 o YOLOv7 y una base de datos externa [58] con imágenes y etiquetas de las diferentes
señales de tráfico que se utilizan en las carreteras alemanas (muy parecidas a las españolas).
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Para poder implementar los cambios en la salida de la red neuronal YOLOv7 y poder clasificar
las señales de tráfico según su significado, se aplicaron los siguientes cambios, mediante la técnica de
’transfer learning’:

1. Se instala la versión YOLOv7, con pesos ya pre-entrenados.

2. Se descarga la base de datos que incluye, tanto las etiquetas de las nuevas clases de los ele-
mentos de salida que deben ser detectados por YOLOv7, como las imágenes de entrenamiento,
validación y testeo del modelo, para su reajuste.

3. Se modifica la capa de clasificación con las etiquetas de la base de datos descargada, para
adaptarse a la nueva base de datos.

4. Se entrena el modelo con la base de datos modificada y los pesos pre-entrenados.

5. Se evalúa el modelo y se observa que el comportamiento obtenido es el deseado.

Una vez la red YOLOv7 está configurada para poder detectar y clasificar las señales viales que
se encuentran en la vista frontal del vehículo DRIVERTIVE y su complementario, se introducen las
ímagenes de nuestra base de datos (capítulo: 2.4.1) de las carpetas de testeo, obteniendo a la salida
de la red neuronal, un fichero ’.txt’ con las detecciones realizadas en cada imágen, donde se índica
el índice de cada imagen, el número de detecciones de esa imagen, el índice del objeto detectado
dentro de su imagen, el nombre de la clase a la que pertenece la señal identificada, las coordenadas
y dimensiones en píxeles de los cuadros delimitantes de cada detección.

Si bien YOLOv7 es una herramienta muy completa, en esta versión del sistema no se ofrecen
valores de confianza para las detecciones realizadas. Esta limitación puede dificultar el reconocimiento
de intersecciones, por lo que se recomienda considerar la incorporación de valores de confianza en
futuras versiones del sistema.

Figura 2.68: Fichero ’.txt’ con los datos de salida de YOLOv7 de las imágenes introducidas1

1Fuente: Proporcionado por el profesorado
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Para la detección y clasificación de semáforos, peatones, coches, bicicletas y señales viales, éstas
últimas en su conjunto, se utiliza la red neuronal DriveNet, la cual ya se encuentra entrenada para
la detección de dichos objetos y no es necesario realizar ninguna modificación.

Una vez la red DriveNet está instalada, se introducen las ímagenes de nuestra base de datos de
las carpetas de testeo, al igual que con la red YOLOv7, obteniendo a la salida de la red neuronal, un
fichero ’.txt’ con las detecciones, donde se índican los mismos índices que para la red YOLOv7, salvo
que se añade el índice de confianza de la detección.

Figura 2.69: Fichero ’.txt’ con los datos de salida de DriveNet de las imágenes introducidas1

A continuación se ejecuta el programa de unificación de ambos ficheros de salida que recopilan
todos los datos sobre las detecciones de las imágenes analizadas. Este programa se ha desarrollado
con el software de MATLAB, arrojando como salida un fichero ’.txt’ por cada imagen analizada,
que cuentan con el mismo nombre que sus correspondientes imágenes. Todos los ficheros de salida
se almacenan en la misma carpeta para facilitar el acceso de nuestro modelo de lógica difusa a los
parámetros y nombres de los objetos detectados en cada imagen.

1Fuente: Proporcionado por el profesorado
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Cada uno de los ficheros ’.txt’ correspondiente a cada imagen, cuenta con los mismos índices que
tenían los ficheros ’.txt’ de salida de las redes YOLOv7 y DriveNet, pero como se mencionó en el caso
de la red DriveNet, ésta arroja un valor de confianza para cada una de las detecciones realizadas,
mientras que YOLOv7 no. Para solventar esta falta de información, en todas las detecciones realizadas
por YOLOv7 se guarda un valor nulo igual a ’-1’ en el archivo de salida.

Figura 2.70: Fichero ’.txt’ con los datos de salida de DriveNet y YOLOv7 fusionados1

1Fuente: Proporcionado por el profesorado





Capítulo 3

Descripción del sistema

3.1 Proyecto BRAVE

El proyecto BRAVE nace en el año 2017 buscando impulsar el despliegue de los vehículos autónomos,
a través de sistemas de percepción, control y navegación para maximizar la seguridad y el confort
de los usuarios que desean utilizar las carreteras como red de transporte con el fin de incrementar su
confianza y aceptación frente a otros modelos comerciales ya existentes.

Bajo estos puntos, el proyecto BRAVE tiene dos líneas de investigación. Por un lado, el desarrollo
de un sistema predictivo capaz de identificar la presencia de usuarios en la vía, y el desarrollo de una
interfaz avanzada de interacción entre el vehículo autónomo y el resto de los usuarios de la vía.

El proyecto BRAVE se ha llevado a cabo con el vehículo autónomo DRIVERTIVE de la Uni-
versidad de Alcalá [59], equipado con todo tipo de sensores, radares, láser, cámaras y GPS. En
asociación con empresas, institutos de investigación y universidades europeas, además de cooperar
con la Universidad de Sídney (Australia) y la Universidad de Berkeley (Estados Unidos).

Figura 3.1: Arquitectura del sistema de DRIVERTIVE1

1Fuente: https://ieeexplore.ieee.org/document/8057576
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Los sistemas han sido testeados de forma sistemática y estandarizada en UTAC, un instituto de
investigación ubicado al sur de París que trabaja con los protocolos de EURO-NCAP, la institución
europea que regula la valoración de los sistemas de seguridad en vehículos.

El vehículo DRIVERTIVE es un vehículo Citroën C4 con transmisión automática, modificado
para la conducción autónoma (ver figura 3.2). El volante, el acelerador y el freno han sido automa-
tizados [60]. El vehículo también ha sido equipado con varios sensores y equipos a bordo: el sistema
de percepción se basa en tres cámaras, un LiDAR y tres radares; el sistema de localización utiliza
LiDAR y GPS; y la HMI externa utiliza una tira de LEDs que componen el sistema GRAIL.

Figura 3.2: Vistas del vehículo1

Modelo Citroën C4 Hatchback 1.6i 16v VTR PLUS
Código de motor TU5JP4

Potencia máxima CV - kW | rpm 109 - 80 | 5750
Par máximo Nm | rpm 147 | 4000

Caja de cambios Automática, 4 velocidades
Embrague Centrífugo de fluido
Peso (kg) 1349

Largo | Ancho | Alto (mm) 4260 | 1773 | 1471
Batalla | vía delantera - trasera (mm) 2608 | 1505 | 1510

Tabla 3.1: Características técnicas del Citroën C41

1Fuente: Proporcionado por el profesorado
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3.1.1 Automatización del vehículo

El vehículo tiene tres actuadores principales: el volante, el freno y el acelerador, todos ellos automati-
zados. Solo el acelerador estaba controlado originalmente por cable, por lo que se utilizaron soluciones
mecánicas para la automatización del volante y el freno.

Columna de dirección: La columna de dirección está conectada a través de una transmisión por ca-
dena a un motor DC, y un embrague magnético es responsable de acoplar y desacoplar el motor.
El motor es controlado en posición por un PID, a través de un controlador de posicionamiento
digital (maxom EPOS) con interfaz USB.

Acelerador: El acelerador original es electrónico (acelerador por cable). Un sensor mide la posición
del pedal del acelerador y, dependiendo de esto, se envían dos valores de voltaje (Va y Va/2)
al módulo de control electrónico (ECM) del vehículo. Para automatizar esto, se coloca un relé
DPDT (Double Pole Double Throw) entre el sensor y el ECM. Este relé cambia entre el voltaje
proveniente del pedal y el voltaje generado en un módulo de adquisición de datos. El módulo
de adquisición de datos se conecta al ordenador a través de USB y genera los dos voltajes
necesarios en función de una salida estandarizada entre 0 y 1.

Frenos: Un sistema mecánico que consiste en un motor DC, una caja de engranajes planetarios, un
codificador incremental y una polea de alambre, controla el pedal del freno. El motor DC está
controlado por un controlador de posicionamiento digital (maxom EPOS) con interfaz USB,
que implementa un controlador de posición PID. La presión del pedal del freno, proporcionada
por el bus CAN, se utiliza para cerrar el bucle de control.

Figura 3.3: Función de transferencia de los pedales de aceleración y de frenado. En azul la presión
del pedal de freno y en rojo la tensión del acelerador, en función de la velocidad1

Variable Unidades
Velocidad rueda trasera izquierda km/h
Velocidad rueda trasera derecha km/h

Aceleración m/s2

Posición del volante ◦

Tabla 3.2: Datos obtenidos a través del bus CAN2

1Fuente: https://ieeexplore.ieee.org/document/8057576
2Fuente: Proporcionado por el profesorado

https://ieeexplore.ieee.org/document/8057576


86 Capítulo 3. Descripción del sistema

3.1.2 Sistema GRAIL

GRAIL (Green Assistant Interfacing Light) es una interfaz inteligente externa que comunica el vehícu-
lo autónomo con otros usuarios de la carretera [61]. Consiste en una tira de LEDs de color variable
que recorre la parte delantera del vehículo. Su color, intensidad y patrón pueden ser modificados.
Esto permite diferentes combinaciones para comunicar el estado del vehículo a otros usuarios de la
carretera. Sin embargo, para no crear confusión con el resto de las luces del vehículo, se decidió
utilizar principalmente turquesa. Por lo tanto, el vehículo indica que está arrancando con una luz
deslizante que se mueve de izquierda a derecha, indica que se detiene con una luz intermitente, e
indica que está conduciendo en modo crucero con una luz constante.

Cuando el sistema de visión a bordo del automóvil detecta un VRU (Vulnerable Road Users) que
cruza la carretera, el vehículo frena para ceder el paso y la luz GRAIL parpadea. Una vez parado, la
luz GRAIL se pone verde, lo que indica que el vehículo no se está moviendo. La luz verde reconoce la
presencia de la VRU, proporcionando una sensación de seguridad y tranquilidad al cruzar la carretera.
Cuando el vehículo está a punto de reanudar la conducción, la luz turquesa se utiliza de nuevo, en
este caso parpadeando.

Figura 3.4: Tira LED luminosa para señalización de presencia de un VRU1

1Fuente: https://www.youtube.com/watch?v=pfDrxVbVcto&ab_channel=INVETT-UAH

https://www.youtube.com/watch?v=pfDrxVbVcto&ab_channel=INVETT-UAH
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3.1.3 Equipo de visión del vehículo autónomo y otros sensores integrados

El vehículo autónomo tiene una estructura en la parte superior del vehículo para conectar las cámaras
y el LiDAR. Para maximizar el campo de visión del LiDAR, se ha colocado una pequeña plataforma
a 50 cm por encima del techo del automóvil.

Cámaras: Se utilizaron tres cámaras de alta velocidad, con una resolución de 1920x1200, una velo-
cidad de fotogramas de 163 Hz y una distancia focal de 12,5 mm. Las 3 cámaras están ubicadas
en la parte delantera de una estructura hecha de perfiles Bosch (ver figura 3.5) colocada en
la baca del vehículo. La cámara central apunta hacia el frente y se utiliza para detectar otros
vehículos y usuarios vulnerables de la carretera. Las otras dos cámaras miran hacia los lados y
se utilizan para determinar si es seguro ingresar a cruces y rotondas a lo largo de la ruta.

Figura 3.5: Soporte con las cámaras de visión de DRIVERTIVE1

Figura 3.6: Dimensiones de la cámara Grasshopper32

1Fuente: https://www.youtube.com/watch?v=Wfo2FMAa-Rc&ab_channel=Dream%21Alcal%C3%A1
2Fuente: https://www.flir.es/products/grasshopper3-usb3/

https://www.youtube.com/watch?v=Wfo2FMAa-Rc&ab_channel=Dream%21Alcal%C3%A1
https://www.flir.es/products/grasshopper3-usb3/
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LiDAR: Para maximizar la capacidad de percepción del LiDAR HLD-32E (Light Detection And
Ranging), se ha colocado sobre la estructura anclada al techo del vehículo, a una altura de
60 cm. Este LiDAR de 32 capas tiene un campo de visión de 360º horizontalmente y 40º
verticalmente (de +10º a -30º). Gracias a su ubicación y a la apertura de 30º del campo de
visión hacia abajo, se minimiza la oclusión generada por el propio vehículo.

Figura 3.7: Sensor LiDAR a 60 cm sobre el soporte1

1Fuente: https://www.youtube.com/watch?v=Wfo2FMAa-Rc&ab_channel=Dream%21Alcal%C3%A1

https://www.youtube.com/watch?v=Wfo2FMAa-Rc&ab_channel=Dream%21Alcal%C3%A1
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Radares: El vehículo está equipado con tres radares. Dos radares de corto alcance (SRR208) ubi-
cados en las aletas delanteras, y un radar de largo alcance (ARS408) ubicado en el centro del
parachoques delantero del vehículo. Los radares de corto alcance tienen un campo de visión
de 120° hasta una distancia de 50 m. El radar de largo alcance tiene un campo de visión de
80° hasta 70 m y 18° hasta 200 m. La configuración actual cubre la parte delantera y los lados
del vehículo. La disposición de los radares de corto alcance se seleccionó para detectar otros
vehículos en rotondas e intersecciones. Mientras que el radar frontal está destinado a detectar
solo obstáculos delante del vehículo.

(a) (b)

Figura 3.8: Continental SRR 208-21 | Radar de corto alcance1

(a) (b)

Figura 3.9: Continental ARS 408-21 | Radar de largo alcance2

Rango corto 50 m
Apertura rango corto 120◦

Frecuencia de operación del radar 24 GHz
Tiempo de medición 38 ms

Tipo de conexión CANBUS

Tabla 3.3: Características del radar de corto alcance SRR 208-211

Rango largo 200 m
Apertura rango largo 18◦

Rango corto 70 m
Apertura rango corto 80◦

Frecuencia de operación del radar 77 GHz
Tiempo de medición 72 ms

Tipo de conexión CANBUS

Tabla 3.4: Características del radar de largo alcance ARS 408-212

1Fuente: https://tinyurl.com/ydgh4g39
2Fuente: https://conti-engineering.com/components/ars-408/

https://tinyurl.com/ydgh4g39
https://conti-engineering.com/components/ars-408/
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GPS: El vehículo está equipado con un receptor GNSS (Trimble NetR9). Este receptor permite la
navegación cinética por satélite (RTK) en tiempo real gracias al servicio de posicionamiento
diferencial de la red del Instituto Geográfico Nacional. La corrección diferencial se genera para
una estación de referencia virtual en la misma posición que el vehículo, y se envía al receptor
a través de una conexión móvil. La antena receptora se encuentra en el techo del vehículo, en
el centro del eje trasero del vehículo.

Figura 3.10: Imagen del receptor GNSS1

Tipo Código Orden del error
No válido 0 -

GPS 1 Métrico
GPS diferencial 2 Métrico

Real-time Kinematic (RTK), enteros en coma fija 4 Centrimétrico
RTK, enteros en coma flotante 5 Centimétrico

Tabla 3.5: Categorías de calidad, traducidas en error de posición del GPS2

1Fuente: https://www.youtube.com/watch?v=Wfo2FMAa-Rc&ab_channel=Dream%21Alcal%C3%A1
2Fuente: Proporcionado por el profesorado

https://www.youtube.com/watch?v=Wfo2FMAa-Rc&ab_channel=Dream%21Alcal%C3%A1


Capítulo 4

Diseño del sistema difuso y
programación en MATLAB

4.1 Diseño del sistema de lógica difusa

Como se ha ido comentando a lo largo de los diferentes capítulos de la memoria, comenzando en
el (capítulo 1), donde se introducen la motivación y los objetivos perseguidos con la realización
del proyecto, pasando por el estado del arte en el (capítulo 2), donde se desarrollan teóricamente los
planteamientos más comunes en el campo de la visión artificial cuyas soluciones permitirían abordar el
trabajo, y las herramientas software implementadas para extraer los parámetros de entrada del modelo
de lógica difusa a través de las imágenes de la base de datos del grupo INVETT, que previamente han
sido tomadas y almacenadas por la cámara frontal del vehículo equivalente al DRIVERTIVE. Tanto
las imágenes como todos los datos técnicos de las cámaras utilizadas, se describen en el (capítulo 3).

Todo lo mencionado anteriormente, unido al (capítulo 2.3) que introduce la funcionalidad, estruc-
tura y tipos de sistemas de lógica difusa existentes, componen los puntos previos al capítulo actual,
donde iniciamos el diseño de los modelos de lógica difusa que buscarán identificar la intersección
vial más próxima al vehículo, clasificando cuatro posibles situaciones en función de la percepción
establecida mediante los conocimientos adquiridos sobre los elementos y normas viales estudiados en
el (capítulo 2.2.2) y la experiencia adquirida como diseñadores de modelos de lógica difusa en otros
proyectos de simulación.

Todos los parámetros de entrada del modelo de lógica difusa de identificación y clasificación
de intersecciones, se obtendrán mediante el estudio y posterior diseño de una serie de variables
encargadas de recoger toda la información que nos proporcionan las redes neuronales DriveNet y
YOLOv7, optimizando el número de entradas y obteniendo un rendimiento destacable.

El planetamiento original del proyecto propone demostrar la viabilidad del desarrollo de un sis-
tema capaz de identificar y clasificar las distribuciones viales, mediante una salida que indica la
existencia de una intersección o no. Posteriormente, se planteó la posibilidad de aumentar el alcan-
ce del modelo, incorporando la clasificación de las intersección en función de su tipología, según el
número de ramas. No obstante esta información se descartó al no contar con datos y herramientas
software que nos diesen información sobre la distribución y la morfología de las carreteras. En esta
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situación se planteó un enfoque más pragmático, clasificar las intersecciones en función de la distancia
al vehículo autónomo.

La propuesta inicial del sistema de lóigca difusa se diseño empleando como entradas las salidas
en crudo de las redes neuronales. Tras las pruebas iniciales se detectó que esta información era
insuficiente y se decidió utilizar un enfoque más complejo, basado en el conocimiento heurístico de las
intersecciones (capítulo 2.2). Se han combinado las diferentes salidas de las redes neuronales para crear
entradas más robustas. Adicionalmente se han comparado los diferentes motores de inferencia borrosa.
Se ha encontrado que el sistema de inferencia tipo Sugeno es más eficientes computacionalmente y
más facil de ajustar si el problema esta bien definido y acotado. El sistema de inferencia tipo Mamdani
es más felxible y permite abordar sistemas con un nivel de incertidumbre mayor.

Por esta razón, este modelo de lógica difusa se ha desarrollado de manera que se puedan obtener
los resultados de la predicción de intersecciones usando tanto un sistema Mamdani como Sugeno. El
sistema esta diseñado de tal manera que se puede seleccionar el motor de inferencia deseado. Esta
modularidad facilita en gran manera el desarrollo de la fase de pruebas y experimentación. Se dividen
los módulos empleados en fijos y variables: 4 fijos y 4 variables.

Módulos fijos:

1. Variables de entrada.

Las variables de entrada de nuestro modelo representan la información de las características de
cada una de las imágenes que componen nuestra base de datos, que se van actualizando en cada
una de las iteraciones realizadas en nuestro programa desarrollado en MATLAB en el capítulo 4.2,
donde por cada iteración se extrae una imagen nueva y se procesa por YOLOv7 y DriveNet para
extraer información que más tarde manipulamos para obtener las entradas que nos proporcionan
mayor información para nuestro modelo de lógica difusa.

Las características que se extraen de las redes convolucionales YOLOv7 (señales de tráfico) y
DriveNET (objetos de la via), se resumen en las siguientes tablas:

DriveNet parameters ’label’ ’confidence’ ’x’ & ’width’ (px) ’y’ & ’height’ (px)
Traffic light traffic_light [0, 1] [0, 800] [0, 450]
Traffic sign traffic_sign [0, 1] [0, 800] [0, 450]

Car car [0, 1] [0, 800] [0, 450]
Bicycle bicycle [0, 1] [0, 800] [0, 450]

Pedestrian pedestrian [0, 1] [0, 800] [0, 450]

Tabla 4.1: Parámetros de salida de DriveNet sobre las clases de elementos viales1

1Fuentes: Proporcionado por el profesorado y https://docs.nvidia.com/drive/driveworks-3.5/
drivenet_mainsection.html

https://docs.nvidia.com/drive/driveworks-3.5/drivenet_mainsection.html
https://docs.nvidia.com/drive/driveworks-3.5/drivenet_mainsection.html
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YOLOv7 Parameters ’label’ ’x’ & ’width’ (px) ’y’ & ’height’ (px)
Speed limit 20 SpeedLimit_20 [0, 800] [0, 450]
Speed limit 30 SpeedLimit_30 [0, 800] [0, 450]
Speed limit 50 SpeedLimit_50 [0, 800] [0, 450]
Speed limit 60 SpeedLimit_60 [0, 800] [0, 450]
Speed limit 70 SpeedLimit_70 [0, 800] [0, 450]
Speed limit 80 SpeedLimit_80 [0, 800] [0, 450]
Speed limit 100 SpeedLimit_100 [0, 800] [0, 450]
Speed limit 120 SpeedLimit_120 [0, 800] [0, 450]
Restriction ends EndRestriction [0, 800] [0, 450]

Other speed limit SpeedLimit [0, 800] [0, 450]
Location signs OtherLocation [0, 800] [0, 450]

Priority at next intersection WarnPriorityCrossing [0, 800] [0, 450]
Highway sign HighwayZone [0, 800] [0, 450]

Give way GiveWay [0, 800] [0, 450]
Stop Stop [0, 800] [0, 450]

Exclusionary Exclusionary [0, 800] [0, 450]
No trucks NoTrucks [0, 800] [0, 450]
No entry DoNotEnter [0, 800] [0, 450]
Danger WarnDanger [0, 800] [0, 450]

Limited vehicles access VehicleZone [0, 800] [0, 450]
Parking ParkingZone [0, 800] [0, 450]

Pedestrian crossing WarnPedestrianCrossing [0, 800] [0, 450]
School crossing WarnChildren [0, 800] [0, 450]
Cycles crossing BicycleZone [0, 800] [0, 450]

Other prohibitions RestrictionsOthers [0, 800] [0, 450]
Warning signs Warnings [0, 800] [0, 450]

Other restrictions OtherRestriction [0, 800] [0, 450]
Go right TurnRightKeep [0, 800] [0, 450]
Go left TurnLeftKeep [0, 800] [0, 450]

Go straight LaneUsage [0, 800] [0, 450]
No right turn NoRightTurn [0, 800] [0, 450]
Text messages VariableMessage [0, 800] [0, 450]

Destination Guide Guide [0, 800] [0, 450]
Other signs Other [0, 800] [0, 450]
Roundabout WarnRoundabout [0, 800] [0, 450]

Other guide signs OtherGuide [0, 800] [0, 450]
Back of signs BackOfSign [0, 800] [0, 450]

Tabla 4.2: Parámetros de salida de YOLOv7 sobre las clases de señales viales1

1Fuentes: Proporcionado por el profesorado y https://github.com/kventinel/
Traffic-sign-recognition/tree/master/FullIJCNN2013

https://github.com/kventinel/Traffic-sign-recognition/tree/master/FullIJCNN2013
https://github.com/kventinel/Traffic-sign-recognition/tree/master/FullIJCNN2013
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No obstante, cierta información resulta poco relevante para el modelo de lógica difusa propuesto.
De acuerdo con el planteamiento propuesto, para la identificación y la posterior clasificación de las
intersecciones según la distancia al vehículo autónomo, las variables de entrada se dividen en dos
tipos.

Primero, las variables que representan determinados elementos viales o señales de tráfico, las
cuales por su tipología, confianza y cantidad de aparción en el campo visual del vehículo, entregan
información determinante para identificar la presencia de una intersección en la imagen tomada
por la cámara del vehículo. Esto se debe, a que solo determinados elementos viales o señales de
tráfico, se utilizan en las entradas cercanas a las intersecciones. Adicionalmente, se tiene en cuenta el
parámetro de confianza de detección de los elementos, proporcionada por DriveNet, la cual, se utiliza
para contabilizar el número de detecciones de un elemento o señal vial relevante para la detección de
una intersección.

Segundo, existen elementos y señales viales cuya presencia no indica obligatoriamente la existencia
de una interseccion, pero normalmente si existe una relación entre ellas.

Por ejemplo, en la figura 4.1, si se detectan 5 semáforos y la confianza de detección de cada uno
de éstos por parte de DriveNet es: 0.92, 0.84, 0.55, 0.63 y 0.9, la variable de entrada del modelo
de lógica difusa combina la información sobre la clase del elemento, el número de detecciones y la
confianza de cada una de las detecciones. Como resultado se obtiene que la variable que contiene
toda esa información, que pertenece a esta clase y que se introduce como entrada en nuestro modelo
de lógica difusa sería: ’Traffic_light_quantity’ = 0.92 + 0.84 + 0.55 + 0.63 + 0.9 = 3.84.

Por consiguiente, las variables de entrada pertenencientes a este grupo, cuentan con una infor-
mación combinada de la cantidad de detecciones y la confianza de cada una de ellas.

Figura 4.1: Identificación de los elemenos de las clases ’car’ y ’traffic_light’ y sus confianzas en un
cruce1

1Fuente: https://altago.com/services/design-and-engineering/traffic-intersection-analysis/

https://altago.com/services/design-and-engineering/traffic-intersection-analysis/
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Otro ejemplo, mostrado en la figura 4.2, tenemos las variables que entregan información sobre la
distancia media de todos los elementos y señales viales que pertenecen al grupo anterior. La distancia
media de todos los elementos que pertenencen a una misma clase, no da información sobre la distancia
donde se encuentra el centro de gravedad de la zona en la que se encuentran dichos elementos. De esta
manera se consigue aproximar el valor de la distancia al valor real de donde se situa la intersección.
Estas entradas cuentan con valor difuso, pero mucho más exacto al filtrar aquellos falsos positivos que
introducen elementos con distancias que en la mayoría de casos se encuentran demasiado próximas
o muy lejanas.

Figura 4.2: Identificación de la distancia media de los elemenos de la clase ’traffic_light’ y sus
confianzas en un cruce1

1Fuente: https://altago.com/services/design-and-engineering/traffic-intersection-analysis/

https://altago.com/services/design-and-engineering/traffic-intersection-analysis/
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Las variables de entrada del modelo de lógica difusa para la detección y clasificación de intersec-
ciones de ambos grupos grupos son:

- Traffic_light_quantity.

- Traffic_light_distance.

Los semáforos son unos de los elementos de identificación de intersecciones más comunes, debido a
su implementación, establece un sistema de prioridad por turnos. Los semáforos pueden ser utilizados
en varios escenarios, de los cuales podemos destacar, su colocación en la salida o entrada a una
intersección para poder controlar el tráfico de acceso a ésta, su colocación en pasos de cebra de
avenidas como mucho tráfico y en pasos de trenes o puentes elevadizos.

De todas las situaciones mencionadas anteriormente, la más común es la señalización de entradas
y salidas de intersecciones, además que su cantidad no resulta un factor relevante para contextualizar
la intersección.

- Give_away_sign_quantity.

- Give_away_sign_distance.

La presencia de una señal de ceda el paso, nos indica claramente que una intersección vial se
encuentra cerca. Esta señal requiere que los conductores detengan su vehículo y cedan el paso a
otros vehículos que circulan por la calle principal o por la que tiene prioridad. Su presencia puede ser
opcional en las intersecciones de cruce, pero siempre se incluyen en las intersecciones de tipo rotonda.

No es necesario ver una cantidad mínima de estas señales para predecir la presencia de una
intersección, ya que una sola señal de ceda el paso es suficiente para informar al conductor.

- Roundabout_sign_quantity.

- Roundabout_sign_distance.

La señal de tráfico de sentido de circulación en la rotonda, es una señal circular con una flecha
que indica la dirección en la que se debe circular en una rotonda. La presencia de una señal de sentido
de circulación en la rotonda solo se puede dar en intersecciones de tipo rotonda ya que permite a los
conductores conocer la dirección que deben tomar en la intersección.

No es necesario ver una cantidad mínima de estas señales para predecir la presencia de una
intersección , debido a su exclusividad.
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- Priority_at_next_intersection_sign_quantity.

- Priority_at_next_intersection_sign_distance.

Esta señal indica que el conductor tiene prioridad de paso en la intersección o rotonda a la que se
está acercando. Esta señal es determinante para predecir la presencia de una intersección o rotonda
con bastante antelación ya que indica que la intersección todavía se encuentra a una distancia lejana
del punto donde se sitúa la señal.

No es necesario ver una cantidad mínima de estas señales para predecir la presencia de una
intersección, ya que como su nombre indica, su uso es para informar solamente sobre intersecciones.

- Warn_children_sign_quantity.

- Warn_children_sign_distance.

La señal de aviso de cruce de niños, advierte sobre la presencia de una zona de cruce para niños,
que normalemente se situa en zonas donde hay varios pasos de peatones, lo que también conlleva que
se encuentren próximas a las intersecciones.

Para poder predecir la presencia de una intersección vial, es necesario ver al menos alguna señal
adicional a la señal de aviso de cruce de niños, pudiendo ser más de una señal, de peatones u otras
señales características de las intersecciones como son, la señal de aviso de sentido de circulación de
rotonda, prohibido el paso, ceda el paso o STOP.

- No_entry_sign_quantity.

- No_entry_sign_distance.

La señal de prohibido el paso es una de las señales más comunes para identificar la presencia
de una intersección vial. Esta señal se coloca a la entrada de una intersección para indicar por que
carriles no se puede continuar.

Esta señal permite conocer la presencia de una intersección, ya que es una señal clave que indica
que se acerca un punto de conflicto en la carretera. Por lo tanto, es suficiente ver una sola señal de
"Prohibido el paso"para predecir la presencia de una intersección vial.

- Pedestrian_crossing_sign_quantity.

- Pedestrian_crossing_sign_distance.

La señal de paso de peatones es una de las señales más comunes de ver en las carreteras, porque,
aunque resultan muy importantes para poder identificar la presencia de una intersección vial, esta
señal indica los puntos seguros para que los peatones cruzen la calle, esto conlleva que en la mayoría
de las bocas de las intersecciones haya una de estas señales. Si se pueden observar varias señales
de peatones que se sitúan en torno a una zona, podemos predecir la presencia inminente de una
intersección vial.
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- Go_right_sign_quantity.

- Go_right_sign_distance.

La señal de obligatorio girar a la derecha es una variable clave para determinar una intersección
vial, ya que esta señal se coloca en el cruce de dos o más carreteras, para indicar a los vehículos que
provienen de un carril, que deben girar a la derecha en la intersección, por lo que la señal indica la
posición exacta de la intersección y a su vez que estamos entrando en ella.

Por la naturaleza de la señal de obligatorio girar a la derecha, es suficiente con ver una sola de
estas señales para predecir la presencia de una intersección vial.

- Go_left_sign_quantity.

- Go_left_sign_distance.

Es el mismo caso que con la señal de obligatorio girar a la derecha, pero modificando la maniobra
hacia la izquierda.

- Go_straight_sign_quantity.

- Go_straight_sign_distance.

Es el mismo caso que con la señal de obligatorio girar a la derecha, pero modificando la maniobra
manteniendo la dirección y sentido de circulación.

- Traffic_sign_quantity.

- Traffic_sign_distance.

Si tomamos todos los diferentes tipos de señales de tráfico y las clasificamos bajo el nombre
común de "señal de tráfico", obtendremos una variable de entrada que resulta ser demasiado genérica
y borrosa debido a la gran cantidad de variaciones existentes. En muchas ocasiones, los conductores
no son capaces de procesar todas las señales que aparecen en su campo de visión. Sin embargo,
estas situaciones donde las señales de tráfico son muy numerosas son excepciones frente a los casos
cotidianos donde la información vial se presenta de manera gradual en pequeños grupos de señales.
Estos grupos aumentan en cantidad y complejidad hasta que se llega a puntos de riesgo o peligro,
como son las intersecciones. En estos puntos, se acumula un gran número de señales que pueden ser
observadas al mismo tiempo, pero que siempre están situadas a la misma distancia.

El poder identificar una situación donde el número de señales de tráfico es anómalamente alto,
es uno de los mejores métodos para predecir que estamos cerca de una intersección, aunque la in-
formación sobre la distancia a ésta, adquiere un margen de error mayor y por tanto un valor más
difuso.
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- Other_guide_sign_quantity.

Esta variable recoge información sobre la presencia de otras señales de obligatoriedad en la direc-
ción y sentido de circulación de los automóviles, por lo que adquiere un valor determinante, idéntico
al caso de la señal de obligatorio girar a la derecha.

No obstante, esta variable al recoger varios tipos de señales de obligatoriedad con diferentes formas
y dimensiones, resulta imposible obtener la distancia media de todas las señales que se clasifican
dentro de esta clase, por lo que la información sobre la posible distancia a la que se encontraría la
intersección introduciría un error difícil de modelar.

- Other_sign_quantity.

La variable que recoge las detecciones de aquellas señales viales que no tienen etiqueta y, por
tanto, no pertenecen al grupo de señales de guía de circulación o mensajes viales, se etiquetan a
través de esta clase. Esta variable es demasiado diversa o variada como para poder asegurar que la
señal detectada y clasificada dentro de esta clase nos permite afirmar que nos encontramos próximos
a una intersección vial. Por esta razón, solo en los casos en que se detecten un número anormalmente
elevado de señales pertenecientes a esta clase, además de otras señales contextuales importantes de
una intersección, como la señal de ceda el paso, prohibido el paso, obligación del sentido de circulación
en una rotonda o paso de peatones, podemos afirmar que estamos recibiendo información sobre una
posible intersección.

Al igual que la variable de otros tipos de señales de circulación, al desconocer las dimensiones en
cada situación de todas las señales que son detectadas mediante esta clase, no se tiene en cuenta su
variable de distancia media al introducir información con mucho error.

- Back_of_sign_quantity.

El concepto de la parte trasera de una señal de tráfico, es posiblementa la entrada más difusa
de todas, ya que cualquier señal vial puede ser detectada y catalogada mediante esta clase, siempre
y cuando ésta, esté orientada al revés en el campo de visión del vehículo autónomo. Ésta entrega
información sobre la presencia de una posible detección, siempre que se pueda observar un número
elevado de éstas, lo que nos indicará que nos encontramos en un punto donde numerosas vías inter-
sectan, provocando que se puedan ver la mayoría de las señales destinadas a las otras ramas, por eso
y porque en carreteras convencionales sin presencia de intersecciones, también se identifica la parte
trasera de señales para los carriles que circulan en sentido contrario.

Debido a la gran variedad de señales que pertenecen a esta clase, es imposible conocer sus di-
mensiones, por lo que nuevamente, no resulta útil determinar la distancia media del conjunto de
éstas.
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- Car_quantity.

- Car_distance.

- Car_distance_near.

La variable que identifica los coches en las proximidades del vehículo autónomo es una entrada
clave, ya que en la mayoría de los casos proporciona información útil. Esto se debe a que en las
carreteras, los vehículos circulan rodeados de otros usuarios, siendo los coches el grupo predominante
tanto en zonas urbanas como, especialmente, en carreteras interurbanas. Si lo que se busca, como
en nuestro caso, es extraer información del entorno de los vehículos para determinar si hay una
intersección cercana, esta variable es especialmente relevante.

Para ello se enfocan tres tipos de variables, la cantidad de los coches observados, la distancia
media de todos los coches observados y la distancia al vehículo más próximo. Las tres en su con-
juntos proporcionan información que nos permiten descartar muchos escenarios donde la cantidad
de vehículos y la distancia de estos hacia el vehículo autónomo introducirían ideas erroneas, por lo
que todas las entradas deben cumplir con estas características que nos permitan filtrar todos las
situaciones no deseadas.

Para poder predecir la proximidad de una intersección se ha observado que en aquellos puntos
donde hay una intersección colocada, se situan vehículos cerca de las bocas de entrada, ya sea porque
quieren acceder a esta o como en las ciudades, se encuentran estacionados en plazas de aparcamiento
adyacentes a ellas, esto genera que la distancia medida por la variable de distancia del coche más pró-
ximo, resulte ciertamente baja. Tras esto lo más común es apreciar como seguidamente se encuentra
la intersección, que en la mayoría de casos cuenta con pocos o ningún vehículo, debido a las dimen-
siones de éstas, seguido finalmente de las ramas que representan las salidas de la intersección, donde
los vehículos se vuleven a acumular tanto en los extremos a través de las plazas de aparcamiento,
como circulando. En esta última situación al tener un campo de visión más amplificado nos permite
observar muchos más coches a lo lejos que frente a nosostros. De esta manera se concluye con la idea
de que si se deteccta un coche muy próximo a nosotros, y además se identifica un elevado número de
coches en todo el campo de visión y la distancia media de todos ellos es lejana, nos permite predecir
que nos encontramos próximos a una intersección.

Los valores de estas tres variables nos permite filtrar otras posibles situaciones que nos lleve a
error, como puede ser un atasco o retención, donde el número de coches observados es bajo, al tener
un coche delante y a ambos lados, que impiden detectar otros vehículos próximos, o estar estacionados
en un parking, donde el número de vehículos es elevado, pero la distancia entre ellos es relativamente
baja, por lo que distancia media a los coches no es alta.
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2. Conjuntos difusos y funciones de pertenencia de las entradas.

Una vez explicadas las variables de entrada utilizadas en nuestro modelo de lógica difusa, debemos
explicar cuales han sido las ideas de diseño implementadas para establecer los conjuntos difusos de
cada variable y las funciones de pertenencia de todos ellos.

Para resumir las ideas básicas del sistema que se ha seguido para encontrar un patrón de diseño
de los conjuntos difusos y sus reglas de pertenencia, enfocando el problema a través del conocimiento
sobre el tipo de variable de entrada utilizada en cada momento, el nivel de borrosidad de éstas y su
relevancia para obtener una respuesta lo más exacta posible.

El patrón de diseño se divide en 4 grupos de diseño de conjuntos borrosos y funciones de perte-
nencia:

- Variables de tipo cantidad con confianza, determinantes para la detección de intersecciones.

Estas variables son aquellas que se explicaron en el punto de las variables de entrada, que perte-
necían a las entradas que calculaban la cantidad de cada clase mediante el valor de las confianzas.
En especial aquellas que con solo detectar un único elemento de dichas clases, nos permitía predecir
con alto nivel de seguridad que en el campo de visión del vehículo autónomo había una intersección,
sin necesidad de incidir en mayor información sobre la cuantía.

Todas las variables que pertenecen a este grupo cuentan con dos conjuntos difusos que ocupan
todo el conjunto de valores de sus respectivos dominios. Cada conjunto difuso cuenta con sus etiquetas
lingüísticas específicas, pero todas conparten la misma estructura de las funciones de pertenencia.
Las dos funciones de pertenencia agrupan los valores de pertenencia de las entradas en sus respectivos
conjuntos difusos mediante la inclusión de dos funciones trapezoidales que comprenden los valores
extremos e intermedios, que en el primer caso representan valores de confianza muy bajos o residuales
que pueden conllevar a falsos positivos y que en la segunda situación refuerzan la idea de la existencia
de una intersección con seguridad.
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Las variables que pertenencen a este grupo son: ’Roundabout_sign_quantity’,
’Priority_at_next_intersection_sign_quantity’, ’Warn_children_sign_quantity’,
’Go_right_sign_quantity’, ’Go_left_sign_quantity’, ’Go_straight_sign_quantity’,
’Other_guide_sign_quantity’, ’Other_sign_quantity’, ’Back_of_sign_quantity’ y ’Car_quantity’.

Figura 4.3: Entradas del modelo de lógica difusa, sus conjuntos difusos y funciones de pertenencia

- Variables de tipo cantidad con confianza, complementarias para la detección de intersecciones.

Estas variables pertenecen a las entradas que calculan la cantidad de cada clase mediante el valor
de las confianzadas. En concreto aquellas que requieren información sobre la cuantía de detecciones
de dichas clases para poder contextualizar junto a otras variables del mismo tipo, que en el campo
de visión del vehículo autónomo hay una intersección.

Todas las variables que pertenecen a este grupo cuentan con tres conjuntos difusos que ocupan
todo el conjunto de valores de sus respectivos dominios. Cada conjunto difuso cuenta con sus etiquetas
lingüísticas específicas, pero todas conparten la misma estructura de las funciones de pertenencia. Las
tres funciones de pertenencia agrupan los valores de pertenencia de las entradas en sus respectivos
conjuntos difusos mediante la inclusión de dos funciones trapezoidales que comprenden los valores
extremos que en el primer caso representan valores de confianza muy bajos o residuales que pueden
conllevar a falsos positivos, y que en la segunda situación refuerzan la idea de la existencia de una
intersección con seguridad. Para los valores intermedios, se utiliza una función gaussiana que tiene
en cuenta los puntos donde se detecta una cantidad de señales que sugiere la posible existencia de
una intersección vial. Esta función ajusta la probabilidad de que exista una intersección en función
de la cantidad de señales detectadas.
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Las variables que pertenencen a este grupo son: ’Traffic_light_quantity’, ’Gi-
ve_away_sign_quantity’, ’No_entry_sign_quantity’, ’Pedestrian_crossing_sign_quantity’ y
’traffic_sign_quantity’.

Figura 4.4: Entradas del modelo de lógica difusa, sus conjuntos difusos y funciones de pertenencia
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- Variables de tipo distancia con alto nivel de exactitud.

Estas variables pertenecen a las entradas que calculan la distancia media de cada clase. En con-
creto, aquellas que requieren información sobre la distancia de dichas clases respecto del vehículo,
proporcionando información más exacta para poder contextualizar una intersección que puede si-
tuarse a diferentes tipos de distancia, pudiéndose situar desde un punto cercano hasta aquellos en
que apenas se tiene ya capacidad de distinción.

Todas las variables de este grupo constan de cuatro conjuntos difusos que cubren todos los valores
posibles de sus respectivos dominios. Cada conjunto difuso tiene sus propias etiquetas lingüísticas,
pero comparten la misma estructura de funciones de pertenencia. Las cuatro funciones de perte-
nencia agrupan los valores de entrada en sus respectivos conjuntos difusos, utilizando dos funciones
trapezoidales que cubren los valores extremos. En el primer caso, se representan las distancias muy
cercanas al vehículo, que en muchos casos son tan pequeñas que el vehículo ya se encuentra dentro
de la intersección. En el segundo caso, se representan las distancias tan lejanas que no son de inte-
rés para el modelo, y en las que hay una alta probabilidad de que la distancia pertenezca a falsos
positivos. Para los valores intermedios, se utilizan dos funciones gaussianas que abarcan todos los
puntos intermedios de la distancia. De esta manera, en trabajos futuros se pueden modelar sistemas
de respuesta que proporcionen diferentes soluciones según la situación.
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Las variables que pertenencen a este grupo son: ’Traf-
fic_light_distance’, ’Give_away_sign_distance’, ’Roundabout_sign_distance’,
’Priority_at_next_intersection_sign_distance’, ’Warn_children_sign_distance’,
’No_entry_sign_distance’, ’Pedestrian_crossing_sign_distance’, ’Go_right_sign_distance’,
’Go_left_sign_distance’, ’Go_straight_sign_distance’, ’Traffic_sign_distance’ y ’Car_distance’.

Figura 4.5: Entradas del modelo de lógica difusa, sus conjuntos difusos y funciones de pertenencia



106 Capítulo 4. Diseño del sistema difuso y programación en MATLAB

Figura 4.6: Entradas del modelo de lógica difusa, sus conjuntos difusos y funciones de pertenencia
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- Variables de tipo distancia, sin alto nivel de exactitud.

Esta variable pertenece a las entradas que calculan la distancia media de cada clase.

Siendo ésta, la única que entrega información sobre la distancia mínima a la clase de los coches,
proporcionando información más exacta para poder contextualizar una intersección a través de las
variables de distancia media de los coches y la cantidad de coches detectados.

Esta variable cuenta con dos conjuntos difusos que ocupan todo el conjunto de valores de su
respectivo dominio. Las dos funciones de pertenencia agrupan los valores de pertenencia de las en-
tradas en sus respectivos conjuntos difusos mediante la inclusión de dos funciones trapezoidales que
comprenden todos los valores, que en el primer caso representan distancias muy próximas al vehículo,
y que en la segunda situación, el elemento ya no entrega información relevante para el modelo.

La variable que pertenence a este grupo es: ’Car_distance_near’.

Figura 4.7: Entradas del modelo de lógica difusa, sus conjuntos difusos y funciones de pertenencia
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3. Variable de salida.

La variable de salida de nuestro modelo de lógica difusa se utiliza para transmitir un valor
cuantitativo, que se sitúa dentro de cuatro rangos establecidos por el diseño consecuente de los
conjuntos difusos de salida. Las características de estos conjuntos difusos se explicarán más adelante,
una vez que se hayan definido los parámetros de diseño, que se ven afectados por ciertas condiciones
que se detallarán en la sección de elementos variables del modelo de lógica difusa.

Los cuatro rangos establecidos para clasificar la variable de salida se utilizan para distinguir dos
situaciones principales en relación a la presencia de intersecciones: si el vehículo no tiene ninguna
intersección en su campo de visión o si la tiene. Sin embargo, en este segundo caso, no se busca
solo determinar la presencia de una intersección, como se ha ido explicando a lo largo del desarro-
llo del trabajo, sino que se desea obtener una clasificación que informe sobre la proximidad de la
intersección al vehículo autónomo. En nuestro modelo, esta información se proporciona a través de
una clasificación lingüística que se divide en tres categorías: distancia inminente o muy corta, corta
y lejana.
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4. Reglas de inferencia.

Para poder implementar las entradas, ya sea de manera individual o combinada mediante la
utilización de operadores lógicos, con la finalidad de lograr una reacción en la variable de salida, se
requiere de una estructura formal que relacione las tres partes mediante el uso de la lingüística.

La estructura que hace uso de estos elementos mediante un lenguaje humano, son las reglas de
tipo if-then.

En nuestro modelo de lógica difusa se han implementado 28 entradas y 1 salida. Las entradas
cuentan con diferentes cantidades de conjuntos difusos, mientras que la salida cuenta con 4, lo que
conlleva que el número de reglas posibles sea enorme y dificil de calcular, además de que la cantidad
óptima de antecedentes depende en este caso de la identificación de una intersección y su clasificación
según la distancia, lo que conlleva que al no ser un sistema demasiado complejo de entender, las reglas
implementadas no deben ser excesivas ni en cantidad ni en complejidad.

Como ya se explicó en la teoría sobre las reglas de inferencia, el número de entradas o antecedentes
en una regla puede variar en función de la exactitud que se desee en la salida, no obstante a medida
que aumenta el número de antecedentes también se reduce la simplicidad en el funcionamiento de la
regla y su interpretación, no pudiendo generalizar para futuras modificaciones. Por el lado contrario,
un conjunto de reglas con un solo antecedente, suele ser demasiado complejo para describir un sistema
en el que varios factores influyen en la salida.

Por esta razón, nuestro modelo de lógica difusa implementa un sitema de inferencia con reglas de
uno, dos y hasta tres antecendentes.

Un ejemplo de cada tipo de regla de inferencia, sería:

“If Roundabout_sign_quantity is CON then
TIPO_DE_INTERSECCION is not NO_INTERSECCION“

“If Traffic_light_quantity is BAJO or Traffic_light_quantity is ELEVADO then
TIPO_DE_INTERSECCION is not NO_INTERSECCION“

“If Warn_children_sign_quantity is CON and Pedestrian_crossing_sign_quantity is ELEVADO
and Warn_children_sign_distance is CERCA then

TIPO_DE_INTERSECCION is INTERSECCION_INMINENTE“

Para poder ver las 94 reglas diseñadas para nuestro modelo de lógica difusa, se recomienda acceder
al script ’inferencia.m’ de nuestro recopilatorio de MATLAB.
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Partes variables:

1. Operadores lógicos.

Para el desarrollo de nuestro modelo de lógica difusa se han planteado todos los posibles enfoques
de implementación de los operadores lógicos ’and’ y ’or’, ya que el operador ’not’ se aplica siempre
de la misma manera.

Si tenemos en consideración que el operador ’and’ se puede implementar durante el proceso de
unificación de las áreas de pertenencia de los distintos antecendentes de las reglas lógicas de dos
maneras: ’min’ para el valor mínimo y ’prod’ para una multiplicación, mientras que ’or’ también
cuenta con dos formas de unificar las áreas de pertenencia de los antecedentes: ’max’ para el valor
máximo y ’probor’ para la suma, de obtiene que nuestro modelo puede elegir 4 configuraciones para
los operadores lógicos del sistema de inferencia.

1º Operador ’and’ = ’prod’ y operador ’or’ = ’probor’

2º Operador ’and’ = ’prod’ y operador ’or’ = ’max’

3º Operador ’and’ = ’min’ y operador ’or’ = ’probor’

4º Operador ’and’ = ’min’ y operador ’or’ = ’max’
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2. Sistema de inferencia.

Para poder valorar hasta que punto los resultados que ofrece nuestro modelo de lógica difusa
para la detección de intersecciones dependen de las variables de entrada y salida del sistema, y los
conjuntos difusos de entrada y sus funciones de pertenencia y las reglas de inferencia utilizadas, se
decide establecer dos sistemas de inferencia distintos, uno de tipo Sugeno y otro Mamdani, buscando
comparar la influencia del método en el que se operan y tratan los datos para intentar alcanzar la
misma conclusión.

Para poder implementar ambos tipos de inferencia, se han diseñado en nuestro código de
MATLAB módulos intercambiables que cumplen la misma función, pero mediante enfoques dis-
tintos para cada uno de los sistemas. Después de realizar varias pruebas e investigaciones sobre el uso
del sistema de inferencia de tipo Sugeno en nuestro modelo, se ha descubierto que presenta pequeños
problemas de incompatibilidad para aquellos modelos que implementan reglas difusas en las que la
consecuencia se expresa en forma de salida negada mediante el operador lógico ’not’ [62].

Por lo tanto, se ha decidido realizar una comparación de tres modelos. El primero implementa
un sistema de inferencia de tipo Mamdani, el segundo implementa un sistema de inferencia de tipo
Sugeno, a pesar de presentar problemas de incompatibilidad, la herramienta FUZZY es capaz de
realizar el proceso de inferencia. Y como tercer sistema se ha utilizado un sistema Sugeno modificado,
en el que se ha cambiado tanto el sistema de desborrosificación como la metodología que sigue Sugeno
para realizar el proceso de inferencia. El método de inferencia que se ha implementado sigue como
premisa la búsqueda de los conjuntos difusos de salida que cuentan con la mayor suma total de
los valores que reflejan el peso de las distintas reglas para dicho conjunto de salida. Esto se puede
implementar mediante la función de MATLAB ’evalfis’, que nos entrega los valores intermedios del
proceso de inferencia del método Sugeno.

Con este último sistema de inferencia, diseñado a partir del tipo Sugeno, se da prioridad a los
conjuntos difusos consecuentes que establecen como respuesta que el vehículo se encuentra en una
intersección lo más alejada posible. Se tomó esta decisión de diseño debido a que, durante nuestras
pruebas preliminares, se concluyó que el modelo de lógica difusa contaba con reglas muy generales
que normalmente se cumplían y provocaban una tendencia a que la conclusión generalizara para
situaciones en las que la intersección era inexistente o estaba situada a una distancia muy baja.

La modificación del sistema de inferencia implementado en el modelo de lógica difusa, conlleva
la modificación de los conjuntos difusos y las funciones de pertenencia de la salida, y el método de
desborrosificación utilizado.
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3. Conjuntos difusos y funciones de pertenencia de la salida.

La variable de salida de nuestro modelo de lógica difusa cuenta con 4 conjuntos difusos que
permiten clasificar las situaciones viales que observa la cámara del vehículo autónomo, mediante
las siguientes definiciones y el nombre de sus conjuntos difusos: no se predice que no hay ningu-
na intersección ’NO_INTERSECCION’, se predice hay una intersección inminente ’INTERSEC-
CION_INMINENTE’, se predice que hay una intersección cercana ’INTERSECCION_CERCA’ o
se predice que hay una intersección lejana ’INTERSECCION_LEJOS’.

Las etiquetas lingüísticas de los conjuntos difusos de la salida de nuestro modelo de lógica difusa,
son constantes, pero no sus funciones de pertenencia y por tanto, tampoco el dominio de salida.

De esta manera, nuestro modelo de lógica difusa para la detección de intersecciones cuenta con
dos ficheros de tipo script que permiten modelar la salida de manera distinta según se implemente el
sistema de inferencia de tipo Mamdani o Sugeno. En este último caso, es independiente si el método
de inferencia es el propio MATLAB o el diseñado por nosotros.

Para el sistema de inferencia de tipo Mamdani, se ha optado por que los conjuntos difusos es-
tén compuestos por 4 funciones de pertenencia de las cuales todas ellas cuentan con el mismo ti-
po de función de pertenencia, de tipo triangular. Las funciones que pertenencen a los conjuntos
’NO_INTERSECCION’ e ’INTERSECCION_LEJOS’ representan los valores extremos mínimo y
máximo respectivamente, mientras que los conjuntos ’INTERSECCION_INMINENTE’ e INTER-
SECCION_CERCA representan los valores intermedios. Como parte del diseño del modelo de de-
tección de intersecciones, se observó que al realizar un enfoque donde se prima la exactitud del tipo
de intersección en función de la distancia hasta el vehículo, los rangos de valores que ocupan las
funciones de pertenencia de esas tres clases tiene que ser mayor, logrando una mayor resolución y
por tanto una mayor exactitud dentro de la clasificación según la distancia, todo ello debido a que el
conjunto de salida ’NO_INTERSECCION’ solo necesita la resolución suficiente para las salidas de
los casos donde no hay más intersección, que son los más fáciles de indentificar y los que mejor se
identifican.
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Figura 4.8: Conjuntos difusos y funciones de pertenencia de salida para sistema tipo Mamdani

Para el sistema de inferencia de tipo Sugeno, propio de MATLAB como de diseño propio, se ha
optado por la misma configuración de los conjuntos difusos de salida, que tiene como formato, un
valor constante para cada uno de los conjuntos difusos.

Figura 4.9: Conjuntos difusos y funciones de pertenencia de salida para sistema tipo Sugeno
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4. Método de desborrosificación.

Como se explicó en los puntos anteriores acerca de los diferentes sistemas de inferencia y la varia-
ción de los conjuntos difusos de salida en nuestro modelo de lógica difusa, la elección del sistema de
inferencia tipo Mamdani o Sugeno modifica los valores de salida en nuestro modelo de identificación-
clasificación de intersecciones. Estos resultados difieren en su forma de representación, ya que el
sistema Mamdani proporciona una salida compuesta por las áreas de pertenencia generadas por las
conclusiones de las reglas de inferencia, mientras que el sistema de tipo Sugeno proporciona las con-
secuencias en forma de valores constantes de cualquier cuantía (siempre dentro del rango de salida)
y los pesos para cada una de las reglas de inferencia en el caso del sistema de inferencia propio de
MATLAB. En el sistema de diseño propio, los valores constantes entregados como consecuencia de
cada regla deben ser uno de los cuatro valores asociados a las etiquetas lingüísticas de los conjuntos
difusos (figura: 4.9).

Ya conocidas las salidas borrosas del sistema de inferencia, se aplica las técnicas de desborrosi-
ficación respectivas para el modelo con sistema de inferencia tipo Mamdani y para el modelo con
sistema Sugeno, propio de MATLAB.

Los métodos de desborrosificación que se pueden seleccionar cuando se selecciona la implementa-
ción del sistema de inferencia tipo Mamdani son (capítulo: 2.3.4):

1º Deborrosifiación por centroide = ’centroid’

2º Deborrosifiación por bisector = ’bisector’

3º Deborrosifiación por SOM = ’som’

4º Deborrosifiación por MOM = ’mom’

5º Deborrosifiación por LOM = ’lom’
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Los métodos de desborrosificación que se pueden seleccionar cuando se selecciona la implementa-
ción del sistema de inferencia tipo Sugeno son [62]:

Suma ponderada de todos los resultados de las reglas.

1º Deborrosifiación por suma ponderada = ’wtsum’

Promedio ponderado de todos los resultados de las reglas.

2º Deborrosifiación por promedio ponderado = ’wtaver’
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4.2 Programación en MATLAB

Para esta sección, se recomienda acceder al repositorio que contiene dos carpetas: una con la base
de datos de imágenes capturadas por el equipo de INVETT, junto con sus respectivas bases de
datos, y otra que contiene todos los archivos ’.m’ que conforman el programa principal, denominado
’main.m’. Este script es el programa principal en el que se desarrolla el flujo de creación y ejecución del
modelo de lógica difusa, encargado de identificar y clasificar las intersecciones según su distancia al
vehículo autónomo, en las imágenes de la carpeta mencionada anteriormente. Para iniciar el proceso
de creación del modelo de identificación de intersecciones y clasificación de las imágenes, se debe
iniciar un flujo donde lo primero es limpiar cualquier proceso o registro generado anteriormente
que pueda interferir con nuestro programa. Luego, se inicia la creación del modelo de lógica difusa
llamando a la función que define el sistema de inferencia a implementar, ya sea Mamdani con el
nombre ’mamfis’ o Sugeno con el nombre ’sugfis’. Para ello, se debe comentar la función del tipo de
sistema que no se quiera implementar.

Figura 4.10: Código de limpieza de registros y variables, y elección del sistena de inferencia

Luego se establece el valor de la variable ’Desborrosificacion_Sugeno_Propia’ que condiciona en
caso de implementar el sistema de inferencia de tipo Sugeno, entre el método propio de MATLAB o
el que hemos diseñado nosotros.
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Figura 4.11: Código de selección del método de inferencia deseado para el sistema Sugeno

A continuación, se establece el método de desborrosificación deseado y los métodos de aplicación
de los operadores lógicos ’and’ y ’or’, según el sistema de inferencia seleccionado al comienzo del
fichero ’main.m’. Para ello se descomenta la línea que se quiere implementar y se comentan las líneas
que contienen los métodos que no son deseados.

Tras ello, se incluyen las entradas ejecutando el script ’Entradas.m’, la salida y las reglas de
inferencia con estructura if-then mediante ’Inferencia.m’. En el caso de las entradas y las salidas, se
definen tanto las etiquetas de sus respectivos conjuntos difusos como las funciones de pertenencia de
cada uno de ellos. En el caso de la variable de salida, al verse modificada según el tipo de sistema
de inferencia implementado, se requiere la creación de dos script diferentes, ’Salidas_Mamdani.m’
y ’Salidas_Sugeno.m’. En el caso que la salida sea tipo Mamdani las funciones de pertenencia se-
rán modeladas mediante funciones triangulares (figura: 4.8), mientras que en el sistema Sugeno se
utilizarán valores constantes (figura: 4.9).
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Figura 4.12: Código de selección del sistema de desborrosificación y del método de aplicación de los
operadores lógicos ’and’ y ’or’

Más tarde, se genera un fichero ’.fis’ que recoge todos los parámetros necesarios para reprodu-
cir nuestro modelo de lógica difusa ya sea con sistema de inferencia tipo Mamdani en ’Identifica-
dor_Clasificador_Mamdani.fis’ o Sugeno en ’Identificador_Clasificador_Sugeno.fis’, a través de la
interfaz gráfica de la toolbox de ’FUZZY logic’.



4.2 Programación en MATLAB 119

Figura 4.13: Código de selección de entradas, salidas y reglas de inferencia

Figura 4.14: Código de generación de fichero ’.fis’ del modelo de detección de intersecciones
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(a) Sistema de inferencia tipo Mamdani. (b) Sistema de inferencia tipo Sugeno.

Figura 4.15: Interfaz gráfica de FUZZY logic del modelo de detección de intersecciones

La última etapa dentro de la fase de diseño del modelo de lógica difusa del identificador-clasificador
de intersecciones consiste en iniciar el script ’Representacion.m’ encargado de representar mediante
ventanas flotantes los conjuntos difusos y sus funciones de pertenencia de todas las entradas y la
salida del modelo (figuras: 4.3, 4.4, 4.5, 4.6, 4.7, 4.8 y 4.9).

Figura 4.16: Código de generación de fichero ventanas de representación de los grupos difusos y las
funciones pertenencia de las entradas y salida

Tras concluir la fase de diseño del modelo de lógica difusa para la detección y clasificación de
intersecciones, se procede a acceder a las carpetas que contienen por un lado, la base de las imágenes
tomadas por el vehículo complementario al DRIVERTIVE, de las carreteras urbanas próximas a la
Escuela Politécnica de la Universidad de Alcalá, y por el otro la base de datos conformada por los
ficheros ’.txt’ con los parámetros de todos los elementos detectados en las imágenes que cuentan el
mismo nombre, mediante la ejecución del script ’Cargar_imagenes.m’.

Figura 4.17: Código de acceso a la base de imágenes y sus parámetros de detección
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En este punto se inicia el proceso iterativo en la extracción de los parámetros provenientes de
los ficheros ’.txt’ de la base de datos que están asocidados con sus respectivas imágenes, mediante el
mismo nombre o id. Para comenzar con el análisis de todas las imágenes, se inicia un proceso iterativo
mediante la implementación de un bucle cuya condición de finalización es haber accedido a todas
las imágenes de la base de datos. En cada una de las iteraciones se realiza una cuantificación de las
señales viales y otros elementos de la vía a través de la creación de variables que contiene información
cruzada del número de identificaciones y la suma de las confianzas en cada clase, mediante el script
’Valor_elementos_trafico_y_secuencia.m’. Para poder normalizar los datos y obtener un valor medio
que represente la cantidad de confianza en la detección de una clase, se aplica el método de mínimos
cruadrados, que se encarga de situar la cuenta final en un valor que minimice al máximo el efecto de
la suma de aquellas detecciones que resultan positivos.

Figura 4.18: Código de ejecución de la función de fusión de los parámetros cantidad y confianza
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Ya dentro del script de cuenta del número medio de detecciones con confianza de cada clase,
se ejecuta la función ’Revision_Confianza.m’ diseñada previamente para paliar la falta del valor
de confianza arrojado por YOLOv7 en la detección de los tipos de señales viales que no es capaz
de cuantificar como sí realiza DriveNet (tablas: 4.2 y 4.1). Esta función se basa en la premisa que
DriveNet y YOLOv7 identifican las mismas señales de tráfico, solo que DriveNet las clasifica todas
bajo la clase ’traffic sign, a diferencia de YOLOv7 que realiza una clasificación según el significado
vial de cada una de ellas. Por lo que la función ’Revision_Confianza.m’ se implementa cuando se
desea conocer el nivel de confianza de cada una de las detecciones realizadas por YOLOv7, mediante
la comparación de los valores de las coordenas ’x’ e ’y’, y las dimensiones de la anchura ’width’ y
altura ’height’ del cuadro delimitador, con los de todos los elementos detectados en la imagen y que
cuentan con el nombre ’traffic_sign’.

Figura 4.19: Código de ejecución de la función de revisión del valor de confianza

En el caso, que se detecte un elemento con nombre ’traffic_sign’ que cumpla estas condiciones,
se tomará su valor de confianza y se le aplicará a la señal de tráfico de la que no se conoce su nivel
de confianza, en aquellos casos en los que dicho valor supere el valor de 0.5, en caso contrario se le
aplicará en valor de confianza de 0.5, al considerar que la detección de dicha señal de tráfico por
ambas redes neuronales sí proporciona un cierto nivel de confianza. En caso que se no se encuentre
ningún elemento ’traffic_sign’ cuyos parámetros tampoco coincidan con la señal de tráfico detectada,
también se le aplicará a ésta un nivel de confianza de 0,5, debido a que se ha observado durante el
desarrollo del proyecto que la red YOLOv7 permite identificar señales de tráfico cercanas, donde
DriveNet comete falsos negativos.
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Figura 4.20: Código de revisión del valor de confianza de detección de las señales viales
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La función ’Revision_Confianza.m’ termina su funcionamiento incluyendo de manera anidada
la llamada a la función ’Revision_NaN’ cuya finalidad es identificar las variables de entrada que
contiene información sobre la cantidad de confianza media de los disintos elementos de la vía con
valores indeterminados ’NaN’, que se han generado cuando se ha producido la multiplicación del valor
infinito ’inf’ y el valor ’0’, debido a que en determinadas imágenes hay determindas señales viales que
no aparecen y al calcular el valor medio de la cantidad confianza, se divide y luego se multiplica por el
número de detecciones de esa señal es decir, cero. Como solución la función ’Revision_Confianza.m’
sustituye esos valores ’NaN’ por ’0’.

En este bucle también se generan las variables que contienen la información cruzada de la loca-
lización de los distintos de elementos de cada una de las clases y la suma del número total de éstos,
arrojando el valor medio de la distancia del vehículo hasta cada una de las clases de los elementos
detectados, mediante el script ’Distancia_Objetos.m’.

Figura 4.21: Código de ejecución de la función de cálculo de distancia media
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Para poder normalizar los datos y obtener un valor medio que represente la distancia media en
la detección de una clase, también se aplica el método de mínimos cruadrados al igual que en el
caso anterior. Pero primero es necesario obtener la relación pixel-metro, que nos permite establecer
conociendo previamente las especificaciones técnicas de la cámara que ha utilizado para tomar las
imágenes, la resolución de éstas y las dimensiones reales de los diferentes elementos identificados
(figura: 4.22), una función matemática que introduciendo en cada caso los parámetros de cada de-
tección, calcula la distancia del elemento al vehículo autónomo. Mencionar que la ecuación utilizada,
es un modelo simplificado, que plantea los escenarios como si fuesen ideales al considerar que todos
los objetos estan a la misma altura que la cámara, que la cámara está perfectamente calibrada, que
los elementos detectados están posicionados delante de la cára y ambos están en planos verticales
paralelos, es decir, alineados y sin inclinación (figura: 4.23). Todas las suposiciones mencionadas en
el cálculo de la distancia introducen errores que se han contemplado previamente y que forman parte
de la borrosidad de las variables de distancia media. Además, para poder ajustar otros errores en la
deformación de las imágenes de la base proporcionada, la fórmula de la distancia también implementa
el uso de una varible de corrección.

Figura 4.22: Código de los parámetros de la cámara, resolución de las imágenes y dimensiones de
los elementos viales
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Figura 4.23: Código del cálculo de la distancia media de los elementos viales

Para el cálculo de la distancia de determinadas clases de identificación, nos hemos encontrado con
el problema, de que no todas las clases de detección de YOLOv7 representan un señal concreta, como
es el caso de ’Other_guide_sign’, ’Other_sign’ y ’Back_of_sign’, que albergan un conjunto de señales
distintas bajo la misma etiqueta y que por lo tanto, al contar con distintas dimensiones, suponen
un problema para el cálculo de sus distancias al vehículo autónomo, tomando la decisión final de
preescindir de dichas variables de entrada. Para el caso de la detección de los elementos con etiqueta
’traffic_sign’ al ser una variable que contiene mucha información relevante para la detección de
intersecciones y su localización, se ha decido implementar mediante el método de mínimos cuadrados
de las variables de distancia media de aquellas clases que representa tipos de señales de tráfico. Para
el cálculo de la variable de entrada de la distancia del coche más cercano, al ser un único valor no se
requiere utilizar el método de mínimos cuadrados.

Ya dentro del script de cálculo de las variables de distancias medias, se ejecuta la función ’Re-
vision_NaN_dist.m’ que como ocurre con las variables de tipo cantidad con confianza, se busca
sustituir los valores ’NaN’ por el valor ’10000’ que representa el límite del dominio de todas las
entradas de tipo distancia del modelo de lógica difusa. Esto se debe a que el valor ’0 equivaldría a
que el elemento detectado está en contacto con el vehículo, por lo que para definir la distancia de
un elemento que no se ha detectado, se introduce una distancia como son 10000m o 10km, que es
imposble de detectar y reconocer (figuras: 4.5, 4.6 y 4.7).
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Tras calcular los valores de entrada del modelo de lógica difusa para la detección de interseccio-
nes, se incia la ejecución de un bucle que se encarga de iniciar la función ’Dibujo_bounding_box’,
que inserta los cuadros delimitadores de todos los elementos detectados, en la imagen que se está
estudiando en ese instante.

Los cuadros delimitadores tienen como característica principal, que su representación en la imagen
se realiza mediante la inclusión de una etiqueta en el borde superior derecho de la imagen con el
nombre de la clase del elemento vial detectado.

Figura 4.24: Código de ejecución de la función de dibujo de los cuadros delimitadores

Figura 4.25: Código de dibujo de los cuadros delimitadores

Después de cerrar el bucle de inclusión de los cuadros delimitadores dentro de la imagen actual,
ésta se guarda dentro del array ’All_imagen’ que nos permite almacenar las capas cromáticas RGB.

Figura 4.26: Código de guardado de las imágenes con cuadros delimitadores dibujados
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El código continua con la ejecución del script ’Variables_IN_OUT_FUZZY’ que se encarga de
cargar los valores de las variables de tipo cantidad con confianza y ditancia media de las detecciones
seleccionadas de YOLOv7 y DriveNet en las entradas del modelo de lógica difusa, cargando tambien
las reglas de inferencia. Concluyendo con la evaluación del modelo de lógica difusa según el tipo de
sistema de inferencia y desborrosificación seleccionado por el usuario y obteniendo el valor de salida.

Figura 4.27: Código de ejecución de la función de evaluación del modelo difuso

Al haber extraido el valor de salida del modelo de lógica difusa, éste se interpreta de dos formas
posibles, según el sistema de inferencia seleccionado por el usuario. En caso, que el sistema de in-
ferencia sea Mamdani al implementar el script ’Cuentas_Tratamiento_Salida_Mamdani’ el sistema
de interpretación del valor de salida que está limitado a un intervalo de [0, 100], se divide en 4 rangos,
que marcan la clasificación de la salida y por tanto la respuesta del modelo de lógica difusa a si el
vehículo está ante una intersección y a que distancia.

Rango [0, 15] = No se visualiza ninguna intersección

Rango (15, 45] = Intersección próxima

Rango (45, 67] = Intersección a corta-media distancia

Rango (67, 100] = Intersección a larga distancia



4.2 Programación en MATLAB 129

Si el sistema de inferencia seleccionado es Sugeno, se ejecuta el script ’Cuen-
tas_Tratamiento_Salida_Sugeno’. Para este otro caso, el sistema de interpretación tiene un intervalo
de [0, 4], dividido en 4 rangos de clasifiación distintos al caso anterior.

Rango [0, 1] = No se visualiza ninguna intersección

Rango (1, 2] = Intersección próxima

Rango (2, 3] = Intersección a corta-media distancia

Rango (3, 4] = Intersección a larga distancia

Figura 4.28: Código de clasificación de la salida del modelo difuso
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Para finalizar el bucle principal del programa que se encarga de realizar el tratamiento de los
parámetros de detección entragados por YOLOv7 y DriveNet y transformándolos en entradas del
modelo de lógica difusa, carga las entradas y las reglas de inferencia, dibuja los cuadros delimitadores
de las detecciones en la imagen de dicha iteración, evaluar el modelo y clasificar el valor de salida, se
ha decidido mostrar de manera actualizada el porcentaje de ánalisis realizado de todas las imágenes
y datos de detección proporcionados.

Figura 4.29: Código de ejecución de la función del porcentaje de simulación

Figura 4.30: Texto mostrado por barra de comandos del porcentaje simulado



4.2 Programación en MATLAB 131

Una vez ya se se ha obtenido a la clasificación de todas las imágenes que componen nuestra base,
se ejecuta un script que representa 16 imágenes aleatorias de las 473 que comnponen la base de datos.
Estas imágenes son las que se almacenaron en el array ’All_imagen’ a las que se les introdujeron
las cuadros delimitantes de las detecciones. Junto a las imágenes se añade la clasificación de salida
obtenida por el modelo de lógica difusa, además de la clasificación manual realizada por los profesores,
que solo distingue entre, si hay o no intersección. En función del sistema de inferencia implementado,
las variables que recopilan la clasificación de las salidas difiere y por tanto, también el script ejecutado,
ya sea ’Vision_Imagenes_Ensayo_Mamdani’ o ’Vision_Imagenes_Ensayo_Sugeno’.

Figura 4.31: Código de ejecución de la función de representación de imágenes con resultados

Finalmente el coódigo concluye mediante la ejecución de los scripts ’Tabla_Resultados’ y ’Ren-
dimiento’, que por un lado recogen en una tabla la comparación de resultados de nuestro modelo
de lógica difusa frente a las imágenes de estudio y de las etiquetas introducidas manualmente por el
profesorado y por el otro el rendimiento del modelo tomando como referencia las etiquetas revisadas
por el profesorado.

Figura 4.32: Código de ejecución de la función de creación de la tabla de resultados de la simulación

Figura 4.33: Código de ejecución de la función de rendimiento del modelo





Capítulo 5

Pruebas y resultados

5.1 Pruebas

El objetivo perseguido durante el desarrollo del proyecto ha sido el diseño, implementación y vali-
dación de un modelo de lógica difusa capaz de reconocer e interpretar la información proporcionada
sobre el entorno de un vehículo autónomo. Esto permite demostrar la viabilidad de la implementación
de un sistema basado en lógica difusa para la predicción de eventos de riesgo durante la conducción,
como la aparición de intersecciones.

Se ha incluido información sobre los distintos equipos montados en los vehículos autónomos del
equipo INVETT de la Universidad de Alcalá. Para la primera fase del proyecto, sobre la que se centra
este TFG, se ha decidido centrarse en el uso de la cámara de visión que permite la captura de vídeo
de la vista frontal del vehículo.

Mediante el uso de la cámara en diferentes trayectos realizados por el profesor Augusto Ballardini
en las carreteras cercanas a la Escuela Politécnica de la Universidad de Alcalá [63], se ha recopilado
información sobre la conducción en entornos urbanos con múltiples distribuciones y elementos viales.
Todo esto se ha grabado con un campo de visión cercano al del ser humano, permitiendo la observación
de la calzada y parte de las zonas adyacentes. Para el desarrollo y evaluación del sistema propuesto,
se ha utilizado 473 imágenes disponibles en la base de datos.

El punto principal de este TFG es el planteamiento y diseño de un modelo de lógica difusa
para la detección y clasificación de intersecciones a partir de una base de datos e imágenes adquiridas
previamente. Esto se hace para valorar su viabilidad y rendimiento, frente a otros sistemas alternativos
para la detección de intersecciones, como las redes neuronales.

Para poder desarrollar el modelo de lógica difusa, se han diseñado entradas que proporcionen
información sobre los elementos viales que permiten predecir con mayor confianza la presencia de
una intersección y su distancia respecto al vehículo autónomo.
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Para implementar las entradas del modelo de lógica difusa, se utilizaron sistemas de detección
de objetos en imágenes a color, específicamente DriveNet para detectar señales de tráfico, peatones,
bicicletas y coches, y YOLOv7 para identificar los distintos tipos de señales de tráfico. Todos los
elementos detectados se etiquetaron bajo su correspondiente clase, y se incluyeron los parámetros de
los cuadros delimitadores que los situaban dentro de la imagen.

El proceso de detección y etiquetado se realizó en todas las imágenes extraídas previamente del
video de circulación del coche autónomo de la UAH. Los parámetros de detección de cada imagen
se recopilaron y se guardaron en ficheros de texto con el mismo nombre que su imagen fuente. Estos
ficheros se modificaron posteriormente, añadiendo una nueva columna que registraba la presencia o
no de intersecciones en sus correspondientes imágenes, mediante los valores ’1’ y ’0’, respectivamente.

Con la base de imágenes, la base de ficheros de los parámetros de detección, y el modelo de lógica
difusa diseñado, se programó el código para evaluar las entradas del modelo en función del sistema
de inferencia elegido, para cada una de las imágenes. Luego se obtuvo el valor de salida, que se
comparó con los valores reales de identificación generados y almacenados en la variable de tipo array
’Existence_of_intersection_0No_1Yes’. Este nombre indica que si se estima que en una imagen no
aparece ninguna intersección, se introduce el valor ’0’, mientras que si se considera que sí se aprecia
una intersección, el valor será ’1’.

El código desarrollado en el programa permite evaluar el rendimiento del modelo de lógica difusa
para las 473 imágenes que conforman la base de datos. Se puede aumentar el tamaño de la base de
datos siempre y cuando no se supere el límite de almacenamiento o carga de MATLAB.

(a) Ficheros con nombre y
parámetros de las 473 imágenes.

(b) Base de datos de las 473 imágenes testeadas.

Figura 5.1: Archivos implementados en las pruebas del modelo de lógica difusa, para detección y
clasificación de intersecciones1

1Fuente: Proporcionado por el profesorado
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5.2 Resultados

Después de evaluar las entradas del modelo de lógica difusa para los parámetros de las diferentes
imágenes de prueba, se obtienen los valores de salida que son interpretados y comparados con los
valores reales de identificación etiquetados previamente. De esta manera, se extraen los resultados
del ensayo.

El programa diseñado proporciona resultados tanto cualitativos como cuantitativos. En la figura
5.2 se muestra un ejemplo de los resultados cualitativos del sistema Mamdani. Y en las tablas 5.1,
5.2 y 5.3 se muestra un ejemplo de los resultados cuantitativos.

En función del código seleccionado por el usuario, ’Vision_Imagenes_Ensayo_Mamdani.m’ o
’Vision_Imagenes_Ensayo_Sugeno.m’, se muestran los resultados correspondientes (figura 4.28).

El script ’Vision_Imagenes_Ensayo_Mamdani.m’ permite clasificar cuantitativamente el valor
arrojado por el modelo con una correspondencia lingüística. La clasificación se realiza a través de la
variable de tipo array ’FUZZY_Inter_Out_Type_0No_1Imminent_2Near_3Far’. Los valores ’0’,
’1’, ’2’ y ’3’ representan que no hay intersecciones cerca, que la intersección predicha está muy
próxima, que la intersección está cerca o que la intersección está lejos, respectivamente. Por otro
lado, el script ’Vision_Imagenes_Ensayo_Sugeno.m’ clasifica la salida mediante la variable de tipo
array ’FUZZY_Inter_Out_Type_0_5No_1_5Imminent_2_5Near_3_5Far’. Los valores ’0.5’, ’1.5’,
’2.5’ y ’3.5’ reemplazan los valores ’0’, ’1’, ’2’ y ’3’, respectivamente. Al ser variables de tipo array, se
pueden almacenar en ellas las clasificaciones de las salidas del modelo de lógica difusa para las 473
imágenes.

Por otra parte, la clasificación realizada por el usuario para identificar los tipos de intersecciones
que aparecen en las imágenes solo distingue entre si hay o no intersección. Esto permite facilitar el aná-
lisis de los resultados y evitar errores en la identificación del tipo de intersección según la percepción
del usuario. Para comparar correctamente los resultados entregados por el modelo de lógica difusa y
la clasificación del usuario, se requiere de otra variable de tipo array ’Ident_Interseccion_FUZZY’,
común para los diferentes sistemas de inferencia aplicables. Cuando la salida del modelo se clasifica
como que no hay intersecciones, el valor de ’Ident_Interseccion_FUZZY’ es ’0’, mientras que para
cualquier tipo de salida donde se identifica una intersección, el valor introducido es ’1’.

Los resultados obtenidos sobre el rendimiento del modelo de identificación de intersecciones com-
paran si los valores de las variables ’Ident_Interseccion’ y ’Existence_of_intersection_0No_1Yes’
coinciden en cada una de las 473 imágenes evaluadas. El número de coincidencias se contabiliza en
’Coincidence_Real_FUZZY_True_False’ y se divide entre las 473 imágenes.

El resultado de la división en valor porcentual refleja el rendimiento del modelo, que según el
sistema de inferencia implementado de los tres disponibles: sistema tipo Mamdani, sistema tipo
Sugeno propio de MATLAB y sistema tipo Sugeno con desborrosificación propia, arroja resultados
distintos.
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- Con el sistema de inferencia tipo Mamdani, se obtiene:

De las 473 imágenes, 288 imágenes han sido etiquetadas como que no incluyen intersección, cuando
el modelo identificador-clasificador difuso reconoció 350.

De las 473 imágenes, 185 imágenes han sido etiquetadas como que incluyen algún tipo de inter-
sección, cuando el modelo identificador-clasificador difuso reconoció 123.

De las 123 imágenes que el modelo de lógica difusa reconoce que hay algún tipo de intersección,
94 se clasifican como intersecciones inminentes, 29 como intersecciones cercanas y ninguna como
intersección lejana.

El rendimiento del modelo de lógica difusa, es del 69.98 % (figura 5.3).

Para identificar las coincidencias una a una entre las etiquetas de clasificación incluidas por
nosotros y las obtenidas mediante el identificador-clasificador difuso, se extrae la siguiente tabla
comparativa.

Figura 5.2: Imágenes etiquetadas según la presencia de intersecciones y respuesta del modelo difuso
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PNG_Names ’PNG_Number’ ’Existence_of_intersection_0No_1Yes’
’0000000118.png’ 1 1
’0000000151.png’ 2 0
’0000000172.png’ 3 1
’0000000183.png’ 4 1
’0000000199.png’ 5 1
’0000000276.png’ 6 0
’0000000314.png’ 7 0
’0000000358.png’ 8 1

. . .

. . .

. . .

. . .
’0000009547.png’ 159 1
’0000009637.png’ 160 1
’0000009662.png’ 161 1

. . .

. . .
’0000026813.png’ 472 0
’0000026826.png’ 473 0

Tabla 5.1: Tabla de resultados, parte 1

PNG_Names ’FUZZY_Intersection_Output_Value’ ’Coincidence_Real_FUZZY_True_False’
’0000000118.png’ 45.865 true
’0000000151.png’ 40.568 false
’0000000172.png’ 49.153 true
’0000000183.png’ 33.751 true
’0000000199.png’ 45.044 true
’0000000276.png’ 10.002 true
’0000000314.png’ 10.002 true
’0000000358.png’ 10.002 false

. . .

. . .

. . .

. . .
’0000009547.png’ 51.889 true
’0000009637.png’ 20.975 true
’0000009662.png’ 10.002 false

. . .

. . .
’0000026813.png’ 10.002 true
’0000026826.png’ 10.002 true

Tabla 5.2: Tabla de resultados, parte 2
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PNG_Names ’FUZZY_Inter_Out_Type_0No_1Imminent_2Near_3Far’
’0000000118.png’ 2
’0000000151.png’ 1
’0000000172.png’ 2
’0000000183.png’ 1
’0000000199.png’ 2
’0000000276.png’ 0
’0000000314.png’ 0
’0000000358.png’ 0

. .

. .

. .

. .
’0000009547.png’ 2
’0000009637.png’ 2
’0000009662.png’ 2

. .

. .
’0000026813.png’ 2
’0000026826.png’ 2

Tabla 5.3: Tabla de resultados, parte 3

Figura 5.3: Matriz de confusión, filas para clasificación propia y columnas para clasificación del
modelo difuso
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- Con el sistema de inferencia tipo Sugeno y desborrosificación de MATLAB, se obtiene:

De las 473 imágenes, 288 imágenes han sido etiquetadas como que no incluyen intersección, cuando
el modelo identificador-clasificador difuso reconoció 421.

De las 473 imágenes, 185 imágenes han sido etiquetadas como que incluyen algún tipo de inter-
sección, cuando el modelo identificador-clasificador difuso reconoció 52.

De las 52 imágenes que el modelo de lógica difusa reconoce que hay algún tipo de intersección, 46 se
clasifican como intersecciones inminentes, 6 como intersecciones cercanas y ninguna como intersección
lejana.

El rendimiento del modelo de lógica difusa, es del 63 % (figura 5.5).

Para identificar las coincidencias una a una entre las etiquetas de clasificación incluidas por
nosotros y las obtenidas mediante el identificador-clasificador difuso, se extrae la siguiente tabla
comparativa.

Figura 5.4: Imágenes etiquetadas según la presencia de intersecciones y respuesta del modelo difuso
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PNG_Names ’PNG_Number’ ’Existence_of_intersection_0No_1Yes’
’0000000118.png’ 1 1
’0000000151.png’ 2 0
’0000000172.png’ 3 1
’0000000183.png’ 4 1
’0000000199.png’ 5 1
’0000000276.png’ 6 0
’0000000314.png’ 7 0
’0000000358.png’ 8 1

. . .

. . .

. . .

. . .
’0000009547.png’ 159 1
’0000009637.png’ 160 1
’0000009662.png’ 161 1

. . .

. . .
’0000026813.png’ 472 0
’0000026826.png’ 473 0

Tabla 5.4: Tabla de resultados, parte 1

PNG_Names ’FUZZY_Intersection_Output_Value’ ’Coincidence_Real_FUZZY_True_False’
’0000000118.png’ 1.0437 true
’0000000151.png’ 1.1937 false
’0000000172.png’ 1.1706 true
’0000000183.png’ 0.57359 false
’0000000199.png’ 0.5698 false
’0000000276.png’ 0.5 true
’0000000314.png’ 0.5 true
’0000000358.png’ 0.5 false

. . .

. . .

. . .

. . .
’0000009547.png’ 0.43749 false
’0000009637.png’ 0.59907 false
’0000009662.png’ 0.5 false

. . .

. . .
’0000026813.png’ 0.5 true
’0000026826.png’ 0.5 true

Tabla 5.5: Tabla de resultados, parte 2
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PNG_Names ’FUZZY_Inter_Out_Type_0No_1Imminent_2Near_3Far’
’0000000118.png’ 1.5
’0000000151.png’ 1.5
’0000000172.png’ 1.5
’0000000183.png’ 0.5
’0000000199.png’ 0.5
’0000000276.png’ 0.5
’0000000314.png’ 0.5
’0000000358.png’ 0.5

. .

. .

. .

. .
’0000009547.png’ 0.5
’0000009637.png’ 0.5
’0000009662.png’ 0.5

. .

. .
’0000026813.png’ 0.5
’0000026826.png’ 0.5

Tabla 5.6: Tabla de resultados, parte 3

Figura 5.5: Matriz de confusión, filas para clasificación propia y columnas para clasificación del
modelo difuso
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- Con el sistema de inferencia tipo Sugeno y desborrosificación propia, se obtiene:

De las 473 imágenes, 288 imágenes han sido etiquetadas como que no incluyen intersección, cuando
el modelo identificador-clasificador difuso reconoció 433.

De las 473 imágenes, 185 imágenes han sido etiquetadas como que incluyen algún tipo de inter-
sección, cuando el modelo identificador-clasificador difuso reconoció 40.

De las 40 imágenes que el modelo de lógica difusa reconoce que hay algún tipo de intersección, 33 se
clasifican como intersecciones inminentes, 7 como intersecciones cercanas y ninguna como intersección
lejana.

El rendimiento del modelo de lógica difusa, es del 65.12 % (figura 5.7).

Para identificar las coincidencias una a una entre las etiquetas de clasificación incluidas por
nosotros y las obtenidas mediante el identificador-clasificador difuso, se extrae la siguiente tabla
comparativa.

Figura 5.6: Imágenes etiquetadas según la presencia de intersecciones y respuesta del modelo difuso
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PNG_Names ’PNG_Number’ ’Existence_of_intersection_0No_1Yes’
’0000000118.png’ 1 1
’0000000151.png’ 2 0
’0000000172.png’ 3 1
’0000000183.png’ 4 1
’0000000199.png’ 5 1
’0000000276.png’ 6 0
’0000000314.png’ 7 0
’0000000358.png’ 8 1

. . .

. . .

. . .

. . .
’0000009547.png’ 159 1
’0000009637.png’ 160 1
’0000009662.png’ 161 1

. . .

. . .
’0000026813.png’ 472 0
’0000026826.png’ 473 0

Tabla 5.7: Tabla de resultados, parte 1

PNG_Names ’FUZZY_Intersection_Output_Value’ ’Coincidence_Real_FUZZY_True_False’
’0000000118.png’ 0.5 false
’0000000151.png’ 0.5 true
’0000000172.png’ 0.5 false
’0000000183.png’ 0.5 false
’0000000199.png’ 0.5 false
’0000000276.png’ 0.5 true
’0000000314.png’ 0.5 true
’0000000358.png’ 0.5 false

. . .

. . .

. . .

. . .
’0000009547.png’ 1.5 true
’0000009637.png’ 0.5 false
’0000009662.png’ 0.5 false

. . .

. . .
’0000026813.png’ 0.5 true
’0000026826.png’ 0.5 true

Tabla 5.8: Tabla de resultados, parte 2



144 Capítulo 5. Pruebas y resultados

PNG_Names ’FUZZY_Inter_Out_Type_0No_1Imminent_2Near_3Far’
’0000000118.png’ 0.5
’0000000151.png’ 0.5
’0000000172.png’ 0.5
’0000000183.png’ 0.5
’0000000199.png’ 0.5
’0000000276.png’ 0.5
’0000000314.png’ 0.5
’0000000358.png’ 0.5

. .

. .

. .

. .
’0000009547.png’ 1.5
’0000009637.png’ 0.5
’0000009662.png’ 0.5

. .

. .
’0000026813.png’ 0.5
’0000026826.png’ 0.5

Tabla 5.9: Tabla de resultados, parte 3

Figura 5.7: Matriz de confusión, filas para clasificación propia y columnas para clasificación del
modelo difuso
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Comparación de resultados

6.1 Comparación de los resultados según el sistema de inferencia

Tras analizar los resultados obtenidos en el capítulo 5.2 mediante las diferentes configuraciones del
modelo de lógica difusa, se ha observado un rendimiento superior al 60 % en el sistema de detección
de intersecciones en todos los casos.

Sin embargo, para una comparación más completa del funcionamiento de los tres modelos selec-
cionables por el usuario, se debe analizar la cantidad de imágenes clasificadas como que no incluyen
intersecciones y las que sí lo hacen.

En el caso del modelo de lógica difusa con sistema de inferencia tipo Mamdani, se clasifican 350
imágenes sin intersecciones, mientras que el modelo con inferencia tipo Sugeno propio de MATLAB
determina que son 421 las imágenes sin intersecciones. Por último, el modelo con inferencia tipo
Sugeno y desborrosificación propia incrementa esa cantidad hasta 433. Para el ensayo realizado, el
número de imágenes que se han etiquetado manualmente como que no incluyen intersecciones es de
288.

Por consiguiente, el número de imágenes clasificadas con algún tipo de intersección es de 123,
52 y 40 para los tres modelos mencionados, respectivamente, frente a las 185 imágenes etiquetadas
manualmente como intersecciones.

También cabe destacar que en los tres modelos se implementa la misma configuración para los
operadores lógicos, en la que el método de aplicación del operador ’and’ es por valor ’prod’ y el
operador ’or’ es por valor ’probor’. Además, en el caso del modelo difuso tipo Mamdani, los resultados
obtenidos se implementan utilizando una configuración de desborrosificación mediante centroide y el
sistema Sugeno propio de MATLAB como configuración de desborrosificación ’wtaver’.

Sin embargo, ninguna modificación en los métodos de desborrosificación ni en los métodos de
aplicación de los operadores ’and’ y ’or’ en los modelos Mamdani y Sugeno proporciona una diferencia
de rendimiento destacable. En el caso más desfavorable, el rendimiento decae un 2 % con respecto al
valor máximo obtenido en cada caso utilizando la configuración ya mencionada.
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En conclusión, el modelo difuso tipo Mamdani es el más preciso y exacto, al contar con la matriz
de confusión más cercana a la matriz identidad (figura 5.3) y el mejor rendimiento , el modelo difuso
tipo Sugeno propio de MATLAB es el segundo más preciso pero el menos exacto (figura 5.5), y el
modelo difuso tipo Sugeno con desborrosificación propia es el menos preciso y el segundo más exacto
(figura 5.7). Esto ratifica la idea de que la selección del sistema de inferencia de tipo Mamdani resulta
más flexible y eficiente para aquellos sistemas complejos donde la clasificación de los datos de entrada
y salida se define mediante etiquetas lingüísticas o adjetivos más difusos, y donde intervienen una
mayor cantidad de variables y condiciones que permitan obtener un equilibrio entre generalización y
especificidad en la toma de decisiones.

Tras haber comparado las diversas configuraciones y variantes del modelo de lógica difusa, se ha
observado que el rendimiento máximo alcanzado es del 69.98 %, el cual se obtiene al aplicar el sistema
de inferencia de tipo Mamdani con la configuración ya mencionada.

6.2 Comparación de resultados con otros sistemas de identificación
de intersecciones viales

Para comparar el rendimiento del sistema de identificación de intersecciones diseñado con lógica difusa
con otros sistemas inteligentes de reconocimiento de intersecciones, es importante tener en cuenta que
las condiciones de prueba de los sistemas existentes que se han registrado tienen el mismo objetivo
que nuestro proyecto. Sin embargo, su enfoque es diferente, lo que puede hacer que la comparación
de los resultados no sea lo más justo o ideal posible. A pesar de esto, al comparar nuestro sistema
difuso de identificación de intersecciones con otros sistemas basados en el uso de redes neuronales, se
pueden observar los puntos positivos y negativos de otros algoritmos utilizados para la predicción de
intersecciones a partir de una gran variedad de tipos de datos recogidos durante la conducción.

Después de revisar la literatura sobre el uso de redes neuronales para la detección de interseccio-
nes, se puede observar que ya existen diversas publicaciones de sistemas que realizan esta tarea con
una gran variación en sus enfoques. Las fórmulas que definen estos sistemas de detección de inter-
secciones se establecen según las fuentes de datos implementadas y los algoritmos de procesamiento
de información sobre estas fuentes. En la mayoría de los casos, se enfocan en la extracción y análisis
de parámetros de la vía y los elementos que se encuentran en ella, lo que concluye con el método de
clasificación del escenario de la vía.
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En la tesis titulada ’Detección de intersecciones y señalización de tráfico’ mediante el uso de
visión artificial para la prevención de accidentes de tránsito [64], se aborda el tema de la detección de
intersecciones y señalización de tráfico con el fin de brindar asistencia al conductor y reducir el riesgo
de accidentes. En este trabajo se explora la viabilidad de implementar un sistema que utiliza una
cámara para capturar la vista de la calle que se encuentra frente al vehículo, y un ordenador encargado
de procesar la información obtenida a través de la visión artificial para detectar automáticamente
elementos de la vía y características geométricas del carril. Este sistema es robusto en la detección
de intersecciones inminentes.

La base de datos utilizada para entrenar este sistema se creó desde cero y se adaptó a las señales
viales de Chile [65]. Los algoritmos implementados para la detección de intersecciones incluyen la
segmentación del carril para la identificación de la geometría de bordes mediante retroproyección en
3D, y la detección de señales de tráfico mediante detectores tipo Viola-Jones y plantillas estadísticas.

Como método de clasificación de los escenarios de la vía, este sistema solo responde cuando cree
haber detectado una intersección sin arrojar información sobre la distancia de esta. Los resultados
que se muestran incluyen el porcentaje de detecciones en cada tramo de distancia, recopiladas por el
creador del sistema.

Figura 6.1: Tasas de detección y falsas alarmas por cuadro, en detección de intersecciones por
geometría de bordes1

Si se compara el sistema de identificación y clasificación de intersecciones que utiliza redes neuro-
nales con los algoritmos de detección de señales viales y geometría de bordes de la calzada, se observa
que ambos sistemas utilizan una base de datos diferente, pero tienen en común el uso exclusivo de
imágenes y la detección de ciertas señales viales. Además, el modelo basado en redes neuronales
incluye una clasificación por rangos según la distancia de localización de la intersección respecto al
vehículo autónomo.

En cuanto al rendimiento, el modelo basado en redes neuronales de la figura 6.1 muestra una tasa
de detección de intersecciones del 62.5 % a una distancia de hasta 30 metros, cifra muy cercana a la
obtenida por nuestro modelo de lógica difusa. Sin embargo, si se aumenta la distancia de detección a
60 metros, la tasa de detección se reduce significativamente al 6.3 %, lo que indica una disminución
notable del rendimiento en carreteras con irregularidades, algo que también se aprecia en nuestro
modelo, como se muestra en las figuras 5.3, 5.5 y 5.7.

1Fuente: https://repositorio.uc.cl/xmlui/bitstream/handle/11534/16517/000594788.pdf

https://repositorio.uc.cl/xmlui/bitstream/handle/11534/16517/000594788.pdf
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En el artículo [26], se aborda la detección de intersecciones que se encuentran a una distancia de 30
metros o menos del vehículo autónomo. El objetivo es proporcionar al conductor información sobre el
número y la distribución de las carreteras por las que un vehículo que interfiera en su trayectoria pueda
aproximarse, explorando la viabilidad de implementar un sistema que pueda proporcionar mapas de
segmentación geométrica de la carretera y su entorno por cuadrículas, así como el posicionamiento
en tiempo real del vehículo y la recopilación de información sobre su trayectoria en los mapas de
cuadrículas para la detección y clasificación de intersecciones que se encuentren a menos de 30 metros
y que coincidan con la trayectoria del vehículo.

Para entrenar este sistema, se utilizó una base de datos compuesta por los datos de posiciona-
miento extraídos de la web [66] y los mapas de segmentación del entorno vial obtenidos por LiDAR.
Los algoritmos utilizados para la detección de intersecciones incluyen la segmentación del carril y
su entorno por cuadrículas, el posicionamiento del vehículo en la cuadrícula del mapa segmentado
mediante los datos de posicionamiento de GPS, y el trazado de la trayectoria anterior del vehículo
mediante las cuadrículas ocupadas por el vehículo en el mapa segmentado.

Como método de clasificación de los escenarios de la vía, este sistema responde en todo momento,
tanto cuando no detecta ningún tipo de intersección como cuando cree haber detectado una inter-
sección. El sistema proporciona información sobre la distancia que queda para alcanzar el centro de
la intersección detectada. Los resultados que se muestran son aquellos que el creador del sistema
ha clasificado como el tipo de distribución de la intersección detectada, junto con el porcentaje de
detecciones.

(a) Clasificación correcta de la intersección como una
intersección de 4 vías.

(b) Clasificación erronea de la intersección como entrada de
una rotonda, para una intersección de 3 vías.

Figura 6.2: Ejemplos de detección y clasificación de intersecciones1

Figura 6.3: Comparación de redimiento en la detección y clasificación de intersecciones según las
clases descritas1

1Fuente: https://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=8569916

https://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=8569916
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(a) Todos los escenarios
incluidos.

(b) Escenarios donde las
intersecciones están a más de

20m.

(c) Escenarios donde las
intersecciones están entre

20m y 5m.

(d) Escenarios donde las
intersecciones están a menos

de 5m.

Figura 6.4: Matriz de confusión según el tipo de vía detectada1

El segundo sistema de identificación y clasificación de intersecciones hace uso de redes neuronales y
algoritmos de detección de intersecciones que se basan en el posicionamiento del vehículo en un mapa
de segmentación geométrica de la vía y su trayectoria. Este sistema utiliza diferentes parámetros que
no pueden extraerse solo de imágenes o de un sensor LiDAR, sino también de otros datos de entrada.
Sin embargo, este sistema no incluye una clasificación de la situación del vehículo en función de la
distancia a la intersección más cercana, sino que se basa en el número de caminos que intersectan
o, en el caso de una rotonda, en si el vehículo se encuentra dentro o fuera de ella. Esta metodología
de clasificación adicional resulta interesante para la modelización de intersecciones en relación con
vehículos autónomos.

En cuanto al rendimiento, se destaca que el modelo muestra una tasa de detección de intersecciones
de hasta el 80 % en un rango de 30 metros, como se puede observar en las figuras 6.2 y 6.4. No se
observan grandes variaciones en la clasificación de los distintos tipos de intersecciones a medida que
la distancia aumenta respecto al vehículo, aunque el modelo no es capaz de mantener los mismos
resultados más allá de esa distancia.

Por otro lado, se concluye que, a diferencia del modelo anterior, el modelo de lógica difusa es capaz
de detectar intersecciones con una tasa de éxito del 69.98 % en distancias cercanas a los 30 metros.
Además, se puede aumentar la distancia de detección hasta los 60-80 metros, aunque la exactitud se
reduce significativamente.

En comparación con otros sistemas de detección de intersecciones, se puede afirmar que el modelo
de lógica difusa diseñado ofrece buenos resultados a cortas distancias, mientras que a largas distan-
cias se observa un alto potencial de mejora si se suministran parámetros de entrada que incluyan
información detallada sobre la distribución y geometría de la vía.

1Fuente: https://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=8569916

https://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=8569916




Capítulo 7

Conclusiones y líneas futuras

7.1 Conclusiones

En conclusión, los resultados obtenidos del trabajo reealizado en este Trabajo de Fin de Grado de-
muetran la viabilidad del sistema de lógica difusa como alternativa al complejo sistema de inteligencia
artificial basado en aprendizaje profundo, para la detección de intersecciones en vías urbanas. Se ha
demostrado que utilizando una base de datos de menos de 500 imágenes, el sistema de lógica difusa
es capaz de ofrecer buenos resultados sin la necesidad de entrenamiento previo, lo que permite tener
un sistema más eficiente y menos costoso. Además, el sistema de lógica difusa permite la inclusión
de futuras ampliaciones y modificaciones sin la necesidad de re-entrenamiento.

Es importante destacar que la implementación del método de combinación de la información
extraída por los sistemas de detección de elementos, ha permitido obtener mejores resultados en la
contextualización en modelos de lógica difusa. También se ha demostrado que el sistema de lógica
difusa es capaz de filtrar el ruido o la incertidumbre que pueden estar presentes en sistemas anteriores
de extracción de características de las imágenes, lo que proporciona una mayor robustez al sistema
de detección de interesecciones.

Por último, se concluye que aunque en los últimos años se ha reducido el uso de sistemas de
lógica difusa en detrimento de la evolución de la inteligencia artificial y los sistemas de aprendizaje
profundo; sin embargo, para tareas cuya definición no es exacta o es altamente variable, como es
el caso de la detección de intersecciones en vías urbanas, la lógica difusa sigue siendo una opción
interesante y viable.

7.2 Líneas futuras

En un futuro cercano, se plantea la posibilidad de ampliar el sistema global con la modificación de
los sistemas de detección de elementos viales. Actualmente, se utilizan YOLOv7 y DriveNet, pero
se busca una sustituta para DriveNet. Además, se propone modificar el entrenamiento de YOLOv7
utilizando bases de datos más extensas y variadas de imágenes de señales de tráfico.

Para lograr esto, se tomarán imágenes de distintos tipos de señales y se utilizará un software para
modificar perspectivas, distancias de enfoque y tamaños, entre otros aspectos. Además, se mejorará la
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modificación de los parámetros de funcionamiento de YOLOv7, en concreto, de la capa de localización
por cuadros delimitadores, ajustando el valor de confianza para evitar detecciones y clasificaciones
con valores demasiado bajos.

Por último, se introducirán otras fuentes de datos, como el sensor LiDAR del vehículo autónomo
de la Universidad de Alcalá, que permitirán la extracción de nubes de puntos para la segmentación
geométrica de la calzada y sus alrededores. Esto permitirá implementar otros sistemas de extracción
de parámetros de la vía, como el número de ramas, los ángulos de separación y distribuciones internas
que reflejen la presencia de una rotonda. Todo ello mediante una segmentación por capas por las cuales
se pueda dividir el terreno según cambios bruscos entre superficies con distinta altura, obteniendo
los bordes viales como pueden ser los bordillos. Con todo ello, se buscará también establecer una
clasificación de las intersecciones en función de su morfología.
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