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Resumen

Como objetivo del proyecto planteado como trabajo de fin de grado, se desarrolla un
sistema de mineria de opiniones para la identificacion de sesgos sociales. Se pretende

identificar el sentimiento de odio, la discriminacién racial y de género.

Este trabajo abarca desde las etapas iniciales de disefio haciendo uso de las
herramientas que aporta la Ingenieria de Software, hasta el desarrollo de un producto

final y funcional desplegado.

El producto final deberd de dar al usuario final una interfaz que permita visualizar el
proceso que lleva a cabo el sistema de mineria de opiniones para realizar un andlisis
sobre sus propios conjuntos de datos o utilizando los ya predefinidos en la aplicacién.
En este proyecto, se va a desarrollar un modelo de inteligencia artificial que implementa

el analisis de sentimientos con informacidn extraida de la red social Twitter.

Por ultimo, como ya se ha mencionado, la aplicacion web se llevara a cabo utilizando la
herramienta de visualizacion de datos Streamlit donde podremos desplegarla, de

manera que sea accesible para cualquier usuario.

Palabras Clave

Twitter, Analisis de sentimientos, Sesgo, Sistema de mineria de opinidn, Inteligencia
Artificial



Summary

As an objective of the project proposed as an end-of-degree work, the aim is to develop
a system of opinion mining for the identification of social biases. The aim is to identify

feelings of hatred, racial and gender discrimination.

This work will cover from the initial stages of design making use of the tools provided by

Software Engineering, to the development of a final and functional product deployed.

The final product must give the end user an interface that allows visualizing the process
carried out by the feedback mining system to be able to perform analyses on their own
data sets or using those already predefined in the application. In this project, an artificial
intelligence model will be developed to develop sentiment analysis with information

extracted from the social network Twitter.

Finally, as already mentioned, the web application will be carried out using the Streamlit

data visualization tool where we can deploy it and that is accessible to any user.
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1. Introduccién

El campo del Procesamiento del Lenguaje Natural (PLN) se encuentra en
pleno auge en la actualidad ya que va de la mano junto al crecimiento de la

Inteligencia Artificial cuyo auge ha sido exponencial en los ultimos afios.

Con este proyecto se pretende desarrollar una aplicacién que permita visualizar
el proceso que lleva a cabo el sistema de mineria de opiniones para poder realizar
analisis bien utilizando conjuntos de datos propios del usuario o los ya estén
predefinidos en la aplicacion. En este proyecto, se va a desarrollar un modelo de
inteligencia artificial para desarrollar el analisis de sentimientos con informacién

extraida de la red social Twitter.

2. Motivacion

Para realizar un sistema de mineria de opiniones para la identificacion de sesgos
sociales, debemos conocer la evolucién de la tecnologia hasta el momento, asi como las
tendencias en el PLN relacionado con las redes sociales. Es por ello, que se ha realizado

una revision sistematica de la literatura utilizando la herramienta de Parsifal.?

El ascenso de los medios sociales tales como blogs y redes sociales ha alimentado
el interés en el analisis de sentimientos. Con la proliferacion de criticas, calificaciones,
recomendaciones y otras formas de expresion en linea, la opinién se ha convertido en una
especie de divisa virtual para negocios que buscan comercializar sus productos, identificar

nuevas oportunidades y manejar sus reputaciones.

Sin embargo, el analisis de este tipo de textos es muy complejo debido a la
presencia de emociones, sentimientos e incluso sesgos que se encuentran ocultos en la
informacién. Cabe destacar que nos centraremos en la red social Twitter para llevar a cabo
la identificacion de sesgos sociales. Es por ello, que se mencionan varios estudios
relacionados con esta red social, asi como las tendencias de investigacién en la misma. En
2017 se amplid el limite de caracteres de un tuit a 280 lo que afectara al analisis de

sentimientos.

L parsifal: https://parsif.al/


https://es.wikipedia.org/wiki/Medios_sociales
https://es.wikipedia.org/wiki/Blogs
https://es.wikipedia.org/wiki/Redes_sociales
https://parsif.al/

Ademds, como podemos ver en la Figura 1, ha habido una evolucién en Ia

investigacion de este ambito.

50 —— Number of

Articles

30

20

Number of Articles

2013 2014 2016 2017 2018 2019 2020 2021

Figura 1: Evolucion temporal en los dltimos afios
Fuente: Elaboracion propia extraido de Parsifal

Aunque cabe destacar que en el anterior grafico solo se muestran los articulos
indicados como aptos después de pasar el control de calidad realizado, podemos ver que
ha habido un aumento durante los ultimos afios en estudios de analisis de sentimientos
vinculados a Twitter. Dicho control de calidad consiste en un cuestionario que permite
filtrar la totalidad de los documentos comprobando una serie de puntos clave como
pueden ser: antigiedad del estudio, si se trata de un estudio comprobado
experimentalmente y verificado por profesionales del ambito o si esta vinculado al analisis
de sentimientos o se desarrolla un anadlisis exploratorio de datos. En cuanto a las
herramientas mds usadas en Python para PLN en los ultimos afios podemos encontrar

NLTK?, TextBlob?, Gensim*y SpaCy®.

Para esta revision de la literatura, se han utilizado 4 motores de busqueda: Scopus
(integrado con Parsifal), Science@Direct, ResearchGate y Google Scholar. Es decir, estas
son las fuentes de las que se obtienen los diferentes articulos. Dicha seleccién se ha llevado
a cabo con la utilizacion de palabras clave de nuestro interés como: “opinion mining”,

VN

“Twitter”, “sentiment analysis”, “bias”, “social media”.

ZNLTK: https://www.nltk.org/
3 TextBlob: https://textblob.readthedocs.io/en/dev/
4 Gensim: https://radimrehurek.com/gensim/

5 SpaCy: https://spacy.io/



https://www.nltk.org/
https://textblob.readthedocs.io/en/dev/
https://radimrehurek.com/gensim/
https://spacy.io/
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En la Figura 2 podemos ver que el mayor porcentaje de la literatura elegida
pertenece a Scopus, con un 36.2%. Ademads, dentro de cada uno de los motores de
busqueda se lleva a cabo un control de calidad de acuerdo con la informacién que
deseamos obtener, diferenciando asi los estudios aceptados del total de los importados

en la herramienta.

@ Scopus

® Science@Direct
) ResearchGate
@ Google Scholar

Figura 2: Motores de blsqueda revision sistematica
Fuente: Elaboracion propia extraido de Parsifal

En la Figura 3, podemos observar un grafico de barras que muestra el total de los
articulos que se seleccionaron al inicio de la revision sistematica y cudles fueron aceptados
tras realizar todo el control de calidad. La unica fuente que pasé todos los filtros fue

Science@Direct.

25 Il Selected
I Accepted
20

Number of Articles

Scopus Science@Direct ResearchGate Google Scholar

Figura 3: Articulos aceptados tras el control de calidad
Fuente: Elaboracion propia extraido de Parsifal



3. Mineria de opiniones

El analisis de sentimientos, también conocido como mineria de opinidn, se trata de
una tarea de clasificacién masiva de documentos de manera automatica, que se centra en
catalogar los documentos en funcién de la connotacion positiva o negativa del lenguaje

ocupado en el mismo.®

La investigacion en este campo surge como consecuencia de la popularizacién y
expansion de la Web 2.0 o también llamada Web social en la cual los usuarios pasan de ser
usuarios pasivos a ser usuarios activos, lo que significa que estos generan contenido en las
redes sociales a través de las cuales pueden expresar sus opiniones. Tener constancia
sobre las opiniones referentes a una marca o producto y medir su impacto es actualmente

de vital importancia para todas las empresas, ya que es tu imagen lo que esta en juego [3].

A toda la informacién que se recopila de esta forma se le denomina mineria de
opinion (opinion mining) y gracias a ella, las empresas tienen una inmediata disponibilidad
de lainformacién deseada. Ademas, la mineria de opinidn no solo permite responder “qué
opinan los internautas sobre su propia marca o producto” sino que facilita, mediante los

medios adecuados, obtener ventajas competitivas en diferentes ambitos.

Gracias al analisis de sentimiento o mineria de opinion podemos recopilar
informacién suficiente para conocer qué piensa o qué opinan los usuarios en la red

Internet.

La mineria de opiniones es una rama del PLN, en el que encontramos en el campo
de la Inteligencia Artificial. Por otra parte, la mineria de opiniones es también clasificada
como subconjunto de la mineria de contenido web y ésta a su vez pertenece a la mineria

de datos.

El andlisis de sentimiento basado en computadora tiene su origen en un trabajo
realizado por la Asociacidn Linglistica Computacional en 1990, en el cual se propusieron

métodos para detectar oraciones subjetivas de una narracién y fue mejorando hasta 1999.

6 https://itelligent.es/es/analisis-de-sentimiento/
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En el 2002, se realizaron trabajos de clasificacién de sentimientos utilizando técnicas de

machine learning con datos de revisiones de peliculas [3].

Turney con el articulo [4] fue uno de los autores que inicid el campo de
investigacion de mineria de opiniones. Durante este periodo los autores vieron la
importancia del analisis automatico para las revisiones por la cantidad de datos existente.

Esto marcaria el inicio del andlisis del sentimiento moderno.

La revision sistematica también nos da una vision global de los avances obtenidos en la
mineria de opiniones, permitiéndonos ver que esta siendo ampliamente utilizada en
diferentes campos de aplicacién y las técnicas aplicadas contindan siendo machine

learning y PLN.

Los autores también destacan que a partir del afio 2014 se viene trabajando en
gran medida con datos de Twitter, aunque podemos observar un pico importante hacia el
ano 2017 debido a los cambios en la estructura de la red social. Igualmente, a raiz de la
pandemia se han generado numerosos estudios en el contexto de la Covid-19 y el andlisis
de sentimientos en esta red social. Asi como un incremento de interés hacia el estudio de

los sesgos sobre todo para identificar la discriminacion.

También sefalan que entre los retos para la investigacion de la mineria de
opiniones estd la deteccidn de la ironia, el dolor, la variabilidad lingliistica, el soporte en
idiomas y la falsedad de las opiniones. Asi como la identificacién de sesgos sociales,

principal tema que se abordara en este trabajo.

El procedimiento general de la mineria de opiniones es el que se muestra en la

Figura 4.
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Figura 4: Esquema procedimiento general mineria de opiniones
Fuente: Elaboracion propia

El procedimiento se inicia con la recoleccién de datos, estos datos usualmente son
obtenidos de blogs, micro blogs, redes sociales, sitios de resefias, etc. Como segundo paso
se realiza el preprocesado de datos, que identifica los documentos que son Utiles para la
mineria de opiniones, es decir los que contienen un sentimiento para luego realizar la
extraccion de caracteristicas. Posteriormente se realiza el entrenamiento para la
clasificacidon de los datos como positivo, negativo o neutral, y finalmente se evaltan los

resultados.

3.1. Subtareas

Una tarea basica en analisis de sentimientos es clasificar la polaridad de un texto
dado en un documento, una oracién, o en un rasgo o caracteristica. Si la opinidon expresada
en una entidad es positiva, negativa, o neutra. La clasificacion del sentimiento mas
avanzada, "mads alla de la polaridad" busca, por ejemplo, estados emocionales tales como

nn

"enfado", "tristeza", o "felicidad".”

Los primeros trabajos en esta drea son de Pang et al. [4] los cuales aplicaron
diferentes métodos para detectar la polaridad de criticas de productos y de peliculas
respectivamente. También es posible clasificar la polaridad de un documento en una
escala de varios valores, lo cual fue intentado por Pang et al., [4]. Esto se realiza
expandiendo la tarea bdsica de clasificar una critica de pelicula como positiva o negativa a
predecir evaluaciones en una escala de 3 o 4 estrellas mientras que Snyder et al., [1] realizé

un analisis en profundidad de criticas a restaurantes, prediciendo evaluaciones para varios

7 https://es.wikipedia.org/wiki/Andlisis_de sentimiento
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aspectos del restaurante dado, tales como la comida y su entorno (en una escala de 5
estrellas). A pesar de que, en la mayoria de los métodos de clasificacidn estadisticos, la
clase neutra es ignorada bajo la suposicién de que los textos neutros se encuentran cerca
de la frontera del clasificador binario, varios investigadores sugieren que, al igual que en
todo problema de polaridad, tres categorias deben ser identificadas. Ademads, puede ser
probado que algunos clasificadores especificos tales como el de Maxima Entropia vy
las Mdaquinas de Vectores de Soporte (SVM, de su nombre en inglés Support Vector
Machine) se pueden beneficiar de la introduccién de la clase neutra y mejorar la precisidon

global de la clasificacion. ®

Un método diferente para determinar sentimiento es el uso de un sistema de
escalado donde a las palabras cominmente asociadas con un sentimiento negativo,
neutro o positivo se les asigna un numero asociado en una escala desde -10 a +10 (mas
negativo hasta mas positivo) y cuando una pieza de texto no estructurado es analizada
usando procesamiento de lenguaje natural, los subsecuentes conceptos son analizados
para un entendimiento de estas palabras y de cdmo se relacionan con el concepto. A cada
concepto se le otorga entonces una puntuacion basada en la forma en que las palabras
asociadas con sentimientos se relacionan con el concepto, y su puntuacion asociada. Esto
nos permite movernos a un entendimiento mas sofisticado de los sentimientos basado en
una escala de 11 puntos. De forma alternativa, se le puede otorgar a los textos una
puntuacién por la intensidad de sentimientos positivos y negativos si el objetivo es
determinar el sentimiento en un texto en lugar de la polaridad e intensidad general del

texto. ®

4. Deteccion de sentimientos

La deteccidn de sentimientos va mas alla de lo comentado en el anterior punto. Es
decir, ya no se trata tan solo de calificar la positividad, neutralidad o negatividad de un
conjunto de palabras. Sino de conseguir identificar sentimientos propiamente dichos
como pueden ser la ironia o el odio.

- Identificacion de subjetividad: se define comunmente como clasificar un texto

dado (usualmente una oracién) en una de dos clases: objetivo o subjetivo. Este

problema puede a veces ser mas dificil que la clasificacion de polaridad: |Ia
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subjetividad de palabras y frases puede depender de su contexto y un documento
objetivo puede contener oraciones subjetivas (por ejemplo, un articulo de prensa
citando opiniones de personas). Por lo tanto, tiene por objetivo reconocer las
oraciones utilizadas para expresar opiniones y otras formas de subjetividad del

resto de oraciones que se utilizan objetivamente.

Rasgos/caracteristicas: se refiere a determinar las opiniones o sentimientos
expresados sobre diferentes rasgos o caracteristicas de entidades, por ejemplo, de
un teléfono celular, una cdmara digital, o un banco. Un rasgo o caracteristica es un
atributo o componente de una entidad, por ejemplo, la pantalla de un teléfono
celular, o la calidad de las fotografias de una camara. Este problema involucra
varios subproblemas, por ejemplo, identificar entidades relevantes, extraer sus
rasgos/caracteristicas, y determinar si una opinién expresada sobre cada
rasgo/caracteristica es positiva, negativa o neutra. Es posible encontrar discusiones

mas detalladas sobre este nivel de analisis de sentimiento en el capitulo [4].

Clasificacion de sentimientos. La clasificacion de sentimientos segun su polaridad
incluye dos tipos de formas: estas son clasificacién binaria de sentimientos y
clasificacion multiclase, con mas de dos categorias posibles. Dado un conjunto de
documentos D ={d1, ..., dn} y un conjunto de categorias predefinidas C = {positivo,
negativo}, la clasificacién de sentimientos binaria responde a clasificar cada di € D
con una etiqueta perteneciente a C. Cuando C contiene mas de 2 elementos como
por ejemplo C * = {muy positivo, positivo, neutro, negativo, muy negativo}, el

problema cambia a una clasificacién multiclase de sentimientos [5].

Actualmente en todos los problemas de polaridad, incluyendo el andlisis de
sentimientos existen al menos tres categorias que deben ser distinguidas: positiva,
negativa y neutra. Aunque cabe destacar que anteriormente se descarta la
categoria de neutro hasta que se considerd que no toda opinidn de un producto,
experiencia o comentario es puramente del tipo positivo o negativo. En la mayoria
de los sets de comentarios, algunos de estos tienen caracteristicas objetivas, sin
ningun sentimiento asociado, mientras que otros presentan una mezcla o conflicto

de sentimientos.



En Koppel et.al. [38] muestra porqué es importante considerar la clase neutral y
entre sus conclusiones se encuentran que el entrenamiento utilizando ejemplos
positivos y negativos no permite una clasificacién precisa de los ejemplos
neutrales, y también que el uso de datos neutros contribuye a una mejor distinciéon
entre ejemplos positivos y negativos. Esto conlleva a que el uso de la clase neutral

en el entrenamiento aumenta significativamente la precision en la clasificacion.

Deteccion de ironia. El concepto de ironia definido por la Real Academia Espafiola
(RAE) indica que ironia se refiere a la expresion que da a entender algo contrario o
diferente de lo que se dice, generalmente como burla disimulada. La deteccién del
sarcasmo contribuye al objetivo de obtener una clasificacién de la polaridad del

sentimiento mas precisa.

Dentro de esta clasificacion, encontramos diferentes tipos de investigaciones. Por
un lado, se plantea como una tarea de clasificacidén binaria; es decir, clasifican si el
texto es irdnico o no irénico. Por otro lado, se plantea la clasificacion multi-
etiqueta. A diferencia del anterior, se le atribuyen mas de dos posibilidades a la

hora de clasificar determinando si es irénico, no irdnico o feliz, por ejemplo.

Cabe destacar que la mayoria de estas investigaciones se hacen en el idioma inglés,
aunque en menor medida también se encuentran en chino, italiano, checo, griego

e indio.

Los estudios se han realizado tanto con textos cortos (fuente de datos Twitter)
como en textos largos (resefias de productos, foros). En cuanto a los métodos
utilizados, podemos identificar dos alternativas: el manual y el de etiquetado. En el
primero de ellos, un grupo de personas (anotadores) se encarga de revisar y
etiquetar manualmente segln su perspectiva y analisis propio. En el segundo caso,
se hace uso del hashtag para se considera que es un indicador de la intencién del

autor.

Clasificacion de la intensidad. Esta tarea pretende clasificar los textos de entrada
de acuerdo con la intensidad emocional expresada. Los estudios se basan en que
hay palabras que poseen mayor carga emotiva que otras. Algunos autores ponen

como ejemplo los términos “resfriado” y “cancer” que, aunque tienen obvias



implicaciones negativas, mientras que el primero expresa malestar o incomodidad,
la palabra cancer conlleva a emociones mas intensas como la tristeza o la pérdida.
La clasificacion de la intensidad esta encaminada a profundizar en la opinién del

emisor.

5. Sesgo

Este término puede tener diferentes significados segun la interpretacién de cada
personay acorde al ambito en el que lo definamos. En estadistica, el sesgo es un concepto
fundamental y podemos encontrar multiples técnicas para analizarlo y evitarlo. En cuanto
al aprendizaje automatico, debemos plantearnos si nuestro objetivo es reflejar los datos o
disefiar sistemas para ajustarlos y que se correspondan con un comportamiento equitativo
[54].

Los algoritmos de aprendizaje automatico a menudo pueden verse afectados por
el sesgo que puedan tener los datos. De hecho, cuando el entrenamiento se realiza con
datos clasificados por el ser humano el aprendizaje automatico tiende a crear los mismos
sesgos que hay en la sociedad. El sesgo algoritmico se puede encontrar en todos lados,
como en los resultados de los motores de buisqueda o en las redes sociales y pueden tener
un gran impacto en temas como la privacidad o agravar sesgos sociales como los

existentes respecto a razas, género, sexualidad o etnias.

Pero, ademas, el aprendizaje algoritmico puede ayudar a mitigar sesgos de
medicion. Por ejemplo, cuando observamos una caida en la precision en el entrenamiento
con diferentes conjuntos de datos, estamos ante una muestra de sesgo estadistico. Esto
puede ser un buen punto de partida para investigar si estos sesgos incluyen estereotipos

culturales.

Con esto podemos llegar a la conclusion de que los datos de entrenamiento reflejan
disparidades y sesgos del mundo real y del proceso de medicidn. Pero ¢ Estos aspectos se
ven exacerbados o mitigados? Los algoritmos no tienen manera de distinguir entre los

tipos de patrones porque son resultados de normas sociales y juicios morales. Es por ello,
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gue se extraerdn estereotipos ya sean incorrectos o lesivos del mismo modo que

extraemos conocimiento.®

Por ejemplo, en 2015 el algoritmo de Google Photo identificaba algunas personas
negras con gorilas, y en 2016 el bot de Twitter de Microsoft desarrollé6 comportamientos
racistas y machistas a base de observar el trafico de datos en dicha red social. Por este
motivo en los Ultimos anos ha habido una tendencia a desarrollar métodos para aumentar
la equidad, es decir, para reducir el sesgo en este tipo algoritmos por parte de los expertos

enlA.2

El estudio del sesgo algoritmico estd enfocado sobre todo en algoritmos que
reflejan "discriminacion sistematica e injusta". Este tipo de sesgos han empezado a ser
tenidos en cuenta en marcos legales recientemente, como el Control de Proteccién de

Datos Generales de la Unién Europea en 2018.2

Muchos son los problemas que nos impiden el estudio de los sesgos. Entre ellos
podemos destacar la falta de transparencia, la complejidad y la falta de datos sobre
categorias sensibles (en ocasiones minoritarias y que son subrepresentadas en relacion
con el resto de la poblacion). No obstante, ha habido varios intentos de crear métodos y
herramientas para detectar, comprender, mitigar y observar sesgos dentro de un

algoritmo.

En 2019 se redactd un nuevo estandar IEEE [3] cuyo objetivo es especificar las
metodologias que ayudan a los creadores de algoritmos a eliminar estos problemas de

sesgo y garantizar asi la transparencia a los usuarios finales.

5.1. Tipos

Dentro de los sesgos podemos encontrar varios tipos segun su naturaleza. A

continuacion, comentaremos brevemente cada uno de ellos.

- Sesgo de muestra. Los datos que utilicemos para entrenar nuestro modelo

deberian reflejar tanto como se pueda la realidad que se pretende modelar.

8 https://es.wikipedia.org/wiki/Sesgo algoritmico
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Sesgo de confirmacidn. Este sesgo nos puede llevar a preferir inconscientemente
algunos datos sobre otros por creencias personales acerca de la visién del mundo

gue nos hacen elegir unos datos para reafirmarnos en lugar de otros.

Sesgo de disponibilidad. Los plazos extremadamente ajustados para construir un
modelo nos hacen tender a seleccionar aquellos datos cuya disponibilidad es mas

sencilla para acelerar asi el tiempo de desarrollo.

Sesgo de seleccion. Cuando los datos de muestra tienen caracteristicas que no son

representativas se produce este tipo de sesgo.

Sesgo de respuesta o actividad. Se produce cuando en el contenido generado por
humanos (resefias en Amazon, tuits, entradas de Wikipedia) se toma como una
representaciéon general de la poblacién cuando solo una parte de ella contribuye

con este contenido.

Sesgo debido a la deriva. La deriva se refiere a los cambios en el tiempo del sistema

gue genera los datos. Por ejemplo, botones de “Me gusta” o “Compartir”.

Sesgo social. De nuevo lo encontramos en el contenido producido por humanos,
ya sea en redes sociales o en articulos de noticias seleccionados utilizando, por

ejemplo, estereotipos de género o raza.

Sesgo algoritmico. Ocurre cuando un sistema informatico refleja los valores de los
humanos que estan implicados en la codificacién y recoleccion de datos usados
para entrenar el algoritmo. Dentro de este tipo de sesgo, podemos encontrar a su

vez, varios subtipos:

o Preexistente. Es consecuencia de ideologias sociales e institucionales
subyacentes. Estas ideas pueden influir o crear sesgos personales en los
disefiadores o programadores. Dichos perjuicios pueden ser explicitos y

conscientes, o implicitos e inconscientes.®

o Técnico. Surge a través de las limitaciones de un programa, la potencia

computacional, su disefio u otra restriccidon en el sistema.
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o Emergente. Es el resultado del uso de algoritmos en contextos nuevos o

5.2. Impacto

imprevistos. Los algoritmos pueden no haber sido ajustados para
considerar nuevas formas de conocimiento, como nuevos medicamentos o
descubrimientos médicos, nuevas leyes, modelos de negocio o normas

culturales que cambian. Algunos tipos de sesgo emergente:®

Correlaciones. Pueden surgir cuando son comparados entre si. Por
ejemplo, datos sobre patrones en la navegaciéon web corresponden
con sefales que marcan datos sensibles como pueden ser la raza o

la orientacion sexual generando una discriminacién.

Usos imprevistos. Puede ocurrir cuando un algoritmo se usa por
publico imprevisto. Por ejemplo, las maquinas pueden requerir que
los usuarios sepan leer, escribir o entender numeros, o relacionarse
con una interfaz usando metaforas que no entienden generando

exclusiones.

Ciclos de realimentacidon. Este caso podria darse si los datos
recogidos para un algoritmo resultan ser respuestas reales que se

vuelven a introducir al algoritmo.

Como ya hemos comentado anteriormente, la existencia del sesgo genera un impacto

en la sociedad. Sin embargo, dependiendo del dambito en el que aparezca podremos

identificar unas problemadticas u otras, como explicaremos en este apartado.

- Influencias comerciales. De manera invisible, los sesgos pueden favorecer a los

acuerdos financieros entre empresas sin que se pueda percibir que no es imparcial.

La falta de transparencia puede ser sin duda uno de los detonantes para este tipo

de situaciones.

- Comportamiento de voto. Si se genera una presentacion selectiva de la

informacidn a través de un intermediario para beneficiar sus intereses, el usuario

serd manipulado intencionalmente por esta falta de transparencia. Por ejemplo,

una serie de estudios sobre votantes indecisos en los Estados Unidos y en la India



descubrieron que los resultados de los motores de busqueda podrian cambiar los

resultados de la votacion en aproximadamente un 20%.

Discriminacion de género. En 2016, se descubrio que la red social de
profesionales LinkedIn recomendaba variaciones masculinas de los nombres de las
mujeres en respuesta a las consultas de busqueda. El motor de busqueda no hizo
recomendaciones similares en la busqueda de nombres masculinos. Por ejemplo,
"Andrea" mostraba un mensaje preguntando si los usuarios querian decir
"Andrew", pero las consultas por "Andrew" no preguntaban si los usuarios querian
encontrar a "Andrea". Como este caso se han encontrado varios en motores de
busqueda donde se encuentran resultados sesgados en contra de las mujeres; por

ejemplo, en temas de brecha salarial y en contenidos perturbadores y ofensivos.?

Discriminacidn racial y étnica. En muchas ocasiones, los algoritmos se han criticado
como mecanismo para ocultar prejuicios sociales en la toma de decisiones. Debido
al trato hacia ciertas razas o grupos étnicos en la historia de la humanidad,

encontramos informacidn actual de sesgos ocultos.

Por ejemplo, en 2010 las camaras Nikon fueron criticadas debido a que su
algoritmo de identificacién preguntaba constantemente a los usuarios asiaticos si
estaban parpadeando o incluso en identificacién de imagenes se ha llegado a
confundir a personas negras como gorilas. Estos dos ultimos ejemplos son

producto del sesgo producido a partir de datos biométricos.®

Discurso de odio. El uso de las redes sociales ha incrementado el numero de
debates que ocurren en la red. A menudo se encuentran publicaciones en contra
de ciertos grupos de personas que han llevado al planteamiento de bloquear
ciertas opiniones para mantener la objetividad del contenido. Sin embargo, la
complejidad del tema no permite solventar todos los problemas generados,

aunque estd en constante investigacion.

Vigilancia. El software que contienen las cdmaras de vigilancia puede considerarse
intrinsecamente politico debido a que requiere algoritmos para distinguir
comportamientos normales y anormales, y determinar quién pertenece a ciertos

lugares en ciertos momentos. La habilidad de dichos algoritmos para reconocer
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rostros dependera de sus datos de entrenamiento y, por lo tanto, esto podria

generar sesgos.

Discriminacidn sexual. En 2011, usuarios de la aplicacion de citas para
homosexuales Grindr reportaron que el algoritmo de recomendacién de Google
Play estaba vinculando a Grindr con aplicaciones disefiadas para encontrar
delincuentes sexuales, que segun los criticos relacionaban incorrectamente la
homosexualidad con la pedofilia. Un caso similar pasé en Facebook en 2019,
cuando las busquedas de “fotos de mis amigas” mostraban la imagen sexualizada
de la mujer; resultado que no coincidia cuando la misma consulta se realizaba para

varones.®

6. Aplicaciones de la Mineria de Opiniones

El interés por la opinidn publica ha estado presente a lo largo de toda la historia, y

ahora con el crecimiento y desarrollo de internet las empresas y otros sectores

demuestran gran interés por obtener informacién que les sea util sobre las opiniones de

los usuarios en la web. Las aplicaciones de mineria de opiniones son diversas, sin embargo,

existen algunos sectores que han aplicado mayormente la mineria de opiniones:

Area comercial: el poder saber qué opinan las personas sobre un determinado
producto podra ayudar a la empresa a tomar mejores decisiones acerca de su
mantenimiento o mejora, incluso indicandose cuando deberia ser necesario
eliminarlo. En el caso de las campafias publicitarias se puede saber qué demanda

existe en el mercado y el interés de las personas sobre un determinado producto

[3].

Area politica: recopilar la informacién de las opiniones de la poblacién ayuda a
mejorar la vida social ya que permitird conocer las necesidades de la poblacién y
atender sus demandas. En cuanto a las campafias politicas los candidatos pueden
cambiar sus estrategias para aumentar el nimero de votos segun las opiniones de
las personas. Pero, ademads, los usuarios pueden verse influenciados por las

opiniones de otras personas.
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Mercado bursatil: existen estudios relacionados con la mineria de opiniones los

cuales ayudaron a predecir el mercado de valores [3].

Retroalimentacion a las empresas: si bien los estudios de mercado existen desde
tiempos inmemoriales, mientras mas informacién se contenga para la toma de
decisiones, se reduce la incertidumbre y con esto el riesgo asociado a esta decision.
Es por esto por lo que la informacidn contenida en la Web ya sea desde blogs
especializados, hasta en las redes sociales toma especial importancia a la hora de
evaluar productos o realizar investigaciones para lanzar o posicionar un nuevo

producto en el mercado.

7. Niveles Mineria de Opiniones

La mineria de opiniones puede ser clasificada segun el tipo de datos. La investigacién

realizada por Shiliang Sun [52] divide la mineria de opiniones en tres niveles: nivel de

documento, nivel de oracion y nivel de grano. Casi de forma similar lo hace Fatemeh

Hemmatian [33], el cual indica cuatro niveles: nivel de documento, nivel de frase, nivel de

aspecto y nivel conceptual. Esta division nos muestra diferentes tipos de analisis:

Nivel de documento: analiza y determina la polaridad del documento de forma

general en positivo o negativo.

Nivel oracion o frase: determina si la oracion es subjetiva u objetiva vy

posteriormente indica su polaridad.

Nivel de grano o aspecto: corresponde a la caracteristica relacionada con la
entidad de estudios. Es decir, si la opinidn se refiere a la entidad y su aspecto,

posteriormente se determina si es positivo o negativo.

Nivel conceptual: analiza el texto de forma semantica. Cabe sefalar que queda
mucho trabajo por realizar en cuanto al analisis de emociones a nivel del concepto

(el cual fue investigado en los ultimos afios) [3].



8. Procesamiento del Lenguaje Natural

EI PLN es un area de la inteligencia artificial que se ocupa de la interaccién humano-
computador y el lenguaje natural de los humanos. El principal objetivo es programar a las
computadoras para procesar y analizar el lenguaje natural de los humanos. En general, las
técnicas del PLN en la mineria de opiniones son aplicadas para la etapa de
preprocesamiento de datos con el fin de poder tener el texto limpio y asi posteriormente

poder extraer las caracteristicas requeridas para el entrenamiento y clasificacién.

Para el procesamiento de los datos y su transformacidn se siguen una serie de

etapas como las que se pueden observar en la Figura 5.

Comentarios - L,
(Entrada) | Tokenizacion

Stemming

Eliminacién de
palabras de parada

" Lista de palabras
dyat t: /
Cating / (salida)

Figura 5: Etapas procesamiento de datos
Fuente: https://www.redalyc.org/journal/3783/378365914005/html/

A continuacidn, se van a explicar las diferentes etapas para tener una visién del proceso

completo.

- La tokenizacién. Consiste en dividir el texto en entidades significativas (palabras,
oraciones, etc.) dados los espacios en blanco presentes y las puntuaciones [5]. Las
herramientas mas utilizadas con este fin son Stanford Tokenizer’, OpenNLP

tokenizer.*®

- Stemming y lematizaciéon. Un algoritmo de stemming es un procedimiento

computacional que reduce todas las palabras con la misma raiz a una forma comun,

9 Stanford Tokenizer: https://nlp.stanford.edu/software/tokenizer.shtml
10 OpenNLP tokenizer: https://opennlp.apache.org/
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usualmente removiendo los sufijos respectivos a cada palabra. El stem (o tallo) no
tiene que ser idéntico a la raiz morfoldgica de la palabra, pero usualmente esto es
suficiente, ya que las palabras relacionadas por lo general poseen el mismo stem,
incluso si el tallo no es una raiz valida. Algoritmos para el stemming han sido
estudiados desde los afios 60s. Muchos motores de busquedas tratan las palabras
con los mismos stem como sindnimos para obtener resultados expandidos de las
busquedas, proceso que se conoce como conflation [5]. Los procedimientos son
llevados a cabo sobre palabras individuales por lo que no se tiene acceso a la
informacién sobre sus relaciones gramaticales o semdanticas entre una palabra y

otra, es decir, no considera el contexto lo que puede presentar limitaciones.

De hecho, estd basado en un supuesto que las palabras con el mismo stem tienen
un significado muy similar o el mismo. Si bien este supuesto es correcto en la
mayoria de los casos, en inglés es cuando tiene su mejor desempefio por la
estructura de sufijos que tienen las palabras. Es una aproximacion mejor o peor
dependiendo del uso que se le da a los stem, variaciones semanticas de las raices
de las palabras y el poder del algoritmo (que tan radicalmente transforma las
palabras a su stem). Un algoritmo de stemming suficientemente poderoso para
agrupar todas las palabras con la misma raiz podria ser inadecuado para por

ejemplo contabilizar la frecuencia de las palabras [5].

Hoy en dia, probablemente uno de los algoritmos mds comunes para stemming en
inglés, y que ha sido repetidas veces probado empiricamente, es el algoritmo de
Porter desarrollado por Martin Porter el afio 1980. Este algoritmo asegura que la
morfologia de las palabras no penalice la frecuencia de éstas. Es decir,
un morfema puede estar unido por modificadores de género, nimero o personay

se considerara como un unico término.
Ejemplo: «Aquel es un caballo de la caballeria militar, los otros caballos no».
La frecuencia del morfema “caball” (que hace referencia a caballo) es 3.

El algoritmo de Porter nos permite realizar extracciéon del morfema, esto implica

identificar e ignorar los sufijos y prefijos de las palabras para extraer la raiz comun,


https://es.wikipedia.org/wiki/Morfema

para poder ser consideradas como un solo término. Este algoritmo requiere de un

conjunto de pasos para llegar al morfema.

Como fue mencionado anteriormente, un algoritmo de stemming es un proceso de
normalizacién linglistica, donde las formas variantes de una palabra son reducidas
a una forma comun [5]. En la Figura 6 podemos ver un ejemplo:

CONEeCeLon

CONECCIONES
conec
conectar

l’.'UFH:{‘rl’HHfU

Figura 6: Ejemplo de stemming
Fuente:[5]

Es importante recordar que se utiliza stemming con la intencién de mejorar la
recuperacion de la informacién en los sistemas. No se trata, por tanto, de un
ejercicio de etimologia o gramatica. De hecho, desde el punto de vista gramatical
o etimolodgico un algoritmo de stemming puede llevar a cometer muchos errores.
La finalidad de estos algoritmos es reducir la dimensionalidad de los problemas y
agrupar palabras con un significado similar para que posteriormente se puedan

asociar y contribuyan de la misma forma en los algoritmos de data mining.**

Para algunos lenguajes como el chino, el concepto de stemming no es aplicable,
pero es ciertamente de mucha utilidad para muchos otros lenguajes del grupo
indoeuropeo. En estos lenguajes las palabras tienden a ser constantes en su raiz y
variar al final con las siguientes formas (entre otras): “-ion”, “-ions”, “-es”, “-aba”,
etc. La parte variable es el final o “sufijo”. Remover estos sufijos tiene el nombre
de suffix stripping (desmontaje del sufijo) o stemming y la parte residual

corresponde al stem o tallo como fue anteriormente mencionado.*

- Borrado de Stopwords. Las Stopwords son una clase de palabras que son
tipicamente cortas y ocurren muy frecuentemente en un lenguaje. Usualmente las
Stopwords tienen una funcidén puramente gramatical en las oraciones y no afiaden
gran significado al contexto. Aunque estas palabras aparezcan muchas veces en los

textos no agregan valor, ya que son utilizadas principalmente para unir palabras en

11 https://es.acervolima.com/tecnicas-de-extraccion-de-caracteristicas-pnl/
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una oracion. Debido a su alta frecuencia de aparicidn, su presencia para el Text
Mining es un obstdculo para comprender y analizar el contenido de los
documentos, muchos algoritmos se basan efectivamente en la frecuencia de las

palabras dentro de los documentos para extraer patrones.

Para eliminar estos efectos, gran parte de los softwares y metodologias de Text
Mining en general, usan un listado de Stopwords para identificarlas y eliminarlas, y
asi evitar su procesamiento y andlisis. Por lo general podemos encontrarlas en las
siguientes figuras gramaticales: articulos, conjunciones, pronombres, verbos
auxiliares y preposiciones. Algunos ejemplos de Stopwords en espanol son:
“alguna”, “el”,” asi”, “cuando”, “mientras”, “desde”*!. Por otro lado, el desarrollo

de esta lista de stopwords es dificil e inconsistente entre distintas fuentes de datos

y lenguajes.

Etiquetado y el analisis POS-Tagging. En la gramatica tradicional del idioma
espafiol las palabras son clasificadas en 9 partes del discurso (Parts of speech en
inglés): determinante, sustantivo, pronombre, verbo, adjetivo, preposicion,
adverbio, conjuncién o interjeccion (a diferencia del inglés que no tiene el
determinante y por lo tanto tiene solo 8). Cada parte del discurso no explica su
significado, sino como la palabra es utilizada en la oraciéon. De hecho, la misma
palabra puede ser usada como un sustantivo en una oracién y como verbo o
adjetivo en otra. Los préoximos ejemplos muestran un ejemplo de POS-Tagging en
donde se puede observar el output de un software y cémo clasifica la palabra segun
su rol gramatical que desempefia en la oracion, pudiendo este variar dependiendo

del contexto.*!

Por ejemplo, en la oracién el gato come pescado y bebe agua que vemos en la
Figura 7, “gato”, “pescado” y “agua” son sustantivos (N), por otro lado “come” y

“bebe” son verbos (V).

El gato come pescado \' bebe agua
el gato comer pescado y beber agua

S S NCCSO000 Fp

YAOMSO NCMSO000 VMIP3S0 NCM &

.

Figura 7: Ejemplo 1 de etiquetado y POS-Tagging
Fuente: https://es.acervolima.com/tecnicas-de-extraccion-de-caracteristicas-pnl/
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En la oracién que vemos en la Figura 8, la palabra bajo esta contenida 3 veces,
pudiendo ser agrupados como un solo token, contribuyendo de la misma forma al
entrenamiento del algoritmo. Pero en realidad en esta oracidn la palabra bajo se
usa con tres significados y funciones gramaticales distintas. Esta es la principal
funcionalidad que tiene un software de POS-Tagging en donde se es capaz de
discriminar cuadl es la funcidén gramatical. En este caso se tiene bajo como verbo (V)

como adjetivo (A) y como sustantivo (N).**

Yo bajo con el hombre bajo a tocar el bajo
yo bajar con ef hombre bajo a tocar el bajo

Figura 8: Ejemplo 2 de etiquetado y POS-Tagging
Fuente: https://es.acervolima.com/tecnicas-de-extraccion-de-caracteristicas-pnl/

Entonces el POS-Tagging es el proceso que busca colocar a cada palabra de un
documento un tag particular al rol gramatical que cumple, basado en la definicién
de la palabra y la relacién que tiene con las palabras relacionadas o adyacentes en
una frase o parrafo. Existen muchos softwares de POS-Tagging para diferentes
lenguajes. Por ejemplo, TreeTagger '* el cual es una herramienta para el marcado
de texto utilizando la informacion del contexto y la palabra, y que ademas funciona
como tokenizador y lematizador. Este software fue desarrollado por Helmut
Schmid en el TC Project en el Instituto de Linglisticas Computacionales de la
Universidad de Stuttgart. TreeTagger ha sido utilizado exitosamente para etiquetar
varios lenguajes incluyendo alemdn, inglés, francés, italiano, espafiol, bulgaro,

ruso, griego, portugués, suajili, latin, estoniano, entre otros®*.

9. Extraccion de caracteristicas

Una parte fundamental de la mineria de opiniones es la extraccién de caracteristicas
gue nos ayudaran en la clasificacién de datos. Las técnicas mas actuales para la extraccion

y seleccidn de caracteristicas se pueden dividir en cuatro categorias:

12 TreeTagger: https://www.cis.uni-muenchen.de/~schmid/tools/TreeTagger/
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- Extraccion basada en los sintagmas nominales frecuentes y sustantivos: este
método utiliza la técnica de POS-Tagging e identificard a los sustantivos y frases

nominales. Las palabras frecuentes se seleccionan como caracteristicas.

- Extraccion basada en la explotacion de opinion y relaciones de aspecto: se

identifican las palabras de opinidn que describen los diferentes aspectos.

- Extraccion basada en el aprendizaje supervisado: usualmente se utilizan SVM y

modelo oculto de Markov para extraer aspectos de forma supervisada.

- Extraccion basada en modelado de tema: se considera un método de extraccion
de aspectos no supervisado ya que se entiende que cualquier documento tendrd

temas ocultos.

Algunos de los métodos mas populares de extraccion de caracteristicas son: Bag of
Words, TF-IDF (Term Frequency — Inverse document frequency), vectores One-Hot y Word
Embedding. Aunque cabe destacar que estos dos ultimos han sido utilizados en PLN los

ultimos afios con mas éxito que modelos tradicionales.

- Bag of Words (BoW). Es uno de los métodos mas fundamentales para
transformar tokens en un conjunto de caracteristicas. El modelo BoW, bolsa de
palabras en espafiiol, se usa en la clasificacion de documentos, donde cada palabra
se usa como una caracteristica para entrenar al clasificador.
Por ejemplo, en una tarea de analisis de sentimientos basado en resefas, la
presencia de palabras como “fabuloso” o “excelente” indican una reseia positiva,
mientras que palabras como “molesto” o “pobre” apuntan a una resefia negativa.

Hay 3 pasos para crear un modelo BoW?*!:
1. Preprocesamiento de texto que implica:
= Convertir todo el texto en minusculas.
* Eliminar todas las puntuaciones y simbolos innecesarios.

2. Crear un vocabulario de todas las palabras Unicas del corpus. Supongamos que
tenemos un texto de resefas de peliculas. Consideramos 3 de estas revisiones,

gue son las siguientes:



=  “Buena pelicula”
*  “No hizo una buena pelicula”
*  “No me gustd”

Ahora, consideramos todas las palabras Unicas del conjunto de revisiones anterior
para crear un vocabulario, que serd el siguiente: {buena, pelicula, no, una, hizo, me,

gusto}

En el tercer paso, creamos una matriz de caracteristicas asignando una columna
separada para cada palabra, mientras que cada fila corresponde a una revision.
Este proceso se conoce como vectorizacién de texto. Cada entrada en la matriz
significa la presencia (o ausencia) de la palabra en la revision. Ponemos 1si la

palabra estd presente en la revisién y 0 si no estd presente.!

Para el ejemplo anterior, la matriz de caracteristicas serd como la que vemos en la

Tabla 1.
BUENA | PELICULA |NO UNA HIZO ME GUSTO
Buena pelicula 1 1 0 0 0 0 0
No hizo una|l 1 1 1 1 0 0
buena pelicula
No me gusto 0 0 1 0 0 1 1

Tabla 1: Ejemplo de matriz de caracteristicas Bag Of Words
Fuente: https://es.acervolima.com/tecnicas-de-extraccion-de-caracteristicas-pnl/

Un gran inconveniente en el uso de este modelo es que se pierde el orden de
aparicion de las palabras, ya que creamos un vector de tokens en orden aleatorio;
sin embargo, podemos resolver este problema considerando N-gramas (en su
mayoria bigramas) en lugar de palabras individuales (es decir, unigramas). Esto
puede preservar el orden local de las palabras. Sin embargo, esta tabla resultara
muy grande, ya que puede haber muchos bigramas posibles considerando todos
los posibles pares de palabras consecutivas. Ademas, el uso de N-gramas puede

resultar en una enorme matriz escasa (tiene muchos ceros), si el tamafo del
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vocabulario es grande, lo que hace que el calculo sea realmente complejo. Por lo
tanto, tenemos que eliminar algunos N-gramas en funcién de su frecuencia mas
comunmente denominados Stopwords como ya hemos comentado anteriormente,

entre otros!’.

Vectorizador TF-IDF. TF-IDF significa frecuencia de documento de frecuencia
inversa. Este valor aumenta proporcionalmente al nUmero de veces que aparece
una palabra en el documento y disminuye con el nimero de documentos del

corpus que contienen la palabra. Estd compuesto por 2 partes, que son:

1. Frecuencia de término (TF): especifica la frecuencia con la que un término
aparece en todo el documento. Se puede considerar como la probabilidad
de encontrar una palabra dentro del documento. Calcula el nimero de
veces que aparece una palabra (w;) en una revision (r;) con respecto al

numero total de palabras de la resefia [5]. Se formula como:

No.of times w; occurs inr;

tf(wi,m;) =

Total no.of words inr;

2. Frecuencia de documento inversa (IDF): es una medida que indica si un
término es raro o frecuente en los documentos de todo el corpus. Destaca
aquellas palabras que aparecen en muy pocos documentos en todo el
corpus, o en un lenguaje sencillo, las palabras que son raras tienen una
puntuacién alta en la IDF. Es un valor logaritmico normalizado, que se
obtiene dividiendo el nimero total de documentos en el corpus (D) por el
nimero de documentos que contienen el término (t) y tomando el
logaritmo del término general:

D]

idf(d,D) = log (d€D:t €D}

Dado que la relacién dentro de la funcidn logaritmica de IDF tiene que ser
siempre mayor o igual a 1, el valor de IDF es mayor o igual a 0. Cuando un
término aparece en un gran numero de documentos, la relacién dentro del

logaritmo se acerca a 1y la IDF estd mas cerca de O [5].



Por lo tanto, el valor TF-IDF es el producto de ambas partes, formulado

como:

tfidf(t,d,D) = tf(t,d) ~idf(d,D)
Una puntuacion alta de TF-IDF se obtiene mediante un término que tiene
una frecuencia alta en un documento y una frecuencia de documento baja
en el corpus. Para una palabra que aparece en casi todos los documentos,
el valor de IDF se acerca a 0, lo que hace que TF-IDF también se acerque a
0. El valor de TF-IDF es alto cuando los valores de IDF y TF son altos, es decir,
la palabra es rara en todo el corpus, pero frecuente en un documento.
Tomando como ejemplo unas declaraciones similares al método explicado

anteriormente, veremos como funciona TF-IDF.1!

Declaraciones tomadas de las resefias de peliculas:

=  “Buena pelicula”
=  “No es una buena pelicula”
=  “Nole gustd”

En este ejemplo, cada oracién es un documento separado. Considerando el

modelo de bigrama, calculamos los valores de TF-IDF para cada bigrama:

BUENA PELICULA PELICULA NO

Buena pelicula 1*registro (3/2) = 0,17 | 1*registro (3/2)=0,17 | O*registro(3/1)=0

No es una buena|1*registro(3/2)=0,17 | 1*registro(3/2)=0,17 | O*registro(3/1)=0

pelicula

No le gusté

O*registro (3/2)=0 O*registro (3/2) =0 1*registro (3/1) = 0,47

Tabla 2: Ejemplo célculo TF-IDF
Fuente: https://es.acervolima.com/tecnicas-de-extraccion-de-caracteristicas-pnl/

Observamos en la Tabla 2 que el bigrama no es raro (es decir, aparece en
un solo documento), en comparacidn con otros tokens, y por lo tanto tiene

una puntuacién TF-IDF mas alta.
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- Vectores One Hot. Consiste en una representacion de variables categdéricas como
vectores binarios. Cada valor entero (indice) tendrd atribuido un vector cuyos
componentes seran todos 0 menos el que coincida con el indice; en cuyo caso se
colocarad un 1 en la posicion del vector que coincida con su lugar en la oracién. Por

ejemplo, en la Figura 9 podemos ver una representacién de estos vectores binarios.

Romesns\ word V

Rome = [1, O, 0, 0, 0; 0; ,\O]
Paris = [0; 1, 0; 0, Oz 0, .« 0]
Italy = [0, O, 1, O, O, O, «, O]

France= [0, O, O, 1, O, 0O, .., O]

Figura 9: Ejemplo vectores One-Hot
Fuente: [3]

Al final cada palabra tendra su valor en un vector. Sin embargo, no se tiene en
cuenta el contexto en el que se encuentra la palabra, aunque sea muy rapido de
aplicar [3]. Otro problema que podemos detectar con este método es que se
generaran matrices de gran tamano, aunque no se analicen textos demasiado
largos. Estos problemas de dimensionalidad requerirdn de un espacio en memoria
exponencialmente grande. La matriz contendra un nimero muy elevado de ceros
frente a la informacion realmente util que son los unos, por lo que

computacionalmente no es eficiente.

- Word Embedding. Esta técnica consiste en representar las palabras como
vectores de numeros. En el método anterior menciondbamos que se prescindia del
contexto y por tanto todas las palabras quedaban a la misma distancia dificultando
la identificacidn de relacidén entre ellas. No obstante, como podemos ver en la
Figura 10, con Word Embedding podemos asociar palabras relacionadas entre si.
Por ejemplo, vemos que en una nube podemos identificar categorias como
animales o frutas, pero que dentro de los animales podemos encontrar mascotas a

su vez. Podemos tener asi en cuenta el significado de las palabras.
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Figura 10: Nube Word Embedding
Fuente: https://blogs.iadb.org/conocimiento-abierto/es/que-son-los-word-embeddings/

Sin embargo, una de sus principales limitaciones es que palabras con multiples
significados solo se fusionan en una sola representacion. Existen dos tipos de
busqueda utilizando esta técnica:
- Por asociacion de palabras. Consiste en buscar palabras relacionadas
entre si para lograr asi una busqueda mas completa. Por ejemplo, si se
realiza una busqueda como: “estrella”, se deberdn mostrar palabras
relacionadas como: “brillar”, “luz”, “fugaz”, “astro”, etc.
- Aritmética con palabras. Se trata de sumar palabras y significados para
dar lugar a términos relacionados con la busqueda. Po ejemplo, si la
busqueda introducida es: “transporte” + “verde” la suma aritmética nos
deberd sugerir términos como: “bicicleta”, “transporte publico” o “coches
eléctricos”.
Se ha demostrado que las incrustaciones de palabras (Word Embedding) y frases,
cuando se utilizan como representacion de entrada subyacente, mejoran el
rendimiento en tareas de PLN, como elanalisis sintacticoy elanalisis de

sentimientos.!3

13 https://blogs.iadb.org/conocimiento-abierto/es/que-son-los-word-embeddings/
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10. Aprendizaje Automatico

El aprendizaje automatico o también llamado Machine Learning, es una rama de la
inteligencia artificial que permite a los sistemas aprender automaticamente. Esto sucede
a través de algoritmos que aprenden de los datos proporcionados y son capaces de
predecir comportamientos futuros de otros datos, es decir, estos aprenden de la
experiencia.'* Las técnicas de aprendizaje automatico que son utilizadas en la mineria de
opiniones se clasifican en varios tipos: aprendizaje supervisado, aprendizaje semi-
supervisado, aprendizaje no supervisado y aprendizaje por refuerzo. Podemos ver un

esquema general en la Figura 11.

Nuevo caso
Mégiina
Algoritmo Modelo de:
Ejemplo | de aprendizaje =) -Clasificacion
s automatico -Optimizacion
Respuesta

Figura 11: Esquema aprendizaje automatico
Fuente: https://es.wikipedia.org/wiki/Aprendizaje_automatico

- Aprendizaje supervisado. El aprendizaje supervisado realiza predicciones futuras
en base a comportamientos o caracteristicas detectadas en los datos de
entrenamiento. Sigue un esquema similar al que podemos observar en la Figura 12.
En la mineria de opiniones las categorias son etiquetadas inicialmente para realizar
el entrenamiento, una vez que el algoritmo aprende con estos ejemplos podra
predecir la clasificacién de nuevos datos. La técnica supervisada puede ser de

clasificacidn probabilistica y no probabilistica.®

14 hitps://es.wikipedia.org/wiki/Aprendizaje automaético
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Figura 12: Modelo de aprendizaje supervisado
Fuente: https://medium.com/soldai/tipos-de-aprendizaje-automatico-6413e3c615e2

La clasificacion probabilistica consiste en modelos probabilisticos que
proporcionan una forma sistematica de clasificacion estadistica en dominios
complejos como el lenguaje natural. Los algoritmos de clasificacion probabilistica
utilizados en mineria de opiniones son Naive Bayes, Redes Bayesianas y Mdaxima
Entropia. El algoritmo mas utilizado y con mejores resultados corresponde a Naive
Bayes ya que entre sus ventajas extrae oraciones subjetivas, es un algoritmo de

facil interpretacion y con poco entrenamiento se obtienen resultados.

Para la clasificacién no probabilistica los algoritmos mas utilizados en la mineria de
opiniones, como se escribe en castellano, son Redes Neuronales, Maquina de
Vectores de Soporte, el Vecino més Cercano K, Arboles de Decisién y Métodos
basados en Reglas. De este grupo de algoritmos el mas utilizado es SVM vy baja
dependencia de la dimensionalidad del espacio de caracteristicas. También obtiene
buen rendimiento con notables ventajas en comparaciéon a otros algoritmos no
probabilisticos como las Redes Neuronales que requieren mds tiempo de

entrenamiento o el Vecino mds cercano K que la velocidad de clasificacion es lenta.

Aprendizaje semi-supervisado. El aprendizaje semi-supervisado utiliza varios
datos sin etiqueta y ademas una pequefia cantidad de datos etiquetados, para
contrarrestar la dificultad de obtener datos etiquetados. Para la mineria de
opiniones, este tipo de técnica requiere menos esfuerzo humano y otorga una

precision aceptable. Se pueden destacar los siguientes métodos utilizados en Ila
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mineria de opiniones: autoaprendizaje, co-entrenamiento, aprendizaje de

multiples vistas, métodos basados en graficos y modelos generativos.*

Destaca el método basado en graficos que presenta buen rendimiento en muchos
problemas de procesamiento del lenguaje natural, ademds es un método
alternativo y competitivo frente a otros métodos semi-supervisados y demuestra

un mismo rendimiento en dominios simples o complejos.

Aprendizaje no supervisado. Es un método de agrupamiento, ya que el conjunto
inicial de datos a entrenar no se encuentra etiquetado por lo que el algoritmo
encontrara patrones similares para realizar el agrupamiento, como podemos
observar en la Figura 13. Se maneja el criterio de similitud por distancia para el
agrupamiento donde las muestras que se encuentren mas cercanas unas de otras

(mas similares) se colocaran en el mismo grupo.®®

Textos de Vectores de MODFLO DE APRENDIZAJE

entrenamiento,

documentos, caracteristicas N O S U PE RV\ SAD O

imagenes, etc

Algoritmo de

aprendizaje
automatico

Vector de
Nuevo texto, caracteristicas [—

documento, Modelo cluster ID
imagen, etc. ) ) predictivo ) 0 mejor

representacicn

Figura 13: Modelo de aprendizaje no supervisado
Fuente: https://medium.com/soldai/tipos-de-aprendizaje-automético-6413e3c615e2

La particién agrupada consiste en dividir los datos segun su similitud y que tengan
mayor distancia con otro grupo de datos similares, estos grupos se denominan
cluster. Los algoritmos de agrupamiento mas populares son: K-medias y Fuzzy c-
means (FCM) de los cuales ninguno presenta muy buenos resultados. K-medias es

muy lento y Fuzzy c-means presenta resultados pobres en cuanto a precision.

El agrupamiento jerdrquico corresponde a un conjunto de clisteres anidados en

forma de darbol, es decir que los grupos tienen subgrupos. Existen dos tipos de
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algoritmos: métodos divisivos y por aglomeracidn, pero ambos métodos presentan

alto coste.

En mineria de opiniones los métodos supervisados han demostrado mejores
resultados en cuanto a su precision y validez, sin embargo, tienden a tener un alto
costo al momento del etiquetado. Por otra parte, las técnicas semi-supervisadas
estdn en aumento al menos con los datos de Twitter, en comparacién con las
técnicas no supervisadas estan empezando a ser mas exploradas, pero obtienen

peores resultados.

- Aprendizaje por refuerzo. El algoritmo aprende observando el mundo que le
rodea. Su informacion de entrada es el feedback o retroalimentacién que obtiene
del mundo exterior como respuesta a sus acciones, siguiendo el esquema mostrado
en la Figura 14. Por lo tanto, el sistema aprende a base de ensayo-error.
El aprendizaje por refuerzo es el mas general entre las tres categorias. En vez de
gue un instructor indique al agente qué hacer, el agente inteligente debe aprender
como se comporta el entorno mediante recompensas (refuerzos) o castigos,

derivados del éxito o del fracaso respectivamente.'®

Aprendizaje por Refuerzo

Accion
>

Estado F :
P
© s

Recompensa
rd
Y
Agente Ambiente

Figura 14: Esquema aprendizaje por refuerzo
Fuente: https://www.aprendemachinelearning.com/aprendizaje-por-refuerzo/

El objetivo principal es aprender la funcidon de valor que le ayude al agente
inteligente a maximizar la sefal de recompensa y asi optimizar sus politicas de
modo a comprender el comportamiento del entorno y a tomar buenas decisiones

para el logro de sus objetivos formales.

16 hitps://www.aprendemachinelearning.com/aprendizaje-por-refuerzo/
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Los principales algoritmos de aprendizaje por refuerzo se desarrollan dentro de los
métodos de resolucién de problemas de decisidn finitos de Markov, que incorporan
las ecuaciones de Bellman y las funciones de valor. Los tres métodos principales
son: la Programacién Dindmica, los métodos de Monte Carlo y el aprendizaje de

Diferencias Temporales.

10.1. Redes Neuronales Artificiales

Las redes de neuronas artificiales (RNA) son un tipo de modelo de aprendizaje
automatico, caracterizado por su inspiracidén en las estructuras bioldgicas a las que hacen
referencia. Una red de neuronas artificiales estd compuesta por, como su propio nombre
indica, neuronas conectadas entre si, y utiliza estas conexiones para aprender una funcién

de salida a partir de los ejemplos que se le da como entrada [3].

Aligual que cualquier otro modelo de aprendizaje automatico, las RNA son capaces
de resolver diversos problemas. Notablemente, se utilizan en tareas de clasificaciéon y
regresion, es decir, aprendizaje supervisado. Como se ha mencionado, las RNA estan
compuestas por neuronas, pero las conexiones que las unen poseen lo que se conoce
como la funcidon de activacion, la cual indica si una neurona se conectara con otra
dependiendo de la entrada que reciba la misma. De esta manera, una red neuronal puede
tener varias conexiones y funciones de activacion que modificardn el comportamiento del
aprendizaje a lo largo del proceso. Estas funciones de activacidon se definen siguiendo
expresiones matematicas dadas, cuyo objetivo es introducir no linealidad, ya que,
dependiendo del problema a resolver, la funcién de activacion juega un importante papel

a la hora del aprendizaje.

A su vez, cada neurona posee una serie de pesos asociados que ajustan el grado de
influencia que tiene la entrada sobre la salida hacia el resto de la red y en consecuencia
sobre la funcidn de salida. Estos pesos toman un valor aleatorio al comenzar el aprendizaje,
pero se van reajustando segln avanzan las iteraciones del bucle de aprendizaje para
obtener resultados mas proximos a la funcién objetivo. Este ajuste se realiza siguiendo el
modelo de red implementado, que puede variar en funcién de cada red. Las mds comunes

son redes de estilo feed-forward, donde el flujo de informacidn es similar al de una
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neurona bioldgica. Es decir, pasa de una neurona a otra sin necesidad de que el resto de

las neuronas se activen para avanzar de capa a capa [3].

La red mas basica en el conjunto de redes de neuronas se denomina perceptron.
Podemos ver un esquema de su arquitectura en la Figura 15. Un perceptrén simple es una
red neuronal que posee una Unica neurona, que recibe tantas entradas binarias como
atributos tengan los datos de entrada y produce una salida binaria. La salida tomara un
valor u otro en funcién de los pesos de cada entrada y del valor de esta, ademdas de un
valor conocido como umbral, que define el punto en el que un valor obtenido a partir de

las entradas producird una salida u otra.?’
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Figura 15: Perceptron simple
Fuente: https://es.wikipedia.org/wiki/Perceptron

En el aprendizaje no supervisado debemos destacar la Teoria de resonancia
adaptativa (ART) que permite variar el nimero de agrupaciones en funcién del tamafio del
problema. De esta manera, permite que el usuario controle el grado de similitud mediante
la constante llamada pardmetro de vigilancia. Las redes ART se usan también en tareas de
reconocimiento de patrones. El aprendizaje en este tipo de redes se produce con un
mecanismo de retroalimentacién creado por la competencia entre las neuronas de la capa
de salida y la de entrada. Ademas de estos componentes, también cuentan con un sistema

de orientacidn y otro de reinicio.

Podemos distinguir varios tipos de ART:*®

- ART 1. Es el tipo mas sencillo, sélo acepta entradas binarias.

17 hitps://es.wikipedia.org/wiki/Perceptrén
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- ART 2. Aumenta las capacidades de la red al soportar valores de entrada
continuos.

- ART 2-A. Es una simplificacidon del anterior tipo con un tiempo de ejecucidn
acelerado.

- ART 3. Se basa en el tipo ART-2 pero utilizando la simulacién de concentraciones
de iones de sodio y calcio en las ecuaciones del sistema para originar mayor
realismo.

- ART difuso. Aplica la logica difusa en el reconocimiento de patrones ART
aumentando de esta manera la generalizacién.

- ARTMAP o ART predictivo. Combina unidades de los tipos ART-1 o ART-2
ligeramente modificadas formando una estructura de aprendizaje supervisado.

- ARTMAP difuso. Similar a la anterior, pero utilizando unidades ART difuso para

aumentar la eficacia.

10.1.1. Perceptron multicapa

El perceptron multicapa (MLP) afiade profundidad a este modelo de red neuronal,
incluyendo varias “capas” de neuronas entre las neuronas de entrada y la neurona o
neuronas de salida. La diferencia fundamental entre este perceptron y su analogo mas
sencillo es que la salida de cada neurona afecta a las neuronas de la siguiente capa, dando
pie a que la funcién generada para la salida sea mas compleja que un simple suma

producto.®

Este modelo de red se puede adaptar a casi cualquier tipo de problema, dado que
el MLP es considerado un aproximador universal, independientemente del numero de
capas ocultas que posea. Las capas intermedias, llamadas capas ocultas, son las capas
entre la capa de entrada y la de salida. Se les denomina capas ocultas porque son las
encargadas de traducir los valores de las entradas mediante funciones de transformacién
no lineales, buscando “simplificar” el problema para la siguiente o siguientes capas,
permitiendo que un problema inicialmente complejo se reduzca a problemas resolubles

con funciones mas sencillas. Se ilustra este concepto en la Figura 16.

19 https://es.wikipedia.org/wiki/Perceptrén _multicapa
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Figura 16: Perceptron multicapa
Fuente: https://es.wikipedia.org/wiki/Perceptron_multicapa

10.1.2. Aprendizaje profundo

El aprendizaje profundo (Deep Learning) lleva a cabo el proceso de Machine
Learning usando una red neuronal artificial que se compone de un nimero de niveles
jerarquicos de procesamiento no lineal. Debemos tener en cuenta que el Deep Learning es
un subcampo del Machine Learning.?° Es decir, existen técnicas de Machine Learning que
no son Deep Learning Dentro de los niveles jerarquicos, cada uno de los niveles se
destinard a desempefiar una funcién diferente. El nivel inicial aprende algo simple y se
encarga de enviar esta informacién al siguiente nivel. El segundo nivel recogera esta
informacién sencilla y la combinara componiendo asi una informaciéon un poco mas
compleja envidndosela posteriormente al siguiente nivel; y asi sucesivamente. Vemos un

ejemplo en la Figura 17.
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Figura 17: Aprendizaje profundo
Fuente: https://www.smartpanel.com/que-es-deep-learning
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Varias arquitecturas de aprendizaje profundo, como redes neuronales profundas, redes
neuronales profundas convolucionales y redes de creencia profundas han sido aplicadas a
campos como visidn por computador, reconocimiento automatico del habla, entre otros.
La utilizacidn de este tipo de aprendizaje ha llamado su atencion por su gran potencial en
distintos tipos de aplicaciones en el mundo real ya que puede aplicarse a grandes
volumenes de datos para el descubrimiento y aplicacién de conocimiento, asi como para
realizar predicciones. Este éxito se debe principalmente a que las tasas de éxitos son

elevadas en entrenamientos no supervisados. 3

La mayor limitacion de los modelos de aprendizaje profundo es que aprenden a
través de observaciones. Esto significa que lo que aprende depende directamente de los
datos que se hayan utilizado para llevar a cabo en su entrenamiento. Por lo que, se pueden
dar casos en los que la fuente no sea necesariamente representativa del area funcional
mas amplia, no permitiendo asi que los modelos aprendan de una manera generalizable.*
Ademas, el problema de los sesgos es importante en este tipo de modelos, ya que si se
entrena con datos sesgados el modelo reproducira esos sesgos en sus predicciones. Otras
limitaciones serian la necesidad de grandes volumenes de datos, la inflexibilidad que
presentan una vez son entrenados y la incapacidad de lidiar con cualquier aplicacion que

requiera razonamiento.

11. Criterios de evaluacion

Los criterios comunmente utilizados para la evaluacién de los resultados de los
modelos de clasificacién aplicados reciben el nombre de métricas. Podemos destacar las

cuatro siguientes: accuracy, precision, recall y f1-score [3].

- Accuracy. Es una métrica de exactitud. Se calcula la proporcion de
resultados correctos en relacion con la cantidad del total de datos de

entrada.

TP+TN
TP+TN+ FP+FN

accuracy =

- Precision. Es una medida de precisién como su propio nombre indica.

Representa el nUmero de verdaderos positivos que son realmente positivos



en comparacién con el niUmero total de valores positivos predichos.

TP
TP + FP

- Recall. Es una medida de exhaustividad/sensibilidad. Muestra la cantidad de

precision =

verdaderos positivos que el modelo ha clasificado en funcién del nimero
total de valores positivos. Cuanto mayor sea el niumero de resultados
correctos y menor sea la cantidad de resultados correctos que se hayan

diagnosticado incorrectamente, mayor serd la potencia de recuperacion.

TP
TP+ FN

- Fl-score. Esta métrica es la combinacién de las métricas de precisién y

recall =

exhaustividad y sirve de compromiso entre ellas. La mejor puntuacion F1 es igual a

lylapeoraO.

precision * recall
Fl1 =2+x

precision + recall

Dentro de las cuales se define la siguiente nomenclatura:
= TP: Numero de resultados correctos que se han diagnosticado correctamente.
= FN: La cantidad de resultados incorrectos o diagnosticados incorrectamente.
= FP: El nimero de resultados incorrectos que se han diagnosticado correctamente.

= TN: El nimero de resultados negativos diagnosticados correctamente.

11.1. Matriz de confusion

Es una herramienta que permite la visualizacidon del desempefio de un algoritmo
gue se emplea en aprendizaje supervisado. Cada columna de la matriz representa el
numero de predicciones de cada clase, mientras que cada fila representa a las instancias
en la clase real. Uno de los beneficios de las matrices de confusién es que facilitan ver si el
sistema esta confundiendo dos clases.

Si en los datos de entrada el numero de muestras de clases diferentes cambia
mucho, la tasa de error del clasificador no sera representativa de lo bien que el clasificador
realiza la tarea. Si, por ejemplo, hay 990 muestras de la clase 1y sélo 10 de la clase 2, el
clasificador puede tener facilmente un sesgo hacia la clase 1. Si el clasificador clasifica

todas las muestras como clase 1 su precision sera del 99%. Sin embargo, esto no significa
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gue sea un buen clasificador, pues tuvo un 100% de error en la clasificacion de las muestras
de la clase 2.

En la Tabla 3 podemos ver un ejemplo de matriz de confusién. De 8 gatos reales, el
sistema predijo que tres eran perros, y de seis perros, predijo que uno era un conejo y dos
eran gatos. A partir de la matriz se puede ver que el sistema tiene problemas distinguiendo

entre gatos y perros, pero que puede distinguir razonablemente bien entre conejos y otros

animales.
Tipo Gato | Perro | Conejo
Gato 5 3 0
Perro 2 3 1
Conejo 0 2 11

Tabla 3: Ejemplo matriz de confusién

12. Obijetivos del sistema

El siguiente paso es definir los objetivos que debera de cumplir el sistema,

tanto funcionales como no funcionales.

Esta especificacion servira para que los distintos participantes en el proyecto ya
sean desarrolladores o stakeholders, puedan entenderse. Se recogeran las necesidades
gue se deben de cumplir de cara al usuario final tanto como aquellas encontradas por
el equipo de desarrollo. Estos objetivos se han desarrollado teniendo en cuenta que el
objetivo principal del proyecto consiste en el desarrollo de una aplicacion web que

permita visualizar el proceso que se lleva a cabo en el sistema de mineria de opiniones.

12.1. Objetivos funcionales
En primer lugar, se desarrollan los objetivos funcionales. Es decir, aquellos que

son consecuencia directa de la interaccidn de los usuarios finales con la aplicacién.
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12.1.1. Identificacion del sentimiento de odio

OBJ - 00001 Identificacion del sentimiento de odio

m Sandra Garcia Gonzalez

Descripcion El sistema debera de identificar el sentimiento de odio.

m Validado

Tabla 4: OBJ - 00001 "Identificacion del sentimiento de odio"

Uno de los objetivos principales de la aplicacién va a ser identificar el sentimiento

de odio. Es por ello por lo que, en la primera fase del proyecto, donde se lleva a cabo la
exploracién, se debe de comprobar que efectivamente se esta considerando una lista de
palabras clave adecuada para llevar a cabo este objetivo. A este objetivo va afadido la
identificacion y definicion del sentimiento de odio. En el caso de este trabajo, se ha
utilizado el documento de la Generalitat de Cataluiia, donde se lleva a cabo un estudio por
parte de profesionales que determinan la definicidén del sentimiento y el término.

No hay una definicidn universalmente aceptada de discurso del odio. En primer
lugar, porque el terreno de las definiciones con implicaciones éticas y juridicas siempre es
controvertido. Y, en segundo lugar, porque el propio término “odio” lo convierte en un
concepto emocional y abierto a la subjetividad [2].

El minimo comun denominador de cualquier definicion de discurso del odio seria
cualquier expresion de opinién o ideas basada en el desprecio y la animadversion hacia
personas o colectivos a los que se desea el mal. Sin embargo, esta definicidn simple
englobaria un rango demasiado amplio de expresiones. Se habla de discurso del odio para

referirse a las expresiones que incitan directamente a la comision de actos de
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discriminacion o violencia por motivos de odio racial, xenéfobo, orientacién sexual, u otras
formas de intolerancia [2].

Las definiciones que tienen mayor aceptacién a nivel internacional se pueden
agrupar en dos tendencias principales. Por un lado, aquellas que definen el discurso del
odio en un sentido mas amplio y expansivo, e incluyen cualquier expresidon que promueva
o justifiqgue el odio por motivos racistas, xenéfobos, religiosos, de género, orientacion
sexual o discapacidad. O, por otro lado, aquellas que lo definen de una manera mas
restrictiva y precisa, incluyendo sdlo aquellas formas de expresidon que, en contextos
determinados de inestabilidad, puedan contribuir a desencadenar episodios violentos
contra un grupo de personas por razén de su pertenencia a uno de los grupos sefialados.
De cualgquier manera, tomaremos como referencia las definiciones del primer grupo que
conceptualizan el discurso del odio en un sentido relativamente amplio, porque recogen
el tipo de expresiones que, dada su proliferacién en el contexto europeo, merecen un

rango mas variado de intervenciones tanto de tipo juridico como de tipo social [2].

12.1.2. Validez de los dos enfoques

OBJ - 00002 Validez de los dos enfoques
Version 1.0 (17/04/2022)

m Sandra Garcia Gonzalez

El sistema de mineria de opiniones debera de poder realizar la
misma tarea utilizando dos herramientas diferentes: NLTK y
Descripci6n TreeTagger. Esto se comprobara mediante la validacion del
algoritmo utilizando las métricas basicas y la matriz de
confusion.

m Validado

Comentarios Dentro de cada uno de los enfoques, se lleva a cabo la
implementacion de dos variantes a su vez.

Tabla 5: OBJ — 00002 “Validez de los dos enfoques”




Sandra Garcia Gonzélez

MEMORIA TFG

Como consecuencia del anterior objetivo, se debe validar los enfoques llevados a
cabo para comprobar que el sistema de mineria de opiniones que formara el backend de
la aplicacidon web realiza su trabajo correctamente. Ademas, el sistema debe ser capaz de
realizar la misma tarea utilizando dos herramientas para comprobar asi cudl obtiene
resultados mejores e incorporarla a la aplicacién web. Para validar los resultados, se

calcularan las métricas correspondientes y se observara la matriz de confusién.

12.1.3. Identificacion de discriminacion racial

OBJ - 00003 Identificacion de discriminacion racial

m Sandra Garcia Gonzalez

El sistema debera de identificar ademas del sentimiento de odio,

Descripcion

la discriminacion racial.

m Validado

Tabla 6: OBJ — 00003 “Identificacion de discriminacion racial”

Aligual que con el sentimiento de odio, uno de los principales objetivos del sistema

es la identificacidn de la discriminacidn racial. Es por ello, que en la fase de exploracién del

proyecto debemos asegurarnos de que el sistema de mineria de opiniones es capaz de

identificar este sesgo social con buenos resultados.
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12.1.4. Identificacién de discriminacion de género

OBlJ - 00004 Identificacion de discriminacién de género

m Sandra Garcia Gonzalez

El sistema debera de identificar ademas del sentimiento de odio,
la discriminacidn de género.

Subobjetivos Ninguno

Estabilidad Alta

Tabla 7:0BJ - 00004 “Identificacion de discriminacion de género”

Descripcion

Al igual que con el sentimiento de odio y la discriminacién racial, uno de los

principales objetivos del sistema es la identificacion de la discriminacién de género. Es por

ello, que en la fase de exploracién del proyecto debemos asegurarnos de que el sistema

de mineria de opiniones es capaz de identificar este sesgo social con buenos resultados.
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12.1.5. Validez sesgos sociales

OBJ - 00005 Validez sesgos sociales
Version 1.0 (17/04/2022)

Sandra Garcia Gonzalez

El sistema de mineria de opiniones deberd de poder identificar
perfectamente el sentimiento de odio, la discriminacidn racial y

Descripcion de género. Esto se comprobara mediante la validacion del
algoritmo utilizando las métricas basicas y la matriz de
confusion.
Subobjetivos Ninguno
Estabilidad Alta

Tabla 8: OBJ — 00005 “Validez sesgos sociales”

Como consecuencia de los objetivos anteriores, se debe validar la identificacion de
sesgos sociales para comprobar que el sistema de mineria de opiniones que formara el
backend de la aplicacién web realiza su trabajo correctamente. Ademas, el sistema debe
ser capaz de identificar los sesgos manteniendo los buenos resultados para la deteccién
de odio. Para validar los resultados, se calcularan las métricas correspondientes y se

observara la matriz de confusidn.
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12.1.6. Visualizacidén del Sistema de Mineria de Opinién

OBJ - 00006 Visualizacidn del Sistema de Mineria de Opinién

m Sandra Garcia Gonzalez

Tras validar el sistema de mineria de opinién creado, se debe de
implementar una aplicacién que permita tanto la visualizacidn

Descripcion

como la interaccion con el backend.

m Validado

Tabla 9: OBJ — 00006 “Visualizacion del Sistema de Mineria de Opinion”

Para finalizar, una vez hayamos validado el sistema de mineria de opiniones creado,
se debe implementar una aplicacién web que permita la visualizacién de este y la

interaccion del usuario.

12.2. Objetivos no funcionales
Por ultimo, se van a mostrar las tablas con los requisitos no funcionales del proyecto.

NFR - 00001 Despliegue sencillo

Version 1.0 (29/04/2022)
m Sandra Garcia Gonzalez

La plataforma debera poder ser accesible a través de una URL.

Descripcion

Tabla 10: NFR — 00001 Despliegue distribuido
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NFR - 00002 Facilmente usable
Versiéon 1.0 (29/04/2022)

Sandra Garcia Gonzalez

La plataforma deberd de ser usable para todo tipo de usuarios,
siempre teniendo en cuenta que esta dirigida a usuarios con
conocimientos de procesamiento del lenguaje natural.

Descripcion

Tabla 11: NFR — 00002 Facilmente usable

NFR - 00003 Flexibilidad dispositivos

Versién 1.0 (29/04/2022)

Sandra Garcia Gonzalez

La aplicacidn debera de poder usarse desde diferentes

Descripcion
dispositivos.

Tabla 12: NFR — 00003 Flexibilidad dispositivos

12.3. Objetivos Personales

El principal objetivo personal a la hora de desarrollar el proyecto ha sido el
poder aplicartodos los conocimientos aprendidos durante los cuatro afios de
carrera al desarrollo de nproyecto a gran escala. Ademas, la posibilidad de poder
aprender nuevas tecnologias y herramientas vinculadas al dmbito de la Inteligencia
Artificial ampliamente utilizadas en proyectos reales ha supuesto una fuente de

motivacion extra.

Por ultimo, destaca el haber podido adquirir nuevos conocimientos vy
habilidades en uncampo que actualmente cuenta con un rdpido desarrollo y una
amplia adopcién en numerosos campos, que me podra ayudar en un futuro a

ampliar mis salidas en el mercado laboral.



13. Metodologia

En este apartado se va a detallar la metodologia propuesta para realizar el sistema
de mineria de opiniones que se encargara de la deteccién de odio en el idioma espaiiol.
Ademads, se comentaran las diferentes herramientas utilizadas para llevar a cabo las
diferentes etapas realizadas. Ademas de la deteccion del sentimiento de odio, se pretende
etiquetar los tuits segun sesgos sociales como la discriminacion de género, xenofobia o

racismo.

13.1. Arquitectura propuesta

Después de realizar la revision sistematica, se decide presentar un modelo que
permite clasificar automaticamente el odio que encontramos en la red social Twitter.
Posteriormente, se mejorara para que también sea capaz de detectar sesgos sociales como
discriminacion racial o de género, siguiendo la misma arquitectura. Esto se llevara a cabo
mediante técnicas de Inteligencia Artificial como iremos comentando posteriormente con
mayor detalle. La arquitectura propuesta se compone de dos enfoques diferentes, como

podemos ver en la Figura 18.
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Figura 18: Arquitectura profunda
Fuente: Elaboracion propia

Se definen una serie de tareas a partir del proceso general que se sigue en la
mineria de opiniones, obteniendo como resultado 2 enfoques diferentes como ya hemos
comentado. El primer enfoque utiliza la herramienta NLTK para realizar la tarea de
preprocesamiento y se construird una matriz con unigramas y bigramas. El segundo
enfoque utilizard, en cambio, la herramienta de TreeTagger construyendo una matriz de
unigramas donde cada uno correspondera con el lema/pos del término extraido.

El desglose de las tareas realizadas en ambos enfoques es el siguiente:

1. Obtencion y formacion del Corpus. Para comenzar, se deben
obtener los tuits que conforman el Corpus mediante un método
supervisado que nos va a proporcionar un etiquetado de los datos
indicando si son datos de “odio”, “no odio”, “discriminacidn racial”
o “discriminacion de géneros”. Antes de nada, se realiza una

extraccidon exploratoria para poder ver cdmo enfocar el andlisis.



Cabe destacar que tanto para el etiquetado de odio, como para el
de la discriminacidon de género y racial, se crea una lista que
contiene palabras o frases que incitan la presencia de este
sentimiento o sesgo social. Esta lista serd utilizada para la busqueda
por texto que nos extraerd una parte del Corpus. Para aquellos que
seran etiquetados como “no odio” se utiliza en la busqueda por
texto el emoticono “:D”, asumiendo que los sentimientos vinculados
seran positivos y por lo tanto contrarios al odio. Ademas, se aplican

determinados filtros y se lleva a cabo una limpieza de los datos.

Preprocesamiento. Una vez hemos obtenido el Corpus, debemos
limpiar los datos. Para llevar a cabo esta tarea, dependiendo del
enfoque se utilizaran las herramientas de NLTK y TreeTagger segun
corresponda. El objetivo es obtener los tuits Utiles que nos permitan

realizar predicciones de odio y sesgos sociales.

Division del conjunto de datos. Cuando ya tenemos los datos
tratados de manera dptima, debemos de dividir el conjunto en dos
partes: los datos de entrenamiento y los de pruebas. En ambos

enfoques esta tarea se lleva a cabo de manera similar.

Extraccion de caracteristicas. De acuerdo con esta tarea se llevara
a cabo el entrenamiento del modelo. Para el primer enfoque, se
extraeran caracteristicas como unigramas y bigramas. Para el

segundo, en cambio, se extraeran como lema/pos.

Vectorizacion (Bolsa de palabras). Se crea una matriz con las
caracteristicas obtenidas en el paso anterior y la frecuencia de estas
en relacidon con los tuits. Para el primer enfoque se utilizara el
CountVectorizer mientras que para el segundo llevaremos a cabo

esta tarea utilizando el TF-IDF (TfidfVectorizer).

Entrenamiento del algoritmo. Se aplicara el algoritmo de
clasificacidn Naive Bayes para el entrenamiento de los modelos de

ambos enfoques. Este algoritmo tiene un tiempo de ejecucion bajo,



trabaja con datos numeéricos y es recomendable para mineria de
opiniones de acuerdo con la efectividad demostrada frente a otros

algoritmos.

7. Validacién del algoritmo. Se evaluardn los resultados obtenidos
utilizando las métricas de Accuracy, Recall, Precision, F1-Score y la
matriz de confusion. Ademas, se realizard una comparativa para
poder obtener conclusiones acerca de los enfoques y ver qué

herramienta obtiene mejores resultados.

Posteriormente, una vez desarrollada esta arquitectura, se llevard a cabo la
implementacién de la aplicacion web siguiendo el esquema que se muestra en la Figura

19.

Streamlit Sistema de mineria

(Interfaz de Usuario) de opiniones

Usuario

Figura 19: Conexion backend y frontend
Fuente: Elaboracion propia

13.2. Herramientas utilizadas

En este apartado se van a comentar las herramientas nombradas con anterioridad
y el lenguaje de programacién utilizado Python junto con las principales bibliotecas
utilizadas. Recordamos que las herramientas encargadas del preprocesamiento son NLTK
y TreeTagger. Y las principales librerias que vamos a utilizar son Tweepy para la extraccién
de tuits, Pandas para el tratamiento de los datos, Scitik-Learn para realizar la divisién de
datos de entrenamiento y pruebas, generar la bolsa de palabras y llevar a cabo el
entrenamiento supervisado. Por ultimo, para la implementacidn de la aplicaciéon web se
utilizara Streamlit,?! que nos permitira visualizar los datos de manera inmediata.
13.2.1. Python

Se trata de un lenguaje de programacién de alto nivel con licencia de cddigo
abierto, legible y de cdédigo claro. Se trata de un lenguaje de programacién
multiparadigma, ya que soporta parcialmente la orientacién a objetos, programacion

imperativa y en menor medida, programacion funcional. Es un lenguaje interpretado,

21 Streamlit: https://streamlit.io/
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dinamico y multiplataforma. Este lenguaje es muy utilizado en la Ciencia de Datos y en el
desarrollo de Inteligencia Artificial debido a su simplicidad. Ademas, cuenta con multiples
bibliotecas que facilitan las diferentes tareas y la integracion con otras herramientas y
lenguajes. Concretamente, para el desarrollo de este trabajo se ha utilizado la versién de

Python 2.7.18 en el Sistema Operativo macOS Monterey version 12.2.1.

Figura 20: Logo Python
Fuente: Google Images

Las principales bibliotecas utilizadas son:

1. Tweepy. Esta libreria nos permite tener acceso con la APl de
Twitter para poder realizar la extracciéon de tuits y asi
conformar el Corpus. Permite tanto obtener informacioén en
tiempo real (Streaming API), como obtener datos histéricos
de hace 7 dias atrds (Search API). Para este trabajo se ha
utilizado el modo de busqueda en histérico. Concretamente,
nos va a proporcionar tuits que coincidan con una consulta
especifica. En este caso, se utilizard una busqueda por texto.
Para poder utilizarla simplemente deberemos registrarnos y
obtener las llaves que nos permitiran conectarnos desde

Python.

2. NLTK. Se trata de un kit de herramientas que corresponde a
un grupo de bibliotecas para el procesamiento del lenguaje
natural. Gracias a ella, podremos tokenizar, lematizar y

realizar analisis semantico. Es bastante popular para el



trabajo de lingliistica computacional. Para este trabajo se

han utilizado los siguientes mddulos:

= Nitk.tokenize: se encarga de dividir las cadenas en
listas de subcadenas que corresponden a los tokens

gue pueden ser divididos.

= Nitk.stem: elimina los prefijos y sufijos morfoldgicos
de las palabras segun corresponda, dejando la raiz.
Concretamente cuenta con un stem para el idioma

espafiol.

= Nitk.corpus.stopwords: proporciona una lista de
palabras que no tienen significado y que por tanto no
se consideran relevantes para la extraccion de
caracteristicas. Al igual que anteriormente, cuenta
con un conjunto de palabras vacias para el idioma

espafiol.

3. Scikit-Learn. Esta biblioteca permite implementar multiples
algoritmos de clasificacién, regresién y agrupamiento. A
partir de 2011 esta libreria se importa con el nombre de
sklearn, donde utilizaremos tanto el CountVectorizer como
el TfidiVectorizer y el Train_test_split. De igual manera, esta
biblioteca nos proporcionard la implementacién del

algoritmo Naive Bayes y las métricas de validacién.

= CountVectorizer: se utiliza para la bolsa de palabras
en el enfoque 1. Convierte un texto en una matriz de
conteo de tokens contando el numero de veces que
aparece una palabra en el Corpus. Podremos definir
varios parametros, como max_df o min_df, que se
encargan de ignorar un porcentaje de palabras segun

sean mas o menos frecuentes. Ademas, podemos



determinar el parametro ngram_range para definir si

deseamos utilizar unigramas, bigramas o trigramas.

TfidfVectorizer: se utiliza para la bolsa de palabras en
el enfoque 2. Convierte un texto en una matriz de
funciones TF-IDF. Estas funciones calculan cuan
relevante es una palabra en el Corpus. Al igual que
para el CountVectorizer, podemos definir varios
parametros como el max_df, min_df o ngram_range.
Todos ellos con significados andlogos a los ya

comentado.

Train_test_split: este método nos permite dividir el
conjunto de datos en datos de entrenamiento y de
prueba. El pardmetro test_size define el porcentaje
de datos que se destinaran al nuevo conjunto de
datos de prueba quedando el porcentaje restante
asignado a los datos de entrenamiento. Asi, si
configuramos test_size=0.20, tendremos el 20% de
los datos de prueba y un 80% de entrenamiento. Para
los datos de entrenamiento, este método nos
devolverd un x_train y un y_train. El x_train se trata
de una matriz con el 80% de elementos mientras que
ely_train contiene las clases correspondientes a esos
elementos. Este mismo proceso es el que sigue los

datos de prueba.

Sklearn.naive_bayes: este método nos permite
utilizar el algoritmo de Naive Bayes. Este algoritmo
demuestra tener muy buenos resultados, ademas de
ser de facil comprensién y tener un tiempo de
ejecucién bajo compardndolo con otros algoritmos

de clasificacion.



=  Sklearn.metrics: aqui podemos encontrar las
diferentes métricas que nos van a permitir validar el
algoritmo entrenado. Concretamente se utilizan
confusion_matrix (matriz de confusion que nos
indicara el numero de falsos negativos y positivos),
accuracy_score, classification _report, recall y f1-

score.

4. Pandas. Esta biblioteca nos permite realizar operaciones
sobre los datos. La estructura de datos que maneja es el
DataFrame, el cual permite almacenar y manipular filas y
columnas. Deriva como extension de Numpy y es
ampliamente utilizada en Ciencia de Datos. Con ella
podemos leer y escribir datos estructurados en memoria,
crear matrices, realizar célculos...etc. En este trabajo se
utiliza para crear la matriz de la bolsa de palabras y calcular

la frecuencia de cada palabra por tuit.

5. TreeTagger. Es una herramienta que se encarga de realizar
un analisis morfosintactico de la palabra. Para ello, procesa
un texto y devuelve la tokenizacidn, el POS (Part Of Speach)
y el lema. La tokenizacién divide el texto en tokens que son
separados por espacios. La lematizacién se encarga de
convertir la palabra en su forma base o lema. Y el POS asigna
categorias gramaticales a las palabras de acuerdo con su
contexto. Esta herramienta es conocida por sus buenos
resultados en varios idiomas entre los cuales se incluye el
espafiol. En este trabajo lo hemos instalado y ha sido

utilizado con Python para el idioma espanol.

6. Streamlit. Esta herramienta nos permite convertir scripts
desarrollados en Python en aplicaciones web de una manera

facil. Através de Python, podremos utilizarla importando un



modulo y con tenerla instalada en el sistema, podremos
comenzar el desarrollo de la aplicacién. Ademas, nos
permitird realizar el despliegue de la aplicaciéon simplemente
conectando la herramienta con nuestro repositorio de

Github®?.

13.2.2. Streamlit

La visualizacién de datos es uno de los pasos mds importantes del andlisis de datos.
Es la forma de transmitir su investigacién y hallazgos de datos(conjunto) a través de
graficos y graficos interactivos. Hay muchas bibliotecas que estan disponibles para la
visualizacion de datos como matplotlib, seaborn, etc., lo que nos permite visualizar una
gran variedad de gréficos y diagramas, pero estas bibliotecas no ofrecen ninguna

funcionalidad para implementarlas en forma de pagina web o aplicacién web.

Streamlit es una biblioteca de Python de cédigo abierto que facilita la creacion de
hermosas aplicaciones web personalizadas para el machine learning y la ciencia de datos.
Ademas, desde su pagina web podras crearte una cuenta gratuita que te permitira realizar

el despliegue de tu implementacién de forma facil y rapida.

iy
Streamlit

Figura 21: Logo Streamlit
Fuente: Google Images

14. Experimentacion

Para la experimentacion se lleva a cabo la implementaciéon de la arquitectura
propuesta y comentada en el punto anterior. Se clasifican los tuits como “odio”, “no odio”,
“discriminacién racial” y “discriminacién de género”. A continuacion, vamos a explicar el

paso a paso llevado a cabo dentro de cada tarea desarrollada para ambos enfoques.

22 Github: https://github.com/
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14.1. Corpus

El corpus corresponde al conjunto de datos que se va a utilizar tanto para entrenar
el algoritmo como para hacer pruebas. Este conjunto es de suma importancia ya que va a
determinar la prediccién que podamos realizar para otros datos. Por ello debemos
asegurarnos de que estén limpios y sean Utiles para cumplir el objetivo.

Como ya hemos comentado, los datos que se utilizan son extraidos de Twitter de
manera supervisada y realizando varias extracciones por separado: tuits de odio, tuits que
no contienen odio, tuits que contienen discriminacién racial y tuits que contienen
discriminacion de género. Para ello se utiliza la biblioteca de Tweepy que nos permite
conectarnos a la APl REST de Twitter en la que recuperaremos tuits de los ultimos 7 dias.

En la Figura 22 podemos ver un esquema de como se lleva a cabo este proceso.

Extraccion de tuits

Exclusion y limpieza

] | l

Tuits "discriminacion | | Tuits "discriminacion
racial" de género”™

\ \
l

Corpus

Tuits "odio" Tuits "no odio”

Figura 22: Conformacion del Corpus
Fuente: Elaboracion propia
- Tuits “odio”: para la extraccion de tuits que seran etiquetados como odio, se
elabora una lista de palabras que contiene una serie de palabras y/o expresiones
que tienden a la presencia de este sentimiento. Por ejemplo, se recopilan la
mayoria de los insultos o de combinaciones con términos como “puto/a” que
pueda incitar al odio de manera genérica. Cabe destacar que en esta extraccion

también se eliminan algunas expresiones como “soy idiota” que puede



emplearse con una intencién de humor hacia uno mismo. Por este mismo
motivo se eliminan también aquellos tuits que contengan algin tipo de

carcajada.

- Tuits “no odio”: en el caso de la busqueda de tuits de no odio, se realiza una
busqueda por texto a través del emoticono “:D”, considerando que aquellos tuits
que aparezcan no deben incluir el sentimiento de odio y por lo tanto podremos

etiquetarlos como lo contrario.

- Tuits “discriminacion de género”: para la busqueda por texto que se utiliza para
etiquetar los tuits como que contienen discriminacion de género, se elabora una
lista de palabras y/o expresiones que contengan la presencia de este sesgo. Cabe
destacar que se trata de una extraccién diferente a la del sentimiento de odio, y
qgue se detectaran como un tipo aparte no como una especificacion de este

sentimiento.

- Tuits “discriminacion racial”: para la busqueda por texto que se utiliza para
etiquetar los tuits como que contienen discriminacion racial, se elabora una lista
de palabras y/o expresiones que contengan la presencia de este sesgo. Cabe
destacar que se trata de una extraccion diferente a la del sentimiento de odio, y
que se detectardn como un tipo aparte no como una especificacién de este

sentimiento.

En la Figura 23 podemos ver cémo funciona la APl de Tweepy que nos permitira
realizar todas las extracciones que acabamos de comentar. Para ello, hay que llevar a cabo
un registro en la APl indicando el uso que le vas a dar a la informacién que esta te puede
proporcionar y obteniendo asi las claves necesarias para conectarte utilizando Python.
Concretamente, necesitaremos cuatro cosas: TWITTER_CONSUMER_KEY,

TWITTER_CONSUMER_SECRET, TWITTER_ACCESS_TOKEN y TWITTER_TOKEN_SECRET.
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Figura 23: Funcionamiento API Tweepy
Fuente: Elaboracion propia

Ademads de lo ya comentado, se realizan una serie de exclusiones y una primera

limpieza en ambas extracciones:

- Exclusion de Retuits. En Twitter tenemos la posibilidad de compartir un tuit que
otro usuario publicé previamente y esta accion recibe el nombre de retuitear.
Ademas de compartirlo, el usuario que retuitea tiene la posibilidad de afiadir un
comentario. Como esto puede llevarnos a casos de duplicidad de informacion,
se deciden excluir a la hora de formar el Corpus. Para identificarlos se utilizard

“PRTE@”.

- Exclusion de URLs. Muchos usuarios comparten imagenes o links en sus tuits,
bien sea sobre noticias 0o memes. Sin embargo, muchos corresponden a acciones
publicitarias. Como en estos casos no se aporta sentimiento, ya que se te trata
de propaganda, se eliminaran todos los tuits que incluyen alguna URL en su

texto. Para identificar este tipo de exclusion se busca “https://” en su texto.



- Eliminacion de hashtags. Una de las posibilidades que encontramos en la
plataforma de Twitter, es la utilizacién de hashtags que se corresponden al
simbolo “#”. Esto permite a los usuarios clasificar o etiquetar el contenido de los
tuits que redactan. En el caso de este trabajo no se ha utilizado este elemento
para la conformacion del Corpus. Sin embargo, en la limpieza que se realiza a la
hora de la extraccion solo eliminaremos la almohadilla y no la palabra que le
sigue pues la mayoria de los usuarios utilizan el hashtag seguido de una palabra

que forma parte de la frase que estan escribiendo.

- Eliminacion de emoticonos. Aunque para la extraccién de tuits que se etiquetan
como no odio se utiliza la busqueda con texto utilizando un emoticono como ya
se ha comentado, estos elementos no aportan informacion confiable. Es por ello

que, se eliminaran utilizando la biblioteca de preprocessor.

- Eliminacion de menciones. Esta caracteristica de Twitter, permite a los usuarios
responder o nombrar a otro usuario de la red social. Para ello, tienen que escribir
el nombre del usuario deseado seguido de una arroba (@Julia). Al igual que en
el caso de los emoticonos, se eliminan las menciones utilizando la biblioteca

preprocessor.

- Eliminacion de tildes y caracteres especiales. Como el desarrollo del trabajo estd
destinado al idioma espafiol y la extraccion de tuits se almacena en ficheros CSV,
se decide eliminar tanto las tildes como los caracteres especiales para evitar

problemas antes de guardar la informacién en el archivo.
A continuacién, podemos ver ejemplos de lo comentado:
- Tuit original: “RT @spotify Ay qu chulo me lo guardo para escucharlo #viernenes

#tmodo #on:D ”.

- Tuit una vez realizada la exclusidn y la limpieza: “Ay qu chulo me lo guardo para

escucharlo”.
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Para la obtencion de tuits se utilizan varios scripts diferentes, pero con

elementos similares. El primero de ellos es el que se utiliza para la extraccion de

los tuits que se van a etiquetar como odio, como podemos ver en la Figura 24.

#script para extraccion de tuits
import tweepy

import csv

import pandas as pd

import unicodedata

import numpy as np

import preprocessor as p

#credenciales

consumer_key = 'GjCs2WACwgfXYxVEg52fVWqcy'

consumer_secret = '1JGSFNBJ6r5GQE1xrAMPCgIHXupXIgE8RStpG34i2ymCvo67c8"’
access_token = '1491084910697844744-AonGTPepyFMotpEkCAOGTdqyTSVdgP'
access_token_secret = 'JBaLUPRYnWXhPCLnrdVXzPxw8CuAXNR1SLxcNwrs81D42"

#autenticacion

auth = tweepy.OAuthHandler(consumer_key, consumer_secret)
auth.set_access_token(access_token, access_token_secret)
api = tweepy.API(auth,wait_on_rate_limit=True)

lista_clave=['gentuza', 'puto facha','puta facha','puta fascista','puto fascista',
'hijo de puta','hija de puta','hijadeputa’,'hijoputa', 'hijaputa’, 'hijasdeputa‘','hijodeputa’,
‘hijosdeputa', 'asco de gente','ascazo de gente','puta feminazi','maldita feminazi', 'das asco',
‘imbécil', 'gilipollas’, '‘malnacido’', 'malnacida’, 'bastardo’', 'bastarada’,
‘eres asqueroso','eres asquerosa','idiota','maricén’','nifiato','nifiata’','eres muy tont',
'tu eres tont', 'sois basura','eres basura','miserable’',
‘impresentable', 'vomitiv', 'calana’, 'indeseable', 'alimafna’, 'estupido’,
'cantamafanas’', 'tipejo','tipeja‘, 'gente repugnante','persona repugnante','mamarrach’,
'sinverguenza’, 'subnormal’,'eres un mierda','eres una mierda', 'bocachancla’,
'lameculos', 'parguela’, 'cenutrio', 'tolai', 'malfollao’, 'malfollado’, 'mal follado',
‘malfollada’, 'mal follada','de los cojones', 'panoli’','eres retrasado','eres retrasada',
'sabandija','lerd','retrasada mental', 'mongol’,'cretin','ojala sufras’,
'‘ojala mueras', 'muerete','puto comunista','puto nazi','puta nazi','puto negro','puta negra',
'puto baboso','inepto','eres mentiros','eres cobarde','eres fals',
‘eres impresentable','vete a tomar por culo','comerrabo’, ‘marimacho’,
'‘maricon’', 'bollera', 'ignorante', 'de mierda', 'hdp', 'put’', 'maldito’,
‘asqueroso', 'callate’, 'marica’, 'mariposon','feminazi', 'ramera', 'buscona', 'calientapollas’,
‘perra','zorra', 'puta’, 'corrupto', 'corruptos', 'negrata’, 'esclavo’, 'ladron', 'podemita’,
‘mariquita‘', 'sudaca’', 'soplanucas’', 'soplapollas’, 'cabezahueca',
‘arpia', 'babos', 'depravad', 'escoria’, 'guarr’', 'huevén', 'jodid',
‘mamén', 'odios', 'comeverga', 'chupapija', 'facha', 'fachas', 'negro de mierda',
‘delincuentes','franquista', 'franquistas', 'muerdealmohada‘, 'travelo’,
'mermao\ndesviac', 'mermao\ndesviad', 'mermao\npervert',
'mermao\npervers', 'mermao\ndepravac','mermao\ndepravad', 'mermao\npromiscu', ‘'mermao\nlibertin', 'mermao\nenferm'

‘mermao\nput', 'mermao\nmaldit', 'mermao\nsuci', 'mermao\npluma‘', 'mermao\ntijer', 'mermao\ncofo', 'mermao\npotorro',

‘mermao\npierdeaceit', 'mermao\nmierda’', ‘'mermao\nbasura', ‘'mermao\ngentuza', 'mermao\nasco', ‘'mermao\nlacra‘,
‘mermao\nescoria', 'mermao\ncontagi', 'mermao\ndestroz', 'mermao\nreventar', 'mermao\nrevient', ‘'mermao\nmata‘,
‘mermao\nextermin', 'payas\ndesviac', 'payas\ndesviad', 'payas\npervert',

'payas\npervers', 'payas\ndepravac','payas\ndepravad', 'payas\npromiscu', 'payas\nlibertin', 'payas\nenferm',
‘payas\nput', 'payas\nmaldit', 'payas\nsuci', 'payas\npluma', 'payas\ntijer', 'payas\ncofio', 'payas\npotorro',

'gay\ndepravac', 'gay\npromiscu', 'gay\nlibertin’,'gay\ntijer', 'gay\npotorro','gay\npierdeaceit', 'gay\nlacra',
‘gay\ncontagi', 'gay\ndestroz', 'gay\nreventar', 'gay\nrevient', ‘'gay\nmata',

'gay\nextermin', 'maric\ndesviac', 'maric\ndesviad', 'maric\npervert', 'maric\npervers',

'maric\ndepravac', 'maric\ndepravad', 'maric\npromiscu', 'maric\nlibertin', 'maric\nenferm',

'maric\nput', 'maric\nmaldit', ‘'maric\nsuci', 'maric\npluma‘', 'maric\ntijer', 'maric\ncofio’',

'maric\npotorro', 'maric\npierdeaceit', 'maric\nmierda', ‘'maric\nbasura', ‘'maric\n-gentuza',

'maric\nasco', 'maric\nlacra', 'maric\nescoria', 'maric\ncontagi', 'maric\ndestroz','maric\nreventar’,
'maric\nrevient', 'maric\nmata’', 'maric\nextermin', ‘'marig\ndesviac','mariq\ndesviad’',

'mariq\npervert', 'mariq\npervers', 'marig\ndepravac', ‘'mariq\ndepravad','mariq\npromiscu’', 'marig\nlibertin',
'marig\nenferm', 'mariq\nput', ‘'mariq\nmaldit', 'mariq\nsuci', ‘'mariq\npluma‘', 'marig\ntijer',

'marig\ncofio’', 'marig\npotorro', 'marig\npierdeaceit', ‘'mariq\nmierda', 'marig\nbasura', 'marig\ngentuza',
'mariq\nasco', 'marig\nlacra','mariq\nescoria', 'mariq\ncontagi', 'mariq\ndestroz', 'mariq\nreventar’,
'marig\nrevient’, 'mariq\nmata’', 'mariq\nextermin', 'lesbi\ndesviac', 'lesbi\ndesviad', 'lesbi\npervert',
'lesbi\npervers', 'lesbi\ndepravac', 'lesbi\ndepravad', 'lesbi\npromiscu’', 'lesbi\nlibertin','lesbi\nput"’
'lesbi\nmaldit', 'lesbi\nsuci', 'lesbi\npluma‘', 'lesbi\ntijer', 'lesbi\ncofio', 'lesbi\npotorro', 'lesbi\npierdeaceit',
‘lesbi\nmierda’, 'lesbi\nbasura', 'lesbi\ngentuza', 'lesbi\nasco', 'lesbi\nlacra', 'lesbi\nescoria', 'lesbi\ncontagi',
‘lesbi\ndestroz', 'lesbi\nreventar', ‘'lesbi\nrevient', 'lesbi\nmata’, ‘lesbi\nextermin', 'trans\ndesviac"'
'trans\ndesviad’', 'trans\npervert', 'trans\npervers', 'trans\ndepravac', 'trans\ndepravad', 'trans\npromiscu',
‘trans\nlibertin', ‘'trans\nenferm', 'trans\nput', 'trans\nmaldit', 'trans\nsuci', 'trans\npluma', ‘trans\ntijer’',
'trans\ncofio', 'trans\npotorro', 'trans\npierdeaceit', ‘'trans\nmierda', 'trans\nbasura', 'trans\ngentuza’',
'trans\nasco’, 'trans\nlacra', 'trans\nescoria', 'trans\ncontagi', 'trans\ndestroz', 'trans\nreventar’',
'trans\nrevient', 'trans\nmata', 'trans\nextermin', 'drag\ndesviac', 'drag\ndesviad', 'drag\npervert',
‘drag\npervers', 'drag\ndepravac','drag\ndepravad', 'drag\npromiscu', ‘'drag\nlibertin', 'drag\nenferm',
‘drag\nput', ‘'drag\nmaldit', 'drag\nsuci', 'drag\npluma‘', 'drag\ntijer', 'drag\ncofio', 'drag\npotorro',
'drag\npierdeaceit', 'drag\nmierda', 'drag\nbasura', 'drag\ngentuza', 'drag\nasco', ‘'drag\nlacra’,
'drag\nescoria’, 'drag\ncontagi', 'drag\ndestroz', 'drag\nreventar', 'drag\nrevient', 'drag\nmata',
‘drag\nextermin']

#controlar insultos con sarcasmo
def filtrado(cadena):
cadena_min=cadena. lower()

if (cadena_min.find('jaja')==-1) and (cadena_min.find('jeje')==-1) and (cadena_min.find('soy')==-1) and (cadena_min.find('estoy')==-1)

return True

#eliminar tildes

def limpiar(cadena):
s = ''.join((c for ¢ in unicodedata.normalize('NFD',cadena) if unicodedata.category(c) != 'Mn'))
return s

#busqueda de tweets y extraccion a csv
with open('extraertuits.csv', 'w', newline='', encoding='utf-8') as csvFile:
csvWriter = csv.writer(csvFile)
for i in range(@,len(lista_clave)):
for tweet in tweepy.Cursor(api.search_tweets,q=1lista_clave[il,lang="es").items(100):
if (filtrado(tweet.text)) and (not tweet.retweeted) and ('RT @' not in tweet.text) and ('https://' not in tweet.text):
print (tweet.created_at, limpiar(p.clean(tweet.text.replace('#', ''))))
csvWriter.writerow(['odio', limpiar(p.clean(tweet.text.replace('#', '')))])

Figura 24: Script extraccion de tuits de odio
Fuente: Elaboracion propia
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El dia 12/03/2022 se realizd una extraccion de 3914 tuits etiquetados como odio.
Para realizar la busqueda de ellos, se recorrio la lista de palabras clave que contiene una
serie de palabras y/o expresiones que normalmente forman parte de la expresién de este
sentimiento. Ademas, se aplican los criterios de exclusién comentados y los datos quedan

almacenados en “odio.csv”. El contenido resultante se puede observar en la Figura 25.

odio,Son gentuza.

odio,Unos y otros admitiendo a toda la gentuza mundial.

odio,Esta gentuza es odiosa.

odio,Nos hace falta Keiko para votar a toda esta gentuza comunista y los metan presos de por vida
odio,"No,no y NO!.S5i hubo un fusilado fu yo... Que gentuza tan ignorante."

odio,Es normal en esta gentuza

odi

odio,Que basura de gentuza

odio,Ante esta gentuza se ha renunciado a hacer una verdadera reforma laboral tan (falsamente) prometida.

odio,"Uffff menuda gentuza eres, que poca educacin, no molestes y ve a hablar con quien quiera aguantarte, rabiosssssaaaaaa"
odio,Bravo!!! Menuda gentuza. Ojal ninguno pueda quedarse en el pas.

odio,Yo creo que han pasado de ser basura o gentuza a ser unos H de P

odio,Esto ya es repugnante que gentuza y gue ms grande son los de VOX.

odio,"Pues no digas la edad pobrecita ma q algn rojo sectario de estos te dice q ya es hora de morirse, menuda gentuza son."
odio,Gentuza como tu

odio,"Alucinante, es vomitivo toda esta gentuza"

odio,"Gracias a ti y a la gentuza de PODEMOS nos arruinamos como pas, y t sacndote fotos como una gilipollas. Asco y vergenza"
odio,Ser retrasado es una enfermedad ser un puto facha fascista nazi franquista de mierda es delito
odio,"sos el segundo puto... No lo lograste, Gael es ms puto que vos"
odio,El mas puto arriba
odio,Y un puto facha
odio,"Ah!, t no has notado como que respiras mejor?. Puto facha"
io,"Un puto facha, exactamente!"

eres un facha acosador.. dejeme en paz ya puto facha"
uto facha pero conciencia obrera"
asco... bloqueado!!!
e que es un puto facha con chapela."”
odio,"Eres un puto fé orregado."
odio,"Un Puto facha, do fachas.... que bien Espaa !"
odio,Que tu seas un puto facha no es culpa de los dems.

mpiezas a apestar bastante. Puto facha de Mierda.
e viene siendo "" un puto facha"""
alla hdp facha mierda vete con el hp de abascal a el puto cementerio
odio,"Qu sorpresa, un facha hablando de censurar."

Figura 25: Conjunto de datos etiquetados como odio
Fuente: Elaboracion propia
En segundo lugar, se realiza la extraccidn de los tuits que se van a etiquetar como

no odio. El proceso sera similar al que se acaba de comentar para el sentimiento de odio.

El dia 12/03/2022 se realizd una extracciéon de 3914 tuits etiquetados como no
odio. Para realizar la busqueda de ellos, se realiza una busqueda por texto utilizando el
emoticono de carita feliz “:D” asumiendo que los tuits tendran un sentimiento positivo y
por lo tanto contrario al odio. Ademas, se aplican los criterios de exclusion comentados y
los datos quedan almacenados en “nodio.csv”.

El mismo dia, se realiza el mismo proceso para realizar el etiquetado de la discriminacion

de género y la discriminacidn racial. En ambos casos, se extrae un total de 2318 tuits.



Dado que el nimero de tuits de ambas discriminaciones era reducido (2318 tuits),
se selecciona la misma cantidad para el grupo de odio y no odio y se juntan todos los tuits
en un fichero conjunto llamado “totaltuits.csv’. Asi se forma el Corpus para el trabajo

experimental con 9272 tuits en total.

14.2. Preprocesamiento

Debido a que los datos que vamos a analizar tienen un formato no estructurado y
un lenguaje generalmente informal, es necesario llevar a cabo una etapa de
preprocesamiento. Esta tarea, que también recibe el nombre de normalizacién de texto,
se llevara a cabo distintamente segun el enfoque. Como ya comentamos, en un enfoque

se realizard con NLTK y en el otro TreeTagger.

14.2.1. Enfoque 1 - NLTK

Como ya comentamos anteriormente, a la hora de realizar la extraccién ya
contamos con la exclusiéon y limpieza mencionadas. No obstante, aun los datos no estan
suficientemente preparados, por lo que utilizaremos NLTK para que contribuyan al anélisis

de texto. Las tareas que vamos a realizar en esta etapa son las que se observan en la Figura

26.

Conversian de
‘ etiquetas H Stopwords H Stemmer ‘

Figura 26: Etapas enfoque 1
Fuente: Elaboracion propia

- Conversion de etiquetas en variables numéricas. Cuando se genera el archivo
final del Corpus, se tendra la informacion etiquetada segun corresponda con
“odio” o “no odio”. Sin embargo, como la clasificacién es mejor realizarla con
valores numéricos, se lleva a cabo una categorizacién numérica donde odio=0y
no odio=1. Para introducir esta categorizacidn en el conjunto de datos, se utiliza

Pandas afiadiendo una nueva columna como podemos ver en la Tabla 13.



Etiqueta

Tuit

Variable numérica

‘le quiero arrancar la cabeza, no lo

de género

ess comentaris.’

odio ) 0
aguanto.Puto facha de los cojones’
‘Soy de ese tipo de personas que le gustan
gue todo se lo hagan, creo que el nombre 1
no odio es "facilista".Buenos das por la maana’
o “Eres un negro de mierda, debria darte
discriminacion .. .
racial verglienza. No servis para nd ms qge para 2
ci
ser esclavos.’
o ‘Piensan que tiens derexos pr ser mujer, a
discriminacion .
fregar que va siendo hora. Le banearon por 3

Tabla 13: Conversion de etiquetas en variables numéricas

Stopwords. Se eliminan las palabras que no aportan significado con el método

stopwords.words(‘spanish’).

Stemmer. Se obtienen las raices de las palabras de los tuits utilizando el método

SnowballStemmer(‘spanish’).

En este caso, como se tiene el pardmetro de conversion de palabras en
minusculas por defecto, no se lleva a cabo la conversidn de las mayusculas. El

resultado del preprocesamiento con NLTK se almacena en una nueva columna

del DataFrame como podemos ver en la Tabla 14.




hora. Le banearon por ess
comentaris.’

Etiqueta Tuit Variable Preprocesado
numérica
odio ‘le quiero arrancar la cabeza, no 0 ‘quier arranc cabez,
lo aguanto.Puto facha de los aguanto.put fach cojon’
cojones’
‘Soy de ese tipo de personas que ‘soy tip person gust hag,
. le gustan que todo se lo hagan, cre nombr facil. buen
no odio 1 )
creo que el nombre es das maan
"facilista".Buenos das por la
maana’
discriminacion | ‘ Eres un negro de mierda, debria ‘eres negro mierda,
racial darte verglienza. No servis para 2 debria darte verglienza
nd ms ge para ser esclavos.’ no servis nd ser esclavos’
discriminacion | ‘Piensan que tiens derexos pr ser ‘piensan tiens derexo ser
de género mujer, a fregar que va siendo 3 mujer, fregar siendo hor

banearon comentaris’

Tabla 14: Resultado preprocesamiento NLTK

14.2.2. Enfoque 2 - TreeTagger

Como ya comentamos anteriormente, a la hora de realizar la extraccién ya

contamos con la exclusién y limpieza mencionadas. No obstante, aln los datos no estan

suficientemente preparados, por lo que utilizaremos TreeTagger para que contribuyan al

analisis de texto. Las tareas que vamos a realizar en esta etapa son las que se observan en

la Figura 27.
C ion d TreeT:
Figura 27: Etapas enfoque 2
Fuente: Elaboracion propia
- Conversion de etiquetas a variables numéricas. Cuando se genera el

archivo final del Corpus, se tendra la informacidén etiquetada segun

corresponda con “odio” o “no odio”. Sin embargo, como la clasificacion

es mejor realizarla con valores numéricos, se lleva a cabo una

categorizacion numérica donde odio=0 y no odio=1. Para introducir esta

categorizacion en el conjunto de datos, se utiliza Pandas.




- TreeTagger. Se irdn leyendo uno a uno los tuits y se van procesando con
TreeTagger en Python. El procesamiento consiste en tokenizar el tuit y
devolverd la palabra, el lema y el POS Tagging de cada palabra

perteneciente a un tuit. Un ejemplo seria el siguiente:

Tuit sin preprocesado: ‘dificil decision pero m quedo con la

primera’

" Tuit preprocesado: ‘ADJ/dificil’, ‘NC/decision’, ‘NC/perco’,
‘ALFS/m’, ‘VLfin/quedar’, ‘PREP/con’, ‘ART/el’, ‘ORD/primero’

- Guardado TreeTagger. Se afiade una columna al DataFrame de Pandas
en el que se incluird la informacidn obtenida con TreeTagger. Es decir,
almacenaremos el lema y el POS Tagging se cada palabra perteneciente

a cada tuit como podemos ver en la Tabla 15.

Etiqueta Tuit Variable Preprocesado
numeérica

VLinf/joder

) ADV/cuanto ADJ/puto
odio Joder cuanto puto facha lloron 0 NC/facha VLfin/lloron
hablando del Condenas’ VLger/hablar PDEL/del
NC/condena
ADJ/dificil NC/decision
NC/pero ALFS/m
no odio ‘dificil decision pero m quedo con 1 VLfin/quedar PREP/con
la primera’ ART/el ORD/primero
L, . . VLeer/ser ALFS/un
discriminacion eres un sinpapeles, no te .
. ., 2 NC/sinapapel NC/no
racial quejes

ART/te ViInf/quejar

Vinf/ser NC/mujer
NC/sin NC/privilegio
3 ART/eso Vleer/es
ART/lo PREP/que

VLeer/ers

discriminacién | ‘ser mujer, sin privilegios, eso
de género esloqueers’

Tabla 15: Resultado procesamiento con TreeTagger
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14.3. Divisién del conjunto de datos

Una vez realizado el preprocesamiento, en ambos casos se lleva a cabo una division
de los datos de la misma manera. Como ya hemos comentado, el Corpus estd formado de
un total de 9272 tuits (2318 de odio, 2318 de no odio, 2318 de discriminacidn racial y 2318
de discriminacion de género) de los cuales se divide el 80% para el entrenamiento (7417
tuits) y el 20% para pruebas (1854 tuits). Para llevar a cabo esta divisién en el conjunto de
datos se utiliza el método train_test_split de la biblioteca Scikit-learn. Cabe destacar que
esta tarea se lleva a cabo antes de realizar la vectorizacidn y extraccion de caracteristicas
gue comentaremos en el siguiente punto. De esta manera, las pruebas obtendran

resultados de predicciones de forma mas real.

14.4. Extraccion de caracteristicas

14.4.1. Enfoque 1 - extraccion de caracteristicas unigramas y bigramas

Para esta tarea se van a utilizar los datos preprocesados correspondientes a este
enfoque, los cuales ya comentados en apartados anteriores. Para realizar la extraccion de
caracteristicas se utiliza el CountVectorizer en el cual definimos que se va a crear un
vocabulario a partir de unigramas, en un caso, y bigramas, en otro. En ambos, se ignoran
las palabras mas frecuentes del 50% del Corpus y las menos frecuentes debajo del 5% del
Corpus. Al ejecutarlo se obtiene como resultado el vocabulario que podemos ver en la

Figura 28.

['acab de', 'acab dec', ‘'acab despert', ‘acab levant', ‘'acab perd', 'acab ver', ‘aceit girasol', ‘'acomp vez', ‘adems borraxch', 'adivin quin'
, 'ah cre', 'ahor aceit', 'ahor bien', 'ahor entiend', 'ahor hac', 'ahor hambr', 'ahor mism', 'ahor necesit', 'ahor odi', 'ahor parguel', ‘'ah
or pued', 'ahor quier', ‘ahor si', 'ahor sol', 'ahor viend', 'ahor voy', 'al fin', 'al final', 'al men', 'al olvid', 'albumfavoritopop latina
m', ‘alegr bien', 'alegr da', ‘'alegr gust', 'alegr habert', 'algn da', ‘'algui ms', ‘algui vay', ‘algun maner', 'algun vez', 'am sbad', 'amapo
1 saras', 'amig aprend', 'amig coa', ‘'amig felic', 'amig gay', 'amig mejor', 'amo ms', 'an as', 'an ms', 'anda combat', 'anda vet', 'ando bie
n', 'ao nuev', 'ao pas', 'aos ms', 'aprend espaol', 'aqu est', 'aqui sol', 'arianagrand blackpink', 'as da', 'as dej', 'as import', 'as pued'
, 'as ser', 'as si', 'as sig', 'as vam', ‘'ascaz gent', 'asco cabrn', ‘'asco cabron', 'asco da', ‘asco das', 'asco de', ‘asco gent', ‘'asco pers
on', ‘'asesin corrupt', 'asesin genoc', 'asi bien', 'asi da', 'asi pued', 'asquer escori', 'asquer puerc', 'asquer que', 'asquer repugn', 'at

the', ‘'ataqu ansied', 'autntic retras', 'aww graci', 'ay cabron', 'ay pues', 'ay si', 'ayer hoy', 'ayer qued', ‘'ayer youtub', 'bad bunny', 'b
aj regl', 'bastard idiot', 'basur bazofi', 'basur cabron', 'basur gentuz', 'basur hij', 'basur junt', 'basur ms', 'bazofi facist', 'bestmusic
vide at', 'bien bastard', 'bien bien', 'bien chid', 'bien com', 'bien cool', 'bien da', 'bien difcil', 'bien graci', 'bien hac', 'bien hij',

'bien mal', 'bien padr', 'bien pedaz', 'bien put', 'bien tambin', 'blackpink blinks', 'blanc negr', 'boc gilipoll', 'bonit contig', 'bonit da
', 'bonit noch', 'bonit viern', 'borr mensaj', 'borrach feminazi', 'borraxch mentir', 'brev estarn', 'buen aunqu', 'buen buen', 'buen compa',
'buen da', 'buen das', 'buen dia', 'buen gent', 'buen ide', 'buen igual', ‘buen noch', 'buen not', 'buen onda', 'buen person', 'buen present'
; 'buen sab', ‘buen si', 'buen suert', 'buen tambin', 'buen tard', ‘buen trabaj', 'buen viaj', ‘'buen voy', 'bujarr mariquit', ‘'butt for', 'ca
bez punt', 'cabrn das', 'cabrn mal', ‘cabrn mierd', 'cabron coo', 'cabron da', 'cabron hij', 'cabron mierd', 'cabron ms', 'cabron no', 'cabro
n si', 'cad da', 'cad que', 'cad vez', 'caes mal', 'cag put', 'cag ris', 'cag te', 'call boc', 'callat boc', 'callat hdp', 'callat mejor', 'c
allat put', 'cambi ly', 'campeon junt', 'candel ms', ‘car car', 'car de', 'car mal', 'car malfoll', 'car panoli', ‘'car ta', 'carit hac', ‘car
1 chupapij', 'cas dej', 'cas sab', 'cas ser', 'casi mat', 'cenutri pantan', 'cerr el', 'chic gilipoll', 'chic gust', 'chic quier', 'chicoe3 ch
ocho4', 'ching madr', 'ching put', 'chocho4 mari', 'chup huev', 'chupapij sos', 'chupapij tod', 'chupasel paul', 'cin quier', 'cin ver', 'cla
r si', 'clar ver', 'clas person', ‘cllat put', ‘'cllat sab', 'cllat viej', 'cmo ests', 'cmo gust', 'cmo pued', 'cmo va', 'cmo vas', ‘'cnic sinv
erguenz', 'coa quin', 'cobard maricon', 'coj amapol', 'color chupapij', 'color faverit', 'com chupapoll', ‘'com corr', 'com fide', 'com gust',
‘com mierd', 'com poll', ‘com si', 'com siempr', 'com vas', 'combat rus', ‘compr pasaj', 'compr rop', 'con una', 'conch madr', 'conciert bts'
, 'conciert cin', ‘'congrats po', 'conoc palabr', 'coo cabron', 'coo de', 'coo hac', 'coo pas', ‘coo put', 'coo sal', ‘corr hijaput', 'correcc
in poltic', 'corrupt morovencebolsolul', 'cort cabell', 'cos bien', 'cos buen', 'cos niat', 'cos ser', 'cos sol', 'cos soplapoll’, 'cre huevo
n', 'cre ms', 'cre pas', 'cre si', 'cre van', 'cre voy', 'cualqu asco', 'cualgu bien', ‘'cualqui cos', 'cuent ests', 'cuent gent', 'cul ahor’',
‘cul asquer', 'cul put', 'da asco', 'da bien', 'da curr', 'da da', 'da das', 'da gan', 'da gust', 'da hoy', 'da igual', 'da mejor', 'da ms',

‘da much', 'da muj', 'da noch', 'da pas', 'da pen', 'da put', 'da quier', 'da saldr', 'da sol', 'da tranquil', ‘'da travel', 'da ver', 'da verg
da voy', 'dal tiemp', 'dar wvuelt', 'darl fuert', 'das asco', 'das cuent', 'das favorit', 'das maan', 'das ms', 'das segu', 'das voy', 'de esta
mierd', 'de perr', 'de put', 'de una', 'de verd', ‘'deb dec', 'deb hab', 'deb ser', 'deber dar', ‘deber hac', 'dec gent', 'dec graci', 'dec men
dec negr', 'dec pendej', 'dec put', 'dec si', 'definit necesit', 'definit potabl', 'dej clar', 'dej de', 'dej dorm', 'dej flep', 'dej hac', 'd
‘dej llor', 'dej mal', 'dej opin', 'dej sequ', 'dej sent', 'dej ser', 'dej vist', 'dej vu', 'demasi si', ‘'demuestr valor', ‘'desped maestr', 'd
maan', ‘'despert ms', 'despidi maestr', 'desvi invert', 'devuelv gast', 'di cuent', ‘'diabl ahor', 'dic coa', 'dic gust', 'dic maric', 'dic que’
put', 'dig si', 'dij negr', 'dij noch', 'dim qu', 'dios me', 'dios qu', 'disfrut conciert', 'dnde da', 'don nadi', 'dorm abraz', 'dorm bien',

Figura 28: Extraccion de caracteristicas enfoque 1
Fuente: Elaboracion propia
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14.4.2. Enfoque 2 — extraccién de caracteristicas lema/pos

Para esta tarea se van a utilizar los datos preprocesados correspondientes a este
enfoque, los cuales ya comentados en apartados anteriores. Para realizar la extraccion de
caracteristicas se utiliza el TfidfVectorizer para construir un vocabulario con la hipétesis de
gue se obtendrd una mejor clasificacion. Para el aprendizaje, se utiliza el método
vect.fit(train) que permite aprender el vocabulario. Por defecto se eliminaran los
duplicados, se convertird el texto a minusculas y se ordenarad alfabéticamente el

vocabulario resultante. El resultado de la ejecucion lo podemos ver en la Figura 29.

['acrnm/a', ‘acrnm/con', ‘'acrnm/del', ‘'acrnm/le', 'acrnm/ms', ‘'acrnm/si', 'acrnm/t', ‘acrnm/tv', ‘adj/~~', 'adj/abyecto', 'adj/active', ‘'ad
jfactual', ‘'adj/adorable', 'adj/ajeno’, 'adj/alimaa’, ‘adj/alto', ‘adj/alucinante’', 'adj/amable', ‘'adj/amigo‘', ‘'adj/analfabeto’', 'adj/anter
ior', 'adj/acs', 'adj/asesino', 'adj/asqueroso', 'adj/atrs', 'adj/azul', 'adj/babos', 'adj/baboso’, 'adj/bajo', 'adjs/barato’, 'adj/bastante

', 'adj/bastardo', 'adj/basto', 'adj/bello', 'adj/bienvenido', 'adj/bio', 'adj/bipolar', 'adj/blanco’', 'adj/bobo', 'adj/bollero', 'adj/bon
, ‘'adj/bonito’, ‘'adj/borracho', 'adj/breve', ‘adj/bro', ‘adj/bronco’, ‘adj/bros®, 'adj/brunc’, 'adj/brutal’, 'adj/bruto’, 'adj/bueno’, ‘adj
/bueno|mejor', 'adj/buscén', 'adj/cabrn', 'adj/cajetudo', 'adj/calaa', 'adj/camilo', ‘'adj/cansado', 'adj/capaz', 'adj/caro', 'adj/castellan
o', 'adj/casto', 'adj/celeste', 'adj/celular', 'adj/cenutrio', 'adj/cercanc', 'adj/chico', 'adj/chulo', 'adj/chupapija', 'adj/ciego', "adj/
claro', 'adj/cobarde', 'adj/colorado', 'adj/comercial’', 'adj/completo', 'adj/complicado', 'adj/comunista', ‘'adj/confuso', 'adj/consciente',
‘adj/contento', 'adj/coo’', ‘'adj/cornude’, ‘adj/correcto', ‘adj/corrupto’, 'adj/corto’, 'adj/creativo’, 'adj/cristiano’, ‘'adj/culero’, ‘adj
/culposo', 'adj/cultural', 'adj/cuntos', 'adj/curro', 'adj/definitive', 'adj/democrtico', 'adj/denso’, 'adj/derecho’', 'adj/descarado', 'adj
/descerebrado’, 'adj/desgraciado', 'adj/despierto', 'adj/despreciable', 'adj/diario', 'adj/dicho’', 'adj/dictador', ‘'adj/difcil’', 'adj/difer
ente', 'adj/directo', 'adj/discreto', 'adj/disponible’, 'adj/distinto', 'adj/divertide', 'adj/dnde', ‘'adj/drake9', 'adj/dulce', 'adj/duro',
‘adj/ebrio', 'adj/emocional', 'adj/enfermo', 'adj/enorme', 'adj/entero’', 'adj/envidioso', 'adj/esclavo', 'adj/especial', 'adj/espectacular
', 'adj/estn', 'adj/estpido', 'adj/estupendo', 'adj/etarra', 'adj/eterno', ‘'adj/ex', 'adj/exacto', 'adj/extremo', "adj/fabuloso', 'adj/fals
o', 'adj/familiar', ‘'adj/famoso', 'adj/fascista', 'adj/favorito', 'adj/fcil', ‘'adj/feliz', 'adj/feminazi', 'adj/feminista', 'adj/feo', 'adj
/fiel', 'adj/flaco', 'adj/franchute', 'adj/franco', 'adj/franquista’, ‘'adj/frito’, 'adj/fsico’, 'adj/fuerte', ‘'adj/futuro', ‘'adj/gay', 'adj
/general’, 'adj/genial', 'adj/genocida', 'adj/gil', 'adj/gordo', 'adj/grande', 'adj/gran|grande', 'adj/grave', 'adj/grfica', 'adj/gringos',
'adj/grosero’, 'adj/gquapo', 'adj/guarr', 'adj/guarro', 'adj/haha', 'adj/harte', 'adj/hecho', 'adj/hermoso', 'adj/hetero', 'adj/hispano’, '
adj/horrible', 'adj/humanc', ‘adj/humilde', 'adj/ideal’, 'adj/idiota', 'adj/ignorante', ‘'adj/igual’, 'adj/imbcil', ‘'adj/importante', 'adj/i
mposible', 'adj/impresentable', 'adj/incompetente’', 'adj/increble', 'adj/increible', 'adj/indecente', 'adj/indeseable', 'adj/indirecto’, 'a
dj/inepto’, 'adj/infame', 'adj/infeliz', ‘'adj/infiel', ‘'adj/inmoral', 'adj/instagram', ‘'adj/inteligente', 'adj/interesado', 'adj/interesant
e', 'adj/intil', 'adj/invertide', ‘'adj/izquierdo', 'adj/jaja', 'adj/jijiji', 'adj/jodide', 'adj/joven', 'adj/junte', 'adj/justo', 'adj/kari
na', 'adj/ladrén', 'adj/lamentable', 'adj/largo', 'adj/lento’, 'adj/lesbiano’', 'adj/libre', 'adj/light', 'adj/linda|lindo’', 'adj/lindo’, 'a
dj/liste’, 'adj/literal’, 'adj/lleno', 'adj/loco’, 'adj/lt', 'adj/ltimo', 'adj/maana', 'adj/maduro', ‘'adj/maestro', 'adj/mal', 'adj/maldito
', 'adj/malnacido’, 'adj/male’', ‘'adj/mamn', ‘'adj/maravilloso', 'adj/marica', 'adj/marimache’', 'adj/mario', 'adj/mariposn', 'adj/matemticas’
, 'adj/maxime’, ‘adj/medic', ‘'adj/mediocre', 'adj/mental', 'adj/mentiros', ‘'adj/mentiroso’', 'adj/menudo', ‘'adj/mexicano', 'adj/mgico', 'adj
/miserable', 'adj/mismo', 'adj/mo', 'adj/moderno', 'adj/mongol', 'adj/msica‘', 'adj/mucho', 'adj/muchsimo', 'adj/muerto', 'adj/mundial', ‘'ad
j/mutuo', ‘'adj/nazi', 'adj/necesario', 'adj/negative', 'adj/negrata', ‘adj/negro', 'adj/neoliberal', "adj/nervioso', ‘'adj/neto', 'adj/nica’
, 'adj/nono’, 'adj/normal', ‘adj/normativo’, ‘adj/nuestro’, ‘adj/nueve’, ‘adj/nule‘', ‘adj/obvieo’', ‘adj/oficial’, ‘'adj/ok’', 'adj/orgulloso’,
'adj/original', 'adj/oscuro', 'adj/panoli', 'adj/pantanoso', 'adj/parcial', 'adj/parguela', 'adj/pattico’', 'adj/pelotudo’', 'adj/pendejo’,
‘adj/peor’, 'adj/pequeo’, 'adj/perdido’, ‘'adj/perfecto’, ‘adj/personal’, ‘'adj/pesado', 'adj/pijo', ‘'adj/piola', ‘'adj/pleno’, ‘adj/po’', 'adj
/pobre', ‘adj/poco’, 'adj/podemita’, 'adj/podrido’, ‘adj/poltica‘', 'adj/poltice’, ‘'adj/poltices', 'adj/popular’, ‘'adj/porfa’, 'adj/porfaver
', ‘'adj/porno', 'adj/potable', ‘'adj/precioso', 'adj/preso', 'adj/primo', 'adj/privado', 'adj/progre', 'adj/propio', 'adj/prxima', 'adj/puro
', ‘adj/puta’, 'adj/putasé', 'adj/puto', 'adj/quedo’', 'adj/querido‘', 'adj/raro’', 'adj/real', 'adj/recuerdo', 'adj/regalo', 'adj/rencoroso’',
'adj/repugnante’', 'adj/responsable', 'adj/rico', 'adj/rojo', 'adj/romo', ‘adj/rpido’', 'adj/rubic', 'adj/ruso', 'adj/sanitario', ‘adj/sano’
, 'adj/santo', 'adj/sbado', ‘'adj/seco', 'adj/secundario’, 'adj/segn’, 'adj/seguro’, ‘'adj/semejante’', 'adj/sencille’, ‘'adj/serio’, ‘adj/sexu
dj/siguiente', 'adj/similar', 'adj/simple', 'adj/sincero’, 'adj/sobrio', 'adj/social', 'adj/solo', 'adj/soluble', 'adj/sonoro', 'adj/soplan
‘adj/suave', 'adj/subnormal', ‘adj/sucio’', 'adj/sudaca', 'adj/suec', 'adj/suficiente’', 'adj/tanto', 'adj/temprano', 'adj/terrible', 'adj/te
a', 'adj/tierno', ‘'adj/todava', ‘adj/tolai', 'adj/tonto', 'adj/total', 'adj/traicionero’', 'adj/traider', 'adj/tranqui', ‘'adj/tranquilo’, 'a

Figura 29: Extraccion de caracteristicas enfoque 2
Fuente: Elaboracion propia

14.5. Vectorizacion

14.5.1. CountVectorizer

Cuando se termina la extraccion de caracteristicas, pasamos a la tarea de
vectorizacion del enfoque 1. Se trata de realizar una transformacién a una matriz en la cual
se puede ver la frecuencia por caracteristica en cada uno de los tuits. Para llevar a cabo
esta tarea se utiliza el método vect.fit_transform(train). Podriamos representar el

resultado de esta tarea como un DataFrame similar al de la Tabla 16.



Tuit Etiqueta Preproceso | ADJ/dificil | ADV/cuanto | ART/el
‘VLinf/joder
, ADV/cuanto
Joder cuanto ADJ/puto
puto facha 0 NC/facha 0 1 0
lloron VLfin/lloron
hablando del
Condenas’ VLger/hablar
PDEL/del
NC/condena’
‘ADJ/dificil
‘dificil NC/decision
decision pero 1 NC/pero ALFS/m 1 0 1
m quedo con VLfin/quedar
la primera’ PREP/con ART/el
ORD/primero’
Vleer/ser
‘eres un ALFS/un
sinpapeles, 2 NC/sinapapel 0 0 0
no te quejes’ NC/no ART/te
Vinf/quejar
Vinf/ser
NC/mujer
‘ser mujer, NC/sin
sin NC/privilegio
privilegios, 3 ART/eso 0 0 0
eso es lo que Vleer/es
ers’ ART/lo
PREP/que
Vleer/ers

14.5.2. TfidfVectorizer

Cuando se termina la extraccién de caracteristicas, pasamos a la tarea de
vectorizacidon que se aplica al enfoque 2. Se trata de realizar una transformacién a una
matriz en la cual se puede ver el cdlculo de TF-IDF en cada uno de los tuits. Para llevar a

cabo esta tarea se utiliza el método vect.fit_transform(train). Podriamos representar el

Tabla 16: Ejemplo bolsa de palabras

resultado de esta tarea como un DataFrame similar al de la Tabla 17.




Tuit Etiqueta Preproceso | ADJ/dificil | ADV/cuanto | ART/el
‘VLinf/joder
, ADV/cuanto
Joder cuanto ADJ/puto
puto facha 0 NC/facha 0 0,73 0
lloron VLfin/lloron
hablando del
Condenas’ VLger/hablar
PDEL/del
NC/condena’
‘ADJ/dificil
‘dificil NC/decision
decision pero NC/pero ALFS/m
m quedo con 1 VLfin/quedar 0,65 0 0,12
la primera’ PREP/con ART/el
ORD/primero’
Vleer/ser
‘eres un ALFS/un
sinpapeles, 2 NC/sinapapel 0 0 0
no te quejes’ NC/no ART/te
Vinf/quejar
Vinf/ser
NC/mujer
‘ser mujer, NC/sin
sin NC/privilegio
privilegios, 3 ART/eso 0 0 0
eso es lo que Vleer/es
ers’ ART/lo
PREP/que
Vleer/ers

Tabla 17: Ejemplo TF-IDF

14.6. Entrenamiento algoritmo de clasificacion

Para el aprendizaje supervisado probabilistico se utiliza el algoritmo Naive Bayes.
Como se utiliza la bolsa de palabras, donde manejamos datos enteros al considerar la
frecuencia de aparicion como ya se ha comentado, este tipo de algoritmo obtiene mejores
resultados segun la literatura revisada. Ademas, es sencillo de entender y tiene una rdpida
ejecucidn. Este clasificador asume que el efecto de una caracteristica particular en una
clase es independiente de otras caracteristicas. Por ejemplo, un solicitante de un préstamo
es deseable o no dependiendo de sus ingresos, historial de préstamos y transacciones
anteriores, edad y ubicacidn. Incluso si estas caracteristicas son interdependientes, se

consideran como si fueran independientes simplificando asi la computacion.



14.7. Pruebas y evaluacién de resultados

El proceso de evaluacién es igual para ambos enfoques. Una vez se ha entrenado
el modelo, se realiza la prediccidn del conjunto de datos de prueba (el 20%) utilizando
nb.predict de Sklearn. Para evaluar los resultados se obtiene la matriz de confusion y las

métricas accuracy, precision, recall y f1-score.

14.7.1. Enfoque 1 — evaluacion de resultados

Para la clasificaciéon del enfoque 1, se lleva a cabo la tarea de preprocesamiento con
NLTK como ya comentamos. Se obtiene asi la bolsa de palabras con dos variantes, la
primera con unigramas y la segunda con bigramas como caracteristicas. Los resultados

obtenidos fueron:

- Unigramas. En la Tabla 18 podemos observar la matriz de confusién. De 466
muestras que son “odio” se predijeron 413 correctamente. En cuanto a las 463
muestras etiquetadas como “no odio”, se predijeron 321 correctamente. Y para
las discriminaciones racial y de género, teniendo en cuenta que las muestras
eran de un tamafo de 450 y 476 respectivamente. Se predijeron correctamente

un 436 y 445 segln corresponde.

. Odio No odio | Discriminacion | Discriminacion
Tipo . .
racial de género
Odio 413 18 7 28
No odio 30 321 63 49
Dlscrlml.nauon 7 5 436 2
racial
Dlscrlm’mauon 23 7 1 445
de género

Tabla 18: Matriz de confusion enfoque 1 - unigramas

En cuanto a las métricas, como se observa en la Tabla 19, se calculan accuracy,

precision, recall y fl1-score. Como podemos ver los resultados han sido muy

similares para todas las métricas, ya que todas han estado por encima del 0.69

para los unigramas.



Tipo Accuracy Precision Recall Fl-score
Odio - 0.87 0.89 0.88
No odio - 0.91 0.69 0.79
Dlscrlmlinaaon - 0.86 0.97 091
racial
Discriminacio i
Iscriminacion 0.85 0.93 0.89
de género
General 0.87 0.87 0.87 0.87

Tabla 19: Métricas enfoque 1 - unigramas

Bigramas. En la Tabla 20 podemos observar la matriz de confusién. De 446
muestras que son “odio” se predijeron tan solo 168 correctamente. En cuanto a
las 463 muestras etiqguetadas como “no odio”, se predijeron solamente 67
correctamente. Y en cuento a las discriminaciones vemos que mejora la

prediccidon con una cantidad de 413 y 247 aciertos respectivamente.

Tipo Odio No odio | Discriminacién | Discriminacion
racial de género
Odio 168 13 256 29
No odio 23 67 364 9
Dlscrlml.nacmn 18 15 413 4
racial
Dlscrlm’mauon 26 20 183 247
de género

Tabla 20: Matriz de confusion enfoque 1 - bigramas

En cuanto a las métricas, como se observa en la Tabla 21, se calculan accuracy,
precision, recall y f1-score. Como podemos ver en el caso de los bigramas los
resultados son peores, encontrando los valores bastante mas bajos que en el

caso anterior. El valor mas bajo corresponde a la métrica recall con 0.14.



Tipo Accuracy Precision Recall Fl-score

Odio - 0.71 0.36 0.48

No odio - 0.58 0.14 0.23

DISCfImI.naCIOI‘\ i 034 0.92 0.50

racial

Discriminacio

Iscriminacion ; 0.85 0.52 0.65
de género

General 0.48 0.62 0.49 0.46

Tabla 21: Métricas enfoque 1 - bigramas

14.7.1.1. Comparativa de las variantes unigramas y bigramas
En la Tabla 22 se puede observar la comparacion de los mejores resultados de las
dos variantes comentadas anteriormente. La variante de unigramas muestra mejores

resultados superando todas las métricas por encima de 0.86.

Variante Accuracy Precision Recall Fl-score
Unigramas 0.87 0.87 0.87 0.87
Bigramas 0.48 0.62 0.49 0.46

Tabla 22: Comparativa variantes

14.7.2. Enfoque 2 — evaluacion de resultados

Para la clasificacion del enfoque 2, se lleva a cabo la tarea de preprocesamiento con
TreeTagger como ya comentamos y se calculd la frecuencia de cada palabra por tuit. Se
realizaron dos variantes para este enfoque, en el primer caso se cogieron el lema/pos
Unicamente y en el segundo se aplicé una reducciéon de caracteristicas como ya explicamos

anteriormente. Los resultados obtenidos fueron:

- Lema/pos. En la Tabla 23 podemos observar la matriz de confusion. De 446
muestras que son “odio” se predijeron 393 correctamente. En cuanto a las 463
muestras etiquetadas como “no odio”, se predijeron 249 correctamente. Y en
cuanto a las discriminaciones se predicen mejor, obteniendo valores de 435 y

434 respectivamente.



Tipo Odio No odio | Discriminacion | Discriminacion
racial de género
Odio 393 12 19 42
No odio 41 249 113 60
Dlscrlml.naaon 7 7 435 1
racial
Discriminacio
|scr|m’|naC|on 27 6 9 434
de género

Tabla 23: Matriz de confusién enfoque 2 — Lema/pos

En cuanto a las métricas, como se observa en la Tabla 24, se calculan accuracy,

precision, recall y f1-score. Obteniendo unos resultados bastante buenos con

todas las métricas por encima de 0.53.

Tipo Accuracy Precision Recall Fl-score
Odio - 0.84 0.84 0.84
No odio - 0.91 0.54 0.68
Dlscrlml.nacmn i 0.76 0.97 0.85
racial
Dlscrlmlmacmn ) 0.81 0.91 0.86
de género
General 0.81 0.83 0.81 0.81

Tabla 24: Métricas enfoque 2 — Lema/po

Lema/pos con reduccion de palabras mas o menos frecuentes. En la Tabla 25

podemos observar la matriz de confusion. De 446 muestras que son “odio” se

predijeron 382 correctamente. En cuanto a las 463 muestras etiquetadas como

“no odio”, se predijeron 290 correctamente. En relaciédn con la discriminacién

racial de un total de 450 muestras, 427 se predijeron correctamente. Y para la

discriminacion de género se predijeron 437 correctamente de un total de 476.



Tipo Odio No odio | Discriminacion | Discriminacion
racial de género
odio 382 19 18 47
No odio 35 290 85 >3
Discriminacio
|scr|m|.naC|on 7 14 427 2
racial
Discriminacio
|scr|m’|naC|on 73 9 7 437
de género

Tabla 25: Matriz de confusién enfoque 2 — Lema/pos con reduccion de palabras

En cuanto a las métricas, como se observa en la Tabla 26, se calculan accuracy,
precision, recall y f1-score. De nuevo tenemos valores similares, aunque un poco

mejores que la variante anterior, con valores por encima de 0.63.

Tipo Accuracy Precision Recall Fl-score
Odio - 0.85 0.82 0.84
No odio - 0.87 0.63 0.73
Discriminacia
|scr|m|.naC|on ] 0.80 0.95 0.87
racial
Discriminacia
iscriminacion i 0.81 0.92 0.86
de género
General 0.83 0.83 0.83 0.82

Tabla 26: Métricas enfoque 2 — Lema/pos + reduccion

14.7.2.1. Comparativa variantes lema/pos y lema/pos + reduccion

En la Tabla 27 se puede observar la comparacién de los mejores resultados de las
dos variantes comentadas anteriormente. En este caso, a diferencia del enfoque 1,
encontramos buenos resultados para ambas variantes. Sin embargo, se obtienen mejores

resultados para la segunda variante.



Variante Accuracy Precision Recall Fl-score
Lema/Pos 0.81 0.83 0.81 0.81

L P
ema/Pos + 0.83 0.83 0.83 0.82
reduccion

Tabla 27: Comparativa variantes

14.7.3. Comparativa resultados enfoque 1y 2

Si comparamos los resultados obtenidos en el calculo de las métricas para ambos
enfoques, podemos ver en la Tabla 28 que los mejores resultados fueron obtenidos para
el enfoque 1 en su variante de unigramas con valores superiores a 0.86 para todas las
métricas. Podemos ver también que los resultados varian bastante dependiendo del grado
de n-grama que introduzcamos al algoritmo. Sin embargo, para la segunda variante, el
cambio no es tan brusco si eliminados algunas palabras frecuentes.

Aunque los resultados son buenos para ambas herramientas, podemos concluir
gue NLTK obtiene los resultados dptimos tanto para los objetivos marcados en el sistema
de mineria de opiniones. Es por ello, que esta herramienta sera la predominante en la

aplicacién web que permitird la visualizacién de este.

Variante Accuracy Precision Recall F1-Score
Enfoque 1: Unigramas 0.87 0.87 0.87 0.87
Enfoque 1: Bigramas 0.48 0.62 0.49 0.46
Enfoque 2: Lema/Pos 0.81 0.83 0.81 0.81
Enfoque 2: Lema/Pos + 0.83 0.83 0.83 0.82
reduccién

Tabla 28: Comparativa resultados ambos enfoques

15. Aspectos relevantes

15.1. Planificacién temporal

Como se explica en el Anexo |, aunque existen otras metodologias para llevar a cabo
el proyecto, se dedice utilizar SCRUM. Los Sprints son las iteraciones realizadas en este
framework y se han realizado 6 Sprints de 15 dias cada uno, para los cuales se ha dedicado

en torno a 6 horas diarias:



1. Fase de inicializacidn: el Product Owner y el grupo de desarrollo se redinen con
el objetivo de especificar los requisitos y objetivos del proyecto.

2. Fase de planificacién: se definen los objetivos, requisitos y casos de uso. Se
realiza una investigacién de las herramientas que se van a utilizar para construir
la plataforma con el objetivo de emplear las mas adecuadas para el trabajo.

3. Fase de implementacion I: se implementa el Backend del sistema y se evalua el
modelo de clasificacién.

4. Fase de implementacion ll: se desarrolla el Frontend del sistema de mineria de
opiniones.

5. Fase de revisidn: se desarrolla la documentaciéon técnica del sistema y se
escriben los scripts que facilitaran el despliegue de este.

6. Fase de lanzamiento: se realizan las pruebas finales, se escriben Ia
documentacion practica y el manual del usuario.

En la Tabla 29 se puede ver el desglose de la planificaciéon temporal que se ha llevado a

cabo.



1.1
1.2
13
14
1.5
1.6
1.7

2.1
2.2
23

2.4
2.5

3.1

3.2

33
34

3.5

3.6

4.1

4.2
4.3

4.4
4.5

5.1
5.2
5.3
5.4

6.1

6.2
6.3

6.4

6.5
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Nombre

Sprint 1 — Fase de Inicializacidn
Definicion del proyecto
Identificacién del grupo de trabajo
Creacién del Product Backlog
Identificar prioridades
Planificacion del lanzamiento
Investigacion estado del arte
Anexo |

Sprint 2 — Fase de Planificacién
Definicién de objetivos
Planteamiento de casos de uso

Elaboracion del Corpus

Investigacidn de herramientas de
preprocesado

Anexo Il

Sprint 3 — Fase de Implementacién |
Identificacion de modelos y métricas
Implementacién del modelo y
entrenamiento de este

Evaluacién del modelo

Mejora del modelo incorporando
sesgos sociales

Elaboracidn del articulo para el
DITTET 2022

Anexo Il

Sprint 4 — Fase de Implementacién Il
Investigacién herramienta
representacion

Desarrollo de la interfaz de usuario

Internacionalizacion de la interfaz de
usuario

Incorporacién de elementos extras a
la interfaz de usuario

Anexo IV
Sprint 5 — Fase de Revision

Documentacidn técnica

Desarrollo de scripts de despliegue
Despliegue definitivo del sistema
Anexo V

Sprint 6 — Fase de Lanzamiento
Documentacion practica

Realizacion de pruebas
Entrega final del proyecto
Retrospectiva y obtencion de
conclusiones

Anexo VI

Tiempo
Estimado
15 dias

8

14

15 dias
5

5

14
15 dias

2
10

7

5
14
15 dias
4
2
2
14
15 dias
4
2
14

2

14

15 dias

14
15 dias

5

14
15 dias

3
12

7

5

14
15 dias

4

2

2

14
15 dias

4

2

14

2

14

Tabla 29: Planificacion temporal SCRUM

Importancia
10
10
10
10
10

10
10
10
10

10

10

10
10

10

10

10

10
10

10
10

10
10

10

10
10
10
10
10
10

10

10

Estado

Completado
Completado

Completado
Completado
Completado
Completado
Completado
Completado
Completado

Completado
Completado
Completado

Completado

Completado

Completado
Completado

Completado

Completado

Completado

Completado

Completado
Completado
Completado

Completado

Completado

Completado
Completado
Completado
Completado
Completado
Completado
Completado
Completado
Completado
Completado
Completado

Completado

Completado
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15.2. Especificacion de requisitos
Para obtener informacion mas detallada, se debe acceder a la explicacion recogida
en el Anexo Il.

15.2.1. Requisitos de informacion

Para poder satisfacer todos los objetivos previamente planteados en el apartado
anterior, debemos de identificar la informacion con la que debe de tratar el sistema.

Esto quedara especificado en los “requisitos de informacion”.

IRQ - 00001 Informacion extraida de tuits etiquetados como “no odio”

m Sandra Garcia Gonzalez

- Se deberdn de extraer los datos correspondientes de Twitter, a
LRI [P través de la APl de Tweepy, que formaran la parte del Corpus

etiquetada como “no odio”.

=  Texto del tuit

Datos Especificos

Inmediata
m Validado

Para la busqueda por texto de estos tuits, se tomara como
Comentarios referencia aquellos que contengan el emoji “:D”. Asumiendo asi,
que estos tuits no contendrdn sentimientos de odio.

Tabla 30: IRQ — 00001 “Informacion extraida de tuits etiquetados como “no odio”
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IRQ - 00002 Informacion extraida de tuits etiquetados como “odio”

m Sandra Garcia Gonzalez

Se deberan de extraer los datos correspondientes de Twitter, a
Descripcién través de la APl de Tweepy, que formaran la parte del Corpus
etiqguetada como “odio”.

Datos Especificos = Texto del tuit

Tiempo de vida Medio

Estabilidad Alta

Para la busqueda por texto de estos tuits, se elaborara una lista
Comentarios de palabras clave que contengan insultos o expresiones que
inciten al sentimiento de odio.

Tabla 31: IRQ — 00002 “Informacion extraida de tuits etiquetados como “odio”
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Informacion extraida de tuits etiquetados
IRQ - 00003 iRl S R
como “discriminacion racial

m Sandra Garcia Gonzalez

Se deberan de extraer los datos correspondientes de Twitter, a
Descripcién través de la APl de Tweepy, que formaran la parte del Corpus
etiguetada como “discriminacion racial”.

Datos Especificos = Texto del tuit

Tiempo de vida Medio

Estabilidad

Comentarios

Tabla 32: IRQ — 00003 “Informacion extraida de tuits etiquetados como “discriminacion racial”

Alta

Para la busqueda por texto de estos tuits, se elaborara una lista
de palabras clave que contengan insultos o expresiones que
pertenezcan a la discriminacion racial.
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Informacion extraida de tuits etiquetados
IRQ - 00004 on extraida oe Sl
como “discriminacion de género

m Sandra Garcia Gonzalez

Se deberan de extraer los datos correspondientes de Twitter, a
Descripcién través de la APl de Tweepy, que formaran la parte del Corpus
etiguetada como “discriminacion racial”.

Datos Especificos = Texto del tuit

Tiempo de vida Medio

Estabilidad

Comentarios

Tabla 33: IRQ — 00004 “Informacion extraida de tuits etiquetados como “discriminacion de género”

Alta

Para la busqueda por texto de estos tuits, se elaborara una lista
de palabras clave que contengan insultos o expresiones que
pertenezcan a la discriminacion de género.

15.2.2. Requisitos funcionales

1

Interfaz de usuario

/.F
( Lanzar sistemade

' mineria de opiniones / P
~ ~

<< Sistema ==
I“ extend > Streamiit

Y — —

f y rd “‘\\
——(\ Elegir conjunto de datos}]

Usuario
<< include =

v N
( Seleccionar parametros |
\ & idioma /

R s

Figura 30: Diagrama de caso de uso "Interfaz de usuario”
Fuente: Elaboracion propia



Usuario
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1
Visualizacion de datos
/, ..\\ - - J_ o
1 Clasificar ) Ve h
. S/ ( Ver datos \
- ANy /

lostrar prog - ‘}
1

) e --..__\
I << include >> ( Mostrar datos y \
_— — \ dimension /
/"" ""\ \\.__ -
( Mostrarbolsade —
\ alabras /
\\.. P -~
I << include >>
/,... .__\\
| Mostrar métricas |
\\.. _//
I << include >>
/,_...- --..__\
( Mostrar matriz de \
\ confusion /,-

Figura 31: Diagrama de caso de uso "Visualizacién de datos"
Fuente: Elaboracion propia

<< Sistema >>
Streamlit



Sandra Garcia Gonzélez

MEMORIA TFG
Andlisis sentimientos
J/,-""_ ) ""\\ L
{ Enviar datos y
\ parametros A~
\‘--._ __.--"'/ _z" \\_
o -::-::-extend - << Sistema >>
Streamlit
L ‘____.-' — o -.""\
re ’ - ™
/' Realizar analisis de ‘-I
. sentimientos /
<< Sistema »> I
Sistema de mineria < include ==
de opiniones
(___.-' = — __---- -.."‘\
g . Y
{ Preprocesamiento del y
! texto i’
\\_ _,/
I << include ==
‘___.--' — B --""\
A ) ™,
{ Dividir el conjunto de |
\ datos f)
e S/
<< include >>
r/f..l a h ..\\\
| Extraccion de J

. caracteristicas

<< include >>
r/f'-.l a h .-H\\'\.
[ Vectorizar ]
N v
I << include ==
r/f...- — o -"'\\\
| Entrenar algoritmo |
‘\\_ _’,/
I << include ==
- —_ B "
s ) ™,
I-r Validar calculando ‘-I
\ métricas J
e rd

Figura 32: Diagrama de caso de uso "Andlisis de sentimientos”
Fuente: Elaboracion propia
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1
) Internacionalizacion
| Seleccionar idioma |
Usuario N s
Ve ™
| Identificar directorio
. ,

I << include ==

- <5
[ Cargar fraduccion

correspondiente
A B 4

I << include >>
ya \
Traducir interfaz |
\_ Y

<< Sistema >>
Streamilit

Figura 33: Diagrama de caso de uso "Internacionalizacion”

15.3. Andlisis del sistema

Fuente: Elaboracion propia

Para obtener mas informacion se debe acceder al Anexo lll.

15.3.1. Vista estatica

Primero, vamos a comenzar por analizar las propiedades internas y las relaciones

de los conceptos del dominio. Para ello, haremos uso de los diagramas de clases. En la

Figura 34 podemos ver el diagrama resultante.

Corpus Preprocesamiento
+ text: String ! + text: String
+ sentiment: String 1| 4 label: Int

+ herramienta: String

‘ Algoritmo
‘ Métricas ‘ + parameters: Float |
1
‘ + valor: Float __4—-———”/
1.+

Figura 34: Diagrama de Clases

Fuente: Elaboracion propia

<<enumerations=
Label

Odio
Mo odio
Discriminacién racial

Discriminacién de género




15.3.2. Glosario

A continuacién. se definen los distintos conceptos utilizados en el diagrama de clases:

e Corpus: representa el conjunto de datos que corresponderd al input de todo el
sistema de mineria de opiniones. Este mismo, estd compuesto por tuits, que sera
el texto que se analizard y por un etiquetado que informa del sentimiento
perteneciente a dicho tuit.

e Preprocesamiento: se corresponde con la salida de las transformaciones que se
realizan en el texto para que sea apto e interpretable por el algoritmo de
clasificacion. El texto serd vectorizado, el etiquetado se convertird a variables
numéricas y todo ello se llevara a cabo utilizando la herramienta seleccionada
por el usuario. Ademas, se dividird el conjunto de datos en un set de
entrenamiento y otro de prueba.

e Algoritmo: se corresponde al entrenamiento del clasificador, donde los
parametros de configuracion de este podran ser elegidos por el usuario en la
interfaz.

e Métricas: representa todos los valores que validan el entrenamiento realizado en
el clasificador. Concretamente, se trata de los valores de las métricas accuracy,

precision, recall y f1-score.
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15.3.3. Vista de gestién del modelo

En este apartado, se va a modelar la organizacidon del modelo mediante un

conjunto depaquetes como podemos ver en la Figura 35.

1
Aplicacion
1
Capa de ingesta
] Capa de visualizacion
Carga de
ficheros Visualizacion | __________.
de andlisis de E
sentimientos \7d
{ _______________________ ] Gestion de
i parameiros
Impartar v
archivo Traduccion
A
| ] s
i Capa de mineria de opiniones
| s
| Cansumidor Entrenamiento 2
: texto algoritmo
N e m e
: n : -
‘. T A
i £ :
Preprocesado Validacion

Figura 35: Diagrama de Paquetes
Fuente: Elaboracion propia



En este diagrama se ha dividido la plataforma en los siguientes paquetes:

e Capa de Ingesta: actua como punto de entrada de los datos que servirdn como
entrada para el sistema de mineria de opiniones. Corresponde tanto a los
ficheros ya cargados como a los que puede importar el usuario.

o Carga de ficheros: recibe los conjuntos de datos que se utilizaron para
entrenar al clasificador antes de crear la aplicacion web. Seran parte de
las opciones que pueda seleccionar el usuario. Existen tres tipos
diferentes: deteccién de odio, deteccién de odio y discriminacién racial y,

deteccién de odio y discriminacion racial y de género.

o Importar archivo: al igual que se pueden utilizar los ficheros comentados
anteriormente, el usuario puede subir a la aplicacion un fichero CSV para

el analisis.

e Capa de visualizacion: se encarga de visualizar todo el desarrollo que se lleva a
cabo en la Capa de mineria de opiniones.

o Visualizacidn de analisis de sentimientos: consume los datos de la Capa
de Ingesta para obtener de la Capa de mineria de opinidn el resultado de
la ejecucion del andlisis realizado.

o Gestion de parametros: corresponde a toda la barra de opciones de la
que dispone el usuario para llevar a cabo el andlisis de manera
personalizada.

o Traduccidn: se encarga de realizar la traduccion de la aplicacién segun el
usuario desee que sea en espafiol o en inglés.

e Capa de mineria de opiniones: es la parte de la aplicacién correspondiente al
backend. Es decir, al sistema de mineria de opiniones.

o Consumidor de texto: representa la lectura de los datos que se obtienen
en la Capa de Ingesta.

o Preprocesado: se encarga de todo el procesamiento del texto. Desde la
conversion del etiquetado de datos a la conversién de variables
numéricas, hasta la tokenizacién, la divisidon del conjunto de datos o la

extraccion de caracteristicas.
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o Entrenamiento algoritmo: se trata del entrenamiento del clasificador.
o Validacion: representa el cdlculo de las métricas para validar el

entrenamiento del algoritmo.
15.3.4. Vista de casos de uso

Por ultimo, se va a presentar la vista de casos de uso mediante diagramas de casos
de uso, con el fin de modelar la funcionalidad del sistema tal y como se percibe por parte

de los actores que interactian con el sistema.

15.3.4.1. Capa de ingesta

Streamlit Interfazingesta ControladorArchivos Datos

T ) ()
. 1:cargarDatos(fichero.csv) i T

i 1.1: cargarDatos(fichero.csv)

T
1.1.1: cargarDatos(fichero.csv)

datos

Figura 36. Caso de uso “Carga de ficheros”
Fuente: Elaboracion propia
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Usuario Interfazingesta ControladorArchivos Datos
') |_r'f- --.\\I I,-/' ‘E-‘\-.I Il_r \_II
| | |
AN " "/ N
i 1: importarCSV() P T !
T 1.1: habilitarsubida()
SubidacsV
1.2 subidaCSV(fichero.csv) :
" 1.2: leerCSV(fichero.csv) 5
) » 1.2.1: almacenar(fichero.csv)
datos ‘
datos oo .
datos | [T
Figura 37: Caso de uso “Importar archivo”
Fuente: Elaboracion propia
15.3.4.2. Capa de visualizacién
Streamlit InterfazVisualizacion ControladorSistema Sistema
T ) S (M
AN I'\\__ _._/"l I'\__ __,f"l \&J
4 1: cargarAnalisis() O H !
> 1.1: cargarAnalisis() 5 ;
e |
1.1.1: cargarAnalisis() ;
analisis
analisis ST
_ analisis B
T L]

Figura 38: Caso de uso “Visualizacién de andlisis de sentimientos”
Fuente: Elaboracion propia
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Streamlit Interfaz\isualizacion ConftroladorSistema Sistema

@] |_f,f—'~\‘| ."/{-\". I/ “\I
A I"x\q_'____/"l "\__ ___/" u

1: seleccidn{parametros)

URIRRE seleccion|parametros)
— h.; ]
1.1.1: seleccin{parametros) |
_ OK
oK R
_ oK ST T mmmmmmmmmmmmmm oo
c\:‘ _____________________ L
Figura 39: Caso de uso “Gestion de parametros”
Fuente: Elaboracion propia
Streamlit InterfazVisualizacitn ControladorSistema Sistema
o T I./’{"\.. |/ \I

H ) L)
| |
PN I"\ ,/’l L

1: traduccion(idioma)

.

1.1: traduccién(idioma)

1.1.1: traduccion(idioma)

Y

archivoldioma
archivoldioma
archivoldioma ~

Figura 40: Caso de uso “Traduccion”
Fuente: Elaboracion propia
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15.3.4.3. Capa de mineria de opiniones

Streamlit InterfazMineria ControladorMineria Datos
Q |J'f.- -..\\I I_/"{"'\,I |/ \I
| |
AN \\ - /"l \ i =
o 1: consumirTextol() " T !
an 1.1: consumirTexto() .
- }; :
1.1.1: consumirTexto() !
datos
datos T
. datos STttt
Figura 41: Caso de uso “Consumidor texto”
Fuente: Elaboracion propia
Streamlit InterfazMineria ControladorMineria Sistema
S |_|'X". -.\\I I_/_..e.._\_l I/ \\I
| |
Y II\\‘__ ___.-"'Jl I'\___ ___/'I "'\_'\-_,_Z
L 1: clasificar(texto) r H ;
T 1.1: clasificar(texto) 5 !
_ ot |
1.1.1: clasificar{texto) |
preprocesado
preprocesado ST
preprocesado ST
R L L L L LT CE TR =

Figura 42: Caso de uso “Preprocesado”
Fuente: Elaboracion propia
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Streamlit InterfazMineria ControladorMineria Sistema
T, o TN
I |_ ._I I__/ \__I |: :|
oo J/ S A N

1: entrenamiento(datos, parametros) \"5' !

*I'1 1.1: entrenamiento(datos, parametros)
- }; i
1.1.1: entrenamiento(datos, parametros) |

resultadosClasificacion
resultadosClasifiacion
resultadosClasificacion

Figura 43: Caso de uso “Entrenamiento algoritmo”
Fuente: Elaboracion propia

Streamlit InterfazMineria ControladorMineria Sistema
@] P T, ,,.-97:-.,\ _./" "\._
I |_ jl I: -.I I._ _.I

N ; s Nl S = s

e S

i 1: validacion(resultados) .
i 1.1: validacidn(resultados)

1.1.1: validacién(resultados)

métricas
métricas
métricas

Figura 44: Caso de uso “Validacion”
Fuente: Elaboracion propia

15.4. Diseno del sistema

En este apartado se explica el disefio de la arquitectura de despliegue de los

distintos componentes de la plataforma. Se detalla en el Anexo IV.

15.4.1. Disefio del Dashboard

Para el disefo del Dashboard con el que interactuard el usuario final, se ha

desarrolladouna arquitectura haciendo uso del patrén MVC.



15.4.1.1. Modelo
El modelo del Dashboard serd la aplicacion desarrollada en Stremalit, en la que se
mostrard el proceso completo que realiza el sistema de mineria de opiniones creado con

anterioridad. Presenta el siguiente disefio:

Usuario Datos
- URL - Etiquetado
- Dimensidn
¥
Analisis Resultados
- Parametros - Métricas
- Herramienta - Matriz

Figura 45. Modelo Dashboard
Fuente: Elaboracion propia

e Usuario: representa a un usuario de la aplicacién. Cada usuario accederd
mediante una URL que abrira la aplicacién web.

o URL: acceso a la aplicacién web

e Datos: representa los datos que se van a utilizar para la aplicacién. Cada
usuario podrd importar sus propios conjuntos de datos o utilizar aquellos

predeterminados.

o Etiquetado: cada tuit correspondera a un tipo de sentimiento (odio o no

odio) o a un sesgo social (discriminacién de género o racial).
o Dimensioén: longitud del conjunto de datos y nimero de columnas.
e Andlisis: representa el proceso de mineria de opinién que se llevara a cabo en
la aplicacidn.

o Parametros: configuracion que recibe el algoritmo para realizar el

entrenamiento.



o Herramienta: aquella libreria que se va a utilizar para llevar a cabo el

preprocesamiento.

e Resultados: representa los calculos de las métricas que nos permitiran validar
el analisis realizado.

o Meétricas: valores calculados para evaluar los resultados obtenidos.

o Matriz: permite evaluar y analizar los falsos positivos y negativos.

15.4.1.2. Vista

Para la vista del Dashboard, se ha utilizado Streamlit. Se trata de un marco de
aplicaciones de codigo abiertos que convierte los scripts de datos en aplicaciones web
compartibles. Este mockup representa lo que sera la pantalla principal de la aplicacion,
en la que el usuario podra leer una breve descripcidon para comprender el objetivo del
Dashboard, podra ver en formato tabla sus pardametros personalizados y comenzar el

proceso de clasificacion mediante el botdn creado para tal fin.

oco ‘ https://tfg

Bias-Hate Detector

Description

USER PARAMETERS

PARAM 1 PARAM N

XX XX

Figura 46. Prototipo pagina principal
Fuente: Elaboracion propia
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ooo https://tfg

>

EN v .
- Bias-Hate Detector
SHOW DATASET
Description
PARAM 1
) 1.0
. USER PARAMETERS
PARAM | PARAM N
PARAM N x e
0 ‘l. 1.0

N-GRAM .
Classify
[ ] UNIGRAM
|1 BOTH

DATASET

hate N

VECTORIZER

CountVectorizer
v

Figura 47. Prototipo men( configuracién
Fuente: Elaboracion propia

Cuando el usuario hace clic en la flecha que se encuentra en la parte superior
izquierda, aparecera un desplegable. En él, se presentara un menu de opciones, donde

podra customizar a su gusto el sistema de mineria de opiniones creado.




oco https://tfg

EN v .
—
Bias-Hate Detector
N SHOW DATASET
Description
PARAM 1
o 1.0
. USER PARAMETERS
0.2 PARAM | PARAM N
02 . 06
PARAM N
: o
0.6 DATASET
N-GRAM Dimension: X rows and Y columns
+/ UNIGRAM
non-hate. tuit 1
|1 BOTH
non-hate tuit 2
DATASET
hate v
Download CSV
= m
CountVectorizer v

Figura 48. Prototipo opciones e interaccion
Fuente: Elaboracion propia

Cuando el usuario seleccione la opcidén de “Mostrar datos”, aparecera en la parte
derecha una matriz que se corresponde a una vista previa del conjunto de datos que se
haya seleccionado junto a la informacion correspondiente de su dimension. Ademas, los
diferentes pardmetros se irdn mostrando automaticamente en la tabla creada para tal
efecto. Por ultimo, podemos ver que se mostrard un enlace para que el usuario pueda

descargar el conjunto de datos.
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SENTIMENT LABELING
EN v
non-hate 0
¥ SHOW DATASET
hate 1
PARAM 1
o I 1.0
0.2
PREPROCESSING
PARAM N
o . 1.0 0 un esclav es lo que eres n.
0.8 1 mi padr el otro dia le..
N-GRAM
& UNIGRAM
| | BOTH
DATASET DIVISION
DATASET Train set (80%): (...)
Test set (20%): (...
e v (20%): (...)
VECTORIZER
CountVectorizer Vv

Cuando el usuario haga clic en el botén de “Clasificar”, se comenzard a mostrar
todo el proceso de lleva a cabo el sistema de mineria de opiniones. Concretamente, se
mostrara el etiquetado de sentimientos, el preprocesado (que variara en funcién de la
herramienta seleccionada), el tamafio del conjunto de datos de entrenamiento y el de

prueba y seguidamente continuaremos visualizando informacién como se muestra en la

Figura 9.

Figura 49. Prototipo visualizacidn analisis — parte 1
Fuente: Elaboracion propia
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000 \ https://tfg
>
put esclay si
EN v ‘

' SHOW DATASET

PARAM 1

o 1.0
. METRICS
0.2 Accuracy: 0203921
Precision: 0.3343481
Recall: 0.5666981
PARAM N
o . 1.0 Fl-Score: 01423101
0.6 CONFUSION MATRIX
N-GRAM
& UNIGRAM
500
[ 1 BOTH 400 -

DATASET 300 L
e h ‘ T - -
100

VECTORIZER T

CountVectorizer

v |

ratial discrimination

hate

ot discrimination [

Figura 50. Prototipo visualizacion andlisis — parte 2
Fuente: Elaboracion propia

Por ultimo, se muestra la bolsa de palabras formada a partir de la extraccidn

de caracteristicas, se calculan las métricas y se muestra la matriz de confusidn

obtenida para poder validar el entrenamiento del algoritmo con la configuracién

escogida. Ademas, se mostrard un link para que el usuario pueda descargar el

resultado obtenido tras la realizacidon del analisis.




15.4.1.2. Controlador

La comunicaciéon entre el backend y el fronted se lleva a cabo utilizando la
herramienta Streamlit. Se encarga de recoger el cddigo del repositorio de Github y
realizar el despliegue de la aplicacion tan solo mediante unos solos pasos como

veremos a continuacion.

En primer lugar, debemos acceder a la pagina de Streamlit donde podemos
subir nuestras aplicaciones. Nos registramos y ya podremos acceder a la siguiente

pantalla que se muestra en la Figura 51.

" 4 Analytics Settings W sandragg-hub

Your apps m

Figura 51. Pagina inicial despliegue Streamlit
Fuente: Herramienta Streamlit

Una vez aqui, accedemos a la opcién indicada para agregar una nueva aplicacion.
Una vez hagamos clic, se desplegard un menu con el contenido correspondiente al que

podemos ver en la Figura 52.



Sandra Garcia Gonzdlez

MEMORIA TFG

Deploy a new app...

From existing repo

From sample app template

Figura 52. Agregar aplicacién
Fuente: Herramienta Streamlit

Como el cédigo estd en el repositorio de Github, y ademas nos hemos registrado
con esta cuenta para iniciar sesion en la herramienta, seleccionaremos la opcion “From
existing repo”. Entonces nos aparecera una pantalla para seleccionar algunas opciones

referentes a la aplicacion como se muestra en la Figura 53.

Ay Analytics A Settings # sandragg-hub

& Back
Deploy an app

Repository Paste GitHub URL

SandraGG-hub/TFG

Branch

master

Main file path

myapp.py

Advanced settings..

Deploy!

Figura 53. Despliegue aplicacion
Fuente: Herramienta Streamlit

Una vez completado este paso, podremos desplegar la aplicacién. Normalmente
este proceso suele tardar unos minutos, y nos aparecera la pantalla que podemos

observar en la Figura 54.



Your app is in the oven

Figura 54. Proceso de despliegue de la aplicacion
Fuente: Herramienta Streamlit

Cuando finalice este proceso, ya tenemos la aplicacion desplegada y se habrd
generado una URL accesible para cualquier usuario. En este caso, la URL es la siguiente

- https://sandragg-hub-tfg-myapp-2f2rtv.streamlitapp.com/

C & sandragg-hub-tfg-myapp-2f2rtv.streamlitapp.com T Hh « B &0 »
1 Gmail » YouTube & Maps [0 CALENDARIOPUB.. @ HappyFansStaking [f FuentedeGrand.. S ShowMB-Trabaja.. & AliExpress Social ® llloJuan - Twitch [ Login | MEMBERS.

[nltk_data] Downloading package punkt to /appuser/nltk_data...
> share ¥ = [nltk_data] age punkt is already up-to-date
[nltk_data] Downloadi ge stopwords to
[nltk_dat /
[nltk_data]
[nltk_data] Downloadin, punkt to
[nltk_data] e punkt is already up-to-d
/ /python3.10/site-pack Futur

[nltk_data]
. [nltk_data]
is already up-
BiaS'Hate [nltk_datal ackage punkt to
[nltk_data] - already up-to-
[nltk_data] Downloading package stopwoxrds to
/hom
Package stof
Downloading package punkt to /
Packag
: Futur

Deteccion de odio y sesgos sociales

[nltk_data]

. e - oo [nltk_data] /home/ 1tk_data...
Esta aplicacion nos permite visualizar el proceso del sistema de mineria de opiniones creado para [nltk_data] ’ is already up-
la deteccién del sentimiento de odio y la identificicacién de sesgos sociales como la [nltk_data] Downloading package punkt to /hon S 1tk_data...
discriminacién racial y de género [nltk_data] Package punkt is already up-to-date!
[nltk_data] Downloading package stopwords to
, [nltk_data] 0 p /nltk_data
Parametros del usuario [nltk_data] Package ds is already up-to-d
[nltk_data] Downloading package punkt to /home/appuser/nltk_data...
Vectorizador seleccionado: CountVectorizer [nltk_data] Package punkt is already up-to-date!

abic i a 8f master sandragg-hub/tfa/master/myapp.py

[. 3 02000 0.8000 unierama:

Figura 55. Log aplicacion desplegada
Fuente: Herramienta Streamlit
Ademads, como podemos ver en la Figura 55, desde la vista de desarrollador
puedes visualizar el log de la aplicacién, muy util en caso de estar arrojando cualquier

error.


https://sandragg-hub-tfg-myapp-2f2rtv.streamlitapp.com/

16.  Conclusiones y trabajo futuro

16.1. Aplicacién desarrollada

El trabajo de fin de grado realizado consiste en el desarrollo de una
aplicacién que permita la visualizacién del sistema de mineria de opiniones
creado para la deteccion de sesgos sociales y del sentimiento de odio. Mas
concretamente, se ha realizado una fase experimental donde se ha construido el
sistema de mineria y una fase posterior donde se ha creado la capa de

visualizacion para darle forma a todo el backend desarrollado.

16.2. Conclusiones

El objetivo didactico principal de este proyecto consistia en poder poner
en practica todolo aprendido a lo largo del grado en Ingenieria Informatica,
mediante el desarrollo de un producto a gran escala que ademas pudiera tener
aplicaciones en el mundo real, mientras se aprendia a utilizar tecnologias no
vistas en la carrera pero que son ampliamente utilizadas en proyectos reales,
como pueden ser Streamlit o el lenguaje de programacion Python. En mi
opinion, este objetivo didactico ha sido completamente alcanzado, incluso mas
alla de las expectativas iniciales, ya que, no solo ha sido necesario aprendera
utilizar las tecnologias empleadas para este proyecto, si no que el hecho de
tener que diseflar e implementar una aplicacién web con un lenguaje de
programacion que no se habia dado durante el grado. Por este motivo, han sido
utiles los conocimientos no sélo de las asignaturas que han sido directamente
aplicadas para el desarrollo del proyecto, como Ingenieria de Software y Bases
de Datos, sino que también han sido de gran importancia los conocimientos de
otras asignaturas como Administracién de Sistemas, que han sido necesarios
para poder comprender los funcionamientos internos de las herramientas
empleadas asi como para solucionar los problemas inesperados que hayan

podido surgir a lo largo del desarrollo.

Aunque la fase experimental del proyecto ha sido iterativa. Es decir,

primeramente, se consiguid la deteccidn del sentimiento de odio y posteriormente los
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sesgos sociales, todos los objetivos planteados al inicio del proyecto han sido llevados

a cabo con éxito.

Finalmente, se ha podido desarrollar un producto que es totalmente funcional y
qgue dispone de utilidad real para los usuarios, que cumple con todos los objetivos
planteados inicialmente. Aunque los resultados obtenidos para ambas herramientas
han sido buenos, se ha podido comprobar qué herramienta de preprocesamiento
obtiene los mejores resultados para el problema planteado (NLTK). Es por ello, que en
el posterior desarrollo del dashboard se toma como elemento principal esta

herramienta.

Fruto de parte del trabajo desarrollado, concretamente correspondiente a la primera
fase de este, se tiene una comunicacion aceptada en un proceso de evaluacidn por pares
al congreso DITTET'22 (2nd Interntational Conference on Disruptive Technologies Tech
Ethics and Artificial Intelligence), que tendra lugar del 20 al 22 de Julio y con préoxima

publicacion en Springer.

Futuras lineas de trabajo

El trabajo desarrollado ha cumplido con todos los objetivos que se habian planteado
desde el principio. Sin embargo, deja abierta la posibilidad de desarrollo de nuevos
modulos para la capa de procesado que puedan generar mas informacion util para el

usuario final, tales como:

- Mejoras en la interfaz de usuario. Se podrian incorporar varias pestaias donde un
usuario pudiera comparar el andlisis utilizando diferentes algoritmos, mostrar
graficas de geolocalizacion de los tuits extraidos directamente de la API de Twitter
o aumentar la capacidad de personalizacién del sistema de mineria de opiniones

para el usuario.

- Implementaciéon de nuevos algoritmos. La comparativa de diferentes algoritmos
podria ser muy interesante para enriquecer ambas partes del proyecto, tanto la
experimental como la visualizacion. Ademas, podriamos realizar diferentes analisis

que en algunos casos podrian ser complementarios.



- Uso de emoticonos y hashtags en la extraccidon de informacidn til. Se podria
incorporar tanto el uso de emoticonos como de hashtags a la hora de elaborar el
Corpus. De esta manera, podriamos obtener informacién util que utilizando solo la

lista de palabras clave actual no estamos teniendo en cuenta.

- Modificacién de deteccion de odio y sesgos. Se podria ampliar la tipologia de sesgos
sociales, para permitirnos asi obtener un reflejo de la realidad mas completo, asi

como redefinir el significado del discurso de odio para realizar andlisis paralelos.

- Anonimato. Un estudio interesante y complementario, seria tener en cuenta la
afectacién del anonimato en redes sociales al discurso de odio. Como todos
sabemos, hoy en dia muchas de las opiniones que encontramos se ven reforzadas

por el hecho de no estar identificados en redes como Twitter.

Por otro lado, también se puede mejorar las capacidades del sistema de mineria
de opiniones, recopilando informaciéon de la red social Twitter en tiempo real y

volcandola a una base de datos que se comunicara directamente con la aplicacion web.
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