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Resumo 

 

A quantidade de dados que é gerada atualmente traz consigo novas oportunidades de 

negócio. Cada vez mais, os modelos de negócio das empresas envolvem a criação, 

tratamento e utilização dos dados para extrair conhecimento e gerar valor. 

Este trabalho é feito no âmbito da Indústria 4.0, uma transformação tecnológica que 

permite às empresas do setor de construção a digitalização de modo a extrair conhecimento 

dos dados gerados na cadeia de valor. O objetivo é perceber em que ponto se encontra o 

nível de adoção de analytics nas empresas desta indústria. Foi escolhido um modelo de 

maturidade analítica testado em vários setores e disponível online, o TDWI, e após algumas 

alterações foi disponibilizado a um painel de participantes para resposta. 

Através da aplicação do modelo de maturidade, em formato de questionário, é medida a 

adoção de analytics, em 30 empresas do setor da construção, em Portugal. As respostas ao 

questionário são classificadas tendo em conta os níveis de maturidade do modelo, e 

analisadas com outras variáveis recolhidas das empresas. Os resultados mostram que a 

adoção de ferramentas e métodos de analytics nas empresas do setor é média, existindo 

ainda assim um fosso grande entre micro, pequenas e médias empresas, e as empresas de 

maior dimensão. Para além disso é possível que os resultados sejam enviesados por falta de 

literacia analítica dos respondentes. 

Este trabalho permite perceber como é o nível de adoção analítica das empresas de 

construção em Portugal, consciencializar o setor para a importância desta temática, sugerir 

melhorias e gerar novas hipóteses de investigação. 

 

Palavras Chave: Business Analytics, Indústria 4.0; Setor da Construção; Maturidade 

analítica; Digitalização; Modelos de maturidade. 

Classificação JEL: L85 Serviços de Imobiliário; M15 Gestão de IT.  
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Abstract 

The amount of data that is daily generated brings new business opportunities. An increasing 

number of business models include the creation or capture, processing and use of data to 

extract knowledge and generate value. 

This paper is developed in the under the Industry 4.0, a technological transformation that 

concedes the construction industry companies the digitation in order to generate insights from 

the data that was gathered from the value chain. The objective is to understand in what stage 

the analytics adoption for the construction industry companies, in Portugal is. The maturity 

model chosen from multiple available online and academically assessed was TDWI, which 

after some amendments was sent to the selected companies. 

Through the application of the maturity model, in the format of survey, the analytics 

adoption was measured in thirty companies from the Portuguese construction industry. The 

responses were classified regarding the stages proposed by the maturity model and analyzed 

against the companies’ attributes. The results show that the adoption of analytics tools and 

methods is medium, and that there is a big gap in comparison between the micro, small and 

medium companies, and the bigger ones. Furthermore, it is possible that the results are biased 

due to lack of analytics literacy from the respondent. 

This dissertation helps in understanding the general analytics adoption level in Portuguese 

construction companies, raise awareness about the importance of the subject, propose 

enhancements and generate new research hypotheses. 

 

Keywords: Business Analytics, Industry 4.0; Construction Industry; Analytics Maturity; 

Digitation; Maturity Models. 

JEL: L85 Real Estate Services; M15 IT Management.  
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Capítulo 1 - Introdução 

1.1 Enquadramento e Motivação 

 

Em 2019 a revista Forbes publicou um artigo intitulado " Data Is The New Oil - And That’s A 

Good Thing" (Bhageshpur, K., 2019). Desde então, as disciplinas de data science , business 

analytics (BA) ou business inteligence (BI), tornaram-se mais mediáticas.  

A “indústria 4.0” (I4.0) e a “digitalização das empresas” são expressões que estão na 

ordem do dia, e têm recebido especial atenção no panorama económico. Segundo a IDC 

(2020), mais de 59 zettabytes de dados foram criados, guardados, copiados e consumidos 

este ano.  Como tal, o valor intrínseco dos dados, e a sua importância para alcançar vantagem 

competitiva é cada vez mais tido em conta pelas empresas. Autores como Kappelman et al. 

(2014) afirmam BI e BA tem sido uma das maiores prioridades nas organizações. 

Estas dedicam a esta área cada vez mais recursos humanos e fundos, e está provado 

que ela pode ser um catalisador de valor e gerador de retorno financeiro. De tal modo que 

através do plano de recuperação e resiliência (PRR), para recuperação da economia, a União 

Europeia prevê apoios de 650 milhões de euros para a digitalização das empresas em 

Portugal. Estes fundos têm como objetivo a recuperação económica da União, como 

consequência da crise financeira causada pela pandemia.  

Um dos setores alvo de investimento através deste plano é o da construção civil, através 

de vários megaprojetos de construção de infraestruturas e obras públicas. Segundo o Instituto 

Nacional de Estatística (INE) (2020), o setor da construção civil representou em 2020, cerca 

de 4,7% do Valor Acrescentado Bruto (VAB) nacional. Por outro lado, o conjunto dos setores 

da Construção e de Atividades Imobiliárias representaram 10,6% do número de empresas não 

financeiras em atividade em Portugal e empregaram 431 589 pessoas, representando 10,2% 

do pessoal ao serviço, sendo um dos principais setores de atividade em Portugal. Estes dados 

mostram a importância desta indústria para a economia do nosso país. 

O termo “maturidade” foi usado pela primeira vez no âmbito da gestão, por Crosby (1979) 

que pretendeu descrever o estado de adoção de uma ferramenta, metodologia, negócio ou 

mercado. Para medir o estado de maturidade, existem ferramentas disponíveis, que, segundo 

Cosic et al. (2012), uniformizam e facilitam o processo de avaliação de capacidades, 

processos ou recursos e que de acordo com Fraser et al. (2002), identificam falhas existentes, 

para propor melhorias. 

Apesar da importância estratégica do setor da construção, este é bastante discreto no 

que toca à inovação tecnológica, e em especial à digitalização, sendo sempre um dos últimos 

a adotar as tecnologias mais recentes e inovadoras, em comparação com outras indústrias. 

Por esta razão, foi escolhido este setor de atividade económica como objeto de estudo. 
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Esta dissertação pretende perceber em que medida as principais empresas de construção 

fazem uso dos dados do negócio para tirar conhecimento e gerar valor, com recurso a 

modelos de maturidade analítica disponíveis. 

O resultado deste trabalho dá não apenas uma visão do panorama analítico deste setor, 

mas também um precioso insight acerca das principais lacunas que as empresas possuem, 

com vista a, não só melhorar a adoção de BA, como também consciencializar o setor para a 

importância da disciplina e abrir caminho para um debate sobre eventuais soluções a adotar. 

Pode valioso para sensibilizar os decisores a adotar uma postura analítica, a procurar 

melhorar os processos de tomada de decisão e implementar técnicas que permitam recolher, 

armazenar, e utilizar melhor os dados, quer para as empresas visadas pelo estudo, quer para 

os restantes players do setor. 

Pode também abrir oportunidades de negócio para consultoras especializadas em 

Business Analytics, ou a criação de departamentos internos, cada vez mais frequentes em 

tantas empresas. Também para fornecedores de ferramentas e soluções de BI e BA será 

pertinente perceber se há oportunidades dentro deste setor. 

Por outro lado, ganha também a academia, com a possibilidade de surgirem novas 

hipóteses de investigação. 

 

1.2 Objetivo 

 

Face ao exposto, a presente dissertação tem como principal objetivo identificar o 

panorama da maturidade analítica de empresas do setor da construção, em Portugal, com 

recurso a um modelo de maturidade analítica. 

 

1.3 Perguntas de Investigação 

 

Atendendo ao objetivo deste tranalho as principais perguntas de investigação definidas 

são as seguintes: 

1. Como é a maturidade analítica das empresas de construção em Portugal, em 

termos globais? 

2. Onde falham as empresas para atingir um nível de maturidade mais elevado? 

3. O que pode ser feito para corrigir essas lacunas? 

 

1.4 Metodologia 
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A metodologia proposta para este trabalho é de investigação por questionário. São 

recolhidos dados com base num modelo de medição da adoção e capacidade analítica, 

através de um questionário junto a empresas previamente escolhidas. Adicionalmente surge 

a necessidade de incorporar questões além das sugeridas pelo modelo escolhido com base 

na revisão de literatura. 

As respostas a este questionário foram recolhidas de empresas do setor da construção, 

selecionadas junto de associações empresariais do setor, de modo a obter uma amostra que 

possa representar a realidade económica da construção em Portugal. 

O principal desafio nesta etapa foi o contacto com tomadores de decisão e stakeholders 

com conhecimento suficiente dos processos internos, ferramentas e da relação da empresa 

com dados, sendo que em alguns casos foi necessário reunir com mais do que uma pessoa. 

Por se tratar de um estudo quantitativo e descritivo foi pertinente a recolha dados 

demográficos que nos permitiram tirar outras conclusões acerca das diferenças entre 

empresas, como a dimensão, faturação/lucros e peso no mercado/setor. 

Os dados foram analisados com recurso ao IBM SPSS Statistics 27, que é 

frequentemente utilizado dado o leque de funcionalidades e a sua relevância para a estatística 

descritiva.a fim de se poder tirar conclusões acerca da sua maturidade analítica global, e 

responder às perguntas de investigação. 

 

1.5 Estrutura da dissertação 

 

No primeiro capítulo é explicado o enquadramento do tema escolhido e a motivação do 

proponente, são apresentadas evidências do nível de investimento em BI e da perceção que 

profissionais e utilizadores têm sobre os sistemas de BI e Data Warehouse (DW), por fim é 

exposto o problema identificado. 

No segundo capítulo é feita uma revisão da literatura, com a conceptualização dos temas 

relacionados a BA e à indústria em causa. A revisão da literatura parte de uma abordagem 

top-down, partindo do geral para o particular. Serão resumidos os principais estudos e 

trabalhos referentes à Indústria 4.0”, seguido de “Business Analytics”, aprofundando depois 

para “Business Analytics na Construção”, “Modelos de Maturidade” e por fim, do “Estado da 

Arte”, onde se procura perceber o que foi desenvolvido quanto à análise de maturidade 

analítica de empresas.  

No terceiro capítulo é descrita a abordagem tomada, detalhando o modelo escolhido e as 

principais alterações feitas, o processo de recolha de respostas, e de tratamento dos dados 

obtidos. 

No quarto capítulo são apresentados e analisados os dados e resultados obtidos. 
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Finalmente, o quinto capítulo apresenta as considerações finais e principais conclusões, 

e serão discutidas as limitações deste estudo, e sugeridas as possibilidades de trabalho 

futuro. 
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Capítulo 2 - Revisão de Literatura 

2.1 Indústria 4.0 

 

Foi na feira de Hannover, em 2011 que o termo Indústria 4.0 foi pela primeira vez utilizado, 

referindo-se à 4ª Revolução Industrial (4RI) (Posada et al., 2015). Desde o fim do século XVII, 

a humanidade pôde assistir à Primeira revolução industrial, com a invenção dos motores a 

vapor, à Segunda, que acontece com a implementação das linhas de produção, por Henry 

Ford, e à Terceira no início da década de 70, do século XX, com a utilização dos primeiros 

computadores e automação da produção. O que distingue esta fase da evolução da indústria, 

segundo Blanchet et al. (2014) é a combinação entre os pontos fortes da produção industrial, 

herdados da Terceira Revolução Industrial, otimizada com tecnologias de internet de ponta. 

A indústria 4.0 fundiu o mundo físico, em especial da produção, com a era da informação 

direcionada por abordagens de sistemas digitais (Alaloul et al., 2018). 

As tecnologias que servem de base à I4.0 são a Internet das Coisas (IoT), e Internet dos 

Serviços. Estes estão integrados no ambiente de produção onde todos os negócios estão 

conectados e controlam as suas maquinarias, fábricas e armazéns de modo inteligente 

através de sistemas digitais, que partilham informação e desencadeiam atividades (Gilchrist, 

2016). Por esta razão a I4.0 é também apelidada de “produção inteligente”, “internet industrial” 

ou “indústria integrada”, segundo Maresova (2018). Foi responsável pela deslocação da 

cadeia de valor das organizações e da gestão para o ciclo de vida dos produtos, integrando 

dispositivos, máquinas, sensores de rede e software complexos, implementados para planear 

de modo a melhorar os resultados do negócio e sociedade em geral  

O potencial da I4.0 é influenciado positivamente através de fatores como customização 

em massa, o uso de dados não antes utilizados e melhorias nos tempos de produção segundo 

Lee et al. (2014). 

Do ponto de vista técnico, a I4.0 pode ser descrita como a crescente digitalização e 

automação dos ambientes de fabricação assim como a criação de uma cadeia de valor digital 

que permita a comunicação entre os produtos e os seus ambientes e parceiros de negócio 

(Lasi et al., 2014; Schmidt et al., 2015). 

A 4RI caracteriza-se por ser transversal aos vários setores da indústria. Também na 

construção civil foram introduzidas tecnologias digitais, sistemas de sensores, maquinaria 

inteligente e materiais inteligentes, o que levou à dinamização de BIM como um repositório 

central para recolher dados de projeto como consta no trabalho de Craveiro et al. (2019), 

(King, 2017). Ainda assim, Maskuriy et al. (2019) percebeu que há uma falta de compreensão 

generalizada acerca da importância da indústria 4.0 para a construção, havendo um número 

de papers científicos, estudos e outros trabalhos ainda bastante reduzido. 
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Com esta revolução industrial e tecnológica, novas áreas de conhecimento surgiram. Em 

especial, com a automação e aumento da capacidade de produzir dados, assim como os 

avanços que permitem armazenar e processar uma quantidade cada vez maior de 

informação, surge a oportunidade de utilizar esses dados para proveito do negócio. BA nasce 

com essa oportunidade. 

 

2.2 Business Analytics 

 

Nos últimos anos tem se observado um aumento no interesse em Data Analytics, 

principalmente devido aos benefícios que pode trazer para o negócio. Atualmente a adoção 

de BA é de aproximadamente de 30% na maioria das organizações (Howson & Sallam, 2017). 

Estes números mostram como Business Intelligence e BA (BI/BA) tem sido uma das maiores 

prioridades nas organizações, a nível global, como ferramentas para atingir uma vantagem 

competitiva e gerar valor (Kappelman et al., 2014), ou caso sejam organizações sem fins 

lucrativos, para encontrar formas de atingir os seus objetivos de forma mais eficaz e com 

menos recursos (Seddon, 2017). Os sistemas de Data Analytics são importantes 

investimentos estratégicos para muitas organizações e podem contribuir significativamente 

para a performance da empresa (Cosic et al., 2012). Muitas delas estão cientes que BA pode 

trazer vantagem competitiva. Uma cultura analítica madura permite que as empresas usem 

eficientemente os dados nos processos de tomada de decisões. Por isto, cada vez mais 

entidades decidem recolher dados, fazer medições, e avaliar a eficácia desses dados e 

medições para permitir que os processos sejam otimizados, com base em dados e não 

especulações ou intuição.  Por outro lado, esta abordagem permite uma resposta dinâmica a 

um ambiente de negócios que está em constante mudança (Halper & Stodder, 2014). 

Podemos definir BA como o uso de dados de modo a tomar melhores decisões e com 

base em provas (Holsapple et al., 2014). Divide-se em cinco categorias: (1) análise descritiva, 

(2) análise de diagnóstico, (3) análise preditiva, (4) análise prescritiva, e (5) análise cognitiva 

(Król & Zdonek, 2020).  

Por sua vez, BI define-se como as ferramentas de IT, como data warehouses, online 

analytical processing (OLAP), ferramentas estatísticas e quantitativas, de visualização e de 

data mining, que habilitam e permitem as atividades de BA (Howson, 2011; Negash, 2008; 

Ramamurthy et al., 2008). Por esta razão os sistemas de BA são mais do que apenas a 

tecnologia. Os sistemas de BA englobam pessoas, processos e tecnologias envolvidas na 

captura, análise e transformação de dados utilizada no suporte à decisão de gestão (Negash, 

2008; Watson & Wixom, 2007; Jordan & Ellen, 2009). 
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A BA atual está enraizada nos avanços contínuos de sistemas de suporte à decisão. Estes 

avanços incluem mecanismos cada vez mais poderosos para adquirir, gerar, assimilar, 

selecionar e emitir conhecimento relevante para a tomada de decisão. Dada a sua herança 

de suporte à decisão, a BA participa e explora estes mecanismos (Holsapple, 2014). 

Desenvolvimentos recentes, como BI/BA em cloud, análise preditiva e em tempo real 

introduzem novas formas das organizações obterem insights e valor de negócio a partir de 

uma grande quantidade de dados. Estes avanços tecnológicos são de extrema importância 

para as iniciativas de BA. Para que sejam extraídos conhecimentos, ideias e valor para as 

empresas, são necessários dados com qualidade, o que depende de IT e da infraestrutura de 

dados (Bharadwaj, 2000; Dakin, 1992; Nam et al., 2019). 

Contudo, BA é mais do que apenas a tecnologia, e para os esforços das empresas darem 

frutos, há fatores importantes para além da gestão dos dados, processamento de números, e 

tecnologia. Estes tópicos refletem se a organização está pronta para adotar BA como um 

paradigma de tomada de decisão, ou se uma tentativa de adoção possa vir a falhar. Os fatores 

críticos sugeridos por Holsapple (2014) são: consciência e compromisso para com a visão, 

missão e estratégia da organização; cultura analytics-friendly; uma filosofia de gestão que 

compreenda e apoie o uso de BA; técnicas para evitar que as provas sejam abafadas por 

fatores anti analíticos, como apatia, apreensão, coerção, inveja, moda ou ideologia. Segundo 

Nam, (2019) os fatores organizacionais, obstáculos de gestão e centralização analítica 

influenciam os níveis superiores de adoção, e assimilação, enquanto fatores do ambiente 

organizacional e de competição tem um efeito positive exclusivamente na iniciação. 

As organizações procuram desenvolver as suas estratégias analíticas para além das 

folhas de calculo e dashboards de gestão simplistas e tentam criar uma cultura analítica 

transversal à organização, onde os dados têm um papel importante na tomada de decisão 

(Halper, & Stodder, 2014). Ainda assim, inúmeras organizações têm vindo a ter dificuldades 

na estratégia, implementação e medição dos seus esforços em BA (Muller et al., 2016). 

Poucas organizações têm capacidades analíticas suficientes, incluindo infraestruturas e 

recursos humanos, assim como as competências necessárias para os gerir, de modo a ir ao 

encontro com as necessidades analíticas atuais. Além disso, poucas organizações são 

capazes de estimar a medida em que fazem uso da análise dos dados, ou sabem responder 

a como podem aumentar a eficácia dos processos de negócio com base em analytics. Um 

crescente número de organizações procura formas de avaliar a maturidade analítica que ajude 

a conduzir o desenvolvimento das competências e cultura analíticas da empresa (Lahrmann 

et al., 2010). 

Em suma, diversos modelos de maturidade de Business Analytics (MMBA) e Business 

Intelligence (MMBI) têm vindo a ser introduzidos para identificar forças e fraquezas no 

panorama de BA das empresas, e ajudar a tomar medidas corretivas (Muller et al., 2016). 
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2.3 Business Analytics na indústria da construção 

 

O setor da construção contribui de forma significativa para a economia, formação de 

capital e criação de emprego (Hillebrandt, 2000), sendo um dos grandes setores, tem um 

papel importante no desenvolvimento e crescimento económico de um país (Giang & Pheng, 

2011). Só na União Europeia, com um investimento total de cerca de 1.37 biliões de euros, a 

construção é um dos principais mercados da construção (Deloitte, 2014). 

Esta importância económica do setor deveria levar a uma maior adoção das tecnologias 

de BA, o que não acontece atualmente ao mesmo ritmo que noutras indústrias. Em parte, este 

atraso pode dever-se ao facto de ter o mais baixo investimento em I&D (Oesterreich & 

Teuteberg, 2016), quando comparado com outros setores.  De acordo com o scoreboard de 

Inovação e desenvolvimento (I&D) da União Europeia, o setor da construção e materiais está 

entre os setores que menos investem em I&D, contando com apenas 1% das vendas 

(Hernández et al., 2015). O facto dos projetos de construção se estarem a tornar cada vez 

mais complexos – apesar da construção ser uma indústria estável, olhando para as últimas 

cinco décadas – leva a olhar para a adoção da Indústria 4.0 como uma necessidade (Alaloul 

et al., 2018; Bock, 2015). Ainda assim a construção não é exceção no que toca à difusão da 

revolução industrial. O setor está a lidar com um número crescente de dados vindos de várias 

etapas do ciclo de vida de um edifício.  

Segundo Pan e Zhang (2021) há um problema grave de baixa produtividade laboral ao 

longo do processo, levando ao desperdício de mão de obra, recursos materiais e financeiros. 

Por outro lado, o setor da construção e engenharia não manteve o ritmo no que toca a 

oportunidades tecnológicas que possam ajudar a melhorar a produtividade, o que resulta em 

estagnação da produtividade laboral (Livotov et al., 2019). Como também foi descrito por 

Dubois e Gadde (2002), a indústria falhou na tentativa de integração de tecnologias e 

processos de outros setores, que podem contribuir para melhorar a performance e 

produtividade, nomeadamente: entrega just-in-time; parcerias com fornecedores, gestão da 

cadeia de abastecimento, produção offsite e os mais recentes avanços em tecnologias de 

informação. Apesar dos benefícios que podem trazer, as empresas de construção não 

conseguiram ainda integrar de modo geral as tecnologias inovadoras de modo a acompanhar 

os homónimos da indústria automóvel e mecânica (Kraatz et al., 2014). Por exemplo, a cadeia 

de valor da construção é inteiramente afetada por colaborações próximas com clientes e 

subempreiteiros, ou outros stakeholders. Os projetos de construção são site-based, 

complexos e com grandes esforços individuais, que requerem um elevado nível de 
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conhecimento especializado. Por outro lado, o setor consiste num elevado número de 

empresas de pequena e media dimensão (Kraatz et al., 2014). 

As empresas acreditam, contudo, na possibilidade de recorrendo a Business e Data 

Analytics poderem resolver todos estes problemas e gerarem valor de negócio  

 

2.3.1    Problemas e frustrações do setor da construção 
 

Apesar do setor gerar uma quantidade enorme de dados ao longo do ciclo de vida de um 

projeto, a adoção de tecnologia de Big Data (BD) está ainda longe do progresso feito noutros 

setores, de acordo com Rajaraman, (2013). 

Os projetos de construção são complexos. Existem várias razões para esta complexidade, 

que incluem a necessidade de coordenar vários participantes, que são frequentemente 

pequenas e medias empresas (PME), o facto de o local dos projetos variar, e de requerer um 

certo nível de conhecimento especializado (Kraatz et al., 2014). De forma mais ampla, as PME 

compõem uma proporção grande das empresas de construção na maioria das geografias 

(Kraatz et al., 2014). 

A indústria da construção tem várias outras especificidades que podem ser razão de maior 

vulnerabilidade das empresas a falências, comparativamente a outros setores de atividade. 

Como referido por Tserng, Liao, Jaselskis, Tsai e Chen (2012), essas características dizem 

respeito a: (i) desenvolvimento de projetos únicos; (ii) projetos de longa duração; (iii) 

complexidade dos processos de construção; (iv) envolvimento de equipas especificas, 

distribuídas por várias empresas diferentes; (v) incerteza e riscos associados à atividade 

(Horta & Camanho, 2013). 

Os fatores (i) e (iii) implicam que, ao contrário da indústria produtiva, os produtos do setor 

da construção não sejam estandardizados, e o processo de produção não seja uniforme, logo, 

é impossível fazer listas de materiais padrão (Yang 2017). 

Muitos desafios internos e externos estão associados aos fatores (ii) e (iv), incluindo o 

facto de se tratar de uma indústria fragmentada, dificuldade em recrutar mão de obra com 

talento, relações com fornecedores e empreiteiros insuficientes, e transferências de 

conhecimento de projeto para projeto inadequadas (Craveiro et al., 2019). Quer a gestão de 

tecnologia, quer a gestão da construção dependem bastante de conhecimento e experiência 

individual. Se um gestor ou engenheiro experiente abandonarem a organização, é muitas 

vezes difícil para o seu sucessor utilizar e ter o mesmo nível de conhecimento e experiência 

(You et al., 2018). 

Relativamente ao desfasamento em inovação face a outros setores Arayici e Coates  

(2012) constatam os seguintes fatores: (i) complexidade – os projetos são esforços complexos 

devido à quantidade de processos, sub-processos e participantes envolvidos, como 
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arquitetos, engenheiros, empreiteiros, serventes, clientes, fornecedores, entre outros (Dubois 

& Gadde, 2002; Arayici & Coates, 2012); (ii) Incerteza – como cada projeto é limitado em 

tempo, site-based e único, e há uma grande complexidade, há uma falta de especificação dos 

processos e materiais, resultando num ambiente incerto (Dubois & Gadde, 2002); (iii) 

fragmentação da cadeia de valor. Outra característica específica é a grande fragmentação da 

cadeia de valor devido à grande quantidade de pequenas e medias empresas com produtos 

e serviços indiferenciados (Arayici & Coates, 2012) e limitações na capacidade de investir em 

novas tecnologias (Kraatz et al., 2014); (iv) Pensamento no curto prazo – A estrutura da 

industria da construção foi descrita por (Dubois & Gadde, 2002) como sendo um sistema de 

múltiplos participantes em rede, pouco integro, composto por ligações baseadas em projetos 

individuais e ligações débeis na rede permanente, que é sustentado por um pensamento no 

curto prazo – orientado ao projeto - e impede inovação e conhecimento no longo prazo. Assim 

a natureza descentralizada e de projetos de curta duração é uma barreira à inovação; (v) 

Cultura – A construção é conhecida pela sua cultura rígida, resiliência e resistência à 

mudança. 

Uma característica importante na cadeia de fornecimento da construção é que todos os 

atores têm distâncias diferentes, quer físicas quer cognitivas, ao local de produção (Xue et al., 

2007). Dainty et al. (2001) identificaram fatores distintos que são únicos às cadeias de 

abastecimento da construção, que requerem tarefas de gestão especificas. A mais notável é 

o carácter temporário dos projetos. Este fator leva à atitude limitativa “ganha-perde” entre 

fornecedores e construtores, que se focam nos resultados no curto prazo, e não procuram 

investir em relações no longo prazo. Este fluxo de informação entre construtores e 

fornecedores é assim, muitas vezes limitado, devido à pouca transparência, e poucas trocas 

de informação e comunicação. Isto pode levar a falsas expetativas e prazos de entrega de 

materiais e equipamentos incertos ou irrealistas (Xue et al., 2007). 

De acordo com estudos importantes, as características da Gestão de construção e 

engenharia (GCE) são cinco: Singularidade (de projetos); Mão de obra intensiva; Dinamismo; 

Complexidade; Incerteza (Pan & Zhang, 2021). 

 

2.3.2  Tecnologias e técnicas 
 

Oesterreich e Teuteberg, (2016) mostraram que já há um número grande de tecnologias 

de digitalização e automação que entraram em fase de maturidade e como tal, estão 

disponíveis para a indústria. Devido ao notável crescimento de ferramentas e de aplicações 

de AI na área da engenharia civil, têm vindo a ser publicados bastantes estudos científicos 

acerca deste tópico. Contudo, Pan e Zhang (2021) concluíram que a maior parte deles 
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sublinha apenas o valor da Inteligência Artificial (IA) numa subárea específica, como 

engenharia estrutural (Salehi & Burgueno, 2018), Building Information Modeling (BIM) (Zou et 

al., 2017), produção automatizada (Hatami et al., 2019), computer vision (Zhang et al., 2020) 

entre outras. Ou seja, fornecem apenas uma perspetiva estreita, específica a um grupo 

pequeno de atividades, em vez de uma visão holística da implementação de Inteligência 

Artificial na gestão de construção e engenharia. 

Entreprise Resource Planning (ERP) foi uma ferramenta responsável por muitos sucessos 

no setor, mas ao contrário da indústria produtiva, a construção é um setor especial, com 

projetos únicos, locais descentralizados, e mobilidade dos fatores produtivos (como a mão de 

obra, materiais e equipamentos) (You & Wu, 2019). 

O setor da construção é intensivo em dados. Há uma grande quantidade a ser gerada ao 

longo dos processos, e o seu valor está longe de ser totalmente utilizado (Bilal et al., 2016). 

Ainda assim, devido à falta de uma Plataforma de gestão de dados unificada, após a 

conclusão de um projeto, é difícil utilizar os dados desse projeto para extrair valor e aplicá-lo 

noutros projetos. É então necessário estabelecer um Sistema de gestão de conhecimento 

(Knowledge management system) com base na mineração de dados dos projetos (You & Wu, 

2019). 

Tradicionalmente, os analistas utilizam técnicas estatísticas para descobrir padrões ou 

extrair conhecimento dos dados recolhidos. Segundo Bilal (2016), é, todavia, necessária a 

implementação de mais técnicas de mineração de dados. 

Técnicas de Data Mining (DM) são uma tendência emergente no setor da construção (Yan 

et al., 2020). A função de predição é a função de DM mais frequentemente usada, observada 

na literatura. Por exemplo, previsão de consumo de energia é de grande importância na 

gestão de energia da construção. Técnicas de DM são comprovadamente eficazes na 

predição de consumo de energia com base em quantidades enormes de dados operacionais 

(Reffat et al., 2004). 

É de notar que a cada etapa dos projetos são recolhidas grandes quantidades de dados 

heterogéneos, em especial com o surgimento de Building Information Modeling (BIM) e redes 

de sensores sem fios, e sensores data-intensive (Pan & Zhang, 2021). A indústria da 

construção é um setor onde a capacidade de gerar e recolher dados tem vindo a crescer 

(Soibelman & Kim, 2002). 

Uma tecnologia catalisadora na colaboração e produtividade é BIM (Modelação de 

Informação de Edifícios), uma modelação prevista para capturar dados Computer Assisted 

Design (CAD) multidimensionais, de forma sistemática para apoiar colaboração 

multidisciplinar entre os diferentes intervenientes dos projetos (Eadie, 2013). É considerada a 

tecnologia central para a digitalização do ambiente de construção (Oesterreich & Teuteberg,  

2016).  A chegada de BIM trouxe várias oportunidades de desenvolvimento para a indústria 
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(You & Wu, 2019). Apesar de BIM ter melhorado a gestão e colaboração no ciclo de vida do 

projeto, está ainda limitada a projetos individuais (Eadie et al., 2013). A empresas de 

construção geralmente têm vários projetos em mão em simultâneo. Porque os custos dos 

projetos não podem ser estimados com muita precisão, e preços de compras são difíceis de 

controlar, é geralmente comum haver derrapagens orçamentais. 

Além disso, estudos mostram que há falta de processos de gestão do ciclo de vida do 

projeto, assim como falta de planeamento estratégico, tático e operacional nos sistemas de 

colaboração e sincronização autónomos (Maskuriy et al., 2019). São necessários estudos 

nesta área de modo a transformar o setor da construção, e integrar BIM com a indústria 4.0. 

De entre outros conceitos e tecnologias associadas à construção são também conceitos 

como Gestão de Ciclo de vida do Produto (Product-Lifecycle-Management, PLM), 

modularização, robótica e tecnologias de informação como computação móvel e RFID, como 

uma das principais tecnologias para sistemas cyber-físicos (Oesterreich & Teuteberg, 2016). 

 

2.4 Modelos de Maturidade 

 

A noção de maturidade foi proposta pela primeira vez por Crosby (1979), que descreve o 

“estado de conclusão, perfeição ou estar pronto” (Simpson & Weiner, 1989). Para atingir o 

estado de maturidade desejado, é necessário um processo de transformação evolutiva, de 

um estado inicial para um estádio objetivo, desejado (Fraser et al., 2002). 

Modelos de maturidade são ferramentas que facilitam a avaliação do nível de 

desenvolvimento de capacidades organizacionais, processos e recursos (Cosic et al., 2012). 

O objetivo dos modelos é identificar a falha existente, que pode depois ser melhorada após a 

tomada de ações (Fraser et al., 2002). 

Os modelos de maturidade consistem num modelo e questionário, que são usados para 

perceber o nível de desenvolvimento de um ambiente (Pivka, 1996). São instrumentos que 

facilitam a análise do nível de progresso das capacidades (de Bruin, 2009), processos (Paulk 

et al., 1993) ou recursos (Nolan, 1973). Na prática muitos modelos de maturidade acabam por 

ser utilizados em processos de melhoria e não em formas de medir absolutamente a 

performance (Fraser et al., 2002). 

Quando uma empresa quer ter resultados mais precisos no que toca a níveis de 

maturidade, deve usar diferentes níveis de maturidade para abranger mais áreas diferentes e 

recolher mais informação acerca do estado atual ou possíveis desafios que devem ser 

ultrapassados para atingir um nível mais elevado de maturidade, e aumentar o valor de 

negócio (Rajterič, 2010). 
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A maturidade combina noções de evolução com patamares formais de processos. Para 

evitar complexidade e burocracia excessiva, Fraser et al. (2002) propõe uma definição de 

maturidade que dá enfase na eficácia e repetibilidade. 

Atualmente existem mais de 130 modelos diferentes para Sistemas de informação (SI), 

quer a nível académico ou prático, segundo Mettler e Rohner (2009). Dois modelos muito 

usados a nível prático são o modelo de níveis de crescimento de Nolan (1973) e Capability 

Maturity Model (CMM) proposto por Paulk et al. (1993). Os modelos atuais derivam 

normalmente do CMM, que foi idealizado para o processo de desenvolvimento de software, 

com base na Tese da Maturidade por Humphrey (1989) pelo Software Engineering Institute 

em Carnegie Mellon University nos EUA (Team, 2006). 

Vários modelos de maturidade são baseados em elementos de “boas práticas” derivados 

de estudos publicados que identificam os fatores associados aos resultados bem-sucedidos 

(Fraser et al., 2002). Outros têm elementos vindos da “experiência”, baseados em 

observações de experiências práticas, onde um processo de validação pode já ter ocorrido, 

ainda que não seja muito rigoroso e metódico. Cooper (1999), sugere que não há ainda 

concordância quanto à forma correta de garantir sucesso nos resultados, (Montoya-Weiss & 

Calantone, 1994), apesar da identificação de várias descobertas robustas acerca de formas 

de medir a maturidade. 

Para a área de BA, a maturidade analítica torna-se particularmente importante por várias 

razões, segundo Grossman (2018). Primeiro, com o crescimento do volume, velocidade e 

variedade dos dados, ter uma infraestrutura analítica é de enorme importância. Em segundo 

lugar, em especial em BD, a probabilidade de usar um número maior de modelos analíticos é 

grande. À medida que o número cresce (às centenas ou milhares, ou mais), torna-se 

importante ter uma estrutura analítica que possa construir, gerir e implementar esses modelos. 

Em terceiro lugar, a importância de BD deve-se na medida em que os modelos de previsão 

produzidos poderem ser implementados em serviços ou produtos, em toda a cadeia de valor, 

de modo a aumentar vendar, diminuir custos, reduzir os riscos e otimizar as operações, e, 

como tal, acrescentar um grande valor à organização. Como tal, quanto melhor a maturidade 

analítica da empresa, maior a probabilidade de isto ocorrer. 

Chen e Nath (2018) identificam 3 fatores que coletivamente explicam 77,7% da variância 

da maturidade de BA. O mais dominante, integração de BA e apoio da gestão, explica 32,6% 

da variância, o que sugere que a forma como BA é integrada nas operações da empresa e na 

sua estratégia, e quão empenhada está a gestão para apoiar as iniciativas de BA, são 

indicadores chave na maturidade analítica. Esta observação é consistente com os modelos 

de maturidade BA focados na empresa, que dão enfase ao empenho organizacional e 

alinhamento estratégico entre BA e negócio. 
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O segundo fator, benefícios de BA a nível de processo, sugere que a maturidade analítica 

pode ser particularmente avaliada através da obtenção de melhorias de resultados nos 

processos suportados por BA. Contrariamente ao senso comum, as capacidades analíticas e 

tecnológicas de uma empresa são o fator que explica a menor fatia da variância da maturidade 

de BA (20.4%). Por outro lado, o primeiro fator é o que mostra ter mais correlação com o 

sucesso de BA, enquanto o terceiro tem o menor grau de associação com sucesso de BA. 

Estas descobertas sugerem que apenas focando nas aquisições de competências 

tecnológicas relacionadas com BA não garante maturidade analítica ou sucesso (Chen & 

Nath, 2018). 

O modelo de investigação de Chen e Nath (2018) também revela que a perceção das 

Tecnologias de Informação (TI) por parte do executivo tem um grande impacto na maturidade 

analítica. À medida que os órgãos executivos das empresas procuram um papel mais ativo 

na estratégia de TI e decisões de investimento na atualidade, colocam-se numa posição ideal 

para determinar como e onde TI cria valor para o negócio. Estes resultados confirmam as 

alegações feitas em estudos anteriores, de que a perceção de TI por parte dos executivos iria 

enviesar as suas decisões de investimentos de TI (Broadbent & Weill, 1993). 

Król e Zdonek  (2020) analisaram onze modelos de maturidade analitica, de entre os quais 

o modelo DELTA PLUS, por Davenport, (2018), que analisa sete componentes relevantes. No 

nome do modelo, a letra “D” representa os dados, que são relevantes para a obtenção de 

valor de negócio, “E” para “Empresa”, e a forma como está orientada para BA, “L” para 

“Liderança”, “T” para “Objetivos” (Target) estratégicos, que servem de base para a tomada de 

iniciativas analíticas e “A” para “analistas”. Adicionalmente foram acrescentadas duas novas 

vertentes: “T”, de “tecnologia” e “A”, de “técnicas analíticas”. Este modelo, para além de ser o 

que avalia mais dimensões nas empresas, é publico e facilmente acessível. 

O modelo TDWI (Tranforming Data With Intelligence) (Halper & Stodder, 2014) é outro 

dos modelos mais utilizados no âmbito de BA. Consiste em cinco etapas: nascente, pré-

adoção, adoção intermédia, adoção corporativa e madura/visionária, respetivamente do 

menor para o maior nível de maturidade. O modelo avalia a empresa com base em 5 

dimensões, que pontuam entre 0 e 20. Essas dimensões são: Organização, Infraestrutura de 

Dados, Recursos, Analytics, e Governance. A principal desvantagem deste modelo, segundo 

Chuach e Wong (2011) é o enfase dado à utilização de datawarehouses. Este modelo 

encontra-se disponível online, em Open Source, não sendo contudo possível ter acesso ao 

peso das questões dentro de cada grupo. 

 

2.5 Estado da arte 
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O objetivo de Fedouaki et al. (2013) foi desenvolver uma modelo de maturidade para 

sistemas de Business Intelligence (BI), em PME. O modelo desenvolvido sobre três 

dimensões: Nível de maturidade, ciclos de vida de implementação do projeto, e fatores críticos 

de sucesso. 

Relativamente aos níveis de maturidade, os autores resumiram em 3: inicial, definido e 

gerido. Uma empresa no nível inicial, ainda não começou a implementar ferramentas, técnicas 

e metodologias para extrair valor de dados, ou fá-lo a nível reduzido. No estágio definido, as 

empresas já iniciaram a caminhada analítica, havendo ainda espaço para melhorias. As 

empresas que se encontrem no nível gerido usam os dados de forma eficaz, tirando o máximo 

proveito para a geração de valor para o negócio. 

O modelo foi validado com uma PME, numa primeira fase. Após esta iteração os autores 

chegaram a um questionário composto por 14 variáveis. Estas variáveis estão distribuídos por 

três fases do ciclo de vida do projeto. Este modelo, em forma de questionário foi respondido 

por 17 empresas, através de um gestor, de entre de 65 empresas selecionadas. 

Os autores concluíram, através do trabalho, que os estágios do ciclo de vida do projeto 

de implementação de sistemas BI que dependem mais de fatores tecnológicos, atingem níveis 

de maturidade superiores que os que dependem de fatores organizacionais. Em geral o nível 

médio é considerado “Definido”. 

Bibby e Dehe (2018) desenharam e validaram um modelo de maturidade de I4.0 para uma 

empresa do setor da defesa, em conjunto com doze stakeholders. 

A construção modelo engloba um conjunto de entrevistas semiestruturadas, workshops e 

pontuação de itens, numa lógica de caso de estudo para iterativamente validá-lo. Uma vez 

validado o modelo, catorze especialistas foram convidados a participar na elaboração deste 

modelo de avaliação. 

O modelo final divide-se em três secções: fábrica do futuro, pessoas e cultura, e 

estratégia. Cada uma conta com 16, 3 e 4 itens em escala de likert, respetivamente. Os 

resultados dividem-se em quatro níveis de maturidade, em que o nível um corresponde a um 

máximo de pontuação igual a 2 para todas as perguntas, o nível 3 corresponde a um mínimo 

de 2 e um máximo de 3, e assim sucessivamente. 

Foi posteriormente submetido a 12 stakeholders, sendo que a pontuação de cada item 

consiste no consenso encontrado por todos. Para todas as categorias, foi concluído que a 

empresa reside no segundo nível de maturidade. 

Caiado et al. (2021) desenvolveram um modelo de maturidade de I4.0 baseado em Fuzzy-

logic para operações e gestão de cadeias de abastecimento (OGCA). O procedimento incluiu 

a análise de modelos existentes na literatura, um processo iterativo para seleção de 

indicadores para o âmbito do trabalho, construção e avaliação do modelo, e aplicação numa 

empresa. 
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O questionário desenvolvido é constituído por sete perguntas demográficas sobre os 

respondentes, duas acerca da perceção de I4.0, e quinze perguntas divididas em sete 

dimensões de maturidade: consumidor; logística; fornecedor; integração, produção, 

planeamento e controlo, qualidade; e manutenção, que mais tarde foram resumidas para três: 

processos, pessoas e tecnologia. 

Os autores decidiram usar como base para a avaliação de maturidade o CMM, 

considerando assim 5 níveis de maturidade. Posteriormente o questionário foi aplicado a 8 

respondentes chave de uma empresa da área de OGCA. 

O modelo quantitativo baseado em fuzzy-logic permite quantificar informações 

qualitativas, vagas e imprecisas. 

Stawiarska et al. (2021) avaliaram o nível de maturidade de seis áreas funcionais de I4.0 

de empresas do setor automóvel, utilizando um modelo de maturidade. 

O modelo desenvolvido pelos autores, validado em conjunto com stakeholders de uma 

empresa, contou com cinco níveis de maturidade, com base numa descrição. Parte do 

questionário conta com perguntas que abordam o tipo e dimensão da empresa. 

O questionário foi respondido por 50 empresas de dimensão grande, média e pequena, 

na Polónia, respondidos por engenheiros com experiência, enviado por email. A análise das 

respostas foi feita através de uma análise descritiva. O nível médio de maturidade foi de 3. 

Através de uma modelo de maturidade, Pirola, F., e Pinto, R (2020) avaliaram a 

maturidade digital de 20 PME italianas, do setor de produção industrial. Um primeiro rascunho 

do modelo foi validado junto de 2 empresas. Após retificação, o novo modelo foi utilizado nas 

restantes 20 das 22 PME selecionadas. A análise descritiva das avaliações feitas permitiu tirar 

conclusões e responder às questões de investigação dos autores. 

O modelo feito consiste em perguntas de cinco domínios: estratégia, pessoas, processos, 

tecnologia e integração. O questionário foi enriquecido com perguntas mais especificas acerca 

de competências e fatores humano competências e fatores humanos, após feedback recebido 

da primeira validação com empresas. Assim, o modelo final engloba 46 questões. As doze 

primeiras referem-se a características organizacionais, como dimensão. As seguintes vinte e 

quatro abordam as cinco dimensões referidas anteriormente, numa escala likert. A secção 

final, de 10 questões de escolha múltipla, questiona acerca de investimentos estratégicos que 

a empresa esteja a tomar, e afetam o score das outras questões. Este aspeto cobre um gap 

na literatura relativo à falta de modularidade das avaliações de maturidade. 

Os autores concluíram que a gestão de topo é o fator que mais afeta a maturidade 

analítica, assim como a estratégia da organização. 

Gökalp et al. (2021) propuseram um modelo de maturidade de Data Science, para 

organizações industriais, posteriormente validado por várias empresas. O objetivo é criar um 

modelo que possa ser usado para melhorar a produção baseada em dados. O modelo avalia 
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com base em cinco níveis de maturidade (do um ao cinco), em três dimensões: dimensão de 

processo, dimensão de capacidade e maturidade organizacional de data science. A avaliação 

foi feita em três organizações com provas de iniciativas de adoção de data science, e ambição 

de otimizar processos. Para evitar enviesamento das respostas a entrevista foi feita num 

formato semiestruturado, com perguntas abertas avaliadas numa escala de Likert de 1 a 5. 

 

Capítulo 3 - Abordagem 
3.1 Escolha do modelo de maturidade 
 

O modelo aplicado neste trabalho foi adaptado a partido do TDWI (Halper & Stodder, 

2014), por ser dos únicos disponíveis abertamente online. Este modelo de medição da adoção 

de analytics, em forma de questionário é composto por 54 questões, divididas em 5 grupos. 

O primeiro grupo, Organização, é composto por questões acerca da forma como a liderança 

e organização estão alinhadas para adotar BA. O segundo grupo, Infraestrutura de Dados é 

referente a como a empresa recolhe, armazena e guarda os dados que são importantes para 

a criação de valor de negócio. O terceiro grupo Recursos inclui as questões relativas a como 

a organização investe, mantem e melhora os recursos utilizados para analytics, humanos ou 

materiais, tangíveis ou intangíveis. De seguida, existe um grupo de questões dedicado a 

perceber o grau de utilização de ferramentas, técnicas e metodologias para a transformação 

dos dados, em conhecimento, cujo título é Analytics. Por fim existe também um grupo de 

questões Governance que procura conhecer a forma como a empresa gere todo o acesso, 

manutenção e divulgação da informação. Estas questões são em formato de escolha múltipla, 

entre 3 a 6 opções por pergunta, e diferem quanto às respostas, sendo que nuns casos são 

pré-definidas pelos criadores do questionário, noutras questões, as respostas são em formato 

escala de likert, i.e., de “Discordo totalmente” a “Concordo totalmente”, de modo a perceber a 

opinião do respondente quanto ao tópico em questão. O maior grupo é o Analytics, com 12 

perguntas, e o menor é o de Governance, com 9 perguntas. Os restantes têm 11 perguntas 

cada. No final a pontuação de cada grupo, ou global, é classificada em níveis de maturidade, 

numa escala de 0-100, em que o primeiro nível, “Nascente”, refere-se à pontuação entre 0 e 

20 pontos, inclusive, o segundo, “Pré-adoção”, cobre o intervalo dos 20 pontos (exclusive), a 

40 pontos, inclusive, o terceiro, “Estabelecida”, de 40 a 60, o quarto, “Madura”, de 60 a 80 

pontos, e o ultimo, que classifica a empresa como “Visionária”, inclui o último patamar, de 80 

a 100 pontos. 

 Para além das 54 perguntas de escolha múltipla, agrupadas em 5 módulos, que foram 

traduzidas para português, foram acrescentadas 10 questões das quais 8 para análise 
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demográfica das respostas e duas apenas para futuro contacto e divulgação dos resultados. 

Estas questões adicionais não atribuem quaisquer pontos. 

Para além das opções de resposta originais do questionário, foi incluída, em cada 

questão, a opção “Não compreendo esta questão”, que resulta na atribuição de 0 pontos, com 

o objetivo de perceber a literacia dos respondentes em relação aos vários tópicos. 

Como referido por Chuah e Wong (2011), um dos problemas do modelo TDWI é o enfase 

dado à dimensão da infraestrutura de dados, e mais concretamente, a existência de 

datawarehouses. Sendo o âmbito deste trabalho a disciplina de BA, e a forma como os dados 

geram valor para o negócio, e dado o modelo ser do tipo black-box (i.e., não ter visibilidade 

sobre a forma como as questões são pontuadas), foi decidido que os grupos Organização, 

Infraestrutura de Dados, e Recursos teriam um peso de 20% na pontuação final, sendo o 

grupo de Analytics aquele com o maior peso (22%) e Governance com menos (18%), já que 

não foi encontrada uma quantidade significativa de trabalhos que mencionem a importância 

desta dimensão, na literatura existente. Adicionalmente, foram selecionadas várias questões 

que aparentem ser menos pertinentes para com o respetivo grupo, para que pontuem menos 

que as demais perguntas. No Anexo A.1, podem ver-se as perguntas que foram pontuadas 

com um ponto, dado serem menos pertinentes para o respetivo grupo de questões. No Anexo 

A.2 encontram-se as pontuações globais de cada grupo de questões. 

 

3.2  Obtenção de respostas 
 

A obtenção de respostas foi feita em duas fases: a partir de uma lista de principais 

empresas de construção a operar em Portugal (Infoempresas, 2022) e onde surgiram 7 

respostas de 30 contactos, e divulgação do questionário em 3 associações empresariais do 

setor da construção, a partir dos quais foram obtidas 23 respostas, totalizando 30 respostas. 

O questionário foi construído utilizando a ferramenta Microsoft Forms e enviado por email 

para cada candidato. As empresas selecionadas na primeira fase foram contactadas através 

de um telefonema. No questionário anónimo, foi pedido um contacto de email para posterior 

divulgação dos resultados individuais e globais. 

Dois dos respondentes levantaram a necessidade de uma sessão de esclarecimento 

relativo às questões. 

 

3.3 Tratamento dos dados 
 

Após a recolha das respostas, os dados foram submetidos a alguns tratamentos, com o 

objetivo de facilitar a análise das respostas e dos resultados. 
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Em primeiro lugar, as respostas às questões do modelo de maturidade, que eram 

variáveis qualitativas ordinais foram recodificadas de modo a obter a pontuação de cada 

questão. Sendo que as respostas seguem uma escala de Likert, a pontuação foi obtida da 

seguinte forma: 

 𝑝 =  𝑅𝑇  × 𝑃                                  (1) 

 

em que p é a pontuação da questão, R é a resposta na escala de Likert, T é o número 

total de opções para essa pergunta, e P é o peso dessa questão na pontuação total. Nos 

casos em que a resposta foi “Não compreendo esta questão”, a pontuação atribuída foi de 0. 

Posteriormente, as pontuações de cada questão foram agregadas por grupos (Organização, 

Estrutura de Dados, Recursos, Analytics e Governance,) e Total, e foram classificadas pelos 

níveis de maturidade do modelo TDWI. 

Com base nas variáveis “Número de Funcionários” e “Faturação” foi criada a variável 

binária “É PME”, para classificar as empresas dependendo de serem ou não PME, segundo 

os critérios do IAPMEI (2019), que são ter um número de funcionários inferior a 250 e um 

volume de negócios inferior a 50 milhões de euros.  

As variáveis Idade da Empresa e Número de Funcionários foram transformadas em 

variáveis qualitativas com 5 grupos, e foram criadas categorias mais abrangentes para a 

variável “Estudos do respondente” e para “Departamento do Respondente”.  

As variáveis “TotalA” e “TotalG”, que resumem as pontuações totais dos grupos de 

questões Analytics e Governance, respetivamente, foram normalizadas para que pudessem 

ser comparadas com as pontuações dos restantes grupos de questões, cuja escala é de 0 a 

20, ao contrário destas, que podem ser pontuadas entre 0 e 22 (Analytics) e 0 e 18 

(Governance). A pontuação total da maturidade analítica permaneceu inalterada, já que estes 

grupos têm pesos diferentes no resultado. 

Por fim, de modo a melhor compreender os resultados, os nomes dos níveis de 

maturidade foram substituídos por algumas expressões utilizadas no modelo DELTA, que 

melhor espelham o estádio de maturidade. Assim, a etapa “nascente” manteve o nome, assim 

como “pré-adoção”, “adoção intermédia” foi alterado para “Estabelecida”, “adoção corporativa” 

foi alterado para “Madura” e “madura/visionária” para “Visionária”. 
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Capítulo 4 - Análise dos Resultados 

4.1 Caracterização da amostra 
 

Foram obtidas 30 respostas de empresas do setor da construção. As empresas respondentes 

seguem a distribuição ilustrada na Figura 4.1. São predominantemente mais velhas, estando 

a média de idades nos 23 anos, o que é bastante elevado, tendo em conta que cerca de 

39,1% das empresas não ultrapassa os 5 anos de idade (INE, 2020). 

 

 

 

Figura 4.1 - Distribuição da Idade das Empresas 

 

O valor de skewness (Tabela 4.1) mostra que há uma ligeira assimetria positiva na idade 

das empresas, e a curtose evidencia que a variável é platicúrtica, isto é, tem um achatamento 

maior. Ainda assim, o quoeficiente entre estes indicadores e o respetivo erro sugerem 

normalidade na distribuição de idade. 

 

Tabela 4.2 – Estatísticas descritivas da variável “Idade da Empresa” 

 

 

 

 

 

Pouco mais de um terço das empresas da amostra, com 36% dos casos, não são PME 

(Figura 4.2). Este valor é substancialmente maior que o do universo, que seria composto por 

PME em 99,9% em 2020 (INE, 2020). 
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Figura 4.2 - Distribuição das empresas quanto ao Tipo 

 

A amostra inclui respondentes de empresas que faturam até 1 milhão de euros por ano 

(n=9) até empresas que faturam mais de 200 milhões de euros por ano (n=2). Quanto à 

faturação, a amostra é enviesada à esquerda, como se pode observar na Figura 4.3, em que 

9 empresas têm um volume de negócios de até 1 milhão de euros, correspondendo a 30% da 

amostra. A frequência vai progressivamente baixando nos níveis superiores de faturação, 

sendo que apenas 2 empresas, 6,(6)% da amostra, responderam ter um volume de vendas 

superior a 200 milhões de euros anuais. 

 

Figura 4.3 - Distribuição das empresas por nível de faturação 

 

Também a variável “Número de Funcionários” (Figura 4.4) é enviesada à esquerda. As 

categorias com mais resultados correspondem a um número de funcionários de “Menos de 
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20” e “Entre 20 e 50”, ambas com 9 respostas. 3 empresas responderam ter “Mais de 500” 

funcionários, e um número igual de firmas respondeu ter “Entre 100 e 500”. 

 
Figura 4.4 - Distribuição das empresas quanto ao número de Funcionários 

 

De entre dos 30 respondentes, 24 afirmaram ter respondido individualmente ao 

questionário, conforme representado na Figura 4.5. Apenas 5 fizeram-no a pares, e apenas 

uma empresa respondeu com o conhecimento de 4 funcionários. 

 
Figura 4.5 - Distribuição do número de respondentes 

 

Relativamente ao nível de escolaridade dos respondentes, apenas 5 admitiram ter até ao 

12º ano de formação, tendo a maior parte (~83,3%) obtido estudos superiores (Figura 6). 
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Figura 4.6 - Distribuição do grau de escolaridade dos respondentes 

 

A maioria dos respondentes tem formação na área das Ciências Económicas (53,33%), 

como é possível observar na Figura 4.7. A área de estudos que obteve o número mais baixo 

de respostas foi a das “Humanidades” com apenas 6,67% dos casos. A categoria “Nulo”, que 

representa 16,67% corresponde a respondentes que não têm formação superior. 

 

 
Figura 4.7 - Distribuição da Área de Estudos dos respondentes 

 

 

De entre os respondentes sem formação superior, 80% ocupa o cargo de Chief Executive 

Officer (CEO) ou Dono da empresa, enquanto 20% ocupa cargos de quadros superiores 

(Figura 4.8). 
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Figura 4.8 - Distribuição do Cargo do Respondente, 

para Nível de Escolaridade até ao 12º ano 

 

Por outro lado, é notável que todos os respondentes com até ao 12º ano de escolaridade 

sejam de PME, enquanto nos níveis de escolaridade de “Mestrado ou superior” prevaleçam 

respondentes de não-PME, i.e., empresas de grande dimensão (Figura 4.9). 

 

 

Figura 4.9 - Distribuição do nível de escolaridade do  

respondente, por tipo de empresa 
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A Figura 4.10 mostra que a maioria dos respondentes de quadros superiores 

(“Diretor/Manager”) ou “Técnicos” representam empresas não-PME, enquanto que, tal como 

referido anteriormente, é nas PME que se encontram a maior parte dos respondentes que 

ocupam cargos de CEO ou Donos da empresa. 

 

 

 
Figura 4.10 - Distribuição do Cargo do Respondente,  

por tipo de empresa 

 

 

Em suma, o perfil mais comum de respondente é CEO da empresa, fazendo parte da 

Administração da mesma, tem como escolaridade o grau de Licenciatura ou Bacharelato e 

tem em média 48,7 anos.  

Relativamente à empresa, o perfil mais comum é ser PME, faturar menos de 1 milhão de 

euros anualmente, ter menos de 20 funcionários, e em média 23,73 anos de existência. 

 

 

4.2 Análise dos resultados 
 

O nível de maturidade mais obtido nos resultados do questionário, ilustrados na Figura 

4.11 foi “Estabelecida”, que corresponde ao nível intermédio de maturidade analítica, seguido 

de “Pré-adoção”, que representa um intervalo de pontuação entre os 20 e 40 pontos. É notável 

que o número de empresas que obtiveram o nível de “Nascente” é muito baixo (n=1), 

relativamente às que obtiveram níveis mais avançados, como “Madura”, com 4 casos, e 

“Visionário” com 3. 
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Figura 4.11 - Distribuição da maturidade analítica 

 

A pontuação média referente à maturidade analítica é superior em todos os grupos de 

questões para empresas não-PME face a PME, sendo que a pontuação média total é de 64,82 

para empresas não-PME e de 39 (Figura 4.12). É também explicita uma quebra nas 

pontuações para o grupo de questões Analytics que dá enfase à aplicação de metodologias, 

técnicas e ferramentas analíticas. Este fenómeno acontece quer nas PME quer nas empresas 

de grande dimensão. Para ambos os tipos de firma este grupo de questões foi aquele onde 

as pontuações foram mais baixas.  

Para as análises comparativas das pontuações dos grupos de questões foram utilizadas 

as pontuações do Grupo A e G normalizadas. Para as análises do nível de maturidade e 

pontuação global, foram utilizadas as pontuações originais, que variam entre 0 e 22 para o 

Grupo A, 0 e 18 para o Grupo G, e 0 e 20 para os restantes grupos. 
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Figura 4.12 – Pontuação média de cada grupo de questões, 

por tipo de empresa 

 

Os dois tipos de empresas obtiveram piores resultados no âmbito de Analytics, com uma 

média de 6,21 pontos para PME e 11,18 pontos para não-PME (Tabela 4.2). Importa realçar 

que as PME obtiveram uma pontuação abaixo de metade dos pontos possíveis em todos os 

grupos exceto Organização, enquanto que as empresa não-PME pontuaram acima deste 

threshold em todos os grupos. 

A diferença mais significativa encontra-se no grupo de questões Analytics (43,07%) 

seguida do grupo de Infraestrutura de Dados (43,07%). Em termos globais, a diferença da 

maturidade analítica das empresas não-PME face a PME encontra-se nos 39,51%. O grupo 

de questões O, que incide sobre a estratégia organizacional foi onde as PME e grandes 

empresas obtiveram resultados mais próximos, sendo que a diferença de 28,49% não deixa 

de ser substancial. 

 

Tabela 4.2 – Estatísticas descritivas para a variável “É PME” por grupo de questões 
por categoria 

   

 

Comparando os resultados de cada tipo de empresa face à média global, é notável o 

desfasamento das PME, em todos os grupos de questões, enquanto as empresas não-PME 

se encontram muito acima da média de pontuação, também para todas as questões. 

Conforme se pode retirar da Tabela 3, as PME destacam-se negativamente da média no grupo 

Analytics (-29%), enquanto que as empresas grandes sobressaem nos grupos Governance e 

“Estrutura de Dados”.  
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Tabela 4.3 – Estatísticas descritivas para a variável “É PME” por grupo de questões, 

por categoria face ao Total 

 

 

Também a mediana das pontuações totais é substancialmente inferior para PME face a 

empresas não-PME. A mediana do nível de maturidade das PME encontra-se nos 36,37 

pontos, querendo isto dizer que metade das Pequenas e Médias Empresas pontuaram menos 

que este valor, que é bastante baixo. sendo as distâncias entre o 1º e 3º Quartis à mediana 

maiores nas empresas de grande dimensão (respetivamente 48,18 e 81,22) do que nas micro, 

pequenas e médias empresas, onde o 1º Quartil corresponde a uma pontuação de 30,08 e o 

3º Quartil a 51,55 pontos (Figura 4.13). Isto reflete um desfasamento de pontuações menor 

para as PME em comparação às demais. 

 

Figura 4.13 – Boxplot da Pontuação Total, por tipo de Empresa 

 

A Tabela 4.4 expõe que é notável que as empresas apresentam menores pontuações no 

grupo de Analytics, e melhores no grupo Organização. O valor do 3º quartil para o grupo de 
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questões, mesmo no global de empresas apresenta valores baixos para o grupo de Analytics, 

com um valor de 9,73 pontos. Isto indica que mais de 75% das empresas da amostra 

obtiveram pontuações abaixo dos 10 pontos, neste grupo. Ainda assim este resultado é 

especialmente superior ao obtido apenas por parte de PME no grupo de questões de 

Analytics, onde o 3º quartil se encontra nos 7,64 pontos. 

 

Tabela 4.4 – Medianas e quartis para cada grupo de questões por tipo de empresa 

 

 

 

 

 

A Figura 4.14 revela que as empresas onde os respondentes apresentam maior nível de 

escolaridade têm em geral uma pontuação maior em todos os grupos, não havendo ainda 

assim um grupo de questões onde essa diferença seja mais discrepante. Isto pode indicar a 

existência de um fator de interpretação das questões. Salienta-se ainda a quebra, em todas 

as 3 linhas do gráfico, no grupo de questões de Analytics. Adicionalmente é notável que as 

pontuações para os grupos Infraestrutura de Dados, Recursos e Analytics sejam bastante 

próximas quando o respondente possui até ao 12º ano de escolaridade, ao contrário do que 

acontece nos níveis de formação superiores, onde se verifica um agravamento das 

pontuações de Analytics face às restantes questões. 
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Figura 4.14 – Pontuação média de cada grupo de questões 

por nível de escolaridade do respondente 

 

 

Também a área de estudos dos respondentes se mostra influente na pontuação total, 

sendo essa diferença mais substancial para o grupo D (“Estrutura de Dados”), que é composto 

por perguntas de carácter mais técnico. O Anexo B.1 mostra-nos que os grupos D (“Estrutura 

de Dados”) e G (Governance) foram os grupos que causaram mais dificuldades, com 10% e 

10,74% de respostas “Não compreendo esta questão”, às perguntas do grupo, 

respetivamente. Por outro lado, no grupo de questões Organização, não houve qualquer 

questão que tenha gerado dúvidas aos respondentes, como se pode constatar pelo Anexo 

B.2 

Quando o respondente pertence a um Departamento de Analytics, a pontuação total de 

maturidade analítica da empresa é mais alta (Figura 4.15). Este resultado é também elevado 

para os departamentos de TIe Operações ou Produção, sendo que são as respostas vindas 

de Administração aquelas que obtêm a menor pontuação, levando-nos assim a acreditar que 

possa existir um fator de conhecimento de causa com impacto na maturidade analítica obtida 

pelo questionário. O valor de V de Cramer entre “Maturidade total” e “Departamento do 

respondente” de 0,566 com uma significância <0,05 indica-nos uma associação média-forte 

para estas variáveis, como evidencia o Anexo C.1. Nos Anexo C.2 e C.3 é possível verificar 

uma associação média, para as variáveis “Estudos do respondente” e “Cargo do respondente” 

respetivamente. 
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Figura 4.15 – Pontuação Total média por departamento 

 

O gráfico da Figura 4.16 sugere uma associação entre o nível de faturação das empresas 

e a maturidade. O teste V de Cramer, (Anexo C.4) com uma significância <0,05 e um valor de 

p de 0,635 confirma esta associação que pode ser considerada de média-forte. Há uma 

tendência para as empresas com faturações anuais superiores pontuarem mais em cada 

grupo de questões, conforme graficamente. Ainda assim abre-se a exceção para as empresas 

que apresentaram uma faturação de “Entre os 20 e 50 milhões de euros”, para as quais se 

observam pontuações mais altas em todos os grupos, exceto Recursos, e para as empresas 

que faturam “Entre 5 e 20 milhões de euros”, que pontuaram em média menos que as 

empresas dos dois patamares de faturação anteriores, “Entre 1 a 2 milhões de euros” e “Entre 

2 a 5 milhões de euros”. 
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Figura 4.16 – Pontuação média de cada grupo de questões 

por intervalo de faturação 

 

As variáveis que mais se correlacionam com a Pontuação total da maturidade analítica 

são “É PME” e “Número de Funcionários”, com 0,588 e 0,511 de correlação de Pearson 

(Tabela 4.5). É natural que, dado a que a variável “É PME” é calculada com base no número 

de funcionários da empresa, esta correlação com a Pontuação Total aconteça. Contudo, 

torna-se importante notar que a correlação seja mais forte quando comparada com a 

correlação entre a pontuação total e a variável “Faturação”, pelo que podemos afirmar que a 

faturação é um fator menos importante para a pontuação total que o número de funcionários. 

 

Tabela 4.5 – Correlações de Pearson entre algumas variáveis e Pontuação Total 

 

 

Já as pontuações dos grupos apresentam, em geral, correlações bastante elevadas 

entres grupos de questões, e com a pontuação total (Tabela 4.6). Apesar da diminuta 

diferença, os grupos que se correlacionam mais com a pontuação total da maturidade são 
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Governance e Infraestrutura de Dados, com 0,966. O grupo que apresenta a correlação mais 

fraca é o de Organização, sendo ainda assim um valor bastante elevado, de 0,919. Este 

resultado contradiz Nam (2019), segundo quem os fatores organizacionais influenciam os 

níveis superiores de adoção da disciplina analítica e de data science. É natural que as 

correlações entre cada um dos grupos com o “Pontuação Total” sejam bastante fortes, sendo 

que esta é diretamente influenciada pelas pontuações de cada grupo. 

No que respeita a correlações inter-grupos, destaca-se como a mais significativa a 

correlação entre o grupo Governance e Recursos. Em sentido oposto, a pontuação do grupo 

de questões referentes aos objetivos, ambições e alinhamento da gestão, o “Grupo O” tem a 

correlação mais fraca com o grupo referente ao investimento e recursos da empresa, o “Grupo 

R”, sendo contudo bastante significativa. 

 

Tabela 4.6 – Correlações de Pearson entre pontuações por Grupo de questões 

 

 

Através das pontuações de cada grupo de questões, as respostas foram classificadas em 

clusters, para segmentar os sujeitos em grupos homogéneos, onde cada empresa se 

assemelha mais às outras dentro do mesmo cluster, do que às restantes. O dendrograma do 

Anexo D.1, feito a partir do método de Ward mostra um número de 3 grupos, a uma distância 

escalonada é próxima de 3, a uma distância acima de 10, o dendrograma sugere a criação de 

2 grupos, que são mais heterogéneos, e a uma distância ligeiramente inferior a 3, o 

dendrograma sugere a criação de 4 clusters. Assim, optou-se pela construção de quatro 

clusters através da opção “K-means” disponível no SPSS (Anexo D.2; Anexo D.3; Anexo D.4). 

Os maiores clusters obtidos incluem 12 e 10 casos, enquanto que os mais pequenos incluem 

ambos apenas 4 casos, conforme a Tabela 4.7. 
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Tabela 4.7 – Clusters 

 

 

Os quatro clusters distinguem-se pela predominância de empresas PME nos clusters “1” 

e “2”, ainda que o cluster “2” inclua mais empresas não-PME que o cluster “1”, ao passo que 

o cluster “4” não contém nenhuma PME. O cluster “3” tem um número igual de empresas de 

ambos os tipos (Figura 4.17).  

 

 

Figura 4.17 – Distribuição de empresas por tipo,  

em cada cluster 

 

No que respeita a idades, não se verificam grandes diferenças, em média, nos quatro 

clusters. O cluster com a idade média maior é o “1”, com 28 anos, sendo que o menor, com 

uma média de 21 anos é o grupo “2”. Os dois clusters de menor dimensão contam com idades 

médias de 24 e 23 anos, respetivamente o cluster “1” e “2” (Figura 4.18). 
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Figura 4.18 – Idade média das empresas de cada 

cluster 

“Escolaridade do respondente” é uma das variáveis que diferencia os quatro grupos. É 

notável a maior frequência de respondentes com até o 12º ano de escolaridade no cluster “1”. 

O cluster “2” distingue-se por um número mais elevado de respondentes com o grau de 

licenciatura, e a inexistência de níveis inferiores de escolaridade. O grupo “3” possui uma 

distribuição equilibrada dos vários casos, e o cluster “4” tem uma prevalência de respondentes 

com o grau de mestrado (Figura 4.19). Pode-se afirmar que dos quatro clusters é o “1” o que 

possui menor instrução, e o “4” o que possui a maior instrução. Os clusters “2” e “3” possuem 

níveis equilibrados de escolaridade, apesar das suas diferenças de população. 

 

 

Figura 4.19 – Distribuição do nível de escolaridade dos respondentes 

por cluster 
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No âmbito das pontuações do questionário, por grupo de questões, os clusters 

distinguem-se facilmente. É no grupo “1” onde se encontram as pontuações mais baixas, 

seguido do “2”, seguido do “3”, e do “4”, que inclui as pontuações mais altas para todos os 

grupos de questões. Tal como acontece para o global da amostra, também nos clusters se 

nota uma quebra de pontuações nos grupos Analytics e Recursos face aos restantes, e um 

valor mais elevado para os grupos Organização e Governance. Ainda assim o cluster “4” 

apresenta uma pontuação média mais elevada no grupo de questões relativas a Recursos 

(Figura 4.20). 

 

 

Figura 4.20 – Pontuações médias de cada grupo de questões 

por cluster 

 

O cluster “4” apresenta elementos nos níveis de faturação mais elevados, de acordo com 

a Figura 4.21. Em sentido oposto, quase todos as empresas que constituem o cluster “1” 

apresentam faturações anuais inferiores a 1 milhão de euros, com apenas duas exceções. Os 

clusters “2” e “3”, também aqui, voltam a figurar nos níveis intermédios. 
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Figura 4.21 – Pontuações médias de cada grupo de questões 

por cluster 

Relativamente ao cargo dos respondentes, não há grandes diferenças entre os grupos “1” 

e “2”, onde predomina “CEO/Dono”. O grupo “3” não inclui quadros técnicos, e tem um número 

igual de “CEO/Dono” e “Diretor/Manager”, enquanto o grupo “4” inclui o único “Técnico” 

respondente, e tem como cargo mais frequente o de “Diretor/Manager” (Figura 4.22). 

 

 

Figura 22 – Distribuição dos cargos dos respondentes 

por cluster 

O cluster “1” possui, de entre todos, as empresas com níveis de maturidade mais baixos, 

sendo que contém o único caso com o primeiro nível de maturidade. O Cluster “2” é composto 

maioritariamente por empresas no nível intermédio de adoção, pelo que pode ser classificado 

como o cluster de maturidade média-baixa, em antítese do cluster “3”, que por incluir uma 
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empresa do 4º nível, apresenta uma maturidade média-alta. Por fim, o grupo “4”, é o que 

agrupa as empresas com os níveis de maturidade mais elevados (Figura 4.23). 

 

Figura 4.23 – Distribuição dos níveis de maturidade por cluster 
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Capítulo 5 – Conclusão 

5.1 Considerações finais 
 

A maturidade analítica das empresas em estudo é baixa: um valor médio de 48,38 pontos, 

que corresponde ao nível de maturidade “Estabelecida”, o terceiro de cinco níveis do modelo 

da TDWI. Neste estado, a empresa já começou a pôr em prática algumas metodologias e 

ferramentas, assim como a investir para atingir patamares mais elevados. O departamento de 

TIe áreas de negócio já trabalham em conjunto para iniciativas pontuais, mas apenas para 

níveis de tomada de decisão superiores. Investimentos em infraestrutura tecnológica 

começam a ser realizados, mas tipicamente não em plataformas dedicadas para analytics. A 

empresa implementou datamarts ou warehouses, mas ainda utiliza estuturas de dados 

tradicionais como spreadsheets. Foram criados os primeiros steering committees para a 

gestão de dados, mas num processo ainda não muito avançado. 

O baixo nível global das empresas de construção deve-se em parte ao peso que as PME 

têm no setor como tinha sido referido por Kraatz et al. (2014). Há uma discrepância grande 

de resultados obtidos das empresas de grande dimensão face a PME, que obtiveram em 

média pontuações 38% mais elevadas que a média da amostra. 

No global, foi no grupo de questões Organização que as empresas obtiveram resultados 

mais elevados, revelando que os gestores estão cientes da importância de Analytics para o 

negócio e procuram trazer a disciplina para as empresas. Ainda assim, no que toca à 

implementação, os resultados são ainda baixos, principalmente para PME, como revelaram 

as pontuações referentes a Infraestrutura de Dados, Analytics e Governance. 

Os grupos de questões que menores pesos têm no nível de maturidade são o de 

Organização e o de Analytics. Enquanto que esta primeira correlação contradiz Nam, (2019) 

que refere que os fatores organizacionais influenciam os níveis superiores de adoção, e 

assimilação, a segunda confirma Chen e Nath (2018) que afirma que competências 

tecnológicas relacionadas com BA não garantem maturidade analítica. É também claro que 

os fatores Infraestrutura de Dados e Governance demonstraram ser de grande importância 

para o nível de maturidade analítica das empresas obtido no modelo. Tal como referido por 

Rajaraman, (2013), a adoção de tecnologia de BD está ainda longe do progresso feito noutros 

setores, de modo que as empresas que conseguiram adotar tecnologias e metodologias de 

captura, gestão e manutenção de maiores quantidades de dados obtém resultados melhores. 

A diferença de resultados entre níveis de escolaridade dos respondentes, departamentos 

e áreas de estudo sugere que pode existir um fator de literacia analítica que afeta os 

resultados dos modelos. É evidente que as empresas representadas por respondentes com 

estudos superiores conseguiram pontuações mais elevadas. Por um lado, pois este perfil é 

mais frequente nas grandes empresas do que em PME – onde a maioria dos respondentes 
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assume funções de Dono/CEO – por outro lado porque o modelo inclui questões técnicas que 

causam dificuldades a perfis com pouca literacia de TI ou Analytics. A inclusão da 

possibilidade de assinalar as questões não compreendidas foi importante para perceber que 

é nos grupos de Infrastrutura de Dados e Governance que se encontraram as maiores 

dificuldades.  

As empresas devem encarar o modelo de maturidade como uma forma de medir o 

progresso no caminho de BA, e resolver as lacunas. 

As empresas parecem conscientes dos benefícios de BA, e igualmente empenhadas em 

dar início ao processo de transformação para fazer melhor e maior uso dos dados, de acordo 

com os resultados deste estudo. Ainda assim há que pôr em prática essa transformação, 

investindo em capital humano com conhecimento na área em foco. Grande parte dos líderes 

têm ainda pouca literacia analítica, ou não têm ainda na empresa alguém com esta 

competência. Por outro lado, há recursos necessários que muitas vezes exigem um esforço 

financeiro nem sempre suportável, principalmente pelas entidades mais pequenas. É, 

contudo, necessário investir nestes recursos e dotar os profissionais de ferramentas e 

técnicas para poderem dar os primeiros passos.  

Ainda assim, apesar de ser uma indústria que pela natureza da cadeia de valor encontra 

obstáculos no processo de captura, manutenção e uso dos dados, os resultados mostram que 

foram dados, na maioria dos casos, os primeiros passos neste importante caminho. 

 

5.2 Limitações e Trabalho futuro 
 

Uma das condicionantes encontradas na análise de resultados é a possibilidade de existir 

um fator de literacia analítica que impossibilite o respondente de responder com total 

idoneidade e conhecimento relativamente ao real estado da empresa, por exemplo, não 

compreendendo certas questões, ou até interpretando de forma errada. Com base neste fator 

surge a proposta de desenvolver uma análise de maturidade através de entrevistas tendo 

como base o modelo de maturidade utilizado neste trabalho, de modo a reunir evidências que 

possam comprovar se a resposta do respondente realmente está alinhada com a realidade 

da empresa. Para garantir o sucesso desse trabalho seria importante reunir um número maior 

de respondentes para cada empresa, de várias áreas da organização. 

Com base numa das limitações deste trabalho, que concerne o modelo de maturidade 

utilizado, TDWI, que, como referido por Chuah e Wong (2011), enfatiza algumas dimensões 

face a outras, levanta-se a sugestão de avaliar a maturidade analítica utilizando vários 

modelos em simultâneo, para cada empresa, de modo a garantir que não exista um 

enviesamento da pontuação influenciada pelo peso ou incidência de uma dimensão analisada. 
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Adicionalmente, a amostra recolhida não reflete a realidade demográfica do universo das 

empresas de construção em Portugal. Ao longo do processo de recolha foi identificado um 

desinteresse maior de entre das empresas de dimensão mais pequena (PME) face a 

empresas grandes, que demonstraram disponibilidade para responder. Este fator influenciou 

os resultados extraídos, que podem não corresponder à realidade. Futuramente seria 

importante captar as respostas de um conjunto maior de empresas, com destaque nas PME.   
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Anexo A 

Anexo A.1  Questões cujas pontuações foram alteradas 

Código Questão Grupo 

O4 
A gestão da mudança é uma parte importante da 

estratégia analítica/de dados na empresa. 
Organização 

O11 
Há uma base ética forte na empresa, que se estende 

a Analytics. 
Organização 

D6 
A sua organização utiliza a seguinte tecnologia para 

a gestão de dados: 

Infraestrutura 

de dados 

D8 

A sua organização tem um arquiteto de dados para 

toda a empresa, focado em Analytics e que consegue 

lidar com a democratização dos dados. 

Infraestrutura 

de Dados 

R10 

A sua organização é literada em dados. Os 

utilizadores de negócio, bem como os analistas de 

negócios, podem usar dados para obter insights. 

Recursos 

R11 
A sua organização investe em formação para 

Analytics. 
Recursos 

A7 

As vossas soluções de análise são direcionadas para 

fornecer a melhor interface de utilizador para a pessoa 

certa (por exemplo, analistas de negócios, utilizadores de 

negócios, cientistas de dados... 

Analytics 

A9 
A sua organização utiliza tecnologias de código 

aberto para Analytics. 
Analytics 

 

ANEXO A.2 Pontuação de cada grupo de questões 

Grupo Pontuação 

Organização 20 

Infraestrutura 

de Dados 

20 

Recursos 20 

Analytics 22 

Governance 18 

Total 100 
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Anexo B 

Anexo B.1  Frequência de respostas “Não compreendi esta questão” por 
pergunta 
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Contagem
% de N da coluna 
da camada

O1 0 0,00%
O2 0 0,00%
O3 0 0,00%
O4 0 0,00%
O5 0 0,00%
O6 0 0,00%
O7 0 0,00%
O8 0 0,00%
O9 0 0,00%
O10 0 0,00%
O11 0 0,00%
D1 4 13,30%
D2 5 16,70%
D3 6 20,00%
D4 0 0,00%
D5 0 0,00%
D6 0 0,00%
D7 6 20,00%
D8 9 30,00%
D9 1 3,30%
D10 1 3,30%
D11 1 3,30%
R1 1 3,30%
R2 1 3,30%
R3 6 20,00%
R4 6 20,00%
R5 1 3,30%
R6 1 3,30%
R7 1 3,30%
R8 1 3,30%
R9 5 16,70%
R10 1 3,30%
R11 1 3,30%
A1 0 0,00%
A2 0 0,00%
A3 5 16,70%
A4 0 0,00%
A5 0 0,00%
A6 3 10,00%
A7 7 23,30%
A8 0 0,00%
A9 6 20,00%
A10 5 16,70%
A11 1 3,30%
A12 1 3,30%
G1 6 20,00%
G2 1 3,30%
G3 2 6,70%
G4 6 20,00%
G5 6 20,00%
G6 2 6,70%
G7 2 6,70%
G8 3 10,00%
G9 1 3,30%
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Anexo B.2 Frequência de respostas “Não compreendi esta questão” por grupo de 
questões 

 

 

 

Anexo C 

Anexo C.1 Teste para a associação entre “Maturidade Total” e “Departamento 
do respondente” 

 

Anexo C.2 Teste para a associação entre “Maturidade Total” e “Estudos do 

respondente” 

 

 

 

Anexo C.3 Teste para a associação entre “Maturidade Total” e “Cargo do 
respondente” 
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Anexo C.4 Teste para a associação entre “Maturidade Total” e “Nível de 
Faturação” 

 

 

 

Anexo D 

Anexo D.1 Dendrograma usando o método de Ward 
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Anexo D.2 Centros dos clusters finais pelo método “K-MEANS” 
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Anexo D.3 Distâncias entre centros dos clusters pelo método “K-MEANS” 

 

 

 

 

Anexo D.4 Tabela de ANOVA para as variáveis de construção dos clusters pelo 

método “K-MEANS” 
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Anexo E 

Anexo E.1 Questionário disponibilizado aos respondentes  
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