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RESUMO 

 

Resumo: O objetivo deste estudo é a previsão da série temporal de preços do petróleo Brent através 

de diversos modelos econométricos e de Machine Learning de forma a identificar qual é o que obtém 

um melhor ajuste e performance. As métricas de avaliação da performance que auxiliaram na 

comparação entre os modelos foram o Mean Absolute Error (MAE), o Mean Absolute Percentage Error 

(MAPE), o Mean Squared Error (MSE) e o Root Mean Squared Error (RMSE). Com isto, conseguiu-se 

perceber que existe uma tendência, sendo o modelo ARIMA (Auto Regressive Integrated Moving 

Average) e o modelo LSTM (Long short-term memory) os mais estudados na literatura e os que 

obtiveram melhores previsões em todas as métricas utilizadas. Em suma, verificou-se que tem existido 

um crescimento gradual da literatura desta temática, que a presente dissertação vai ao encontro dos 

resultados obtidos por outros autores e que ainda há caminho para novas investigações. 

Palavras-Chave: Previsão; Redes Neuronais; Séries Temporais; Petróleo Brent; Métricas de 

Performance 
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ABSTRACT 

 

Abstract: This study aims to forecast the Brent crude oil price series over time using various forecasting 

models belonging to classical econometrics and Machine Learning to determine which model produces 

the best adjustment. The performance metrics that aided in the model comparison were the Mean 

Absolute Error (MAE), Mean Absolute Percentage Error (MAPE), Mean Squared Error (MSE), and Root 

Mean Squared Error (RMSE) (RMSE). As a result, it was possible to detect a trend, with the models 

ARIMA (Auto Regressive Integrated Moving Average) and LSTM (Long Short-Term Memory) being the 

most studied in the literature and yielding the best predictions across all metrics. Overall, it was 

concluded that there had been a gradual growth in the literature on this topic, that this dissertation 

results agree with the one found in the recent literature, and that there is still room for developing 

new research. 

Keywords: Prediction; Neuronal Networks; Temporal Series; Brent Crude Oil; Performance Metrics 
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INTRODUÇÃO 

 

Atualmente, é considerada um questão retórica o facto de o mundo girar à volta da economia global 

pois com o passar dos anos os países têm mostrado cada vez mais uma maior dependência com a sua 

economia. Esta dependência embora possa ter algumas desvantagens, também apresenta algumas 

vantagens visto que é através do estudo da economia que se consegue avaliar a qualidade de vida da 

população de maneira a combater a pobreza e elevando o nível de riqueza.  

No entanto, existem diversos fatores que têm impacto na estrutura económica de um país, sendo 

um dos mais relevantes, o preço do petróleo. O petróleo tem desempenhado um papel cada vez mais 

significativo no sistema económico global como a principal fonte de energia (Ling et al., 2014). Este 

fator é bastante volátil, sendo impactado por diversas ações despoletadas pela humanidade, como 

crises políticas, mais recentemente a guerra da Ucrânia, entre outros. 

Para além disso, o preço do petróleo tem influência noutros fatores, como preços de transporte, 

preço de produtos/serviços, assim com os aumentos na volatilidade dos preços do petróleo gerou-se 

muita preocupação entre consumidores, empresas e governos devido ao importante papel 

desempenhado na economia mundial (Francesco et al., 2020, como citado em Baumeister et al.,2013; 

Elder et al., 2010; Wang et al.,2012).  

Adicionalmente, o aumento dos preços dos produtos/serviços provocam alterações na vida 

quotidiana da população uma vez que existe uma elevação do nível de vida que pode não ser 

suportado por todos. No entanto, o inverso também se pode suceder pelo que é importante agir em 

conformidade com cada situação. 

Assim, estas flutuações suscitaram o interesse de serem analisadas e preditas não só como peça 

fundamental à economia como também por estudantes que se interessam por esta temática. Esta 

dissertação foca-se assim na previsão de um dos índices de petróleo mais importantes do mundo, 

segundo os autores Zhongpei e Jun (2019), nomeadamente o Brent. 

Contudo, a análise desta série temporal não é propriamente fácil devido a todas as influências 

externas a que pode ser sujeita bem como a variabilidade de modelos de previsão que já existem 

atualmente e tendem a aumentar. Ainda assim, pretende-se com esta dissertação realizar um estudo 

com um leque de modelos com a finalidade de perceber qual o que apresenta um melhor ajuste e uma 

melhora capacidade de previsão tendo em conta as métricas de previsão utilizadas para comparação 

dos mesmos. 
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Portanto, uma previsão precisa do preço do petróleo é extremamente importante para garantir 

um desenvolvimento estável no mercado internacional de petróleo e, consequentemente, no mercado 

económico global (Ling et al., 2014).  

As previsões efetuadas das séries temporais do petróleo oferecem a possibilidade de se estar 

preparado para as oscilações futuras e precaver recessões económicas drásticas que possam vir a 

acontecer. Claramente, dominar as tendências dos preços do petróleo é um pré-requisito para a 

tomada de decisões e planeamento de investimentos (Ranran et al., 2021). Embora nem sempre seja 

fácil a tomada de decisões e ainda exista um longo caminho nesse sentido já é uma vantagem 

conseguir-se estar um passo à frente. 

Como a análise das séries temporais em geral tem vindo a ser um tópico cada vez mais estudado 

a nível mundial, provavelmente no futuro existirão progressos promissores que elevam a performance 

das previsões alcançadas atualmente e ofereçam melhores resultados e indicadores que facilitem as 

decisões tomadas para melhorar a economia global. 

Posto isto, nesta dissertação serão abordados os seguintes tópicos: na secção 1 será realizada a 

análise de literatura com a finalidade de sintetizar todo o trabalho que já foi 

realizado/estudado/analisado anteriormente, na secção 2 será descrita a metodologia aplicada assim 

como os modelos de previsão e as métricas de performance utilizados nesta análise, na secção 3 serão 

demonstrados os resultados que se obteve ao desenvolver este estudo e por fim serão apresentadas 

as principais conclusões e possíveis trabalhos futuros.1 

 

  

 
1 O código produzido para o desenvolvimento desta dissertação será disponibilizado caso seja efetuado algum 
pedido. 
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CAPÍTULO 1 

REVISÃO DA LITERATURA 

 

Considerando que as técnicas tradicionais de previsão (definidas maioritariamente por expressões 

lineares e para variáveis estacionárias) atingiram a sua limitação em aplicações sobre conjuntos de 

dados com padrões não-lineares, como por exemplo - os índices de ações, um grande número de 

aplicações bem-sucedidas mostrou que modelos de machine learning podem ser uma técnica muito 

útil para modelação e previsão de séries temporais (Jingming, SiHang, Qiang, Xinwang e Jianping, 

2019). Em particular, os algoritmos baseados em redes neurais artificiais (ANN) tiveram um sucesso 

significativo nos problemas de previsão provenientes de várias áreas de conhecimento. As ANN são 

modelos orientados para dados e são não paramétricos (Chi-Jie, Chih-Hsiang, Chien-Yu, Chih-Chou e 

Tian-Shyug, 2009; David et al., 2014), variando em termos da sua arquitetura e do método de 

aprendizagem. 

O desenvolvimento de modelos de previsão para séries temporais financeiras é considerado um 

problema difícil, uma vez que estas são muito complexas devido ao facto de serem irregulares, devido 

à sua volatilidade e serem corrompidas de ruído (Ricardo, Germano e Tiago, 2007). Foram realizados 

muitos esforços para o desenvolvimento de modelos e técnicas capazes de prever o comportamento 

futuro de uma determinada série temporal financeira com base no comportamento do presente e do 

passado (Ricardo, Germano e Tiago, 2007). 

As técnicas de deep learning estão a desenvolver-se muito rápido e a sua capacidade de construir 

modelação não-linear de dados complexos é óbvia para todos, portanto, acredita-se que tenha uma 

ampla perspetiva de aplicação no mercado financeiro (Yiran et al., 2019). 

Esta dissertação tem como objetivo analisar a utilização de modelos de previsão na série temporal 

dos preços do petróleo. A escolha desta série é justificada pela quantidade e variabilidade dos dados 

e pela dificuldade em encontrar padrões gerais, sendo a variável tempo e os eventos extremos que 

impactam os preços um desafio de real interesse. 

De forma a conseguir interpretar a evolução deste tópico, deu-se uma maior importância aos 

modelos que utilizam redes neuronais e às respetivas métricas de performance utilizadas. Interessa 

fazer o trade-off entre a interpretabilidade dos valores preditos (e a tomada de decisão), o tempo de 

execução dos modelos/algoritmos e a minimização dos erros de previsão.  
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As séries temporais financeiras apresentam padrões bastante variados que não podem ser 

generalizados facilmente por um único algoritmo ou por apenas uma métrica de avaliação da 

performance preditiva. A intervenção deste estudo, debruça-se então sobre a realização de um ensaio 

acerca destes problemas, que apesar de serem muito frequentes estão a ser pouco estudados com 

rigor e clareza. 

Assim sendo, é de realçar que os modelos ainda carecem de muitas melhorias, pelo que esta área 

terá ainda muito por explorar futuramente. 

Esta revisão de literatura foi desenvolvida com o intuito de analisar quais os modelos e métricas 

utilizados na literatura para o conjunto dos preços de petróleo Brent2. Para tal, seguiu-se uma Revisão 

Sistemática da Literatura (SLR) que é um método amplamente utilizado para identificar, avaliar e 

interpretar os objetivos numa determinada área (Thyago et al., 2019), neste caso, a área de machine 

learning. De acordo com esta metodologia, seguiu-se os seguintes passos:  

I. Identificação das questões em estudo;  

II. Identificação da estratégia de pesquisa;  

III. Definição dos critérios de inclusão; 

IV. Análise dos artigos selecionados. 

Posto isto, esta dissertação procura responder às seguintes questões: 

• Questão A: Quais os modelos que apresentam um melhor ajuste à série temporal dos 

preços do petróleo Brent ? 

• Questão B: Quais as métricas que melhor avaliam o desempenho dos modelos de 

previsão ? 

De seguida, iniciou-se a pesquisa de artigos sobre o tema a ser analisado numa das maiores 

plataforma de literatura científica, o Scopus. Esta é uma base de dados internacional de artigos 

publicados do mundo inteiro (Wondimagegn et al., 2020, como citado em María et al., 2019).  

A pesquisa teve por base o filtro por queries que foram incrementadas com palavras-chave 

importantes no estudo de séries temporais de forma a restringir o número de artigos analisados e 

garantir que os artigos finais retratavam exatamente aquilo que se procurava, pelo que a query final 

utilizada foi a seguinte:  (("forecasting"  OR  "prediction" )  AND  "time series"  AND  "crude oil price"  

AND  "Brent" )).  

Posto isto, através das palavras-chave selecionadas foi possível encontrar os artigos que 

abordavam modelos de previsão de séries temporais dos preços de petróleo Brent, a pesquisa resultou 

em 38 artigos realizados entre 2008 e 2022.  

 
2 Brent é considerado um fluxo de petróleo misturado produzido na região do Mar do Norte que serve como 
referência ou "marcador" para precificar vários outros fluxos de petróleo (“Table Definitions, Sources, and 
Explanatory Notes”, 2022). 
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Os critérios de inclusão que se teve em conta foram os seguintes:  

I. Artigos que incluíssem métodos de previsão de séries temporais; 

II. Utilização de modelos de machine learning; 

III. Previsão da série temporal de preços do petróleo Brent; 

IV. Inclusão de métricas de performance. 

 

Na Tabela 1, verifica-se a divisão dos artigos obtidos por intervalos de anos de forma a analisar-se 

a evolução deste tema.  

 

Tabela 1: Resultados obtidos com a query por intervalos de anos 

ANOS 2008-2010 2011-2013 2014 - 2016 2017 - 2019 2020 - 2022 

NÚMERO DE ARTIGOS 3 3 4 12 16 

 

 

Em complemento da Tabela 1, de acordo com os autores Hooman e Seyed (2020), fica fortalecida 

a informação do que vários artigos sobre a previsão do preço do petróleo foram publicados nos últimos 

anos. 

Através de uma análise geral dos artigos, verificou-se um aumento gradual do número dos artigos 

ao longo dos anos e observou-se que nas últimas duas décadas, os modelos de data mining e de 

machine learning atraíram uma maior atenção e foram aplicados com sucesso na previsão de séries 

temporais (Zeynep et al., 2019).  

Para além disso, é notável que o número de artigos aumentou não só devido à aplicabilidade dos 

modelos de machine learning, mas também devido ao aumento quase-exponencial dos preços do 

petróleo Brent. Estes preços têm suscitado muito interesse de previsão, especialmente nos últimos 

dois anos, também devido às influências externas que têm ocorrido no mundo, como a Covid-19 e a 

guerra da Ucrânia.  

O problema da previsão do preço do petróleo é considerado uma das questões interessantes e 

necessárias em inteligência artificial, pois apresenta grande influência em diversas áreas da sociedade 

(Anh, Trang e Tuong, 2020). 

Na Figura 1, também é visível a escalabilidade deste tema através do número de citações 

existentes nos últimos 5 anos, uma vez que têm vindo a aumentar. Em relação aos artigos publicados 

em 2021 e 2022, acredita-se que ainda não atingiram o seu auge visto serem relativamente recentes 

daí conterem menos citações que os restantes. 
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Figura 1: Número de citações dos artigos publicados nos últimos 5 anos 

 

Dos 38 artigos obtidos, exclui-se 8 artigos no geral devido a alguns não estarem disponíveis online 

de forma gratuita e outros artigos por não realizarem a previsão dos preços do petróleo Brent, mas 

sim a análise da série temporal a nível estatístico. Com esta exclusão, ficou-se com 30 artigos a serem 

utilizados na contabilização dos modelos mais utilizados na Figura 2 e na contabilização das métricas 

na Figura 3. 

A previsão do preço do petróleo atraiu interesse significativo por décadas (Sabri, Zhenya e Yifan, 

2022). A primeira vertente da literatura sobre o tema é baseada nos modelos tradicionais de séries 

temporais, como regressão linear, análise de cointegração e modelos GARCH (Sabri, Zhenya e Yifan, 

2022 como citado em Ye et al. 2006; He et al. 2010; Mohammadi e Su 2010). 

Por conseguinte, analisou-se a utilização dos modelos de previsão onde se pode verificar que até 

2010 existia uma predominância de modelos híbridos e que atualmente, a maioria dos artigos utiliza 

modelos de machine learning (LSTM) e modelos clássicos de econometria (ARMA e GARCH). 

 Conforme se pode observar na Figura 2, os modelos mais predominantes nos artigos analisados 

foram precisamente o modelo ARIMA e a rede neuronal LSTM com 6 e 12 ocorrências, respetivamente. 

Posto isto, nesta dissertação utilizou-se estes dois modelos para verificar o seu desempenho com a 

série temporal de preços do petróleo Brent. 
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Figura 2: Modelos utilizados pelo menos duas vezes nos artigos analisados 

 

As redes LSTM funcionam bem para uma ampla gama de tarefas e são o tipo mais popular de 

recurrent neural network (RNN) (Marat et al., 2019). Enquanto, os métodos clássicos de análise de 

séries temporais, ARMA e GARCH, requerem uma amostra elevada e estacionária para obter uma 

melhor previsão (Altaf et al., 2009). 

Assim, os modelos de machine learning estabeleceram-se na última década como concorrentes 

aos modelos clássicos de econometria na área de previsão, pelo que existem numerosos estudos que 

comparam redes neurais com técnicas tradicionais de previsão e outros problemas econométricos 

(Nesreen, 2010). 

Para além disso, as aplicações de redes neurais para previsão de séries temporais financeiras têm 

apresentado melhor desempenho em comparação com outras metodologias devido à sua natureza 

não linear e à sua capacidade de aprendizagem (Ghazali, 2008). 

Em grande parte dos artigos, como forma de comparação dos modelos entre si são utilizadas 

métricas de performance. De acordo com a Figura 3, é possível verificar que as métricas mais utilizadas 

pela grande maioria dos autores dos artigos em estudo foram o MAE, o MAPE, o MSE, o RMSE e o R2. 

Estas métricas com valores menores significam que existiu uma maior precisão na previsão (Bin e Jun, 

2019). Ainda assim, o maior foco da maioria dos autores concentra-se no MAPE e no RMSE que foram 

utilizados cerca de 27% e 40%, respetivamente, nos artigos em causa. 
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Figura 3: Métricas utilizados pelo menos duas vezes nos artigos analisados 

 

Dos artigos em estudo, verificou-se que os melhores resultados com um RMSE de 0,188 e com o 

modelo LSTM foram obtidos pelos autores Sabri, Zhenya e Yifan, em 2022. O RMSE foi o comparador 

utilizado visto ser a única em comum com todos os artigos. Ainda assim, verificou-se que existiram 

outras aplicações deste modelo que obtiveram valores muito próximos. Enquanto o modelo ARIMA 

com um valor de RMSE mais promissor de aproximadamente 0,150 foi obtido pelos autores Sabri, 

Zhenya e Yifan, em 2022. Contudo, é de realçar que esta comparação não é muito direta devido aos 

intervalos temporais utilizados nos diversos artigos serem diferentes. 

Os autores Yichun et al., em 2022, realizaram um estudo bastante interessante em que em 

primeiro lugar avaliaram os modelos individuais onde verificaram que o que obteve piores resultados 

nas métricas MAE, MAPE, MSE e RMSE foi o ARIMA, enquanto o que obteve melhores resultados foi o 

GA-SVR (Genetic Algorithm - Support Vector Regression). Quando complementaram os modelos 

tornando-os híbridos verificaram que todos os modelos apresentaram melhorias bastante 

significativas. 

Em 2017, os autores Nurull et al., também já tinham concluído que com um modelo híbrido que 

utilizasse o ARIMA obteria melhores resultados que apenas a utilização do modelo individual ARIMA. 

No entanto, os autores Sabri, Zhenya e Yifan, em 2022, também previram os preços do petróleo 

Brent com os modelos ARIMA e LSTM onde o modelo que apresentou melhores resultados foi 

precisamente o ARIMA. Adicionalmente, também aplicaram o modelo Random Walk no entanto não 

obteve tão boas previsões em comparação com o ARIMA, mas registou um RMSE ligeiramente inferior 

à rede neuronal LSTM. 

MAE
21%

MAPE
27%

MSE
5%

RMSE
40%

R2
7%

Número de vezes que os modelos foram utilizados nos 
artigos em análise

MAE MAPE MSE RMSE R2
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Curiosamente, os autores Didem e Erdemalp, em 2020, aplicaram o modelo LSTM e Prophet com 

a finalidade de prever a longo prazo os preços do petróleo, comparando os dois modelos verificaram 

que a rede neuronal obteve melhores resultados uma vez que o Prophet não se conseguiu ajustar 

muito bem à volatilidade dos últimos anos do período em causa. Este estudo torna-se interessante 

devido às diferenças existentes entre estes dois modelos que são muito promissores a previsões de 

longo-prazo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



10 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  



 

11 

 

CAPÍTULO 2 

METODOLOGIA CRISP-DM 

Hoje em dia, a grande maioria dos projetos que trabalham com dados utilizam como base uma 

metodologia, a qual muitas das vezes é a metodologia CRoss Industry Standard Process for Data Mining 

(CRISP-DM). Esta funciona como um modelo de processo independentemente da indústria (Christoph, 

Felix e Jorge, 2021). 

A metodologia CRISP-DM é composta por 6 fases: análise do negócio, análise dos dados, 

preparação dos dados, modelação, avaliação e implementação (Andrea Cirillo, 2017) que estão visíveis 

na Figura 4. Embora exista uma ordem sequencial, muitas vezes é necessário voltar atrás para fazer 

alinhamentos importantes que não se tiveram em conta anteriormente. 

 

Figura 4: Metodologia CRISP-DM - Woman Data Science La Paz, 2022 

 

Nas próximas secções, faz-se referência a algumas funções de Python que foram utilizadas durante 

os desenvolvimentos de código para analisar/preparar os dados e durante a aplicação dos modelos de 

previsão.  

 

2.1. ANÁLISE E PREPARAÇÃO DOS DADOS 

Atualmente, considera-se o petróleo uma das matérias-primas mais valiosas do mercado, uma vez que 

é fundamental para a vida quotidiana da maioria da população. O preço do petróleo tem um impacto 

significativo na economia global e tenta fornecer sinais importantes sobre a direção da economia 

(Sanjay Kr. Mandal, 2020). 
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Esta análise baseia-se na previsão uni-variada dos preços do petróleo, mas é de senso comum que 

a sua variação é influenciada por diversos fatores. A crise económica, o aparecimento da Covid-19 que 

parou o mundo e a guerra da Ucrânia são fortes exemplos que provocaram tanto uma drástica queda 

como um forte aumento nos preços. Em suma, as cotações do petróleo são afetadas por variáveis 

económicas, ambientais, políticos e sociais. 

Quando o preço aumenta, o valor dos produtos e dos serviços também dispara tornando o custo 

de vida mais alto (Kimberly Amadeo, 2022). Para que as economias se preparem da melhor forma para 

enfrentarem estas oscilações, os estudos de previsão são uma mais-valia.  

Nesta dissertação iremos estudar dados em formato de series temporais, parte fundamental da 

ciência de dados, dedicada em especial para responder aos desafiantes problemas de previsão ao 

longo de intervalos temporais. As séries temporais são sequências de dados registados de acordo com 

um intervalo de tempo, por exemplo, existem registos diários, mensais, anuais, entre outros (Selva 

Prabhakaran, 2021). Posto isto, o conjunto de dados analisado é uma série temporal com registos 

diários. 

Face aos últimos acontecimentos que têm ocorrido no mundo, especialmente na Europa, o 

conjunto de dados escolhidos para analisar foram os preços do petróleo Brent – Europa. Estes foram 

extraídos do site Federal Reserve Economic Data (FRED) e contemplam registos diários de doze anos, 

ou seja, desde dia 11 de abril de 2000 a 11 de abril de 2022. Os valores registados representam o preço 

em dólares por barril. 

Assim sendo, o dataset é composto por 5.740 entradas, das quais 150 não apresentavam valores 

pelo que se procedeu à substituição dos valores nulos pelo valor do registo diário anterior. Para além 

disso, renomeou-se o nome da variável de “DCOILBRENTEU" para "CrudeOilPrice” e mudou-se o tipo 

de inteiro de base 64 para float de forma a tratar as casas decimais corretamente. 

Primeiramente, através da Figura 5 analisou-se a frequência dos preços do petróleo em dólares 

por barril e constatou-se que os preços mais frequentes eram 71,3 dólares tendo sido registado 7 vezes 

e 108,98 e 70,71 com 6 registos cada. A maioria dos restantes valores apresentaram uma frequência 

de 4 a 5 registos cada neste período de 12 anos. 
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Figura 5: Frequência dos Preços do Petróleo Brent - Europa 

 

Para verificar a dispersão dos dados e se existiam valores considerados outliers, construiu-se o 

diagrama de extremos e quartis no qual se observou (ver Figura 6) que o valor mais baixo é de 9,12 

dólares e o valor máximo é 143, 95 dólares, sendo considerado de um ponto de vista estatístico um 

outlier. Ainda assim, a sua remoção não faria sentido uma vez que estes dados tratam de registos 

diários e mensurações reais dos preços do petróleo , pelo que este valor não foi excluído da amostra. 

A média dos preços ronda os 62,73 dólares por barril. 

 

 

Figura 6: Diagrama de caixa da variável CrudeOilPrice 

 

Através da observação direta do gráfico da série temporal, constatou-se a existência de elevadas 

oscilações no valor do preço por barril. Conforme se referiu anteriormente, a enorme queda visível no 

gráfico abaixo ocorreu entre 2008 e 2009 o que corresponde ao período em que se iniciou a crise do 

subprime. A crise financeira deu origem ao maior declínio dos preços do petróleo (Neha e Kristian, 

2015), sendo que o valor baixou aproximadamente 100 dólares por barril. 
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Segundo Evan Tarver (2022), o preço do petróleo é influenciado por 5 fatores: mudanças no valor 

do dólar da US, mudanças nas políticas da Organization of Petroleum Exporting Countries (OPEC), 

mudanças nos níveis de produção e stock do petróleo, saúde da economia global e implementação ou 

colapso de acordos internacionais. Posto isto, assumiu-se que a descida de preço em 2015 ocorreu 

devido ao aumento dos níveis de produção e diminuição dos níveis de consumo, aumentando assim o 

stock existente (Hannah, 2016). 

Mais recentemente, em 2020, com o aparecimento da Covid-19 que colocou o mundo em 

confinamento os preços diminuíram acentuadamente visto que apenas se podia sair de casa para 

atividades essenciais. Após a queda provocada por Covid-19, observa-se um crescimento agreste nos 

preços do petróleo, atingindo os preços históricos mais altos, comparáveis com os existentes na altura 

da crise dos anos 2008-2009. 

Assim sendo, com o passar dos anos nota-se que os preços do petróleo têm vindo a crescer face 

à valorização do mesmo nas economias e devido à influência deste nos custos de transporte de vários 

produtos. A Figura 7 representa a série temporal dos preços do petróleo Brent que será estudada ao 

logo desta dissertação. 

 

 

Figura 7: Série Temporal dos Preços do Petróleo 
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De forma a estudar a estacionaridade da série temporal, isto é, se a série apresenta média, 

variância e covariância constantes, procedeu-se à realização dos seguintes testes: Augmented Dickey-

Fuller (ADF), Kwiatkowski-Phillips-Schmidt-Shin (KPSS) e Phillips-Perron (PP). O teste Augmented 

Dickey-Fuller avalia a não-estacionaridade através da presença de uma raiz unitária, ou seja, caso se 

detete estamos perante a hipótese nula que revela que a série é não-estacionária, caso contrário 

estamos perante a hipótese alternativa onde se conclui que a série é estacionária (Yugesh Verma, 

2021). O teste Kwiatkowski-Phillips-Schmidt-Shin é um teste de estacionaridade, que verifica a 

estacionaridade de uma série temporal através de uma tendência determinística (Vijay, 2021). A 

hipótese nula diz-nos que a série segue uma tendência estacionária, enquanto a hipótese alternativa 

informa que a série é não-estacionária (Vijay, 2021). Por fim, o teste Phillips-Perron é mais um teste de 

raiz unitária, em que a hipótese nula representa a existência de raiz unitária, ou seja, a série é não-

estacionária e a hipótese alternativa refere que não existe raiz unitária pelo que a série é considerada 

estacionária. Os resultados dos três testes concordam que a série é não-estacionária conforme se pode 

verificar na Tabela 2, sendo o p-value maior (menor) do que o nível de significância padrão (5%) para 

o teste de ADF, PP (KPSS).  

 

Tabela 2: Resultados obtidos nos testes ADF, PP e KPSS da série temporal 

 ADF PP KPSS 

P-VALUE 0.164 0.212 0.010 

 

 

Com estes resultados, procedeu-se à logaritmização da mesma e efetuou-se os mesmos testes 

onde continuaram todos a descrever a série como não-estacionária (Ver Tabela 3). 

 

Tabela 3: Resultados obtidos nos testes ADF, PP e KPSS da série logaritmizada 

 ADF PP KPSS 

P-VALUE 0.149 0.104 0.010 
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Posto isto, aplicou-se na série logaritmizada o operador primeira diferença, a função diff() em 

Python, que gera uma nova séries com a diferença de valores de cada linha com a linha anterior, isto 

porque se assumiu a parametrização default que é 1, ou seja, estamos perante uma série diferenciada 

de ordem 1 (taxa de crescimento em economia ou retornos logaritmizados para séries financeiras). 

Nesta série os testes acima descritos concordaram que se tratava de uma série estacionária (Ver Tabela 

4), e conclui-se então que a série temporal dos preços de petróleo é integrada de 1ª ordem. 

 

Tabela 4: Resultados obtidos nos testes ADF, PP e KPSS da série logaritmizada diferenciada 

 ADF PP KPSS 

P-VALUE 4.614e-23 0.000 0.100 

 

 

Com os histogramas da Figura 8 também é possível verificar que estamos perante dados 

multimodais na série dos preços, uma vez que apresentam mais do que um pico. A série logaritmizada 

apresenta um padrão de asimetria. 

 

 

Figura 8: Histogramas da série original e da série logaritmizada 

 

Adicionalmente, verificou-se a função de autocorrelação e de autocorrelação parcial da série 

logaritmizada e da série diferenciada (log-returns).  
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Antes de entrar na modelização, dividiu-se o conjunto de dados em treino e em teste da seguinte 

forma: o conjunto de treino é composto pelos registos de dia 11 de abril de 2000 a 9 de março de 2020 

e o conjunto de teste é composto pelos registos de dia 10 de março de 2020 a 11 de abril de 2022. Esta 

divisão teve por base, considerar o período de descida de preços correspondente ao aparecimento da 

Covid-19 e a subida agreste que segue em 2021, no conjunto de teste. Assim, o conjunto de treino é 

composto por 5.195 entradas e o de teste por 545 entradas. 

 

2.2. MODELOS DE PREVISÃO 

A modelação preditiva é uma técnica estatística que utiliza machine learning e data mining para prever 

dados futuros da variável target com base na utilização de dados históricos e correntes da mesma e 

com base em outras variáveis exógenas (Rami Ali, 2020). Este processo envolve a execução de um ou 

mais algoritmos num conjunto de dados onde será realizada a previsão (Asiah et al., 2018). 

A previsão pode ser efetuada em vários tipos de dados e utilizando diferentes tipos de modelos. 

Este estudo tem maior foco nos modelos de previsão de séries temporais, que serão descritos nas 

próximas secções. 

Estas séries podem apresentar tendências e sazonalidade, isto é, ciclos que se repetem 

regularmente ao longo do tempo num padrão crescente ou decrescente, pelo que compreender as 

componentes das séries temporais pode melhorar o desempenho da modelação com machine learning 

(Jason Brownlee, 2016). 

 

2.2.1. AUTOARIMA 

O modelo ARIMA, abreviação de Auto Regressive Integrated Moving Average, é um algoritmo de 

previsão de séries temporais clássico, utilizado no treino dos valores históricos da variável target para 

depois prever os seus valores futuros (Ankur et al, 2021)(Selva Prabhakaran, 2021). Adequa-se para 

previsões de curto prazo, sendo um modelo linear e de memória curta. 

Antes de mais, é importante realçar que ao longo desta secção são relacionados os conceitos 

teóricos com a aplicação prática do modelo ARIMA com a função “AutoArima”. 
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Em primeiro lugar, para utilizar o modelo ARIMA é necessário identificar a ordem do modelo, ou 

seja, o valor de p, q e d. No entanto, com o AutoArima3 essa identificação é feita automaticamente 

com técnicas de tunning de forma a classificar os termos com os valores ótimos. O valor de p é dado 

pelo número de termos autorregressivos (AR). O valor de d, termo Integrado (I), corresponde ao 

número de diferenças não sazonais necessárias para a estacionaridade da série temporal. Por fim, o 

valor q, conta os termos Moving Average (MA), correspondendo ao número de erros desfasados na 

equação da modelo ARIMA (Sushmitha Pulagam, 2020). 

A seguinte equação define a expressão geral do modelo ARIMA onde podem ser identificados os 

3 elementos descritos acima: 

 

 Yt = α + β1Yt-1 + β2Yt-2 + .. + βpYt-pϵt + φ1ϵt-1 + φ1ϵt-2 + .. + φqϵt-q   (2.1) 

 

Para a previsão de séries temporais sazonais, Box e Jenkins, em 1976, propuseram uma variação 

bastante bem-sucedida do modelo ARIMA chamada de modelo Seasonal ARIMA (SARIMA) (Peng Chen 

et al., 2018). Este modelo apresenta o seguinte formato: ARIMA(p, d, q)(P, D, Q)[m] onde (p, d, q) 

corresponde à parte não sazonal e (P, D, Q)[m] à parte sazonal em que o m representa o número de 

períodos por época (Peng Chen et al., 2018). 

Ao aplicar o AutoArima no conjunto de dados em estudo (treino), tendo-se obtido como melhor 

resultado o modelo ARIMA(0,1,1)(0,0,0)[0] devido a apresentar o valor AIC (Akaike’s Information 

Criteria) mais baixo. O AIC e o BIC (Bayesian Information Criteria) são critérios de seleção que orientam 

na escolha do modelo ideal através do equilíbrio entre um bom ajuste e a complexidade do modelo 

(Louis Bademosi, 2020). Neste caso o critério utilizado pelo AutoArima é o modelo que apresentar um 

menor valor de AIC.  

Posto isto, procedeu-se à previsão step-by-step dos preços de petróleo com base no melhor 

modelo, ou seja, cada ponto previsto era adicionado ao conjunto de treino para ser utilizado na 

previsão do ponto a seguir, sendo usado sempre o mesmo modelo e fazendo uma previsão de tantos 

pontos, quanto o comprimento do conjunto de teste. Usando esta metodologia, tendo-se verificado 

uma melhoria nos resultados uma vez que se prevê com uma maior precisão cada valor, comparando 

com uma previsão seja estática seja dinâmica de 545 observações de uma vez. 

 

 

 

 
3 Auto_arima aplica tarefas de configuração automatizadas ao modelo Auto Regressive Integrated Moving 
Average (ARIMA)(Prasad, 2022). 
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2.2.2. RANDOM WALK 

Random Walk é considerada uma distribuição mais desafiadora, mas igualmente imprevisível na 

previsão de séries temporais (Bex, 2021), tendo uma teoria associada a si (mercados eficientes) que 

refere que os preços, por exemplo, de ações apresentam a mesma distribuição e são independentes 

umas das outras, ou seja, a teoria assume que não é possível prever preços futuros com os valores 

antigos registados (Tim Smith, 2020).  

O cálculo das previsões neste modelo baseiam-se no somatório do valor anterior com um Random 

Walk para cima ou para baixo, sendo representado da seguinte forma: 

 

Yt = Yt-1 + ωt    (2.2) 

 

Na equação acima, Yt e Yt-1 representam o valor atual e o valor anterior, enquanto ωt  representa 

uma série de ruído branco. Neste estudo, fixou-se o conjunto com a função seed(), onde o valor 

utilizado foi seed = 7 para obter sempre os mesmos resultados sempre que se corresse o modelo. 

 

2.2.3. PROPHET 

O Prophet é um modelo, desenvolvido pelo Facebook, utilizado na previsão de séries temporais que 

tem por base um modelo aditivo onde as tendências não lineares são ajustadas à sazonalidade e tem 

também atenção aos feriados (Sean e Benjamin, 2020). Assim, de acordo com os autores Sean e 

Benjamin, em 2020, este modelo é baseado numa função que combina os três principais componentes 

(tendência, sazonalidade e feriados) de uma série temporal: 

 

Yt = gt + st + ht + ϵt  (2.3) 

 

Na equação (2.3), gt é a função da tendência que modela mudanças não periódicas nos valores da 

série temporal, st representa mudanças periódicas (neste caso, a sazonalidade diária da série temporal 

dos preços do petróleo), ht representa o efeito dos feriados que ocorrem em horários potencialmente 

irregulares em um ou mais dias e o termo de erro (ϵt) representa quaisquer mudanças que não são 

englobadas pelo modelo (Sean e Benjamin, 2017). 
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2.2.4. DARTS 

DARTS é um pacote de código aberto desenvolvido pela Unit84, que incorpora a maioria dos métodos 

de previsão de séries temporais amplamente usados que se conhece de pacotes Python (Heiko Onnen, 

2021). Neste estudo foram analisados os modelos: Naïve Drift, Exponential Smoothing, Theta Method, 

Neural Basis Expansion Analysis Time Series Forecasting (N-Beats) e ARIMA. 

 

Naïve Drift: este modelo é uma variação do método Naïve que permite que as previsões 

aumentem ou diminuam ao longo do tempo, onde a quantidade de mudança ao longo do tempo 

(drift) é definida como a mudança média vista nos dados históricos (Rob e George, 2018). 

 

Exponential Smoothing: é um método de previsão de séries temporais para dados univariados 

que podem ser estendidos para suportar dados com tendência ou componente sazonal (Jason 

Brownlee, 2018). 

 

Theta Method:  é um método de previsão para dados univariados que  através de um coeficiente 

“Theta” (θ ϵ ℝ) altera a curvatura da série temporal, onde as novas linhas geradas mantém a 

média e inclinação da curvatura da série original (V. Assimakopoulos e K. Nikolopoulos, 2000), 

(Grzegorz Dudek, 2019). 

 

N-beats: este modelo consiste numa sequência de pilhas, que combinam com vários blocos (Heiko 

Onnen, 2022). De acordo com o autor, estes conectam-se com redes feedforward por forecast e 

backcast links, definindo assim o erro residual dos blocos anteriores gerando uma previsão 

parcial.  O autor refere que a pilha agrega as previsões parciais nos blocos que ela compreende e, 

em seguida, entrega o resultado para a próxima pilha e no fim, as previsões parciais são reunidas 

numa previsão global no nível do modelo. Os parâmetros aplicados neste modelo que obtiveram 

melhores resultados foram os seguintes:  

o Comprimento de entrada de 200; 

o Comprimento de saída de 20; 

o Cada pilha é combinada com 4 blocos (num_blocks); 

o 2 camadas que precedem as camadas finais (num_layers); 

o 100 épocas que o modelo treina (n_epochs).   

 

 
4 Unit8 é uma empresa com sede na Suiça, especializada em análise de dados e inteligência artificial (Heiko 
Onnen, 2021). 
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Para além dos modelos descritos acima, também se utilizou o modelo ARIMA, através do pacote 

DARTS, tendo sido o modelo que apresentou os piores resultados na grande maioria das métricas de 

performance calculadas. 

 

2.2.5. LSTM 

 O algoritmo Long Short-Term Memory (LSTM) foi desenvolvido por (Sepp e Jürgen, 1997) e apresenta 

uma arquitetura baseada nas redes neuronais recorrentes (RNN) que tem sido muito utilizada em 

processamento de linguagem natural (NLP – Natural Language Processing) e em previsão de séries 

temporais (Nurul et al., 2022). Os mesmos autores referem ainda que este tipo de rede neural tenta 

solucionar o problema de previsão através de resultados passados, pois, como o próprio nome refere, 

admite e analise memorias de longo e de curto prazo. 

Este modelo possui redes com loop para passar informações de uma etapa para outra e suportar 

informações para persistir, sendo composta por uma célula, uma porta de entrada, uma porta de saída 

e uma porta de esquecimento (Nurul et al., 2022) conforme se pode verificar na Figura 9. 

 

 

Figura 9: Diagrama dos componentes da LSTM 

 

Antes de se aplicar o modelo Long Short-Term Memory, definiu-se alguns parâmetros iniciais: 

o Percentagem dos dados correspondente ao conjunto de teste; 

o Percentagem dos dados correspondente ao cross-validation; 

o Número de unidades do espaço de saída = 100; 

o Probabilidade de entradas que podem ser descartadas (Dropout_prob = 0,5); 
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o Optimizador Adam5; 

o Número de épocas = 50; 

o Quantidade de dados que alimentam a rede (batch_size = 150). 

 

Para além destes parâmetros e à semelhança do que se desenvolveu em modelos anteriores, 

também se fixou uma seed de 101 para a rede LSTM, de forma a se obter sempre os mesmos resultados 

durante as corridas executadas no desenvolver deste estudo. 

 

2.3. MÉTRICAS DE PERFORMANCE 

As métricas de performance são amplamente utilizadas para avaliar a eficiência dos modelos de 

previsão. Existem várias métricas que podem ser usadas para medir a precisão e a eficácia de um 

modelo de previsão de séries temporais (Ajitesh Kumar, 2022). Assim, avaliou-se a performance dos 

modelos  através das seguintes métricas: Mean Absolute Percentage Error (MAPE), Mean Absolute 

Error (MAE), Root Mean Squared Error (RMSE) e Mean Squared Error (MSE). 

 

2.3.1. MAE 

O Mean Absolute Error (MAE) é a base do erro Mean Absolute Percentage Error (MAPE), a grande 

diferença entre eles é que o MAPE retorna a percentagem e este indica-nos através do valor a 

discrepância do erro. O MAE é a média sobre a amostra de teste das diferenças absolutas entre a 

previsão (ŷ𝑡) e observação real (𝑦𝑡) onde todas as diferenças individuais têm peso igual (Jilmun, 2016).  

 

𝑀𝐴𝐸 =  
1

𝑛
∑ |𝑦𝑡 − ŷ𝑡|𝑛

𝑡=1   (2.4) 

 

2.3.2. MAPE 

O Mean Absolute Percentage Error (MAPE) é uma medida relativa que dimensiona o desvio absoluto 

médio (MAD) para resultar em unidades percentuais em vez de unidades da variável, ainda assim 

utiliza valores absolutos para evitar que os erros positivos e negativos se cancelem e utiliza erros 

relativos para permitir a comparação da previsão entre modelos de séries temporais (“MAPE (Mean 

Absolute Percentage Error),” 2022). 

 
5 Adaptive Moment Estimation é um algoritmo de técnica de otimização para gradiente descendente. O método 
é realmente eficiente ao trabalhar com grandes problemas envolvendo muitos dados ou parâmetros 
(GeeksforGeeks, 2020). 
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A equação (2.5) mostra o cálculo do erro MAPE através dos valores reais e previstos de cada ponto, 

onde n é o número de pontos treinados, yt representa o valor real e ŷ𝑡  o valor predito (Stephanie, 

2022). 

 

𝑀𝐴𝑃𝐸 =  
1

𝑛
∑ |

𝑦𝑡−ŷ𝑡

𝑦𝑡
|𝑛

𝑡=1   (2.5) 

 

2.3.3. MSE 

O Mean Squared Error (MSE) é uma métrica que nos retorna a diferença média ao quadrado entre os 

valores previstos e os valores reais (Zach, 2021). À semelhança do Root Mean Squared Error (RMSE), 

neste caso também se considera o melhor modelo aquele que resultar num valor de MSE mais baixo. 

Posto isto, o MSE é medido de acordo com a seguinte equação: 

 

𝑀𝑆𝐸 =  
1

𝑛
∑ (𝑦𝑡 − ŷ𝑡)2𝑛

𝑡=1   (2.6) 

 

2.3.4. RMSE 

O Root Mean Squared Error (RMSE) é uma regra de pontuação quadrática que também mede a 

magnitude média do erro, ou seja, é a raiz quadrada da média das diferenças quadradas entre previsão 

e observação real (Jilmun, 2016).  

 

𝑅𝑀𝑆𝐸 =  √
1

𝑛
∑ (𝑦𝑡 − ŷ𝑡)2𝑛

𝑡=1  (2.7) 

 

Além disso, esta métrica de performance é considerada a mais comum utilizada na medição da 

precisão e eficácia de um modelo de previsão de séries temporais (Ajitesh Kumar, 2022), servindo 

assim de meio de comparação entre os diversos modelos.  

O resultado do RMSE também é dado de acordo com as unidades do nosso conjunto de dados, 

pelo que quanto menor for o resultado melhor será o modelo. 
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CAPÍTULO 3 

RESULTADOS E DISCUSSÃO 

Esta secção é composta pela análise de todos os resultados obtidos nos diversos modelos testados 

assim como a sua consolidação e comparação. Todos os modelos foram avaliados pelas 4 métricas de 

performance descritas na secção anterior e que irão servir de meio de comparação, tendo como 

finalidade avaliar qual o modelo que apresentou um melhor ajuste ao conjunto de dados. 

 

3.1. RESULTADOS OBTIDOS POR CADA MODELO 

Primeiramente, através do modelo ARIMA realizou-se a previsão conforme referido anteriormente 

através da parametrização do AutoArima do qual se verificou que o melhor modelo sugerido foi  

ARIMA(0,1,1)(0,0,0)[0]. 

Posto isto, com o melhor modelo extraiu-se as métricas, que constam na tabela abaixo, dos 

seguintes cenários: 

o Modelo A1: aplicação do modelo ARIMA onde se obteve o melhor modelo com base no critério 

AIC, métricas aplicadas ao conjunto de teste; 

o Modelo A2: aplicação do modelo ARIMA onde se obteve o melhor modelo com base no critério 

AIC, métricas de acordo com o conjunto de treino; 

o Modelo A3: previsão com o melhor modelo step-by-step, métricas aplicadas ao conjunto de 

teste; 

o Modelo A4: previsão com o melhor modelo step-by-step, métricas de acordo com o conjunto 

de treino. 

 

Conforme se pode observar pelos resultados obtidos na Tabela 5, os modelos A1 e A2 apresentam 

uma grande discrepância nos resultados entre eles das diversas métricas, devido à função auto_arima.  

Devido a resultados como um MAPE de 43,5988%, que nos indica que os valores da nossa previsão 

estão cerca de 43% desfasados do valor real e um RMSE de 35.7034, que nos informa que a nossa 

estimativa está com um desfasamento de em média cerca de 35 dólares, procedeu-se à execução do 

AutoArima step-by-step onde se notou que o facto de se estar a estimar ponto a ponto influência 

imenso a previsão. 
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Tabela 5: Resultados obtidos com o modelo ARIMA sobre o conjunto de teste e treino 

 MAPE MAE RMSE MSE 

MODELO A1 43.5988% 29.1962 35.7034 1274.7326 

MODELO A2 1.5890% 0.9235 1.3489 1.8195 

MODELO A3 2.5301% 1.2755 2.0316 4.1273 

MODELO A4 1.5841% 0.9227 1.3313 1.7723 

 

Ainda assim, obteve-se um MAPE de aproximadamente 2,5% aplicado ao conjunto de teste, um 

MAE que apresenta um desfasamento de cerca de 1.27 dólares, um RMSE de 2.03 dólares e um MSE 

de 4.12 dólares de desfasamento que demonstram que o modelo teve um bom ajuste face aos valores 

reais. Esse ajuste é visível na Figura 10. 

 

 

Figura 10: Série Temporal dos Preços Atuais e Preditos 

 

Comparando os resultados do modelo A1 com os do A2 parece existir overfitting, visto que os 

resultados ótimos no conjunto de treino e bastante discrepantes no conjunto de teste, o que quer 

dizer que o modelo “decorou” os valores e não aprendeu a previsão. Além disso, o overfitting é uma 

prática associada a este modelo mesmo com uma análise aprofundada dos parâmetros utilizados. Já 

no modelo A3 e A4 não se verifica a existência de overfitting. 
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A Random Walk também foi aplicada ao conjunto de treino e de teste, ficando com os seguintes 

cenários: 

o Modelo B1: Random Walk gerada com o tamanho do conjunto de teste; 

o Modelo B2: Random Walk gerada com o tamanho do conjunto de treino com o intuito de 

se aplicar as métricas nos dados de treino. 

 

Antes de proceder à análise dos resultados propriamente ditos, é importante referenciar que o 

Modelo B2 realizou-se para verificar qual o impacto que teria se aumentássemos o tamanho do 

conjunto de previsão. Assim sendo, na Tabela 6verificou-se uma pequena deterioração dos resultados 

obtidos. O MAPE sofreu um aumento de aproximadamente 1%, enquanto o RMSE aumento cerca de 

7 dólares. 

Com um MAPE de 43%, um desfasamento de aproximadamente 5 e 7 dólares no MAE e RMSE 

respetivamente, conclui-se que este modelo não obteve bons resultados. 

 

Tabela 6: Resultados obtidos com o modelo Random Walk sobre o conjunto de teste e treino 

 MAPE MAE RMSE MSE 

MODELO B1 43.3151% 28.9749 35.5083 1260.8383 

MODELO B2 44.4510% 33.2604 42.2233 1782.8074 

 

Adicionalmente, também se utilizou o modelo Prophet porque é uma biblioteca de código aberto 

projetada para fazer previsões para conjuntos de dados de séries temporais univariadas (Jason 

Brownlee, 2020), tal como o conjunto de dados que está a ser trabalhado. Através do Prophet obteve-

se as métricas dos seguintes cenários: 

o Modelo C1: Prophet aplicado ao conjunto de teste; 

o Modelo C2: Prophet aplicado ao conjunto de treino. 

 

Ao observar os resultados obtidos da Tabela 7, verificamos que a grande maioria apresenta uma 

diferença superior ao dobro comparando os resultados do modelo C1 com o modelo C2. A 

percentagem da métrica MAPE diminuiu aproximadamente 26% quando aplicada ao conjunto de 

treino, embora continue um pouco alta (cerca de 14%) uma vez que o modelo foi treinado com esses 

mesmo dados e nem assim os consegue prever com exatidão.  
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Tabela 7: Resultados obtidos no modelo Prophet sobre o conjunto de teste e treino 

 MAPE MAE RMSE MSE 

MODELO C1 39.9274% 17.9639 21.9048 479.8231 

MODELO C2 14.1566% 8.5685 11.5481 133.3578 

 

Para além do MAPE, também se nota essa diferença nos restantes especialmente no MSE que o 

valor médio dos erros cerca de 346 dólares, continuando sem apresentar um bom ajuste. Embora 

existam estas discrepâncias entre estes modelos considera-se que existiu overfitting visto que a 

diferença entre os erros percentuais sobre treino e teste são significativas.  

Conforme podemos ver na Figura 11 através da região a azul (intervalo de previsão), o intervalo 

de valores que podem ser registados ainda é elevado. Ainda assim, também é observável que os 

grandes picos são difíceis de prever, visto que não estão contemplados na região com os possíveis 

valores. 

 

 

Figura 11: Série Temporal dos Valores Preditos e Atuais 

Com o package DARTS, testou-se os seguintes modelos: 

o Modelo D1: Naive Drift aplicado ao conjunto de teste; 

o Modelo D2: Exponential Smoothing aplicado ao conjunto de teste; 

o Modelo D3: Theta method aplicado ao conjunto de teste; 

o Modelo D4: AutoArima aplicado ao conjunto de teste; 

o Modelo D5: N-beats aplicado ao conjunto de teste. 
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Nestes modelos não se calculou através do código o valor do MSE, no entanto tendo o RMSE é 

algo bastante fácil de se fazer manualmente. Como o RMSE nos indica informações mais relevantes 

não se deu importância em calcular a métrica MSE. Além disso, estes modelos foram aplicados a dois 

conjuntos de previsão: A – previsão de 545 dias; B – previsão de 205 dias. 

Inicialmente, aplicou-se os modelos para prever 545 dias conforme se tinha realizado a previsão 

nos modelos anteriores.  

Observando os resultados da Tabela 8, podemos verificar que todos os modelos apresentaram um 

MAPE superior a 30%, pelo que se considera um desfasamento face ao preço real elevado. No entanto, 

verificou-se que os modelos que melhor se adaptaram foram o modelo D3-A e D5-A, com valores a 

rondar os 14 e os 18 dólares por barril nas métricas MAE e RMSE, respetivamente. 

Os restantes três modelos apresentaram resultados relativamente piores, apresentando um MAE 

por volta dos 20 dólares por barril e um RMSE a rondar os 24 dólares por barril. 

 

Tabela 8: Resultados obtidos com o pacote Darts sobre o conjunto de teste de 545 dias 

 MAPE MAE RMSE MSE 

MODELO D1 - A 37.3302% 19.8176 24.2223 - 

MODELO D2 - A 37.3127% 19.8307 24.2446 - 

MODELO D3 - A 32.2814% 14.5659 18.1661 - 

MODELO D4 - A 38.4395% 20.9094 25.6404 - 

MODELO D5 - A 34.1904% 14.1173 18.8885 - 

 

 

Derivado dos resultados obtidos nos modelos acima, decidiu-se verificar o comportamento dos 

modelos com um conjunto de previsão menor, pelo que se passou de 545 dias preditos para 205 dias. 

Posto isto, os resultados obtidos pelos modelos aquando da previsão de um número de dias 

menor foram mais promissores encontra-se na Tabela 9. Os modelos D1-B, D2-B e D4-B apresentaram 

resultados bastante semelhantes em todas as métricas. O MAPE ronda os 11% de desfasamento, assim 

como o MAE e o RMSE apresentam uma variação de aproximadamente 11 e 16 dólares, 

respetivamente. Estes resultados não são ótimos, mas podem servir de comparação.  
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Os modelos mais simples, como o Naive Drift, muitas vezes são o ponto de partida de modelos 

mais complexos, pelo que servem de base de comparação (Rob e George, 2018) para garantir que os 

novos modelos são bons modelos de previsão e que apresentam resultados mais promissores. 

O modelo D2-B utilizou-se devido a este não ser um excelente modelo a lidar com a tendência 

(Natalie Regoli, 2016) e como esta série não apresenta sazonalidade poderia ser uma boa opção. No 

entanto, o facto dos resultados terem sido medíocres pode estar relacionado com o facto deste 

modelo trabalhar melhor no curto-prazo tal se comprova com a melhoria dos resultados quando se 

diminuiu de uma previsão de 545 dias para 205 dias. No entanto, ainda de considera uma previsão de 

médio/longo-prazo. 

Para além disso, os outos modelos, D3-B e D5-B, também apresentaram resultados semelhantes 

entre eles no que toca ao RMSE, rondando os 12 dólares por barril, pois nas outras métricas o modelo 

D3-B apresentou um MAPE de aproximadamente 9,5%, certa de 3% mais baixo do que o modelo D5-

B. No MAE o valor do modelo D3-B rondou os 8 dólares de desfasamento do valor real enquanto no 

modelo D5-B registou um desfasamento de cerca de 10 dólares por barril. Com isto, podemos concluir 

que o modelo que apresentou melhores resultados na grande maioria das métricas foi o modelo D3-

B. 

 

Tabela 9: Resultados obtidos com o pacote Darts sobre o conjunto de teste de 205 dias 

 MAPE MAE RMSE MSE 

MODELO D1 - B 11.1578% 10.8011 16.0985 - 

MODELO D2 - B 11.1644% 10.8122 16.1228 - 

MODELO D3 - B 9.4832% 8.7696 12.5948 - 

MODELO D4 - B 11.2748% 10.8514 16.0978 - 

MODELO D5 - B 12.4407% 10.1472 12.1827 - 

 

 

Ainda assim, é possível verificarmos como se comportaram os modelos na Figura 12 e como foi o 

ajuste. Conforme se pode observar, o N-beats, modelo D5-B, foi o modelo que apresentou um melhor 

ajuste já sendo expectável devido a apresentar erros menores face aos outros modelos, com exceção 

do modelo Theta (D3-B). O modelo D3-B que também apresentava dos melhores resultados 

conseguimos ver que acompanha o padrão crescente da séries, mas não se ajusta muito bem aos picos. 
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Os restantes modelos, apresentam uma previsão quase em linha reta o que se comprova com as 

discrepâncias registadas na tabela na ordem dos 11 e 16 dólares nas métricas MAE e RMSE, 

respetivamente. 

 

 Figura 12: Séries Temporais com a previsão dos modelos utilizados com o package DARTS para um conjunto de 
205 dias 

 

Por fim, como último modelo testou-se a rede neuronal LSTM, onde se extraiu as métricas nos 

seguintes cenários: 

o Modelo E1: LSTM aplicado ao conjunto de validação; 

o Modelo E2: LSTM aplicado ao conjunto de teste. 

 

Neste modelo, aplicou-se tunning através da otimização bayesiana e escolheu-se 12 lags, ou seja, 

prevê-se o 13º dia com base nos 12 dias anteriores com uma probabilidade de dropout de 0,5. 

Considerou-se 100 unidades do espaço de saída e 50 épocas. Assim, obteve-se uma rede neuronal com 

12 inputs, 2 camadas intermédias cada uma com 100 nós para se obter o output final. Na Figura 13 é 

visível a arquitetura idêntica à que foi gerada pelo modelo LSTM nesta dissertação, ou seja, na input 

layer existem 12 inputs, na layer 1 e layer 2 constam 100 nós e por fim é gerado o output. 
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Figura 13: Exemplo de arquitetura de Rede Neural LSTM - Arden Dertat, 2017 

 

No modelo LSTM, o conjunto de treino foi dividido em duas partes com tamanhos diferentes de 

forma a gerar-se um conjunto de validação. Assim, ficámos com um conjunto de treino composto por 

4621 registo e um conjunto de validação composto por 574 registos. Posto isto, observou-se que 

quando se aplicou o modelo ao conjunto de validação os resultados foram bastante bons, uma vez que 

se obteve um MAPE de aproximadamente 2.7% assim como um MAE e um RMSE com um 

desfasamento de 1.7 e 2.2 dólares, respetivamente. Para além disso, também o MSE apresenta um 

valor médio ótimo de aproximadamente 5.0 dólares, que corresponde à média da soma de todos os 

erros. 

Em relação ao modelo E2, onde se aplicou o modelo ao conjunto de teste, verificou-se métricas 

com valores bastante promissores. O modelo apresentou um MAPE com cerca de 3.8% de discrepância 

entre o valor real e o valor predito, cerca de 2.0 dólares de desfasamento de acordo com a métrica 

MAE e 2.8 dólares de acordo com o RMSE. Relativamente à métrica MSE, apresenta uma média da 

soma dos erros dos 545 registos de aproximadamente 7.9 dólares. 

Entre os dois cenários apresentados na Tabela 10, podemos concluir que a previsão no conjunto 

de validação obteve melhores resultados, embora o conjunto apresente mais 29 registos. Contudo, 

estes resultados podem justificar-se pelo facto de no conjunto de validação não existirem picos 

acentuados que é o que acontece no conjunto de teste. 
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Tabela 10: Resultados obtidos com o modelo LSTM sobre o conjunto de validação e teste 

 MAPE MAE RMSE MSE 

MODELO E1 2.6778% 1.7174 2.2495 5.0600 

MODELO E2 3.8639% 2.0492 2.8183 7.9431 

 

De acordo com a Figura 14, podemos verificar que a previsão do modelo E1 conseguiu ter um 

excelente ajuste ao conjunto de validação, pelo que se espera ter bons resultados também no conjunto 

de teste. Os valores previstos apresentaram um excelente ajuste, o que já era de esperar tendo em 

conta as métricas apresentadas na Tabela 10. 

 

 

Figura 14: Série Temporal com a previsão sobre o conjunto de validação com o modelo LSTM 

 

Na Figura 15, à semelhança do que se verificou na Figura 14, também é visível um bom ajuste dos 

valores de previsão face ao conjunto de teste. Assim, é possível concluir que este é um modelo muito 

interessante para a previsão de preços do petróleo conseguindo adaptar-se com um erro 

relativamente baixo às variações apresentadas pela série temporal. 
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Figura 15: Série Temporal com a previsão sobre o conjunto de teste com o modelo LSTM 

 

De forma a realçar a discrepância entre os valores reais e os valores preditos, retirou-se este plano 

aproximado de uma parte do conjunto de teste (Ver Figura 16), para que se perceba que estamos 

perante erros mínimos. 

 

 

Figura 16: Aproximação da previsão sobre o conjunto de teste com o modelo LSTM 
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3.2. CONSOLIDAÇÃO DOS RESULTADOS OBTIDOS 

De uma forma geral, podemos concluir que se obteve um grande leque de valores nos diferentes 

modelos, dos quais alguns apresentaram um bom comportamento e outros um comportamento 

menos bom. 

Os modelos B e C registaram métricas com valores muito altos face aos restantes pelo que não faz 

qualquer sentido os utilizar neste tipo de previsão. O modelo A1 também é automaticamente excluído, 

pois como dissemos anteriormente a função auto_arima encontra-se quase sempre em overfitting, 

pelo que também não seria uma boa opção. 

Os modelos D que foram tidos em conta na Tabela 11 são os modelos que foram previstos para o 

intervalo de 545 dias, visto ser a forma mais justa de comparar modelos de previsão entre si. Contudo, 

os erros registados para estes modelos são elevados tornando a previsão pouco precisa. No entanto, 

através do AutoArima step-by-step (Modelo A3 e A4) e dos modelos E obteve-se excelentes resultados 

pelo que a previsão de séries temporais do preço do petróleo pode passar pelo uso destes modelos.  

Para as economias estes valores são muito importantes pois influenciam muitos preços de outros 

produtos, atingindo assim a vida da população. 

 

Tabela 11: Consolidação dos resultados obtidos em todos os modelos 

 MAPE MAE RMSE MSE 

MODELO A1 43.5988% 29.1962 35.7034 1274.7326 

MODELO A3 2.5301% 1.2755 2.0316 4.1273 

MODELO B1 43.3151% 28.9749 35.5083 1260.8383 

MODELO C1 39.9274% 17.9639 21.9048 479.8231 

MODELO D1 - A 37.3302% 19.8176 24.2223 - 

MODELO D2 - A 37.3127% 19.8307 24.2446 - 

MODELO D3 - A 32.2814% 14.5659 18.1661 - 

MODELO D4 - A 38.4395% 20.9094 25.6404 - 

MODELO D5 - A 34.1904% 14.1173 18.8885 - 

MODELO E2 3.8639% 2.0492 2.8183 7.9431 
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Contrariamente ao estudo dos autores Bin e Jun, em 2019, em que o modelo SARIMA mostra um 

desempenho mais baixo do que os outros modelos e o LSTM geralmente pode formar uma boa 

previsão. Além disso, é importante ter em conta que os autores anteriores não utilizaram a previsão 

ponto a ponto no modelo SARIMA daí os resultados serem menos promissores que os outros modelos. 

Isto mostra que embora esta dissertação e o estudo dos autores prevejam ambos os mesmos dados, 

como o intervalo de tempo não foi o mesmo e o modelo ARIMA não foi aplicado de igual forma, 

obteve-se resultados opostos face aos modelos LSTM e ARIMA. 

Conforme se pode verificar na Tabela 11, o modelo Random Walk apresentou dos piores 

resultados, sendo normalmente utilizado como referência a ser superada na previsão de preços (Sabri, 

Zhenya e Yifan, 2022). 

Complementarmente, conciliou-se todos os valores preditos por todos os modelos na Figura 17 

para visualizar o comportamento dos mesmos. Na Figura 17, incluiu-se o conjunto de teste visto este 

representar as previsões reais para se conseguir comparar e identificar quais os modelos que 

conseguiram o melhor ajuste e a melhor performance. 

Assim sendo, é possível concluir que os modelos ARIMA step by step e a rede neuronal LSTM foram 

os únicos que conseguiram acompanhar o conjunto de teste. A Random Walk e o modelo ARIMA 

ficaram muito longínquos dos valores reais. Estes resultados já eram de esperar visto que a Figura 17 

vai ao encontro dos erros registados na Tabela 11. 

 

 

Figura 17: Valores Reais e Valores Preditos pelos diferentes modelos 
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CONCLUSÕES 

 

Conforme já foi referido anteriormente, esta dissertação aborda um tópico muito interessante para a 

economia de um país, dando maior enfase à economia portuguesa por ser o país onde resido, visto 

que o preço do petróleo tem um grande impacto na economia.  

Adicionalmente, o preço do petróleo tem um efeito extraordinário nos mercados financeiros 

internacionais (Seçkin et al., 2021). O facto de que as volatilidades nos preços do petróleo têm um 

impacto notável no crescimento económico, nos mercados de títulos, nas taxas de relatórios de ações 

e na segurança nacional torna necessário prever o preço do petróleo com alta precisão (Seçkin et al., 

2021, como citado em Francesco et al., 2017; Hooman et al., 2020).  

Posto isto, conclui-se que esta dissertação à semelhança dos estudos realizados por diversos 

autores analisados na literatura poderá servir de base para ser utilizada no estudo da economia, uma 

vez que ao prever as flutuações é possível tomar decisões antecipadas que consigam melhorar as 

condições de vida da população.  

Atualmente, estes estudos são imprescindíveis pois estamos perante uma situação económica 

instável que começou com a guerra da Ucrânia e o primeiro impacto que se sentiu foi precisamente 

nos preços do petróleo que depois deu azo à subida de preços em diversos produtos e serviços. Devido 

a todos estes fatores o nível de vida em Portugal subiu e estamos prestes a entrar numa recessão 

económica que se espera que seja contornada com algumas decisões derivadas de estudos de 

previsão, como o da série temporal do petróleo utilizada nesta tese. Para os países importadores de 

petróleo, a persistência dos preços do petróleo é importante para determinar as políticas de metas de 

inflação (Melike et al., 2020). 

Para lidar com o facto dos preço do petróleo serem difíceis de prever, as previsões podem ser 

feitas usando métodos clássicos, mas esses métodos de estimativa só podem fornecer resultados 

benéficos por curtos períodos (Didem, 2020), como o modelo ARIMA. Por outro lado, para observar a 

tendência de preços de longo prazo, são desenvolvidas as redes neurais artificiais, adequadas e úteis 

para tendências de longo prazo (Didem, 2020), tendo-se aplicado modelos como LSTM e Prophet. 

A previsão realizada englobou 545 dias, praticamente 1 ano e meio, com o intuito de avaliar o 

comportamento dos modelos numa previsão a médio/longo-prazo visto ser onde a rede neuronal 

LSTM tem grande destaque. Anteriormente, apenas era possível realizar previsões a curto-prazo pelo 

que a previsão era realizada para poucos dias. Embora se pudesse prever a longo-prazo os resultados 

eram muito maus e não tinham precisão alguma, o que não favorecia nada a aplicabilidade dos 

modelos assim como a tomada de decisões. 
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Em contrapartida, caso se diminuísse o número de dias preditos nesta dissertação possivelmente 

iriamos obter resultados mais promissores, uma vez que com menos dados para prever os modelos 

normalmente apresentam um ajuste melhor, ou seja, os erros obtidos iriam apresentar resultados 

mais baixos. Este ponto foi possível verificar nos modelos D quando se diminuiu o número de dias 

predito, mas é de realçar que carece de um estudo mais aprofundado para se conseguir aferir qual 

deverá ser a dimensão da previsão a ser realizada. 

Com este trabalho concluiu-se também que os modelos que obtiveram melhores resultados foram 

os modelos mais analisados na literatura, ou seja, o modelo ARIMA e a rede neuronal LSTM. O modelo 

ARIMA apresentou um MAPE de aproximadamente 2,5% e a rede LSTM de 3,8%, já o RMSE rondou os 

2 dólares por barril em ambos os modelos. Embora estes resultados sejam bastante promissores, é 

comum analisar-se modelos complementares que venham melhorar os pontos em que estes modelos 

não são tão fortes. Assim sendo, este considera-se ser um ponto a ser abordado em trabalhos futuros 

ou de forma a complementar esta análise. Nota-se ainda, que o LSTM se destaca na previsão a médio/ 

longo prazo, pois apesar do ARIMA step by step ter um erro menor, continua a empregar uma previsão 

ao curto prazo, mas construída de forma iterativa. 

Ainda assim, também se pode concluir que existem alguns modelos que embora tenham sido 

muito pouco ou nada estudados também apresentaram bons resultados, como por exemplo o Prophet 

e o Theta. Embora os valores do MAPE, quando previstos para um intervalo menor, tenham sido entre 

os 9%-11% são valores bastante promissores que carecem de uma análise mais aprofundada 

futuramente.  

Por conseguinte, todos os modelos foram avaliados com as métricas mais utilizadas em séries 

temporais, conforme se comprovou através da análise da literatura realizada anteriormente. Estas 

métricas, permitiram que fossem realizadas comparações entre os modelos.  

Durante a realização deste trabalho, existiram algumas limitações como por exemplo a 

comparação entre modelos completamente diferentes nem sempre ser justa ainda assim resultou em 

resultados muito promissores e relativamente semelhantes. Em adição, é necessário referir que alguns 

dos modelos utilizados apresentam melhores resultados quando se prevê num curto-prazo enquanto 

outros se revelam melhor quando estão perante uma previsão a longo-prazo. 

Ainda assim, existe também o fator intervalo de tempo que é necessário ter em conta, pois 

embora não tenha sido propriamente uma limitação, foi notável através da literatura que os resultados 

foram diversos para  a previsão dos preços do petróleo Brent pois os períodos de tempo em análise 

eram diferentes, e, em períodos diferentes ocorrem eventos diferentes. 
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É importante ter em conta estas limitações para os próximos passos, uma vez que podem ser 

pontos fulcrais na comparação de modelos de previsão nesta série temporal. Não obstante, é 

igualmente importante verificar se as métricas também apresentam diferentes adaptações a certos 

intervalos de previsão. 

Como trabalho futuro, será importante aprofundar a análise de alguns modelos também bastante 

utilizados pelos artigos analisados e perceber quais as melhores métricas para medir a performance 

dos mesmos, assim como conjugar alguns modelos que possam ser complementares como já foi 

referido. 

Para além disso, embora este estudo se baseie numa análise univariada dos preços do petróleo 

Brent poderia ser bastante relevante adicionar variáveis exógenas, como por exemplo o valor do dólar 

ou variáveis macroeconómicas, com o intuito de melhorar os resultados obtidos e verificar qual seria 

o impacto dessas mesmas variáveis na previsão dos preços do petróleo. 

Posteriormente, esta análise também poderia ser aplicada em outros conjuntos de dados de 

preços de petróleo, como por exemplo o West Texas Intermediate (WTI) Crude, para servir como meio 

de comparação e conseguir-se identificar se as séries teriam o mesmo comportamento ou não.  

Embora o tema abordado nesta dissertação esteja a ser cada vez mais estudado, ainda carece de 

um estudo mais aprofundado visto ser um tema bastante complexo e com diversas influências 

externas. No entanto, torna-se bastante interessante para quem gosta de analisar possíveis 

aplicabilidades úteis no mundo económico. 
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