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РЕФЕРАТ

Квалiфiкацiйна робота мiстить 75 сторiнок, 45 iлюстрацiй, 4 таблицi,

57 джерел лiтератури.

Задача тривимiрної реконструкцiї сцени є однiєю з центральних в

областях комп’ютерного зору та комп’ютерної графiки та має багато

застосувань. У останнi роки було розроблено чимало рiзних методiв

вирiшення даної проблеми, серед яких є використання глибоких

нейронних мереж. Складнiсть даної задачi полягає в потребi в одночаснiй

узгодженостi локальних деталей та глобальних структур, в великих

обчисленнях, а також в обсягах даних. Остання проблема вiдiграє

важливу роль при навчаннi глибоких нейромереж.

Дана магiстерська дисертацiя дослiджує можливостi генерування

навчальних даних за допомогою Neural Radiance Fields для задач

стереозору. Метою роботи, окрiм генерування даних, є аналiз їх

ефективностi у застосуваннi для навчання глибоких нейронних мереж

для оцiнки карт глибин зi стереозображень.

У результатi було запропоновано певнi модифiкацiї моделi BARF,

якi дають змогу покращити результат синтезу даних, порiвняно з

оригiнальною моделлю, а також запропоновано змiнений ланцюжок

стандартної пiдготовки даних та тренування стереонейромереж, який

потенцiйно може дозволити замiнити навчання без учителя навчанням з

учителем.

Ключовi слова: комп’ютерний зiр, глибокi нейроннi мережi, синтез

даних, 3D реконструкцiя сцени, neural radiance fields, стереобачення
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ABSTRACT

The thesis consists of 75 pages, 45 figures, 4 tables, 57 names of

bibliographic sources.

3D scene reconstruction is a long-standing problem and a central one

in computer vision and computer graphics with many applications. There are

many different methods of solving this problem including deep neural networks.

The complexity of this task lies in the need for simultaneous consistency of local

details and global structures, in large calculations, as well as in the need for

a large amount of data. The last problem plays a crucial role in deep neural

networks training.

This master’s thesis explores the possibilities of generating training data

using Neural Radiance Fields for stereo vision problems. The purpose of the

work, in addition to data generation, is to analyze their effectiveness in the

application for training depth from stereo neural networks.

As a result, certain modifications of the BARF model were proposed,

which allow to improve the result of data synthesis compared to the original

model, and a modified chain of standard data preparation and training of

Depth From Stereo networks was proposed, which could potentially replace

unsupervised training with supervised one.

Key words: computer vision, deep neural networks, view synthesis, 3D

scene reconstruction, neural radiance fields, stereo vision
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ПЕРЕЛIК УМОВНИХ ПОЗНАЧЕНЬ, СИМВОЛIВ,

ОДИНИЦЬ, СКОРОЧЕНЬ I ТЕРМIНIВ

NeRF - Neural Radiance Fields

AR - доповнена реальнiсть

VR - вiртуальна реальнiсть

NN - нейромережа

GT - iстиннi данi

SDF (Signed Distance Functions) - функцiї вiдстаней зi знаком

MLP - багатошаровий перцептрон

BARF - Bundle-Adjusting Neural Radiance Fields

MVS (Multi-View Stereo) - це режим реконструкцiй сцени,

використовуючи багатовидому геометрiю

SLAM (Simultaneous Localization And Mapping) - одночасна

локалiзацiя i побудова карти

SfM (Structure from Motion) - метод побудови структури з руху

SSIM (structure Similarity Index) - iндекс структурної подiбностi

CNN - конволюцiйна нейронна мережа

MSE - середня квадратична помилка

PSNR (Peak Signal-to-Noise Ratio) - пiкове спiввiдношення сигналу до

шуму

RMSE - квадратний корiнь середньої квадратичної помилки

MAE - середня абсолютна помилка

MARE - середня вiдносна абсолютна помилка
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ВСТУП

Одними з популярних тем у комп’ютерному зорi є AR, VR,

autonomous driving. Усi зазначенi напрямки дослiджень використовують

методи стереоспiвставлення. Серед задач AR є, наприклад, задача

реконструкцiї тривимiрної сцени, що є однiєю iз центральних задач

комп’ютерного зору з багатьма застосуваннями. У AR, щоб забезпечити

реалiстичну та захоплюючу взаємодiю мiж ефектами доповненої

реальностi та навколишнiм реальним свiтом, 3D-реконструкцiя має бути

точною, узгодженою та виконуватись у реальному часi. А для того, щоб

побудувати модель, яка б задовольняла усi перелiченi вимоги, потрiбен

великий обсяг даних. Тому задача генерування даних, якi б допомогли

вирiшити задачi у даних сферах, набуває все бiльшого iнтересу.

Актуальнiсть дослiдження

Сучаснi методи, якi вирiшують задачу стереоспiвставлення, часто

використовують методи глибинного навчання. Однiєю з проблем є те, що

такi глибокi нейромережi потребують великих обсягiв даних. Також для

задач стереоспiвставлення можуть бути потрiбнi данi з конкретними

параметрами камер. Збiр датасетiв великих об’ємiв є важким та

затратним, а наявних наборiв даних вкрай мало для вирiшення

поставлених задач. Також проблемою може слугувати те, що потрiбнi

данi покривають тiльки певну область, наприклад, дороги та автомобiлi.

Отже, постає важливе питання в додаткових способах генерування

датасетiв будь-якої тематики, якi б мiстили у собi стереозображення з

вiдповiдними значеннями вiдстаней до об’єктiв.

Мета i завдання дослiдження

У данiй магiстерськiй дисертацiї дослiджуються NeRF як спосiб

генерування зображень та методи його покращення. Метою роботи є

дослiдження можливостi синтезу даних для задач стереозору та їх

ефективнiсть у застосуваннi для навчання глибоких стереонейромереж
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для оцiнки карт глибин.

Завдання дослiдження:

1) Вивчити методи генерування стерео зображень

2) Опрацювати лiтературу щодо генерування зображень за

допомогою NeRF

3) Розробити математичнi моделi, якi доповнять обрану модель NeRF

4) Розробити програмне забезпечення для генерування стереонаборiв

даних, яке використоє отриманi математичнi моделi

Об’єкт дослiдження – монокулярнi набори даних для оцiнки карт

глибин, реальнi данi

Предмет дослiдження – генерування стереозображень для задач

стереозору за допомогою NeRF

Наукова новизна одержаних результатiв

Запропоновано використання технологiї NeRF для

генерування/аугментацiї даних для задачi стереоспiвставлення.

Запропонованi модифiкацiї моделi NeRF, якi покращують якiсть

синтезованих пар за рахунок використання неповних карт глибин та

параметру часу.

Практичне значення одержаних результатiв

Отриманi результати дають змогу синтезувати стереозображення з

наявних монокулярних наборiв даних та застосовувати їх для

покращення якостi результатiв навчання нейромереж для оцiнки карт

глибин зi стереозображень.

Апробацiя результатiв роботи

Роботу було оприлюднено та захищено у формi доповiдi на XX

Всеукраїнськiй науково-практичнiй конференцiї студентiв, аспiрантiв та

молодих вчених "Теоретичнi i прикладнi проблеми фiзики, математики та

iнформатики".

Публiкацiї

Роботу було опублiковано в збiрнику матерiалiв XX Всеукраїнської

науково-практичної конференцiї студентiв, аспiрантiв та молодих вчених
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"Теоретичнi i прикладнi проблеми фiзики, математики та iнформатики".
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1 ОГЛЯД IСНУЮЧИХ ПIДХОДIВ ГЕНЕРУВАННЯ

ЗОБРАЖЕНЬ ТА ОСНОВНI ПОНЯТТЯ

Стереоспiвставлення є однiєю з основних технологiй комп’ютерного

зору, яка спрямована на вiдновлення 3D-структур реального свiту з 2D

зображень. Ми можемо оцiнити 3D структуру сцени чи об’єкту,

знайшовши карти зсувiв мiж ректифiкованими лiвими та правими

зображеннями даної локацiї [1]. Iснують рiзнi пiдходи до вирiшення цiєї

проблеми, включаючи системи, якi базуються на марковських випадкових

полях [2], алгоритмах локального стереоспiвставлення [3, 4], а також

нейронних мережах (NN) [5]. Глибокi нейромережi для оцiнки карт

глибин зi стереозображень (глибокi стереонейромережi) є одним iз

найкращих методiв досягнення хорошої вiдповiдностi мiж зображеннями

стереопари. Щоб навчити нейронну мережу оцiнювати глибину, потрiбна

велика кiлькiсть даних. Хоча iснує багато доступних монокулярних

наборiв даних для оцiнки глибини, кiлькiсть наборiв стереоданих для

навчання глибоких нейронних мереж є обмеженою. Отже, проблема

полягає в тому, що зачасту ми не маємо у своєму розпорядженнi наборiв

даних достатнього об’єму, якi мiстять стереопари з iстинними картами

глибин (GT) для лiвого та правого зображень, i зiбрати таку велику

кiлькiсть даних є складним завданням. Якщо стереомережа

розроблюється для роботи з камерою, яка має певнi заданi параметри,

навчальний набiр даних iз такими ж або подiбними параметрами може

бути недоступним.

1.1 Задача стереозору

Задача стереозору або оцiнка карти зсувiв – це процес знаходження

пiкселiв на двох зображеннях, якi вiдповiдають однiй i тiй же точцi у 3D



13
просторi [6]. Мета даного спiвставлення – це вiдновлення 3D структури

сцени за набором 2D зображень. Приклад стереосистеми зображений на

рисунку 1.1. На даному рисунку 𝑂𝑙, 𝑂𝑟 – двi камери, якi розташованi на

однiй горизонтальнiй лiнiї, 𝐼𝑙, 𝐼𝑟 - лiва та права площини зображень, для

яких епiполярнi лiнiї (e) є паралельними осi 𝑥. Данi площини вiдповiдають

тому, що бачать вiдповiднi лiва та права камери, а точка 𝑃 вiдповiдає

проекцiї двох точок 𝑃𝑙 та 𝑃𝑟 у 3D.

Рисунок 1.1 – Приклад стереосистеми

1.2 Iснуючi набори даних та генерування зображень

Для тренування глибоких нейронних мереж для монокулярної

оцiнки карт глибин потрiбно мати зображення та вiдповiднi iстиннi карти

вiдстаней, а для оцiнки зi стереопар потрiбно вiдповiдно

стереозображення та вiдповiднi карти глибин. Також зазначенi

нейромережi вимагають великих обсягiв даних, що досягають десятки

тисяч зображень та бiльше. Наборiв даних зазначеної кiлькостi у

вiдкритому доступi досить мало. Прикладами стереодатасетiв є,

наприклад, реальнi данi для задач, пов’язаних з автомобiлями та
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дорогами, KITTY [7], DrivingStereo [8]. Також до наявних наборiв даних з

реальними зображеннями слiд вiднести Middlebury [9], ETH3D [10].

Окрiм використання iснуючих реальних наборiв даних є можливiсть

генерувати синтетичнi данi. Такi датасети можуть бути адаптованi пiд

певнi задачi, оточення тощо. Прикладами синтетичних даних є Virtual

KITTY [11], SUN3D [12], SceneFlow [13]. Однак навчання лише на

синтетичних даних не дозволяє досягти найкращих результатiв, i мережi

потребують певного доналаштування на даних цiльового домену [14].

Одним з альтернативних варiантiв є генерування правих зображень,

маючи лiвi, використовуючи Stereo from Mono алгоритм [14]. Маючи лiве

зображення та вiдповiдну iстинну карту глибин, праве зображення може

бути синтезовано за допомогою обчисленої карти зсувiв та певних операцiй

з пiкселями. Проте даний метод призводить до появи пропущених значень у

створених зображеннях через оклюзiї, якi часто не iдеально заповнюються

на етапi постобробки синтезованих зображень.

1.2.1 Stereo from Mono Algorithm

Stereo from Mono Algorithm дозволяє з будь-якого набору RGB або

RGB-D зображень отримати датасет з лiвими 𝐼𝑙, правими 𝐼𝑟

зображеннями та картами зсувiв 𝐷, використовуючи монокулярну

мережу для оцiнки карти глибин та певнi манiпуляцiї з пiкселями

зображень. Автори показують, що покращення роботи монокулярної

мережi та збiльшення кiлькостi тренувальних даних позитивно

впливають на результат роботи алгоритму stereo from mono.

Для того, щоб згенерувати правi зображення, спочатку

використовується натренерована монокулярна мережа для оцiнки карти

глибини 𝑍 для лiвих зображень. Потiм автори застосовують передбаченi

карти вiдстаней, щоб отримати карти зсувiв з використанням рiзних

фокусних вiдстаней та стереобаз. Рiзнi значеня фокусних вiдстаней та

бейзлайнiв обумовленi метою авторiв отримати стереонейромережу,
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навчену на синтезованих даних, яка буде узагальнюватися на рiзнi

датасети з рiзними параметрами камери. Карти зсувiв обчислюються за

наступною формулою:

𝐷 =
𝑠𝑍𝑚𝑎𝑥

𝑍
(1.1)

де 𝑠 є випадково обраним (рiвномiрно з дiапазону мiнiмально та

максимально можливих значень зсувiв [𝑑𝑚𝑖𝑛, 𝑑𝑚𝑎𝑥]) коефiцiєнт

масштабування, який гарантує, що створенi значення зсувiв знаходяться в

прийнятному дiапазонi.

Далi, використовуючи 𝐷, ми можемо синтезувати стереопару за

допомогою прямого змiщення [15]. Щоб отримати 𝐼𝑟 кожен пiксель лiвого

зображення 𝐼𝑙 потрiбно перенести на певну кiлькiсть пiкселiв влiво, яка

вiдповiдає значенню даного пiкселя у картi зсувiв 𝐷. У такому випадку

можуть виникати колiзiї, коли на один i той самий пiксель правого

зображення припадає декiлька пiкселiв лiвого, а також оклюзiї, якi

вiдповiдають незаповненим значенням у синтезованому правому

зображеннi. У випадку колiзiй обирається значення пiкселя, яке

вiдповiдає бiльшому значенню зсува так як це означає, що даний пiксель

розташований ближче до камери, а отже має бiльшу ймовiрнiсть того, що

його видно з обох камер, лiвої та правої. Для того, щоб усунути оклюзiї,

якi можуть бути присутнiми на отриманих зображеннях, автори

пропонують виконати перенесення кольору [16] мiж 𝐼𝑙 та випадково

обраним зображенням 𝐼𝑏 з навчального набору, щоб отримати 𝐼𝑏

зображення. Потiм це зображення використовується для заповнення

вiдсутнiх значень у створеному правому зображеннi. Короткий опис

етапiв алгоритму проiлюстрований на рис. 1.2. На рис. 1.3 зображенi

збiльшенi частини синтезованого правого зображення з рис. 1.3 на яких

видно, що пропущенi значення в результатi оклюзiй заповненi

некоректним чином.
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Рисунок 1.2 – Огляд алгоритму Stereo from Mono [14]

Рисунок 1.3 – Приклад заповнення пропущенних значень в результатi

оклюзiй (червонi квадрати) у синтезованому правому зображеннi за

допомогою алгоритму Stereo from Mono

1.3 Neural Radiance Fields (NeRF)

NeRF вирiшує задачу синтезу нових видiв сцени. Маючи певну

кiлькiсть зображень сцени, вiдзнятої з рiзних кутiв, NeRF має на метi

вiдновити повну 3D структуру з будь-яких точок зору. Даний метод не є

першим, що намагається вирiшити поставену задачу. Iншi варiанти

генерування нових даних включають в себе, наприклад, оптимiзацiю

представлення сцени на основi 3D сiтки [17] або методи, що оптимiзують

нейроменнi мережi, якi вiдображать координати 𝑥𝑦𝑧 у функцiї вiдстаней
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зi знаком (signed distance functions, SDF) [18, 19]. Однак зазначенi методи

вимагають iстинних 3D даних та є погано масштабованими до отримання

зображень великої роздiльної здатнотi через їх обчислювальну

складнiсть. У той же час NeRF має на метi оптимiзацiю представлення

сцени у виглядi неперервної диференцiйованої функцiї, що спрощує

обчислення.

1.3.1 Neural Radiance Fields (NeRF) - базова модель

NeRF – це представлаення сцени у виглядi певної 5-ти вимiрної

функцiї, вхiд якої представляється у виглядi 3D координат (𝑥, 𝑦, 𝑧) та

кутiв направлення (𝜃, 𝜑), а на виходi маємо RGB колiр �⃗� та щiльнiсть 𝜎

для кожного пiкселя [20]. Сама модель нейронної мережi представлена у

виглядi багатошарового перцептрона (MLP). Для тренування потрiбен

набiр зображень, який вiдтворює одну локацiю з рiзних кутiв, внутрiшнi

параметри камери та пози камери. Пiд час тренування мережа синтезує

зображення, якi порiвнюються з оригiнальними, мiнiмiзуючи

фотометричну помилку мiж ними.

П’ятивимiрне представлення сцени передається в мережу MLP

𝐹𝑤 : (�⃗�, 𝑑) → (�⃗�, 𝜎), де �⃗� мiстить 3D координати вибiркових точок, а 𝑑 є

тривимiрним одиничним вектором, що представляє напрямок променiв.

Потiм ваговi коефiцiєнти �⃗� оптимiзуються для спiвставлення кожної

вхiдної 5D-координати з вiдповiдними об’ємною щiльнiстю та кольором.

Щоб отримати узгоджене представлення кiлькох ракурсiв, мережа

вираховує щiльнiсть 𝜎 як функцiю лише координат, а вектор кольору �⃗� як

функцiю координат та напрямку.

Зображення генерується за допомогою NeRF у такi кроки:

1) Пускаються променi камери через кожний пiксель зображення та

обираються точки (𝑎1,...,𝑎𝑛) уздовж даних променiв. Промiнь можна

обчислити як ⃗𝑟(𝑡) = �⃗� + 𝑡𝑑, де де �⃗� — початок променя, 𝑑 – одиничний

вектор напрямку променя. Кожна точка матиме свої унiкальнi 3D
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Рисунок 1.4 – Процес синтезу даних за допомогою NeRF [20]

координати з вiдповiдним напрямом променя

2) Отриманi точки передаються до мережi, з якої отримуються

вiдповiднi колiр та щiльнiсть для кожної з точок

3) Далi застосовуються класичнi технiки рендерингу [21], щоб

отримати кiнцевi значення кольорiв пiкселiв, через якi проходять променi.

Формула для обчислення кольору виглядає наступним чином:

𝐶(𝑟) =

∫︁ 𝑡𝑓

𝑡𝑛

𝑇 (𝑡)𝜎(𝑟(𝑡))𝑐(𝑟(𝑡), 𝑑)𝑑𝑡 (1.2)

де 𝑡𝑛, 𝑡𝑓 – мiнiмальне та максимальне значення, якi може приймати 𝑡, 𝑟(𝑡)

– вхiдний промiнь, 𝜎(𝑟(𝑡)) – об’ємна щiльнiсть, яку також можна

iнтерпретувати як ймовiрнiсть закiнчення променя в точцi 𝑡, 𝑐(𝑟(𝑡), 𝑑) –

колiр променя в точцi 𝑡.

Змiнну 𝑇 (𝑡) у вищенаведеному рiвняннi можна обчислити,

використовуючи формулу:

𝑇 (𝑡) = 𝑒𝑥𝑝(−
∫︁ 𝑡

𝑡𝑛

𝜎(𝑟(𝑠)𝑑𝑠) (1.3)

𝑇 (𝑡) - це певний коефiцiєнт, який характеризує проникнiсть променю до

точки 𝑡 тобто ймовiрнiсть того, що промiнь пройде вiд точки 𝑡𝑛 до 𝑡, не

стикаючись з iншими частинками.

Процес рендерингу проiлюстрований на рисунку 1.4

NeRF має ряд недолiкiв та переваг. До недолiкiв слiд вiднести час

тренування (1 - 2 днi) та той факт, що дана модель не узагальнюється на

iншi сцени тобто її доречнно використовувати для генерацiї нових
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зображень саме тiєї локацiї, на зображеннях якої вона тренувалася.

Також, зображення, отриманi за допомогою стандартної моделi NeRF у

випадку сцен, розмiром з кiмнату або бiльше, є не чiткими та мають певнi

артефакти, наприклад, шум.

Наразi iснує багато рiзних пiдходiв Neural Radiance Fields, якi

застосовується у рiзних областях. Серед них можна видiлити декiлька

груп, наприклад, моделi NeRF, якi можна застосовувати для редагування

сцени [22, 23], сегментацiї зображень [24, 25], оцiнки карт глибин, 3D

реконструкцiя сцени [26, 27, 28]. Iснують види даної моделi, якi не

потребують на вхiд пози камери, а знаходять i оптимiзують її в процесi

тренування [29, 30],

1.3.2 Bundle-Adjusting Neural Radiance Fields (BARF)

Дана модель є пiдвидом NeRF та розширює можливостi

оригiнальної моделi. Одним з головних обмежень NeRF є те, що вона

потребує iдеальнi пози камери. Зазвичай ми маємо неiдеальнi пози

камери або взагалi не маємо їх у своєму розпорядженнi. Для того, щоб

отримати додатково зовнiшнi параметри зображень потрiбно

скористатися додатковими технiками, наприклад, COLMAP [31]. Проте

методи, за допомогою яких можна оцiнити пози камери сенсорiв, є

неточними [30]. BARF дозволяє обiйти дане обмеження, вводячи

додатковi параметри, якi описують змiну положення камери, до функцiї,

яка оптимiзується. Також ще однiєю особливiстю даної моделi є змiна

застосування позитцiйного кодування.

Означення 1.1. Позицiйне кодування – це детермiноване

вiдображення вхiдних 3D-координат �⃗� на вищi степенi рiзних

синусоїдальних баз частот.

У випадку синтезування нових видiв за допомогою NeRF, дана

технiка вiдiграє важливу роль. Адже саме за допомогою її використання
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вдається досягти чiтких та розбiрливих згенерованих картинок [20].

Позицiйне кодування дозволяє нейронним мережам, якi представляють

сцени у виглядi координат, подавати сигнали вищої частоти та досягати

швидшої збiжностi [32]. Автори провели певнi дослiдження щодо

застосування повного позицiйного кодуввання або не використання його

взагалi, та прийшли до висновку, що кращим варiантом є поступове

застосування даної функцiї, зважаючи на епоху тренування. Вони

показали, що застосування повного позицiйного кодування призводить до

шумного сигналу i можливих локальних мiнiмумiв.

1.3.3 Guided Optimization of Neural Radiance Fields for

Indoor Multi-view Stereo (NerfingMVS) [33]

Метод грунтується на базовiй моделi NeRF та використовує

керовану оптимiзацiю. Iдея полягає в тому, як ефективно застосувати

додаткову iнформацiю, отриману на перших кроках оптимiзацiї NeRF.

Модель спочатку оптимiзує монокулярну мережу для оцiнки карт глибин

на цiльовiй сценi шляхом донавчання її на розрiджених картах вiдстаней,

отриманих за допомогою structure from motion (SfM) з COLMAP [31].

Процедура обрання точок на променях при оптимiзацiї NeRF базується

на отриманiй картi помилок синтезованих зображень. Таким чином карти

глибин уточнюються i отриманий результат є бiльш точним та чiтким,

порiвняно з результатами, отриманими за допомогою оригiнальної моделi

NeRF. Огляд мережi зображений на рисунку 1.5. Хоча основна цiль даної

моделi - це покращення отриманих карт глибин, автори NerfingMVS

показують, що такий спосiб не погiршує спроможнiсть NeRF генерувати

новi зображення, а покращує її.
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Рисунок 1.5 – огляд моделi NerfingMVS [33]

1.3.4 Dense Depth Priors for Neural Radiance Fields from

Sparse Input Views (DDPNeRF)

Однiєю з проблем Neural Radiance Fields є велика кiлькiсть

зображень, якi потрiбно подавати на вхiд мережi. Це є обмеженням адже

в нашому розпорядженнi може бути всього декiлька картинок сцени, i ми

хочемо також отримувати чiткий результат. Автори роботи [34]

вирiшують дану проблему, використовуючи COLMAP [31] та генеруючи

щiльнi карти глибин разом з картами невизначеностi, якi далi

використовуються для оптимiзацiї NeRF.

На вхiд мережi подаються спецiально пiдготовленi картинки сцени та

розрiдженi карти глибин, якi отриманi за допомогою SfM з COLMAP. Далi

автори використовують модель, яка доповнює розрiдженi карти глибин та

знаходять карти невизначеностi, якi далi використовуються для оптимiзацiї

NeRF. Таким чином даний метод дозволяє генерувати новi зображення

сцени, розмiром з кiмнату, використовуючи як вхiд всього 18-36 зображень.

DDPNeRF є схожим на NerfingMVS [33] проте використовує заповнення

карт вiдстаней, отриманих з COLMAP, а також обчислює та використовує

карти невизначеностi. Огляд моделi зображений на рисунку 1.6
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Рисунок 1.6 – огляд моделi DDPNeRF [34]

1.3.5 Fast Generalizable Radiance Field Reconstruction from

Multi-View Stereo (MVSNeRF)

Як було зазначено на початку, одним з недолiкiв NeRF є їх

неузагальненiсть на iншi сцени. Iснують, наприклад, датасети, якi

складаються з багатьох рiзних сцен, тож для таких випадкiв даний

недолiк є суттєвим обмеженням. Модель MVSNeRF [35] частково вирiшує

дану проблему. Використовуючи дану модифiкацiю NeRF, є можливiсть

не тренувати модель для кожного датасету окремо з самого початку, а

натренувати на одному наборi даних, а потiм дотреновувати на iншому.

Автори зазначають, що достатньо навiть 15 хв. часу, щоб отримати

порiвняно гарнi результати для iнших сцен. Автори роботи тренували

модель на DTU [36] датасетi та застосовували її для донавчання на iнших

датасетах таких як, наприклад, LLFF [ref] чи Realistic Synthetic [ref], щоб

перевiрити здатнiсть отриманої моделi до узагальнення.

Iдея даної роботи полягає у застосуваннi cost volume для кращої

оцiнки геометрiї сцен, а також модель використовує 3D CNNs. Cost

volume вiдповiдає вiдстанi мiж обчисленими фiчами вхiдних зображень

для рiзних гiпотез щодо передбаченої глибини базовового зображення.

Зокрема, використовуючи 3D CNN, автори реконструюють (виходячи з

cost volume) певне нейронне представлення сцени, яке складається з

нейронних характеристик кожного вокселя, якi кодують iнформацiю про
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геометрiю та зовнiшнiй вигляд локальної сцени.

Спочатку мережа будує cost volume, використовуючи перетворення

2D ознак зображень, далi застосовуються 3D конволюцiйнi шари для

реконструкцiї об’єму з нейронними характеристиками для кожного

вокселя. Для отримання щiльностi 𝜎 та RGB кольору використовується,

як i в оригiнальнiй моделi NeRF, багатошаровий перцептрон. Огляд усiєї

моделi зображений на рисунку 1.7.

Рисунок 1.7 – огляд моделi MVSNeRF [35]

Отже, порiвняно з iншими роботами, пов’язаними з синтезом

зображень за допомогою NeRF, дана модель використовує переваги MVS

архiтектури, що дає змогу краще знаходити рiзнi вiдповiдностi мiж

зображеннями. А також поєднання MVS + 3D CNN дають змогу

узагальнювати модель на iншi датасети.

1.3.6 Implicit Mapping and Positioning in Real-Time (iMAP)

Усi моделi Neural Radiance Fields, якi були перелiченi, здатнi

працювати тiльки офлайн. iMAP - це перший метод, побудований на

основi NeRF, який може служити єдиним представленням сцени у системi

SLAM, яка використовується у реальному часi для портативної RGB-D

камери [37]. Мережа навчена працювати в реальному часi без попереднiх

даних, будуючи щiльну, специфiчну для конкретної сцени неявну



24
3D-модель щiльностi та кольору, яка також використовується для

трекiнгу камери.

Автори iMAP пропонують вiдображати сцену, поступово

оптимiзуючи ваги мережi та пози камери на основi декiлькох

спостережень та застосовуючи певнi методи вибору ключових фреймiв

для оптимiзацiї. Опис системи зображений на рисунку 1.8.

Рисунок 1.8 – огляд моделi iMAP [37]

iMAP складається з двох блокiв, якi працюють одночасно: перший

блок, трекiнг, вiдповiдвє за оптимiзацiю пози камери поточного кадру

вiдносно заблокованої мережi; другий блок, вiдображення, одночасно

оптимiзує ваги мережi та пози камери обраних кадрiв. Фрейми

обираються, використовуючи iнформацiйний виграш (information gain).

Данi картинки є певним банком пам’ятi, щоб уникнути забуття мережi.

1.3.7 Neural Scene Flow Fields for Space-Time View Synthesis

of Dynamic Scenes (NSFF)

Усi вищезгаданi пiдвиди NeRF мають одне спiльне припущення –

локацiя є статичною. Автори моделi NSFF [38] видозмiнили базове

представлення сцени як NeRF, враховуючи динамiчнiсть локацiй. Нове

представлення сцени, Neural Scene Flow Fields, моделює динамiчну сцену
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як змiнну в часi безперервну функцiю вигляду оточення, геометрiї та

руху 3D-сцени. Такий пiдхiд дозволяє iнтерполювати змiни як у просторi,

так i у часi. Ще однiєю вiдмiннiстю вiд iнших моделей NeRF є те, що,

крiм кольору та щiльностi, NSFF передбачає 3D динамiку сцени. Для

обробки динамiчнтх дизоклюзiй, додатковим вихiдним параметром NSFF

є також ваги дизоклюзiї. Отже, за допомогою даної моделi можна,

наприклад, синтезувати новi картинки локацiї з динамiчним об’єктом,

залишаючи рух динамiчного об’єкта, а сама сцена при цьому буде

нерухомою.

1.3.8 LENS: Localization enhanced by NeRF synthesis

LENS – це пiдхiд до вирiшення задачi локалiзацiї, використовуючи

синтез зображень за допомогою Neural Radiance Fields [39]. Автори

показують, що додаткове генерування даних покращує точнiсть регресiї

пози камери. Щоб уникнути створення нових видiв у невiдповiдних

мiсцях, в даному методi розташування вiртуальних камер обирається iз

внутрiшнього 3D представлення NeRF. Такий пiдхiд дозволяє майже

нескiнченно генерувати навчальнi данi. На момент публiкацiї статтi

пiдхiд удосконалив наявнi методи iз зниженням помилки на 60% для

наборiв даних Cambridge Landmarks [40] та 7 scenes [41]. Отже,

результуюча точнiсть стає порiвнянною зi структурними методами без

будь-яких модифiкацiй архiтектури чи обмежень адаптацiї домену [39].

Структурнi методи зазвичай дають змогу досягти найкращих результатiв

для задач локалiзацiї, проте вони потребують великих обчислювальних

можливостей та затрат пам’ятi, що унеможливлює їх застосування у

режимi реального часу.

У кiнцi всiх експериментiв, автори прийшли до висновку, що

точнiсть регресiї пози камери здебiльшого обмежена вiдносно невеликими

та упередженими наборами даних, а не здатнiстю моделi регресiї пози

вирiшити завдання локалiзацiї. Для синтезу нових даних була
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використана модель NeRF-W [42].

Модель LENS представлени на рис. 1.9.

Рисунок 1.9 – Огляд моделi LENS [39]

Спочатку NeRF-W навчається на доступних реальних зображеннях (a.).

Далi навчена модель використовується для виявлення точок, якi мають

високу щiльнiсть в сценi (b.). Пози реальних зображень i мiсця високої

щiльностi використовуються для створення вiртуальних розташувань

камер (c.), для яких виконується синтез нових видiв (d.). Далi реальнi та

синтетичнi набори даних разом використовуються для навчання

регресора пози (e.).

Отже, у даному методi розроблена технологiя використання NeRF

для нескiнченного синтезу даних пiд час тренування iншої мережi. Тобто

це можна вважати додатковою аугментацiєю вхiдних даних. Саме дана

модифiкацiя у ланцюжку роботи методу дає можливiсть значно покращити

точнiсть вихiдної моделi (до 60% вiдносно iнших моделей).

Висновки до роздiлу 1

Проблема кiлькостi наявних датасетiв, якi пiдходять пiд усi

характеристики для тренування стереонейромереж, є важливою. Однiєю
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з альтернатив є використання синтезованих датасетiв, проте тiльки їх

застосування в значнiй мiрi не дає покращення якостi моделi. А iснуючий

метод, який дозволяє з будь-якого набору лiвих зображень генерувати

правi, має ряд недолiкiв, пов’язаних з появою пропущених значень в

результатi оклюзiй у згенерованих зображеннях, якi неправильно

заповнюються (див. рис. 1.3). На сьогоднiшнiй день є багато рiзних

моделей Neural Radiance Fields, якi дозволяють синтезувати

фотореалiстичнi новi представлення сцени, використовуючи для

тренування, в оригiнальному варiантi, тiльки набiр зображень та пози

камери. Даний пiдхiд потенцiйно може бути використаний для

генерування потрiбних тренувальних даних, проте ранiше в лiтературi

такий спосiб не було дослiджено. У данiй роботi пропонується можливiсть

генерування стереоданих, використовуючи NeRF.
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2 ГЕНЕРУВАННЯ ЗОБРАЖЕНЬ ЗА ДОПОМОГОЮ NERF

2.1 Постановка задачi

Тренування стереонейромереж для оцiнки карт глибин може

вiдбуватися декiлькома способами. Перший з них – це навчання з

учителем, коли ми маємо достатню кiлькiсть даних з iстинними

значеннями вiдстаней до об’єктiв чи картами зсувiв для тренування.

Iншим варiантом є навчання без учителя, який використовується за

вiдсутностi iстинних навчальних даних. Останнiй спосiб є досить

розповсюдженим адже важко зiбрати велику кiлькiсть даних з повними

та коректними картами глибин. Методи навчання без учителя

використовують переваги проективної геометрiї. В процесi даного

навчання оптимiзуються рiзнi види фотометричних функцiй втрат,

наприклад, функцiї, якi включають в себе обрахунок SSIM (structure

similarity index) [43, 44, 45], а також функцiї, якi обраховують помилку

мiж певними спроектованими значеннями глибин та зображеннями на

iншi тренувальнi данi та власне картами глибин та зображеннями на якi

вiдбувалася проекцiя [43, 45]. Також можлива ситуацiя об’єднання даних

двох варiантiв навчання нейромереж в один. Такий варiант можливий,

наприклад, при виникненнi потреби в доналаштування моделi на даних з

цiльової областi за вiдсутностi iстинних карт глибин.

Розгляньмо ланцюжок тренування, використовуючи навчання без

учителя. У такому варiантi ми не знаємо iстиннi данi, i кiнцевий

результат зазвичай є гiршим за результати тренування з учителем. Отже,

виникає питання чи можна згенерувати потрiбнi тренувальнi данi та

навчати стереонейромережу у режимi навчання з учителем? У данiй

роботi розглянуто можливiсть синтезування тренувальних даних,

використовуючи технологiю NeRF, та їх використання у тренуваннi

стереонейромережi. Також за допомогою NeRF є можливiсть згенерувати
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будь-яку кiлькiсть навчальних даних, що може призвести до покращення

результату.

Отже, стадартний ланцюжок навчання стереонейромереж для

оцiнки карт глибин виглядає як показано на рис. 2.1. У роботi

розглядається варiант тренування, який також включає в себе додаткову

пiдготовку даних. Пропонована схема тренування зображена на рис. 2.2.

Рисунок 2.1 – Стандартний ланцюжок навчання стереонейромереж для

оцiнки карт глибин (тренування з учителем / тренування без учителя)

Рисунок 2.2 – Пропонований ланцюжок навчання стереонейромереж для

оцiнки карт глибин

Для вирiшення поставленої задачi було зроблено такi кроки:

1) Обрана модель NeRF для дослiдження – BARF.

2) Були зробленi певнi модифiкацiї моделi, а саме: введена додаткова

функцiя втрат для оптимiзацiї отриманих карт глибин та введена нова

вхiдна змiнна – час 𝑡.

3) Для повної оцiнки отриманих результатiв було проведено декiлька

порiвняльних тренувань стереонейромережi:

а) Тренування з учителем, використовуючи iстиннi данi ScanNet
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б) Тренування з учителем, використовуючи згенерованi навчальнi

данi за допомогою NeRF

в) Тренування без учителя, використовуючи iстиннi зображення

ScanNet

2.2 Оцiнка карт глибин зi стереозображень

Задача стереозору, як зазначалося у першому роздiлi роботи,

полягає у вiдшуканнi 3D структури об’єкту чи сцени за наявними стерео

2D зображеннями. Перевагою оцiнки карт глибин з набору

стереозображень над монокулярним передбаченням карт вiдстаней є те,

що використання iнформацiї з двох зображень, лiвого та правого,

дозволяє будувати, наприклад, певнi геометричнi обмеження, якi

призводять до покращення результатiв. Одним з недолiкiв монокулярного

зору є некоректна оцiнка масштабу або, наприклад, виникнення оклюзiй

через велику кiлькiсть об’єктiв у сценi [46]. Використання

стереозображень у певнiй мiрi дозволяють вирiшити наведенi обмеження

монокулярної оцiнки глибини. Проте у стереосистемi також є недолiки,

наприклад, необхiднiсть у наявностi двох камер та їх калiбрування.

Стереонейромережi мають на метi вiдшукання вiдповiдностi мiж лiвими

та правими зображеннями сцени, передбачаючи карти зсувiв. Значення

зсуву вiдповiдає рiзницi в мiсцi розташування зображення об’єкта, який

бачать лiва та права камери. Приклад стереозображень та вiдповiдної їм

карти зсувiв зображений на рис 2.3. Далi за допомогою вiдомих

параметрiв камери карти зсувiв можуть бути перерахованi у вiдповiднi їм

карти глибин.

У загальному випадку стереонейромережi вирiшують задачу

регресiї. На вхiд моделi подаються 2 зображення, якi вiдповiдають лiвiй

та правiй камерам. Такi зображення є ректифiкованими та розташованi

на певнiй вiдстанi одне вiд одного. Ректифiкованi зображення – це

зображення, якi розташованi так, що права камера змiщена вiдносно лiвої
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Рисунок 2.3 – Приклад стереозображень та вiдповiдної їм карти зсувiв

тiльки по горизонталi, а усi епiполярнi лiнiї є горизонтальними. У

випадку тренування з учителем, додатково подаються iстиннi данi –

карти зсувiв. На виходi мережа передбачає карти зсувiв, якi, за

допомогою вiдомих параметрiв камер, перераховуються у вiдповiднi

карти глибин. Розповсюдженим варiантом архiтектури стереонейромереж

є архiтектури виду U-Net [47], тобто мережi вигляду encoder-decoder, якi

використовують 2D або 3D конволюцiйнi шари (CNN). Прикладом такої

моделi може слугувати DispNet [13], архiтектура якої зображена на рис.

2.4. Як видно зi схеми дана мережа складається з поєднаних 2D

конволюцiйних шарiв з шарами MaxPooling2D, за ланцюжком яких слiдує

частина декодера, яка вiдображена у шарах Deconvolution2D та

Upsampling2D. Також присутнi зв’язки skip connection, якi передають

iнформацiю з минулих шарiв нейромережi.

Функцiї втрат вiдповiдно подiляються на двi категорiї: функцiї, якi

застосовуються при навчаннi з учителем та функцiї, якi використовуються

у випадку тренування без учителя.

1) Тренування з учителем

Найпростiший випадок функцiї втрат для оптимiзацiї отриманих карт

зсувiв – є розрахунок помилок мiж iстинними та передбаченими картами

значеннями як функцiю вiдстанi:

𝐿 =
1

𝑁

∑︁
𝑖= ⃗1,𝑁

𝐷(𝑑𝑖, 𝑑𝑖) (2.1)

де 𝑁 – кiлькiсть тренувальних даних, 𝐷 – функцiя вiдстанi (наприклад,

𝐿1, 𝐿2 [48, 49]), 𝑑 – iстиннi карти зсувiв, 𝑑 - передбаченi карти зсувiв
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Рисунок 2.4 – Архiтектура DispNet

Також до функцiї втрат може додаватися функцiя регуляризацiї або

гладкостi, яка накладає додатковi локальнi або глобальнi обмеження [50]

2) Тренування без учителя

Функцiї втрат у випадку навчання без учителя грунтуються на

використаннi функцiй подiбностi та проективної геометрiї. У загальному

випадку функцiя втрат виглядає наступним чином [50]:

𝐿 =
1

𝑁

∑︁
𝐹 (𝐼𝑟𝑒𝑓 , 𝐼𝑤𝑎𝑟𝑝) (2.2)

де 𝑁 – кiлькiсть тренувальних даних, 𝐹 – функцiя подiбностi, 𝐼𝑟𝑒𝑓 –

референсне зображення, на яке робиться проекцiя, 𝐼𝑤𝑎𝑟𝑝 – спроектоване

зображення на референсне

Проекцiя обраховується, використовуючи матрицю внутрiшнiх

параметрiв камери 𝐾, матрицю повороту 𝑅 та вектор змiщення 𝑇 мiж

двома кадрами. Формула для обчислення виглядає наступним чином [45]:

𝑧
′
𝑝

′
= 𝐾𝑅𝐾−1𝑧𝑝 + 𝐾𝑇 (2.3)
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де 𝑝, 𝑧 - однорiднi пiксельнi координати та глибина, а 𝑝
′, 𝑧′ їх вiдповiднi

спроектованi значення

Також додатковими "ключами"до оптимiзацiї карт вiдстаней можуть бути

функцiї втрат, якi регулюють гладкiсть отриманих карт зсувiв [50, 45].

Перевагою end-to-end навчання та використання стереонейромереж

виду енкодер-декодер є їх простота в оптимiзацiї та швидкодiя. Проте для

застосування таких видiв нейромереж потрiбна велика кiлькiсть

навчальних даних. Це приблизно десятки тисяч зображень. Такий обсяг

даних є достатньо великим, що є суттєвим недолiком такого типу

нейромереж, адже зiбрати або знайти у вiдкритому доступi зазначену

кiлькiсть картинок з вiдповiдними картами вiдстаней та потрiбними

параметрами камери є складною задачею.

2.3 Bundle-Adjusting Neural Radiance Fields

BARF - це один з видозмiнених варiантiв базової моделi NeRF,

який, окрiм оптимiзацiї синтезованих зображень, у процесi тренування

також оптимiзує пози камери. Як було зазначено у роздiлi 1, однiєю з

головних проблем NeRF є те, що на вхiд моделi очiкуються iдеальнi пози

камери, якi не завжди є доступними.

Маючи вхiднi зображення (𝐼1,..., 𝐼𝑀), мета даної моделi -

оптимiзувати NeRF та пози камери (𝑝1,..., 𝑝𝑀), мiнiмiзуючи наступну

функцiю втрат:

𝐿 =
𝑀∑︁
𝑖=1

∑︁
𝑢

||𝐼𝑖(𝑢; 𝑝𝑖,𝑤) − 𝐼𝑖(𝑢)||22 (2.4)

де 𝑤 - параметри мережi, що також залежать вiд напрямку променiв, 𝑢 -

координати пiкселiв, 𝐼𝑖(𝑢; 𝑝𝑖,𝑤) - синтезований RGB колiр в пiкселi 𝑢, який

вiдповiдає 𝑖-му зображенню

Ще одна вiдмiннiсть BARF вiд початкової моделi NeRF [20] полягає у

змiнi застосування позицiйного кодування. Позначимо позицiйне кодування

як функцiю:
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𝛾 : R3 → R3+6𝐿 (2.5)

де 𝐿 – частотний базис

Дана функцiя визначається наступним чином:

𝛾(�⃗�) = [�⃗�, 𝛾0(�⃗�), ..., 𝛾𝐿−1(�⃗�)] ∈ R3+6𝐿 (2.6)

де 𝑘-та компонента записується у виглядi

𝛾𝑘(𝑥) = [𝑐𝑜𝑠(2𝑘𝜋�⃗�), 𝑠𝑖𝑛(2𝑘𝜋�⃗�)] ∈ R6.

Iдея BARF полягає у застосуваннi зваженого позицiйного кодування

тобто 𝑘-та компонента у данiй моделi рахується як:

𝛾𝑘(𝑥, 𝛼) = 𝑤𝑘(𝛼)[𝑐𝑜𝑠(2𝑘𝜋�⃗�), 𝑠𝑖𝑛(2𝑘𝜋�⃗�)] (2.7)

де ваги 𝑤𝑘(𝛼) визначаються наступним чином:

𝑤𝑘(𝛼) =

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩
0, if 𝛼 < k
1−𝑐𝑜𝑠((𝛼−𝑘)𝜋)

2 , if 0 ⩽ 𝛼 - k < 1

1, if 𝛼− 𝑘 ⩾ 1

(2.8)

Параметр 𝛼 ∈ [0, 𝐿] у формулi 2.4 є контрольованим та

пропорцiйним процесу оптимiзацiї тобто його величина залежить вiд

етапу тренування мережi. Починаючи з перших епох тренування,

поступово активiзується кодування вищих дiапазонiв до моменту 𝛼 = 𝐿,

що еквiвалентно повному позицiйному кодуванню. Це дозволяє BARF

знаходити бiльш оптимальнi рiшення для передбачення поз камери [30].

Приклад з порiвнянням синтезованих зображень для моделей з рiзним

позицiйним кодуванням проiлюстрований на рис. 2.5.
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Рисунок 2.5 – Приклад результатiв генерування зображень за допомогою

BARF з рiзним типом позицiйного кодування [30]. Верхнi рядки

вiдповiдають синтезованим зображенням, а нижнi - передбаченим картам

глибин

2.3.1 Функцiя втрат для оптимiзацiї оцiнки карт глибин

Оригiнальна модель NeRF та усi її покращення в якостi одного з

виходiв мережi мають щiльнiсть 𝜎, яку можна iнтерпретувати як

величину непрозоростi об’єкту. Використовуючи отриману щiльнiсть,

можна вирахувати вiдстанi до об’єктiв. У процесi навчання NeRF

передбаченi карти глибин додатково не оптимiзуються. Це призводить до

того, що результуючi карти вiдстаней зазвичай мають певнi недолiки,

наприклад, можуть з’являтися лiтаючi об’єкти як зображено на рис. 2.6.

Також передбаченi вiдстанi є такими, що мають достатнi розбiжностi з

iстинними даними (помилки досягають порядку 10-20%, як буде

розглянуто у 3 роздiлi роботи). Для покращення точностi передбачених

карт глибин введемо додаткову функцiю втрат, яка визначається як MSE

помилка мiж iстинними значеннями вiдстаней до об’ектiв та

передбаченими. Для її використання данi повиннi мiстити iстиннi карти

глибин. Дана функцiя втрат не є новою та часто використовується у
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монокулярних та стереонейромережах, мета яких – це оцiнка карт глибин.

Також замiсть MSE використовують, наприклад, L1 вiдстань.

Рисунок 2.6 – Приклад передбаченої карти зсувiв моделлю BARF.

Червонi кола вiдповiдають "лiтаючим об’єктам"

У статтi [50] проiлюстровано використання зазначених функцiй

втрат. Таким чином, отримуємо наступну функцiю, яку потрiбно

оптимiзувати:

𝐿𝐷 = ||𝐷𝑔𝑡 − �̂�||22 (2.9)

де 𝐷𝑔𝑡 – iстиннi карти глибин, �̂� – карти глибин, отриманi за допомогою

BARF

Отже, результуюча функцiя втрат виглядає наступним чином:

𝐿 = 𝐿𝐹 + 𝐿𝐷 = ||𝐼(𝑢; 𝑝, 𝑤) − 𝐼(𝑢)||22 + ||𝐷𝑔𝑡 − �̂�||22 (2.10)

де 𝑢 - координати пiкселiв, 𝐼(𝑢; 𝑝𝑖,𝑤) - синтезований RGB колiр в пiкселi

𝑢, 𝐷𝑔𝑡 – iстиннi карти глибин, �̂� – карти глибин, отриманi за допомогою

BARF
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2.3.2 Змiна вхiдних параметрiв моделi

Однiєю з особливостей реальних даних є змiна освiтленостi.

Зазвичай наявнi данi мають статичне освiтлення, яке спостерiгається у

всьому датасетi. Змiна освiтленостi сцени може виникати з рiзних причин,

наприклад, вiд зовнiшнього джерела такого як сонце або вiд фар

автомобiлiв. Також данi змiни можуть залежати вiд локальних змiн у

локацiях наборiв даних, наприклад, включення/виключення джерела

освiтлення у примiщеннях одного датасету. Змiна освiтленостi сцен може

негативно вплинути на результати роботи мережi для оцiнки карт глибин

[51]. Особливо це стосується нейромереж для оцiнки карт вiдстаней, якi

навчаються у режимi без учителя так як у такому випадку

застосовуються проектування мiж зображеннями та функцiї втрат,

наприклад, SSIM або 𝐿1 вiдстань мiж референсними зображеннями та

спроектованими на них. Зазначенi функцiї втрат залежать вiд

iнтенсивностi зображень. У випадку навчання без учителя працює

припущення про однакову яскравiсть даних [51], але якщо у наборi даних

освiтлення змiнюється, то це призводить до порушення даного

припущення. У роботi [51] автори наводять приклад роботи монокулярної

мережi MonoDepth2 [52] для оцiнки карт глибин, що навчалася у режимi

без учителя. Приклад результатiв наведений на рис. 2.7. З отриманих

карт вiдстаней видно, що погане або змiнне освiтлення призводить до

появи великих областей з пропущенними значеннями та до негладкостi.

За допомогою NeRF можна спробувати додатково моделювати

освiтлення, що дало б змогу зробити стереонейромережi бiльш стiйкими

до даних змiн. Для того, щоб мати змогу моделювати змiну освiтлення

певної сцени, додаймо до вхiдних параметрiв моделi змiнну часу 𝑡. Даний

параметр буде вiдповiдати номеру картинки, що подається для

тренування NeRF. Iндекс зображення має лiнiйний зв’язок з часом тому

що набори даних, з якими ми маємо справу, це вiдео, вiдзнятi з
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Рисунок 2.7 – Приклад передбачених карт глибин, використовуючи

MonoDepth2 [52] у випадку поганого або змiнного освiтлення [51]. Синiм

штрихованим прямокутником видiлено темну область зображення.

Червоним штрихованим прямокутником видiлено область зi змiнним

освiтленням, яке вiдображено у збiльшених червоних прямокутниках, де 𝑡

- один кадр, 𝑡 + 1 - наступний

фiксованою частотою кадрiв. Також всi iндекси 𝑡𝑖, 𝑖 = ⃗(1,𝑀), де 𝑀 –

розмiр датасету, попередньо нормалiзуються до iнтервалу [0,1] та до них

застосовується позицiйне кодування, як i у випадку для вхiдних 3D

координат та векторiв напавлення вхiдних променiв. Отже, змiнений

вигляд моделi BARF виглядає наступним чином:

𝐹𝑤 : (�⃗�, 𝑑, �⃗�) → (�⃗�, 𝜎), (2.11)

де �⃗� мiстить 3D координати вибiркових точок, 𝑑 є тривимiрним одиничним

вектором, що представляє напрямок променiв, �⃗� ∈ [0,1] мiстить нормованi

iндекси усiх картинок датасету.

У статичнiй сценi об’єкти з плином часу не змiнюють своє

положення, проте умови освiтленостi сцени можуть змiнюватися. Отже,

змiна освiтленостi вiдповiдає тiльки змiнi значень iнтенсивностi та не

змiнює щiльнiсть. Це означає, що для моделювання освiтленостi сцени,
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щiльнiсть 𝜎 буде залежити тiльки вiд 3D координат вхiдних точок, а RGB

колiр �⃗� залежитиме вiд 3D координат, вектору направлення 𝑑, а також

часу �⃗�. Проте у данiй роботi розглянуто вплив ще одного варiанту

додавання змiнної часу до вхiдних параметрiв. Зазначена модифiкацiя

передбачає, що 𝑡 впливає i на передбачений NeRF колiр, i на щiльнiсть.

Висновки до роздiлу 2

У даному роздiлi розглянуто стандартнi варiанти тренування

глибоких нейромереж для оцiнки карт глибин зi стереозображень та

запропоновано модифiкований ланцюжок пiдготовки даних та тренування

стереонейромереж, який передбачає попередню пiдготовку даних з

використанням технологiї NeRF. Також для отримання бiльш чiтких та

якiсних результатiв генерування зображень було введено певнi

модифiкацiї до оригiнальної моделi BARF, а саме: доданi функцiя втрат

для оптимiзацiї карт глибин та додатковий вхiдний параметр мережi - час

𝑡. Остання змiна дозволяє додатково моделювати освiтлення сцени, що

дозволило б зробити нейромережу для оцiнки карт глибин зi

стереозображень бiльш стiйкою до змiн освiтлення.
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3 ПРАКТИЧНI РЕЗУЛЬТАТИ

3.1 Набiр даних

Для проведення експериментiв було обрано два набора даних:

ScanNet [53] та реальний датасет, який був самостiйно зiбраний за

допомогою Samsung Galaxy A22:

1) ScanNet

ScanNet – це набiр вiдеоданих RGB-D, що мiстить 2,5 мiльйона картинок

у понад 1500 рiзних локацiях. Даний датасет належить до indoor наборiв

даних. Вiн мiстить усi параметри камери: внутрiшнi параметри, зовнiшнi

параметри (пози), а також доступною є семантична сегментацiя. Основнi

характеристики камери, що були використанi, вiдображенi у табл. 3.1.

Пози камери представленi у виглядi матриць, розмiром 4 х 4, якi

вiдповiдають за положення камери для кожного зображення у свiтовiй

системi координат. Для проведення усiх експериментiв з використанням

даного датасету у роботi було обрано 2 сцени: scene0597 00 та

scene0000 00. Приклади зображень з даних двох наборiв даних

проiлюстрованi на рис. 3.1, 3.2 вiдповiдно.

Таблиця 3.1 – Внутрiшнi параметри камери для набору даних ScanNet

Фокусна вiдстань (𝑓𝑥) 𝑐𝑥 𝑐𝑦

577.87 319.5 239.5

2) Самостiйно зiбраний датасет за допомогою Samsung Galaxy A22

Даний датасет складається зi 123 зображень однiєї локацiї, вiдзнятої з

рiзних кутiв зору. Пози камери є невiдомими. Внутрiшннi параметри

камери були розрахованi на основi характеристик сенсору. Отриманi

значення висвiтленi у табл. 3.2. Приклад зображень вiдображений на рис.

3.3.
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Рисунок 3.1 – Приклад зображень сцени ScanNet scene0597 00

Рисунок 3.2 – Приклад зображень сцени ScanNet scene0000 00

3.2 Генерування стереозображень

Neural Radiance Fields дають змогу генерувати новi зображення,

використовуючи будь-якi заданi параметри камери. Для генерування

стереозображень було обрано вiдстань мiж лiвим та правим зображенням,

яка дорiвнює 0.09 м. Дана вiдстань була обрана як приблизне середнє

значення мiж наявними стереобазами у деяких камерах та iснуючих

датасетах. Наприклад, Intel® RealSense™ Depth Camera D400-Series

мають вiдстанi мiж двома камерами, що дорiвнюють 0.05 - 0.055м, а у

стереодатасетi Middlebury [9] даний параметр варiюється вiд 0.14м. Отже,

в якостi поз камер правих зображень були обранi такi, що є змiщеними по

Таблиця 3.2 – Внутрiшнi параметри камери для набору даних з

Samsung Galaxy A22

Фокусна вiдстань (𝑓𝑥) 𝑐𝑥 𝑐𝑦

465 320 240
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осi 𝑥 на 0.09м вiдносно ориганiльних поз (лiвих) зображень.

3.2.1 Генерування стереозображень без вiдомих початкових

поз камери у наборi даних

Одним з випадкiв застосування BARF - є генерування даних для

сцени, початковi пози камери якої невiдомi. Розгляньмо приклад реального

датасету, зiбраного за допомогою Samsung Galaxy A22 (див. рис. 3.3).

Рисунок 3.3 – Приклад зображень датасету, зiбраного за допомогою

Samsung Galaxy A22

Так як зовнiшнi параметри зображень є невiдомими, тренування

було налаштовано так, що початковими позами для кожного зображення

є одиничнi матрицi, а правильнi пози оптимiзуються в процессi

тренування. Розподiл тренувальних та валiдацiйних даних був обраний

90/10% вiдповiдно. Приклад згенерованих стереозображень та карти

зсувiв для лiвої фотографiї представлений на рис. 3.4.

Для перевiрки ефективностi генерування стереозображень за

допомогою NeRF було також проведено порiвняння з iншим методом –

Stereo from Mono алгоритмом. Для створення правого зображення були
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Рисунок 3.4 – Приклад згенерованого лiвого (а), правого (b) зображень та

карти зсувiв для лiвої фотографiї (с)

обранi тi ж параметри, що i для BARF. Ще одним вхiдним параметром

алгоритму, окрiм початкового зображення та стереобази, є карта зсувiв.

Для отримання карти глибин було обрано натреновану модель для

монокулярної оцiнки карт вiдстаней на основi трансформера – Midas [54].

Вибiр моделi у даному випадку не є важливим. Ми обрали Midas адже

iмплементацiя мережi є вiдкритою та є наявнi натренованi ваги моделi.

Приклад оригiнального (лiвого) зображення та передбаченої карти

глибин представлений на рис. 3.5. Далi, для отримання карти зсувiв, була

застосована наступна формула [55], використовуючи наявнi фокусну

вiдстань (𝑓𝑥) та стереобазу (baseline):

𝐷𝑖𝑠𝑝 =
𝑓𝑥 * 𝑏𝑎𝑠𝑒𝑙𝑖𝑛𝑒

𝑑𝑒𝑝𝑡ℎ
(3.1)

Використовуючи отриману карту зсувiв, ми застосували алгоритм

прямого викривлення (forward warping) [15]. Пропущенi значення в

результатi оклюзiй були заповненi за допомогою перенесення кольору [16].

В якостi зображення для перенесення кольору було обрано одне iз

сусiднiх, хоча в оригiнальному алгоритмi використовується випадково

обрана картинка з набору даних. Приклад синтезованого правого

зображення та оригiнального лiвого зображений на рис. 3.6 у другому

рядку. У першому рядку представленi, для порiвняння, отримана

стереопара за допомогою BARF. Результати демонструють, що

синтезованi зображення, використовуючи BARF, є бiльш гладкими, нiж
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Рисунок 3.5 – Приклад оригiнального лiвого зображення та передбаченої

карти зсувiв за допомогою Midas моделi

оригiнальнi, проте колiр зображень вiдновлюється правильно та

просторовi зв’язки є коректними. Згенерованi зображення мають

правильно заповненi оклюзiйнi дiрки. Всi деталi об’єктiв присутнi. У той

же час синтезованi зображення за допомогою алгоритму Stereo from Mono

мають кращу роздiльну здатнiсть, поiрiвняно з BARF, проте на

картинках присутнi певнi артефакти такi як, наприклад, частини

простирадла на комодi або ж пропущенi значення, якi є некоректно

заповненими. Слiд зауважити, що передбаченi значення вiдстаней до

об’єктiв не є iдеально точними. Деталiзоване порiвняння результатiв двох

методiв представлено на рис. 3.7 у виглядi декiлькох збiльшених частин

згенерованих правих зображень.

Якiсть отриманих стереопар може бути оцiнена за допомогою

стереонейромереж для оцiнки вiдстаней до об’єктiв сцени. Для цього ми

вирiшили обрати натреновану мережу для оцiнки карт глибин зi

стереозображень HITNet [56], розроблену Google Research. Передбаченi

карти зсувiв для двох варiантiв стереопар, отриманих за допомогою

BARF та Stereo from Mono алгоритму, зображено на рис. 3.8. З

результатiв видно, що карта зсувiв для стереопари, синтезованої,

використовуючи BARF, має бiльше структурних деталей (наприклад,

торшер, вимикач свiтла), нiж карта зсувiв для стереопари, отриманої за
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Рисунок 3.6 – Приклад оригiнального лiвого зображення та синтезованого

правого за допомогою Stereo from Mono алгоритму

Рисунок 3.7 – Частини зображень, взятих зi згенерованих правих

картинок. Лiвi зображення вiдповiдають синтезованим NeRF, правi -

Stereo from Mono алгоритмом

допомогою iншого алгоритму.

Отже, порiвнюючи роботу двох методiв – BARF та Stereo from Mono

алгоритм, можна зробити такий висновок: перший метод, BARF, показує

бiльш точнi результати, на вiдмiну вiд Stereo from Mono алгоритму, проте

має певнi недолiки, якi вираженi у деталiзацiї текстур у згенерованих

зображеннях.
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Рисунок 3.8 – Передбаченi карти зсувiв для стереопар, згенерованих за

допомогою BARF (a) та Stereo from Mono алгоритму (b)

3.2.2 Генерування стереозображень з наявними

початковими позами камери у наборi даних

У даному пiдроздiлi розгляньмо випадок оригiнальної моделi BARF

без оптимiзацiї поз камер у процесi тренування. За iстиннi пози камер

було прийнято наявнi у датасетi ScanNet для scene0597 00. Приклад

синтезованих зображень та вiдповiдних їм карт глибин для зазначеної

сцени ScanNet зображений на рис. 3.9. Як видно з картинок, вони є дещо

розмитими, а передбаченi значення глибин є некоректними.

Для бiльш детальної оцiнки отриманих карт вiдстаней, синтезованi

данi були переведенi у 3D у виглядi сiтки засобами python бiблiотеки open3d

[57]. Результати зображенi на рис. 3.11. Порiвнюючи з iстинними даними

(рис. 3.10) одразу видно, що структура сцени губиться, наприклад, стiни

та iншi площини є нерiвними.
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Рисунок 3.9 – Приклад згенерованих стереозображень

Рисунок 3.10 – Приклад GT сiтки набору даних scene0597 00

3.3 Додавання нової функцiї втрат для оцiнки карт глибин

У попередньому пiдроздiлi було розглянуто роботу моделi BARF в

оригiнальному варiантi. У такому випадку передбаченi значення глибин
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Рисунок 3.11 – Приклад синтезованих оригiнальною моделлю BARF карт

глибин у виглядi 3D сiтки

мають великi розбiжностi з iстинними даними - вiдносна помилка досягає

∼14%. Отже, було запропоновано ввести додаткову функцiю втрат (див.

формула 2.9) для оптимiзацiї передбачених карт глибин.

Щоб перевiрити ефективнiсть функцiї втрат для оцiнки карт

вiдстаней, було проведено два тренування: з використанням iстинних карт

глибин, доступних в ScanNet, та без їх використання. Для тренування

була використана одна з тренувальних сцен датасету - scene0597 00.

Кiлькiсть даних в нiй складає 1407 картинок. Тренування було виконано,

задiявши кожне друге зображення локацiї. Приклад роботи мережi

представлено на рис. 3.12. З отриманих результатiв видно, що вiдстань до

об’єктiв передбачається бiльш коректно, на вiдмiну вiд отриманих

результатiв у пiдроздiлi 3.1. Рiзниця мiж отриманими вiдносними

помилками для оригiнальної моделi BARF та моделi з додатковою

функцiєю втрат сягає ∼12%. Також вiзуальний аналiз покращень було

проведено у 3D просторi, приклади передбачених карт глибин у виглядi

3D моделей зображенi на рис. 3.13. Нова функцiя втрат допомагає

подолати проблему нерiвностi площин. Проте певнi артефакти можуть
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з’являтися або залишатися без змiн, приклади таких недолiкiв видiленi

червоними колами на рис. 3.13

Отже, введення додаткової функцiї втрат, яка мiнiмiзує помилку

мiж iстинними картами вiдстаней та картами вiдстаней, якi передбачає

модель BARF, дозволяє покращити отриманi результати. Вiзуальне

порiвняння передбачених карт глибин двома моделями у виглядi 3D сiтки

проiлюстровано на рис. 3.14.

Рисунок 3.12 – Приклад згенерованих стереозображень за допомогою

моделi з додатковою функцiєю втрат для оптимiзацiї карт глибин

3.4 Використання часу 𝑡 як додаткового параметру моделi

BARF

Як було сказано у роздiлi 2.3.2., до вхiдних параметрiв моделi було

запропоновано додати нову змiнну – час 𝑡, яка вiдповiдає послiдовному

iндексу картинки, що подається у мережу. Дана змiна може дозволити

моделювати освiтлення у згенерованих фреймах. Так як очiкується, що

локацiї у тренувальному наборi даних є статичними, ми пропонуємо

використовувати даний параметр 𝑡, щоб вплинути тiльки на
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Рисунок 3.13 – Приклад синтезованих BARF карт глибин у виглядi 3D

сiтки з застосуванням функцiї втрат для оптимiзацiї карт глибин

результуючий RGB колiр. Автори [38] також розглядають введення

нового параметру - часу, проте вiн впливає i на передбачений RGB колiр,

i на передбачену щiльнiсть. Також у зазначенiй статтi передбачається, що

сцена є динамiчною. Враховуючи вищесказане, було проведено 2

експерименти з рiзним використанням нової змiнної. Розгляньмо данi два

варiанти детальнiше.

Видозмiнена архiтектура BARF разом з додатковою функцiєю

втрат та додатковими вхiдними параметрами зображена на рис 3.15.

Мережа складається з 8 повнозв’язних шарiв, кожен з яких мiстить 256

нейронiв, якi на виходi передбачають 𝜎 та 256-розмiрний вектор ознак.

Далi отриманий 256-розмiрний вектор з’єднується з напрямками вхiдних

променiв та передається до додаткового повнозв’язного шару, який

мiстить 128 нейронiв. Останнiй шар мережi дає змогу отримати RGB

колiр. Також у моделi присутнiй зв’язок мiж вхiдними даними та п’ятим

повнозв’язним шаром. Таким чином, на вихiдну щiльнiсть впливають

тiльки вхiднi 3D координати, а на отримуваний колiр впливають i

координати, i вхiднi направлення променiв.
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Рисунок 3.14 – Порiвняння 3D сiток для оригiнальної моделi BARF

(верхнiй рядок) та моделi з введенням функцiї втрат для оптимiзацiї карт

вiдстаней (нижнiй рядок)

Для дослiдження впливу додаткового вхiдного параметру 𝑡 було

проведено 2 експерименти:

1) Введення змiнної 𝑡 впливає тiльки на результуючий колiр

У архiтектурi, яка зображена на рис. 3.15 змiнюється вхiд Input Direction.

Разом з напрямками променiв будемо подавати iндекс зображення,

нормалiзований до [0, 1]. Тобто вхiд виглядає як (𝑑, �⃗�).

2) Введення змiнної 𝑡 впливає i на результуючий колiр, i на

щiльнiсть

У архiтектурi, яка зображена на рис. 3.15 змiнюється вхiд Input Ray.

Разом з початковими 3D координатами будемо подавати iндекс

зображення, нормалiзований до [0, 1]. Тобто вхiд виглядає як (�⃗�, �⃗�).

На рис. 3.16, 3.17 зображенi графiки тренувань, якi вiдображають

якiсть роботи кожної з моделей, включаючи варiант тренування, у якому

не вводилася додаткова змiнна часу 𝑡. У вiдображених результатах було
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Рисунок 3.15 – Видозмiнена архiтектура BARF. Зеленим кольором

позначенi модифiкацiї моделi

використано двi величини: PSNR та помилка синтезу (loss render), що

вiдповiдає значенням фотометричних помилок (див. формулу 3.16).

Метрика PSNR показує на скiльки зображення є спотвореним. У

середньому, значення цiєї величини, яке дорiвнює 40-50 дБ, означає

гарний результат.

Означення 3.1. PSNR (Peak Signal-to-Noise Ratio) –

спiввiдношення мiж максимально можливою потужнiстю зображення та

потужнiстю спотворюючого шуму, що впливає на якiсть зображення.

PSNR можна обчислити, використовуючи наступну формулу:

𝑃𝑆𝑁𝑅 = 10 log10

(𝐿− 1)2

𝑀𝑆𝐸
= 20 log10

𝐿− 1

𝑅𝑀𝑆𝐸
(3.2)

де 𝐿 – максимальна iнтенсивнiсть зображення, MSE - середня

квадратична помилка мiж зображеннями, RMSE - квадратний корiнь

середньої квадратичної помилки

Розгляньмо результуючi PSNR (рис. 3.17) та помилку синтезу (рис.

3.16) детальнiше:

1) Введення додаткової вхiдної змiнної 𝑡 покращує результати PSNR
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Рисунок 3.16 – Помилки синтезу у тренуваннях без додавання до вхiдних

параметрiв 𝑡 (синiй), з додаванням 𝑡 разом з напрямками променiв

(помаранчевий) та з додаванням 𝑡 разом з 3D коордтинатами (червоний)

Рисунок 3.17 – PSNR у тренуваннях без додавання до вхiдних параметрiв

𝑡 (синiй), з додаванням 𝑡 разом з напрямками променiв (помаранчевий) та

з додаванням 𝑡 разом з 3D коордтинатами (червоний)

та loss render у обох випадках

2) У випадку додавання 𝑡 разом з 3D координатами метрика PSNR

досягає значень 30-32 порiвняно з тренування без 𝑡, яке надає можливiсть

досягнути PSNR значення 29

Результати тренувань у виглядi згенерованих зображень та карт

глибин представленi на рис. 3.18, 3.19. Для тренування було використано

частину сцени ScanNet scene0000 00. Усього було задiяно 500 картинок.

Тренування було здiйснено без використання iстинних карт глибин. На

рис. 3.18, 3.19 червоним кольором позначенi певнi артефакти такi як,

наприклад, шум, а зеленим кольором видiленi областi, де є покращення

даних недолiкiв.
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Рисунок 3.18 – Результати тренувань без додавання до вхiдних

параметрiв 𝑡 (a), з додаванням 𝑡 разом з напрямками променiв (b) та з

додаванням 𝑡 разом з 3D коордтинатами (c)

Рисунок 3.19 – Результати тренувань без додавання до вхiдних

параметрiв 𝑡 (a), з додаванням 𝑡 разом з напрямками променiв (b) та з

додаванням 𝑡 разом з 3D коордтинатами (c)

Отже, з отриманих синтезованих зображень та карт вiдстаней можна

зробити такi висновки:

1) Введення додаткової вхiдної змiнної 𝑡 покращує результати

синтезу картинок у обох випадках

2) Додатковий параметр 𝑡 дозволяє отримати бiльш чiткi та
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структурованi карти глибин

3) Додавання параметру 𝑡 разом з 3D координатами дозволяє

отримати бiльш чiткi результати генерування зображень, нiж у випадку

додавання 𝑡 разом з напрямками вхiдних променiв

4) У останньому випадку тобто при введеннi параметру 𝑡 разом з

3D координатами у передбачених картах глибин у дальнiх областях може

з’являтися шум (червонi кола на рис 3.18, 3.19)

Розгляньмо результати тренувань у виглядi 3D сiтки. На рис. 3.21

вiдображений згенерована сiтка для трьох випадкiв: базова модель BARF,

модель, яка тренувалася з додаванням 𝑡 разом з напрямками променiв та

модель з додаванням параметру 𝑡 разом з 3D координатами. Червоними

колами позначенi випадки некоректно згенерованої геометрiї, жовтими

колами вiдображенi певнi покращення вiдносно червоних, а зеленим -

найкращi приклади.

Рисунок 3.20 – GT 3D сiтка для scene0000 00

На рис 3.22 вiдображенi тi ж приклади 3D сiтки, що i на рис. 3.21,

проте також додатково зображений iстинна 3D модель. З даних результатiв
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видно, що з додаванням змiнної 𝑡 структура сцени покращується, проте є

невiдповiдностi у масштабi. Вони проявляються у, наприклад, меншому

розмiрi стiн або ж спостерiгаються випадки, коли одна зi стiн розташована

ближче, чим вiдповiдна їй iстинна.

Отже, з отриманих результатiв можна зробити висновок, що

додаткова вхiдна змiнна 𝑡, яка подається у тренування разом з 3D

координатами, позитивно впливає на вигляд синтезованих карт глибин, а

отже i на 3D реконтрукцiю. Проте залишається проблема, пов’язана з

невiдповiднiстю масштабiв iстинних карт глибин та передбачених

моделями.

Рисунок 3.21 – Приклади синтезованих карт глибин у виглядi 3D сiтки

для випадку тренування без додавання 𝑡 (a), з додаванням 𝑡 разом з

напрямками променiв (b) та з додаванням 𝑡 разом з 3D коордтинатами (c)
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Рисунок 3.22 – Приклади синтезованих карт глибин у виглядi 3D сiтки

разом з GT 3D моделлю для випадку тренування без додавання 𝑡 (a), з

додаванням 𝑡 разом з напрямками променiв (b) та з додаванням 𝑡 разом з

3D коордтинатами (c)

3.4.1 Змiна осiтлення сцени

Використаймо моделi, отриманi у роздiлi 3.4, для моделювання

освiтлення. Як вже зазначалося, iдея додавання змiнної часу до вхiдних

параметрiв моделi полягає у можливостi її використання для змiни

освiтлення сцени. Тобто постає питання в тому, чи можемо ми, працюючи

з датасетом у якому змiнюється освiтлення з плином часу, змiнювати це

саме освiтлення, фiксуючи певну точку вигляду сцени.

Для проведення експерименту було обрано одне зображення сцени

та вiдповiдна йому поза камери. Далi, для генерування нових видiв,

замiсть змiнної 𝑡, яка вiдповiдає номеру фрейма, у мережi подавались

iншi значення 𝑡, якi вiдповiдають кадрам датасету з рiзним освiтленням.

На рис. 3.23 представленi три оригiнальнi зображення датасету,
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включаючи кадр, позу якого було зафiксовано (300 фрейм). Синтезованi

зображення двома моделями з рiзними варiантами додавання змiнної

часу проiлюстрованi на рис. 3.24. Параметр 𝑡 вiдповiдає iндексам

фреймiв, зображених на рис. 3.23 тобто 𝑡 = 300, 357, 465.

Рисунок 3.23 – Приклади оригiнальних зображень з рiзним освiтленням

датасету scene0000 00

Рисунок 3.24 – Синтезованi зображення, якi моделюють рiзне освiтлення

датасету scene0000 00. Верхнiй рядок вiдповiдає моделi BARF, де змiнна

часу подається разом з напрямками променiв (⃗𝑡, 𝑑), а нижнiй - моделi

BARF, де змiнна часу подається разом з 3D координатами (⃗𝑡, �⃗�)



59

3.5 Аналiз результуючих метрик

Розгляньмо результуючi метрики, якi вiдповiдають помилкам у

передбачених картах глибин, порiвняно з iстинними. Для оцiнки роботи

моделей були використанi двi метрики MAE (mean absolute error) та

MARE (mean absolute relative error):

MAE:

𝑀𝐴𝐸 =
1

𝑁

𝑁∑︁
𝑖=1

|𝑦𝑖 − 𝑦𝑖| (3.3)

де 𝑦 - iстиннi карти глибин, 𝑦𝑖 - передбаченi значення глибин, 𝑁 - кiлькiсть

зображень

MARE:

𝑀𝐴𝑅𝐸 =
1

𝑁
*

𝑁∑︁
𝑖=1

|𝑦𝑖 − 𝑦𝑖|
𝑦𝑖

* 100% (3.4)

де 𝑦𝑖 - iстиннi карти глибин, 𝑦𝑖 - передбаченi значення глибин, 𝑁 - кiлькiсть

зображень

У табл. 3.25 вiдображенi результати тренувань у рiзних режимах у

виглядi помилок мiж GT картами глибин та передбаченими картами

глибин для ScanNet сцени 0597, яка була використана у прикладах в

пiдроздiлах 3.2 та 3.3. У даному випадку розподiл

тренувальних/валiдацiйний даних був обраний як 95/5%. Розрахунок

метрик, наведений у зазнченiй таблицi, був проведений на 95% даних. З

результатiв випливає, що оригiнальний варiант BARF показує найгiршу

якiсть генерування даних. У такому випадку вдається досягти помилки в

13.88%, що є досить великим значенням. А найкращим випадком

тренування є тренування в режимi додаткової оптимiзацiї карт глибин з

додаванням до вхiдних параметрiв 𝑡 разом з 3D координатами.

Тренування з даними модифiкацiями дозволяє отримати помилку 0.8%,

що означає, що передбаченi значення вiдстаней до об’єктiв є дуже

близькими до iстинних. Такi значення помилок можуть свiдчити про те,

що згенерованi карти глибин можуть бути застосованi у тренуваннi
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стереонейромереж. Також таким чином можна доповнити вже iснуючi

данi зображеннями з iнших кутiв зору.

Рисунок 3.25 – Метрики для scene0597 00

У табл. 3.26 наведенi значення помилок мiж iстинними значеннями

вiдстаней та передбаченими BARF у рiзних варiацiях тренувань без

використання GT карт глибин для scene0000 00 (рис. 3.20). У

оригiнальному варiантi BARF без оптимiзацiї поз дозволяє отримати

помилку у 28.1%, а найкращий результат - це MARE = 17.3% у режимi з

додаванням змiнної часу 𝑡 разом з 3D координатами. Дана сцена має

змiнне освiтлення та помилки для даного датасету є досить високими,

проте додавання змiнної часу помiтно покращує якiсть 3D реконструкцiї

сцени. Для прикладу, для сцени 0597 такий режим тренування дає меншу

помилку - 11%.

Рисунок 3.26 – Метрики для scene0000 00
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3.6 Тренування стереонейромережi для оцiнки карт глибин

на згенерованих даних

Для оцiнки спроможностi нейромережi тренуватися на даних,

синтезованих за допомогою NeRF, було обрану модель DispNet [13]. Дана

мережа має просту архiтектуру, схожу до U-net, яка складається з

енкодера, за яким слiдує декодер. Бiльш детальний опис наведений у 2

роздiлi роботи. На вхiд моделi подаються 2 зображення – лiве та праве та

вiдповiдна карта зсувiв. На виходi DispNet передбачає карти зсувiв мiж

лiвими та правими картинками. Було проведено декiлька варiантiв

експериментальних тренувань, використовуючи рiзнi варiацiї даних,

кожен набiр, крiм одного, складається з 1336 стереопар. Тренування було

првоедено, використовуючи ScanNet сцену scene0597 00. Отже, варiанти

використаних даних наведенi нижче:

1) Iстиннi данi з датасету.

2) Данi, згенерованi моделлю BARF, яка тренувалася з додатковою

оптимiзацiєю карт вiдстаней.

3) Данi, отриманi з моделi, яка тренувалася з оптимiзацiєю карт

глибин та додаванням параметра 𝑡 до входу з 3D координатами.

4) Карти глибин, отриманi з моделi, яка тренувалася з оптимiзацiєю

карт глибин та додаванням параметра 𝑡 до входу з 3D координатами.

Стереозображення взятi початковi з датасету.

5) Данi, отриманi з моделi, яка тренувалася без оптимiзацiї карт

глибин та з додаванням параметра 𝑡 до входу з 3D координатами.

6) Карти глибин, отриманi з моделi, яка тренувалася без оптимiзацiї

карт глибин та з додаванням параметра 𝑡 до входу з 3D координатами.

Стереозображення взятi початковi з датасету.

7) Данi, згенерованi моделлю BARF, яка тренувалася з додатковою

оптимiзацiєю карт вiдстаней. Також додатково було синтезовано 420

зображень, якi вiдповiдають iнтерпольованим позам кожної 3 пари
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зображень з кроком 3.

У табл. 3.3 наведенi результати тренувань DispNet для усiх варiантiв,

приведених вище.

Окрiм експериментiв на згенерованих даних, для порiвняння були

проведенi два iнших тренування:

1) Тренування DispNet на GT даних датасету scene0597 00 у режимi

навчання з учителем.

2) Тренування DispNet на GT даних датасету scene0597 00 у режимi

навчання без учителя. Даний режим тренування налаштований,

використовуючи метод, описаний у статтi [45].

У табл. 3.4 наведенi результати тренувань DispNet на iстинних

даних у режимах з учителем та без учителя, якi перелiченi вище.

Оригiнальнi данi у датасетi ScanNet є монокулярними, тому для навчання

нейромережi стереопари були отриманi за допомогою алгоритму Stereo

from Mono [14]. Оцiнка отриманих результатiв, яка представлена в табл.

3.3, 3.4 була здiйснена шляхом пiдрахунку метрик MAE та MARE.

Аналiзуючи отриманi результати метрик, бачимо, що,

використовуючи введенi модифiкацiї до моделi BARF, можна приблизити

якiсть тренування стереонейромережi на згенерованих даних до

результатiв тренувань цiєї ж мережi на iстинних даних у режимi

навчання з учителем. MARE для моделi, яка тренувалася на GT даних,

досягає 1.06%, а з модифiкацiями - 1.24% - 1.47%. Хоча у такому випадку

не вдається отримати кращi результати, важливим моментом є те, що за

домогою NeRF можна генерувати будь-яку кiлькiсть даних,

використовуючи рiзнi параметри каметри. Це є суттєвим обмеженням для

таких алгоритмiв як, наприклад, Stereo from Mono [14]. Розгляньио

результати такого експерименту. У випадку тренування DispNet на

синтезованих даних за допомогою моделi BARF з додатковою функцiєю

втрат вдається отримати MARE, яке дорiвнює 2.68%. Далi до даного

набору даних було додатково згенеровано ще 420 зображень, якi

вiдповiдають позам камери, котрих немає в оригiнальному датасетi.
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Таблиця 3.3 – Результати DispNet тренувань, використовуючи

згенерованi данi для scene0597 00

Модель BARF Набiр даних MAE, м MARE,
%

К-ть
зобр.,

датасет

К-ть
зобр.,
тест

w/o GT глибин
(оригiнальна модель) scene0597 00 0.280 12.05 1336 1336

GT глибин scene0597 00 0.057 2.68 1336 1336

GT глибини + (⃗𝑡, �⃗�) scene0597 00 0.029 1.47 1336 1336

Iстиннi зображення +
GT глибини + (⃗𝑡, �⃗�) scene0597 00 0.225 1.24 1336 1336

w/o GT глибин + (⃗𝑡, �⃗�) scene0597 00 0.224 9.81 1336 1336

Iстиннi зображення +
w/o GT глибин + (⃗𝑡, �⃗�) scene0597 00 0.251 10.9 1336 1336

GT глибини + 420
нових зображень scene0597 00 0.040 1.95 1756 1336

Таким чином, тренування стереонейромережi вiдбувалося на 1756

стереопарах. У такому випадку вiдносна помилка покращується до 1.95%

тобто на 0.7%. Проте слiд зазначити, що у даних тренуваннях також

спостерiгається перетренування так як навчання стереонейромережi

вiдбувалося на однiй сценi, яка також входила до валiдацiї.

Отже, проведенi експерименти свiдчать про те, що

стереонейромережу можливо тренувати на згенерованих за допомогою

NeRF даних та отримувати близькi результати з навчанням на iстинних

даних. Проте обмеження використання iстинних даних полягяє в їх

неузагальненостi на рiзнi параметри камери. Проведений експеримент з

догенеруванням даних показує, що NeRF може обходити дане обмеження

та така аугментацiя потенцiйно може покращувати результуючi метрики.
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Таблиця 3.4 – Результати DispNet тренувань, використовуючи iстиннi

данi scene0597 00

Модель Набiр даних MAE, м MARE,
%

К-ть
зобр.,

датасет

К-ть
зобр.,
тест

GT данi, навчання з
учителем scene0597 00 0.022 1.06 1336 1336

GT данi, навчання без
учителя scene0597 00 0.218 8.57 1336 1336

3.7 Додатковi можливi use-cases

Бiльшiсть наборiв даних для тренування нейронних мереж для

оцiнки карт глибин мають пропущенi значення у своїх iстинних даних.

Одна з причин -– це певнi обмеження сенсорiв. Одним з можливих

варiантiв використання NeRF є заповнення iстинних карт глибин

згенерованими зображеннями за допомогою технологiї NeRF.

Для генерування таких зображень модель NeRF була попередньо

натренована на обранiй сценi датасету ScanNet - .scene0597 00. Далi

замiсть пропущенних значень у iстинних картах вiдстаней були

використанi передбаченi NeRF. Приклади результату заповнення

нульових значень глибин зображено на рис. 3.27.

Також приклади результатiв окремих карт вiдстаней в 3D з та без

доповнення карт глибин зображено на рис. 3.28, а частина 3D сiтки усiєї

сцени з заповненням пропущених значень за доп. NeRF зображена на рис.

3.29. Отже, з отриманих результатiв можна зробити такi висновки:

1) Пропущенi значення в iстинних картах глибин можуть бути

заповненi, використовуючи передбаченi значення NeRF.

2) Порiвнюючи на прикладi набора даних ScanNet iндивiдуальнi

карти вiдстаней у 3D для iстинних даних та доповненних, другi суттєво

покращують вигляд сiтки та мають коректну геометрiю у нульових зонах
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Рисунок 3.27 – Приклад доповнення карт глибин синтезованими

значеннями за допопомгою BARF

Рисунок 3.28 – Приклад iндивiдуальних карт глибин в 3D

(рис. 3.28, 3.29)

Рисунок 3.29 – Приклад частини 3D сiтки усiєї сцени з заповненням

пропущених значень за доп. NeRF
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Висновки до роздiлу 3

У даному роздiлi були вiдображенi результати проведених

експериментiв. Основними висновками є те, що видозмiнений варiант

моделi BARF дає змогу генерувати данi, якi мають помилку з iстинними

< 1%. Також додатковий параметр часу вiдiграє суттєву роль у

отриманiй якостi згенерованих даних особливо у випадку сцен зi змiнним

освiтленням, зменшуючи MARE бiльше, нiж на 10%, порiвняно з

результатами оригiнальної моделi.

Слiд зазначити, що згенерованi навчальнi данi за допопомогою

NeRF не покращують результати роботи стереонейромережi, порiвняно з

навчанням на iстинних даних. Проте технологiя NeRF дає змогу

генерувати новi зображення, обходячи обмеження GT даних щодо

неузагальненостi на iншi параметри камери. У одному з експериментiм

було показано, що розширення набору даних додатково синтезованими

даними, використовуючи NeRF, дає змогу покращити результати роботи

стереонейромережi.
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ВИСНОВКИ

Головним завданням даної магiстерської дисертацiї було

проаналiзувати можливiсть генерування даних для задач стереозору за

допомогою технологiї NeRF. В якостi моделi для аналiзу було обрано

BARF.

У процесi роботи було оглянуто основнi видозмiненi моделi NeRF та

один з алгоритмiв, який може бути використаний для генерування

стереопар з будь-якої послiдовностi монокулярних зображень. Проте

останнiй алгоритм має свої недолiки та обмеження. Було встановлено, що

у лiтературi не дослiджено можливiсть використання NeRF для

генерування стереоданих.

За результатами експериментiв було виявлено, що оригiнальна

модель BARF не дає можливостi отримати данi високої якостi. Отже, у

данiй роботi було запропоновано ввести двi модифiкацiї для покращення

генерування стереопар:

1) Додаткова функцiя втрат для оптимiзацiї передбачених карт

глибин.

2) Додатковий вхiдний параметр моделi час 𝑡, який вiдповiдає

послiдовному iндексу вхiдного зображення.

За результатами аналiзу проведених експериментiв було встановлено:

1) Додаткова функцiя втрат для оптимiзацiї карт глибин дозволяє

покращити результат роботи BARF на ∼12%.

2) Додатковий вхiдний параметр часу 𝑡 покращує результат роботи

BARF, проте покращення залежить вiд набору даних та освiтлення. У

одному випадку це 1-2%, в iншому – 11%.

3) Об’єднання двох модифiкацiй i застосування їх разом дозволяє

отримати помилку < 1%.

4) Додатковий вхiдний параметр часу 𝑡 надає змогу моделювати

освiтлення сцени.
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5) Застосовуючи запропонованi модифiкацiї до генерування даних,

можна наблизити результати роботи стереонейромережi на згенерованих

даних до результатiв роботи стереонейромережi на iстинних даних

(1.47%/1.24% (BARF + модифiкацiї) -> 1.06% (GT данi)).

6) NeRF дає змогу генерувати новi зображення сцени,

використовуючи рiзнi параметри камери. Аугментацiя таким чином

навчальних даних дозволяє покращити результат роботи

стереонейромережi на 0.7%.

Отриманi результати дають змогу синтезувати стереозображення з

наявних монокулярних наборiв даних та застосовувати їх для

покращення якостi результатiв навчання нейромереж для оцiнки карт

глибин зi стереозображень.
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